Título: Um Processo Para Apoiar o Cientista de Dados na Modelagem de um Preditor do Tempo de Viagem Para o Cenário do Transporte Público Por Ônibus

Resumo

Em países onde o ônibus é, em geral, o principal meio de transporte da maioria da população, é fundamental implantar projetos voltados para esse nicho a fim de melhorar a qualidade do serviço prestado. Nesse cenário, soluções baseadas em Aprendizado de Máquina (AM) podem ajudar a minimizar os problemas relacionados ao transporte por ônibus, tornando-o mais atrativo para os usuários. Por meio de uma Revisão Sistemática da Literatura (RSL), identificamos que a predição do tempo de viagem é uma das soluções mais investigadas na literatura para o transporte por ônibus e tem como objetivo construir um modelo AM capaz de prever o tempo de viagem entre dois pontos determinados. Essa solução pode ajudar no planejamento das viagens dos usuários de ônibus, fornecendo informações sobre o tempo de viagem previsto ou ainda auxiliando o planejamento operacional das empresas de transporte. No entanto, a construção desse preditor para o transporte público por ônibus não pode ser considerado um processo trivial já que envolve questões difíceis como a aplicação de métodos mais complexos para construir uma base de dados com os registros das viagens realizadas pelos ônibus e a integração com outros tipos de dados que afetam o tempo de viagem dos ônibus. Para apoiar o cientista de dados na construção dessa solução, há ferramentas como a Weka e a Orange que conseguem ajudá-lo na execução de apenas algumas tarefas e não oferecem um suporte para a preparação dos dados coletados dos dispositivos de localização. Diante disso, o objetivo deste trabalho é propor um processo capaz de guiar o cientista dados na realização das tarefas necessárias para construir um preditor temporal para o cenário do transporte público por ônibus, conduzindo-o desde da concepção do projeto até a avaliação dos preditores. O processo foi concebido por meio da investigação de trabalhos de predição do tempo de viagem encontrados na literatura e o fluxo dele foi representado usando a notação \textit{Business Process Model Notation} (BPMN). Esse proposto prevê que algumas tarefas, especialmente as tarefas de preparação dos dados, sejam executadas de forma automatizada por uma ferramenta. Para avaliar o uso do processo, uma simulação foi realizada usando os dados reais coletados dos dispositivos de GPS da frota de ônibus da cidade de São Paulo e também dois experimentos foram realizados para que os cientistas de dados avaliassem o processo. A simulação mostrou que o processo conseguiu guiar o cientista de dados nas tarefas necessárias para modelar um preditor do tempo de viagem. No primeiro experimento, a maioria dos cientistas de dados (68\%) apontou que a construção de um preditor do tempo de viagem, sem o uso de qualquer ferramenta específica, é um processo considerado de moderado a difícil e que consultariam à literatura para embasá-los na tomada de decisões em vários momentos ao longo do processo. No segundo experimento, um protótipo foi desenvolvido para representar a ferramenta e simular a execução de tarefas previstas no processo. Nesse experimento, 41\% dos cientistas de dados perceberam uma redução na dificuldade para modelar um preditor do tempo de viagem usando o protótipo.
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Abstract

In countries where the operation of the majority is generally the primary means of transport, it is fundamental for most projects dimensioned to improve the quality of the service niche. In this scenario, solutions based on Machine Learning (AM) can help to minimize the problems related to bus transportation, making it more attractive to users. Through a Systematic Literature Review (RSL), we identified that the travel time prediction solution is one of the most investigated solutions in the literature for bus transport and aims to build an AM model capable of predicting the travel time between two points. This solution can help plan the trips of bus users, provide information about the expected travel time, or even help the operational planning of transport companies. However, the construction of a temporal predictor for public transportation by bus cannot be considered a trivial process. It involves difficult issues such as the application of more complex methods to build a database with the records of trips carried out by buses and integration with other types of data that affect the travel time of buses. Tools such as Weka and Orange can help perform only a few tasks and do not offer support for the preparation of data collected from tracking devices. Therefore, the objective of this work is to propose a process capable of guiding the data scientist in carrying out the necessary tasks to build a travel time predictor for the public transport scenario by bus, leading it from the design of the project to the evaluation of the travel time predictors. The proposed process was conceived through the investigation of travel time prediction works found in the literature, and its flow was represented using the \textit{Business Process Model Notation} (BPMN) notation. This proposal foresees that some tasks, especially the data preparation tasks, are performed in an automated way by a tool. A simulation was carried out using the real data collected from the GPS devices of the São Paulo city bus fleet to evaluate the use of the proposed process. Also, two experiments were carried out for the data scientists to evaluate the process. The simulation showed that the process could guide the data scientist in the tasks necessary to model a travel time predictor. The first experiment, most data scientists (68\%) pointed out that the construction of a travel time predictor, without the use of any specific tool, is a process considered moderate to difficult and that they would consult the literature to support them in decision-making at various points throughout the process. The secund experiment, a prototype was developed to represent the tool and simulate the execution of tasks foreseen in the process. In this experiment, 41\% of data scientists noticed a reduction in perceived difficulty when modeling a travel time predictor using the prototype.
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