Resumo:

Desenvolver agentes artificiais capazes de jogar bem é um objetivo de longa data na área de IA para jogos. Recentemente, surgiram vários casos de sucesso, impulsionados principalmente por técnicas que reúnem Aprendizagem por Reforço (RL) e aprendizagem baseada em redes neurais. Entretanto, a maioria dos resultados foi obtido usando apenas as imagens gráficas da tela do jogo, com recursos físicos caros para se efetuar os cálculos e com importantes restrições pela falta de conhecimento do contexto do jogo. Nesta dissertação propomos o desenvolvimento de um Ambiente de Aprendizado aplicado ao jogo Bomberman (BLE) com o objetivo de verificar se os algoritmos de RL conseguem aprender a jogar sem informações privilegiadas. Escolhemos o jogo Bomberman por ser um jogo com regras claras e ser um jogo amplamente adotado como plataforma de testes na literatura do assunto. O BLE inclui o algoritmo de Otimização de Política Proximal (PPO) que pode ser usado com um Perceptron de Múltiplas Camadas e/ou com uma Rede de Memória de Curto Longo Prazo (LSTM), a possibilidade de treinamento por imitação, seguido ou não por PPO, e a opção de aprender com a experiência de um ou vários agentes de uma só vez. Além disso, o BLE fornece cinco maneiras diferentes de representar o espaço de estados. Foram realizadas várias experiências de treinamentos e torneios em que os agentes jogam uns contra os outros para selecionar a melhor representação e técnica de aprendizado nesse cenário. Os resultados apontaram que, usando uma representação híbrida, agregando as experiências dos vários agentes para aprender de uma só vez e utilizando PPO com LSTM, são produzidos agentes inteligentes do Bomberman que vencem mais partidas entre todos os agentes treinados.
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Abstract:
Making artificial agents capable of playing well games is a long-standing goal in the area of Game AI. Recently, a number of successful cases have emerged driven mainly by techniques that put together Reinforcement Learning (RL) and neural network-based learning. However, in most of the cases, the results have been achieved by training directly from pixels with expensive resources. On the other hand, a universally pleasurable game that requires agents learning from complex environments but still not necessarily from the pixels is Bomberman. In this research, we devised a Bomberman Learning Environment (BLE) aiming at testing whether RL algorithms have the ability to learn how to play Bomberman without privileged information. BLE includes the Proximal-Policy Optimization (PPO) algorithm that can be used with a Multi-Layer Perceptron and/or a Long-Short Term-Memory network (LSTM), the possibility of training with imitation learning followed or not by PPO, and the option of learning from the experience of one or several agents at once. In addition, BLE provides five different ways of representing the space of states. We conducted several pieces of training and tournament experiments where the agents play against each other to select the best representation and learning technique in this scenario. The results have pointed out, in most cases, that by using a hybrid representation, aggregating the experiences of the several agents to learn at once, and using PPO with LSTM we have Bomberman agents that know how to win the game against the other trained agents.
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