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Resumo

Um componente importante no desenvolvimento de jogos é a construção de agentes artifici-

ais. Com os avanços em hardware, muitos jogos conseguem simular cidades e ecossistemas

repletos desses agentes. Esses ambientes são conhecidos como ambientes multiagentes e

muitas vezes os agentes precisam cooperar para resolverem as tarefas propostas. Uma

das técnicas utilizadas para o desenvolvimento de agentes artificiais em jogos que vem

sendo explorada no domínio de ambientes multiagentes cooperativos é o aprendizado por

reforço. No aprendizado por reforço, o agente precisa descobrir quais ações levam a mai-

ores recompensas por meio da experimentação dessas ações, definindo uma busca por

tentativa e erro. Assim, o agente interage com o ambiente buscando maximizar o ganho

de recompensas ao longo do tempo. Por meio dessas recompensas, os agentes são capazes

de aprender quais as melhores ações ou quais ações evitar em determinado momento.

Especificar quando recompensar os agentes não é uma tarefa simples e requer o conheci-

mento sobre o ambiente e o problema a ser solucionado. Além disso, definir os elementos

do aprendizado por reforço multiagente necessários ao ambiente de aprendizado pode ser

um desafio para desenvolvedores que não são especialistas no domínio. Assim, este tra-

balho propõe um framework para o desenvolvimento de ambientes multiagentes de jogos

cooperativos com o objetivo de facilitar o processo e melhorar o desempenho dos agentes

durante o aprendizado por reforço. O framework consiste em etapas de modelagem do am-

biente de aprendizado e projeto de recompensas e distribuição do conhecimento buscando

desenvolver a melhor configuração do ambiente para o treinamento. O framework foi

aplicado no desenvolvimento de quatro ambientes multiagentes e testes foram conduzidos

para a análise das técnicas utilizadas no projeto de recompensas. Os resultados mostram

que a utilização de recompensas densas (recompensas frequentes) favorecem o surgimento

de comportamentos essenciais (necessários para a resolução das tarefas), melhorando o

aprendizado dos agentes; a distribuição do conhecimento pode reduzir a complexidade da

tarefa mas a dependência entre os grupos é um fator decisivo na sua implementação; e o

framework permite que um ambiente seja desenvolvido de forma a melhorar o desempenho

dos agentes em ambientes multiagentes.
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Abstract

An important element in game development is the construction of artificial agents. With

advances in hardware, many games can simulate cities and ecosystems full of these agents.

These environments are known as multi-agent environments, and many times the agents

need to cooperate to solve the proposed tasks. One of the techniques used for the artificial

agents’ development in games that is being explored in the domain of cooperative multi-

agent environments is reinforcement learning. In reinforcement learning, the agent needs

to discover which actions lead to greater rewards by experimenting with these actions,

defining a search by trial and error. Therefore, the agent interacts with the environment

seeking to maximize the gain of rewards over time. Through these rewards, agents can

learn which actions are best or which actions to avoid at a given time. Specifying when

to reward agents is not a simple task and requires knowledge about the environment and

the problem to be solved. Furthermore, defining the elements of multi-agent reinforce-

ment learning required for the learning environment can be challenging for developers

who are not domain experts. Therefore, this paper proposes a framework for developing

multi-agent cooperative game environments to facilitate the process and improve agent

performance during reinforcement learning. The framework consists of steps of modeling

the learning environment and designing rewards and knowledge distribution to develop

the best environment configuration for training. The framework was applied to four multi-

agent environments development, and tests were conducted to analyze the techniques used

in the reward design. The results show that the use of dense rewards (frequent rewards)

favors the emergence of essential behaviors (necessary for the resolution of tasks), im-

proving the learning of agents; the distribution of knowledge can reduce task complexity

but the dependency between groups is a decisive factor in its implementation, and the

framework allows an environment to be developed to improve the performance of agents

in multi-agent environments.

Keywords: multi-agent reinforcement learning, multi-agent cooperative environments,

games, actor-critic.
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1 Introdução

Neste capítulo, apresentamos o contexto, a motivação e os objetivos da dissertação. Apre-

sentamos como o presente trabalho se insere no contexto do desenvolvimento de agentes

inteligentes para jogos multiagentes cooperativos, bem como a sua importância para a

área. Além disso, apresentamos brevemente como alguns trabalhos relacionados abordam

os desafios do aprendizado por reforço em ambientes multiagentes. Finalmente, apresen-

tamos a metodologia utilizada e como a dissertação está estruturada.

1.1 Contexto

A utilização de técnicas de Inteligência Artificial (IA) nos jogos eletrônicos tem sido muito

explorada nos últimos anos (SUMMERVILLE et al., 2018), (VINYALS et al., 2019). Essa

tendência pode ser explicada pelos constantes avanços em pesquisa, evolução em hardware

e processamento, bem como as exigências do mercado consumidor. Se antes os jogadores

conseguiam se satisfazer com comportamentos artificiais simples, atualmente um jogo que

apresenta comportamentos falhos pode prejudicar seriamente a diversão e imersão do jogo

(YANNAKAKIS; TOGELIUS, 2018).

Isso ocorre porque um dos principais objetivos de inserir IA em jogos eletrônicos é

propor um mundo coerente e convincente, capaz de entreter o jogador com a dose certa

de desafios e comportamentos mais humanos. Esse objetivo pode ser atingido por meio de

diferentes abordagens, como o aprimoramento do comportamento dos personagens não-

jogáveis (NPC, do inglês Non-Player Character) ou a geração automática de conteúdo.

Devido ao seu potencial em transformar os jogos em um entretenimento muito mais

imersivo e desafiador, a utilização de IA nos jogos eletrônicos data dos anos 1990. Em

1996 era lançado o jogo Creatures (Millennium Interactive) que aplicava redes neurais com

o intuito de modelar o comportamento das criaturas (GRAND; CLIFF; MALHOTRA,

1996). Em 1998, o jogo Thief (EIDOS) implementou um sistema sensorial avançado para

os guardas. Em 2004, Halo 2 (Microsoft Studios) popularizou o uso de árvores de decisão
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nos jogos.

A série Civilization (MicroProse, Activision, Infogrames Entertainment, SA and 2K

Games), Minecraft (Microsoft Studios) e No Man’s Sky (Hello Games) implementam a

geração procedural de mundos e seres. Os avanços também permitem o aprimoramento

dos comportamentos dos NPCs, como visto em The Last of Us (Sony Computer Enter-

tainment) e BioShock Infinite (2K Games). Em 2014, o jogo Alien: Isolation (Sega),

implementou um comportamento de caça, no qual a estratégia do inimigo se ajusta de

acordo com o jogador (YANNAKAKIS; TOGELIUS, 2018).

Diante desse cenário, é possível afirmar que quanto maior a evolução dos jogos, mais

importante é o papel da IA. Devido a essa importância, diferentes técnicas de IA vêm

sendo aplicadas e testadas aos jogos. Uma dessas técnicas é o aprendizado por reforço

(RL, do inglês Reinforcement Learning) (KAELBLING; LITTMAN; MOORE, 1996). RL

se mostra uma técnica promissora para o treinamento de agentes em jogos devido à sua

capacidade em lidar com certos desafios desse tipo de ambiente.

Um dos desafios em se treinar agentes em ambientes de jogos consiste no tamanho do

espaço de estados. Nos jogos, especialmente nos de estratégia, o espaço de estados pode

ser muito grande. Esse problema pode ser contornado utilizando redes neurais profundas

para modelar o sistema de forma satisfatória (SHAO et al., 2019). Outro desafio consiste

na dificuldade em se aprender políticas adequadas para tomar decisões em um ambiente

dinâmico. Para este problema, métodos de RL são soluções viáveis (SHAO et al., 2019).

Para uma maior compreensão da aplicabilidade de RL no treinamento de agentes

inteligentes em jogos, primeiro é necessário entender que com RL os agentes aprendem

comportamentos ideais por meio de feedbacks positivos ou negativos. Esses feedbacks se

dão na forma de recompensas. Como exemplo, podemos pensar no treinamento de NPCs

inimigos em jogos FPS (do inglês First-Person Shooter). Os NPCs devem se esconder nas

barricadas quando o jogador estiver atirando, identificar o jogador e atacá-lo, equipar o

colete, procurar por itens de cura quando estiverem com pouca vida e assim por diante.

Modelar esses comportamentos complexos é uma tarefa muito difícil. Um método

menos complexo consiste em deixar que os agentes aprendam por conta própria guiados

por meio das recompensas. Se o agente é recompensado de forma positiva, ele começa a

entender que esse comportamento é benéfico. Da mesma forma, se ele é recompensado de

forma negativa, ele entende que algo é ruim e busca evitar esse tipo de situação.

Por meio dessas recompensas, o agente é capaz de aprender e por isso, o projeto de
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recompensas deve ser realizado de forma eficaz. Entretanto, o desafio vai além da elabo-

ração das recompensas. No exemplo citado, assim como em jogos de estratégia e esporte,

existem diferentes agentes aprendendo de forma conjunta. É necessário orquestrar esses

agentes, bem como entender a comunicação entre eles. Esses ambientes são conhecidos

como ambientes multiagentes e estão cada vez mais presentes nos jogos.

Nesses ambientes, os agentes precisam cooperar ou competir entre si e isso traz uma

nova gama de desafios. Alguns dos desafios inerentes ao aprendizado por reforço multia-

gente (MARL, do inglês Multi-Agent Reinforcement Learning) estão relacionados à par-

cialidade das observações, ao ambiente não estacionário e ao problema da atribuição de

crédito (DU; DING, 2020). Nesse domínio, os agentes geralmente possuem suas próprias

observações locais e tomam ações baseadas nesse conjunto de observações. Entretanto,

em um ambiente simulado como os jogos, geralmente temos acesso aos estados e infor-

mações na fase de treinamento (VINYALS et al., 2019). Assim, é possível utilizar esse

conhecimento conjuntamente com uma execução descentralizada, uma vez que os agentes

não têm acesso a todos os estados durante a fase de execução.

A abordagem de treinamento centralizado com execução descentralizada (CTDE,

do inglês Centralized Training Decentralized Execution) tem sido muito explorada pela

comunidade interessada em RL (FOERSTER; ASSAEL et al., 2016), (JORGE et al.,

2016). A maioria dos trabalhos propõem novas técnicas ou tentam aprimorar algoritmos

já existentes (SUNEHAG et al., 2016), (VIDHATE; KULKARNI, 2016), (FOERSTER;

FARQUHAR et al., 2018), , (ZHANG; ZHAO; LEWIS, 2018), (BERNER et al., 2019),

(VINYALS et al., 2019). Entretanto, a utilização de RL no nível macro do desenvolvi-

mento de jogos ainda não é bem explorada. Muitos desenvolvedores de jogos, especial-

mente os independentes, não possuem o conhecimento qualificado para criar ou aprimorar

algoritmos de RL específicos.

1.2 Motivação

Os avanços em hardware e processamento permitem o desenvolvimento de jogos mais

elaborados, com mundos populosos, repletos de agentes artificiais. Construir agentes

inteligentes em ambientes como esses é uma tarefa desafiadora. Assim, a exploração e

a inovação da área de pesquisa em MARL contribui para a utilização dessa técnica no

desenvolvimento de agentes inteligentes em jogos.

Entretanto, MARL apresenta uma série de desafios (e.g., parcialidade das observa-
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ções, ambiente não estacionário, problema da atribuição de crédito), sendo necessário

abordá-los com as melhores práticas. Embora muitos trabalhos explorem esse domínio

(FOERSTER; ASSAEL et al., 2016), (JORGE et al., 2016), (VIDHATE; KULKARNI,

2016), (ZHANG; ZHAO; LEWIS, 2018), (VINYALS et al., 2019), (BERNER et al., 2019),

(FOERSTER; FARQUHAR et al., 2018), (SUNEHAG et al., 2016), o foco não está no

desenvolvimento de jogos e sim na criação de novos ambientes e/ou algoritmos. Esses am-

bientes são dimensionados para testes em domínios específicos com foco no desempenho

dos algoritmos utilizados (BELLEMARE et al., 2013), (KEMPKA et al., 2016), (MNIH;

KAVUKCUOGLU; SILVER; GRAVES et al., 2013), (JOHNSON et al., 2016).

Explorar o domínio de MARL no contexto do desenvolvimento de jogos, buscando

encontrar alternativas viáveis e que tragam benefícios, é de suma importância e pode

trazer novas perspectivas e abordagens, especialmente se levarmos em consideração o au-

mento da quantidade de desenvolvedoras independentes, que muitas vezes não contam

com desenvolvedores especializados no domínio de MARL. Além disso, projetar recom-

pensas de forma eficaz para o melhor aprendizado dos agentes não é uma tarefa fácil,

sendo necessário explorar e apresentar formas de contornar esse desafio.

Diante dessa motivação, este trabalho propõe o OptimizingMARL, um framework para

o desenvolvimento de ambientes de jogos cooperativos baseados em MARL. O framework

proposto traz práticas que auxiliam no desenvolvimento e configuração de ambientes mul-

tiagentes cooperativos buscando o melhor desempenho do treinamento dos agentes. Esse

desempenho está relacionados à utilização de recompensas densas (recompensas frequen-

tes) para incentivar o surgimento de comportamentos esseciais - aqueles necessários para

a resolução das tarefas e do problema. Além disso, o framework consiste em etapas de

modelagem do ambiente de aprendizado, possibilitando a macro compreensão dos elemen-

tos de RL e de jogos podendo ser utilizado por desenvolvedores que não são especialista

em RL.

Aplicamos o framework no desenvolvimento de quatro ambientes multiagentes e re-

alizamos testes para analisar as técnicas utilizadas na etapa de projeto de recompensas.

Para os experimentos, utilizamos uma estrutura baseada no CTDE. Nessa estrutura existe

um crítico centralizado (uma rede neural) processando os estados de todos os agentes do

grupo e estimando o quão bem os agentes estão se saindo. Esses conceitos são abordados

de forma detalhada no Capítulo 2. A estrutura também é capaz de processar um número

variável de entradas e realizar a atribuição de crédito mesmo para agentes que foram

removidos do episódio, sendo ideal para comportamentos cooperativos em jogos.
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1.3 Objetivo

Este trabalho propõe e avalia um framework para o desenvolvimento de ambientes de

aprendizado multiagentes cooperativos utilizando RL, buscando o aprimoramento do de-

sempenho no treinamento dos agentes. Para isso, exploramos a utilização de recompensas

densas para incentivar o surgimento de comportamentos essenciais. Esses comportamen-

tos influenciam diretamente na resolução do problema. O framework também explora a

distribuição do conhecimento entre diferentes grupos buscando identificar seus benefícios

e desvantagens na configuração do ambiente. O framework é utilizado em conjunto com

uma estrutura que possibilita ao crítico centralizado processar uma quantidade variável

de entradas.

Assim, os principais objetivos desse trabalho se resumem em: (i) propor o framework

para o desenvolvimento de ambientes multiagentes cooperativos otimizados para o bom

desempenho do treinamento de agentes; (ii) apresentar a aplicação do framework na cons-

trução de ambientes de aprendizado; (iii) avaliar as técnicas de projeto de recompensas

e distribuição do conhecimento por meio de testes com o framework utilizando uma es-

trutura apropriada ao domínio de jogos; e (iv) analisar os resultados obtidos visando

compreender como o framework melhora o processo de treinamento nos ambientes testa-

dos.

1.4 Metodologia de Pesquisa

Definimos cinco etapas para que o objetivo do trabalho seja alcançado: (1) caracterização

do problema, (2) concepção do framework, (3) aplicação do framework, (4) avaliação das

técnicas propostas pelo framework e (5) análise dos resultados. Na etapa 1, por meio da

análise de trabalhos importantes no domínio, foram identificados problemas relacionados

ao aprendizado por reforço multiagente em ambientes cooperativos de jogos. Esses de-

safios estão relacionados à parcialidade das observações, ao ambiente não-estacionário e

ao problema da atribuição de crédito. Durante a pesquisa, uma abordagem que tem sido

utilizada para contornar esses problemas é o CTDE (FOERSTER; FARQUHAR et al.,

2018).

Essa abordagem funciona muito bem no domínio de jogos, pois esses são ambientes

simulados, permitindo o acesso ao conhecimento na fase de treinamento. Além dos de-

safios do MARL, também exploramos características das arquiteturas das redes neurais
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buscando encontrar opções para o treinamento de um número não-fixo de agentes.

Após a identificação do problema e da escolha da abordagem e das técnicas, na etapa

(2) houve a concepção do framework com o intuito de modelar os ambientes multiagentes

de forma a melhorar o desempenho dos agentes durante o treinamento. Assim, o fra-

mework propõe tanto a divisão do conhecimento entre diferentes grupos, como o projeto

de recompensas densas. Na etapa de divisão do conhecimento, as tarefas e observações

são divididas entre diferentes grupos multiagentes. Dessa forma, cada grupo passa a ser

coordenado por um crítico específico. Cada crítico passa a coordenar um número menor

de agentes e esses possuem menos observações e tarefas mais simples.

Após a conclusão do framework, na etapa (3) aplicamos o framework no desenvolvi-

mento de quatro ambientes de aprendizado diferentes. Para cada ambiente existem três

configurações de testes: ambientes com recompensas simples, ambientes com recompensas

densas, e ambiente com distribuição do conhecimento entre diferentes grupos utilizando

recompensas densas. Na etapa (4) realizamos os experimentos para as três configurações

de cada ambiente, buscando responder às seguintes questões: para cada ambiente, qual

configuração obteve o melhor desempenho no geral? Por quais motivos essa configuração

apresentou o melhor resultado? Qual o impacto da distribuição do conhecimento no de-

sempenho dos agentes? Por fim, na etapa (5) avaliamos os resultados obtidos buscando

identificar as vantagens e desvantagens de cada configuração que pode ser projetada com

o framework.

1.5 Organização da Dissertação

Este trabalho está organizado em cinco outros capítulos, além desta introdução. O Capí-

tulo 2 apresenta a fundamentação teórica para este trabalho. Descreve conceitos do RL,

define as características e problemas dos ambientes multiagentes e explica conceitos do

MARL, suas técnicas e aplicações. Além disso, apresenta a abordagem de CTDE e como

as redes de atenção permitem o processamento de um número não-fixo de entradas.

O Capítulo 3 apresenta os trabalhos relacionados. O trabalho apresentado explora

técnicas de IA para treinar agentes com o objetivo de atingirem um comportamento quase

humano e um alto nível de habilidade em jogos de esporte por equipes.

O Capítulo 4 apresenta o framework, descrevendo cada uma de suas etapas em detalhe.

A etapa 1 consiste na modelagem dos elementos do ambiente de aprendizado. A etapa 2

apresenta o projeto de recompensas bem como a distribuição do conhecimento. Por fim,
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a etapa 3 consiste na criação do ambiente a partir de sua modelagem e do projeto de

recompensas.

O Capítulo 5 mostra o desenvolvimento de quatro ambientes de aprendizando utili-

zando o framework proposto. Além disso, descreve as configurações e características dos

ambientes para os experimentos e analisa e compara os resultados obtidos.

Por fim, o Capítulo 6 conclui este trabalho, listando as contribuições, limitações e

trabalhos futuros.



2 Fundamentação Teórica

Neste capítulo, introduzimos conceitos pertinentes às técnicas, arquiteturas e estruturas

que são utilizadas nos experimentos conduzidos (Capítulo 5). A Seção 2.1 apresenta a

definição e diferentes tipos de aprendizado de máquina (ML, do inglês Machine Learning),

bem como a importância de sua utilização no contexto de desenvolvimento de jogos. As

Seções 2.2 e 2.3 introduzem os elementos e notações de RL, bem como a modelagem

de problemas de RL como um processo de decisão de Markov (MDP, do inglês Markov

Decision Process).

A Seção 2.4 estende o MDP para ambientes parcialmente observáveis, apresentando

o POMDP (Partially Observable Markov Decision Process). A Seção 2.5 apresenta como

o POMDP pode lidar com as incertezas relacionadas ao outros agentes em ambientes

multiagentes, apresentando o Dec-POMDP. A Seção 2.6 aprofunda o tema de CTDE,

explicando a arquitetura ator-crítico e os papéis de cada elemento da estrutura. A Seção

2.7 apresenta o problema da atribuição de crédito póstuma e como o framework POMDP

utiliza os estados de absorção para lidar com esse tipo de problema.

Por fim, a Seção 2.8 apresenta os conceitos relativos ao aprendizado profundo (DL, do

inglês Deep Learning), introduzindo os neurônios, o perceptron, o perceptron de múltiplas

camadas (MLP, do inglês Multi-Layer Perceptron) e as redes profundas.

2.1 Aprendizado de Máquina

As técnicas de ML fornecem uma maneira de melhorar a dinâmica comportamental de

agentes de jogos controlados por computador, facilitando a geração e seleção automatizada

de comportamentos, fornecendo a oportunidade de criar experiências mais envolventes e

divertidas (GALWAY; CHARLES; BLACK, 2008). ML tem sido aplicado com diferentes

propósitos nos jogos, como o uso de redes neurais na geração de imagens, na aprendizagem

de agentes para jogar e na geração procedural de níveis, mapas, músicas e outros conteúdos

para jogos (SUMMERVILLE et al., 2018).
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Em ML, os computadores são programados para aprender com a experiência anterior e

suas tarefas são normalmente categorizadas em três classes: aprendizado supervisionado,

não supervisionado e RL. No aprendizado supervisionado, o objetivo é aprender a relação

entre os dados de entrada e de saída por meio de um conjunto de dados rotulados onde já

sabemos qual é a saída correta (ROCHA; DUARTE, 2019). Normalmente, o aprendizado

é realizado por meio de uma base de dados de treinamento que contém uma grande

quantidade de exemplos (ZHOU, 2017).

No aprendizado não supervisionado, o agente aprende padrões na entrada, embora não

seja fornecido nenhum feedback explícito (RUSSEL; NORVIG, 2013). A tarefa mais co-

mum de aprendizagem não supervisionada é a detecção de grupos de exemplos de entrada

potencialmente úteis. Por fim, em RL, um agente que deve aprender como se comportar

em um ambiente dinâmico por meio de interações de tentativa e erro. Para que o agente

aprenda o comportamento correto, ele será recompensado ou punido dependendo de suas

interações com o ambiente. Como exemplo, podemos ter um agente em um jogo sendo

recompensado de forma positiva quando coleta moedas que aumentam sua pontuação e

punido quando colide com um inimigo. Sendo RL um dos focos deste trabalho, a próxima

seção aprofunda o assunto.

2.2 Aprendizado por Reforço

RL é uma subárea de ML que ensina um aprendiz a como escolher uma ação a partir

de um espaço de ações pré-definido. O aprendiz precisa descobrir quais ações levam a

maiores recompensas por meio da experimentação dessas ações, definindo uma busca por

tentativa e erro. Assim, o agente interage com o ambiente buscando maximizar o ganho

de recompensas ao longo do tempo.

Em determinado momento, o ambiente encontra-se em um estado. A partir desse

estado, os agentes coletam observações e, dessas observações, eles tomam ações de acordo

com sua política. A política é uma função que mapeia estados do ambiente em ações

que podem ser tomadas quando nesses estados (SUTTON; BARTO, 2018). Uma política

ótima é uma política que maximiza a recompensa total esperada. A tarefa da RL consiste

em usar sinais de recompensa para aprender uma política ótima (ou quase ótima) para o

ambiente (RUSSEL; NORVIG, 2013). Dessa forma, o agente melhora seu desempenho à

medida que continua treinando nesse ciclo: observa o ambiente; decide qual ação tomar;

e recebe o feedback, seja uma recompensa ou uma punição. A Figura 1 ilustra esse ciclo.
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Figura 1: Ciclo RL: o agente aprendiz desempenha a ação at no estado st e recebe uma
recompensa rt+1 do ambiente, terminando no estado st+1. Fonte: Sutton e Barto (2018)

Esse feedback é conhecido como sinal de recompensa e define os eventos bons ou ruins

para o agente. O objetivo do agente é maximizar a recompensa total recebida ao longo

da execução. Por meio do sinal de recompensa, a política pode ser alterada: se uma ação

selecionada pela política é seguida de uma recompensa pequena, então a política pode ser

alterada para, no futuro, selecionar outra ação nessa mesma situação (SUTTON; BARTO,

2018).

Essa alteração na política ocorre por meio da coleta de dados de forma iterativa

por meio da interação com o ambiente (experiências). Geralmente, as experiências são

coletadas usando a última política aprendida e são utilizadas para aprimorar a política.

A política atual é otimizada e utilizada para determinar as próximas amostras, e quais

espaços e ações explorar (MARSLAND, 2015). Isso significa tentar melhorar a mesma

política que o agente já está utilizando para selecionar as ações.

Além das políticas e dos sinais de recompensa, outro elemento de RL é a função de

valor. Enquanto um sinal de recompensa indica o que é bom de forma mais imediata,

uma função de valor especifica o que é bom ao longo da execução. De forma simplificada,

o valor de um estado é o total de recompensa que um agente pode esperar acumular no

futuro, começando desse estado. Por exemplo, um estado pode quase sempre produzir

uma baixa recompensa imediata mas ainda assim ter um valor elevado, pois geralmente é

seguido por outros estados que produzem altas recompensas (SUTTON; BARTO, 2018).

Por fim, o último elemento de alguns sistemas de RL é o modelo do ambiente. O

modelo pode ser definido como algo que imita o comportamento do ambiente, ou mais

geralmente, que permite inferências sobre como o ambiente se comportará. Por exemplo,

dado um estado e uma ação, o modelo pode prever o próximo estado resultante e a próxima
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recompensa (SUTTON; BARTO, 2018).

Para resumir, em RL: em um determinado instante (t), o agente está em um estado

(s) e decide realizar uma ação (a) dentre todas as ações disponíveis no estado atual.

Como resposta, o ambiente entrega uma recompensa, (r). O objetivo do agente é desco-

brir uma política (π) para selecionar ações que maximizem uma medida de recompensa

(YANNAKAKIS; TOGELIUS, 2018).

2.3 Processo de Decisão de Markov

Para melhor compreensão de um MDP, primeiro é necessário entender o que é um estado

de Markov. Um estado de Markov é um estado que provê informação suficiente para que

a recompensa possa ser computada sem a necessidade de olhar para estados anteriores

(MARSLAND, 2015). Por exemplo, em uma partida de xadrez, a posição das peças no

tabuleiro (o estado) é suficiente para decidir se o próximo movimento é bom ou não. A

importância disso é evidente nas duas equações a seguir. A primeira é a equação necessária

quando a propriedade de Markov não é verdadeira, enquanto que a segunda é a equação

onde a propriedade é verdadeira (MARSLAND, 2015). A equação é a computação da

probabilidade da próxima recompensa ser r′ e o próximo estado ser s′.

Pr(rt = r′, st+1
= s′|st, at, rt−1

, st−1
, at−1

, ...r1, s1, a1, r
′, s′, a′) (2.1)

Pr(rt = r′, st+1
= s′|st, at) (2.2)

É notório que a Equação (2.2) é muito mais fácil de computar e não requer que toda a

história do aprendiz seja armazenada. Um problema de RL que segue a Equação (2.2) é

conhecido como um MDP. Isso significa que é possível tomar decisões (previsões) sobre o

comportamento provável do aprendiz, e as suas recompensas esperadas, utilizando apenas

os dados do estado atual (MARSLAND, 2015).

Formalmente, o MDP é definido por: um conjunto de estados {s1,...,sn} ∈ S, onde

os estados do ambiente são uma função das informações do agente sobre o ambiente; um

conjunto de ações {a1,...,am} ∈ A possíveis para cada estado s, onde as ações represen-

tam as diferentes maneiras pelas quais o agente pode atuar no ambiente; P (s′|s, a), a

probabilidade de transição de s para s′ dado a. P fornece a probabilidade de se terminar

no estado s′ depois de escolher a ação a no estado s e segue a propriedade de Markov,

implicando que os estados futuros do processo dependem apenas do estado presente e não

da sequência de eventos que o precedeu; R(s′|s, a), função de recompensa na transição de
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s para s′ dado a - quando o agente no estado s escolhe uma ação a e passa para o estado

s′, ele recebe uma recompensa imediata r do ambiente (YANNAKAKIS; TOGELIUS,

2018).

A Figura 2 ilustra o MDP. A cada instante de tempo, o agente toma uma ação

e observa o resultado s′. Tomando uma decisão a partir de um estado particular st

em um tempo t induz a uma distribuição probabilística sobre os estados st+1 no tempo

t + 1. O objetivo do planejamento para um MDP é encontrar a política ótima para o

comportamento desejado.

Figura 2: Representação esquemática de um MDP. A cada etapa, o agente toma uma
ação e observa o resultado s′. Fonte: Oliehoek e Amato (2016).

Quando o agente tem conhecimento das probabilidades dos estados de transição, ele

pode ponderar a transição esperada ao longo do tempo e computar um plano para atin-

gir um estado de objetivo específico, minimizando o custo esperado ou maximizando a

recompensa esperada (OLIEHOEK; AMATO, 2015). Entretanto, por uma série de ra-

zões como presença de ruídos e limitação dos sensores, os agentes podem ser privados de

observar o estado do ambiente. Nessas situações, o ambiente é denominado de parcial-

mente observável. Quando o ambiente é apenas parcialmente observável, o agente não

sabe necessariamente em que estado se encontra e, portanto, não pode executar a ação

a recomendada para esse estado. Além disso, a utilidade de um estado s e a ação ótima

em s não dependem apenas de s, mas também do quanto o agente sabe quando está em

s (RUSSEL; NORVIG, 2013).

Para representar essa incerteza sobre os estados, o MDP pode ser estendido por meio

da incorporação de observações e as suas probabilidades de ocorrência condicionadas ao

estado do ambiente (KAELBLING; LITTMAN; MOORE, 1996). Essa extensão é um

MDP parcialmente observável (POMDP).
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2.4 Processo de Decisão de Markov Parcialmente Observável

Em um POMDP, o agente não sabe o estado em que se encontra (parcialmente observável),

mas utiliza o histórico de observações para estimar a probabilidade de cada estado e utiliza

esta informação para decidir sobre uma ação (OLIEHOEK; AMATO, 2015). A Figura

3 ilustra o POMDP. Ao invés de observar o estado resultado s′, o agente recebe uma

observação o. O conjunto de estados reais em que o agente poderia estar é conhecido

como estado de crença (RUSSEL; NORVIG, 2013).

Figura 3: Representação esquemática de um POMDP. Ao invés de observar o estado
resultado s′, o agente recebe uma observação o. Fonte: Oliehoek e Amato (2016).

Em POMDPs, o estado de crença b torna-se uma distribuição de probabilidade sobre

todos os estados possíveis. O agente pode calcular seu estado de crença atual como

a distribuição de probabilidade condicional sobre os estados reais, dada a sequência de

observações e ações até o momento (RUSSEL; NORVIG, 2013). A equação a seguir

representa o estado de crença de um agente.

∀stb(st) =̂ Pr(st|ot,at−1
,ot−1

,...,a1,o1,a0). (2.3)

Como resultado, um agente em um ambiente parcialmente observável pode especificar

sua política como uma série (uma para cada etapa t) de mapeamentos, ou regras de deci-

sões, a partir do conjunto de estados de crença em ações (OLIEHOEK; AMATO, 2015).

Os POMDPs permitem ao agente raciocinar explicitamente sobre o estado de crença e

qual é a melhor ação dado esse estado. Então, nos POMDPs, a política ótima pode ser

descrita por um mapeamento de estados de crença para ações (RUSSEL; NORVIG, 2013).

Assim, ela não depende do estado real em que o agente se encontra, mas sim do seu estado

de crença.

Um outro aspecto importante a considerar sobre a tomada de decisões em ambientes
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incertos é que existem incertezas relacionadas aos outros agentes e às decisões que eles

tomam. Em ambientes multiagentes, existem diferentes agentes tomando decisões que

influenciam no ambiente. Nesse cenário, cada agente pode estar incerto sobre as ações

dos outros agentes. Isso fica evidente em ambientes como jogos, onde os agentes não

podem partilhar informações (BINMORE, 1992). Em tais cenários, cada agente deve

tentar prever com precisão o comportamento dos outros, a fim de maximizar o seu ganho.

Mesmo em cenários cooperativos, onde os agentes têm o mesmo objetivo e, portanto,

estão dispostos a cooperar, a forma como tal coordenação deve ser realizada não é trivial

(BOUTILIER, 1996). Esse problema é ampliado em ambientes parcialmente observáveis,

pois como se assume que os agentes não observem o estado completo do ambiente (cada

agente só conhece as suas próprias observações recebidas e ações tomadas), não há sinal

comum que possam utilizar para condicionar as suas ações (OLIEHOEK; AMATO, 2015).

Embora os POMDPs providenciem um tratamento inicial aos estados incertos, eles

consideram um único agente. Visando lidar com os efeitos das incertezas relacionadas

a outros agentes, neste trabalho consideramos a extensão do POMDP apresentada em

(OLIEHOEK; AMATO, 2015), chamada de POMDP descentralizado.

2.5 Tomada de Decisão em Ambientes Multiagentes

Um sistema multiagente consiste em múltiplos agentes distribuídos que tomam decisões

autonomamente e interagem com um ambiente compartilhado (WEISS, 1999). Nesse

cenário, além dos estados parcialmente observáveis, os agentes precisam lidar com as

incertezas relacionadas aos outros agentes. Dessa forma, o POMDP pode ser estendido

para esse tipo de ambiente de forma descentralizada (Dec-POMDP). A Figura 4 apresenta

a representação esquemática de um Dec-POMDP. A cada passo de tempo, cada agente

toma uma ação baseada apenas nas suas observações.

O modelo Dec-POMDP estende o modelo de agente único POMDP considerando as

ações e observações conjuntas. Dec-POMDP é definido por: (N,S,O,A, P, r, γ) onde

N ≥ 1 é o número de agentes e S é o espaço de estados do ambiente. O é o espaço de

observação conjunta de todos os agentes O := O1×...×On onde Oi é a observação local do

agente i. No tempo t, o ambiente está no estado st ∈ S e oit ∈ Oi é a observação local do

agente i a qual está correlacionada com st. O estado do ambiente pode conter informações

que não estão disponíveis localmente para algum agente, como o número total de agentes

que estão agindo (COHEN et al., 2021).
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Figura 4: Representação esquemática de um Dec-POMDP. A cada passo de tempo, cada
agente toma uma ação baseada apenas nas suas observações. Fonte: Oliehoek e Amato
(2016).

A é o espaço de ações conjuntas de todos os agentes A := A1 × ... × An onde Ai é o

espaço de ação do agente i. Note que os espaços de observação e ação para os diferentes

agentes não precisam ser iguais. A cada estágio t, cada agente i toma uma ação ai,t ,

levando a uma ação conjunta a = ⟨a1,...,an⟩ a cada estágio. Como essa ação conjunta

influencia o ambiente é descrita pela função de transição P . P : S × A × S → [0, 1] é a

função de transição onde P (s′|s,a) é a probabilidade do estado transitar para o estado s′

dado o estado atual s e a ação conjunta a ∈ A. r : S × A → R é a função recompensa

compartilhada onde r(s,a) é a recompensa recebida por todos os agentes quando a ação

conjunta a ∈ A é tomada e o ambiente está no estado s ∈ S.

Durante a execução, os agentes agem baseados apenas em suas observações locais e

nenhuma comunicação adicional é considerada. Assim, é necessário encontrar uma forma

de orquestrar as informações conjuntas desses agentes independentes. No framework de

aprendizado IACC (do inglês Independent Actor with Centralized Critic) (LYU et al.,

2021), um crítico treinado pela junção de informações é utilizado para atualizar um con-

junto de atores independentes em uma arquitetura ator-crítico (KONDA; TSITSIKLIS,

2000). Métodos ator-crítico possuem estrutura de memória separada para representar a

independência entre a política e a função de valor (RUSSEL; NORVIG, 2013). A estru-

tura da política é conhecida como ator, porque é utilizada para selecionar ações. A função

de valor estimada é conhecida como crítico, porque critica a ação tomada pelo ator. O

crítico deve aprender e criticar qualquer política que esteja sendo seguida pelo ator. A

próxima seção aprofunda essa abordagem.
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2.6 Treinamento Centralizado, Execução Descentralizada

Um aspecto comum aos três tipos de ML é que todos eles envolvem uma fase de treina-

mento e uma fase de inferência. Enquanto os detalhes das fases de treinamento e inferência

são diferentes para cada um dos três, em um nível macro, a fase de treinamento envolve

a construção de um modelo utilizando os dados fornecidos, enquanto a fase de inferência

envolve a aplicação deste modelo a dados novos, ainda não vistos. Mais especificamente:

em RL, a fase de treinamento aprende a política ótima por meio das experiências guiadas,

enquanto que na fase de inferência, o agente observa e toma ações no mundo em que se

encontra utilizando a política aprendida.

Em ambientes simulados como os jogos, geralmente temos acesso aos estados e infor-

mações na fase de treinamento. Assim, é possível utilizar esse conhecimento conjunta-

mente com uma execução descentralizada, uma vez que os agentes não têm acesso a todos

os estados durante a fase de execução (COHEN et al., 2021).

Nessa abordagem, um crítico centralizado (uma rede neural, por exemplo) processa

os estados de todos os agentes em um grupo para estimar o quão bem os agentes estão se

saindo. Ao mesmo tempo, diferentes atores descentralizados (um por agente) controlam

os agentes. Isso permite a cada agente tomar decisões baseadas apenas no que percebe

localmente, e simultaneamente avaliar quão bom é o seu comportamento no contexto de

todo o grupo. Dessa forma, pode-se usar o conhecimento disponível sobre os estados e as

informações sobre o ambiente na fase de treinamento, porém o aprendizado da política

ocorre de forma descentralizada, não dependendo desse conhecimento completo (LOWE

et al., 2017). A Figura 5 apresenta essa abordagem.

Figura 5: Estrutura ator-crítico para CTDE. Baseado em Foerster, Farquhar et al. (2018)
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A abordagem ator-crítico treina políticas independentes para cada agente usando ape-

nas a informação local. Assim, os agentes podem tomar decisões baseadas apenas em suas

observações locais. Porém, como o crítico centralizado está processando os estados dos

agentes, esses podem ver como suas decisões afetam o grupo como um todo. Isso per-

mite que os agentes tenham feedback sobre o estado global do sistema ao invés de receber

apenas feedback local, baseado em seus pares de observação/estado. Como o aprendizado

é centralizado, pode-se utilizar um crítico centralizado que condiciona a ação conjunta e

toda a informação sobre o estado disponível, enquanto que as condições políticas de cada

agente se baseiam apenas no seu próprio histórico de ação-observação.

Por fim, ainda há outro desafio pertinente aos ambientes multiagentes cooperativos:

o problema da atribuição de crédito. A próxima seção discorre sobre o assunto.

2.7 Problema da Atribuição de Crédito

Em ambientes multiagentes cooperativos é essencial que os agentes sejam recompensados

de forma justa. Por exemplo, se em um ambiente cooperativo existe um agente que não

está contribuindo para solucionar o problema, então ele não deve ser recompensado da

mesma forma que os agentes que estão contribuindo para a tarefa.

Nesses ambientes, as ações conjuntas normalmente geram apenas recompensas globais,

tornando difícil para os agentes deduzirem suas contribuições para o sucesso do grupo

(FOERSTER; FARQUHAR et al., 2018). Em determinadas situações é possível projetar

funções de recompensa individuais. Entretanto, esse tipo de recompensa geralmente falha

em encorajar os agentes individuais a se sacrificarem em prol do grupo (FOERSTER;

FARQUHAR et al., 2018).

Foerster, Farquhar et al. (2018) apresentam um método de MARL inspirado em Wol-

pert e Tumer (2001) e Tumer e Agogino (2007), no qual cada agente aprende com uma re-

compensa moldada que compara a recompensa global com a recompensa recebida quando

a ação desse agente é substituída por uma ação padrão. O método é chamado de COMA

(do inglês Counterfactual Multi-Agent) e introduz uma linha de base por agente tal que

a vantagem reflita a contribuição individual do agente para a recompensa total. O crítico

centralizado é utilizado para calcular uma função de vantagem específica do agente que

compara o retorno estimado para a atual ação conjunta com uma linha de base contra-

factual que marginaliza a ação de um único agente, ao mesmo tempo que mantém fixas

as ações dos outros agentes (FOERSTER; FARQUHAR et al., 2018). Assim, a função de
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vantagem provê uma recompensa moldada por agente que aborda o desafio em se deter-

minar o quanto um agente individual contribuiu para a recompensa compartilhada pelo

grupo.

Por meio desse método, os agentes podem deduzir suas contribuições para o sucesso do

grupo. Entretanto, em alguns ambientes cooperativos, agentes tomam ações individuais

que podem resultar em sua remoção e em recompensas tardias ao grupo. Por exemplo, se

um agente se sacrifica para derrotar um inimigo que está impedindo que o grupo prossiga,

esse agente será removido do episódio, mas o grupo pode atingir o objetivo por causa da

ação tomada por esse agente.

Da perspectiva de um agente de RL, ele foi removido do ambiente e não receberá

a recompensa que o grupo poderá obter no futuro. Além disso, o agente é incapaz de

observar o estado do ambiente no momento em que o grupo recebe a recompensa. Por-

tanto, um agente deve aprender a maximizar as recompensas que não pode experimentar,

apresentando um problema crítico de atribuição de crédito. Esse problema é conhecido

como problema da atribuição de crédito póstuma (COHEN et al., 2021).

Assim como o COMA, o MA-POCA (Multi-Agent Posthumous Credit Assignment)

(COHEN et al., 2021) utiliza uma linha de base contrafactual para lidar com o problema

da atribuição de crédito. A diferença é que a arquitetura do MA-POCA utiliza auto-

atenção (self-attention) ao invés de uma camada totalmente conectada com estados de

absorção.

Um estado de absorção é definido como aquele que se for atingido não se pode mais

transicionar para outro estado (COBELLI; CARSON, 2019). Para cada agente, oabsi ∈ Oi

é um único estado de absorção o qual o agente i irá ocupar após atingir um estado

terminal, não estando mais ativo no ambiente. Uma vez que o agente i entra em oabsi, ele

permanecerá lá, independente das ações, até que o grupo atinja uma condição de término

e todos os agentes sejam restabelecidos a um novo estado inicial.

Entretanto, estados de absorção introduzem problemas quando redes neurais são uti-

lizadas como aproximadores de funções, pois esses estados introduzem elementos nas en-

tradas, fazendo com que seja mais difícil aproximar a função alvo (COHEN et al., 2021).

Além disso, os estados de absorção devem estar dissociados do espaço de observação aces-

sível pelos agentes ativos. Caso contrário, isso introduzirá observalidade parcial adicional,

pois os mesmos valores podem representar um agente ativo ou inativo (COHEN et al.,

2021).
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Buscando amenizar esse problema, Cohen et al. (2021) codificam as observações de

todos os agentes ativos e então passam essa codificação através de um bloco RSA similar

ao que é utilizado na arquitetura Vanilla Transformer (VASWANI et al., 2017), mas sem

codificações posicionais. Utilizando o bloco RSA, todas as entradas são concatenadas e

alimentadas em uma rede neural totalmente conectada.

Como a estrutura trabalha com CTDE, apenas o crítico precisa lidar com a mudança

no número de agentes a cada instante. O mecanismo de auto-atenção (VASWANI et

al., 2017) permite ao crítico atribuir o valor futuro esperado do grupo a estados com

agentes extintos sem estados absorventes. Finalmente, o mecanismo de atenção permite

a implementação da linha de base contrafactual (FOERSTER; FARQUHAR et al., 2018)

para agentes com espaços de ação contínua e discreta.

Em arquiteturas que utilizam auto-atenção, é comum existirem codificadores de en-

tidades que mapeiam entidades para um espaço de incorporação antes de passar pela

camada de atenção (BAKER et al., 2020). Cohen et al. (2021) consideram espaços de

observação distintos como entidades. Se dois agentes i, j partilham o mesmo espaço de

observação Oi = Oj , as observações correspondentes serão incorporadas com o mesmo

codificador. Contudo, se Oi ̸= Oj , as observações serão incorporadas com codificadores

diferentes. Além disso, os autores consideram as observações e os pares observação-ação

como entidades separadas; a observação e as ações são concatenadas e depois incorpora-

das. Formalmente, deixamos gi : Oi → E ser uma rede de codificação para observações

oi ∈ Oi onde E é o espaço de incorporação. Logo, se Oi = Oj , então gi = gj.

2.8 Aprendizado Profundo

Em geral, treinar um agente para tomar decisões com entradas de alta dimensão é uma

tarefa difícil. Com o desenvolvimento do DL, os pesquisadores usam redes neurais pro-

fundas como aproximadores de funções e utilizam muitas amostras para otimizar políticas

com sucesso (SHAO et al., 2019). As próximas subsebções apresentam os conceitos dos

neurônios, redes neurais e perceptron de múltiplas camadas para maior compreensão do

DL.

2.8.1 Neurônios

As redes neurais são formadas por um conjunto de processadores simples e conectados,

conhecidos como “neurônios” artificiais. Esses neurônios realizam uma tarefa computacio-
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nal simples: decidir se ativam ou não. Eles ativam (“disparam”) quando uma combinação

linear de suas entradas excede algum limiar (RUSSEL; NORVIG, 2013). McCulloch e

Pitts (1943) propuseram um modelo matemático para o neurônio constituído de: (i) um

conjunto de entradas ponderadas wi que correspondem as sinapses; (ii) um adicionador

que soma os sinais de entrada (equivalente à membrana da célula que coleta carga elé-

trica); e (iii) uma função de ativação (inicialmente uma função de limiar) que decide se o

neurônio ativa para as entradas dadas. A Figura 6 apresenta esse modelo matemático.

Figura 6: Modelo matemático de neurônio proposto por McCulloch e Pitts (1943).

As entradas xi (conjunto de nós de entrada) são multiplicadas pelos pesos (força da

sinapse) wi, e os neurônios somam seus valores. Se essa soma é maior que o limiar θ então

o neurônio ativa, caso contrário ele não ativa. A força da sinapse afeta a força do sinal,

por isso multiplica-se a entrada pelo peso da sinapse (x1×w1, x2×w2 etc) (MARSLAND,

2015). Quando todos esses sinais chegam ao neurônio, ele os adiciona para verificar se

existe força o suficiente para ativar o neurônio. Podemos escrever como:

h =
m∑
i=1

wixi (2.4)

que significa a soma de todas as entradas multiplicadas pelo peso de suas sinapses. Após

esse cálculo, chega o momento de o neurônio decidir se ativa ou não. Para isso, esse valor

calculado é comparado com o limiar θ. Se o valor for maior que o limiar, então o neurônio

é ativado, produzindo a saída 1. Caso contrário, o neurônio não ativa, produzindo a saída

0. A decisão do neurônio pode ser representada por:

o = g(h) =

{
1, if h > θ

0, if h ≤ θ
(2.5)

Esse modelo é bem simples, entretanto, uma rede formada por diversos neurônios pode

ter um grande poder computacional com os pessos wi ideais e a ativação adequada.
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2.8.2 Redes Neurais

A forma mais simples de uma rede neural é um modelo de perceptron (FREUND; SCHA-

PIRE, 1999), que é uma coleção dos neurônios de McCulloch e Pitts com um conjunto

de entradas e alguns pesos para fixar as entradas aos neurônios. A Figura 7 ilustra esse

modelo.

Figura 7: Modelo perceptron. Consiste de um conjunto de nós de entrada (retângulos co-
loridos) conectados aos neurônios de McCulloch e Pitts (círculos verdes) usando conexões
ponderadas (pesos).

Os neurônios (e seus pesos) são independentes uns dos outros. As entradas são o único

elemento compartilhado, pois os neurônios vêem todas as entradas da rede (MARSLAND,

2015). A principal questão em uma rede neural é saber quais os valores dos pesos. Uma

forma de pensar sobre isso é calcular a diferença da saída yk, que é a saída do neurônio, com

a saída alvo desse neurônio tk, que é a saída que o neurônio deveria dar. Isso é conhecido

como função de erro. Contornando o problema de valores de entrada negativos, temos:

△wik = −(yk − tk)× xi, e o novo valor do peso é o valor anterior mais esse valor.

Agora é necessário definir a velocidade com que a rede aprende (com que os pesos

mudam). Isso é feito multiplicando o valor acima por um parâmetro chamado de taxa de

aprendizagem (learning rate), geralmente denominada de n:

wij ← wij − n(yj − tj)× xi (2.6)
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Um outro parâmetro importante é o viés de entrada (bias). O nó viés é importante para

ajustar o valor do limiar quando todos os nós de entrada são nulos, mas alguns neurônios

devem disparar e outros não. Sem o nó viés, se todas as entradas forem nulas, todos os

neurônios irão disparar ou não, pois o limiar é o mesmo (MARSLAND, 2015). A Figura

8 ilustra a rede perceptron com o nó viés como entrada.

Figura 8: Modelo perceptron acrescido do nó viés.

2.8.3 Perceptron de Múltiplas Camadas

É possível aumentar o poder computacional de uma rede neural por meio da adição de

neurônios entre os nós de entrada e as saídas. Para isso, camadas “ocultas” intermediárias

de neurônios podem ser introduzidas. Esse tipo de rede é conhecida como perceptron de

múltiplas camadas (MLP) e está ilustrada na Figura 9.

Assim como o perceptron, o treinamento do MLP consiste em duas partes: determinar

quais são as saídas para as entradas dadas e os pesos atuais, e depois atualizar os pesos

de acordo com o erro, que é uma função da diferença entre as saídas e os alvos. Esse é o

mecanismo de ir e vir através da rede (forwards e backwards) (MARSLAND, 2015).

O processo se inicia com o preenchimento dos valores de entrada. Essas entradas e o

primeiro nível de pesos são utilizados para calcular as ativações da camada oculta. Essas

ativações e o próximo nível de pesos são utilizados para calcular as ativações da camada

de saída (considerando um MLP de apenas três camadas). Uma vez que as saídas são
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Figura 9: Rede perceptron de múltiplas camadas, consistindo em várias camadas de
neurônios conectados.

geradas, é possível compará-las com as saídas alvo e computar os erros (MARSLAND,

2015).

É possível construir redes profundas com mais combinações progressivas de caracte-

rísticas derivadas das entradas com MLP, uma vez que basta adicionar mais camadas e

então usar um algoritmo de retropropagação para atualizar os pesos (RUSSEL; NORVIG,

2013). As redes profundas apresentam grande poder computacional e de aprendizado. A

principal característica dos algoritmos DL é a sua habilidade em aprender funções muito

complexas através de uma grande quantidade de dados de treinamento (MAJUMDER,

2021).

2.9 Considerações Finais

Neste capítulo introduzimos assuntos pertinentes às técnicas, arquiteturas e estruturas

que são utilizadas nos experimentos conduzidos no Capítulo 5. A Seção 2.1 apresentou o

conceito e diferentes tipos de ML, bem como a importância de sua utilização no contexto

de desenvolvimento de jogos. As Seções 2.2 e 2.3 introduziram os elementos e notações de

RL, bem como a modelagem de problemas de RL como um MDP. A Seção 2.4 estendeu

o MDP para ambientes parcialmente observáveis, apresentando o POMDP.

A Seção 2.5 apresentou como o POMDP pode lidar com as incertezas relacionadas
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a outros agentes em ambientes multiagentes, apresentando o Dec-POMDP. A Seção 2.6

aprofundou o CTDE, explicando a arquitetura ator-crítico e os papéis de cada elemento

da estrutura. A Seção 2.7 apresentou o problema da atribuição de crédito póstuma e

como o framework POMDP utiliza os estados de absorção para lidar com esse tipo de

problema.

Por fim, a Seção 2.8 apresentou os conceitos relativos ao DL, introduzindo os neurô-

nios, perceptron, MLP e as redes profundas. Os assuntos abordados neste capítulo são

essenciais para compreensão dos termos e técnicas pertinentes à abordagem e estrutura

utilizadas para os experimentos (Capítulo 5).



3 Trabalhos Relacionados

Neste capítulo apresentamos trabalhos relevantes para a área de MARL que estão rela-

cionados com a abordagem CTDE e os métodos ator-crítico, bem como os que exploram

técnicas de IA em ambientes multiagentes cooperativos. Os métodos ator-crítico utilizam

a informação completa e adicional disponível na fase de treinamento para gerar um sinal

mais rico para o ator (KARGAR, 2020).

3.1 Explorando a Abordagem Ator-Crítico em Ambientes Mul-
tiagentes

3.1.1 Gradientes de Política Multiagente Contrafactuais

Foerster, Farquhar et al. (2018) apresentam o algoritmo COMA, que é uma extensão

da arquitetura ator-crítico que suporta a execução descentralizada e o treinamento cen-

tralizado. Conforme mencionado no Capítulo 2, esse paradigma segue a ideia de que os

algoritmos podem ser alimentados com informações extras sobre os outros agentes durante

a fase de aprendizado, enquanto que durante a fase de execução apenas a informação local

é necessária, permitindo que os agentes ajam de forma descentralizada.

Foerster, Farquhar et al. (2018) desenvolvem o COMA de forma que o algoritmo utilize

a mesma rede centralizada para todos os agentes, com as observações compartilhadas dos

agentes e suas ações como entrada. O uso das ações dos agentes como entrada para a rede

significa que o ambiente passa a ser estacionário para o crítico, mesmo que a política seja

alterada (SIMÕES; LAU; REIS, 2020). O COMA lida com o problema da atribuição de

crédito utilizando a rede crítica para estimar o quanto cada agente influenciou no valor

esperado. Cada agente aprende por meio de uma recompensa moldada que compara a

recompensa global com a recompensa recebida quando a ação desse agente é substituída

por uma ação padrão (FOERSTER; FARQUHAR et al., 2018).

Como a arquitetura do crítico compreende as ações e observações dos agentes, ela de-
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pende do número de agentes que estão sendo treinados. Assim, COMA pode ser ineficiente

para lidar com um número não-fixo de agentes (SIMÕES; LAU; REIS, 2020). Para lidar

com essa questão, Cohen et al. (2021) introduzem o MA-POCA (Multi-Agent Posthumous

Credit Assignment), um novo algoritmo projetado para treinar grupos de agentes a resol-

verem tarefas nas quais agentes individuais podem ser removidos ou introduzidos durante

o episódio.

3.1.2 Atribuição de Crédito Póstuma Multiagente

Como a estrutura do MA-POCA trabalha com CTDE, apenas o crítico precisa lidar

com a mudança no número de agentes a cada instante. O mecanismo de auto-atenção

(VASWANI et al., 2017) permite ao crítico atribuir o valor futuro esperado do grupo a

estados com agentes extintos sem estados absorventes. Por meio de um experimento de

aprendizado supervisionado, os autores concluem que a complexidade da amostra aumenta

com a quantidade de estados de absorção, enquanto que o mecanismo de atenção é mais

robusto à entrada de tamanhos variáveis.

Em arquiteturas que utilizam auto-atenção, é comum existirem codificadores de en-

tidades que mapeiam entidades para um espaço de incorporação antes de passar pela

camada de atenção (BAKER et al., 2020). Cohen et al. (2021) consideram espaços de

observação distintos como entidades. Se dois agentes i, j partilham o mesmo espaço de

observação Oi = Oj , as observações correspondentes serão incorporadas com o mesmo

codificador. Contudo, se Oi ̸= Oj , as observações serão incorporadas com codificadores

diferentes. Além disso, os autores consideram as observações e os pares observação-ação

como entidades separadas; a observação e as ações são concatenadas e depois incorpora-

das. Formalmente, deixamos gi : Oi → E ser uma rede de codificação para observações

oi ∈ Oi onde E é o espaço de incorporação. Logo, se Oi = Oj , então gi = gj.

Os autores realizaram experimentos em quatro ambientes diferentes, comparando o

COMA com o MA-POCA. Eles perceberam que nos ambientes em que não havia remo-

ção/introdução de agentes durante os episódios, o MA-POCA foi minimamente superior

ao COMA, enquanto que nos ambientes em que havia remoção/introdução de agentes, o

MA-POCA mostrou um bom desempenho em relação ao COMA.
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3.1.3 Ator-Atenção-Crítico para Aprendizado por Reforço Multiagente

Iqbal e Sha (2019) apresentam o algoritmo ator-crítico MAAC que treina políticas des-

centralizadas em configurações multiagentes utilizando um crítico centralizado capaz de

compartilhar um mecanismo de atenção o qual seleciona informações relevantes para cada

agente a cada instante.

A ideia é aprender o crítico para cada agente prestando atenção nas informações dos

outros agentes. Esse é o mesmo paradigma de treinar críticos centralizados e executar

políticas aprendidas de forma distribuída. O mecanismo de atenção funciona da seguinte

forma: cada agente consulta os outros agentes para coletar informações sobre suas ob-

servações e ações e incorporar essas informações na estimativa da sua função de valor

(IQBAL; SHA, 2019).

Os autores comparam a abordagem proposta com outras duas abordagens de CTDE:

MADDPG (LOWE et al., 2017) e COMA (FOERSTER; FARQUHAR et al., 2018). Eles

utilizam dois ambientes. O primeiro é um ambiente cooperativo que envolve 8 agentes

no total, 6 dos quais são “caçadores de tesouros” e 2 são “bancos de tesouros”, cada um

correspondendo a uma cor de tesouro diferente. O papel dos caçadores consiste em recolher

o tesouro de qualquer cor, que voltam a ser espalhados aleatoriamente ao serem recolhidos

(com um total de 6), e depois “depositar” o tesouro no “banco” da cor correta. O papel de

cada banco é simplesmente recolher o máximo de tesouro possível dos caçadores. Todos os

agentes são capazes de ver as posições uns dos outros em relação às suas próprias posições.

Os agentes caçadores recebem uma recompensa global por coletarem o tesouro e todos

os agentes recebem uma recompensa global por colocarem o tesouro. Os caçadores são

adicionalmente penalizados por colidirem uns com os outros.

O outro ambiente envolve 8 agentes, 4 são “andarilhos” e 4 são “torres”. A cada episó-

dio, os andarilhos e as torres são emparelhados de forma aleatória. O par é recompensado

negativamente devido a distância do andarilho até o seu objetivo. Os andarilhos não

conseguem ver ao seu redor e devem confiar na comunicação advindas das torres, as quais

conseguem localizar os andarilhos e seus destinos.

Por meio da análise dos resultados, os autores concluíram que a abordagem proposta

mostrou melhor desempenho na maioria dos testes, porém o COMA mostrou desempenho

superior com recompensas globais e agentes com espaços de ações similares.
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3.2 Aprendizado Multiagente em Jogos de Esporte por Equi-
pes

Zhao et al. (2019) apresentam uma abordagem hierárquica para treinar agentes com o

objetivo de atingirem um comportamento quase humano e um alto nível de habilidade em

jogos de esporte por equipes. O trabalho deles ainda está em progresso, mas os autores

apresentam os resultados iniciais e, segundo eles, a abordagem é promissora para resolver

problemas multiagentes.

Zhao et al. (2019) propõem soluções hierárquicas por meio da quebra de problemas

complexos em uma hierarquia de tarefas de aprendizagem mais simples. Em um baixo

nível, as ações dos agentes e seus movimentos devem assemelhar-se aos jogadores humanos.

No nível mais alto, os agentes devem aprender a seguir um plano de jogo (aprendido)

de alto nível. No nível médio, os agentes devem aprender a demonstrar habilidade e

a coordenar os seus movimentos uns com os outros, e.g., para completar passes bem

sucedidos ou para chutar contra o gol adversário quando eles têm uma boa chance de

marcar.

Zhao et al. (2019) utilizam aprendizado por imitação para obterem ações quase hu-

manas no baixo nível enquanto utilizam RL para obter habilidades ótimas no alto nível.

Para acelerar a convergência, os autores utilizam aprendizado por currículo (BENGIO

et al., 2009) no treinamento. Assim, eles começam treinando os agentes para lidarem com

situações mais fáceis com mais frequência e então deixam o ambiente mais difícil.

Além disso, os autores primeiro treinam os agentes contra outros agentes de nível

fácil, e depois tornam o nível mais difícil uma vez que o agente já tenha aprendido o

básico. Para o treinamento, eles utilizam uma ferramenta própria a qual chamam de

simple team sports simulator (STS2). Ela simula um ambiente de futebol 2D, no qual o

espaço de estado consiste nas coordenadas dos jogadores, suas velocidades e um indicador

para saber quem está com a bola. Esse simulador é utilizado no nível médio para informar

decisões de passes e chutes no nível baixo de aprendizado por imitação.

Os autores executam testes com agentes em partidas 1 vs 1 e 2 vs 2 utilizando os

algoritmos PPO (SCHULMAN et al., 2017), DQN (MNIH; KAVUKCUOGLU; SILVER;

RUSU et al., 2015) e Rainbow (HESSEL et al., 2018). Por meio da análise dos resultados,

os autores concluíram que recompensas esparsas por pontuação não são suficientes para

treinar os agentes, nem mesmo em um nível alto, o que requer a aplicação de um projeto de

recompensas mais refinado. O algoritmo PPO treinou cerca de uma ordem de magnitude
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mais rápida do que o DQN enquanto que numa ocasião ficou preso em um mínimo local.

Por sua vez, o algoritmo Rainbow falhou na formação de agentes neste ambiente, mas os

autores não sabem as razões disso.

3.3 Considerações Finais

Assim como os trabalhos de Foerster, Farquhar et al. (2018), Cohen et al. (2021) e Iqbal e

Sha (2019), nós utilizamos a abordagem ator-crítico em ambientes multiagentes baseados

em aprendizado por reforço. Nos experimentos realizados neste trabalho, utilizamos o

MA-POCA devido à sua capacidade em realizar a atribuição de crédito póstuma.

Seguindo a proposta de Zhao et al. (2019), buscamos melhorar o desempenho de

agentes em MARL. Entretanto, propomos uma forma mais simples e prática para criar

ambientes multiagentes, com foco na modelagem do ambiente e no projeto das recompen-

sas e distribuição do conhecimento. O framework proposto neste trabalho possibilita uma

macro compreensão dos elementos de RL no contexto de um ambiente multiagente coope-

rativo de jogo, permitindo que desenvolvedores não especialistas no domínio de RL possam

aplicar e desenvolver ambientes de aprendizado. A Tabela 1 apresenta um comparativo

entre este trabalho e os trabalhos apresentados neste capítulo.

Tabela 1: Comparativo entre o presente trabalho e os trabalhos apresentados.

Trabalho Abordagem Algoritmos Contribuições
Foerster, Farquhar et al. (2018) Ator-crítico COMA Novo algoritmo

DQN
Iqbal e Sha (2019) Ator-crítico MAAC Novo algoritmo

MADDPG
COMA

Zhao et al. (2019) Treinamento PPO Nova abordagem
e execução DQN para o treinamento

centralizadas Rainbow em ambientes
multiagentes de jogos

Cohen et al. (2021) Ator-crítico MA-POCA Novo algoritmo
COMA

Este trabalho Ator-crítico MA-POCA Framework
para desenvolvimento

de ambientes
multiagentes de jogos



4 Framework para Desenvolvimento
de Jogos Cooperativos Baseados em
Aprendizado por Reforço Multiagente

Treinar agentes inteligentes em ambientes de jogos cooperativos pode não ser uma tarefa

simples. O processo requer uma série de etapas e procedimentos como o projeto de

recompensas, o desenvolvimento do ambiente, especificações dos agentes, seus sensores e

comportamento, configuração dos parâmetros das redes neurais, entre outras atividades.

Além disso, projetar recompensas que possibilitem um aprendizado mais rápido não é

trivial, tornando difícil o processo de criação de um ambiente multiagente otimizado para

o treinamento.

Com o objetivo de simplificar e otimizar o processo de construção e treinamento de

agentes inteligentes em ambientes de jogos cooperativos, propomos o OptimizingMARL,

que compreende três macro etapas: (1) modelagem conceitual do ambiente de aprendi-

zado; (2) projeto de recompensas e/ou distribuição do conhecimento; e (3) a criação do

ambiente. A Figura 10 ilustra as macro etapas do OptimizingMARL e as próximas seções

as explicam em detalhes.

4.1 Modelagem Conceitual do Ambiente de Aprendizado por
Reforço Multiagente

Nessa etapa, especificamos conceitualmente elementos do jogo e de RL para a posterior

criação do ambiente. O conceito do jogo/ambiente disponibiliza informações impor-

tantes sobre os objetivos e tarefas que os agentes devem realizar e sobre os elementos

que estarão presentes no ambiente (e.g., objetos com os quais os agentes podem intera-

gir, obstáculos, NPCs, entre outros elementos). Podemos juntar essas informações com

a modelagem de um cenário comum de RL em jogos. A Figura 11, baseada em Shao

et al. (2019), ilustra esse cenário, apresentando um diagrama típico de jogos utilizando
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Figura 10: Visão geral das macro etapas do OptimizingMARL.

RL e DL. O modelo DL pega as entradas geradas pela API do jogo, extraindo as carac-

terísticas significativas automaticamente. Os agentes RL tomam ações baseadas nessas

características e fazem com que os ambientes transitem para o próximo estado.

Figura 11: Diagrama do cenário típico de jogos utilizando RL e DL.

4.1.1 Ambiente

O ambiente consiste no local onde os agentes irão interagir e tomar decisões. Um ambiente

pode ser simples, contendo poucas simulações físicas e elementos, ou até mesmo um
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jogo completo ou um ecossistema. O ambiente deve possuir as características e objetos

necessários para a interação dos agentes e resolução das tarefas. Um determinado jogo,

por exemplo, pode conter água, barricadas, inimigos, itens coletáveis e cada elemento

desses possui propriedades como textura, colisão, scripts de programação, entre outras.

Podemos criar um documento especificando todos os elementos (e suas propriedades)

que devem estar presentes no ambiente. Assim, definem-se os elementos do cenário

- aqueles que fazem parte do jogo, como os objetos, itens, inimigos, obstáculos, que os

agente irão interagir - e as características dos elementos - cada elemento do cenário

possui suas características como colisores, textura, física, entre outras.

4.1.2 Agente

O agente é o ator que observa e realiza ações no ambiente. Um objeto agente deve possuir

um comportamento, o qual determina como o agente toma decisões. Um agente deve

possuir um espaço de observação - o agente coleta suas observações sobre o estado

do mundo antes de tomar decisões - e ações, as quais geralmente são classificadas como

contínuas (variam constantemente) ou discretas. Os agentes recebem instruções em forma

de ações.

As observações podem ser numéricas e/ou visuais. As observações numéricas medem

os atributos do ambiente do ponto de vista do agente. As observações visuais, por outro

lado, são imagens geradas a partir das câmaras ligadas ao agente e representam o que

o agente vê nesse momento. Note que a observação de um agente é diferente do estado

do ambiente (ou jogo). O estado do ambiente representa informação sobre toda a cena

contendo todos os personagens do jogo. A observação do agente, contudo, contém apenas

informação que o agente conhece e é tipicamente um subconjunto do estado do ambiente.

Por fim, temos o sinal de recompensa. O sinal de recompensa não deve ser dado a

todo momento, mas apenas quando o agente desempenha uma ação que é boa ou ruim

para a resolução do problema. O sinal de recompensa é a forma como os objetivos são

comunicados ao agente, então precisa ser configurado de forma que a maximização da

recompensa gere o comportamento ótimo desejado. A próxima seção apresenta a etapa do

OptimizingMARL relacionada ao projeto de recompensas e a possibilidade de distribuição

do conhecimento baseada nesse projeto. A Tabela 2 resume os elementos que são definidos

nessa etapa.
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Tabela 2: Definição dos elementos da etapa de modelagem
Elemento Descrição

Conceito do jogo/ambiente Disponibiliza informações importantes
sobre os objetivos e tarefas que os agentes

devem realizar e sobre os elementos que estarão
presentes no ambiente.

Elementos do cenário Aqueles que fazem parte do jogo,
como os objetos, itens coletáveis, inimigos,

obstáculos, entre outros.
Características dos elementos Cada elemento do cenário possui

suas características como colisores, textura,
física, entre outras.

Agentes Espaço de observação: os agente devem coletar
observações que os ajudem a completar

as tarefas e objetivos.
Ações: contínuas ou discretas. Os agentes recebem

instruções em forma de ações.

4.2 Etapa de Projeto de Recompensas e Distribuição do Co-
nhecimento

Em RL a recompensa é primordial, pois é por meio dela que o agente aprenderá quais

ações são boas ou ruins para uma determinada situação. A recompensa funciona como

um mecanismo de incentivo, dizendo ao agente o que é correto ou não. A cada passo de

tempo, o ambiente envia ao agente um número, que é a recompensa. O objetivo do agente

em RL é maximizar a recompensa total recebida durante um episódio de execução. A

recompensa é imediata e define características do problema a ser enfrentado pelo agente

(SUTTON; BARTO, 2018). Portanto, para saber em que momentos recompensar os

agentes, é essencial que os desenvolvedores tenham domínio do problema a ser solucionado

no ambiente.

Em ambientes de jogos é comum ter esse conhecimento necessário sobre o ambiente.

Porém, dependendo da complexidade do ambiente e das tarefas, a projeção das recompen-

sas pode não ser trivial ou de fácil visualização. Assim, o OptimizingMARL compreende

um conjunto de atividades para o entendimento do problema a ser solucionado no am-

biente e para o projeto de recompensas. As etapas consistem em entender os objetivos

dos agentes bem como as tarefas necessárias para a resolução do problema. A Figura 12

apresenta o fluxo de atividades.
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Figura 12: Fluxo de atividades do projeto de recompensas (distribuição do conhecimento)
do OptimizingMARL.

4.2.1 Projetando Recompensas Simples

Por meio da modelagem conceitual do ambiente, começamos identificando os objetivos

primários (atividade A). Os objetivos primários estão diretamente relacionados com o

problema maior que o grupo de agentes precisa solucionar. Após sua identificação, espe-

cificamos uma recompensa para cada um desses objetivos primários (atividade B). Se o

ambiente é simples e o grupo está sendo recompensado de forma que possa aprender os

comportamentos essenciais para a resolução do problema, o projeto das recompensas está

completo e o ambiente pode começar a ser modelado. Porém, se os objetivos continuam

complexos e as recompensas ainda são esparsas, isso pode atrapalhar o aprendizado dos

agentes, fazendo com que o treinamento leve mais tempo. Assim, é necessário projetar

recompensas densas para que o grupo seja recompensado mais frequentemente de forma a

incentivar o aparecimento de comportamentos essenciais. Definimos esses comportamen-

tos como aqueles indispensáveis para a resolução da tarefa.
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4.2.2 Projetando Recompensas Densas

Para definir essas recompensas densas, primeiro é necessário identificar os subobjetivos

que podem ser derivados dos objetivos primários (atividade C). Para cada um desses

subobjetivos uma recompensa é especificada (atividade D). Assim, o grupo passa a ser

recompensado com mais frequência, aprendendo comportamentos essenciais de forma mais

imediata. Se ainda sim os agentes precisam fazer muitas tarefas para atingirem esses

subobjetivos, é interessante identificar essas tarefas (atividade E) e recompensar o grupo

por cada tarefa realizada (atividade F).

As recompensas por objetivos primários, subobjetivos e tarefas devem seguir uma

hierarquia de valor. O grupo deve ser recompensado discretamente ao completar tarefas,

enquanto que ao completar subobjetivos as recompensas são maiores até que complete o

objetivo primário (maior valor de recompensa). Assim, buscamos evitar que os agentes

fiquem “parados” apenas completando tarefas ao invés de progredirem e solucionarem o

problema maior do ambiente.

Note que esse projeto de recompensas deve ser feito de forma moderada, pois a utiliza-

ção excessiva de recompensas pode atrapalhar o surgimento de comportamentos emergen-

tes (comportamentos inesperados que surgem conforme o agente aprende) (MARSLAND,

2015). A ideia é dar prioridade ao surgimento dos comportamentos essenciais, mas sem

inibir completamente o surgimento dos comportamentos emergentes, por isso as etapas

de identificar e recompensar por tarefas só devem ser executadas caso o ambiente seja

complexo.

4.2.3 Distribuição do Conhecimento

Após a especificação das recompensas por subobjetivos (e opcionalmente das tarefas), é

necessário analisar se a distribuição do conhecimento irá favorecer o treinamento nesse

ambiente. Essa etapa consiste em criar um grupo para cada subobjetivo. Como cada

grupo possui um objetivo específico, os agentes podem ter menos percepções sobre o

ambiente. A Figura 13 apresenta as diferenças entre o ambiente com conhecimento comum

e o ambiente distribuído. No ambiente comum, há apenas um crítico coordenando todos

os agentes, que possuem todas as percepções necessárias para completarem as tarefas. No

ambiente distribuído, o conhecimento sobre o ambiente é dividido entre grupos, cada um

possuindo tarefas e percepções específicas para completá-las. Cada grupo é coordenado

por um crítico diferente.
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Figura 13: Diferenças entre o ambiente com conhecimento comum e o ambiente distri-
buído. Os círculos coloridos indicam as percepções dos agentes no ambiente.

A distribuição de conhecimento entre diferentes grupos apresenta algumas vantagens.

A rede neural processará menos entradas e o crítico, que processa os estados de todos os

agentes do grupo, pode passar a processar menos agentes. Por outro lado, as desvanta-

gens da distribuição estão relacionadas a impossibilidade de comunicação entre os grupos

dependendo da estrutura utilizada e da complexidade em se dividir os grupos e especificar

novos tipos de agentes. Por isso deve-se considerar a complexidade do ambiente e se os

grupos serão independentes após a divisão.

Se após a etapa D (ou F), a distribuição de conhecimento não for indicada para

a situação, finalizamos o processo e geramos um ambiente conceitual com recompensas

densas. Caso contrário, seguimos para a atividade (G) e especificamos um grupo para cada

subobjetivo seguindo o projeto de recompensas densas. Note que os subobjetivos já foram

especificados, porém as tarefas podem ou não terem sido identificadas (e recompensadas).

Fica a critério do desenvolvedor especificar as tarefas, mas recomendamos para ambientes

muito complexos. Após a criação de um grupo para cada subobjetivo, geramos o ambiente

conceitual distribuído.

Assim como a modelagem conceitual do ambiente MARL, a etapa de projeção de

recompensas e/ou distribuição do conhecimento é genérica, podendo ser aplicada na ela-

boração de qualquer ambiente de jogo que utilize o aprendizado por reforço multiagente.

Note que o projeto de recompensas e distribuição do conhecimento foi elaborado por meio

de estudos em ambientes multiagentes com recompensas em grupo e utilizando a estrutura

ator-crítico. Recompensas por grupo utilizando essa estrutura funcionam de forma dife-
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rente de recompensas individuais (apenas o agente é recompensado e não o grupo como

um todo).

Uma vez que os elementos do ambiente, os agentes e as recompensas tenham sido

definidos, pode-se iniciar o processo de criação do ambiente de aprendizado. A próxima

seção explica essa etapa em detalhes.

4.3 Criação do Ambiente de Aprendizado

Essa etapa consiste em criar os elementos especificados na etapa 1 (modelagem do am-

biente). Diferentemente das duas etapas anteriores, a etapa de criação do ambiente é

mais específica, pois depende da plataforma que se está utilizando para o desenvolvi-

mento e treinamento dos agentes. Nesta seção, vamos abordar os aspectos mais gerais

dessa etapa, enquanto os detalhes (específicos da plataforma) são abordados no Capítulo

5 quando aplicamos cada etapa do OptimizingMARL na construção de quatro ambientes.

A etapa de desenvolvimento do ambiente é o último passo do processo. O desenvolvi-

mento consiste em criar os elementos necessários no cenário, os agentes, programar seus

comportamentos, indicando o que fazer quando um agente é reiniciado, especificar seus

sensores, configurar os parâmetros dos algoritmos e da rede neural, prover as recompensas

quando necessário, entre outras atividades. A Figura 14 apresenta uma visão geral de um

ambiente de jogo construído.

No ambiente da imagem, existem inimigos, obstáculos, diamantes e três agentes. Dois

agentes possuem o mesmo comportamento A e por isso podem estar no mesmo grupo.

Para cada comportamento, uma rede será treinada para a construção do modelo. O outro

agente possui um comportamento B e por isso uma rede neural diferente é treinada. Agen-

tes com comportamentos diferentes não podem estar no mesmo grupo. Nesse exemplo,

existe mais de um grupo no mesmo ambiente (grupo para o comportamento A e outro

grupo para o comportamento B). Todos os agentes possuem observações e tomam ações

no ambiente. Nesse exemplo, os agentes são recompensados de forma positiva quando

coletam um diamante e de forma negativa quando colidem com um inimigo.

Por meio dos sensores, os agentes conseguem perceber os elementos essenciais, como os

inimigos, obstáculos, diamantes e outros agentes. Em um determinado momento, o sensor

de um agente pode detectar o inimigo e o agente pode tomar a ação de se mover para o lado

oposto ao do inimigo. Em outro momento o agente pode perceber o diamante e tomar

ações que o aproximam do objeto. As melhores decisões vão sendo tomadas conforme
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Figura 14: Visão geral de um ambiente de jogo para MARL.

o agente aprende. Inicialmente, as decisões tomadas constumam ser aleatórias, pois o

agente ainda não tem conhecimento algum. Conforme ele vai aprendendo as decisões vão

se tornando menos aleatórias.

Na criação do ambiente deve-se seguir o que foi especificado nos documentos gerados

anteriormente. Os objetos do tipo “agente” devem ser definidos como tal (i.e., possuir

sensores, coletar observações, tomar ações etc). Os objetos, itens e inimigos devem possuir

as características necessárias para interação com o agente. Por exemplo, se o agente precisa

coletar o diamante, então tanto o agente quanto o diamante precisam implementar a

colisão. Se o agente precisa perceber o inimigo para desviar, então seu sensor deve ser

configurado para que isso seja possível. Se um agente pode lançar projéteis, por exemplo,

então ele deve possuir um script que descreve como fazer isso (se tal tecla for pressionada,

então um objeto “projétil” é criado a partir da posição do agente).

4.4 Considerações Finais

Esse capítulo apresentou e detalhou as etapas do OptimizingMARL. A etapa 1 consiste na

modelagem dos elementos do ambiente de aprendizado. A etapa 2 apresenta o projeto de

recompensas por objetivos primários, subobjetivos e tarefas, e a distribuição do conheci-

mento. A etapa 3 consiste na criação do ambiente a partir de sua modelagem e do projeto
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de recompensas. Apresentamos uma visão geral sobre a etapa 3, pois ela é detalhada no

próximo capítulo, que aborda a construção de quatro ambientes de aprendizado utilizando

o OptimizingMARL.



5 Desenvolvendo Ambientes de Apren-
dizado com o OptimizingMARL

Neste capítulo utilizamos o OptimizingMARL para a construção de três ambientes origi-

nais e de um ambiente desenvolvido pela Unity (aplicamos pequenas alterações no am-

biente). Os ambientes são o Dungeon Escape1, Survival, Color Balls e Wild World. Os

ambientes possuem características e desafios diferentes para que seja possível analisar di-

ferentes aspectos do projeto de recompensas e da distribuição do conhecimento da etapa

2 do OptimizingMARL.

A plataforma Unity (JULIANI et al., 2020) foi escolhida devido a sua flexibilidade,

que permite a criação de tarefas que vão desde simples problemas de grid-world 2D a

complexos jogos de estratégia 3D, puzzles baseados em física, ou jogos competitivos mul-

tiagentes. Ao contrário de outras plataformas de pesquisa, a Unity não se restringe a um

gênero específico de jogabilidade ou simulação, tornando-a uma plataforma geral. Além

disso, a Unity permite a rápida prototipagem e desenvolvimento de jogos e ambientes

simulados, sendo uma das maiores plataformas utilizadas na indústria. As próximas se-

ções apresentam a construção dos ambientes e suas características utilizando a plataforma

Unity e o conjunto de ferramentas Unity ML-Agents (JULIANI et al., 2020).

5.1 Ambiente de Aprendizado Dungeon Escape

Esse ambiente é disponibilizado em conjunto com o Unity ML-Agents. Entretanto, nós o

reproduzimos e inserimos pequenas alterações utilizando o OptimizingMARL. O primeiro

passo é ter o conceito geral do ambiente (i.e., jogo, fase do jogo). A partir dele podemos

modelar o ambiente de aprendizado multiagente (etapa 1 do OptimizingMARL). Para

isso precisamos identificar os elementos com os quais os agentes irão interagir e modelar

os agentes conforme a Tabela 2. A especificação das recompensas é descrita após essa
1https://github.com/Unity-Technologies/ml-agents/blob/main/docs/

Learning-Environment-Examples.md

https://github.com/Unity-Technologies/ml-agents/blob/main/docs/Learning-Environment-Examples.md
https://github.com/Unity-Technologies/ml-agents/blob/main/docs/Learning-Environment-Examples.md
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modelagem, seguindo o fluxo de atividades da etapa 2 do OptimizingMARL.

• Conceito do jogo/ambiente: agentes devem cooperar para fugir da masmorra.

Para abrir a porta é necessário ter a chave que está com o dragão. Para derrotar o

dragão é necessário ter uma espada. O agente é derrotado se enfrenta o dragão sem

a espada. Se o dragão fugir pelo portal, o episódio é reiniciado.

• Elementos do cenário: chão, agentes, dragão, saída da masmorra (porta), portal

do dragão, chave, espada, paredes delimitadoras do cenário.

• Características dos elementos: todos esses elementos precisam de algum tipo

de caixa de colisão. Os agentes devem possuir programação para definir seu com-

portamento. O dragão necessita de programação simples, pois ele deve identificar o

portal e se mover até ele para escapar antes que os agentes o derrotem.

• Agentes:

– Espaço de observação: perceber os outros agentes, o dragão, a porta, o

portal, a chave, as espadas, as paredes, se alguém está em posse da espada

e/ou da chave.

– Ações: 1 ação discreta com 7 ramificações correspondendo a virar para os

sentidos horário e anti-horário, mover-se nas quatro direções, ou não fazer

nada.

Agora é necessário projetar as recompensas e definir a distribuição do conhecimento

(etapa 2 do OptimizingMARL). Projetamos as três opções disponíveis no Optimizing-

MARL (design de recompensas simples, design de recompensas densas, e distribuição do

conhecimento) para analisarmos como essas projeções afetam o desempenho do treina-

mento dos grupos. A Tabela 3 e a Figura 15 apresentam as atividades da etapa 2. As

atividades de identificar e recompensar por tarefas (atividades E e F) não foram realizadas,

pois o ambiente é simples e as recompensas por subobjetivos já são suficientes.

Após modelar o ambiente, os agentes e projetar as recompensas, temos as especifica-

ções necessárias para começar a construir o ambiente. Na Unity, todos os elementos da

cena são GameObjects que inicialmente possuem apenas o componente Transform con-

tendo as informações sobre posição, rotação e escala do objeto. A Unity disponibiliza uma

série de componentes que podem ser adicionados a um GameObject. A Figura 16 apre-

senta as etapas e elementos do desenvolvimento de um ambiente de aprendizado utilizando

o Unity ML-Agents.
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Tabela 3: Projetando recompensas no ambiente Dungeon Escape
Atividade Especificação

Design de Recompensas Simples
A) Identificar objetivos primários Fugir da masmorra

B) Especificar recompensa positiva +1.0 quando o agente que possui
por objetivo a chave colide com a porta.

Design de Recompensas Densas
C) Identificar subobjetivos Derrotar o dragão e fugir da masmorra

D) Especificar recompensa positiva por +0.5 quando um agente que
subobjetivo possui a espada colide com o dragão.

+0.5 quando o agente que possui a chave
colide com a porta.

Distribuição do conhecimento
G) Criar um grupo para cada Grupo da espada recebe +1.0 quando

subobjetivo um agente que possui a espada
colide com o dragão.

Grupo da chave recebe +1.0 quando
o agente que possui a chave

colide com a porta

Figura 15: Projeto de recompensas e distribuição do conhecimento para o ambiente Dun-
geon Escape. As estrelas representam as recompensas positivas.

Criamos um GameObject para cada um dos elementos do ambiente que identificamos

nas etapas anteriores e adicionamos os componentes necessários (atividade 1). No caso do

Dungeon Escape, todos os elementos contêm o componente Box collider para identificar
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Figura 16: Desenvolvimento de um ambiente de aprendizado utilizando o Unity ML-
Agents.

as colisões. O dragão também possui um script C# contendo um código simples para

que ele se movimente até o portal, além do componente Rigidbody para interagir com

os objetos que possuem Box collider. Inserimos tag aos elementos (atividade 2) pois

utilizamos sensores raycast nos agentes. Durante a observação, diversos “raios” são criados

no mundo e os objetos que são atingidos por esses raios determinam o vetor de observação

que é produzido.

Na atividade 3, os GameObjects dos agentes são criados e os componentes adicionados.

Os agentes possuem os componentes Box collider, Rigidbody, Behavior Parameters, script

de programação do agente, Decision Requester, e o script Rigid Body Sensor Component.

O componente Behavior Parameters contém o nome do comportamento a ser treinado, o

tipo de comportamento (padrão, heurística e inferência), o modelo (rede neural), o iden-

tificador da equipe (para cenários competitivos), os parâmetros do cérebro, uma variável

booleana que indica se sensores filho são utilizados e um método para sinalizar se está no

modo de heurística ou não. Note que o nome do comportamento no BehaviorParameters

deve ser o mesmo do arquivo de configuração (extensão .yaml). Esse arquivo contém

todas as configurações e hiperparâmetros que são utilizados durante o treinamento e será

visto em maior detalhe na subseção de experimentos. O tamanho do vetor de observa-
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ção no BehaviorParameters deve ser o mesmo definido no script do agente, no método

CollectObservations(VectorSensor sensor) que será explicado no próximo

parágrafo.

Na Unity, o script de programação do agente deve herdar a classe Agent, permitindo

que os métodos OnEpisodeBegin(), CollectObservations(VectorSensor sensor)

e OnActionReceived() possam ser implementados e utilizados. OnEpisodeBe-

gin() é implementado para configurar um agente no início do episódio. CollectOb-

servations(VectorSensor sensor) é implementado para coletar o vetor de ob-

servações do agente por etapa2. A observação do agente descreve o ambiente atual pela

perspectiva do agente. Uma observação do agente é qualquer informação do ambiente

que ajude o agente a atingir seu objetivo. OnActionReceived() é implementado para

especificar o comportamento do agente a cada instante, baseado na ação providenciada3.

O componente DecisionRequester requisita decisões automaticamente para um agente

a intervalos regulares (determinados pelo desenvolvedor no parâmetro DecisionPeriod). O

componente SensorComponent serve para criar sensores. Em nossos ambientes utilizamos

sensores raycast conforme mencionado anteriormente.

Na atividade 4, um GameObject é criado para ser o controlador. Ele possui apenas

dois componentes, o Transform por padrão e um script no qual a classe SimpleMultiA-

gentGroup é instanciada para cada grupo no ambiente. Por meio dessa classe é possível

registrar agentes em um grupo (RegisterAgent(agent)), adicionar recompensas em

grupo (AddGroupReward(float)), finalizar um episódio (EndGroupEpisode()), e

interromper um episódio (GroupEpisodeInterrupted()). Esses dois últimos méto-

dos servem para finalizar o episódio. A diferença entre eles é que o EndGroupEpisode()

deve ser usado quando o episódio não pode continuar devido ao grupo ter atingido o obje-

tivo ou falhado em atingí-lo. O GroupEpisodeInterrupted() indica que o episódio

terminou porém esse término não é por causa do grupo (e.g., o número máximo de passos

do episódio foi atingido). Apesar de ambos os métodos finalizarem o episódio, eles afetam

o treinamento de formas diferentes 4. No Dungeon Escape o episódio termina quando:

• Sucesso: o grupo de agentes atinge o objetivo (varia conforme o projeto realizado

na etapa 2). Utiliza-se EndGroupEpisode().
2https://docs.unity3d.com/Packages/com.unity.ml-agents@1.0/api/Unity.MLAgents.Agent.

html#Unity_MLAgents_Agent_CollectObservations_Unity_MLAgents_Sensors_VectorSensor_
3https://docs.unity3d.com/Packages/com.unity.ml-agents@1.0/api/Unity.MLAgents.Agent.

html#Unity_MLAgents_Agent_OnActionReceived_System_Single___
4https://docs.unity3d.com/Packages/com.unity.ml-agents@2.0/api/Unity.MLAgents.

SimpleMultiAgentGroup.html

https://docs.unity3d.com/Packages/com.unity.ml-agents@1.0/api/Unity.MLAgents.Agent.html#Unity_MLAgents_Agent_CollectObservations_Unity_MLAgents_Sensors_VectorSensor_
https://docs.unity3d.com/Packages/com.unity.ml-agents@1.0/api/Unity.MLAgents.Agent.html#Unity_MLAgents_Agent_CollectObservations_Unity_MLAgents_Sensors_VectorSensor_
https://docs.unity3d.com/Packages/com.unity.ml-agents@1.0/api/Unity.MLAgents.Agent.html#Unity_MLAgents_Agent_OnActionReceived_System_Single___
https://docs.unity3d.com/Packages/com.unity.ml-agents@1.0/api/Unity.MLAgents.Agent.html#Unity_MLAgents_Agent_OnActionReceived_System_Single___
https://docs.unity3d.com/Packages/com.unity.ml-agents@2.0/api/Unity.MLAgents.SimpleMultiAgentGroup.html
https://docs.unity3d.com/Packages/com.unity.ml-agents@2.0/api/Unity.MLAgents.SimpleMultiAgentGroup.html
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• Falha: quando o dragão foge pelo portal, ou quando o agente que está com a chave

entra pelo portal do dragão, ou quando todos os agentes são removidos do cenário;

ou quando os agentes que estão com as espadas entram pelo portal do dragão antes

de derrotá-lo. Utiliza-se EndGroupEpisode().

• Limite de tempo: quando o tempo máximo do episódio é atingido antes das outras

situações acima. Utiliza-se GroupEpisodeInterrupted().

A Figura 17 apresenta os ambientes configurados com um grupo de agentes (sem

distribuição do conhecimento) e com dois grupos de agentes (com distribuição do conhe-

cimento).

Figura 17: À esquerda, imagem do ambiente sem distribuição do conhecimento. À direita,
imagem do ambiente com distribuição do conhecimento.

5.1.1 Configuração dos Ambientes sem Distribuição do Conhecimento

Para o ambiente sem distribuição do conhecimento existem duas variações: (1) ambiente

projetado com recompensas simples (grupo recompensado com +1.0 quando um agente

foge pela porta) e (2) ambiente projetado com recompensas densas (grupo recompensado

com +0.5 quando um agente derrota o dragão e +0.5 quando um agente foge pela porta).

Esse projeto de recompensas é a única diferença entre os ambientes.

Ambos os ambientes possuem apenas um grupo, então todos os agentes possuem o

mesmo comportamento e um modelo de rede neural é treinado para esse comportamento.

Um crítico centralizado coordena o grupo. Como os agentes realizam todas as tarefas (e.g.,

coletar a espada, derrotar o dragão, coletar a chave, abrir a porta), eles percebem todos

os elementos necessários para isso. Assim o sensor raycast de cada agente é configurado

para identificar as tags referentes às paredes (mesma das colunas), aos outros agentes, ao

dragão, ao portal, às espadas, a chave e a porta.
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Além do sensor raycast, os agentes coletam informações sobre estar em posse da espada

e da chave. Essas observações são adicionadas ao vetor sensor no método CollectOb-

servations(VectorSensor sensor) do script do agente. Duas variáveis booleanas

são utilizadas para isso, uma para a posse da espada e outra para a posse da chave. Se o

agente possui a espada a variável é verdadeira, caso contrário é falsa. O mesmo se aplica

a variável da chave.

5.1.2 Configuração do Ambiente com Distribuição do Conhecimento

No ambiente com distribuição de conhecimento existem dois grupos: o grupo da espada

(azul) é responsável por pegar a espada e derrotar o inimigo, enquanto o grupo da chave

é responsável por coletar a chave e abrir a porta. Os sensores raycast dos agentes do

grupo da espada identificam quase todos os elementos, à exceção da chave e da porta,

pois esses objetos não interferem em suas ações e tarefas. Por esse mesmo motivo, os

sensores raycast dos agentes do grupo da chave não identificam as espadas.

Cada grupo possui um comportamento específico e dois modelos de rede neurais são

treinados para cada um desses comportamentos. Cada grupo é coordenado por um crítico

específico, pois a estrutura utilizada permite um crítico por grupo. A estrutura também

não permite a comunicação entre os grupos. Note que, conforme especificado na etapa 2 do

OptimizingMARL, a distribuição de conhecimento para esse ambiente não é recomendada.

Entretanto, para fins experimentais e análise do impacto dos projetos da etapa 2 no

desempenho dos agentes, configuramos esse ambiente.

5.1.3 Experimento para o Ambiente Dungeon Escape

Os experimentos são realizados com o intuito de comparar as três configurações da etapa 2:

projeto de recompensas simples, projeto de recompensas densas e distribuição do conheci-

mento). Antes de apresentar os resultados e suas análises, apresentamos as configurações

de treinamento e as estatísticas de treinamento analisadas.

5.1.3.1 Configurações de Treinamento

O arquivo de configuração YAML contém todas as configurações e hiperparâmetros que

são utilizados durante o treinamento. Os hiperparâmetros são variáveis que controlam o

processo de treinamento. Por exemplo, na configuração de uma rede neural profunda é

necessário decidir quantas camadas ocultas de nós precisam ser usadas entre a camada
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de entrada e a camada de saída, bem como quantos nós cada camada precisa utilizar.

A configuração depende do ambiente e do método de treino utilizado. Os valores dos

hiperparâmetros podem ter um grande impacto no desempenho do treinamento, por isso

é importante analisá-los com cuidado. O Anexo A apresenta todos os hiperparâmetros

para o método de treinamento utilizando o MA-POCA, e fornece as orientações sobre

seus valores disponibilizadas no repositório oficial da Unity 5.

Por meio das orientações no manual oficial da Unity, e da análise e estudo dos am-

bientes multiagentes disponibilizados no Unity ML-Agents, definimos as configurações do

arquivo YAML para todos os ambientes que desenvolvemos utilizando o OptimizingMARL

(ver código Configurações do arquivo YAML). A única configuração que varia entre os

ambientes é o número máximo de etapas (max_steps), pois alguns ambientes precisam

de mais tempo de treinamento devido à sua complexidade. Não alteramos nenhuma outra

configuração entre os ambientes, pois todos apresentam as melhores configurações para

os seus devidos treinamentos. A próxima subseção aborda as estatísticas geradas e que

são analisadas mais adiante.

t ra iner_type : poca

hyperparameters :

batch_size : 1024

bu f f e r_s i z e : 10240

l ea rn ing_rate : 0 .0003

beta : 0 .01

ep s i l o n : 0 . 2

lambd : 0 .95

num_epoch : 3

learn ing_rate_schedule : constant

network_sett ings :

normal ize : f a l s e

hidden_units : 256

num_layers : 2

vis_encode_type : s imple

reward_signals :

e x t r i n s i c :

gamma: 0 .99

5https://github.com/Unity-Technologies/ml-agents/blob/main/docs/
Training-Configuration-File.md

https://github.com/Unity-Technologies/ml-agents/blob/main/docs/Training-Configuration-File.md
https://github.com/Unity-Technologies/ml-agents/blob/main/docs/Training-Configuration-File.md
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s t r ength : 1 . 0

keep_checkpoints : 5

max_steps :

1140000 (Dungeon Escape )

900000 ( Surv iva l )

1200000 ( Color Ba l l s )

1800000 (Wild World )

time_horizon : 64

summary_freq : 60000

Listing 5.1: Configurações do arquivo YAML

5.1.3.2 Estatísticas de Treinamento

O conjunto de ferramentas Unity ML-Agents salva estatísticas durante a sessão de apren-

dizagem que podem ser visualizadas por meio do TensorBoard. As estatísticas analisadas

são descritas a seguir segundo as informações disponibilizadas no manual oficial da Unity6.

• Group Cumulative Reward : recompensa média acumulada no episódio sobre todos

os agentes. Deve aumentar durante uma sessão de treino bem sucedida.

• Episode Length: duração média de cada episódio no ambiente para todos os agentes.

• Entropy : o quão aleatórias são as decisões do modelo. Devem diminuir lentamente

durante um processo de treino bem sucedido.

• Value Loss : perda média da atualização da função de valor. Correlata o quão bem o

modelo é capaz de prever o valor de cada estado. Deve aumentar enquanto o agente

está aprendendo, e depois diminuir quando a recompensa se estabilizar.

• Value Estimate: o valor médio estimado para todos os estados visitados pelo agente.

Deve aumentar durante uma sessão de treino bem sucedida.

As próximas subseções apresentam a análise dos resultados para as três configurações do

Dungeon Escape.
6https://github.com/Unity-Technologies/ml-agents/blob/main/docs/Using-Tensorboard.md

https://github.com/Unity-Technologies/ml-agents/blob/main/docs/Using-Tensorboard.md
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5.1.4 Análise dos Resultados para o Ambiente Dungeon Escape

Nas configurações (1) e (2), não há divisão das tarefas nem dos agentes. Existe apenas

um grupo formado por seis agentes e um crítico centralizado coordenando-os. Os agentes

percebem todos os elementos necessários para realizarem as tarefas e podem realizar todas

elas. Na configuração (1), o grupo é recompensado positivamente quando um dos agentes

abre a porta. Na configuração (2) o grupo é recompensado positivamente quando derrota

o inimigo e quando abre a porta.

Na configuração (3), ao invés de um grupo com os seis agentes, passamos a ter dois

grupos (dois críticos centralizados) com três agentes. O grupo da espada é responsável

por pegar a espada e derrotar o inimigo e o grupo da chave deve pegar a chave e abrir

a porta. O grupo da espada é recompensado positivamente quando derrota o dragão e o

grupo da chave quando abre a porta. Cada grupo percebe apenas os elementos e variáveis

necessárias para completar as suas tarefas.

A Figura 18 apresenta os resultados obtidos para as três configurações. A recompensa

máxima que pode ser obtida para cada grupo é +1,0. Por meio da análise, buscamos

responder às seguintes questões: qual configuração obteve o melhor desempenho no geral?

Por quais motivos essa configuração apresentou o melhor resultado? Qual o impacto da

distribuição do conhecimento no desempenho dos agentes? O grupo será capaz de entender

que o auto-sacrifício é necessário para atingir o objetivo?.

Podemos perceber que o grupo da configuração (2) (recompensa densa, linha verde),

obteve mais recompensas que o grupo da configuração (1) (recompensa simples, linha

vermelha). Como a média da recompensa acumulada quase alcançou o valor máximo na

configuração (2), os agentes estão aprendendo a derrotar o dragão e a abrir a porta. Em

ambas as configurações, as recompensas dos grupos apresentam crescimento acentuado até

aproximadamente 540k passos. Após isso, a recompensa acumulada começa a estabilizar.

Na configuração (3), o grupo da espada conseguiu obter recompensas com mais

frequência do que o grupo da chave. Essa diferença entre os grupos ocorre devido à

dependência entre eles. Enquanto o grupo da espada pode, desde o início, pegar a espada

e derrotar o dragão, o grupo da chave precisa esperar que isso ocorra para poder pegar

a chave e abrir a porta. Entretanto, devido à simplicidade das tarefas do grupo da es-

pada, esse grupo conseguiu aprender rápido, possibilitando que o grupo da chave também

aprendesse.

Como esperado, os episódios são mais curtos conforme os agentes aprendem a com-
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Figura 18: Resultados das configurações (1), (2) e (3) para o ambiente Dungeon Escape.

pletar as tarefas. Note que nos momentos em que os valores da recompensa média são

maiores, os episódios tendem a ser mais curtos, pois os agentes levam menos tempo para

atingir o objetivo.

Analisando o gráfico da perda média da atualização da função de valor, percebe-se

que o modelo da configuração (2) é melhor em prever o valor de cada estado. Além disso,

o valor continua crescendo mesmo com o grupo estabilizando a recompensa em valores

altos. Isso pode significar que o grupo ainda possui potencial para continuar aprendendo

e obter a recompensa máxima. A configuração (1) apresentou um crescimento entre os

200k e 850k passos e começou a diminuir novamente após os 850k passos. Isso ocorre
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pois a recompensa começa a se estabilizar. O problema é que essa estabilidade apresenta

valores entre 0,5 e 0,6, estando longe do valor máximo (1.0). Os grupos da configuração

(3) também apresentaram declínio conforme a recompensa se estabiliza.

Por meio do gráfico da entropia, é possível notar que as decisões dos modelos se

tornam menos aleatórias conforme o treinamento. Analisando o gráfico do valor extrínseco

médio estimado para todos os estados visitados pelo agente, nota-se que os grupos da

configuração (3) apresentaram as maiores estimativas.

Concluímos essa análise respondendo aos questionamentos iniciais. Qual configuração

obteve o melhor desempenho no geral? Por quais motivos essa configuração apresentou o

melhor resultado? As configurações (2) e (3) apresentaram bons resultados e um treina-

mento mais eficiente do que a configuração (1). Isso indica que recompensas frequentes

ajudam os agentes a desenvolverem comportamentos direcionados para a resolução do

problema. Entretanto, consideramos que a melhor configuração para o Dungeon Escape

seja a (2), pois para esse ambiente é mais simples especificar um grupo - um script de

comportamento, uma instância da classe SimpleMultiAgentGroup no controlador e uma

rede neural sendo treinada - do que configurar dois grupos.

Qual o impacto da distribuição do conhecimento no desempenho dos agentes? A

distribuição do conhecimento não trouxe vantagens expressivas para esse ambiente devido

as tarefas serem simples. Além disso, essa simplicidade fez com que a dependência entre

os grupos tivesse pouco impacto no aprendizado.

O grupo será capaz de entender que o auto-sacrifício é necessário para atingir o ob-

jetivo? Os resultados obtidos nas configurações (1) e (2) comprovam que os agentes são

capazes de aprender mesmo após serem removidos do episódio. Conforme o processo

avança, os agentes ficam mais rápidos em pegar a espada e se sacrificar pelo bem do

grupo.

5.2 Ambiente de Aprendizado Survival

Podemos modelar o ambiente de aprendizado multiagente partir do conceito geral do

jogo. Para isso precisamos identificar os elementos com os quais os agentes irão interagir

e modelar os agentes. A especificação das recompensas será descrita após essa modelagem,

seguindo o fluxo de atividades da etapa 2 do OptimizingMARL.

• Conceito do jogo/ambiente: os agentes precisam cooperar para completar as
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tarefas de sobrevivência. Essas tarefas consistem em coletar água, armazenar comida

e acender as fogueiras. Para coletar a água, os agentes precisam de uma garrafa.

Para armazenar a comida, os agentes precisam de uma mochila, e para acender a

fogueira, eles precisam de lenha. Esses itens estão espalhados pelo mapa, sendo

necessário que os agentes o explorem a fim de encontrar os itens.

• Elementos do cenário: chão, agentes, mochila, comida, garrafa, lago, lenha, fo-

gueira, árvore, e parede.

• Características dos elementos: Todos esses elementos precisam de algum tipo

de caixa de colisão. Os agentes devem possuir programação para definir seu com-

portamento.

• Agentes:

– Espaço de observação: perceber os outros agentes, e todos os outros ele-

mentos do cenário (com exceção do chão).

– Ações: 1 ação discreta com 7 ramificações correspondendo a virar para os

sentidos horário e anti-horário, mover-se nas quatro direções, ou não fazer

nada.

Agora é necessário projetar as recompensas e definir a distribuição do conhecimento

(etapa 2 do OptimizingMARL). A Tabela 4 e a Figura 19 apresentam o resumo das

atividades da etapa 2. As atividades de identificar e recompensar por tarefas (atividades

E e F) não foram realizadas pois o ambiente é simples e as recompensas por subobjetivos

já são suficientes.

Criamos um GameObject para cada um dos elementos do ambiente que identificamos

nas etapas anteriores e adicionamos os componentes necessários. No caso do Survival,

todos os elementos contêm o componente Box collider para identificar as colisões. Inseri-

mos tag aos elementos, pois utilizamos sensores raycast nos agentes. Os GameObjects dos

agentes são criados e os componentes adicionados. Os agentes possuem os componentes

Box collider, Rigidbody, Behavior Parameters, script de programação do agente, Decision

Requester, e o script Rigid Body Sensor Component.

Um GameObject é criado para ser o controlador. Ele possui apenas dois componentes,

o Transform por padrão e um script no qual a classe SimpleMultiAgentGroup é instanciada

para cada grupo no ambiente. O episódio termina quando:
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Tabela 4: Projetando recompensas no ambiente Survival

Atividade Especificação
Design de Recompensas Simples

A) Identificar objetivos primários Coletar comida, coletar
água e acender fogueira.

B) Especificar recompensa positiva +3.0 quando o grupo coleta duas
por objetivo comidas, enche duas garrafas e

acende duas fogueiras.
Design de Recompensas Densas

C) Identificar subobjetivos Coletar duas comidas
Encher duas garrafas

Acender duas fogueiras.
D) Especificar recompensa positiva por +1.0 quando o grupo coleta duas comidas.

subobjetivo +1.0 quando o grupo enche duas garrafas.
+1.0 quando o grupo acender duas fogueiras.

Distribuição do conhecimento
G) Criar um grupo para cada Grupo da comida recebe +3.0 quando

subobjetivo coleta duas comidas.
Grupo da água recebe +3.0 quando

enche duas garrafas.
Grupo da fogueira recebe +3.0 quando

acende duas fogueiras.

Figura 19: Projeto de recompensas e distribuição do conhecimento para o ambiente Sur-
vival. As estrelas representam as recompensas positivas.
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• Sucesso: o grupo de agentes atinge o objetivo (varia conforme o projeto realizado

na etapa 2). Utiliza-se EndGroupEpisode().

• Limite de tempo: quando o tempo máximo do episódio é atingido antes das outras

situações acima. Utiliza-se GroupEpisodeInterrupted().

No ambiente Survival, não há condição de falha para o grupo de agentes. Eles com-

pletam o objetivo ou o episódio termina devido ao tempo máximo. Esse aspecto difere do

primeiro ambiente assim como o fato dos agentes não serem removidos durante o episódio

(o que ocorre no Dungeon Escape). A Figura 20 apresenta os ambientes configurados com

um grupo de agentes (sem distribuição do conhecimento) e com três grupos de agentes

(com distribuição do conhecimento).

Figura 20: À esquerda, imagem do ambiente sem distribuição do conhecimento. À direita,
imagem do ambiente com distribuição do conhecimento.

5.2.1 Configuração dos Ambientes sem Distribuição do Conhecimento

Para o ambiente sem distribuição do conhecimento existem duas variações: (1) ambiente

projetado com recompensas simples (grupo recompensado com +3.0 quando coleta duas

comidas, enche duas garrafas e acende duas fogueiras) e (2) ambiente projetado com

recompensas densas (grupo recompensado com +1.0 quando coleta duas comidas, +1.0

enche duas garrafas e +1.0 quando acende duas fogueiras). Esse projeto de recompensas

é a única diferença entre os ambientes.

Como os agentes realizam todas as tarefas, eles percebem todos os elementos neces-

sários para isso. Assim o sensor raycast de cada agente é configurado para identificar as

tags referentes às paredes, aos outros agentes, à mochila, à comida, à garrafa, ao lago, à

lenha, às fogueiras e às árvores.

Além do sensor raycast, os agentes coletam informações sobre estar em posse da mo-

chila, da garrafa e da lenha. Essas observações são adicionadas ao vetor sensor no método
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CollectObservations(VectorSensor sensor) do script do agente. Três variá-

veis booleanas são utilizadas para isso, uma para a posse da mochila, outra para a posse

da garrafa e uma terceira para posse da lenha. A variável assume valor verdadeiro se o

agente está em posse do determinado item, caso contrário a variável é falsa.

5.2.2 Configuração do Ambiente com Distribuição do Conhecimento

No ambiente com distribuição de conhecimento existem três grupos: o grupo da comida

(rosa) é responsável por pegar a mochila e coletar comida; o grupo da água (azul) é

responsável por pegar as garrafas e enchê-las nos lagos; o grupo da fogueira (amarelo) é

responsável por coletar lenha e acender as fogueiras. Os sensores raycast dos agentes do

grupo da comida identificam quase todos os elementos, à exceção das garrafas, dos lagos,

das lenhas e das fogueiras, pois esses objetos não interferem em suas ações e tarefas. O

grupo da água não identifica a mochila, a comida, a lenha e nem a fogueira. O grupo da

fogueira não identifica a mochila, a comida, a garrafa nem os lagos. Cada grupo possui

um comportamento específico e três modelos de rede neurais são treinados para cada um

desses comportamentos. Cada grupo é coordenado por um crítico específico.

5.2.3 Análise dos Resultados para o Ambiente Survival

Realizamos os testes com doze agentes (dobro do número de agentes em relação ao am-

biente anterior) a fim de verificar se a distribuição de conhecimento facilitará o trabalho

dos críticos centralizados para um número maior de agentes.

Nas configurações (1) e (2) existe apenas um grupo formado por doze agentes e um

crítico centralizado coordenando-os. Os agentes percebem todos os elementos necessários

para realizarem as tarefas e podem realizar todas elas. Na configuração (1), o grupo é

recompensado positivamente quando todas as tarefas são completadas antes do termo

terminar. No ambiente (2) o grupo é recompensado positivamente quando cada uma das

tarefas é completada antes do tempo terminar.

Na configuração (3), ao invés de um grupo com os doze agentes, passamos a ter

três grupos (três críticos centralizados) com quatro agentes. Nesse ambiente, não há

dependência entre os grupos. O grupo da comida é responsável por pegar a mochila e

coletar a comida. O grupo da água é responsável por pegar a garrafa e coletar água.

O grupo da fogueira é responsável por coletar lenha e acender as fogueiras. Cada grupo

recebe uma recompensa positiva quando completa sua missão. Cada grupo percebe apenas
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os elementos e variáveis necessárias para completar as suas tarefas.

A Figura 21 apresenta os resultados obtidos para as três configurações. A recompensa

máxima que pode ser obtida para os grupos é +3,0.

Figura 21: Resultados das configurações (1), (2) e (3) para o ambiente Survival.

Por meio dos gráficos percebemos todos os grupos quase atingiram a recompensa

máxima em apenas 900k. Na configuração (3), o grupo da água teve um desempenho su-

tilmente melhor. Como não há diferença entre as configurações de rede e hiperparâmetros,

nem entre as quantidades de itens no cenário, isso deve estar relacionado à aleatoriedade.

Os itens coletáveis assim como os agentes surgem de forma aleatória no ambiente. Se

os agentes da água aparecem perto das garrafas e águas, precisam movimentar-se menos



5.3 Ambiente de Aprendizado Color Balls 68

(menos ações) para coletarem os itens e completar os objetivos.

Como esperado, os episódios são mais curtos conforme os agentes aprendem a com-

pletar as tarefas. Analisando o gráfico da perda média da atualização da função de valor,

percebemos que os valores não variam muito, pois os valores da recompensa em grupo

também não variam muito. Como esperado, a entropia caiu lentamente indicando que os

modelos começaram a tomar decisões menos aleatórias ao longo do treinamento. O valor

extrínseco médio estimado para todos os estados visitados pelo agente cresce conforme os

grupos obtém mais recompensas.

Respondendo aos questionamentos, Qual configuração obteve o melhor desempenho

no geral? Todas as configurações apresentaram bom desempenho, inclusive a configura-

ção (1). Por quais motivos essa configuração apresentou o melhor resultado? Isso está

relacionado à simplicidade das tarefas e a quantidade de itens e agentes no ambiente. Re-

sumidamente, os agentes precisam se movimentar pelo cenário e coletar os itens. Como

existem quatro itens de cada e doze agentes, dificilmente os agentes não irão colidir com

os itens.

Nesse ambiente, a grande quantidade de agentes favoreceu o desempenho do treina-

mento. Qual o impacto da distribuição do conhecimento no desempenho dos agentes?

A independência entre os grupos permitiu que todos eles obtivessem bons desempenhos.

Além disso, não houve diferença significativa entre um crítico coordenar doze ou três agen-

tes. Todos apresentaram bom desempenho. Como a configuração (3) é a mais trabalhosa

de ser aplicada - um script para cada tipo de agente, uma instância da classe SimpleMul-

tiAgentGroup para cada grupo, no controlador, uma rede neural sendo treinada para cada

comportamento - as configurações sem distribuição do conhecimento são mais indicadas

para esse ambiente. Ao analisarmos as diferenças sutis nas estatísticas entre as configu-

rações (1) e (2), a segunda é mais indicada, pois sua implementação é tão simples quanto

a primeira configuração.

5.3 Ambiente de Aprendizado Color Balls

A partir do conceito geral do jogo modelamos o ambiente de aprendizado multiagente,

identificando os elementos com os quais os agentes irão interagir e modelando os agentes.

A especificação das recompensas é realizada após essa modelagem, seguindo o fluxo de

atividades da etapa 2 do OptimizingMARL.

• Conceito do jogo/ambiente: os agentes precisam cooperar para levarem todas as
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quinze bolas para a área verde. São 5 cores e 3 bolas de cada cor. Para coletar uma

bola de uma determinada cor, o agente precisa vestir um uniforme da mesma cor

da bola. Para vestir o uniforme basta o agente ir até um dos quadrados coloridos.

Se o agente estiver em posse de uma bola, não poderá trocar de uniforme até que

deixe a bola na área verde.

• Elementos do cenário: chão, agentes, bolas, quadrados coloridos, área verde.

• Características dos elementos: todos esses elementos precisam de algum tipo

de caixa de colisão. Os agentes devem possuir programação para definir seu com-

portamento.

• Agentes:

– Espaço de observação: perceber os outros agentes, as bolas, as áreas de

troca de uniforme, a área verde e as paredes.

– Ações: 1 ação discreta com 7 ramificações correspondendo a virar para os

sentidos horário e anti-horário, mover-se nas quatro direções, ou não fazer

nada.

Agora é necessário projetar as recompensas e definir a distribuição do conhecimento

(etapa 2 do OptimizingMARL). A Tabela 5 e a Figura 22 apresentam o resumo das

atividades da etapa 2. As atividades de identificar e recompensar por tarefas (atividades

E e F) não foram realizadas, pois o ambiente é simples e as recompensas por subobjetivos

já são suficientes.

Criamos um GameObject para cada um dos elementos do ambiente que identifica-

mos nas etapas anteriores e adicionamos os componentes necessários. Todos os elementos

contêm o componente Box collider para identificar as colisões. Inserimos tag aos ele-

mentos, pois utilizamos sensores raycast nos agentes. Cada bola recebe uma tag relativa

a sua cor. Os GameObjects dos agentes são criados e os componentes adicionados. Os

agentes possuem os componentes Box collider, Rigidbody, Behavior Parameters, script de

programação do agente, Decision Requester, e o script Rigid Body Sensor Component.

Um GameObject é criado para ser o controlador. Ele possui apenas dois componentes,

o Transform por padrão e um script no qual a classe SimpleMultiAgentGroup é instanciada

para cada grupo no ambiente. O episódio termina quando:

• Sucesso: o grupo de agentes atinge o objetivo (varia conforme o projeto realizado

na etapa 2). Utiliza-se EndGroupEpisode().
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Tabela 5: Projetando recompensas no ambiente Color Balls
Atividade Especificação

Design de Recompensas Simples
A) Identificar objetivos primários Levar todas as bolas

até a área verde.
B) Especificar recompensa positiva +5.0 quando todas as bolas

por objetivo foram levadas até a área verde.
Design de Recompensas Densas

C) Identificar subobjetivos Levar uma bola até
a área verde.

D) Especificar recompensa positiva por +0.333 quando o grupo
subobjetivo leva uma bola até a área verde.

Distribuição do conhecimento
G) Criar um grupo para cada Um grupo por cor.

subobjetivo +0.333 quando o grupo
leva uma bola até a área verde.

Figura 22: Projeto de recompensas e distribuição do conhecimento para o ambiente Color
Balls. As estrelas representam as recompensas positivas.

• Limite de tempo: quando o tempo máximo do episódio é atingido antes das outras

situações acima. Utiliza-se GroupEpisodeInterrupted().

Nesse ambiente, não há condição de falha para o grupo de agentes. Eles completam

o objetivo ou o episódio termina devido ao tempo máximo. A Figura 23 apresenta o
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ambiente Color Balls.

Figura 23: Ambiente de aprendizado Color Balls. Tanto o ambiente sem distribuição do
conhecimento quanto o ambiente distribuído parecem o mesmo, pois os agentes só alteram
suas cores quando vestem o uniforme.

5.3.1 Configuração dos Ambientes sem Distribuição do Conhecimento

Para o ambiente sem distribuição do conhecimento existem duas variações: (1) ambiente

projetado com recompensas simples (grupo recompensado com +5.0 quando todas as

bolas são colocadas na área verde) e (2) ambiente projetado com recompensas densas

(grupo recompensado com +0.333 por bola colocada na área verde). Como os agentes

realizam todas as tarefas, eles percebem todos os elementos necessários para isso. Assim o

sensor raycast de cada agente é configurado para identificar as tags referentes às paredes,

aos outros agentes, às bolas (cada uma com uma tag de uma cor), aos quadrados e à área

verde.

Além do sensor raycast, os agentes coletam informações sobre a cor do uniforme que o

agente está vestindo e sobre a posse da bola. Essas observações são adicionadas ao vetor

sensor no método CollectObservations(VectorSensor sensor) do script do

agente. Uma variável inteira é utilizada para identificar a cor do uniforme, com cada valor

entre 1 e 5 representando uma cor. Uma variável booleana é utilizada para identificar se o

agente está ou não em posse da bola. As percepções são mais complexas nesse ambiente

pois o agente precisa associar o número de sua variável inteira com a tag da bola em seu
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sensor raycast.

5.3.2 Configuração do Ambiente com Distribuição do Conhecimento

No ambiente com distribuição de conhecimento existem cinco grupos: um para cada cor.

Cada grupo é coordenado por um crítico específico. Os sensores raycast dos agentes

dos grupos identificam as paredes, os outros agentes, a área verde e apenas as bolas e

quadrados da cor de seu grupo. Dessa forma, o cenário sofre uma grande alteração. A

variável inteira que identificava a cor do uniforme do agente passa a ser uma variável

booleana que indica se o agente está vestindo ou não o uniforme. Como os grupos são

mais específicos e só podem vestir o uniforme de sua cor, eles não precisam associar a cor

do uniforme com a tag da bola. Precisam apenas associar que a variável booleana deve

ser verdadeira (vestindo o uniforme) para que consigam pegar a bola.

5.3.3 Análise dos Resultados para o Ambiente Color Balls

Na configuração (1), o grupo é recompensado positivamente quando todas as quinze bolas

são levadas até a área verde. Na configuração (2) o grupo é recompensado positivamente

quando cada bola é depositada na área verde. Na configuração (3), cada grupo é res-

ponsável por levar as bolas de uma determinada cor. Entretanto, decidimos realizar uma

alteração no tipo de variável que identifica o uniforme, caso contrário esse teste ficaria

muito semelhante ao teste da configuração (3) do ambiente Survival. Assim, ao invés

de utilizar uma variável inteira para identificar a cor do uniforme que o agente está ves-

tindo, utilizamos uma variável booleana que indica se o agente está ou não vestindo o seu

uniforme.

Cada grupo possui uma cor e não pode vestir uniformes de outras cores. Cada grupo

só percebe a bola de sua cor. Dessa forma, os agentes não precisam associar o número

inteiro com a tag relativa à cor da bola. Seguindo a etapa (2) do OptimizingMARL,

cada grupo é recompensado de forma positiva por cada bola depositada na área verde.

Nessa configuração, os agentes precisam entender que devem estar com o uniforme (va-

lor verdadeiro para a variável) para coletar a bola. A Figura 24 apresenta os resultados

obtidos para as três configurações. Como todos os grupos da configuração (3) apresen-

tam o mesmo comportamento, apresentamos o resultado de um dos grupos para melhor

visualização. A recompensa máxima que pode ser obtida para os grupos é +5,0.

Conforme esperado, a configuração (1) apresentou o pior desempenho. Isso ocorre,
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Figura 24: Resultados das configurações (1), (2) e (3) para o ambiente Color Balls.

pois para conseguir a recompensa, os agentes precisam levar todas as quinze bolas até a

área verde. Em nenhum momento antes de atingir o objetivo final, eles são recompensados.

Essa escassez de recompensa dificulta que o grupo entenda que para pegar uma bola de

uma determinada cor, é necessário vestir o uniforme de mesma cor e que todas as bolas

devem ser depositadas na área verde. Não há recompensa quando um agente pega uma

bola e não há recompensa quando ele deposita a bola na área verde. São necessários

muitos passos para que o grupo seja recompensado e isso dificulta o treinamento. Uma

vez que os agentes não conseguem acumular recompensas, o modelo continua trabalhando

com políticas ruins, e o valor estimado para todos os estados não aumenta.
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O desempenho melhora muito na configuração (2), na qual o grupo passa a ser recom-

pensado por cada bola depositada na área verde. A recompensa imediata ao depositar

a bola estimula esse comportamento dos agentes e os ajuda a associarem o valor inteiro

da variável que indica a cor do uniforme vestido (cada cor representada por um número

entre 1 e 5) com a cor da bola (o sensor raycast percebe as bolas por suas cores).

Na configuração (3), o grupo apresenta bom desempenho, obtendo a recompensa má-

xima e estabilizando-a a partir dos 500k passos. Consequentemente, os episódios são

mais curtos, pois o grupo consegue completar a tarefa mais rápido necessitando de me-

nos tempo. A entropia apresenta declínio regular, indicando que as decisões do modelo

estão ficando menos aleatórias durante o treinamento. A perda média da função de valor

apresenta variações pouco significativas, especialmente a partir do 500k, momento em

que a recompensa se estabiliza. O valor médio estimado para todos os estados visitados

aumenta conforme os agentes aprendem.

Respondendo aos questionamentos: qual configuração obteve o melhor desempenho

no geral? Por quais motivos essa configuração apresentou o melhor resultado? As con-

figurações (2) e (3) apresentam bom desempenho, indicando que recompensas frequentes

incentivam comportamentos ideais para conclusão das tarefas. Qual o impacto da dis-

tribuição do conhecimento no desempenho dos agentes? A configuração (3) apresenta

resultados superiores devido à mudança de complexidade da tarefa. É mais fácil para

os agentes entenderem que, para pegar a bola, precisam se vestir com o uniforme, e não

associar a cor do uniforme à cor da bola. Embora essa configuração tenha trazido certa

mudança na ideia original do ambiente, é interessante notar que a distribuição do conhe-

cimento pode trazer novas alternativas, deixando a tarefa menos complexa e acelerando

o treinamento.

5.4 Ambiente de Aprendizado Wild World

A partir do conceito geral do jogo modelamos o ambiente de aprendizado multiagente.

Para isso identificamos os elementos com os quais os agentes interagem e modelamos os

agentes. A especificação das recompensas é realizada após essa modelagem, seguindo o

fluxo de atividades da etapa 2 do OptimizingMARL.

• Conceito do jogo/ambiente: os agentes de um vilarejo precisam sobreviver por

tempo “indeterminado” em um ambiente hostil. Isso significa que, embora haja um

número de passos máximo para o episódio, se os agentes continuarem cumprindo
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as metas, eles poderão acumular recompensas até que esse número máximo seja

atingindo. Essas metas consistem em: fazer comida para que seja possível alimentar

todos os habitantes do vilarejo; manter as lareiras acesas para combater o frio e evitar

que os moradores tenham hipotermia; e combater os lobos ferozes que residem na

floresta próxima ao vilarejo e podem atacar os moradores. O contador da comida

inicia em um valor máximo, mas decai conforme o tempo passa. Se o contador

zerar, o grupo perde e o episódio é reiniciado. Para evitar que o contador zere, os

agentes precisam preparar os alimentos. O contador do frio inicia em zero e aumenta

conforme o tempo passa. Se chegar ao valor máximo, o grupo perde e o episódio

é reiniciado. Para impedir que isso ocorra, os agentes precisam colocar lenha nas

fogueiras espalhadas pelo vilarejo. Por fim, se o número de agentes chegar a zero, o

grupo perde e o episódio é reiniciado. Um agente é removido do ambiente quando

colide com um lobo sem estar equipado com uma espada.

• Elementos do cenário: chão, agentes, paredes, galpão de ferramentas, galpão de

armas, cerca e terreno de plantação, poço, panelas, fogueiras, árvores, arbustos,

vegetais e lobos.

• Características dos elementos: Todos esses elementos precisam de algum tipo de

caixa de colisão. Os lobos precisam de programação simples para sua movimentação.

Os agentes devem possuir programação para definir seu comportamento.

• Agentes:

– Espaço de observação: perceber os outros agentes, e todos os outros ele-

mentos do cenário (com exceção do chão).

– Ações: 1 ação discreta com 7 ramificações correspondendo a virar para os

sentidos horário e anti-horário, mover-se nas quatro direções, ou não fazer

nada.

Agora é necessário projetar as recompensas e definir a distribuição do conhecimento

(etapa 2 do OptimizingMARL). Para preparar a comida, primeiro é necessário plantar os

vegetais. Para plantar os vegetais é preciso coletar as sementes nas moitas da floresta e

colocá-las na área de plantação. Assim que os vegetais surgirem na plantação, os agentes

devem colhê-los e colocar em alguma panela no vilarejo. Para manter as fogueiras acesas,

os agentes precisam equipar o machado e coletar lenha nas árvores espalhadas pela floresta.

Não é possível coletar lenha sem equipar o machado. Para equipar o machado, os agentes

precisam pegá-lo no galpão de ferramentas. Após pegar a lenha, os agentes precisam
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colocá-la em alguma das fogueiras que estão no vilarejo. Para combater os lobos, os

agentes precisam de uma espada. Para isso, é necessário ir até o galpão de armas. Se um

agente colide com um lobo com a espada, o agente sobrevive e o lobo é derrotado. Porém,

se um agente colide sem a espada, ele é removido do episódio e o lobo permanece vivo.

A cada agente derrotado, o número de agentes é reduzido. Se esse número chegar a zero,

o episódio termina com o fracasso dos agentes em sobreviver. Os agentes devem tomar

cuidado, pois o número de espadas é o mesmo do número de lobos, porém o número de

agentes é maior. Assim, se os agentes que equiparam as espadas não derrotarem os lobos,

os outros agentes que não possuem as espadas serão atacados. A Tabela 6 e a Figura 25

apresentam o resumo das atividades da etapa 2.

Figura 25: Projeto de recompensas e distribuição do conhecimento para o ambiente Wild
World. As estrelas representam as recompensas positivas.

Criamos um GameObject para cada um dos elementos do ambiente que identificamos

nas etapas anteriores e adicionamos os componentes necessários. Todos os elementos con-

têm o componente Box collider para identificar as colisões. Inserimos tag aos elementos,

pois utilizamos sensores raycast nos agentes. Os GameObjects dos agentes são criados e os

componentes adicionados. Os agentes possuem os componentes Box collider, Rigidbody,

Behavior Parameters, script de programação do agente, Decision Requester, e o script

Rigid Body Sensor Component. A Figura 26 apresenta o ambiente.

Um GameObject é criado para ser o controlador. Ele possui apenas dois componentes,

o Transform por padrão e um script no qual a classe SimpleMultiAgentGroup é instanciada



5.4 Ambiente de Aprendizado Wild World 77

Tabela 6: Projetando recompensas no ambiente Wild World
Atividade Especificação

Design de Recompensas Simples
A) Identificar objetivos primários Fazer comida

Acender fogueira
Derrotar lobo

B) Especificar recompensa positiva +4.0 quando faz comida
por objetivo +4.0 quando acende fogueira

+4.0 quando derrota um lobo
Design de Recompensas Densas

C) Identificar subobjetivos Fazer comida, plantar vegetais
Acender fogueira, coletar lenha
Derrotar lobo, coletar espada

D) Especificar recompensa positiva +3.0 quando faz comida
subobjetivo +1.0 quando planta vegetais

+3.0 quando acende fogueira
+1.0 quando coleta lenha
+3.0 quando derrota lobo
+1.0 quando coleta espada

E) Especificar tarefas Para fazer comida precisa
plantar vegetais. Para plantar vegetais

precisa coletar sementes.
Para acender fogueira precisa coletar

lenha. Para coletar lenha precisa pegar
machado e ir até as árvores.

Para derrotar lobo precisa pegar espada.
F) Especificar recompensa positiva +2.5 quando faz comida

+1.0 quando planta vegetais
+0.5 quando coleta sementes
+2.5 quando acende fogueira

+1.0 quando coleta lenha
+0.5 quando pega o machado

+3.0 quando derrota lobo
+1.0 quando coleta espada

Distribuição do conhecimento
G) Criar um grupo para cada Grupo que cozinha é

subobjetivo recompensado por cozinhar e plantar vegetais.
Grupo que acende a fogueira é recompensado

por acender a fogueira e pegar lenha.
Grupo do lobo é recompensado pegar a espada

e derrotar um lobo.

para cada grupo no ambiente. O episódio termina quando:

• Sucesso: o grupo de agentes atinge o objetivo (varia conforme o projeto realizado
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Figura 26: Ambiente de aprendizado Wild World.

na etapa 2). Utiliza-se EndGroupEpisode().

• Falha: todos os agentes são atacados pelos lobos (número de agentes igual a zero).

Os agentes morrem de fome (contador de estoque de comida igual a zero). Os

agentes morrem de frio (contador do frio atinge o valor máximo). Utiliza-se End-

GroupEpisode()

• Limite de tempo: quando o tempo máximo do episódio é atingido antes das outras

situações acima. Utiliza-se GroupEpisodeInterrupted().

5.4.1 Configuração dos Ambientes sem Distribuição do Conhecimento

Para o ambiente sem distribuição do conhecimento existem duas variações:

• (1) ambiente projetado com recompensas simples: grupo recompensado quando

cozinha, acende fogueira, derrota lobo.

• (2) ambiente projetado com recompensas densas: grupo recompensado quando

planta os vegetais, faz comida, coleta lenha, acende fogueira, equipa espada, derrota

lobo.

Como os agentes realizam todas as tarefas, eles percebem todos os elementos necessários

para isso. Assim o sensor raycast de cada agente é configurado para identificar as tags

referentes às paredes, aos outros agentes, ao galpão de ferramentas, ao galpão de armas,

às árvores, aos lobos, aos arbustos, às fogueiras, às panelas, à área de plantação, à cerca

da área de plantação, e aos vegetais.
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Além do sensor raycast, os agentes coletam informações sobre estar em posse de semen-

tes, vegetais, machado, lenha e espada. Todas as variáveis são booleanas, sendo verdadeiras

quando o agente está em posse do item e falsas quando o agente não está.

5.4.2 Configuração do Ambiente com Distribuição do Conhecimento

No ambiente com distribuição de conhecimento existem três grupos. Um grupo é res-

ponsável por coletar as sementes, plantar os vegetais, colher os vegetais e cozinhá-los.

Esse grupo possui as percepções necessárias às suas tarefas, não percebendo o galpão de

ferramentas, o galpão de armas, as fogueiras e as árvores. Esses elementos são configura-

dos para detectar colisões, mas não são sólidos, podendo ser atravessados. Configuramos

assim para evitar que os agentes que não os percebem fiquem presos neles. Esse grupo

também não coleta observações sobre quem está com o machado e a espada.

Um segundo grupo é responsável por pegar o machado, coletar lenha e acender as

fogueiras. Esse grupo percebe apenas os agentes de seu grupo, as paredes, a cerca da

plantação (elemento sólido), o galpão de ferramentas, os lobos e as árvores. Um terceiro

grupo é responsável por pegar a espada e caçar os lobos. Esse grupo percebe os agentes, as

paredes, o galpão de armas, os lobos e a cerca da plantação. Cada grupo é coordenado por

um crítico específico e três modelos de rede neural são treinados (um para cada grupo).

5.4.3 Análise dos Resultados para o Ambiente Wild World

Nas configurações (1) e (2), quinze agentes pertencem a um mesmo grupo e todos podem

preparar a comida, manter as fogueiras acesas e combater os lobos. Se um agente encosta

em um lobo sem estar equipado com a espada, ele é removido, caso contrário ele derrota

o lobo e não é removido do episódio. Na configuração (1) o grupo é recompensado posi-

tivamente quando cozinha, quando acende uma fogueira e quando derrota um lobo. Na

configuração (2) o grupo é recompensado positivamente quando: colhe sementes, planta

vegetais, cozinha, equipa o machado, coleta lenha, acende a fogueira, equipa a espada e

derrota um lobo. Assim, as recompensas são mais frequentes.

Na configuração (3), cinco agentes pertencem ao grupo que cozinha, cinco agentes

pertencem ao grupo que acende a fogueira, e cinco agentes pertencem ao grupo respon-

sável por derrotar os lobos. O grupo que cozinha é recompensado positivamente quando

colhe sementes, planta os vegetais e faz a comida. O grupo da fogueira é recompensado

positivamente quando equipa o machado, coleta lenha e acende a fogueira. O grupo dos
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lobos é recompensado quando equipa a espada e quando derrota um lobo. Os grupos

da comida e da fogueira não tem uma recompensa máxima exata, pois podem acumular

recompensas enquanto o tempo máximo do episódio não for atingido. O grupo dos lobos

pode obter uma recompensa máxima de 32 (a quantidade de lobos é finita e se todos os

lobos forem derrotados, o episódio termina). A Figura 27 apresenta os resultados para as

três configurações.

Figura 27: Resultados das configurações (1), (2) e (3) para o ambiente Wild World.

A configuração (1) apresentou desempenho muito ruim. Isso é facilmente explicado,

pois o grupo é recompensado apenas quando atinge os objetivos primários. O problema

reside no fato de que o agente precisa realizar uma série de tarefas para poder atingir o

objetivo e ser recompensado. Entender como essas tarefas o levam a cumprir o objetivo
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é mais difícil se o agente não é recompensado por elas. Os agentes precisam explorar

muito o ambiente e tomar diferentes ações antes de serem recompensados. Com o projeto

das recompensas densas, o grupo passa a ser recompensado por tarefa, o que incentiva o

surgimento dos comportamentos essenciais para a resolução do problema.

Na configuração (3), o grupo que cozinha e o grupo que acende a fogueira apresentaram

bom desempenho, conseguindo acumular recompensas altas. O desempenho do grupo

da fogueira foi melhor, pois acender a fogueira exige menos tarefas do que cozinhar.

Além disso, as recompensas foram projetadas de forma hierárquica com o maior ganho de

recompensa sendo obtido ao realizar o objetivo final (cozinhar ou acender a fogueira). O

grupo do lobo acumulou recompensas ao longo do treinamento, mas não foi satisfatório

até os 1,8M passos, pois o valor máximo obtido foi 16, enquanto que o valor máximo da

recompensa média pode ser 32.

Os grupos da cozinha e da fogueira apresentaram quase a mesma duração média de

episódio, pois geralmente o episódio termina quando o número máximo de passos definido

para o ambiente é atingido. A duração média dos episódios por agente do grupo dos lobos

aumentou conforme o treinamento, pois os agentes ainda estavam aprendendo e não eram

capazes de solucionar as tarefas de forma rápida.

A perda média da atualização da função de valor para os grupos da cozinha e da

fogueira aumenta conforme os agentes aprendem, indicando que o modelo fica melhor

em prever o valor de cada estado. O valor médio para todos os estados visitados pelos

agentes também aumentou para esses dois grupos. A entropia apresenta declínio para os

três grupos, indicando que as decisões do modelo estão ficando menos aleatórias.

Respondendo aos questionamentos - qual configuração obteve o melhor desempenho

no geral? Por quais motivos essa configuração apresentou o melhor resultado? Qual o

impacto da distribuição do conhecimento no desempenho dos agentes? - concluímos que

recompensas imediatas ajudam no aprendizado dos agentes especialmente em ambientes

mais complexos. Quanto maior o número de tarefas necessárias para atingir um determi-

nado objetivo, mais difícil é para o agente entender essas etapas se as recompensas não

forem frequentes.

Além disso, concluímos que a distribuição do conhecimento para esse ambiente não

traz vantagens. A divisão entre grupos é trabalhosa, e o crítico centralizado foi capaz

de processar um grande número de agentes - pois a configuração (2) apresentou ótimo

desempenho com quinze agentes sendo coordenados - não justificando a aplicação da

distribuição. Assim, concluímos que o projeto de recompensas densas é a melhor opção
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para este cenário

5.5 Considerações Finais

Neste capítulo utilizamos o OptimizingMARL para a construção de quatro ambientes e

apresentamos os experimentos realizados nesses ambientes, bem como as configurações

de treinamento e as estatísticas analisadas. Para cada ambiente implementamos as três

possíveis configurações da etapa 2 do OptimizingMARL (projeto de recompensas e distri-

buição do conhecimento). Comparamos os resultados para as três configurações buscando

responder às questões relacionadas ao desempenho dos agentes durante o treinamento.

Por meio dos experimentos, concluímos que, de maneira geral, o projeto de recom-

pensas densas apresentou os melhores resultados. As recompensas por tarefas e/ou sub

objetivos incentivam os comportamentos essenciais, especialmente em ambientes mais

complexos (Wild World). A distribuição do conhecimento não apresentou vantagens sig-

nificativas. Isso ocorre devido à falta de comunicação entre os grupos e a capacidade do

crítico em coordenar muitos agentes. O aprendizado com quinze agentes no ambiente

Wild World apresentou bom desempenho com o projeto de recompensas densas, evidenci-

ando que o desempenho ruim da configuração (1) não está relacionado ao grande número

de agentes.

Por outro lado, a distribuição do conhecimento traz alternativas para repensar certas

características complexas do ambiente. No experimento do ambiente Color Balls, a distri-

buição do conhecimento permitiu uma configuração mais simples do ambiente, deixando a

tarefa menos complexa, melhorando o desempenho do treinamento. Por fim, os testes no

ambiente Dungeon Escape comprovam que o MA-POCA consegue realizar a atribuição de

crédito póstuma de forma eficiente, pois o grupo da configuração (2) apresentou desempe-

nho tão bom quanto o grupo da espada da configuração (3), na qual não há necessidade

de atribuição pois o grupo da espada é recompensado assim que derrota o dragão.
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A utilização de técnicas de IA nos jogos eletrônicos tem sido muito explorada nos últimos

anos. Essa tendência pode ser explicada pelos constantes avanços em pesquisa, evolução

em hardware e processamento, bem como as exigências do mercado consumidor. Atu-

almente um jogo que apresenta comportamentos falhos pode prejudicar a jogabilidade e

consequentemente o sucesso do jogo. Quanto maior a evolução dos jogos, mais importante

é o papel da IA.

Devido à essa importância, diferentes técnicas de IA têm sido aplicadas e testadas

aos jogos. RL e DL se mostram técnicas promissora para o treinamento de agentes em

jogos devido à sua capacidade em solucionar uma série de desafios presentes nesse tipo de

aprendizado, como o tamanho do espaço de estados e dificuldade em se aprender políticas

adequadas para tomar decisões em um ambiente dinâmico. Além disso, os ambientes de

jogos são conhecidos por seus desenvolvedores, o que favorece o projeto de recompensas

para aplicação de RL. Entretanto, em ambientes multiagentes o desafio vai além da ela-

boração das recompensas, pois existem diferentes agentes aprendendo de forma conjunta,

sendo necessário orquestrar esses agentes, bem como entender a comunicação entre eles.

Ambientes de aprendizado multiagentes trazem uma série de desafios ao RL, como

a parcialidade das observações, ambiente não estacionário e problema da atribuição de

crédito. Entretanto, em um ambiente simulado como os jogos, geralmente temos acesso aos

estados e informações na fase de treinamento. Assim, é possível utilizar esse conhecimento

conjuntamente com uma execução descentralizada, uma vez que os agentes não têm acesso

a todos os estados durante a fase de execução.

Apesar de muitos trabalhos abordarem CTDE e muitos outros explorarem o domínio

de MARL, o foco não está no desenvolvimento de jogos e sim na criação de novos ambientes

e/ou algoritmos. Além disso, a maioria dos trabalhos utiliza ambientes dimensionados

para testes em domínios específicos com foco no desempenho dos algoritmos utilizados.

Assim, este trabalho propõe o OptimizingMARL, um framework para o desenvolvimento
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de ambientes de aprendizado cooperativos utilizando MARL buscando o aprimoramento

do desempenho no treinamento dos agentes.

O OptimizingMARL consiste em etapas de modelagem do ambiente de aprendizado,

projeto de recompensas e distribuição do conhecimento buscando desenvolver a melhor

configuração do ambiente para o treinamento, e criação do ambiente. Utilizamos o fra-

mework no desenvolvimento de quatro ambientes multiagentes e analisamos os resultados

obtidos. Para os experimentos, utilizamos o Unity ML-Agents e o algoritmo MA-POCA,

que utiliza um crítico centralizado processando os estados de todos os agentes do grupo

e estimando o quão bem os agentes estão se saindo. MA-POCA também é capaz de

processar um número variável de entradas.

Por meio da análise dos resultados, concluímos que: (i) recompensas densas favorecem

o surgimento de comportamentos essenciais, melhorando o aprendizado dos agentes; (ii)

nos ambientes desenvolvidos, o número de agentes e percepções não causaram impacto na

coordenação do crítico centralizado. A configuração (2) dos ambientes Survival e Wild

World apresentaram bom desempenho com 12 e 15 agentes, respectivamente, sendo coor-

denados por um crítico; (iii) a distribuição do conhecimento pode diminuir a complexidade

da tarefa. O ambiente Color Balls mostrou melhores resultados com a distribuição do co-

nhecimento. Isso aconteceu devido à redução da complexidade da tarefa. Os agentes que

antes precisavam associar a cor do uniforme à tag da bola passaram a apenas ter que

entender que só poderiam pegar a bola se vestissem o uniforme. (iv) a dependência entre

os grupos é um fator importante para a distribuição do conhecimento. No ambiente Dun-

geon Escape, o grupo da chave apresentou resultados inferiores ao grupo da espada devido

a sua dependência. Nos ambientes Survival, Color Balls e Wild World (grupos da comida

e do fogo), os grupos apresentaram resultados semelhantes pois eram independentes; (5)

o framework permite o desenvolvimento de ambientes otimizados para o treinamento por

reforço multiagente.

Por fim, concluímos que a estrutura utilizada conseguiu lidar com o problema da

atribuição de crédito póstuma de forma satisfatória. Os testes no ambiente Dungeon

Escape comprovam que o MA-POCA consegue realizar a atribuição de crédito póstuma

de forma eficiente, pois o grupo da configuração (2) apresentou desempenho tão bom

quanto o grupo da espada da configuração (3), na qual não há necessidade de atribuição

pois o grupo da espada é recompensado assim que derrota o dragão. Essa característica

é muito importante para o desenvolvimento de agentes inteligentes em jogos.
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6.1 Contribuições

Neste trabalho propomos o OptimizingMARL para o desenvolvimento de ambientes de

aprendizado cooperativos utilizando MARL buscando o aprimoramento do desempenho

no treinamento dos agentes. As etapas (1) - modelagem conceitual do ambiente de apren-

dizado por reforço - e (2) - projeto de recompensas e distribuição do conhecimento -

do framework podem ser aplicadas a qualquer ambiente do domínio de jogos que utilize

MARL e a abordagem CTDE. Essa generalização permite que o framework possa ser

aplicado na construção de diferentes ambientes e testes com outros algoritmos.

O OptimizingMARL permite uma visualização macro dos elementos que compõem um

ambiente de aprendizado que utiliza RL. Isso facilita a maior compreensão do ambiente que

se pretende desenvolver, especialmente para desenvolvedores que não são especialistas no

domínio de MARL. Além disso, a etapa (2) do OptimizingMARL apresenta três formas de

configurar um ambiente de aprendizado buscando o melhor desempenho do treinamento.

Os experimentos realizados apresentam os impactos de cada uma das configurações

em quatro ambientes desenvolvidos utilizando o framework, servindo de orientação para

a construção de novos ambientes. Este trabalho também agrega dicas e orientações para

a construção de ambientes de aprendizado utilizando uma das maiores plataformas para

desenvolvimento de jogos no mercado, a Unity (e o conjunto de ferramentas Unity ML-

Agents).

Por fim, ao longo da pesquisa e desenvolvimento desta dissertação, publicamos o tra-

balho intitulado “Centralized Critic per Knowledge for Cooperative Multi-Agent Game

Environments” aceito no Simpósio Brasileiro de Jogos e Entretenimento Digital (SBGa-

mes) de 2021 (FERREIRA; CLUA; KOHWALTER, 2021).

6.2 Limitações

A principal limitação deste trabalho consiste na quantidade de ambientes construídos e

utilizados para os testes. Por questões de tempo, não foi possível densenvolver outros

ambientes que trouxessem desafios mais elaborados e incorporassem diferentes mecânicas

de jogos. A construção e configuração dos ambientes tomou muito tempo de pesquisa,

pois no desenvolvimento de um jogo é necessário realizar testes para saber se as mecâni-

cas de movimentação, física entre outras foram implementadas adequadamente. Aliado

a isso, tem o tempo utilizado para os experimentos realizados com cada uma das três
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configurações possíveis para os ambientes.

Como consequência dos fatores citados acima e sendo mais uma limitação deste traba-

lho, não foi possível realizar testes com outros algoritmos além do MA-POCA. A compa-

ração com outros algoritmos traria maior credibilidade ao OptimizingMARL, pois ainda

não sabemos como seria o desempenho do treinamento em ambientes construídos com o

framework utilizando outros algoritmos.

6.3 Trabalhos Futuros

Como trabalhos futuros pretendemos realizar novos testes para analisar o impacto da uti-

lização de recompensas individuais (apenas o agente é recompensado) no desempenho do

grupo como um todo. Caso os resultados sejam promissores, existe a possibilidade do Op-

timizingMARL incorporar um projeto de recompensas individuais que beneficiem o grupo.

Além disso, pretendemos construir ambientes mais complexos, que incorporem mais ele-

mentos e mecânicas de jogos para continuar avaliando e evoluindo o framework. Esses

novos ambientes também podem explorar a utilização e desempenho do OptimizingMARL

em jogos 2D.

Outro aspecto importante e que pode ser executado no futuro é buscar uma forma

de adicionar comunicação entre os grupos formados após a distribuição de conhecimento.

Essa comunicação pode trazer benefícios aos grupos além de melhorar o desempenho do

treinamento caso a distribuição seja aplicada no desenvolvimento do ambiente.

Por fim, pretendemos estender o OptimizingMARL para ambientes multiagentes com-

petitivos e cooperativos. Para isso pretendemos realizar testes utilizando self-play que

consiste no treinamento de um agente contra ele mesmo. Quanto melhor o adversário

fica, o agente busca superá-lo tornado-se melhor ainda.
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APÊNDICE A -- ANEXO A - CONFIGURAÇÕES
DO ARQUIVO YAML DO
UNITY ML-AGENTS

Configurações do arquivo de configuração YAML.

• Configurações comuns:

– trainer_type: poca

– summary_freq: número de experiências que precisam ser coletadas antes das

estatísticas de treinamento serem geradas e mostradas. Determina a granula-

ridade dos gráficos no Tensorboard. Valor padrão = 50000.

– time_horizon: quantas etapas de experiência devem ser coletadas por agente

antes de adicioná-las ao buffer de experiência. Em casos de recompensas fre-

quentes durante um episódio, um número menor é recomendado. Valor padrão

= 64. Intervalo típico: 32 - 2048.

– max_steps: número total de etapas que devem ser realizadas no ambiente

antes de finalizar o processo de treinamento. Caso haja múltiplos agente com

o mesmo nome de comportamento, todas as etapas feitas por esses agentes

contribuem para o mesmo contador max_steps. Valor padrão = 500000.

Intervalo típico: 5e5 - 1e7.

– checkpoint_interval: número de experiências coletadas entre cada check-

point pelo treinador. Cada checkpoint salva arquivos .onnx na pasta resultados.

Valor padrão = 500000.

• Hiperparâmetros:

– learning_rate: taxa de aprendizado inicial para descida por gradiente.

Corresponde à força de cada etapa de atualização da descida de gradiente.
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Geralmente é reduzido se o treino for instável, e a recompensa não aumenta

consistentemente. Valor padrão = 3e-4. Intervalo típico: 1e-5 - 1e-3.

– learning_rate_schedule: determina como a taxa de aprendizado muda

ao longo do tempo, podendo ser linear ou constante.

– batch_size: número de experiências em cada iteração de descida do gradi-

ente. Para ações discretas, esse valor deve ser pequeno. Intervalo típico: 32 -

512.

– buffer_size: número de experiências coletadas antes de atualizar a política

do modelo. Valor padrão = 10240. Intervalo típico: 2048 - 409600.

– beta: força da regularização da entropia, o que faz a política ser “mais alea-

tória”. Valor padrão = 5.0e-3. Intervalo típico: 1e-4 - 1e-2.

– lamdb: o quanto o agente confia na sua estimativa de valor atual ao calcular

uma estimativa de valor atualizada. Valor padrão = 0.95. Intervalo típico: 0.9

- 0.95.

– epsilon: influencia no quão rápido a política pode evoluir durante o treina-

mento. Valor padrão = 0.2. Intervalo típico: 0.1 - 0.3.

– num_epoch: número de passagens a fazer através do buffer de experiência ao

realizar a otimização da descida de gradiente. Valor padrão = 3. Intervalo

típico: 3 - 10.

• Rede neural:

– hidden_units: número de unidades nas camadas ocultas da rede neural.

Valor padrão = 128. Intervalo típico: 32 - 512.

– num_layers: número de cadamas ocultas da rede neural. Valor padrão = 2.

Intervalo típico: 1 - 3.

– normalize: se aplica ou não a normalização ao vetor de observação de en-

trada. A normalização pode ser benéfica em casos de problemas complexos

de controle contínuo, mas pode ser prejudicial em problemas mais simples de

controle discreto. Valor padrão = false.

– vis_encode_type: tipo de codificador para a codificação de observações

visuais. Valor padrão = simple.

• Sinais de recompensa:
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– strength: fator pelo qual é multiplicado a recompensa dada pelo ambi-

ente.Valor padrão = 1.0. Intervalo típico: 1.0.

– gamma: fator de desconto para recompensas futuras provenientes do ambiente.

Define até que ponto no futuro o agente deve preocupar-se com possíveis re-

compensas. Em situações em que o agente deve agir no presente a fim de se

preparar para recompensas num futuro distante, este valor deve ser grande.

Nos casos em que as recompensas são mais imediatas, pode ser menor. Deve

ser estritamente menor do que 1. Valor padrão = 0.99. Intervalo típico: 0.8 -

0.995.


