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2022

Stamp



Ficha catalográfica automática - SDC/BEE
Gerada com informações fornecidas pelo autor

Bibliotecário responsável: Debora do Nascimento - CRB7/6368

A382p Alexandre, Tielle da Silva
  Um Processo Para Apoiar o Cientista de Dados na Modelagem de
um Preditor do Tempo de Viagem Para o Cenário do Transporte
Público Por Ônibus / Tielle da Silva Alexandre ; Flavia
Cristina Bernardini, orientadora ; José Viterbo Filho,
coorientador. Niterói, 2022.
  141 p. : il.

  Dissertação (mestrado)-Universidade Federal Fluminense,
Niterói, 2022.

DOI: http://dx.doi.org/10.22409/PGC.2022.m.12927795789

  1. Predição do Tempo de Viagem. 2. Transporte Público. 3.
Modelagem. 4. Automação de Processo. 5. Produção
intelectual. I. Bernardini, Flavia Cristina, orientadora. II.
Filho, José Viterbo, coorientador. III. Universidade Federal
Fluminense. Instituto de Computação. IV. Título.

                                      CDD -



Tielle da Silva Alexandre

Um Processo Para Apoiar o Cientista de Dados na Modelagem de um Preditor do

Tempo de Viagem Para o Cenário do Transporte Público Por Ônibus
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Resumo

Em páıses onde o ônibus é, em geral, o principal meio de transporte da maioria da po-
pulação, é fundamental implantar projetos voltados para esse nicho a fim de melhorar
a qualidade do serviço prestado. Nesse cenário, soluções baseadas em Aprendizado de
Máquina (AM) podem ajudar a minimizar os problemas relacionados ao transporte por
ônibus, tornando-o mais atrativo para os usuários. Por meio de uma Revisão Sistemática
da Literatura (RSL), identificamos que a predição do tempo de viagem é uma das soluções
mais investigadas na literatura para o transporte por ônibus e tem como objetivo cons-
truir um modelo AM capaz de prever o tempo de viagem entre dois pontos determinados.
Essa solução pode ajudar no planejamento das viagens dos usuários de ônibus, forne-
cendo informações sobre o tempo de viagem previsto ou ainda auxiliando o planejamento
operacional das empresas de transporte. No entanto, a construção desse preditor para o
transporte público por ônibus não pode ser considerado um processo trivial já que envolve
questões dif́ıceis como a aplicação de métodos mais complexos para construir uma base de
dados com os registros das viagens realizadas pelos ônibus e a integração com outros tipos
de dados que afetam o tempo de viagem dos ônibus. Para apoiar o cientista de dados na
construção dessa solução, há ferramentas como a Weka e a Orange que conseguem ajudá-lo
na execução de apenas algumas tarefas e não oferecem um suporte para a preparação dos
dados coletados dos dispositivos de localização. Diante disso, o objetivo deste trabalho é
propor um processo capaz de guiar o cientista dados na realização das tarefas necessárias
para construir um preditor temporal para o cenário do transporte público por ônibus,
conduzindo-o desde da concepção do projeto até a avaliação dos preditores. O processo
foi concebido por meio da investigação de trabalhos de predição do tempo de viagem
encontrados na literatura e o fluxo dele foi representado usando a notação Business Pro-
cess Model Notation (BPMN). Esse proposto prevê que algumas tarefas, especialmente as
tarefas de preparação dos dados, sejam executadas de forma automatizada por uma ferra-
menta. Para avaliar o uso do processo, uma simulação foi realizada usando os dados reais
coletados dos dispositivos de GPS da frota de ônibus da cidade de São Paulo e também
dois experimentos foram realizados para que os cientistas de dados avaliassem o processo.
A simulação mostrou que o processo conseguiu guiar o cientista de dados nas tarefas ne-
cessárias para modelar um preditor do tempo de viagem. No primeiro experimento, a
maioria dos cientistas de dados (68%) apontou que a construção de um preditor do tempo
de viagem, sem o uso de qualquer ferramenta espećıfica, é um processo considerado de
moderado a dif́ıcil e que consultariam à literatura para embasá-los na tomada de decisões
em vários momentos ao longo do processo. No segundo experimento, um protótipo foi
desenvolvido para representar a ferramenta e simular a execução de tarefas previstas no
processo. Nesse experimento, 41% dos cientistas de dados perceberam uma redução na
dificuldade para modelar um preditor do tempo de viagem usando o protótipo.

Palavras-chave: Predição do Tempo de Viagem, Transporte Público, Modelagem e
Automação de Processo.



Abstract

In countries where the operation of the majority is generally the primary means of trans-
port, it is fundamental for most projects dimensioned to improve the quality of the service
niche. In this scenario, solutions based on Machine Learning (AM) can help to minimize
the problems related to bus transportation, making it more attractive to users. Through
a Systematic Literature Review (RSL), we identified that the travel time prediction so-
lution is one of the most investigated solutions in the literature for bus transport and
aims to build an AM model capable of predicting the travel time between two points.
This solution can help plan the trips of bus users, provide information about the expected
travel time, or even help the operational planning of transport companies. However, the
construction of a temporal predictor for public transportation by bus cannot be conside-
red a trivial process. It involves difficult issues such as the application of more complex
methods to build a database with the records of trips carried out by buses and integration
with other types of data that affect the travel time of buses. Tools such as Weka and
Orange can help perform only a few tasks and do not offer support for the preparation of
data collected from tracking devices. Therefore, the objective of this work is to propose a
process capable of guiding the data scientist in carrying out the necessary tasks to build
a travel time predictor for the public transport scenario by bus, leading it from the design
of the project to the evaluation of the travel time predictors. The proposed process was
conceived through the investigation of travel time prediction works found in the litera-
ture, and its flow was represented using the Business Process Model Notation (BPMN)
notation. This proposal foresees that some tasks, especially the data preparation tasks,
are performed in an automated way by a tool. A simulation was carried out using the real
data collected from the GPS devices of the São Paulo city bus fleet to evaluate the use
of the proposed process. Also, two experiments were carried out for the data scientists
to evaluate the process. The simulation showed that the process could guide the data
scientist in the tasks necessary to model a travel time predictor. The first experiment,
most data scientists (68%) pointed out that the construction of a travel time predictor,
without the use of any specific tool, is a process considered moderate to difficult and that
they would consult the literature to support them in decision-making at various points
throughout the process. The secund experiment, a prototype was developed to represent
the tool and simulate the execution of tasks foreseen in the process. In this experiment,
41% of data scientists noticed a reduction in perceived difficulty when modeling a travel
time predictor using the prototype.

Keywords: Travel Time Prediction, Public Transportation, Modeling and Process Au-
tomation.
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Centrais. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15

3.2 Categorização da Soluções Encontradas na Literatura. . . . . . . . . . . . . . 20

3.3 Fontes dos Dados Empregados na Construção das Soluções. . . . . . . . . . 30

3.4 Algoritmos Empregados na Construção das Soluções Mais Recorrentes . . . 33

3.5 Algoritmos de AM Empregados na Construção de das Soluções Menos Re-

correntes. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

4.1 Informações Sugeridas Para a Investigação da Rede de Transporte. . . . . . 40
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Caṕıtulo 1

Introdução

Rotineiramente, o congestionamento impacta a qualidade de vida das pessoas, principal-

mente em grandes centros urbanos, fazendo com que elas percam muitas horas no trânsito.

De acordo com o ranking global da INRIX [66], Moscou, Istambul, Bogotá, México e São

Paulo são as cinco cidades mais impactadas por congestionamentos. Segundo esse estudo,

a predominância dos páıses latino-americanos nesse ranking é reflexo que os investimentos

em mobilidade urbana não acompanharam o processo de urbanização. Nesses cenários,

investir em projetos que melhorem o transporte público pode ser uma estratégia para

atrair mais usuários e consequentemente reduzir o volume de véıculos nas rodovias. Em

páıses onde o ônibus é, em geral, o principal meio de transporte da maioria da população,

como por exemplo o Brasil, é fundamental implantar projetos voltados para esse nicho,

tornando-o mais atrativo e melhorando a experiência desses usuários.

Em busca de soluções de mobilidade urbana, o conceito de Smart Cities surge para

melhorar a qualidade de vida da população e desenvolver cidades mais eficientes e sus-

tentáveis, utilizando tecnologias e recursos dispońıveis de forma inteligente [7]. No domı́nio

do transporte público, mais especificamente por ônibus, os dados coletados de dispositivos

dispońıveis na rede de transporte podem ser usados para modelar soluções baseadas em

AM [79, 68, 55, 44]. Neste contexto, o AM permite a construção de soluções que possam

minimizar um ou mais problemas relacionados ao domı́nio do transporte por ônibus, per-

mitindo o desenvolvimento de Sistemas Inteligentes de Transporte [82]. Assim, por meio

de uma RSL, mapeamos os problemas relacionados ao transporte público por ônibus que

estão sendo tratados com soluções baseadas em AM. Essas soluções foram categorizadas

em dois grupos distintos (soluções mais recorrentes e as soluções menos recorrentes) e

uma visão geral das fontes/tipos de dados e dos algoritmos de AM que estão sendo em-

pregados na construção dessas soluções foram levantadas. Pudemos identificar em nosso
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estudo que as soluções propostas na literatura buscam melhorar elementos do serviço de

transporte tais como a disponibilização de informações aos passageiros [79, 65], ajudar

no planejamento operacional das empresas de transporte [53], prevenir a ocorrência de

aglomerados de ônibus [57] e ajudar na fiscalização da evasão tarifária [25].

Um ponto de destaque em nossa RSL que nos chamou a atenção é que a predição

do tempo de viagem é uma das soluções mais investigadas na literatura para o cenário

do transporte público por ônibus. Essa solução tem como objetivo construir um modelo

de AM capaz de prever o tempo de viagem dos ônibus entre dois pontos determinados.

Essa solução pode ajudar no planejamento das viagens dos usuários de ônibus, fornecendo

informações sobre o tempo de viagem previsto ou suas variações (i.e. horário de chegada,

tempo de atraso). As viagens programadas pelas empresas de transporte podem ser

afetadas por diversos eventos (i.e. clima, congestionamentos, acidentes, obras), fazendo

com que o horário real se distancie do horário planejado. Quando informações mais

reaĺısticas são disponibilizadas, os usuários podem consultá-las e melhor organizar o tempo

dispońıvel até o embarque ou então buscar por uma rota alternativa. Além disso, essa

solução pode ser empregada pelas empresas no planejamento operacional do serviço de

transporte, adequando a tabela de horários com base nas previsões do tempo de viagem

para uma rota [53].

No entanto, a construção de um preditor do tempo de viagem para o transporte

público por ônibus não pode ser considerado um processo trivial. A modelagem dessa

solução envolve a coleta, o manuseio e a preparação de um grande volume de dados oriun-

dos de dispositivos de localização (i.e. Global Positioning System (GPS)) e se dispońıvel,

a integração com outros tipos de dados que afetam o tempo das viagens de ônibus (i.e.

clima, congestionamento). Essa junção de dados de diferentes fontes permite reunir carac-

teŕısticas que impactam o tempo das viagens com o objetivo de melhorar o desempenho

do preditor constrúıdo. Cabe ao cientista de dados mapear as fontes de dados dispońıveis,

coletar esses dados e integrá-los. No entanto, tornar essas fontes de dados compat́ıveis em

uma mesma perspectiva computacional pode ser um desafio para o cientista de dados.

Em uma rede de transporte com várias rotas de ônibus, o cientista de dados precisa

construir preditores do tempo de viagem que consigam prever adequadamente o tempo

de viagem nessas rotas. Esses preditores podem ser constrúıdos para prever o tempo de

viagem entre os terminais das rotas de ônibus ou em segmentos delas. Como as rotas

de ônibus de uma rede de transporte possuem diferentes caracteŕısticas (i.e. passam por

vias principais da cidade, áreas rurais, extensão de trajeto diferenciados), algumas delas
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podem apresentar uma maior variabilidade no tempo de suas viagens. Dessa forma, a

modelagem (conjunto de decisões e tarefas realizadas pelo cientista de dados para construir

um preditor do tempo de viagem) proposta para a construção de um preditor do tempo de

viagem para uma rota de ônibus ou segmento pode não ser satisfatório para a construção

de preditores para outras rotas ou segmentos. Nesse caso, o cientista de dados pode

buscar outras modelagens (i.e. emprego de outros tipos de dados, algoritmos, capturar

mais dados para treinar o modelo) para melhorar o desempenho dos preditores.

Além disso, para o treinamento dos preditores do tempo de viagem, o cientista de

dados precisa preparar uma base de dados contendo as viagens realizadas pelos ônibus

entre dois pontos determinados. Muitas vezes, essas viagens precisam ser identificadas

a partir dos dados mı́nimos fornecidos por um dispositivo de GPS (data/hora, latitude,

longitude). Para isso, abordagens mais complexas (i.e. map matching) podem ser apli-

cadas para identificar essas viagens e consequentemente construir o atributo-alvo. Nesse

cenário, falhas na transmissão dos registros de localização, dispositivos de GPS ligados

com o ônibus fora de operação ou vice-versa podem dificultar ainda mais a identificação

dessas viagens. Inclusive, o cientista de dados pode ter que tratar eventuais rúıdos, iden-

tificando e eliminando viagens inconsistentes.

Diante dessas situações, é posśıvel observar que a construção de um preditor do tempo

de viagem para o cenário do transporte público por ônibus envolve questões dif́ıceis e exige

um trabalhoso pré-processamento dos dados, principalmente, na preparação dos dados de

localização. Para apoiar o cientista de dados na construção dessa solução, existem algumas

softwares e metodologias que podem ser empregadas tais com a Weka 1, Orange 2 e a

metodologia CRISP-DM [15]. Cada uma dessas ferramentas possui diferentes propósitos.

A Weka é um software de código aberto que pode usado para a preparação de dados, a

aplicação de técnicas de AM (i.e. classificação, regressão, agrupamento) e a visualização

de dados. O Orange é um software de código aberto que tem como foco principal apoiar

o cientista de dados na análise exploratória de dados. Já a CRISP-DM pode ser descrita

como ummodelo de processo hierárquico que fornece uma estrutura para ajudar o cientista

de dados no planejamento, organização e implementação de projetos de ciência de dados.

Tais ferramentas possuem caráter genérico e podem ser aplicadas no desenvolvimento

de projetos de qualquer domı́nio. Contudo, na construção de um preditor do tempo de

viagem para o transporte público por ônibus, o cientista de dados pode se beneficiar

com uma ferramenta que consiga guiá-lo na condução das tarefas a partir de informações

1Dispońıvel em: https://www.cs.waikato.ac.nz/ml/index.html
2Dispońıvel em: https://orangedatamining.com/
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consolidadas da literatura. Essa ferramenta pode se concentrar, principalmente, na etapa

de preparação dos dados que consomem boa parte do tempo gasto pelo cientista de dados.

Dessa forma, a ferramenta reuniria abordagens usadas por outros trabalhos encontrados

na literatura para tratar os dados coletados dos dispositivos de localização, direcionando o

cientista de dados na condução dessas abordagens e executando algumas tarefas de forma

automatizada.

1.1 Objetivos e Metodologia

O objetivo principal deste trabalho é propor um processo capaz de guiar o cientista de

dados na realização das tarefas necessárias para construir um modelo offline de AM

para predizer o tempo de viagem para o transporte público por ônibus. Esse processo

auxilia o cientista de dados na concepção de um projeto de predição do tempo de viagem,

na coleta e na preparação dos dados necessários para a modelagem dessa solução até o

treinamento e a avaliação dos preditores do tempo de viagem. Em tal processo, as tarefas

para a construção de um preditor do tempo de viagem são divididas em dois grupos:

(1) as tarefas de caráter decisório e (2) as tarefas de preparação dos dados. As tarefas

do primeiro grupo são atribúıdas ao cientista de dados e as tarefas do segundo grupo

são atribúıdas a uma ferramenta. Dessa forma, o processo tenta centralizar os esforços do

cientista de dados na realização de tarefas mais estratégicas e a ideia é que uma ferramenta

seja, futuramente, desenvolvida para realizar as tarefas de preparação dos dados de forma

automatizada.

Para alcançar o objetivo principal, três objetivos secundários foram estabelecidos:

a análise dos trabalhos de predição do tempo de viagem para o transporte por ônibus

encontrados na literatura; a elaboração de um processo reunindo os passos necessários para

a construção de um preditor do tempo de viagem desde a concepção até a avaliação dos

preditores e o desenvolvimento e a avaliação de um protótipo não funcional para simular

a execução automatizada das tarefas atribúıdas a ferramenta pelo processo proposto,

especialmente aquelas relacionadas à preparação dos dados dos dispositivos de localização.

Inicialmente, os trabalhos de predição do tempo de viagem encontrados na literatura

foram investigados, identificando as abordagens usadas para a preparação dos dados co-

letados dos dispositivos de localização e também levantando outras informações como as

fontes/tipos de dados, os atributos de entrada, os algoritmos de AM e as métricas de ava-

liação usadas na modelagem dessa solução. Então, o processo emergiu das propostas de
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modelagens realizadas por esses trabalhos e o fluxo dele foi desenhado usando a notação

BPMN [8]. Para avaliar o uso do processo proposto, ele foi instanciado para modelar um

preditor do tempo de viagem usando os dados dos dispositivos de localização coletados da

frota de ônibus da cidade de São Paulo. Com objetivo de investigar se o processo proposto

facilita o trabalho do cientista de dados na construção de preditores do tempo de viagem

para o transporte público por ônibus, dois experimentos foram realizados. No primeiro

experimento, os cientistas de dados avaliaram a importância de informações extráıdas da

literatura para tomada de decisões relacionadas a construção do preditor do tempo de

viagem e também apontaram a percepção inicial deles sobre a dificuldade em modelar

essa solução sem o uso de qualquer ferramental espećıfico. No segundo experimento, os

cientistas de dados usaram um protótipo para simular a construção de um preditor do

tempo de viagem com base no processo proposto. Após, os participantes responderam

um questionário elaborado usando o Modelo de Aceitação da Tecnologia (TAM, do termo

em inglês Technology Acceptance Model) 3 para avaliar a aceitação do processo proposto.

1.2 Estrutura do Texto

Este trabalho está organizado da seguinte forma: o Caṕıtulo 2 apresenta uma visão geral

do Processo de Ciência de Dados e também dos algoritmos de AM e métricas de avaliação

empregados por trabalhos encontrados na RSL; o Caṕıtulo 3 apresenta a RSL condu-

zida para mapear as soluções baseadas em AM que estão sendo propostas para tratar os

problemas do transporte público por ônibus; o Caṕıtulo 4 apresenta o processo proposto

para a construção de um preditor do tempo de viagem e a aplicação dele para modelar

um preditor do tempo de viagem para a cidade de São Paulo; o Caṕıtulo 5 apresenta os

dois experimentos conduzidos para a avaliação da aceitação do processo proposto pelos

cientistas de dados; o Caṕıtulo 6 apresenta as conclusão deste deste trabalho.

3Proposto por Davis [22] tem como objetivo ajudar os desenvolvedores de software na avaliação da
aceitação atual e futura dos sistemas, inclusive na avaliação de novas ideias e produtos.
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Ciência de Dados

Neste caṕıtulo, o Processo de Ciência de Dados é apresentado na Seção 2.1, os algorit-

mos de AM encontrados na RSL são descritos na Seção 2.2 e as métricas de avaliação

empregadas por trabalhos encontrados na RSL são apresentados na Seção 2.3.

2.1 Processo de Ciência de Dados

Nesta seção, o Processo de Ciência de Dados é apresentado. A ciência de dados pode ser

apresentada como um conjunto de passos e conceitos que atuam como um guia para o

cientista de dados e auxiliam na tomada de decisões em um projeto centrado em dados [32].

Esse conjunto de passos é conhecido como o ciclo de vida de um projeto de ciência de dados

e na literatura, pode ser apresentado ligeiramente diferente, no entanto, o cerne das tarefas

necessárias nesse projeto é o mesmo. Por exemplo, Godsey (2017) [32] apresenta o ciclo

de vida de um projeto de ciência de dados como um conjunto de três fases: a preparação

(reúne as informações e define objetivo do projeto), a construção (desenvolvimento de um

plano e a execução do mesmo para a construção do produto) e a finalização (entrega do

produto, detecção de problemas e a revisão). Neste trabalho, a apresentação do Processo

de Ciência de Dados definida por Cielen et al. [19] é adotada. A Figura 2.1 mostra os seis

passos que compõem o Processo de Ciência de Dados.

Inicialmente, os passos do Processo de Ciência de Dados são conduzidos de forma

sequencial pelo cientista de dados, mas ele pode regredir e repetir a execução de um passo

caso identifique essa necessidade [19]. Esse processo garante que o cientista de dados

possua um plano de pesquisa bem definido e que ele conheça as questões do negócio de

forma clara, maximizando as chances de sucesso em um projeto de ciência de dados com

o menor custo [19]. No entanto, é importante ressaltar que essa abordagem estruturada
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Figura 2.1: Passos do Processo de Ciência de Dados Adaptado de Cielen et al. [19].

pode não ser não ser a única maneira de se fazer um bom projeto de ciência de dados e

que o cientista de dados pode adaptar esse processo as suas preferências e necessidades.

Além disso, essa divisão do processo em etapas menores permite o trabalho em equipe,

reunindo pessoas com diferentes habilidades. A seguir os passos do processo de ciência

são apresentados com mais detalhes.

A Definição do Objetivo de Pesquisa (Passo 1) permite que a equipe compreenda

com mais clareza o objetivo do projeto. Algumas perguntas podem usadas nesse processo

tais como: “O quê ?” (entender o que o cliente espera que você faça), “Por que ?”

(compreender a relevância dessa pesquisa para o cliente) e “Como ?” (origem da pesquisa

faz parte de um quadro estratégico ou alguém detectou essa oportunidade). Além disso, a

equipe entende o contexto do projeto e define um plano de ação com um cronograma para

a execução das atividades. Nesse passo, um termo pode ser produzido para formalizar

as decisões do projeto. A Recuperação dos Dados (Passo 2) tem como objetivo adquirir

todos os dados necessários para a execução do projeto. Essa aquisição dos dados pode

ocorrer de maneira interna na própria organização ou de maneira externa junto a outras

organizações. Durante esse passo, recomenda-se que o cientista de dados realize uma

verificação rápida a fim de garantir que os dados estão de acordo com a documentação e

se os tipos de dados estão corretos.

A Preparação dos Dados (Passo 3) tem como objetivo higienizar os dados e prepará-

los para o emprego na modelagem, melhorando sua qualidade e possibilitando que os

modelos alcancem melhor desempenho. Esse passo possui três subprocessos: a limpeza,

a integração e a transformação dos dados. O subprocesso de limpeza tem como foco

remover os dados com erros para torná-los consistentes e verdadeiros. No subprocesso

de integração de dados, o objetivo é a integração dos dados provenientes de diferentes
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fontes de dados (i.e. banco de dados relacional, arquivos de texto e planilha eletrônica).

O subprocesso de transformação dos dados é realizado a fim de transformar os dados em

um formato adequado para sua modelagem visto que alguns modelos precisam que os

dados estejam em um formato. Outra tarefa nesse subprocesso é a redução do número

de variáveis de entrada, eliminando aquelas que não adicionam novas informações aos

modelos. Isso é necessário já que algumas técnicas (i.e. k-Nearest Neighbor (k-NN)) não

funcionam muito bem quando há muitas variáveis de entrada.

Na Exploração dos Dados (Passo 4) aprofunda seu conhecimento sobre os dados e

as interações sobre as variáveis, principalmente, com o emprego de técnicas gráficas (i.e.

gráfico de linha, histogramas, diagrama de Pareto) e também de outras técnicas de vi-

sualização (i.e. tabulação, clusterização). Na Exploração dos Dados, anomalias podem

ser detectadas e será necessário voltar ao passo de Preparação dos Dados para realizar

o tratamento dessas anomalias. Na Modelagem dos Dados (Passo 5), técnicas do campo

de AM, mineração de dados ou estat́ıstica podem ser empregadas. A construção de um

modelo de AM envolve a escolha de algoritmos e das variáveis de entrada, o treinamento

e a comparação dos modelos. Para avaliar o poder de generalização dos modelos (a ca-

pacidade de acerto dos modelos a partir de dados que ainda não foram vistos por eles),

técnicas de validações de modelos (i.e. hold-out, K-fold) podem ajudar a escolher o mo-

delo com melhor desempenho. Por fim, no passo Apresentação e Automação (Passo 6),

os resultados encontrados são apresentados aos interessados e a integrações com outras

ferramentas podem ser desenvolvidas.

2.2 Algoritmos de AM Encontrados na RSL

Esta seção descreve os algoritmos de AM usados pelos trabalhos estudados em nossa RSL

(Caṕıtulo 3). O AM é a parte da inteligência artificial que permite aos programas de

computador aprender a realizar tarefas como classificação, regressão, agrupamento, re-

conhecimento de padrões, entre outras [3]. No transporte público por ônibus, diversos

algoritmos de AM têm sido utilizados para a construção soluções baseadas em AM que

melhorem a qualidade do serviço de transporte ofertado. Os algoritmos de AM supervisi-

onado têm como objetivo aprender o mapeamento dos dados de entrada para um dado de

sáıda especial chamado classe. Geralmente, é dado um conjunto de dados de treinamento

T, que é um conjunto de N exemplos rotulados do tipo {(x1, y1), ..., (xN, yN)} para

alguma função desconhecida y = ƒ (x).
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Os x exemplos são normalmente vetores da forma (1, 2, ..., m), cujos compo-

nentes são valores discretos ou reais. Tais valores são relativos aos atributos de entrada

{x1,xN}. Dáı, j denota o valor do j-th atributo Xj do exemplo x. Os valores y estão

relacionados a classe que são fornecidos por um supervisor. Para fins de classificação, os

valores y referem-se a um conjunto discreto de NC classes, (i.e. y ∈ {C1, ..., CNC}).

Para fins de regressão, os valores y referem-se a um (sub)conjunto cont́ınuo de números

reais. Dado um conjunto T de exemplos de treinamento, um algoritmo de aprendizagem

induz um modelo, um preditor ou um estimador h, que é uma hipótese sobre a verdadeira

função desconhecida ƒ () = y. Para fins de classificação, o preditor também é chamado

de classificador. Dado um novo x valor, h prevê o correspondente valor y .

Os trabalhos que estudamos na RSL utilizaram os seguintes algoritmos e métodos

de AM supervisionados: o k-NN, Bayesian Network (BN), métodos de ensemble lear-

ning, Linear Regression (LR), Support Vector Regression (SVR), Repeated Incremental

Pruning to Produce Error Reduction (RIPPER), Projection Pursuit Regression (PPR),

Filtro de Kalman (FK) e as Redes Neurais Artificiais (RNAs). k-NN é um algoritmo

baseado em instância que armazena exemplos de treinamento. k-NN usa uma função de

distância, geralmente a distância euclidiana, para encontrar os vizinhos k mais próximos

para determinar a classe de uma instância desconhecida [77]. BN captura dependências

estat́ısticas entre atributos usando uma estrutura gráfica [77]. RIPPER é um algoritmo

de indução de regras que visa criar um conjunto de regras condicionais. Em casos mais

simples com apenas duas classes (positivo/negativo), as regras são adicionadas para expli-

car os exemplos positivos de tal forma que, se uma instância não for coberta por nenhuma

regra, ela será classificada como negativa [3].

Os métodos de ensemble learning combinam a sáıda de diferentes estimadores para

tomar decisões mais confiáveis, reunindo as sáıdas obtidas por esses estimadores em uma

única previsão [77]. Geralmente, para fins de classificação, isso pode ser feito por um voto

não ponderado ou ponderado, enquanto para fins de regressão, uma média não ponde-

rada ou ponderada pode ser calculada. Bagging (BG), Random Forest (RF) e Gradient

Boosting Decision Tree (GBDT) foram utilizados por trabalhos analisados. BG constrói

várias versões de um estimador construindo amostras bootstrap do conjunto de treina-

mento, usando-as como novos conjuntos de aprendizagem [9]. RF constrói um número pré-

especificado de árvores de decisão, combinando ideias BG para seleção de caracteŕısticas

aleatórias [10]. O GBDT treina uma sequência de árvores de decisão e, em cada iteração,

os gradientes negativos são ajustados de acordo com o erro residual gerado pelo modelo

anterior [29]. O LR é um método estat́ıstico fundamental cuja ideia principal é encontrar
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uma função próxima aos pontos de treinamento, minimizando erros de previsão [77]. Da

mesma forma que o LR, o SVR tenta encontrar esta função que se aproxime do ponto

de treinamento. No entanto, para o SVR todos os desvios até o parâmetro ε (especi-

ficado pelo usuário) são descartados [77]. PPR é um algoritmo para regressão múltipla

não-paramétrica que modela a superf́ıcie de regressão como uma soma de funções suaves

gerais das combinações lineares das variáveis preditoras [30]. FK é uma estimativa de

variância mı́nima para sistemas dinâmicos [50].

As RNAs foram projetadas para modelar a maneira como o cérebro executa uma de-

terminada tarefa. Assim, como o cérebro humano, o conhecimento é adquirido por meio

de um processo de aprendizagem [77]. A Multilayer Perceptron (MLP), Radial, Single-

Layer Feedforward Neural Networks (SLFN) e as Deep Neural Networks (DNNs) foram

alguns tipos de redes neurais empregados pelos trabalhos estudados em nossa RSL. MLP

é uma rede neural estruturada que pertence à classe das Feedforward Neural Networks

(FNNs). Os FNNs têm três caracteŕısticas básicas: cada neurônio tem uma função de

ativação não linear, a rede contém uma ou mais camadas ocultas e a rede exibe um alto

grau de conectividade [34]. O Radial Basis Function Neural Networks (RBFNN) é ou-

tro tipo popular de FNNs que possui duas camadas e difere do MLP na maneira como

as unidades ocultas realizam seus cálculos [77]. SLFN, por outro lado, é a forma mais

simples de RNAs, pois possui apenas uma única camada, que é a camada de sáıda dos

nós de computação [34]. Já o Extreme Learning Machine (ELM) garante uma velocidade

de aprendizagem mais rápida do que um algoritmo FNNs tradicional, como Backpropaga-

tion(BPNN) [37]. No aprendizado profundo, os DNNs têm muito mais camadas do que os

FNNs t́ıpicos e muito mais nós dentro das camadas, tornando posśıvel representar funções

de grande complexidade [33].

Alguns trabalhos que utilizaram algoritmos de AM não supervisionado e de aprendi-

zado por reforço também foram encontrados na RSL. Os seguintes algoritmos foram usa-

dos para as tarefas de aprendizagem não supervisionadas: k-means, Density-Based Spatial

Clustering of Applications with Noise (DBSCAN) e o Model-Based Clustering. k-means

divide o conjunto de treinamento em diferentes k clusters contendo exemplos próximos

uns dos outros [34]. Model-Based Clustering podem ser considerados uma alternativa aos

algoritmos de agrupamento heuŕıstico (por exemplo, k-means). O Exponential-Weight for

Exploration and Exploitation (Exp3) foi inicialmente conceituado por Auer et al. [4] para

o problema de K-Armed Bandit que é um problema de aprendizagem por reforço que

envolve uma máquina caça-ńıqueis hipotética com “k” alavancas. Neste caso, a tarefa é

decidir qual alavanca puxar para maximizar a recompensa [3].
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2.3 Métricas de Avaliação Encontradas na RSL

Nesta seção, as métricas empregadas por trabalhos encontrados na RSL (Caṕıtulo 3) para

avaliação dos modelos de regressão são apresentadas. Os trabalhos de predição do tempo

de viagem utilizaram as seguintes métricas para avaliação dos modelos: o Correlation

Coefficient de Pearson (ρ), o Mean Squared Error (MSE), o Root Mean-Squared Error

(RMSE), o Mean Absolute Error (MAE), o Mean Absolute Percentage Error (MAPE)

e o Variation Index (VI). A tabela 2.1 mostra a equação de cada métrica. Dado um

conjunto de teste T com a mesma forma do conjunto de treinamento, também com N

instâncias, todas essas métricas calculam a relação entre as variáveis y e h(x), que são

respectivamente os valores reais y e os valores previstos do estimador h(xi) das instâncias

 = 1, ..., N. O ρ mede a correlação estat́ıstica entre essas variáveis. O ρ varia de 1 (para

resultados perfeitamente correlacionados), passando por 0 (quando não há correlação),

até -1 (quando os resultados são perfeitamente correlacionados negativamente). Assim,

os modelos com melhor desempenho apresentam os valores dos coeficientes mais próximos

do valor (absoluto) 1 [77]. O MSE mede a diferença média quadrática entre as variáveis.

O RMSE é a raiz do MSE. O MAE calcula a média da magnitude dos erros individuais,

sem considerar seu sinal. Para o MAE, os erros são tratados uniformemente de acordo

com sua magnitude, ao contrário do MSE, que tende a exagerar o efeito de outliers [77].

O MAPE é uma medida de qualidade amplamente usada para modelos de regressão,

permitindo uma interpretação intuitiva do erro relativo [23]. Por fim, Mendes-Moreira et

al. [53] empregaram uma medida de avaliação baseada no MSE chamada VI que fornece

a razão entre uma medida de dispersão e a média.

Tabela 2.1: Métricas Empregadas para a Avaliação dos Modelos de Predição do Tempo
de Viagem

Métricas Equação

ρ ρ(T,h(x)) = Co(y,h(x))p
Vr(y)Vr(h(x))

MSE MSE(T,h(x)) = (h(x)1−y1)2+...+(h(x)N−yN)2
N

RMSE RMSE(T,h(x)) =
r

(h(x)1−y1)2+...+(h(x)N−yN)2
N

MAE MAE(T,h(x)) =
r

|h(x)1−y1 |2+...+|h(x)N−yN |2
N

MAPE MAPE(T,h(x)) = 1
N

∑N
=1
|h(x)−y|

y

MSPE MSPE(T,h(x)) =

√

√

√
(h(x)−y)

2

y
N

VI rnde(T,h(x)) =
p
MSE

1
N

∑N
=1=
∫

()



Caṕıtulo 3

Revisão da Literatura

Neste caṕıtulo, uma RSL sobre as soluções baseadas em AM para o cenário do transporte

público por ônibus é apresentada. Na Seção 3.1, a metodologia usada para a condução

dessa revisão é apresentada; na Seção 3.2, os problemas relacionados ao transporte público

por ônibus que estão sendo tratados com soluções baseadas em AM são elencados e agru-

pados em temas centrais; na Seção 3.3, as soluções encontradas na literatura são cate-

gorizadas e a descrição dos trabalhos são apresentados; nas Seções 3.4 e 3.5, uma visão

geral das fontes/tipos de dados e dos algoritmos de AM que foram empregados na cons-

trução dessas soluções são respectivamente apresentados. Por fim, a Seção 3.6 apresenta

as conclusões obtidas com a condução da RSL.

3.1 Metodologia da RSL

Nesta seção, as etapas de planejamento e condução são detalhadas. A RSL foi conduzida

com base no procedimento estabelecido por Kitchenham [46], considerando as seguintes

etapas: planejamento, condução e apresentação dos resultados. O objetivo desta RSL foi

responder às seguintes questões de pesquisa:

• Q1: Quais os problemas do transporte público por ônibus estão sendo tratados com

soluções baseadas em AM?

• Q2: Como as soluções propostas podem ser categorizadas?

• Q3: Quais as fontes/tipos de dados foram empregadas na construção dessas soluções?

• Q4: Quais os algoritmos AM foram usados para construir essas soluções?
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Para responder essas questões de pesquisa, seis bibliotecas digitais foram usadas para

as buscas dos trabalhos - ACM, IEEE, El Compendex, Web of Science, Science Direct

e Scopus - e a seguinte string de busca foi empregada: (“Public Transport” OR “Mass

Transit” OR “Public Transportation”) AND (“Machine Learning”). Como critério de in-

clusão, os artigos de periódicos ou conferências que propusessem soluções baseadas em AM

para problemas relacionados ao transporte por ônibus foram considerados. Os critérios

de exclusão definidos foram: artigos que não abordaram problemas de mobilidade urbana

no contexto do transporte por ônibus; artigos em que a solução proposta não empregou

modelos de AM como parte principal da solução; artigos que não foram escritos no idioma

inglês; artigos não dispońıveis no formato completo.

Durante a realização da busca, apenas os artigos publicados entre 2015 a 2020 foram

considerados. No total, 334 trabalhos foram recuperados e armazenados na ferramenta

Parsifal 1. Com esta ferramenta, 188 trabalhos foram removidos por duplicação. Poste-

riormente, os 146 trabalhos restantes foram analisados por meio da leitura dos resumos.

Desses trabalhos, 131 foram descartados de acordo com os critérios de inclusão e exclusão.

As obras descartadas foram organizadas em três grupos. O primeiro grupo abrange tra-

balhos descartados por não estarem relacionados diretamente com o tema mobilidade

urbana, como o trabalho realizado por Kumar et al. [48], que utilizaram métodos de AM

e tweets para analisar a segurança da mulher em situações vulnerabilidade (i.e. durante

o uso do transporte público).

O segundo grupo inclui trabalhos descartadas por abordarem outras questões relaci-

onadas à mobilidade urbana, como o trabalho realizado por Kim et al. [45], que utilizou

dados coletados dos sistemas de coleta automática dos ônibus para identificar a estrutura

das cidades. Por fim, o terceiro grupo inclui trabalhos exclúıdos por tratarem de pro-

blemas relacionados a outros sistemas de transporte. Dos 29 trabalhos que consideramos

relacionados ao nosso escopo, seis trabalhos foram descartados por não estarem dispońıveis

na versão completa em nossa instituição. Assim, 23 trabalhos foram selecionados para a

leitura completa e os resultados obtidos são apresentados a seguir.

1Parsifal: uma ferramenta de apoio ao planejamento e execução de revisões sistemáticas. Dispońıvel
em: https://parsif.al
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3.2 Problemas e Soluções Relacionadas ao Transporte

Por Ônibus

Nesta seção, os problemas relacionados ao transporte público por ônibus abordados por

trabalhos encontrados na literatura são categorizados e apresentados. Além disso, as

soluções propostas para tratar esses problemas também são discutidas. Os problemas

encontrados foram categorizados em quatro temas: (1) Procedimento de Licitação, (2)

Planejamento Operacional, (3) Controle Operacional e a (4) Demanda dos Passageiros.

Esses temas foram identificados como sequenciais conforme mostra a Figura 3.1. O Proce-

dimento de Licitação trata de problemas relacionados aos processos licitatórios realizados

por entidades governamentais para contratação dos serviços de transporte público. O

Planejamento e o Controle Operacional agrupam problemas relacionados às funções de

planejamento e controle na gestão de negócios. Por fim, a Demanda dos Passageiros

engloba os problemas decorrentes de percepções negativas dos passageiros percebidas no

consumo do serviço. A Tabela 3.1 mostra a descrição dos problemas abordados por traba-

lhos encontrados na literatura agrupados por esses temas. A seguir descrevemos os temas,

os problemas e as soluções relacionadas aos temas abordados.

Figura 3.1: Temas Relacionados aos Problemas Encontrados na Literatura.

3.2.1 Procedimentos de Licitação

As empresas de transporte são contratadas por meio de um processo de licitação para

fornecer os serviços de transporte público. A dificuldade na fixação de um preço reserva

para procedimentos licitatórios foi o problema abordado por Avenali et al. [5]. A de-

finição do preço de reserva em licitações para a contratação do serviço de transporte pode

aumentar a concorrência. O preço de reserva pode ser utilizado como estratégia por enti-

dades governamentais para que empresas mais eficientes participem do evento e também

bloqueiem o acesso de outras empresas consideradas menos eficientes. Para facilitar e

agilizar a determinação do preço de reserva pelas autoridades, os autores desse trabalho

apresentaram dois modelos de AM capazes de prever o custo unitário do serviço de trans-

porte público italiano, considerando as principais caracteŕısticas do serviço prestado. Os

modelos propostos podem ser usados como uma ferramenta útil para que as entidades
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Tabela 3.1: Problemas Relacionados ao Transporte por Ônibus Agrupados por Temas
Centrais.
Tema Descrição do Problema Trabalhos

Procedimento de Licitação
Dificuldade na fixação do preço de reserva
para procedimentos licitatórios

[5]

Planejamento Operacional

Ausência de informações para auxiliar as
empresas no planejamento

[68] [39] [60]
[51] [53]

Ausência do destino dos passageiros nos
dados coletados do sistema de cobrança
automática de tarifas

[41]

Custos operacionais altos no carrega-
mento de ônibus elétricos

[59]

Tabela de horário e programações inade-
quadas para uma rota de ônibus

[54] [44]

Detecção dos pontos de parada não fixa-
dos em uma rota

[64]

Controle Operacional
Aglomeração de ônibus [57]
Evasão de tarifa [25]

Demanda dos Passageiros

Ausência de informações mais reaĺısticas
para os passageiros

[6] [65] [62]
[35] [79] [40]

Baixo est́ımulo dos passageiros ao usar o
ônibus

[36]

Desconforto dos passageiros causado por
ńıveis de CO fora dos limites recomenda-
dos

[43]

Serviço oferecido pelas empresas de trans-
porte não atende as reais necessidades dos
passageiros

[67] [55]

governamentais validem os preços de reserva em procedimentos licitatórios.

3.2.2 Planejamento Operacional

No transporte por ônibus, o Planejamento Operacional consiste em quatro tarefas prin-

cipais que ocorrem sequencialmente: o desenho das rotas, a definição dos horários das

viagens, a programação dos véıculos e a designação da tripulação [14, 13]. O projeto das

rotas na rede de transporte compreende na definição das linhas, rotas e pontos de parada.

Na definição dos horários das viagens, os horários de sáıda e chegada em pontos de pa-

rada de ônibus são definidos para uma determinada rota. Essa definição pode ser feita

com base no número de passageiros que embarcam nos ônibus e também deve obedecer

às restrições de frequência do serviço [13]. Por exemplo, a oferta do serviço pode variar

nos dias de feriado, finais de semana ou mesmo em dias úteis de acordo com a demanda
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dos passageiros. Por fim, a programação dos véıculos tem como o objetivo designar o

véıculo para cada viagem programada. Finalmente, a designação da tripulação define os

motoristas que conduzirão os véıculos com base na programação dos véıculos [13].

Para auxiliar as empresas de transporte na tarefa de definições dos horários das vi-

agens, a predição do fluxo de passageiros ou predição da demanda de passageiros pode

prever o número de passageiros que embarcarão em um determinado local e horário [68].

Outra soluções também foram propostas para essa finalidade. Nakashima et al. [60] propôs

uma solução para a contagem de passageiros que embarcaram nos pontos de parada usando

os dados dos equipamentos dos ônibus como as câmeras e GPS. Primeiro, o número de

passageiros foi estimado a partir do processamento das imagens. Esse método pode apre-

sentar erros na estimativa devido a oclusão de passageiros nas imagens captadas. Para

corrigir essa estimativa, os autores desse trabalho constrúıram um modelo de regressão

em que o atributo-alvo é o número de passageiros que embarcaram no ônibus.

Já Li et al. [51] propuseram outra forma de estimar a ocupação dos passageiros nos

ônibus. Um modelo de regressão foi proposto para analisar a concentração de CO2 dentro

dos véıculos para estimar a ocupação de passageiros nos ônibus. Os autores pontuaram

que essa abordagem garante a segurança da informação já que não envolve questões de

privacidade ao usar câmeras de v́ıdeo e também utilizam sensores de baixo custo. Outra

solução para apoiar o Planejamento Operacional das empresas de transporte é a predição

do tempo de viagem a longo prazo. Mendes-Moreira et al. [53] propuseram essa solução

para prever o tempo necessário para percorrer uma rota. No modelo proposto, a predição

é feita com três dias de antecedência, sendo essa a menor janela temporal aceitável pela

empresa de transporte em questão. Essa solução pode ser usada na definição dos horários

das viagens, escala da tripulação e dos véıculos e a reestruturação das rotas [56].

Em algumas cidades, como Ahmedabad, na Índia, a predição do tempo de viagem

pode ser afetada por não considerar o tempo gasto pelos ônibus em paradas não fixas ao

longo da rota. Essa informação pode ser utilizada no Planejamento Operacional ou como

atributo de entrada para a predição do tempo de viagem. Rajput et al. [64] explorou o

movimento de parar e ir dos ônibus e usaram a técnica de agrupamento para detectar um

conjunto de paradas de ônibus ao longo da rota usando dados históricos de viagens de

ônibus.

Com relação a análise da tabela de horários e programações das rotas de ônibus, dois

trabalhos foram identificados. Khiari et al. [44] focaram na identificação de um número

adequado de horários para uma determinada rota usando a técnica de agrupamento.
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Nesse caso, o melhor número de cluster (programações das rotas) é selecionado usando

uma métrica ad-hoc. Já Mendes-Moreira et al.[54] propuseram um framework capaz de

avaliar se a cobertura atual atende às necessidades de mobilidade urbana da rede, forne-

cendo novas variáveis de decisão (i.e. dias da semana, tipo do dia, mês) para auxiliar no

planejamento. Nessa solução, os autores usaram a técnica de agrupamento para agrupar

os perfis diários em um número predefinido de clusters de agendamentos de k e encontrar

cobertura adequada.

Outro problema encontrado na literatura foi o desenvolvimento de estratégias para re-

duzir os custos operacionais dos ônibus elétricos. Atualmente, as empresas de transporte

podem otimizar os custos operacionais dos ônibus tradicionais movidos a combust́ıvel

devido ao conhecimento adquirido ao longo de décadas. No entanto, otimizar os custos

operacionais dos ônibus elétricos ainda é um desafio para as transportadoras. Nageshrao

et al. [59] propuseram um modelo de previsão de demanda de energia elétrica para de-

senvolver estratégias de carregamento elétrico e então, reduzir os custos operacionais dos

ônibus elétricos. O modelo proposto pelos autores visa estimar a demanda de energia que

será necessária para o dia seguinte.

Finalmente, a falta de informação sobre o destino dos passageiros nas bases de dados

coletadas dos sistemas de cobrança automática de tarifas pode prejudicar o entendimento

do comportamento de viagem dos passageiros [55]. Muitas vezes, a informação do desem-

barque dos passageiros não é registrada porque eles só validam seus cartões inteligentes

ao embarcarem nos ônibus. Jung et al. [41] propuseram um modelo para prever o destino

dos passageiros em cada transação registrada e então, completar as informações presentes

nessas bases de dados. A partir dessas bases de dados completas, informações úteis para

o planejamento podem ser extráıdas, permitindo que as empresas conheçam melhor suas

necessidades.

3.2.3 Controle Operacional

O Controle Operacional consiste em verificar se a atividade controlada está ocorrendo de

acordo com o plano adotado e os resultados desejados. Assim, ações corretivas podem

ser tomadas para corrigir as divergências entre o desempenho atual e o esperado [47]. A

ocorrência de aglomerados de ônibus está relacionado ao intervalo de tempo programado

entre viagens sucessivas na mesma rota (headway). Quando esses intervalos se tornam

irregulares, um ou mais ônibus acabam circulando praticamente simultaneamente, for-

mando uma aglomeração de ônibus. Isso provoca excesso de passageiros nos ônibus e
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reduz a confiabilidade do serviço. O controle das operações de ônibus podem detectar a

ocorrência desses eventos e realizar ações corretivas. Moreira-Matias et al. [57] propuse-

ram um framework para prevenir a ocorrência de aglomerados de ônibus em tempo real

usando um modelo offline para prever o tempo de viagem entre dois pontos de parada

consecutivos (Link Travel Times (LTT)) e um modelo online também foi usado para atu-

alizar essas previsões. Se o aglomerado de ônibus for detectado, uma das ações corretivas

é automaticamente selecionada e implementada.

Outro problema rotineiramente enfrentado pelas empresas de transporte público é a

evasão de tarifas. Para verificar se o passageiro está com a passagem válida no ônibus, os

agentes de controle realizam operações de fiscalização, penalizando os passageiros que não

cumprirem esta determinação. Nesse cenário, um desafio é criar roteiros não repetitivos

para que os evasores não se adaptem à rotina dos agentes de controle. Delfau et al. [25]

propuseram um método para geração de roteiros otimizados para a inspeção dos agentes

de controle. Um modelo de aprendizagem por reforço foi usado para selecionar algumas

estações a serem visitadas por agentes de controle.

3.2.4 Demanda dos Passageiros

A Demanda dos Passageiros engloba os problemas decorrentes de percepções negativas

dos passageiros percebidas no consumo do serviço. Diariamente, os passageiros precisam

de informações para planejar suas viagens. Apesar dos itinerários disponibilizados pelas

empresas de transporte, essas informações podem mudar devido a eventos (i.e. condições

meteorológicas, acidentes e congestionamento) que podem ocorrer ao longo do trajeto.

Nessa caso, informações mais reaĺısticas sobre o horário de chegada nos pontos de parada

podem diminuir o tempo de espera dos passageiros e permitir que eles melhor planejem

suas viagens [79, 65]. Para isso, modelos de predição do tempo de viagem ou suas variações

(i.e. tempo de atraso, horário de chegada, velocidade) são propostos na literatura.

Na predição do tempo de viagem, o atributo-alvo é o tempo de viagem de um ônibus

entre dois pontos de interesse [72]. A partir do tempo previsto é posśıvel encontrar o

horário de chegada do ônibus em um ponto de parada e fornecer essa informação aos

passageiros. Na predição do LTT, o atributo-alvo é o tempo de viagem entre dois pontos

de parada de ônibus consecutivos. Na predição do tempo de atraso, o atributo-alvo é o

tempo de atraso que é diferença entre o tempo de viagem observado e o planejado [79]. A

predição de velocidade do véıculo, o atributo-alvo é a velocidade futura do ônibus em um

determinado segmento [2]. Esses modelos são considerados equivalentes, pois ao prever o
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atributo-alvo por um desses modelos, é posśıvel obter o atributo-alvo correspondente aos

outros modelos. Por exemplo, Agafonov et al. [2] e Zheng et al. [81] usaram um preditor

de velocidade para prever a velocidade futura do véıculo em um determinado segmento e,

assim, obter indiretamente o tempo de viagem ou o horário de chegada do ônibus. Todos

esses modelos podem ser usados como o elemento-chave para os Sistemas Avançados de

Informação ao Viajante [17]. Para facilitar o entendimento, o nome predição do tempo

de viagem é adotado para se referir a esse grupo de soluções equivalentes.

Outro ponto que pode afetar a percepção dos passageiros é a qualidade do ar dentro

dos ônibus. Se o ńıvel de contaminação por monóxido ou dióxido de carbono estiver fora

dos limites recomendados, os passageiros podem sentir algum desconforto e ainda ter sua

saúde afetada. Para atuar nesse problema, Kadiyala et al. [43] propuseram um modelo

h́ıbrido de séries temporais para monitorar o ńıvel de contaminação desses dois gases,

possibilitando que medidas de controle possam ser tomadas para manter a concentração

desses dois gases dentro dos limites recomendados. No entanto, esse tipo de previsão

é considerado complexo devido a vários fatores, como as configurações de ventilação e

condições climáticas.

A compreensão dos padrões de mobilidade dos passageiros possibilita que as empresas

de transporte melhorem os serviços ofertados. Para entender o comportamento e as neces-

sidades dos passageiros, Salvador et al. [67] propuseram automatizar o mapeamento das

viagens dos passageiros (network matching) utilizando os dados coletados de aplicativos

instalados nos smartphones. Mohamed et al. [55] focaram no entendimento dos padrões

de mobilidade urbana usando duas abordagens de agrupamento para identificar o padrão

de uso das estações de ônibus e o comportamento dos passageiros de uma perspectiva tem-

poral usando os dados coletados pelo sistema de cobrança automática de tarifas. Por fim,

Heydary et al. [36] propuseram uma solução para promover o uso do transporte público.

O método proposto é capaz de identificar automaticamente se um passageiro está usando

um ônibus e quando posśıvel, a rota de ônibus também é detectada. A partir dessa

detecção, o passageiro poderá receber incentivos (i.e. cupons, descontos nas próximas

viagens) relacionados ao seu trajeto como descontos nas próximas viagens de ônibus.
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3.3 Categorização das Soluções Encontradas na Lite-

ratura

Nesta seção, as soluções encontradas na literatura são categorizadas. Primeiramente,

os trabalhos encontrados na literatura que possuem objetivos de pesquisa semelhantes

foram agrupados. Depois, as soluções foram divididas em dois grupos: as soluções mais

recorrentes e as soluções menos recorrentes. O grupo das soluções mais recorrentes na

literatura inclui as soluções que foram abordadas por dois ou mais trabalhos. Por outro

lado, o grupo das soluções menos recorrentes inclui as soluções que foram abordadas por

apenas um trabalho. A Tabela 3.2 elenca as soluções encontradas literatura divididas

nesses dois grupos. As soluções voltadas para a compreensão dos padrões de mobilidade

dos passageiros e a predição do tempo de viagem são as soluções que concentraram o

maior número de trabalhos. Por fim, a descrição dos trabalhos que abordaram soluções

mais recorrentes é apresentada na Seção 3.3.1 e na Seção 3.3.2, a descrição dos trabalhos

que abordaram soluções menos recorrentes é apresentada.

Tabela 3.2: Categorização da Soluções Encontradas na Literatura.
Solução Mais Recorrentes Trabalhos
Avaliar as tabelas de horário e as programações das rotas de
ônibus

[44] [54]

Contagem dos passageiros [60] [51]
Predição da demanda dos passageiros [68] [39]

Predição do tempo de viagem
[6] [65] [53] [62] [35]
[79] [40]

Solução Menos Recorrentes Trabalhos
Compreender os padrões de mobilidade dos passageiros [55]
Detectar e corrigir a ocorrência de aglomerações de ônibus [57]
Detectar pontos de parada não fixados em uma rota [64]
Gerar itinerários otimizados para ações de fiscalização [25]
Identificação automática de presença em ônibus [36]
Mapear automaticamente o trajeto dos passageiros [67]
Previsão da demanda de eletricidade [59]
Previsão do destino dos passageiros [41]
Previsão do ńıvel de concentração de CO [43]
Previsão dos custos unitários do serviço de transporte [5]
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3.3.1 Descrição dos Trabalhos que Abordaram Soluções Mais
Recorrentes na Literatura

Nesta seção é apresentada a descrição dos trabalhos que abordaram soluções mais recor-

rentes elencadas na Tabela 3.2.

Avaliar as Tabelas de Horário e as Programações das Rotas de Ônibus

Os trabalhos que avaliaram as tabelas de horário e as programações das rotas de

ônibus são apresentados a seguir. Khiari et al. [44] propuseram um framework dirigido

a dados para selecionar automaticamente o melhor número de programações para uma

determinada rota. Os dados coletados dos sistemas de localização automática de véıculos

e de contagem automática de passageiros de uma empresa na Suécia. O tempo de viagem

e os horários de embarque e desembarque de cada parada foram extráıdos dos dados

coletados. Os perfis diários foram gerados. A partir disso, uma matriz de distância entre

os dias foi constrúıda usando o algoritmo Dynamic Time Warping. O próximo passo

foi a clusterização realizada pelo Gaussian Mixture Model individualmente para cada

rota. O último passo é selecionar o “k”mais adequado para definir o melhor número

de programações para uma rota. Uma nova métrica ad-hoc foi utilizada para avaliar

essa escolha. Os resultados experimentais mostraram ganhos potenciais com o uso do

framework proposto e sugeriram que mudanças sejam adotadas na programação atual da

rede de transporte estudada.

Mendes-Moreira et al. [54] propuseram um framework que pode avaliar se a cobertura

do horário atual dos ônibus é adequado para a demanda da rede de transporte. Os dados

foram coletados do sistema de localização automática dos véıculos da empresa Sociedade

de Transportes Coletivos de Porto (STCP). O framework pode ser explicado em três eta-

pas: (1) agrupa os dias com perfis semelhantes para cada rota em um número predefinido

de k clusters/horários usando o algoritmo k-means; (2) a técnica de agrupamento consen-

sual é usada para obter um único conjunto de clusters para todas as rotas e, (3) as regras

são extráıdas dos clusters consensuais usando o algoritmo RIPPER e, em seguida, essas

regras são comparadas com o plano existente. No experimento realizado, o framework

forneceu ideias úteis (i.e. reduzir o número de viagens aos sábados) sobre a cobertura dos

horários dos ônibus. Essas ideias não foram encontradas utilizando métodos existentes na

literatura.

Contagem dos Passageiros

Os trabalhos que abordaram a contagem de passageiros em uma viagem de ônibus
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são apresentados a seguir. Nakashima et. al [60] apresentou um método para a contagem

de passageiros que embarcaram ou desembarcaram nos pontos de ônibus. O número de

passageiros próximo à porta da frente dos ônibus foi estimado pelo processamento de

imagens capturadas pelas câmeras usando DNNs. Quando o número de passageiros foi

estimado apenas com processamento de imagens, o desempenho obtido foi prejudicado

por oclusões e por passageiros localizados na linha de fronteira. O algoritmo RF foi

utilizado pelos autores para corrigir o número de passageiros estimado pelo processamento

das imagens. Para a construção desse modelo, os dados coletados dos dispositivos de

GPS e do tacógrafo digital. Os experimentos mostraram que a correção proposta pelo

método RF mostrou-se eficaz se comparada aos resultados obtidos apenas com o método

de processamento de imagens.

Li et al. [51] apresentaram dois modelos que usam sensores de dióxido de carbono

para estimar o ńıvel de ocupação de passageiros. Os modelos propostos são considerados

métodos passivos de detecção de passageiros e também podem ser usados em outros meios

de transporte de massa, como trens. Os autores usaram os dados coletados dos sensores

MH-Z16 que oferecem um conjunto de atributos e o número de ocupantes nos ônibus foi

registrado manualmente. O sensor foi instalado na parte central dos ônibus por onde os

passageiros devem passar para desembarcar do véıculo. Os modelos foram constrúıdos

usando o algoritmo LR e o ELM. Em teoria, existe uma relação linear entre o número de

pessoas nos ônibus e a concentração de dióxido de carbono. No entanto, experimentos têm

mostrado que essa relação pode ser afetada, por exemplo, pelo grau de vedação do ônibus

e o fluxo de ar. O ELM apresentou tendência de resultados de predição semelhantes ao

número real.

Predição da Demanda dos Passageiros

A descrição dos trabalhos que abordaram a predição da demanda de passageiros são

apresentados a seguir. Nakashima et al. [68] apresentaram preditores para prever a de-

manda de passageiros usando dados coletados dos sistemas de localização automática de

véıculos e de contagem automática de passageiros da empresa OASTh em Thessaloniki

(Grécia). Os métodos RF e BG foram usados para construir os modelos de regressão que

foram testados com dois conjuntos de atributos distintos. O desempenho desses modelos

de AM foi comparado com o valor médio e a mediana da contagem dos passageiros presen-

tes na base de treinamento e também com um modelo k-NN. Dois tipos de experimentos

foram realizados: No primeiro, o teste foi realizado com os dados das rotas e dos pontos

de parada presentes no conjunto de treinamento (E1), e no segundo, os testes utilizaram
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dados de novas rotas e pontos de parada (E2). Isso foi feito para avaliar o poder de

generalização do modelo constrúıdo. Os modelos gerados pelo algoritmo RF obtiveram

os melhores resultados nos dois tipos de experimentos (E1: RMSE = 7,04, E2: RMSE =

6,82).

Predição do Tempo de Viagem

Os trabalhos que abordaram a predição do tempo de viagem são apresentados a

seguir. Reddy et al. [6] apresentaram um modelo para prever o tempo de viagem dos

ônibus em algumas das principais rotas da rede de transporte da cidade de Chennai.

Para isso, os dados dos dispositivos de GPS foram coletados. Uma abordagem link-a-

link foi usada para modelar o problema, representando a rede de transporte como nós e

links. O algoritmo k-NN foi usado para predizer o tempo de viagem, considerando uma

conexão completa (entre dois nós). Duas abordagens foram propostas considerando: (1)

o tempo de viagem total é calculado pela soma do tempo de viagem previsto em um

link intermediário usando o k-NN com o tempo de viagem previsto na área de interseção

usando o RF (k-NN-RF); (2) o tempo gasto na área de interseção foi previsto usando o

k-NN e os dados coletados dos detectores de laços indutivos. O modelo k-NN apresentou

valores altos de MAPE na predição do tempo de viagem em um trajeto com interseções

importantes. O modelo k-NN-RF obteve um resultado melhor do que o k-NN, pois o

primeiro conseguiu captar melhor o tempo de viagem nas áreas de interseção, analisando-

as separadamente. Com relação a predição do tempo de viagem apenas nas áreas de

interseção, a segunda abordagem se mostrou mais promissora, apresentando melhores

resultados do que o algoritmo RF.

Reddy et al. [65] mostraram duas abordagens para predizer o tempo de viagem dos

ônibus sob alta condições de variabilidade, ocasionando um maior grau incertezas na

predição. Essas condições podem ocorrer pela presença de sinais de trânsito, por condições

climáticas adversas ou ainda por condições heterogêneas de tráfego como a presença de

vários tipos de véıculos compartilhando uma mesma estrada sem nenhum tipo de se-

paração (i.e. Chennai). A primeira abordagem usou o FK e a segunda abordagem usou o

algoritmo SVR para predição de tempo de viagem. Na segunda abordagem, uma técnica

de entropia aproximada foi utilizada para identificar o número ideal de viagens anteriores

ao estágio de treinamento do modelo. Em trechos com alta variância, a SVR obteve um

melhor resultado MAPE 17,78%) do que o modelo proposto pela primeira abordagem

(MAPE 26,39%). Nos horários de pico da viagem, o SVR também tem o melhor de-

sempenho preditivo, captando mais adequadamente a variação do tempo. O desempenho
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do modelo SVR pode ser melhorado incorporando outros recursos, como as condições do

clima e do véıculo.

Mendes-Moreira et al. [53] usaram a abordagem de heterogeneous ensemble) com dyna-

mic selection para prever os tempos de viagem dos ônibus com três dias de antecedência.

Os dados foram coletados no sistema de localização automática de véıculos da STCP

em Portugal. O processo de aprendizagem em conjunto possui tipicamente três etapas:

geração, poda e integração. Na etapa de geração, os algoritmos (PPR, SVR, RF) com

diferentes conjuntos de parâmetros foram usados na geração dos modelos. No estágio de

poda, forward search foi usado para reduzir o número de modelos no conjunto. Na etapa

de integração, os métodos Forward Selection with Replacement, Dynamic Weighting e

Dynamic Weighting with Selection foram usados para combinar as previsões obtidas com

os modelos do conjunto. Por fim, o modelo com melhor desempenho foi selecionado. Em

todos os experimentos utilizando as funções de integração Dynamic Weighting e Dynamic

Weighting with Selection, os resultados foram melhores do que o melhor modelo único do

conjunto. Além disso, os resultados mostraram que essa abordagem pode mitigar parte

da instabilidade observada em alguns modelos base ao lidar com dados sazonais.

Panovski et al. [62] apresentaram um novo paradigma baseado em uma matriz de

densidade de tráfego para predizer horários de chegada dos ônibus em vários pontos

de parada. RNAs e o LR foram empregados nesse estudo. Um cenário real foi simulado

usando o Simulation of Urban Mobility (SUMO) 1 para coletar dados sintéticos detectores

de laço indutivos. Para cada ponto de parada, o valor da densidade é dado pelo número

de véıculos presentes em um instante de tempo dentro de um raio especificado. Assim,

uma matriz de densidade denotado pelo tamanho N x T, onde N é o número de pontos de

parada e o T é o número de instâncias de tempo medido. Para cada matriz de densidade

para cada ônibus, a sáıda da predição será um vetor com os tempos de chegada dos pontos

de parada dos ônibus. Devido à ocorrência de congestionamento, o modelo LR se desviou

significativamente do real horário de chegada. Em geral, o modelo de RNAs obteve os

melhores resultados quando comparado ao modelo LR.

Heghedus et al. [35] apresentaram uma comparação entre dois frameworks AM, Py-

Torch e TensorFlow, para implementar duas redes neurais para predizer o horário de

chegada dos ônibus nos pontos de parada. Os autores utilizaram um banco de dados

com as viagens realizadas pelos ônibus na cidade de Stavanger (Noruega). MLP e as

DNNs foram implementados usando PyTorch e TensorFlow. Os quatro modelos usaram

1Pacote de simulação de tráfego de código aberto. Dispońıvel em: http://sumo.sourceforge.net
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o mesmo conjunto de dados, a mesma estrutura de aprendizado e o mesmo número de

iterações. Em geral, o MAE e o RMSE de todos os modelos diminúıram com o aumento

do número de iterações, e o TensorFlow mostrou um tempo de treinamento mais longo

do que o PyTorch. Por fim, os autores apresentaram uma tabela comparativa entre os

dois frameworks e apontaram que, atualmente, a escolha da implementação é altamente

baseada nas preferências do usuário.

Yamaguchi et al. [79] propuseram uma comparação de diferentes métodos para predi-

zer o tempo de atraso dos ônibus entre pontos de parada consecutivos. Os autores também

investigaram a influência dos métodos de detecção de outliers e o tamanho do conjunto

de dados usado para treinar e testar os modelos. Por fim, eles avaliaram a inclusão do

tempo das viagens anteriores ao treinamento dos modelos. Os dados foram fornecidos

pela Nishitetsu Bus Company em Fukuoka (Japão). Os experimentos empregaram cinco

métodos de AM (LR, RF, SVR, MLP e GBDT). Em geral, o modelo GBDT teve melhor

desempenho em quase todos os horários. O método de detecção de outlier 2σ-method

apresentou melhor desempenho do que o 3σ-method. Em relação ao tamanho do conjunto

de dados, os autores conclúıram que os dados coletados com no mı́nimo três semanas são

necessários para a construção de um bom modelo. Além disso, a inclusão de intervalos

anteriores melhora o desempenho da predição.

Julio et al. [40] compararam diferentes algoritmos AM para predizer a velocidade

futura dos ônibus em um determinado segmento usando dados coletados de dispositivos

GPS instalados na frota de ônibus em Santiago (Chile). Os autores compararam dois

outros métodos: o primeiro utilizou apenas a média dos dados históricos para o mesmo

peŕıodo e zona (BM1), e o segundo utilizou a média dos dados extráıdos em tempo real

(BM2). A partir dos dados do GPS, a trajetória dos ônibus foi desenhada em um diagrama

de tempo e espaço baseado na Teoria da Expansão do Choque de Ondas, onde a velocidade

média em cada célula do diagrama foi calculada. RNAs, SVR, BN foram empregados neste

estudo. Os resultados obtidos pelos algoritmos AM superaram os modelos ingênuos BM1

e BM2. Em geral, os resultados obtidos pelo algoritmo de RNAs alcançaram os melhores

resultados. Os autores validaram a hipótese de que os dados em tempo real melhoram

a previsão em até 35% em comparação com o RMSE. Novos experimentos podem ser

realizados adicionando uma nova combinação de variáveis e informações de diferentes

empresas de ônibus que compartilham a mesma rota.
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3.3.2 Descrição dos Trabalhos que Abordaram Soluções Menos
Recorrentes na Literatura

Nesta seção é apresentada a descrição dos trabalhos que abordaram soluções menos re-

correntes elencadas na Tabela 3.2. Mohamed et al. [55] aplicou duas abordagens de agru-

pamento para identificar grupos de estações com um perfil de uso semelhante, destacando

os horários e locais. Eles também extráıram padrões de viagem, identificando grupos de

passageiros que se comportam de maneira semelhante no momento do embarque. Os da-

dos coletados do sistema de cobrança de tarifas da empresa STAR em Rennes (França) foi

empregado nesse trabalho. Para o agrupamento de estações, eles constrúıram um modelo

baseado na contagem do uso das estações usando Poisson mixture. Os clusters permitiram

a identificação de diferentes tipos de uso da estação em horários espećıficos do dia. Para o

agrupamento de passageiros com base em seu comportamento temporal, a abordagem se

baseou na estimativa de um modelo de mixture of unigrams a partir dos perfis temporais

dos passageiros. Diferentes perfis de comportamento dos passageiros e os hábitos clássicos

de locomoção (i.e. da casa para o trabalho). A análise dessas informações pode ajudar

as empresas de transporte para adaptarem seus serviços de acordo com as demandas dos

passageiros.

Moreira-Matias et al. [57] desenvolveram um framework para detectar e corrigir o

fenômeno de aglomeração de ônibus utilizando os dados coletados do sistema de loca-

lização automática de véıculos da STCP. Em condições ideais, o intervalo de tempo entre

dois ônibus (headway), circulando na mesma rota, entre duas viagens consecutivas deve

ser constante. O evento de aglomeração de ônibus pode ocorrer quando esses intervalos

se tornam instáveis. Segundo os autores, é posśıvel inferir os valores futuros dos headways

baseado nas predições do tempo de viagem entre dois pontos de parada consecutivos. Na

etapa de aprendizagem offline, o algoritmo RF foi usado para prever o LTT. Na etapa de

aprendizado online, um algoritmo de RNAs foi usado para atualizar essas predições. Em

seguida, um método probabiĺıstico para detecção de eventos de aglomeração de ônibus

foi proposto. Quando o limite de detecção definido é atingido, uma das ações corretivas

implementadas é selecionada. O desempenho de RF variou de rota para rota, com altos

valores MAE para algumas rotas. Em geral, o aprendizado online reduziu o erro médio

em mais de 90%, convergindo, e melhorou consideravelmente os resultados. O framework

reduziu os eventos aglomerações de ônibus em 67,59 % de 83 % dos eventos detectados.

Rajput et al. [64] propuseram um método para a detecção automática de paradas de

ônibus para cidades indianas (i.e. Ahmedabad) em que os ônibus não possuem horários
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fixos e param onde encontram os passageiros ao longo da rota. O método proposto possui

duas etapas principais: (1) uma sequência de paradas em uma viagem é calculada e (2) as

paradas frequentes presentes na maioria das viagens são encontradas e declaradas como

pontos de parada de ônibus. Para isso, o algoritmo DBSCAN foi utilizado para detec-

tar as paradas em uma viagem e, posteriormente, a localização da parada foi calculada

tomando o centróide (latitude, longitude) dos pontos de dados agrupados. Este procedi-

mento foi repetido para todos os segmentos de uma viagem. No experimento realizado, o

método detectou até 75% dos pontos de parada usando um conjunto arbitrário de viagens

realizadas ao longo da rota.

Um processo de geração de roteiros para ações de fiscalização por agentes de controle

para combater a evasão tarifária foi proposto por Delfau et. al [25]. Para isso, eles usaram

informações estat́ısticas de fraude fornecidas pela TICE em Paris juntamente com dados

públicos sobre os horários dos ônibus e localização de estações. O processo de geração

de roteiros possui quatro etapas: na primeira etapa, o algoritmo Exp3 foi utilizado para

selecionar algumas estações a serem visitadas; na segunda etapa, é gerado um gráfico

para avaliar o tempo de viagem de uma estação para outra; na terceira etapa, a lista de

estações gerada na primeira etapa é ordenada e, na quarta etapa, essa lista de estações é

reajustada de acordo com os horários dos ônibus e algumas restrições (i.e. a escala dos

agentes de controle). Os primeiros resultados foram otimistas, já que metade da rede de

transporte foi coberta pelo roteiro.

Heydary et al. [36] apresentou um método automático capaz de identificar se uma

pessoa está usando um ônibus ou carro a partir de dados coletados dos smartphones.

Em vários casos, o método também identificou a rota de circulação do ônibus. Uma

Application Programming Interface (API) de reconhecimento de atividade foi usada para

filtrar apenas instâncias de véıculos ativos. Após a detecção do movimento, os dados DE

GPS começam a ser registrados. O método utiliza o algoritmo de RF para classificar os

fluxos contendo dados do acelerômetro e do giroscópio em instâncias com duas classes

definidas: carro ou ônibus. A precisão obtida foi de 0,93 e o f-score foi de 0,96.

Nesta seção, a descrição dos trabalhos que abordaram uma das soluções menos recor-

rentes elencadas na Tabela 3.2 são apresentados. Salvador et al. [67] apresentaram duas

abordagens dirigidas a dados para automatizar o mapeamento da trajetória das viagens

dos passageiros em uma rede de transporte (network matching). A primeira abordagem

utilizou um algoritmo heuŕıstico e segunda abordagem utilizou dois tipos de DNNs. O pro-

blema foi modelado como uma tarefa de classificação de sequência supervisionada, sendo
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que cada sequência foi composta por coordenadas geográficas, tempo e a combinação da

linha e a direção da viagem formam o rótulo. Para contornar a dificuldade de obtenção

de uma quantidade considerável de dados para treinar os algoritmos de RNAs, dados

sintéticos das viagens dos passageiros foram produzidos por um gerador. Na etapa de

validação, dados reais coletados do smartphone dos passageiros foram usados. Os DNNs

obtiveram um desempenho superior se comparado ao modelo heuŕıstico.

Nageshrao et al. [59] apresentaram uma estratégia para otimizar os custos operacionais

dos ônibus elétricos. Para o uso dessa estratégia é necessário ter o conhecimento da

demanda real da energia dos ônibus elétricos. Para isso, um algoritmo de RNAs foi

utilizado para construir um modelo capaz de predizer o consumo de energia dos ônibus

elétricos para o dia seguinte (dentro de um limite de erro de 10%). As RNAs foram

treinadas com base em dados indicativos do consumo de energia elétrica. A estratégia

otimizada foi comparada com uma abordagem não otimizada de recarregar a bateria

em sua totalidade nas oportunidades dispońıveis. A estratégia desenvolvida conseguiu

minimizar os custos de carregamento de energia se comparada a abordagem não otimizada.

Um modelo de aprendizado profundo foi proposto por Jung et al. [41]. para prever

o destino dos passageiros de ônibus usando dados coletados pelo sistema automático de

cobrança de tarifas de Seul. Os autores presumiram que um local de destino com maior

intensidade de atividades socioeconômicas teria maior probabilidade de ser escolhido como

destino. Os autores reduziram 28 tipos de uso de áreas de construção catalogadas pelo

governo em quatro classes (residencial, comercial, cultural e de escritório) para serem

usadas como entradas para o modelo. O algoritmo BPNN foi adotado para o treinamento

do modelo. O número de nós na camada de entrada era igual ao número de atributos

e o número de nós na camada de sáıda era idêntico ao número máximo de destinos

candidatos(5). Ao relaxar o critério para combinar o segundo melhor destino candidato

com o destino observado, a precisão foi aumentada para 87,5%.

Kadiyala et al.[43] forneceram um passo a passo para a construção de um modelo

h́ıbrido para predizer o ńıvel de contaminação por monóxido de carbono no interior dos

ônibus. Essa abordagem integrou to uso de Vector Time Series (VTS) e RBFNN. O mo-

delo foi denominado de RBFNNVTS e é capaz de monitorar o ńıvel de contaminação de CO

e CO2 no interior do ônibus. Os modelos foram validados usando conjunto compreenśıvel

de modelagem da qualidade, medidas operacionais de desempenho e as representações

gráficas feitas em diferentes sistemas. A abordagem apresentada superou a modelagem

estat́ıstica tradicional usando vetor de séries temporais.
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Avenali et al. [5] desenvolveram dois modelos de RNAs capazes de prever o custo

unitário do serviço de transporte público de ônibus. Esses modelos podem ser ferramentas

úteis para as autoridades locais validarem os preços de reserva em procedimentos de

licitação. Um questionário foi respondido por 45 gestores das empresas de transporte

italianas para coletar os dados que consistiam em informações desagregadas sobre o custo

(energia, material e capital) e caracteŕısticas técnicas e ambientais (idade média da frota).

Essas caracteŕısticas contribuem para explicar a variabilidade dos custos unitários. O

primeiro modelo prevê o custo unitário de pessoal (motoristas) e os demais custos. O

segundo modelo teve como foco a previsão dos custos unitários com a frota de ônibus

e o restante dos custos. Os autores identificaram que o primeiro modelo forneceu uma

estimativa mais alta do custo unitário total do que o segundo modelo, provavelmente

porque esse último superestimou os custos de pessoal.

3.4 Tipos de Dados Empregados na Construção das

Soluções

Nesta seção, uma visão geral das fontes e dos tipos dos dados empregados na construção

das soluções é apresentada. A Tabela 3.3 mostra as fontes de dados empregadas nas

soluções elencadas na Seção 3.3. Em quatro estudos, as fontes dos dados não são especifi-

cadas e apenas os tipos de dados são descritos. Heghedus et al. [35] usaram os dados das

viagens dos ônibus, Jin et al. [39] empregaram dados históricos do fluxo de passageiros

nos ônibus, Nageshrao et al. [59] usaram dados históricos sobre o uso de eletricidade e

também dados meteorológicos e Delfau et al. [25] usaram dados estat́ısticos de fraude,

dados do horário planejado das viagens dos ônibus e também os dados da localização dos

terminais de ônibus. A descrição das fontes e dos tipos de dados empregados nas soluções

são descritos a seguir.

O GPS, os Sistemas Automatizados de Coleta de Dados (ADCS, do termo em inglêsAu-

tomated Data Collection), o tacógrafo digital, a câmera, os sensores de ar (MH-Z16 e

sensores Yes Plus) são dispositivos que podem estar dispońıveis nos ônibus. Uma breve

descrição desses dispositivos é feita a seguir. O GPS é usado por empresas para rastrear

os véıculos durante suas operações. O GPS usa sinais de satélites para determinar as co-

ordenadas de localização dos véıculos (latitude, longitude). Esses dispositivo é vantajoso

por não requerer nenhum equipamento instalado ao longo das rotas e funciona em todos

os lugares acesśıveis por satélites. No entanto, os sinais de satélite podem ser bloqueados

em cidades com edif́ıcios altos, túneis e viadutos [11].
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Tabela 3.3: Fontes dos Dados Empregados na Construção das Soluções.
Soluções Fontes dos Dados Trab.

M
a
is

R
e
co

rr
e
n
te
s

Avaliar as tabelas de horário e as
programações das rotas de ônibus

Sistemas de localização de
véıculos e de contagem de
passageiros

[44]

Sistema de localização de véıculos [54]

Contagem dos passageiros
Câmera, Tacógrafo e GPS [60]
Sensor MH-Z16 [51]

Predição da demanda dos passa-
geiros

Sistema de localização de véıculos
e contagem de passageiros e API
Dark Sky

[68]

Não Especificada [39]

Predição do tempo de viagem

Detectores de laço indutivos [6] [62]
GPS [65] [40]
GPS e OpenStreetMap (OSM) [6]
Sistema de localização de véıculos [53] [79]
Não Especificada [35]

M
e
n
o
s
R
e
co

rr
e
n
te
s

Compreender os padrões de mo-
bilidade dos passageiros

Sistema de cobrança de tarifas [55]

Detectar e corrigir a ocorrência de
aglomerações de ônibus

Sistema de localização de véıculos [57]

Detectar pontos de parada não fi-
xados em uma rota

GPS [64]

Gerar itinerários otimizados para
ações de fiscalização

Não especificada [25]

Identificação automática de pre-
sença em ônibus

Sensores de Smartphone [36]

Mapear automaticamente o tra-
jeto dos passageiros

Sensores de Smartphone [67]

Previsão da demanda de eletrici-
dade

Não Especificada [59]

Previsão do destino dos passagei-
ros

Sistema de cobrança de tarifas [41]

Previsão do ńıvel de concentração
de CO

Sensor Yes PluS [43]

Previsão dos custos unitários do
serviço de transporte

Questionário [5]

Os ADCS inclui os sistemas de Localização Automática de Véıculos (AVL, do termo

em inglês Automatic Vehicle Location), de Contagem Automática de Passageiros (APC,

do termo em inglês Automatic Passenger Counting) e dos Sistemas de Cobrança Au-

tomática de Tarifas (AFC, do termo em inglês Automatic Fare Collection System). Esses

sistemas se tornaram cada vez mais comuns no transporte público devido aos dados ope-

racionais que oferecem às empresas de transporte [76]. Os sistemas AVL são sistemas de

rastreamento capazes de registrar as informações de localização de cada véıculo em tempo
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real e transmiti-las a uma central de controle. O GPS, o rádio terrestre e o dead recko-

ning são algumas das tecnologias de localização que podem ser usadas em sistemas AVL.

É posśıvel combinar essas tecnologias de localização, como o uso de GPS com o rádio

terrestre, sendo esse último utilizado quando os sinais de GPS não estiverem dispońıveis.

No entanto, o GPS é comumente presente nesses sistemas [11, 58].

Os sistemas APC tem como objetivo contar o número de passageiros embarcando e

desembarcando em cada parada ao longo de uma rota. Esses sistemas são usados em

conjunto com o AVL para fornecer bancos de dados para o planejamento de serviços e

operações [76, 68]. Além disso, os sistemas AFC são adotados para gerenciar pagamentos

no transporte público [55]. O elemento central desse sistema são os cartões inteligentes

com microchips integrados, capazes de armazenar e processar dados quando os usuários

interagem com o sistema. Os cartões inteligentes coletam os dados de transações mo-

netárias (quando o usuário adiciona créditos) e transações de viagens (no embarque e

desembarque). Seus dados são geralmente compostos por informações espaciais (i.e. loca-

lização de pontos de parada) e temporais (i.e. hora de ińıcio de cada viagem) que podem

ser usadas para definir padrões de mobilidade urbana [31].

O tacógrafo digital registra automaticamente caracteŕısticas do desempenho do véıculo

em um cartão de memória ou envia diretamente para a nuvem [12, 75]. Ele fornece a

velocidade do véıculo, distância percorrida, rotações por minuto do motor, rotação total

do motor, consumo total de combust́ıvel, taxa de consumo de combust́ıvel e outros dados.

Além disso, é posśıvel verificar se o comportamento do motorista está de acordo com o

esperado (i.e. a velocidade legal). Já a câmera pode estar instalada nos ônibus para

permitir a gravação de imagens para o monitoramento do comportamento de motoristas e

passageiros. Ela pode ser usada de forma combinada com outros sensores para a contagem

de passageiros como no trabalho proposto por Nakashima et al. [60]. Já os sensores Yes

Plus e MH-Z16 podem ser usados para medir os ńıveis de concentração de monóxido e

dióxido de carbono no interior dos ônibus por meio de adaptadores conectados a eles [42,

51].

Os detectores de laço indutivos são dispositivos que podem ser encontrados na rede

de transporte (i.e. estradas e semáforos). A velocidade média, o volume e a ocupação

são os tipos de dados que podem ser fornecidos por esses dispositivos [1]. Por exemplo,

Bahuleyan et al. [6] usaram os dados dos detectores de laço indutivos para prever o tempo

de viagem nos cruzamentos das estradas. Devido à dificuldade em capturar os dados reais

desses dispositivos, esse trabalho usou o SUMO para simular um cenário e captar os dados
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desses dispositivos.

Além dos dispositivos mencionados, outras fontes dos dados foram usadas para captação

dos dados. Heydary et al. [36] desenvolveram um aplicativo para capturar as medições dos

sensores dos smartphones (i.e. acelerômetro, giroscópio) dos usuários registrados durante

as viagens. A coleta desses dados foi realizada com o consentimento dos participantes.

Avenali et al. [5] usaram um questionário para coletar os dados sobre os custos (i.e. salário

médio para os motoristas) e as caracteŕısticas técnicas e ambientais do serviço (i.e. idade

média da frota) fornecido por 45 empresas do transporte italiano.

O OSM 1 é um projeto de mapeamento colaborativo mundial desenvolvido por uma

comunidade de mapeadores voluntários que mantém banco de dados atualizado de ele-

mentos geográficos (i.e. rotas e nós). Bahuleyan et al. [6] usaram os dados obtidos com

OSM juntamente com os dados de localização para aplicar o procedimento do Map Mat-

ching 2 e identificar os registros das viagens dos ônibus. Já Samaras et al. [68] coletaram

os dados meteorológicos (i.e. temperatura e clima) por meio de uma API fornecida pela

Dark Sky3. Esses dados foram empregados na modelagem de preditor do fluxo de passa-

geiros. Por fim, Jung et. al [41] empregaram os dados que caracterizam a área em torno

dos pontos de parada dos ônibus em quatro tipos (i.e. residencial, comercial, cultural e

de escritório).

3.5 Mapeamento de Algoritmos de AM

Nesta seção, os algoritmos de AM empregados na construção das soluções elencadas na

Seção 3.3 são apresentados. A Tabela 3.4 mostra os algoritmos de AM usados para a

construção das soluções mais recorrentes. De forma geral, essas soluções empregaram

o aprendizado supervisionado, com exceção de Khiari et al. [55] e de Mendes-Moreira

et al. [54] (parte da solução) que empregaram o aprendizado não supervisionado. Na

predição do tempo de viagem, podemos observar que os algoritmos MLP, RF e SVR

foram os algoritmos mais empregados. Já a Tabela 3.5 mostra os algoritmos de AM

usados na construção das soluções menos recorrentes. Os algoritmos estão divididos em:

aprendizado supervisionado, aprendizado não supervisionado e aprendizado por reforço.

Nesse grupo de soluções, as DNNs surgem como algoritmo mais empregado no aprendizado

supervisionado.

1Dispońıvel em https://openstreetmap.org
2Consiste em traçar o caminho percorrido por um véıculo em um mapa da rede de transporte
3Dispońıvel em http://www.forecast.io

https://openstreetmap.org
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Tabela 3.4: Algoritmos Empregados na Construção das Soluções Mais Recorrentes
Soluções Algoritmos Trab.

S
u
p
er
v
is
io
n
ad

o

Avaliar as tabelas de horário e as
programações das rotas de ônibus

Model-Based Clustering1 [44]

RIPPER, k-means 1 [54]

Contagem dos passageiros
DNNs, RF [60]
ELM, LR [51]

Predição da demanda dos passagei-
ros

Bagging, k-NN e RF [68]

MLP, SVR [39]

Predição do tempo de viagem

RF, k-NN [6]
LR, MLP [62]
SVR, FK [65]
BN, MLP e SVR [40]
Heterogeneous Ensembles (PPR,
RF, SVR)

[53]

LR, MLP, SVR, RF, GBDT [79]
DNNs [35]

1Aprendizado Não Supervisionado

Tabela 3.5: Algoritmos de AM Empregados na Construção de das Soluções Menos Recor-
rentes.

Soluções Algoritmos Trab.

S
u
p
er
v
is
io
n
ad

o

Identificação automática de presença em
ônibus

RF [36]

Mapear automaticamente o trajeto dos pas-
sageiros

Deep Neural [67]

Previsão da demanda de eletricidade Deep Neural [59]
Previsão do destino dos passageiros Deep Neural [36]
Previsão do ńıvel de concentração de CO RBFNN [43]
Previsão dos custos unitários do serviço de
transporte

MLP [5]

N
S
b

Compreender os padrões de mobilidade dos
passageiros

Model-Based Clustering [55]

Detectar pontos de parada não fixados em
uma rota

DBSCAN [64]

R
L
a Gerar itinerários otimizados para ações de

fiscalização
Exp3 [25]

aAprendizado por Reforço
bAprendizado Não Supervisionado

3.6 Conclusão

Esta RSL abordou os problemas do transporte público por ônibus e as soluções basea-

das em AM que estão sendo propostas na literatura para tratá-los. Os problemas foram
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agrupados em quatro temas centrais: o Procedimentos de Licitação, o Planejamento Ope-

racional, o Controle Operacional e a Demanda dos Passageiros. Apesar da variedade

das soluções propostas na literatura, percebemos que há outros problemas do transporte

público por ônibus em que nenhuma solução foi proposta para tratá-las. Analisando as

reclamações dos usuários de ônibus registradas nos sistemas de ouvidoria e transparência

das prefeituras, outros problemas são mencionados tais como a falta de segurança, a má

conduta dos motoristas e cobradores, a direção perigosa e o descumprimento das para-

das nos pontos fixados em uma rota. Isso mostra que esse meio de transporte carece de

soluções que abordem outros problemas relacionados, melhorando a qualidade do serviço

prestado. Novas soluções baseadas em AM podem ser propostas abordando problemas

ainda não abordados na literatura.

A construção das soluções propostas na literatura dependem principalmente que a

frota de ônibus esteja equipada com dispositivos (i.e. AVL, APC, GPS) ou da disponi-

bilidade de dispositivos na rede de transporte (i.e. detectores de laço indutivos). Devido

as vantagens percebidas com o uso desses dispositivos (i.e. monitoramento operacional,

disponibilidade de dados) e de exigências colocadas nos contratos de prestação do serviço,

esses dispositivos estão cada vez mais presentes nas frotas de ônibus das cidades. Em

uma consulta feita pelo Sistema Eletrônico de Informações ao Cidadão (e-SIC) às vinte

sete prefeituras das capitais brasileiras em 2020, apenas cinco prefeituras afirmaram que

a frota de ônibus não é equipada com nenhum dispositivo de localização, sendo que três

delas relataram ter uma previsão para a instalação desses dispositivos. Com a disponibili-

dade desses dispositivos na rede de transporte, as prefeituras podem investir em soluções

para melhorar aspectos do serviço de transporte.

Nesta RSL, os problemas relacionados aos temas de Planejamento Operacional e a De-

manda dos Passageiros concentraram a maioria dos trabalhos encontrados na literatura.

No Planejamento Operacional, a definição dos horários das viagens (tabela de horários)

para as rotas de ônibus foi o foco da maioria dos trabalhos encontrados na literatura. Na

Demanda dos Passageiros, a predição do tempo de viagem foi o foco das soluções abor-

dadas pela maioria dos trabalhos. No geral, percebemos que a construção dessas soluções

exige uma preparação dos dados bem trabalhosa dos dados coletados dos dispositivos,

inclusive com a integração com outras fontes de dados. Por exemplo, a construção de um

preditor do tempo de viagem pode exigir que abordagens mais complexas (i.e. map mat-

ching) sejam aplicadas para encontrar o atributo-alvo e outros tipos de dados podem ser

integrados (i.e. ocorrência de acidentes e congestionamentos). Essa preparação dos dados

consome boa parte do tempo gasto pelo cientista de dados principalmente daqueles que
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são iniciantes na modelagem dessas soluções. Logo, percebemos que o desenvolvimento de

uma ferramenta espećıfica pode apoiar o cientista de dados na construção dessa solução.



Caṕıtulo 4

Processo Para a Construção de
um Preditor do Tempo de Viagem

Neste caṕıtulo, a estrutura e a concepção do processo para a construção de um preditor do

tempo de viagem são apresentadas na Seção 4.1, os subprocessos que o compõem processo

proposto são detalhados na Seção 4.2, a aplicação do processo para modelar um preditor

do tempo de viagem para a cidade de São Paulo é apresentada na Seção 4.3 e por fim,

uma discussão sobre o processo proposto e da aplicação dele é apresentada na Seção 4.4

4.1 Estrutura do Processo

O processo proposto tem como objetivo apoiar o cientista de dados na construção de

um modelo offline de predição do tempo de viagem para o transporte público por ônibus,

conduzindo-o na realização das tarefas desde a concepção de um projeto até o treinamento

e a avaliação dos preditores do tempo de viagem. Além de facilitar o trabalho do cientista

de dados, a construção desse processo é o primeiro passo para que ferramentas possam

ser desenvolvidas para a automação do processo modelado [27]. Esse processo é composto

por quatro subprocessos principais que foram derivados do Processo de Ciência de Dados

já detalhado na Seção 2.1. A Figura 4.1 mostra a visão geral do processo proposto. O

Processo de Ciência de Dados possui os passos genéricos para a condução de um projeto de

ciência de dados, já o processo proposto contextualiza esses passos especificamente para

a construção de um preditor do tempo de viagem para o transporte público por ônibus.

Nesse processo, o passo de Exploração dos Dados (previsto no Processo de Ciência de

Dados) não foi abordado por uma limitação de escopo deste trabalho.

O processo proposto emergiu da investigação das modelagens realizadas por trabalhos
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Figura 4.1: Estrutura do Processo de Construção de um Preditor do Tempo de Viagem.

de predição do tempo de viagem encontrados na revisão da literatura. A elaboração do

fluxo dos subprocessos foi baseada principalmente na análise das modelagens dos trabalhos

recuperados pela RSL (Caṕıtulo 3) e formalizado usando a notação BPMN. A preparação

dos dados coletados dos dispositivos de localização foi especialmente investigada nos tra-

balhos realizados por Bahuleyan et al. [6], Reddy et al. [65], Mendes-Moreira et al. [53],

Yamaguchi et al. [79] e Moreira-Matias et al. [57] (modelo offline). A principal dificuldade

dessa investigação foi a ausência de detalhes na descrição desses trabalhos. A experiência

dos autores na construção de um preditor do tempo de viagem também colaborou com a

elaboração do fluxo desses subprocessos.

A partir dessa investigação da literatura, um conjunto de informações também foi

extráıdo desses trabalhos com o objetivo de fornecê-las ao cientista de dados e apoiá-lo na

tomada de decisão ao longo do processo de modelagem. Essas informações são detalhadas

na Seção 4.2 juntamente com a apresentação dos mapeamentos dos subprocessos. Inicial-

mente, as seguintes informações foram levantadas da literatura sobre pontos considerados

relevantes da modelagem:

• fontes/tipos de dados que podem usados na modelagem;

• tempo de coleta dos dados;

• caracteŕısticas das rotas de ônibus investigadas por outros trabalhos;

• abordagens usadas para a preparação dos dados de localização;
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• atributos de entrada, algoritmos de AM e métricas de avaliação usados para a cons-

trução do preditor do tempo de viagem.

O Subprocesso Para a Elaboração de um Projeto Para a Construção de um Preditor

do Tempo de Viagem auxilia o cientista de dados na formalização de um projeto para

a construção de preditor do tempo de viagem para o transporte público por ônibus.

Esse subprocesso recebe como entrada o problema relacionado ao transporte público por

ônibus que será tratado com a construção dessa solução. Segundo a RSL (Caṕıtulo 3),

dois problemas podem ser tratados com essa solução: a ausência de informações para o

planejamento operacional das empresas de transporte e a indisponibilidade de informações

aos passageiros. Dependendo do problema, um preditor do tempo de viagem de curto ou

longo prazo pode ser modelado. Nesse subprocesso, o cientista de dados investiga a rede de

transporte, mapeia as fontes de dados dispońıveis e toma as decisões iniciais de modelagem

(i.e. tipo de predição, fontes e tipos de dados, cronograma). Ao final desse subprocesso,

um projeto com as decisões tomadas é formalizado para nortear a construção da solução.

O Subprocesso de Recuperação dos Dados auxilia o cientista de dados na coleta dos ti-

pos de dados definidos no projeto. Os dados coletados dos dispositivos de localização (i.e.

GPS) fornecem os dados necessários (i.e. o atributo-alvo) para a modelagem do preditor

do tempo de viagem. Outros tipos de dados (i.e. clima, eventos, condições do tráfego)

que impactam o tempo de viagem dos ônibus também podem ser empregados na modela-

gem a fim de melhorar o desempenho do preditor do tempo de viagem. Este subprocesso

tem como sáıda as bases de dados coletadas das fontes de dados definidas no projeto. O

Subprocesso de Preparação dos Dados auxilia o cientista de dados na limpeza, integração

e transformação dos dados coletados no Subprocesso de Recuperação dos Dados. Inicial-

mente, os dados coletados dos dispositivos de localização são tratados. Dependendo do

tipo de registros (rastreio ou viagem) presentes nessa base de dados, diferentes abordagens

podem ser aplicadas para prepará-los. As tarefas de integração e transformação dos dados

deste subprocesso são abordadas brevemente devido a limitação de escopo. No final desse

subprocesso, uma base de dados para o treinamento dos preditores está preparada.

O Subprocesso de Modelagem dos Dados auxilia o cientista de dados no treinamento

e avaliação de preditores do tempo de viagem usando a base de dados anteriormente

preparada. Primeiramente, o cientista de dados toma algumas decisões de modelagem

(i.e. escolha dos atributos de entrada, algoritmos de AM) e depois um ou mais preditores

são treinados e constrúıdos. No final desse subprocesso, o cientista de dados avalia o

desempenho dos preditores ao prever o tempo de viagem nas rotas de ônibus selecionadas
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e indica se uma nova modelagem deve ser realizada para tentar melhorar os resultados

obtidos. A condução desses quatro subprocessos pelo cientista de dados ocorre de forma

sequencial assim como no Processo de Ciência de Dados e se necessário, o cientista de

dados pode retornar e executar um subprocesso novamente. Por fim, a estrutura do

processo proposto também não deve ser considerada de forma ŕıgida pelo cientista dados

visto que ele pode adaptá-la de acordo com suas próprias experiências.

4.2 Subprocessos do Processo Proposto

Nesta seção, as tarefas que compõe os subprocessos para a construção de um preditor do

tempo de viagem são detalhadas e os mapeamentos desses subprocessos representados com

a notação BPMN são apresentados. Nesses mapeamentos, as tarefas mapeadas são reali-

zadas por dois participantes: o cientista de dados e uma ferramenta. O processo propõe

que os cientistas de dados concentram seus esforços na realização de tarefas de caráter

mais decisório. A proposta é que as demais tarefas, principalmente, aquelas relaciona-

das a preparação dos dados coletados dos dispositivos de localização sejam realizadas por

uma ferramenta de forma automatizada. Essa ferramenta será desenvolvida para executar

as tarefas mapeadas no processo proposto de forma automatizada a partir das decisões

tomadas pelo cientista de dados. Na Seção 4.2.1, o Subprocesso Para a Elaboração de

um Projeto Para a Construção de um Preditor do Tempo de Viagem é apresentado; na

Seção 4.2.2 é apresentado o Subprocesso de Recuperação dos Dados, na Seção 4.2.3 é

apresentado o Subprocesso de Preparação dos Dados e na Seção 4.2.4 é apresentado no

Subprocesso de Modelagem dos Dados.

4.2.1 Subprocesso Para a Elaboração de um Projeto Para a
Construção de um Preditor do Tempo de Viagem

Nesta seção, o mapeamento do Subprocesso Para a Elaboração de um Projeto Para a

Construção de um Preditor do Tempo de Viagem a é apresentado e as tarefas que o

compõem são detalhadas. A Figura 4.2 mostra o mapeamento desse subprocesso. No pri-

meiro grupo de tarefas, o mapeamento guia o cientista de dados na investigação da rede

de transporte da cidade em que o preditor do tempo de viagem será implantado. Nessa

tarefa, a ferramenta fornece um conjunto de informações que podem ser levantadas pelo

cientista de dados para orientá-lo nessa investigação considerando três objetivos: conhecer

aVisualização dispońıvel em: https://shortest.link/3jTp

https://shortest.link/3jTp
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a rede de transporte; verificar as fontes/tipos de dados dispońıveis para a modelagem da

solução e providenciar os recursos computacionais para o futuro armazenamento e o pro-

cessamento dos dados. A Tabela 4.1 mostra a lista de informações sugeridas com base na

experiência dos autores deste trabalho. O cientista de dados pode obter essas informações

consultando os portais de dados abertos, sites da prefeitura ou ainda protocolando soli-

citações através dos canais de comunicação (i.e. e-SIC) da prefeitura ou das empresas de

transporte.

Tabela 4.1: Informações Sugeridas Para a Investigação da Rede de Transporte.
Objetivo Sugestões de Informações

Conhecer a rede de transporte

1) Quantidade de ônibus circulantes
2) Quantidade de linhas de ônibus
3) Itinerário das linhas de ônibus
4) Tabela de horários das linhas de ônibus

Levantar as fontes/tipos de da-
dos dispońıveis

5) Fontes de dados dispońıveis para a modelagem
de solução predição do tempo de viagem
6) Disponibilidade dos arquivos General Transit
Feed Specification (GTFS) a

7) Percentual da frota de ônibus equipada com os
dispositivos de localização
8) Verificar a existência de uma API para a
captação dos dados
9) Documentações dispońıveis sobre os dispositivos
e a API

Avaliar os recursos computaci-
onais necessários

10) Quantidade de megabytes de dados produzidos
diariamente pelos dispositivos
11) Tipo de formato em que esses dados podem ser
disponibilizados

aTambém chamada de GTFS estática, define um formato comum para os horários de
transporte público e as informações geográficas relacionadas.

Para prosseguir com o fluxo do processo, a frota de ônibus da rede de transporte estu-

dada deve ser equipada com dispositivos de localização (i.e. GPS, AVL e APC). O segundo

grupo de tarefas desse subprocesso aborda algumas decisões que devem ser realizadas pelo

cientista de dados para a formalização do projeto. A primeira decisão é relacionada com a

decisão do tipo de preditor do tempo de viagem que será constrúıdo tendo em vista o pro-

blema do transporte público que se objetiva solucionar com a construção desse preditor.

De acordo com RSL (Caṕıtulo 3) dois problemas podem ser resolvidos com essa solução.

Se o problema for a ausência de informações para auxiliar no planejamento operacional

das empresas de transporte, um preditor do tempo de viagem de longo prazo é a solução

indicada. Caso o problema for a ausência de informações aos passageiros, um preditor do

tempo de viagem de curto prazo é a solução indicada.

https://developers.google.com/transit/gtfs?hl=pt-br
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çã
o
d
is
p
o
ń
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Dependendo do tipo de preditor, a duração de viagens ocorridas anteriormente podem

ser empregadas na modelagem. Na construção de um preditor do tempo de viagem de

curto prazo, a duração de viagens ocorridas há alguns minutos ou horas antes do momento

da predição pode ser empregados na modelagem [49, 28, 80]. Já na construção de um

preditor do tempo de viagem de longo prazo, a duração das viagens ocorridas há alguns

dias ou semanas antes do momento de predição podem ser usadas na modelagem. Esse

assunto será abordado com mais detalhes na Seção 4.2.4.1.

A segunda decisão é relacionada ao tipo dos dados que será empregado na modelagem.

A ferramenta fornece uma visão geral dos tipos de dados que podem ser empregados na

construção de um preditor do tempo de viagem. Os dados de localização são necessários

para a modelagem. Já outros tipos de dados, (i.e. condições climáticas, acidentes, obras,

eventos, caracteŕısticas da rodovia) que influenciam o tempo de viagem dos ônibus, podem

ser integrados à fonte de dados principal. Cabe ao cientista de dados mapear posśıveis

fontes para a captação desses tipos de dados e inclúı-los na modelagem da solução. A

terceira decisão é relacionada ao trecho em que o tempo de viagem vai ser previsto. Esse

trecho pode ser o trajeto entre os terminais de uma rota, os pontos de parada ou outros

segmentos dessa rota.

A quarta decisão é relacionada a determinação dos recursos computacionais necessários

para o armazenamento e processamento de dados. O provisionamento desses recursos pode

ser feito com base na quantidade de dados produzidos diariamente pelos dispositivos de lo-

calização. Por fim, o cientista de dados pode formalizar um projeto de predição do tempo

de viagem contendo o problema do transporte público que será tratado, as informações le-

vantadas da rede de transporte, as decisões tomadas até momento e um cronograma para

a realização de entregas. Essa formalização é importante para a condução do projeto

e também para que os clientes e/ou investidores, quando existentes no projeto, possam

ter uma visão consolidada do projeto, estimar os custos e acompanhar andamento com o

cronograma [19].

4.2.2 Subprocesso de Recuperação dos Dados

Nesta seção, o mapeamento do Subprocesso de Recuperação dos Dados b é apresentado

e as tarefas que o compõem são detalhadas. A Figura 4.3 mostra o mapeamento desse

subprocesso. O primeiro grupo de tarefas conduz o cientista de dados na coleta dos dados

de localização. Primeiramente, o cientista de dados define, inicialmente, um peŕıodo de

bVisualização dispońıvel em: https://shortest.link/3jTW

https://shortest.link/3jTW
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tempo (i.e. data inicial e final) para a coleta desses dados. Para isso, o cientista de dados

pode se basear na quantidade de dados produzidos diariamente pelos dispositivos de loca-

lização e na capacidade dos recursos computacionais dispońıveis definidos na formalização

do projeto. Para que o cientista de dados possa embasar sua decisão, a ferramenta fornece

o peŕıodo de coleta usados por trabalhos de predição do tempo de viagem encontrados na

literatura (Tabela 4.2.2).

Tabela 4.2: Peŕıodo de Coleta dos Dados Empregado Por Trabalhos Encontrados na
Literatura.

Peŕıodo de Coleta Trabalhos
15 meses [53]
12 meses [57], [63]
6 meses [6]
5 meses [40]
1 mês [65], [79], [38]

O cientista de dados procede com a coleta dos dados dos dispositivos de localização

pelo peŕıodo tempo definido, solicitando-os junto a prefeitura ou as empresas de trans-

porte. Caso uma API seja disponibilizada por essas entidades, o cientista de dados pode

optar também por coletar esses dados diariamente. Os arquivos GTFS, se dispońıveis,

também podem ser coletados e utilizados na ferramenta para a obtenção de informações

sobre a rede de transporte (i.e. rotas, itinerário, pontos de parada). Posteriormente, o

cientista de dados pode decidir aumentar o tempo de coleta, executando novamente as

tarefas desse subprocesso. Caso a captação de outros tipos de dados tenha sido prevista

no projeto, o cientista de dados procede também com a coleta desses dados. Após a coleta

dos dados, o fluxo desse subprocesso conduz o cientista de dados para a aplicação de um

método para filtrar os dados.

A Figura 4.4 mostra o mapeamento desse subprocesso c. Nesse método, o cientista

de dados escolhe uma ou mais rotas de ônibus para modelar a solução de predição do

tempo de viagem de acordo com caracteŕısticas inerentes ao trajeto dessas rotas. Es-

sas caracteŕısticas podem evidenciar aspectos que podem afetar o tempo de viagem dos

ônibus. Por exemplo, uma rota de ônibus com a caracteŕıstica “Passa por estradas prin-

cipais e interseções da rede de transporte” pode sofrer maiores oscilações no tempo de

viagem devido a ocorrência de congestionamento nesses trechos. Na escolha das rotas de

ônibus, o cientista de dados pode adotar diferentes estratégias. Ele pode escolher rotas

de ônibus com caracteŕısticas semelhantes e investigar uma modelagem que apresente o

melhor desempenho para elas. Provavelmente, essa modelagem pode apresentar um bom

cVisualização dispońıvel em: https://shortest.link/3jT-

https://shortest.link/3jT-
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desempenho para outras rotas de ônibus da rede de transporte que possuem caracteŕısticas

semelhantes. Em outra estratégia, o cientista de dados pode escolher rotas de ônibus com

diferentes caracteŕısticas e avaliar o desempenho desse preditor.

Dessa forma, esse subprocesso guia o cientista de dados para que ele gradativamente

construa preditores para grupos de rotas de ônibus da rede de transporte e organize

as modelagens propostas segundo as caracteŕısticas dessas rotas. Nos casos em que o

projeto não dispõe de recursos computacionais suficientes para trabalhar com os dados

de todas as rotas de ônibus ao mesmo tempo, esse método é especialmente importante.

Para aplicação desse método, o cientista de dados, primeiramente, escolha uma ou mais

caracteŕısticas que ele utilizará como critério para a seleção das rotas de ônibus. Para

ajudar o cientista de dados nessa definição, a ferramenta fornece caracteŕısticas das rotas

de ônibus estudadas por outros trabalhos de predição do tempo de viagem encontrados

na literatura (Tabela 4.3).

Tabela 4.3: Caracteŕısticas das Rotas de Ônibus Investigadas Por Trabalhos de Predição
do Tempo de Viagem.
Nº Caracteŕıstica Trabalhos
1 Passa por áreas não urbanas [53] [57]

2 É uma linha circular [53]
3 Possui conexão com terminais (i.e. metrô, ônibus) [57] [53]
4 Passa por pontos de interesse na cidade [57] [53] [65]
5 Passa por bairros populosos [53]
6 Passa por áreas de periferia [65]
7 Passa por estradas principais e interseções da rede de transporte [6] [53]
8 Distância do trajeto [65]
9 Quantidade de pontos de parada [62] [65]

Então, o cientista de dados investiga as rota de ônibus a partir de informações (i.e.

tabela de horários, o itinerário) já coletadas no primeiro subprocesso (Tabela 4.1). Depois,

ele identifica aquelas rotas que possuem as caracteŕısticas anteriormente selecionadas. Se

o arquivo de GTFS estiver dispońıvel, a ferramenta pode extrair informações sobre as

rotas de ônibus e disponibilizá-las ao cientista de dados. Inclusive, a ferramenta pode

ajudar na identificação das rotas de ônibus com as caracteŕısticas definidas. Após, o

cientista de dados escolhe uma ou mais rotas de ônibus e também define um peŕıodo de

tempo para filtrar os dados dessas rotas. Esse peŕıodo de tempo pode ser menor ou igual

ao tempo da coleta dos dados ou o cientista de dados pode ainda optar por coletar os

dados por mais tempo (dependendo dos recursos computacionais), retornando ao ińıcio

do Subprocesso de Recuperação dos Dados. A ferramenta executa a aplicação do método
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para filtrar os dados, gerando um subconjunto dos dados originais contendo apenas os

dados das rotas de ônibus selecionadas pelo peŕıodo de tempo definido. Por fim, a última

tarefa do Subprocesso de Recuperação dos Dados é a importação dos dados filtrado para

um banco de dados a fim de facilitar posteriormente a manipulação desses dados. Em

uma próxima instanciação do processo de proposto, outro grupo de rotas de ônibus pode

ser escolhido e trabalhado pelo cientista de dados.

4.2.3 Subprocesso de Preparação dos Dados

Nesta seção, o mapeamento do Subprocesso de Preparação dos Dados d é apresentado

e as tarefas que o compõem são detalhadas. A Figura 4.5 mostra o mapeamento desse

subprocesso. Para melhor entendimento, o termo registro será usado para referenciar os

dados dos dispositivos de localização. Na primeira tarefa, o cientista de dados verifica o

tipo de registro (i.e. registro de rastreio ou registro de viagem) presente na base de dados.

Em um banco de dados com registros de rastreio, cada registro representa a posição de

um ônibus em um instante de tempo. Nesse caso, abordagens podem ser aplicadas para

construir registros de viagem e consequentemente, um atributo-alvo (i.e. tempo de viagem

ou horário de chegada) também é obtido. Na literatura, alguns trabalhos da literatura

prepararam bases de dados contendo registros de rastreio [6, 65, 78].

Já em um banco de dados com registros de viagem, cada registro corresponde a uma

viagem realizada por um ônibus entre dois pontos definidos. Nessa caso, a base de dados

geralmente possui um atributo-alvo dispońıvel ou esse atributo pode ser obtido através

de operações aritméticas simples (i.e. subtração do horário de chegada com o horário de

partida). Na literatura, alguns trabalhos prepararam bases de dados contendo registros

de viagem [79, 63]. Esses dois tipos de registros também foram observados na análise

das bases de dados coletadas de algumas capitais brasileiras (Rio de Janeiro, São Paulo,

Fortaleza e Florianópolis e).

As bases de dados das cidades do Rio de Janeiro, São Paulo e Fortaleza contém

registros de rastreio e nenhum atributo-alvo está dispońıvel. Nessas bases de dados, os

atributos de latitude e longitude e a data/hora possibilitam a localização dos ônibus em

um determinado tempo. Já a base de dados da cidade de Florianópolis contém registros

de viagem. Além dos atributos da data/hora de partida e chegada, o tempo de viagem

gasto pelos ônibus para percorrer um trajeto está dispońıvel. Dependendo do tipo de

dVisualização dispońıvel em: https://shortest.link/3tGn
eA descrição dos atributos presentes nessas bases de dados está dispońıvel no Anexo A

https://shortest.link/3tGn
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registro presente no banco de dados, o fluxo desse subprocesso direciona o cientista de

dados para caminhos distintos. Na Seção 4.2.3.1, a preparação dos registros de viagem é

detalhada e na Seção 4.2.3.2, a preparação dos registros de rastreio é abordada.

4.2.3.1 Registros de Viagem

Neste caso, cada registro presente no banco de dados corresponde aos dados de uma

viagem realizada por um ônibus entre dois pontos estabelecidos (i.e. ponto inicial e final

de uma rota, pontos de parada). Geralmente, os atributos de identificação do trajeto

(i.e. código de identificação dos pontos de partida e de chegada, código de identificação

da rota) e a data/hora do ińıcio e do fim da viagem estão dispońıveis. A partir desses

atributos, a duração da viagem pode ser calculada pela diferença entre a data/hora do

ińıcio e do fim da viagem. Quando a base de dados já possui registros de viagem, o

fluxo desse subprocesso conduz o cientista de dados para a limpeza dos dados. Esse

subprocesso possui algumas tarefas de limpeza mapeadas tendo em vista os atributos

mı́nimos presentes na base de dados. Primeiramente, a ferramenta elimina os registros

em que os valores dos atributos de identificação do trajeto estiverem nulos ou inválidos (i.e.

fora do domı́nio). A eliminação desses registros é recomendada visto que esses valores não

podem ser estimados e preenchidos de outra forma. Com relação aos valores ausentes do

atributo-alvo, o cientista de dados pode optar por preenchê-los usando a média ou moda

ou eliminar as tuplas com esses valores ausentes. Por fim, o fluxo do subprocesso direciona

o cientista de dados para a realização das tarefas de integração dos dados (Seção 4.2.3.3).

4.2.3.2 Registros de Rastreio

Neste caso, cada registro do banco de dados corresponde aos dados da posição de um

ônibus em um instante de tempo. No mı́nimo, um registro possui as coordenadas ge-

ográficas e data/hora do registro. A partir desses registros de rastreio, as viagens realiza-

das pelos ônibus entre dois pontos definidos podem ser identificadas através da aplicação

de abordagens e consequentemente um atributo-alvo de predição pode ser obtido. De

uma forma geral, a construção de um registro de viagem pode ocorrer através da identi-

ficação dos respectivos registros de partida e de chegada. Após, o tempo de viagem pode

ser calculado por meio da subtração das data/hora associadas aos registros encontrados.

Esse processo se repete para encontrar os registros de partida e chegada de cada viagem.

No final, uma nova base de dados será criada contendo os registros das viagens.

Nesse cenário, o fluxo do processo direciona o cientista de dados para a escolha da
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abordagem que será usada para a construção dos registros de viagem e a consequentemente

do atributo-alvo. Nessa primeira versão do processo, a ferramenta fornece o algoritmo

Construtor de Registros de Viagens (CRV) como opção para a preparação dos dados. Na

literatura, há outras abordagens para a preparação dos dados dos registros de rastreio.

Por exemplo, Bahuleyan et al. [6] empregaram o Map Matching para identificar o link ou

segmento da estrada em que um ônibus estava viajando. Nesse caso, a rede de transporte

é representada por um conjunto de segmentos e nós. Após o emprego do Map Matching,

o tempo gasto para percorrer um segmento pode ser obtido através da subtração entre

a data/hora associada aos registros de sáıda e entrada do véıculo em um segmento. Já

a duração de um trajeto pode ser obtido somando os tempos de viagem gastos para

percorrer cada segmento.

Reddy et al. [65] empregaram a Fórmula de Haversine para calcular a distância per-

corrida entre dois intervalos consecutivos de viagem. Depois, a estrada foi dividida em

trechos de 100 metros de comprimento e a técnica de interpolação linear foi adotada para

calcular o tempo de viagem para percorrer cada subseção. Futuramente, essas abordagens

e outras encontradas na literatura podem ser disponibilizadas na ferramenta. A partir dos

requisitos, das vantagens e desvantagens do emprego de cada abordagem, o cientista de

dados pode optar por uma delas ou realizar experimentos usando diferentes abordagens.

Após a escolha da abordagem, o fluxo do processo direciona o cientista de dados para a ta-

refa de limpeza dos dados. Nesse caso, a ferramenta elimina os registros em que os valores

dos atributos mı́nimos para a execução da abordagem escolhida estejam nulos ou inválidos

e depois o fluxo do subprocesso segue para a Integração dos Dados (Seção 4.2.3.3). O

algoritmo CRV é detalhado a seguir.

O Algoritmo CRV foi utilizado na aplicação do processo proposto para modelar um

preditor do tempo de viagem para a cidade de São Paulo (Seção 4.3). O pseudocódigo

desse algoritmo é exibido no Algoritmo 1. O CRV recebe como entrada os códigos de

identificação e as coordenadas geográficas dos pontos de partida e de chegada das rotas

de ônibus dispońıveis no banco de dados. Se dispońıvel, os arquivos GTFS podem ser uma

fonte para coletar as informações das rotas de ônibus de forma automatizada. O cientista

de dados também define a distância mı́nima em metros que será usada para localizar os

registros de viagem. Testes emṕıricos podem ser realizados pelo cientista de dados para

encontrar um valor adequado para essa distância.

Para aplicação desse algoritmo, os registros presentes no banco de dados devem ter,

no mı́nimo, os seguintes atributos: código de identificação da rota e do dispositivo de
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localização, as coordenadas geográficas e a data/hora da medição. O CRV busca no

banco de dados todos os códigos de identificação dos equipamentos de GPS de uma das

rotas informadas. Após, os registros de localização ordenados pela data/hora da medição

de um desses equipamentos são recuperados do banco de dados. Então, o CRV analisa

cada registro de forma sequencial, calculando a distância entre as coordenadas de cada

registro e as coordenadas do ponto de partida da rota de ônibus usando a Fórmula de

Haversinef. Caso a distância calculada seja menor ou igual a distância mı́nima estipulada,

o registro em análise é identificado como o registro de partida da viagem. Caso contrário,

o próximo registro é analisado.

Os próximos registros são analisados em busca do registro de chegada dessa viagem. O

CRV calcula a distância entre as coordenadas geográficas de cada registro e as coordenadas

geográficas do ponto de chegada da rota de ônibus. Caso essa distância calculada seja

menor ou igual que a distância mı́nima estipulada, o registro de chegada da viagem é

identificado. Logo, o tempo de viagem é calculado através da subtração da data/hora

associada entre os dois registros identificados. Por fim, o registro de viagem encontrado

é armazenado em uma nova base de dados com os seguintes atributos: a data/hora de

partida, a data/hora de chegada ou tempo de viagem e o código de identificação da rota

de ônibus. Após, a busca por uma nova viagem é reiniciada. A execução do algoritmo

termina após a análise dos registros das rotas selecionadas.

Durante o monitoramento operacional dos ônibus, alguns problemas podem ocorrer

tais como falhas nas medições, ônibus fora de circulação com equipamentos ligados e

ônibus em circulação com equipamentos desligados. Esses problemas podem ocasionar a

perda dos registros de viagens ou a presença de registros com rúıdos. Para evitar rúıdos,

o CRV possui um mecanismo para descartá-las automaticamente. Após a identificação

do registro de partida, esse mecanismo atua com a seguinte premissa: a distância entre as

coordenadas geográficas dos registros e as coordenadas geográficas do ponto de chegada

deve ir diminuindo gradativamente até que um registro de chegada seja encontrado. Caso

a distância aumente, isso significa que não há um registro de chegada válido para tal

viagem. Logo, o registro de partida já identificado anteriormente é descartado e a busca

por um novo registro de partida é reiniciada.

O CRV pode não funcionar adequadamente para encontrar o tempo de viagem em

rotas circulares, pois o mecanismo de tratamento de rúıdos pode não atuar corretamente.

Além disso, o CRV não é capaz de identificar o tempo de viagem entre os segmentos

fCalcula a distância entre duas coordenadas geográficas [69]. A função “calcularDistancia”foi imple-
mentada com base no código dispońıvel em: encurtador.com.br/kBESU
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consecutivos de uma rota. Para isso, o algoritmo CRV pode ser modificado para contem-

plar ambas os casos. A Fórmula de Haversine possui um erro de cálculo que, geralmente,

fica abaixo de 0.3% por assumir a geometria esférica [69]. Há fórmulas mais precisas

(Vincenty), no entanto, a Fórmula de Haversine é menos complexa e dispendiosa em ter-

mos de recursos computacionais. Dependendo da quantidade de registros e os recursos

computacionais dispońıveis, a execução desse algoritmo pode ser onerosa. Em um experi-

mento realizado, o CRV levou cerca de duas semanas para analisar 2.719.451.544 registros

em um computador pessoalg. Por fim, uma apresentação da ideia dessa abordagem está

dispońıvel em: https://shortest.link/1pPL

gNotebook core i7, 16GB RAM e Ubuntu 16.04)

https://shortest.link/1pPL
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Algoritmo 1: Construtor de Registros de Viagens

1 [1] Entrada: rotas : vetor[0..N] de Rotasa, distanciaLimite : Real

Sáıda: Registro das viagens realizadas em cada de rota de ônibus

2 ińıcio

3 for i ←0, i < rotas.tamanho, i=i+1 do

4 codigoEquipamentos[0..N] = buscarEquipamentos(rotas[i].codigo)b

5 for j ←0, j < codigoEquipamentos.tamanho, j=j+1 do

6 registros[0..N] c = buscarRegistros(codigoEquipamentos[j], rotas[i].codigo) d

7 for m ←0, m < registros.tamanho, m=m+1 do

8 if registroPartidae == nulo then

9 distancia = calcularDistancia(rota[i].lat, rota[i].long, registros[m].lat,

registros[m].long)f

10 if distancia <= distanciaLimite then

11 registroPartida = registros[m]

12 else

13 if registroChegada == nulo then

14 distancia = calcularDistancia(rota[i].lat, rota[i].long, registros[m].lat,

registros[m].long)

15 if distancia <= distanciaLimite then

16 registroChegada = registros[m]

17 else

18 if distanciaAnterior == 0 then

19 distanciaAnterior = distancia;

20 if distancia > distanciaAnterior then

21 registroPartida = nulo

22 distanciaAnterior = 0

23 distancia = calcularDistancia(rota[i].lat, rota[i].long,

registros[m].lat, registros[m].long)

24 if distancia <= distanciaLimite then

25 registroPartida = registros[m]

26 else

27 distanciaAnterior = distancia

28 if registroPartida != nulo e registroChegada != nulo then

29 cadastrarRegistroViagem(registroPartida, registroChegada)

30 registroPartida, registroChegada = nulo

aO tipo Rota possui o código de identificação e as coordenadas geográficas dos pontos de partida e
chegada da rota de ônibus.

bBusca os códigos dos equipamentos de localização dos ônibus de uma rota.
cVetor do tipo Registros. Esse tipo possui o código da rota e do equipamento, as coordenadas ge-

ográficas da posição dos ônibus e a data/hora da medição.
dBusca os registros de rastreio produzidos por um equipamento instalado no ônibus de uma rota.
eO resgistroPartida e o registroChegada são do tipo Registro
fCalcula a distância entre as coordenadas geográficas do registro (registros[m]) e do ponto de partida

ou chegada da rota de ônibus
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4.2.3.3 Subprocesso de Integração dos Dados

Nesta seção, a integração dos dados no contexto da construção de um preditor do tempo

de viagem é brevemente abordada. Nesse subprocesso, os dados de outras fontes podem

ser adicionados à base de dados principal que contém os registros das viagens realizadas

pelos ônibus. Esse procedimento é necessário para integrar outros tipos de dados que

impactam o tempo de viagem e consequentemente usá-los para construir um preditor

do tempo de viagem. Diversos fatores podem afetar o tempo de viagem tais como as

condições climáticas, acidentes, congestionamentos, obras, condições do tráfego, tempo-

rais e do trajeto [71, 74, 63]. Geralmente, os atributos temporais que podem constrúıdos

no Subprocesso de Transformação dos Dados (Seção 4.2.3.4). Já os demais fatores podem

depender da disponibilidade de diferentes fontes de dados e da integração desses dados.

Essa fusão dos dados pode melhorar o desempenho dos preditores, no entanto, esse pro-

cedimento pode ser considerado um desafio na construção desse preditor já que envolve

a integração de diferentes fontes de dados, tornando-as compat́ıveis de uma perspectiva

computacional [71, 16]. Após execução da integração dos dados, o fluxo do processo segue

para a Transformação dos Dados (Seção 4.2.3.4).

4.2.3.4 Subprocesso de Transformação dos Dados

Nesta seção, a transformação dos dados no contexto da construção de um preditor do

tempo de viagem é brevemente abordada. Nesse subprocesso, novos atributos podem ser

constrúıdos a partir dos atributos existentes na base de dados ou os valores dos atribu-

tos existentes podem ser transformados com o objetivo de torná-los adequados para a

aplicação de um algoritmo de AM. Neste momento, a base de dados contém os registros

das viagens e se houver, os dados integrados de outras fontes de dados. Dependendo dos

atributos dispońıveis na base de dados, várias transformações dos dados podem ser reali-

zadas pelo cientista de dados. Por exemplo, atributos temporais podem ser constrúıdos

a partir da data/hora de partida tais como o dia da semana, o tipo do dia (dia útil ou

feriado), o turno da viagem e o mês. Após as transformações dos dados, a base de dados

preparada segue para o Subprocesso de Modelagem dos Dados (Seção 4.2.4).
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4.2.4 Subprocesso de Modelagem dos Dados

Nesta seção, o mapeamento do Subprocesso de Modelagem dos Dadosh é apresentado

e as tarefas que o compõem são detalhadas. A Figura 4.6 mostra o mapeamento desse

subprocesso. Nesse subprocesso, a base de dados rotulada, preparada nos passos anteriores

será usada para o treinamento offline do preditor do tempo de viagem. O fluxo desse

subprocesso direciona o cientista de dados para que ele tome decisões sobre a modelagem:

a escolha dos atributos de entrada, dos algoritmos de AM, da técnica de amostragem

e das métricas de avaliação. Conforme previsto no mapeamento, a ferramenta gera um

diagrama para que o cientista de dados confirme as decisões de modelagem tomadas

até o momento. Então, a ferramenta realiza o treinamento do preditor do tempo de

viagem e compete ao cientista de dados avaliar o desempenho dos preditores. Nessa

etapa, o cientista de dados pode identificar a necessidade de realizar outras modelagens

para melhorar o resultado obtido para uma ou mais rotas de ônibus (i.e. empregar outros

algoritmos, atributos, aumentar o tempo de coleta dos dados). Para apoiar o cientista

de dados nas decisões que precisam ser tomadas nesse subprocesso, a ferramenta fornece

um conjunto de informações: um panorama sobre os atributos, os algoritmos de AM e as

métricas usadas por trabalhos de predição do tempo de viagem. Essas informações foram

extráıdas da literatura de trabalhos de predição do tempo de viagem. Na consolidação de

informações, trabalhos que abordaram a predição do tempo de viagem em outros meios

transporte (i.e táxi, uber) também foram considerados na consolidação dessas informações.

As informações coletadas sobre esses tópicos são apresentadas nas Seções 4.2.4.1, 4.2.4.2

e 4.2.4.3.

4.2.4.1 Escolha dos Atributos de Entrada

Nesta seção é apresentada uma visão geral dos dos atributos de entrada empregados por

trabalhos encontrados na literatura para a construção de um preditor do tempo de viagem.

Conforme previsto no processo proposto, esse panorama pode ser fornecido ao cientista

de dados para ajudá-lo na escolha dos atributos. O tempo de viagem dos ônibus pode ter

diversas caracteŕısticas tais como o dia da semana, o tipo do dia, as condições climáticas

entre outros. Logo, a escolha de atributos que representam tais caracteŕısticas podem

construir um preditor do tempo de viagem mais preciso, diminuindo a diferença entre o

tempo de viagem previsto e o tempo de viagem realizado. Considerando que essa escolha

pode ser feita com base em outros trabalhos de predição do tempo de viagem, uma

hVisualização dispońıvel em: https://shortest.link/3jUb

https://shortest.link/3jUb
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investigação da literatura foi realizada e os atributos encontrados foram agrupados em

cinco tipos tendo como base a divisão proposta por Wang et al. [74]. São eles: temporais,

espaciais, condições de tráfego, personalizados e os eventos.

Diversas caracteŕısticas temporais podem provocar oscilações no tempo de viagem

tais como o dia da semana, o tipo do dia e o turno do dia. Os atributos espaciais são

aquelas inerentes ao trajeto do véıculo tais como a identificação do trajeto (ponto inicial

ou final), número de pistas, comprimento e a largura da pista. Já o volume, a velocidade

e a densidade são os atributos que representam as condições do tráfego [24]. Os atributos

personalizados são aqueles relacionados ao véıculo [74]. Por fim, como eventos podemos

citar as condições climáticas, a ocorrência de acidentes e congestionamentos. A Tabela 4.4

mostra uma visão geral dos tipos de atributos empregados por trabalhos de predição do

tempo de viagem encontrados na literatura. Os atributos temporais e espaciais foram os

dois tipos mais empregados.

Tabela 4.4: Tipos de Atributos Empregados por Trabalhos Encontrados na Literatura
Trab. Temporais Espaciais Cond. de Tráfego Personalizadas Eventos
[63] x x x - x
[26] x - - - -
[38] x x - - x
[70] - x - - x
[71] x x x - x
[49] x - - - -
[61] x - - - -
[57] x x - - -
[6] x - - - -
[65] x - - - -
[28] x x - - -
[53] x -
[62] - - x - -
[79] x x - - -
[40] - - x - -
[18] x - x - x
[80] x - - - -
[74] x x x x x
[16] x x - x x

O tipo de preditor do tempo de viagem (curto ou longo prazo) que foi estabelecido na

definição do projeto (Seção 4.2.1) pode influenciar na escolha dos atributos de entrada.

Dependendo da janela temporal, os valores de atributos temporais e das condições de

tráfego podem ser extráıdos de momentos anteriores a predição do tempo de viagem.

Na predição do tempo de viagem a curto prazo, a duração das viagens ou velocidade do
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tráfego dos últimos minutos ou horas ao momento da predição podem ser empregados [26,

49, 61, 80, 40]. Esses dados podem espelhar as condições de tráfego atuais, influenciando

no melhor desempenho do preditor. Na predição do tempo de viagem a longo prazo, a

janela temporal dos dados pode ser ampliada para dias ou semanas anteriores ao momento

da predição [18]. No entanto, os dados relacionados as últimas viagens também podem ser

empregados na predição do tempo de viagem a longo prazo [38]. Esse assunto é abordado

com mais detalhes na Seção 4.9. Por fim, os atributos empregados em cada tipo são

detalhados a seguir.

Atributos Temporais - O emprego de atributos temporais pela maioria dos traba-

lhos reforça como essas caracteŕısticas impactam o tempo de viagem e podem melhorar

o desempenho do preditor. A Figura 4.9 exibe os atributos temporais empregados por

trabalhos de predição do tempo de viagem encontrados na literatura. A descrição desses

atributos é apresentada a seguir:

• o atributo “Dia” identifica o dia do mês, recebendo um valor numérico (0 a 30 ou 0

a 31) [80, 74];

• o atributo “Dia da Semana” recebe um valor de 1 a 7 ou então, valores categóricos

(i.e. SEG, TER, QUAR) que determinam o dia da semana da predição do tempo

de viagem [63, 38, 71, 57, 53, 18, 80, 16];

• o atributo “Dia do Ano” identifica os dias como valores inteiros e consecutivos ao

longo de um ano (i.e. 01/01/2021→1, 02/01/2021→ 2) [53, 57, 74];

• o atributo de “Duração de Viagens Ocorridas Minutos, Horas, Dias ou Semanas

Antes da Predição” representam o tempo de viagens realizadas anteriormente ao

momento da predição do tempo de viagem [63, 26, 49, 61, 6, 65, 28, 80]. O cientista

de dados pode empregar a duração de viagens anteriores extráıdas de diferentes pon-

tos temporais. A Figura 4.7 mostra um exemplo contendo os registros de viagens

realizadas anteriormente ao momento da predição do tempo de viagem. Supondo

que o tempo de duração das duas últimas viagens (t-1 e t-2), do dia (d - 1) e da

semana (s - 1) anterior ao momento de predição sejam selecionadas como atributos

de entrada. No exemplo, os atributos t - 1 e t - 2 recebem, respectivamente, o tempo

de duração das viagens realizadas às 9:20 e às 9:40. Os valores das últimas viagens

são frequentemente empregados na predição do tempo de viagem de curto prazo já

que essas informações refletem a situação atual do tráfego. Para encontrar os valores

dos atributos d - 1 e s - 1 é necessário buscar por uma viagem ocorrida em torno
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do mesmo peŕıodo de tempo sendo posśıvel estabelecer um limite de tolerância.

Supondo que um limite máximo de 30 minutos de tolerância é estabelecido para a

busca, a duração da viagem realizada no dia 20/11/2021 às 10:20 pode ser conside-

rado como valor para o atributo d - 1 tendo em vista que não há nenhum registro de

viagem dispońıvel no mesmo horário (10:00). Por fim, analisando os registros das

viagens é detectado que não há nenhum registro válido para o atributo s - 1 dentro

do limite de tolerância. Nesse caso, o valor médio da duração das viagens ocorridas

em um intervalo de tempo próximo pode ser considerado [6]. Um algoritmo pode

ser desenvolvido para encontrar os valores dos atributos do tempo de duração das

viagens anteriores.

Figura 4.7: Atributo de Duração de Viagens Anteriores.

• o atributo “Feriado Nacional” identifica se um dia é feriado nacional ou não (1→feriado

nacional; 0→não é feriado) [16];

• o atributo “Feriado Longo ou Consecutivo” identifica o dia anterior aos feriados

prolongados e os dias do feriado em si (i.e. dia anterior→0, 1º dia do feriado→1

etc.)) [16];

• o atributo “Hora do Dia” é o intervalo de tempo em que a viagem está ocorrendo, por

exemplo, se o dia for dividido em intervalos de cinco minutos, 288 valores de tempo

por dia são gerados (i.e. 24 horas * 60 minutos)/5 minutos) [63, 16, 71, 28, 18, 80, 16]

;
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• o atributo “Horário de Partida” é o horário em que o véıculo iniciou sua viagem a

partir de um ponto de partida [57, 53, 74];

• o atributo “Horário de Pico” indica se uma viagem está ou não ocorrendo em horários

de pico detectados [18, 74];

• o atributo “Mês” é o mês do ano, recebendo um valor numérico ou categórico (JAN,

FEV, MAR etc.) [63, 18, 80, 74];

• o atributo “Taxa de Crescimento Entre Duas Etapas Consecutivas de Tempo” (ΔTC)

é a diferença do tempo de duração entre duas viagens realizadas anteriormente em

segmentos consecutivos [80]. Por exemplo, a Figura 4.8 exibe o histórico de viagens

em segmentos de uma estrada. A taxa ΔTCt1 entre os segmentos 1 e 2 é a diferença

da duração das viagens nos momentos t+1 e t+2. Se a taxa de crescimento for

zero ou positiva significa que houve uma redução do tempo entre as viagens. Caso

contrário, ocorreu um aumento do tempo de viagem.

Figura 4.8: Atributo Taxa de Crescimento Entre Duas Etapas Consecutivas de Tempo.

• o atributo “Tipo do Dia” pode identificar se o dia em que a predição do tempo

de viagem ocorre é um dia de semana, final de semana ou ainda se é um dia de

feriado [57, 53, 18, 74, 16];

• o atributo “Turno do Dia” indica o turno espećıfico da viagem (i.e. 1→manhã,

2→tarde) [57].

Atributos Espaciais - Os atributos espaciais empregados na construção de um pre-

ditor do tempo de viagem por trabalhos encontrados na literatura são exibidos na Fi-

gura 4.10. A descrição desses atributos é realizada a seguir:

• o atributo “Comprimento” é a extensão (metros, milhas ou quilômetros) de um

segmento da estrada ou do trajeto completo [38, 71, 74];
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Figura 4.9: Atributos Temporais Empregados na Construção de um Preditor do Tempo
de Viagem.

• o atributo “ID do Ponto de Partida/Chegada” é a identificação dos pontos de partida

e chegada do trajeto ou segmento [57, 28, 38, 70];

• o atributo “ID do segmento” é o código que identifica unicamente cada segmento

do trajeto [63, 74];

• o atributo “Largura” pode identificar os segmentos mais estreitos do trajeto ou pode

receber como valor a largura do segmento [74, 16];

• o atributo “Número de Pistas” e “Número de Rampas” identificam respectivamente

o número de pistas ou rampas presentes em um segmento [71];

• o atributo “Pontos de Interesse” são as informações sobre os pontos de interesse

contidos em cada segmento [74].

Atributos das Condições de Tráfego - O volume, a velocidade e a densidade são

caracteŕısticas que evidenciam a fluidez do tráfego e podem ser empregados como atributos

de entrada na modelagem da solução de predição do tempo de viagem. O volume de

tráfego é o número de véıculos que passam por um segmento de uma faixa ou via durante

um intervalo de tempo (véıculos/hora) [24]. Esse atributo foi empregado por Taghipour

et al. [71] na modelagem. A velocidade do véıculo em um determinado segmento, a
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Figura 4.10: Atributos Espaciais Empregados na Construção de um Preditor do Tempo
de Viagem.

velocidade média da viagema, a velocidade média no tempob e a velocidade de fluxo

livrec são algumas variações de velocidade relacionados ao tráfego [24]. Alguns trabalhos

de predição do tempo de viagem empregaram atributos de velocidade na modelagem da

solução [63, 40, 18, 74]. Por fim, a densidade pode ser definida como o número de véıculos

por unidade de comprimento do segmento ou via e foi empregado por dois trabalhos [62,

71].

Atributos Personalizados - O “ID do Véıculo”e o “Tipo do Véıculo” foram os tipos

de atributos personalizados empregados na modelagem de alguns trabalhos de predição

do tempo de viagem. Sun et al. [70] usaram o número de série dos véıculos e o modelo do

véıculo respectivamente para a identificação do véıculo e do tipo dele. Já Wang et al. [74]

empregaram o “Tipo do Véıculo” como atributo de entrada personalizado.

Atributos de Eventos - A ocorrência de diversos eventos podem afetar o tempo

de viagem dos véıculos em um trajeto. As condições climáticas, eventos ou atividades,

acidentes, obras e promoções em pedágios são alguns exemplos. Vários tipos de atributos

relacionados as condições climáticas podem ser usados na modelagem da solução. Por

exemplo, um atributo denominado “Tempo” pode indicar uma condição do tempo através

de estados climáticos estabelecidos (chuva, neve, sol, nublado) [71, 63, 38, 74] ou ainda

atributos relacionados aos elementos climáticos (i.e. temperatura, pressão atmosférica,

aRazão entre o comprimento do trecho percorrido pelo tempo médio gasto
bMédia aritmética das velocidades dos véıculos que passam por um segmento durante um intervalo de

tempo
cVelocidade média dos véıculos em uma determinado segmento quando os volumes do tráfego estão

baixos e não há restrição de velocidade
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umidade) podem ser empregados de forma individual na modelagem [70, 71, 18].

Chen et al. [16] empregaram atributos contendo informações sobre a ocorrência de

eventos ou atividades e também a promoção de pedágios na modelagem da solução. As

informações sobre os eventos ou atividades foram extráıdas de not́ıcias que mencionaram

o impacto no trânsito. Já as informações de promoções de pedágio foram coletadas da

agência nacional de autoestradas. Taghipour et al. [71] usaram atributos com informações

sobre os acidentes ocorridos horas antes ao momento da predição da viagem e também so-

bre o ńıvel da gravidade desse acidente (i.e. menor, médio e maior severidade). Além disso,

os autores empregaram ainda atributos com informações sobre a realização de projetos de

construção e também sobre a ocorrência de eventos próximos ao segmento. Experimen-

tos realizados pelos autores reforçaram que o emprego dessas informações possuem um

impacto considerável no tempo de viagem.

4.2.4.2 Escolha dos Algoritmos de AM

Nesta seção é apresentada uma visão geral dos algoritmos de AM que foram empregados

por outros trabalhos encontrados na literatura para a construção de um preditor do tempo

de viagem. Conforme previsto no processo proposto, esse panorama pode ser fornecido

ao cientista de dados para ajudá-lo na escolha dos algoritmos de AM que serão usados

na construção dos preditores do tempo de viagem. A Figura 4.11 mostra o percentual de

trabalhos que empregaram um algoritmo de AM para a construção de preditor do tempo

de viagem. Os algoritmos de AM usados por cada trabalho encontrado na literatura

são exibidos no Anexo E. O SVR, os algoritmos de RNAs e de ensemble learning foram

empregados pela maioria dos trabalhos (65%) encontrados na literatura.

A Tabela 4.5 mostra a comparação do desempenho entre os algoritmos de AM em-

pregados nos trabalhos encontrados na literatura. Essa tabela exibe apenas os trabalhos

de predição do tempo de viagem que realizaram comparações. O GBDT, o MLP e o RF

obtiveram o melhor desempenho de forma recorrente. Em Bahuleyan et al. [6] o k-NN e

RF obtiveram os melhores resultados em diferentes situações: o k-NN apresentou o me-

lhor resultado na previsão do tempo viagem em links intermediários e o RF apresentou

melhor desempenho na previsão do tempo de viagem nas interseções.
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Figura 4.11: Percentual de Trabalhos Encontrados na Literatura que Empregaram um
Algoritmo AM.

a
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4.2.4.3 Escolha das Métricas de Avaliação

Nesta seção, as métricas de avaliação empregadas por trabalhos de predição do tempo

de viagem encontrados na literatura são detalhadas. Conforme previsto no processo pro-

posto, esse panorama pode ser fornecido ao cientista de dados para ajudá-lo na escolha

das métricas que serão usadas para avaliação dos preditores do tempo de viagem. A Fi-

gura 4.12 exibe as métricas de avaliação empregadas por esses trabalhos. As métricas usa-

das por cada trabalho encontrado na literatura são exibidas no Anexo F. Mendes-Moreira

et al. [53] apresentaram uma medida de avaliação que é a razão entre uma medida de

dispersão e a média VI. O MAPE, RMSE e o MAE compõe o ranking das métricas mais

usadas para a avaliação dos modelos de predição do tempo de viagem.

Figura 4.12: Ranking das Métricas Empregadas para a Avaliação dos Modelos de Predição
do Tempo de Viagem.

4.3 Prova de Conceito

Nesta seção, a aplicação do processo proposto para modelar um preditor do tempo de

viagem para a cidade de São Paulo é apresentada. Essa aplicação pode ser considerada

uma instanciação do processo proposto para modelar um preditor do tempo de viagem

para São Paulo usando inicialmente os dados dos dispositivos de GPS da frota de ônibus.

Os mapeamentos dos subprocessos são exibidos nessa aplicação para demonstrar o de-

sencadeamento das tarefas realizadas na construção dos preditores do tempo de viagem.

Nesses mapeamentos, as tarefas e as setas na cor verde representam o caminho trilhado e

as tarefas que deveriam ser realizadas de forma automatizada pela ferramenta conforme
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previsto no mapeamento dos subprocessos também foram realizadas pelo cientista de da-

dos. Isso foi feito porque um sistema que automatize a execução dessas tarefas ainda não

foi desenvolvido e por isso, conduzimos esta aplicação executando todas as tarefas pre-

vistas no mapeamento. É importante ressaltar que o melhor desempenho dos preditores

do tempo de viagem obtidos nessa aplicação pode ser explorado a partir de diferentes

decisões de modelagem (i.e. integração com outros tipos de dados e o emprego de outros

algoritmos de AM). Essas novas decisões geram novas instanciações do processo proposto

que podem ser novamente avaliadas e comparadas entre si.

As tarefas realizadas para a definição do escopo dessa aplicação são exibidas no ma-

peamento do Subprocesso Para a Elaboração de um Projeto para a Construção de um

Preditor do Tempo de Viagem i(Figura 4.13). Inicialmente, informações sobre o trans-

porte público por ônibus de São Paulo foram coletadas por meio de uma solicitação à

SPTransj realizada pelo e-SIC. A relação das informações coletadas foram as sugeridas

no Subprocesso Para a Elaboração de um Projeto Para a Construção de um Preditor do

Tempo de Viagem (Tabela 4.3). Segundo as informações prestadas pelo SPTrans, a frota

de ônibus de São Paulo é equipada por dispositivos de GPS que transmitem diariamente

cerca 30 milhões de medições a cada 45 segundos. A API Olho Vivok é disponibilizada

pela SPtrans para a coleta desses dados em tempo real. Além disso, os arquivos de GTFS

contendo os dados estáticos do transporte público por ônibus (i.e. linhas de ônibus, pontos

de parada) também estão dispońıveis para coleta.

Nesta aplicação, optamos por coletar os dados dos dispositivos de GPS a partir de uma

solicitação à SPTrans visto que ela mantém um histórico desses dados. Com relação as

decisões do projeto, o objetivo é construir um preditor do tempo de viagem de curto prazo

para prever o tempo de viagem entre os terminais das rotas de ônibus. Esse objetivo foi

estabelecido tendo em vista o problema recebido como entrada para a modelagem dessa

solução (i.e. ausência de informações aos passageiros). O próximo passo foi a definição

dos tipos de dados empregados. Nesse caso, a visão geral dos tipos de dados que podem

ser empregados na modelagem da solução apresentada na Seção 4.2.4.1 pode embasar a

decisão do cientista de dados. Nesta aplicação, apenas os dados dispositivos de GPS serão

empregados. Com relação aos recursos computacionais, um espaço de armazenamento em

nuvem de 100GB foi usado para coletar os dados junto à SPTrans e um computador

pessoal foi usado para a condução do experimento. O prazo previsto para realização deste

iVisualização dispońıvel em: https://shortest.link/3jUg
jÉ uma empresa de economia mista cujo acionista majoritário é a prefeitura da cidade de São de Paulo
kDispońıvel em: http://www.sptrans.com.br/desenvolvedores/

https://shortest.link/3jUg
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projeto foi de duas semanas. A partir das decisões tomadas, um projeto para a construção

de um preditor do tempo de viagem foi estabelecido.

A partir das decisões do projeto, o Subprocesso de Recuperação dos Dados l conduziu

as tarefas para a coleta dos dados dos dispositivos de GPS (Figura 4.14). Primeiramente,

definimos o peŕıodo de três meses para a coleta dos dados com base no peŕıodo empregado

por outros trabalhos de predição do tempo de viagem encontrados na RSL (Caṕıtulo 3) e

também pelo o espaço de armazenamento em nuvem dispońıvel (100 GB) e a informação

da quantidade de dados produzidos repassada anteriormente pela SPTrans. Em São

Paulo, três meses do serviço de transporte por ônibus produz cerca de 80 GB de dados.

Por isso, solicitamos à SPTrans os dados referentes aos três últimos meses (01/07/2019 a

30/09/2019) a data da solicitação.

A coleta dos dados levou aproximadamente um mês para ser conclúıda. Os arquivos

no formato de texto foram carregados pela empresa no espaço de armazenamento em

nuvem dispońıvel, totalizando 80 GB. Outros tipos de dados não foram coletados conforme

definição já estabelecida no escopo do projeto. Analisando a base de dados coletada,

identificamos que essa é composta por registros de rastreio sendo que cada registro dessa

base possui os seguintes atributos: o código interno da rota, data/hora de criação e

recebimento (data/hora em que a medição do GPS foi criada no equipamento e recebida

pelo sistema de monitoramento), o estado da viagem (estado igual a 0 significa que a

viagem entre os terminais de uma rota foi completada e o estado com valor diferente de

zero significa que a viagem ainda está aberta), código do equipamento de GPS, latitude,

longitude e o ponto de interesse (pontos geográficos que induzem o equipamento a gerar

uma transmissão) (Figura 4.15).

Neste experimento, selecionamos duas rotas de ônibus com diferentes caracteŕısticas

para investigar o desempenho dos preditores constrúıdos. Para isso, as tarefas do Subpro-

cesso de Aplicação de um Método para Filtrar os Dados m foram realizadas e a Figura 4.17

mostra as decisões tomadas para aplicá-lo. A partir desse método, os dados relacionados

as rotas escolhidas pelo peŕıodo de tempo estipulado são extráıdas. Decidimos selecionar

duas rotas de ônibus com diferentes critérios. A rota 33642 passa por um bairro populoso

(Brasilândia) e possui um trajeto com aproximadamente 4 quilômetros. Já a rota 32893

passa por pontos tuŕısticos (centro histórico da Sé e Parque Dom Pedro II) e por uma

importante via arterial da cidade de São Paulo (Radial Leste) e possui um trajeto com

cerca de oito quilômetros. Além disso, ambas as rotas possuem viagens programadas dia-

lVisualização dispońıvel em: https://shortest.link/3tGz
mVisualização dispońıvel em: https://https://shortest.link/3jUm

https://shortest.link/3tGz
https://https://shortest.link/3jUm
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Figura 4.15: Dados Coletados dos Dispositivos de Localização da Cidade de São Paulo.

riamente. Esses critérios foram estabelecidos com base nos critérios estudados por outros

trabalhos de predição do tempo de viagem (Tabela 4.3). A identificação das rotas de

ônibus com essas caracteŕısticas foi realizada por meio da análise dos itinerários n.

Figura 4.16: Trajeto das rotas 33642 e 32893.

O peŕıodo definido para a aplicação do método de filtragem foi o mesmo da coleta dos

dados (3 meses). Dentre os registros dispońıveis na base de dados coletadao, 1.143.899

e 2.054.613 registros foram respectivamente filtrados e extráıdos para as rotas 33642 e

32893 com a aplicação do método de filtragem. No final do Subprocesso de Recuperação

dos Dados, esse subconjunto de dados foi importado e armazenado em um banco de dados

MySQL para facilitar o manuseio dos dados. No Subprocesso de Preparação dos Dados p

essa base de dados é encaminhada para as tarefas de limpeza, integração e transformação

dos dados (Figura 4.20). Então, as tarefas necessárias para preparar os registros de

nDispońıvel em: https://www.sptrans.com.br
oTotal de registros na base de dados: 2.719.451.544
pVisualização dispońıvel em: https://shortest.link/3jUp

https://shortest.link/3jUp
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rastreio presentes na base de dados foram conduzidas.

Primeiramente, o algoritmo CRV abordado na Seção 4.2.3.2 foi usado para identificar

as viagens realizadas entre os terminais das rotas 33642 e 32893 e construir uma nova base

de dados contendo os registros dessas viagens. Antes da execução do algoritmo CRV, uma

limpeza dos dados foi realizada. Nessa tarefa, 118 e 88 registros respectivamente das rotas

33642 e 32893 foram removidos por apresentarem valores nulos no atributo data/hora.

Além disso, detectamos que havia registros de rastreio em duplicidade (registros idênticos

com mais de uma ocorrência) como mostra a Figura 4.18. Sendo assim, 129.614 e 400.398

registros respectivamente das rotas 33642 e 32893 foram descartados. Com execução

do algoritmo CVR, 9.328 e 5.298 registros de viagem foram identificados respectivamente

para as rotas 33642 e 32893. A nova base de dados constrúıda possui os seguintes atributos

dispońıveis: a data/hora de partida, o código do equipamento e da rota e a duração da

viagem (segundos). A data/hora de partida foi derivada do atributo data/hora de criação

presente na base com dados brutos de GPS. Nessa nova base de dados, os atributos

estado da viagem e o ponto interesse não estão mais presentes visto que eles não possuem

nenhuma relação com os registros de viagem.

Figura 4.18: Registros de Rastreio em Duplicidade Encontrados na Base de Dados de São
Paulo.

Prosseguindo com o fluxo do processo, a próxima tarefa é a integração dos dados. No

entanto, essa tarefa não será realizada nesta aplicação visto que outras bases de dados não

foram coletadas. Na tarefa de transformação dos dados, o dia da semana, o tipo do dia,

o turno e a hora do dia foram os atributos numéricos constrúıdos a partir da data/hora

de partida da viagem. A construção desses atributos foi tomada a partir da análise dos

atributos temporais empregados por trabalhos encontrados na literatura abordados na

Seção 4.2.4.1. O atributo dia da semana identifica o dia da semana (segunda, terça,

quarta etc.) relacionado a ocorrência da viagem. No atributo tipo do dia, as viagens

que ocorreram nos dias de feriado nacional e estadual receberam o valor 2 e as viagens

que ocorreram nos demais dias receberam o valor 1. No atributo turno, quatro turnos

(madrugada=1, matutino=2, vespertino=3 e noturno=4) foram associados as viagens que

ocorreram nessas rotas de ônibus. O atributo hora do dia recebe um valor de 0 a 23 que



4.3 Prova de Conceito 74

está relacionado a hora de partida da viagem.

Apesar da tarefa de exploração dos dados não ter sido abordada pelo processo pro-

posto, realizamos essa tarefa nesta aplicação, principalmente, para a identificação e o

tratamento de viagens com rúıdos. Analisando a duração das viagens das rotas 33642 e

33892, identificamos viagens com uma duração elevada (i.e. 11000 segundos). Quando os

dados brutos de GPS dessas viagens foram investigamos, percebemos lacunas na sequência

dos registros de rastreio e também registros consecutivos em que ônibus permaneceu pa-

rado nos terminais de ônibus, provavelmente fazendo alguma parada operacional. Essas

lacunas podem significar que houve falhas na transmissão dos registros pelos dispositivos

de GPS ou que esses dispositivos foram desligados em algum momento. Devido a isso, o

algoritmo CRV identificou algumas viagens com o tempo de duração equivocado. Por meio

de uma inspeção manual, 40 registros de viagem (14 da rota 33642 e 26 da rota 32893)

com rúıdos foram identificados e descartados. Por fim, a Figura 4.19 mostra um resumo

do tratamento dos dados coletados dos dispositivos de GPS. Após as tarefas realizadas, a

base de treinamento preparada possui 9.314 e 5.272 registros de viagem respectivamente

para as rotas 33642 e 32893.

Figura 4.19: Resumo do Tratamento dos Dados Coletados dos Dispositivos de Localização.

Na tarefa de exploração dos dados, a frequência da duração das viagens, a variação das

viagens ocorridas nos dias da semana, tipo e turnos do dia também foram analisadas para

compreender a variabilidade do tempo de duração inerente as rotas de ônibus selecionadas.

Com relação a rota 33642, o tempo médio das viagens foi 1164 segundos, sendo que o menor

tempo de viagem apurado foi de 601 segundos e o maior tempo foi de 2701 segundos. A

Figura 4.21 mostra um histograma da duração das viagens ocorridas na rota 33642. Nesse

gráfico, é posśıvel observar que 78% (N=7290) das viagens tiveram uma duração entre 900
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segundos a 1499 segundos (3º ao 4º intervalo). Considerando as viagens que tiveram os

menores tempos de duração (1º e 2º intervalo), a maioria delas partiram do ponto inicial

dessa rota à meia noite (11% - N=133 viagens), entre quatro e nove da manhã (68% -

805 viagens) e também entre oito e onze da noite (18% - 213 viagens). Já as viagens que

tiveram os maiores tempos de duração (7º ao 11º intervalo) partiram do ponto inicial da

rota entre três da tarde até sete da noite (80% - 152 viagens). Essa análise mostra que a

duração das viagens nessa rota parece ter um comportamento bem definido.

Figura 4.21: Histograma da Duração das Viagens da Rota 33642.

O tempo médio das viagens ocorridas na rota 32893 foi 2747 segundos, sendo que a

viagem com a menor duração observada foi de 1313 segundos e a viagem com a maior

duração foi de 7537 segundos. A Figura 4.22 mostra um histograma da duração das

viagens ocorridas na rota 32893. Esse gráfico possui um formato mais alargado com cerca

66% (N=3497) das viagens se concentrando entre o 3º e o 8º intervalo. Considerando

as viagens com os menores tempos de duração (1º e 2º intervalo), a maioria delas (63%

- 178 viagens) partiram do ponto inicial dessa rota entre sete e onze da noite e demais

viagens (37% - 105 viagens) ocorreram ao longo do horário operacional (4:00 às 18:00).

Já as viagens com os maiores tempos de duração (9º ao 32º intervalo), três intervalos

com maior concentração foram identificados: cerca 21% (N=319) das viagens ocorreram

entre nove e onze da manhã, 20% (N=293) das viagens ocorreram entre o meio dia e três

da tarde e 43% (N=643) das viagens ocorreram entre quatro e sete da noite. Além do

horário pico, as viagens com maior duração também tiveram concentrações entre nove e

três da tarde. Essa análise mostra que a duração das viagens nessa rota possuem um
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comportamento mais impreviśıvel.

Figura 4.22: Histograma da Duração das Viagens da Rota 32893.

Analisando a ocorrência das viagens nos dias da semana, é posśıvel observar que em

ambas as rotas há uma quantidade menor de viagens que ocorreram nos finais de semana

(Figura 4.23). O tempo médio das viagens observado nos finais de semana é menor se

comparado ao tempo médio das viagens que ocorreram de segunda a sexta. Com relação

ao tipo do dia (normal ou feriado), a Figura 4.24 mostra que poucas viagens ocorreram

nos dias de feriado visto que no peŕıodo de julho a agosto de 2019 houve apenas dois

feriados (09/07/2019 e 07/09/2019). O tempo médio das viagens nos feriados também foi

menor se comparado ao tempo médio das viagens que ocorreram em dias normais. Por

fim, a Figura 4.25 mostra o tempo de médio das viagens das rotas 33642 e 32893 divididas

em quatro turnos. Nesse caso, a rota 33642 possui o pior tempo médio no 3º turno e a

rota 32893 possui um tempo médio bem semelhante entre o 2º e o 4º turno.

Após a eliminação de viagens com rúıdos e a análise dos dados, prosseguimos para a re-

alização das tarefas mapeadas pelo Subprocesso de Modelagem dos Dados q (Figura 4.26).

Nesse subprocesso, um conjunto de decisões são tomadas pelo cientistas de dados e a base

de dados preparada anteriormente é empregada para o treinamento dos preditores do

tempo de viagem. A primeira decisão foi a escolha dos atributos de entrada e essa decisão

foi embasada pelo levantamento dos atributos temporais empregados por outros trabalhos

da literatura (Seção 4.9). Os atributos de entrada escolhidos foram: o dia da semana,

o turno e a hora do dia. Inicialmente, o atributo tipo do dia também foi escolhido, no

qVisualização dispońıvel em: https://shortest.link/3jUz

https://shortest.link/3jUz
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Figura 4.23: Tempo Médio das Viagens das Rotas 33642 e 32893 nos Dias da Semana.

Figura 4.24: Tempo Médio das Viagens das Rotas 33642 e 32893 nos Feriados e em Dias
Normais.

Figura 4.25: Tempo Médio das Viagens das Rotas 33642 e 32893 por Turnos.

entanto, experimentos iniciais mostraram que a baixa quantidade de viagens nos feriados

prejudicou o desempenho do preditor. A próxima decisão é a escolha dos algoritmos de

AM. Apoiado pelo levantamento da literatura apresentado na Seção 4.2.4.2, as algoritmos
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RF, o BPNN e o SVR escolhidos. O RF e SVR estão entre os algoritmos mais empre-

gados e com um melhor desempenho na predição do tempo de viagem a curto prazo. O

MAE, RMSE e Root relative Squared Error(RRSE) foram as métricas escolhidas para a

avaliação dos preditores. Esse decisão também foi fundamentada com base nas métricas

usadas por outros trabalhos encontrados na literatura (Seção 4.2.4.3. Por fim, a técnica

de amostragem escolhida para o treinamento dos preditores foi o Cross-validation (k=10).

Após essas decisões, os preditores foram treinados separadamente para as rotas 33642

e 32893 usando a ferramenta Weka e a Figura 4.27 mostra o desempenho desses algoritmos.

O algoritmo RF (N=300) obteve um bom resultado para a rota 33642, obtendo o menor

valor do RRSE (0,6629). Em termos MAE, o erro de 119 segundos pode ser aceitável para

um usuário do transporte público. O SVR (Kernel Radial Basis Function) teve o segundo

melhor resultado (RRSE 0,8745) e o BPNN teve o pior desempenho para essa rota (RRSE

0,8925). Para a rota 32893, todos os algoritmos apresentaram um desempenho ruim sendo

que o algoritmo BPNN apresentou o pior resultado (RRSE 1,1774). Nessa rota, o menor

erro médio (616 segundos) obtido pelo melhor algoritmo (RF) pode não ser tolerado pelos

usuários do transporte público. Conforme observado pela tarefa de exploração dos dados,

o tempo de viagem para a rota 32893 possui um comportamento mais irregular com

uma variabilidade maior do que a rota 33642. Isso pode ter afetado o desempenho dos

preditores do tempo de viagem constrúıdos já que eles não conseguiram convergir para

uma boa solução na modelagem proposta. Nessas duas rotas, os resultados obtidos com os

algoritmos de AM podem ser melhorados revendo decisões tomadas ao longo do processo

de modelagem tais como o emprego de outros tipos de atributos (i.e.condições climáticas,

espaciais), a coleta de um peŕıodo maior de dados e a previsão do tempo de viagem nos

segmentos das rotas.

4.4 Discussão

Neste caṕıtulo, o processo para a construção de um preditor do tempo de viagem offline

para o transporte público por ônibus foi apresentado. Esse processo pode ser entendido

como a instanciação do Processo de Ciência de Dados para o contexto da construção de um

preditor do tempo de viagem para o transporte público por ônibus e possui como objetivo

guiar o cientista de dados (principalmente os iniciantes nesse contexto) na modelagem

dessa solução. O processo propõe que uma ferramenta seja desenvolvida para a execução

automatizada de tarefas previstas no fluxo desse processo. O desenvolvimento dessa

ferramenta fornecerá um arcabouço espećıfico para a modelagem dessa solução, reduzindo
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çã
o
d
is
p
o
ń
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Figura 4.27: Comparação do Desempenho dos Algoritmos de AM Para as Rotas 33642 e
32893.

o tempo gasto pelo cientista de dados principalmente na implementação de abordagens

para a preparação dos dados coletados dos dispositivos de localização.

O fluxo do processo proposto foi concebido por meio da investigação de trabalhos de

predição do tempo de viagem encontrados na literatura. No entanto, é preciso que grada-

tivamente mais trabalhos sejam revisados e catalogados, formando um aporte de literário

para apoiar o cientista de dados. A partir da investigação de novos trabalhos, os mapea-

mentos dos subprocessos também podem sofrer alterações, adicionando novas tarefas ou

outros caminhos para a modelagem da solução. Nesse sentido, uma rede colaborativa de

cientistas de dados pode ser organizada para fomentar a análise desses trabalhos através

de um modelo de crowdsourcing.

A aplicação do processo proposto apresentada na Seção 4.3 mostrou que o mesmo

conseguiu guiar o cientista de dados na construção de uma solução de predição, com

exceção da tarefa de exploração dos dados. Nessa aplicação, uma modelagem foi proposta

para prever o tempo de viagem entre o trajeto de duas rotas com diferentes caracteŕısticas.

O preditor constrúıdo com essa modelagem obteve um bom desempenho para a rota

33642 e um péssimo resultado para a rota 32893. Nesse caso, outras modelagens podem

ser propostas pelo cientista de dados para melhorar o desempenho do preditor para a

rota 32893. Por exemplo, os dados podem ser coletados por um peŕıodo maior de tempo,

outros tipos de dados podem ser coletados, outros algoritmos de AM pode ser empregados

na modelagem. Cada instanciação desse processo (com diferentes decisões) gera uma

modelagem para o grupo de rotas de ônibus selecionadas, oferecendo ao cientista de dados

uma visão mais materializada da modelagem constrúıda por ele através do processo.

Futuramente, outras provas de conceito podem ser realizadas para avaliar o uso do

processo usando os dados coletados dos dispositivos de localização dos ônibus de outras
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cidades a fim de avaliar a capacidade do processo em lidar com diferentes bases de dados.

Nessa primeira versão, o processo possui pontos que podem ser melhorados, tais como:

• incluir mais abordagens para a preparação dos dados coletados dos dispositivo de

localização;

• indicar potenciais fontes de dados para a obtenção de outros tipos de dados (i.e.

clima, obras, eventos);

• incluir as tarefas de exploração dos dados e o tratamento de rúıdos;

• abordar as tarefas de integração e transformação dos dados de forma mais aprofun-

dada.



Caṕıtulo 5

Avaliação Experimental

Neste caṕıtulo, os experimentos realizados para a avaliação do processo proposto pelos

cientistas de dados são apresentados. Esses experimentos foram realizados para que os

cientistas de dados pudessem avaliar se um protótipo para a automatização do processo

proposto no Caṕıtulo 4 é uma solução viável para a modelagem de um preditor do tempo

de viagem. Na Seção 5.1 é detalhada a metodologia dos experimentos. Os resultados e a

discussão dos experimentos são apresentados na Seção 5.2 e na Seção 5.3. Por fim, uma

análise conjunta dos resultados obtidos com os experimentos é apresentada na Seção 5.4.

5.1 Metodologia dos Experimentos

Dois experimentos foram realizados para a avaliação do processo proposto na Seção 4

por cientistas de dados. No primeiro experimento, os cientistas de dados analisaram

cenários para avaliar a importância de informações extráıdas da literatura para apoiar a

tomada decisões relacionadas a construção de um preditor do tempo de viagem e também

para apontar a percepção inicial deles sobre a dificuldade para modelar essa solução.

Nesse experimento, um questionário foi empregado contendo duas seções principais. A

primeira seção contém perguntas relacionadas as caracteŕısticas (faixa etária, ńıvel de

escolaridade, área de atuação profissional) e o conhecimento em AM dos participantes.

Na segunda seção, quatro cenários foram utilizados para contextualizar os participantes

sobre situações (i.e. escolha dos tipos/fontes de dados, atributos de entrada) relacionadas

a construção de um preditor do tempo de viagem. A partir desses cenários, cinco questões

foram feitas aos participantes para que eles avaliassem a importância de informações

extráıdas da literatura para a tomada de decisão. A escala Likert a de cinco pontos foi

aEscala empregada para a medição de atitudes [52].
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empregada para a coleta de respostas. O enunciado das questões são apresentadas no

Anexo B.

No processo proposto, um conjunto de informações (i.e. fontes/tipos dos dados que

podem ser usados na solução, tempo de coleta) é fornecido aos cientistas de dados para

apoia-los em suas decisões. Neste experimento, verificamos se tais informações são re-

almente relevantes para os cientistas de dados. Esse experimento foi realizado de forma

online e o questionário foi disponibilizado através do Google Formulários. O recrutamento

dos participantes ocorreu por meio de mı́dias sociais (WhatsApp e Facebook) e nenhuma

compensação foi ofertada. Os cientista de dados recrutados possuem diferentes ńıveis de

conhecimento na área de AM (inicial, intermediário, avançado e o especialista) e também

atuam profissionalmente como cientista de dados e/ou no desenvolvimento de software.

Todos os participantes concordaram com o termo de consentimento livre e esclarecido do

experimento para responder o questionário. A coleta das respostas ocorreu por cerca de

dois meses e os resultados são apresentados na Seção 5.2.

No segundo experimento, um protótipo foi desenvolvido com base no processo pro-

posto para simular a construção de preditor do tempo de viagem. Esse protótipo foi

denominado de Guia de Modelagem de Predição do Tempo de Viagem (GMPTV) e foi

usado por todos os participantes deste experimento. Após, os participantes responde-

ram um questionário para avaliar a aceitação da processo proposto por meio do uso do

GMPTV. O modelo TAM foi empregado na elaboração desse questionário e a escala Li-

kert de cinco pontos foi usada para a coleta das respostas. As variáveis usadas para

medir a utilidade, a facilidade e a intenção de uso foram definidas com base em pesquisas

realizadas anteriormente sobre o modelo TAM, especialmente as pesquisas realizadas por

Davis [21] e Venkatesh et al. [73]. Essas variáveis, que são um mapeamento de afirmativas,

foram adaptadas para o contexto de um sistema para modelar um preditor do tempo de

viagem. Para medir a utilidade percebida, as seguintes variáveis foram adotadas:

• V1: O GMPTV ajuda na condução das tarefas para a modelagem de um preditor

do tempo de viagem;

• V2: O GMPTV indica quais fontes/tipos de dados podem ser usados na modelagem

de um preditor do tempo de viagem;

• V3: O GMPTV fornece informações estratégicas que apoiam minha tomada de

decisão ao longo do processo de modelagem;
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• V4: Com o GMPTV posso testar mais facilmente outras possibilidades de modela-

gem em busca de melhores resultados;

• V5: A partir das minhas decisões, o GMPTV executa algumas tarefas de forma

automatizada:

– V5.1: Aplicar método para a filtragem dos dados;

– V5.2: Importar dados coletados dos dispositivos de localização para um banco

de dados;

– V5.3: Aplicar abordagem para a construção do atributo-alvo;

– V5.4: Realizar construção ou transformação dos atributos de entrada;

– V5.5: Preparar conjunto dos dados de treinamento.

• V6 O GMPTV possibilita que eu gaste menos tempo em tarefas secundárias e

me concentre mais na tomada de decisão ao longo do processo e na avaliação dos

modelos:

– V6.1: Aplicar método para a filtragem dos dados;

– V6.2: Importar dados coletados dos dispositivos de localização para um banco

de dados;

– V6.3: Aplicar abordagem para a construção do atributo-alvo;

– V6.4: Realizar construção ou transformação dos atributos de entrada;

– V6.5: Preparar conjunto dos dados de treinamento.

Já para medir a facilidade de uso percebida, as seguintes variáveis foram adotadas:

• V7:Consigo interagir facilmente com o GMPTV;

• V8: O GMPTV fornece orientações úteis e claras para a execução das tarefas do

processo de modelagem;

• V9: Não tenho dificuldade na configuração do GMPTV para que ele execute as

tarefas do processo de modelagem.

– V9.1: Escolher fonte/tipos de dados;

– V9.2: Escolher método para seleção do conjunto de dados de treinamento;
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– V9.3: Aplicar método para filtrar os dados coletados dos dispositivos de loca-

lização;

– V9.4: Definir tempo de coleta dos dados;

– V9.5: Importar dados coletados dos dispositivos de localização para um banco

de dados;

– V9.6: Escolher abordagem para a construção do atributo-alvo;

– V9.7: Aplicar abordagem para a construção do atributo-alvo;

– V9.8: Realizar construção ou transformação dos atributos de entrada;

– V9.9: Escolher atributos de entrada;

– V9.10: Visualizar conjunto dos dados de treinamento

– V9.11: Escolher algoritmos de AM

– V9.12: Escolher métricas de avaliação

– V9.13: Visualizar resumo com as decisões de modelagem

Para medir a intenção de uso, a seguinte variável foi adotada:

• V10: Se eu for atuar no desenvolvimento de uma solução de predição do tempo de

viagem, eu usarei o GMPTV.

O questionário contém mais duas questões. Uma questão quantitativa para que os

participantes indicassem a dificuldade percebida por eles para modelar um preditor do

tempo de viagem com o uso GMPTV. A última questão coletou as sugestões de melhoria

para o GMPTV. Esse segundo experimento também foi conduzido de forma online. No

recrutamento, o grupo de cientistas de dados do primeiro experimento que manifestou

interesse em participar do segundo experimento foi convidado por e-mail. Esse e-mail

continha o roteiro (Anexo D) com a descrição dos passos necessários para a realização do

experimento. Todos os participantes concordaram com um novo termo de consentimento

livre e esclarecido para responder o questionário. Os resultados do segundo experimento

são apresentados na Seção 5.3.

GMPTV: O GMPT consistiu no desenvolvimento de uma aplicação webb para au-

tomatizar a execução de tarefas do processo proposto. Esse protótipo foi usado pelos

participantes do segundo experimento para simular a execução das tarefas previstas no

bDispońıvel no endereço eletrônico: https://shortest.link/3r3G

https://shortest.link/3r3G
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processo proposto. Durante a simulação, o GMPTV acessa os dados reais coletados dos

dispositivos de localização dos ônibus de uma capital brasileira. A programação back-end

do protótipo abrange consultas para acessar esses dados no banco de dados. Essa primeira

versão do GMPTV contemplou a simulação de algumas tarefas do processo proposto: a

escolha das fontes/tipos de dados usadas na modelagem abordados na Seção 4.2.1; a

aplicação de um método para filtrar os dados e a importação dos registros para o banco

de dados abordados na Seção 4.2.2; a aplicação de uma abordagem para a construção do

atributo-alvo e a transformação dos atributos de entrada abordados na Seção 4.2.3 e por

fim, as decisões de modelagem (a escolha dos atributos de entrada, dos algoritmos de AM

e das métricas de avaliação) abordadas na Seção 4.2.4. Acreditamos que esse grupo de

tarefas contemplados pelo GMPTV consegue mostrar uma visão geral da automação do

processo proposto e ao mesmo tempo não estende a duração do segundo experimento. A

execução dessas tarefas segue a mesma ordem prevista no processo proposto.

Figura 5.1: Tela Inicial do GMPTV.

Durante a execução, o GMPTV fornece as instruções necessárias para o manuseio da

aplicação e também informações extráıdas da literatura que podem auxiliar o cientista

de dados na tomada de decisão. Por exemplo, na Figura 5.2 o GMPTV exibe o ranking

dos algoritmos de AM empregados por outros trabalhos de predição do tempo de viagem

encontrados da literatura. Essa informação pode ajudar os cientistas de dados na escolha

dos algoritmos de AM que irá empregar em seu projeto e por isso, essa informação é

exibida na tela de escolha dos algoritmos AM. As informações exibidas são atualizadas

sempre que novos trabalhos são catalogados no GMPTV. No final da simulação, o GMPTV

exibe um resumo da modelagem contendo as principais decisões tomadas pelos cientistas

de dados. A Figura 5.3 exibe um exemplo desse resumo de modelagem exibido pelo
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GMPTV. Futuramente, os resumos e os resultados obtidos por cada modelagem podem

ser salvos e comparados pelos cientistas de dados. Eventualmente, novos pontos de decisão

podem ser inclúıdos no diagrama.

Figura 5.2: Ranking dos Algoritmos de AM Exibido pelo GMPTV.

Figura 5.3: Resumo da Modelagem de um Preditor do Tempo de Viagem Exibido pelo
GMPTV.
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5.2 Experimento 1: Modelar Um Preditor do Tempo

de Viagem Sem o Uso de Uma Ferramenta De-

dicada

Nesta seção, os resultados e a discussão do primeiro experimento são apresentados. Nesse

experimento, 41 cientistas de dados responderam ao questionário (Anexo B) e as res-

postas obtidas foram agrupadas em quatro grupos: (A) caracteŕısticas demográficas dos

participantes; (B) ńıvel de conhecimento dos participantes em AM; (C) importância de

informações extráıdas da literatura para tomada de decisões relacionadas a construção de

um preditor do tempo de viagem e a (D) dificuldade inicialmente percebida pelos parti-

cipantes para construir um preditor do tempo de viagem. As respostas desses grupos são

apresentadas a seguir.

A) Caracteŕısticas Demográficas: O questionário coletou as seguintes informações

sobre os participantes (N=41): a profissão, a faixa etária e o ńıvel de escolaridade. A pro-

fissão dos participantes está distribúıda da seguinte forma: 34.1% (N=14) dos participan-

tes mencionaram que atuam profissionalmente como cientistas de dados, 41.5% (N=17)

dos participantes mencionaram que atuam profissionalmente como desenvolvedores de

software e 24.4% (N=10) dos participantes mencionaram que atuam profissionalmente

em ambas áreas de atuação. Com relação a faixa etária, a Figura 5.4 exibe distribuição

dos participantes. A maioria deles (43.9% - N=18) relatou ter entre 30 a 39 anos. Por fim,

a Figura 5.5 mostra a distribuição do ńıvel de escolaridade dos participantes. A maioria

dos participantes (80.5% - N = 33) relataram ter ou estar cursando alguma especialização

(i.e. latu sensu e stricto sensu).

Figura 5.4: Distribuição da Faixa Etária dos Participantes do Experimento 1.

B) Nı́vel de Conhecimento dos Participantes em AM: Neste tópico, duas questões
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Figura 5.5: Distribuição do Nı́vel de Escolaridade dos Participantes do Experimento 1.

foram feitas aos participantes. Na primeira, os participantes classificaram o seu conheci-

mento em AM como inicial, intermediário, avançado ou especialista. A Figura 5.6 mostra

a distribuição do ńıvel do conhecimento em AM declarado pelos participantes. Os parti-

cipantes que se declararam com conhecimento inicial, intermediário e avançado em AM

possuem praticamente a mesma quantidade. No entanto, apenas dois participantes que

se declararam especialistas participaram deste experimento. Na segunda questão, os par-

ticipantes informaram se já desenvolveram ou não uma solução baseada em AM para

o domı́nio de transporte. Todos os participantes declararam que nunca desenvolveram

nenhuma solução para esse domı́nio.

Figura 5.6: Distribuição do Nı́vel de Conhecimento em AM dos Participantes do Experi-
mento 1.

C) Importância de Informações Extráıdas da Literatura para Tomada de Decisões Re-

lacionadas a Construção de um Preditor do Tempo de Viagem: Neste tópico, um cenário

principal e quatro cenários secundários (A, B, C e D) com as questões relacionadas fo-

ram apresentadas aos participantes (Anexo B). O cenário principal apresenta uma breve
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descrição sobre a solução de predição do tempo de viagem para contextualizar os par-

ticipantes (Figura B.1). Os cenários secundários (Figura B.2 a Figura B.5) apresentam

diferentes situações relacionadas a construção de um preditor do tempo de viagem. Após

a interpretação de cada cenário, os participantes classificaram o grau de concordância com

a afirmativa contida em cada questão. Na análise das respostas, o conhecimento em AM

declarado pelos participantes é exibido de forma relacionada com as respostas coletadas

visto que esse conhecimento pode impactar na compreensão dos cenários e consequen-

temente nas respostas. Por exemplo, os participantes com um maior conhecimento em

AM podem ter uma visão mais aprofundada sobre o assunto abordado e melhor compre-

ender as situações descritas pelos cenários. A descrição dos cenários juntamente com as

respostas das questões são detalhadas a seguir.

O cenário A abordou as fontes/tipos de dados que podem ser usados na construção de

um preditor do tempo de viagem e duas questões relacionadas ao assunto foram feitas aos

participantes (Anexo B - Figura B.2). Na primeira questão, os participantes avaliariam

se o conhecimento sobre essas fontes/tipos de dados não é trivial. A Figura 5.7 mostra

as respostas dos participantes (Figura A) e o ńıvel de conhecimento em AM declarado

pelos participantes relacionado as respostas da primeira questão (Figura B). Cerca de

51% (N=21) dos participantes concordaram ou concordaram totalmente que esse conhe-

cimento não é trivial. Um grupo bem significativo de participantes (aprox. 50% - N=20)

discordou ou se mostrou indiferente com a afirmativa, sendo que a maioria deles (35% -

N=7) declararam que possuem ńıvel de conhecimento inicial em AM. Para esse grupo em

especial, esperávamos que essas informações extráıdas da literatura fossem relevantes.

Figura 5.7: Respostas da Primeira Questão do Experimento 1.
Q1: O conhecimento de quais fontes/tipos de dados podem ser usados na construção de

um preditor do tempo de viagem é NÃO-TRIVIAL.

Na segunda questão relacionada ao cenário A, os participantes foram questionados se

consultariam à literatura para obter a informação sobre as fontes/tipos de dados que po-
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dem ser usadas na construção de um preditor do tempo de viagem (Anexo B - Figura B.2).

A Figura 5.8 mostra as respostas dos participantes (Figura A) e o ńıvel de conhecimento

em AM declarado pelos participantes relacionado as respostas da segunda questão (Figura

B). Cerca de 88% (N=36) concordaram ou concordaram totalmente sobre a consulta à

literatura. Todos os participantes que discordaram ou se mostraram indiferentes a afir-

mativa se declararam iniciantes em AM. Na primeira questão, um grupo significativo de

participantes discordou que o conhecimento das fontes/tipos de dados empregados na

construção de um preditor do tempo de viagem não é trivial. No entanto, nesta questão

a maioria dos participantes afirmou que consultariam à literatura para obtê-las.

Figura 5.8: Respostas da Segunda Questão do Experimento 1.
Q2: Certamente, um cientista de dados iniciante na construção dessa solução recorrerá

à literatura para adquirir tal informação.

O cenário B retratou uma situação em que o cientista de dados precisa selecionar

uma parcela dos dados coletados dos dispositivos de GPS para construir um preditor do

tempo de viagem e avaliar o desempenho dele para rotas de ônibus com diferentes carac-

teŕısticas (i.e. circular, passa por vias principais da cidade). Isso foi necessário devido a

limitação dos recursos computacionais dispońıveis e a grande quantidade de dados pro-

duzidos pelos GPS (Anexo B - Figura B.3). A partir desse cenário, o participante foi

questionado se recorreria à literatura para embasar sua decisão sobre como selecionaria

um subconjunto de dados para o treinamento do modelo (i.e. “quais rotas de ônibus

selecionaria ?”, “coletaria os dados por quanto?”). A Figura 5.9 mostra as respostas dos

participantes (Figura A) e o ńıvel de conhecimento em AM declarado pelos participan-

tes relacionado as respostas da terceira questão (Figura B). De forma expressiva, 95%

(N=39) dos participantes concordaram ou concordaram totalmente sobre a necessidade

de consultar a literatura para a tomada de decisão.

O cenário C abordou a aplicação de abordagens para a construção do atributo-alvo

quando esse não estiver diretamente dispońıvel na base de dados (Anexo B - Figura B.4).
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Figura 5.9: Respostas da Terceira Questão do Experimento 1.
Q3: Essa tomada de decisão é importante para o processo de modelagem e com certeza,

vou investigar outros trabalhos na literatura para embasar minha decisão.

Após, os participantes foram questionados se consultariam a literatura para obter o conhe-

cimento sobre essas abordagens e como aplicá-las. A Figura 5.10 mostra as respostas dos

participantes (Figura A) e o ńıvel de conhecimento em AM dos participantes relacionado

com as respostas da quarta questão. Cerca 63% (N=26) dos participantes concordaram ou

concordaram totalmente que esse conhecimento não é trivial e consultariam a literatura

para obtê-los. Desses participantes, a maioria (N=17) relatou ter conhecimento avançado

ou intermediário em AM. Daqueles que relataram ter conhecimento avançado em AM

(N=12), 91% deles concordaram com a afirmativa. Os participantes que se declararam

especialistas em AM se mostraram indiferentes com essa afirmativa.

Figura 5.10: Respostas da Quarta Questão do Experimento 1.
Q4: O conhecimento de quais abordagens posso usar para construir o atributo-alvo e
como aplicá-las é NÃO-TRIVIAL e provavelmente consultarei outros trabalhos na

literatura para adquirir tal conhecimento.

Por fim, o cenário D discorreu sobre as tarefas de transformação dos dados e a

escolha dos atributos de entrada para a construção de um preditor do tempo de viagem

(Anexo B - Figura B.5). Após, os participantes foram questionados se eles realizariam
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uma consulta prévia à literatura para saber quais atributos escolheriam para a modelagem

desse preditor. A Figura 5.11 mostra as respostas dos participantes (Figura A) e o ńıvel de

conhecimento em AM dos participantes relacionado com as respostas da quinta questão.

Cerca de 49% (N=20) dos participantes concordaram ou concordaram totalmente com

a afirmativa. Dos participantes que relataram ter conhecimento inicial em AM (N=15),

60% deles concordaram com a afirmativa. Isso pode evidenciar que essa informação é

especialmente relevante para esse grupo de participantes. Essa questão teve um grupo

significativo de participantes que foram indiferentes (22% - N=9) ou discordaram (29%

- N=12) da afirmativa. A parte inicial do enunciado da quinta questão (“Não sei quais

atributos construir/escolher”) pode ter influenciado as respostas dos participantes visto

que eles podem saber quais atributos escolheriam dentre os atributos dispońıveis na base

de dados. No entanto, não fica claro se mesmo assim esses participantes consultariam à

literatura para apoiar sua decisão ou conhecer outros atributos que podem ser usados na

modelagem de um preditor do tempo de viagem.

Figura 5.11: Respostas da Quinta Questão do Experimento 1.
Q5: Não sei quais atributos construir e/ou escolher para treinar meu preditor do tempo
de viagem sem realizar uma consulta prévia à literatura para a tomada dessa decisão.

Em śıntese, podemos afirmar que a maioria dos participantes afirmou que recorreriam

à literatura nos quatro cenários abordados para obter informações para apoiá-los na to-

mada de decisão. Inicialmente, os resultados indicam que essas informações ajudam os

cientistas de dados na tomada de decisão. Logo, a disponibilidade delas e de outras in-

formações da literatura no GMPTV pode contribuir para a modelagem de um preditor do

tempo de viagem. A ideia é que o GMPTV possua um catálogo de trabalhos de predição

do tempo de viagem encontrados na literatura e que um rol de informações consideradas

estratégicas para tomada de decisão sejam extráıdas desses trabalhos. A quantidade e

a relevância dos trabalhos catalogados no GMPTV podem ser importantes para que o

cientista de dados tenha confiabilidade nas informações exibidas por esse GMPTV.
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D) Percepção da Dificuldade pelos Participantes para Modelar um Preditor do Tempo

de Viagem: Nas questões anteriores (Q1 a Q5), quatro cenários foram apresentados aos

participantes contendo a descrição de situações relacionadas a construção de um preditor

do tempo de viagem. Nesta questão, os participantes indicaram a dificuldade inicialmente

percebida por eles na construção de um preditor do tempo de viagem por meio da com-

preensão dos cenários apresentados anteriormente. Contudo, essa percepção é limitada ao

contexto das situações descritas pelos cenários e também a interpretação dos participantes.

A descrição na ı́ntegra dessa questão está dispońıvel no Anexo B - Figura B.6.

A Figura 5.12 mostra as respostas dos participantes (Figura A) e o ńıvel de conhe-

cimento em AM dos participantes relacionado com as respostas da sexta questão. Cerca

de 49% (N=20) dos participantes consideram dif́ıcil ou muito dif́ıcil a construção de um

preditor do tempo de viagem. Todos os participantes que se declararam com conheci-

mento avançado em AM (N=10) apontaram que a dificuldade está entre moderada a

muito dif́ıcil. Já os participantes que se declararam ser especialistas (N=2) indicaram que

é fácil construir um preditor do tempo de viagem. A experiência e o ńıvel de conheci-

mento desses participantes podem ter induzido essa percepção. No geral, a dificuldade

na construção de um preditor do tempo de viagem foi considerada de moderada a dif́ıcil

pela maioria dos participantes(68% - N=28).

Figura 5.12: Respostas da Sexta Questão do Experimento 1.
Q6: Considerando os cenários anteriores, qual é o grau de dificuldade percebido por você
para modelar uma solução de predição do tempo de viagem para o transporte público por

ônibus?
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5.3 Experimento 2: Modelar Um Preditor do Tempo

de Viagem Com o Uso do GMPTV.

Nesta seção, os resultados e a discussão do segundo experimento são apresentados. Neste

experimento, o objetivo é que os participantes avaliem a aplicação do processo proposto

por meio do uso do GMPTV. Para isso, os participantes do primeiro experimento que

manifestaram a intenção em colaborar também com este experimento foram convidados

por e-mail. Dos 33 participantes convidados, 17 deles participaram deste experimento,

realizando uma simulação no GMPTV e respondendo um questionário. As respostas

coletadas desses participantes foram agrupadas em seis grupos: (A) caracteŕısticas de-

mográficas dos participantes; (B) ńıvel de conhecimento dos participantes em AM; (C)

avaliação do processo proposto a partir do uso GMPTV; (D) sugestões de melhoria para

o GMPTV; (E) a dificuldade percebida pelos participantes para modelar um preditor do

tempo de viagem usando o GMPTV e a (F) comparação entre a dificuldade percebida

pelos participantes para modelar um preditor do tempo de viagem sem e com o uso do

GMPTV. As respostas desses grupos são apresentadas a seguir.

A) Caracteŕısticas Demográficas dos Participantes: As informações (profissão, faixa

etária e o ńıvel de escolaridade) dos participantes (N=17) foram coletadas no primeiro ex-

perimento e são detalhadas apenas para os participantes deste experimento. Com relação

a profissão, a distribuição é detalhada a seguir: 76,5% (N=13) dos participantes rela-

taram que atuam profissionalmente como cientistas de dados e 23,5% (N=4) relataram

que atuam profissionalmente como desenvolvedores de software. A Figura 5.13 mostra a

distribuição da faixa etária dos participantes. A maioria dos participantes (i.e. 24,4%

- N=10) relataram ter entre 30 a 39 anos. Por fim, a Figura 5.14 exibe a distribuição

do ńıvel de escolaridade. Cerca de 94% (N=16) dos participantes relataram ter ou estar

cursando o mestrado ou doutorado.

B) Nı́vel de Conhecimento dos Participantes em AM: A Figura 5.15 exibe a distri-

buição do ńıvel de conhecimento em AM dos participantes. Neste experimento, a maioria

dos participantes (aprox. 71% - N=12) declararam que possuem ńıvel de conhecimento

intermediário ou avançado em AM.

C) Avaliação do Processo Proposto a Partir do Uso do GMPTV: Nesta avaliação,

o objetivo é medir a percepção de utilidade, facilidade e a intenção de uso do GMPTV

pelos participantes usando o modelo TAM. Como o GMPTV foi desenvolvido com base

no processo proposto, este experimento avalia o uso desse processo pelo cientista de dados
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Figura 5.13: Distribuição da Faixa Etária dos Participantes do Experimento 2.

Figura 5.14: Distribuição do Nı́vel de Escolaridade dos Participantes do Experimento 2.

Figura 5.15: Distribuição do Nı́vel de Conhecimento em AM dos Participantes do Expe-
rimento 2.

por meio do GMPTV. Uma análise de confiabilidade foi calculada utilizando o coeficiente
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alfa de Cronbach proposto na década de 50 para avaliar a consistência interna c de um ins-

trumento [20]. Tendo em vista as respostas de todas as variáveis (V1 a V10), o coeficiente

obtido foi igual a 0,87. Esse valor indica que as variáveis empregadas para medir cada

construto (utilidade, facilidade e intenção de uso) possuem consistência interna aceitável.

A Tabela 5.16 mostra a descrição estat́ıstica (média, desvio padrão, mediana e moda) para

cada variável. Em geral, as pontuações (média, mediana e moda) apresentam altos valores

indicando uma tendência de aceitação do GMPTV. Na maioria dos casos, a mediana e a

moda dessas variáreis alcançaram o valor igual a 5 mostrando resultados promissores. Os

resultados sugerem que o GMPTV ajuda na condução das tarefas para a construção de

um preditor do tempo de viagem (V1) e também que ele fornece informações estratégicas

para a tomada de decisão (V2). Com relação a automatização, os resultados demostram

que os participantes perceberam que a automatização das tarefas contribui para que eles

se concentram mais no processo decisório (V5 a V6) durante a modelagem de um preditor

do tempo de viagem.

A Figura 5.17 mostra o diagrama de caixa das pontuações obtidas com as variáveis

(V1 a V10). Os participantes parecem aceitar o GMPTV com as pontuações se concen-

trando entre 4 e 5. No entanto, na variável V10, 25% (1º quartil) dos participantes se

mostraram indiferentes ou discordaram que usariam o GMPTV caso fossem desenvolver

uma solução de predição do tempo de viagem. Diante das altas pontuações alcançadas

nos construtos de utilidade e facilidade de uso, é dif́ıcil supor o motivo da baixa pontuação

desses participantes sobre a futura intenção de uso. Por fim, analisando os outros outliers

mais contrastantes (V5.1, V5.2 e V9.7) dispostos no diagrama é posśıvel fazer as seguintes

observações:

1. Na variável V5.1, há um participante com pontuação inferior a 3 e na variável V5.2,

há dois participantes com pontuações inferiores a 3. Esses participantes discordaram

que respectivamente as tarefas para filtrar os dados coletados dos dispositivos de

localização e a importação dos dados tenham sido executadas de forma automatizada

pelo GMPTV. Apenas com as respostas quantitativas não foi posśıvel compreender

o motivo dessas pontuações;

2. Na variável V9.7 há um participante com pontuação inferior a 3. Esse participante é

iniciante em AM e apontou que teve dificuldade em configurar o GMTP para cons-

truir o atributo-alvo através da aplicação de uma abordagem. Isso pode evidenciar

que o GMTP precise fornecer mais informações nessa tarefa. Não foi posśıvel com-

cA consistência interna indica se as partes que compõe um instrumento medem a mesma caracteŕıstica.
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Figura 5.16: Descrição Estat́ıstica das Variáveis Usadas no Questionário do Experimento
2.

preender quais informações poderiam ser acrescentadas no GMTP apenas com as

respostas fornecidas pelo participante.

D) Sugestões de Melhoria para o GMPTV: Neste tópico, os participantes indicaram

uma ou mais sugestões de melhoria para o GMPTV. Essa questão foi aberta e obrigatória

para todos os participantes. Dos 17 participantes, 6 deles não souberam indicar uma

melhoria. As demais respostas coletadas foram reunidas em quatro grupos de acordo com

o assunto da sugestão. O primeiro grupo (composto por 5 participantes) indicou como

melhoria que o GMPTV tivesse gráficos para a visualização e exploração dos dados tais

como histogramas e gráficos de dispersão. O segundo grupo (composto por 2 partici-

pantes) apontou como melhoria a inclusão de mais informações no GMPTV tais como
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Figura 5.17: Diagrama de Caixa das Pontuações Por Variáveis Usadas no Experimento 2.

a descrição das vantagens e desvantagens de cada métrica de avaliação e também uma

explicação básica de cada algoritmo. O terceiro grupo (composto por 1 participante) apon-

tou que a disposição de informações na interface do GMPTV tornam o seu uso confuso

e melhorias poderiam ser feitas para tornar a interface mais intuitiva. Por fim, o quarto

grupo (composto por 4 participantes) apontou que o GMPTV deveria ter funcionalidades

como técnicas de amostragem dos dados (leave-one-out, cross-validation), a definição dos

parâmetros dos algoritmos e também a geração de relatórios com os resultados obtidos

por cada preditor. O Anexo C mostra as sugestões coletadas dos participantes descritas

na ı́ntegra.

E) Dificuldade Percebida pelos Participantes para Modelar um Preditor do Tempo de

Viagem usando o GMPTV: Neste tópico, os participantes apontaram a dificuldade per-

cebida por eles para modelar um preditor do tempo de viagem usando o GMPTV. A

Figura 5.18 mostra as respostas dos participantes (Figura A) e o ńıvel de conhecimento

em AM desses participantes relacionado as respostas (Figura B). A maioria deles (aprox.

60% - N=10) apontou que é muito fácil/fácil modelar essa solução usando o GMPTV.

Os participantes que declararam ter conhecimento avançado em AM (N=6) concentra-

ram suas respostas entre muito fácil e fácil. Apenas os participantes que se declararam

iniciantes ou com o ńıvel de conhecimento intermediário em AM apontaram que é dif́ıcil

ou muito dif́ıcil modelar um preditor do tempo de viagem usando GMPTV.

F) Comparação entre a Dificuldade Percebida pelos Participantes para Modelar um

Preditor do Tempo de Viagem sem e com o Uso do GMPTV: Neste tópico, o objetivo é

identificar se os participantes perceberam que o GMPTV diminui a dificuldade envolvida

na construção de preditor do tempo de viagem. No primeiro experimento, os participantes
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Figura 5.18: Percepção de Dificuldade Apontada pelos Participantes com o Uso do
GMPTV no Experimento 2.

indicaram a dificuldade percebida por eles para modelar um preditor do tempo de viagem

sem o uso de qualquer ferramental espećıfico (Seção 5.2 - Item D). Neste experimento,

os participantes apontaram a dificuldade percebida por eles ao modelar um preditor do

tempo de viagem com usando o GMPTV e consequentemente o processo proposto (Item

E). A partir das respostas dessas duas questões foi posśıvel estabelecer uma comparação.

A Figura 5.19 exibe uma comparação entre as respostas coletadas dos participantes

para essas duas questões (1º experimento versus 2º experimento). Analisando o gráfico

é posśıvel dividir os participantes em três grupos conforme mostra a Figura 5.20. O

primeiro grupo de participantes (P1, P2, P3, P4, P5, P10 e P12) inferiu que o ńıvel

de dificuldade diminuiu com o uso do GMPTV. Além disso, 3 desses participantes (P2,

P3 e P4) perceberam uma redução significativa da dificuldade (i.e. do ńıvel muito dif́ıcil

para o moderado). O segundo grupo de participantes (P8, P9, P14, P15 e P16) inferiu

que a dificuldade envolvida permaneceu a mesma. Nesse caso, o uso do GMPTV não

alterou a percepção dos participantes sobre o ńıvel de dificuldade. Já o terceiro grupo de

participantes (P6, P7, P11, P13 e P17) inferiu que a dificuldade ao modelar um preditor do

tempo de viagem aumentou com o uso do GMPTV. Além disso, três desses participantes

(P6, P11 e P17) perceberam ainda que a dificuldade aumentou de forma considerável (i.e.

do ńıvel muito fácil para o muito dif́ıcil).

Diante dessa análise, podemos apontar que o primeiro grupo (aprox. 41% dos par-

ticipantes) identificou que o GMPTV contribuiu para que a modelagem da solução se

tornasse mais fácil. No entanto, os participantes do segundo e terceiro grupo tiveram

diferentes percepções. No primeiro experimento, os participantes do segundo o grupo

(aprox. 29%) perceberam que construir um preditor do tempo de viagem é um processo

fácil/muito fácil e mantiveram essas mesma percepção no segundo experimento. Já os
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participantes do terceiro grupo tiveram uma mudança acentuada sobre suas percepções

no segundo experimento e nenhum deles apontou mais que a modelagem de um preditor

do tempo de viagem é um processo muito fácil ou fácil.

Figura 5.19: Comparação do Nı́vel de Dificuldade Percebida pelos Participantes para
Modelar um Preditor do Tempo de Viagem nos Experimentos.

Figura 5.20: Grupos de Participantes Identificados A Partir das Mudanças de Percepção
dos Participantes.

A última perspectiva analisada foi a relação entre o conhecimento em AM declarado

pelos participantes e suas percepções sobre a dificuldade para modelar um preditor do

tempo de viagem nos experimentos. A Figura 5.21 mostra o ńıvel de conhecimento em

AM relatado pelos participantes nos três grupos identificados (Figuras 5.20). O primeiro

grupo concentra a maioria dos participantes que relataram ter conhecimento avançado em

AM e também inclui o único especialista. No segundo grupo, 60% (N=3) dos participantes

relataram ter conhecimento inicial ou intermediário em AM. Já o terceiro grupo concentra

a maioria dos participantes que relataram ser iniciantes na área de AM. Tendo em vista

o conhecimento agregado dos participantes em cada grupo, podemos considerar que os

participantes do primeiro grupo possuem o maior ńıvel de conhecimento; os participantes
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do segundo grupo podem ser enquadrados no ńıvel mediano e os participantes do terceiro

grupo possuem o menor ńıvel de conhecimento em AM.

Presumimos que os participantes do terceiro grupo podem ter subestimado a dificul-

dade para modelar um preditor do tempo de viagem no primeiro experimento. Isso pode

ter ocorrido devido a limitação desse experimento em medir a dificuldade para modelar um

preditor do tempo de viagem a partir da interpretação dos quatro cenários apresentados.

Por deterem um menor conhecimento em AM, esses participantes podem não ter com-

preendido completamente a situação descritas pelos cenários. No segundo experimento, a

construção de um preditor do tempo de viagem foi mais detalhada no roteiro de condução

desse experimento e também pelo próprio GMPTV e consequentemente, os participantes

podem ter compreendido melhor as tarefas e a dificuldade envolvida.

Figura 5.21: Nı́vel de Conhecimento em AM dos Três Grupos de Participantes.

5.4 Análise Conjunta dos Resultados

Nesta seção, uma análise dos experimentos realizados é apresentada. O primeiro expe-

rimento teve como objetivo investigar se os participantes recorreriam à literatura para

obter informações que lhe apoiassem na tomada de decisão ao longo do processo para a

construção de um preditor do tempo de viagem e também captamos inicialmente a difi-

culdade percebida pelos participantes para modelar essa solução sem o uso de qualquer

ferramenta espećıfica. Os cientistas de dados que participaram desse experimento não

possuem nenhuma experiência na construção de soluções para o cenário do transporte

público e outros experimentos devem ser realizados para que o GMPTV e consequente-

mente o processo proposto seja avaliado por esse público em espećıfico. Os resultados

mostram que a maioria dos participantes consultariam à literatura nas situações apre-

sentadas por todos os cenários, evidenciando a importância dessas informações para a

tomada de decisão e que a disponibilidade delas no GMPTV pode contribuir para mode-
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lagem dessa solução. A maioria dos participantes (68% - N=28) apontou que o processo

para construir um preditor do tempo de viagem é um processo moderado a dif́ıcil.

No segundo experimento, o GMPTV foi desenvolvido e utilizado para simular a cons-

trução de um preditor do tempo de viagem. O GMPTV é a proposta de um sistema

para conduzir algumas tarefas do processo proposto de forma automatizada. No segundo

experimento, o modelo TAM foi empregado para medir a utilidade, a facilidade e a in-

tenção de uso do GMPTV pelos participantes e consequentemente, avaliar a aplicação do

processo. Os resultados mostram que os participantes parecem aceitar o GMPTV com as

pontuações (média, mediana e moda) se concentrando entre 4 e 5. No entanto, 25% (N=4)

dos participantes se mostraram indiferentes ou discordaram que usariam o GMPTV caso

fossem construir um preditor do tempo de viagem. Não foi posśıvel identificar as mo-

tivações para a baixa pontuação desses participantes visto que os construtos de utilidade

e facilidade de uso obtiveram altas pontuações. Com o uso do GMPTV, percebemos uma

redução do ńıvel de dificuldade percebido pelos participantes para modelar um preditor

do tempo de viagem (60% dos participantes apontaram é que muito fácil/fácil modelar

essa solução usando GMPTV).

Analisando esses resultados, identificamos que 41% (N=7) dos participantes realmente

perceberam uma redução na dificuldade para modelar a solução de predição do tempo de

viagem usando o GMPTV (1º grupo); 29% (N=5) dos participantes mantiveram as mes-

mas percepções do primeiro experimento (segundo grupo) e 29% (N=5) dos participantes

perceberam um aumento da dificuldade (3º grupo). Presumimos que o terceiro grupo

de participantes (concentra os participantes se declararam iniciantes em AM) pode ter

aumentando sua percepção de dificuldade devido a maior quantidade de informações for-

necidas ao participantes no segundo experimento. Isso foi considerado um rúıdo nos

resultados desse experimento. É importante observar que a dificuldade apontada pelos

participantes é inerente a construção de um preditor do tempo de viagem e não ao uso do

GMPTV. Como o GMPTV conduz os cientistas de dados na realização das tarefas e exe-

cuta algumas delas de forma automatizada, investigamos se os participantes perceberiam

uma redução da dificuldade na modelagem dessa solução. Cerca de 29% (segundo grupo)

desses participantes não perceberam essa redução. Contudo, eles podem ter percebido

uma redução na carga de trabalho e não uma diminuição dessa dificuldade.

Considerando as variáveis (V1 a V10) usadas para avaliação utilidade, facilidade e

intenção de uso do GMPTV, as pontuações obtidas apresentaram, em geral, valores al-

tos indicando uma tendência de aceitação do GMPTV. Por fim, acreditamos que esses
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experimentos mostram uma boa aceitação do GMPTV e que o desenvolvimento back-

end no GMPTV pode ser iniciado levando em consideração as melhorias apontadas pelos

participantes (i.e. inclusão de gráficos, melhorias na interface). Futuramente, novos expe-

rimentos podem ser conduzidos com os cientistas de dados com experiência na construção

de um preditor do tempo de viagem.



Caṕıtulo 6

Conclusão

Este trabalho apresentou um processo para guiar o cientista de dados na realização de ta-

refas para construir um modelo de predição do tempo de viagem para o transporte público

por ônibus. O processo proposto emergiu da investigação das modelagens empregadas por

trabalhos de predição do tempo de viagem encontrados na literatura. Esse processo es-

tabeleceu uma divisão das tarefas que precisam ser realizadas para a construção de um

preditor do tempo de viagem, sendo que as tarefas de caráter mais decisório (i.e. a escolha

de abordagens para a preparação dos dados, dos atributos de entrada e dos algoritmos

de AM) foram atribúıdas ao cientista de dados. Já as demais tarefas, principalmente

aquelas voltadas para a preparação dos dados, foram atribúıdas para que uma ferramenta

realize-as de forma automatizada. A prova de conceito realizada mostrou que o processo

proposto consegue conduzir o cientista de dados nas tarefas necessárias para construir

a solução de predição do tempo de viagem usando os dados de localização coletados da

cidade de São Paulo.

Outro ponto revelante é que o processo proposto possibilita que o cientista de dados

instancie diferentes modelagens para a construção de um preditor do tempo de viagem

para um conjunto de rota de ônibus, obtendo uma visão geral das decisões tomadas por

ele em cada modelagem. O desempenho dos preditores do tempo de viagem constrúıdos

por essas modelagens podem ser posteriormente comparados. Inclusive, essa visão geral

pode ajudar o cientista de dados na identificação de modelagens que apresentam um bom

desempenho para rotas de ônibus com certas caracteŕısticas. A partir disso, pode ser

mais fácil estender essa solução para demais rotas de ônibus da rede de transporte que

apresentam caracteŕısticas semelhantes.

O GMPTV é a proposta de automatização do processo de modelagem que foi empre-

gado na condução do segundo experimento. Nessa primeira versão, o GMPTV contemplou
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as tarefas de preparação dos dados coletados dos dispositivos de localização e algumas

tarefas de caráter decisório para que o cientista de dados pudesse registrar suas decisões

de modelagem. No primeiro experimento, a maioria dos participantes afirmou que in-

formações extráıdas da literatura são importantes para o processo decisório. Logo, a

presença dessas informações no GMPTV pode contribuir para a tomada de decisão pelo

cientista de dados. No segundo experimento, os participantes simularam a construção de

um preditor do tempo de viagem usando o GMPTV e avaliaram a utilidade, a facilidade

e a intenção futura de uso dele. Cerca de 75% deles relataram que usariam o GMPTV

caso fossem construir um preditor do tempo de viagem e aproximadamente 41% desses

participantes perceberam uma redução do ńıvel de dificuldade para modelar essa solução

usando o GMPTV. As altas pontuações obtidas nas variáveis analisadas por meio do mo-

delo TAM apontam que o GMPTV teve boa aceitação. Contudo, a aceitação do GMPTV

não foi avaliada por cientistas de dados com experiência na construção dessa solução.

Por isso, podemos afirmar que a aceitação do GMPTV atualmente é restrita ao nicho

de cientista de dados iniciantes na construção de preditores do tempo de viagem para o

transporte público por ônibus.

Diante do exposto, o processo proposto é a primeira iniciativa voltada para apoiar es-

pecificamente a construção de um preditor do tempo de viagem para o transporte público

por ônibus. De forma mais abrangente, esse processo juntamente com o desenvolvimento

de uma ferramenta para automatizá-lo pode fomentar a construção dessa solução prin-

cipalmente nas cidades em que há nenhuma solução capaz de fornecer informações mais

precisas sobre o tempo das viagens aos usuários de ônibus. No entanto, esse processo

possui pontos que precisam ser melhorados. As tarefas de exploração dos dados e de tra-

tamento de rúıdos não foram contempladas nessa primeira versão do processo e as tarefas

de integração e transformação dos dados não foram abordadas de forma aprofundada.

Logo, uma investigação dessas tarefas no contexto da solução de predição temporal pode

ser feita para entender quais tarefas precisam ser adicionadas ao processo e posteriormente

automatizadas pela ferramenta. A engenharia de atributos pode ser abordada pelo pro-

cesso de forma mais ampliada fornecendo mais detalhes sobre a criação e a transformação

dos atributos (i.e. normalização dos valores, correlação dos atributos).

Outro ponto de melhoria é que outras abordagens usadas para a preparação dos dados

coletados dos dispositivos de localização (i.e. Map Matching) precisam ser mapeadas e

adicionadas ao processo. Isso possibilitará que o processo proposto ofereça ao cientista

de dados um suporte para a preparação dos dados de localização independentemente da

variabilidade dos tipos de registros (rastreio ou viagem) e dos atributos dispońıveis pre-
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sente na base de dados coletada. A partir disso, a aplicação dessas abordagens pode ser

automatizada pela ferramenta para que o cientista de dados possa usá-las em suas mode-

lagens e não gaste o seu tempo implementando-as. Como trabalhos futuros, os próximos

principais passos são: a inclusão de novas abordagens no processo para a preparação dos

dados coletados dos dispositivos de localização; a inclusão das tarefas de exploração dos

dados ao processo proposto; abordar as tarefas de integração e transformação dos dados

com maior profundidade no Subprocesso de Preparação dos Dados e realizar novas provas

de conceito com os dados dos dispositivos de localização coletados de diferentes cidades.

Além disso, a Arquitetura Dirigida pelo Modelo pode ser investigada como uma solução

para automatizar a construção de um preditor do tempo de viagem, gerando o código

necessário para execução das tarefas desse processo a partir do modelagem definida.
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ANEXO A -- Atributos Presentes nas Bases

de Dados Coletadas das

Capitais Brasileiras

Tabela A.1: Atributos Presentes na Base de Dados da Cidade do Rio Janeiro
Atributo Descrição

Data/Hora Hora da coleta do dado
Ordem Identificação alfanumérica encontrada na lateral dos ônibus
Linha Linha do ônibus

Latitude Latitude do ônibus na coleta
Longitude Longitude do ônibus na coleta
Velocidade Velocidade do ônibus na hora do coleta do dado
Direção Número em graus em relação ao norte, que representa a direção do véıculo

Tabela A.2: Atributos Presentes na Base de Dados da Cidade de São Paulo
Atributo Descrição

Data/Hora do recebimento Data/hora de gravação da medição
Data/Hora do criação Data/hora de criação da medição pelo dispositivo de

localização
Código da linha Código de identificação interno da linha ônibus

Latitude Latitude do ônibus na coleta
Longitude Longitude do ônibus na coleta

Nº equipamento Identificação do equipamento de monitoramento
Estado da viagem Estado igual a 0 significa que a viagem está fechada

e estado diferente de zero significa que a viagem está
aberta

Nº do ponto de interesse Pontos que induzem o equipamento gerar uma trans-
missão
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Tabela A.3: Atributos Presentes na Base de Dados da Cidade de Fortaleza
Atributo Descrição

Direção -
Latitude Latitude do ônibus na coleta
Longitude Longitude do ônibus na coleta
Data/Hora Timestamp da criação da medição
Odômetro Distância percorrida

Código da rota Código de identificação da rota de ônibus
Velocidade Velocidade do véıculo na coleta

ID Dispositivo Código de identificação do equipamento
ID Véıculo Código de identificação do véıculo

Tabela A.4: Atributos Presentes na Base de Dados da Cidade de Florianópolis
Atributo Descrição

Data inicial Data do inicio da viagem
Hora inicial Hora do ińıcio da viagem
Data Fim Data do fim da viagem
Hora Fim Hora do fim da viagem
Sentido Ida ou Volta

Código da linha Código de identificação da linha de Ônibus
Número do véıculo Código de identificação do véıculo
Duração viagem Duração da viagem no trajeto
Total de Giros Quantidade de passageiros que embarcaram no ônibus no tra-

jeto
Km Percorridos Distância percorrida no trajeto
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ANEXO B -- Questionário do Experimento 1

Figura B.1: Experimento 1 - Descrição do Cenário Principal.



Anexo B -- Questionário do Experimento 1 118

Figura B.2: Experimento 1 - Descrição do Cenário A e as Questões 1 e 2.

Figura B.3: Experimento 1 - Descrição do Cenário B e a Questão 3.
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Figura B.4: Experimento 1 - Descrição do Cenário C e a Questão 4.
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Figura B.5: Experimento 1 - Descrição do Cenário D e a Questão 5.

Figura B.6: Experimento 1 - Questão 6.
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ANEXO C -- Sugestões de Melhoria para o

GMPTVV Apontadas pelos

Participantes do Experimento

2

Figura C.1: Descrição das Sugestões de Melhoria Para o GMPTV
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ANEXO D -- Roteiro Usado no

Experimento 2

Figura D.1: Roteiro do Experimento 2.
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ANEXO E -- Algoritmos de AM

Empregados na Construção

dos Preditores do Tempo de

Viagem

Algoritmos Trabalhos
ARIMA [80]
CART [38]
DT [63]
ELM [49]
ET [38]
FK [65], [28]
GBDT [63], [38], [79], [80], [16]
Heterogeneous Ensemble [53]
k-NN [70], [71], [6]
LR [61], [79] [62]
LSTM [63], [26], [61], [18], [74]
MLP [71], [57], [28], [62], [74] [79], [40]
RB [40]
RF [63], [38], [70], [71], [61], [57], [6], [79], [80], [16]
SVR [70], [49], [61], [65], [79], [40]
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ANEXO F -- Métricas Empregadas para a

Avaliação dos Modelos de

Predição do Tempo de Viagem

Métricas Trabalhos
ρ [49] [6]
MAD [70]
MSE [74]
RMSE [26] [38] [71] [49] [62] [79] [40] [18] [16]
MAE [26] [61] [57] [62] [79] [18] [74] [16]
MAPE [63] [70] [61] [6] [65] [28] [40] [18] [80] [74] [16]
MRE [26]
VI [53]
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