
UNIVERSIDADE FEDERAL FLUMINENSE

SIDNEY LOYOLA DE SÁ

Inteligência Artificial para Previsão de
Popularidade de Vídeos de Serviço de Streaming

NITERÓI

2022



SIDNEY LOYOLA DE SÁ

Inteligência Artificial para Previsão de
Popularidade de Vídeos de Serviço de Streaming

Dissertação de Mestrado apresentada ao Pro-
grama de Pós-Graduação em Computação da
Universidade Federal Fluminense como re-
quisito parcial para a obtenção do Grau de
Mestre em Computação. Área de concentra-
ção: Ciência da Computação

Orientador:
Prof. Dr. Antônio Augusto de Aragão Rocha

Co-orientadora:
Profa. Dra. Aline Marins Paes Carvalho

NITERÓI

2022



Ficha catalográfica automática - SDC/BEE
Gerada com informações fornecidas pelo autor

Bibliotecário responsável: Debora do Nascimento - CRB7/6368

S111i Sá, Sidney Loyola de
  Inteligência Artificial para previsão de popularidade de
vídeos de serviço de streaming / Sidney Loyola de Sá ;
Antônio Augusto de Aragão Rocha, orientador ; Aline Marins
Paes Carvalho, coorientador. Niterói, 2022.
  98 f. : il.

  Dissertação (mestrado)-Universidade Federal Fluminense,
Niterói, 2022.

DOI: http://dx.doi.org/10.22409/PGC.2022.m.08259555727

  1. Aprendizado de máquina. 2. Inteligência artificial. 3.
Previsão. 4. Vídeo. 5. Produção intelectual. I. Rocha,
Antônio Augusto de Aragão, orientador. II. Carvalho, Aline
Marins Paes, coorientador. III. Universidade Federal
Fluminense. Instituto de Computação. IV. Título.

                                      CDD -



SIDNEY LOYOLA DE SÁ

Inteligência Artificial para Previsão de Popularidade de Vídeos de Serviços de Streaming

Dissertação de Mestrado apresentada ao Pro-

grama de Pós-Graduação em Computação da 

Universidade Federal Fluminense como re-

quisito parcial para a obtenção do Grau de 

Mestre em Computação. Área de concentra-

ção: Ciência da Computação

Aprovada em março de 2022.

BANCA EXAMINADORA

Prof. Dr. Antônio Augusto de Aragão Rocha - Orientador, UFF

Prof. Dra. Aline Marins Paes Carvalho - Coorientadora, UFF

Prof. Dra. Flávia Coimbra Delicato, UFF

Prof. Dr. José Ferreira Rezende, UFRJ

Prof. Dr. Bruno Castro da Silva, UMass-Amherst

Niterói

2022

null



Dedicatória(s): Dedico este trabalho aos meus Pais e a minha esposa que sempre me

apoiou durante todo o tempo do Mestrado.



Agradecimentos

Agradeço à minha esposa por me incentivar a buscar constantemente aprendizado e

conhecimento. Ao meu orientador e minha orientadora, que me mostraram os caminhos

a serem seguidos e pela confiança depositada.

Aos membros da banca examinadora, pela disponibilidade.

Aos Colegas de curso pelo incentivo e troca de experiências. À Universidade Federal

Fluminense por me proporcionar um curso de excelente qualidade.



Resumo

Esta dissertação propõe a apresentação de modelos e técnicas da área de Inteligência

Artificial para predizer a popularidade vídeos de serviços de streaming na Web. Para

tanto, apresentaremos as taxonomias associadas ao problema, o estado da arte, e desafios

de pesquisa. A popularização da Internet contribuiu para o aumento da quantidade de

conteúdo produzido e consumido na web. Para aproveitar esse novo mercado, surgiram

grandes produtoras de conteúdo como Netflix e Amazon Prime, com foco em serviços

de streaming de vídeo. No entanto, apesar do grande número e diversidade de vídeos

disponibilizados por esses provedores, poucos vídeos atraem a maior parte da atenção dos

usuários. Por exemplo, nos dados explorados nesta dissertação, 6% dos vídeos populares

totalizam 85% de todas as visualizações. Descobrir antecipadamente quais vídeos serão

populares não é trivial, especialmente porque existem diversos fatores que podem influen-

ciar a predição. Todavia, uma ferramenta com essa capacidade seria de grande valia para

ajudar a dimensionar a infraestrutura de rede e recomendar adequadamente novos con-

teúdos aos usuários. Dessa forma, esta dissertação examina as abordagens baseadas em

aprendizado de máquina que foram propostas para resolver a previsão da popularidade de

conteúdo na web. Ao analisar trabalhos anteriores, notou-se uma oportunidade de usar

recursos textuais para previsão de popularidade de vídeos. Assim, adicionalmente, foi

proposto um estudo de caso que combina recursos adquiridos por meio de engenharia de

atributos e word embeddings para prever a popularidade de um vídeo. A primeira aborda-

gem é baseada em atributos preditivos definidos pela engenharia de atributos. A segunda

abordagem aproveita as word embeddings das descrições e títulos dos vídeos. Além disso,

investigamos a combinação de atributos textuais com atributos visuais obtidos a partir

das thumbnails para a classificação da popularidade com a construção de um modelo

multimodal flexível e robusto. Foram realizados experimentos com as técnicas propostas

em um conjunto de vídeos da GloboPlay, maior provedora de serviços de streaming de

vídeo da América Latina. Uma combinação de engenharia de atributos e word embeddings

usando o algoritmo Random Forest obteve o melhor resultado, com uma acurácia de 87%.

Palavras-chave: Aprendizado de Máquina; Streaming ; Popularidade; Previsão.



Abstract

This dissertation proposes the presentation of models and techniques in Artificial Intel-

ligence to predict the popularity of videos from streaming services on the web. We will

present the taxonomies associated with the problem, state of the art, and research challen-

ges. The popularization of the Internet has contributed to the increase in the amount of

content produced and consumed on the web. To take advantage of this new market, large

content producers such as Netflix and Amazon Prime emerged, focusing on video strea-

ming services. However, despite the large number and diversity of videos made available

by these providers, few videos attract most users’ attention. For example, in the data ex-

plored in this dissertation, 6% of popular videos account for 85% of all views. Finding out

which videos will be popular is not trivial, significantly since many factors can influence

the prediction. However, a tool with this capability would be of great value to help scale

the network infrastructure and correctly recommend new content to users. Thus, this

dissertation examines the machine learning-based approaches that have been proposed to

solve the prediction of web content popularity. When analyzing previous works, an op-

portunity was noticed to use textual resources to predict the popularity of videos. Thus,

additionally, a case study was proposed that combines feature acquired through attribute

engineering and word embeddings to predict the popularity of a video. The first approach

is based on predictive attributes defined by attribute engineering. The second approach

leverages the word embeddings of video descriptions and titles. Furthermore, we investiga-

ted the combination of textual attributes with visual attributes obtained from thumbnails

for popularity ranking with the construction of a flexible and robust multimodal model.

Experiments were carried out with the proposed techniques in a set of videos from Glo-

boPlay, the largest provider of video streaming services in Latin America. A combination

of feature engineering and word embeddings using the Random Forest algorithm gave the

best result, with an accuracy of 87%.

Keywords: Machine Learning; Streaming; Popularity; Prediction.
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1 Introdução

A Internet é acessada por cada vez mais pessoas, tornando-se um dos principais meios

de comunicação e informação do mundo. Para se ter uma ideia, em 2012, 2 bilhões de

pessoas acessavam a Internet representando 30% da população mundial (KEMP, 2012).

Após uma década, devido ao aumento do uso de smartphones e outros dispositivos tais

como tablets, Smart TVs e Smart Watchs, o número de usuários cresceu para 4.66 bi-

lhões representando 60% da população mundial. Recentemente, os desafios impostos pela

COVID-19 foram responsáveis por quase 300 milhões de pessoas acessarem a Internet pela

primeira vez no ano de 2020, de acordo com o site DataReportal (KEMP, 2021). Além

disso, o crescimento do número de redes sociais facilitou e democratizou o processo de

produção e distribuição de conteúdo online. Usuários, que antes eram meros consumido-

res de informação, tornaram-se produtores de conteúdo chegando a disputar com grandes

empresas de mídia a atenção do público na Web (TATAR et al., 2014).

Contudo, essa facilidade na produção de conteúdo em larga escala trouxe consigo a

desvantagem de saturação na Internet. Para que se tenha uma dimensão da quantidade de

informação disponibilizada, a cada dia, usuários no mundo todo enviam mais de 500.000

tweets (HOLT, 2019) e assistem a mais de um bilhão de horas de vídeos, gerando bilhões

de visualizações (YOUTUBE, 2019). Apesar disso, o ecossistema online adere ao conceito

de “o vencedor leva tudo”, fazendo com que poucos itens atraiam a maior parte da atenção

dos usuários, principalmente quando se trata de vídeos. Consequentemente, no mundo

digital, entender qual conteúdo online captará a atenção dos usuários transformou-se em

um ativo valioso (TATAR et al., 2014).

A capacidade de prever a popularidade de um conteúdo na Web tem diversas apli-

cações práticas, tanto para produtores de conteúdo quanto para empresas de marketing

e infraestrutura. A possibilidade de maximizar o retorno de investimento em marketing

(TATAR et al., 2014) é uma das primeiras aplicações, sabendo de antemão quais conteú-

dos que não serão populares é possível ampliar as campanhas de marketing tentando atrair

mais usuários, já aqueles que naturalmente serão populares podem ter menos investimen-
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tos. Outra aplicação é a alocação proativa de recursos de rede, ajustando-os com precisão

a demandas futuras (TRZCINSKI; ROKITA, 2017). Com uma ferramenta de previsão

de popularidade os gerentes de rede podem determinar a melhor infraestrutura evitando

a ocorrência de subutilização ou, no pior caso, a sobrecarga dos recursos (MANS, 2020).

A previsão de popularidade pode, ainda, direcionar os investimentos para que conteúdos

devem ser produzidos (TATAR et al., 2014) e beneficiar os algoritmos de substituição de

cache como visto em Famaey et al. (2013).

Contudo, descobrir antecipadamente quais conteúdos serão populares não é trivial.

Diversos fatores podem influenciar diretamente a popularidade, dentre eles pode-se citar

os tópicos apresentados, ligação com acontecimentos do mundo real, o conteúdo léxico,

a linguagem utilizada ou o estilo visual, os autores do conteúdo, o público alvo e ou-

tras publicações relacionadas. Assim, diversas estratégias estão sendo desenvolvidas para

tentar melhorar os resultados. O emprego de técnicas de Inteligência Artificial (IA), que

possibilita encontrar padrões relacionados ao conteúdo e suas variáveis, vem obtendo bons

resultados.

Particularmente métodos de Aprendizado de Máquina (AM) e Processamento de Lin-

guagem Natural (PLN) são as subáreas de IA mais proeminentes na predição de populari-

dade na Web (BANDARI; ASUR; HUBERMAN, 2012; OGHINA et al., 2012; LIU et al.,

2017; FERNANDES; VINAGRE; CORTEZ, 2015; KHAN, A. et al., 2018). O Aprendi-

zado de Máquina visa criar modelos que aprendem a resolver uma tarefa melhorando a

sua performance através da experiência (MITCHELL, 1997). A experiência é geralmente

representada por um conjunto de dados coletados de acordo com a tarefa (RUSSEL;

I.NORVIG, 2020). No caso da previsão de popularidade, a tarefa pode ser projetada

tanto como uma classificação quanto como uma regressão de acordo com o objetivo final

da previsão. O Processamento de Linguagem natural tem como um de seus principais

objetivos transformar conteúdo escrito e falado em um formato que uma máquina possa

processar para permitir a comunicação com seres humanos. No que diz respeito à tarefa

de prever popularidade, PLN permite descobrir atributos diretamente do conteúdo, en-

tre outras possibilidades (FERNANDES; VINAGRE; CORTEZ, 2015; KHAN, A. et al.,

2018).

Em 2014, Tatar et al. (2014) apresentaram um estudo sobre as principais pesquisas de

previsão de popularidade, propondo uma classificação com foco no objetivo e momento

de execução da previsão: antes do conteúdo ser publicado ou após a publicação. Recen-

temente, Moniz e Torgo (2019) elaboraram uma revisão dos modelos preditivos propondo
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uma classificação diferente, focada em três elementos: objetivo, seleção de atributos pre-

ditivos e métodos de mineração de dados/aprendizado de máquina.

Com o propósito de contribuir no desenvolvimento da previsão de popularidade de

conteúdo na Web, esta pesquisa propõe taxonomia com foco na tarefa e nos tipos de

atributos preditivos utilizados diferindo das propostas anteriores de Tatar et al. (2014) e

Moniz e Torgo (2019) que focavam nos objetivos e métodos utilizados. Além disso compa-

ramos diferentes modelos preditivos aplicados a um conjunto de dados reais proveniente

do maior serviço de vídeos sob demanda do país, a Globoplay. Construímos um modelo

multimodal robusto e flexível, que utiliza atributos textuais e visuais, superando a perfor-

mance encontrada em um modelo real aplicado na Globoplay apresentado em Lima et al.

(2021).

1.1 Motivação

Com a popularização da Internet, serviços de streaming de vídeos tais como YouTube (YOU-

TUBE, 2021), Netflix (NETFLIX, 2021), GloboPlay (GLOBOPLAY, 2021) e Amazon

Prime (AMAZON, 2021) também tiveram um enorme crescimento. Em abril de 2021,

Netflix tinha 208 milhões de assinantes enquanto o serviço da Amazon Prime possuía 200

milhões (COOK, 2021). Estima-se que no Brasil existem 19.88 milhões de assinantes de

serviços de streaming de vídeos (STATISTA, 2020b), sendo 6.5 milhões desses usuários

assinantes da GloboPlay (STATISTA, 2020a). O serviço de streaming GloboPlay foi lan-

çado em 2015 e hoje é o maior da América Latina. Em uma entrevista o Diretor Digital

da GloboPlay, Erick Bretas afirmou, sem revelar números, que eles terminaram o ano de

2020 com um aumento de 89% no seu número de assinantes. Além disso, ele disse: “Nós

estamos transmitindo 100 milhões de horas por mês.” (GRATER, 2021). Esses serviços

têm estruturas complexas e robustas para entregar milhares de vídeos para milhões de

usuários. Apesar da enorme quantidade de material oferecido por esses produtores de

conteúdo, poucos vídeos atraem a maior parte da atenção dos usuários. Nesse cenário, é

importante otimizar os recursos de rede para a transmissão dos vídeos mais acessados, ou

seja, realizar a predição dos vídeos populares antes deles serem publicados está ficando

cada vez mais importante, tanto para os vídeos sob demanda quanto para os eventos que

são transmitidos ao vivo.
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1.2 Questões de Pesquisa

De forma a auxiliar na construção das questões de pesquisa foi adotada a Estratégia

PICO conforme apresentado em Costa Santos et al. (2007). PICO é um acrônimo para

Problema, Intervenção, Comparação e Outcomes(desfecho). Esses quatro componentes

são utilizados em conjunto para construir a questão de pesquisa de forma a maximizar

a recuperação de informações nas bases de dados, focar o escopo da pesquisa e evitar a

realização de buscas desnecessárias. Nesse trabalho os componentes foram definidos da

seguinte forma:

• Problema: Previsão de Popularidade de Conteúdo na Web.

• Intervenção: Algoritmos e/ou modelos utilizados para realizar a previsão de po-

pularidade.

• Comparação: Modelos que utilizam representação aprendida automaticamente a

partir da entrada (word embeddings, deep learning) contra aqueles que não utilizam.

• Outcomes: Estado da Arte da Previsão de Popularidade.

Com base nos componentes definidos elaboramos as seguintes questões de pesquisa:

1. Quais atributos são necessários para a previsão de popularidade de vídeos de serviços

de Streaming?

2. Os métodos em que a representação é aprendida automaticamente a partir da en-

trada (word embeddings, deep learning)superam em performance o estado da arte

da Engenharia de Atributos?

3. Quais os modelos de Aprendizado de Máquina adequados à previsão de popularidade

de vídeos de serviços de Streaming?

4. É possível melhorar a previsão de popularidade utilizando o título e a descrição do

vídeo?

1.3 Objetivos

Neste trabalho foi possível acessar os logs das requisições http realizadas para busca de

vídeos tanto dos serviços live, quanto dos Vídeos On Demand (VOD) do grupo Globo.
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A infraestrutura atual do grupo Globo possui dois datacenters localizados em RJ e SP

responsáveis por mais de 3.3 Tbps de banda agregada. Além disso, já possui Redes de

Fornecimento de Conteúdo (Content Delivery Network -CDN) funcionando em Fortaleza,

Brasília, Belo Horizonte, Porto Alegre e Salvador. Foi realizado o download dos logs arma-

zenados das requisições de VOD da Globo.com do período de 25/10/2020 a 25/11/2020.

O objetivo principal dessa pesquisa era entender quais os modelos mais eficientes para

previsão de popularidade dos vídeos de um serviço de Streaming, propondo a construção

de um modelo multimodal robusto e flexível para a predição de popularidade antes da

publicação dos vídeos.

Um dos objetivos específicos era investigar se os métodos em que a representação é

aprendida automaticamente a partir da entrada (word embeddings, Deep learning) supe-

ram em performance o estado da arte. Um segundo objetivo era descobrir os modelos de

Aprendizado de Máquina mais adequados à previsão de popularidade de conteúdo Web,

especialmente vídeos de serviços de streaming. Por último, foi analisada se a descrição e

o título dos vídeos contribuem para a melhora da perfomance dos modelos aplicados.

1.4 Principais Contribuições

As principais contribuições dessa dissertação são:

• Revisão do estado da arte de métodos de previsão de popularidade focado na extra-

ção de atributos diretamente do conteúdo de artigos de notícias, imagens e vídeos.

• Apresentação de taxonomia que classifica os modelos através do uso dos atributos

preditivos.

• Seleção e extração de atributos preditivos dos títulos e descrições de um conjunto

de vídeos de um serviço de Streaming.

• Investigação e análise de um conjunto de dados reais oriundos da maior operadora

de vídeos sob demanda do país, com a comparação de modelos preditivos utilizando

Processamento de Linguagem Natural e word embeddings.

• Avaliação de modelos de Aprendizado de Máquina para previsão de popularidade

de conteúdo Web aplicados a um conjunto de vídeos de um serviço Streaming.

• Implementação de modelos preditivos com código em Python disponibilizado publi-

camente (LOYOLA, 2021).
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• Proposição de modelo multimodal para classificação de popularidade utilizando atri-

butos textuais e visuais que supera o estado da arte em termos de precisão.

1.5 Resultados desta Dissertação

Os resultados da pesquisa realizada estão dispostos em três artigos, um publicado no

Webmedia 2021, outro no periódico SENSORS e o terceiro submetido ao SBRC2022:

1. SÁ, Sidney Loyola de; PAES, Aline; A. ROCHA, Antonio A. de. Extracting Tex-

tual Features from Video Streaming Services Publications to Predict Their Popu-

larity. In: PROCEEDINGS of the Brazilian Symposium on Multimedia and the

Web. Belo Horizonte, Minas Gerais, Brazil: Association for Computing Machinery,

2021. (WebMedia ’21), p. 113–120. Disponível em: https://doi.org/10.1145/

3470482.3479624.

2. SÁ, Sidney Loyola de; ROCHA, Antonio A. de A.; PAES, Aline. Predicting Po-

pularity of Video Streaming Services with Representation Learning: A Survey

and a Real-World Case Study. Sensors, v. 21, n. 21, 2021. Disponível em:

https://www.mdpi.com/1424-8220/21/21/7328.

3. SÁ, Sidney Loyola de; ROCHA, Antonio A. de A.; PAES, Aline. SÁ, Sidney Loyola

de; ROCHA, Antonio A. de A.; PAES, Aline. A multimodal approach to predict

video popularity from a large streaming service. Submetido ao SBRC2022.

No primeiro artigo foram propostas duas abordagens para obter atributos preditivos

que auxiliem na classificação da popularidade de um vídeo antes de ele ser publicado. A

primeira abordagem se baseia em atributos preditivos obtidos com engenharia de atri-

butos, enquanto a segunda aproveita as word embeddings das descrições e títulos dos

vídeos. Experimentamos essas abordagens com um conjunto de vídeos do GloboPlay,

maior provedor de serviços de streaming de vídeo na América Latina. Uma combinação

de atributos obtidos com Processamento de Linguagem Natural e word embeddings usando

o algoritmo de aprendizado de máquina Random Forest alcançou o melhor resultado, com

uma acurácia de 87%.

O segundo artigo apresenta uma revisão do estado da arte de métodos de predição de

popularidade, propondo taxonomia que classifica os modelos através do uso dos atributos

preditivos. Além disso, apresenta um estudo de caso em que diversos modelos de Apren-

dizado de Máquina são analisados focando na extração de atributos textuais. O terceiro

https://doi.org/10.1145/3470482.3479624
https://doi.org/10.1145/3470482.3479624
https://www.mdpi.com/1424-8220/21/21/7328
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artigo apresenta a combinação de atributos textuais com atributos visuais obtidos a par-

tir das thumbnails dos vídeos, propondo um modelo multimodal que incorpore diferentes

formas de atributos preditivos, bem como vários algoritmos de AM. As principais vanta-

gens do modelo proposto são a flexibilidade e robustez quando da apresentação de novos

elementos para a predição.

1.6 Organização do Texto

O restante do trabalho está dividido como segue:

• o Capítulo 2 apresenta a fundamentação teórica introduzindo conceitos básicos de

Aprendizado de Máquina, apresentando os principais algoritmos, tentando elucidar,

de maneira breve, a motivação para escolha de cada um deles. Além disso, discute

os fundamentos de Processamento de Linguagem Natural apresentando os concei-

tos das técnicas utilizadas nesta dissertação, tentando facilitar o entendimento da

contribuição dessas técnicas para os modelos preditivos;

• no Capítulo 3 são apresentados os trabalhos relacionados encontrados na literatura,

apresentando o estado da arte e os resultados encontrados anteriormente;

• o Capítulo 4 apresenta os conceitos de Previsão de Popularidade e a metodologia

adotada nos experimentos realizados;

• no Capítulo 5 são apresentados os resultados encontrados;

• Finalmente, no Capítulo 6 discutimos e enumeramos os problemas em aberto e as

conclusões, bem como os possíveis trabalhos futuros.



2 Fundamentação Teórica

Este capítulo apresenta a fundamentação teórica introduzindo conceitos básicos de Apren-

dizado de Máquina, apresentando os principais algoritmos, diferentes paradigmas, boas

práticas e técnicas utilizadas na avaliação. Além disso, discute os fundamentos de Proces-

samento de Linguagem Natural apresentando os conceitos das técnicas utilizadas nesta

dissertação, tentando facilitar o entendimento da contribuição dessas técnicas para os

modelos preditivos.

2.1 Aprendizado de Máquina

Aprendizado de Máquina (AM) é um subcampo da Inteligência Artificial que visa equipar

as máquinas com a capacidade de resolver problemas que requerem aprendizagem, obtida

a partir de experiência. A principal motivação para o seu desenvolvimento é que nem

todo problema pode ser modelado e resolvido utilizando um algoritmo pré-definido, ou

seja, algoritmos que seguem um passo-a-passo para serem implementados. Por exemplo,

reconhecer uma pessoa através do seu rosto pode ser uma tarefa simples para os humanos,

mas não é trivial especificar uma sequência de passos para a máquina resolver essa tarefa.

As diversas variáveis envolvidas dificultam a implementação de um algoritmo padrão.

Diante dessas situações, as técnicas de Aprendizado de Máquina constroem conhecimento

sem serem “programadas” para tal, ao invés disso elas vão “aprendendo” (melhorando o

desempenho de alguma tarefa) a partir de exemplos (MITCHELL, 1997).

Este aprendizado é, na maioria das vezes, a busca por uma função alvo capaz de

resolver o problema proposto. Utilizando dados relacionados à tarefa (a experiência),

os algoritmos induzem funções capazes de alcançar um determinado objetivo por si pró-

prias. A experiência é comumente representada como o conjunto de dados e é composto

por exemplos – um exemplo é uma experiência individual e seus atributos – variáveis

descrevendo a experiência (MITCHELL, 1997).

Abaixo, apresentamos algumas definições de AM utilizadas na elaboração dessa dis-
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sertação e que são comuns na literatura sobre previsão de popularidade:

• Conjunto de Dados. É a representação tabular dos atributos que representam os

objetos estudados (MITCHELL, 1997). No nosso caso, significa conteúdo da Web.

• Atributo (Feature). Característica do conteúdo, obtida diretamente ou derivada

(através de algum cálculo ou técnica). Cada atributo está associado a uma propri-

edade do objeto (conteúdo Web) (MITCHELL, 1997).

• Atributos preditivos. São atributos utilizados como entradas para os modelos de

AM. Normalmente a entrada é representada por um vetor de atributos (MITCHELL,

1997).

• Atributo alvo. Também chamado de alvo ou saída, representa o fenômeno de

interesse da previsão, em nosso caso a métrica de popularidade (MITCHELL, 1997).

Cada abordagem de AM pode escolher uma série de diferentes estratégias para apren-

der a função-alvo. Isso inclui a representação da experiência, incluindo matrizes de exem-

plos e atributos, pares de entrada e saída ou apenas entradas, interação com o meio am-

biente; a representação da função aprendida, por exemplo, funções, regras, distribuições

de probabilidade; e a forma como o método percorre o espaço de pesquisa para encontrar

uma aproximação da função alvo (MITCHELL, 1997).

Em relação ao tipo de experiência adquirida, os métodos de AM seguem três pa-

radigmas principais, nas quais as tarefas de aprendizado são comumente classificadas:

aprendizado supervisionado, aprendizado não supervisionado e aprendizado por reforço1.

2.1.1 Aprendizado Supervisionado

Nesse paradigma, as tarefas são preditivas e o conjunto de dados de treinamento deve ter

atributos (características) de entrada e de saída (também chamada de alvo). As saídas

devem ser rotuladas simulando a atividade de um supervisor, ou seja, alguém que sabe a

“resposta”. A tarefa de aprendizagem supervisionada pode ser definida da seguinte forma

(RUSSEL; I.NORVIG, 2020):
1Outros tipos de supervisão também existem, a saber, aprendizagem semi-supervisionada, quando

apenas um subconjunto dos exemplos tem uma saída; e auto-supervisionado, quando o rótulo é extraído
da própria tarefa sem a supervisão humana
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Dado um conjunto de treinamento de N pares de exemplos de entrada e saída

(x1,y1),(x2,y2),...(xn,yn),

onde cada yi foi gerado por uma função desconhecida y = f(x), o algoritmo

deve encontrar uma função h que se aproxime da função verdadeira f .

A função de hipótese h deve ser válida para outros objetos do mesmo domínio que

não pertençam ao conjunto de treinamento. A essa propriedade dá-se o nome de generali-

zação. A baixa capacidade de generalização significa que o modelo e os dados estão super

ajustados (overfitting), ou subajustado aos dados (underfitting) (MITCHELL, 1997).

Adota-se como boa prática, quando lidando com AM, utilizar três conjuntos de da-

dos: treinamento, validação e teste. O conjunto de treinamento é utilizado para ajustar o

modelo, ou seja, são fornecidos dados para que o algoritmo aprenda (encontre uma função

que aproxime f) a partir de exemplos conhecidos. O conjunto de validação é importante

para avaliar a capacidade de generalização do modelo, verificando se ele não está supera-

justado e nem subajustado, além de permitir a escolha do modelo através do ajuste dos

hiperparâmetros. Por fim, com o conjunto de teste, avalia-se a performance do modelo,

constatando se ele resolve ou não o problema proposto.

As tarefas preditivas podem ser divididas em problemas de classificação, quando a

saída y for um conjunto de valores qualitativos, por exemplo, o estado de saúde de um

paciente (saudável, doente). Já quando a saída é um valor numérico, ex: temperatura, a

tarefa é chamada de regressão.

Russel e I.Norvig (2020) apresentam as seguintes definições:

• Classificação: yi = f(xi) ∈ {c1,...,cm}, isto é, f(xi) assume valores em um conjunto

discreto, não ordenado;

• Regressão: yi ∈ R, isto é, f(xi) assume valores em um conjunto infinito e ordenado

de valores.

2.1.2 Aprendizado Não Supervisionado

O objetivo das tarefas neste paradigma é descrever o conjunto de dados, descobrindo al-

guma ordem ou padrão relevante que auxilie na representação dos dados. Assim, não é

necessário que o conjunto de dados seja rotulado e os algoritmos utilizam agrupamentos ou
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regras de associação entre grupos de atributos. O agrupamento identifica a similaridade

dos itens separando-os em grupos distintos e, além disso, busca-se maximizar a não simi-

laridade entre os itens de grupos diferentes. Já as regras de associação buscam padrões

frequentes entre grupos de atributos. Esta técnica é bem explorada no contexto de cestas

de produtos para descobrir os itens que são comprados em conjunto, e é bastante utilizada

para guiar as ações de marketing de lojas online (MITCHELL, 1997). O exemplo mais

famoso é o caso do Walmart que descobriu, utilizando as regras de associação, que pais

compravam fraldas e cervejas nos finais de semana. A rede de supermercados colocou as

fraldas ao lado das cervejas impulsionando o número de vendas. Este paradigma não será

foco deste trabalho.

2.1.3 Aprendizado por Reforço

Diferente dos outros dois paradigmas, não há a necessidade de um conjunto de dados para

treinamento. As tarefas simulam aprendizado por tentativa e erro, premiando as ações

positivas e punindo as ações negativas. Essa é a forma com que os robôs aprendem a andar

e, até mesmo, a dançar. A maioria das aplicações estão relacionadas com a robótica, com

jogos de estratégia e atividades difíceis de programar, por exemplo, o controle de um

helicóptero autônomo que realiza voos acrobáticos. Uma desvantagem significativa dessa

abordagem é a necessidade de muitas repetições para a obtenção de bons resultados, o

que gera um enorme custo computacional (RUSSEL; I.NORVIG, 2020). Este paradigma

não será foco deste trabalho.

2.1.4 Algoritmos

A seguir, apresentamos uma breve descrição dos principais algoritmos de Aprendizado de

Máquina encontrados na literatura que também foram aplicados na previsão de popula-

ridade:

• k-NN. O algoritmo dos vizinhos mais próximos (k-NN) é um método baseado em

distância, assim, o exemplo de entrada será classificado de acordo com os objetos que

estão próximos a ele no conjunto de treinamento. O parâmetro k define a quantidade

de objetos a serem levados em conta para a previsão. É considerado um algoritmo

preguiçoso (lazy) por apenas memorizar os dados do conjunto de treinamento, sem

necessariamente aprender um modelo. Tem dificuldade em lidar com grande número

de atributos (dimensionalidade), por causa do cálculo da similaridade em um espaço
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dimensional muito grande, e o processo de classificação é lento, já que no pior caso,

tem de percorrer todo o conjunto de dados (MITCHELL, 1997).

• Naive Bayes. O algoritmo Naive Bayes é um modelo probabilístico que utiliza o

Teorema de Bayes assumindo que os valores dos atributos são independentes entre si.

Assim, a probabilidade de um item pertencer a determinada classe está representada

na Equação 2.1 e o algoritmo associa o exemplo x à classe yk para a qual P (yk|x) é

máxima (MITCHELL, 1997).

P (yi|x) ∝ P (yi)
d∏

j=1

P (xj|yi) (2.1)

• Árvore de Decisão. A definição formal de uma árvore de decisão apresentada

em Mitchell (1997) é: “uma árvore de decisão é um grafo acíclico direcionado em

que cada nó ou é um nó de divisão, com dois ou mais sucessores, ou um nó folha”.

Cada nó de divisão apresenta um teste que faz com que o modelo decida o caminho

a ser percorrido. Os nós folhas são rotulados com funções, representando regras e

conclusões, que dividem o espaço de entradas em subespaços (MITCHELL, 1997).

Existem diversos algoritmos que utilizam a formalidade das árvores de decisão, sendo

um dos mais conhecidos o C4.5 (QUINLAN, 1993), que tem uma implementação

em JAVA com a denominação “J48” (PANDEY; PRABHAKAR, 2016).

• Máquinas de Vetores de Suporte - SVM. Foram desenvolvidas utilizando a

teoria de aprendizado estatístico buscando-se hiperplanos que separem linearmente

os conjuntos de dados (DRUCKER et al., 2003). A equação de um hiperplano é

apresentada na Equação 2.2, em que w . x é o produto escalar entre os vetores

w e x, w ∈ X é o vetor normal ao hiperplano descrito e b
||w|| corresponde à distância

do hiperplano em relação à origem, com b ∈ ℜ (MITCHELL, 1997).

h(x) = w . x + b (2.2)

• Redes Neurais Artificiais. As redes neurais foram inspiradas no modelo de si-

napses biológicas, tentando simular o cérebro humano. Elas são compostas por

unidades de processamento simples, neurônios artificiais (foram apresentados a pri-

meira vez em McCulloch e Pitts (1943)), dispostas em camadas e interligadas por
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um grande número de conexões. Quando todos os neurônios de uma camada estão

conectados à camada seguinte, diz-se que é uma camada completamente conectada.

Cada conexão tem um valor associado, chamado de peso.

O neurônio artificial executa uma combinação linear de suas entradas com os pe-

sos associados, seguido pelo cálculo de uma função de ativação não-linear sobre a

combinação linear. Os pesos associados às conexões influenciam na importância de

cada entrada. Dessa forma, a rede aprende por meio dos dados. Para aprender os

pesos, a abordagem usual é o emprego do algoritmo de retropropagação juntamente

com a técnica de otimização do gradiente descendente (MITCHELL, 1997).

As redes de uma única camada resolvem apenas problemas linearmente separáveis,

mas adicionando-se camadas e utilizando funções de ativação não lineares nas ca-

madas intermediárias, é possível resolver problemas não lineares, tornando-se um

aproximador universal. As redes multicamadas também são chamadas de redes per-

ceptron multicamadas (MLP, do inglês multilayer perceptron) (MITCHELL, 1997).

• Bagging. O nome do método deriva da expressão em inglês “bootstrap aggrega-

ting”. A ideia básica é gerar vários preditores para um mesmo conjunto de dados,

agregando-os para obter um melhor resultado. Ou seja, ao invés de escolhermos um

único modelo para a previsão será utilizado o resultado de vários modelos. Em uma

previsão numérica utiliza-se a média dos preditores, enquanto que na classificação

a votação por maioria é usada (BREIMAN, 1996).

• AdaBoost. É a implementação de um algoritmo de “boosting” que melhora in-

crementalmente a acurácia de um preditor, adaptando os parâmetros à medida que

o modelo vai sendo treinado. Ele combina diversos preditores para melhorar o re-

sultado, mas a principal contribuição deste algoritmo reside no fato de que não é

necessário conhecer a acurácia dos preditores “fracos”, pois o algoritmo melhora a

performance iterativamente gerando os pesos a serem utilizados pelos modelos no

próximo passo (FREUND; SCHAPIRE, 1997).

• Random Forest. Neste método são criadas diversas árvores de decisão para se-

rem utilizadas em conjunto na previsão. O algoritmo escolhe aleatoriamente um

subconjunto de variáveis do conjunto de treinamento, a decisão de qual variável irá

pertencer ao nó de decisão também é realizada de forma aleatória. Esse processo

é repetido diversas vezes até convergir ao ponto em que a construção de uma nova

árvore não contribui para a melhora da performance. Este método costuma trazer

bons resultados, mas demanda grande poder computacional (HO, 1995).
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Esta seção apresentou os principais algoritmos de AM encontrados na literatura sobre

previsão de popularidade com uma breve descrição do funcionamento de cada um. Esta

lista não é exaustiva e teve como base os algoritmos utilizados em mais de dois trabalhos

na literatura pesquisada. Apesar do conhecimento teórico direcionar a escolha do modelo

preditivo mais adequado, de acordo com o contexto da pesquisa, a escolha do melhor

algoritmo ainda é eminentemente prática. Durante os experimentos foram selecionados

os algoritmos mais utilizados na literatura, analisando-os e comparando para descobrir o

de melhor performance.

2.2 Processamento de Linguagem Natural

Processamento de Linguagem Natural (PLN) é um subcampo da Inteligência Artificial que

investiga métodos e técnicas, através das quais os agentes computacionais seriam capazes

de se comunicar com os seres humanos. Além disso, essas técnicas podem ser utilizadas

para extração de informação a partir da linguagem escrita (RUSSEL; I.NORVIG, 2020).

A Web registra grande parte do conhecimento humano através de inúmeras páginas

de informação. Os agentes computacionais podem “aprender” e extrair informações dessa

grande base de dados, mas eles precisam lidar com a linguagem natural utilizada pelos hu-

manos, que é ambígua e confusa. Para os computadores extraírem informações dos textos,

são utilizados os modelos de linguagem, que são distribuições probabilísticas de expressões

encontradas nos textos (RUSSEL; I.NORVIG, 2020). Como as linguagens naturais são

extensas e estão em constante mudança, os modelos usados são uma aproximação dessas

linguagens. Dessa forma, as máquinas manipulam esses modelos de representação exe-

cutando classificações, recuperação de informação e extração de informações (RUSSEL;

I.NORVIG, 2020).

Os computadores utilizam linguagens formais, tais como as linguagens de progra-

mação Java ou Python. As sentenças nessas linguagens são definidas por uma sintaxe,

permitindo definir se um conjunto de sequências é válido ou não em determinada lingua-

gem (RUSSEL; I.NORVIG, 2020). Diferentemente das linguagens formais, a comunicação

humana permite ambiguidades que não deixa “As linguagens naturais serem caracteriza-

das como um conjunto de sentenças definitivas”. Portanto, busca-se a probabilidade de

uma sentença pertencer ou não a determinada linguagem (RUSSEL; I.NORVIG, 2020).

Existem duas estratégias comumente utilizadas para extrair atributos preditivos dos

textos de forma a alimentar os modelos de Aprendizado de Máquina (AM). Uma aborda-
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gem é obter as características com engenharia de atributos, realizada manualmente tendo

como base aspectos linguísticos e a experiência de especialistas. Outra forma é repre-

sentar os textos em um espaço vetorial com base na semântica distribucional (HARRIS

et al., 1954). Neste segundo caso, duas formas de criar o espaço vetorial são possíveis.

A primeira define os atributos como as palavras no vocabulário e os valores são medidos

baseado nas frequências das palavras encontradas no exemplo. Isso é conhecido como

bag-of-words. A outra maneira induz uma linguagem a partir de um grande conjunto

de textos, contando com uma formulação probabilística ou neural (JURAFSKY, 2000;

BENGIO; DUCHARME et al., 2003).

Modelos de linguagem podem ser utilizados para representar caracteres, que é a uni-

dade básica, mas eles também podem representar palavras, sentenças ou documentos.

Para ilustrar um modelo de linguagem, considere que a distribuição de probabilidade so-

bre uma sequência de caracteres pode ser escrita P (c1:n). Utilizando essas probabilidades,

pode-se criar modelos definidos como uma cadeia de Markov de ordem n − 1, nessas

cadeias a probabilidade do caractere ci depende dos caracteres imediatamente anteriores

(RUSSEL; I.NORVIG, 2020). Portanto, dada uma sequência de caracteres c1:i−, pode-se

estimar qual será o próximo caractere com P (ci|c1:−i−1). Chama-se esses conjuntos de dis-

tribuição de probabilidades de modelos n-grama. Na Equação 2.3 observa-se um modelo

de trigrama(3-grama) (RUSSEL; I.NORVIG, 2020). Esses modelos não se restringem a

conjunto de caracteres, podendo ser estendidos a conjuntos de palavras.

O corpus é um corpo de texto utilizado para adquirir as características da linguagem,

por exemplo, as probabilidades de ocorrência dos trigramas (conjuntos de três caracteres).

Em uma linguagem de 100 caracteres, é necessário um corpus de 10 milhões de caracteres

para obter a distribuição de probabilidade de um modelo trigrama. Chama-se Corpora o

conjunto de corpus utilizado para modelar a linguagem. Evidentemente, quanto maior

o Corpora, melhor a aproximação obtida (RUSSEL; I.NORVIG, 2020). Os modelos de

n-grama podem ser utilizados para reconhecimento de idioma, correção de ortografia,

reconhecimento de textos manuscritos (ZIMMERMANN; BUNKE, 2004), classificação

de gênero e reconhecimento de entidades nomeadas (RUSSEL; I.NORVIG, 2020).

P (ci|c1:i−1) = P (ci|ci−2:i−1) (2.3)

Outra forma de representação dos textos é a contagem de frequências das palavras,

criando vetores com a soma dessas frequências ao invés da utilização das probabilidades.
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Esta forma de representação é conhecida como bag-of-words e não leva em consideração

a ordenação das palavras. Também não captura valores semânticos do texto. Nessa re-

presentação, todas as palavras têm a mesma importância, sendo diferenciadas umas das

outras apenas por suas frequências. Este modelo pode ser estendido para ser utilizado

conjuntamente com os n-gramas apresentados anteriormente, contando o conjunto de n

palavras. Entre as aplicações com este modelo de representação está a Análise de Senti-

mentos e o algoritmo de Alocação Latente de Dirichlet (LDA do inglês Latent Dirichlet

Alocation).

2.2.1 Técnicas de pré-processamento

Para a aplicação dos métodos e modelos de linguagem de forma a realizar o Processa-

mento de Linguagem Natural é necessário definir exatamente e diferenciar caracteres,

palavras, sentenças e documentos. Nesta seção são apresentadas algumas técnicas de pré-

processamento que são responsáveis em converter um texto bruto em uma sequência bem

definida que possa ser processada por uma máquina (INDURKHYA; DAMERAU, 2010).

2.2.1.1 Tokenização

Tokenização realiza a segmentação dos textos, verificando os limites dos caracteres,

palavras e pontuação. Os componentes resultantes desta segmentação são identificados

como tokens. Existem casos especiais em que realizar a segmentação não é trivial. Por

exemplo, o hífen utilizado para separar sílabas das palavras no final de uma linha. Nesse

caso, ao realizar a tokenização das duas partes em linhas diferentes é necessário que elas

sejam reconstruídas como uma única palavra. Para a resolução desses casos especiais, são

utilizados modelos de AM que realizam a tokenização com bases rotuladas atingindo uma

acurácia de 99% (INDURKHYA; DAMERAU, 2010).

2.2.1.2 Stemming

Stemming reduz as palavras aos seus radicais eliminando as variações morfológicas e

inflexões. Este processo ajuda a normalizar os textos e reduzir as ambiguidades. Por

exemplo, na língua inglesa, “Mr.”, “Mr”, “mister” e “Mister” têm o mesmo significado e

deve ser representado de uma única forma. Da mesma forma, na Língua Portuguesa as

palavras “aguardando”, “aguardar”, “aguardo” podem ser substituídas apenas por “aguard”

de forma a uniformizar os significados.
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2.2.1.3 Remoção de Stopwords

Stopwords são palavras que não adicionam significado ou informação ao texto, como pre-

posições e artigos. Remover essas palavras é uma estratégia comum para reter sentenças

mais significativas ao recuperar informações ou calcular as frequências.

2.2.2 Extração de Atributos

O Reconhecimento de Entidades Nomeadas (NER do inglês Named Entity Recognition)

utiliza diversas técnicas. Uma das mais simples é encontrar sequências que permitam

identificar pessoas, lugares ou organizações. Por exemplo, as sequências de palavras “Sr.”,

“Sra.”, “Dr.” permite identificar pessoas, assim como “rua”, “Av.” permite identificar

lugares. Esses modelos n-grama podem localizar entidades mais complexas conforme

demonstrado em Downey, Broadhead e Etzioni (2007).

Diversos trabalhos encontrados na literatura utilizam o Stanford NER (STANFORD,

2021) que é uma implementação JAVA de um reconhecedor de entidades nomeadas. Esse

software já vem pré-treinado para reconhecer pessoas, organizações e locais no idioma

inglês. Ele utiliza modelos de campos aleatórios de cadeia linear incorporando dependên-

cias não locais para extração de informações, como apresentado em Finkel, Grenager e

Manning (2005). Quando necessário para a realização dos experimentos foi utilizada a

linguagem Python (FOUNDATION, 2021) com a biblioteca Spacy (SPACY, 2021) para

o reconhecimento de entidades nomeadas.

A Análise de Sentimentos classifica os textos em positivo, negativo ou neutro de

acordo com as palavras ou sentenças encontradas. Nesse sentido, o uso de bag-of-words

com o classificador SVM é um dos mais eficientes modelos para classificar um texto como

positivo ou negativo, como visto em Agarwal e Mittal (2016).

2.2.3 Algoritmo LDA

O LDA agrupa as palavras do corpus em tópicos. Este algoritmo é um modelo probabi-

listico que representa o corpus em três níveis: tópicos, documentos e palavras. Os tópicos

são separados de acordo com as frequências através do conceito de bag-of-words (BLEI;

NG, A.; JORDAN, M., 2003).
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2.2.4 Word Embeddings

A representação dos dados a serem utilizados como entradas nos modelos preditivos de

AM é uma etapa extremamente importante para a performance dos resultados obtidos.

Esta etapa, quando é realizada de forma manual, chama-se de engenharia de atributos e

é dependente do conhecimento sobre o conteúdo dos dados e de uma análise prévia dos

atributos. O aprendizado de representações objetiva permitir que a máquina selecione

características relevantes do conjunto de dados, eliminando a necessidade de se realizar a

engenharia de atributos manual (BENGIO; COURVILLE; VINCENT, 2013).

Bengio, Ducharme et al. (2003) propôs uma representação de word embeddings, que

são vetores densos de valores reais com baixa dimensionalidade representando um con-

junto de palavras aprendidos de um corpus. O objetivo é capturar a semântica das

palavras, dessa maneira palavras e sentenças similares terão representações similares em

um espaço vetorial. Essa representação expressa as características de cada palavra e a pro-

babilidade condicional da próxima palavra dado que se conhece as anteriores (BENGIO;

DUCHARME et al., 2003).

Com a utilização da representação por word embeddings não é necessário a realização

de engenharia de atributos de forma a capturar atributos para serem utilizadas nos mode-

los preditivos de AM. Portanto, uma das vantagens da utilização de word embeddings é a

possibilidade de extrair atributos sem ter de realizar análise prévia do conteúdo. Porém,

entre as desvantagens está a falta de interpretabilidade das características encontradas e

o grande tempo de processamento.

Mikolov et al. (2013) propôs uma maneira eficiente para calcular as word embeddings

que reduz drasticamente o tempo de treinamento para o aprendizado de representações.

Após esse estudo, outras abordargens surgiram para melhorar o tempo de treinamento, in-

cluindo FastText (JOULIN et al., 2017). Na biblioteca FastText, embeddings pré-treinados

estão disponíveis para diversos idiomas, agilizando o processo de obtenção dos atributos

preditivos.

Esta seção apresentou os principais conceitos de Processamento de Linguagem na-

tural utilizados para extrair atributos dos conjuntos de dados estudados para realizar a

previsão de popularidade. Assim, foram apresentadas de forma concisa as tarefas de Re-

conhecimento de Entidades Nomeadas, Análise de Sentimentos, Normalização de Textos,

o algoritmo LDA e os modelos de n-grama. Além disso, foi apresentada a representação

de dados utilizando word embeddings.



3 Revisão da Literatura

O objetivo era pesquisar os métodos de Aprendizado de máquina utilizados para prever

a popularidade de conteúdo na Web. Dessa forma, buscava-se entender qual a melhor

maneira de selecionar os atributos para esta tarefa e se era possível utilizar técnicas de

extração automática de atributos como as word embeddings.

3.1 Definição das palavras chaves

Na definição dos termos de busca a serem inseridas nas bases de dados para realizar a

revisão de literatura, cada palavra-chave deve estar relacionada a um componente PICO.

Costa Santos et al. (2007) sugere que a construção do termo de pesquisa utilize a seguinte

estratégia:

(P ) AND (I) AND (C) AND (O) (3.1)

As palavras-chaves definidas utilizando a estratégia adotada estão apresentadas na

Tabela 1. Os componentes PICO adotados forma apresentados na Seção 1.2. Dessa

forma, a string de busca ficou definida como:

(“web content” OR “popularity prediction” OR “videos” OR “news”) AND

(“machine learning” OR “classification” OR “regression” OR “feature

selection”) AND (“deep learning” OR “word embedding” OR “SVM” OR

“KNN” OR “Naive Bayes”)

Esta string foi testada na base Scopus retornando mais de 90.000 artigos. Então,

para reduzir essa quantidade, foram excluídos os termos “videos” e “news” ficando com

a seguinte string de busca:
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(“web content” OR “popularity prediction”) AND (“machine learning” OR

“classification” OR “regression” OR “feature selection”) AND (“deep learning”

OR “word embedding” OR “SVM” OR “KNN” OR “Naive Bayes”)

Tabela 1: Definição de Palavras Chaves
(P) (I) (C) (O)

web content classification word embeddings -
popularity regression deep learning -
prediction feature selection SVM

videos machine learning KNN
news - Naive Bayes

3.2 Seleção dos Estudos

Utilizando a string de busca, foi realizada busca na base IEEE xplore retornando 398

textos, sendo 387 rejeitados por não estarem diretamente relacionados com a previsão de

popularidade resultando em 11 artigos. Na base Scopus obtivemos 573 trabalhos com

547 excluídos e na ACM Digital Library de 606 artigos, 576 foram descartados. Todos os

artigos selecionados das três bases somados totalizaram 67 trabalhos a serem estudados.

Após a leitura dos abstracts descartamos 36 trabalhos que não utilizavam AM, re-

sultando em 31 artigos. Aplicando a técnica de Snowballing, que consiste em identificar

estudos que foram referenciados e referenciaram os artigos encontrados, ampliamos o nú-

mero de textos para 50. Essa busca está resumida na Tabela 2.

Tabela 2: Bases de Dados
Base Qtd Encontrada Qtd Rejeitada Qtd Final
IEEE 398 387 11
Scopus 573 547 26

ACM Digital Library 606 576 30

3.3 Taxonomia

Tatar et al. (2014) sumarizou os principais estudos sobre previsão de popularidade rela-

tando as abordagens iniciais que buscava compreender o padrão de distribuição de acesso

dos usuários aos diferentes tipos de conteúdo, incluindo vídeos (CRANE; SORNETTE,
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2008). Após o mapeamento dessas distribuições de probabilidades de popularidade (prin-

cipalmente de vídeos), iniciou-se uma busca por modelos capazes de antever a populari-

dade das informações na Web (TATAR et al., 2014). Interessante notar que a previsão de

popularidade pode ser utilizada em conjunto com outras tecnologias como por exemplo:

incremento da taxa de acertos de algoritmos de realocação de cache (FAMAEY et al.,

2013), otimização de artigos de notícias (FERNANDES; VINAGRE; CORTEZ, 2015),

associado com sistemas de recomendação (TAN; ZHANG, 2019), entre outros. Um dos

primeiros trabalhos que apresenta um método preditivo com Aprendizado de Máquina foi

Szabo e Huberman (2010), mostrando haver uma correlação linear entre os diferentes ins-

tantes do ciclo de vida de conteúdo na Web. O modelo preditivo apresentado foi utilizado

em outros estudos, inclusive na proposta de política de realocação de cache de um serviço

de vídeos sobre demanda (FAMAEY et al., 2013).

Para estruturar a apresentação dos trabalhos relacionados, foi definida uma taxono-

mia, apresentada na Figura 1, em que os métodos de previsão de popularidade foram

divididos de acordo com a tarefa de predição, então obteve-se os métodos de regressão e

os métodos de classificação:

• Métodos de Regressão. Esses métodos realizam uma previsão numérica, quan-

tificando a popularidade de acordo com a métrica definida. Os atributos alvos

mais comuns são o número de visualizações, número de compartilhamentos, número

de tweets e quantidade de comentários. Estes métodos preditivos utilizam a Re-

gressão e costumam ser chamados de regressores (SZABO; HUBERMAN, 2010;

TRZCINSKI; ROKITA, 2017).

• Métodos de Classificação. São definidas classes de popularidade e o modelo

previsor aloca o conteúdo em uma das classes definidas. O objetivo é prever se um

conteúdo irá se tornar popular ou não, na maioria dos casos utiliza-se apenas duas

classes: popular e não-popular. Estes métodos preditivos utilizam a Classificação

e costumam ser chamados de classificadores (LIU et al., 2017; KHAN, A. et al.,

2018; BANDARI; ASUR; HUBERMAN, 2012).

Além da divisão de acordo com a tarefa, os métodos de previsão foram agrupados, de

acordo com os atributos utilizados:

• Atributos Textuais. Esses atributos são extraídos do item a ter a popularidade

prevista utilizando técnicas de processamento de linguagem natural. A extração
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pode ser direta do conteúdo, como nos artigos de notícias, pode ser da descri-

ção apresentada na Web, como nos vídeos e imagens, e, até mesmo, aproveitando

elementos fornecidos pelas mídias sociais, como os comentários publicados pelos

usuários.

• Atributos Visuais. Esses atributos são extraídos dos vídeos e imagens através de

técnicas de Aprendizado de Máquina (Redes Neurais, por exemplo) ou manualmente

como na seleção de frames representativos do conteúdo.

• Meta-Atributos. Esses atributos são fornecidos pelo site em que o conteúdo foi

publicado e são inerentes a Web, mas não pertencem a nenhum dos grupos ante-

riores, tais como: fonte do conteúdo, categoria, número de visualizações e data de

publicação.

Figura 1: Taxonomia de acordo com os métodos de previsão e atributos utilizados

Dessa forma, é possível classificar os estudos que apresentam modelos de previsão de

popularidade utilizando a taxonomia proposta. O resultado é mostrado na Tabela 3, em

que a letra C nas tarefas preditivas indica que o modelo estudado utiliza a Classificação e

a letra R indica um previsor que utiliza a Regressão. Estas pesquisas também foram clas-

sificadas de acordo com os atributos utilizados. É interessante notar que esta classificação

não é excludente, alguns modelos posicionam-se em mais de uma classificação. Estes arti-

gos apresentam diversas técnicas e modelos que podem ser considerados o estado da arte

para previsão de popularidade. A Tabela 4 mostra os melhores modelos de cada estudo e

a performance alcançada. É importante observar as métricas utilizadas para validarmos



3.4 Modelos de Classificação 34

as comparações. Observa-se que os classificadores que utilizam atributos textuais ficaram

entre os melhores, já os regressores com melhores resultados utilizavam atributos visuais.

Essa tendência pode ser levada em conta para trabalhos futuros.

Tabela 3: Estudos classificados de acordo com a Taxonomia
Tarefa Preditiva Atributos
C R Textual Visual Meta-Data Referências

✓ ✓ Szabo e Huberman (2010)
✓ ✓ Oghina et al. (2012)
✓ ✓ Pinto, Almeida e Gonçalves (2013)
✓ ✓ Khosla, Das Sarma e Hamid (2014)
✓ ✓ Trzcinski e Rokita (2017)
✓ ✓ Hoiles, Anup e Krishnamurthy (2017)

✓ ✓ ✓ Bandari, Asur e Huberman (2012)
✓ ✓ Fernandes, Vinagre e Cortez (2015)
✓ ✓ ✓ Liu et al. (2017)
✓ ✓ Trzcinski, Andruszkiewicz et al. (2017)
✓ ✓ Aasim Khan et al. (2018)
✓ ✓ Jeon et al. (2020)
✓ ✓ Lima et al. (2021)

Legenda: C=Classificação R=Regressão

Tabela 4: Performance dos Modelos
Melhor Performance

Tarefa Modelo Métrica Performance Referências
R LN model RSE gráfico Szabo e Huberman (2010)
R Linear Regression Spearman 0.85 Oghina et al. (2012)
R MRBF model RSE 0.17 Pinto, Almeida e Gonçalves (2013)
R SVR Spearman 0.81 Khosla, Das Sarma e Hamid (2014)
R Popularity-SVR Spearman 0.94 Trzcinski e Rokita (2017)
R CI Random Forest R2 0.80 Hoiles, Anup e Krishnamurthy (2017)
C Bagging Accuracy 83.96% Bandari, Asur e Huberman (2012)
C Random Forest AUC 0.73 Fernandes, Vinagre e Cortez (2015)
C AD Tree AUC 0.83 Liu et al. (2017)
C Popularity-LRCN Accuracy 70.00% Trzcinski, Andruszkiewicz et al. (2017)
C Gradient Boosting Accuracy 79.00% Aasim Khan et al. (2018)

Legenda: C=Classificação R=Regressão

3.4 Modelos de Classificação

Nesta seção apresenta-se os métodos de Aprendizado de Máquina que utilizam classifica-

dores para prever a popularidade de um conteúdo Web. A definição da classe “popular”
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difere de um estudo para outro, levando-se em conta a base de dados utilizada e o con-

texto da pesquisa. Normalmente, os conteúdos populares pertencem a classe minoritária

fazendo com que as classes de popularidade fiquem desbalanceadas, permitindo ao modelo

obter “alto grau” de acerto sem que, necessariamente, o algoritmo classifique-os correta-

mente. Isso acontece, quando o modelo classifica os exemplos na classe majoritária, por

exemplo em um conjunto que possua apenas 15% de itens populares, se o modelo classifi-

car todos os exemplos como não popular obterá uma acurácia de 85%. Esta performance

não refletirá o aprendizado do modelo, por essa razão, é interessante obter uma base de

dados com uma distribuição balanceada de classes.

3.4.1 Métricas de Avaliação

A avaliação de performance e a comparação entre os modelos é vital para encontrar a

melhor resposta do problema em questão. Entre as métricas utilizadas para se avaliar

os classificadores encontra-se a acurácia definida pela equação 3.2. Esta métrica é o

complemento da taxa de erro, ou classificações incorretas, apresentada na Equação 3.3.

f̂ é o classificador, yi a classe conhecida de xi e f̂(xi) a classe predita. Utilizando como

exemplo um problema de duas classes, em que uma é positiva e a outra negativa, é possível

apresentar a taxa de erro de uma forma mais compreensível como na Equação 3.4. FP são

os falsos positivos, itens pertencentes a classe negativa classificados como positivos e FN

são os falsos negativos, itens pertencentes a classe positiva classificados como negativos

(MITCHELL, 1997).

ac(f̂) = 1− err(f̂) (3.2)

err(f̂) =
1

n

n∑
1

δ(yi,f̂(xi)) (3.3)

err(f̂) =
FP + FN

n
(3.4)

Ainda utilizando o problema de duas classes é possível citar outras métricas utilizadas

como a precisão, Equação 3.5, que apresenta a proporção de exemplos positivos classifi-

cados corretamente entre todos aqueles preditos como positivos (MITCHELL, 1997), a
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revocação (recall), Equação 3.6, que corresponde à taxa de acertos na classe positiva. Nas

equações 3.5 e 3.6, TP é o número de verdadeiros positivos (do inglês True Positives),

FP são os falsos positivos e FN é o número de falsos negativos. Essas equações foram

definidas para modelos de duas classes (MITCHELL, 1997).

prec(f̂) =
TP

TP + FP
(3.5)

rev(f̂) =
TP

TP + FN
(3.6)

A precisão apresenta a exatidão do modelo, enquanto a revocação apresenta a com-

pletude. Analisando apenas a precisão, não é possível saber quantos exemplos não foram

classificados corretamente, já com a revocação não é possível descobrir quantos exemplos

foram classificados incorretamente. Por este motivo, a análise, normalmente, é realizada

com a medida-F que é a média harmônica ponderada da precisão e revocação. Na equação

3.7, w é o peso que pondera a importância da precisão e revocação, com peso 1 o grau de

importância é o mesmo para as duas métricas. A medida F1 é apresentada na equação

3.8 (MITCHELL, 1997).

Fm(f̂) =
(w + 1)× rev(f̂)× prec(f̂)

rev(f̂) + w × prec(f̂)
(3.7)

F1(f̂) =
2× rev(f̂)× prec(f̂)

rev(f̂) + prec(f̂)
(3.8)

O gráfico ROC (do inglês Receiving Operating Characteristics) (BRADLEY, 1997) é

representado em duas dimensões “com eixo X e Y representando as medidas de taxa de

falsos positivos (TFP) e taxa de verdadeiros positivos (TVP), respectivamente” (MIT-

CHELL, 1997). Nesse gráfico, a diagonal representa um classificador aleatório, sendo

desejável que os modelos classifiquem acima dessa linha, conforme o exemplo da Figura

2.

Para comparar a performance entre os diversos modelos de classificação é usual cons-

truir uma curva ROC, como visto na Figura 2, e calcular a área abaixo dessa curva (AUC,
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Figura 2: Exemplo de Curva ROC

do inglês Area Under ROC Curve). Para a construção da curva ROC, é necessário ordenar

os casos de teste de acordo com o valor contínuo fornecido pelo classificador (dependendo

do modelo poderá ser necessário uma adaptação) (BRADLEY, 1997).

3.4.2 Atributos Textuais

A utilização de técnicas de processamento de linguagem natural permite a extração de di-

versos atributos diretamente de conteúdo, como nos artigos de notícias, ou de informações

fornecidas, como as descrições de vídeos e imagens. Dentre estas técnicas, encontram-se a

análise de sentimentos, reconhecimento de entidades nomeadas, subjetividade do texto e

descoberta de tópicos com o algoritmo de Alocação Latente de Dirichlet (BLEI; NG, A.;

JORDAN, M., 2003).

O Twitter, uma das redes sociais mais populares do mundo, permite compartilhar

informações através de mensagens curtas. Os Artigos de Notícias são compartilhados no

Twitter através da publicação da URL da notícia e da funcionalidade retweet, que permite

enviar a mesma informação sem modificações. Em Bandari, Asur e Huberman (2012) os

autores utilizaram cinco classificadores com um conjunto de atributos multidimensionais

para prever a popularidade de artigos de notícias no Twitter através do número de tweets

e retweets.

Bandari, Asur e Huberman (2012) coletaram artigos de notícias do agregador Feedzilla

e os atributos obtidos para abranger diferentes dimensões do problema são:
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1. A fonte da notícia, que gerou ou publicou o artigo;

2. A categoria do artigo, de acordo com o Feedzilla;

3. A subjetividade da linguagem do artigo;

4. Entidades nomeadas presentes nos artigos.

Os dados foram coletados no período de 8 de agosto de 2011 a 16 de agosto de 2011,

totalizando 44.000 artigos. Para cada artigo foi obtido o número de tweets utilizando a fer-

ramenta Topsy (TOPSY, 2021). Para o reconhecimento das entidades nomeadas (lugares,

pessoas ou organizações) foi utilizada a ferramenta Stanford-NER. Para a subjetividade

dos artigos foi utilizado um classificador do Ling-Pipe, que é um conjunto de ferramentas

para PLN com algoritmos de AM desenvolvido em Pang e Lee (2004). Para evidenciar a

contribuição da subjetividade na análise realizada, os autores buscaram dois corpora: o

primeiro possuía uma linguagem mais informal, enquanto o segundo era mais objetivo e

com menos sentimentos na comunicação realizada. Assim, a ferramenta foi treinada com

as transcrições dos programas de TV e Rádio de Rush Limbaugh (LIMBAUGH, 2021) e

Keith Olberman (OLBERMANN, 2021) como o corpus subjetivo. Já para o treinamento

da linguagem objetiva foi utilizada as transcrições do CSPAN (CSPAN, 2021), bem como

a transcrição de artigos do website FirstMonday (MONDAY, 2021).

No conjunto de dados coletados foi observado que os valores absolutos, por vezes,

não representavam bem a informação desejada. Por exemplo, a quantidade de notícias

publicadas por categoria não ressaltava a importância da categoria saúde. Esta categoria

tem poucos artigos publicados, mas eles estão entre os mais compartilhados. Por essa

razão, os autores definiram a medida t-density conforme a Equação 3.9. Essa medida

define uma pontuação para cada categoria e outra para cada fonte do artigo (BANDARI;

ASUR; HUBERMAN, 2012).

t− density =
Number of Tweets

Number of links
(3.9)

O conjunto de dados foi dividido em três classes, abrangendo diferentes faixas de

popularidade (tweets e retweets foram contabilizados como tweets): Classe A com até 20

tweets, Classe B variava de 20 a 100 e a Classe C com mais de 100 tweets. Os artigos que

não foram compartilhados no Twitter, ou seja, com 0 tweets não foram considerados para
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a previsão de popularidade. Para a classificação foram testados 4 métodos de aprendizado

de máquina: Bagging, Árvore de Decisão J48, Máquina de Vetor suporte (SVM) e Naive

Bayes. Os autores comparam as performances desses modelos utilizando como métrica

a acurácia. Eles demonstram que com um conjunto de atributos, extraídos diretamente

do conteúdo dos artigos de notícias, é possível realizar a previsão de popularidade antes

da publicação com elevado grau de acurácia, aproximadamente 84%, com o algoritmo

Bagging. Além disso, utilizando os mesmos atributos e uma classificação binária é possível

determinar se um artigo será compartilhado no Twitter com 66% de acurácia (BANDARI;

ASUR; HUBERMAN, 2012).

A descoberta de atributos textuais significativos permite, além da previsão, a otimi-

zação do conteúdo. Uma proposta neste sentido foi apresentada em Fernandes, Vinagre

e Cortez (2015) que sugere um Sistema Inteligente de Suporte à Decisão (IDSS do in-

glês Intelligent Decision Support System). Este sistema classifica um artigo de notícia

em popular ou não e, posteriormente, fornece sugestões de modificações simples que in-

crementariam a sua popularidade. A popularidade de um artigo candidato é estimada

através do módulo de previsão, então o módulo de otimização sugere modificações na

estrutura e conteúdo do artigo, com o objetivo de maximizar a popularidade esperada. O

módulo de previsão utiliza como entradas : conteúdo de mídia digital (imagens, vídeos);

popularidade prévia das notícias referenciadas no artigo; número médio de compartilha-

mentos das palavras-chave e atributos de linguagem natural (FERNANDES; VINAGRE;

CORTEZ, 2015). Os autores utilizaram uma base de dados com artigos de notícias do site

Mashable (MASHABLE, 2021) cobrindo o período de dois anos. A métrica para medir a

popularidade era o número de compartilhamentos e eles consideraram uma classificação

binária (popular/impopular). Para obter uma distribuição balanceada, foram definidos

como popular os artigos que tinham mais de 1400 compartilhamentos.

O algoritmo de Alocação Latente de Dirichlet (LDA) (BLEI; NG, A.; JORDAN, M.,

2003) foi aplicado a todos os textos identificando os cinco tópicos mais relevantes entre

eles. Após isso, para cada artigo a ter a popularidade prevista, foi medida a proximidade

com estes tópicos e os resultados foram utilizados como atributos de entrada (FERNAN-

DES; VINAGRE; CORTEZ, 2015). Neste trabalho os autores também trabalharam com

análise de sentimentos e subjetividade do texto, para isso eles adaptaram e utilizaram

o módulo Pattern (MODULE, 2021) desenvolvido em Smedt, Nijs e Daelemans (2014).

Diversos atributos foram extraídos para serem utilizados, tais como: subjetividade do tí-

tulo, subjetividade do texto, polaridade do título, taxa de palavras positivas e negativas,

polaridade do texto, polaridade das palavras, taxa das palavras positivas entre as que não
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são neutras e a taxa de palavras negativas entre as que não são neutras.

Os autores testaram cinco modelos de classificação: Random Forest (RF); Adaptive

Boosting (AdaBoost); SVM com uma Função de Base Radial (RBF); algoritmo dos vi-

zinhos próximos (KNN) e Naive Bayes (NB). Foram computadas as seguintes métricas :

Acurácia, Precisão, Recall, F1 Score(medida F1) e a Área sobre a curva ROC (AUC) .

Fernandes, Vinagre e Cortez (2015) identificam que, entre os 47 atributos utilizados, os

relacionados a palavras chaves (keywords), proximidade com os tópicos LDA e categoria

do artigo estão entre os mais importantes. Aplicando a otimização em 1.000 artigos o

IDSS proposto conseguiu, em média, incremento de 15% na popularidade. Apesar disso,

os métodos de classificação apresentados não obtiveram bons resultados, mas a utilização

de técnicas de processamento de linguagem natural para extração de atributos do conteúdo

mostrou-se bem sucedida.

Uma abordagem interessante sobre a questão dos atributos é apresentada em Liu et

al. (2017). Os autores elaboraram a hipótese de que a construção gramatical do título e

do resumo pode despertar a curiosidade e atrair a atenção dos leitores. Eles obtiveram

atributos com análise de sentimentos e polaridade, além de definirem um novo atributo,

chamado Grammatical Score, proposto para refletir a capacidade do título em atrair a

atenção dos usuários. Foi utilizada a jieba tool (TOOL, 2021), ferramenta de código

aberto para segmentação de palavras e marcação de palavras. O processo para definir o

Grammatical Score seguiu as seguintes etapas:

• Cada sentença foi dividida em palavras separadas por espaços;

• Cada palavra recebeu um rótulo gramatical;

• Foi contada a quantidade de cada palavra em todos os itens.

Finalmente, uma tabela com palavras, rótulos e número de palavras foi obtida. Após

isso, cada item foi pontuado com a seguinte Equação:

gci =
n∑

k=0

weight(k)× count(k) (3.10)

Na Equação 3.10, gci representa o Grammatical Score do ith item do conjunto de

dados e k representa a kth palavra no ith item. n é a quantidade de palavras no título
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ou resumo. weight é a quantidade da kth palavra em todos os artigos de notícias e

count nesta equação é a quantidade da kth palavra no ith item. Além desse atributo, os

autores utilizaram uma transformação logarítmica e normalização construindo dois novos

atributos: categoryscore e authorscore.

categoryscore =

∑
n ln(sc)

n
(3.11)

O categoryscore é a média de visualizações para cada categoria. n na Equação 3.11

representa o número total de artigos de notícias de cada autor. Para cada categoria, foram

selecionados os dados que pertenciam a esta categoria e utilizada a Equação 3.11.

authorscore =

∑
m ln(sa)

m
(3.12)

O authorscore é definido na Equação 3.12. m na equação representa o número total

de artigos de notícias de cada autor. Antes de calcular o authorscore os dados são

agrupados por autor. Para a previsão os autores utilizaram, além dos três atributos

apresentados, o comprimento dos títulos e dos resumos e atributos temporais. O objetivo

era prever os artigos de notícias que se tornariam populares, para isso, eles utilizaram

o site freebuf (FREEBUF, 2021) como fonte de dados. Liu et al. (LIU et al., 2017)

coletaram artigos de 2012 a 2016, definindo duas classes: popular e não-popular. Como

as classes eram desbalanceadas, devido ao fato de os artigos populares serem a minoria,

a métrica AUC (Área sob a curva ROC) foi utilizada por sofrer menor influência das

classes desbalanceadas. Além disso, eles também utilizaram o coeficiente kappa que é

uma medida estatística para escalas nominais (COHEN, 1960). Para observar qual seria o

melhor algoritmo para previsão de popularidade dos artigos de notícias, foram selecionados

cinco algoritmos de classificação: Random Forest, Árvore de Decisão J48, ADTree, Naive

Bayes e Rede Bayesiana. Liu et al. (2017), mostram o comparativo entre as performances

encontradas, permitindo identificar que o algoritmo ADTree obteve o melhor resultado,

com 0.837 AUC e coeficiente kappa igual a 0.523.

A base de dados utilizada por Fernandes, Vinagre e Cortez (2015) foi disponibili-

zada no repositório de Aprendizado de Máquina UCI (LEARNING, 2021) permitindo

novas pesquisas e experimentos. Em 2018, Aasim Khan et al. (2018) apresentaram uma
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nova metodologia melhorando os resultados encontrados por Fernandes, Vinagre e Cortez

(2015). O primeiro experimento foi a redução dos atributos para o espaço de duas dimen-

sões utilizando a Análise de Componentes Principais (PCA). PCA é um procedimento

estatístico que usa transformações ortogonais para converter um conjunto de variáveis

correlacionadas em um conjunto de valores não correlacionados linearmente chamados

de componentes principais. Assim, a saída da análise PCA de duas dimensões era para

ser dois conjuntos separados linearmente, mas com os resultados obtidos não foi possível

identificar essa separação linear. Foi aplicada a análise PCA de três dimensões para tentar

a separação linear e também não se obteve sucesso (KHAN, A. et al., 2018).

Baseado na observação de que os atributos não podiam ser separados linearmente

e na tendência observada em outros trabalhos, os autores buscaram testar modelos de

classificadores não lineares e métodos que utilizam modelos em conjunto tais como: Ran-

dom Forest, Gradient Boosting, AdaBoost e Bagging. Além desses, foram testados outros

modelos lineares para comprovar a eficácia da hipótese. A aplicação da Eliminação de

Atributos Recursiva (RFE) permitiu obter os 30 principais atributos que foram utiliza-

dos com os modelos de classificação. O RFE remove recursivamente os atributos um

por um, construindo um modelo com os atributos restantes. Ele prossegue até que uma

queda acentuada na acurácia do modelo seja encontrada (KHAN, A. et al., 2018). Para

a tarefa de classificação os autores adotaram duas classes: popular, artigos com mais de

3395 compartilhamentos, e não-popular. Foram aplicados 11 algoritmos de classificação

confirmando a hipótese de que os modelos em conjunto eram mais adequados para essa

tarefa, sendo o Gradient Boosting (GB) o que teve a melhor acurácia média. O GB é

um conjunto de modelos que treina vários modelos “fracos” e combina eles em um modelo

“forte” utilizando a otimização do gradiente descendente. Ele apresentou acurácia de 79%,

melhorando o resultado encontrado em Fernandes, Vinagre e Cortez (2015). Outros mo-

delos obtiveram resultados interessantes, por exemplo, o modelo Naive Bayes foi o mais

rápido, mas não obteve boa performance pelo fato dos atributos não serem independen-

tes. O Perceptron teve a sua performance deteriorada conforme os dados de treinamento

iam aumentando, o que pode ser explicado pela não linearidade dos dados. Tanto que a

performance do classificador de multicamadas perceptron melhorou significativamente a

acurácia da previsão.

Jeon et al. (2020) propuseram um modelo híbrido para previsão de popularidade e o

aplicaram a um conjunto de dados de vídeo real de um serviço de streaming coreano. O

modelo proposto divide os vídeos em duas categorias, a primeira categoria, chamada A,

composta por vídeos que já tinham trabalhos relacionados, por exemplo, séries de televi-
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são, programas de TV semanais. A segunda categoria, chamada B, são vídeos que não

têm relação com vídeos anteriores, como no caso de filmes. O modelo usa características

diferentes para cada tipo. Para o tipo A, os autores usam dados estruturados de conteúdos

anteriores, incluindo o número de visualizações. Para o tipo B, utilizam dados não estru-

turados, como textos de títulos e palavras-chave. O algoritmo XGBoosting, um modelo

projetado para desenvolvimento rápido e classificação baseado em processamento paralelo,

foi usado para prever vídeos do tipo A. Os autores utilizam Redes Neurais com técnicas

de embeddings para obter atributos preditivos para vídeos do tipo B. Eles usaram bag-of-

words contínuo (CBOW do inglês Continuos Bag-of-Words) através do Word2Vec para

construir os embeddings. Em seguida, eles concatenaram previsões de ambos os modelos

para obter o resultado final. Além do título e das palavras-chave, eles usaram nomes de

atores, nomes de canais de televisão, e contagens de episódios para extrair características

preditivas. O uso de embeddings para obter atributos diretamente dos títulos melhorou

o desempenho da previsão em comparação com os outros quatro modelos com o mesmo

conjunto de dados (JEON et al., 2020).

Recentemente equipe da Globoplay publicou artigo em que eles explicam como a pre-

dição de popularidade é utilizada para realizar o cache de vídeos novos, que não possuem

histórico na plataforma (LIMA et al., 2021). A tarefa de classificação é binária para deci-

dir se um vídeo será popular ou não. O modelo apresentado é uma rede neural composta

de camadas de dropout com taxas de 0.2 e camadas completamente conectadas com 500

neurônios com função de ativação Selu. Os atributos para a predição foram obtidos com

word embeddings dos títulos e tags informadas pelo editor do vídeo, além de uma informa-

ção booleana informando se o dia em que o vídeo foi publicado era um domingo ou não.

Os resultados apresentados permitem que todo o processo de decisão de escolha dos vídeos

populares para cache seja feito de forma automática, sem intervenção humana (LIMA et

al., 2021).

3.4.3 Atributos Visuais

A maioria dos estudos utiliza os atributos textuais e os meta-atributos fornecidos pelos

sites, mas nos últimos anos com o avanço tecnológico passou a ser possível utilizar atri-

butos visuais extraídos diretamente dos vídeos. Um dos primeiros estudos a esse respeito

foi Trzcinski, Andruszkiewicz et al. (2017). Os autores estudaram o problema de previsão

de popularidade de vídeos compartilhados em redes sociais. A previsão foi tratada como

uma tarefa de classificação e os atributos para a entrada do modelo preditivo foram extraí-
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dos diretamente dos vídeos com a utilização de Arquitetura de Redes Neurais Profundas.

Eles postularam que se o modelo preditivo incorporasse a sequencialidade das informações

apresentadas nos vídeos, seria obtida uma melhor acurácia da classificação. Assim, foi

proposto método baseado em uma arquitetura de rede neural profunda chamada de Rede

Convolucional Recorrente de Longo Prazo (LRCN do inglês Long Term Recurrent Convo-

lutional Network), armazenando informações de sequencialidade como parâmetros. Eles

chamaram esse método de Popularity-LRCN e o avaliaram com um conjunto de dados de

37.000 vídeos coletados do Facebook (FACEBOOK, 2021a).

A Arquitetura de redes neurais recorrentes utilizada em Popularity-LRCN é uma

combinação de redes convolucionais com unidades de Memória de Longo Prazo inspirada

na arquitetura proposta por Donahue et al. (2017) para a tarefa de reconhecimento de

atividades em vídeos. As entradas na rede eram conjuntos de 18 frames com tamanhos

de 227 x 227 x 3 para cada vídeo. A rede consistia em oito camadas com parâmetros de

aprendizado. As primeiras cinco camadas eram filtros convolucionais, seguidas por uma

camada completamente conectada com 4.096 neurônios, uma rede LSTM (Long Short

Term Memory) e uma última camada completamente conectada com dois neurônios. Eles

usaram soft-max na camada de classificação (TRZCINSKI; ANDRUSZKIEWICZ et al.,

2017). Para aumentar a invariância da rede, foi utilizada camadas de max pooling após

a primeira, segunda e quinta camada convolucional. Foi utilizada a ReLU como uma

função de ativação não linear aplicada nas saídas de todas as camadas convolucionais e

das camadas completamente conectadas. Durante o treinamento, os frames dos vídeos de

320 x 240 x 3 foram reduzidos aleatoriamente para 227 x 227 x 3. Além disso, foi utilizada

a técnica de espelhamento para aumentar o conjunto de dados de treinamento. A rede

foi treinada com 12 épocas (30.000 iterações cada) (TRZCINSKI; ANDRUSZKIEWICZ

et al., 2017).

A saída da rede é um vetor de duas dimensões, computado a partir da propagação

dos frames dos vídeos através da arquitetura descrita, de maneira sequencial, obtendo-se

a probabilidade média de classificação para cada vídeo. Os dados foram coletados de

vídeos compartilhados no Facebook no período de 01 de junho de 2016 a 31 de setembro

de 2016. Devido a grande diferença de números de visualizações dos vídeos (vídeos com

milhões de visualizações e vídeos assistidos menos de 1.000 vezes), os autores utilizaram

uma transformação logarítmica para normalizar os atributos preditivos. Além disso, com

o intuito de reduzir o viés introduzido pelo fato dos produtores de conteúdo com grande

número de seguidores atraírem grande número de visualizações, os autores incluíram no

procedimento de normalização o número de seguidores dos produtores (TRZCINSKI; AN-
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DRUSZKIEWICZ et al., 2017). Assim, a pontuação da popularidade normalizada (NPS)

é calculada segundo a Equação 3.13 :

NPS = log2

(
viewcount+ 1

number of publisher′s followers

)
(3.13)

Após a normalização, o conjunto de dados foi dividido em duas classes: popular e não

popular. Para obter uma distribuição equilibrada das classes foi utilizada a mediana da

popularidade normalizada. Para avaliação do método os autores compararam o método

proposto com classificadores tradicionais, isto é, regressão logística e SVM com função

base radial. A Popularity-LRCN superou os demais métodos atingindo 70% de acurácia.

O método que mais se aproximou foi o SVM quando usado com recursos do CaffeNet

ou ResNet, que teve uma precisão de aproximadamente 65%. Características de HOG

e GIST tiveram menos influência no resultado, atingindo uma precisão máxima de 60%

com regressão logística e SVM e enfatizando que o Popularity-LRCN usou frames brutos

sem executar engenharia de atributos. Como atributos de entrada para os classificadores

eles utilizaram os seguintes conjuntos:

• HOG: um descritor com 8.100 dimensões chamado Histograma de Gradientes Ori-

entados (DALAL; TRIGGS, 2005);

• GIST: um descritor com 960 dimensões (DOUZE et al., 2009);

• CaffeNet (CAFFENET, 2021): uma rede convolucional com um vetor de saída com

1.000 dimensões;

• ResNet: Rede Neural com um vetor de saída com 1.000 dimensões (HE et al., 2016).

Esta seção apresentou os principais métodos de classificação de popularidade encon-

trados na literatura. Nota-se que grande parte deles apoia-se na extração de atributos

através das técnicas de PLN, mesmo quando analisando a popularidade de vídeos. Re-

centemente, Trzcinski, Andruszkiewicz et al. (2017) apresentaram um modelo que extrai

atributos diretamente dos vídeos ampliando o horizonte de pesquisa.

3.5 Modelos de Regressão

Esta seção apresenta os métodos utilizados para realizar a previsão numérica de popula-

ridade. O objetivo, além de descobrir qual conteúdo será popular, é quantificar o grau
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de atenção que os conteúdos atraem na Web. As aplicações para esse tipo de previsão

são diversas, dentre elas, a alocação de recursos proativa. Para avaliar a eficiência desses

métodos costuma-se indicar o erro da previsão, o coeficiente de correlação (Pearson ou

Spearman) e o coeficiente de determinação (R2).

3.5.1 Métricas de Avaliação

Como nas tarefas de regressão busca-se um valor numérico que difere da busca realizada

nas tarefas de classificação, naturalmente as métricas de comparação serão diferentes,

sendo uma das mais utilizadas o coeficiente de determinação. O coeficiente de determi-

nação indica o grau em que o valor da previsão excede a média do valor desejado. Assim,

o valor de R2 , que pode variar de 0 a 1, calculado de acordo com a Equação 3.14, indica

o percentual de variação relacionado às características preditivas. N̂c(ti, tr) é a previsão

de popularidade do item c para o instante tr realizada no instante ti e Nc(tr) é a popu-

laridade real no instante tr. Por exemplo, um valor de 0,81 indica que 81% da variação

na popularidade pode ser explicada com base nas variáveis preditivas escolhidas. Em

comparação, os outros 19% não estão relacionados com a escolha dos atributos preditivos.

Assim, esta métrica indica a qualidade das previsões numéricas feitas (MYERS; WELL;

LORCH, 2010).

R2 = 1− [
∑

(Nc(tr)− N̂c(ti,tr))
2]/(n− 2)

[
∑

(Nc(tr)−N c(ti,tr))2]/(n− 2)
(3.14)

Outra métrica bastante utilizada para avaliar regressores é a correlação entre a po-

pularidade prevista e a popularidade verificada dos exemplos. A correlação determina o

força da relação entre essas duas variáveis. É importante notar que a correlação não indica

causalidade, mas denota a qualidade da previsão. O coeficiente de correlação de Pearson

mede a dependência linear entre os valores previstos e a popularidade real. Os valores do

coeficiente de correlação podem variar entre -1 e 1. Eles serão positivos quando valores

altos da previsão corresponderem a valores altos de popularidade, e negativos quando os

valores altos da previsão correspondem a valores baixos valores de popularidade. O ideal

é encontrar valores que sejam o mais próximo possível de 1 (MYERS; WELL; LORCH,

2010).

O coeficiente de correlação de Spearman é uma métrica bem conhecida para avaliações

de rankings. Como o coeficiente de Pearson, os valores estão na faixa de -1 a 1, e o
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valor positivo indica concordância enquanto os valores negativos indicam discordância.

Comparado com o coeficiente de Pearson, é mais fácil de calcular e menos suscetível a

valores discrepantes (MYERS; WELL; LORCH, 2010).

Outra forma de avaliar os modelos de regressão é através do cálculo dos erros de

previsão. O Erro dos Mínimos Quadrados (LSE do inglês Least Squares Error) consiste

em um estimador que minimiza a soma dos quadrados dos resíduos da regressão para

maximizar o grau de ajuste do modelo aos dados observados de acordo com a Equação

3.18. Nota-se que no método dos mínimos quadrados a distribuição de probabilidade do

erro tende a ser normal. O Erro Quadrático Relativo (RSE do inglês Relative Square

Error) expressaria o erro se um preditor médio fosse usado. Assim, o RSE normaliza o

erro quadrático total dividindo-o pelo erro quadrático absoluto do preditor simples como

na Equação 3.20 (TATAR et al., 2014).

LSE =
∑
c

[
N̂c(ti,tr)−Nc(tr)

]2
(3.15)

RSE =
∑
c

[
N̂c(ti,tr)−Nc(tr)

Nc(tr)

]2

(3.16)

3.5.2 Atributos Textuais

Oghina et al. (2012) demonstraram que é possível prever a nota IMDB (IMDB, 2021)

dos filmes utilizando múltiplas redes sociais como fontes de informação. Recuperadores

de Informação modernos que utilizam mais de uma fonte de informação para atingir

os seus propósitos realizam tarefas de predição de canal cruzado. Isto é, combinando

as informações oriundas de diversos websites é possível realizar predições em outro site

(OGHINA et al., 2012). As redes sociais escolhidas foram o Twitter e Youtube, obtendo

os seguintes atributos quantitativos: número de visualizações, número de comentários,

número de favoritos, número de likes, número de dislikes, a fração de likes sobre dislikes

para cada vídeo, número de tweets e o logaritmo natural da frequência de cada atributo.

Complementando estes atributos foram extraídos atributos textuais comparando a função

de verossimilhança em dois corpora como em Mishne e Rijke (2006), tweets sobre os filmes

analisados e comentários sobre os trailers dos filmes no Youtube. O conjunto de dados

era composto por 70 filmes, com as notas reportadas em 4 de abril de 2011. Desses, 10
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filmes foram mantidos separados para extração de atributos textuais, deixando 60 filmes

para testes. O conjunto de dados foi enriquecido com dados do Twitter, 1.6 milhões de

tweets publicados entre 4 de março de 2011 a 4 de abril de 2011 e 55.000 comentários do

Youtube. Os autores usaram regressão linear com implementação em WEKA comparando

os experimentos usando o coeficiente de Spearman (ρ) (OGHINA et al., 2012).

A linha base dos experimentos foi a predição realizada apenas com dados quantita-

tivos. Depois disso, os autores incluíram os atributos textuais oriundos do Twitter, e

mais tarde os atributos textuais do Youtube foram incluídos nos modelos preditivos. A

performance, incluindo as características textuais do Youtube, deteriorou os resultados

frente ao modelo com atributos textuais do Twitter que obteve performance superior à

linha base. Combinando os atributos textuais do Twitter com os do Youtube, a linha

base foi superada, mas a performance continuou sendo inferior ao modelo com atributos

do Twitter. Avaliando a correlação de atributos quantitativos com o resultado da pre-

dição, os autores descobriram que a fração de likes sobre dislikes é o melhor atributo

preditivo. Este atributo quantitativo foi testado com os atributos textuais, obtendo o

melhor resultado preditivo, tal como o coeficiente de Spearman (ρ) de 0.8539 (OGHINA

et al., 2012).

Além da comparação dos Classificadores, Bandari, Asur e Huberman (2012) (apre-

sentado na Subseção 3.4.2) utilizou os mesmos atributos com três regressores: Regressão

Linear, KNN e SVM. A tentativa era prever o número de tweets que um artigo receberia.

O melhor resultado obtido utilizando o Coeficiente de Determinação (R2) como métrica

de comparação, com regressão linear foi de 0.34. Liu et al. (2017) fez outra tentativa

sem sucesso de usar regressão com atributos textuais. Utilizando os mesmos atributos

apresentados na Subseção 3.4.2, a regressão linear WEKA, e o coeficiente de determina-

ção (R2) como métrica, os autores obtiveram resultados não satisfatórios. Executando

experimentos para melhorar os resultados utilizando o atributo Grammatical Score, os

autores atingiram 6.62% de melhora na performance, obtendo um resultado de coeficiente

de determinação (R2) de 0.5332.

3.5.3 Meta-Atributos

É possível obter a previsão de popularidade utilizando apenas o número de visualizações do

conteúdo online. Assim, a previsão é executada após a publicação do conteúdo capturando

o número de visualizações em um instante ti para prever a popularidade no instante tr,

com ti < tr. Essa ideia, aparentemente simples, traz bons resultados e foi testada com dois
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portais de compartilhamento: um de notícias, o Digg (DIGG, 2021), e outro de vídeos,

o Youtube (SZABO; HUBERMAN, 2010). Com as notícias do Digg foi possível prever a

popularidade do trigésimo dia utilizando o número de visualizações obtido nas primeiras

duas horas dos artigos publicados, enquanto para o Youtube foi necessário utilizar as

visualizações obtidas durante os primeiros 10 dias para prever a popularidade no trigésimo

dia. Essa diferença encontra explicação no fato dos ciclos de vida serem distintos (SZABO;

HUBERMAN, 2010). As notícias têm ciclo de vida curto atraindo atenção rapidamente,

mas tendo o interesse dispersado na mesma velocidade. Já os vídeos possuem uma taxa

de crescimento em constante evolução, proporcionando um ciclo de vida mais longo. A

probabilidade de um vídeo atrair grande atenção na Web, mesmo depois que o seu ápice

de popularidade já passou, é maior do que os artigos de notícias. Szabo e Huberman

(2010) encontraram uma forte correlação (coeficiente de Pearson acima de 0.9) entre

as popularidades transformadas logaritmicamente em dois instantes distintos, ou seja, o

conteúdo que recebe muitas visualizações logo no início do ciclo de vida tende a ter maior

número de visualizações no futuro. O tempo de referência tr foi definido como o momento

no qual a popularidade será prevista e o tempo de indicação ti é o instante no qual a

previsão foi executada. Dessa forma, temos ti < tr. A correlação encontrada é descrita

por um modelo linear com a Equação 3.17:

ln Nc(t2) = ln r(t1,t2) + ln Nc(t1) + εc(t1,t2) (3.17)

Nc(t) é a popularidade do item c desde a publicação até o tempo t e t1 e t2 são dois

instantes escolhidos arbitrariamente, com t2 > t1. r(t1,t2) é a relação linear encontrada

entre as transformadas logarítmicas das popularidades e é independente de c. εc é o termo

de ruído que descreve a aleatoriedade observada nos dados. Szabo e Huberman (2010)

apresentam três modelos preditivos com as funções de erro a serem minimizadas utilizando

a análise de regressão. O primeiro modelo utiliza a regressão linear aplicada em escala

logarítmica, a função a ser minimizada é o erro estimado dos mínimos quadrados (LSE)

apresentada na Equação 3.18. N̂c(ti,tr) é a previsão de popularidade do item c para o

instante tr realizada no instante ti e Nc(tr) é a popularidade real no instante tr.

LSE =
∑
c

[
N̂c(ti,tr)−Nc(tr)

]2
(3.18)
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O modelo de regressão que minimiza esta função com dados transformados logaritmi-

camente é apresentado na Equação 3.19. Nesta equação, β0(ti) é o coeficiente de regressão

e τ 20 é a variação residual na escala logarítmica.

N̂c(ti,tr) = exp[ln Nc(ti) + β0(ti) + τ 20 /2] (3.19)

O segundo modelo utiliza como pressuposto que a evolução de popularidade obedeça

a uma escala constante de crescimento. A função de erro a ser minimizada é o erro

quadrático relativo (RSE) e está apresentada na Equação 3.20:

RSE =
∑
c

[
N̂c(ti,tr)−Nc(tr)

Nc(tr)

]2

(3.20)

A correspondência linear encontrada entre as popularidades nos tempos iniciais e

tempos futuros sugere que o valor da popularidade esperada, N̂c(ti,tr), para o item c pode

ser expressa como:

N̂c(ti,tr) = α(ti,tr)Nc(ti) (3.21)

α(ti,tr) é independente do item c, mas dependerá diretamente da função de erro que

se deseja minimizar. Neste caso específico, para minimizar RSE teremos:

α(ti,tr) =

∑
c
Nc(ti)
Nc(tr)∑

c

[
Nc(ti)
Nc(tr)

]2 (3.22)

O terceiro modelo preditivo está baseado na média do perfil de crescimento das popu-

laridades do conjunto de treinamento. Esse perfil de crescimento é calculado como a média

das popularidades relativas das submissões no instante ti normalizada pelas popularidades

no instante tr, assim:
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P (ti,tr) =

〈
Nc(ti)

Nc(tr)

〉
c

(3.23)

Na Equação 3.23 ⟨.⟩c é a média das popularidades normalizadas sobre todo o conjunto

de treinamento. A previsão de um item c é calculada com a Equação 3.24:

N̂c(tr) =
Nc(ti)

P (ti,tr)
(3.24)

Os modelos apresentados por Szabo e Huberman (2010) são simples e eficientes. Eles

comprovam a possibilidade de prever a popularidade futura baseando-se apenas no número

de visualizações iniciais, mas eles possuem algumas falhas. Os modelos utilizam como

entrada o número total de visualizações até o dia ti, mas dois itens podem apresentar

número de visualizações similares em ti e números bem distintos de popularidades em tr.

Assim, Pinto, Almeida e Gonçalves (2013) apresentam dois modelos preditivos que tentam

corrigir essas falhas e superam os modelos apresentados em Szabo e Huberman (2010).

No lugar de utilizar o número total de visualizações obtidas em ti, essas visualizações

são divididas em intervalos regulares de medição desde a publicação até o instante ti,

cada intervalo é denominado de popularidade delta. Pinto, Almeida e Gonçalves (2013)

propõem um modelo Linear Multivariado (ML) que prevê a popularidade no instante tr

como uma função linear mostrada na Equação 3.25:

N̂c(tr) = Θ(ti,tr)Xc(ti) (3.25)

Seja xi(c) o número de visualizações recebidas no intervalo de tempo δi e Xc(ti) o vetor

das popularidades para todos os intervalos até ti, assim temos a seguinte representação:

Xc(ti) = [x1(c), x2(c),x3(c),...,xi(c)]
T . Os parâmetros do modelo, Θ(ti,tr) = [θ1,θ2,...,θi]

são computados para minimizar a média do erro quadrático relativo (MRSE), Equação

3.26.

MRSE =
1

|C|
∑
c

[
N̂c(ti,tr)−Nc(tr)

Nc(tr)

]2

(3.26)
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A ideia é que, devido aos diferentes pesos atribuídos aos intervalos de tempo ob-

servados no histórico dos itens, o modelo ML consiga capturar o padrão de evolução da

popularidade do conteúdo. Entretanto, este modelo ainda é limitado, principalmente para

o caso de vídeos que apresentam diferentes padrões de evolução de popularidade. Uma

possível solução seria criar um modelo especializado para cada padrão conhecido, porém

a grande dificuldade é como saber, a priori, qual será o padrão de evolução do vídeo

a ser previsto (PINTO; ALMEIDA; GONÇALVES, 2013). Assim, os autores optaram

por construir um modelo que leva em conta a similaridade (em termos de número de

visualizações, até tr) entre o vídeo e exemplos conhecidos do conjunto de treinamento.

Esta similaridade é utilizada para adaptar a previsão de popularidade. Para medir a

similaridade entre os vídeos foi utilizada uma função base radial (RBF) que depende das

distâncias da entrada até o centro. Dado o conjunto de treinamento vc, o parâmetro τ ,

o vídeo v e o modelo ML X(v) os autores criaram uma RBF gaussiana apresentada na

Equação 3.27:

RBFvc(v) = e

(
− ||X(v)−X(vc)||2

2.τ2

)
(3.27)

No experimento foi selecionada uma amostra aleatória do conjunto de treinamento

para ser utilizada como centro da Função 3.27. Para cada vídeo v eles computaram

RBFvc(v), C é a amostra utilizada como centro, wvc é o peso do modelo associado a RBF

feature, este modelo foi chamado de MRBF e é formalmente definido pela Equação 3.28

(PINTO; ALMEIDA; GONÇALVES, 2013):

N̂(v,ti,tr) = Θ(ti,tr).X(v)︸ ︷︷ ︸
modelo ML

+
∑
vc∈C

wvc .RBFvc(v)︸ ︷︷ ︸
RBF features

(3.28)

Por fim, em Pinto, Almeida e Gonçalves (2013) os modelos apresentados são compa-

rados com o modelo de crescimento constante de Szabo e Huberman (2010) chamado de

modelo S-H, Equação 3.21. Os modelos foram comparados aplicando-os em um conjunto

de dados de vídeos do YouTube, a métrica de erro utilizada foi o MRSE, os tempos de

indicação e referência para os modelos foram: ti = 7 e tr = 30 . O Modelo MRBF, como

esperado, é o que obtém a melhor performance.
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Hoiles, Anup e Krishnamurthy (2017) apresentaram um estudo com o propósito de

analisar como os metadados contribuem para a popularidade de vídeos no Youtube. O

conjunto de dados foi fornecido pela BBTV e coletado os metadados dos vídeos da BBTV

de abril de 2007 a maio de 2015 no Youtube. Existiam cerca de 6 milhões de vídeos distri-

buídos em 25.000 canais. Algoritmos de AM foram empregados para analisar a correlação

dos atributos fornecidos pelo Youtube, os autores listaram os cinco mais importantes para

o aumento de popularidade: número de visualizações no primeiro dia do video, número de

assinantes do canal, contraste da thumbnail, Google hits (número de resultados encontra-

dos com a busca do Google quando inserido o título do vídeo) e número de palavras-chave.

Entre os algoritmos de AM aplicados para determinar o número de visualizações, o que

teve o melhor resultado foi o Conditional Inference Random Forest (HOTHORN; HOR-

NIK; ZEILEIS, 2006) com o Coeficiente de Determinação (R2) de 0.80 (HOILES; ANUP;

KRISHNAMURTHY, 2017).

Outro fato interessante foi a descoberta de que a publicação de vídeos fora dos dias

previamente agendados para lançamento aumenta o número de visualizações. Além disso,

os autores demonstraram que a otimização dos atributos permite o aumento de populari-

dade. Como exemplo, nós temos que a otimização do título incrementa o tráfego oriundo

do mecanismo de pesquisa do YouTube (HOILES; ANUP; KRISHNAMURTHY, 2017).

Os autores também apresentaram um generalização do modelo de Gompertz apresentado

em Richier et al. (2014) para adicionar eventos externos, como mostrado na Equação 3.29.

Seja v̄i(t) o número total de visualizações para o vídeo i no instante t, u(.) é a unidade da

função de degrau, t0 é o instante em que o vídeo foi publicado, tk com k ∈ 1,...,Kmax são

os instantes associados com o Kmax eventos exógenos, e wk
i (t) são modelos Gompertz que

contabilizam a dinâmica da contagem de visualizações do upload do vídeo e dos eventos

exógenos. Dessa forma, eles conseguem identificar o número de visualizações oriundos

dos assinantes do canal, dos não assinantes e o aumento de visualizações decorrentes de

eventos externos (mundo real) (HOILES; ANUP; KRISHNAMURTHY, 2017).

v̄i(t) =
Kmax∑
k=0

wk
i (t)u(t− tk),

wk
i (t) = Mk

(
1− e−ηk(ebk(t−tk)−1)

)
+ ck(t− tk)

(3.29)
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3.5.4 Atributos Visuais

Khosla, Das Sarma e Hamid (2014) foi um dos primeiros trabalhos a usar informações

visuais para prever o número de visualizações que as imagens iriam obter na Web. Os

dados da pesquisa foram extraídos do site Flickr (FLICKR, 2021) e os autores desejavam

utilizar as informações sociais dos publicadores de imagem. Os atributos retirados das

imagens foram:

• Histograma de cores: Os autores utilizaram 50 cores como descrito em Rahat

Khan et al. (2013), marcando cada pixel da imagem para essas cores, criando o

histograma.

• Gist: um descritor de características com 512 dimensões (DOUZE et al., 2009).

• Textura: Os autores utilizaram o famoso Padrão Binário Local (LBP) obtendo um

descritor com 1239 dimensões (OJALA; PIETIKAINEN; MAENPAA, 2002).

• Paleta de Cores: Eles utilizaram 50 cores como descrito em Rahat Khan et al.

(2013), em uma representação de bag-of-words obtendo um vetor final com 4200

dimensões.

• HOG: um descritor de características com 10.572 dimensões (DALAL; TRIGGS,

2005).

• ImageNet: Os autores utilizaram Deep Learning para aprender uma representação

da imagem visível em um vetor de 4096 dimensões (KRIZHEVSKY; SUTSKEVER;

HINTON, 2012).

Foi utilizada uma máquina de vetor suporte para regressão (SVR) com um núcleo

linear para predizer o número de visualizações de uma imagem. Obteve-se um coeficiente

de Spearman (ρ) de 0.40 quando o modelo foi alimentado apenas com atributos visuais.

Esse mesmo modelo, alimentado com atributos sociais do publicador da imagem melhorou

a performance com um coeficiente de Spearman de 0.77. Ao se combinar as características

visuais e sociais, obteve-se o melhor resultado, atingindo a marca de 0.81 (KHOSLA; DAS

SARMA; HAMID, 2014). Embora este experimento demonstre que os contatos sociais

do publicador são mais relevantes para a predição do que o conteúdo das imagens, não

deixa de evidenciar que os atributos visuais contribuem para aumentar a performance da

previsão. Outro fator inesperado, que influenciou o resultado deste experimento, foi que

as imagens com as cores próximas do vermelho possuíam mais visualizações. Além disso,
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os autores buscaram a correlação de alguns objetos produzidos nas imagens. Foi obtida

uma lista de itens que, quando aparecem nas imagens, tendem a diminuir o número de

visualizações como por exemplo: espátula, êmbolo, laptop, carrinho de golfe, aquecedor

(KHOSLA; DAS SARMA; HAMID, 2014). Essas correlações dificilmente serão generali-

zadas com as mesmas cores e objetos, mas revela que podemos tentar encontrar elementos

específicos para o conjunto de dados a ser estudado que pode influenciar a popularidade

tanto positivamente quanto negativamente.

(TRZCINSKI; ROKITA, 2017) propõem um método de regressão para prever a po-

pularidade de vídeos online usando SVM com função de base radial gaussiana, chamado

Popularity-SVR. Este método, quando comparado aos modelos apresentados em Szabo e

Huberman (2010) e Pinto, Almeida e Gonçalves (2013), é mais preciso e estável, possivel-

mente devido ao caráter não linear de Popularity-SVR. Nos experimentos de comparação,

dois conjuntos de dados foram usados, com aproximadamente 24.000 vídeos obtidos do

YouTube e Facebook. Este trabalho também mostra que o uso de atributos visuais, como

a saída de redes neurais profundas ou métricas de dinâmica de cena, pode ser útil para

prever popularidade, principalmente porque são obtidos antes da publicação. A precisão

da previsão pode ser melhorada combinando padrões de distribuição iniciais, como nos

modelos de Szabo e Huberman (2010) e Pinto, Almeida e Gonçalves (2013), com atributos

visuais e sociais, por exemplo, o número de rostos que aparecem no vídeo e o número de

comentários recebidos pelo vídeo. Os atributos visuais utilizados foram:

• Características dos vídeos. Foram utilizadas características simples, como a

duração do vídeo, o número de quadros, a resolução do vídeo e as dimensões dos

quadros.

• Cor. Os autores agruparam as cores em dez classes dependendo de suas coordenadas

na representação HSV (matiz, saturação, valor): preto, branco, azul, ciano, verde,

amarelo, laranja, vermelho, magenta e outros. A cor predominante foi descoberta

para cada quadro, classificando-o em uma dessas dez classes.

• Face. Usando um detector de faces foi contado o número de faces por quadro,

o número de quadros com faces, e o tamanho da região com faces em relação ao

tamanho do quadro.

• Texto. Combinando Detecção de Bordas (técnica de processamento de imagem

para determinar pontos onde a intensidade da luz muda repentinamente) e filtros

morfológicos, regiões do vídeo com texto impresso foram identificadas, gerando as
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seguintes características: número de quadros com texto impresso e o tamanho médio

da região com texto em relação ao tamanho da moldura.

• Scene Dynamics. Usando o algoritmo Edge Change Ratio os autores determi-

naram os limites de shots (série de imagens consecutivas representando uma ação

contínua). O número de shots e o tamanho médio de shots, em segundos, foram

usados como atributos (JACOBS et al., 2004).

• Clutter. Esta medida representa a desordem do vídeo, os autores usaram o Canny

edge detector para quantificar o clutter (CANNY, 1986). O atributo usado foi a

média da proporção de pixels detectados e o número de pixels em um quadro.

• Rigidez. Para estimar a rigidez da cena, os autores estimaram a homografia entre

dois frames consecutivos combinando o uso de FAST (ROSTEN; PORTER; DRUM-

MOND, 2010), e BRIEF (CALONDER et al., 2012). O atributo era a média do

número de homógrafos válidos encontrados.

• Thumbnail. A popularidade da thumbnail do vídeo foi calculada usando a API de

popularidade (CSAIL, 2021) conforme o trabalho de Khosla, Das Sarma e Hamid

(2014).

• Características profundas. Uma rede neural convolucional de 152 camadas cha-

mada ResNet-152 (HE et al., 2016) foi usada. Para cada vídeo, um conjunto de

thumbnails por cena foi extraído e propagado através do ResNet-152. A saída ob-

tida foi um vetor de 1000 dimensões. Este vetor foi normalizado resultando em um

único valor.

Os recursos preditivos incluem os atributos visuais acima e características sociais,

como o número de compartilhamentos, likes e comentários. Os métodos preditivos usados

para comparação são aqueles apresentados em Szabo e Huberman (2010) e Pinto, Almeida

e Gonçalves (2013) e explicados na Seção 3.5.3. O modelo de regressão MRBF, explicado

pela Equação 3.28, apresenta a combinação de dois métodos: o modelo de regressão ML

(linear) e RBF features (não linear). Não é necessário realizar esta previsão em duas

etapas. Inspirado nos resultados do MRBF, o Popularity-SVR usa uma função de base

radial gaussiana (RBF) como núcleo de transformação, permitindo mapear o vetor de

atributos em um espaço não linear onde estão as relações dos padrões de evolução dos

vídeos, assim são mais fáceis de capturar (TRZCINSKI; ROKITA, 2017).

As máquinas de vetores de suporte criam superfícies de separação para conjuntos de

dados separáveis linearmente ou que têm uma distribuição aproximadamente linear. No
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entanto, em problemas não lineares, isso não é possível. Esta separação linear pode ser

alcançada mapeando as entradas do espaço original para um espaço maior (MITCHELL,

1997). Seja Φ : X → ℑ um mapeamento, onde X é o espaço de entrada e ℑ denota o es-

paço de características. A escolha apropriada de Φ significa que o conjunto de treinamento

mapeado para ℑ pode ser separado por um SVM linear (MITCHELL, 1997). Um núcleo

K é uma função que recebe dois pontos xi e xj no espaço de entrada e calcula o produto

escalar desses objetos no espaço de características, mapeando o conjunto de entrada em

um novo espaço dimensional (MITCHELL, 1997). Como resultado, o caráter não linear

do núcleo RBF de transformação permite uma previsão robusta com base na similaridade

com os padrões de evolução de popularidade identificados no conjunto de treinamento.

Esta proposta difere do modelo MRBF que compara similaridade com um conjunto de

vídeos selecionados aleatoriamente do conjunto de treinamento (TRZCINSKI; ROKITA,

2017). A seleção do núcleo correto pode influenciar o desempenho do modelo. Por esta

razão, eles procuram um núcleo ideal. A popularidade de um vídeo v usando o mé-

todo Popularity-SVR pode ser calculada como na Equação 3.30 (TRZCINSKI; ROKITA,

2017).

N̂(v,ti,tr) =
K∑
k=1

αk.Φ (X(v,ti),X(k,ti)) + b (3.30)

Na Equação 3.30, Φ(x, y) = exp
(
− ||xy||2

σ2

)
é um parâmetro gaussiano RBF σ, X(v, ti)

é o vetor de atributos para o vídeo v disponível no tempo ti e X(k, ti)
K
k=1 é o conjunto de

vetores de suporte retornado pelo algoritmo SVR com o conjunto de coeficientes αk
K
k=1

e intercepta b. Os autores encontraram valores ótimos para o hiperparâmetro C da oti-

mização da SVM e σ para o núcleo RBF usando uma grade de pesquisa com o método

sklearn.grid_search.GridSearchCV do scikit Python em um conjunto preliminar de expe-

rimentos. Os valores encontrados foram: C = 10 e σ = 0,005 (TRZCINSKI; ROKITA,

2017).

O Popularity-SVR foi comparado com outros modelos de regressão usando dois con-

juntos de dados. O primeiro conjunto de dados foram os vídeos do YouTube, e o segundo

conjunto de dados, também de vídeos, foi extraído de diferentes perfis do Facebook. Pri-

meiro, Popularity-SVR foi comparado com o modelo de predição apresentado em Szabo

e Huberman (2010), que chamaremos de modelo SH, e os modelos ML e MRBF apresen-

tados em Pinto, Almeida e Gonçalves (2013) usando o número de visualizações de Vídeos

do YouTube com ti = 6 dias e tr = 30 dias.
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A outra comparação utilizou o conjunto de dados do Facebook, testando os modelos

apenas com o número de visualizações, depois apenas com os dados sociais e por fim

apenas com os atributos visuais. O último teste combinou os atributos sociais, visuais e

o número de visualizações. A previsão com a informação visual teve o pior desempenho.

Porém, quando todos os atributos são combinados, a previsão é mais precisa, comprovando

a vantagem de usar todos os conjuntos de atributos de forma combinada.

O método Popularity-SVR proposto em Trzcinski e Rokita (2017) é uma evolução

dos métodos apresentados em Szabo e Huberman (2010) e Pinto, Almeida e Gonçalves

(2013), superando-os em desempenho. Além disso, o uso de um conjunto de atributos

visuais combinado com o número de visualizações e dados sociais dos vídeos aumenta a

popularidade do desempenho do preditor. Essas informações podem ser extraídas dos

vídeos antes da publicação e podem ser utilizadas em outros modelos de previsão.

Este capítulo apresentou a Revisão da Literatura realizada, explicando de forma sinte-

tizada os principais modelos encontrados tanto os de Classificação como os de Regressão.

Foi apresentado, ainda, as principais métricas utilizadas para a comparação dos diferentes

modelos. Especial atenção foi dada aos tipos de atributos preditivos utilizados em cada

caso, demonstrando que na maioria dos estudos realizados eles são escolhidos através de

uma engenharia de atributos prévia de acordo com o contexto.



4 Metodologia para Previsão de Popu-
laridade

Após revisão da literatura, foi identificado que a maioria das pesquisas anteriores pro-

puseram métodos para prever a popularidade de vídeos com base em atributos textuais

coletados a partir do título, mas não da descrição do conteúdo dos vídeos. Esta dissertação

investiga a possibilidade de se utilizar a descrição dos vídeos para se obter atributos pre-

ditivos e de que forma estes atributos podem ser combinados com os atributos existentes

na literatura para alimentar modelos de Aprendizado de Máquina.

Dentre os trabalhos encontrados na literatura, Fernandes, Vinagre e Cortez (2015)

é aquele que projeta o maior número de atributos textuais para predizer popularidade

extraídos diretamente da descrição do conteúdo. Assim, utilizamos Fernandes, Vinagre e

Cortez (2015) como modelo para a extração de atributos preditivos não apenas do título,

mas diretamente das descrições dos vídeos da Globoplay. Foi realizada comparação das

predições utilizando atributos textuais com predições utilizando word embeddings. Além

dos atributos textuais, analisamos a performance dos modelos utilizando atributos visuais

e, por fim, propomos um modelo multimodal para predição de Popularidade para vídeos

de serviços de streaming.

Nesta seção, é apresentada a metodologia da pesquisa, que é composta por seis fa-

ses, como demonstrado na Figura 3 divididas da seguinte forma: (i) Coleta de dados,

(ii) Extração de atributos com PLN, (iii) Extração de Word Embeddings, (iv) Extração

de Atributos Visuais , (v) Classificação de popularidade e (vi) Construção de Modelo

Multimodal.

4.1 Coleta de Dados

Os dados desta pesquisa foram coletados do site da Globoplay (GLOBOPLAY, 2021a) que

utiliza o NGINX (GLOBOPLAY, 2021b), software que gerencia as requisições HTTP (SILVA,

Daniel Vasconcelos C. da et al., 2017; SILVA, Daniel Vasconcelos Correa da et al., 2018).
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Figura 3: Fluxo da Metodologia

Este software grava mensagens log para cada segmento de vídeo transmitido. Foi possível

acessar os logs das requisições tanto dos eventos que foram transmitidos ao vivo quanto

dos VOD (SILVA, Daniel Vasconcelos C. da et al., 2017; SILVA; ROCHA; VELLOSO,

2021). Foi realizado o download dos arquivos armazenados de 25 de janeiro de 2021 a

01 de março de 2021. Como o número de logs e vídeos registrados ultrapassa a ordem

de grandeza de 10 GB, possuindo milhões de registros, foi obtido um espaço amostral

representativo do conteúdo total.

Neste espaço amostral buscou-se obter vídeos de cada centro de distribuição de con-

teúdo de forma a manter a proporcionalidade aproximada dos vídeos totais. Porém a

escolha dos vídeos foi aleatória, dentro de cada centro de distribuição, o que pode ter

afetado a distribuição dos gêneros dos vídeos em nossa amostra. Apesar dessa restrição,

os resultados encontrados foram interessantes e permitem algumas contribuições para a

predição de popularidade de vídeos.

Os dados dos logs são armazenados em arquivos .txt e cada registro está padronizado

em um formato definido pela equipe da Globoplay. Neste formato adotado cada registro

de log possui as seguintes informações (SILVA, 2020):

• Endereço IP da origem;

• Data e hora do registro;

• Método HTTP (GET ou POST);

• URL de cada vídeo;

• Código de resposta HTTP;

• Intervalo de tempo da resposta da requisição;
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• Carga útil (Payload) em bytes;

• Acerto ou falha no cache;

• Detalhes do navegador do usuário;

Com o objetivo de alimentar os modelos de AM para classificar um vídeo em popular

ou não-popular, foi realizado um pré-processamento transformando os arquivos .txt em

um arquivo .csv, com a extração dos seguintes atributos:

• i. O número de visualizações;

• ii. O número de bytes transmitidos (Payload) para cada vídeo;

• iii. A URL de cada vídeo;

• iv. O código identificador de cada vídeo.

Após esse passo, os dados foram enriquecidos com as informações do título e descrição

dos vídeos recuperados do site da Globoplay utilizando um web crawler com o auxílio da

biblioteca BeautifulSoup (BEAUTIFULSOUP, 2021), permitindo a extração de atributos

textuais e word embeddings.

Figura 4: Fluxo da Coleta de Dados

O conjunto de dados consiste de 9989 vídeos, distribuídos em filmes, séries, progra-

mas de entretenimento e notícias. Dessa forma, esse conjunto é heterogêneo e não há a

predominância de categorias de vídeos que pudesse influenciar os resultados da predição.
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O vídeo mais visto tem 75.754 número de visualizações. Os logs fornecidos pelo NGINX

não armazenam esses valores, foi necessário calcular esta informação a partir das requi-

sições HTTP registradas. Dessa forma, todos os acessos realizados pelo mesmo usuário

ao mesmo vídeo durante 30 minutos foram contabilizados como apenas uma visualização.

Essa forma de cálculo pode diminuir o número total de visualizações, mas não interfere

com as análises realizadas.

A Figura 5 apresenta a função de distribuição de probabilidade cumulativa comple-

mentar para o número de visualizações dos vídeos da Globoplay, em escala log. A partir

do gráfico, nota-se que a curva apresenta um comportamento de cauda longa, isto significa

que uma pequena fração dos vídeos concentra a maior parte das visualizações. Por exem-

plo, somente 6% dos vídeos tem mais de 1.000 visualizações enquanto mais de 50% dos

vídeos tem menos de 20 visualizações. Os quartis do conjunto de vídeos foram medidos,

com o terceiro quartil sendo igual a 83. Isto é, somente 25% dos vídeos tem mais do que

83 visualizações.

Figura 5: Função de distribuição de probabilidade cumulativa complementar do número
de visualizações em escala log. Percebe-se um comportamento de cauda longa.

Outra informação interessante sobre os dados é que na soma total das visualizações dos

vídeos os 6% dos vídeos mais vistos concentram mais de 85% do número de visualizações

como visto na Figura 6. Esses mesmos vídeos correspondem a 73% do número de bytes

transmitidos dentre as requisições HTTP. Essa informação pode ser visualizada na Figura

7.

Na tabela 5, é possível visualizar os 616 vídeos com mais de 1.000 visualizações cor-

respondente a 85% do total de número de visualizações do conjunto de dados. Esses
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Figura 6: Porcentagem do total de visualizações distribuída por cinco classes de número
de visualizações

Figura 7: Porcentagem do total de payload distribuída por cinco classes de número de
visualizações

Tabela 5: Número de vídeos com a porcentagem correspondente ao total de visualizações
e total de bytes transmitidos
Número de Visualizações Número de Vídeos % Visualizações % Bytes transmitidos

0-3 2,500 0.10 0.10
3-20 2,564 0.60 1.10
20-83 2,434 2.70 5.30

83-1,000 1,875 10.90 20.20
1,000+ 616 85.70 73.30
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dados corroboram o efeito de cauda longa, já que poucos vídeos estão concentrando a

maior parte da atenção dos usuários. Outro dado importante é que somando os vídeos

entre 83 visualizações e 1.000 visualizações (1.875) com aqueles que tem mais de 1.000

visualizações (616), obtém-se a informação que 25% do conjunto de dados é responsável

por mais de 93% do número total de bytes transmitidos. Então, prevendo os vídeos que

terão mais de 83 visualizações, antecipa-se quais vídeos irão utilizar mais de 90% da infra-

estrutura dos serviços de streaming. Por esta razão, ao definir as classes de popularidade

nos experimentos utilizou-se o valor do terceiro quartil.

4.2 Extração de Atributos com Processamento de Lingua-
gem Natural

Essa parte do trabalho tenta responder a pergunta de pesquisa 1 apresentada na seção

1.2: Quais atributos são necessários para a previsão de popularidade de vídeos de serviços

de Streaming. Sabe-se que a etapa de engenharia de atributos é relevante para as ati-

vidades de predição, por isso buscou-se identificar na literatura atributos preditivos que

contribuísse para a performance dos classificadores.

Para a extração dos atributos textuais, o trabalho de Fernandes, Vinagre e Cortez

(2015) foi utilizado como guia. Tentou-se obter os mesmos atributos que o trabalho citado

tanto quanto foi possível. Entretanto, devido às diferenças nas informações fornecidas

pelas plataformas (eles utilizaram Mashable (MASHABLE, 2021) enquanto neste trabalho

foi utilizada a Globoplay), foram obtidos 35 atributos dos 58 apresentados em Fernandes,

Vinagre e Cortez (2015). Dentre eles, foram coletados o número de palavras do título,

já para a descrição coletamos o número de palavras, a taxa de palavras únicas, a taxa

de palavras que não são stopwords e o número de entidades nomeadas. Além disso,

foram obtidos os cinco tópicos mais relevantes das descrições, utilizando o algoritmo

LDA (BLEI; NG, A. Y.; JORDAN, M. I., 2003). Os atributos relacionados aos tópicos

são as proximidades de cada descrição dos vídeos a cada um deles. Todos esses atributos

foram extraídos com as bibliotecas Scikit-learn (LEARN, 2021), Spacy (SPACY, 2021) e

NLTK (NLTK, 2021).

Alguns atributos selecionados são relacionados com a subjetividade e polaridade de

sentimentos. Fernandes, Vinagre e Cortez (2015) utilizaram o software Pattern para obter

estes atributos. Como este software não tem suporte para a língua portuguesa, foi utili-

zado os serviços da API Microsoft Azure (AZURE, 2021). Estes serviços disponibilizam
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Tabela 6: Atributos Textuais coletados do Título e da Descrição dos vídeos da Globoplay.
Nº Atributo Nº Atributo
1 Número de palavras do título 19 Hoje é Sábado?
2 Número de palavras da descrição 20 Hoje é Domingo?
3 Taxa de palavras únicas 21 Hoje é Final de Semana?

da descrição
4 Taxa de palavras que 22 Polaridade do título

não são stop words na descrição
5 Taxa de palavras únicas que 23 Subjetividade do título

não são stop words na descrição
6 Média do comprimento das 24 Polaridade da descrição

palavras na descrição
7 Número de NER na descrição 25 Subjetividade da descrição
8 Tópico LDA 26 Taxa de palavras negativas

na descrição
9 Proximidade ao Tópico LDA 0 27 Taxa de palavras positivas

na descrição
10 Proximidade ao Tópico LDA 1 28 Taxa de palavras positivas entre

as que não são neutras na descrição
11 Proximidade ao Tópico LDA 2 29 Taxa de palavras negativas entre

as que não são neutras na descrição
12 Proximidade ao Tópico LDA 3 30 Média da Polaridade negativa

entre as palavras da descrição
13 Proximidade ao Tópico LDA 4 31 Valor Máximo da Polaridade negativa

entre as palavras da descrição
14 Hoje é segunda? 32 Valor Mínimo da Polaridade negativa

entre as palavras da descrição
15 Hoje é Terça? 33 Média da Polaridade positiva

entre as palavras da descrição
16 Hoje é Quarta? 34 Valor Máximo da Polaridade positiva

entre as palavras da descrição
17 Hoje é Quinta? 35 Valor Mínimo da Polaridade positiva

entre as palavras da descrição
18 Hoje é Sexta? - -
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modelos já pré-treinados em língua portuguesa o que facilita a extração dos atributos

baseados em sentimentos. A polaridade associada com a amostra textual pode ser {‘posi-

tiva’, ‘neutra’, ‘negativa’}; para o uso dos algoritmos de AM, foi feita a seguinte conversão

1 para a polaridade positiva, -1 para a polaridade negativa e 0 para a neutra. Da mesma

forma, o valor para a subjetividade negativa é um número real multiplicado por -1 antes

de se utilizar os classificadores.

Utilizando a data de publicação, foi possível obter o dia da semana em que o vídeo

foi publicado. Foi incluído dois atributos booleanos para informar se o dia era Sábado ou

Domingo. A Tabela 6 exibe o conjunto com os 35 atributos textuais obtidos.

4.3 Extração de Word embeddings

Word embeddings são representações vetoriais densas de baixa dimensionalidade e com

valores reais para palavras que são aprendidas a partir de dados. Seu objetivo é capturar

a semântica das palavras de forma que palavras semelhantes tenham uma representação

semelhante em um espaço vetorial. Usando word embeddings, pode-se esperar não depen-

der do estágio de engenharia de atributos, que muitas vezes requer estudo e conhecimento

prévio do conteúdo a ser predito. Além disso, mesmo se não houver conhecimento so-

bre os textos a serem analisados, é possível obter atributos preditivos críticos. Como

contraponto, temos a desvantagem de perder a interpretabilidade desses atributos.

Para a obtenção de word embeddings dos títulos e das descrições, utilizou-se a bi-

blioteca Python do Facebook fastText (FACEBOOK, 2021b), que fornece um modelo

pré-treinado em língua portuguesa. O algoritmo dessa biblioteca é baseado no trabalho

de Bojanowski et al. (2017) e Joulin et al. (2017). Para cada título e descrição, primei-

ramente removeu-se as stopwords. Então, executou-se o fastText para a obtenção de um

vetor de 300 dimensões para cada título e para cada descrição.

4.4 Extração de Atributos Visuais

Foi utilizado um web crawler com o auxílio da biblioteca Beautifulsoup (BEAUTIFUL-

SOUP, 2021) para obter as thumbnails dos vídeos analisados. Essas imagens foram uti-

lizadas para obter atributos preditivos tanto com descritores selecionados previamente

(CALONDER et al., 2012; CANNY, 1986; DALAL; TRIGGS, 2005; OJALA; PIETI-

KAINEN; MAENPAA, 2002) quanto por Redes Neurais que extraem representações au-
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tomaticamente (HE et al., 2016).

Os descritores das imagens capturam as características inerentes às diferentes regiões

das imagens permitindo identificar objetos, pessoas, faces e até mesmo as diferentes poses

de uma mesma pessoa. Dessa forma, esses descritores permitem categorizar as imagens

e como visto em Khosla, Das Sarma e Hamid (2014), contribuem para as predições da

popularidade de cada imagem. Porém, no estudo realizado utilizou-se os atributos das

imagens para predizer a popularidade dos vídeos, ou seja, os fatores que influenciam a po-

pularidade provavelmente serão diferentes. Uma hipótese interessante é a de que existindo

celebridades nas thumbnails isto pudesse atrair mais atenção dos usuários aumentando a

popularidade dos vídeos. A seguir listamos os descritores selecionados:

• HOG: Histograma de Gradientes Orientados é um descritor com 3.780 dimensões

que permite identificar objetos e pessoas nas imagens (DALAL; TRIGGS, 2005);

• LBP: um descritor com 512 dimensões chamado Local Binnary Pattern que permite

caracterizar a textura das imagens em escala de cinza (OJALA; PIETIKAINEN;

MAENPAA, 2002);

• CANNY: um descritor com 8.192 dimensões que lida com detecções de borda nas

imagens (CANNY, 1986);

• BRIEF: um descritor binário local com 1280 dimensões que é computacionalmente

muito rápido (CALONDER et al., 2012);

• DAISY: um descritor de imagem local denso com 26.748 dimensões (TOLA; LEPE-

TIT; FUA, 2010).

A extração dos atributos foi realizada utilizando scripts Python e com auxílio da bi-

blioteca scikit-image (WALT et al., 2014) que providencia métodos para manipular ima-

gens, facilitando a obtenção dos descritores mencionados. Todos os dados obtidos foram

armazenados como Dataframes e salvos em arquivos .csv, sendo fácil manipula-los com a

biblioteca Pandas do Python (TEAM, 2020). Além desses descritores, utilizou-se redes

neurais para aprender representações das imagens utilizando a API Keras (CHOLLET et

al., 2015) para implementar as redes Resnet152 (HE et al., 2016) e VGG19 (SIMONYAN;

ZISSERMAN, 2015).
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4.5 Classificação de Popularidade

A popularidade do conteúdo é a relação entre um item individual e os usuários que o

consomem. A popularidade é representada por uma métrica que define o número de

usuários atraídos pelo conteúdo, refletindo o interesse da comunidade online neste item

(TATAR et al., 2014). Olhando para os vídeos ou textos “mais populares” na Web, o

conceito de popularidade é compreendido intuitivamente. No entanto, para a realização

desse estudo é necessário definir métricas objetivas para comparar dois itens e definir qual

é o mais popular. Diversas medidas apontam qual conteúdo atrai mais atenção na Web:

a quantidade de usuários dispostos a consumir o item pesquisado. Neste trabalho, foi

usada o número de visualizações como métrica de popularidade.

A escolha dos modelos de aprendizado de máquina para conduzir a tarefa de classifi-

cação levou em consideração o trabalho realizado por Fernandes, Vinagre e Cortez (2015)

que selecionou os modelos mais utilizados na literatura pesquisada. Além disso, agrupa-

mos modelos de AM em modelos baseados em distância (KNN), modelos probabilísticos

(Naive Bayes), modelos de agrupamento (Random Forest, AdaBoost) e modelos baseados

em funções (SVM e MLP). Dessa forma, a seleção dos modelos procurou abranger todas

essas categorias para comparação.

Foi utilizado seis classificadores para determinar se um vídeo se tornará popular ou não

antes de sua publicação: KNN, Naive Bayes, SVM com RBF, Random Forest, AdaBoost

e MLP. Inicialmente foram realizados cinco experimentos para avaliar a eficácia desses

modelos com atributos textuais. No primeiro experimento, foram utilizados apenas os 35

atributos obtidos da Engenharia de Atributos, conforme apresentado na Seção 4.2. No

segundo, utilizou-se os vetores obtidos com o fastText das descrições dos vídeos e, no

terceiro, os atributos preditivos foram as word embeddings dos títulos. Nos dois últimos

experimentos, foram concatenados todos os atributos. Ao combinar os atributos obtidos

a partir de engenharia de atributos dos textos com as word embeddings, a dimensão do

vetor de 300 dimensões foi reduzida para 35 usando o PCA, normalizando todos os vetores.

Desta forma, os 35 atributos textuais não perdem representatividade diante da dimensão

dos vetores de word embeddings.

Para a predição de popularidade utilizando atributos visuais foi utilizado quatro clas-

sificadores a saber: KNN, Naive Bayes, Random Forest e Multilayer Perceptron. Esses

classificadores foram alimentados com os descritores das imagens e com as embeddings

obtidas com as redes neurais VGG19 e RESNET152. Além disso, experimentamos con-
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catenar os cinco descritores(HOG, LBP, CANNY, BRIEF, DAISY) para analisar o com-

portamento dos modelos. Antes da concatenação, a dimensionalidade foi reduzida para

512 utilizando o PCA. Assim, todos os descritores têm o mesmo peso(importância) na

contribuição para a predição.

Conforme apresentado na maior parte da literatura, foi utilizada uma tarefa de classi-

ficação binária em que um vídeo é popular ou não-popular. Utilizou-se o terceiro quartil

para definir os vídeos populares de forma que o classificador pudesse encontrar os 25%

dos vídeos mais populares em nosso conjunto. A divisão do conjunto de dados estudado

consistia de 25% de vídeos populares e 75% de vídeos não-populares.

4.6 Construção de Modelo Multimodal

Nesta seção é apresentado um modelo multimodal proposto nesta dissertação que tenta

utilizar a melhor combinação de atributos e modelos de forma a obter um classificador

robusto e flexível. Durante a investigação dos modelos para predição de popularidade

foram obtidos vários conjuntos de atributos, tanto textuais quanto visuais. Foram com-

parados diferentes modelos de AM buscando a melhor performance. No entanto, por

diversos fatores, nem sempre é possível obter todos os conjuntos de atributos pesquisa-

dos. Por exemplo, durante esta pesquisa não foi possível obter todas as thumbnails dos

vídeos disponíveis para estudo. Dessa forma, restringiu-se o conjunto de dados àqueles

que possuíam todos os atributos para que a análise não fosse enviesada. Porém esta abor-

dagem nem sempre é possível no mundo real, diante disso, o modelo multimodal proposto

permite a predição de popularidade mesmo que não seja possível obter todo o conjunto

de atributos.

Além disso, a combinação de diferentes atributos, por vezes, proporciona melhores

resultados. Isto será mais bem explicitado no Capítulo 5 quando forem apresentados os

experimentos que combinam atributos de PLN com word embeddings. A robustez é outra

característica proporcionada pelos modelos multimodais. Obter atributos de diferentes

fontes (imagens, textos, vídeos, etc.) e de diferentes formas (PLN, word embeddings,

redes neurais) permite que o modelo capte diferentes nuances do mesmo problema. A

performance talvez não seja afetada, porém permite que o modelo proposto seja menos

suscetível a problemas causados pela apresentação de exemplos novos.

O modelo proposto está sintetizado na Figura 8. O primeiro passo foca na extração dos

atributos visuais e textuais. Técnicas de Processamento de Linguagem Natural(Análise de
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Figura 8: Modelo Multimodal proposto neste trabalho. Atributos Visuais e Textuais
são obtidos com engenharia de atributos e modelos de aprendizado de representação e os
resultados dos classificadores são combinados por votação.

Sentimentos, NER, tópicos LDA, entre outras) e word embeddings com fastText (MIKO-

LOV et al., 2013) são responsáveis pela extração dos atributos textuais. Foram utilizados

cinco descritores visuais e duas redes neurais para obter as embeddings das imagens dos

atributos visuais. Cada conjunto de atributos alimenta um classificador específico que

decide se o vídeo é popular ou não. Então os resultados são combinados por votação,

decidindo pela maioria a popularidade do vídeo.

Diante dos resultados publicados nos artigos Sá, Rocha e Paes (2021) e Sá, Paes

e A. Rocha (2021), foi identificado que os modelos com Random Forest atingiam a

melhor performance quando alimentados com atributos textuais. Dessa forma, foram

escolhidos três classificadores com Random Forest para serem alimentados com as word

embeddings dos títulos, das descrições e dos atributos obtidos com PLN. Existe, ainda, dois

classificadores Random Forest a serem alimentados com o descritor HOG e as embeddings

da rede VGG19. Além desses, três redes MLP são alimentadas com os descritores LBP

e CANNY, além das embeddings da rede RESNET152. Após a classificação de cada um

deles o modelo utiliza o sistema de votação para apresentar a classificação final. Dessa

forma, nota-se que caso não se consiga obter um determinado conjunto de dados, o sistema

vota apenas com os que estão presentes permitindo flexibilidade ao modelo. Isto é, o
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modelo pode usar um ou até oito classificadores de acordo com os conjuntos de atributos

disponíveis.

A robustez permite que diferentes nuances de popularidade sejam capturadas de di-

ferentes formas, através de títulos e descrições, bem como das thumbnails, tornando o

modelo menos suscetível a exposição de novos elementos. Os resultados são apresentados

na Tabela 17 e demonstram que o modelo multimodal está próximo dos melhores modelos

encontrados individualmente. Os quatro modelos mostrados para comparação usam os re-

cursos preditivos obtidos com a PLN, as incorporações de palavras obtidas dos títulos e a

concatenação desses recursos, todos usando Random Forest como classificador. O quarto

modelo utilizou as características obtidas com o descritor CANNY e com o MultiLayer

Perceptron como classificador.

Ressalta-se que o modelo multimodal foi o que obteve a melhor precisão entre os

modelos testados e com acurácia próxima aos melhores resultados. Apesar deste trabalho

propor um modelo generalista de previsão de popularidade, sabe-se que em casos práticos

e específicos, a precisão pode ser a métrica mais relevante . Por exemplo, para selecionar

o conteúdo que vai para o cache da CDN, é necessário evitar os falsos positivos que podem

causar vários MISS que originam a realocação de vídeos no cache (LIMA et al., 2021).

Portanto, espera-se que a flexibilidade, robustez e precisão apresentadas sejam suficientes

para resolver a maior parte das tarefas de previsão de popularidade dos vídeos.



5 Resultados

Na avaliação experimental, foram utilizados seis classificadores para a análise dos re-

sultados. Toda a implementação foi realizada em Python usando a biblioteca Scikit-

learn (PEDREGOSA et al., 2011). A apresentação dos resultados está dividida em três

partes, sendo a primeira relativa a utilização de atributos textuais com word embeddings

e Processamento de Linguagem Natural. A segunda parte apresenta a extração de atri-

butos visuais a partir das thumbnails e a construção do modelo multimodal, por fim é

apresentada uma comparação com o modelo de predição de popularidade apresentado em

Lima et al. (2021).

Em todos os experimentos, realizou-se um procedimento de validação cruzada de 10

fold para coletar os resultados preditivos. O conjunto de treinamento foi balanceado em

cada rodada do procedimento de validação cruzada com o algoritmo Synthetic Minority

Oversampling (SMOTE) (CHAWLA et al., 2002) implementado na biblioteca imbalanced-

learn (LEMAÎTRE; NOGUEIRA; ARIDAS, 2017). Da mesma forma que Fernandes,

Vinagre e Cortez (2015), foi realizado GridSearch para encontrar o melhor valor para

alguns hiperparâmetros para cada classificador de AM, a saber, o número de árvores para

Random Forest e AdaBoost, o parâmetro de compensação C para SVM, o número de

vizinhos para KNN e o número de camadas ocultas e seus neurônios.

Para avaliar o poder preditivo dos classificadores, calculamos as seguintes métricas;

acurácia, precisão, revocação e medida-F. A acurácia é definida na Equação 3.2. Esta

métrica é o complemento da Taxa de Erro, ou classificações incorretas, apresentadas na

Equação 3.3. f̂ é o classificador, yi a classe conhecida de xi e f̂(xi) a classe prevista,

δ(yi, f̂(xi) = 1 if yi ̸= f̂(xi) é verdadeiro e 0 caso contrário. Com um problema binário ,

em que uma classe é popular e a outra não-popular, é possível apresentar a Taxa de Erro

de uma forma mais compreensível como na Equação 3.4. FP são falsos positivos, exemplos

pertencentes à classe não-popular classificada como popular e FN são falsos negativos,

exemplos pertencentes à classe popular que são classificados como não-populares. Como

no caso da previsão de popularidade, o conteúdo popular está em minoria, os algoritmos
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que classificam o conteúdo como não-popular tende a ter melhor precisão. Neste contexto,

é pior ter muitos falsos negativos.

A precisão é definida na Equação 3.5, que apresenta a proporção de exemplos positivos

corretamente classificados entre todos aqueles previstos como positivos. A revocação

é definida na Equação 3.6, que corresponde à taxa de acerto na classe positiva. Nas

Equações 3.5 e 3.6, TP é o número de verdadeiros positivos (do inglês True Positives),

FP são os falsos positivos e FN é o número de falsos negativos.

A precisão indica a exatidão do modelo, enquanto a revocação indica completude.

Analisando somente a precisão, não é possível saber quantos exemplos não foram classifi-

cados corretamente. Com a revocação, não é possível descobrir quantos exemplos foram

classificados incorretamente. Assim, geralmente calcula-se a medida-F, que é a média

harmônica ponderada da precisão e revocação. Na Equação 3.7, w é o peso que mede a

importância da precisão e da revocação. Com peso 1, o grau de importância é o mesmo

para ambas as métricas. A medida F1 é apresentada na Equação 3.8.

5.1 Experimentos com Atributos Textuais

Após a extração dos atributos textuais, obteve-se três conjuntos de dados. O primeiro

contém os 35 atributos textuais preditivos chamado de d_NLP. O conjunto de dados de-

nominado d_Descriptions contém as word embeddings das descrições dos vídeos composta

de 300 dimensões. O terceiro conjunto de dados, que possui as word embeddings coletadas

dos vetores dos títulos, chama-se d_Titles, também com 300 dimensões. O objetivo dos

experimentos é responder às seguintes questões:

1. A descrição dos vídeos contém informações que um classificador de Aprendizado de

Máquina pode usar para predizer a popularidade?

2. Como os atributos obtidos através de word embeddings se comparam aos obtidos com

engenharia de atributos em termos de desempenho da predição de popularidade?

5.1.1 Classificação com Engenharia de Atributos

Para responder à primeira pergunta, foi utilizado o d_NLP com os seis classificadores para

verificar o desempenho da previsão de popularidade dos dados textuais. Este experimento

é a baseline da análise. Os resultados estão resumidos na Tabela 7. O classificador



5.1 Experimentos com Atributos Textuais 74

Random Forest (RF) obteve a maior precisão e valor da medida F1. Em contraste, o SVM

mostrou alta acurácia, mas analisando a precisão, a taxa de acerto foi apenas satisfatória

entre aqueles que o modelo alegou ser popular. Quando observamos a revocação muito

baixa, notamos que vários casos eram falsos negativos. Foi calculada a importância dos

atributos preditivos para o modelo Random Forest e os cinco primeiros foram listados

em ordem de importância na Tabela 8. Nota-se que os atributos referentes a análise

de sentimentos afetam diretamente a previsão de popularidade. Ainda se observa que a

proximidade com o tópico LDA 2 está entre os atributos essenciais. Abaixo, está listada

as dez palavras principais desse tópico:

• Palavras principais: [‘conká’, ‘arthur’, ‘gilberto’, ‘líder’, ‘karol’, ‘sarah’, ‘brothers’,

‘tieta’, ‘casa’, ‘bbb21’]

Essas palavras se referem ao reality show Big Brother Brasil 21, que começou a ser

exibido em 25 de janeiro de 2021 e é muito popular no Brasil. Ao verificar os 20 vídeos

mais vistos em nosso conjunto de dados, apenas um (o 20º) não faz referência a este

programa. Faz sentido que este tópico seja um dos mais relevantes para a previsão de

popularidade diante da enorme popularidade desse programa.

Tabela 7: Resultados da Classificação com Atributos PLN
Modelo Precisão Revocação medida-F1 Acurácia
KNN 0.65 0.67 0.66 0.72

Naive Bayes 0.57 0.59 0.53 0.55
SVM 0.78 0.57 0.57 0.78

Random Forest 0.73 0.76 0.74 0.80
AdaBoost 0.68 0.68 0.68 0.76

MLP 0.71 0.73 0.72 0.78

Tabela 8: Os cinco atributos mais importantes do modelo RF
Atributo Importância
Média de polaridade das palavras negativas (1) 0.11636
Proximidade ao tópico 2 LDA (2) 0.09072
Taxa de palavras negativas (3) 0.07067
Taxa de palavras positivas (4) 0.06947
Média de polaridade das palavras positivas (5) 0.05893

5.1.2 Classificação com word embeddings das descrições

Usando o conjunto de dados d_Descrições, observa-se que o MLP é o melhor modelo,

mas a acurácia diminuiu, e o resultado da medida-F1 diminuiu em aproximadamente
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10%. Nota-se também que outros modelos sofreram reduções de desempenho. Dessa

forma, a engenharia de atributos fornece melhores atributos preditivos para os modelos

de AM ao examinar as descrições. As word embeddings provavelmente capturam muitas

informações contidas na descrição que não estão relacionadas à popularidade do vídeo. A

Tabela 9 mostra os resultados do segundo experimento.

Tabela 9: Resultados da Classificação com word embeddings das Descrições
Modelo Precisão Revocação medida-F1 Acurácia
KNN 0.59 0.61 0.61 0.52

Naive Bayes 0.56 0.56 0.42 0.43
SVM 0.64 0.68 0.65 0.71

Random Forest 0.63 0.65 0.64 0.72
AdaBoost 0.49 0.49 0.49 0.63

MLP 0.68 0.67 0.67 0.76

5.1.3 Classificação com word embeddings dos títulos

Neste experimento, utilizou-se as word embeddings obtidas a partir dos títulos dos vídeos.

O melhor modelo continua sendo o RF, com um aumento de precisão de 2,5% e 4,05%

sobre a baseline. Este resultado contrasta com o uso das word embeddings das descrições.

Além disso, nota-se que RF, SVM, KNN e MLP aumentaram o desempenho. No caso

do SVM, ocorreu uma melhora significativa em todas as métricas. O bom desempenho

do MLP pode ser creditado à natureza numérica das word embeddings que pode fornecer

atributos preditivos mais adequados a esses modelos. Apesar disso, os modelos AdaBo-

ost e Naive Bayes apresentaram deterioração no desempenho. Como as 300 dimensões

representam o mesmo título, esses atributos não são independentes uns dos outros, afe-

tando significativamente o algoritmo Naive Bayes. Porém, para o algoritmo AdaBoost,

esperava-se uma melhora próxima à observada no RF. Os resultados podem ser vistos na

Tabela 10.

Tabela 10: Resultados da Classificação com word embeddings dos Títulos
Modelo Precisão Revocação medida-F1 Acurácia
KNN 0.70 0.75 0.70 0.74

Naive Bayes 0.59 0.59 0.45 0.45
SVM 0.74 0.77 0.75 0.80

Random Forest 0.77 0.77 0.77 0.82
AdaBoost 0.51 0.51 0.50 0.60

MLP 0.76 0.75 0.76 0.82

Os resultados desta seção nos permite responder à questão de pesquisa 2 apresentada
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na Seção 1.2: Os métodos em que a representação é aprendida automaticamente a partir

da entrada (word embeddings, deep learning) superam em performance o estado da arte

da Engenharia de Atributos? A representação aprendida com os embeddings dos títulos

superou a performance alcançada com a engenharia de atributos, porém essa resposta não

é absoluta, já que os embeddings das descrições não obteve o mesmo êxito.

Podemos ainda relembrar a questão de pesquisa 4 apresentada na Seção 1.2: É possível

melhorar a previsão de popularidade utilizando o título e a descrição do vídeo? A resposta

é sim, mas para se aproveitar a descrição do vídeo é necessário a realização de etapa de

engenharia de atributos identificando atributos representativos. Já com os títulos pode-se

utilizar uma representação automática em que os algoritmos de deep learning capturam

representação vetoriais melhorando a performance dos classificadores.

5.1.4 Concatenando Engenharia de atributos e word embeddings dos títu-
los

Neste experimento, os conjuntos de dados d_NLP e d_Titles foram concatenados. Antes

da concatenação, usamos o PCA para reduzir as dimensões de d_Titles de 300 para

35, de modo que o conjunto de dados concatenado ficou com 70 atributos preditivos.

Random Forest continua sendo o melhor modelo, alcançando uma precisão de 87%. Em

comparação com a baseline, os modelos SVM, RF, AdaBoost e MLP também melhoraram.

O modelo SVM atingiu uma precisão de 88%, mas a revocação foi reduzida, o que significa

um aumento nos falsos negativos. A combinação de atributos tradicionais obtidos com

PLN com as word embeddings proporcionou um aumento de desempenho de 10% em

comparação com a baseline. Combinar uma análise de engenharia de atributos eficaz

com a representação oferecida por word embeddings fornece um modelo eficaz para prever

popularidade. Os resultados estão na Tabela 11.

Tabela 11: Resultados da Classificação PLN + Títulos
Modelo Precisão Revocação medida-F1 Acurácia
KNN 0.71 0.74 0.72 0.78

Naive Bayes 0.60 0.59 0.43 0.43
SVM 0.88 0.51 0.45 0.76

Random Forest 0.81 0.83 0.82 0.87
AdaBoost 0.77 0.80 0.78 0.83

MLP 0.75 0.75 0.75 0.81



5.1 Experimentos com Atributos Textuais 77

5.1.5 Concatenando Engenharia de atributos e word embeddings

Neste último experimento, concatenamos todos os três conjuntos de dados. As dimen-

sões de d_Titles e d_Descriptions foram reduzidas para 35 cada, então o conjunto de

dados concatenado tem 105 atributos preditivos. Embora tenha havido um aumento no

desempenho em relação à baseline, os resultados encontrados com este experimento foram

semelhantes aos do quarto experimento. Uma das principais conclusões é que as word

embeddings da descrição contém informações mais genéricas que não ajudam os classifica-

dores. Por outro lado, como visto anteriormente, a representação obtida por fastText dos

títulos dos vídeos melhora substancialmente o desempenho dos modelos. Os resultados

estão na Tabela 14.

Tabela 12: Resultados da Classificação com Todos atributos textuais
Modelo Precisão Revocação medida-F1 Acurácia
KNN 0.72 0.75 0.73 0.78

Naive Bayes 0.58 0.57 0.41 0.41
SVM 0.88 0.51 0.44 0.76

Random Forest 0.80 0.83 0.81 0.86
AdaBoost 0.77 0.80 0.78 0.83

MLP 0.74 0.74 0.74 0.80

Dessa forma, com relação às perguntas da Seção 5.1 observamos que, respondendo a

primeira pergunta, as descrições dos vídeos contribuem para a predição de popularidade,

desde que seja realizada uma etapa de engenharia de atributos. Os resultados da Se-

ção 5.1.1 comprovam essa hipótese, bem como permitem identificar as informações mais

relevantes para a melhora da performance dos classificadores.

Na resposta da segunda pergunta verificamos que os resultados dos embeddings dos

títulos como atributos preditivos superam a performance da engenharia de atributos. As-

sim, além do ganho de performance, conseguimos otimização de tempo, pois os atributos

são extraídos de forma automática dos dados, não necessitando de uma etapa de análise

e estudo do contexto em que os dados serão estudados. Contudo, as embeddings das des-

crições apresentaram resultados piores, enquanto que na fase de engenharia de atributos

foram encontradas informações relevantes para os classificadores obtidas da descrição dos

vídeos. Concluimos que as descrições títulos dos vídeos contribuem para a previsão de

popularidade e que a utilização da representação por embeddings dos títulos mostrou-se

mais eficiente do que a representação obtida com a engenharia de atributos.
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5.2 Classificação com Atributos Visuais

Os atributos visuais foram obtidos através de cinco métodos utilizando descritores de ima-

gem a saber: HOG (DALAL; TRIGGS, 2005), LBP (OJALA; PIETIKAINEN; MAEN-

PAA, 2002), CANNY (CANNY, 1986), BRIEF (CALONDER et al., 2012) e DAISY (TOLA;

LEPETIT; FUA, 2010). Além desses descritores, foram utilizadas duas redes neurais para

aprendizado de representação das imagens estudadas como Resnet152 (HE et al., 2016)

e VGG19 (SIMONYAN; ZISSERMAN, 2015). Apresentamos na Tabela 13 os resultados

obtidos com o descritor CANNY utilizado como entrada para os modelos de AM, que foi

o melhor entre todos os cinco descritores utilizados. O melhor modelo foi o MLP, porém o

Random Forest teve resultado similar e com o dobro da precisão. Então em um contexto

em que a precisão seja a métrica mais importante (LIMA et al., 2021) o modelo com

Random Forest deve ser o selecionado.

Tabela 13: Resultados da Classificação com Atributos Visuais - CANNY
Modelo Precisão Revocação medida-F1 Acurácia
KNN 0.49 0.49 0.43 0.45

Naive Bayes 0.51 0.51 0.51 0.65
Random Forest 0.62 0.50 0.43 0.74

MLP 0.38 0.50 0.43 0.76

Os atributos dos cinco descritores foram concatenados para que o comportamento dos

modelos fosse analisado. Antes da concatenação a dimensionalidade foi reduzida para 512

dimensões utilizando o PCA. Dessa forma, todos os descritores possuem o mesmo peso

(importância) na contribuição de atributos preditivos. Os resultados estão apresentados

na Tabela 14. Notamos que a fusão dos atributos dos diversos descritores não contri-

buiu para a melhora da performance dos modelos. Assim, para esse conjunto de dados

específicos poderia se utilizar apenas o descritor CANNY (CANNY, 1986).

Tabela 14: Resultados da Classificação concatenando os cinco descritores
Modelo Precisão Revocação medida-F1 Acurácia
KNN 0.47 0.50 0.21 0.25

Naive Bayes 0.50 0.50 0.49 0.47
Random Forest 0.49 0.49 0.46 0.71

MLP 0.50 0.50 0.50 0.62

A classificação realizada com os atributos obtidos com a rede Resnet152 não apre-

sentou resultados expressivos, apresentando performance inferior aos descritores anteri-

ormente selecionados. Entretanto, em casos que é preferível obter resultados rápidos no
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lugar de análises demoradas, essa abordagem pode fazer sentido. Com os resultados apre-

sentados na Tabela 15 nota-se que novamente o MLP foi o melhor modelo. O Random

Forest não teve desempenho próximo, o que faz sentido e já foi comentado anteriormente,

já que os atributos obtidos pela Resnet152 são essencialmente numéricos.

Tabela 15: Resultados da Classificação com Atributos Visuais - Resnet152
Modelo Precisão Revocação medida-F1 Acurácia
KNN 0.51 0.51 0.49 0.55

Naive Bayes 0.49 0.49 0.36 0.36
Random Forest 0.50 0.50 0.50 0.61

MLP 0.49 0.49 0.49 0.66

Na tabela 16 está apresentado os resultados encontrados com a utilização dos atributos

obtidos com a rede VGG19. Os resultados são similares aos encontrados com a Resnet152,

exceção para o modelo Random Forest. Esta performance elevada com os atributos da

VGG19 não era esperada, pois aguardava-se resultados similares aos conseguidos com os

atributos da Resnet152. Dessa forma, para extração de atributos a partir das thumbnails

com redes neurais opta-se pela VGG19.

Tabela 16: Resultados da Classificação com Atributos Visuais - VGG19
Modelo Precisão Revocação medida-F1 Acurácia
KNN 0.51 0.51 0.39 0.39

Naive Bayes 0.49 0.49 0.44 0.45
Random Forest 0.50 0.50 0.46 0.71

MLP 0.50 0.50 0.49 0.65

5.3 Classificação Multimodal

A classificação multimodal utiliza 8 modelos de Aprendizado de Máquina, conforme ex-

plicitado no Capítulo 4, para que cada um individualmente realize a classificação do vídeo

em popular ou não popular. Após esta primeira etapa é realizada uma votação e a clas-

sificação final do vídeo é decidida pela maioria. Na construção desse modelo buscava-se

melhora de performance, flexibilidade e robustez. A flexibilidade é alcançada não ne-

cessitando de todos os atributos preditivos relatados neste trabalho para a predição de

popularidade. Por exemplo, é possível realizar a classificação sem as thumbnails ou mesmo

sem todos os atributos obtidos com PLN. Dessa forma, os modelos que utilizariam estas

informações são excluídos da votação permitindo que os demais realizem a classificação.
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A robustez permite que diferentes nuances da popularidade sejam captadas de dife-

rentes formas, através dos textos dos títulos e das descrições bem como das thumbnails,

tornando o modelo menos suscetível a exposição de novos elementos. Os resultados são

apresentados na Tabela 17 e demonstra que o modelo multimodal fica próximo aos me-

lhores modelos encontrados individualmente. Os quatro modelos apresentados para com-

paração utilizam os atributos preditivos obtidos com PLN, as word embeddings obtidas

dos títulos e a concatenação desses atributos, todos utilizando o Random Forest como

classificador. O quarto modelo utilizou os atributos obtidos com o descritor CANNY e

com o MultiLayer Perceptron como classificador.

Destaca-se que o modelo multimodal foi o que obteve a melhor precisão entre os

modelos testados e com uma acurácia próxima aos melhores resultados. Apesar deste

trabalho propor um modelo de predição de popularidade generalista, sabe-se que em

casos práticos e específicos a precisão pode ser a métrica mais relevante (LIMA et al.,

2021). Espera-se, portanto, que a flexibilidade, robustez e precisão apresentadas sejam

suficientes para a resolução da maior parte de tarefas de predição de popularidade de

vídeos.

Tabela 17: Comparação dos Modelos de Classificação
Modelo Precisão Revocação medida-F1 Acurácia
PLN-RF 0.73 0.76 0.74 0.79

Título-RF 0.77 0.76 0.76 0.82
Título/PLN-RF 0.77 0.79 0.78 0.82
CANNY/MLP 0.38 0.50 0.43 0.76
Multimodal 0.80 0.61 0.63 0.80

Para realizar essa comparação de modelos excluímos os vídeos que não possuíam

thumbnails. Dessa forma, não houve viés devido à falta de atributos preditivos. Apesar

de nosso modelo multimodal estar preparado para lidar com esse problema de ausência

de atributos preditivos, não foi avaliada essa hipótese neste trabalho devido a quantidade

de combinações possíveis de atributos preditivos a ser avaliada. Diante disso, indicamos

como possível trabalho futuro esta avaliação do modelo multimodal.

5.3.1 Comparação com Modelo de Predição de Popularidade

Em um trabalho anterior uma equipe da Globoplay utilizou um sistema de predição de

popularidade para decidir se um vídeo deverá ir para o cache da rede CDN (Content De-

livery Network (LIMA et al., 2021). Eles implementaram uma rede neural composta de

4 camadas de dropout com taxas de 0.2 e 5 camadas completamente conectadas com 500
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neurônios com função de ativação Selu. Os atributos preditivos são extraídos dos títulos

e tags através de word embeddings com a biblioteca fastText, um booleano que representa

se a data de publicação era um domingo e uma camada de embedding da categoria do

vídeo. O nosso objetivo era comparar os nossos modelos com o apresentado em Lima et al.

(2021), porém encontramos algumas restrições sendo a primeira e mais marcante delas

a diferença dos conjuntos de vídeos avaliados. Outra dificuldade encontrada na compa-

ração é o fato de obtermos os nossos dados diretamente dos logs do NGINX, enquanto

eles obtiveram diretamente da plataforma de publicação dos vídeos da Globoplay, o que

permite a extração de atributos não acessíveis a nossa pesquisa como as tags e categoria

dos vídeos.

Apesar dessas restrições tentamos realizar a comparação em dois níveis: dos atribu-

tos preditivos e dos modelos. Emulamos as tags no nosso conjunto de dados para tentar

comparar nossos modelos utilizando os mesmos atributos preditivos de Lima et al. (2021),

não conseguindo realizar esta tarefa para a categoria dos vídeos, dessa forma nossos ex-

perimentos não utilizaram esse atributo. Construímos uma rede neural com a mesma

arquitetura de Lima et al. (2021) para predição de popularidade tanto com os atributos

preditivos utilizados pelos autores quanto com os atributos preditivos visuais e textuais

(SÁ; ROCHA; PAES, 2021) apresentados neste trabalho.

Tabela 18: Comparação dos Modelos de Classificação
Modelo Atributos Precisão Revocação medida-F1 Acurácia

DNN_Globo Títulos, Tags e Dia da Semana 0.37 0.50 0.43 0.74
DNN_Globo Títulos e Dia da Semana 0.37 0.50 0.43 0.75
DNN_Globo Títulos e PLN 0.74 0.76 0.75 0.80
Multimodal Títulos, PLN e Imagens 0.80 0.61 0.63 0.80

Random Forest Títulos, Tags e Dia da Semana 0.77 0.77 0.77 0.83
Random Forest Títulos e PLN 0.81 0.83 0.82 0.87

Os resultados estão apresentados na Tabela 18 em que o melhor modelo utiliza o

Random Forest alimentado com os atributos textuais (SÁ; ROCHA; PAES, 2021) deste

trabalho. Nota-se, ainda, que o nosso modelo multimodal encontra precisão similar ao

melhor modelo, além das vantagens de robustez e flexibilidade. A rede neural emulada

de Lima et al. (2021) encontrou o seu melhor resultado com os atributos textuais (SÁ;

ROCHA; PAES, 2021) deste trabalho. Esse experimento não é conclusivo pelas restrições

anteriormente expostas, mas sugere que os atributos preditivos textuais apresentados neste

trabalho (SÁ; ROCHA; PAES, 2021) apresenta melhores resultados e que a arquitetura

da rede neural apresentada em Lima et al. (2021) pode ser otimizada para tentar superar

o Random Forest.
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Dessa forma, podemos relembrar a pergunta de pesquisa 3 apresentada na Seção 1.2:

Quais os modelos de Apresndizado de Máquina adequados à previsão de popularidade

de vídeos de serviços de Streaming? Pelos resultados apresentados podemos concluir

que os modelos implementados com Random Forest e Multilayer Perceptron são os mais

adequados entre os estudados nesta dissertação.



6 Conclusões e Trabalhos Futuros

Esta dissertação apresentou uma revisão do estado da arte e um aplicativo do mundo

real para prever a popularidade do conteúdo na web usando IA. Por não ser uma tarefa

trivial, diversas estratégias e modelos foram desenvolvidos para determinar qual conteúdo

atrai a atenção do usuário na Internet. Entre eles, a seleção de atributos preditivos

desempenha um papel central no desempenho dos modelos. Apresentamos uma breve

descrição da fundamentação teórica necessária para compreender as teorias, algoritmos,

métodos e resultados. Definimos também uma taxonomia para a classificação dos métodos

com base nas tarefas realizadas e de acordo com a escolha dos atributos. O uso de

PLN para extrair atributos preditivos, em geral, proporcionou os melhores resultados

(OGHINA et al., 2012; FERNANDES; VINAGRE; CORTEZ, 2015; LIU et al., 2017;

KHAN, A. et al., 2018). Além das informações textuais, os modelos também aproveitam

os metadados disponibilizados pelo site que divulga o conteúdo. Com o avanço das redes

neurais profundas, ficou mais fácil extrair atributos diretamente das informações visuais

das imagens e vídeos.

O uso da previsão de popularidade para otimização de conteúdo ainda é amplamente

inexplorado e tem um potencial enorme. Os sistemas podem sugerir mudanças no con-

teúdo usando os preditores para ver uma tendência de aumento na popularidade. Os prin-

cipais beneficiários de tal abordagem seriam os criadores de conteúdos que aumentariam

as chances de atrair atenção na imensidão de informação que é a Internet (FERNANDES;

VINAGRE; CORTEZ, 2015). Vemos que os algoritmos de classificação funcionaram me-

lhor usando atributos textuais (BANDARI; ASUR; HUBERMAN, 2012; KHAN, A. et al.,

2018). Ao mesmo tempo, os regressores obtiveram bons resultados com metadados como

atributos (SZABO; HUBERMAN, 2010; PINTO; ALMEIDA; GONÇALVES, 2013). É

fundamental levar essa tendência em consideração ao desenvolver novos modelos predi-

tivos. Outro item que merece uma investigação mais aprofundada é o uso de diferentes

atributos e a extração de atributos de fontes múltiplas.

A seleção de atributos preditivos usa métodos de PLN extensivamente. Podemos
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citar a tarefa de análise de sentimento, NER, modelagem de tópicos com LDA clássico, e

a remoção de stopwords. Dentre os algoritmos de AM, os métodos ensemble mostraram-se

mais adequados ao contexto de previsão de popularidade. Os métodos de ensemble usados

com sucesso pelos pesquisadores foram Random Forest, Bagging e Gradiente Boosting.

Além desses, métodos tradicionais como Naive Bayes, SVM e KNN são frequentemente

usados como linhas de base. O SVM ainda funciona como base para vários métodos que

agrupam os itens de acordo com a similaridade da evolução da popularidade como em

Trzcinski e Rokita (2017).

Depois de revisar vários trabalhos anteriores sobre a tarefa de previsão de popularidade

sobre o conteúdo da web, podemos apontar a importância de escolher cuidadosamente os

atributos. A seleção dos atributos influencia diretamente no desempenho dos modelos

preditivos, como podemos ver na Tabela 3 e na Tabela 4. Ainda assim, a definição de

atributos permanece manual e com o objetivo fechado de comprovar as hipóteses elencadas

pelos pesquisadores. Como consequência, um item estimulante para investigações futuras

é a geração e seleção automática de atributos preditivos com métodos de aprendizagem

de representação profunda.

Prever a popularidade do conteúdo da web tem aplicações práticas, por exemplo,

maximizar o retorno sobre o investimento em marketing (TATAR et al., 2014), alocar

proativamente os recursos da rede, ajustá-los para futuras demandas (TRZCINSKI; RO-

KITA, 2017) e selecionar o melhor conteúdo para um alvo audiência (FERNANDES;

VINAGRE; CORTEZ, 2015), (TRZCINSKI; ANDRUSZKIEWICZ et al., 2017). Apesar

do desenvolvimento de pesquisas nesta área e dos modelos sofisticados apresentados, ainda

existem vários campos a serem explorados, como otimização de conteúdo, exploração de

dados de redes sociais e adaptação de informações do mundo real para modelos de AM.

Como estudo de caso, analisamos seis modelos de AM para prever a popularidade dos

vídeos do provedor de streaming mais proeminente da América Latina. O conjunto de da-

dos analisado foi obtido dos logs de solicitação HTTP da Globoplay. Possui 9.989 vídeos

do período de 25 de janeiro de 2021 a 1º de março de 2021. Os recursos utilizados foram

principalmente textuais obtidos a partir dos títulos e descrições dos vídeos. Analisamos

duas abordagens diferentes para obter recursos: a primeira era realizar a engenharia de

atributos e obter atributos preditivos usando técnicas de PLN; o segundo foi o aprendi-

zado de representação, trazendo recursos automaticamente por meio de incorporação de

palavras. Por fim, nos últimos experimentos, misturamos as duas abordagens para ver se

há uma melhoria na união desses recursos. O modelo Random Forest obteve os melhores
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resultados entre os analisados, obtendo acurácia de 87% e Medida-F1 de 82% quando utili-

zado para combinar os embeddings de palavras dos títulos e os atributos obtidos por meio

da PLN. Dentre os recursos analisados, constatamos que aqueles associados à polaridade

das palavras são os que mais contribuem para a previsão da popularidade. A descrição

dos vídeos contribui significativamente para a previsão de popularidade quando usamos a

abordagem de engenharia de recursos. Ainda assim, quando usamos fastText para obter

a palavra embeddings, tivemos uma piora substancial no desempenho dos classificadores.

Outros experimentos realizados foram a classificação com atributos extraídos das

thumbnails dos vídeos e a construção de um modelo multimodal. Notamos que a classi-

ficação apenas com atributos visuais não apresentou resultados expressivos, porém esses

atributos contribuem para que o modelo multimodal possa capturar diferentes nuances

referente a popularidade dos vídeos. Por fim, o modelo multimodal melhora a precisão

da classificação realizada podendo ser utilizado em casos específicos em que essa métrica

seja a mais importante (LIMA et al., 2021).

Como trabalho futuro, sugerimos buscar novas formas de calcular os embeddings de

palavras das descrições tentando melhorar o desempenho. Outra direção interessante se-

ria entender o motivo da redução do desempenho do AdaBoost ao usar embeddings de

palavras das descrições de vídeo. Além disso, a construção de um modelo que incorpore

informações do mundo offline para prever a popularidade do conteúdo online seria inte-

ressante. Há evidências claras da influência significativa de eventos do mundo real na

popularidade do conteúdo. Por exemplo, em 2020, 300 milhões de pessoas acessaram a

Internet pela primeira vez devido aos impactos causados pelo COVID-19 (KEMP, 2021).

No entanto, não é fácil incorporar essas informações em modelos preditivos. Uma suges-

tão seria monitorar as redes sociais e sites de notícias, incorporando atributos específicos

no momento da previsão. A avaliação das diferentes possibilidades de combinações dos

atributos preditivos, simulando a falta de alguns, na alimentação do modelo multimodal

também pode ser incluído como um trabalho futuro a realizar.

Por fim, ressaltamos que fizemos todas as previsões com recursos obtidos antes da

publicação dos vídeos. Desta forma, o modelo preditivo construído pode ser utilizado

para o correto dimensionamento das infraestruturas de rede e auxiliar no direcionamento

dos custos de marketing.
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