
UNIVERSIDADE FEDERAL FLUMINENSE

DANIEL OTAVIO DA CUNHA COTA

HEURÍSTICAS PARA A RESOLUÇÃO DO
PROBLEMA DE ALOCAÇÃO DE PACIENTES

EM LEITOS HOSPITALARES

NITERÓI

2022



DANIEL OTAVIO DA CUNHA COTA

HEURÍSTICAS PARA A RESOLUÇÃO DO
PROBLEMA DE ALOCAÇÃO DE PACIENTES

EM LEITOS HOSPITALARES

Dissertação de Mestrado apresentada ao Pro-
grama de Pós-Graduação em Computação da
Universidade Federal Fluminense como re-
quisito parcial para a obtenção do Grau de
Mestre em Computação. Área de concentra-
ção: CIÊNCIA DA COMPUTAÇÃO

Orientador:
SIMONE DE LIMA MARTINS

Coorientador:
FÁBIO PROTTI

NITERÓI

2022





DANIEL OTAVIO DA CUNHA COTA

HEURÍSTICAS PARA A RESOLUÇÃO DO PROBLEMA DE ALOCAÇÃO DE

PACIENTES EM LEITOS HOSPITALARES

Dissertação de Mestrado apresentada ao Pro-

grama de Pós-Graduação em Computação da

Universidade Federal Fluminense como re-

quisito parcial para a obtenção do Grau de

Mestre em Computação. Área de concentra-

ção: CIÊNCIA DA COMPUTAÇÃO

Aprovada em DEZEMBRO de 2022.

BANCA EXAMINADORA

Niterói

2022



Agradecimentos

Primeiramente, agradeço ao meu Deus, sem a Sua graça e misericórdia nada disso

seria possível; que a conclusão deste mestrado seja para honra e glória d’Ele. Em seguida,

aos meus pais, minha amada mãe Valéria que com todo seu carinho, amor e ensinamentos

sempre me deu forças para nunca desistir dos meus objetivos. E ao meu amado falecido pai

Otávio, cujo companheirismo, cuidado e conduta foram fundamentais para eu me tornar

o homem que sou hoje. Agradeço também ao meu irmão Gabriel, engenheiro eletricista,

que me ajudou muito durante toda a caminhada não só do mestrado, mas toda a minha

jornada acadêmica.



Resumo

Existem vários problemas no planejamento do setor de saúde que podem ser resolvidos

utilizando-se técnicas de otimização. Dentre os problemas de decisões operacionais em

um hospital, está o problema de agendamento de pacientes em leitos hospitalares, conhe-

cido pelo termo em inglês Patient Admission Scheduling, de sigla PAS. Ele consiste em

maximizar a alocação dos pacientes a leitos visando atender as suas necessidades particu-

lares. É um problema já estudado na literatura, para o qual foram desenvolvidos métodos

de programação linear inteira, que conseguem encontrar soluções ótimas para instâncias

com poucos pacientes e leitos. Para problemas maiores, metaheurísticas como a busca

tabu e simulated annealing foram propostas e implementadas. O objetivo deste traba-

lho consiste em realizar um estudo sobre o PAS, com uma revisão bibliográfica contendo

diferentes abordagens para sua resolução e uma descrição detalhada do problema. Além

disso, propõe-se a implementação das heurísticas Greedy Randomized Adaptive Search

Procedure (GRASP) e Iterated Local Search (ILS) para a resolução do problema. Os

resultados encontrados neste trabalho ratificam o potencial para a implementação de um

sistema inteligente, capaz de auxiliar o profissional responsável pela alocação de pacientes

na realização de suas escolhas de alocação de forma mais eficiente.

Palavras-chave: saúde, agendamento, PAS, heurísticas.



Abstract

Several problems in healthcare planning can be solved using optimization techniques.

Among the issues of operational decisions in a hospital, the problem of scheduling pa-

tients in hospital beds, known by Patient Admission Scheduling (PAS), is one of great

importance. It maximizes the allocation of patients to beds to meet their particular needs.

It is a problem already studied in the literature, for which integer linear programming

methods have been developed to find optimal solutions for instances with few patients

and beds. Metaheuristics such as tabu search and simulated annealing have been pro-

posed and implemented for larger problems. This work aims to study the PAS, with a

literature review containing different approaches for its resolution and a detailed problem

description. Moreover, it proposes the implementation of the Greedy Randomized Adap-

tive Search Procedure (GRASP) and Iterated Local Search (ILS) heuristics to solve the

problem. The results found in this work ratify the potential for the implementation of an

intelligent system, capable of helping the professional responsible for patient allocation to

make allocation choices more efficiently.

Keywords: healthcare, scheduling, PAS, heuristic.
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1 Introdução

Ao longo dos anos, percebe-se o aumento da participação de tecnologias em problemas

de diversas áreas da sociedade, e, dentre as mais importantes, destaca-se a gestão de

saúde. Esse domínio tem sido alvo de inúmeros estudos na área de otimização, especi-

almente na área de planejamento, como por exemplo: agendamento de cirurgias (HANS

et al., 2008), alocação de pacientes em leitos hospitalares (DEMEESTER; DE CAUS-

MAECKER; VANDEN BERGHE, 2008) e escalas de equipes de profissionais de saúde

(FATHOLLAHI-FARD; HAJIAGHAEI-KESHTELI; MIRJALILI, 2020).

O problema de agendamento de pacientes em leitos, conhecido pela sigla PAS, consiste

em maximizar a alocação que melhor atenda às necessidades dos pacientes (DEMEES-

TER; DE CAUSMAECKER; VANDEN BERGHE, 2008). Esse problema tem sido alvo

de estudos no cenário internacional, como por exemplo, na Alemanha, com a implemen-

tação de estratégias de planejamento de alocação de recursos realizada em um hospital

universitário (SCHWARZ; RÖMER; MELLOULI, 2019). Entretanto, o cenário nacional

não possui muitos exemplos na literatura de aplicações envolvendo o tema, em virtude da

particular estruturação do sistema de saúde pública.

Segundo o Ministério da Saúde (LIRA, 2006), “A Central de Regulação de Interna-

ções é responsável pela regulação dos leitos hospitalares dos estabelecimentos de saúde

vinculados ao SUS, próprios, contratados ou conveniados. O escopo da central de inter-

nações hospitalares deve ser configurado com os leitos das diversas clínicas, de UTI e de

retaguarda aos prontos-socorros”. Os profissionais responsáveis por esse serviço utilizam

o sistema de regulação informatizado denominado SISREG (SILVA et al., 2019), desen-

volvido pelo próprio Ministério da Saúde e indicado para ser utilizado pelas centrais de

regulação.

Esse sistema permite que o profissional tenha acesso aos dados de oferta e demanda por

leitos hospitalares, mas toda a alocação desses recursos é realizada de forma manual. Deste

modo, demanda-se muito trabalho do profissional regulador, a alocação fica suscetível
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a falhas e o uso dos recursos disponíveis pode não ser aplicado de maneira otimizada.

Diante deste cenário, propõe-se a elaboração de um sistema inteligente, capaz de auxiliar

o profissional na realização de suas escolhas de alocação de forma mais eficiente.

1.1 Objetivos do Trabalho

O problema de agendamento de pacientes em leitos (PAS) tem sido alvo de estudos em

diversos trabalhos, por se observar a dificuldade não apenas em alocar o paciente, mas de

fazer isso de maneira a atender as suas necessidades. A complexidade para a resolução do

PAS está no fato de envolver não apenas a observação das características de cada paciente,

tais como: sexo, idade, tipo de tratamento necessário e número de leitos que deseja

compartilhar em seu quarto (DEMEESTER; SOUFFRIAU et al., 2010), mas também a

associação desses fatores ao perfil de leitos dos quartos disponíveis no hospital em questão.

Neste problema, cada unidade de saúde possui um conjunto de departamentos carac-

terizados por faixa etária e tipos de especialidades médicas que atuam no setor, além de

quartos com número de leitos e equipamentos disponíveis já pré-determinados em cada

um dos seus aposentos (DEMEESTER; SOUFFRIAU et al., 2010). Todos esses fatores

devem ser avaliados para decidir qual é o melhor leito para alocar a determinado paciente.

Em virtude da complexidade do problema em questão buscaram-se formas de realizar

tal atividade de modo a potencializar a escolha da alocação do paciente a um leito. A

proposta para resolvê-lo computacionalmente de forma exata mostrou-se uma alternativa

interessante, porém o custo computacional é comprovadamente um obstáculo para sua

resolução (BASTOS et al., 2019). A implementação por meio de métodos aproximados,

conhecidos como heurísticas, apresentaram-se como uma alternativa viável para solucionar

o PAS (CESCHIA; SCHAERF, 2011).

O primeiro objetivo deste trabalho foi realizar um estudo sobre o estado da arte de

sistemas de apoio à decisão, baseados em heurísticas, para alocação de pacientes em leitos

hospitalares. Desse modo, foi possível ratificar o grande potencial existente para a criação

de um sistema inteligente que possa auxiliar o profissional regulador a tomar decisões

para alocação de leitos hospitalares no Brasil. O segundo e principal objetivo do traba-

lho foi apresentar propostas para a resolução do problema de alocação de pacientes em

leitos hospitalares por meio de heurísticas. Os resultados encontrados por esses métodos

aproximados implementados foram comparados com os principais resultados obtidos na

literatura de forma detalhada. Esta avaliação foi realizada a fim de observar as vantagens



1.2 Organização do Documento 14

e desvantagens das metaheurísticas implementadas neste estudo em relação aos demais

trabalhados implementados na área. Os resultados das metaheurísticas implementadas fo-

ram competitivos na maioria das instâncias, confirmando o potencial para a sua utilização

em um sistema de apoio à decisão.

1.2 Organização do Documento

O trabalho está dividido do modo descrito a seguir. O capítulo 2 corresponde à revisão

bibliográfica. No capítulo 3 define-se o problema alvo de estudo, mostra-se uma formu-

lação matemática para a resolução do problema e se apresentam as instâncias utilizadas

neste trabalho. O capítulo 4 apresenta as heurísticas construtiva e as estruturas de vi-

zinhança utilizadas para a resolução do problema, além das metaheurísticas utilizadas

no experimento, que foram: Greedy Randomized Adaptive Search Procedure (GRASP) e

Iterated Local Search (ILS). O capítulo 5 apresenta a análise dos resultados de diferentes

combinações das estruturas de vizinhança CR e SP e as soluções encontradas com a imple-

mentação das metaheurísticas, comparando-as com os melhores resultados da literatura.

Por último, o capítulo 6 finaliza com a conclusão e proposta de trabalhos futuros.



2 Revisão Bibliográfica

O planejamento de alocação de leitos para pacientes em hospitais foi tema do estudo reali-

zado por Goldman, Knappenberger e Eller (1968). Este trabalho consistiu na elaboração

de modelos de simulação para avaliar o desempenho de inúmeras políticas de alocação de

leitos hospitalares, a fim de avaliar quais delas são as mais eficientes.

Outros modelos para planejamento de leitos em hospitais foram publicados, como

o trabalho elaborado por Kao e Tung (1981), que utiliza um modelo de fila de espera

cuja alocação de leitos é feita em duas fases. Primeiro, é estabelecido um parâmetro de

referência para cada serviço médico do hospital capaz de lidar com uma quantidade de

pacientes prevista, baseada na projeção anual de procura deste serviço. Em seguida, é

utilizada uma análise marginal, conceito caracterizado pela elaboração detalhada da teoria

da maximização - isto é, da teoria em que a posição "ótima"das variáveis de qualquer

organização econômica é dada pela posição máxima da variável que mede as preferências

ou desejos (BOULDING, 1954). A definição de Pinho et al. (2017) esclarece o motivo da

aplicação deste tido de análise para o problema de alocação de leitos, pois eles destacam

que a “análise marginal representou um instrumento, rapidamente difundido, para explicar

a alocação de determinados recursos escassos entre os usos correntes, com o objetivo de

se chegar a resultados ótimos”.

No caso de Dumas (1984), foi implementado um modelo de simulação do problema de

atribuição de leitos aos serviços hospitalares, por tipo de cama e por gênero. Este modelo

foi implementado utilizando a linguagem de simulação conhecida como Simscript II.5,

no hospital Mount Sinai Medical Center, localizado em Nova Iorque. No ano seguinte,

Dumas (1985) publicou um novo trabalho, no qual tendo como base os leitos do hospital

Mount Sinai Medical Center, utiliza a mesma linguagem de simulação para implementar

um modelo que segue o processamento dos pacientes desde a pré-admissão até a alta,

identificando de forma única os pacientes, camas e áreas de serviço relacionadas com o

diagnóstico.
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O trabalho de Vassilacopoulos (1985) desenvolve um modelo matemático baseado em

algumas restrições, dentre elas: os pacientes de emergência devem ser admitidos imedi-

atamente; a ocupação de leitos não deve ficar abaixo de um nível pré-estabelecido; e o

tamanho da lista de espera não pode exceder um limite pré-estabelecido. A análise deste

modelo foi discutida com base em três estudos de caso no hospital St. Peter’s, localizado

em Chertsey, na Inglaterra. Os resultados apresentados pelos modelos simulados, para

os três setores avaliados, foram muito próximos aos valores encontrados diariamente no

hospital, especialmente em relação ao período médio da estadia dos pacientes.

A fim de elucidar todas as abordagens implementadas para resolução do problema

de agendamento de pacientes, é necessário descrever também as abordagens baseadas em

métodos exatos. Dentre os trabalhos envolvendo o tema, pode-se citar o artigo escrito

por Range, Lusby e Larsen (2014), na qual os autores propuseram para a solução do PAS

os métodos branch-and-bound, column generation e dynamic constraint aggregation. Os

resultados encontraram lower bounds mais baixos em relação aos da literatura. Dentre os

trabalhos mais recentes utilizando métodos exatos, destacam-se o trabalho de Schwarz,

Römer e Mellouli (2019), onde os autores utilizam mixed-integer linear programming

(MILP), objetivando encontrar aplicabilidade prática para a implementação de estratégias

de planejamento de alocação de recursos em um hospital universitário, localizado na

Alemanha.

Além deste trabalho, destaca-se o trabalho de Bastos et al. (2019), no qual os autores

utilizam a mesma metodologia proposta por Demeester, Souffriau et al. (2010) e imple-

mentam uma abordagem chamada de Mixed Integer Programming (MIP). As soluções

foram produzidas em duas fases. A primeira delas consiste em implementar o MIP como

um problema de atribuição de quartos e pacientes. O segundo passo consiste no pós-

processamento da solução a fim de se obterem atribuições do leito para o paciente. Os

resultados obtidos foram comparados com as melhores soluções encontradas na literatura.

Além disso, vale ressaltar que foram encontradas, dentre as instâncias mais utilizadas

pela literatura no estudo deste problema, algumas soluções que se mostraram ótimas.

Os resultados obtidos são comparados com as abordagens implementadas neste trabalho,

utilizando as instâncias presentes da literatura.

Dentre as abordagens que utilizam heurísticas para resolução do problema de aloca-

ção de pacientes em leitos hospitalares destaca-se o trabalho de Misir et al. (2009), na

qual é feito um estudo do problema de alocação de leitos em hospitais com intuito de

mostrar como é possível aumentar a qualidade e generalização das soluções obtidas. Isso
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foi realizado por meio da aplicação de diferentes estratégias de hiper-heurísticas, que são

métodos capazes de serem adaptados a qualquer problema de otimização, sendo apenas

necessário parametrizá-la com informações, tais como: solução inicial e algumas heurísti-

cas que geralmente são buscas locais baseadas em estruturas de vizinhança, que possam

ser implementadas rapidamente e uma função capaz de avaliar essas soluções (SUCU-

PIRA, 2007). Neste trabalho, essas estratégias foram geradas por meio da combinação

dos seguintes mecanismos: seleção da heurística que será utilizada e mecanismo de acei-

tação, responsável por decidir se a solução proposta é aceita ou não pela nova heurística

aplicada. Os resultados apresentaram as primeiras abordagens implementadas para resol-

ver o problema de alocação de leitos, considerando restrições e seus respectivos pesos que

futuramente seriam utilizadas de forma definitiva para a definição do problema.

Em 2010, o trabalho realizado por Demeester, Souffriau et al. (2010) criou algumas ins-

tâncias utilizadas como benchmark para o problema, que foram utilizadas para a avaliação

dos algoritmos desenvolvidos neste trabalho. Além disso foi implementada a metaheurís-

tica chamada de busca tabu hibridizada com token-ring e variable neighbourhood descent,

para a resolução do problema. Essa metaheurística caracteriza-se, durante o processo de

busca, por não aceitar movimentos que levem a soluções que já foram visitadas, durante

determinado espaço de tempo ou certo número de iterações, e essa informação fica ar-

mazenada na lista tabu (GOMES, 2009). Os resultados foram considerados satisfatórios

pelos autores, mas sobretudo mais rápidos quando comparados com soluções encontradas

por abordagem de programação inteira.

A consolidação do problema incentivou novas pesquisas, como a realizada por Ceschia

e Schaerf (2011), cuja proposta envolveu a criação de espaços de buscas e estruturas de vi-

zinhanças. A relevância dessa metodologia foi comprovada com os resultados encontrados

com a implementação da metaheurística Simulated Annealing (SA). O funcionamento

deste algoritmo caracteriza-se por proporcionar uma forma de escapar do ótimo local,

analisando a vizinhança da solução corrente e aceitando a atualização para uma solução

vizinha que seja melhor ou pior que a atual. A condição para aceitar ou rejeitar um

movimento que piore a solução é determinado por uma sequência de números aleatórios,

mas com uma probabilidade controlada. A probabilidade de aceitar um movimento que

aumente a função de custo é denominada de função de aceite, onde que pode ter como

parâmetro de controle a temperatura, fazendo analogia com annealing físico (ARAUJO et

al., 2001). Além disso, esse artigo traz para o cenário científico uma abordagem preliminar

de aplicação do problema de agendamento de pacientes em leitos para casos dinâmicos,

ou seja, para situações cujo planejamento do período da estadia dos pacientes não esteja
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previamente definido.

No ano seguinte, Ceschia e Schaerf (2012) publicaram um artigo no qual implemen-

tam uma metaheurística para resolver tanto o problema estático como o dinâmico. Este

último consiste no fato do planejamento do período da estadia dos pacientes não estar

previamente definido, sendo necessária uma avaliação diária do status do paciente. A

resolução foi elaborada utilizando a metaheurística Simulated Annealing e uma estrutura

de vizinhança complexa. Os resultados do Simulated Annealing, para os casos dinâmi-

cos, foram comparados com os resultados obtidos por um solver de programação linear

inteira e mostraram que o SA obteve soluções muito competitivas. Esta qualidade é ainda

confirmada pela comparação com os resultados para o problema estático, que são apenas

ligeiramente superiores.

Outra abordagem para resolução do PAS para os casos dinâmicos pode ser vista em

Lusby et al. (2016), no qual os autores desenvolveram uma metodologia onde aplicam

Simulated Annealing em um novo espaço de busca, chamado de adaptative large neigh-

borhood search, de sigla ALNS, durante todo o planejamento horizontal. Os testes reali-

zados pelos autores envolveram um conjunto de 450 instâncias do problema. Constatou-se

que ele fornece resultados comparáveis aos melhores resultados da literatura, para peque-

nas e médias instâncias.

Outro trabalho recente para a resolução deste problema é o trabalho de Borchani et al.

(2021), onde os autores implementam duas heurísticas baseadas no algoritmo húngaro,

uma para resolver o PAS e a outra para resolver uma versão relaxada do problema. Os

métodos propostos são testados nos conjuntos de dados padrão de referência e produzem

resultados competitivos quando comparados com outras abordagens de última geração.

Finalmente, há ainda abordagens na literatura envolvendo os métodos híbridos para

a resolução do PAS. Dentre eles, destacam-se o trabalho dos autores Turhan e Bilgen

(2017), que desenvolveram dois métodos de resolução de programação inteira mista utili-

zando heurísticas baseadas em Fix-and-Relax (ESCUDERO; SALMERÓN, 2002) e Fix-

and-Optimize (HELBER; SAHLING, 2010). Os resultados mostram que a abordagem

proposta fornece resultados promissores para a solução do problema em tempos compu-

tacionais mais rápidos do que os valores anteriormente reportados. Tem-se também o

trabalho desenvolvido por Guido, Groccia e Conforti (2018) que se caracteriza pela im-

plementação de uma matheurística, que consiste em utilizar métodos aproximados em

conjunto com resolução exata de modelos matemáticos (MARTINELLI, 2018). Ela foi

implementada e testada em instâncias de referência da literatura, e os resultados mos-
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tram um bom desempenho computacional para todas as instâncias melhorando todos os

bounds do estado-da-arte.



3 Descrição do Problema

O problema de agendamento de pacientes em leitos consiste em maximizar a alocação que

melhor atenda às necessidades dos pacientes, de modo a obter a solução com o menor

custo envolvido. A abordagem utilizada neste estudo foi descrita por Ceschia e Schaerf

(2011), que por sua vez, baseou-se no problema definido por Demeester, De Causmaecker

e Vanden Berghe (2008). A principal diferença entre elas está no fato de que a abordagem

proposta por Ceschia e Schaerf (2011) passa por duas etapas de pré-processamento. A

primeira consiste na elaboração de um modelo que não se baseia nos leitos, mas sim nos

quartos do hospital. Essa etapa parte da premissa que todos os leitos dentro de um

mesmo quarto possuem as mesmas características e restrições. Essa simplificação auxilia

no processo de implementação dos métodos de resolução do PAS.

A segunda etapa do pré-processamento consiste em considerar uma única restrição

denominada “forte”, ou seja, que não pode ser violada, chamada de capacidade do quarto.

Além dela, as restrições ditas “fracas” são aglutinadas e representadas pelos elementos

Cp,r de uma matriz de custo paciente-quarto, do inglês Patient-Room Cost (PRC), cujas

linhas representam os pacientes p e as colunas os quartos r. Cada elemento da matriz

consiste em uma combinação das restrições envolvendo preferência de departamentos, es-

pecialidades médicas atendidas no quarto, faixa etária permitida, propriedades do quarto

e acomodações de preferência do paciente, utilizando-se pesos para cada uma delas. As

demais restrições envolvem o gênero do quarto (representado pela sigla RG) e as transfe-

rências de quarto efetuadas pelo paciente durante sua estadia no hospital (representado

pela sigla Tr). As restrições e os seus respectivos pesos aplicados à violação delas podem

ser observados na Tabela 1.
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Tabela 1: Restrições do PAS
Restrições Pesos

Pacientes no mesmo quarto no mesmo período têm gêneros iguais 5,0

Os requisitos mandatórios de tratamento do paciente são as propriedades do quarto 5,0

Idade dos pacientes deve corresponder à idade exigida do departamento 10,0

Os requisitos de preferenciais para tratamento do paciente estão no quarto 2,0

A preferência do paciente pelo número de leitos do quarto deve ser obedecida 0,8

Pacientes foram alocados para o departamento com pessoal e equipamentos adequados 1,0

Transferências devem ser minimizadas 11,0
Fonte: adaptado de (DEMEESTER; SOUFFRIAU et al., 2010)

A segunda diferença do trabalho de Ceschia e Schaerf (2011) está no fato da utilização

do espaço de busca S ser limitado a alguns subconjuntos, especificamente dois. O primeiro

é o espaço S0, que corresponde ao caso em que o paciente permanece no mesmo leito

durante toda a sua estadia no hospital, como exemplificado na Figura 1. Logo, neste

subconjunto a restrição de transferências é sempre zero. O segundo é o espaço S1, no qual

considera-se a possibilidade de transferência apenas uma única vez durante a estadia do

paciente, como pode ser visto na Figura 2, em que os pacientes identificados como p1, p2,

p5 e p6 têm o período da sua estadia dividida em dois quartos.

Figura 1: Espaço de busca S0

Fonte: (CESCHIA; SCHAERF, 2011)
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Figura 2: Espaço de busca S1

Fonte: (CESCHIA; SCHAERF, 2011)

É importante ressaltar que existe um acesso ao validador de soluções disponibilizado

por Demeester, P. (2009). Essa ferramenta foi implementada em JAVA e ratifica a validade

das soluções encontradas, ou seja, se as alocações propostas pelos métodos utilizados

são viáveis. Além disso, a existência do validador proporciona maior entendimento da

formulação do PAS e sua respectiva função objetivo, descrita na seção 3.1.

A fim de elucidar mais claramente o problema em questão e o funcionamento do

validador, será utilizado um exemplo de sua aplicação e o respectivo resultado da alocação

de pacientes proposta.

As principais características das 13 instâncias criadas por Demeester, Souffriau et

al. (2010) são descritas na Tabela 2. A tabela é constituída pelas informações para

cada instância: número de camas no hospital (beds), quantidade de quartos (rooms),

planejamento horizontal do hospital quanto ao período de estadia máximo esperado para

liberar os pacientes (days), número de pacientes (patient) e a quantidade de internados que

necessitam de mais de uma especialidade médica durante a sua estadia no hospital. O valor

da coluna “Patient”, que corresponde ao número de pacientes informados inicialmente,

descrito em parênteses, na maioria dos casos sofreu alteração, pois foram desconsiderados

os pacientes que saem no mesmo dia do hospital, ou seja, cujo período de estadia é zero.
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Tabela 2: Descrição instâncias
Instance Beds Rooms Days Patient MP

1 286 98 14 652 (693) 0
2 465 151 14 755 (778) 0
3 395 131 14 708 (757) 0
4 471 155 14 746 (782) 0
5 325 102 14 587 (631) 0
6 313 104 14 685(726) 0
7 472 162 14 519 (770) 0
8 441 148 21 895 (895) 0
9 310 105 28 1400 (1400) 0
10 308 104 56 1575 (1575) 0
11 318 107 91 2514 (2514) 0
12 310 105 84 2750 (2750) 0
13 368 125 28 907 (907) 202

Fonte: adaptado de Ceschia e Schaerf (2011)

A Tabela 3 apresenta as características de uma paciente da instância 2, que são: vinte

e quatro anos de idade (24); sexo feminino (F); entrada no hospital no dia zero (0); saída

no dia 2 (2); necessita durante os dois dias de sua estadia de uma única especialidade

médica que é do tipo 1 (número de especialidade = 1, tipo de especialidade médica =1,

número de dias com esta especialidade = 2); tem preferência por um quarto com um

leito (1). As duas últimas colunas são elementos binários e representam as propriedades

necessárias (propriedade 1 e propriedades 2 necessárias – dois bits “1”) e de preferência

da paciente (nenhuma das duas propriedades – dois bits “0”), respectivamente.

Tabela 3: Características do paciente

4 Pacient4 24 F | 0 2 | 1 1 2 | 1 | 1 1 | 0 0
Fonte: (DEMEESTER; SOUFFRIAU et al., 2010)

Suponha que a paciente seja alocada no leito 22, que está no quarto 11, e será utilizado

o espaço de busca S0, ou seja, a paciente permanecerá durante toda a sua estadia no leito

em que foi alocada. Conforme mostrado na Tabela 4, este quarto possui as seguintes

características. A primeira coluna corresponde ao identificador do quarto (11), seguida

pelo nome do quarto (111), a indicação do número de leitos (4), o departamento do quarto

(1), o tipo de gênero “D”, que significa que o gênero do paciente que for alocado em primeiro

lugar determina o gênero do quarto – no caso o quarto 11 torna-se feminino. Os próximos

seis números correspondem a três duplas do nível de prioridade da especialidade médica

do quarto e a respectiva especialidade. No exemplo, as especialidades 1 (11), 2 (12) e

3 (13) são as primeiras escolhas para este quarto. Por último, os dois últimos números
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indicam que o quarto não tem as propriedades 1 e 2.

Tabela 4: Características do quarto

11 111 | 4 | 1 | D | 1 1 1 2 1 3 | 0 0
Fonte: (DEMEESTER; SOUFFRIAU et al., 2010)

A última característica fundamental para verificar o custo do paciente por quarto é

o departamento. Na Tabela 5, são apresentadas as respectivas informações do departa-

mento no qual o paciente foi alocado: seu ID, seu nome, e as idades mínima e máxima

permitidas; os números após o símbolo “|” correspondem às especialidades médicas com

que o departamento trabalha.

Tabela 5: Características do departamento

1 Department1 0 0 | 1 1 2 2 2 3
Fonte: (DEMEESTER; SOUFFRIAU et al., 2010)

O resultado do validador para esta alocação pode ser visto na Tabela 6. A primeira

restrição foi violada, pois o paciente foi alocado no quarto com quatro leitos, sendo que ele

preferia com um leito. Além disso, o valor da segunda restrição é 10, visto que o peso de

cada violação de restrição das propriedades necessárias no quarto é 5. A paciente necessi-

tava das duas propriedades, representada pela penúltima coluna da Tabela 3. Entretanto,

o quarto no qual ela foi alocada não possui nenhuma das duas propriedades; logo o peso

da restrição deve ser multiplicado por 2, totalizando 10. A restrição “violação na faixa

etária” é avaliada de acordo com o departamento do quarto, no caso o departamento 1,

como pode ser visto na Tabela 5, que não tem restrição de idade. A penúltima restrição

também é avaliada com base no departamento do quarto alocado. Como as especialidades

médicas que o paciente necessita estão contidas no departamento e no quarto alocado, em

ambos os casos não ocorreram penalidades.

Tabela 6: Exemplo de custo de alocação
Restrições Valor Estadia (dias) Total

Violação do quarto de preferência 0.8 2 1.6

Violação por não ter as propriedades necessárias do quarto 10.0 2 20.0

Violação na faixa etária 0.0 2 0.0

Violação por não ter a especialidade médica no departamento 0.0 2 0.0

Violação por não ter especialidade médica necessária no quarto 0.0 2 0.0
Fonte: Autores
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3.1 Modelagem Matemática

A formulação apresentada neste trabalho foi desenvolvida por Ceschia e Schaerf (2011).

Nesse artigo as restrições definidas por Demeester, De Causmaecker e Vanden Berghe

(2008) passam por um processo de reformulação, pois o problema não é mais visto sob a

ótica da relação paciente e leito, mas sim paciente e quarto.

A formulação matemática do problema estudado objetiva computar os resultados

encontrados utilizando algoritmos exatos para a resolução do problema. Os conjuntos

utilizados são: P, para representar o conjunto de pacientes, que são divididos em pacientes

femininos Pf e masculinos Pm; o conjunto D corresponde ao número de dias, sendo Dp o

número de dias que o paciente p fica no hospital; e R consiste no conjunto de quartos do

hospital, também divididos por políticas de gênero.

Já as variáveis de decisão são as seguintes:

• xp,r,d: 1 se o paciente p está inscrito no quarto r no dia d, 0 caso contrário.

• tp,r,d: 1 se o paciente p é transferido do quarto r no dia d, 0 caso contrário.

• fr,d, mr,d: 1 se pelo menos um paciente do sexo feminino (masculino para a variável

m) está no quarto r no dia d, 0 caso contrário.

• br,d: 1 se há pacientes homens e mulheres no quarto r no dia d, 0 caso contrário.

A variável-base utilizada no espaço de busca do problema é a variável de decisão xp,r,d.

As outras variáveis são utilizadas para representar as componentes da função objetivo F:

F = FPRC + FRG + FTr (3.1)

As componentes da função objetivo são definidas da seguinte forma:

FPRC =
∑

p∈P,r∈R,d∈DP

Cp,r × xp,r,d (3.2)

FRG =
∑

r∈RD,d∈D

wRG × br,d (3.3)

FTr =
∑

p∈P,r∈R,d∈D

wTr × tp,r,d (3.4)
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Onde FPRC representa o custo relacionado à violação das restrições fracas PRC, FRG

o custo relacionado às restrições de gênero e o FTr é o custo relacionado à transferên-

cia de quarto. As restrições que definem o espaço de busca podem ser representadas

matematicamente da seguinte forma:

∑
rϵR

xp,r,d = 1,∀p ∈ P, d ∈ DP (3.5)

∑
pϵP

xp,r,d ≤ cr,∀r ∈ R, d ∈ D (3.6)

fr,d ≥ xp,r,d,∀p ∈ PF , r ∈ R, d ∈ D (3.7)

mr,d ≥ xp,r,d,∀p ∈ PM , r ∈ R, dϵD (3.8)

br,d ≥ mr,d + fr,d − 1,∀r ∈ R, d ∈ D (3.9)

tp,r,d ≥ xp,r,d − xp,r,d+1,∀p ∈ P, r ∈ R, d ∈ D (3.10)

A restrição 3.5 garante que todos os pacientes sejam inseridos em um quarto durante

toda a sua estadia no hospital. Já a restrição 3.6 garante que os quartos não estejam com

ocupação acima de sua capacidade máxima. As restrições de 3.7 - 3.9 são relacionadas

as variáveis de decisão mencionadas anteriormente. Finalmente, a restrição 3.10 leva em

consideração as penalidades envolvendo as transferências de quartos.

Os pesos das restrições utilizadas para o estudo proposto foram adaptadas, utilizando

como base os pesos das restrições determinada por Demeester, De Causmaecker e Vanden

Berghe (2008).



4 Heurísticas

Neste capítulo, será apresentado o detalhamento das heurísticas utilizadas neste estudo,

além da forma como foram implementadas para a resolução do problema de agendamento

de pacientes em leitos hospitalares PAS.

4.1 Guloso randomizado

Segundo Cormen et al. (2022), algoritmos gulosos são técnicas para a resolução de pro-

blemas que apresentam a característica de selecionar a melhor escolha local de uma lista

de candidatos a cada iteração para adicioná-la ao conjunto solução, a fim de minimizar

ou maximizar a função objetivo naquele instante.

Para a resolução deste problema, inicialmente desenvolvemos uma heurística constru-

tiva. A ideia para a implementação considerando o problema estudado tem uma abor-

dagem semi-gulosa, na qual se cria uma Lista Restrita de Candidatos (LRC) com os n

elementos menos custosos para alocação do paciente p no quarto r considerando a função

de custo mostrada em 3.1, para cada paciente.

Algoritmo 1 Construtivo PAS (α,Cp,r,P, R)
0: S ← ∅
0: i← 1
0: while i ̸= total de pacientes do
0: menorRestricao(i)
0: Rp ← escolha aleatoria dentre os quartos menos restritivos
0: i← i+ 1
0: S ← S ∪RP

0: end while
0: Retorna a solução construída S =0

O Algoritmo 1 tem como entrada o número de pacientes P, número de quartos R, a

matriz de custos e o parâmetro do controle da lista LRC, que é representada pela letra

grega α. Este último parâmetro é utilizado para definir o percentual de quartos menos
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custosos, dentro da LRC de cada paciente, que poderão ser escolhidos para alocação. Por

exemplo, se α for igual a 10%, isto significa que a escolha aleatória do quarto será feita

por meio desse percentual da LRC para cada paciente. O algoritmo conta ainda com a

função intitulada “menorRestricao”, que ordena os custos de alocar o paciente i a cada

quarto, em ordem crescente. Ao final, a saída é a solução que representa a distribuição

inicial dos pacientes nos quartos do hospital.

4.2 Estruturas de Vizinhança

Segundo Talbi (2009), a busca local é o método aproximado mais simples e antigo. Ela

começa com uma solução inicial e, a cada iteração do algoritmo, realiza a troca da solução

atual por outra solução vizinha que aprimore a função objetivo.

As estratégias de vizinhança utilizadas para abordar o problema estudado são inspira-

das em Ceschia e Schaerf (2011). Vale ressaltar que ambas as estratégias utilizadas iteram

vários movimentos buscando melhorar a solução. A primeira estrutura implementada é

chamada de “Change Room”, de sigla CR, que consiste em gerar uma solução vizinha mu-

dando pacientes de seus quartos atuais para outros, desde que a nova solução seja viável.

O Algoritmo 2 descreve o pseudocódigo da busca local CR.

Algoritmo 2 ChangeRoom
0: best←custo da alocação S
0: improvement←0
0: for i = 1 to total de pacientes do
0: alocprev ←alocação inicial do paciente i
0: for j = 1 to total de quartos do
0: Aloca paciente i no quarto j
0: change← custo da alocaço de todos os pacientes
0: if change < best then
0: best← change
0: S ← Nova alocaço mantida
0: improvement←1
0: end if
0: end for
0: end for(improvement diferente de zero)
0: Retorna a solução S =0

O quadro da Figura 3, cujo eixo vertical representa os pacientes e cujo eixo horizon-

tal consiste nos dias de alocação, ilustra um movimento proposto por essa estrutura de

vizinhança. O paciente identificado pelo número três (p3), localizado no quarto número

seis, exemplificado na figura abaixo por r6, é realocado para o quarto número dois (r2).
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Figura 3: Movimento do CR

Fonte: (CESCHIA; SCHAERF, 2011)

A segunda estratégia de vizinhança utilizada chama-se “Swap Pacient”, de sigla SP,

que consiste na troca de quartos entre os dois pacientes. No método aplicado, para que

a mudança de quartos ocorra é necessário que os pacientes tenham, pelo menos, um dia

de estadia no hospital em comum para viabilizar a mudança de quartos. O Algoritmo 3

consiste no pseudocódigo do SP implementado.

Algoritmo 3 SwapPacient(S)
0: best←custo da alocação S
0: improvement←0
0: for i = 1 to total de pacientes do
0: for j = i+ 1 to total de pacientes do
0: Aloca paciente i no quarto do paciente j
0: Aloca paciente j no quarto do paciente i
0: swap← custo da alocaço de todos os pacientes
0: if swap < best then
0: best← swap
0: S ← Nova alocaço mantida
0: improvement←1
0: end if
0: end for
0: end for(improvement diferente de zero)
0: Retorna a solução S =0

Na Figura 4 é possível observar um exemplo de movimento desta busca local, em

que os pacientes identificados pelos números três e cinco, respectivamente, trocam de

quarto entre eles. É interessante observar, conforme citado anteriormente, que a troca

será possível somente quando os pacientes apresentarem, dentro do período de estadia de

ambos, pelo menos um dia em comum. No exemplo ilustrado, os pacientes possuem os

dias d3, d4 e d5 de estadia no hospital em comum.
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Figura 4: Movimento do SP

Fonte: (CESCHIA; SCHAERF, 2011)

4.3 GRASP

A primeira proposta de metaheurística implementada foi o Greedy Randomized Adapta-

tive Search Procedure, conhecido pela sigla GRASP. Esse método foi desenvolvido por Feo

e Resende (1989) e consiste, basicamente, no processo iterativo com duas fases: construção

da solução e aplicação da busca local na solução construída.

Em cada iteração, o GRASP executa um método de construção para gerar uma solu-

ção inicial, elaborada através da utilização de um algoritmo guloso randomizado e adap-

tativo, seguido por um método de busca local que é aplicado na solução anteriormente

construída. Esse processo é repetido até um número máximo de iterações (dado fornecido

como entrada) seja obtido. A melhor solução encontrada dentre todas é considerada como

o resultado final (TALBI, 2009).

Para o PAS, na etapa de construção foi utilizado o método guloso randomizado ou

semi-guloso, com uma lista restrita de candidatos. Já na segunda fase utilizaram-se três

abordagens diferentes, utilizando inicialmente apenas a busca local CR (GRASP_CR), de-

pois apenas a SP (GRASP_SP), e finalmente a combinação delas (GRASP_CR_SP). A seguir

temos as Algoritmos 4, 5 e 6 representando os algoritmos básicos das metaheurísticas

implementadas.
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Algoritmo 4 GRASP_CR
0: S,S ′ ← ∅
0: while condiço Termino No Encontrada do

0: S ← Construtivo(α)

0: S ← ChangeRoom(S)

0: if S ′ ̸= ∅ ou custo(S) < custo(S ′) then

0: S ′ ← S

0: end if

0: end while

0: Retorna a melhor solução S ′ =0

Algoritmo 5 GRASP_SP
0: S,S ′ ← ∅
0: while condiço Termino No Encontrada do

0: S ← Construtivo(α)

0: S ← SwapPacient(S)

0: if S ′ ̸= ∅ ou custo(S) < custo(S ′) then

0: S ′ ← S

0: end if

0: end while

0: Retorna a melhor solução S ′ =0

Algoritmo 6 GRASP_CR_SP
0: S,S ′ ← ∅
0: while condiço Termino No Encontrada do

0: S ← Construtivo(α)

0: S ← ChangeRoom(S)

0: S ← SwapPacient(S)

0: if S ′ ̸= ∅ ou custo(S) < custo(S ′) then

0: S ′ ← S

0: end if

0: end while

0: Retorna a melhor solução S ′ =0
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4.4 ILS

Além do GRASP, foi implementada a metaheurística Iterated Local Search, de sigla ILS.

Segundo Gazolla (2013), a metaheurística ILS possui quatro fases. A primeira delas

consiste na fase de construção da solução inicial, que é realizada a partir de métodos

heurísticos gulosos ou soluções aleatórias. Segue-se a etapa em que se aplica o método

de busca local, visando encontrar soluções de maior qualidade. A terceira etapa consiste

na perturbação, aplicada antes da execução do método de busca, sendo aplicada com o

objetivo de minimizar a probabilidade de a solução não conseguir escapar em um ótimo

local. Por último, a solução vai passar pelo critério de aceitação que consiste em sua

aprovação ou reprovação como nova solução corrente.

Para o problema em questão, o ILS foi aplicado fazendo uso das três combinações

de buscas locais utilizadas no GRASP. A perturbação utilizada consistiu na retirada

aleatória de uma porcentagem de pacientes dos quartos nos quais estavam alocados, e

sua realocação em quartos que apresentavam as menores restrições. Em seguida, foram

testadas as mesmas combinações de estruturas de vizinhança utilizadas no GRASP; isto

é representado no pseudocódigo pelo termo BuscaLocal(S). O pseudocódigo completo da

metaheurística implementada pode ser visto no Algortimo 7.

Algoritmo 7 ILS
0: S,S ′ ← ∅
0: S ← Construtivo_Guloso
0: S ← ChangeRoom(S)
0: S ′ ← S
0: while condiço Termino No Encontrada do
0: S ← perturbar(P,S ′) {retira aleatoriamente P pacientes e os realoca gulosamente}
0: S ← BuscaLocal(S) {As buscas locais utilizadas foram: CR; SP ou CR+SP}
0: if custo(S) < custo(S ′) then
0: S ′ ← S
0: end if
0: end while
0: Retorna a melhor solução S ′ =0



5 Resultados Experimentais

Em relação aos experimentos realizados, foram realizados na linguagem C, em uma má-

quina com processador Intel i7 - 1.8GHz, com memória RAM instalada de 8.0GB e sistema

operacional Windows 8.1 de 64bits.

As instâncias utilizadas no experimento foram descritas no capítulo 3.

5.1 Calibração dos Parâmetros

Inicialmente, foi necessário realizar a calibração dos parâmetros das heurísticas. A fim de

encontrar valores para o parâmetro α que resultem nos melhores resultados nas heurísticas

randomizadas, uma calibração empírica foi realizada no GRASP, com a instância 3. Os

melhores resultados estatísticos foram encontrados para α = 3%, conforme pode ser visto

na Tabela 7. As metaheurísticas implementadas fizeram uso desse valor de para construir

a solução.

Tabela 7: Calibração do α

α Média Desv.P. Máx. Mín.

0.03 901.6 21.4 940.4 867

0.05 921.1 25.1 970.6 883.2

0.1 929.1 32.7 979.2 886

0.2 953.2 38.9 1031.4 897.6

0.3 988.6 45.1 1072 908.6

O outro parâmetro aleatório utilizado na heurística ILS foi a porcentagem de pacientes

que seriam retirados dos quartos onde estavam alocados e realocados de maneira gulosa.

Foram realizadas 10 execuções para cada um dos possíveis valores dos parâmetros avali-

ados. Os melhores resultados foram encontrados para a retirada de 10% dos pacientes,

conforme pode ser visto na Tabela 8.
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Tabela 8: Calibração da perturbação ILS
Percentual

de pacientes (%) Média Desv.P. Máx. Mín.

10 991.1 31.2 1025.6 931

20 1058.7 40.7 1141 995.8

30 1083.4 65.3 1187.4 992.2

40 1096.8 72.5 1202 982.4

50 1137 49.2 1204.4 1057.4

Além disso, foi realizada a calibração empírica do número de iterações utilizando os

resultados do GRASP e ILS para a instância 2. Como pode ser visto na Tabela 9, os

melhores resultados estatísticos encontrados foram para um número de iterações igual a

300. Tanto o GRASP quanto o ILS tiveram suas soluções avaliadas para este número de

iterações.

Tabela 9: Calibração do número de iterações
Nº iterações Média Desv.P. Máx. Mín.

100 1504.1 27.4 1539 1460.6

200 1453.1 27.2 1494.4 1424.6

300 1422.8 26.0 1467.2 1378.4

Além disso, foi realizada a comparação entre os melhores resultados das metaheu-

rísticas GRASP e ILS implementadas. Para isso, as três diferentes combinações das

estruturas de vizinhança para o GRASP e ILS foram comparados entre si para a instân-

cia 3, considerando uma semente variando de 0 a 9. Os resultados encontrados de ambas

as metaheurísticas com diferentes combinações de vizinhanças podem ser observadas nas

Tabelas 10 e 11.
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Tabela 10: Resultados instância 3 da metaheurística GRASP
Seed GRASP_CR GRASP_SP GRASP_CR_SP

0 1720.6 1020.8 824.6

1 1727.2 984.6 829

2 1713.4 989.6 838.6

3 1697 943.4 848.6

4 1725,4 1023.6 843.8

5 1723.8 979.4 851.8

6 1753.6 1033.6 824.4

7 1739 976.8 847.8

8 1730.8 975.4 832.2

9 1707 1023.6 835.4

Tabela 11: Resultados instância 3 da metaheurística ILS
Seed ILS_CR ILS_SP ILS_CR_SP

0 1744 981.2 824.4

1 1709.8 976.4 816.4

2 1750 940.6 811.4

3 1603.2 986.4 831.6

4 1613.8 917.2 832

5 1747.2 988.2 819.6

6 1644.8 1024.2 834.8

7 1820.4 1044.4 813.6

8 1630 951.6 809.8

9 1682.2 1012 828.4

Os resultados das Tabelas 10 e 11 apontam que os melhores resultados para o GRASP

e ILS foram com a combinação de estruturas de vizinhanças (CR+SP).

5.2 Avaliação de desempenho dos algoritmos desenvolvidos

Os resultados apresentados na Tabela 12 são compostos pelo melhor valor encontrado

dentre 100 execuções realizadas para as 13 instâncias disponíveis na literatura, juntamente

com o tempo computacional. Os resultados foram comparados com os melhores resultados
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obtidos na literatura, sendo que dois deles são ótimos (em negrito na tabela), encontrados

em Bastos et al. (2019). Na tabela estão também os resultados do método Simulated

Annealing implementado em Ceschia e Schaerf (2011).

Tabela 12: Comparação dos resultados do GRASP e ILS com os melhores resultados da

literatura.
Instance BASTOS CESCHIA GRASP_CR_SP ILS_CR_SP

1 651.2 659.2 651.6 658.2

2 1128 1143.6 1378.4 1209.6

3 761.6 776.6 824.4 809.8

4 1151.6 1176.0 1409.2 1237.6

5 624 625.6 681.6 669.6

6 792.6 802.2 806.2 798.6

7 1176.4 1199.0 1537.2 1447.6

8 4066.6 4158.6 4796.8 4623

9 20904.6 21942.0 21392.4 21321.8

10 7831.4 8146.6. 9872.6 9003.2

11 11932 12016.8 15056 13110

12 24198.4 23758.4 28145 26349.6

13 9146.4 9426.8 9561.2 9574.8

Ao compararmos os resultados, ambas as metaheurísticas estão na mesma ordem de

grandeza quanto aos resultados obtidos por Bastos et al. (2019) e Ceschia e Schaerf (2011).

As metaheurísticas obtiveram resultados comparáveis para instâncias menores, ou seja,

aquelas com menos pacientes e propriedades nos quartos (instâncias 1 a 6). Além disso,

percebe-se que os valores encontrados com a implementação da metaheurística GRASP

estão, em sua maioria, aquém dos resultados encontrados pelo método ILS. Entretanto,

ambas apresentaram potencial, com os avanços na pesquisa, para aproximarem-se ainda

mais dos melhores resultados da literatura.

A Tabela 13 apresenta o nível de melhoria entre as metaheurísticas para cada ins-

tância em relação aos melhores resultados da literatura, na coluna intitulada BKS (Best

Known Solution). O parâmetro de avaliação utilizado consiste na razão entre a diferença

entre os resultados e o menor resultado avaliado (“GAP”), mostrado na fórmula 5.1. Os

resultados ratificam que a metaheurística ILS obteve os melhores resultados em 11 das 13

instâncias avaliadas, excetuando pelas instâncias 1 e 13, nas quais o GAP relacionado ao
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GRASP foi melhor. Observa-se com mais clareza o padrão de comportamento do GAP

das metaheurísticas em relação aos melhores resultados da literatura na Figura 5.

GAP (%) =

∣∣∣∣ (BKS − Algoritmos)

menor(BKS,Algoritmos)

∣∣∣∣ 100% (5.1)

Tabela 13: GAP do GRASP e ILS em relação ao BKS
Instance BKS GAPGRASP (%) GAPILS(%)

1 651.2 0.1 1.1

2 1128 22.2 7.2

3 761.6 8.2 6.3

4 1151.6 22.4 7.5

5 624 9.2 7.3

6 792.6 1.2 0.8

7 1176.4 30.7 23.1

8 4066.6 18.0 13.7

9 20904.6 2.3 2.1

10 7831.4 26.1 15.0

11 11932 26.2 9.9

12 24198.4 16.3 8.9

13 9146.4 4.5 4.7
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Figura 5: GAP entre os resultados GRASP e ILS em relação ao BKS

Fonte: Autores

Um dos principais parâmetros de avaliação é o tempo computacional para resolução do

problema. Os algoritmos foram implementados em um mesmo ambiente computacional,

fazendo com que a comparação entre os seus tempos seja justa. Na Tabela 14 tem-se uma

amostra da média dos tempos computacionais, em segundos, com a condição de parada

para ambas as metaheurísticas de 300 iterações, em comparação com os tempos compu-

tacionais das melhores soluções encontradas na literatura. A comparação da performance

da CPU ocorreu por meio da razão entre o single thread rating da máquina na qual o

este trabalho foi realizado e o de uma máquina cujas propriedades assemelham-se às da

máquina utilizada no trabalho de Bastos et al. (2019), como pode ser visto na Figura 6.

O resultado encontrado para o fator de normalização foi de 0,795. Portanto, os tempos

computacionais obtidos neste trabalho foram multiplicados por este fator.
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Figura 6: Comparação da performance da CPU

Fonte: https://www.cpubenchmark.net/compare/Intel-i7-8550U-vs-Intel-i7-7900X/3064vs3056

Tabela 14: Tempos computacionais do GRASP e ILS implementadas em relação ao BKS.
Instance BKS (s) Time_GRASP(s) Time_ILS(s)

1 27615 1182.0 1249.0

2 43200 1416.7 2109.1

3 43200 1829.1 2041.2

4 43200 2446.7 3043.0

5 3398 1212.5 1572.8

6 8766 948.4 1563.7

7 264 1894.4 2841.6

8 43200 3936.7 5339.4

9 43200 19817.2 26878.2

10 43200 42968.2 45619.1

11 43200 71995.5 79195.1

12 43200 74730.4 81621.9

13 43200 2128.7 3193.6
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Os resultados encontrados apontam que as metaheurísticas implementadas obtiveram

menores tempos computacionais. Vale ressaltar que o critério de parada utilizado por

Bastos et al. (2019) foi diferente. O critério consiste em resolver o modelo simplificado

(sem transferência de pacientes) com um tempo limite de execução de 12 horas (ou até

a convergência, desde que uma solução ótima pudesse ser encontrada em menos de 12

horas).

Logo, essa diferença influencia a análise comparativa, mas como o intuito deste traba-

lho é comparar os algoritmos implementados neste experimento, a comparação realizada é

coerente. Nos resultados obtidos pelas metaheurísticas é possível que os tempos computa-

cionais dos algoritmos implementadas encontrem-se na mesma ordem de grandeza, estando

a metaheurística ILS com os maiores tempos computacionais em relação ao GRASP em

todas as instâncias.

As Tabelas 15 e 16 correspondem a uma avaliação do peso que cada restrição teve

sobre os resultados obtidos para as metaheurísticas GRASP e ILS, com intuito de verificar

se algoritmos diferentes alterariam a influência que cada restrição teve sobre os resultados

encontrados. Para isso, foi calculada a razão entre a soma dos custos de uma determinada

restrição e a soma de todas as restrições para as treze instâncias.

Tabela 15: Influência das restrições nos melhores resultados do GRASP.
Instance Cost Room pref. Department Specialism Room prop. Age Gender

1 651.6 513.6 4 37 97 0 0

2 1378.4 1238.4 11 53 79 0 0

3 824.4 710.4 6 39 69 0 0

4 1409.2 1099.2 39 122 149 0 0

5 681.6 554.6 23 104 0 0 0

6 802.2 771.2 0 23 8 0 0

7 1537.2 719.2 89 294 430 0 5

8 4796.8 1428.8 310 1130 1913 0 15

9 21392.4 2602.4 337 1235 11798 4860 560

10 9872.6 3021.6 27 615 6164 0 45

11 15056 4372 95 1332 9187 0 50

12 28145 5016 320 2302 19662 720 125

13 9561.2 1687.2 703 1867 4694 610 0
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Tabela 16: Influência das restrições nos melhores resultados do ILS.
Instance Cost Room pref. Department Specialism Room prop. Age Gender

1 658.2 563.2 4 10 81 0 0

2 1209.6 1097.6 10 46 56 0 0

3 809.8 700.8 1 24 84 0 0

4 1237.6 1009.6 34 94 100 0 0

5 669.6 589.6 4 20 56 0 0

6 798.6 760.6 1 23 14 0 0

7 1447.6 709.6 84 268 386 0 0

8 4623 1436 286 1007 1884 0 10

9 21321.8 2652.8 315 1312 11707 4820 515

10 9003.2 2935.2 56 612 5350 0 50

11 13110 3732 49 1041 8193 20 75

12 26349.6 4857.6 254 2105 18588 460 85

13 9574.8 3497.8 38 835 4494 655 55

Figura 7: Percentual das restrições GRASP

Fonte: Autores
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Figura 8: Percentual das restrições ILS

Fonte: Autores

Pelos Figuras 7 e 8, é possível observar que os resultados encontrados para cada

restrição não apresentaram alterações significativas entre as metaheurísticas. Em ambas,

a restrição “Room prop.” representa mais de 55% do custo total de alocação dos pacientes

para as 13 instâncias avaliadas. Em seguida, tem-se a restrição “Room pref.”, que repre-

sentou a maior diferença percentual entre as restrições para as duas metaheurísticas, no

valor de 2,3% (27% e 24,7%). Em seguida, as restrições “Specialism” e “Age” correspon-

dem a cerca de 15% do total. As duas últimas são “Department” e “Gender”, que não

chegam a representar 3% do custo total.



6 Conclusão e Trabalhos Futuros

O problema de alocação de leitos para pacientes em hospitais é um problema relativa-

mente recente na literatura, e as implementações envolvendo heurísticas, embora forne-

çam ótimas opções, ainda não foram amplamente difundidas. Esse fato e os resultados

encontrados pelas metaheurísticas GRASP e ILS elaboradas neste trabalho ratificam o

potencial para a implementação de um projeto acadêmico na área.

A expectativa para trabalhos futuros consiste em avaliar com mais detalhes as me-

taheurísticas utilizadas nos experimentos, da seguinte forma: aperfeiçoar a calibração dos

parâmetros utilizando um software apropriado para esta tarefa, como o IRACE (LÓPEZ-

IBÁÑEZ et al., 2016), e com base nos resultados obtidos executar novamente os algoritmos

implementados.

Espera-se obter resultados que possam contribuir para o aprimoramento das pesquisas

na área estudada, além de possibilitar a prototipação de um projeto para criação de um

sistema que auxilie na decisão de alocação de pacientes a leitos, o que seria de grande

ajuda para os profissionais reguladores na área de saúde.
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