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Resumo

As redes sociais são ferramentas amplamente utilizadas para expressar opiniões e interagir

com outras pessoas. Elas servem ao propósito de propagar e disseminar informações para

uma ampla audiência. As informações compartilhadas podem variar de sentimentos pes-

soais a posicionamentos políticos. Por essa razão, existe um grande interesse em explorar

essas publicações, visando entender comportamentos sociais e tendências, preferências e

hábitos das pessoas. Para auxiliar em tais análises, descobrir automaticamente os assuntos

tratados nas postagens é primordial, o que pode ser abordado por métodos de modelagem

de tópicos. No entanto, os dados provenientes das redes sociais são predominantemente

textos informais, com vocabulário próprio, ruidosos e curtos, limitados a uma quantidade

determinada de caracteres, dificultando a sua contextualização. Por isso, a descoberta

automática de tópicos é desafiadora. Embora a modelagem de tópicos seja adequada para

identificar os assuntos relevantes em textos, há vários métodos com diferentes abordagens,

cada um com suas vantagens e desvantagens. Selecionar o método mais adequado para

um determinado conjunto de dados é um processo complexo que vai além de simples-

mente considerar as principais características dos métodos. A escolha do método ideal

é ainda mais desafiadora para o uso de textos curtos, que apresentam baixa correlação,

falta de contexto, ambiguidade, diversidade linguística e escassez de informações. Diante

disto, nesta dissertação desenvolveu-se uma metodologia para avaliar quantitativamente

os tópicos e os rótulos de diferentes métodos de modelagem de tópicos para conjuntos de

textos curtos extraídos do Twitter™. A avaliação quantitativa dos tópicos utiliza métricas

clássicas, como coerência e diversidade, já a avaliação quantitativa dos rótulos explora a

semântica por trás dos tópicos, com um processo de rotulação automática que permite

uma comparação mais clara entre os métodos. Além disso, os resultados dos métodos fo-

ram relacionados com eventos externos relevantes para uma compreensão mais completa

da relação entre os dados e o contexto. Foram conduzidos experimentos com diversos

métodos, incluindo aqueles baseados em abordagens probabilísticas e neurais, em dife-

rentes conjuntos de dados. Concluiu-se que o método BERTopic apresentou o melhor

desempenho em todos os experimentos.

Palavras-chave: Redes Sociais, Textos Curtos, Tweets, Modelagem de Tópicos, Rótulo.



Abstract

Social media platforms are widely used for expressing opinions and interacting with others.

They serve the purpose of propagating and disseminating information to a broad audi-

ence. The shared information can range from personal feelings to political stances. For

this reason, there is a strong interest in exploring these posts to understand social beha-

viors, trends, and people’s preferences and habits. To aid in such analyses, automatically

discovering the subjects discussed in posts is crucial, which can be addressed by topic mo-

deling methods. However, data from social media are predominantly informal texts with

specific vocabulary, noise, and short length, limited to a certain number of characters,

making their contextualization difficult. Therefore, automatic topic discovery is challen-

ging. Although topic modeling is suitable for identifying relevant subjects in texts, there

are several methods with different approaches, each with advantages and disadvantages.

Selecting the most appropriate method for a given dataset is a complex process that goes

beyond simply considering the main features of the methods. Choosing the ideal method

is even more challenging for short texts, which present low correlation, lack of context,

ambiguity, linguistic diversity, and information scarcity. For this reason, this dissertation

developed a methodology to quantitatively evaluate topics and labels of different topic

modeling methods for short text datasets extracted from Twitter. The quantitative eva-

luation of topics employs classical metrics, such as coherence and diversity. In contrast,

the quantitative evaluation of labels delves into the semantics behind the topics, using an

automated labeling process that allows for a more precise comparison between methods.

Furthermore, the results of the methods were correlated with relevant external events for

a more comprehensive understanding of the relationship between data and context. Expe-

riments were conducted with various methods, including those based on probabilistic and

neural approaches, on different datasets. It was concluded that the BERTopic method

demonstrated the best performance in all experiments.

Keywords: Social Networks, Short Texts, Tweets, Topic Modeling, Label.
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1 Introdução

Em 1969, a internet foi criada com o intuito de facilitar a troca de informação a nível

mundial (MALHEIRO; SOUSA; FERREIRA, 2019). Desde a sua criação, a internet tem

evoluído de forma drástica em termos de alcance, capacidade e uso (MALHEIRO; SOUSA;

FERREIRA, 2019). No início, a internet era principalmente utilizada para fins militares

e acadêmicos, e seu acesso era limitado a uma pequena comunidade de especialistas.

Conforme a tecnologia avançou, a internet tornou-se mais acessível e ampliou-se de forma

a incluir usuários de todo o mundo (KAMEL BOULOS; WHEELER, 2007). A velocidade

de conexão e a capacidade de armazenamento também aumentaram significativamente,

permitindo a criação de conteúdo mais rico e acessível. Além disso, surgiram novos serviços

e aplicativos, como e-mails, mensagens instantâneas, redes sociais, compras on-line e

streaming de mídia, entre outros. Uma das mudanças mais impactantes está relacionada

à introdução das redes sociais digitais, que se tornaram uma parte integrante da internet

e mudaram a maneira como as pessoas se conectam e se comunicam (MCLOUGHLIN;

LEE, 2007).

As redes sociais permitem que as pessoas criem perfis pessoais, conectem-se com ami-

gos e seguidores, e compartilhem informações, fotos e vídeos (VERMELHO et al., 2014).

Exemplos de redes sociais incluem Facebook, Twitter, Instagram e LinkedIn. O seu ob-

jetivo principal é proporcionar que as pessoas mantenham e aprimorem relacionamentos

sociais (BIGNETTI, 2011). Estas se diferem das mídias sociais, as quais são plataformas

que permitem que as pessoas criem, compartilhem e interajam com conteúdo de diversas

formas, incluindo texto, imagens, vídeos e áudios. Exemplos de mídias sociais incluem

YouTube, TikTok e Pinterest (CIRIBELI; PAIVA, 2011). O fato das redes sociais desem-

penharem um papel fundamental na propagação e disseminação de informações pode ter

tanto aspectos positivos quanto negativos, dependendo da natureza das informações que

estão sendo compartilhadas (ORABY et al., 2019). Por um lado, as redes sociais permi-

tem a rápida disseminação de informações, o que é útil em situações de emergência ou

para compartilhar notícias importantes com uma ampla gama de pessoas (JUNQUEIRA
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et al., 2014) (SALA et al., 2020). Além disso, as redes sociais fornecem uma plataforma

para a discussão e o debate, permitindo que as pessoas compartilhem suas opiniões e

perspectivas com outros indivíduos ou grupos. Por outro lado, a facilidade de propagação

de informações significa que informações falsas ou enganosas (e.g., fake news) podem se

espalhar rapidamente, o que pode ter consequências negativas para a sociedade. Final-

mente, as redes sociais também podem ser usadas para disseminar discurso de ódio ou

para fins de manipulação política, o que pode prejudicar a democracia (MOURA, 2016).

Considerando estes diversos aspectos, a descoberta de conhecimento útil a partir destes

dados não é uma tarefa trivial (LIKHITHA; HARISH; KUMAR, 2019). Em especial, um

dos desafios para analisar textos em redes sociais consiste na identificação e categorização

dos assuntos tratados. Essa dificuldade reside não apenas na extração da informação,

mas fazê-la de forma eficiente e em tempo viável para a tomada de decisão oportuna

(XAVIER et al., 2020). A categorização de textos em redes sociais é crucial para diversas

áreas, incluindo jornalismo, onde é necessário detectar Breaking News e avaliar Fake news

(CASILLO et al., 2021), bem como para a análise de sentimentos (ANNY; ISLAM, 2022),

saúde (SINNENBERG et al., 2016), sistemas de recomendação (ABEL et al., 2011), entre

outros. A análise de sentimentos pode ser utilizada por empresas para avaliar a satisfação

de seus clientes e por políticos para entender o sentimento da população sobre os seus

planos de governo e posicionamento. Além disso, pode ser usada para identificar padrões

e tendências relacionados a doenças e sintomas, bem como monitorar a disseminação de

informações falsas sobre saúde. Em sistemas de recomendação, a categorização de textos

ajuda a recomendar conteúdo relevante para o usuário com base em seus interesses e

preferências.

Outro fator motivador para a descoberta de tópicos está relacionado à escala dos

dados disponibilizados pelas redes sociais. Por exemplo, o Twitter possuiu um total de

1,3 bilhões de contas no ano de 2022, sendo 330 milhões de usuários altamente ativos.

Diariamente são enviados aproximadamente 500 milhões de tweets1. Considerando eventos

especiais e datas comemorativas, a velocidade e volume de postagens pode aumentar em

até 25 vezes2. Assim, ferramentas de redes sociais, com a participação e utilização dos

usuários, são verdadeiras geradoras de grandes volumes de conteúdo (VERMELHO et

al., 2014). Devido ao grande volume de dados e assuntos (i.e., tópicos), a busca por

informações relevantes e úteis pode ser uma tarefa difícil que exige habilidades avançadas
1https://www.websiterating.com/pt/research/twitter-statistics/#referÃłncias
2https://blog.twitter.com/engineering/en_us/a/$2013$/new-tweets-per-second-record-a

nd-how

https://www.websiterating.com/pt/research/twitter-statistics/#referências
https://blog.twitter.com/engineering/en_us/a/$2013$/new-tweets-per-second-record-and-how
https://blog.twitter.com/engineering/en_us/a/$2013$/new-tweets-per-second-record-and-how
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de análise de dados e o uso de ferramentas sofisticadas. Ademais, a alta quantidade de

dados aumenta a probabilidade de presença de informações imprecisas ou inconsistentes.

Outro desafio consiste no tamanho dos textos publicados nas redes sociais. Muitas

plataformas estabelecem limites de caracteres para cada postagem, restringindo o texto a

algumas centenas de caracteres. Textos curtos são peças de escrita geralmente com poucas

frases e poucas palavras, que transmitem uma mensagem concisa e direta. Os textos curtos

dominam a Web, tanto no contexto de sítio tradicionais (e.g., títulos de páginas, anúncios,

legendas de imagens, mensagens em fóruns e títulos de notícias) quanto nas redes sociais

(CHENG et al., 2014). Tais dados contêm informações dificilmente encontradas nas fon-

tes tradicionais de busca e que trazem informações sofisticadas sobre o mundo (COSTA;

DUARTE, 2019). Essas informações podem variar desde a necessidade de um indivíduo

compartilhar um sentimento (e.g., luto, alegria, raiva, entre outros) até um posiciona-

mento político. No caso do Twitter, um tweet é atualmente limitado a 280 caracteres,

incluindo hashtags3 e emojis4. Estes recursos podem oferecer informações valiosas sobre

o assunto e a opinião do autor, bem como sobre suas emoções e atitudes. No entanto,

a interpretação de tweets que incluem hashtags, emojis e links pode ser desafiadora, de-

vido à natureza subjetiva e ambígua da linguagem utilizada (FURINI; MONTANGERO,

2018). Ao mesmo tempo, o significado destes recursos pode variar conforme o contexto, a

cultura, o gênero e a experiência pessoal do usuário, tornando a interpretação ainda mais

complexa. Por ventura, os usuários também podem utilizá-los de maneiras inesperadas,

o que dificulta ainda mais a interpretação do texto (DERCZYNSKI et al., 2015). Assim,

apesar da restrição na quantidade de caracteres promover a criatividade dos usuários,

ela também introduz desafios quanto à interpretação e categorização desses textos. Em

geral, os tweets possuem poucas palavras, muitas hashtags e emojis, ruídos e são sensíveis

ao tempo (LI et al., 2018). Tais características acabam levando à falta de contexto e

conteúdo para a categorização do assunto tratado em cada publicação.

Com isso, a tarefa de identificar informações relevantes nos textos curtos é abordada

por diversos trabalhos na área de Aprendizado de Máquina (AM) (LIKHITHA; HARISH;

KUMAR, 2019). O AM é uma área da Inteligência Artificial (IA) que se baseia na ca-

pacidade dos sistemas de aprenderem com dados, identificar padrões e tomar decisões de

forma autônoma. Considerando a tarefa de descoberta de assuntos em textos, existem

dois tipos principais de AM: aprendizado supervisionado e aprendizado não supervisio-

nado. No aprendizado supervisionado, o modelo é treinado com dados etiquetados que
3https://resultadosdigitais.com.br/marketing/o-que-e-hashtag/
4https://www.significados.com.br/emojis-emoticons/

https://resultadosdigitais.com.br/marketing/o-que-e-hashtag/
https://www.significados.com.br/emojis-emoticons/
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incluem as respostas corretas, com o objetivo de aprender a fazer previsões precisas a

partir de novos dados (HASTIE; TIBSHIRANI; FRIEDMAN, 2009). Já no aprendizado

não supervisionado, o modelo é treinado com dados não etiquetados e busca encontrar

estruturas e padrões internos nos dados, sendo utilizado para agrupar e descobrir relações

entre dados semelhantes (MONARD; BARANAUSKAS, 2003). Ao tratar da análise de

textos curtos, o uso de métodos supervisionados apresenta desafios, como a necessidade

de dados rotulados em grande quantidade e alta qualidade para o treinamento, além da

dificuldade de manter tais dados atualizados e precisos. Além disso, os dados de texto

nas redes sociais são frequentemente complexos, variados e contextuais, dificultando a

rotulação precisa dos dados. Neste cenário, a Modelagem de Tópicos (MT) se apresenta

como uma escolha adequada para a análise de textos não rotulados, pois é capaz de

identificar padrões e estruturas nos dados sem a necessidade de supervisão (LIKHITHA;

HARISH; KUMAR, 2019). A MT é uma técnica de processamento de linguagem natural

que se concentra na identificação de tópicos latentes em documentos, e é uma forma de

aprendizado não supervisionado que busca agrupar documentos semelhantes e encontrar

padrões em grandes quantidades de texto (PEREIRA, 2019). Essa técnica permite uma

análise eficiente de grandes quantidades de texto, a identificação de tópicos relevantes e

a visualização da distribuição de tópicos em um conjunto de documentos (QIANG et al.,

2022). Os tópicos latentes referem-se a temas ou assuntos presentes implicitamente em

um conjunto de documentos, mas que não são explicitamente identificados ou rotulados

(SOUZA; SOUZA, 2019). Por essa razão, os rótulos servem como identificador ou descri-

ção concisa para representar o tema à qual um determinado tópico pertence, utilizando

uma palavra ou frase curta (PEREIRA, 2019). Na modelagem de tópicos, os modelos

representam as estruturas matemáticas e estatísticas que descrevem os dados, enquanto

os métodos são os algoritmos e técnicas usados para treinar e aplicar esses modelos aos

dados.

Abordagens probabilísticas para modelagem de tópicos, tais como os métodos clássi-

cos Probabilistic Latent Semantic Analysis (PLSA) (ONEATA, 1999) e Latent Dirichlet

Allocation (LDA) (BLEI; NG; JORDAN, 2003), são amplamente adotadas para desco-

brir os assuntos latentes em uma coleção de documentos e fornecem de maneira simples

a possibilidade de analisar grandes volumes de textos sem a necessidade de anotação

prévia ou etiquetagem de documentos. Nos métodos clássicos, os tópicos são formados

por agrupamentos de palavras que frequentemente ocorrem em conjunto nos documen-

tos (LIKHITHA; HARISH; KUMAR, 2019). No entanto, métodos tradicionais de mo-

delagem de tópicos enfrentam dificuldades ao tentar identificar os assuntos tratados em
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textos curtos e ruidosos, principalmente pela falta de coocorrência de palavras, ausência

de informações nos textos e o uso de termos inseridos apenas no contexto das redes sociais

(COSTA; DUARTE, 2019).

Em outra vertente, existem métodos de modelagem de tópicos desenvolvidos especifi-

camente para lidar com textos curtos, como o Self-Aggregation based Topic Model (SATM)

(QUAN et al., 2015), Word Network Topic Model (WNTM) (ZUO; ZHAO; XU, 2016),

Gibbs Sampling Dirichlet Multinomial Mixture (GSDMM) (YIN; WANG, 2014), Biterm

Topic Model (BTM) (CHENG et al., 2014) e Pseudo-document based Topic Model (PTM)

(ZUO; WU et al., 2016), cada um com suas próprias abordagens, apresentando vantagens

e desvantagens, e que nem sempre conseguem lidar com todas as nuances de textos cur-

tos (QIANG et al., 2022). Alguns dos métodos são mais complexos do que os métodos

tradicionais, o que pode dificultar a implementação e o ajuste de parâmetros. Ademais,

há alguns métodos que podem produzir resultados de baixa qualidade de acordo com

tamanho dos textos ou número de postagens (i.e., tweets). Outros métodos podem ser

computacionalmente intensivos e demorar mais tempo para convergir do que os métodos

tradicionais. Esses métodos podem ser limitados na sua capacidade de lidar com ruídos,

como erros ortográficos, expressões únicas das redes sociais e gírias. Mais recentemente,

novas abordagens que se baseiam na semântica distribucional e na utilização de vetores

densos de palavras para compor tópicos foram desenvolvidas (EGGER; YU, 2022). Estes

métodos, como BERTopic (GROOTENDORST, 2022) e Top2Vec (ANGELOV, 2020), são

altamente eficazes em compor tópicos a partir de grandes quantidades de texto (GRO-

OTENDORST, 2022; ANGELOV, 2020). No entanto, enfrentam desafios ao lidar com

textos curtos, devido à falta de informação, contexto e dificuldade em identificar tópicos

claros e distintos. Isso pode prejudicar a precisão da representação vetorial das palavras

e, consequentemente, a qualidade dos tópicos gerados. Dessa forma, destaca-se a impor-

tância em avaliar cuidadosamente as vantagens e desvantagens de cada método antes de

escolher o melhor para a aplicação de interesse. Cada método de modelagem de tópicos

tem suas limitações como o tamanho máximo de documentos de entrada, a dificuldade

em lidar com dados em diferentes idiomas ou domínios, a sensibilidade à frequência de

palavras e o tempo de processamento longo para grandes conjuntos de dados.

Selecionar o melhor método de modelagem de tópicos para um determinado conjunto

de dados é um processo complexo que vai além de simplesmente considerar as principais

características dos métodos (BOUVEYRON; GIRARD, 2009). Para garantir a obtenção

de informações relevantes e claras, é necessário avaliar o desempenho dos métodos em

questão. A escolha do melhor método é ainda mais complexa quando se trata de textos
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curtos, devido a desafios como escassez de palavras, baixa correlação entre elas, grande

quantidade de dados, falta de contexto, ambiguidade, diversidade linguística e falta de

informação suficiente. Portanto, uma seleção criteriosa dos métodos é necessária para

garantir resultados precisos e confiáveis. Embora os textos curtos sejam excelentes fontes

de informação, é difícil estabelecer critérios de avaliação dos métodos para seu uso e

determinar se os resultados retêm adequadamente tais informações nos tópicos.

Neste sentido, essa dissertação propõe uma metodologia que permite avaliar diferen-

tes métodos de modelagem de tópicos para um conjunto específico de dados de textos

curtos. A avaliação quantitativa utiliza métricas clássicas como coerência e diversidade

para avaliar os tópicos gerados. No entanto, essas medidas sozinhas não são suficientes

para determinar a eficiência dos métodos. Uma avaliação quantitativa baseada em rótulos

explora os tópicos gerados procurando entender a semântica por trás deles. Para facilitar

essa análise, o trabalho introduz um método para rotular automaticamente os tópicos,

permitindo uma comparação mais clara entre os métodos. Adicionalmente, é realizada

uma rotulação manual para determinar a influência de eventos externos (e.g., feriados,

guerras, etc..) na construção dos tópicos. Essa abordagem consiste em estabelecer cate-

gorias com base nos temas mais relevantes e debatidos no período analisado do conjunto

de dados. As categorias criadas são associadas manualmente aos tópicos gerados, permi-

tindo relacionar os resultados obtidos por meio dos métodos utilizados a eventos externos

relevantes. Isso proporciona uma compreensão mais abrangente da relação entre os dados

e o contexto. Assim, o melhor método de modelagem de tópicos pode ser escolhido com

base tanto na avaliação quantitativa baseada nas métricas de tópico quanto na avaliação

quantitativa baseada em rótulos, resultando em uma comparação mais abrangente dos

métodos utilizados.

Dessa forma, a dissertação realiza um estudo de caso utilizando a metodologia pro-

posta em um conjunto de abordagens para modelagem de tópicos no contexto de textos

curtos. São comparados seis métodos de modelagem de tópicos usados com frequência

na literatura, para mostrar experimentalmente as vantagens e desvantagens de cada uma

das abordagens. Para a análise, foram escolhidos o LDA, o GSDMM, o BTM, o PTM, o

BERTopic e o Top2Vec. Os tweets de fevereiro de 2022 foram coletados e submetidos à

modelagem de tópicos com a aplicação dos métodos selecionados.

A partir dos experimentos, foi possível observar que os modelos BERTopic e PTM

obtiveram as melhores métricas de coerência e diversidade. Além disso, esses modelos

construíram tópicos bem estruturados e de fácil entendimento, abrangendo uma varie-
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dade de assuntos relacionados a acontecimentos externos. Vale destacar que o modelo

BERTopic apresentou o melhor desempenho em todos os experimentos realizados.

1.1 Questões de Pesquisa

A seguir, apresentam-se as principais questões de pesquisa a serem abordadas nesta dis-

sertação:

• Como identificar o melhor método de modelagem de tópicos para um determinado

conjunto textos curtos?

• Quais critérios são importantes na definição das métricas para a análise quantitativa

baseada nas métricas de tópicos e em rótulos?

• Como os assuntos encontrados por um método de modelagem de tópicos se asseme-

lham em conjuntos de dados distintos?

• Como os assuntos encontrados por diferentes métodos a partir do mesmo conjunto

de dados se assemelham?

• Como os assuntos encontrados pelos métodos se aderem aos acontecimentos exter-

nos?

O melhor método é definido pela capacidade de gerar tópicos coerentes, diversificados

e com palavras bem relacionadas entre si, possibilitando reconhecer e compreender infor-

mações úteis a partir de um determinado conjunto de dados. Ademais, a metodologia

proposta possibilita relacionar os assuntos abordados nos tópicos em diferentes métodos,

utilizando o mesmo conjunto de dados como referência. A metodologia é experimen-

tada com diferentes conjuntos de dados, permitindo verificar como os tópicos gerados se

assemelham em conjuntos distintos. Além disso, os resultados são relacionados com acon-

tecimentos externos que ocorreram durante o período dos dados, buscando compreender

como esses eventos afetam a modelagem de tópicos em textos curtos.

1.2 Objetivos

O objetivo geral desta dissertação é prover uma metodologia para avaliar diferentes mé-

todos de modelagem de tópicos em textos curtos, que se baseia na avaliação quantitativa
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baseada nas métricas de tópicos e em rótulos a fim de determinar o melhor método para

um determinado conjunto de textos.

Para atingir o que está sendo descrito neste trabalho, os seguintes objetivos específicos

foram definidos:

• Desenvolver uma metodologia para a avaliação dos métodos de modelagem de tópi-

cos;

• Propor uma metodologia para rotulação automática de tópicos usando uma fonte

de textos externa, e.g., Wikipédia;

• Definir um processo de coleta dados para as aplicações da metodologia desenvolvida;

• Avaliar os tópicos gerados pelos métodos LDA, GSDMM, BTM, PTM, BERTopic

e Top2Vec, a fim de verificar qual seria o melhor método na extração de tópicos

relevantes a partir dos dados coletados.

1.3 Contribuições

Como contribuições desta dissertação desenvolvemos uma metodologia para a análise de

métodos de modelagem de tópicos e uma análise comparativa dos métodos em diferentes

conjuntos de dados com textos curtos5. Em síntese, essa dissertação tem como contribui-

ções:

• Uma metodologia para rotulação automática de tópicos usando uma fonte de textos

externa;

• Uma metodologia denominada Topic Modeling Evaluation (TiME) para selecionar

o melhor método de modelagem de tópicos para um conjunto de textos curtos. A

TiME avalia a eficácia de diferentes métodos a partir de análises quantitativa de

métricas clássicas e dos rótulos obtidos;

• A partir dos experimentos, foi possível observar que os modelos BERTopic e PTM

apresentaram as melhores métricas de coerência e diversidade e construíram tópicos

bem estruturados e de fácil entendimento, abrangendo uma variedade de assuntos

nos tópicos. Com isso, os modelos conseguiram organizar e agrupar diferentes tipos
5Todos os códigos para experimentar a metodologia desta dissertação estão disponibilizados em https:

//github.com/UFFeScience/TiME

https://github.com/UFFeScience/TiME
https://github.com/UFFeScience/TiME
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de conhecimento em cada tópico. Muitas das informações dos tópicos apresentaram

relação com um determinado acontecimento externo, demonstrando que houve a

influência externa nos dados;

• O trabalho realizado nesta dissertação permitiu a publicação do artigo “Modelagem

de Tópicos em Textos Curtos: uma Avaliação Experimental” no SBBD 2022, onde

métodos de modelagem de tópicos foram analisados e avaliados com a aplicação

textos curtos (AMORIM et al., 2022).

1.4 Organização do Trabalho

Além da introdução, esta dissertação é composta por mais cinco capítulos. No Capí-

tulo 2 são apresentadas as definições teóricas necessárias para melhor compreensão da

abordagem proposta, além de aspectos das ferramentas utilizadas para apoiar a solução

desenvolvida. O Capítulo 3 descreve os trabalhos relacionados. O Capítulo 4 descreve

a metodologia proposta para o estudo de caso dos métodos de modelagem de tópicos,

apresentando técnicas e ferramentas utilizadas. O Capítulo 5 apresenta e discute os resul-

tados experimentais das aplicações da metodologia. Finalmente, o Capítulo 6 apresenta

as conclusões desta dissertação e os trabalhos futuros.



2 Referencial Teórico

Este capítulo apresenta os conceitos fundamentais essenciais para a compreensão da me-

todologia proposta referente à avaliação dos métodos de modelagem de tópicos aplicados

a textos curtos. Abordando os aspectos pertinentes às redes sociais, enfatizam-se as ca-

racterísticas gerais do Twitter. Ademais, são descritos minuciosamente os métodos de

aprendizado de máquina escolhidos para a implementação da metodologia, que englobam

LDA, GSDMM, PTM, BTM, BERTopic e Top2Vec, e comparadas detalhadamente suas

principais características. Apresenta, ainda, as métricas de avaliação selecionadas para

aferir a eficácia dos métodos empregados na metodologia proposta. Por fim, são discutidos

os conceitos referentes à rotulação dos tópicos.

2.1 Redes Sociais

A rede social surgiu da necessidade humana de se comunicar e interagir. As redes sociais

são consideradas espontâneas, com comunicação dinâmica, simples e rápida entre os seus

usuários, no qual é possível um melhor aproveitamento dos recursos oferecidos (LEVATO,

2013). Ainda, pode ser definida como um grupo de indivíduos, tanto pessoas quanto

empresas, que estão ligados mutualmente por algum interesse em comum (REGIS, 2019).

No âmbito digital, usuários das redes sociais são fornecedores de dados, pois a partir

do momento que realizam seu cadastro, inicia-se o processo de interação, onde os mesmos

podem compartilhar seus pontos de interesses, selecionar amigos e eleger sobre quais

temas ou assuntos gostariam de ser notificados (WELLMAN et al., 1996). A partir

dessas interações, os usuários começam a compartilhar informações como fotos, vídeos,

mensagens e suas localizações, e se tornam sensores ativos, pois através dos seus dados é

possível descobrir opiniões, emoções e outras informações do cotidiano.

Dentre as redes sociais existentes, o Twitter tem se destacado por sua popularidade

entre os usuários (SOUZA, 2017). Criado em fevereiro de 2006, o Twitter tornou-se uma

das maiores redes sociais, capaz de criar milhões de interações sociais diariamente.
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2.1.1 Twitter

O Twitter é um microblog que permite que seus usuários façam publicações, chamadas

de tweets, com no máximo 280 caracteres. Os tweets são textos curtos caracterizados

por geralmente expressarem opiniões, críticas, comentários a respeito de algo ou alguém

(PEREIRA, 2019). A limitação dessa quantidade de caracteres é uma característica do

microblog (ATEFEH; KHREICH, 2015), permitindo que a informação seja fácil de con-

sumir e rápida para divulgar. Por esse motivo, o Twitter é muito utilizado por várias

campanhas tais como publicitárias, eleitorais e como uma mídia de notícias (LEE; PAL-

SETIA et al., 2011). Os usuários têm acesso aos mais variados assuntos por meio dos

tweets (e.g., celebridades, política, eventos esportivos e notícias). Normalmente, para

identificar o tema ou assunto do tweet publicado, faz-se uso das hashtags. Caracterizadas

como palavras, frases ou expressões antecedidas pelo símbolo da cerquilha (#), as hash-

tags facilitam a exibição dos tweets na busca do Twitter e ao se referenciarem a assuntos

populares, são incluídas na lista de assuntos do momento (PEREIRA, 2019).

O Twitter contém mais de 330 milhões de usuários, produzindo mais de 500 milhões

de tweets diariamente, muitos destes tweets acabam sendo sobre um tema que se tor-

nou popular. Quando isso ocorre, o assunto em questão estará listado em uma lista dos

assuntos mais populares conforme as tendências em um período limitado (i.e.., trending

terms) (LIU et al., 2013). Os trending terms geralmente evoluem em torno de ocorrências

culturais populares, como eventos atuais, anúncios de celebridades, estreias de TV, preo-

cupações sociais, notícias de última hora e conteúdo viral (LEE; PALSETIA et al., 2011).

Não há limite para quanto tempo um tópico permanece popular, embora os trending terms

tendem a ter uma vida útil de um dia a uma semana. Além disso, as tendências podem

ser relacionadas a uma determinada localização (CHEN et al., 2018).

Nesta dissertação, o Twitter será utilizado como fonte de dados para a aplicação

da metodologia proposta, que avalia os métodos de modelagem de tópicos quanto à sua

capacidade de extração de tópicos relevantes. Dessa forma, uma seleção de tweets públicos

será realizada para examinar os temas abordados durante o mês de fevereiro de 2022. A

análise se concentrará nos tópicos mais debatidos na rede social, identificados a partir dos

termos em destaque (i.e., trending terms) no referido período.
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2.2 Aprendizado de Máquina

Aprendizado de Máquina é uma área da Inteligência Artificial cujo objetivo é o desen-

volvimento de técnicas computacionais sobre o aprendizado, bem como a construção de

sistemas capazes de adquirir conhecimento de forma automática (SAH, 2020). Um sistema

de aprendizado é um programa de computador que toma decisões baseado em experiên-

cias acumuladas por meio de soluções bem sucedidas de problemas anteriores (MONARD;

BARANAUSKAS, 2003). O processo de aprendizagem envolve ajustar os parâmetros de

um modelo usando dados de treinamento ou experiências passadas. O modelo pode ser

preditivo para fazer previsões de valores futuros, ou descritivos que podem ganhar conhe-

cimento sobre um dado, ou ambos (ALPAYDIN, 2010).

O AM tem como obter conclusões genéricas a partir de um conjunto particular de

exemplos fornecidos ao modelo (MONARD; BARANAUSKAS, 2003). O aprendizado

indutivo pode ser classificado em dois tipos principais: aprendizagem supervisionada e

não-supervisionada. Nesta dissertação focamos em apresentar e avaliar técnicas que tra-

balham com aprendizagem não supervisionada, em especial, métodos que executam a

tarefa de Modelagem de Tópicos.

2.2.1 Modelagem de Tópicos

A modelagem de tópicos é uma técnica de processamento de linguagem natural cujo

objetivo é extrair, sumarizar e categorizar informações de um conjunto de documentos,

permitindo assim uma nova forma de iteração com a base textual (BLEI, 2012). Essa téc-

nica permite a descoberta de padrões semânticos não óbvios nos textos e pode ser utilizada

para categorizar e resumir grandes volumes de informações, facilitando a análise e inter-

pretação de dados. Para o estudo de casos desta dissertação, foram selecionados diversos

métodos de modelagem de tópicos, tais como o Latent Dirichlet Allocation (LDA) (BLEI;

NG; JORDAN, 2003), o Gibbs Sampling Dirichlet Multinomial Mixture (GSDMM) (YIN;

WANG, 2014), o Biterm Topic Model (BTM) (CHENG et al., 2014), o Pseudo-document

based Topic Model (PTM) (ZUO; WU et al., 2016), o BERTopic (GROOTENDORST,

2022) e o Top2Vec (ANGELOV, 2020). Apesar de existirem outros métodos de modela-

gem de tópicos na literatura (QIANG et al., 2022), os métodos selecionados para a análise

comparativa foram escolhidos para termos uma variedade de métodos com abordagens di-

ferentes. O LDA é um método clássico e um dos mais adotados na literatura. Os métodos

GSDMM, BTM e PTM foram desenvolvidos para lidar com textos curtos. O BERTopic e
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o Top2Vec são métodos mais recentes e se baseiam em embeddings, sendo uma alternativa

para os problemas de coocorrência de palavras em textos curtos.

2.2.1.1 Latent Dirichlet Allocation

O LDA induz modelos probabilísticos generativos para coleções de documentos, utilizado

em diversas áreas de pesquisa (BLEI; NG; JORDAN, 2003; JELODAR et al., 2019).

Os tópicos são definidos como distribuições de probabilidade sobre um vocabulário fixo

de palavras (definido conforme os documentos disponíveis). Um determinado tópico é

identificado sempre que um mesmo subconjunto de palavras se mostra presente em múl-

tiplos documentos de forma frequente. O LDA se vale de dois hiper-parâmetros, que são

oriundos da distribuição de Dirichlet: αLDA que representa a densidade de tópicos por

documento e βLDA que representa a densidade de termos por tópico. O modelo não foi

desenvolvido para textos curtos (HONG; DAVISON, 2010), portanto, identificar tópicos a

partir deste tipo de dados pode ser desafiador, devido ao número reduzido de palavras por

documento (e.g., tweet) e aos contextos limitados, acarretando falta de informação de co-

ocorrência de palavras em comparação com documentos maiores, dificultando a execução

de métodos probabilísticos (WU et al., 2020).

2.2.1.2 Gibbs Sampling Dirichlet Multinomial Mixture

O GSDMM é um algoritmo de agrupamento de textos curtos adaptado a partir do LDA

em que cada documento contém apenas um tópico (YIN; WANG, 2014). Trabalhos an-

teriores (QIANG et al., 2022) apontam que com uma seleção adequada de valores para

os hiperparâmetros, o modelo gerado pelo GSDMM converge rapidamente, o que o carac-

teriza como uma opção eficiente e escalável (YIN; WANG, 2014). O GSDMM depende

de dois hiperparâmetros: αGSDMM que estabelece a probabilidade de um documento ser

agrupado em um tópico; e βGSDMM que quantifica a influência das palavras utilizadas,

visando manter documentos com palavras distintas em tópicos distintos. Outra particu-

laridade do GSDMM é que não se considera a repetição de palavras em um determinado

documento, partindo da ideia de que textos curtos tendem a ser menos repetitivos. Esse

método não é capaz de agrupar totalmente palavras que são semanticamente relacionadas,

mas que raramente ocorrem simultaneamente.
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2.2.1.3 Biterm Topic Model

O BTM é um modelo generativo de extração de tópicos para textos curtos que visa resolver

o problema de dispersão dos dados (CHENG et al., 2014). O modelo propõe uma nova

maneira de modelar tópicos em textos curtos, utilizando diretamente as coocorrências

globais de palavras para inferir tópicos latentes. A modelagem de tópicos baseada em

dois termos postula que as duas palavras em um biterm (padrão de coocorrência de

palavras) compartilham o mesmo tópico extraído de uma mistura de tópicos sobre todo

o corpus, que podem capturar efetivamente a relação semântica entre as palavras. O

modelo BTM utiliza o número de tópicos, os valores de αBTM e βBTM e um número

estimado para o tamanho da janela de geração de biterms como parâmetros de entrada. O

αBTM determina a distribuição de tópicos nos documentos, influenciando a uniformidade

com que os tópicos são atribuídos aos documentos. O βBTM afeta a diversidade das

palavras em cada tópico, controlando a distribuição de palavras nos tópicos e, assim, a

semelhança das palavras dentro de cada tópico. Por fim, o tamanho da janela define

a quantidade máxima de palavras entre duas palavras co-ocorrentes consideradas um

biterm, impactando a quantidade de biterms gerados e a precisão do modelo ao capturar

relações entre palavras co-ocorrentes em documentos. As principais vantagens são que

o BTM modela explicitamente os padrões de coocorrência de palavras para melhorar o

aprendizado do tópico e usa os padrões agregados em todo o corpus para aprender tópicos.

O modelo consegue modelar diretamente pares de palavras extraídos de textos curtos, mas

o problema desse método reside no fato de que ele traz pouca informação adicional de

coocorrência de palavras, portanto, ainda enfrenta problemas de esparsidade de dados.

2.2.1.4 Pseudo-document based Topic Model

O PTM utiliza a autoagregação para combinar textos curtos em pseudodocumentos mai-

ores (ZUO; WU et al., 2016). Esse processo melhora as informações de simultaneidade

de palavras e soluciona o problema da escassez de dados. Assim, a modelagem de dis-

tribuições de tópicos para textos curtos é transformada na modelagem de tópicos de

pseudodocumentos. Sua implementação é baseada nos esquemas de ponderação de ter-

mos em TermWeight, na frequência mínima de coleta de palavras e na frequência mínima

de palavras do documento, além do número de tópicos e o número de pseudodocumentos.

Embora o PTM aprenda as distribuições de tópicos a partir de pseudodocumentos, seu

processo de inferência envolve a amostragem de tópicos e a agregação de texto, os quais

podem ser muito complexos e demorados.



2.2 Aprendizado de Máquina 26

2.2.1.5 BERTopic

O BERTopic é um método que engloba algoritmos para busca automática de tópicos

densos em uma coleção de documentos, assumindo que documentos semanticamente se-

melhantes formam tópicos (GROOTENDORST, 2022). Diferente do LDA, o BERTopic

fornece a modelagem de tópicos contínua em vez de discreta (ALCOFORADO et al.,

2022). Sendo assim, ele aproveita os embeddings do framework Sentence-BERT (SBERT)

(REIMERS; GUREVYCH, 2019), além de utilizar a valoração de Term Frequency-Inverse

Document Frequency (TF-IDF) (AIZAWA, 2003) para criar tópicos, permitindo tópicos

facilmente interpretáveis e mantendo palavras relevantes nas descrições dos tópicos. O

algoritmo executa em três etapas: (i) cada documento é convertido para a sua representa-

ção de embedding utilizando um modelo linguístico pré-treinado, (ii) antes de agrupar os

embeddings, a sua dimensionalidade é reduzida, e (iii) a partir dos tópicos de documentos,

as representações de tópicos são extraídas usando uma variação personalizada de TF-IDF.

Como principais desvantagens, o BERTopic permite a construção de uma representação

contextual dos documentos através de seus modelos de linguagem baseados em transfor-

madores, porém os tópicos são gerados a partir de bag-of-words (GROOTENDORST,

2022). Como resultado, palavras em um tópico podem ser semelhantes umas às outras e

podem ser redundantes para a interpretação do tópico. Além disso, o modelo assume que

cada documento contém apenas um único tópico.

2.2.1.6 Top2Vec

O Top2Vec é um algoritmo de modelagem de tópicos e busca semântica (ANGELOV,

2020). A base da sua funcionalidade é a suposição de que muitos documentos que pos-

suem similaridade semântica, indicam a presença de um tópico subjacente. O processo

inicial envolve a criação de uma incorporação conjunta de vetores de documentos e pa-

lavras, que pode ser realizada por técnicas como o Doc2Vec (LAU; BALDWIN, 2016),

Universal Sentence Encoder (CER et al., 2018) ou SBERT. Uma vez que os documentos

e as palavras são incorporados em um espaço vetorial, o objetivo do algoritmo é identifi-

car agrupamentos densos de documentos e determinar as palavras responsáveis por atrair

esses documentos (ANGELOV, 2020). Cada agrupamento denso é considerado um tópico

e as palavras associadas são identificadas como as palavras do tópico. O Top2Vec oferece

uma série de benefícios, incluindo a habilidade de encontrar automaticamente o número
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de tópicos, sem a necessidade de usar técnicas como stemming ou lematização1, além de

funcionar com textos curtos. Outros benefícios incluem a criação de vetores incorporados

de tópicos, documentos e palavras em conjunto e a disponibilidade de funções de pesquisa

integradas.

2.2.1.7 Comparação dos Métodos

Cada um desses métodos possui características únicas, o que permite comparar o desem-

penho de diferentes abordagens para a modelagem de textos curtos. As propriedades

exploradas apresentam relações com o tipo de dado analisado no experimento desta dis-

sertação, facilitando a compreensão dos resultados gerados pelos modelos. A Tabela 1

apresenta as principais características dos métodos LDA, GSDMM, BTM, PTM, BERTo-

pic e Top2Vec, permitindo compará-los e entender as suas diferenças. A Tabela 1 mostra

que apenas os métodos GSDMM, BTM e PTM foram desenvolvidos especificamente para

trabalhar com textos curtos. Apesar de não terem sido projetados para esse propósito,

os métodos BERTopic e Top2Vec também se mostraram eficazes na modelagem de textos

curtos (EGGER; YU, 2022). Isso pode ser atribuído ao fato de que ambos os métodos se

baseiam em embeddings, o que os torna uma alternativa viável para contornar o problema

de falta de coocorrência de palavras em textos curtos enfrentado por outros métodos.

O BERTopic é baseado no BERT (Bidirectional Encoder Representations from Transfor-

mers) para criar representações vetoriais de palavras e frases contextuais. Por outro lado,

o Top2Vec utiliza o Doc2Vec para gerar vetores de palavras, documentos e tópicos integra-

dos em conjunto. O método BERTopic oferece suporte a mais métodos de incorporação

de palavras do que o Top2Vec. Enquanto o BERTopic permite utilizar uma variedade

de métodos de incorporação, incluindo BERT Sentence Transformers2, Doc2Vec3, Hug-

ging Face Transformers4, Flair5, Spacy6, Universal Sentence Encoder (USE)7, Gensim8 e

incorporações personalizadas, além de permitir a combinação de incorporações de pala-

vras e documentos, o Top2Vec suporta apenas os métodos SBERT, Doc2Vec e Universal

Sentence Encoder (USE). O Top2Vec baseia-se em uma abordagem de processamento

de linguagem natural que utiliza vetores de palavras, enquanto o BERTopic baseia-se em
1https://nlp.stanford.edu/IR-book/html/htmledition/stemming-and-lemmatization-1.htm

l
2https://www.sbert.net/
3https://radimrehurek.com/gensim/models/doc2vec.html
4https://huggingface.co/transformers/
5https://github.com/flairNLP/flair
6https://spacy.io/
7https://tfhub.dev/google/universal-sentence-encoder/4
8https://radimrehurek.com/gensim/

https://nlp.stanford.edu/IR-book/html/htmledition/stemming-and-lemmatization-1.html
https://nlp.stanford.edu/IR-book/html/htmledition/stemming-and-lemmatization-1.html
https://www.sbert.net/
https://radimrehurek.com/gensim/models/doc2vec.html
https://huggingface.co/transformers/
https://github.com/flairNLP/flair
https://spacy.io/
https://tfhub.dev/google/universal-sentence-encoder/4
https://radimrehurek.com/gensim/
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uma abordagem de modelagem de tópicos Bayesiana, que usa distribuições de tópicos para

representar conjuntos de palavras. Os métodos de modelagem de tópicos que utilizam em-

beddings para representar tópicos tendem a ter um tempo de treinamento mais longo em

comparação aos métodos clássicos. Além disso, esses métodos podem demandar recursos

computacionais mais potentes, como GPUs, para seu treinamento. Isso pode tornar o

processo de treinamento mais custoso em termos de tempo e recursos. No entanto, esses

métodos podem ser mais precisos na representação de tópicos em textos curtos, devido à

sua capacidade de considerar o contexto das palavras e frases na construção dos tópicos.

Tabela 1: Comparação das características dos métodos selecionados.

Métrica LDA GSDMM BTM PTM BERTopic Top2Vec
Desenvolvido para lidar com
textos curtos ✓ ✓ ✓

Entrada do número de tópicos ✓ ✓ ✓ ✓
Tokenização e remoção de Stopwords ✓ ✓
Baseado na distribuição
probabilística dos tópicos ✓ ✓ ✓ ✓

Baseado em autoagregação ✓
Baseado em coocorrências
globais de palavras ✓

Relação documento-tópico ✓ ✓ ✓
Representação dos tópicos por
embedding ✓ ✓

Experimentos com pequenos
conjuntos de documentos
(menos de 1.000 documentos)

✓ ✓ ✓ ✓

Experimentos com grandes
conjuntos de documentos
(mais de 1.000 documentos)

✓ ✓ ✓

Possibilidade de outliers ✓ ✓
Ferramentas suporte para
visualização e pesquisa ✓ ✓ ✓

Os métodos BERTopic e Top2Vec conseguem definir o número de tópicos automati-

camente, enquanto os demais métodos precisam que esse número seja especificado como

um hiperparâmetro. Além disso, ambos os métodos suportam a redução hierárquica dos

tópicos. Por padrão, o BERTopic e o Top2Vec utilizam o algoritmo de agrupamento

HDBSCAN9 (MCINNES; HEALY; ASTELS, 2017), gerando tópicos mais coerentes e

consistentes, mas ao custo de ter uma porção significativa de outliers. O BERTopic ad-

mite o uso do K-Means (HAMERLY; ELKAN, 2003) que permite selecionar o número de

agrupamentos, reduzindo a quantidade de outliers. Entretanto, forçar que cada palavra

pertença a um agrupamento, como no uso do K-Means, significa que é altamente prová-
9https://hdbscan.readthedocs.io/en/latest/index.html

https://hdbscan.readthedocs.io/en/latest/index.html
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vel que os agrupamentos contenham ruídos, prejudicando na representação dos tópicos

(GROOTENDORST, 2022).

Somente o método LDA é eficaz com pequenos e grandes conjuntos de documentos

(conforme apresenta a Tabela 1). Os métodos BERTopic e Top2Vec não são adequados

para pequenos conjuntos de dados, que contenham menos de mil documentos (EGGER;

YU, 2022). O BERTopic e Top2Vec contêm um processo de preparação dos dados pró-

prios, podendo remover palavras paradas e realizar a tokenização dos dados. Na análise

de tópicos, os métodos LDA, BERTopic e Top2Vec utilizam recursos de visualização e

pesquisa para auxiliar na interpretação dos resultados. O método LDA permite o uso

do pacote pyLDAvis10 (MABEY, 2021), que proporciona uma visualização interativa dos

tópicos. Já os métodos BERTopic e Top2Vec oferecem visualizações mais completas, per-

mitindo a visualização gráfica dos tópicos gerados, dos documentos, da hierarquia dos

tópicos e dos documentos, da semelhança entre os tópicos, dos tópicos ao longo do tempo

e da probabilidade dos tópicos.

Na Tabela 1, os métodos LDA, GSDMM, BTM e PTM são baseados na distribui-

ção probabilística para a construção dos tópicos (LOSSIO-VENTURA et al., 2021). O

método PTM utiliza a estratégia de autoagregação de pseudodocumentos longos para li-

dar com a ausência de palavras nos textos curtos. O BTM é baseado nas coocorrências

globais de palavras como solução para a falta de coocorrência das palavras nos textos

curtos. No método BTM os tópicos são modelados diretamente pela geração de padrões

de coocorrência de palavras (i.e., biterms) no corpus de texto. O GSDMM assume a

relação documento-tópico, onde define que cada documento pertence a um único tópico

(QIANG et al., 2022). Assim como o método GSDMM, os métodos BERTopic e Top2Vec

não determinam uma distribuição de tópicos em um único documento, em vez disso, cada

documento é atribuído a um único tópico (EGGER; YU, 2022).

2.2.2 Métricas de Avaliação dos Tópicos

No contexto de modelagem de tópicos, as métricas são usadas na avaliação dos tópicos

obtidos, permitindo determinar se os tópicos obtidos são realmente coerentes e distantes

entre si. A coerência de tópicos avalia a relação semântica entre as palavras de um tópico,

enquanto a diversidade avalia a diferença entre tópicos.
10https://pyldavis.readthedocs.io/en/latest/readme.html

https://pyldavis.readthedocs.io/en/latest/readme.html
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2.2.2.1 Coerência dos Tópicos

A medida de coerência de um tópico é avaliada pela relação entre as palavras relevantes

que o compõem, e uma forma de quantificá-la é por meio das probabilidades conjuntas

P (wi, wj) das palavras wi e wj presentes nesse tópico. Essa probabilidade é calculada

dividindo-se o número de documentos em que esse par de palavras ocorre pelo número

total de documentos no corpus D (LISENA et al., 2020), conforme a equação (2.1).

P (wi, wj) =
contagem(wi, wj)

D
(2.1)

P (we) é a probabilidade marginal da palavra we do tópico em um corpus. Ela pode

ser calculada dividindo o número total de ocorrências de we pelo número total de palavras

no corpus, como mostra a equação (2.2).

P (we) =
contagem(we)

D
(2.2)

Essa probabilidade pode ser expressa pelo índice de informação mútua ponto a ponto,

Pointwise Mutual Information (PMI), definido na equação (2.3), que considera a frequên-

cia relativa de wi e wj em relação ao número total de palavras do corpus. Para evitar o

cálculo do logaritmo de zero, adiciona-se um valor ϵ pequeno ao numerador (CAMPAG-

NOLO; DUARTE; DAL BIANCO, 2022).

PMI(wi,wj) = log
P (wi, wj) + ϵ

P (wi) · P (wj)
(2.3)

Várias métricas de coerência foram propostas na literatura (RÖDER; BOTH; HIN-

NEBURG, 2015), onde muitas são baseadas em PMI, diferindo nas estratégias aplicadas

para segmentação de palavras, estimativa de probabilidade, medida de confirmação e

agregação (CAMPAGNOLO; DUARTE; DAL BIANCO, 2022). Nesta dissertação são

utilizadas as seguintes métricas: Coerência CNPMI
11 e Coerência CV

11 . A coerência dos

tópicos é avaliada por meio da média da Coerência CNPMI e da Coerência CV . Ambas

medem a relação entre as palavras mais relevantes do tópico, considerando a frequência

das palavras no corpus original.

A Coerência CNPMI é baseada apenas na janela deslizante de tamanho 10 e no cálculo

do Normalized Pointwise Mutual Information (NPMI) (BOUMA, 2009; CAMPAGNOLO;
11https://radimrehurek.com/gensim/models/coherencemodel.html

https://radimrehurek.com/gensim/models/coherencemodel.html
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DUARTE; DAL BIANCO, 2022) de todos os pares de palavras das principais palavras

fornecidas, definindo suas probabilidades conjuntas. A métrica de coerência CNPMI obtém

resultados no intervalo [-1,1], onde 1,0 indica completa coocorrência entre as palavras, -1,0

indica ausência de coocorrência e 0,0 significa independência total entre as palavras. O

NPMI aplica o PMI como uma medida de confirmação para definir a associação entre

duas palavras. A fórmula para calcular a Coerência CNPMI é dada por:

NPMI(wi,wj) =
PMI(wi, wj)

− log(P (wi,wj))
(2.4)

CNPMI =
2

n(n− 1)

n−1∑
i=1

n∑
j=i+1

NPMI(wi,wj) (2.5)

Onde n é o número de palavras relevantes no tópico. Usando como exemplo o tópico

t1 = {car, driver, wheel, speed}, o CNPMI(t1) é:

CNPMI(t1) =
2

4(4− 1)
· (NPMI(car, driver) +NPMI(car, wheel)

+NPMI(car, speed) +NPMI(driver, wheel)

+NPMI(driver, speed) +NPMI(wheel, speed))

(2.6)

A Coerência CV é baseada em uma janela deslizante de tamanho 110, na segmentação

de um conjunto das principais palavras e em uma medida de confirmação indireta que

usa NPMI e a similaridade de cosseno (CAMPAGNOLO; DUARTE; DAL BIANCO,

2022). Essa coerência cria vetores de conteúdo de palavras usando suas coocorrências

e, em seguida, compara o vetor de cada palavra com o vetor resultante das somas dos

vetores de todas as palavras no tópico (RÖDER; BOTH; HINNEBURG, 2015). Como

medida de similaridade utiliza-se o cosseno. O peso γ é usado para dar mais força a

palavras mais associativas (CAMPAGNOLO; DUARTE; DAL BIANCO, 2022). Para

exemplificar, considere as palavras car e driver em t1, um vetor para estas duas palavras

é criado da seguinte forma:

vcar,driver = NPMI(car, driver)γ (2.7)

Em seguida, é criado um vetor para cada palavra no tópico. Para o exemplo, o vetor

para a palavra car é criado da seguinte forma:
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v⃗car =
(
NPMI(car, car)γ, NPMI(car, driver)γ,

NPMI(car, wheel)γ, NPMI(car, speed)γ
) (2.8)

Finalmente, é criado um vetor resultante das somas dos vetores de todas as palavras

no tópico:

v⃗c = v⃗car + v⃗driver + v⃗wheel + v⃗speed (2.9)

E, em seguida, é medida a similaridade entre cada vetor de palavra e o vetor resultante,

usando a similaridade de cosseno. A Coerência CV é calculada como a média aritmética

dessas similaridades (LISENA et al., 2020), como mostrado na equação a seguir:

CV =
1

4
·
(
cos(v⃗car, v⃗c) + cos(v⃗driver, v⃗c) + cos(v⃗wheel, v⃗c) + cos(v⃗speed, v⃗c)

)
(2.10)

2.2.2.2 Diversidade dos Tópicos

A métrica de diversidade dos tópicos tenta avaliar o quão diversos são os tópicos gerados

por um modelo (DIENG; RUIZ; BLEI, 2020). A diversidade é calculada por meio da

média das medidas Diversidade de Tópicos12 e Inverted Ranked Biased Overlap (Inverted

RBO)12 (TERRAGNI et al., 2021). A medida de Diversidade de Tópicos é definida como

a porcentagem de palavras únicas nas palavras relevantes de todos os tópicos (DIENG;

RUIZ; BLEI, 2020).

O Índice de Ordenação de Ranqueamento (RBO, sigla em inglês para Ranking-Based

Order) é uma medida de similaridade entre duas listas ordenadas de itens. Esta métrica

é dada pela seguinte fórmula:

RBO(S, L) =

∑q
i=1 min(Si, Li)∑q
i=1 max(Si, Li)

(2.11)

Onde S e L são as listas de itens, com cada lista contendo elementos únicos e a ordem

dos elementos sendo importante. Si e Li representam os itens nas posições i das listas

S e L, respectivamente, e a ideia é comparar elementos que ocupam as mesmas posições

em ambas as listas. O valor q corresponde ao número de itens considerados em ambas as
12https://github.com/MIND-Lab/OCTIS

https://github.com/MIND-Lab/OCTIS
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listas para calcular a RBO. As funções min(Si, Li) e max(Si, Li) representam o mínimo e

o máximo entre os elementos nas posições i de ambas as listas, respectivamente. A função

mínimo é empregada para calcular a sobreposição parcial entre os elementos das listas,

enquanto a função máximo é utilizada para normalizar a medida. O RBO é normalizado

para o intervalo [0,1], onde 0,0 indica ausência de similaridade e 1,0 indica similaridade

completa.

O Inverted RBO é uma medida de desarticulação entre os tópicos ponderados nas

classificações de palavras (CARBONE; SARTI, 2020). O Inverted RBO considera a

classificação de importância de cada palavra no tópico, esta classificação é definida pelo

peso da palavra na construção do tópico. Portanto, a métrica define que dois tópicos

que compartilham algumas das mesmas palavras, embora com classificações diferentes,

são penalizados menos do que dois tópicos que compartilham as mesmas palavras nas

classificações mais altas (BIANCHI et al., 2021).

O índice de ordenação de ranqueamento invertido é calculado como a diferença entre

a soma dos máximos valores de RBO para cada palavra no conjunto de palavras de um

tópico e a soma dos máximos valores de RBO para cada palavra no conjunto de palavras

de referência. O Inverted RBO é descrito pela seguinte fórmula:

InvertedRBO(S, L) = 1−
∑

s∈S maxl∈L RBO(s, l)∑
s∈S maxl∈L RBO(l, s)

(2.12)

O cálculo das métricas de Diversidade de Tópicos e Inverted RBO é realizado sobre as

principais palavras de cada tópico. Em ambas métricas, o resultado igual a 0,0 indica que

os tópicos são considerados idênticos, i.e., com palavras redundantes e 1,0 que os tópicos

são completamente diferentes, sendo tópicos variados.

2.2.3 Rotulação dos Tópicos

Os rótulos são etiquetas construídas por um conjunto de palavras utilizadas para expli-

citar a semântica de cada tópico, tornando claro e objetivo o assunto abordado (LAU;

GRIESER et al., 2011). A rotulação simplifica a compreensão e facilita a identificação

do tema em questão, elimina a necessidade de interpretar uma lista de termos e permite

relacioná-los a um único rótulo (BHATIA; LAU; BALDWIN, 2016). Na rotulação de

tópicos, é essencial escolher rótulos concisos, informativos e expressivos, que possam re-

presentar com precisão o tema abordado no tópico em questão. A consistência entre o

conteúdo dos textos e os rótulos selecionados é fundamental para evitar ambiguidades e
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imprecisões. A seleção dos rótulos para cada tópico pode ser feita de forma manual ou

automática, com auxílio de especialistas ou de algoritmos de aprendizado de máquina

para relacionar os rótulos aos tópicos (BHATIA; LAU; BALDWIN, 2016; BASAVE; HE;

XU, 2014).

Existem várias abordagens para rotular tópicos em modelagem de tópicos, como a

análise de frequência de palavras-chave, a análise de coocorrência, a análise de sentimento,

a análise semântica, a análise de contexto, relação de documentos externos do domínio,

associação de imagens relacionadas às palavras do tópico e utilização de fontes externas

(CHANG, J. D. et al., 2009; ABAYOMI-ALLI et al., 2022). A escolha da abordagem mais

apropriada dependerá dos objetivos do modelo e das necessidades do usuário, considerando

a natureza dos dados e o contexto de aplicação.

A rotulação de tópicos é uma técnica amplamente aplicável em diversas áreas, in-

cluindo análise de redes sociais, análise de dados de consumidores, análise de conteúdo

de mídias, análise de dados de pesquisas científicas e análise de feedbacks de usuários

(ABAYOMI-ALLI et al., 2022). Em cada uma dessas áreas, a rotulação de tópicos pode

ajudar a identificar os temas mais relevantes e recorrentes, permitindo uma melhor com-

preensão e análise dos dados em questão e, consequentemente, aprimorando os processos

e tomadas de decisão (LAU; GRIESER et al., 2011).

2.3 Considerações Finais

Neste capítulo foi apresentado um resumo dos conceitos teóricos necessários para compre-

ender o desenvolvimento do trabalho em questão. Em resumo, a fundamentação teórica

se baseou na contextualização dos dados para a análise exploratória realizada através da

aplicação da metodologia de avaliação de métodos de modelagem de tópicos. Em seguida,

foi apresentado um processo para a coleta de tweets, utilizando a API do Twitter. Fi-

nalmente, cada método avaliado no experimento foi apresentado, destacando tanto suas

vantagens quanto suas desvantagens. Nos capítulos seguintes, serão apresentados traba-

lhos relacionados, o método utilizado, os resultados da experimentação, estudos de casos

e conclusões.



3 Trabalhos Relacionados

Nesta seção, é apresentada uma revisão da literatura relevante que aborda os principais

assuntos explorados nesta dissertação. São destacadas as principais contribuições e des-

cobertas dos estudos anteriores, incluindo trabalhos que aplicaram medidas de avaliação

para os métodos de modelagem de tópicos, os que utilizaram a rotulação para interpretar

os tópicos e aqueles que realizaram uma análise comparativa entre diferentes métodos na

aplicação de textos curtos. Além disso, é destacada a maneira como esta dissertação se

relaciona e se diferencia dos estudos anteriores, apresentando a importância e o impacto

deste estudo.

3.1 Comparações de Métodos de Modelagem de Tópicos

Nos últimos anos, a análise de textos curtos tem se tornado essencial, principalmente pela

vasta utilização das redes sociais como um veículo de compartilhamento de informação.

Os algoritmos já bem conhecidos para a modelagem de tópicos, e.g., Probabilistic Latent

Semantic Analysis (PLSA) (ONEATA, 1999) e Latent Dirichlet Allocation (LDA) (BLEI;

NG; JORDAN, 2003), são adotados para a descoberta da estrutura semântica latente

a partir de textos, sem a necessidade de qualquer anotação prévia. Entretanto, tais

métodos não foram desenvolvidos com foco na análise de textos curtos e podem apresentar

dificuldades ao modelar esse tipo de texto. Assim, novos métodos são propostos com

foco específico em textos curtos. Trabalhos anteriores já compararam o desempenho de

diferentes métodos de modelagem de tópicos ao lidar com textos curtos. Esses estudos

avaliaram diversas abordagens, específicas ou não, para lidar com esses dados. Nessa

seção discutimos os principais.

Em (QIANG et al., 2022) os autores investigam três categorias de métodos para a

modelagem de tópicos com textos curtos: métodos baseados na Dirichlet Multinomial

Mixture (DMM) (GSDMM, LF-DMM, GPU-DMM e GPU-PDMM), métodos baseados

na ocorrência simultânea de palavras (BTM e WNTM) e métodos baseados na autoa-
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gregação (SATM e PTM). Na análise experimental apresentada no artigo, os métodos

baseados em DMM alcançam o melhor desempenho na coerência dos tópicos em todos

os conjuntos de dados analisados. O PTM apresentou resultados promissores no con-

junto de dados com tweets. Além disso, o PTM foi mais rápido que os modelos SATM

e BTM. Os métodos baseados em ocorrência simultânea de palavras foram muito mais

lentos que os modelos GSDMM e LDA. Os métodos que utilizam embedding de palavras

(GPU-DMM, LF-DMM e GPU-PDMM) demoraram mais, devido ao custo computacio-

nal para o cálculo de similaridade de pares de palavras. Costa e Duarte (2019) avaliaram

métodos de modelagem de tópicos específicos para textos curtos que usam abordagens

probabilísticas. Nesse estudo, quatro métodos foram selecionados: BTM, PTM, SATM e

WNTM. Considerando métricas de coerência dos tópicos, conjuntos de dados e número de

tópicos, as execuções do BTM obtiveram os resultados mais coerentes em mais cenários

do que as outras abordagens. Lossio-Ventura et al. (2021) construiu uma avaliação de

métodos de modelagem de tópicos e de agrupamento com tweets e e-mails relacionados

à saúde. Murshed et al. (2022) compara dez modelos de tópicos, incluindo LDA, Twit-

ter -LDA, NMF, FTM, CDTM, SATM, BTM, PTM, WNTM e GLTM, no contexto de

textos curtos, tais como tweets relacionados a períodos pandêmicos e tweets associados a

cyberbullying. o modelo SATM sempre supera NMF, CDTM, LDA e sua melhoria (Twit-

ter -LDA). Os resultados mostraram que os modelos FTM, GLTM e WNTM são os mais

eficazes, seguidos de perto pelos modelos BTM e PTM, de acordo com todas as métricas

avaliadas. Entretanto, o GLTM é incapaz de lidar com estruturas complexas. Os traba-

lhos (MAZARURA; DE WAAL, 2016), (OMURCA et al., 2021), (DIMITRIADIS, 2020) e

(AGARWAL; SIKKA; AWASTHI, 2020) investigam em cenários diferentes o desempenho

de modelos para textos curtos, e concluem que o modelo GSDMM apresenta resultados

superiores aos demais modelos estudados, principalmente do modelo LDA.

Em (ALBALAWI; YEAP; BENYOUCEF, 2020), os autores também investigaram

experimentalmente a eficácia de apenas os métodos de modelagem de tópicos de textos

genéricos utilizando textos curtos. Nesse estudo, os métodos LDA e NMF (Non-Negative

Matrix Factorization (LEE; SEUNG, 1999)) geraram os resultados com maior qualidade.

O NMF usa uma abordagem de álgebra linear para extração de tópicos. Entretanto, tais

métodos selecionados não são característicos para o uso desses dados, como LSA, LDA

e NMF. Egger e Yu (2022) avaliam e comparam o desempenho de quatro métodos de

modelagem de tópicos de textos genéricos, com e sem o uso de embeddings em textos

curtos: LDA, NMF, Top2Vec e BERTopic. Além dos métodos já citados anteriormente, o

Top2Vec usa embeddings para representar os textos curtos. Este estudo utiliza postagens
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do Twitter restritas a viagens e à pandemia da COVID-19. Os autores identificaram que

o modelo LDA produziu tópicos mais comuns e irrelevantes. Ao comparar o BERTopic

ao NMF, reconheceram que uma grande deficiência do NMF gira em torno de sua baixa

capacidade de identificar significados embutidos em um corpus. Por fim, avaliaram que o

método BERTopic gerou novas perspectivas usando a abordagem de embeddings.

Ao analisar os trabalhos apresentados nessa seção, é possível perceber que alguns auto-

res elaboraram um estudo exploratório de métodos específicos para textos curtos (QIANG

et al., 2022; COSTA; DUARTE, 2019), enquanto outros focaram em avaliar o desempenho

de métodos de modelagem de tópicos para textos genéricos, mas aplicados no contexto de

textos curtos (ALBALAWI; YEAP; BENYOUCEF, 2020). Por fim, as abordagens apre-

sentadas verificaram o desempenho de métodos de textos genéricos com e sem o uso de

embeddings em textos curtos (EGGER; YU, 2022; CURISKIS et al., 2020). Nenhum dos

trabalhos relacionados explorou o que esta dissertação propõe: uma análise comparativa

entre métodos tradicionais (LDA), modelos para textos curtos (GSDMM, PTM e BTM) e

novas abordagens para textos genéricos com o uso de embeddings (BERTopic e Top2Vec).

Além disso, com relação aos estudos já realizados, esta dissertação contribui com uma

técnica de rotulação automática, permitindo aperfeiçoar a etapa de avaliação dos tópicos

identificados. A Tabela 2 sumariza os trabalhos relacionados conforme as características

principais dos métodos avaliados.

3.2 Rotulação dos Tópicos

A rotulação de tópicos é uma ferramenta útil para interpretar e compreender conjuntos de

dados de texto. A metodologia proposta nesta dissertação utiliza a rotulação automática

dos tópicos em uma das etapas de avaliação do método de modelagem de tópicos. A

rotulação dos tópicos pode ajudar a identificar padrões e temas relevantes no conjunto de

dados, permitindo uma análise mais precisa e eficiente.

O trabalho de (BASILIO; PEREIRA, 2019) utiliza rotulação feita por especialistas

para identificar crimes no centro do Rio de Janeiro. Já (JUNIOR; JUNIOR; LOBATO,

2020; HU et al., 2019) analisa comentários no TripAdvisor para relacioná-los a característi-

cas de restaurantes e hotéis, usando a notação manual. Pereira (2019) rotula manualmente

tweets sobre as Olimpíadas de 2016 para gerar tópicos mais visíveis. Rodrigues, Junior

e Lobato (2021) classifica discursos em notícias sobre homofobia, racismo e sexismo em

comentários de portais brasileiros de notícias, usando rótulos selecionados manualmente.
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O rótulo de cada tópico visa resumir brevemente o significado de cada tópico e, por

isso, alguns estudos exploraram diferentes ferramentas para identificar o principal sentido

do tópico, por exemplo, (CURISKIS et al., 2020), usou a principal hashtag para rotular

tópicos e avaliar métodos de modelagem usando dados provenientes do Twitter.

Xue et al. (2020) empregou a abordagem para analisar dados de aprendizado não

supervisionado. A abordagem permitiu a interpretação mais aprofundada dos dados,

incluindo a rotulação de palavras e tópicos em tweets, atribuição de significados e temas,

interpretação de padrões e desenvolvimento de temas indutivos. A abordagem baseia-se

na interpretação humana, permitindo uma análise exploratória e indutiva dos dados, bem

como a aplicação de abordagens teóricas.

A rotulação pode ser uma ferramenta útil na interpretação de tópicos, ajudando a

avaliar o desempenho dos métodos de modelagem de tópicos. No entanto, é importante

notar que a maioria dos trabalhos citados não utilizou essa abordagem para comparar a

eficácia de diferentes métodos de modelagem. Além disso, a rotulação manual, que foi

amplamente utilizada nesses trabalhos, requer conhecimento prévio dos dados de entrada

para gerar os rótulos adequados (JUNIOR; JUNIOR; LOBATO, 2020; HU et al., 2019;

PEREIRA, 2019). A metodologia proposta visa avaliar diferentes métodos, utilizando

rótulos gerados automaticamente sem a necessidade de conhecimento prévio dos dados.

3.3 Formas de Avaliar Métodos de Modelagem de Tópicos

As avaliações clássicas para determinar o desempenho de métodos de modelagem de tópi-

cos são geralmente baseadas em métricas quantitativas, tais como a coerência dos tópicos

(CHANG, J. et al., 2009). A coerência mede a relação e semelhança entre os termos em

um tópico, enquanto a distribuição representa a quantidade de documentos associados

a cada tópico. Novas formas de avaliação têm sido propostas. Por exemplo, o trabalho

(WANG; LI et al., 2021) propõe a métrica Topical Semantics Coherence (TSC) para ava-

liar os tópicos gerados com textos curtos. A métrica TSC é geralmente calculada usando

um modelo de linguagem previamente treinado, como o BERT, para medir a semelhança

semântica entre as palavras dos tópicos gerados pelo modelo de tópicos. A semelhança

semântica é avaliada comparando as representações vetoriais das palavras geradas pelo

modelo de linguagem.

Muitos trabalhos, como (QIANG et al., 2022), (ALBALAWI; YEAP; BENYOUCEF,

2020) e (LOSSIO-VENTURA et al., 2021), avaliam o desempenho dos métodos com o
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cálculo da coerência dos tópicos. À vista disso, o trabalho (BILAL et al., 2021) avaliou

diferentes tipos de coerência em dados de microblogs. Este trabalho investigou a eficácia

de diferentes métricas, tanto da literatura de modelagem de tópicos quanto das métricas

de geração de texto (TGMs). As TGMs são um conjunto de medidas usadas para avaliar

a qualidade de um sistema de geração de texto automático, mantendo um desempenho ro-

busto em diferentes janelas de tempo e sendo generalizáveis em vários conjuntos de dados.

Já os trabalhos (BIANCHI et al., 2021), (DIENG; RUIZ; BLEI, 2020) e (GROOTEN-

DORST, 2022) propõem a combinação de métricas de coerência e diversidade dos tópicos

para avaliar a qualidade dos tópicos. Isso permite uma avaliação mais abrangente e pre-

cisa, considerando tanto a qualidade dos tópicos individualmente quanto a diversidade e

sobreposição entre eles.

He Zhao et al. (2021) afirma que a avaliação de métodos de modelagem de tópicos é

desafiadora. Isso se deve principalmente à falta de um sistema unificado de métricas de

avaliação, tornando as comparações entre diferentes métodos mais difíceis devido à varie-

dade de estruturas, arquiteturas e conjuntos de dados. O trabalho propõe a combinação

de quatro principais avaliações; acurácia preditiva, coerência, diversidade e desempenho

de aplicação secundária. A distribuição de tópicos aprendida por um modelo de tópicos

pode ser usada para várias aplicações, como classificação de documentos, agrupamento,

recuperação, visualização e análise.

O estudo (HOYLE et al., 2021) compara o desempenho de diferentes modelos clássicos

e neurais utilizando duas formas de avaliação: avaliação humana e métricas automatiza-

das. Destaca também a importância de considerar a compatibilidade das medidas de

coerência com diferentes tipos de modelos, visto que a coerência projetada para modelos

mais antigos pode ser incompatível com os modelos mais recentes. Os resultados do estudo

apontam para uma discrepância significativa entre os julgamentos humanos e as métricas

automatizadas, sugerindo a necessidade de considerar ambas as formas de avaliação para

determinar o desempenho real dos modelos. A grande questão que o estudo destaca é

a importância de ter um número adequado de participantes na avaliação humana para

garantir um poder estatístico aceitável.

De acordo com Pereira, Rocha e Viegas (2022), as métricas convencionais não são

eficientes na avaliação dos métodos de modelagem de tópicos. Para resolver este pro-

blema, o estudo apresenta uma proposta inovadora para avaliar a Modelagem Hierárquica

de Tópicos (MHT). A avaliação da MHT é realizada através da medida da redundância

das principais palavras do tópico, da diversidade semântica dos tópicos construídos e da



3.3 Formas de Avaliar Métodos de Modelagem de Tópicos 40

consistência das relações topológicas. No entanto, a avaliação baseada na MHT não é sufi-

ciente para determinar e identificar a eficiência de um modelo em reconhecer informações

relevantes e relacionar os tópicos com o contexto.

A avaliação do desempenho dos métodos de modelagem de tópicos é um desafio, pois

as métricas quantitativas não são suficientes e as métricas qualitativas podem ser difíceis

de serem realizadas devido à dependência da perspectiva e capacidade de compreensão

do avaliador (HOYLE et al., 2021). Para abordar essa questão, a dissertação propõe

uma metodologia que avalia quantitativamente os rótulos gerados a partir dos resultados

da modelagem de tópicos. Além disso, os tópicos são rotulados de forma automática,

tornando a interpretação mais fácil e fornecendo uma avaliação mais justa.

Ao analisar os trabalhos apresentados, pode-se observar que diferentes formas de ava-

liação dos métodos de modelagem foram exploradas. A maioria dos autores utilizou a

métrica de coerência dos tópicos para avaliar o desempenho dos métodos (AGARWAL;

SIKKA; AWASTHI, 2020; ALBALAWI; YEAP; BENYOUCEF, 2020; EGGER; YU,

2022). Alguns optaram pela combinação das métricas de coerência e diversidade dos

tópicos, proporcionando uma alternativa mais eficaz para a avaliação (HABBAT et al.,

2022; GROOTENDORST, 2022). Outros exploraram a semântica e a unicidade dos tó-

picos (WANG; LI et al., 2021; PEREIRA; ROCHA; VIEGAS, 2022). Ainda trabalhos

investigam a sensibilidade dos tópicos, avaliando o impacto de mudanças nos valores dos

parâmetros no desempenho de um modelo (LOSSIO-VENTURA et al., 2021; MURSHED

et al., 2022; MAZARURA; DE WAAL, 2016; OMURCA et al., 2021). Além disso, houve

autores que utilizaram a rotulação manual dos tópicos para interpretar e avaliar a cons-

trução dos tópicos (HOYLE et al., 2021; XUE et al., 2020). No entanto, nenhum dos

trabalhos relacionados utilizou todas as ferramentas em conjunto para avaliar métodos

de modelagem em textos curtos. Em relação aos estudos já realizados, esta dissertação

apresenta uma contribuição significativa ao desenvolver uma metodologia para avaliar

métodos de modelagem de tópicos em textos curtos. Essa metodologia utiliza métricas de

coerência e diversidade para avaliação, define a unicidade dos tópicos e explora a semân-

tica dos mesmos por meio de rótulos. Vale ressaltar que, nesta dissertação, a rotulação dos

tópicos foi realizada de forma automática. A Tabela 3 resume os trabalhos relacionados

conforme as formas de avaliar de métodos de modelagem de tópicos.
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4 Metodologia para Avaliação da Mo-
delagem de Tópicos

Este capítulo apresenta a descrição da metodologia proposta nesta dissertação para ava-

liar métodos de modelagem de tópicos em textos curtos, denominada pelo termo em inglês

Topic Modeling Evaluation (TiME). A metodologia inclui a coleta de dados, a geração de

tópicos, avaliações quantitativas baseadas em métricas dos tópicos e em rótulos, incluindo

uma abordagem de rotulação automática de tópicos. Além disso, resultados experimen-

tais com dados sintéticos, (i.e., toy example) são apresentados em diferentes etapas da

metodologia como exemplo de sua aplicação.

4.1 Visão Geral

Esta dissertação propõe uma metodologia denominada TiME para avaliar métodos de

modelagem de tópicos, composta por cinco macro-atividades fundamentais, a saber: (I)

Preparação de Dados, (II) Aplicação dos Métodos, (III) Avaliação Quantitativa dos Tó-

picos, (IV) Rotulação dos Tópicos, e (V) Avaliação Quantitativa dos Rótulos (conforme

descrito na Figura 1).

Na etapa (I) da metodologia TiME, é realizada a seleção dos temas dos dados a

partir das principais tendências e eventos ocorridos em um período pré-determinado. No

contexto desta dissertação, os dados utilizados são tweets. Na mesma etapa, os dados são

coletados e submetidos a um processo de pré-processamento para que possam ser utilizados

pelos métodos. Na etapa (II), são escolhidos os métodos de modelagem de tópicos a serem

utilizados e definidas as combinações de valores de hiperparâmetros a serem testadas. Na

etapa (III), os tópicos são avaliados quantitativamente, utilizando diferentes métricas

de avaliação. Na etapa (IV) da metodologia, os tópicos construídos pelos modelos são

rotulados. Na etapa (V), os rótulos obtidos automaticamente são comparados com os

rótulos esperados, sejam eles conhecidos previamente a partir do conjunto de dados de

entrada ou fornecidos pelo próprio usuário. Além disso, essa etapa avalia a distância entre
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Figura 1: Metodologia para a avaliação de métodos de modelagem de tópicos.

os tópicos e realiza uma análise exploratória dos tópicos gerados. As etapas (III) e (V)

buscam identificar qual é o melhor método de modelagem de tópicos para o conjunto de

dados em questão.

As decisões quanto à metodologia são baseadas nos dados oriundos do Twitter, que

foram utilizados como estudo de caso desta dissertação. Entretanto, em um contexto

diferente, com outros tipos de dados, modificações pontuais na metodologia podem ser

necessárias, em especial nas atividades de preparação dos dados. A seguir, cada uma das

macro-atividades citadas são discutidas com mais detalhes.

4.2 Preparação dos Dados

A etapa de Preparação de Dados é fundamental para garantir a qualidade dos resultados

obtidos antes de explorar diferentes métodos em um projeto de pesquisa. Tais decisões

também são importantes para entender os potenciais e as limitações dos conjuntos de

dados coletados. No caso deste trabalho, a preparação dos dados é composta por três ati-

vidades principais: (i) Seleção de Temas, (ii) Coleta dos Dados e (iii) Pré-processamento.

Na Seleção de Temas (i), o objetivo é identificar os principais assuntos discutidos em

uma coleção de tweets durante um período pré-determinado. Para isso, são consideradas
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as tendências e eventos externos relevantes ocorridos no período em questão. Em seguida,

são selecionadas palavras-chave relacionadas aos principais assuntos reconhecidos. Na

atividade de Coleta de Dados (ii), os tweets que contêm uma ou mais das palavras-chave

definidas são coletados e armazenados para análise.

Por fim, na atividade de Pré-processamento (iii), os dados coletados são preparados

para a aplicação de métodos de modelagem de tópicos. Esse processo inclui tarefas como

a remoção de dados redundantes ou incorretos, tokenização e remoção de stopwords (SA-

RICA; LUO, 2021). O objetivo do pré-processamento é deixar os dados em uma forma

adequada para a análise, a fim de obter resultados mais precisos e significativos. Cada

uma das três atividades são descritas nas seguintes subseções.

4.2.1 Seleção de Temas

A atividade de Seleção de Temas procura identificar os assuntos mais importantes e re-

levantes de acordo com os termos que eram tendências (i.e.., trending terms) durante

a janela de tempo de interesse. A partir da identificação dos assuntos mais relevantes,

são construídas categorias para coletar tweets relacionados a esses temas. Para realizar

essa seleção, são utilizadas ferramentas como o Twitter Trends1 e o Google Trends2, que

permitem identificar as tendências na Internet.

O Google Trends é uma ferramenta que permite acompanhar as tendências de busca,

oferecendo uma ampla variedade de categorias de pesquisa, como, por exemplo, ‘Animais’,

‘Artes’, ‘Viagem’, ‘Comida’ e ‘Compras’. Para a seleção dos temas relevantes por meio

desta ferramenta, são selecionadas apenas as categorias com maior frequência de buscas e

que possuem relação com as principais pesquisas realizadas no Google durante o período

de interesse. A Figura 2 apresenta os principais assuntos pesquisados no Google no Brasil

durante os meses de outubro e novembro no ano de 20223. É possível identificar as

tendências mais populares e construir categorias como ‘Política’ e ‘Esporte’ com base

nessas informações da Figura 2. O Twitter Trends é uma ferramenta que mostra, a

cada hora do dia, os principais termos, nomenclaturas e hashtags presentes nos tweets

publicados pelos usuários. O uso dessa ferramenta possibilita a construção de categorias

que englobam as expressões mais utilizadas pelos usuários do Twitter.

A seleção de assuntos para as categorias também é realizada considerando eventos es-
1https://trends24.in/
2https://trends.google.com.br/trends/?geo=US
3https://trends.google.com.br/trends/explore?date=2022-10-01%202022-11-30&geo=BR

https://trends24.in/
https://trends.google.com.br/trends/?geo=US
https://trends.google.com.br/trends/explore?date=2022-10-01%202022-11-30&geo=BR
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Figura 2: Exemplo de pesquisa de tendências no Google Trends.

pecíficos e relevantes, como datas comemorativas e acontecimentos significativos. Eventos

como períodos eleitorais, festivais de música, premiações e campeonatos esportivos podem

influenciar novos debates nas redes sociais, gerando novas tendências. Um exemplo disso

é o festival de música Rock in Rio, conhecido internacionalmente e ocorre anualmente

na cidade do Rio de Janeiro. Em 2022, o evento aconteceu do dia 2 a 11 de setembro,

sendo relacionado à categoria ‘Música’, permitindo analisar a influência deste evento nos

tweets. Já em setembro ocorre a campanha Setembro Amarelo, uma campanha brasileira

de prevenção ao suicídio, visto que o dia 10 de setembro é o dia Mundial de Prevenção

ao Suicídio, portanto, este evento estaria relacionado a categoria ‘Saúde’.

Após definir as categorias, as palavras-chave das categorias são coletadas de três

maneiras e fontes diferentes: no Google Trends, no Twitter Trends e no Open Direc-

tory Project (ODP) 4. No Google Trends, as pesquisas realizadas na Web e nas notícias

permitem reconhecer os principais termos de uma determinada região, período e cate-

goria. Além disso, é possível identificar as palavras em ascensão, resultados marcados

pelo Google Trends como “aumento repentino” que tiveram um aumento muito relevante,

provavelmente pelo ao fato de serem novas ou terem tido poucas pesquisas anteriormente.

Portanto, para a coleta no Google Trends, os principais termos das pesquisas e as palavras

em ascensão são consideradas palavras-chave das categorias. No Twitter Trends, as pala-

vras relacionadas aos assuntos selecionados são coletadas com prioridade para os termos

mais populares. Ademais, a pesquisa no Twitter Trends pode ser realizada por localização,

selecionando um país ou estado. Algumas hashtags são coletadas como palavras-chave,
4http://www.odp.org/homepage.php

http://www.odp.org/homepage.php
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mas apenas aquelas que contêm um único termo ou indicam um evento específico, como

#Oscar, #Superbowl e #Grammy. Por fim, as palavras-chave também são coletadas

utilizando o Open Directory Project (ODP), que categoriza páginas da internet em di-

versas categorias e subcategorias. Portanto, os termos das subcategorias do ODP são

considerados palavras-chave para as categorias selecionadas.

Tabela 4: Palavras relacionadas à categoria Clima.
Palavra-chave Quantidade de Tweets

Snow 24912
Weather 17937
Winter 12629
Wind 11381
Rain 10056

Spring 9534
Storm 7029

Temperature 3803
Sunny 2770

Forecast 1551
Climate 1420
Rainbow 1036
Cloudy 934
Blizzard 640
Tornado 595

Thunderstorm 535
Hurricane 439
Autumn 280
Cyclone 98
Tempest 56

Para determinar as palavras-chave mais relevantes de cada categoria, avalia-se a

frequência de ocorrência das palavras-chave nos tweets. É importante destacar que diver-

sas palavras-chave podem ser selecionadas para cada categoria, e a escolha das principais

é realizada considerando a quantidade de tweets em que cada palavra-chave se encontra.

A Tabela 4 apresenta um exemplo de palavras-chave coletadas no mês de fevereiro de

2022 para a categoria ‘Clima’ e a quantidade de tweets para cada palavra. Neste exem-

plo, os tweets explorados foram postados nos Estados Unidos e em inglês. Na Tabela 4,

as palavras-chave “Cyclone” e “Tempest” apresentam a menor quantidade da categoria

‘Clima’, contendo menos de cem tweets. Em cada categoria, as palavras que tem relação

com mais de um assunto são removidas, por exemplo, na Tabela 4 a palavra “Tempe-

rature” pode estar relacionada às categorias ‘Clima’ e ‘Saúde’ ao mesmo tempo. Esse

filtro é importante para as categorias serem heterogêneas, permitindo que os resultados
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sejam mais precisos. Também são excluídas as palavras genéricas ao tema da categoria,

palavras que não relacionam um assunto específico, como o caso das palavras “Weather ”,

“Winter ”, “Spring”, “Forecast”, “Climate” e “Autumn” da categoria ‘Clima’. Tais recursos

representam filtros adicionados na etapa de aquisição dos dados.

Portanto, após o processo de coleta e análise das palavras em cada categoria, são de-

finidas as principais palavras-chave referentes a um determinado assunto. Essas palavras-

chave das categorias construídas são utilizadas na etapa de Coleta dos Dados. As ca-

tegorias selecionadas correspondem aos rótulos esperados que ajudarão na interpretação

dos tópicos no processo de avaliação quantitativa baseada nos rótulos dos tópicos gerados

pelos modelos.

4.2.2 Coleta dos Dados

A etapa de Coleta dos Dados é o momento em que os tweets são coletados por meio da

API Twitter Stream5. O Twitter possui APIs que auxiliam os desenvolvedores a integra-

rem serviços do microblog às suas aplicações. Isso permite que o Twitter se torne uma

das redes sociais mais utilizadas para pesquisas e outras aplicações (SANTOS, 2013). A

Search API 6 permite identificar tweets específicos que estejam relatando um determi-

nado tempo, a partir de palavras-chave e outros parâmetros fornecidos. Este serviço é

útil para recuperar informações como o texto dos tweets, o local, data e hora de publicação

e o ID do usuário. Durante a etapa de Coleta dos Dados, as palavras-chave das catego-

rias selecionadas na etapa de Seleção de Temas são usadas para buscar tweets na API

Twitter Stream. Portanto, cada tweet contém uma ou mais palavras-chave das categorias

selecionadas.

A coleta pode ser limitada a apenas tweets com conteúdo de um determinado idioma

e com uma localização específica. A limitação permite analisar de forma específica uma

determinada região, levando em consideração costumes e cultura, como, por exemplo, a

celebração de datas comemorativas. Os retweets, comentários e citações são desconsidera-

dos. Enquanto retweets e citações são repetições dos tweets originais, comentários podem

ser uma digressão do assunto principal, introduzindo um ruído nos dados. Após a coleta,

os tweets coletados são submetidos a um pré-processamento das palavras presentes nas

publicações.
5https://developer.twitter.com/en
6https://developer.twitter.com/en/docs/api-reference-index

https://developer.twitter.com/en
https://developer.twitter.com/en/docs/api-reference-index
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4.2.3 Pré-processamento

Após a coleta dos dados inicia-se o processo de pré-processamento, cujo objetivo princi-

pal é remover informações irrelevantes contidas nas publicações (ou tweets). Para isso,

os tweets são normalizados através da remoção de menções de usuários, links, hashtags,

emojis, palavras curtas com menos de três caracteres, pontuações, números e espaços

duplos. O uso excessivo de hashtags e emojis, como é o caso dos tweets, pode dificul-

tar a interpretação dos textos, pois são considerados ruídos semânticos. As hashtags são

voláteis, surgindo e desaparecendo conforme as tendências. Além disso, o contexto pode

alterar significativamente o seu significado, tornando a interpretação ainda mais difícil. Os

emojis, por sua vez, podem ter significados diferentes dependendo do contexto cultural

e linguístico dos usuários. O uso de muitos emojis pode prejudicar a clareza e objeti-

vidade da comunicação escrita, dificultando a compreensão de mensagens importantes.

Portanto, a remoção desses elementos durante o pré-processamento pode ajudar a tor-

nar o texto mais consistente e claro. Em seguida, é realizada a tokenização por palavra

de cada tweet, dividindo-o em suas palavras individuais, e a remoção de stopwords, que

são palavras comuns que geralmente não possuem significado próprio e não contribuem

para o significado do texto. Isso é feito com o uso das bibliotecas Gensim (REHUREK;

SOJKA, 2011)7 e Natural Language ToolKit (NLTK)8 (BIRD; KLEIN; LOPER, 2009),

respectivamente. Apesar do uso de textos curtos, o processo de tokenização não apresenta

problemas, mostrando ser apropriado para a aplicação de tweets. No entanto, os processos

de lematização e radicalização, que são técnicas que visam transformar palavras em suas

formas mais simples (i.e., lemas) ou em sua raiz (i.e., stems), respectivamente, não são

considerados eficientes para os dados em questão, principalmente quando se trata de uma

expressão do contexto das redes sociais. Por isso, esses processos não são sugeridos para

o pré-processamento de textos curtos.

Esta etapa de pré-processamento também investiga a presença de palavras que ocor-

rem com muita frequência nos tweets coletados, pois estas podem influenciar de forma

errônea os resultados. Por exemplo, o termo “AMP” costuma aparecer na expressão

“&AMP” para indicar o nome de uma entidade na linguagem HTML. Devido à sua alta

frequência, esse termo poderia influenciar os resultados indevidamente, por isso ele é

removido no processo de preparação dos dados.

Embora os métodos BERTopic e Top2Vec tenham suas próprias funcionalidades de
7https://radimrehurek.com/gensim/
8https://www.nltk.org/api/nltk.tokenize.html

https://radimrehurek.com/gensim/
https://www.nltk.org/api/nltk.tokenize.html
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tokenização, para fins de comparação com outros métodos, elas não foram usadas. Dessa

forma, a avaliação é feita apenas com base nos recursos em comum entre todos os mé-

todos. Portanto, os métodos BERTopic e Top2Vec recebem as palavras já tokenizadas,

assim como os outros métodos. Além disso, termos ou palavras muito frequentes (i.e.,

que aparecem em mais de 70% dos tweets) são removidos para evitar influências de forma

indevida nos resultados. Este processo é importante, pois a presença excessiva de de-

terminadas palavras pode comprometer a qualidade dos tópicos obtidos pelos métodos

utilizados.

Neste contexto, os dados são divididos em dois conjuntos distintos: o conjunto de

treinamento e o conjunto de teste. O conjunto de treinamento é utilizado para permitir

que os métodos aprendam a partir dos dados, enquanto o conjunto de teste é usado

para avaliar o desempenho dos modelos treinados com novas informações. O primeiro

conjunto treina o modelo com base em dados específicos, enquanto o segundo avalia como

os tópicos se comportam com dados novos. Para tal, o modelo é treinado com o conjunto

de treinamento e seus pesos são salvos. Esses pesos são então aplicados a novos dados de

entrada, chamados de dados de teste, para identificar os tópicos associados ao conjunto

de teste. A divisão destes conjuntos é feita para verificar se o modelo tem uma boa

generalização, ou seja, consiga realizar bem suas tarefas em dados novos e não apenas

nos dados utilizados para treiná-lo. É importante conhecer as capacidades do modelo

em relação ao treinamento e teste, especialmente quando se trata de aprendizado não

supervisionado, para poder utilizá-lo de forma eficaz e obter resultados precisos. Isso inclui

entender as limitações e restrições do modelo, bem como sua capacidade de generalização

para novos conjuntos de dados. Além disso, é importante lembrar que os modelos não

supervisionados são técnicas de aprendizado de máquina que aprendem a partir dos dados

sem a necessidade de rótulos ou etiquetas de treinamento, buscando encontrar padrões ou

estrutura nos dados.

4.3 Aplicação de Métodos de Modelagem de Tópicos

Neste componente, são comparados diferentes métodos de modelagem de tópicos para

analisar textos curtos. Os métodos selecionados são Latent Dirichlet Allocation (LDA), o

Gibbs Sampling Dirichlet Multinomial Mixture (GSDMM), o Biterm Topic Model (BTM),

o Pseudo-document based Topic Model (PTM), o BERTopic e o Top2Vec. Especificamos

detalhadamente a seleção dos hiperparâmetros em cada método. Os hiperparâmetros são

valores que afetam o comportamento dos métodos e devem ser escolhidos para maximi-
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zar o desempenho na construção dos tópicos. Todos os métodos possuem seus próprios

hiperparâmetros.

4.3.1 Hiperparâmetros

Definir valores de hiperparâmetros em experimentos de aprendizado de máquina pode

ser uma tarefa complexa. Considerando C como o número de categorias consideradas

na coleta de dados (como descrito na Subseção 4.2.2), o número máximo de tópicos nos

métodos é equivalente ao número de categorias, variando a quantidade em mais ou menos

cinco. Com exceção do número de tópicos, os métodos são executados com os parâmetros

default, recebendo um valor associado na declaração da função de cada biblioteca. Os

hiperparâmetros considerados são descritos a seguir, uma vez que, exceto pelo número de

tópicos que é um parâmetro comum a todos os métodos, cada método de modelagem de

tópicos possui seu próprio conjunto de hiperparâmetros.

No caso do LDA 9, os valores de hiperparâmetros definidos são αLDA = symme-

tric, βLDA = None e número de tópicos (K ) = C, com 50 interações. O valor de hi-

perparâmetro symmetric para αLDA define um simétrico anterior fixo com o valor de

1.0/(número_de_tópicos). No caso do método GSDMM10, os valores de hiperparâmetros

definidos são K = C, αGSDMM = 0,1, βGSDMM = 0,1 e o número de iterações igual a 30.

No caso do método BTM 11, os valores de hiperparâmetros definidos são K = C, αBTM

= 1,0 e βBTM = 0,01, com 100 interações. Além disso, a janela de geração de biterms é

definida igual a 15. No caso do PTM12, os valores de hiperparâmetros definidos são αPTM

= 0,1, βPTM = 0,01 e K = 10, com 100 iterações. O número de pseudodocumentos é

fixado em 1.000 (ZUO; WU et al., 2016), além de definir TermWeight-ONE (WILSON;

CHEW, 2010) como o esquema uniforme de ponderação de termos.

No caso do BERTopic13, o método é executado com a combinação dos métodos

SBERT14 (embedding de sentenças) e RoBERTa, na versão large15 (embedding de pa-

lavras). O BERTopic utiliza o método de redução de dimensionalidade UMAP (DIAZ-

PAPKOVICH; ANDERSON-TROCMÉ; GRAVEL, 2021) e o algoritmo de agrupamento

HDBSCAN (MCINNES; HEALY; ASTELS, 2017). Para permitir a reprodutibilidade,
9https://radimrehurek.com/gensim/models/ldamodel.html

10https://github.com/rwalk/gsdmm.git
11https://github.com/maximtrp/bitermplus.git
12https://bab2min.github.io/tomotopy/v0.12.3/en/tomotopy.PTModel
13https://github.com/MaartenGr/BERTopic.git
14https://www.sbert.net/
15https://huggingface.co/roberta-large

https://radimrehurek.com/gensim/models/ldamodel.html
https://github.com/rwalk/gsdmm.git
https://github.com/maximtrp/bitermplus.git
https://bab2min.github.io/tomotopy/v0.12.3/en/tomotopy.PTModel
https://github.com/MaartenGr/BERTopic.git
https://www.sbert.net/
https://huggingface.co/roberta-large
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o método padrão do BERTopic para o UMAP é definido com o estado aleatório igual a

42 (GROOTENDORST, 2022). Diferente dos métodos anteriores, O BERTopic é capaz

de construir vários tópicos baseados no conjunto de dados, sem requerer como entrada o

número específico de tópicos. Portanto, a quantidade de tópicos é reduzida para C mes-

clando iterativamente o tópico menos frequente com o mais semelhante, com base em suas

matrizes c-TF-IDF, um procedimento TF-IDF baseado em classe (GROOTENDORST,

2022).

Finalmente, no caso do Top2Vec 16 o método de documentos incorporados aplicado

é o SBERT. O algoritmo utiliza o método de redução de dimensionalidade UMAP e o

algoritmo de agrupamento HDBSCAN, e similarmente ao BERTopic, na UMAP é definido

o estado aleatório igual a 42. Dentre dos tópicos gerados são selecionados apenas os C

principais tópicos em ordem decrescente.

4.4 Avaliação Quantitativa dos Tópicos

A etapa de Avaliação Quantitativa dos Tópicos consiste em avaliar o desempenho de cada

método de modelagem de tópicos a partir dos resultados das métricas quantitativas seleci-

onadas. Para realizar esta avaliação, os resultados obtidos pelos métodos são comparados,

sabendo que a média das métricas é utilizada como uma medida de desempenho para cada

modelo. Dessa forma, é possível avaliar e comparar os diferentes métodos de modelagem

de tópicos.

A modelagem de tópicos é uma técnica de aprendizado de máquina não supervisionado

cujo objetivo é identificar e extrair os tópicos presentes em um conjunto de documentos.

Essa técnica difere de outras técnicas de aprendizado de máquina, como o aprendizado

supervisionado, onde os resultados do treinamento só são usados para verificar o overfitting

(YING, 2019). Por ser um aprendizado não supervisionado, é importante conhecer as

capacidades do modelo em relação ao treinamento e teste, para poder utilizá-lo de forma

eficaz e obter resultados precisos. Por este motivo, esta avaliação quantitativa é realizada

comparando os resultados obtidos pelos modelos com os dados de treinamento e teste.

As medidas avaliam os resultados que não estão diretamente relacionadas à função de

otimização.

Os métodos que apresentam os melhores resultados na Avaliação Quantitativa dos

Tópicos são avaliados na etapa de Avaliação Quantitativa dos Rótulos (Seção 4.6), onde
16https://github.com/ddangelov/Top2Vec

https://github.com/ddangelov/Top2Vec
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os tópicos gerados são rotulados e analisados de forma mais detalhada. Dessa maneira, a

combinação das avaliações permite uma avaliação completa dos métodos de modelagem

de tópicos e uma compreensão mais profunda de suas vantagens e limitações.

4.4.1 Métricas de Avaliação

Os métodos de modelagem de tópicos são avaliados por meio de dois grupos de métricas

nesta dissertação, a saber, a coerência (RÖDER; BOTH; HINNEBURG, 2015) e a diver-

sidade dos tópicos. Tópicos incoerentes ou muito similares podem ser problemáticos para

análise de texto, por esse motivo, a avaliação conjunta de ambas as métricas permite uma

análise mais precisa e abrangente, considerando a qualidade dos tópicos individualmente e

a sobreposição entre eles (DIENG; RUIZ; BLEI, 2020; GROOTENDORST, 2022). A co-

erência dos tópicos é avaliada por meio da média da Coerência CNPMI e da Coerência CV ,

e a diversidade por meio da média das medidas de Diversidade de Tópicos e Rank-Biased

Overlap invertido (Inverted RBO). A métrica da média final é calculada pela média das

quatro métricas selecionadas.

As métricas para análise quantitativa dos tópicos são aplicadas sobre as palavras mais

representativas dos tópicos. Essas palavras apresentam grande relevância na formação do

tópico, por possuírem a maior probabilidade de estarem relacionadas ao tópico (ROCHA;

WELTER; DUARTE, 2021).

4.5 Rotulação Automática dos Tópicos

O objetivo da geração de rótulos é criar associações entre ideias ou conceitos a partir da

combinação de palavras, ou expressões que não estão presentes nos termos principais dos

tópicos. Um rótulo eficaz deve ser semanticamente relevante para o tópico, compreensível

para o usuário, capaz de captar o significado do tópico de maneira ampla. Em resumo, o

rótulo permite identificar o assunto de cada tópico de forma clara e precisa.

O processo de identificação automática de rótulos para tópicos é composto das seguin-

tes macro-atividades (Figura 3): (I) Coleta dos Dados, (II) Construção dos Candidatos,

(III) Vetorização e (IV) Seleção dos Rótulos. Os rótulos identificados nesta tarefa são

nomeados rótulos preditos dos tópicos.

De acordo com a Figura 3, as etapas do algoritmo de rotulação automática são di-

vididas em quatro fases distintas. A linha 1 se encontra na etapa de Coleta dos Dados,
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Figura 3: Rotulação automática dos tópicos.

Algorithm 1 Rotulação automática de um tópico
Entrada: Lista com as palavrasTop mais relevantes do tópico; lista de embeddings para
palavras do vocabulário inglês; T threshold de retorno da busca por títulos; N threshold
do tamanho da sequência de palavras; V threshold de valor de PMI
Saída: Rótulo predito do tópico
1: titulos← buscar na web por T títulos de artigos a partir da conjunção de palavrasTop
2: palavrasT itulos← selecionar substantivos e adjetivos nos títulos de artigos
3: palavrasSelecionadas← remover em palavrasT itulos, aquelas contidas em palavras-

Top
4: candidatos ← construir possíveis candidatos a rótulo a partir da sequência de N

palavras (n-grams) nas palavrasSelecionadas
5: candidatosF iltrados← filtrar os rótulos candidatos com valor de PMI superior a V
6: vetoresTop← vetorizar as palavrasTop usando embeddings
7: for candidato ∈ candidatosF iltrados do
8: vetorCandidato← 0
9: for palavra ∈ candidato do

10: vetor ← embedding da palavra ∈ embeddings
11: vetorCandidato← vetorCandidato+ vetor
12: end for
13: vetorCentroide← vetorCandidato/#palavrasCandidato
14: similaridades← {}
15: for vetorTop ∈ vetoresTop do
16: similaridade← calcular a similaridade entre vetorCentroide e vetorTop
17: similaridadeCandidato← similaridadeCandidato+ similaridade
18: end for
19: similaridades← similaridades ∪ similaridadeCandidato
20: end for
21: i← índice do candidato com maior valor em similaridades
22: rotulo← candidato de índice i ∈ candidatosF iltrados
23: retornar rotulo
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enquanto que as linhas 2-5 pertencem à Construção dos Candidatos. As linhas 6-13 es-

tão na etapa de Vetorização, e as linhas 14-23 estão relacionadas à Seleção dos Rótulos.

O Algoritmo 1 tem o objetivo de rotular automaticamente um tópico específico. Este

algoritmo é chamado para cada tópico retornado pelo modelo. A entrada do algoritmo

consiste em uma lista das W palavras mais relevantes do tópico, uma representação de

embeddings para palavras do vocabulário inglês, um threshold T para a busca por títulos,

um threshold N para o tamanho da sequência de palavras e um threshold V para o valor

de PMI. A saída do algoritmo é o rótulo predito do tópico. O algoritmo começa coletando

dados por meio da busca na web por T títulos de artigos que contenham as palavras mais

relevantes do tópico. Após isso, é realizada a seleção de substantivos e adjetivos presentes

nos títulos dos artigos, seguida pela remoção das palavras já presentes nas palavras mais

relevantes do tópico. A partir disso, são construídos possíveis candidatos a rótulo a partir

da sequência de N palavras nas palavras selecionadas e esses candidatos são filtrados com

valor de PMI superior a um certo threshold V . Na sequência, é realizada a vetorização

das palavras mais relevantes do tópico usando os embeddings fornecidos. Posteriormente,

para cada candidato, é calculada a média do vetor candidato. Por fim, é realizada a

seleção dos rótulos através da comparação entre os vetores dos candidatos e dos vetores

das palavras mais relevantes do tópico, calculando a similaridade entre eles. O candidato

com maior similaridade é selecionado como o rótulo predito do tópico e retornado pelo

algoritmo como a saída.

A macro-atividade (I) coleta títulos de artigos da Wikipédia17 em inglês. As Top

palavras, ou seja, as mais relevantes, são utilizadas na busca de artigos que contenham

estas palavras tanto no título quanto no texto. Por exemplo, um poderia incluir as palavras

“Ukraine”, “Russia”, “Putin”, “Biden”, “Russian”, “War ”, “Invade”, “Invasion”, “Nato” e

“Troops”, que por sua vez serão utilizadas na busca de títulos. Entretanto, só são coletados

os títulos de artigos que tiverem duas ou mais palavras que não pertençam às palavras Top,

a fim de garantir que os tópicos sejam rotulados com termos não vistos nas palavras mais

relevantes. A busca na Wikipédia também considera palavras derivadas, por exemplo,

a palavra “car ”, a pesquisa também admite a palavra “cars”. A derivação de palavras

na Wikipédia é específica de cada língua. Portanto, para o exemplo mencionado, são

coletados os títulos como “Nuclear threats during the 2022 Russian invasion of Ukraine”18,

“Government and intergovernmental reactions to the 2022 Russian invasion of Ukraine”19

17https://en.wikipedia.org/wiki/English_Wikipedia
18https://en.wikipedia.org/wiki/Nuclear_threats_during_the_2022_Russian_invasion_of_

Ukraine
19https://en.wikipedia.org/wiki/Government_and_intergovernmental_reactions_to_the_20

22_Russian_invasion_of_Ukraine

https://en.wikipedia.org/wiki/English_Wikipedia
https://en.wikipedia.org/wiki/Nuclear_threats_during_the_2022_Russian_invasion_of_Ukraine
https://en.wikipedia.org/wiki/Nuclear_threats_during_the_2022_Russian_invasion_of_Ukraine
https://en.wikipedia.org/wiki/Government_and_intergovernmental_reactions_to_the_2022_Russian_invasion_of_Ukraine
https://en.wikipedia.org/wiki/Government_and_intergovernmental_reactions_to_the_2022_Russian_invasion_of_Ukraine
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e “Political positions of Joe Biden”20.

Em seguida, na macro-atividade (II), os possíveis candidatos a rótulo de cada tópico

são construídos a partir da sequência de N palavras (n-grams) dos substantivos e adjetivos

extraídos dos títulos coletados da Wikipedia. Cada n-gram é formado com pelo menos um

substantivo. A fragmentação dos títulos é realizada pelo pacote NLTK.tag 21, que contém

classes e interfaces para marcação de parte da fala. Além disso, para garantir a qualidade

dos títulos de artigos da Wikipedia, é necessário remover alguns termos específicos que

podem aparecer nos títulos, como “ list”, “redirect”, “category”, “section” e “from”. Essa

medida é adotada para evitar ambiguidade ou desvio de foco do conteúdo principal do

assunto do título. Outra consideração importante é que, a fim de assegurar que os rótulos

forneçam nova informação em relação aos tópicos gerados, as palavras Top também são

removidas dos títulos, fazendo com que as palavras Top não sejam incluídas na construção

dos possíveis candidatos a rótulos. Por fim, são selecionados os X rótulos candidatos com

o valor da Pointwise Mutual Information (PMI)(LAU; GRIESER et al., 2011) superior a

um valor determinado, calculado a partir das palavras no rótulo. O PMI é uma medida

de associação lexical, com isso, o filtro a partir desta métrica define os rótulos candidatos

com palavras bem relacionadas entre si. A Tabela 5 apresenta exemplos de candidatos

gerados para o tópico exemplificado. Neste exemplo, os candidatos são construídos com

a junção de duas ou três palavras. Na Tabela 5, os candidatos são selecionados pelo filtro

do valor do PMI maior que quatro.

Tabela 5: Exemplo de candidatos gerados para um determinado tópico.
Palavras mais

Relevantes do Tópico Candidato PMI

Ukraine, Russia,
Putin, Biden,
Russian, War,

Invade, Invasion,
Nato, Troops

Russo Georgian 11,23
Volodymyr Zelenskyy President 11,23
Positions Joe 11,23
Volodymyr Zelenskyy 11,23
States International Sanctions 11,23
Death Political 7,64
Donald Trump Foreign 7,23

A macro-atividade (III) consiste em vetorizar as palavras dos tópicos e dos candi-

datos a rótulo com o auxílio de um embeddings de palavras para fins de comparação de

similaridade. O método FastText22 codifica palavras em vetores numéricos de maneira
20https://en.wikipedia.org/wiki/Political_positions_of_Joe_Biden
21https://www.nltk.org/api/nltk.tag.html
22https://fasttext.cc/

https://en.wikipedia.org/wiki/Political_positions_of_Joe_Biden
https://www.nltk.org/api/nltk.tag.html
https://fasttext.cc/
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rápida e fácil (BOJANOWSKI et al., 2017). O método foi desenvolvido com termos do

Facebook23 permitindo a representação vetorial de palavras no contexto das redes sociais.

Além disso, tem a habilidade de manipular subpalavras, o que é essencial para textos com

ruído oriundos de redes sociais. É possível utilizar modelos diferentes dos FastText, como,

por exemplo, os modelos Word2Vec24 (MIKOLOV et al., 2013), GloVe25 (PENNINGTON;

SOCHER; MANNING, 2014) e BERT (XIE et al., 2020). Entretanto, a desvantagem da

incorporação dos modelos Word2Vec e GloVe para esta aplicação é que eles são incapazes

de codificar palavras desconhecidas ou fora do vocabulário. O modelo FastText incorpora

palavras tratando cada palavra como sendo composta de n-grams de caracteres em vez de

uma palavra inteira. Esse recurso permite não apenas aprender palavras raras, mas tam-

bém palavras fora do vocabulário (WANG; NULTY; LILLIS, 2020). O modelo FastText

é mais eficiente do que o BERT no contexto das redes sociais e nas tarefas que exigem o

processamento de grandes quantidades de texto. No entanto, os modelos FastText típicos

são muito grandes e quando descompactados ocupam muita memória. Como solução,

o pacote Compress-fastText26 permite compactar modelos de incorporação de palavras

FastText por ordens de magnitude, sem afetar significativamente sua qualidade. O mo-

delo compactado “ft_cc.en.300_freqprune_400K_100K_pq_300.bin”27 selecionado para

a vetorização das palavras apresenta a maior semelhança com o modelo original.

Após o processo de vetorização, a macro-atividade (IV) verifica a similaridade dos

candidatos a rótulo e as palavras mais relevantes do tópico, por meio do cálculo normali-

zado da média ponderada das seguintes métricas: similaridade de cosseno (Equação 4.1)

(RAHUTOMO; KITASUKA; ARITSUGI, 2012), distância Euclidiana (Equação 4.2) (LI-

BERTI et al., 2014) e distância Angular (Equação 4.3) (QIAN et al., 2004). A distância

Angular é medida em radianos e varia de 0 a π, sendo 0 quando os vetores são iguais e

π quando são ortogonais (formam um ângulo de 90 graus). Sabendo que p são os vetores

das palavras no tópico e c os vetores dos candidatos a rótulo, as métricas selecionadas

podem ser definidas como:

Similaridade(p,c) =

∑
p · c√∑

p2
√∑

c2
(4.1)

Euclidiana(p,c) =
√∑

(p− c)2 (4.2)

23https://www.facebook.com/
24https://www.tensorflow.org/tutorials/text/word2vec
25https://nlp.stanford.edu/projects/glove/
26https://github.com/avidale/compress-fasttext
27https://github.com/avidale/compress-fasttext/releases/tag/gensim-4-draft

https://www.facebook.com/
https://www.tensorflow.org/tutorials/text/word2vec
https://nlp.stanford.edu/projects/glove/
https://github.com/avidale/compress-fasttext
https://github.com/avidale/compress-fasttext/releases/tag/gensim-4-draft
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Angular(p,c) = cos−1

( ∑
p · c√∑

p2
√∑

c2

)
(4.3)

A Equação 4.1 apresenta a fórmula para a métrica de similaridade de cosseno, que

mede a semelhança entre os vetores com base na medida do ângulo entre eles. A Equação

4.2 apresenta a fórmula para a métrica de distância euclidiana, que mede a distância

entre os vetores com base na distância geométrica entre eles. A Equação 4.3 apresenta

a fórmula para a métrica de distância angular, que também mede a distância entre os

vetores com base na medida do ângulo entre eles. Note que, na Equação 4.1 e 4.3 são

usados p.c representando o produto escalar entre os vetores p e c.

A distância Angular é particularmente útil quando se trata de comparar vetores em

espaços vetoriais de alta dimensão, pois é menos sensível aos efeitos da dimensionalidade

do que outras medidas de distância. De acordo com a revisão da literatura realizada,

a similaridade de cosseno é a métrica mais utilizada na avaliação dos tópicos gerados

(SALAZAR, 2012). Portanto, a similaridade de cosseno é utilizada com peso superior

às demais médias nesta análise. A representação vetorial de cada candidato a rótulos é

definida como a média das distâncias entre os vetores correspondentes às N palavras do

candidato. Para selecionar o melhor rótulo para um determinado tópico, os candidatos a

rótulo são relacionados a cada uma das palavras no conjunto Top do tópico e o rótulo é

escolhido com base na média ponderada das médias obtidas para cada palavra do tópico.

O rótulo de cada tópico é definido conforme a sequência de palavras que apresenta maior

similaridade com as palavras mais relevantes identificadas para o tópico. Na Tabela 6,

os melhores candidatos para o tópico apresentado são mostrados com base na média

ponderada das três métricas selecionadas. O tópico da Tabela 5 é rotulado como o rótulo

predito “Volodymyr Zelenskyy President”.

Tabela 6: Exemplo dos melhores candidatos gerados para o tópico exemplificado da Tabela
5.

Candidato Cosseno Euclidiana Angular Média
Volodymyr Zelenskyy President 0,988 0,201 0,986 0,791
Russo Georgian 1,000 0,100 1,000 0,775
Donald Trump Foreign 0,836 0,211 0,819 0,675
Volodymyr Zelenskyy 0,879 0,043 0,866 0,667
States International Sanctions 0,857 0,092 0,842 0,662
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4.6 Avaliação Quantitativa dos Rótulos

A Avaliação Quantitativa dos Rótulos avalia a qualidade e a coesão dos tópicos gerados

pelo modelo com base nos rótulos associados. Os modelos com os melhores resultados na

avaliação quantitativa dos tópicos são submetidos à avaliação quantitativa dos rótulos.

A avaliação quantitativa dos rótulos é dividida em duas principais etapas: (I) Análise

dos Rótulos e (II) Análise dos Tópicos, conforme mostra a Figura 1. A primeira etapa

(I) avalia a rotulação dos tópicos, relacionando manualmente os rótulos esperados com

os tópicos gerados pelos modelos. Os modelos que apresentarem uma maior variedade

de categorias nos rótulos esperados são selecionados para as etapas seguintes, pois estes

abordam diferentes temas em tópicos distintos.

A segunda etapa (II) avalia a construção dos tópicos por meio de atividades, como a

avaliação do comportamento do modelo com novos dados, a definição da capacidade de

generalização do modelo e a análise da composição dos tópicos por meio de uma análise

exploratória das palavras presentes.

4.6.1 Avaliação da Rotulação dos Tópicos

A primeira etapa (I) baseia-se na análise dos rótulos identificados de forma automática

para os tópicos latentes na Rotulação Automática dos Tópicos (Seção 4.5), retornados

pelo Algoritmo 1. No contexto desta dissertação, tais rótulos são nomeados como rótulos

preditos e as categorias definidas na Seleção de Temas (Subseção 4.2.1) são chamadas de

rótulos esperados. Após o processo de rotulação automática, os tópicos, por meio dos

seus rótulos preditos, são relacionados aos rótulos esperados. O processo de atribuição do

rótulo esperado ao tópico é realizado de forma manual. Nesta primeira etapa, cada tópico

é associado a um rótulo esperado. Se diferentes tópicos do mesmo modelo são rotulados

com o mesmo rótulo esperado, como critério de desempate, é selecionado o tópico mais

representativo do assunto baseando-se na similaridade entre as Top palavras do tópico e

as palavras-chave da categoria em questão. Isso significa que é comparada a similaridade

semântica entre as palavras mais importantes do tópico e as palavras-chave da categoria,

e o tópico que tiver a maior similaridade será escolhido como o mais representativo da

categoria. A similaridade é calculada por meio da métrica de similaridade de cosseno,

utilizando o mesmo embedding definido na Rotulação Automática dos Tópicos. A simila-

ridade do tópico é determinada pela soma das médias das similaridades entre cada palavra

do tópico e as palavras-chave da categoria, dividida pelo número de palavras do tópico. O
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tópico que apresentar a maior similaridade com a categoria será utilizado para comparar

o desempenho com os demais modelos. Os tópicos exemplificados na Tabela 7 receberam

o mesmo rótulo esperado ‘Tecnologia’. A categoria ‘Tecnologia’ contém as palavras-chave

“Software”, “Internet” e “Computer ”. Ao relacionar as palavras dos tópicos e palavras-

chave, o Tópico 1 apresenta a maior similaridade e, portanto, é o mais representativo do

assunto.

Tabela 7: Exemplos de tópicos de um determinado modelo rotulados com o rótulo espe-
rado ‘Tecnologia’.

Palavras mais Relevantes do tópico Similaridade
Tópico 1 Programming, Hardware, Desktop 0,429
Tópico 2 Artificial, Intelligence, Data 0.316

Assim, a primeira etapa da avaliação quantitativa dos rótulos tem como objetivo ana-

lisar a variedade de categorias reconhecidas pelo modelo e se os tópicos se ajustam a

essas categorias. Isso é feito por meio da análise das palavras presentes nos tópicos e a

quantidade de categorias reconhecidas pelo modelo. Esta avaliação é realizada nos M

modelos que obtiveram os melhores resultados na etapa de Avaliação Quantitativa dos

Tópicos (Subseção 4.2.1). Destes, os dois modelos que identificarem a maior quantidade

de rótulos esperados com palavras bem relacionadas ao tema são avaliados nas seguintes

etapas da Avaliação Quantitativa dos Rótulos. Exemplificando, tópicos gerados pelos Mo-

delos 1, 2 e 3 foram classificados manualmente em três categorias: ‘Tecnologia’, ‘Animais’

e ‘Ciência’. Enquanto o Modelo 1 foi associado a apenas uma categoria, o Modelo 2 e

o Modelo 3 receberam duas e três categorias, respectivamente. Portanto, o Modelo 2 e

o Modelo 3 reconheceram o maior número de categorias, e, por isso, serão avaliados nas

próximas etapas.

4.6.2 Avaliação dos Tópicos

A etapa de Avaliação dos Tópicos é dividida em três atividades: (i) Verificar a distância

entre os modelos, (ii) Identificar a distância entre os tópicos de treino e teste do mesmo

modelo e (iii) Analisar a estrutura dos tópicos. A atividade (i) determina o comporta-

mento dos modelos com a entrada de dados não visto, ou seja, os dados de teste. A

distância entre os tópicos de modelos diferentes é calculada para avaliar a similaridade

entre as palavras utilizadas na construção dos tópicos, verificando a presença de termos

em comum. A segunda atividade (ii) avalia a capacidade de generalização dos modelos,

analisando a distância dos tópicos gerados com os dados de treinamento e com dados de
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teste. Na atividade (i) e (ii) a distância é calculada entre os tópicos que receberam o

mesmo rótulo esperado, relacionando as palavras pertencentes à mesma categoria. Por

fim, a última atividade (iii) avalia a qualidade da estrutura dos tópicos gerados pelos

modelos, realizando uma análise exploratória das palavras presentes nos tópicos. Esta

etapa determina a quantidade de repetições entre os tópicos e a quantidade de palavras-

chave utilizadas na coleta dos dados, para avaliar se os tópicos são coerentes e relevantes.

Os dois modelos selecionados na etapa (I) são analisados em todas as atividades, porém,

apenas os critérios da atividade (iii) determinam o melhor modelo.

4.6.2.1 Avaliação da Distância dos Modelos

A primeira atividade (i) da etapa de Avaliação dos Tópicos (II) avalia a proximidade entre

os tópicos gerados por diferentes modelos, calculando a distância entre eles usando dados

de teste não vistos anteriormente no treinamento. Além disso, determina como os mode-

los se comportam ao lidar com novos dados de entrada. A distância é calculada entre os

pares de conjuntos das palavras mais relevantes dos tópicos de modelos diferentes, para

verificar se os modelos geraram tópicos similares no mesmo assunto. São relacionados os

tópicos com o mesmo rótulo esperado, com o objetivo de avaliar se os tópicos da mesma

categoria de modelos diferentes utilizam as mesmas palavras e abordam as mesmas ques-

tões. Por exemplo, os tópicos relacionados à categoria ‘Esporte’ podem incluir termos de

diversas áreas, como modalidades esportivas, polêmicas envolvendo atletas ou equipes, e

premiações, mas todos estarão relacionados ao mesmo tema central: esportes. A atividade

verifica a similaridade entre as palavras utilizadas na construção dos tópicos, buscando

termos comuns.

A avaliação da distância dos modelos é realizada utilizando o cálculo da métrica de

distância de Jaccard para definir a proximidade entre dois conjuntos. Embora a distância

de cosseno seja capaz de capturar a relação semântica entre duas palavras, baseando-

se no embedding, a distância de Jaccard é mais adequada para avaliar a dissimilaridade

entre conjuntos de palavras, pois ela se baseia apenas na presença ou não das palavras no

conjunto. A distância de Jaccard é calculada com base nas palavras cruas dos tópicos, em

vez dos radicais das palavras, pois os termos provêm de textos curtos. Essa abordagem

permite preservar o significado e contexto original das palavras, garantindo uma análise

mais precisa e relevante, especialmente quando se lida com uma quantidade limitada

de palavras nos textos. A distância de Jaccard é uma medida de dissimilaridade entre

dois conjuntos e pode assumir valores entre 0,0 e 1,0, sendo 0,0 quando os conjuntos são
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idênticos e 1,0 quando os conjuntos são completamente diferentes. Considerando que A e

B são conjuntos de palavras de tópicos diferentes, a distância de Jaccard pode ser definida

como:

Jaccard(A,B) =
|A
⋃
B| − |A

⋂
B|

|A
⋃

B|
(4.4)

A Tabela 8 mostra a distância entre os tópicos de teste de dois modelos, medida

com a distância de Jaccard. Os resultados indicam que a categoria ‘Ciência’ apresenta a

menor distância entre os modelos, o que significa que os tópicos nesta categoria são mais

semelhantes entre os dois modelos.

Tabela 8: Distância das categorias nos tópicos de teste entre tópicos gerados por dois
métodos distintos.

Categoria Distância
Tecnologia 1,0
Animais 1,0
Ciência 0,8

4.6.2.2 Avaliação da Distância dos Tópicos

Na segunda atividade (ii) é realizada uma análise das distâncias dos tópicos gerados

pelos modelos selecionados na etapa de Avaliação da Rotulação dos Tópicos. A análise da

distância entre os tópicos de treino e teste de um mesmo modelo é importante para avaliar

a capacidade do modelo de generalizar. A capacidade de generalização é a habilidade de

um modelo de aprendizado de máquina em usar o conhecimento adquirido com exemplos

passados para fazer previsões precisas em novos exemplos, que podem diferir dos exemplos

vistos durante o treinamento. Em outras palavras, é a capacidade de extrapolar de dados

conhecidos para dados desconhecidos. Quando novos dados de entrada são fornecidos,

as palavras mais relevantes podem mudar conforme a distribuição de probabilidade. Isso

é devido à variação dos dados e é importante considerar nesta análise. A distância é

calculada com base nas palavras mais relevantes dos tópicos de treinamento e teste com o

mesmo rótulo esperado, determinando se os tópicos construídos pelo modelo no conjunto

de treinamento e teste possuem algumas palavras diferentes, considerando que os dados de

entrada são diferentes. A distância entre tópicos é calculada usando a métrica de distância

de Jaccard. Quanto mais próximo o valor for de 0,0, mais similares são os tópicos, e quanto

mais próximo de 1,0, mais distante são os tópicos.
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A finalidade desta atividade é determinar se os modelos receberam os mesmos rótu-

los esperados durante o processo de treinamento e teste, verificando se um determinado

assunto permanece constante mesmo com a entrada de dados diferentes dos utilizados no

treinamento. Além disso, também é importante reconhecer se os tópicos rotulados com

os mesmos rótulos preditos foram construídos com as mesmas palavras no treinamento e

teste, buscando identificar eventuais variações na estrutura dos tópicos. Essa avaliação

é especialmente relevante quando se trata de dados de teste com diferenças de período

temporal ou localidade em relação aos utilizados no treinamento, por permitir avaliar se

o modelo consegue identificar alterações nos principais assuntos ou influências de eventos

externos.

Para exemplificar, um determinado modelo recebeu três rótulos esperados distintos

tanto nos tópicos de treino quanto nos de teste. Nesta etapa, são comparadas as distâncias

entre os tópicos gerados pelos modelos no treinamento e no teste. A Tabela 9 mostra que

este modelo gerou tópicos diferentes no treino e no teste, com termos diversificados.

Tabela 9: Distância das categorias nos tópicos de treinamento e teste de um determinado
modelo.

Categoria Distância
Tecnologia 0,8
Animais 1,0
Ciência 0,5

4.6.2.3 Avaliação da Estrutura dos Tópicos

Os modelos selecionados na etapa da Avaliação dos Rótulos são submetidos a uma aná-

lise exploratória dos tópicos na atividade (iii). Esta atividade da segunda etapa (II) da

avaliação quantitativa dos rótulos, verifica se os tópicos construídos pelo modelo apre-

sentam palavras diferentes das palavras-chave utilizadas na Coleta de Dados (Subseção

4.2.2). Os tópicos construídos inteiramente com palavras-chave não apresentam inovação,

uma vez que essas palavras já são identificadas e selecionadas na coleta. Além disso,

esta atividade determina a quantidade de palavras repetidas entre os tópicos gerados pelo

modelo e verifica manualmente se essas palavras repetidas são resultados da influência de

eventos externos. Portanto, é possível verificar a unicidade de cada tópico gerado por um

determinado modelo. Esta etapa define, em porcentagem, o número de palavras que são

consideradas novas informações nos tópicos, ou seja, palavras que não são utilizadas na

coleta de tweets e que não são repetições.



4.6 Avaliação Quantitativa dos Rótulos 64

Esta avaliação determina o melhor modelo com base na quantidade de palavras repe-

tidas e na quantidade de palavras-chave nos tópicos, selecionando o modelo que apresenta

as menores quantidades. Quanto menos palavras-chave utilizadas, melhor é a capacidade

do modelo de evitar a simples repetição de palavras da categoria, apresentando novas

palavras relacionadas. No entanto, é importante considerar se essas novas palavras estão

relacionadas semanticamente à categoria e se são significativas para o tema. Considerando

que esta é a etapa final da metodologia TiME, é neste momento que é definido o método

mais apropriado para um conjunto específico de textos.



5 Aplicações da Metodologia

O principal objetivo da dissertação é desenvolver uma metodologia para análise de dife-

rentes modelos de modelagem de tópicos e experimentá-la em conjuntos de dados com

textos curtos. Para a avaliação dos modelos, a metodologia proposta seleciona o melhor

modelo de modelagem de tópicos para um conjunto de dados a partir de análises quan-

titativas baseados em tópicos e rótulos. São comparados seis modelos nos experimentos

apresentados neste capítulo, a saber: o LDA, o GSDMM, o PTM, o BTM, o BERTopic

e o Top2Vec. Este capítulo descreve como são realizados os experimentos e quais são os

resultados obtidos a partir da metodologia proposta.

Tabela 10: Eventos significativos no mês de Fevereiro em 2022.
Evento em Fevereiro Data

National Freedom Day 01/02/2022
Chinese New Year 01/02/2022
Black History Month 01/02/2022
Groundhog Day 02/02/2022
Anúncio dos indicados ao Oscar 08/02/2022
National Pizza Day 09/02/2022
Super Bowl LVI 13/02/2022
Valentine’s Day 14/02/2022
Jogos Olímpicos de Inverno em Pequim, China 4 a 20/02/2022
NBA All-Star Game 20/02/2022
President’s Day 21/02/2022
A Rússia ataca a Ucrânia pela primeira vez 24/02/2022
NAACP Image Awards 26/02/2022
Screen Actors Guild Awards 27/02/2022

Como muitos métodos de modelagem de tópicos não são agnósticos de idioma, os

experimentos são realizados a partir da análise de tweets em inglês, com localização nos

Estados Unidos, postados no mês de Fevereiro de 2022. Essa janela de tempo é escolhida

com foco em alguns eventos específicos, como datas comemorativas e acontecimentos

significativos (conforme apresentado na Tabela 10). Por exemplo, o Valentine’s Day é
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celebrado nos Estados Unidos no dia 14 de Fevereiro de 2022.

Figura 4: Pesquisa de tendências no Google Trends.

Antes da coleta dos dados, seguindo a metodologia proposta, é realizada uma seleção

de temas sobre as tendências e os acontecimentos do mês de Fevereiro de 2022, com isso

as seguintes categorias são identificadas: (a) Esporte, (b) Filmes e Séries, (c) Música, (d)

Política, (e) Saúde, (f) Romance, (g) Religião, (h) Comida, (i) Jogos e (j) Clima. A cate-

goria ‘Romance’, por exemplo, se encontra diretamente relacionada ao evento Valentine’s

Day. A Figura 4 ilustra um exemplo de pesquisa de tendências realizada no período de

Fevereiro, com o filtro de localização aplicado aos Estados Unidos e especificamente nos

dias 12 e 13 de Fevereiro. A análise da Figura 4 revela que as linhas 1, 2 e 4 estão rela-

cionadas ao Super Bowl, o que permite criar a categoria ‘Esporte’. Além disso, na linha

4, o tema abordado é o Halftime Show, possibilitando a exploração da categoria ‘Música’.

É importante destacar que a Figura 4 apresenta apenas 5 dos 25 tópicos em ascensão no

intervalo de tempo selecionado.

Portanto, após o processo de análise das palavras em cada categoria (Capítulo 4.2.1),

são definidas as dez principais palavras-chave na Tabela 11. No exemplo da Figura 4 refe-

rente à categoria ’Esporte’, as possíveis palavras-chave coletadas incluem “Super ”, “Bowl ”,

“Game”, “UFC ”, “Football ” e “Championship”. No entanto, são selecionadas apenas aque-

las que não possuem relação com outras categorias previamente construídas e que estão
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presentes no maior número de tweets de Fevereiro. As palavras-chave das dez categorias

construídas são utilizados na etapa de Coleta dos Dados. Os dez assuntos selecionados

para as categorias correspondem aos rótulos esperados que auxiliam no processo de avalia-

ção tópicos gerados pelos modelos. Para os experimentos, dez categorias são selecionadas

para coleta de dados, resultando em modelos com entrada K = 10, o número de tópicos

igual a dez. Cada tópico é representado pelas dez palavras mais relevantes (top-10 dez

palavras do tópico), isto é, com maior peso para a construção do tópico. A rotulação

automática de tópicos utiliza PMI igual a quatro para filtrar candidatos a rótulos, como

descrito na Seção de Rotulação Automática de Tópicos 4.5.

Tabela 11: Palavras-chave das categorias.
Categoria Palavras-chave

Clima Snow, Wind, Rain, Storm, Sunny,
Rainbow, Cloudy, Blizzard, Tornado, Thunderstorm

Comida Chicken, Breakfast, Pizza, Chocolate, Cheese,
Brunch, Starbucks, Sandwich, Salad, Strawberry

Esporte Basketball, Super Bowl, Football, NFL, NBA,
NASCAR, Soccer, MLB, WWE, Olympic

Filmes e Séries Disney, Netflix, Trailer, Batman, Actor,
Oscar, Marvel, HBO, TV Show, Comic

Jogos Wordle, Switch, Pokémon, Windows, Xbox,
Mario, Nintendo, PS5, PlayStation, Console

Música Rock, Spotify, Album, Artist, Pop,
Hits, Awards, Playlist, Hip hop, Billboard

Política Ukraine, Russia, Trump, Putin, War,
Biden, President, Government, Invasion, Nuclear

Religião Church, Jesus, Bible, Faith, Christ,
Grace, Prayer, Catholic, Worship, Gospel

Romance Valentine, Couple, Relationship, Partner, Boyfriend,
Dating, Kiss, Girlfriend, Passion, Crush

Saúde Sick, Death, Hospital, Anxiety, Drug,
Depression, Headache, Pharmacy, Symptoms, Flu

Analisando de forma temporal as publicações realizadas no mês de Fevereiro, é possível

observar as mudanças com relação ao volume de tweets (i.e., número de ocorrências)

em cada categoria, com o intuito de compreender a influência de eventos externos no

conjunto de dados. A Figura 5 apresenta um aumento significativo da quantidade de

tweets que contêm palavras pertencentes à categoria ‘Política’ no dia 24 de Fevereiro, dia

marcado pelo primeiro ataque da Rússia à Ucrânia após meses de ameaça de invasão 1.

Além disso, a Figura 5 revela que houve uma grande quantidade de tweets publicados
1https://www.bbc.com/portuguese/internacional-60508891

https://www.bbc.com/portuguese/internacional-60508891
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com termos referentes à categoria ‘Esporte’ no dia 13, data do evento esportivo Super

Bowl. Observa-se também um crescimento abrupto dos tweets na categoria ‘Romance’ na

data comemorativa do Valentine’s Day, demonstrando a interferência de acontecimentos

externos no engajamento dos usuários no Twitter.

Figura 5: Avaliação temporal da quantidade diária de tweets coletados na categoria Polí-
tica e Romance.

Os experimentos executados são organizados em três subseções, onde cada seção cor-

responde ao conjunto de tweets de diferentes semanas de Fevereiro de 2022, sendo os tweets

publicados nos dias úteis utilizados para o treinamento dos modelos e os tweets do fim

de semana para os testes, como descrito na Tabela 12 segundo a seleção dos dias de cada

semana. Os dados de treinamento são empregados no processo de aprendizado dos mo-

delos, após o qual os respectivos pesos são armazenados. Em seguida, os dados de teste,

que são informações não expostas anteriormente ao modelo, são aplicados aos modelos

já treinados. É importante enfatizar que a etapa de teste difere do conceito tradicional

em Aprendizado de Máquina, embora ainda seja utilizada para avaliar o desempenho do

modelo. O propósito dos dados de teste é verificar a capacidade de generalização dos

modelos, ou seja, o quão bem eles conseguem lidar com informações desconhecidas.

Com o intuito de identificar a influência de acontecimentos externos na construção

dos tópicos, os experimentos são nomeados com o principal evento ocorrido na janela de
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tempo escolhida.

Tabela 12: Descrição dos dias de Fevereiro nos conjuntos de dados para os experimentos.
Conjuntos de dados Dias Úteis Fim de Semana

Semana 1 7, 8, 9, 10 e 11 12 e 13
Semana 2 14, 15, 16, 17 e 18 19 e 20
Semana 3 21, 22, 23, 24 e 25 26 e 27

Os tópicos são avaliados quantitativamente pela média da coerência e diversidade dos

tópicos extraídos pelos modelos selecionados. Na avaliação quantitativa dos rótulos, os

tópicos são rotulados por uma metodologia de rotulação automática proposta nesta dis-

sertação (Seção 4.5), auxiliando na interpretação dos tópicos. Além disso, o cálculo da

dissimilaridade entre as palavras nos tópicos determina a distância entre os resultados

obtidos pelos modelos. Por fim, os modelos são avaliados por meio de uma análise ex-

ploratória das palavras nos tópicos gerados. Essa etapa visa analisar a estruturação dos

tópicos.

5.1 Experimento 1 - Semana do Super Bowl

Para a realização do Experimento 1 que analisa a semana do Super Bowl, doravante de-

nominado somente de Super Bowl, a coleta é feita no período dos dias 7 à 13 de Fevereiro

de 2022. O Super Bowl é o jogo final do campeonato da NFL (National Football League),

a principal liga de futebol americano dos Estados Unidos, que decide o campeão da tem-

porada. Dada a importância do evento no calendário de eventos dos Estados Unidos, tal

período é escolhido como significativo. Além do Super Bowl, outros eventos significativos

ocorrem na janela de tempo deste experimento, e.g., o National Pizza Day (conforme

apresentado na Tabela 10). O conjunto de dados deste experimento é composto de tweets

postados durante a janela de tempo definida que continham pelo menos uma palavra-

chave de cada categoria definidas na Tabela 11. Além disso, são considerados somente

tweets em língua inglesa (en-us).

Os tweets dos dias úteis são usados para o treinamento e os do fim de semana para

teste. A separação dos dados é realizada desta forma para avaliar se os modelos conseguem

generalizar além do treinamento e para verificar se o tópico pode se ajustar a mudanças

de eventos ao longo do tempo. O conjunto de treinamento deste experimento contém

um total de 63.119 tweets e o conjunto de teste 34.082 tweets. Conforme apresentado na

Tabela 13, a quantidade de tweets apresenta um crescimento progressivo em direção ao
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Tabela 13: Quantidade de tweets coletados nos dias do Experimento Super Bowl.
Dia Quantidade de Tweets
07 11.762
08 12.145
09 12.649
10 12.744
11 13.819
12 14.655
13 19.427

fim de semana, justamente quando ocorre o evento da Final do Super Bowl LVI no dia

13 de Fevereiro.

A Figura 8 apresenta a evolução da quantidade de tweets coletados com as palavras-

chave em cada categoria (conforme apresentado na Tabela 11) utilizada na Coleta dos

Dados, em relação aos dias selecionados na janela de tempo do experimento. De acordo

com a quantidade de tweets que contêm as palavras-chave associadas à categoria ‘Esporte’,

é possível observar que essa categoria se destaca neste experimento, com tendência de cres-

cimento no final de semana. No fim de semana, a maior quantidade de tweets que contêm

palavras-chave da categoria ‘Esporte’ apresentam ao menos os termos “Super Bowl ” ou

“Football ”. As Figuras 9 e 10 ilustram tweets associados ao evento do Super Bowl. Entre-

tanto, é importante destacar que o tweet exibido na Figura 10 aborda simultaneamente

dois eventos distintos: o Super Bowl e os Jogos Olímpicos de Inverno.

Figura 6: Tweet publicado no dia 12 de Fevereiro de 2022.

Figura 7: Tweet publicado no dia 13 de Fevereiro de 2022.

A Tabela 14 mostra a quantidade de tweets que apresentam uma ou mais palavras-

chave das categorias construídas. Na Tabela 14, a categoria ‘Esporte’ contém a maior

quantidade de tweets nos dias úteis e no fim de semana, revelando ser o principal assunto
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da semana. Apesar de o fim de semana conter apenas dois dias e os dias úteis terem cinco

dias, a quantidade de tweets publicados com palavras-chave da categoria ‘Esporte’ no fim

de semana é maior que todas as outras categorias dias úteis da semana.

Figura 8: Análise temporal da quantidade de tweets em cada categoria coletada no Ex-
perimento Super Bowl

Tabela 14: Quantidade de tweets em cada categoria no período do Experimento Super
Bowl.

Categoria Dias Úteis Fim de Semana Quantidade Total
Clima 5.256 4.679 9.935

Comida 6.155 3.192 9.347
Esporte 10.778 8.444 19.222

Filmes e Séries 3.394 1.289 4.683
Jogos 7.142 2.525 9.667

Música 7.362 3.459 10.821
Política 5.970 2.433 8.403
Religião 5.082 2.445 7.527
Romance 7.639 4.102 11.741

Saúde 4.341 1.514 5.855

5.1.1 Análise Quantitativa dos Tópicos

Os dados de treinamento são utilizados para o aprendizado dos modelos, gerando os

tópicos com os tweets dos dias úteis da semana. Após essa primeira etapa, os modelos
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treinados são aplicados aos dados de teste (e.g., tweets do fim de semana), permitindo

verificar quais são os tópicos devolvidos pelo modelo com a entrada de um conjunto de

dados diferente. A avaliação quantitativa dos tópicos é realizada comparando os resultados

obtidos pelos modelos com os dados de treinamento e teste. As medidas avaliam os

resultados que não estão diretamente relacionadas à função de otimização. Em geral, os

conjuntos teste apresentam valores menores nas médias de coerência e diversidade que os

de treinamento. Apenas o modelo BERTopic obteve a média das coerências maior do que

no treinamento, conforme a Tabela 15 indica. Sobre a média da diversidade dos tópicos,

os modelos LDA, PTM, BTM e Top2Vec obtiveram o melhor valor nos dados de teste.

Tabela 15: Comparação quantitativa dos tópicos dos modelos no Experimento Super Bowl.

Modelo Período Coerência
CV

Coerência
CNPMI

Média das
Coerências

Diversidade
de Tópico

Inverted
RBO

Média das
Diversidades

LDA Dias Úteis 0,346 -0,054 0,146 0,890 0,978 0,934
Fim de Semana 0,435 -0,378 0,029 0,950 0,989 0,969

GSDMM Dias Úteis 0,536 0,112 0,324 0,760 0,950 0,855
Fim de Semana 0,521 0,101 0,311 0,750 0,941 0,845

PTM Dias Úteis 0,498 0,068 0,283 0,880 0,973 0,926
Fim de Semana 0,422 -0,124 0,149 0,990 0,999 0,995

BTM Dias Úteis 0,528 0,116 0,322 0,780 0,946 0,863
Fim de Semana 0,456 0,002 0,229 0,800 0,950 0,875

BERTopic Dias Úteis 0,594 0,129 0,361 0,950 0,991 0,971
Fim de Semana 0,654 0,216 0,435 0,870 0,973 0,921

Top2Vec Dias Úteis 0,402 -0,113 0,145 0,780 0,939 0,859
Fim de Semana 0,350 -0,183 0,083 0,810 0,944 0,877

Conforme apresentado na Tabela 16, o modelo BERTopic apresentou o melhor valor de

coerência. O modelo GSDMM obteve o segundo melhor resultado na coerência dos tópicos,

seguido dos modelos BTM e PTM. Apesar dos modelos GSDMM, BTM e PTM terem

sido projetados para lidar com textos curtos, o modelo BERTopic obteve um resultado

melhor na média das coerências, mesmo não sendo feito para este tipo de dados. Os

modelos LDA e Top2Vec apresentaram os piores resultados de coerência. A média das

coerências pode variar de 0 a 1 e o desvio padrão destas médias entre os modelos foi de

0,12, isso significa que os resultados estão distantes, indicando uma variação relevante de

uma medida para outra.

Em geral, os tweets possuem poucas palavras, muitas hashtags e emojis, conforme

exemplificado na Figura 9. Além disso, recebem influência de eventos externos, como na

Figura 10, o tweet está relacionado a abertura do Super Bowl realizada com a participação

do ator Dwayne Johnson conhecido como “The Rock ” 2. Sem a compreensão do contexto,
2https://www.nytimes.com/2022/02/13/sports/football/dwayne-johnson-the-rock-super-b

owl.html

https://www.nytimes.com/2022/02/13/sports/football/dwayne-johnson-the-rock-super-bowl.html
https://www.nytimes.com/2022/02/13/sports/football/dwayne-johnson-the-rock-super-bowl.html
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o segundo tweet poderia ser erroneamente relacionado ao gênero musical. Existem alguns

desafios na modelagem de tópicos com tweet, por exemplo, o número reduzido de pala-

vras, contextos limitados e a falta de coocorrência de palavras, dificultando a execução

de modelos probabilísticos baseados em coocorrência. Portanto, é compreensível que o

modelo LDA tenha obtido o menor valor de coerência em comparação com outros mode-

los, por ser um modelo mais antigo e baseado no princípio de coocorrência. O modelo

apenas contabiliza as palavras isoladas e não considera as relações semânticas entre elas

nos textos analisados. Os modelos BTM, GSDMM e PTM, por outro lado, foram de-

senvolvidos para lidar com esses desafios específicos na modelagem de tópicos com textos

curtos. O BTM, por exemplo, apesar de ser baseado no princípio de coocorrência, utiliza

coocorrências globais de palavras, o que permite capturar relações entre palavras mesmo

quando a coocorrência é baixa. O GSDMM usa o algoritmo de amostragem de Gibbs,

o que permite inferir a distribuição de tópicos de forma mais precisa mesmo com dados

incompletos ou incomuns. O PTM soluciona a falta de coocorrência combinando vários

textos curtos relacionados para formar um pseudo-documento maior. Essa abordagem

permite que o modelo capture tópicos mais precisos e relevantes em textos curtos, pois

o pseudo-documento resultante contém mais informação semântica do que o texto curto

original. Portanto, esses modelos BTM, GSDMM e PTM podem apresentar resultados

de coerência mais elevados quando aplicados em textos curtos, como tweets, comparados

com o LDA, por serem desenvolvidos especificamente para lidar com esses desafios.

Figura 9: Tweet publicado no dia 13 de Fevereiro de 2022.

Figura 10: Tweet publicado no dia 13 de Fevereiro de 2022.

Apesar de os modelos BERTopic e Top2Vec serem semelhantes em termos de estru-

tura algorítmica, o Top2Vec obteve um resultado de coerência inferior nesse experimento,
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enquanto o BERTopic apresentou o melhor valor de coerência. A possível explicação é

que o Top2Vec é baseado em uma abordagem de processamento de linguagem natural que

usa vetores de palavras, enquanto o BERTopic é baseado em uma abordagem de tópicos

Bayesianos. Isso significa que o BERTopic pode ser mais capaz de capturar a estrutura

subjacente dos tópicos, enquanto o Top2Vec pode ser mais suscetível a ruído ou ambigui-

dade nos dados. Ambos os modelos se baseiam em embeddings, mas diferem na forma de

criar a representação dos tópicos. A principal diferença é o uso de representações vetoriais

distintas.

Tabela 16: Comparação quantitativa dos tópicos sumarizada dos dados de treino e teste
dos modelos no Experimento Super Bowl.

Modelo Média das
Coerências

Média das
Diversidades

Média
Final

LDA 0,087 0,952 0,519
GSDMM 0,318 0,850 0,584

PTM 0,216 0,960 0,588
BTM 0,276 0,869 0,572

BERTopic 0,398 0,946 0,672
Top2Vec 0,114 0,868 0,491

Os modelos induzidos pelo PTM, LDA e BERTopic obtiveram os melhores valores

de diversidade dos tópicos. Analisando a média das diversidades na Tabela 16, todos os

modelos apresentaram resultados com valores acima de 0,85, porém, todas as coerências

foram abaixo de 0,4. É possível que os valores de diversidade dos tópicos sejam altos

devido à capacidade dos modelos PTM, LDA e BERTopic de identificar tópicos distintos

nos documentos. Por outro lado, os valores de coerência dos tópicos podem ser baixos

devido à semelhança entre os tópicos identificados, mas que não são coerentes em termos de

conteúdo. Isso pode ocorrer devido ao grande volume de dados e a falta de coocorrência

nas palavras dos textos curtos, como os tweets, dificultando a identificação de tópicos

coerentes. Portanto, é possível observar na Tabela 16 que tratando da média final das

métricas, o modelo BERTopic obteve um valor melhor que os demais modelos. Os três

melhores modelos nessa análise quantitativa dos tópicos são o BERTopic, PTM e GSDMM,

e esses são analisados por meio dos rótulos.

5.1.2 Análise Quantitativa dos Rótulos

Na etapa de Análise Quantitativa dos Tópicos os modelos foram avaliados pelas médias das

métricas de coerência e diversidade dos tópicos. Os modelos BERTopic, PTM e GSDMM
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apresentaram os melhores resultados, portanto, apenas estes modelos são avaliados nesta

etapa.

A análise quantitativa dos rótulos é dividida em duas etapas: (I) Análise dos Rótulos

e (II) Análise dos Tópicos. Os modelos geraram dez tópicos e cada tópico recebeu um

rótulo predito utilizando os métodos mencionados no Capítulo 4.5. Na primeira etapa

(I), os tópicos gerados e seus respectivos rótulos preditos são relacionados com os rótulos

esperados, identificando o assunto pertencente. Os rótulos esperados correspondem aos

assuntos mais relevantes conforme as tendências do mês de Fevereiro. Os dois modelos que

identificaram a maior quantidade dos rótulos esperados com palavras bem relacionadas

ao assunto são avaliados na segunda etapa.

A segunda etapa (II) da Avaliação Quantitativa dos Rótulos analisa a construção

dos tópicos dos modelos. Esta etapa é composta por três atividades: (i) Distância dos

Modelos, (ii) Distância dos Tópicos e (iii) Estrutura dos Tópicos. A atividade (i) deter-

mina o comportamento dos modelos com os dados de teste. A distância entre os tópicos

de modelos diferentes verifica presença de termos em comum. A atividade (ii) avalia a

capacidade de generalização dos modelos, comparando a distância dos tópicos gerados

com os dados de treinamento e com dados de teste. A atividade (iii) avalia a qualidade

da estrutura dos tópicos gerados pelos modelos, realizando uma análise exploratória das

palavras presentes nos tópicos. A análise determina a quantidade de repetições entre os

tópicos e a quantidade de palavras-chave utilizadas na coleta de dados. Os dois modelos

selecionados na primeira etapa de Análise dos Rótulos são submetidos à avaliação em

todas as três atividades, mas apenas os resultados da terceira (iii) atividade determinam

qual é o melhor modelo.

5.1.2.1 Análise dos Rótulos

Na etapa de Rotulação Automática dos Tópicos, os tópicos gerados pelos modelos são

rotulados automaticamente, conforme descrito no Capítulo 4.5. Os rótulos preditos foram

construídos com combinações de palavras que não se encontram presentes nos tópicos,

contribuindo para o reconhecimento do assunto relacionado ao tópico. Para esta análise,

os tópicos e seus respectivos rótulos são associados manualmente com os rótulos esperados

construídos na Análise Exploratória. Em cada tópico identificado (com as top-10 dez

palavras do tópico) é apresentado o assunto em que se enquadra, o rótulo aplicado e o

modelo usado para a identificação do tópico.

Os modelos identificaram mais de um tópico com o mesmo rótulo esperado, por exem-
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plo, no modelo gerado pelo PTM, a Tabela 17 apresenta quatro tópicos rotulados ao as-

sunto ‘Esporte’. Portanto, para definir o tópico mais representativo ao assunto do rótulo

esperado, é avaliada a similaridade entre as palavras do tópico e as palavras-chave do as-

sunto no qual o tópico foi rotulado (conforme apresentado na Tabela 11). A similaridade

foi calculada pela métrica de similaridade de cosseno, usando os embeddings de palavras

obtidos pelo modelo fastText3 (BOJANOWSKI et al., 2017). Após selecionado o tópico

com a maior similaridade, este é utilizado para comparar o desempenho com os demais

modelos. No exemplo da Tabela 17, apenas o Tópico 9 é avaliado sobre este assunto

‘Esporte’ em relação aos outros modelos.

Tabela 17: Comparação tópicos classificados no assunto ‘Esporte’ pelo PTM com os dados
de teste do Experimento Super Bowl.

Palavras mais Relevantes do Tópico Rótulo Predito Similaridade

Tópico 3 Bowl, Week, Year, Team, Church,
Right, Great, Football, Work, Let Sports College Decade 0,146

Tópico 6 People, Man, World, Disney, Nba,
Switch, Public, War, Death, Coach Players Sports Detroit 0,185

Tópico 9 Basketball, Season, Boys, Soccer, State,
Netflix, Girls, Final, Tickets, Teams College Playoff Championship 0,237

Tópico 10 Super, Los, Winner, Spirit, East,
Race, Angeles, Rams, Wild, Stadium Playoff Championship Fox 0,133

Conforme a Tabela 18 indica, os tópicos identificados no treinamento pelos modelos

GSDMM e PTM receberam sete das categorias dos rótulos esperados. Os rótulos espe-

rados reconhecidos pelo modelo GSDMM foram ‘Clima’, ‘Comida’, ‘Esporte’, ‘Música’,

‘Política’, ‘Religião’ e ‘Romance’, já o modelo PTM não identificou o assunto ‘Música’,

mas reconheceu o tema ‘Filmes e Séries’. Nos tópicos de teste, o GSDMM também reco-

nheceu os mesmos assuntos, enquanto o modelo PTM identificou apenas quatro (conforme

apresentado na Tabela 19), sendo ‘Clima’, ‘Comida’, ‘Esporte’, e ‘Política’.

Na Tabela 18, o modelo gerado pelo BERTopic identificou oito assuntos dos rótulos

esperados no treinamento, sendo ‘Clima’, ‘Comida’, ‘Esporte’, ‘Filmes e Séries’, ‘Jogos’,

‘Música’, ‘Política’ e ‘Romance’. Nos testes, o modelo reconheceu seis assuntos, sendo

cinco dos identificados no treinamento, não apresentando os rótulos esperados ‘Filmes e

Séries’, ‘Música’ e ‘Romance’ (conforme apresentado na Tabela 19). Este modelo obteve

uma grande variedade dos temas, além disso, o modelo contém a maioria dos tópicos

interpretáveis por meio dos rótulos bem relacionados aos assuntos. O BERTopic foi o

único modelo que construiu tópicos relacionados ao tema ‘Jogos’. O tópico com o rótulo
3https://fasttext.cc/

https://fasttext.cc/
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Tabela 18: Comparação dos tópicos identificados no treinamento pelos modelos no Expe-
rimento Super Bowl.

Rótulo Esperado Palavras mais Relevantes do Tópico Rótulo Predito Modelo

Clima

Sunny, Beach, Cloudy, Isles, Windows,
Weather, Degrees, Partly, Day, Snow Season British Cold BERTopic

Mph, Wind, Humidity, Reports, Inch,
Rain, Snow, Gust, Pressure, Feels Weather Winds GSDMM

Mph, Humidity, Wind, Reports, Snow,
Rain, Inch, Pressure, Gust, Today Weather Winds PTM

Comida

Chocolate, Cake, Strawberry, Strawberries, Covered,
Valentine, Cream, Day, Vanilla, Cookie Biscuits Cookies Fruit BERTopic

Day, Valentine, Pizza, Chicken, Chocolate,
Cheese, Breakfast, Super, Today, Bowl Snack Foods Italian GSDMM

Day, Valentine, Pizza, Chicken, Chocolate,
Cheese, Breakfast, Food, Love, Salad Dishes Bread Salads PTM

Esporte

Olympic, Olympics, Winter, Figure, Skating,
Gold, Games, Hockey, Sport, Watching Athletes Summer Medal BERTopic

Super, Bowl, Football, Nba, Nfl,
Basketball, Game, Team, Time, Like League Broadcasters Sports GSDMM

Basketball, Game, Team, Football, Tonight,
Nba, School, Girls, Boys, High College Playoff Championship PTM

Filmes e Séries
Oscar, Awards, Vote, Voting, Actor,
Nominations, Zendaya, Nomination, Best, Nominated Award Winners Nominees BERTopic

Like, Disney, Best, People, Switch,
World, Oscar, Man, Spotify, Watching Netflix Original Country PTM

Jogos Wordle, Streak, Close, Guess, Phew,
Squares, Word, Nyt, Letters, Letter Times Crossword Puzzle BERTopic

Música
Spotify, Playlist, Podcast, Episode, Rogan,
Music, Apple, Joe, Listen, Songs Itunes Radio BERTopic

Day, Valentine, Love, Today, Artist,
Album, Great, Check, Music, Rock Artists Pop Punk GSDMM

Política

Ukraine, Russia, Putin, Biden, Russian,
War, Invade, Invasion, Nato, Troops Sanctions Russo Ukrainian BERTopic

Trump, President, White, House, Documents,
Biden, Donald, Records, Says, Gop Barack Obama Citizenship GSDMM

Biden, Government, People, President, Russia,
Ukraine, Trump, War, Joe, Crack Kennedy Occupation Iraq PTM

Religião
Jesus, God, Said, Lord, Christ,
Church, Faith, Love, Life, Prayer Spirit Christianity Holy GSDMM

Church, Trump, God, Jesus, Said,
Christ, House, Life, Photo, Faith Holy Sepulchre Christianity PTM

Romance

Relationship, Dating, Boyfriend, Girlfriend, Like,
Want, Partner, Tinder, Love, Apps Relationships Friend BERTopic

Wordle, Like, Day, Time, Today,
Love, Valentine, Sick, Good, Couple Propose Days Romantic GSDMM

Rock, Sick, Like, Death, Shit,
Right, Ass, Boyfriend, Kiss, Cause Hate Relationship PTM

esperado ‘Esporte’ no treinamento do modelo BERTopic apresenta termos relacionados

aos Jogos Olímpicos de Inverno4, conforme mostrado na Tabela 10, como “Olympic”,

“Olympics”, “Winter ”, “Gold ” e “Hockey”, como pode ser visto na Tabela 18.

Comparando os modelos, o modelo gerado pelo PTM apresentou a menor quantidade

de assuntos dos rótulos esperados. Os tópicos dos modelos gerados pelo PTM e GSDMM

receberam rótulos preditos bem relacionados ao tema, mas em alguns casos os tópicos
4https://olympics.com/pt/olympic-games/beijing-2022

https://olympics.com/pt/olympic-games/beijing-2022
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Tabela 19: Comparação dos tópicos identificados no teste pelos modelos no Experimento
Super Bowl.

Rótulo Esperado Palavras mais Relevantes do Tópico Rótulo Predito Modelo

Clima

Cocorahs, Reports, Inch, Station, Snow,
Mst, Observer, Boulder, Nws, Sse North American Storm BERTopic

Inch, Reports, Snow, Mph, Wind,
Humidity, Cocorahs, Rain, Gust, Pressure Weather Winds GSDMM

Day, Like, Today, Time, Love,
Wordle, Snow, Good, Game, Know Winter Storm Watch PTM

Comida

Bowl, Super, Chicken, Food, Cheese,
Sunday, Poisoning, Wings, Salad, Sick Bacon Beer Pizza BERTopic

Day, Valentine, Pizza, Chicken, Super,
Bowl, Chocolate, Cheese, Breakfast, Today Snack Foods GSDMM

Valentine, Pizza, Rock, Mph, Chicken,
Night, Best, Weekend, Tonight, Chocolate Ice Food Drink PTM

Esporte

Basketball, Boys, Girls, Def, Game,
Varsity, Soccer, Grade, Final, School College Football Games BERTopic

Super, Bowl, Football, Game, Sunday,
Nfl, Basketball, Team, Today, Nba League Baseball GSDMM

Basketball, Season, Boys, Soccer, State,
Netflix, Girls, Final, Tickets, Teams College Playoff Championship PTM

Jogos Wordle, Word, Nyt, Today, Guess,
Streak, Play, Hard, Guesses, Times Night Show Google BERTopic

Música Day, Valentine, Love, Today, Artist,
Rock, Album, Great, Music, Time greatest albums pop GSDMM

Política

Ukraine, Russia, Putin, War, Russian,
Invasion, Biden, Invade, Nato, President Sanctions Russo Ukrainian BERTopic

Biden, Ukraine, Russia, Government, People,
Trump, War, President, Like, Putin Barack Obama Military GSDMM

Biden, President, Drug, Russia, Joe,
Ukraine, Government, Crack, People, America Barack Obama Reactions PTM

Religião
Church, Posted, Photo, Worship, Baptist,
God, Cloudy, Sunday, Service, Morning Christian Prayer Jesus BERTopic

Jesus, God, Church, Lord, Christ,
Said, Love, Life, Faith, Prayer Spirit Christianity Holy GSDMM

Romance Wordle, Like, Day, Valentine, Time,
Today, Love, Sick, Good, Couple Propose Days Romantic GSDMM

apresentam palavras que não fazem referência ao assunto identificado. Nos modelos PTM

e GSDMM, os tópicos do treinamento que receberam o rótulo esperado ‘Romance’ tiveram

seus rótulos preditos bem relacionados ao assunto, porém ambos contêm palavras que não

estão associadas ao tema: o modelo PTM contém as palavras “Right”, “Sick ” e “Rock ” e

o modelo GSDMM as palavras “Wordle” e “Sick ”, como mostra a Tabela 18. Os modelos

gerados pelo PTM e GSDMM identificaram tópicos com palavras semelhantes em alguns

assuntos, mas, apesar da proximidade, a maioria desses tópicos foram associados com

rótulos preditos diferentes, tal como, os tópicos no treinamento identificados com rótulo

esperado ‘Comida’ indicado na Tabela 18 e nos tópicos do teste do assunto ‘Política’ 19.

Apenas os tópicos do assunto ‘Clima’ do PTM e GSDMM na Tabela 18 obtiveram o mesmo

rótulo predito, isto é, o rótulo “Weather Winds”. Conforme pode ser visto nas Tabelas
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18 e 19, os modelos associaram rótulos preditos bem relacionados ao tema dos tópicos

identificados no treinamento e teste, porém, o modelo GSDMM obteve um desempenho

superior ao modelo PTM.

O GSDMM e o BERTopic foram os modelos que reconheceram a maior quantidade

de temas dos rótulos esperados definidos. Além disso, esses modelos foram os únicos a

identificar a categoria ‘Filmes e Séries’ nos tópicos de treinamento, precisamente quando os

indicados ao Oscar foram anunciados, em 8 de Fevereiro5 (conforme apresentado na Tabela

10). No entanto, essa categoria não persistiu nos dados de teste. Entretanto, comparando

os dois modelos, o modelo GSDMM utilizou palavras mais genéricas nos tópicos, por

exemplo, as palavras “Like”, “Today”, “Day” e “Time” no tópico do assunto ‘Romance’ na

Tabela 18. Além disso, as palavras “Today”, “Day” e “Valentine” aparecem nos tópicos

de treinamento e de teste do modelo GSDMM com rótulos esperados ‘Romance’, ‘Música’

e ‘Comida’. Já os tópicos do modelo BERTopic foram estruturados com palavras mais

específicas ao tema. Avaliando a quantidade de assuntos e as palavras presentes nos

tópicos, os modelos BERTopic e GSDMM apresentaram os melhores desempenhos para

os dados analisados.

Não foram identificados tópicos relacionados ao tema ‘Saúde’, o que é compreensível

já que não houve nenhum evento significativo sobre esse assunto em Fevereiro. Os temas

‘Clima’, ‘Comida’, ‘Esporte’ e ‘Política’ que foram identificados por todos os modelos

no treinamento e teste. Em todos os modelos, mais de um tópico recebeu rótulos dos

assuntos ‘Clima’, ‘Esporte’ e ‘Política’, gerando repetições dos rótulos esperados. Os

tópicos abrangem diversas questões em uma mesma categoria, como a ‘Política’. Por

exemplo, o assunto político pode incluir debates presidenciais, guerras, crises econômicas

e outros temas relevantes. Esse resultado pode estar relacionado à quantidade de palavras

pertencentes a cada tema (conforme visto na Tabela 14), e se essas palavras aparecem de

forma simultânea nos tweets, permitindo que os modelos identifiquem a correlação entre

elas.

5.1.2.2 Distância dos Modelos

A Distância dos Modelos é a primeira atividade na etapa de Análise dos Tópicos da

Avaliação Quantitativa dos Rótulos, conforme descrito na Subseção 4.6.2.1. A avaliação

da distância dos modelos é feita com os tópicos gerados pelos dois melhores modelos da

etapa anterior de Análise dos Rótulos: BERTopic e GSDMM.
5https://www.omelete.com.br/oscar/assista-ao-oscar-ao-vivo#4

https://www.omelete.com.br/oscar/assista-ao-oscar-ao-vivo##4
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A Tabela 20 apresenta os resultados da métrica de distância de Jaccard entre os mo-

delos BERTopic e GSDMM com os dados de teste. O cálculo é realizado sobre as palavras

top-10 dos tópicos que recebem os mesmos rótulos esperados. No teste, os modelos iden-

tificaram cinco assuntos em comum. Conforme a Tabela 20 mostra, nos dados de teste

o assunto ‘Política’ apresenta a maior similaridade entre os modelos. O evento princi-

pal deste experimento está relacionado à categoria ‘Esporte’, entretanto, esta categoria

apresenta uma grande distância entre os modelos. A análise das palavras dos tópicos

revela que o modelo GSDMM apresenta mais termos relacionados ao evento Super Bowl,

tais como “Super ”, “Bowl ”, “Football ” e “Game” (conforme apresentado na Tabela 19).

Os modelos GSDMM e BERTopic geraram tópicos com distâncias acima de 0,57, o que

indica que os tópicos gerados são distintos, mesmo com os mesmos dados de entrada. A

média das distâncias é igual a 0,76. Isso se deve às diferentes estratégias utilizadas pelos

modelos para lidar com os desafios da modelagem de tópicos em textos curtos.

Tabela 20: Distância das categorias nos modelos BERTopic e GSDMM no teste no Expe-
rimento Super Bowl.

Categoria Distância
Clima 0,750

Comida 0,750
Esporte 0,888
Política 0,571
Religião 0,888

5.1.2.3 Distância dos Tópicos

A Distância dos Tópicos é a segunda atividade na etapa de Análise dos Tópicos da Ava-

liação Quantitativa dos Rótulos. O cálculo da distância entre tópicos construídos no

treinamento e os tópicos do teste indica se há variação nos principais termos do tópico ao

longo do tempo ou se eles permanecem estáveis, avaliando a capacidade de generalização

dos modelos. A avaliação da distância dos tópicos é realizada com os tópicos gerados pelos

modelos BERTopic e GSDMM. O cálculo da distância dos tópicos de treino e teste de um

modelo é feito sobre as dez palavras mais relevantes dos tópicos que recebem o mesmo

rótulo esperado. A distância entre tópicos é calculada usando a métrica de distância de

Jaccard. Quanto mais próximo o valor for de 0, mais similares são os tópicos, e quanto

mais próximo de 1,0, mais distante são os tópicos.

O modelo GSDMM identificou os mesmos sete assuntos no treino e teste, a Tabela

21 revela que três assuntos não apresentaram distância entre os resultados, portanto,
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os tópicos são idênticos. O modelo BERTopic categorizou no treinamento e no teste os

temas ‘Clima’, ‘Esporte’, ‘Política’, ‘Jogos’ e ‘Comida’. Embora o modelo BERTopic

tenha categorizado oito temas durante o treinamento e sete no teste, apenas cinco deles

se mantiveram consistentes com a entrada de novos dados. A Tabela 22 mostra que neste

modelo o assunto ‘Política’ demonstrou a maior similaridade entre os tópicos de treino

e teste. Na categoria ‘Esporte’ do modelo BERTopic, algumas palavras do tópico de

treinamento apresentavam relação com os Jogos de Inverno, como “Olympic”, “Olympics”,

“Winter ” e “Hockey”. No entanto, durante o teste do BERTopic, o agrupamento das

palavras não apontou para nenhum evento ou esporte específico, resultando em uma

distância significativa entre os tópicos nesta categoria.

Comparando o resultado da distância de Jaccard nos dois modelos com relação aos

tópicos de treinamento e teste, o BERTopic apresentou tópicos mais distantes, com o uso

de palavras diferentes nos tópicos. O BERTopic construiu tópicos com palavras completa-

mente diferentes que ainda pertencem ao mesmo assunto, como pode ser visto na Tabela

22, as categorias ‘Comida’ e ‘Esporte’ apresentaram distâncias iguais a 1,0. O modelo

GSDMM gerou alguns tópicos no teste iguais aos do treinamento, a saber, os tópicos

referentes ao assunto ‘Comida’, ‘Romance’ e ‘Religião’ (conforme apresentado na Tabela

21). O modelo BERTopic obteve uma média de distância entre os tópicos de treinamento

e teste de 0,75, enquanto o modelo GSDMM apresentou uma média de 0,21.

Tabela 21: Distância das categorias nos tópicos de treinamento e teste do modelo GSDMM
no Experimento Super Bowl.

Categoria Distância
Clima 0,182

Comida 0,0
Esporte 0,333
Música 0,182
Política 0,824

Romance 0,0
Religião 0,0

O modelo BERTopic reconheceu as categorias ‘Filmes e Séries’, ‘Música’ e ‘Romance’

apenas nos tópicos de treinamento. A categoria ‘Religião’ só foi identificada nos tópicos

de teste. O modelo GSDMM apresentou os mesmos tópicos nos conjuntos de treinamento

e teste. Ambos os modelos geraram tópicos de teste com distância dos de treinamento

na categoria ‘Esporte’, o que pode ser explicado pelo fato do evento Super Bowl ter

acontecido no fim de semana. No modelo GSDMM, os tópicos não são completamente
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Tabela 22: Distância das categorias nos tópicos de treinamento e teste do modelo BER-
Topic no Experimento Super Bowl.

Categoria Distância
Clima 0,947

Comida 1,0
Esporte 1,0
Jogos 0,667

Política 0,182

diferentes, o que indica que o evento já era mencionado anteriormente no tweets, pois o

tópico do treinamento apresenta as palavras “Super ” e “Bowl ” (conforme apresentado na

Tabela 18).

5.1.2.4 Estrutura dos Tópicos

A Estrutura dos Tópicos é a última atividade na etapa de Análise dos Tópicos da Avaliação

Quantitativa dos Rótulos. A análise é realizada sobre os tópicos dos modelos GSDMM e

BERTopic, visto que estes apresentaram os melhores resultados na etapa de Avaliação dos

Rótulos. A Tabela 23 apresenta as palavras que contêm repetições em diferentes tópicos

gerados pelo modelo BERTopic com os dados de treinamento. Apenas três palavras tive-

ram repetições entre tópicos e com poucas quantidades. Quando vistas isoladamente, estas

palavras não determinam um assunto específico. A Tabela 24 mostra que a quantidade de

palavras repetidas é muito maior nos tópicos de teste, sendo dez palavras repetidas. Além

disso, algumas palavras repetidas nos tópicos do fim de semana não são genéricas, por

exemplo, “Snow ” e “Bowl ”. Essas repetições podem indicar que diferentes tópicos estejam

relacionados ao mesmo assunto. A maioria dessas palavras repetidas estão relacionadas

aos assuntos ‘Esporte’ e ‘Clima’, em tendência no fim de semana (conforme apresentado

na Figura 8).

Tabela 23: Quantidade das palavras com repetição nos tópicos gerados pelo modelo BER-
Topic nos dados de treinamento no Experimento Super Bowl.

Palavra Quantidade
Day 4
Best 2

Today 2

O modelo GSDMM apresenta dezessete palavras com repetições nos tópicos de trei-

namento, com palavras específicas de um determinado tema, por exemplo, as palavras
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Tabela 24: Quantidade das palavras com repetição nos tópicos gerados pelo modelo BER-
Topic nos dados de teste no Experimento Super Bowl.

Palavra Quantidade
Sunday 4
Snow 3
Bowl 2

Cocorahs 2
Inch 2

Morning 2
Mst 2

Reports 2
Super 2
Today 2

“Valentine”, “Trump”, “Snow ”, “Church”, “Bowl ”, “Biden” e “Basketball ”. As mesmas pa-

lavras com repetições no treinamento também apresentam repetições entre os tópicos de

teste. Comparando a quantidade de repetições nos modelos, o modelo GSDMM apresenta

uma maior quantidade de palavras repetidas em comparação com o modelo BERTopic.

Além disso, o GSDMM também contém termos específicos de um assunto em diferentes

tópicos.

Tabela 25: Quantidade das palavras com repetição nos tópicos gerados pelo modelo
GSDMM nos dados de treinamento e teste no Experimento Super Bowl.

Quantidade
Palavra Treinamento Teste

Basketball 2 2
Biden 2 2
Bowl 2 2

Church 2 2
Day 4 4

Game 2 2
Like 3 3
Love 3 3

President 2 2
Rock 2 2
Snow 2 2
Super 2 2
Team 2 2
Time 2 2
Today 4 5
Trump 2 2

Valentine 3 3
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As Tabelas 26 e 27 apresentam os tópicos gerados pelo modelo BERTopic no treina-

mento e teste. Analisando ambos resultados, os tópicos de treinamento contêm 95% e

o de teste 87% de palavras sem repetições. Os tópicos de teste possuem 62% de termos

sem repetições e presentes apenas nos tópicos de teste. Este resultado pode estar rela-

cionado às mudanças de tendências ao decorrer da semana, apontando diferenças entre

os principais assuntos dos dias úteis e fim de semana. Algumas palavras nos tópicos de

treinamento são muito semelhantes, por exemplo, na Tabela 26, o Tópico 5 com as pala-

vras “Olympic” e “Olympics”, e o Tópico 8 com os termos “Nominations”, “Nomination”

e “Nominated ”. É importante lembrar que os dados não foram normalizados, pois essa

técnica não é recomendada para textos curtos. Essa semelhança entre as palavras com

mudança apenas no tempo verbal e flexão gramatical ocorre com menor frequência nos

tópicos de teste.

Tabela 26: Tópicos gerados pelo modelo BERTopic com os dados de treinamento no
Experimento Super Bowl.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Mph Wordle Relationship Spotify Olympic Sunny Ukraine Oscar Chocolate Pizza
Wind Streak Dating Playlist Olympics Beach Russia Awards Cake National

Humidity Close Boyfriend Podcast Winter Cloudy Putin Vote Strawberry Day
Rain Guess Girlfriend Episode Figure Isles Biden Voting Strawberries Happy
Feels Phew Like Rogan Skating Windows Russian Actor Covered Pineapple
Day Squares Want Music Gold Weather War Nominations Valentine Slice

Today Word Partner Apple Games Degrees Invade Zendaya Cream Today
Gust Nyt Tinder Joe Hockey Partly Invasion Nomination Day Best

Pressure Letters Love Listen Sport Day Nato Best Vanilla Favorite
Inch Letter Apps Songs Watching Snow Troops Nominated Cookie Celebrate

Tabela 27: Tópicos gerados pelo modelo BERTopic com os dados de teste no Experimento
Super Bowl.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Wordle Bowl Church Valentine Ukraine Reports Mph Cocorahs Basketball Sunny
Word Super Posted Happy Russia Inch Wind Reports Boys Snow
Nyt Chicken Photo Day Putin Snow Humidity Inch Girls Morning

Today Food Worship Sunday War Public Feels Station Def Degrees
Guess Cheese Baptist Bowl Russian Trained Gust Snow Game Today
Streak Sunday God Super Invasion Spotter Pressure Mst Varsity Yesterday
Play Poisoning Cloudy Weekend Biden Mst Rain Observer Soccer Beach
Hard Wings Sunday Holiday Invade Reported Barometer Boulder Grade Weather

Guesses Salad Service Love Nato Denver Temperature Nws Final Good
Times Sick Morning Birthday President Cocorahs Rising Sse School Sunday

As Tabelas 28 e 29 apresentam as palavras mais relevantes dos tópicos gerados pelo

modelo GSDMM no treinamento e teste. Analisando a quantidade de palavras repetidas

nos tópicos gerados, os tópicos de treinamento contêm 76% e o de teste 75% de palavras

sem repetições. Os tópicos de teste possuem 24% de termos sem repetições e que não estão
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contidas nos tópicos de treinamento. O GDSMM apresentou uma grande quantidade de

palavras repetidas nos tópicos quando comparado com o modelo BERTopic.

Tabela 28: Tópicos gerados pelo modelo GSDMM com os dados de treinamento no Ex-
perimento Super Bowl.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Super Wordle Mph Basketball Biden Day Day Trump Photo Jesus
Bowl Like Wind Game Government Valentine Valentine President Posted God

Football Day Humidity Girls People Pizza Love White Snow Said
Nba Time Reports Boys Trump Chicken Today House Church Lord
Nfl Today Inch Tonight Russia Chocolate Artist Documents Sunny Christ

Basketball Love Rain School Ukraine Cheese Album Biden Rock Church
Game Valentine Snow Varsity President Breakfast Great Donald Day Faith
Team Sick Gust High War Super Check Records Disney Love
Time Good Pressure Team Like Today Music Says Today Life
Like Couple Feels Soccer Joe Bowl Rock Gop Beach Prayer

Tabela 29: Tópicos gerados pelo modelo GSDMM com os dados de teste no Experimento
Super Bowl.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Super Wordle Inch Basketball Biden Day Day Trump Snow Jesus
Bowl Like Reports Game Ukraine Valentine Valentine President Photo God

Football Day Snow Boys Russia Pizza Love White Posted Church
Game Valentine Mph Girls Government Chicken Today House Church Lord
Sunday Time Wind Tonight People Super Artist Documents Sunny Christ

Nfl Today Humidity School Trump Bowl Rock Biden Rock Said
Basketball Love Cocorahs Team War Chocolate Album Donald Day Love

Team Sick Rain High President Cheese Great Records Today Life
Today Good Gust Varsity Like Breakfast Music Like Disney Faith
Nba Couple Pressure Soccer Putin Today Time Says Morning Prayer

No processo de Seleção dos Temas, foram elaboradas dez categorias com dez palavras-

chave. Cada palavra-chave foi utilizada como busca para os tweets deste experimento, por

esse motivo, é importante verificar se os tópicos construídos pelos modelos apresentam

palavras diferentes das utilizadas na coleta. Essas novas palavras indicam novas informa-

ções nos resultados obtidos, auxiliando a interpretação dos tópicos. Conforme a Tabela

30 aponta, a maior quantidade de palavras-chave nos tópicos dos dados dos dias úteis do

modelo BERTopic pertencem aos assuntos ‘Romance’ e ‘Política’. A Tabela 26 mostra

que a maioria das palavras-chave da categoria ‘Romance’ no modelo BERTopic estão con-

tidas no Tópico 3, como, por exemplo, “Relationship”, “Dating”, “Partner ” e “Girlfriend ”.

Apesar disso, o Tópico 3 do modelo apresenta 50% de palavras novas, descrito na Tabela

32, tal como as palavras “Tinder ” e “Love”. As palavras-chave da categoria ‘Política’

estão no Tópico 7, que apresenta 40% de novas informações. As palavras “Russian”, “In-

vade”, “Nato” e “Troops” no Tópico 7 na Tabela 26 não são palavras-chave, além de serem

termos novos bem relacionados ao assunto do tópico. A Tabela 30 mostra que no modelo
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BERTopic os assuntos ‘Clima’ e ‘Política’ contêm os maiores números de palavras-chave

nos resultados com tweets do fim de semana. As palavras-chave de ‘Política’ estão in-

cluídas no Tópico 5 (conforme na Tabela 27), entretanto, este apresenta 30% de palavras

novas. O Tópico 5 apresenta a menor quantidade de novas informações, apesar disso, as

três palavras novas, “Invade”, “Nato” e “Russian”, são coerentes com o assunto ‘Política’

e estão relacionadas ao mesmo acontecimento.

Tabela 30: Quantidade das palavras-chave nos tópicos gerados no Experimento Super
Bowl para cada categoria do modelo BERTopic.

Quantidade
Categoria Treinamento Teste

Clima 5 7
Comida 3 3
Esporte 1 6

Filmes e Séries 2 0
Jogos 2 1

Música 3 0
Política 6 7
Religião 0 2
Romance 6 1

Saúde 0 1

A Tabela 31 mostra que a maior quantidade de palavras-chave nos tópicos de treina-

mento do modelo GSDMM pertencem aos assuntos ‘Esporte’ e ‘Política’. A Tabela 26

mostra que a maioria das palavras-chave da categoria ‘Esporte’ estão contidas nos Tópico

1 e 4, como, por exemplo, “Bowl ”, “NBA”, “Basketball ” e “Football ”. Apesar disso, o

Tópico 1 é composto por 40% de palavras que não são palavras-chave e o Tópico 4 apre-

senta 80% de palavras novas, descrito na Tabela 33, por exemplo, as palavras “Game”

e “Team”. Os Tópicos 5 e 8 são os principais tópicos relacionados à categoria ‘Política’,

e possuem 30% e 70% de novas informações respectivamente. As palavras “Donald ”,

“White” e “House” no Tópico 8 na Tabela 28 não são palavras-chave e apresentam relação

com o assunto do tópico. Assim como nos resultados do treinamento do modelo GSDMM,

a Tabela 31 mostra que os assuntos ‘Esporte’ e ‘Política’ contêm os maiores números de

palavras-chave nos resultados com os tweets do teste.

O modelo BERTopic apresentou uma maior quantidade de novos termos nos tópicos

gerados, comparado ao modelo GSDMM, em ambos os períodos analisados. Enquanto

o modelo BERTopic apresentou 72% de novos termos, ou seja, termos diferentes das

palavras-chave utilizadas na coleta, o modelo GSDMM apresentou 53% no treinamento
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Tabela 31: Quantidade das palavras-chave nos tópicos gerados no Experimento Super
Bowl para cada categoria do modelo GSDMM.

Quantidade
Categoria Treinamento Teste

Clima 5 5
Comida 5 5
Esporte 10 10

Filmes e Séries 1 1
Jogos 1 1

Música 4 4
Política 10 11
Religião 6 6
Romance 4 4

Saúde 1 1

e 52% no teste. Além disso, o modelo GSDMM contém mais palavras repetidas entre os

tópicos e uma grande quantidade de palavras-chave. Os tópicos gerados pelo treinamento

do modelo BERTopic apresentam 67% de palavras distintas, que não são repetições ou

palavras-chave. Já o modelo GSDMM apresenta 59% dessas palavras. Os tópicos do

modelo BERTopic no fim de semana apresentaram uma maior quantidade de palavras

novas e diferentes das palavras-chave e do treinamento, 51% em comparação com 23%

do modelo GSDMM. Isso indica que o modelo BERTopic foi mais eficiente na geração

de novos termos e menos dependente das palavras-chave utilizadas na coleta de dados.

Assim sendo, constatou-se que o modelo BERTopic demonstrou superioridade na avaliação

da análise exploratória dos tópicos. É importante ressaltar que esta é a última análise

da metodologia empregada, portanto, o BERTopic foi considerado o modelo de melhor

desempenho no Experimento Super Bowl.

Tabela 32: Porcentagem da presença de palavras novas nos tópicos gerados pelo modelo
BERTopic no Experimento Super Bowl.

Período Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Dias Úteis 80% 90% 50% 80% 90% 60% 40% 70% 70% 90%

Fim de Semana 90% 40% 70% 70% 30% 90% 80% 90% 80% 80%

Tabela 33: Porcentagem da presença de palavras novas nos tópicos gerados pelo modelo
GSDMM no Experimento Super Bowl.

Período Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Dias Úteis 40% 60% 70% 80% 30% 20% 60% 70% 50% 50%

Fim de Semana 40% 60% 70% 80% 20% 20% 60% 70% 50% 50%
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5.2 Experimento 2 - Semana do Valentine’s Day

Para a realização do Experimento 2 que analisa a semana do Valentine’s Day, de agora em

diante denominado somente de Valentine’s Day, a coleta é realizada entre os dias 14 e 20 de

Fevereiro de 2022. O Valentine’s Day ou St. Valentine’s Day, isto é, Dia de São Valentim6,

é uma data comemorativa na qual celebra anualmente a união amorosa entre casais.

Nesta data, nos Estados Unidos e em outros lugares do mundo, doces, flores e presentes

são trocados entre entes queridos. É uma importante celebração cultural, religiosa e

comercial de romance e amor, por isto, este período foi escolhido como significativo. O

conjunto de dados deste experimento é composto de tweets postados durante a janela de

tempo definida que continham uma palavra-chave de cada categoria pelo menos definidas

na Tabela 11. Além disso, foram considerados somente tweets em língua inglesa (en-us).

Tabela 34: Quantidade de tweets coletados nos dias do Experimento Valentine’s Day.
Dia Quantidade de Tweets
14 22.739
15 15.185
16 12.197
17 14.656
18 13.646
19 13.489
20 13.428

Os tweets dos dias úteis foram usados para o treinamento e os do fim de semana para

teste. O conjunto de treinamento deste experimento contém um total de 78.423 tweets e

o conjunto de teste 26.917 tweets. Comparando com a quantidade de tweets do Experi-

mento Super Bowl, o Experimento Valentine’s Day apresentou um crescimento nos tweets

publicados nos dias úteis, mas uma redução da quantidade no fim de semana. Diferente

do experimento anterior, o principal evento acontece no início da semana, portanto, a

maior quantidade de tweets está contida no dia 14, conforme indica a Tabela 34.

A Figura 11 apresenta a evolução da quantidade de tweets coletados com as palavras-
6A história conta que o bispo São Valentim viveu durante Império Romano, onde muitas guerras

estavam acontecendo. Naquela época, o Imperador Cláudio II proibiu o casamento porque achava que
soldados solteiros eram combatentes melhores. Por este motivo, Valentim realizou muitas uniões clandes-
tinamente, porém, um dia ele foi descoberto, preso e condenado à morte. Na prisão o bispo se apaixonou
por uma mulher cega e filha de um dos carcereiros. Relatam que foi Valentim que, milagrosamente,
a fez enxergar novamente. Mais de 200 anos depois, no ano de 496, Valentim foi declarado santo, fa-
zendo com que milhões de religiosos recordassem seus feitos. A data de sua morte foi escolhida pela
Igreja como comemoração para incentivar casais que pretendiam se unir em matrimônio. Disponível em:
https://revistagalileu.globo.com/Sociedade/Historia/noticia/2020/02/quem-foi-sao-valen
tim-o-bispo-inspirou-o-dia-dos-namorados-no-exterior.html

https://revistagalileu.globo.com/Sociedade/Historia/noticia/2020/02/quem-foi-sao-valentim-o-bispo-inspirou-o-dia-dos-namorados-no-exterior.html
https://revistagalileu.globo.com/Sociedade/Historia/noticia/2020/02/quem-foi-sao-valentim-o-bispo-inspirou-o-dia-dos-namorados-no-exterior.html
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Figura 11: Análise temporal da quantidade de tweets em cada categoria coletada no
Experimento Valentine’s Day.

chave em cada categoria (conforme apresentado na Tabela 11), em relação aos dias seleci-

onados na janela de tempo do experimento. Segundo a quantidade de tweets que contêm

as palavras-chave associadas à categoria ‘Romance’, é possível observar que essa categoria

se destaca apenas nos primeiros dias da janela de tempo do experimento. No início da

semana, a maior quantidade de tweets que continham palavras-chave da categoria ‘Ro-

mance’ apresentavam ao menos os termos “Valentine” ou “Couple”. As Figuras 12, 13 e

14 exibem tweets coletados no dia 14 de Fevereiro, e todos os três exemplos apresentam

relação com o Valentine’s Day. Os emojis de coração e as hashtags relacionadas ao evento

são elementos característicos das publicações referentes ao Valentine’s Day.

Figura 12: Tweet publicado no dia 14 de Fevereiro de 2022.

A Tabela 35 mostra a quantidade de tweets que apresentam uma ou mais palavras-

chave das categorias construídas. Na Tabela 35, a categoria ‘Romance’ contém a maior

quantidade apenas nos dias úteis e apresenta um grande número de tweets, entretanto, a

categoria ‘Esporte’ obteve a maior quantidade total de tweets. A influência da categoria



5.2 Experimento 2 - Semana do Valentine’s Day 90

Figura 13: Tweet publicado no dia 14 de Fevereiro de 2022.

Figura 14: Tweet publicado no dia 14 de Fevereiro de 2022.

‘Esporte’ pode estar relacionada ao evento All-Star Game7 no dia 20 de Fevereiro (con-

forme apresentado na Tabela 10). Das palavras-chave da categoria ‘Esporte’, os termos

“NBA” e “Basketball ” apresentaram a maior quantidade de aparições nos tweets dos dias

20 e 21 de Fevereiro.

Tabela 35: Quantidade de tweets em cada categoria no período do Experimento Valen-
tine’s Day.

Categoria Dias Úteis Fim de Semana Quantidade Total
Clima 10.527 3.011 13.538

Comida 5.893 3.096 8.989
Esporte 12.417 5.281 17.698

Filmes e Séries 3.379 1.293 4.672
Jogos 6.758 2.870 9.628

Música 7.920 2.878 10.798
Política 6.478 2.654 9.132
Religião 5.366 2.429 7.795
Romance 15.374 1.916 17.290

Saúde 4.311 1.489 5.800

5.2.1 Análise Quantitativa dos Tópicos

Neste experimento, a diferença na quantidade dos dados de treinamento é muito grande

em relação aos dados de teste, portanto, conforme a Tabela 36 indica, todos os modelos

obtiveram o maior valor de coerência nos dados de treinamento. Sobre a diversidade dos

tópicos, apenas os modelos PTM e BERTopic tiveram a melhor média nos dados de teste.
7O All-Star Game é um jogo de exibição de basquete realizado todo mês de Fevereiro pela National

Basketball Association (NBA) e exibe 24 dos melhores jogadores da liga, os astros do basquete.
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O modelo BERTopic obteve a maior média das coerências entre os dados dos dias úteis

e os do fim de semana. O modelo Top2Vec apresentou a maior média das diversidades

dos dados de treinamento, e o modelo PTM dos dados de teste com valor máximo das

diversidades.

Tabela 36: Comparação quantitativa dos tópicos dos modelos no Experimento Valentine’s
Day.

Modelo Período Coerência
CV

Coerência
CNPMI

Média das
Coerências

Diversidade
de Tópico

Inverted
RBO

Média das
Diversidades

LDA Dias Úteis 0,391 -0,031 0,180 0,950 0,988 0,969
Fim de Semana 0,427 -0,373 0,027 0,980 0,996 0,988

GSDMM Dias Úteis 0,586 0,143 0,364 0,790 0,955 0,872
Fim de Semana 0,552 0,125 0,339 0,750 0,944 0,847

PTM Dias Úteis 0,581 0,130 0,355 0,930 0,985 0,957
Fim de Semana 0,482 -0,076 0,203 1,000 1,000 1,000

BTM Dias Úteis 0,591 0,142 0,367 0,770 0,935 0,853
Fim de Semana 0,491 0,034 0,262 0,800 0,945 0,872

BERTopic Dias Úteis 0,753 0,259 0,506 0,930 0,986 0,958
Fim de Semana 0,669 0,220 0,445 0,990 0,999 0,995

Top2Vec Dias Úteis 0,433 -0,077 0,178 0,960 0,991 0,975
Fim de Semana 0,363 -0,146 0,109 0,950 0,990 0,970

A Tabela 37 mostra que assim como no Experimento Super Bowl, o modelo BERTopic

apresentou a melhor coerência. Além disso, os modelos LDA e Top2Vec obtiveram uma

coerência inferior, sendo os modelos com os piores resultados. As médias de coerência neste

experimento apresentam uma variação maior em comparação ao Experimento Super Bowl.

A escala de coerência vai de 0 a 1, e o desvio padrão dessas médias entre os modelos foi de

0,14, sugerindo uma diferença significante entre os resultados e uma variação expressiva

de uma métrica para outra. Analisando a média das diversidades na Tabela 37, todos

os modelos apresentaram valores acima de 0,86. Os modelos PTM, LDA e BERTopic

obtiveram os melhores valores de diversidade dos tópicos. Portanto, é possível observar

que tratando da média final das métricas, o modelo BERTopic também obteve o maior

valor neste experimento. Os três melhores modelos no Experimento Valentine’s Day são

o BERTopic, o PTM e o GSDMM, os mesmos que se destacaram quantitativamente nos

tópicos no Experimento Super Bowl.

5.2.2 Análise Quantitativa dos Rótulos

Na etapa de Análise Quantitativa dos Rótulos os modelos foram avaliados pelas médias

das métricas de coerência e diversidade dos tópicos. Os modelos BERTopic, GSDMM e

PTM apresentaram os melhores resultados, portanto, apenas estes modelos são rotulados.
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Tabela 37: Comparação quantitativa dos tópicos final dos dados de treino e teste dos
modelos no Experimento Valentine’s Day.

Modelo Média das
Coerências

Média das
Diversidades

Média
Final

LDA 0,103 0,978 0,541
GSDMM 0,352 0,860 0,606

PTM 0,279 0,979 0,629
BTM 0,315 0,862 0,588

BERTopic 0,476 0,976 0,726
Top2Vec 0,143 0,973 0,558

5.2.2.1 Análise dos Rótulos

O evento significativo Valentine’s Day ocorreu durante o período de treinamento dos

dados. Entretanto, o modelo PTM foi o único que reconheceu a categoria ‘Romance’ nos

rótulos esperados tanto no treinamento como no teste. Além disso, o modelo identificou

mais de um tópico com o mesmo rótulo esperado ‘Romance’, conforme mostra a Tabela

38. Para determinar o tópico mais representativo para o assunto do rótulo esperado, é

utilizada a avaliação da similaridade entre as palavras do tópico e as palavras-chave do

assunto no qual o tópico foi rotulado (conforme apresentado na Tabela 11). Com isso, o

Tópico 5 é o mais representativo para o assunto.

Tabela 38: Comparação tópicos classificados no assunto ‘Romance’ pelo PTM com os
dados de teste no Experimento Valentine’s Day.

Palavras mais Relevantes do Tópico Rótulo Predito Similaridade

Tópico 2 Like, Time, Going, Know, Sick,
Right, Shit, Good, Think, Getting Hate Relationship 0,159

Tópico 5 Day, Valentine, Love, Happy, Today,
Chocolate, Valentines, Beautiful, Hope, Heart Hate Relationship Romance 0,216

Segundo a Tabela 39, os tópicos identificados no treinamento pelo modelo PTM foram

rotulados manualmente com sete dos assuntos dos rótulos esperados, incluindo ‘Clima’,

‘Comida’, ‘Esporte’, ‘Música’, ‘Política’, ‘Religião’ e ‘Romance’. No teste, o PTM também

reconheceu os mesmos assuntos do treinamento (conforme apresentado na Tabela 40).

Além disso, o PTM foi o único modelo a apresentar os rótulos esperados ‘Romance’ e

‘Música’. No entanto, ao analisar o tópico gerado no teste referente à categoria ‘Música’

na Tabela 40, é possível observar que as palavras nele contidas não estão diretamente

relacionadas ao assunto, apenas ao rótulo predito. Isso difere do tópico gerado durante o

treinamento na Tabela 39, que apresenta palavras bem relacionadas à categoria ‘Música’,
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como, por exemplo, “Rock ”, “Artist”, “Album” e “Music”.

As Tabelas 39 e 40 apresentam os resultados do modelo GSDMM, indicando que os

tópicos gerados pelo modelo, tanto no treinamento quanto no teste, receberam os rótulos

esperados ‘Clima’, ‘Comida’, ‘Esporte’, ‘Política’ e ‘Religião’. A Tabela 39 mostra que o

tópico rotulado com a categoria ‘Comida’ contém o termo ‘Valentine’, porém, o rótulo

predito mostrou maior relação com o tema ‘Comida’, pois as demais palavras também

estavam relacionadas a este assunto, como “Chicken”, “Pizza”, “Cheese”, “Chocolate”,

“Breakfast”, “Food ”, “Salad ”.

Tabela 39: Comparação dos tópicos identificados no treinamento pelos modelos no Expe-
rimento Valentine’s Day.

Rótulo Esperado Palavras mais Relevantes do Tópico Rótulo Predito Modelo

Clima

Warning, Severe, Cloudy, Thunderstorm, Cst,
Tornado, Weather, Including, Continues, Snow Storm Yakecan Cold BERTopic

Mph, Wind, Rain, Humidity, Today,
Gust, Pressure, Snow, Temperature, Barometer Cold Weather PTM

Reports, Snow, Inch, Cocorahs, Station,
Cst, Mst, Public, Spotter, Trained National Weather Service GSDMM

Comida

Chicken, Cheese, Food, Salad, Poisoning,
Sandwich, Dinner, Ate, Wings, Eating Dishes Bread Salads BERTopic

Bowl, Super, Chicken, Pizza, Halftime,
Cheese, Food, Breakfast, Rams, California Hamburger Restaurants Burger PTM

Chicken, Pizza, Cheese, Chocolate, Breakfast,
Day, Food, Valentine, Salad, Like Strawberry Dishes Burger GSDMM

Esporte

Basketball, Girls, Boys, Soccer, Game,
Team, School, High, Tonight, Varsity Playoffs College Football BERTopic

Basketball, Game, Team, Football, Season,
Church, School, Girls, Tonight, High College Games College PTM

Super, Bowl, Game, Football, Time,
Nfl, Like, Team, Year, Rams World College Playoff GSDMM

Jogo Wordle, Word, Streak, Nyt, Today,
Words, Guess, Fuck, Tough, Play New Times Crossword BERTopic

Música Rock, Artist, Album, Music, Week,
Today, Check, Live, Video, Great Song Visual Media PTM

Política

Ukraine, Russia, Putin, Russian, Biden,
War, Invasion, Invade, Troops, Nato Kennedy Occupation Iraq BERTopic

Trump, Russia, Ukraine, Biden, President,
Government, War, Putin, Vote, News Barack Obama Citizenship PTM

Trump, Russia, Biden, Ukraine, President,
Government, War, People, Putin, Like Foreign Involvement Syrian GSDMM

Religião
Wordle, God, Jesus, Love, Life,
Church, Christ, Word, Faith, Death Testament Salvation Christianity PTM

God, Jesus, Love, Christ, Church,
Life, Faith, Lord, Said, Shall Holy Spirit Christianity GSDMM

Romance Day, Valentine, Love, Happy, Today,
Chocolate, Valentines, Beautiful, Hope, Heart Hate Relationship Romance PTM

A Tabela 39 mostra que o modelo gerado pelo BERTopic identificou cinco assuntos dos

rótulos esperados no treinamento, sendo ‘Clima’, ‘Comida’, ‘Esporte’, ‘Jogos’ e ‘Política’.

Nos testes, o modelo reconheceu seis assuntos, sendo os mesmo cinco do treinamento

e o rótulo esperado ‘Religião’. O BERTopic foi o único modelo que construiu tópicos
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relacionados ao tema ‘Jogos’, especificamente relacionado ao jogo Wordle89, que teve

grande popularidade nas redes sociais durante janeiro e Fevereiro de 2022 10. Por este

motivo, as palavras “Wordle”, “Word ”, “Words”, “Guess”, “Play” do tópico gerado no

treinamento apresentam relação com o tema (conforme apresenta a Tabela 39). Além

disso, os tópicos do treinamento e do teste rotulados com o tema ‘Jogos’ receberam o

mesmo rótulo predito “New Times Crossword ”.

Tabela 40: Comparação dos tópicos identificados no teste pelos modelos no Experimento
Valentine’s Day.

Rótulo Esperado Palavras mais Relevantes do Tópico Rótulo Predito Modelo

Clima

Mph, Humidity, Wind, Feels, Pressure,
Gust, Rain, Temperature, Barometer, Today Weather Subtropical Storm BERTopic

Snow, Reports, Inch, Cocorahs, Station,
Spotter, Observer, Snowfall, Report, Ese Weather Observation PTM

Snow, Reports, Inch, Cocorahs, Station,
Cst, Mst, Public, Spotter, Trained Winnipeg Weather Records GSDMM

Comida

Chicken, Cheese, Food, Poisoning, Salad,
Sandwich, Fried, Dinner, Sick, Ate Dishes Bread Salads BERTopic

Bowl, Super, Chicken, Halftime, Cheese,
Win, Food, Rams, Hop, California Foods Caesar Salad PTM

Chicken, Pizza, Cheese, Breakfast, Chocolate,
Food, Day, Drinking, Like, Salad Strawberry Dishes Burger GSDMM

Esporte

Basketball, Boys, Girls, Final, Varsity,
State, Championship, Game, Tournament, Grade League Soccer Team BERTopic

Mph, Basketball, Wordle, Game, Wind,
Church, Best, Humidity, Football, Team Sports Network Soccer PTM

Super, Bowl, Game, Football, Nba,
Time, Basketball, Like, Nfl, Team League Soccer GSDMM

Jogo Wordle, Word, Nyt, Today, Words,
Guess, Streak, York, Fuck, Harder New Times Crossword BERTopic

Música People, Years, Days, Things, Watching,
Free, Making, Ago, Money, Times Albums Weeks PTM

Política

Ukraine, Russia, Putin, War, Russian,
Nato, Invasion, Invade, World, Military Iraq Second American BERTopic

Trump, Russia, Ukraine, Biden, President,
Says, Putin, War, Government, News Aerosmith America PTM

Trump, Russia, Ukraine, Biden, President,
War, Government, Putin, People, Like Foreign Involvement Syrian GSDMM

Religião

Exalted, Jesus, God, Lord, Peace,
Hebrews, Earth, Holiness, Bible, Shall Deliverance Christ Christian BERTopic

Thef, Word, Faith, Women, John,
Bible, Covid, Guess, Believe, Rising Jesus New PTM

Jesus, God, Love, Church, Christ,
Life, Lord, Faith, Said, Shall Holy Spirit Christianity GSDMM

Romance Day, Valentine, Love, Happy, Chocolate,
Life, Disney, Heavy, Beautiful, Heart Romantic Friendship PTM

Ao comparar os resultados dos modelos, é possível observar que embora alguns tópicos

apresentem semelhanças entre si, como palavras comuns, especialmente entre os modelos
8O jogo Wordle é um jogo de adivinhação de palavras no qual os jogadores são dados uma série de

letras embaralhadas e devem adivinhar uma palavra ou frase usando essas letras.
9https://www.nytimes.com/games/wordle/index.html

10https://canaltech.com.br/jogos-para-pc/o-que-e-wordle-como-jogar-205876/

https://www.nytimes.com/games/wordle/index.html
https://canaltech.com.br/jogos-para-pc/o-que-e-wordle-como-jogar-205876/
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GSDMM e PTM, nenhum tópico foi rotulado com o mesmo rótulo predito. O modelo PTM

foi o que reconheceu a maior quantidade de temas dos rótulos esperados, além de ser o

único que gerou um tópico relacionado ao evento significativo do experimento. Já o modelo

GSDMM apresentou a menor quantidade de assuntos dos rótulos esperados, sendo apenas

cinco em cada processo e reconheceu os mesmos temas que os demais modelos. Os tópicos

gerados pelo modelo BERTopic foram estruturados com palavras mais específicas ao tema.

Avaliando a quantidade de assuntos e as palavras presentes nos tópicos, os modelos PTM

e BERTopic apresentaram os melhores desempenhos para os dados analisados.

Os rótulos esperados ‘Filmes e Séries’ e ‘Saúde’ não foram identificados em nenhum

dos tópicos gerados durante o treinamento e teste. Isso pode ser devido à falta de eventos

significativos relacionados a esses temas ou à presença excessiva de tweets relacionados a

eventos pertencentes a outras categorias, como, por exemplo, a quantidade de tweets refe-

rentes à categoria ‘Esporte’ (conforme apresentado na Tabela 35), que pode ser associado

ao evento All-Star Game da NBA. Por outro lado, os temas ‘Clima’, ‘Comida’, ‘Esporte’

e ‘Política’ foram identificados por todos os modelos. Além disso, durante o teste, todos

os modelos também reconheceram a categoria ‘Religião’. Em todos os modelos, mais de

um tópico foi rotulado com os temas ‘Clima’ e ‘Esporte’, o que causou repetições dos ró-

tulos esperados. No entanto, os tópicos foram construídos com termos diferentes entre si.

Isso pode estar relacionado à quantidade de palavras pertencentes a cada tema e se essas

palavras aparecem simultaneamente nos tweets, permitindo que os modelos identifiquem

a correlação entre elas.

5.2.2.2 Distância dos Modelos

A avaliação é feita com os tópicos gerados pelos dois melhores modelos, BERTopic e PTM,

da etapa anterior de análise de rótulos no Experimento Valentine’s Day. Como apenas o

modelo PTM foi classificado com o rótulo esperado ‘Romance’, não há cálculo de distância

para esta categoria. No teste, os modelos identificaram cinco categorias comuns, sendo

‘Clima’, ‘Comida’, ‘Esporte’, ‘Política’ e ‘Religião’, as mesmas categorias encontradas no

Experimento Super Bowl (descrito na Subseção 5.1.2.2).

A Tabela 41 apresenta os resultados da métrica de distância de Jaccard entre os mo-

delos BERTopic e PTM com os dados de teste. O cálculo é realizado sobre as dez palavras

mais relevantes do tópico. Conforme a Tabela 41, a categoria ‘Política’ apresenta a menor

distância entre os modelos, indicando maior semelhança. Na categoria ‘Clima’, os tópi-

cos gerados pelos modelos PTM e BERTopic são completamente distintos, sem qualquer
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palavra em comum entre eles. A distância observada neste experimento pode estar relaci-

onada à falta de correspondência entre algumas palavras nos tópicos gerados pelo modelo

PTM e as categorias definidas. Por exemplo, no tópico relacionado à categoria ‘Comida’,

há termos como “Bowl ”, “Super ” e “Halftime” que não estão claramente relacionados ao

assunto. A média das distâncias é 0,88, o que indica que os modelos geraram tópicos

relativamente distantes entre si.

Tabela 41: Distância das categorias nos modelos BERTopic e PTM no teste no Experi-
mento Valentine’s Day.

Categoria Distância
Clima 1,0

Comida 0,823
Esporte 0,888
Política 0,750
Religião 0,947

5.2.2.3 Distância dos Tópicos

Esta avaliação é realizada nos modelos BERTopic e PTM. A distância é calculada com

base nas dez palavras mais relevantes dos tópicos que recebem o mesmo rótulo esperado.

O modelo PTM identificou os mesmos sete assuntos no treino e teste, a Tabela 42 revela

que todos os assuntos apresentaram distância entre os resultados, portanto, os tópicos

contêm palavras distintas. Na categoria ‘Música’, os tópicos são distintos. Analisando-

se os termos dos tópicos de treinamento e teste, percebe-se que o tópico de treinamento

apresenta palavras mais relacionadas ao tema em comparação ao tópico de teste. O tópico

de treinamento inclui palavras como “Rock ”, “Artist”, “Album”, “Music”, “Live” e “Video”,

que não estão presentes no tópico de teste da categoria ‘Música’. O experimento tem

como evento principal a categoria ‘Romance’, porém somente o modelo PTM reconheceu

a categoria, e com uma distância de 0,46 entre os tópicos de treinamento e teste. No tópico

de teste da categoria ‘Romance’ no modelo PTM, palavras como “Life”, “Disney”, “Heart”

e “Heavy” só aparecem no teste. As palavras “Today”, “Valentines”, “Hope”, “Hear ” estão

apenas nas palavras mais relevantes do tópico de treinamento. Por outro lado, palavras

como “Valentine”, “Love”, “Happy”, “Beautiful ”, “Heart” e “Chocolate” estão presentes

em ambos os tópicos e são fortemente relacionadas ao evento Valentine’s Day (conforme

apresentado nas Tabelas 39 e 40).

O modelo BERTopic categorizou no treinamento e no teste os temas ‘Clima’, ‘Co-

mida’, ‘Esporte’, ‘Jogos’ e ‘Política’. A Tabela 43 mostra que neste modelo as categorias
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Tabela 42: Distância das categorias nos tópicos de treinamento e teste do modelo PTM
no Experimento Valentine’s Day.

Categoria Distância
Clima 0,947

Comida 0,333
Esporte 0,666
Música 1,0
Política 0,181
Religião 0,888
Romance 0,461

‘Comida’, ‘Jogos’ e ‘Política’ apresentaram a maior semelhança entre os tópicos de trei-

namento e teste. Os tópicos da categoria ‘Clima’ foram gerados com termos distintos,

resultando em uma distância de Jaccard de 1,0. Apesar da distância entre os tópicos do

modelo BERTopic, a maioria das palavras tanto no treinamento quanto no teste estão

relacionadas às categorias classificadas.

Tabela 43: Distância das categorias nos tópicos de treinamento e teste do modelo BER-
Topic no Experimento Valentine’s Day.

Categoria Distância
Clima 1,0

Comida 0,333
Esporte 0,666
Jogos 0,333

Política 0,333

O modelo BERTopic reconheceu a categoria ‘Religião’ apenas nos tópicos de treina-

mento. O modelo PTM apresentou os mesmos tópicos nos conjuntos de treinamento e

teste. O modelo BERTopic apresentou uma média de distância entre tópicos de 0,53,

enquanto o PTM teve uma média maior, de 0,63, indicando tópicos mais distintos. Nas

categorias ‘Música’ e ‘Romance’ do modelo PTM, os tópicos de treinamento continham

palavras mais relacionadas à categoria em comparação com os tópicos gerados no teste.

5.2.2.4 Estrutura dos Tópicos

A análise exploratória dos termos presentes nos tópicos é feita nos melhores modelos

PTM e BERTopic, selecionados na etapa de avaliação dos rótulos. Esta atividade visa

identificar a frequência de repetição de palavras e a quantidade de palavras-chave nos

tópicos dos modelos. A Tabela 44 mostra as cinco palavras que aparecem em vários tópicos
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gerados pelo modelo BERTopic com base nos dados de treinamento. As palavras “Cst”,

“Snow ”, “Inch” e “Reports” estão relacionadas à categoria ‘Clima’, e o modelo classificou

quatro tópicos nesta categoria, mas a quantidade de repetições é limitada em comparação

com a quantidade de tópicos sobre o assunto. Embora muitos tópicos no treinamento

estejam relacionados a essa categoria, os termos usados são diferentes. A Figura 11

também mostra um aumento do assunto em 17 de Fevereiro, nos dados de treinamento.

Durante esse período, houve muitas pesquisas sobre avisos de nevascas e tempestades11.

No entanto, como estes eventos fazem parte do clima de inverno nos Estados Unidos, não

é possível identificar um acontecimento específico que tenha motivado tantas pesquisas

sobre o assunto. Nos dados de teste do modelo BERTopic, apenas a palavra “Today”

apareceu repetidamente em dois tópicos.

Tabela 44: Quantidade das palavras com repetição nos tópicos gerados pelo modelo BER-
Topic nos dados de treinamento no Experimento Valentine’s Day.

Palavra Quantidade
Cst 3

Snow 3
Inch 2

Reports 2
Today 2

O modelo PTM apresenta cinco palavras repetidas nos tópicos de treinamento, das

quais quatro são específicas. Por exemplo, as palavras “Church”, “Death”, “Love” e “Snow ”

pertencem a categorias diferentes, ao contrário do modelo BERTopic, onde a maioria

das repetições estão relacionadas a um único assunto. No teste, não foram encontrados

termos repetidos nos tópicos gerados pelo modelo PTM, apresentando a maior variedade

de palavras.

Tabela 45: Quantidade das palavras com repetição nos tópicos gerados pelo modelo PTM
nos dados de treinamento no Experimento Valentine’s Day.

Palavra Quantidade
Today 4
Church 2
Death 2
Love 2
Snow 2

As Tabelas 46 e 47 apresentam os tópicos gerados pelo modelo BERTopic no treina-
11https://www.ampagency.com/blog/google-search-trends-february-2022

https://www.ampagency.com/blog/google-search-trends-february-2022


5.2 Experimento 2 - Semana do Valentine’s Day 99

mento e teste. Analisando ambos resultados, os tópicos de treinamento contêm 93% e o

de teste 99% de palavras sem repetições. Os tópicos de teste possuem 50% de termos sem

repetições presentes apenas nos tópicos de teste. Este resultado pode estar relacionado às

mudanças de tendências ao decorrer da semana, apontando diferenças entre os principais

assuntos dos dias úteis e fim de semana. Na Tabela 46, o Tópico 5 é o único que apresenta

termos semelhantes nos dados de treinamento, “Commercial ” e “Commercials”.

Tabela 46: Tópicos gerados pelo modelo BERTopic com os dados de treinamento no
Experimento Valentine’s Day.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Wordle Valentine Mph Cocorahs Bowl Basketball Chicken Ukraine Inch Warning
Word Happy Humidity Inch Super Girls Cheese Russia Reports Severe
Streak Day Wind Reports Halftime Boys Food Putin Snow Cloudy
Nyt Love Gust Snow Commercial Soccer Salad Russian Spotter Thunderstorm

Today California Feels Station Commercials Game Poisoning Biden Trained Cst
Words Hope Pressure Mst Eminem Team Sandwich War Public Tornado
Guess Texas Temperature Cst Party School Dinner Invasion Reported Weather
Fuck Forever Barometer Observer Sunday High Ate Invade Snowfall Including

Tough Beautiful Rain Heavy Prince Tonight Wings Troops Hour Continues
Play York Today Delayed Snoop Varsity Eating Nato Cst Snow

Tabela 47: Tópicos gerados pelo modelo BERTopic com os dados de teste no Experimento
Valentine’s Day.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Wordle Nascar Church Ukraine Chicken Basketball Mph Reports Exalted Drinking
Word Race Posted Russia Cheese Boys Humidity Snow Jesus Chocolate
Nyt Daytona Photo Putin Food Girls Wind Inch God Brewing

Today Lap Baptist War Poisoning Final Feels Cocorahs Lord Strawberry
Words Car Worship Russian Salad Varsity Pressure Station Peace Company
Guess Racing Sunday Nato Sandwich State Gust Heavy Hebrews Stout
Streak Caution Hospital Invasion Fried Championship Rain Public Earth Beer
York Pit Morning Invade Dinner Game Temperature Spotter Holiness Sweet
Fuck Green Join World Sick Tournament Barometer Snowfall Bible Brewery

Harder Cars Pastor Military Ate Grade Today Trained Shall Brew

As Tabelas 48 e 49 mostram as palavras mais importantes dos tópicos gerados pelo

modelo PTM durante o treinamento e teste. A análise revela que os tópicos gerados no

treinamento possuem 93% de palavras únicas, enquanto os tópicos gerados no teste pos-

suem 100% de palavras sem repetição. Além disso, 35% dos termos únicos do teste não

aparecem nos tópicos de treinamento. Na Tabela 48, o Tópico 5 do treinamento contém

palavras semelhantes relacionadas à categoria ‘Romance’, “Valentine” e “Valentines”. Al-

gumas palavras, como “Day” e “Today”, aparecem em outros tópicos na forma no plural,

apesar de não pertencerem ao mesmo tópico. Ao comparar com o modelo BERTopic, o

modelo GDSMM apresentou a menor quantidade de palavras repetidas nos tópicos.

De acordo com a Tabela 50, a maior quantidade de palavras-chave nos tópicos gerados
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Tabela 48: Tópicos gerados pelo modelo PTM com os dados de treinamento no Experi-
mento Valentine’s Day.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Trump Like Couple Mph Day Rock Snow Basketball Bowl Wordle
Russia Time Years Wind Valentine Artist Reports Game Super God
Ukraine Going People Rain Love Album Inch Team Chicken Jesus
Biden Know Today Humidity Happy Music Cocorahs Football Pizza Love

President Sick Days Today Today Week Station Season Halftime Life
Government Right Year Gust Chocolate Today Public Church Cheese Church

War Shit Old Pressure Valentines Check Spotter School Food Christ
Putin Good Disney Snow Beautiful Live Trained Girls Breakfast Word
Vote Think Best Temperature Hope Video Observer Tonight Rams Faith
News Getting Death Barometer Heart Great Snowfall High California Death

Tabela 49: Tópicos gerados pelo modelo PTM com os dados de teste no Experimento
Valentine’s Day.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Trump Like People Pressure Day Today Snow Mph Bowl Thef
Russia Time Years Slowly Valentine Rock Reports Basketball Super Word
Ukraine Rain Days Degrees Love Tonight Inch Wordle Chicken Faith
Biden Good Things Pre Happy Great Cocorahs Game Halftime Women

President Know Watching Kingdom Chocolate Couple Station Wind Cheese John
Says Going Free Road Life Year Spotter Church Win Bible
Putin Let Making Gusts Disney Morning Observer Best Food Covid
War God Ago Middlesex Heavy Night Snowfall Humidity Rams Guess

Government Way Money Chip Beautiful Public Report Football Hop Believe
News Week Times Review Heart Work Ese Team California Rising

pelo modelo BERTopic durante os dias úteis pertence à categoria ‘Clima’. A Tabela 46

mostra que a maioria dessas palavras-chave estão distribuídas entre os tópicos 3, 4, 9 e

10. Segundo a Tabela 52, esses tópicos contêm mais de 60% de palavras novas. Algumas

palavras, como “Snowfall ”, “Weather ”, “Pressure”, “Humidity” e “Rain”, não são palavras-

chave, mas estão estreitamente relacionadas à categoria ‘Clima’. A Tabela 50 revela que,

nos dados de teste, o tema ‘Comida’ tem a maior quantidade de palavras-chave no modelo

BERTopic. As palavras-chave do tema ‘Comida’ podem ser encontradas nos Tópicos 5 e

10, conforme mostrado na Tabela 47. Esses tópicos apresentam 80% e 40% de palavras

novas, respectivamente. Embora o Tópico 10 tenha a menor quantidade de novos termos

em comparação com o Tópico 5, as palavras novas “Drinking”, “Brewing”, “Beer ” e “Sweet”

estão relacionadas coerentemente ao tema ‘Comida’.

A tabela 51 indica que a maior quantidade de palavras-chave nos tópicos de treina-

mento e teste do modelo PTM são relacionadas ao assunto “Política”. As Tabelas 48 e

49 revelam que a maioria dessas palavras-chave estão presentes no Tópico 1 de treino

e teste, incluindo termos como “Trump”, “Russia”, “Ukraine” e “Biden”. Esses tópicos

são compostos apenas por 20% de palavras que não são palavras-chave, como descrito
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Tabela 50: Quantidade das palavras-chave nos tópicos gerados no Experimento Valen-
tine’s Day para cada categoria do modelo BERTopic.

Quantidade
Categoria Treinamento Teste

Clima 8 3
Comida 4 6
Esporte 4 2

Filmes e Séries 0 0
Jogos 1 1

Música 0 0
Política 6 5
Religião 0 4
Romance 1 0

Saúde 0 2

na tabela 53. Nos tópicos de treinamento, as novas palavras incluem “News” e “Vote”,

enquanto no teste são “News” e “Says”.

Tabela 51: Quantidade das palavras-chave nos tópicos gerados no Experimento Valen-
tine’s Day para cada categoria do modelo PTM.

Quantidade
Categoria Treinamento Teste

Clima 4 3
Comida 5 3
Esporte 4 4

Filmes e Séries 1 1
Jogos 1 1

Música 3 2
Política 8 8
Religião 5 3
Romance 2 2

Saúde 3 0

O modelo BERTopic mostrou-se mais eficiente na geração de novos termos nos tópicos,

em comparação ao modelo PTM, durante os períodos de treinamento e teste. O modelo

BERTopic gerou 76% de novos termos no treinamento e 77% no teste, enquanto o modelo

PTM gerou 64% no treinamento e 73% no teste. Além disso, no treinamento, o modelo

BERTopic apresentou 78% de palavras que não são repetições ou palavras-chave, enquanto

o modelo PTM apresentou 67% dessas palavras. Nos tópicos do teste, o modelo BERTopic

gerou 42% de palavras novas e diferentes das palavras-chave e do treinamento, ao passo

que o modelo PTM gerou 33%. Isto indica que o modelo BERTopic foi mais eficiente na
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geração de novos termos e menos dependente das palavras-chave utilizadas na coleta de

dados. Por essas razões, o modelo BERTopic foi considerado o de melhor desempenho na

análise exploratória dos tópicos no Experimento Valentine’s Day.

Tabela 52: Porcentagem da presença de palavras novas nos tópicos gerados pelo modelo
BERTopic no Experimento Valentine’s Day.

Período Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Dias Úteis 90% 90% 80% 90% 80% 80% 60% 40% 90% 60%

Fim de Semana 90% 90% 70% 50% 50% 90% 80% 90% 80% 80%

Tabela 53: Porcentagem da presença de palavras novas nos tópicos gerados pelo modelo
PTM no Experimento Valentine’s Day.

Período Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Dias Úteis 20% 90% 70% 70% 80% 70% 90% 70% 40% 40%

Fim de Semana 20% 90% 100% 100% 70% 80% 90% 50% 50% 80%

5.3 Experimento 3 - Semana do Ataque da Rússia à Ucrânia

Para a execução do Experimento 3, que analisa a semana do primeiro ataque da Rússia à

Ucrânia12 (conforme apresentado na Tabela 10), a coleta de dados é realizada entre os dias

21 e 27 de Fevereiro de 2022. A Rússia, liderada por Vladimir Putin, invadiu a Ucrânia13,

liderada pelo presidente Vladimir Zelensky, em 24 de Fevereiro de 2022, após dias de

ameaças e tensão. A história conturbada entre os dois países inclui conflitos, invasões e

disputas sobre a soberania independente da Ucrânia14. Dada a importância do evento, tal

período é escolhido como significativo para o experimento. Além do Ataque da Rússia à

Ucrânia, outros eventos significativos ocorrem na janela de tempo deste experimento, e.g.,

o President’ s Day e o Screen Actors Guild Awards15 (conforme apresentado na Tabela 10).

A partir de agora, esse evento será mencionado apenas como Ataque da Rússia à Ucrânia.

O conjunto de dados consiste em tweets em inglês publicados nos Estados Unidos, que

contêm pelo menos uma palavra-chave de cada categoria listada na Tabela 11.

Os tweets coletados durante os dias úteis são utilizados para treinamento, enquanto

os de fim de semana são para teste. O experimento Ataque da Rússia à Ucrânia contém

84.432 tweets para treinamento e 35.511 para teste, sendo a maior quantidade entre os
12https://www.bbc.com/portuguese/internacional-60508891
13As principais razões para o ataque incluem a expansão da Organização do Tratado do Atlântico Norte

(Otan) na Europa Oriental, a possível adesão da Ucrânia à aliança militar, o desafio ao direito da Ucrânia
à independência e o desejo de Putin de recuperar a influência soviética.

14https://g1.globo.com/mundo/noticia/2022/02/24/russia-invade-a-ucrania-fotos.ghtml
15https://sagawards.org/

https://www.bbc.com/portuguese/internacional-60508891
https://g1.globo.com/mundo/noticia/2022/02/24/russia-invade-a-ucrania-fotos.ghtml
https://sagawards.org/
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Tabela 54: Quantidade de tweets coletados nos dias do Experimento Ataque da Rússia à
Ucrânia.

Dia Quantidade de Tweets
21 13256
22 14672
23 15213
24 20699
25 20592
26 17975
27 17536

Experimentos Super Bowl e Valentine’s Day. A Tabela 54 mostra um aumento signifi-

cativo nos dias 24 e 25 devido ao evento da invasão da Rússia à Ucrânia. Os conflitos

entre Rússia e Ucrânia são uma questão histórica, mas com a invasão da Rússia, o assunto

ganhou ainda mais destaque nos tweets, quando as ameaças se tornaram concretas. Ao

contrário dos outros experimentos avaliados, o Experimento Ataque da Rússia à Ucrâ-

nia destaca-se por ser um evento de longa duração, diferente de outros eventos sazonais.

Embora haja rumores sobre a possibilidade de um ataque por parte da Rússia16, não é

possível prever com certeza esse evento.

Tabela 55: Quantidade de tweets em cada categoria no período do Experimento Ataque
da Rússia à Ucrânia.

Categoria Dias Úteis Fim de Semana Quantidade Total
Clima 14.627 2.828 17.455

Comida 5.684 2.955 8.639
Esporte 7.754 4.507 12.261

Filmes e Séries 3.145 1.269 4.414
Jogos 6.651 2.703 9.354

Música 7.738 3.304 11.042
Política 24.556 11.892 36.448
Religião 5.092 2.665 7.757
Romance 4.680 1.893 6.573

Saúde 4.505 1.495 6.000

A Figura 15 exibe a quantidade de tweets coletados por categoria (conforme descrito

na Tabela 11) durante a coleta de dados, comparados os dias selecionados na janela de

tempo do experimento. A categoria ‘Política’ se destaca com um pico no dia 24. A par-

tir desse dia, a maioria dos tweets da categoria ‘Política’ contêm os termos “Ukraine”,

“Russia” ou “Putin”. A Tabela 55 mostra que a categoria ‘Política’ é o assunto principal
16https://www.cnnbrasil.com.br/internacional/russia-inicia-exercicios-militares-em-b

elarus-em-meio-a-tensao-sobre-ucrania/

https://www.cnnbrasil.com.br/internacional/russia-inicia-exercicios-militares-em-belarus-em-meio-a-tensao-sobre-ucrania/
https://www.cnnbrasil.com.br/internacional/russia-inicia-exercicios-militares-em-belarus-em-meio-a-tensao-sobre-ucrania/
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Figura 15: Análise temporal da quantidade de tweets em cada categoria coletada no
Experimento Ataque da Rússia à Ucrânia.

da semana, tanto nos dias úteis quanto no fim de semana. A quantidade de tweets com

palavras-chave da categoria ‘Política’ é duas vezes maior do que as outras categorias sele-

cionadas no experimento. As Figuras 16 e 17 apresentam tweets publicados no dia 24 de

fevereiro, coletados para o Experimento 3 e evidenciam relação com o evento significativo

do primeiro ataque da Rússia à Ucrânia.

Figura 16: Tweet publicado no dia 24 de Fevereiro de 2022.

Figura 17: Tweet publicado no dia 24 de Fevereiro de 2022.
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5.3.1 Análise Quantitativa dos Tópicos

A avaliação quantitativa dos tópicos compara os resultados dos modelos com os dados de

treinamento e teste. A Tabela 56 mostra que apenas o modelo GSDMM apresentou uma

melhor coerência nos tweets de fim de semana. Entre os modelos analisados, GSDMM,

PTM, BTM e BERTopic apresentaram as melhores médias na diversidade de tópicos nos

dados de teste. O modelo Top2Vec apresentou resultados iguais na diversidade tanto

nos dados de treinamento quanto nos testes. O modelo BERTopic obteve a maior média

das coerências no treinamento e no teste. O modelo LDA apresentou a maior média das

diversidades dos dados de treinamento, e o modelo BERTopic dos dados de teste.

Tabela 56: Comparação quantitativa dos tópicos dos modelos no Experimento Ataque da
Rússia à Ucrânia.

Modelo Período Coerência
CV

Coerência
CNPMI

Média das
Coerências

Diversidade
de Tópico

Inverted
RBO

Média das
Diversidades

LDA Dias Úteis 0,396 -0,041 0,178 0,930 0,985 0,958
Fim de Semana 0,391 -0,334 0,028 0,930 0,982 0,956

GSDMM Dias Úteis 0,501 0,072 0,286 0,750 0,943 0,846
Fim de Semana 0,523 0,082 0,302 0,750 0,944 0,847

PTM Dias Úteis 0,543 0,089 0,316 0,860 0,970 0,915
Fim de Semana 0,539 0,020 0,280 0,950 0,990 0,970

BTM Dias Úteis 0,591 0,115 0,353 0,720 0,925 0,822
Fim de Semana 0,518 0,014 0,266 0,740 0,936 0,838

BERTopic Dias Úteis 0,673 0,184 0,428 0,910 0,977 0,943
Fim de Semana 0,566 0,149 0,358 0,970 0,993 0,981

Top2Vec Dias Úteis 0,498 -0,050 0,224 0,710 0,910 0,810
Fim de Semana 0,443 -0,143 0,150 0,710 0,910 0,810

A Tabela 57 mostra que os modelos LDA e Top2Vec foram inferiores no cálculo da

média das coerências. O modelo LDA apresentou o pior desempenho na comparação

quantitativa dos tópicos dos modelos, que pode ser atribuído à dificuldade do LDA em

processar textos curtos, como tweets. Estes textos tendem a conter poucas palavras e

frases incompletas, o que pode resultar em uma quantidade insuficiente de informação

para inferir corretamente os tópicos. Além disso, a presença de elementos específicos da

linguagem nas mídias sociais, como abreviações, gírias e outros, pode prejudicar a quali-

dade dos resultados obtidos pelo LDA em textos curtos. O modelo BERTopic apresentou

a melhor coerência, como nos experimentos anteriores. Esse resultado é devido ao treina-

mento baseado em dados pré-treinados com o modelo BERT, que permite uma captura

mais eficiente da semântica e do contexto das palavras. Além disso, a capacidade do

BERTopic de lidar com ruído e elementos específicos da linguagem nas mídias sociais é

superior, resultando em uma melhor identificação de tópicos e associações semânticas.

No entanto, diferentemente dos outros experimentos, o modelo BTM apareceu como o
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segundo melhor em coerência, seguido de perto pelos modelos PTM e GSDMM. O des-

vio padrão das médias de coerência entre os modelos foi de 0,10, apresentando um valor

menor em comparação aos experimentos anteriores.

Conforme a Tabela 57 indica, todos os modelos apresentaram uma média das diver-

sidades dos tópicos acima de 0,81. Os modelos BERTopic, LDA e PTM obtiveram os

melhores valores de diversidade dos tópicos. Apesar de ter apresentado a menor coe-

rência entre todos os modelos, o LDA ainda conseguiu obter uma média satisfatória na

diversidade dos tópicos, ficando como segundo melhor resultado.

Tabela 57: Comparação quantitativa dos tópicos final dos dados de treino e teste dos
modelos no Experimento Ataque da Rússia à Ucrânia.

Modelo Média das
Coerências

Média das
Diversidades

Média
Final

LDA 0,103 0,957 0,530
GSDMM 0,294 0,847 0,571

PTM 0,298 0,942 0,620
BTM 0,309 0,830 0,570

BERTopic 0,393 0,962 0,678
Top2Vec 0,187 0,810 0,499

Assim, pode-se notar na Tabela 57 que o modelo BERTopic apresentou um melhor

desempenho comparado aos outros modelos, com base na média final das métricas. Os

três melhores modelos nesta avaliação quantitativa dos tópicos são BERTopic, PTM e

GSDMM. Vale ressaltar que o modelo BTM obteve uma média final 0,001 inferior ao

modelo GSDMM, o que o coloca em quarto lugar e o impede de avançar para a próxima

avaliação.

5.3.2 Análise Quantitativa dos Rótulos

Na Análise Quantitativa dos Tópicos, a desempenho dos modelos foi avaliada pela média

das métricas de coerência e diversidade dos tópicos. BERTopic, PTM e GSDMM se

destacaram e serão avaliados na Análise Quantitativa dos Rótulos.

5.3.2.1 Análise dos Tópicos

O evento marcante do primeiro ataque da Rússia à Ucrânia ocorreu no meio da terceira

semana de Fevereiro, e está associado à categoria ‘Política’. Ao examinar os modelos

BERTopic, PTM e GSDMM, todos atribuíram o rótulo esperado ‘Política’ aos tópicos de
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treinamento e teste, mesmo o evento tendo ocorrido em um dia útil da semana (conforme

mostra as Tabelas 58 e 59). O assunto permaneceu presente nos tópicos dos dados do

fim de semana. As Tabelas 58 e 59 apontam que os tópicos de treino e teste do modelo

BERTopic categorizados como ‘Política’ foram o menos específico ao evento, apresentando

palavras menos relacionadas ao evento avaliado neste experimento. Por outro lado, os

tópicos gerados pelos modelos PTM e GSDMM apresentaram palavras mais diretamente

relacionadas ao evento, como “Ukraine”, “Putin”, “Russia”, “Russian” e “Invasion”.

Tabela 58: Comparação dos tópicos identificados no treinamento pelos modelos no Expe-
rimento Ataque da Rússia à Ucrânia.
Rótulo Esperado Palavras Mais Relevantes do Tópico Rótulo Predito Modelo

Clima

Inch, Reports, Freezing, Snow, Rain,
Cst, Radio, Amateur, Sleet, Public Ice Storm Weather BERTopic

Snow, Rain, Storm, Ice, Morning,
Wind, Freezing, Weather, Winter, Warning Cold Severe Thunderstorm PTM

Reports, Snow, Inch, Cocorahs, Station,
Cst, Mst, Observer, Public, Spotter Weather Report Metar GSDMM

Comida

Poisoning, Food, Cheese, Salad, Sandwich,
Chicken, Diarrhea, Ate, Vomiting, Sick Banana Bacon Burger BERTopic

Chicken, Pizza, Cheese, Breakfast, Food,
Chocolate, Photo, Church, Salad, Sandwich Burger Bagel Cream PTM

Snow, Chicken, Day, Breakfast, Cheese,
Today, Pizza, Like, Chocolate, Food Hot Pasta GSDMM

Esporte

Basketball, Boys, Girls, Game, State,
Soccer, Team, Final, Championship, Tournament College Football Playoff BERTopic

Basketball, Today, School, Game, Live,
Girls, High, Team, Football, February Championship College PTM

Basketball, Day, Game, Football, Nba,
Team, Today, Great, Time, President Sports College Playoff GSDMM

Jogo Wordle, Word, Guess, Streak, Nyt,
Phew, Nytimes, Guesses, Play, Close Games Google Doodle BERTopic

Música

Album, Kanye, Song, Released, Drop,
Songs, Listen, Listening, Good, Best Discography Eminem Music BERTopic

Album, Nba, Music, Rock, Artist,
Star, Game, Disney, Best, Song Songs Presbyterian America PTM

Photo, Posted, Church, Rock, Exit,
Road, Construction, Disney, Closed, Album Andrew Lane Record GSDMM

Política

Vote, Voting, Putin, Trump, Republicans,
Gop, Republican, Russia, Party, Praising Government Democratic Presidential BERTopic

Ukraine, Putin, Russia, Trump, Biden,
War, Russian, President, Invasion, People Barack Obama Religion PTM

Ukraine, Russia, Putin, War, People,
Biden, Russian, World, Like, Invasion Volodymyr Zelenskyy Foreign GSDMM

Religião

Church, Worship, Pastor, Join, Bible,
Study, Prayer, Sunday, God, Baptist Fellowship Protestant Liturgy BERTopic

War, People, Ukraine, World, God,
Jesus, Life, Peace, Love, Christ Savior Religious Violence PTM

God, Jesus, Christ, Church, Life,
Prayer, Faith, Love, Lord, Ukraine Holy Bible GSDMM

A Tabela 58 apresenta que os tópicos de treinamento gerados pelo modelo PTM foram

rotulados manualmente com seis categorias esperadas: ‘Clima’, ‘Comida’, ‘Esporte’, ‘Mú-

sica’, ‘Política’ e ‘Religião’. Já para os tópicos de teste, conforme apresentado na Tabela

59, o PTM reconheceu os mesmos assuntos do treinamento mais a categoria ‘Romance’.
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Existem algumas palavras menos relacionadas ao assunto em categorias como ‘Clima’ e

‘Comida’. A categoria ‘Clima’ apresenta palavras como “Basketball ” e “Rock ”, enquanto a

categoria ‘Comida’ inclui termos como “Bowl ”, “Super ”, “Halftime” e “California”, o que

resulta em duas temáticas distintas sendo abordadas em um único tópico. Pode ser que

o tópico relacionado à categoria ‘Romance’ que surgiu no teste do modelo PTM se deu

devido à continuação das publicações relacionadas ao evento principal do experimento

anterior, ou seja, o Valentine’s Day. No entanto, este assunto pode ter sido mascarado

nos dados de treinamento devido à grande demanda de tweets sobre política, fazendo com

que o modelo gerasse três tópicos rotulados como ‘Política’. Outra possibilidade é que,

conforme indicado na Figura 15, houve um aumento no volume de tweets relacionados ao

tema ‘Romance’, mesmo sem haver eventos relevantes nesse assunto nos dias 26 e 27 de

Fevereiro. Isso sugere a possibilidade de que os usuários podem ter retomado o tema no

Twitter no fim de semana.

As Tabelas 58 e 59 mostram que o modelo GSDMM gerou tópicos relacionados a seis

rótulos esperados: ‘Clima’, ‘Comida’, ‘Esporte’, ‘Música’, ‘Política’ e ‘Religião’, tanto no

treinamento quanto no teste. Os tópicos são compostos pelas dez palavras mais relevantes

e, no modelo GSDMM, a maioria das palavras refere-se bem ao tema da categoria, mas

algumas não têm relação com o rótulo esperado. Além disso, os tópicos contêm palavras

genéricas como “Day”, “Today” e “Like”.

A Tabela 58 mostra que o modelo BERTopic identificou sete tópicos dos rótulos espera-

dos no treinamento: ‘Clima’, ‘Comida’, ‘Esporte’, ‘Jogos’, ‘Música’, ‘Política’ e ‘Religião’.

No entanto, nos testes, o modelo reconheceu apenas seis desses tópicos, não apresentando

‘Comida’ e ‘Música’, mas surgindo a categoria ‘Romance’ (Tabela 59). O BERTopic foi o

único modelo que gerou tópicos relacionados a ‘Jogos’ tanto no treinamento quanto nos

testes. Além disso, comparando os dois tópicos rotulados com o rótulo ‘Romance’ no mo-

delo BERTopic e PTM, o tópico do modelo BERTopic apresenta palavras mais relevantes

ao tema, como “Relationship”, “Dating”, “Boyfriend ”, “Girlfriend ”, “Partner ”, “Couple” e

“Love”. A maioria dos tópicos de treinamento e teste do BERTopic apresentam palavras

bem relacionadas ao assunto da categoria classificada, exceto o tópico de teste com o ró-

tulo esperado ‘Política’, que apresenta palavras não óbvias relacionadas, como “People”,

“Stop”, “Like”, “End ”, “Men” e “Know ”, especialmente na categoria referente ao evento

significativo do experimento.

Todos os tópicos foram rotulados automaticamente com rótulos preditos diferentes.

O modelo PTM identificou doze categorias de rótulos, enquanto os modelos GSDMM e
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Tabela 59: Comparação dos tópicos identificados no teste pelos modelos no Experimento
Ataque da Rússia à Ucrânia.

Rótulo Esperado Palavras Mais Relevantes do Tópico Rótulo Predito Modelo

Clima

Mph, Wind, Humidity, Gust, Rain,
Feels, Pressure, Temperature, Barometer, Falling Weather Changes High BERTopic

Snow, Reports, Inch, Cocorahs, Station,
Rain, Mph, Basketball, Observer, Rock Wind Storm PTM

Reports, Snow, Inch, Cocorahs, Station,
Cst, Mst, Observer, Public, Spotter Storm Watch Weather GSDMM

Comida
Chicken, Cheese, Food, Chocolate, Pizza,
Salad, Sandwich, Dinner, Poisoning, Lunch Burger Italian Dishes PTM

Chicken, Snow, Day, Breakfast, Pizza,
Cheese, Today, Chocolate, Food, Like Hot Pasta GSDMM

Esporte

Nba, Basketball, Game, Harden, Embiid,
Lakers, Player, Knicks, Team, Sixers Football Playoff BERTopic

Today, Live, Watch, School, High,
Basketball, Girls, February, Stream, Playoffs College Football Playoff PTM

Basketball, Day, Game, Today, Football,
Team, Great, Time, Nba, Season Sports College Playoff GSDMM

Jogo Wordle, Word, Nytimes, Line, Today,
Guess, Good, Day, Streak, Lucky Right Pricing Games BERTopic

Música
Album, Season, Star, Music, Pop,
Come, Favorite, Artist, Song, March Musician Songs PTM

Photo, Posted, Church, Rock, Disney,
Road, Exit, Album, Construction, Music Beach Songs GSDMM

Política

War, Peace, World, People, Stop,
Like, End, Fight, Men, Know Violence Opposition United BERTopic

Ukraine, Putin, War, Russia, People,
President, World, Trump, Biden, Russian Lutheran America PTM

Trump, Putin, Biden, President, Ukraine,
Russia, Donald, Like, Russian, War Strike Poland Politics GSDMM

Religão

Jesus, God, Lord, Christ, Faith,
Shall, Proverbs, Fear, Snare, Bible America Holy BERTopic

Peace, Jesus, Anxiety, Heart, Faith,
Pizza, Pray, Lord, Power, Lives Prayer Thy Kingdom PTM

God, Jesus, Church, Christ, Ukraine,
Lord, Life, Prayer, Love, Faith Holy Bible GSDMM

Romance
Relationship, Dating, Boyfriend, Girlfriend, Like,
Partner, Couple, Love, Want, Shit Casual Sex BERTopic

Like, Good, Wordle, Today, Love,
Church, Morning, Night, Couple, Work Special Relationship Miracle PTM

BERTopic identificaram treze categorias, considerando tanto os tópicos de treinamento

quanto os de teste. Quando comparados, o modelo GSDMM identificou a menor quanti-

dade de assuntos dentre os rótulos esperados. Já o PTM e o BERTopic foram os modelos

que reconheceram a maior quantidade de temas dentre os rótulos esperados definidos. O

BERTopic foi o único modelo a construir tópicos relacionados ao jogo Wordle. Conside-

rando a quantidade de assuntos e as palavras presentes nos tópicos, os modelos BERTopic

e PTM apresentaram os melhores resultados para os dados analisados. Os resultados

mostraram que todos os modelos conseguiram identificar a maioria dos temas dos rótu-

los esperados no treinamento e teste, com exceção dos temas ‘Saúde’ e ‘Filmes e Séries’.
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Entretanto, alguns temas como ‘Clima’, ‘Esporte’, ‘Música’, ‘Política’ e ‘Religião’ foram

identificados repetidamente, o que pode estar relacionado à quantidade de palavras per-

tencentes a esses temas.

5.3.2.2 Distância dos Modelos

Conforme a Tabela 60, a categoria ‘Esporte’ apresenta a maior distância entre os modelos

BERTopic e PTM, indicando a menor semelhança entre os tópicos gerados. A categoria

‘Política’, ‘Religião’ e ‘Romance’ apresentam a menor distância de 0,823, indicando uma

semelhança moderada entre os tópicos gerados pelos modelos. A categoria ‘Política’ apre-

senta a distância devido aos tópicos explorados de maneira diferente pelos modelos. No

caso do tópico com o rótulo esperado ‘Romance’, o tópico gerado pelo modelo PTM não

possui todas as palavras adequadamente relacionadas ao tema, como “Good ”, “Wordle”,

“Church” e “Work ”, o que resulta em uma distância relativa entre os modelos. A média

da distância entre os modelos é de 0,86, indicando que os tópicos são distantes entre si.

Os tópicos das outras categorias apresentam termos claramente relacionados ao tema, e

ainda assim possuem poucas palavras em comum.

Tabela 60: Distância das categorias nos modelos BERTopic e PTM no teste no Experi-
mento Ataque da Rússia à Ucrânia.

Categoria Distância
Clima 0,888

Esporte 0,947
Política 0,823
Religião 0,823
Romance 0,823

5.3.2.3 Distância dos Tópicos

A avaliação da distância entre os tópicos construídos durante o treinamento e os tópicos

do teste é realizada para avaliar se há variações significativas nos termos principais dos

tópicos ao longo do tempo ou se eles permanecem estáveis, indicando a capacidade de

generalização dos modelos BERTopic e PTM. Essa avaliação é importante porque permite

determinar se os modelos conseguem manter a estabilidade dos termos principais dos

tópicos e, consequentemente, sua capacidade de generalização. A distância entre os tópicos

é calculada com base nas dez palavras mais relevantes dos tópicos que recebem o mesmo

rótulo esperado.
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O modelo PTM identificou seis assuntos no treino e teste. A Tabela 61 mostra que

houve distância entre os resultados dos assuntos, indicando que os tópicos apresentam

palavras distintas. O evento principal do experimento era a categoria ‘Política’, e este

tópico apresentou a menor distância entre seus termos, sugerindo estabilidade mesmo com

a entrada de dados novos. Por outro lado, os tópicos de ‘Clima’ e ‘Religião’ apresentaram

a maior distância, com poucas palavras em comum. O tópico de treinamento da categoria

Religião incluiu palavras relacionadas a Política, como “War ” e “Ukraine”, possivelmente

devido à influência do evento significativo do experimento.

Tabela 61: Distância das categorias nos tópicos de treinamento e teste do modelo PTM
no Experimento Ataque da Rússia à Ucrânia.

Categoria Distância
Clima 0,888

Comida 0,461
Esporte 0,461
Música 0,666
Política 0,181
Religião 0,888

O modelo BERTopic identificou cinco categorias no treinamento e no teste: ‘Clima’,

‘Esporte’, ‘Jogos’, ‘Política’ e ‘Religião’. A Tabela 62 revela que a categoria Jogos apre-

sentou a maior semelhança entre os tópicos de treinamento e teste. O modelo BERTopic

apresentou tópicos distintos para a categoria de ‘Política’ durante o treinamento e teste,

com uma distância de Jaccard de 1,0. Embora as palavras das outras categorias estejam

relacionadas ao tema da categoria, ainda há distâncias entre os tópicos de treinamento e

teste, utilizando termos diferentes. Os tópicos gerados pelo modelo BERTopic apresentam

distâncias maiores em comparação com os tópicos gerados pelo modelo PTM.

Tabela 62: Distância das categorias nos tópicos de treinamento e teste do modelo BER-
Topic no Experimento Ataque da Rússia à Ucrânia.

Categoria Distância
Clima 0,947

Esporte 0,823
Jogos 0,666

Política 1,0
Religião 0,888

O modelo BERTopic reconheceu apenas as categorias ‘Música’ e ‘Comida’ nos tópicos

de treinamento e apenas ‘Romance’ nos resultados do teste. O modelo PTM reconheceu
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a categoria ‘Romance’ apenas nos tópicos de teste. O modelo PTM apresentou tópicos

menos distintos, com uma média de distância entre tópicos de 0,59, enquanto o BERTopic

obteve uma média de 0,86.

5.3.2.4 Estrutura dos Tópicos

A Tabela 63 apresenta as seis palavras mais frequentes entre os tópicos gerados pelo

BERTopic durante o treinamento. Nesta tabela, é possível observar que as repetições

estão relacionadas ao tema ‘Clima’. Já a Tabela 64 destaca as três palavras repetidas nos

tópicos de teste do BERTopic. Entre elas, apenas o termo “Basketball ” pode ser associado

a um tema específico, enquanto os demais não apontam para uma categoria claramente

identificável.

Tabela 63: Quantidade das palavras com repetição nos tópicos gerados pelo modelo BER-
Topic nos dados de treinamento no Experimento Ataque da Rússia à Ucrânia.

Palavra Quantidade
Inch 3

Reports 3
Snow 3

Cocorahs 2
Cst 2

Station 2

Tabela 64: Quantidade das palavras com repetição nos tópicos gerados pelo modelo BER-
Topic nos dados de teste no Experimento Ataque da Rússia à Ucrânia.

Palavra Quantidade
Basketball 2

Like 2
Today 2

Na Tabela 66, o modelo PTM apresentou doze palavras repetidas nos tópicos gerados

durante o treinamento, dessas, as seis palavras “War ”, “Game”, “President”, “Snow ”,

“Ukraine” e “Wind ” estão associadas a categorias distintas, como ‘Clima’ e ‘Política’.

Ao contrário do que ocorreu com o modelo BERTopic, onde a maioria das repetições

estava ligada a um único assunto. Na análise dos tópicos gerados durante o teste, foram

encontrados cinco termos repetidos no modelo PTM, sendo que apenas “Basketball ” e

“Pizza” podem ser atribuídos a categorias específicas.

As Tabelas 67 e 68 apresentam as dez palavras mais relevantes dos tópicos gerados
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Tabela 65: Quantidade das palavras com repetição nos tópicos gerados pelo modelo PTM
nos dados de treinamento no Experimento Ataque da Rússia à Ucrânia.

Palavra Quantidade
Today 3
War 3

Game 2
Life 2
Like 2

Morning 2
People 2

President 2
Snow 2
Time 2

Ukraine 2
Wind 2

Tabela 66: Quantidade das palavras com repetição nos tópicos gerados pelo modelo PTM
nos dados de teste no Experimento Ataque da Rússia à Ucrânia.

Palavra Quantidade
Basketball 2

Come 2
Day 2
Pizza 2
Today 2

pelo modelo BERTopic no treinamento e no teste. Os tópicos de treinamento têm 91%

de palavras sem repetição, enquanto os tópicos de teste têm 97% de palavras únicas. Dos

termos sem repetição presentes nos tópicos de teste, 76% são exclusivos destes. Isto indica

que o modelo BERTopic apresenta grande variação nos termos utilizados nos tópicos de

treinamento e teste, mesmo tendo identificado cinco categorias comuns nos dois resultados.

Na Tabela 67, alguns dos tópicos de treinamento apresentam palavras similares, como no

Tópico 2 com “Guess” e “Guesses”, no Tópico 5 com “Song” e “Songs”, e no Tópico 7

com “Republican” e “Republicans”. Esta similaridade está relacionada com as categorias

‘Música’ e ‘Política’. No entanto, essa similaridade não ocorre nos tópicos de teste do

modelo.

As Tabelas 69 e 70 mostram as palavras mais relevantes dos tópicos gerados pelo

modelo PTM durante o treinamento e teste. A análise revela que os tópicos gerados

no treinamento possuem 86% de palavras sem repetições, enquanto os tópicos gerados

no teste possuem 95%. Além disso, 36% dos termos aparecem apenas nos tópicos de
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Tabela 67: Tópicos gerados pelo modelo BERTopic com os dados de treinamento no
Experimento Ataque da Rússia à Ucrânia.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Reports Wordle Basketball Inch Album Poisoning Vote Artist Cocorahs Church
Snow Word Boys Reports Kanye Food Voting Art Station Worship
Inch Guess Girls Freezing Song Cheese Putin Tattoo Mst Pastor
Mph Streak Game Snow Released Salad Trump Nft Inch Join
Wind Nyt State Rain Drop Sandwich Republicans Painting Reports Bible

Cocorahs Phew Soccer Cst Songs Chicken Gop Work Snow Study
Station Nytimes Team Radio Listen Diarrhea Republican Artists Boulder Prayer
Today Guesses Final Amateur Listening Ate Russia Design Springs Sunday
Cst Play Championship Sleet Good Vomiting Party Piece Montrose God

Biden Close Tournament Public Best Sick Praising Project Ese Baptist

Tabela 68: Tópicos gerados pelo modelo BERTopic com os dados de teste no Experimento
Ataque da Rússia à Ucrânia.
Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Wordle Church Mph Inch Live Jesus Relationship Ukraine Nba War
Word Posted Wind Reports Basketball God Dating Stand Basketball Peace

Nytimes Photo Humidity Snow Today Lord Boyfriend Door Game World
Line Baptist Gust Cocorahs Stream Christ Girlfriend Support Harden People

Today Worship Rain Station Boys Faith Like Rally Embiid Stop
Guess Morning Feels Weathernet February Shall Partner Voice Lakers Like
Good Service Pressure Observer Watch Proverbs Couple Solidarity Player End
Day Pastor Temperature Spotter Playoffs Fear Love Knock Knicks Fight

Streak Catholic Barometer Trained Girls Snare Want Revelation Team Men
Lucky Sunday Falling Heavy School Bible Shit Protest Sixers Know

teste. Na Tabela 69, o Tópico 5 é o único tópico de treinamento que contém palavras

semelhantes, “Day” e “Days”. Nos tópicos de teste, esta similaridade não ocorre entre os

termos do mesmo tópico. A Tabela 70 mostra que as palavras “Live” e “Lives” aparecem

em tópicos distintos no teste.

Tabela 69: Tópicos gerados pelo modelo PTM com os dados de treinamento no Experi-
mento Ataque da Rússia à Ucrânia.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Ukraine War Snow Reports Album Chicken Basketball Like Like Day
Putin People Rain Inch Nba Pizza Today Going Wordle President
Russia Ukraine Storm Snow Music Cheese School Time Couple Time
Trump World Ice Cocorahs Rock Breakfast Game War Good Great
Biden God Morning Station Artist Food Live Right Sick Week
War Jesus Wind Mph Star Chocolate Girls Need Today Today

Russian Life Freezing Observer Game Photo High Want Man Work
President Peace Weather Public Disney Church Team Know Days Life
Invasion Love Winter Wind Best Salad Football Think Death Morning
People Christ Warning Humidity Song Sandwich February Way Better Happy

Segundo a Tabela 71, a maior quantidade de palavras-chave nos tópicos gerados pelo

modelo BERTopic durante os dias úteis pertence à categoria ‘Clima’. A Tabela 67 mostra

que a maioria dessas palavras-chave estão contidas nos Tópicos 1, 4 e 9. Na Tabela 73,
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Tabela 70: Tópicos gerados pelo modelo PTM com os dados de teste no Experimento
Ataque da Rússia à Ucrânia.

Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Ukraine Peace Photo Snow Album Chicken Today Time Like Day
Putin Jesus Warning Reports Season Cheese Live Day Good Great
War Anxiety Lane Inch Star Food Watch Going Wordle Week

Russia Heart Easy Cocorahs Music Chocolate School Know Today Best
People Faith Continue Station Pop Pizza High Right Love Tomorrow

President Pizza Expected Rain Come Salad Basketball Game Church Come
World Pray Praise Mph Favorite Sandwich Girls Want Morning Coming
Trump Lord Blowing Basketball Artist Dinner February Need Night Free
Biden Power Brain Observer Song Poisoning Stream Way Couple Hope

Russian Lives Clean Rock March Lunch Playoffs Think Work Life

os tópicos de teste contêm mais de 70% de palavras novas. As palavras “Freezing” e

“Sleet”, não são palavras-chave, mas estão estreitamente relacionadas à categoria ‘Clima’.

Entretanto, a maioria das palavras nos quatro tópicos não apontam claramente para uma

categoria quando avaliadas isoladamente. A Tabela 71 aponta que, nos dados de teste,

o tema ‘Religião’ tem a maior quantidade de palavras-chave no modelo BERTopic. As

palavras-chave do tema estão nos Tópicos 2 e 6, conforme mostrado na Tabela 68. Esses

tópicos apresentam 70% e 60% de palavras novas, respectivamente. Os Tópicos 2 e 6

apresentam as novas palavras “Lord ”, “Baptist”, “Proverbs”, “Fear ”, “Pastor ” e “God ”

relacionadas ao tema ‘Religião’.

Tabela 71: Quantidade das palavras-chave nos tópicos gerados no Experimento Ataque
da Rússia à Ucrânia para cada categoria do modelo BERTopic.

Quantidade
Categoria Treinamento Teste

Clima 5 3
Comida 4 0
Esporte 2 3

Filmes e Séries 0 0
Jogos 1 1

Música 2 0
Política 4 2
Religião 4 7
Romance 0 6

Saúde 1 0

A tabela 72 aponta que uma grande quantidade de palavras-chave nos tópicos de

treinamento e teste do modelo PTM são relacionadas ao assunto ‘Política’. O evento

significativo deste experimento está relacionado ao tema ‘Política’ e as palavras-chave

“Ukraine”, “Russia”, “Putin”, “War ”, “Invasion” e “Nuclear ” estão fortemente ligadas ao
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ataque da Rússia à Ucrânia, então é compreensível que essas palavras-chave estejam entre

as mais relevantes do tópico. Na Tabela 69, os Tópicos 1, 2, e 10 apresentam palavras-

chave da categoria ‘Política’. No entanto, ao avaliar os três tópicos de treinamento, o

Tópico 1 apresenta as dez palavras mais relacionadas a este tema. O Tópico 1 é composto

por 20% de novas palavras (descrito na tabela 74), sendo “Russian” e “People”. No teste,

a Tabela 70 revela que a maioria das palavras-chave da categoria ‘Política’ estão presentes

no Tópico 1 do teste, incluindo novos termos como “People”, “World ” e “Russian”.

Tabela 72: Quantidade das palavras-chave nos tópicos gerados no Experimento Ataque
da Rússia à Ucrânia para cada categoria do modelo PTM.

Quantidade
Categoria Treinamento Teste

Clima 6 2
Comida 7 7
Esporte 3 2

Filmes e Séries 1 0
Jogos 1 1

Música 3 4
Política 12 7
Religião 3 3
Romance 1 1

Saúde 2 1

O modelo BERTopic gerou mais termos novos nos tópicos, em comparação ao modelo

PTM, durante os períodos de treinamento e teste. O modelo BERTopic gerou 77% de

novas palavras no treinamento e 78% no teste, enquanto o modelo PTM gerou 61% no

treinamento e 72% no teste. Além disso, no treinamento, o modelo BERTopic apresentou

79% de palavras que não são repetições ou palavras-chave, enquanto o modelo PTM

apresentou 67%. No teste, o modelo BERTopic gerou 60% de palavras novas e diferentes

das palavras-chave e do treinamento e o modelo PTM gerou 33%. Isto indica que o

modelo BERTopic foi mais eficiente na geração de novos termos e menos dependente

das palavras-chave utilizadas na coleta de dados. Com isso, o modelo BERTopic foi

considerado novamente o de melhor desempenho na análise exploratória dos tópicos no

Experimento Ataque da Rússia à Ucrânia.

Tabela 73: Porcentagem da presença de palavras novas nos tópicos gerados pelo modelo
BERTopic no Experimento Ataque da Rússia à Ucrânia.

Período Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Dias Úteis 70% 90% 80% 80% 90% 50% 70% 90% 90% 60%

Fim de Semana 90% 70% 80% 90% 90% 60% 40% 90% 80% 90%
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Tabela 74: Porcentagem da presença de palavras novas nos tópicos gerados pelo modelo
PTM no Experimento Ataque da Rússia à Ucrânia.

Período Tópico 1 Tópico 2 Tópico 3 Tópico 4 Tópico 5 Tópico 6 Tópico 7 Tópico 8 Tópico 9 Tópico 10
Dias Úteis 20% 60% 60% 80% 50% 20% 80% 90% 60% 90%

Fim de Semana 30% 60% 100% 60% 70% 40% 90% 100% 70% 100%

5.4 Discussão dos Resultados

Nesta seção, são discutidos os resultados dos Experimentos Super Bowl, Valentine’s Day e

o Ataque da Rússia à Ucrânia, nos quais utilizaram a metodologia TiME para selecionar

o melhor método de modelagem de tópicos em cada conjunto de dados. Com isso, é

realizada uma análise comparativa dos resultados quantitativos baseados nos tópicos e nos

rótulos obtidos em cada experimento para avaliar o desempenho dos métodos escolhidos

nos diferentes contextos.

5.4.1 Análise Quantitativa dos Tópicos

Nesta dissertação, foram realizados três experimentos visando investigar diferentes aspec-

tos relacionados a eventos de grande impacto: o Experimento 1, denominado Super Bowl

(Subseção 5.1), o Experimento 2, chamado Valentine’s Day (Subseção 5.2) e o Experi-

mento 3, nomeado Ataque da Rússia à Ucrânia (Subseção 5.3). Esses experimentos foram

numerados e receberam nomes específicos para facilitar a identificação. Em cada experi-

mento, os tópicos foram avaliados quantitativamente em relação às métricas de coerência

e diversidade dos tópicos.

No Experimento 1, os resultados apresentados na Tabela 16 indicam que o modelo

BERTopic obteve o melhor valor de coerência, com 0,398, enquanto o modelo PTM al-

cançou o melhor valor de diversidade, com 0,96. No entanto, ao calcular a média final das

métricas, o modelo BERTopic obteve a pontuação mais alta, com média de 0,672.

No Experimento 2, a Tabela 37 mostra que, assim como no Experimento 1, o modelo

BERTopic obteve o valor mais alto de coerência, com 0,476, enquanto o modelo PTM

apresentou o maior valor de diversidade, com 0,979. A média final das métricas também foi

melhor nesse experimento em comparação ao anterior, com o modelo BERTopic recebendo

um valor de 0,726. É importante destacar que o conjunto de tweets de treinamento no

Experimento 2 foi maior do que no Experimento 1, o que pode ter contribuído para o

aumento dos resultados. Além disso, ao analisar as Figuras 8 e 11, é possível notar que

no Experimento 1 a categoria ‘Esporte’ permaneceu como a mais predominante ao longo
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do tempo, enquanto no Experimento 2 outras categorias se tornaram mais relevantes em

determinados períodos, permitindo a construção de tópicos mais variados.

A Tabela 57 apresenta os resultados do Experimento 3, no qual o modelo BERTopic

alcançou o melhor valor de coerência dos tópicos, com 0,393, sendo o menor valor em

comparação com os demais experimentos. Diferentemente dos experimentos anteriores,

neste, o modelo BERTopic também obteve o melhor resultado de diversidade dos tópicos,

com 0,962, resultando em uma média final das métricas de 0,678. Embora o Experimento

3 tenha a maior quantidade de tweets para treino e teste, seu desempenho quantitativo

dos tópicos não foi superior ao do Experimento 2. A Figura 15 mostra que, assim como

no Experimento 1, uma categoria foi predominante no Experimento 3, com uma grande

quantidade tweets relacionados à categoria ‘Política’.

Tabela 75: Comparação quantitativa dos tópicos final dos dados de treino e teste dos
modelos nos Experimentos 1, 2 e 3.

Modelo Média das
Coerências

Média das
Diversidades

Média
Final

LDA 0,098 0,962 0,530
GSDMM 0,321 0,852 0,587

PTM 0,264 0,961 0,612
BTM 0,300 0,854 0,577

BERTopic 0,422 0,962 0,692
Top2Vec 0,148 0,884 0,516

Em todos os três experimentos, o modelo BERTopic apresentou o melhor resultado na

média final. A Tabela 75 resume a média final dos Experimentos 1, 2 e 3. O modelo que

apresentou a maior média das coerências foi o BERTopic, enquanto os modelos LDA e

BERTopic foram os melhores em termos de média das diversidades. O desvio padrão das

médias de coerência é de 0,12, indicando haver uma variação significativa nos resultados

de coerência. Por outro lado, o desvio padrão da diversidade é de 0,05, sugerindo uma

variação menor nessa métrica. Na média final, o modelo BERTopic obteve o melhor

desempenho, com uma pontuação de 0,692, seguido pelos modelos PTM e GSDMM. O

desvio padrão das médias foi de 0,06, indicando uma variação relativamente pequena entre

os modelos.

5.4.2 Análise Quantitativa dos Rótulos

Apenas a Análise dos Rótulos e a Estrutura dos Tópicos permitem avaliar o desempenho

dos métodos selecionados. Portanto, somente os resultados obtidos nessas duas atividades
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são discutidos e comparados entre os três experimentos.

5.4.2.1 Análise dos Rótulos

No Experimento 1, os modelos BERTopic, PTM e GSDMM foram analisados na Análise

dos Rótulos. O modelo BERTopic apresentou oito categorias no treinamento e seis no

teste. Os modelos PTM e GSDMM rotularam sete rótulos esperados variados no treino,

entretanto, no teste, GSDMM identificou os mesmo sete, já o PTM reconheceu apenas

quatro assuntos. Os modelos BERTopic e GSDMM identificaram maior quantidade de

categorias, avançando para as demais atividades na avaliação. Todos os três modelos

apresentaram o rótulo esperado ‘Esporte’ em ambos conjuntos de dados, com palavras

relacionadas ao evento significativo do experimento, o Super Bowl. Além disso, os mo-

delos BERTopic e PTM apresentaram a categoria ‘Filmes e Séries’ nos resultados de

treinamento, justamente no período em que foram anunciados os indicados ao Oscar.

No Experimento 2, também foram analisados os modelos BERTopic, GSDMM e PTM.

Durante o treinamento, o modelo BERTopic apresentou cinco categorias, enquanto no

teste foram identificadas seis. Os modelos PTM e BERTopic identificaram a maior quan-

tidade de categorias variadas. O GSDMM gerou cinco tópicos em ambos os resultados, e

o PTM apresentou sete categorias nos dois conjuntos. O evento significativo do experi-

mento é o Valentine’s Day, no entanto, apenas o modelo PTM gerou tópicos relacionados

ao rótulo esperado ‘Romance’. É importante ressaltar que os mesmos modelos foram

analisados no Experimento 1. No Experimento 2, somente o modelo PTM aumentou a

quantidade de categorias reconhecidas em relação ao Experimento 1.

No Experimento 3, foram analisados os mesmos três modelos utilizados nos Experi-

mentos 1 e 2. O modelo BERTopic identificou sete categorias durante o treinamento e

seis durante o teste, enquanto o modelo PTM reconheceu seis assuntos no treinamento

e sete no teste. Já o modelo GSDMM gerou seis rótulos esperados em ambos os con-

juntos. Os modelos BERTopic e PTM apresentaram a quantidade maior de categorias.

No Experimento 3, o evento significativo é o primeiro ataque da Rússia à Ucrânia, sendo

relacionado à categoria ‘Política’, e todos os modelos identificaram tópicos dentro desta

categoria durante o treinamento e o teste. Em comparação com o Experimento 2, os

modelos BERTopic e GSDMM aumentaram a quantidade de categorias reconhecidas. No

entanto, no Experimento 1, os modelos reconheceram a maior quantidade de temas vari-

ados.

No Experimento 1, os modelos BERTopic e GSDMM apresentaram a mais quantidade
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de categorias, já nos Experimentos 2 e 3 foram os modelos BERTopic e PTM. Os modelos

que apresentaram a maior quantidade de categorias variaram de experimento para expe-

rimento. Isso sugere que diferentes modelos podem ser mais adequados para diferentes

tipos de dados e eventos. Por isso, é importante avaliar os resultados de diversos modelos

e escolher aquele que melhor se adapta ao contexto e aos objetivos da análise.

5.4.2.2 Estrutura dos Tópicos

No Experimento 1, os resultados do modelo BERTopic foram superiores aos do modelo

GSDMM em relação à presença de palavras-chave e palavras sem repetições. Especifica-

mente, o BERTopic apresentou uma taxa de 95% e 87% de palavras sem repetições nos

tópicos de treinamento e teste, respectivamente, enquanto o GSDMM obteve 76% e 75%.

Além disso, o BERTopic utilizou apenas 28% de palavras-chave durante o treinamento e

teste, enquanto o GSDMM utilizou 47% e 48%. Analisando de forma geral, o BERTopic

se destacou por apresentar uma taxa de 67% de palavras que não são palavras-chave ou

repetições, enquanto o GSDMM apresentou 59%. Portanto, com base nos resultados ob-

tidos, pode-se concluir que o modelo BERTopic apresentou um desempenho superior em

relação ao modelo GSDMM no Experimento 1.

No Experimento 2, tanto o modelo PTM quanto o modelo BERTopic apresentaram

desempenhos excelentes em relação à quantidade de palavras únicas, com 93% e 100% e

93% e 99% nos conjuntos de treinamento e teste, respectivamente. Além disso, ambos os

modelos tiveram baixo índice de palavras repetidas, reforçando sua eficiência na captura

da diversidade de palavras e tópicos no conjunto de dados analisado. Em termos de co-

bertura de vocabulário, o BERTopic incluiu 76% e 77% de palavras que não foram usadas

como palavras-chave durante a coleta de dados de treinamento e teste, respectivamente,

enquanto o PTM obteve 64% e 73%. De forma geral, o BERTopic teve 78% de pala-

vras que não eram repetições ou palavras-chave, enquanto o PTM teve 67%. Portanto,

conclui-se que o modelo BERTopic apresentou o melhor desempenho no Experimento 2.

No Experimento 3, foram avaliados os modelos BERTopic e PTM quanto à qualidade

dos tópicos gerados. Em relação à diversidade lexical dos tópicos, o BERTopic obteve

91% e 97% de palavras únicas nos conjuntos de treinamento e teste, respectivamente,

enquanto o PTM atingiu 86% e 95%. Além disso, o BERTopic incluiu menos palavras-

chave da coleta de dados nos tópicos de treinamento e teste, com uma proporção de 77%

e 78%, em comparação com 61% e 72% do PTM. Analisando de forma geral, 79% das

palavras no BERTopic não são repetições nem palavras-chave, enquanto no PTM essa
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proporção é de 67%. Com base nesses resultados, é possível concluir que o BERTopic

apresentou o melhor desempenho no Experimento 3.

Apesar de terem sido avaliados modelos distintos em conjuntos de dados diferentes,

os resultados dos três experimentos indicam que o modelo BERTopic apresentou um

desempenho superior em relação aos demais. Mais especificamente, o Experimento 2

demonstrou que o modelo gerou tópicos com a menor quantidade de palavras repetidas,

enquanto o Experimento 3 apontou para a menor proporção de palavras-chave nos tópicos.

Dessa forma, é possível afirmar que o modelo BERTopic se mostrou consistente em seu

desempenho e apresentou resultados promissores em todas as avaliações realizadas.



6 Conclusões

A modelagem de tópicos é uma técnica de análise de dados textuais que permite identificar

os tópicos principais em um conjunto de documentos e como eles se relacionam. Os seus

métodos são úteis para sumarizar, classificar e recomendar conteúdo com base nos tópicos

mais relevantes. Assim, a modelagem de tópicos é importante para a análise de grandes

conjuntos de dados textuais e ajuda na extração de informações relevantes. A seleção do

método de modelagem de tópicos mais apropriado para um determinado conjunto de da-

dos é uma tarefa complexa e desafiadora. Cada abordagem utiliza estratégias diferentes e,

quando se trata de textos curtos, essa seleção é ainda mais difícil. Os dados das redes so-

ciais, em particular, apresenta vários desafios, incluindo a falta de coerência das palavras,

a ausência de contexto, o estilo de escrita peculiar e o uso excessivo de emojis, hashtags

e gírias. Nesse contexto, esta dissertação desenvolveu uma metodologia para selecionar o

melhor método de modelagem de tópicos para um determinado conjunto de textos cur-

tos, visando identificar os métodos mais adequados para lidar com as particularidades

da linguagem presente nas redes sociais. A metodologia TiME oferece uma avaliação

quantitativa dos tópicos gerados e dos rótulos associados, permitindo uma seleção mais

precisa e eficiente do método mais adequado para cada conjunto de dados. Para validar

nossa metodologia, realizou-se uma análise exploratória em diferentes conjuntos de tweets.

Essa abordagem permitiu identificar padrões e estruturas semânticas nos textos curtos,

selecionando os métodos mais eficazes para lidar com os problemas mencionados. Em

nosso estudo de casos, conjuntos de tweets coletados em períodos distintos de fevereiro de

2022 foram utilizados. Em cada experimento, analisou-se a influência de eventos externos

nos tópicos, dando destaque para os eventos mais significativos ocorridos durante a janela

de tempo analisada, incluindo o Super Bowl, o Valentine’s Day e o primeiro ataque da

Rússia à Ucrânia.

O desempenho dos modelos foi avaliado quantitativamente sobre os tópicos conforme

a diversidade e coerência. Observou-se que os modelos LDA, Top2Vec e BTM tiveram

as menores médias quantitativas dos tópicos em todos os experimentos, portanto, não foi
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realizada uma avaliação dos rótulos desses modelos. O GSDMM apresentou a segunda

maior média de coerência na maioria dos experimentos, já o PTM teve valores elevados

de diversidade. Por fim, o BERTopic apresentou os melhores resultados de coerência em

todos os experimentos, além de valores elevados de diversidade. Os rótulos dos modelos

BERTopic, PTM e GSDMM foram avaliados quantitativamente, uma vez que apresenta-

ram as melhores médias de métricas quantitativas dos tópicos. Durante os Experimentos

Super Bowl e Ataque da Rússia à Ucrânia, todos os modelos conseguiram identificar tó-

picos relacionados aos eventos significativos em questão. Já no Experimento Valentine’s

Day, somente o modelo PTM conseguiu gerar tópicos relevantes para o tema principal do

evento. Ao avaliar a estrutura dos tópicos, constatou-se que o BERTopic apresentou a

menor quantidade de termos repetidos e palavras-chave utilizadas na coleta dos tweets em

todas as avaliações. Portanto, para os três experimentos, com conjuntos de tweets diferen-

tes, o BERTopic foi selecionado como o método mais adequado conforme a metodologia

proposta. Dessa forma, é possível afirmar que o BERTopic se destacou em relação aos

demais modelos avaliados em termos de qualidade e diversidade dos tópicos identificados,

apresentando resultados consistentes em todos os experimentos. Através da metodologia

TiME, foi possível selecionar o melhor modelo em cada experimento, utilizando uma va-

riedade de métricas quantitativas. Isso permitiu um estudo dos tópicos gerados por cada

modelo avaliado.

Apesar do método BERTopic ter se mostrado o mais adequado para todos os experi-

mentos realizados, esse resultado foi surpreendente, considerando que em nosso primeiro

trabalho, os melhores desempenhos foram obtidos com métodos desenvolvidos especifica-

mente para lidar com textos curtos. No entanto, diversos fatores podem ter contribuído

para essa mudança, como a escolha do embedding, a utilização de dados distintos, a quan-

tidade de tweets e a introdução de novas etapas de avaliação. Outro resultado interessante

é que, nos três experimentos, os eventos externos exerceram uma influência significativa

nos tweets, mesmo naqueles eventos que não foram considerados os mais relevantes para o

período analisado. Além disso, considerando que as palavras estabelecem relações entre si

nos tópicos, a rotulação facilitou a interpretação dos resultados, frequentemente de forma

específica e relacionada aos eventos em questão.

Assim, como contribuições do nosso trabalho, desenvolvemos uma metodologia para

analisar métodos de modelagem de tópicos em textos curtos e selecionar o melhor modelo

com base em desempenho quantitativo dos tópicos e dos rótulos associados. Para avaliar

a eficácia dos métodos LDA, GSDMM, BTM, PTM, BERTopic e Top2Vec, realizamos

uma análise comparativa em diferentes conjuntos de dados. Nossa metodologia, chamada
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de Topic Modeling Evaluation (TiME), permitiu responder às questões de pesquisa apre-

sentadas na introdução. Ela possibilitou a seleção do método mais adequado para cada

experimento avaliado, com o modelo BERTopic apresentando o melhor desempenho em

todos os casos. Além disso, para aprimorar a análise, propusemos uma metodologia para

rotulação automática de tópicos usando uma fonte de textos externa. A rotulação dos

tópicos nos permitiu verificar a similaridade entre os assuntos encontrados por diferentes

métodos a partir do mesmo conjunto de dados, bem como a similaridade entre os assun-

tos encontrados por um mesmo método em conjuntos de dados distintos. Além disso, os

resultados foram relacionados com os principais acontecimentos da janela de tempo dos

dados coletados para os experimentos, mostrando como os assuntos encontrados pelos

métodos se aderem aos acontecimentos externos.

6.1 Limitações e Justificativas

Nesta dissertação foram consideradas apenas as palavras mais relevantes dos tópicos ge-

rados pelos métodos selecionados. Entretanto, é crucial lembrar que os tópicos são de-

terminados pela distribuição de probabilidade de todas as palavras no corpus, e esta

probabilidade pode ser afetada em novos dados. Ademais, convém destacar que os da-

dos utilizados nos métodos de modelagem de tópicos foram divididos apenas uma vez em

conjuntos de treinamento e teste. Isso pode afetar a generalização dos resultados, pois

não foram realizadas várias divisões dos dados para validação. Embora a validação cru-

zada, que consiste em realizar várias divisões dos dados para validação, possa mitigar esse

problema, ela requer um custo computacional significativo. Dessa forma, considerando

as limitações de recursos disponíveis e os objetivos específicos deste estudo, optou-se por

não realizar o processo de validação cruzada nesta dissertação.

Os parâmetros utilizados em cada método de modelagem de tópicos foram selecionados

conforme as diretrizes estabelecidas por cada biblioteca. É importante ressaltar que, caso

uma busca por melhores hiperparâmetros tivesse sido realizada para cada modelo, as

métricas e conclusões obtidas poderiam ter apresentado resultados diferentes. A busca

por hiperparâmetros ideais é um processo iterativo que pode aumentar significativamente

a precisão do modelo, permitindo uma melhor identificação e caracterização dos tópicos

em análise. Entretanto, é um processo que requer uma grande demanda de tempo e

recursos computacionais.

Além disso, esta dissertação avaliou apenas um conjunto limitado de métodos e exis-
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tem outras abordagens que poderiam levar a resultados distintos. A seleção dos métodos

de avaliação foi baseada na literatura e no suporte das bibliotecas disponíveis. Nesse

sentido, é válido mencionar que alguns métodos, como o Twitter -LDA (ZHAO, W. X.

et al., 2011), SBTM (ZHU; CAI; ZHANG, 2021) e NQTM (WU et al., 2020), não foram

considerados.

6.2 Trabalhos Futuros

Considerando as possibilidades de avanço em pesquisas futuras, destacam-se algumas

direções relevantes:

• Expandir o escopo dos processos de avaliação para contemplar a análise de dados

em múltiplos idiomas, em particular o português (COSTA; COUTO et al., 2022);

• Utilizar ferramentas de visualização para aprimorar a avaliação dos tópicos gerados

(KATRICHEVA et al., 2019; PITA; NUNES; PAPPA, 2022);

• Explorar métodos de modelagem de tópicos neurais mais recentes, que possam ofe-

recer novas abordagens para análise e interpretação dos resultados (ZHAO, H. et al.,

2021; WANG; LI et al., 2021; PITA; NUNES; PAPPA, 2022);

• Otimizar a coleta dos títulos da Wikipédia através do uso de APIs;

• Aprofundar a investigação de métodos de rotulação de tópicos, buscando identificar

estratégias mais eficientes e precisas para atribuição de rótulos aos tópicos gerados;

• Ampliar a aplicação da metodologia para um conjunto de dados ainda maiores,

com múltiplas janelas de tempo, para validar a efetividade dos procedimentos da

metodologia em contextos mais complexos e diversificados.
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