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Resumo

A retenção, assim como a evasão, é um grande problema no cenário do ensino superior
brasileiro e também no cenário internacional, causando desperdícios econômicos, sociais e
acadêmicos tanto no setor público quanto no setor privado. Detectar de forma prévia quais
estudantes estão sujeitos a esses fenômenos e criar políticas e ferramentas que os auxiliem
a superar suas dificuldades e concluir seus cursos de graduação é de extrema relevância.
Ferramentas de apoio às instituições educacionais e estudantes do ensino superior tem
sido desenvolvidas e utilizadas por pesquisadores em Mineração de Dados Educacionais
para mitigar a retenção e melhorar a aprendizagem e o envolvimento dos estudantes no
decorrer da sua vida academica.

O objetivo desse trabalho é propor uma metodologia para condução da análise experi-
mental de previsão de notas em disciplinas de cursos de graduação usando abordagem de
classificação multirrótulo e multidimensional, e, a partir disso, sugerir uma adaptação ao
sistema de inscrição on-line em disciplinas existente na Universidade Federal Fluminense,
adicionando uma funcionalidade de indicação de disciplinas as quais os estudantes teriam
maiores chances de sucesso, baseado nos resultados obtidos das previsões de desempenho.
Para atingir o objetivo deste trabalho, duas abordagens baseadas em aprendizado de
máquina foram exploradas: abordagens multirrótulo e multidimensional. As abordagens
multidimensional e multirrótulo propostas se configuram como novas estratégias para tra-
tar o problema de previsão de notas, sendo essa a principal contribuição desse trabalho,
uma vez que existe uma lacuna na literatura para tratar esse tipo de problema com esse
paradigma. De forma complementar, foi aplicado um instrumento de pesquisa para ava-
liar o interesse de estudantes e ex-estudantes em um sistema de indicação de disciplinas da
graduação, que utilizasse como base a previsão de notas obtidas na aplicação de métodos
de aprendizado de máquina com as abordagens multirrótulo e multidimensional.

Os resultados obtidos a partir da aplicação de métodos de aprendizado de máquina
para previsão de notas, utilizando as abordagens multirrótulo e multidimensional, demons-
tram que essa abordagem é promissora. Na métrica de acurácia por rótulo, a maioria dos
classificadores que utilizaram o classificador base J48 apresentaram resultados acima de
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80%. Além disso, os resultados obtidos a partir da aplicação do instrumento de pesquisa,
demonstra um grande interesse de estudantes em terem acesso a um sistema que indique
disciplinas com maiores chances de sucesso.

Palavras-chave: Retenção, Evasão, Mineração de Dados Educacionais, Classificação
Multidimensional, Previsão de Notas



Abstract

Retention, as well as evasion, is a major problem in the Brazilian higher education scenario
and also in the international scenario, causing economic, social and academic waste in both
the public and private sectors. Detecting in advance which students are subject to these
phenomena and creating policies and tools that help them overcome their difficulties
and complete their undergraduate courses is extremely important. Support tools for
educational institutions and higher education students have been developed and used
by researchers in Educational Data Mining to mitigate retention and improve student
learning and engagement throughout their academic life.

The objective of this work is to propose a methodology for conducting the experi-
mental analysis of predicting grades in undergraduate course subjects using a multi-label
and multidimensional classification approach, and, based on this, suggest an adaptation
to the on-line enrollment system in existing disciplines at Universidade Federal Flu-
minense, adding a functionality to indicate disciplines in which students would have a
greater chance of success, based on the results obtained from performance forecasts. To
achieve the objective of this work, two approaches based on machine learning were explo-
red: multi-label and multi-dimensional approaches. The proposed multidimensional and
multilabel approaches are configured as new strategies to deal with the grade prediction
problem, which is the main contribution of this work, since there is a gap in the litera-
ture to deal with this type of problem with this paradigm. Complementarily, a research
instrument was applied to assess the interest of students and former students in a system
of indication of undergraduate subjects, which used as a basis the prediction of grades
obtained in the application of machine learning methods with the approaches multilabel
and multidimensional.

The results obtained from the application of machine learning methods for grade
prediction, using the multi-label and multidimensional approaches, demonstrate that this
approach is promising. In the accuracy metric per label, most of the classifiers that used
the base classifier J48 showed results above 80%. In addition, the results obtained from
the application of the research instrument demonstrate a great interest of students in
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having access to a system that indicates disciplines with greater chances of success.

Keywords: Retention, Dropout, Educational Data Mining, Multidimensional Classifica-
tion, Grade Prediction
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1 Introdução

Os cursos de Instituições de Educação Superior (IES) são compostos por disciplinas,
assuntos nos quais um estudante deve provar proficiência afim de progredir no curso. Elas
são alojadas em períodos, que por sua vez são alocados em semestres. Tais disciplinas
possuem as mais variadas durações, medidas em horas, e podem possuir entre si uma
relação de dependência. Há dois tipos de dependência, dadas duas disciplinas D1 e D2: (i)
a disciplina D1 é pré-requisito de D2 se D2 somente pode ser cursada quando o estudante
concluiu com sucesso a disciplina D1 e; (ii) a disciplina D1 e D2 são correquisitos se só
podem ser cursadas simultaneamente ou quando uma delas foi concluída com sucesso. O
conjunto final de disciplinas arranjadas em períodos, com suas relações de dependência
definidas, é chamado de currículo. Os currículos são elaborados meticulosamente de forma
que a conclusão das disciplinas ocorra dentro de um determinado prazo, chamado nesse
trabalho de prazo de referência, seguindo uma progressão prevista. A elaboração do
currículo visa, além do aprendizado em cadeia, o melhor aproveitamento, absorção do
conteúdo e formação dos estudantes dentro do prazo de referência estipulado.

Entretanto, a cuidadosa preparação do currículo não é suficiente para garantir que o
mesmo seja devidamente seguido pelos estudantes. O tempo que um estudante permanece
após o prazo de referência para integralização de um curso é denominado de retenção e é
um problema que atinge as IES (ARAÚJO; MARIANO; OLIVEIRA, 2021). A retenção
pode, inclusive, levar à evasão, que é quando o estudante abandona o curso. Tanto a
retenção quanto a evasão geram desperdícios econômicos, sociais e acadêmicos tanto no
setor público quanto no setor privado (SILVA FILHO et al., 2007). Segundo o relatório
Education at a Glance, publicado pela Organização para Cooperação e Desenvolvimento
Econômico (OCDE) em 2019, o custo médio por estudante de universidades públicas do
Brasil é de US$ 14.202, aproximadamente R$ 71.919 (OECD, 2019).

A retenção e a evasão de IES são problemas que acontecem tanto no Brasil quanto em
escala global e atinge rigorosamente os resultados dos sistemas de ensino (ALMEIDA,
2019). No Brasil, esse problema pode ser verificado ao se analisar os dados do Censo da
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educação superior, disponibilizado pelo Instituto Nacional de Estudos e Pesquisas Edu-
cacionais (INEP) (INEP. . . , 2007). O número de estudantes ingressantes e matriculados
vem crescendo ao longo dos anos. De acordo com os dados do Censo, o número de ingres-
santes em 2011 é de 2.346.695 e atinge o número de 3.765.475 em 2020, apresentando um
crescimento de 60,5% neste período. Já o número de estudantes matriculados nos cursos
de graduação, somam um total de 6.739.689, em 2011, e atingem o patamar de 8.680.354,
em 2020, configurando um crescimento de 28,8% neste intervalo. Porém, ao comparar-se
o número de concluintes com o número de ingressantes este valor ainda é baixo, apesar
de apresentar uma evolução nos últimos anos, com um aumento 25,8% de 2011 a 2020,
saltando de 1.016.713 em 2011 para um total de 1.278.622 em 2020.

Segundo o relatório publicado pela Associação Nacional dos Dirigentes das Institui-
ções Federais de Educação Superior (ANDIFES), são vários os fatores que contribuem
para que o estudante desista do seu curso de graduação, divididos em três categorias:
(i) relativos ao próprio estudante; (ii) ao curso e à instituição; (iii) e sócio-culturais e
econômicos externos (UNIVERSIDADES; ESPECIAL; BORDAS, 1996). O trabalho de-
senvolvido por (MARQUES; MARQUES; SILVA, 2022), cujo objetivo foi realizar uma
Revisão Sistemática da Literatura com o intuito de usar mineração de dados para identi-
ficar os fatores que levam a retenção, resultou num conjunto de possíveis causas para que
esse evento ocorra, tais como: características individuais do aluno, relacionados a notas
e reprovações; escolha precoce da profissão; desinteresse no curso por ter sido escolhido
como segunda ou terceira opção; dificuldades financeiras; problemas de conciliação de
estudo e trabalho; faltas às aulas; habilidade de estudo, entre outros. O trabalho de-
senvolvido por (MARQUES; MARQUES; SILVA, 2022), cujo objetivo foi realizar uma
Revisão Sistemática da Literatura com o intuito de usar mineração de dados para identi-
ficar os fatores que levam à retenção, resultou num conjunto de possíveis causas para que
esse evento ocorra, tais como: características individuais do aluno relacionadas a notas e
reprovações; escolha precoce da profissão; desinteresse no curso por se tratar da segunda
ou terceira opção do aluno; dificuldades financeiras; problemas de conciliação de estudo e
trabalho; ausência em sala de aula; habilidade de estudo, entre outros. Assim, são vários
os fatores que podem levar o estudante à retenção ou à evasão.

Os cursos de Ciência da Computação (campus Niterói) e Sistemas da Informação da
Universidade Federal Fluminense (UFF), objetos de estudo deste trabalho, apresentam
um cenário de retenção e evasão equivalente ao que acontece no cenário nacional e global.
Isso pode ser verificado, por exemplo, nas Figuras 2 e 3, que apresentam graficamente
o acompanhamento apenas dos estudantes que ingressaram seus estudos na universidade
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Figura 2: Gráfico de acompanhamento da turma do ano de 2014 do curso de Ciência da
Computação.

Fonte: Sistema de Data Warehouse da Universidade Federal Fluminense, disponível

em: https://analytics.uff.br/superset/dashboard/graduacao_acompanhamento_turmas.

no ano de 2014. As barras com as quantidades representam o número de ingressantes
(valor fixo), matriculados, formandos e desistentes ao longo do tempo, para estudantes de
Ciência da Computação e Sistemas de Informação. A coluna que representa os estudantes
ingressantes se mantém com o mesmo valor ao longo dos anos, o que é esperado pois o
número de vagas é fixo . Ambos os cursos possuem quatro anos previstos de duração,
porém pode ser verificado que após o ano de 2017 (que nesse caso seria o prazo de referência
para conclusão em tempo normal) ainda existem estudantes com matrículas ativas. Isso
indica, portanto, que existem estudantes retidos. Além disso, pode-se verificar que a
quantidade de estudantes desistentes é bem grande, indicando alta evasão. Na turma do
ano de 2014 de Ciência da Computação, dos 160 estudantes que ingressaram, até o ano de
2021, observa-se que 106 desistiram (evadiram) e 16 ainda continuam com matrícula ativa
(retidos). Já na turma de 2014 do curso de Sistemas de Informação, dos 123 estudantes
que ingressaram, até o ano de 2021, constata-se que 73 desistiram (evadiram) e 18 ainda
continuam com matrícula ativa (retidos). Esse mesmo comportamento se mantém em
outras turmas que ingressaram anteriormente e posteriormente ao ano de 2014.

Diante das informações apresentadas acerca dos dados de retenção e evasão, detectar
de forma prévia quais estudantes estão sujeitos a esses fenômenos e criar políticas e fer-
ramentas que os auxiliem a superar suas dificuldades e concluir seus cursos de graduação
é relevante.

https://analytics.uff.br/superset/dashboard/graduacao_acompanhamento_turmas
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Figura 3: Gráfico de acompanhamento da turma do ano de 2014 do curso de Sistemas de
Informação

Fonte: Sistema de Data Warehouse da Universidade Federal Fluminense, disponível

em: https://analytics.uff.br/superset/dashboard/graduacao_acompanhamento_turmas.

1.1 Objetivos e Metodologia

Pesquisadores em Mineração de Dados Educacionais (EDM, do inglês Educational Data
Mining) têm desenvolvido métodos para exploração de dados em educação (BAKER;
ISOTANI; CARVALHO, 2011). Nesse contexto, ferramentas de apoio à tomada de decisão
tem sido construídas utilizando técnicas de mineração de dados para mitigar a retenção e
melhorar a aprendizagem e o envolvimento dos estudantes, contribuindo para um melhor
desempenho acadêmico (ALMUTAIRI; SIDIROPOULOS; KARYPIS, 2017), (MORENO-
MARCOS et al., 2018) e (CUI et al., 2019).

O objetivo desse trabalho é propor uma metodologia para condução da análise expe-
rimental de previsão de notas em disciplinas de cursos de graduação usando abordagem
de classificação multirrótulo e multidimensional. Além disso, sugerir uma adaptação ao
sistema de inscrição on-line em disciplinas existente na UFF, adicionando uma funciona-
lidade para ajudar os estudantes na escolha das disciplinas, indicando as que eles teriam
maiores chances de sucesso, baseado nos resultados obtidos das previsões de desempenho.

Com a intenção de investigar o interesse no sistema de indicação de disciplinas pro-
posto, foi aplicada uma pesquisa com estudantes e ex-estudantes. Além disso, nesta
mesma pesquisa aplicada, também foi realizado um questionário usando o Modelo de
Aceitação da Tecnologia (TAM, do inglês Technology Acceptance Model), para avaliar a
aceitação da funcionalidade de indicação de disciplinas com maiores chances de sucesso.

https://analytics.uff.br/superset/dashboard/graduacao_acompanhamento_turmas
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Para atingir o objetivo deste trabalho, duas abordagens baseadas em aprendizado de
máquina foram exploradas: abordagens multirrótulo e multidimensional. Foram construí-
dos modelos, que seguem as abordagens propostas, a partir da aplicação de algoritmos
de aprendizado de máquina utilizando informações de um banco de dados que mantém
as informações dos sistemas acadêmicos dos estudantes da UFF. Foram usados dados de
estudantes dos cursos de Ciência da Computação (campus Niterói) e Sistemas de Infor-
mação pois o autor e os orientadores desse trabalho possuem conhecimento sobre suas
disciplinas e suas a grades curriculares e, sendo assim, possuem maior capacidade para
analisar os resultados obtidos a partir da aplicação dos métodos de classificação. Além
disso, foram desenvolvidos alguns protótipos de telas de indicação de disciplinas com
base nos resultados das previsões de desempenho do estudante nas disciplinas, que foram
usados na pesquisa realizada com estudantes e ex-estudantes.

1.2 Justificativa

As abordagens multidimensional e multirrótulo propostas nesse trabalho se configuram
como novas estratégias para tratar o problema de previsão de notas, sendo essa a principal
contribuição desse trabalho, uma vez que existe uma lacuna na literatura para tratar esse
tipo de problema com esse paradigma.

Além disso, alguns métodos de classificação multidimensional e multirrótulo usados
levam em consideração a interdependência entre os rótulos, como o Classifier Chains, o
que é adequado para uso no problema de previsão de notas em disciplinas, uma vez que
existe uma interdependência de ordem entre elas de acordo com a matriz curricular do
currículo do curso (pré-requisitos).

A aplicação e sucesso dessa abordagem poderá auxiliar na decisão mais assertiva dos
estudantes na escolha das disciplinas de seus cursos de graduação a cada semestre, sendo
uma ferramenta de importante relevância no contexto da prevenção da retenção e evasão.

1.3 Organização do Trabalho

Este trabalho está organizado em 7 capítulos. No primeiro capítulo é apresentado uma
visão geral do problema de retenção e evasão na educação superior, além dos objetivos,
metodologia e justificativa.

No Capítulo 2 são apresentadas os principais conceitos e métodos de classificação



1.3 Organização do Trabalho 17

multirrótulo e multidimensional, além das métricas de avaliação que podem ser utilizadas
para analisar seus resultados.

O Capítulo 3 apresenta uma Revisão Sistemática da Literatura para investigar o uso
de Mineração de Dados Educacionais para a construção de sistemas de recomendação com
objetivo de mitigar a retenção na educação superior.

No Capítulo 4 é apresentado uma proposta de metodologia para análise experimental
de construção de um sistema de indicação de disciplinas a serem cursadas com base na
previsão de desempenho do estudante.

O Capítulo 5 apresenta os resultados obtidos no experimento executado avaliar os mé-
todos de classificação multirrótulo e multidimensional com base nas métricas de avaliação
escolhidas.

O Capítulo 6 apresenta os resultados obtidos a partir da aplicação de um instrumento
de pesquisa conduzido para a avaliação do interesse de uso de um sistema de recomendação
de disciplinas no processo de inscrição em disciplinas.

O Capítulo 7 apresenta as conclusões, limitações e possíveis trabalhos futuros que
podem ser explorados.



2 Referencial Teórico

Neste capítulo são apresentados conceitos referentes a classificação multirrótulo e multi-
dimensional (Seção 2.1), os métodos para construção dos classificadores utilizados nesse
tipo de abordagem (Seção 2.2), e, por fim, as medidas de desempenho que podem ser
usadas para a avaliação desses tipos de classificadores (Seção 2.3).

2.1 Classificação Multirrótulo e Multidimensional

Em aprendizado de máquina, um problema de classificação pode ser categorizado de qua-
tro maneiras distintas: binário, multiclasse, multirrótulo e multidimensional. Os proble-
mas de classificação binário e multiclasse também são chamados de monorrótulo. O tipo
de classificador a ser utilizado dependente da informação que se deseja obter do conjunto
de dados do problema a ser estudado (GONÇALVES, 2018).

Nos problemas de classificação binária e multiclasse, uma instância ou exemplo x

é associada a somente um rótulo r dado um conjunto finito e conhecido de rótulos R.
Um conjunto de dados D desse tipo de problema é composto de N instâncias, ou seja,
D = {(x1, r1), (x2, r2), ..., (xN , rN)}. Por exemplo, o problema de classificação de spam,
onde um e-mail que chega em uma determinada caixa de entrada deve ser classificado
como “Spam” ou “Não-Spam”, é um exemplo de classificação binária. Já um problema de
análise de crédito, onde o risco do empréstimo ao solicitante pode ser classificado como
“baixo”, “médio” ou “alto”, nunca podendo ser classificado em mais de um desses rótulos
ao mesmo tempo, é um exemplo de classificação multiclasse.

A classificação multidimensional é utilizada para um contexto em que a instância a
ser classificada possuí vários atributos alvo e eles podem assumir vários valores como, por
exemplo, mês do ano (janeiro, fevereiro, março...dezembro), estações do ano (primavera,
verão, outono e inverno), número de objetos presentes em uma determinada situação,
dentre outros (READ; BIELZA; LARRAÑAGA, 2014). A Figura 4 ilustra um exemplo
de uma base de dados hipotética de artigos que foram classificados com a proporção
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Figura 4: Exemplo de base de dados multidimensional

(“nenhum”, “baixo”, “médio” ou “alto”) nas categorias “Política”, “Economia”, “Saúde”,
“Tecnologia”, “Educação” e “Esporte”.

Assim, em um problema multidimensional que possui um total de rótulos com K
valores de possibilidade cada uma, vão existir KT combinações possíveis de atribuições
em uma configuração multidimensional. Já em um problema multirrótulo, o número de
combinações possíveis de atribuições será 2T .

O problema de classificação multidimensional foi descrito formalmente em (KOCEV
et al., 2013) da seguinte forma:

Dado:

• Um conjunto de atributos preditivos X consistindo de tuplas com valores discretos
ou contínuos, isto é, 8Xi 2 X, Xi = (xi1, xi12, ..., xiM), sendo M a quantidade de
atributos preditivos;

• Um conjunto de atributos alvo Y, consistindo de tuplas de variáveis alvo com valores
discretos ou contínuos, isto é, 8Yi 2 Y, Yi = (yi1, yi12, ..., yiT ), sendo T a quantidade
de atributos alvo;

• Um conjunto de instâncias D, sendo a instância um par de tuplas de atributos
preditos e atributos alvo, isto é, D = {(Xi,Yi)|Xi 2 X,Yi 2 Y,1  i  N}, sendo N
o número de instâncias;

• Um critério de qualidade q, que premia modelos com performances de alta predição
e baixa complexidade.

Encontre:
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Figura 5: Exemplo de base de dados multirrótulo

Uma função
R
: X ! Y tal que

R
maximize q

Os problemas de classificação multirrótulo são casos onde múltiplas variáveis de saída
só podem assumir valores binários, de maneira que uma instância x é associada a um
subconjunto S de rótulos R, tal que S ✓ R e podem ser vistos como um caso específico de
classificação multidimensional (ZARAGOZA et al., 2011). Daí, um conjunto de dados D
desse tipo de problema pode ser definido como D = {(x1, S1), (x2, S2), ..., (xN , xN)}. Por
exemplo, a classificação multirrótulo pode ser empregada no problema de classificação de
análise de emoções, cujo objetivo é classificar quais emoções um indivíduo sente ao ler
uma determinada notícia, já que uma única notícia pode estar ligada a mais de um sen-
timento em seu leitor, como “raiva”, “espanto” e “tristeza”. Um outro problema conhecido
da classificação multirrótulo é o problema de classificação de artigos de jornais ou notícias
em categorias, como “meio ambiente”, “economia”, “política”, entre outros (TSOUMA-
KAS; PAPADOPOULOS et al., 2014). Nesse caso, um mesmo artigo ou notícia pode ser
classificado em mais de uma categoria. A Figura 5 é um exemplo de uma base de dados
multirrótulo onde um artigo pode ser classificado se pertence ou não a uma categoria de
notícias (classificação binária). A classificação multirrótulo pode ser empregada em uma
variedade de problemas do mundo real, nos quais um rótulo somente é (verdadeiro) ou
não (falso) associado a um exemplo.

2.2 Métodos de Classificação Multirrótulo e Multidimensio-
nal

Para construção de classificadores multidimensionais e multirrótulos, algumas estratégias
foram adotadas e podem ser divididas em duas categorias: Transformação do Problema e
Adaptação do Algoritmo (READ; PFAHRINGER; HOLMES; FRANK, 2009). A seguir,
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essas duas abordagens serão apresentadas em detalhes.

2.2.1 Transformação de Problema

Os métodos de Transformação de Problema são aqueles que transformam os problemas de
classificação multidimensional ou multirrótulo em um ou mais problemas de classificação
monorrótulo. Eles foram criados como uma alternativa para lidar com problemas onde
há manipulação de muitas variáveis alvo, uma vez que essa tarefa é complexa e o custo
computacional pode ser caro. Isso permite que algoritmos tradicionais de classificação
monorrótulo possam ser aplicados e os resultados obtidos posteriormente, transformados
de volta em representações multidimensional ou multirrótulo. Para exemplificar os méto-
dos que serão apresentados na categoria de Transformação de Problema, a base de dados
fictícia de categorização de notícias apresentada na Figura 5 é usada. Cada instância
da tabela, representada por xi, consiste em um conjunto de atributos e um conjunto de
rótulos Y que categorizam as notícias, tal que Yi ✓ R ={“Política”, “Economia”, “Saúde”,
“Tecnologia”, “Educação” e “Esporte”}.

Binary Relevance (BR) é um método de construção de classificadores multirrórulo
muito conhecido e bastante usado (TSOUMAKAS; KATAKIS; VLAHAVAS, 2009). Esse
método transforma a base de dados multirrótulo original em T bases de dados binárias,
uma para cada rótulo. A partir daí, T classificadores binários são construídos para realizar
a predição de cada rótulo distinto em R = {r1, r2,..., rq } . A Figura 6 mostra o resultado
da transformação da base de dados do problema original em várias bases de dados binárias.
Nesse exemplo, seis bases de dados foram geradas e cada uma delas precisaria ter o modelo
binário treinado para classificar cada uma das categorias das notícias.

Após o modelo BR ter sido treinado, a classificação de uma nova instância é realizada
por meio da união dos resultados preditos como positivos de cada um dos classificadores
binários. A Figura 7 mostra o processo de classificação de uma nova instância hipotética.
Os seis classificadores (de C1 a C6) são os classificadores binários, treinados para predizer
as categorias das notícias descritas anteriormente e a instância x7 é a nova instância a ser
classificada utilizando o método BR. Para realizar a classificação, o modelo BR aplica a
nova instância a cada classificador individualmente, de forma independente, e ao final do
processo, agrega os resultados preditos como positivos de todos os classificadores, gerando
o conjunto de rótulos preditos para a instância x7 como {“Saúde”, “Tecnologia”}.

O método Binary Relavance tem a vantagem de ser um método simples e intuitivo,
porém apresenta uma desvantagem: ao classificar os rótulos de forma independente, ele
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Figura 6: Exemplo de transformação usando o método Binary Relevance

Figura 7: Exemplo de aplicação do método Binary Relevance para uma nova instância
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Figura 8: Exemplo de classificação usando os métodos Binary Relevance e Classifier
Chains. Adaptado de (SILVA, P. N. da, 2014)

ignora correlações que podem existir entre os rótulos (GONÇALVES, 2018).

Analogamente ao método Binary Relavance, o método Classificadores Independentes
(IC) usa vários classificadores, um para cada atributo alvo a ser predito (READ; BIELZA;
LARRAÑAGA, 2014). A diferença é que, ao invés de usar classificadores binários (usados
em problemas multirrótulo), são usados classificadores multiclasse (para tratar problemas
de abordagem multidimensional).

Classifier Chains (CC) é um método apresentado em (READ; PFAHRINGER; HOL-
MES; FRANK, 2009) que permite que classificadores Binary Relavance sejam utilizados
em cadeia, de maneira que a interdependência entre os rótulos seja considerada (supe-
rando essa desvantagem do método BR) com custo computacional baixo. A ordem da
cadeia definida de forma aleatória. Da mesma forma do BR, o método CC usa q classifi-
cadores binários {c1, c2, c3,..., cq} para realizar a predição de cada rótulo distinto em R
= {r1, r2,..., rT } . A diferença é que esse método expande o espaço inicial de atributos
(da base de dados original) de forma encadeada e, no treinamento do classificador cj, são
utilizadas as predições feitas anteriormente por todos os classificadores {c1,...,cj � 1}, ou
seja, o conjunto de rótulos {r1,..,rj �1} como parte do conjunto de atributos. A cadeia de
classificadores formada passa a informação dos rótulos entre os classificadores e, assim, as
correlações entre os rótulos são levadas em consideração. Esse método pode ser aplicado
diretamente em problemas que precisam usar classificação multidimensional.

A Figura 8 exemplifica o processo de classificação de uma instância com o método
BR e o CC. A parte (a) da Figura 8 mostra todos os atributos e todos os classificadores
usados para classificar uma instância usando o modelo construído pelo método BR. Nesse
processo, todos os classificadores gerados para os rótulos do conjunto utilizam os mesmos
atributos para realizar predições. Já o método CC, ilustrado na parte (b) da Figura,
mostra que os resultados dos classificadores anteriores são adicionados ao conjunto de
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Figura 9: Base de dados de categorização de notícias transformada após aplicação do
método Label Powerset

atributos utilizados para a predição em cadeia, fazendo com que seja levado em conta a
correlação entre os rótulos.

O método Label Powerset (LP), também chamado de Class Powerset (CP) em (READ;
BIELZA; LARRAÑAGA, 2014) por ser mais adequado ao contexto multidimensional, gera
novos rótulos a partir da transformação do problema, ao combinar os rótulos originais de
um instância em um único rótulo, reduzindo o problema multirrótulo ou multidimensional
a um problema monorrótulo. A Figura 9 exemplifica o processo de transformação LP da
base de dados original, mostrada na Figura 5, na base de dados a ser usada.

Um classificador multiclasse é treinado com as instâncias da nova base de dados gerada
a partir do processo de transformação LP. A classificação de uma nova instância é feita e
o resultado deve ser transformado de volta em um conjunto de rótulos, ou seja, a classe
decomposta no conjunto de rótulos original.

O método LP tem como aspecto positivo a simplicidade de ser aplicado e implicita-
mente leva em consideração a correlação entre os rótulos (SUCAR et al., 2014). Uma
desvantagem desse método é a possibilidade de ser gerado um número exponencial de
rótulos combinados e, além disso, muitos conjuntos de rótulos combinados podem ocor-
rer apenas uma vez, causando um desbalanceamento na base de dados, prejudicando o
aprendizado do classificador (READ; PUURULA; BIFET, 2014). Um outro problema
encontrado no método LP é o fato de não conseguir prever um conjunto de rótulos que
não esteja na base de treinamento de origem (GONÇALVES, 2018). Por exemplo, o
rótulo “Política-Esporte” não aparece na base de dados transformada pelo método LP,
apresentado na Figura 9, logo, ele nunca será predito para uma eventual nova instância a
ser classificada já que essa combinação não aparece na base de dados original.

O algoritmo Hierarchy Of Multilabel Classifiers (HOMER) foi desenvolvido para trans-
formar um grande conjunto de rótulos em uma hierarquia de classificadores multirrótulo,
em forma de árvore, mais simples, cada um lidando com um menor número de rótulos
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e uma distribuição de exemplos mais equilibrada (TSOUMAKAS; KATAKIS; VLAHA-
VAS, 2008). Sua eficiência se deve à essa hierarquia, dividindo o conjunto de rótulos
em problemas menores, com poucos rótulos em cada nó. Um classificador multirrótulo
é então construído em cada nó não folha, seguindo a abordagem BR. Ele é utilizado
principalmente em problemas com grandes quantidades de rótulos.

2.2.2 Adaptação de Algoritmo

Os métodos de Adaptação de Algoritmo são aqueles que adaptam algoritmos existentes
de classificação monorrótulo, geralmente algoritmos tradicionais de classificação (como
árvores de decisão, máquinas de vetores de suporte e k vizinhos próximo) para lidar com
problemas de modelagem multirrótulo. Essa seção descreve alguns métodos de AA que
são encontrados mais frequentemente na literatura.

O método Multi-label Lazy Learning (ML-KNN), derivado do tradicional algoritmoK-
Nearest Neighbor (KNN), foi apresentado em (ZHANG; ZHOU, 2007) e pode ser aplicado
para problemas multirrótulo. Para cada instância a ser classificada pelo algoritmo, as k
instâncias vizinhas mais próximas são encontradas na fase de treinamento. Depois disso,
com base em informações estatísticas obtidas dos conjuntos de rótulos dessas instâncias
vizinhas, o conjunto de rótulos da instância que está sendo classificada é predito.

Usando também como base o algoritmo KNN, o método KRAM (do inglês kNN fea-
tuRe Augmentation for Multidimensional classification) é apresentado em (JIA; ZHANG,
2020) para problemas com características de modelagem multidimensional. Nele, o es-
paço inicial de atributos usados na predição é aumentado usando informações estatísticas
específicas sobre os rótulos dos vizinhos mais próximos.

Uma abordagem de classificação para aprendizado multirrótulo baseado em algoritmos
do tipo Support Vector Machine (SVM) foi apresentado em (ELISSEEFF; WESTON,
2001), com objetivo principal de desenvolver um classificador com baixa complexidade
no processo de aprendizado e uma pequena taxa de erro. Os autores fazem uso de uma
função de custo, que á a fração média de pares de rótulos ordenados incorretamente, em
uma abordagem de ranqueamento.

O método de classificação multirrótulo C.45 (ML-C4.5) é uma adaptação do conhecido
algoritmo de árvore de decisão C4.5, proposto em (CLARE; KING, 2001), usado em um
problema de análise de dados multirrótulo com o objetivo de encontrar novas funções
genéticas no fenômeno de mutação no crescimento de um tipo de levedura específico. A
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modificação do algoritmo para adaptação ao problema multirrótulo se deu no cálculo da
entropia, a qual é utilizada para selecionar os nós de decisão da árvore. Além disso,
como as folhas das árvores podem ser potencialmente um conjunto de rótulos de classe, o
algoritmo inicial foi adaptado para que isso fosse possível.

Redes Neurais de Retropropagação também são aplicadas para problemas de classifi-
cação multirrótulo. O algoritmo Backpropagation for Multilabel Learning (BP-MLL), de-
rivado do algoritmo Backpropagation, foi proposto, substituindo a função de erro original
por uma nova função capaz de lidar com as características da aprendizagem multirrótulo
(ZHANG; ZHOU, 2006). Nesse trabalho, experimentos foram feitos para classificação
multirrótulo de categorização de texto e de funções de genes. Os resultados apresentados
foram superiores a algoritmos tradicionais.

Originalmente apresentado por (FREUND; SCHAPIRE, 1997), o algoritmo AdaBoost
foi modificado em (SCHAPIRE; SINGER, 2000) e foram geradas duas versões de algorit-
mos para tratar problemas multirrótulo: o AdaBoost.MH e AdaBoost.MR. O algoritmo
AdaBoost.MH, tem o objetivo de minimizar a medida Hamming Loss, que é uma métrica
de desempenho e será abordada em outra seção. Ele foi extendido por (COMITÉ; GIL-
LERON; TOMMASI, 2003) para produzir um conjuntos de regras que podem ser vistas
como árvores de decisão alternadas, gerando modelos de classificação multirrótulo com
bom desempenho e com a vantagem de serem interpretáveis por humanos. Já o algoritmo
AdaBoost.MR foi projetado para buscar um sistema de ranqueamento de rótulos, de tal
forma que os mais apropriados sejam dispostos no topo do ranking.

2.2.3 Métodos Ensemble

Um sistema eleitoral democrático é um sistema em que uma maioria decide, por meio
de votação, quem serão os próximos governantes. Analogamente, os métodos ensemble
são compostos por um grupo de classificadores que, através de um esquema de votação,
tem seus resultados combinados (GOLLAPUDI, 2016). O principal objetivo dos métodos
ensemble é gerar modelos com melhores resultados de classificação em comparação aos
modelos gerados por um único algoritmo de classificação (OPITZ; MACLIN, 1999).

Os métodos ensemble para classificação multirrótulo são desenvolvidos utilizando-se
métodos comuns de transformação de problemas ou adaptação de algoritmos (EL KA-
FRAWY; MAUSAD; ESMAIL, 2015), apresentados nas subseções anteriores.

O método Ensembles Pruned Sets (EPS) foi desenvolvido para tentar melhorar os
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resultados do método Pruned Sets (PS) (READ; PFAHRINGER; HOLMES, 2008). O
método PS realiza uma poda nos dados, retirando conjuntos de rótulos que aparecem com
pouca frequência (parâmetro que pode ser definido pelo usuário), se concentrando apenas
nas correlações de rótulos mais importantes, reduzindo assim o custo computacional e
aumentando o poder de precisão das classificações. Em um processo de pós-poda, o
PS divide os conjuntos podados em subconjuntos que ocorrem com mais frequência e é
capaz de reintroduzir instâncias que foram removidas, garantindo uma perda mínima de
informações. Porém, o método PS não é capaz de classificar uma nova instância com
rótulos que não estão previamente na base usada no processo de treinamento.

Ao longo do processo de treinamento do EPS, um subconjunto com 63% do conjunto
de treinamento é usado e m iterações são realizadas para treinar m classificadores PS.
A partir de um ponto de corte dado pelo cálculo de ocorrências de cada rótulo no con-
junto resultado, diferentes previsões multirrótulo são combinadas em um predição. Essa
previsão final do conjunto de rótulos pode não ter acontecido em nenhum dos modelos
PS individuais, fazendo com que a utilização desse método ensemble possa atingir maior
potencial de classificação.

O método Random K-Label Sets (RAKEL), apresentando em (TSOUMAKAS; VLAHA-
VAS, 2007), foi desenvolvido para superar as desvantagens do método LP em tratar gran-
des quantidade de rótulos. O método RAKEL propõe uma abordagem que constrói um
ensemble de classificadores LP, onde cada classificador deste conjunto é treinado usando
um pequeno subconjunto aleatório do conjunto rótulos, levando em conta as correlações
de rótulos. Um processo de votação simples usando um valor de limite, definido pelo
usuário, determina o conjunto de classificação final.

No método CC, apresentado anteriormente na subseção 2.2.1, a ordem dos atribu-
tos que formam a cadeia gerada para classificar problemas multirrótulos influenciam na
precisão dos resultados. Assim, os próprios autores do método CC propuseram o Ensem-
ble of Classifier Chains (ECC), onde m classificadores CC são treinados, cada um com
uma ordenação da cadeia definida de forma aleatória (READ; PFAHRINGER; HOLMES;
FRANK, 2009). Assim, cada modelo CC gerado provavelmente será único e poderá prever
conjuntos de rótulos diferentes dos outros modelos. Um esquema de votação é usado para
selecionar os rótulos mais votados e assim gerar o resultado final de classificação. Um
experimento executado pelos autores desse trabalho mostrou que o método ECC obteve
melhores resultados de acurácia do que CC em diversas bases de dados de problemas
multirrótulo.
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Outro método do tipo ensemble proposto foi o Bayesian Chain Classifiers (BCC),
combinando cadeias de classificadores e Redes Bayesianas (RB) para classificação multi-
dimensional (ZARAGOZA et al., 2011). Na primeira fase do BCC, é criada uma RB na
forma de uma árvore geradora de peso máximo que representa as relações de dependência
entre os rótulos do conjunto de dados. Na segunda fase, vários classificadores em cadeia
são construídos e a ordem dos rótulos que vão compor o espaço de atributos de predição
é obtida a partir da estrutura da RB gerada na primeira fase. Assim, o número de ordens
aleatórias possíveis é reduzido significativamente. Para classificar uma nova instância, o
resultado de todas as cadeias é combinado usando um esquema de votação simples.

2.3 Medidas de Desempenho

Classificadores multirrótulo e multidimensional requerem métricas de avaliação diferentes
das que são utilizadas no processo de classificação monorrótulo tradicional. Na classifica-
ção monorrótulo uma instância pode ser classificada de duas formas: igual ou diferente do
rótulo original, ou seja, a classificação é certa ou errada. Já nas classificações multirrótulo
e multidimensional, o processo é mais complexo, já que o conjunto de rótulos preditos
pode ser parcialmente correto e as métricas de avaliação devem levar essa característica
em consideração.

Diferentes medidas de avaliação tem sido propostas na literatura para avaliar clas-
sificadores multirrórulo (MADJAROV et al., 2012; TSOUMAKAS; VLAHAVAS, 2007;
ELISSEEFF; WESTON, 2001; JIA; ZHANG, 2020), porém, isso não é verdade para
classificadores multidimensional. Muitas métricas de avaliação que são comuns para ava-
liação de classificadores multirrótulo, como a F-measure (ZHANG; ZHOU, 2007), ainda
não foram adequadas para a avaliação de classificadores multidimensional.

Nessa seção serão apresentadas as medidas de desempenho que foram usadas para
avaliar os experimentos usados nessa dissertação.

2.3.1 Exact Match

O Exact Match (EM) é a medida mais simples para se avaliar classificadores multidimen-
sionais, porém, é considerada muito rigorosa, uma vez que requer que o conjunto previsto
de rótulos seja uma correspondência exata do conjunto verdadeiro de rótulos. O EM
calcula a porcentagem de instâncias cujos rótulos previstos são exatamente iguais ao seu
correspondente e é calculada conforme demonstrado na Equação 2.1.
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Figura 10: Aplicação da métrica Exact Match em uma base de dados exemplo

EM =
1

N

NX

i=1

⌧(Yi = Zi) (2.1)

Na Equação 2.1, a função é indicada por ⌧ , onde ⌧ (falso) = 0 e ⌧ (verdadeiro) = 1. Os
conjuntos de rótulos reais e os preditos são representados por Yi e Zi respectivamente, ou
seja, a predição correta só ocorre quando Yi = Zi. Quanto maior o valor de EM, melhor
o desempenho do classificador relativo a essa métrica.

A Figura 10 mostra a aplicação da métrica EM em uma base de dados de exemplo com
seis instâncias (N = 6) classificada de forma fictícia. Pode-se perceber que somente quando
Yi = Zi, a última coluna recebe o valor de avaliação 1,00, indicando uma classificação
predita exatamente igual ao conjunto de rótulos reais, que é o caso das instâncias x3 e
x4. As demais instâncias recebem o valor de avaliação 0,00 pois apresentam o conjunto
de rótulos preditos com alguma diferença em relação ao conjunto de rótulos reais. O
resultado da avaliação da métrica EM é apresentado na última linha da Figura, com o
valor de 0,33, que é o resultado da aplicação da Equação 2.1.

2.3.2 Hamming Loss

A métrica Hamming Loss (HL) calcula a fração de rótulos incorretos atribuídos às instân-
cias do conjunto de dados. Essa métrica leva em consideração tanto os erros de rótulos
que deixaram de ser preditos e de rótulos que foram preditos incorretamente. Quanto
menor o valor de resultado para HL, melhor o desempenho do classificador relativo a essa
métrica.

HL =
1

N

NX

i=1

Yi�Zi

R
(2.2)
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A métrica HL é definida na Equação 2.2, onde N é o número de instâncias da base
de teste, R é o número total de rótulos possíveis, � representa a diferença simétrica de
dois conjuntos, que é a teoria dos conjuntos equivalente da disjunção exclusiva (operação
XOR) na lógica booleana e Yi e Zi representam, respectivamente, o conjunto de rótulos
reais e o conjunto de rótulos preditos.

A Figura 11 ilustra a aplicação da métrica HL na mesma base de dados fictícia usada
no exemplo anterior da aplicação da métrica EM. As instâncias x3 e x4 tiveram suas
predições totalmente corretas em relação ao conjunto de rótulos real, logo o valor da
medida para esse caso é 0,00. As demais instâncias apresentam alguma diferença no
conjunto de rótulos preditos em relação ao conjunto de rótulos real, ou seja, apresentam
classificações com acerto parcial ou nenhum acerto.

Figura 11: Aplicação da métrica Hamming Loss em uma base de dados exemplo

2.3.3 Acurácia por Rótulo

A métrica de acurácia por rótulo é calculada para cada rótulo r 2 R, em função dos
resultados falso positivos (fp), falso negativos (fn), verdadeiro positivos (vp) e verdadeiro
negativos (vn) obtidos no modelo. Resultados falso positivos representam o conjunto de
instâncias que na base de teste tinham o rótulo “Não” e foram classificados de forma errada
com o rótulo “Sim”. Resultados falso negativos representam o conjunto de instâncias que
na base de teste tinham o rótulo “Sim” e foram classificados de forma errada com o rótulo
“Não”. Já resultados verdadeiro negativos representam o conjunto de instâncias que na
base teste tinham o rótulo “Não” e foram classificadas de forma correta com o rótulo
“Não”. Por fim, resultados verdadeiro positivos representam o conjunto de instâncias que
na base teste tinham o rótulo “Sim” e foram classificados de forma correta com o rótulo
“Sim”. A métrica de acurácia é definida na Equação 2.3, onde N é o total de instâncias
do conjunto de teste, a soma de vn e vp é o resultado dos acertos e a soma de vn, vp,
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fp, fn é o resultado de todas as predições. Logo, pode-se dizer que a acurácia é a razão
entre as predições corretas e todas as predições realizadas.

1

N

NX

i=1

vp+ vn

vp+ vn+ fp+ fn
(2.3)

2.4 Considerações Finais

No presente capítulo, foram abordados conceitos relacionados à classificação multirró-
tulo e multidimensional. Além disso, foram apresentados os métodos de Transformação
de Problema, Adaptação de Algoritmo e Métodos Ensemble, métodos esses usados na
construção de classificadores multidimensional e multirrótulo.

Ainda neste capítulo, também foram apresentadas e discutidas as medidas de desem-
penho Exact Match, Hamming Loss e Acurácia por Rótulo, que podem ser empregadas
na avaliação desses tipos de classificadores.



3 Revisão da Literatura

O conteúdo deste capitulo foi publicado pelos autores De Oliveira, Bernardini e Viterbo
(2021), na conferência Frontiers in Education Conference (FIE), com o título “An Over-
view on the Use of Educational Data Mining for Constructing Recommendation Systems
to Mitigate Retention in Higher Education“. O objetivo desta publicação foi apresentar
uma Revisão Sistemática da Literatura (RSL) para identificar o uso de metodologias,
técnicas e ferramentas de EDM para implementação de Sistemas de Recomendação com
a intenção de mitigar a retenção de estudantes da educação superior, contribuindo para
reduzir sua ocorrência.

A retenção de estudantes, relativa ao tempo excedido para conclusão de um determi-
nado curso, é um problema que atinge as Instituições de Educação Superior (IES) (CAM-
PELLO; LINS, 2008). Este problema ocorre em uma grande extensão em programas de
graduação dos cursos das áreas de Ciência, Tecnologia, Engenharia e Matemática (STEM,
do inglês Science, Technology, Engineering and Mathematics), que têm altas taxas de re-
tenção e evasão quando comparados a outros programas não STEM (SITHOLE et al.,
2017). Os alunos em tais programas acabam trocando ou abandonando o programa antes
de se formar, gerando desperdícios econômicos, sociais e acadêmicos (SILVA FILHO et
al., 2007). Assim, detectar antecipadamente quais estudantes estão sujeitos à retenção e
suas causas é muito importante para que gestores educacionais (coordenadores de curso,
diretores de unidades, dentre outros) possam antever essa situação, podendo propor ações
eficazes para que isso não ocorra.

Recentemente, pesquisadores em EDM têm desenvolvido métodos para exploração de
dados em educação (BAKER; ISOTANI; CARVALHO, 2011). Uma das aplicações é a
detecção da retenção e suas causas. Nesse contexto, ferramentas de apoio à tomada de
decisão podem ser construídas utilizando técnicas de mineração de dados para mitigar a
retenção e melhorar a aprendizagem e o envolvimento dos alunos, contribuindo para um
melhor desempenho acadêmico.
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Por outro lado, os Sistemas de Recomendação (SRs) têm sido utilizados com sucesso
em diversos domínios e estão presentes no dia a dia das pessoas, como sites de compras,
aplicativos para streaming de filmes e músicas, recomendações de amigos em redes sociais,
entre outros (COSTA et al., 2017). Em geral, os SRs empregam o uso de ferramentas
e técnicas para sugerir itens a um usuário em seu contexto de aplicação (LÜ et al.,
2012). Os SRs também têm sido utilizadas na educação superior para prevenir a retenção,
como a proposta de Almutairi, Sidiropoulos e Karypis (ALMUTAIRI; SIDIROPOULOS;
KARYPIS, 2017) para prever as notas finais dos alunos em disciplinas ainda não cursadas,
a fim de auxiliá-los na seleção de disciplinas do semestre atual, aumentando suas chances
de sucesso. Na literatura, encontramos muitos estudos apresentando o estado da arte
do uso de EDM em plataformas de educação à distância (MORENO-MARCOS et al.,
2018), alguns deles focam em etapas de EDM para analisar o desempenho dos alunos. Os
trabalhos que apontam para a possibilidade de usar esses resultados para implementar
SRs, tais como (BIN MAT et al., 2013) (CUI et al., 2019), não aprofundam sua discussão.
Assim, não encontramos nenhum estudo de revisão de literatura que mostre o estado da
arte do uso de SRs para problemas de retenção na educação superior através do uso de
tecnologias de EDM.

Apresentamos uma visão geral sobre todos os trabalhos selecionados. A grande mai-
oria deles têm o objetivo de previsão de notas dos estudantes em disciplinas ainda não
cursadas. Os estudos encontrados usaram diversas features diferentes para modelar os
problemas que se propunham resolver, tais como: acadêmicos (ano de matrícula, notas,
cursos, entrega de atividades), demográficos (etnia, idade, nacionalidade) e sociais (renda
familiar, profissão e nível de educação dos pais). Para avaliar os modelos gerados, diver-
sas métricas de avaliação foram usadas, como por exemplo, matriz de confusão, acurácia,
precisão e Curva ROC. Poucos trabalhos, dentre os selecionados, propõem SRs para os
estudantes cursarem disciplinas no período letivo seguinte. Isso indica um grande campo
ainda em aberto para desenvolvimento de mais trabalhos futuros nessa área.

3.1 Metodologia para Condução da Revisão Sistemática da
Literatura

Nesta Revisão Sistemática da Literatura (RSL), utilizamos bibliotecas digitais que são
referências internacionais em publicações de artigos científicos, com o objetivo de respon-
der à seguinte questão de pesquisa: No contexto dos SRs para mitigação da retenção na
educação superior, quais os métodos de aprendizado de máquina foram usados? Como
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questão de pesquisa secundária, buscamos também compreender o seguinte: quais foram
os objetivos gerais dos estudos encontrados no contexto da EDM? Usamos um total de
5 bibliotecas, a ACM Digital Library, IEEE Digital Library, Science @Direct, Scopus e
Springer Link. Coletamos documentos completos nestas bases usando a seguinte string de
busca: (“Educational Data Mining” OR “Educational Mining”) AND (“Retention”) AND
(“Recommender Systems”).

Encontramos um total de 163 trabalhos, publicados entre os anos de 2012 e 2020. O
Scopus retornou 104 trabalhos na busca; A Scopus retornou 104 trabalhos na busca; a
Springer Link retornou 42; a Science@Direct, 13; a IEEE Digital Library, 3; e a ACM
Digital Library, apenas 1. Para identificar os trabalhos mais revelantes para o objetivo da
revisão atual, foram usados critérios de inclusão (abordam SRs e EDM; focam desempe-
nho acadêmico do aluno; e abordam retenção) e exclusão (duplicados; que não abordam
SRs; que focam seleção de alunos para a educação superior; e focados na EAD). Os tra-
balhos com foco em EAD foram excluídos pois, nesse contexto, plataformas de e-learning
são utilizadas e, a partir delas, são extraídas muitas features que não estão disponíveis
no ensino presencial, tais como: informações de alunos com relação a entrega de em ati-
vidades, participação em fóruns, tempo online na ferramenta, iteração com tutor, notas
parciais entre outros. A Figura 12 mostra nosso diagrama de fluxo PRISMA (MOHER
et al., 2009). O fluxograma descreve as fases da RSL, mapeando o número de artigos
identificados, incluídos e excluídos.

Após a aplicação desses critérios, restaram 31 trabalhos científicos. Desses, 23 são
trabalhos primários, ou seja, trabalhos que propõem uma metodologia ou método como
contribuição científica; e 8 são trabalhos secundários, ou seja, trabalhos de revisão da
literatura. Um resumo desses trabalhos é apresentado na próxima seção. A figura 13
apresenta um gráfico com o número de trabalhos por tipo.

3.2 Breve Descrição dos Trabalhos Selecionados

Nos trabalhos primários analisados, Johri et al (JOHRI et al., 2017) apresentam uma
proposta de análise de dados simplificada para apoiar a tomada de decisão por gestores em
problemas de retenção. Os autores fazem seu estudo de caso em uma grande universidade
pública para examinar a taxa de retenção nas faculdades de engenharia e ciências, com
objetivo de fornecer informações para ajudar administradores e professores a desenvolver
políticas que possam diminuir as taxas de retenção.
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Figura 12: Fluxo de informações através das etapas da revisão usando o diagrama de
fluxo PRISMA (Adaptado de (MOHER et al., 2009)).

Figura 13: Número de trabalhos por tipo

Por outro lado, muitos trabalhos descrevem um cenário de previsão de notas e previsão
de desistência, que podem levar à retenção, utilizando aprendizado de máquina e otimi-
zação, sem estarem associados à implementação de mecanismos de recomendação. Daí,
essas predições podem ser utilizadas por estudantes, professores e gestores para apoiar a
tomada de decisão nos cenários educacionais. Nessa linha, há trabalhos que apresentam
propostas baseadas em (i) aprendizado de máquina supervisionado (13 trabalhos); (ii)
aprendizado de máquina supervisionado para problemas de regressão (1 trabalho); e (iii)
aprendizado de máquina não supervisionado (2 trabalhos). Descrevemos esses trabalhos
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a seguir e, ao final desta seção, apresentamos os 8 artigos secundários encontrados em
nossa revisão de literatura.

3.2.1 Aprendizado de Máquina Supervisionado

Nesse contexto do uso de aprendizado de máquina supervisionado, o estudo de (BUENAÑO-
FERNÁNDEZ; GIL; LUJÁN-MORA, 2019) objetiva usar técnicas de aprendizado de má-
quina para prever as notas dos estudantes utilizando histórico de notas em disciplinas já
cursadas. Neste trabalho é utilizado o algoritmo de indução de árvores de decisão para
estimar se um estudante terá sucesso ou não, justificando o uso de árvores de decisão por
serem interpretáveis por seres humanos.

Polyzou e Karypis (POLYZOU; KARYPIS, 2018) objetivam prever o desempenho de
um estudante no final do semestre antes do término da disciplina, com foco em estudan-
tes de baixo desempenho. Os autores classificam os estudantes em dois grupos: os que
provavelmente concluirão com êxito uma disciplina ou atividade; e os que parecem ter
dificuldades. Após identificar o último grupo, podem ser traçadas estratégias de atuação
para aumentar sua probabilidade de sucesso. Polyzou e Karypis (POLYZOU; KARY-
PIS, 2019) estenderam o trabalho prévio. O problema de previsão de notas também foi
formulado como uma tarefa de classificação binária — dois grupos de estudantes são
formados de acordo com o desempenho na disciplina. Porém, os autores estenderam os
experimentos usando diversos algoritmos de aprendizado: indução de árvore de decisão,
de construção de máquinas de vetor suporte lineares, Random Forest e Gradient Boosting,
tendo este último obtido o melhor desempenho.

Alper e Cataltep (ALPER; CATALTEPE, 2012) objetivam prever o sucesso de es-
tudantes (aprovado ou reprovado), utilizando diversos algoritmos de aprendizado super-
visionado, em diferentes disciplinas no curso de Engenharia da Computação. Dados das
notas do histórico de disciplinas do estudante e indicadores adicionais definidos pelos co-
ordenadores dos cursos são utilizados. Para realizar essa tarefa, os autores compararam
diversos algoritmos de aprendizado supervisionado, sendo eles: Bayesian Logistic Regres-
sion, Minimun Redundancy Maximum Relevance feature selection algorithm, Naive Bayes,
Multilayer Perceptron, SVM e Logistic Regression. O objetivo é ajudar os estudantes a
escolherem disciplinas nas quais eles tenham mais chances de sucesso.

Al-Saleem et al (AL-SALEEM et al., 2015) utilizam técnicas de EDM para extrair
conhecimento de estudantes anteriores para prever o desempenho futuro de estudantes
em disciplinas. Os autores utilizam algoritmos de árvores de decisão e apresentam um
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estudo de caso por meio do desenvolvimento de um sistema para previsão das notas dos
estudantes em tempo real. No sistema, os estudantes podem visualizar notas previstas
para uma ou mais disciplinas. O objetivo é ajudar os estudantes a escolherem disciplinas
nais quais eles tenham mais chances de sucesso.

Bañeres e Serra (BAÑERES; SERRA, 2017) apresentam um sistema para dar suporte
a professores e estudantes, prevendo, em tempo real, as chances de aprovação em uma
disciplina com base em um conjunto diferente de indicadores, como disciplinas aprovadas
ou habilidades adquiridas. O objetivo do sistema é melhorar a qualidade dos modelos
e informações do Ambiente Virtual de Aprendizagem (AVA), que contém as tentativas,
realizações e ações executadas pelos estudantes. O sistema é composto por um modelo
de árvore de decisão, treinado usando diferentes fontes de dados.

Miguéis et al (MIGUÉIS et al., 2018) classificam estudantes em segmentos, baseados
na nota média e no tempo necessário para concluir a graduação. Os autores usam um
algoritmo de discretização para categorizar o desempenho dos estudantes em cinco classes,
correspondendo a diferentes níveis de desempenho acadêmico. Em seguida, constroem um
modelo para prever o desempenho dos estudantes com base na categorização realizada.

Apenas um trabalho modelou esse problema como regressão: no contexto do uso de
aprendizado de máquina supervisionado para problemas de regressão, (HU; POLYZOU
et al., 2017) constroem um modelo de regressão específico para previsão de uma nota
do estudante na disciplina. Os autores usaram dados sobre os estudantes, disciplinas e
instrutores com o objetivo de auxiliar na tomada de decisões sobre as futuras escolhas de
disciplinas a serem cursadas. A partir daí, propuseram um modelo híbrido para prever o
desempenho dos estudantes no próximo período, levando em consideração não só as notas
das disciplinas (com a alegação de que somente as notas podem não capturar completa-
mente todos os fatores que afetam o desempenho dos estudantes), como também outras
informações relativas aos estudantes. Utiliza Random Forest para encontrar a importân-
cia de cada atributo utilizado no modelo, para entender quais são os fatores que mais se
destacam para o sucesso acadêmico.

Dois trabalhos usam aprendizado de máquina para selecionar atributos que levam à
retenção. Ghanem e Alobaidy (GHANEM; ALOBAIDY, 2018) discutem o problema de
atributos redundantes para uso na predição de desempenho dos estudantes. Daí, propõem
o uso de árvores de decisão para seleção dos principais atributos que afetam o desempenho
dos estudantes. Por fim, usam um classificador construído com o algoritmo de Naive Bayes
para predição do desempenho dos estudantes, usando somente os atributos identificados
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pela árvore de decisão resultante, excluindo os atributos irrelevantes.

Marwaha e Singla (MARWAHA; SINGLA, 2020) apresentam uma modelagem para
identificar os atributos mais influentes que podem prever o desempenho dos estudantes.
Os autores preveem a aprovação ou reprovação, bem como o desempenho do estudante no
primeiro caso (excelente, bom ou médio). Os autores comparam diversos algoritmos pre-
ditivos de aprendizado de máquina usando diferentes atributos, pertencentes às categorias
acadêmico, demográfico, social e comportamental, que podem influenciar o desempenho
dos estudantes.

3.2.2 Aprendizado de Máquina Supervisionado Para Classificações Mais
Complexas

Sharabiani et al (SHARABIANI et al., 2014) objetivam prever as notas dos estudantes
de engenharia em três disciplinas do curso que têm alto índice de reprovação, muitas
vezes levando à desistência dos estudantes: Física Geral II, Cálculo II e Programação C
/ C ++. Os autores se baseiam no fato de que, normalmente, os estudantes que não
se saem bem nessas três disciplinas optam por mudar de curso e saem da Faculdade de
Engenharia. Foram usados modelos de redes bayesianas, que levam em consideração a in-
terdependência estatística entre variáveis, para modelar o problema de previsão das notas
dos estudantes nessas disciplinas. Os autores compararam os resultados com modelos de
árvores de decisão, Naive Bayes e K vizinhos mais próximos. A precisão do modelo de
redes bayesianas em comparação com os outros modelos é significativamente melhor.

Hu e Rangwala (HU; RANGWALA, 2018) aplicam modelos markovianos para previ-
são de desempenho dos estudantes no ano seguinte. Os autores apresentam um estudo
de caso, aplicando tais modelos para identificação de estudantes em risco usando dados
históricos das notas dos estudantes analisados.

Cano e Leonard (CANO; LEONARD, 2019) apresentam um sistema de alerta base-
ado nos resultados de um classificador construído por Programação Genética Interpretá-
vel, construindo regras de classificação compreensíveis. São oferecidas várias visualizações
construídas por meio dessas regras. O objetivo é identificar estudantes em risco de repro-
vação ou desistência em uma disciplina.
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3.2.3 Aprendizado de Máquina Não Supervisionado

Iam-On e Boongoen (IAM-ON; BOONGOEN, 2017) apresentam uma abordagem de clus-
terização para exploração de categorias e características dos estudantes, visando aumentar
a qualidade dos resultados analíticos por meio do desenvolvimento de um modelo descri-
tivo que possa complementar o lado preditivo. Com a obtenção de clusters de perfis
acadêmicos dos estudantes, os autores relatam que é possível descobrir as principais ca-
racterísticas e relações entre variáveis de interesse. Para gerar um conjunto de clusters, o
algoritmo de clustering R-KM é utilizado.

No projeto alemão LAPS, apresentado por Hinkelmann e Jordine em (HINKEL-
MANN; JORDINE, 2019), o algoritmo Apriori foi usado para construção de conjuntos de
regras de associação. Tal projeto foi desenvolvido e usado para apoiar as universidades no
desafio de identificar estudantes que podem se beneficiar com o apoio prévio do centro de
apoio a estudantes e aprendizado da universidade, de modo a melhorar os resultados aca-
dêmicos. As regras de associação são utilizadas para analisar as progressões de estudo dos
estudantes. Esses resultados são comparados com as notas alcançadas pelos estudantes
em seu programa de estudos até o momento. Os autores afirmam que, como a progressão
de um estudante matriculado não será estatisticamente diferente dos estudantes que con-
cluíram ou reprovaram em seu programa de estudos, a comparação pode ser usada para
fazer uma análise individual sobre o risco de reprovação ou a possibilidade de sucesso dos
estudantes.

Finalmente, 7 trabalhos propõem e analisam o comportamento de SRs, dos quais 3
focam em propostas específicas baseadas em desenvolvimento de mecanismos de recomen-
dação.

Almutairi, Sidiropoulos e Karypis (ALMUTAIRI; SIDIROPOULOS; KARYPIS,
2017) objetivam prever notas finais dos estudantes em disciplinas que ainda não foram
cursadas para ajudar os estudantes na seleção de disciplinas nos semestres. Os autores
propõem um SR utilizando filtragem colaborativa e fatoração de matrizes.

Huang et al (HUANG et al., 2019) apresentam um RS de disciplinas optativas, com
base na predição de pontuação, propondo um novo algoritmo de filtragem colaborativa.
Os autores argumentam que a seleção de disciplinas opcionais é uma tarefa crítica para es-
tudantes universitários, devido a um grande número de disciplinas disponíveis que podem
não ser familiares. Escolhas indevidas podem levar à desistência do estudante.

Goga, Kuyoro e Goga (GOGA; KUYORO; GOGA, 2015) apresentam um SR que pode
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prever o desempenho acadêmico dos estudantes no primeiro ano, além de recomendar as
ações necessárias a serem tomadas para ajudá-los, orientando assim a gerência da insti-
tuição na tomada de decisões sobre estratégias de intervenção quando houver necessidade.
Para construção desse sistema foi utilizado o algoritmo Random Forest pois apresentou
melhores resultados de acurácia comparado a outros algoritmos testados. Também foi
aplicado um formulário a especialistas para que classificassem alguns fatores, encontra-
das na literatura, que podem influenciar no desempenho dos estudantes, com base em
sua perspectiva sobre o fator ser muito influente, influente, menos influente ou não tem
nenhuma influência sobre a performance acadêmica. Os fatores identificados na litera-
tura são: sexo, renda familiar média, qualificação da mãe, qualificação educacional do
pai, estado civil dos pais, ocupação da mãe, ocupação do pai, tamanho da família, etnia,
religião, patrocinador da educação, idade em que o estudante ingressou na universidade,
nota do ensino médio, nota do exame de matrícula universitária e média acumulada do
primeiro ano. Os entrevistados consideraram todos os fatores identificados muito influen-
tes. Uma vez que as variáveis foram estabelecidas a partir da literatura e da entrevista
com especialistas na área, algoritmos de Aprendizado de Máquina para a construção do
sistema de recomendação foram aplicados utilizando os dados dos estudantes. Usando
o algoritmo de árvore aleatória, foi construído um sistema inteligente de recomendação
para prever o desempenho dos estudantes no primeiro ano. Como apresentado, o sistema
utiliza as duas categorias de informações a seguir: 1) fatores familiares e 2) desempenho
educacional anterior antes da entrada em uma Instituição de Educação Superior.

Vaidhehi e Suchithra (VAIDHEHI; SUCHITHRA, 2017) propõem um framework para
a construção de um sistema inteligente de recomendação para escolha de disciplinas. O
mecanismo de recomendação mapeia o estudante, seu estilo de aprendizagem, as discipli-
nas e o contexto do ambiente de aprendizagem, e sugere as disciplinas apropriadas para
o estudante de forma personalizada. Os autores argumentam que os sistemas de orienta-
ção de escolha de disciplinas minimizam as taxas de retenção da instituição de ensino e
melhoram o desempenho dos estudantes.

Ren, Ning e Rangwala (REN; NING; RANGWALA, 2017) (REN; NING; RANGWALA,
2017) objetivam prever a nota que um estudante deve obter em uma disciplina que está
disponível para inscrição no próximo período. Os autores consideram que a nota do estu-
dante em uma determinada disciplina é determinada por dois fatores. O primeiro fator é
a competência do estudante em relação aos tópicos, conteúdo e requisitos da disciplina. O
segundo fator é o desempenho anterior do estudante em relação a outras disciplinas. Neste
trabalho foram utilizados algoritmos de fatoração de matrizes para a tarefa de previsão
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de notas.

Sweeney, Lester e Rangwala (SWEENEY; LESTER; RANGWALA, 2015) também
apresentam uma abordagem para previsão de notas de disciplinas dos estudantes para
o próximo período de matrícula em um ambiente universitário tradicional. Os autores
compararam várias técnicas de fatoração de matrizes. Os autores restringiram os ex-
perimentos à configuração de filtragem colaborativa, aproveitando apenas as notas dos
estudantes para as previsões.

3.2.4 Trabalhos Secundários

Também coletamos com nossa string de busca 8 artigos apresentando revisões de litera-
tura. Cui et al (CUI et al., 2019) apresentam duas categorias principais de estudos que
focaram em prever o desempenho dos alunos no contexto da educação superior. Dos 121
artigos revisados, publicados entre 2002 e 2018, a maioria dos estudos (86) se concentrou
em prever o desempenho em nível de disciplinas em cursos de graduação ou pós-graduação
(primeira categoria). A segunda categoria (um total de 35 estudos) agrupou estudos para
prever os resultados dos alunos no nível do programa de graduação ou pós-graduação, ou
seja, o desempenho acadêmico geral do aluno.

Hellas et al (HELLAS et al., 2018) apresentam uma revisão sobre a previsão do de-
sempenho do estudante. Apresentam diferentes conceitos de desempenho e resumem o
que esses trabalhos descreveram sobre os fatores e métodos usados para prever o de-
sempenho. Primeiramente, os autores objetivam identificar categorias e tendências já
identificadas nas revisões existentes para contribuir com uma nova compreensão da litera-
tura na área. Foram analisados 13 trabalhos de revisões e pesquisas, selecionados de um
total de 147 publicados entre 2010 e 2018. Desses artigos analisados, cinco sumarizam os
fatores para prever o desempenho, dois resumem os métodos para prever o desempenho e
quatro ofereceram alguma explicação sobre o significado de desempenho ou o que estava
sendo previsto. Nenhuma das pesquisas apresenta contribuição na intersecção desses três
problemas. Depois, realizaram uma revisão sistemática da literatura, que totalizou 357
trabalhos analisados para responder as questões de pesquisa propostas, que foram: qual
é atual estado da arte em prever o desempenho dos alunos e qual é o qualidade desses
trabalhos.

Manjarres et al (MANJARRES; SANDOVAL; SUÁREZ, 2018) apresentam uma re-
visão dos trabalhos, publicados entre 2008 e 2015, focados no uso de técnicas de EDM. Os
autores classificam os 127 trabalhos encontrados de três maneiras: a primeira por temas
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relacionados ao domínio educacional (por exemplo: evasão e retenção, análise de perfor-
mance e evolução de estudantes, geração de recomendações educacionais); a segunda por
técnicas de mineração de dados que foram utilizadas; e a terceira fazendo o relaciona-
mento de que técnicas de mineração de dados foram usadas em cada tema de domínio
educacional apresentado. Dessa forma, os autores buscam fornecer elementos para apoiar
a tomada de decisão sobre quais dessas técnicas de mineração de dados podem ser usadas
em situações particulares.

Martins, Migueis e Fonseca (MARTINS; MIGUEIS; FONSECA, 2018) apresentam
uma breve descrição da literatura a respeito dos estudos científicos mais citados na área de
EDM, objetivando valorizar e afirmar essa área como ferramenta de análise e construção de
estratégias nos processos de tomadas de decisões das instituições acadêmicas. Os autores
apresentam um resumo das revisões sistemáticas encontradas na literatura e quais são as
técnicas mais utilizadas na implementação das tarefas de EDM. Os autores não explicitam
o período de análise dos trabalhos.

Dutt, Ismail e Herawan (DUTT; ISMAIL; HERAWAN, 2017) apresentam uma re-
visão sistemática da literatura sobre o algoritmo de agrupamento e sua aplicabilidade e
usabilidade no contexto da EDM. Os autores encontraram 166 trabalhos entre 1983 e
2016, dentre os quais 35 aplicaram predominantemente abordagem de agrupamento para
EDM.

Bin Mat et al (BIN MAT et al., 2013) apresentam uma revisão da literatura com
intuito de dar uma breve visão geral de como a análise acadêmica tem sido usada em
instituições de ensino, quais ferramentas estão disponíveis e como a instituição pode prever
o desempenho do estudante. Apresentam um resumo das ferramentas usadas e quais dados
de entrada são necessários para tais ferramentas.

Bakhshinategh et al (BAKHSHINATEGH et al., 2018) apresentam uma revisão da
literatura existentes sobre EDM e as tarefas introduzidas em cada uma delas. Os autores
fazem um estudo dos exemplos encontrados nas pesquisas, bem como das publicações
dos últimos anos no Journal of Educational Data Mining. As aplicações das técnicas de
EDM usadas foram agrupadas em categorias e subcategorias com propósitos semelhan-
tes. Foram identificadas 13 categorias de aplicações dessas técnicas. Quatro aplicações
encontradas na revisão estão agrupadas em “Modelagem de estudantes”, seis em “Sistemas
de Apoio à Decisão” e três são apresentadas como “Outros” porque diferem das outras
aplicações. Os trabalhos encontrados foram publicados entre 2009 e 2016.

Peña-Ayala (PEÑA-AYALA, 2014) apresenta uma revisão da literatura de EDM,
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onde os autores fazem uma análise de 240 trabalhos, divididos em duas categorias: 222
trabalhos descrevem abordagens usadas e 18 descrevem ferramentas usadas. Os trabalhos
analisados foram publicados entre 2010 e 2013. Os autores agruparam os trabalhos que
descrevem abordagens usadas na EDM em: modelagem de estudantes (43), modelagem
do comportamento do estudante (48), modelagem do desempenho dos estudantes (46),
avaliação, suporte e feedback para estudantes (21) e por fim currículo, conhecimento de
domínio, sequenciamento e apoio de professores (19). Já os trabalhos que descrevem
as ferramentas usadas na área de EDM foram categorizados em: extração, suporte à
aprendizagem e engenharia de atributos (4), visualização (6) e análise de suporte (8).
Para os autores, a análise de suporte visa avaliar o comportamento e o desempenho dos
alunos durante sua interação com os sistemas educacionais.

3.3 Respondendo às Questões de Pesquisa

O nosso principal objetivo neste capítulo foi responder à questão de pesquisa: “No contexto
dos SRs para mitigação da retenção na educação superior, que métodos de aprendizado de
máquina foram utilizados?”. Para responder a esta pergunta, observamos que um traba-
lho utilizou algoritmos de filtragem colaborativa e fatoração de matrizes, dois utilizaram
somente filtragem colaborativa e três utilizaram o algoritmo Random Forest. Com isso,
pudemos observar que apenas 4 dos 31 trabalhos selecionados na RSL estavam realmente
propondo um novo SR. Os 27 estudos que não implementaram SRs foram encontrados
pela string de busca, pois possuíam em seu texto o termo Recommender Systems, porém
citando a possibilidade de uso desses sistemas ou faziam menção a essa abordagem nas
descrições de trabalhos relacionados.

Para responder uma questão secundária, que visa compreender os objetivos gerais dos
trabalhos encontrados no contexto da EDM, a Tabela 1 apresenta os principais objetivos
encontrados nos estudos primários analisados. Também listamos, para cada objetivo, os
trabalhos encontrados. Os principais objetivos foram a Previsão de Desempenho dos Alu-
nos (Previsão de Desempenho); Categorização dos Alunos; Seleção de Atributos; Análise
de dados; proposta de novas SRs (Nova RS); proposta de previsão de desempenho para
construção do SR (Performance Forecast for RS); e Estudos Secundários.

Dentre os trabalhos apresentados na tabela, três deles possuem propostas de uso de
SRs aplicados no contexto da educação superior, com objetivo de ajudar os estudantes
na tarefa de escolha de disciplinas, obrigatórias ou optativas. Para isso, esses trabalhos
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Tabela 1: Lista de objetivos e trabalhos encontrados
Objetivo Trabalhos Total
Previsão de Desempe-
nho

(BUENAÑO-FERNÁNDEZ; GIL; LUJÁN-MORA,
2019), (POLYZOU; KARYPIS, 2019), (CANO; LE-
ONARD, 2019), (MIGUÉIS et al., 2018), (POLY-
ZOU; KARYPIS, 2018), (HU; RANGWALA, 2018),
(HU; POLYZOU et al., 2017), (SHARABIANI et
al., 2014), (ALPER; CATALTEPE, 2012), (AL-
SALEEM et al., 2015), (BAÑERES; SERRA, 2017),
(HINKELMANN; JORDINE, 2019)

12

Categorização de estu-
dantes

(IAM-ON; BOONGOEN, 2017) 1

Seleção de Atributos (GHANEM; ALOBAIDY, 2018), (MARWAHA; SIN-
GLA, 2020)

2

Análise de Dados (JOHRI et al., 2017) 1
Novos SRs (ALMUTAIRI; SIDIROPOULOS; KARYPIS, 2017),

(HUANG et al., 2019), (GOGA; KUYORO; GOGA,
2015), (VAIDHEHI; SUCHITHRA, 2017),

4

Previsão de Desempe-
nho para SRs

(REN; NING; RANGWALA, 2018), (REN; NING;
RANGWALA, 2017), (SWEENEY; LESTER;
RANGWALA, 2015)

3

Trabalhos Secundá-
rios

(CUI et al., 2019), (HELLAS et al., 2018), (MAN-
JARRES; SANDOVAL; SUÁREZ, 2018), (MAR-
TINS; MIGUEIS; FONSECA, 2018), (DUTT; IS-
MAIL; HERAWAN, 2017), (BIN MAT et al., 2013),
(BAKHSHINATEGH et al., 2018), (PEÑA-AYALA,
2014)

8

utilizaram a previsão de notas nas disciplinas ainda não cursadas para fazer recomenda-
ções, com objetivo de melhorar o desempenho acadêmico dos estudantes. Um trabalho
propõe um framework para construção de um SR de disciplinas com base no mapeamento
de informações do estudante, seu estilo de aprendizagem, as disciplinas e o contexto do
ambiente de aprendizagem. Assim, concluímos que todos os trabalhos analisados nessa
RSL que fazem uso de SRs têm um único objetivo: recomendação de disciplinas para
estudantes. No entanto, também poderiam ser propostos SRS para recomendar (i) aos
coordenadores de cursos de graduação quais alunos poderiam ser reprovados em suas ins-
crições de disciplinas; ou (ii) aos professores para auxiliá-los a identificar e prevenir quais
alunos poderiam reprovar em suas disciplinas.

Em relação aos trabalhos secundários, a maioria deles visa entender quais ferramen-
tas, técnicas e quais problemas foram atacados no contexto de dados educacionais (como
previsão de desempenho para retenção e tratamento de evasão). Nosso trabalho se con-



3.3 Respondendo às Questões de Pesquisa 45

Tabela 2: Lista de objetivos dos trabalhos secundários
Escopo

Trabalhos Visão Geral Análises de Previsão Foco em Retenção Foco em Foco em SRs
de EDM de Desempenho de Estudantes em EDM Clusterização

(CUI et al., 2019) 7 3 7 7 7
(HELLAS et al., 2018) 7 3 3 7 7
(BIN MAT et al., 2013) 7 3 3 7 7

(MANJARRES; SANDOVAL; SUÁREZ, 2018) 3 7 7 7 7
(MARTINS; MIGUEIS; FONSECA, 2018) 3 7 7 7 7

(BAKHSHINATEGH et al., 2018) 3 3 7 7 7

(PEÑA-AYALA, 2014) 3 3 7 7 7
(DUTT; ISMAIL; HERAWAN, 2017) 3 3 7 3 7

centrou em encontrar estudos relacionados à proposição de SRs para lidar com a retenção
de alunos. A Tabela 2 apresenta o escopo que identificamos dos trabalhos secundários
analisados. A Seção 3.2.4 descreve cada um desses estudos secundários com mais deta-
lhes. Embora a análise da previsão de desempenho dos alunos não estivesse em nossa
string de busca, esse escopo surgiu em nosso estudo, como vimos na Seção 3.2. Pudemos
observar em nossa tabela que nenhum dos trabalhos secundários se concentrou em nossos
três principais temas (escopo): EDM, Retenção e SRs.

Neste capítulo, vários trabalhos relacionados a EDM, retenção e SRs foram apresenta-
dos. Focamos o contexto da educação superior. Nosso objetivo foi entender e apresentar
o estado da arte da proposta de SRs para prevenção de retenção de estudantes nas IES.
Os trabalhos foram selecionados em 5 bases de dados de periódicos conhecidas internaci-
onalmente. Após aplicação de critérios de inclusão e exclusão, selecionamos 31 dos 163
trabalhos que resultaram da busca aplicada.

Foi apresentada uma visão geral sobre todos os trabalhos selecionados. A grande
maioria deles tem o objetivo de previsão de notas dos estudantes, em disciplinas ainda
não cursadas ou nos cursos completos. Os estudos encontrados usaram diversas features
para modelar os problemas que se propuseram a resolver, tais como: acadêmicos (ano
de matrícula, notas, cursos, entrega de atividades), demográficos (etnia, idade, naciona-
lidade) e sociais (renda familiar, profissão e nível de educação dos pais). Para avaliar os
modelos gerados, diversas métricas de avaliação foram usadas, como por exemplo, matriz
de confusão, acurácia, precisão e Curva ROC. Poucos trabalhos, dentre os selecionados,
propõem SRs para recomendar disciplinas para os estudantes se matricularem no período
letivo seguinte. Isso indica um grande campo ainda aberto para desenvolvimento de mais
trabalhos futuros nessa área.



4 Metodologia para Condução da Aná-
lise Experimental

Neste capítulo são apresentados os passos desenvolvidos na metodologia proposta para
análise experimental de indicação de disciplinas a serem cursadas pelos estudantes, desde
a escolha da modelagem de dados a ser usada (Seção 4.1), a construção do conjunto de
dados para tratar o problema de previsão de nota (Seção 4.2), a metodologia de execução
dos algoritmos de aprendizado de máquina (Seção passando pelo fluxo da aplicação dos
algoritmos de aprendizado de máquina (Seção 4.3) e, por fim, as técnicas de exibição das
disciplinas que os estudantes teriam maiores chances de sucesso, segundo as recomenda-
ções do modelo de classificação gerado e escolhido (Seção 4.4) . A Figura 14 resume o
fluxo da metodologia proposta para análise de indicação de disciplinas.

Figura 14: Fluxo da metodologia proposta para análise de indicação de disciplinas a serem
cursadas
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4.1 Previsão de Notas a Partir de Modelagens Multirrótulo e
Multidimensional

O primeiro passo no processo da aplicação de algoritmos de aprendizado de máquina é
entender o domínio do problema e, saber quais são os dados que se quer prever, para que
seja proposta uma modelagem correta para solução do problema a ser tratado. O problema
de previsão de desempenho de alunos normalmente é modelado utilizando classificadores
binários ou multiclasse, sendo que o primeiro prevê a aprovação ou reprovação numa
determinada disciplina e o segundo prevê a nota na disciplina ou também a aprovação nela.
Todos os trabalhos relacionados à previsão de desempenho de estudantes apresentados
na Seção 3, utilizaram modelagem monorrótulo (binário ou multiclasse). Neste trabalho,
optou-se uma outra abordagem para resolver este problema, sendo dois modelos que foram
propostos: um modelo multirrótulo e outro multidimensional.

Nos problemas de classificação tratados com modelagem multidimensional ou multir-
rótulo, a ordem dos atributos alvo pode influenciar os resultados do classificador, princi-
palmente quando há correlação entre eles (READ; PFAHRINGER; HOLMES; FRANK,
2009). Nos cursos de graduação, a grade curricular possui uma ordem pré-definida para as
disciplinas serem cursadas, e essa ordem é gerada a partir da definição dos pré-requisitos
de cada disciplina, ou seja, disciplinas que devem ser cursadas obrigatoriamente antes
de outras por serem indispensáveis para sua compreensão. Assim, pode-se afirmar que
existe uma correlação de ordem entre as disciplinas, já que uma eventual disciplina só
pode ser cursada a partir da aprovação em uma outra disciplina. Portanto, a modelagem
multirrótulo ou multidimensional para esse tipo de problema, usando métodos que con-
sideram a ordem dos atributos alvo, como o Classifier Chain, apresentado na seção 2.2,
pode apresentar melhores resultados.

Na modelagem multirrótulo, os valores devem indicar se um determinado rótulo é
relevante ou não. Assim, por exemplo, pode-se escolher o valor 0 para indicar uma
disciplina não cursada ou uma disciplina em que o aluno foi reprovado e o valor 1 para
indicar aprovação na disciplina. A figura 18 ilustra um modelo multirrótulo representado
dessa forma, onde os atributos preditivos são representados por X1 a Xn e os atributos
alvo representados por Y1 a Yn. Assim, cada tupla representa os atributos preditivos
relativos a um aluno e a informação se as disciplinas do currículo foram cursadas com
aprovação, não cursadas ou cursadas com reprovação ao longo dos períodos letivos do
curso de graduação.
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Figura 15: Modelagem multirrótulo para o problema de previsão de notas em disciplinas

Figura 16: Modelagem multidimensional para o problema de previsão de notas em disci-
plinas

Já na modelagem multidimensional, os valores possíveis para cada um dos atributos
alvo podem ser variados, podendo ser a nota propriamente dita que o estudante obteve
na disciplina ou a nota discretizada em faixas de valores, sendo que o segundo modo foi
adotado para uso nesse trabalho e será descrito no próximo capítulo. A figura 16 ilustra
um modelo multidimensional hipotético que poderia ser usado no problema de previsão de
notas. Os atributos preditivos, como explicado anteriormente, também são representados
por X1 a Xn e os atributos alvo representados por Y1 a Yn. Cada tupla da figura contém
em seus atributos alvo a informação da nota que o aluno obteve nas disciplinas cursadas
até um determinado período letivo, ou a informação -1 no caso de uma disciplina ainda
não cursada.
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4.2 Construção do Conjunto de Dados

O conjunto de dados usado para tratar o problema de previsão de notas em disciplinas com
modelagens multirrótulo ou multidimensional é geralmente obtido a partir do banco de
dados que mantém as informações dos sistemas acadêmicos das universidades, conforme
a parte (a) da figura 14.

Normalmente, antes de gerar o conjunto de dados, é necessário realizar um pré-
processamento dos dados brutos que serão carregados do banco de dados que contém
as informações necessárias do domínio do problema, conforme ilustrado na parte (b) da
figura 14. Nesse pré-processamento é realizada a limpeza dos dados, que consiste em de-
tectar e corrigir dados que eventualmente possam estar imprecisos ou corrompidos. Pode
ser necessário também, aplicar alguma técnica de normalização para reduzir ou aumentar
o intervalo de dados de um atributo antes que ele seja usado no estágio posterior. Ainda
na fase de pré-processamento, a seleção de atributos tem o objetivo de selecionar um
subconjunto de atributos relevantes para uso na construção do modelo.

A grade curricular do curso de um aluno é formada por uma ordem pré-definida de
disciplinas que são dispostas de acordo com o período letivo, gerando assim uma correlação
de ordem cuja aprovação em uma disciplina é necessária para que seja cursada uma outra.
Cada curso tem uma ou mais de uma grade curricular, cada qual com suas disciplinas
específicas, logo, o conjunto de dados para a geração do modelo de previsão de notas em
disciplinas deve ser gerado com base nas disciplinas de uma grade curricular específica.

O produto obtido da etapa do pré-processamento dos dados do banco de dados é o
conjunto de dados preparado para a aplicação dos métodos de aprendizado de máquina,
ilustrado na parte (c) da figura 14. O conjunto de dados é composto por várias tuplas
e, cada tupla, pode ser divida entre atributos preditivos e atributos alvo. Os atributos
preditivos usados nesse tipo de problema, conforme apresentado no Capítulo 3, podem ser
atributos relativos a dados acadêmicos (ex: forma de ingresso, ano de matrícula, notas,
coeficiente de rendimento, entrega de atividades), demográficos (ex: gênero, etnia, idade,
nacionalidade, endereço) e sociais (ex: renda familiar, informações sobre emprego).

4.3 Execução dos Algoritmos de Aprendizado

Uma vez que se tem o conjunto de dados gerado, a etapa de aplicação dos algoritmos de
aprendizado de máquina para gerar o(s) modelo(s) para tratar o problema de previsão
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de notas pode ser realizada. Como apresentado anteriormente, nas modelagens para o
problema de previsão de notas em disciplinas propostas nesse trabalho podem ser usados
métodos de classificação multirrótulo ou multidimensional. Vários métodos para classi-
ficação nesses tipos de modelagens foram apresentados no Capítulo 2, tais como Binary
Relevance, Classifier Chains, Label Power Set, entre outros.

Para classificar novas instâncias, atribuindo um ou mais rótulos a ela, o modelo de
dados deve ser treinado a partir de dados históricos já rotulados, obtidos a partir do
conjunto de dados. O processo de treinamento do modelo de dados é uma etapa muito
importante do processo de aprendizado supervisionado. Existem algumas técnicas para
separar o conjunto de dados para realização do treinamento e avaliação do modelo. Uma
técnica comumente usada é o Hold-out, que consiste na separação, de forma aleatória,
do conjunto de dados em uma base para treino e outra para testes, sendo geralmente
70% dos dados para treino e 30% restante para teste. A base de treino é usada para
treinar o modelo e a base de testes é usada para testar seu desempenho. Outra técnica
muito conhecida é o K-fold Cross Validation, que também de forma aleatória, divide o
conjunto de dados em k subconjuntos de tamanho igual. São realizadas k iterações nessa
técnica de tal forma que, dentro de cada iteração, um subconjunto diferente dos dados
é mantido para teste e k-1 subconjuntos usados para o treinamento. Várias métricas
podem ser usadas para avaliar o modelo no processo de treinamento e testes, tais como
Acurácia, Exact Match, F1 Score, Curva ROC, entre outros. Várias dessas métricas foram
apresentadas no Capítulo 2.

Uma vez que se tenha escolhido quais os métodos de classificação e quais as métricas
de avaliação que serão usados para avaliação e escolha do melhor modelo, deve-se iterar
no processo da aplicação dos métodos de classificação e avaliação do modelo e, ao final
desse processo, escolher o melhor modelo com base nas métricas para resolver o problema
de previsão de notas em disciplinas, conforme ilustrado nas partes (d) e (e) da figura 14.

4.4 Construção e Avaliação de Objetos de Interface para In-
dicações das Disciplinas

O modelo de classificação escolhido pode ser integrado a um sistema que exiba as disci-
plinas que o estudante tenha mais chance de sucesso, conforme a etapa (e) da figura 14,
de forma que a entrada para este modelo seja uma tupla com as informações usadas para
compor os atributos preditivos, e a saída dele sejam os valores possíveis que foram defi-
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nidos para os atributos alvo. A exibição das disciplinas com maiores chances de sucesso
pode ser feita a partir da escolha de signos estáticos que representem a ideia de sucesso
e insucesso. Signo, no conceito da área de Engenharia Semiótica, que é uma disciplina
que estuda os fenômenos de significação e comunicação, é tudo aquilo que significa algo
pra alguém (OLIVEIRA; LUZ; PRATES, 2008). A Engenharia Semiótica foi uma abor-
dagem semiótica para projetar as linguagens de interface do usuário, que evoluiu para
uma teoria semiótica da Interação Humano-Computador (IHC) (DE SOUZA; LEITÃO,
2009). O objetivo da Engenharia Semiótica é a comunicação entre o projetista do sistema
e o usuário, através do desenho da interface do sistema. Os signos estáticos são objetos
da interface cujo significado é interpretado independentemente das relações temporais e
causais (DE SOUZA; LEITÃO, 2009). Assim, interagir com os usuários no processo de
construção do sistema, através das técnicas de prototipação e/ou formulários de pesquisa
para que eles indiquem se os signos estáticos utilizados para representar uma determinada
função estão de fato entregando o significado que se deseja, é, de fato, importante.

Outra técnica que pode ser usada é o uso do Modelo de Aceitação de Tecnologia (TAM,
do inglês Technology Acceptance Model) que tem o objetivo de auxiliar os responsáveis
pela implantação de sistemas de informação a avaliar sua aceitação atual e futura (SILVA,
P., 2015). TAM é uma adaptação da Teoria da Ação Racional (TRA), que surgiu da psi-
cologia e que foi modificada especificamente para criar modelos de aceitação da tecnologia
da informação (DIAS et al., 2011). Esse modelo sugere que, quando uma nova tecnologia
é desenvolvida e apresentada para os usuários, existem vários aspectos, incluindo fatores
externos, que podem influenciar sua decisão sobre como e quando usar a tecnologia de-
senvolvida. Existem estudos que utilizaram o TAM, por exemplo, para investigação da
aceitação de usuários no uso de sistemas de e-learning nas universidades como uma ferra-
menta de aprendizagem eficaz (MASROM, 2007), no uso do comércio eletrônico por parte
de consumidores (MCCLOSKEY, 2004) e na aceitação de serviços bancários online entre
clientes de um banco privado (PIKKARAINEN et al., 2004). Segundo Davis (DAVIS;
BAGOZZI; WARSHAW, 1989), as pessoas tendem a usar a tecnologia para melhorar seu
desempenho no trabalho (utilidade percebida). Entretanto, mesmo que haja um entendi-
mento por essa pessoa de que a tecnologia é útil, pode haver uma barreira caso seu uso
seja muito complicado, de forma que o esforço não compense o uso (facilidade percebida).
Portanto, o TAM é baseado em três construtos: utilidade percebida, facilidade de uso
percebida e intenção de uso, conforme ilustrado na figura 17.

Além disso, atualmente existe uma preocupação sobre a interação entre pessoas e sis-
temas de Inteligência Artificial (IA), abrindo um novo campo para o desenvolvimento de
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Figura 17: Modelo de Aceitação de Tecnologia (TAM). Adaptado de (DAVIS; BAGOZZI;
WARSHAW, 1989)

novos sistemas de IA Explicável (XAI - do inglês Explainable Artificial Intelligence), ca-
pazes de comunicar os resultados de maneira compreensível aos seres humanos (ALONSO;
CASALINO, 2019). Dessa maneira, pensar em como desenvolver sistemas que fazem uso
de modelos de IA para explicar/comunicar os resultados de sua “caixa preta” aos usuários
se faz necessário.

A explicabilidade dos resultados dos algoritmos de IA atualmente não é só uma questão
de comunicabilidade ou usabilidade para o usuário, passou a ser também regulamentada
por lei. O Parlamento Europeu adotou recentemente a Lei Geral de Proteção de Dados
(LGPD), que se tornou lei em maio de 2018. Essa lei traz o direito de explicação para
todos os indivíduos obterem explicações significativas da lógica envolvida quando um
sistema utilizar-se de tomadas de decisão automatizadas.

Além disso, a explicabilidade do modelo pode ajudar a identificar problemas de ten-
dência, já que o treinamento de um classificador em conjuntos de dados históricos, re-
latando decisões humanas, podem herdar vieses, e estes podem levar a decisões injustas
e erradas (GUIDOTTI et al., 2018). Como esses vieses podem estar ocultos dentro do
modelo gerado, corre-se o risco de considerar, inconscientemente, práticas e preconceitos
como regras gerais. Um exemplo disso pode ser visto no trabalho de Lowry e Macpherson
(LOWRY; MACPHERSON, 1988), que relata o seguinte ocorrido na Escola de Medicina
do Hospital St. George no Reino Unido: um sistema foi utilizado entre as décadas de 1970
e 1980 para realizar a triagem de candidatos a emprego com o objetivo de reduzir o traba-
lho de selecionar candidatos a entrevista. Porém, verificou-se que o programa discriminava
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injustamente as minorias étnicas e as mulheres, inferindo essas informações por meio dos
sobrenomes e local de nascimento, diminuindo suas chances de serem selecionadas para
entrevista independentemente de considerações acadêmicas.

Logo, fornecer uma explicabilidade dos resultados para os alunos, num sistema de
inscrição em disciplinas recomendadas a partir da aplicação de um modelo de classificação
gerado por algoritmos de aprendizado de máquina, pode gerar mais confiança nas previsões
apresentadas.



5 Avaliação das Abordagens Multidi-
mensional e Multirrótulo para Previ-
são de Sucesso em Disciplinas

Neste capítulo são apresentadas as avaliações realizadas na construção dos modelos mul-
tirrótulo e multidimensional para indicação de disciplinas para os cursos de Ciência da
Computação e Sistemas de Informação da Universidade Federal Fluminense. Mais es-
pecificamente é descrita a modelagem do problema de previsão de notas (Seção 5.1), a
construção dos conjuntos de dados usados para a predição de notas em disciplinas (Seção
5.2), a metodologia do uso dos algoritmos de aprendizado multidimensional e multirrótulo
(Seção 5.3) e análise as métricas de avaliação obtidas (Seção 5.4). Ao final, é realizada
uma discussão dos resultados obtidos (Seção 5.5).

5.1 Modelando o Problema de Previsão de Notas no Cenário
de Cursos de Graduação da UFF

O mecanismo de recomendação de disciplinas proposto neste trabalho se baseia na pre-
dição de notas que um aluno terá nas disciplinas que estão disponíveis para ele cursar no
período corrente de seu curso de graduação. Normalmente, esse tipo de problema é mode-
lado como um problema de classificação binária ou multiclasse (modelagem monorrótulo),
sendo o atributo alvo uma disciplina específica, ou seja, é feita a previsão de notas em
disciplinas uma a uma.

Neste trabalho são propostas duas modelagens de classificação para o problema de pre-
visão de notas: uma modelagem multidimensional e outra multirrótulo. Na revisão
da literatura realizada, apresentada no Capítulo 3, nenhum dos trabalhos que propuse-
ram a previsão de desempenho de estudantes utilizou esse tipo de modelagem, indicando
claramente uma lacuna na literatura sobre o emprego dessas modelagens para resolver
esse problema. Sendo assim, o emprego das modelagens multidimensional e multirrótulo
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Figura 18: Modelagem multirrótulo para o problema de previsão de notas em disciplinas

é uma nova abordagem para o tratamento de problemas de previsão de notas, sendo a
principal contribuição deste trabalho. Alguns métodos de classificação multidimensio-
nal e multirrótulo, como o Classifier Chains, levam em consideração a interdependência
entre os rótulos, muito propenso para o uso no problema de previsão de notas em disci-
plinas, uma vez que existe uma interdependência de ordem entre elas de acordo com a
matriz curricular (pré-requisitos). Nos dois modelos propostos, foram usados os mesmos
atributos preditivos e os mesmos atributos alvos. Ambos os modelos tem as notas das
disciplinas obrigatórias da matriz curricular de um curso como atributos alvo, porém, eles
se diferenciam no conjunto de valores possíveis para esses atributos.

Na modelagem multirrótulo, os valores possíveis para os atributos alvo, ou seja, para o
desempenho das disciplinas do currículo do aluno, podem ser 0 ou 1. O valor 0 indica que
a disciplina não foi cursada ou o aluno foi reprovado nela e o valor 1 indica aprovação na
disciplina. A Figura 18 ilustra o modelo multirrótulo usado, onde os atributos preditivos
são representados por X1 a Xn e os atributos alvo representados por Y1 a Yn. Assim,
cada tupla representa os atributos preditivos relativos a um aluno e a informação se as
disciplinas do currículo foram cursadas, não cursadas ou reprovadas ao longo dos períodos
letivos do curso de graduação.

Já na modelagem multidimensional, os valores possíveis para cada um dos atributos
alvo podem ter os valores -1 para uma disciplina não cursada e uma variação entre 0 a 100,
referente a notas que o aluno obteve nas disciplinas cursadas, discretizadas da seguinte
forma:

• A: 80 a 100

• B: 60 a 79
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Figura 19: Modelagem multidimensional para o problema de previsão de notas em disci-
plinas

• C: 40 a 59

• D: 20 a 39

• E: 0 a 19

A Figura 19 ilustra o modelo multidimensional usado, onde os atributos preditivos,
como explicado anteriormente, também são representados por X1 a Xn e os atributos alvo
representados por Y1 a Yn. Nessa modelagem, cada tupla contém os atributos preditivos,
que foram destacados na Tabela 3. Além disso, cada tupla contém a informação de
desempenho nas disciplinas cursadas até um determinado período letivo do aluno ou a
informação -1 no caso de uma disciplina não cursada ainda, representada pelos atributos
alvo.

5.2 Construindo os Conjuntos de Dados

O sistema acadêmico de graduação da Universidade Federal Fluminense, chamado IDUFF,
atualmente atende a comunidade acadêmica dos cursos de graduação, entre alunos, pro-
fessores e funcionários da universidade. O sistema possuí diversas funcionalidades para os
mais de 65 mil alunos de graduação da universidade, como a geração de histórico, compro-
vante de regularidade de matrícula e, principalmente, a inscrição on-line em disciplinas,
que permite que o aluno se inscreva, de forma on-line, em disciplinas que estão disponíveis
para ele cursar. O processo de inscrição on-line exibe as disciplinas da grade curricular
do aluno, validando as disciplinas já cursadas, pré-requisitos e co-requisitos e e disciplinas
equivalentes. Os conjuntos de dados gerados para as modelagens do problema de previsão
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de notas em disciplinas foram extraídos a partir dos dados armazenados banco de dados
do IDUFF.

Os atributos preditivos escolhidos para compor os conjuntos de dados e, assim fazer
parte das modelagens, foram selecionadas a partir da leitura de trabalhos apresentados no
Capítulo 3, de acordo com a disponibilidade deles no banco de dados do IDUFF. Todos
os atributos preditivos são apresentadas na Tabela 3 com a descrição de cada um deles.
Além disso, os atributos preditivos foram categorizados em “Dados de Entrada SISU”,
“Dados Demográficos” e “Dados de Contexto Acadêmico” e são apresentados dessa forma
na Tabela 4.

Tabela 3: Lista de features selecionadas
Feature Descrição
enem_linguagem Nota do aluno do ENEM na prova de Linguagens, Códigos e

suas Tecnologias

enem_humanas Nota do aluno no ENEM na prova de Ciências Humanas e suas

Tecnologias

enem_naturais Nota do aluno no ENEM na prova de Ciências da Natureza e

suas Tecnologias

enem_matematica Nota do aluno no ENEM na prova de Matemática e suas Tec-

nologias

enem_redacao Nota do aluno no ENEM na prova de Redação

acao_afirmativa Indica o tipo de política de ação afirmativa utilizada pelo aluno

no ingresso a universidade (se houver)

idade Indica a idade atual do aluno no momento da geração do con-

junto de dados

cidade Cidade do endereço do aluno cadastrado na base de dados

cor Indica a etnia autodeclarada do aluno

sexo Indica o sexo do aluno

estado_civil Indica o estado civil do aluno no momento da geração do con-

junto de dados

cr_semestre Indica o valor do coeficiente de rendimento do aluno no semes-

tre

cr_global Indica o valor atual do coeficiente de rendimento do aluno no

momento da geração do conjunto de dados

semestre Indica o semestre do aluno na tupla gerada

Tabela 4: Lista de features por categoria
Feature Categoria
enem_linguagem, enem_humanas,

enem_naturais, enem_matematica,

enem_redacao

acao_afirmativa Dados de entrada do

SISU

idade, cidade, etnia, sexo, estado_civil Dados Demográficos

cr_semestre, cr_global, semestre Dados de Contexto Acadêmico

Para geração dos conjuntos de dados, foram escolhidos dados dos alunos dos Cursos de
Ciência da Computação e Sistemas de Informação da UFF que estavam associados a grade
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curricular mais recente destes cursos, no momento da escrita desta dissertação. Tal escolha
se justifica pois o autor e os orientadores do presente trabalho tem familiaridade com as
disciplinas e a grade curricular dos referidos cursos, possuindo assim, maior capacidade
de análise dos resultados obtidos a partir do experimento aplicado. Todos os dados dos
alunos que cursaram alguma disciplina com a nota disponível no histórico, independente
se estavam com matrícula ativa, formados ou se haviam desistido do curso, foram usados
para gerar os conjuntos de dados, que foram utilizados posteriormente para aplicação
dos métodos de aprendizado de máquina com objetivo de previsão do desempenho dos
estudantes.

Dois conjuntos de dados foram gerados para cada curso, sendo um para modelagem
multirrótulo e outro para modelagem multidimensional. Foram 5700 tuplas obtidas para
cada um dos conjuntos de dados gerados do curso de Ciência da Computação e 7048
tuplas para cada um dos conjuntos de dados do curso de Sistemas de Informação. Cada
tupla dos conjuntos de dados contém, além dos atributos preditivos, atributos alvo com a
informação de desempenho nas disciplinas cursadas até um determinado período dos cur-
sos de Ciência da Computação e Sistemas de Informação. Como explicado anteriormente
na Seção 5.1, a diferença entre os conjuntos de dados gerados, está nos valores possíveis
para o desempenho do aluno nas disciplinas. Foram usados 14 atributos preditivos para
ambos os modelos dos cursos escolhidos. Para o curso de Ciência da Computação, foram
46 atributos alvo relativos a 46 disciplinas obrigatórias da grade curricular deste curso.
Analogamente, foram 37 atributos alvo relativos a 37 disciplinas obrigatórias do curso de
Sistemas de informação. Foi necessário realizar um pré-processamento nos dados com o
objetivo de discretizar as notas dos estudantes de acordo com a modelagem a ser utilizada,
conforme explicado na Seção 5.1. Não foi necessário realizar nenhum pré-processamento
nos atributos preditivos.

As disciplinas obrigatórias, que compõe o conjunto de atributos alvo dos conjuntos de
dados gerados, foram ordenadas na sequência dos períodos em que elas são apresentadas
na grade curricular dos cursos e, dentro do período, elas foram dispostas na ordem em
que foram selecionadas no banco de dados. É importante ressaltar que não faz parte do
escopo deste trabalho encontrar uma heurística para ordenar os atributos alvo de forma
que se possa melhorar os resultados dos classificadores. A distribuição dos valores dos
atributos alvo para os modelos multirrótulo e multidimensional do curso de Ciência da
Computação são ilustrados nas Figuras 20 e 21 respectivamente. Já a distribuição dos
valores dos atributos alvo para os modelos multirrótulo e multidimensional do curso de
Sistemas de Informação são ilustrados nas Figuras 22 e 23. A partir da análise dessas
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Figura 20: Distribuição dos valores dos atributos alvo do modelo multirrótulo para o curso
de Ciência da Computação

figuras que apresentam as distribuições de notas, é possível observar que a maioria dos
alunos não chega a cursar as disciplinas que estão alocadas mais ao final dos cursos. As
grades curriculares dos cursos de Ciência da Computação (campus Niterói) e de Sistemas
de Informação da Universidade Federal Fluminense, usadas neste trabalho, podem ser
consultadas no Anexo A.

5.3 Metodologia de Uso de Algoritmos de Aprendizado Mul-
tidimensional e Multirrótulo

Para avaliar os resultados das previsões obtidas no desempenho nas disciplinas e, para
que os resultados do modelo multirrótulo pudessem ser comparados com o modelo multi-
dimensional, foram usados, na grande maioria, os mesmos métodos de classificação. No
MEKA, por exemplo, tem-se o método Classifier Chains (CC) para uso com conjunto
de dados multirrótulo e esse mesmo método adaptado para uso com conjuntos de dados
multidimensionais. Alguns poucos métodos foram implementados no MEKA para resol-
ver problemas multirrótulo que não tem correspondência de implementação para resolver
problemas de característica multidimensional. Abaixo são listados todos os métodos de
classificação multirrótulo e multidimensional usados no experimento de previsão de notas
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Figura 21: Distribuição dos valores dos atributos alvo do modelo multidimensional para
o curso de Ciência da Computação

Figura 22: Distribuição dos valores dos atributos alvo do modelo multirrótulo para o curso
de Sistemas de Informação
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Figura 23: Distribuição dos valores dos atributos alvo do modelo multidimensional para
o curso de Sistemas de Informação

em disciplinas:

• Binary Relevance - BR

• Class Relevance (Implementação do Binary Relevance para problemas multidimen-
sionais) - CR

• Classifier Chains - CC

• Bayesian Classifier Chains - BCC

• Ensembles of Classifier Chains - ECC

• Label Powerset - LP

• Pruned Sets (Pruned Label Powerset) - PS

• Ensembles of Pruned Sets - EPS

• Random K-Label Sets - Rakel

• Random K-Label Sets disjoint - Rakeld
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Foram usados dois classificadores de base, necessários para a aplicação dos métodos
de classificação multirrótulo e multidimensional usados no experimento. O algoritmo de
árvore de decisão C.45, chamado na ferramenta MEKA de J48, foi usado pois é um dos
métodos de classificação mais eficazes (CHAUHAN; CHAUHAN, 2013) e não possuí pa-
râmetros de configuração para serem ajustados. Além disso, algoritmos de árvore de
decisão apresentam facilidade de entendimento em comparação com outros algoritmos de
classificação. Já o Naive Bayes foi utilizado por ser um método simples e também não
possuí parâmetros de configuração para serem ajustados. Outros métodos mais sofisti-
cados, que geram modelos mais complexos, poderiam, eventualmente, trazer melhores
resultados. Porém, para esses experimentos inicias deste trabalho, o objetivo era verificar
o comportamento e resultado desses métodos mais simples.

O problema de previsão de notas apresenta uma correlação de ordem entre as disci-
plinas, uma vez que uma eventual disciplina só pode ser cursada a partir da aprovação
em uma outra disciplina. O método Binary Relevance, amplamente conhecido para clas-
sificação multirrótulo, foi usado devido ao fato dele apresentar bons resultados também
em problemas onde há correlação entre os atributos, mesmo ele considerando cada rótulo
como um problema binário independente, além de apresentar escalabilidade para grandes
conjuntos de dados (READ; PFAHRINGER; HOLMES; FRANK, 2009).

Para avaliar o desempenho preditivo dos métodos de classificação, foram usadas as
métricas Exact Match (EM), Hamming Loss (Ham) e a Acurácia por rótulo (ACC).
Essas métricas foram escolhidas pois elas podem ser obtidas tanto para modelos multirró-
tulo quanto para modelos multidimensional e, além disso, estão disponíveis para extração
a partir da execução dos classificadores na ferramenta MEKA. Existe, por exemplo, a
métrica de avaliação F1 (READ; PFAHRINGER; HOLMES, 2008) que só está disponível
para classificadores multirrótulo. Logo, não usamos essa métrica pois não seria possível
comparar os resultados de um modelo que possuí essa métrica com o outro que não a pos-
suí. Para a avaliação do experimento, todos os métodos de classificação foram executados
com a técnica K-fold Cross Validation, que divide o conjunto de dados, de forma aleatória,
em k subconjuntos de tamanho igual e, a cada iteração, um subconjunto diferente dos
dados é mantido para teste e k-1 subconjuntos usados para o treinamento. Foi usado o
valor 10 para k, na configuração do K-fold Cross Validation na ferramenta MEKA.
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5.4 Resultados Obtidos

Após a geração dos conjuntos de dados, foram aplicados os métodos de classificação multi-
dimensional e multirrótulo, com o objetivo de realizar a predição de notas em disciplinas.
Todos os experimentos com a aplicação desses métodos de classificação foram executados
através da ferramenta MEKA (READ; REUTEMANN et al., 2016). O MEKA é um fra-
mework de código aberto baseado na biblioteca WEKA (HALL et al., 2009), que permite,
através de um ambiente gráfico, a execução de classificadores multirrótulo e multidimen-
sional bem como a avaliação deles a partir de várias métricas disponíveis. O computador
usado para executar os experimentos foi um Mac Book Pro, com 8GB de memória RAM,
processador de 3,1 GHz Intel Core i5 Dual-Core e HD SSD de 512GB.

5.4.1 Resultados das medidas Exact Match e Hamming Loss

Os resultados para as medidas Exact Match e Hamming Loss para os cursos de Graduação
em Ciência da Computação e Sistemas de Informação são apresentados respectivamente
nas Tabelas 5, 6, 7 e 8. A primeira coluna das tabelas é relativa ao nome do método
de classificação aplicado. A segunda coluna mostra o classificador base que foi usado no
método de classificação. Nas demais colunas, são apresentados os resultados relativos
as métricas Exact Match e Hamming Loss dos modelos multirrótulo e multidimensional
dos cursos de graduação escolhidos. Os melhores resultados para os modelos multirrótulo
e multidimensional foram marcados em negrito e destacados com a cor cinza. Ao lado
de cada valor na tabela, é apresentado um número, entre parênteses, representando a
posição em um ranqueamento relativo ao modelo multirrótulo e multidimensional. Para
cada modelo de dados, os métodos são ranqueados de 1 a 20, sendo o valor 1 atribuído ao
melhor método e 20 ao pior, relativos a métrica sendo analisada em questão. Os métodos
de classificação recebem a mesma posição no ranqueamento em caso de empate. Os
resultados dos classificadores dos modelos multirrótulo que não tinham correspondência
nos modelos multidimensional, e vice-versa, tiveram suas células marcadas com o valor
“-”. Já quando a célula da tabela foi anotada com o termo “Out Of Memory”, significa que
não foi possível terminar a execução do respectivo método por falta de memória durante
o processamento do experimento.

Analisando os resultados da métrica Exact Match para o curso de Ciência da Compu-
tação, apresentado na Tabela 5, pode-se verificar que para o modelo multirrótulo o melhor
resultado obtido foi no método Ensembles of Classifier Chains configurado com 30 bags
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e com classificador base J48, com o valor 0.140. Já no modelo multirrótulo, o melhor
resultado foi obtido para o método Classifier Chains com classificador base J48 com o
valor 0.049. Já na análise dos resultados obtidos do curso de Sistemas de Informação, os
mesmos métodos obtiveram os melhores resultados na modelagem multirrórulo e multidi-
mensional, sendo, respectivamente, o método Ensembles of Classifier Chains configurado
com 30 bags e com classificador base J48, com o valor de 0.202 e o método Classifier
Chains com classificador base J48 com o valor 1.119. Olhando por essa métrica, as pre-
visões realizadas para o curso de Sistemas de Informação tiveram melhores resultados do
que as do curso de Ciência da Computação.

A métrica Exact Match, conforme apresentado no Capítulo 2, é a medida mais simples
de avaliação de classificadores multidimensional e multirrórulo, porém ela é considerada
severa uma vez que requer que o conjunto previsto de rótulos seja uma correspondência
exata do conjunto verdadeiro de rótulos. No conjunto de dados do curso de Ciência da
Computação são 46 atributos alvo e são 37 atributos alvo no curso de Sistemas de Infor-
mação, o que dificulta ainda mais o acerto completo dos valores de todos eles. Também
pode-se observar nos resultados apresentados para a métrica Exact Match, que todos os
métodos utilizando classificador base J48 tiveram melhor desempenho relativo ao mesmo
método utilizando classificador base Naive Bayes. A execução de alguns métodos não
puderam ser completadas por falta de memória durante o seu processamento e foram
indicados na tabela com o termo Out Of Memory.

Já na análise dos resultados da métrica Hamming Loss para o curso de Ciência de
Computação, disponível na tabela 7, o método que apresentou o melhor resultado para
modelo multirrórulo, assim como foi para a métrica Exact Match, foi o Ensembles of
Classifier Chains configurado com 30 bags e com classificador base J48, com o valor de
0.078. De acordo com o apresentado no Capítulo 2, o Hamming Loss tem o objetivo de
avaliar a fração de rótulos classificados erroneamente. Logo, sendo uma métrica de medida
de erro, quanto menor o valor para ela, maior a eficiência do método de classificação.
Na avaliação dos resultados do modelo multidimensional, ainda do curso de Ciência da
Computação, os métodos Class Relevance e Bayesian Classifier Chains, ambos utilizando
o classificador base J48, tiveram os melhores resultados, empatados com o valor 0.114. Nos
resultados da métrica Hamming Loss para o curso de Sistema de Informação, apresentado
na Tabela 8, o método Ensembles of Classifier Chains configurado com 30 bags e com
classificador base J48, aplicado no modelo multirrótulo, foi superior aos outros com o valor
0.89. Já no modelo multidimensional, o método Class Relevance utilizando o classificador
base J48 ficou em primeiro lugar com o valor 0.114. Os resultados que não puderam



5.4 Resultados Obtidos 65

ser computados por falta de memória durante a execução do seu processamento também
foram marcados na tabela com o termo Out Of Memory.

No geral, ao se comparar os resultados dessas duas métricas para os métodos multir-
rótulo e multidimensional que se tem correspondência, pode-ser observar que os métodos
do modelo multirrótulo tiveram melhores resultados em 100% dos casos. Não foram con-
tabilizados os casos onde não foi possível processar o resultado por falta de memória. Esse
resultado era esperado uma vez que a quantidade de possíveis valores para os atributos
alvo do modelo multirrótulo é menor que a quantidade dos possíveis valores do modelo
multidimensional e, analisando estatisticamente, a chance de acerto é maior nos casos
onde os resultados são binários do que nos casos onde se tem mais opções. Além disso, os
métodos que utilizaram classificadores base J48 tiveram resultados superiores aos métodos
que utilizaram classificador base Naive Bayes. Outro ponto importante para se destacar
é que os métodos que usam a técnica de Classifier Chains apresentaram quase sempre os
melhores resultados, indicando a relevância de se utilizar a modelagem multidimensional
considerando a dependência entre os atributos alvo.

5.4.2 Resultados de Acurácia por Rótulo

Em relação a métrica de Acurácia por Rótulo para o curso de Ciência da Computação,
as Figuras 24 e 25 ilustram os resultados obtidos para os modelos multirrórulo e multi-
dimensional, respectivamente. No eixo X dos gráficos estão as disciplinas obrigatórias da
grade curricular do curso, enumeradas de 1 a 46 e no Anexo B pode ser encontrado um
mapeamento desses números e os nomes das disciplinas. O eixo Y do gráfico é referente
aos valores de acurácia, que variam de 0 a 1. Os métodos que usaram o algoritmo J48
como base estão com linhas na cor azul e os que usaram o algoritmo Naive Bayes (NB)
estão com linhas na cor laranja. Estabelecido esse arranjo de cores, pôde-se observar
facilmente que os métodos com J48, em sua grande maioria, tiveram melhores resultados
se comparados ao métodos com NB, tanto para a modelagem multirrótulo quanto para
a multidimensional. Também pode-se perceber que grande parte dos métodos que usa-
ram como classificador base o algoritmo J48 tiveram acurácia de previsão de notas em
disciplinas (previsão por rótulo) acima de 80% na maioria dos casos, tanto no modelo
multirrótulo quanto no multidimensional, o que indica um bom resultado. As Figuras 26
e 27 destacam isoladamente os resultados obtidos para os métodos J48. Assim como nas
métricas Exact Match e Hamming Loss, os resultados da acurácia por rótulo obtidos para
o modelo multirrótulo foram melhores, mas não muito superiores, do que os resultados do
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Tabela 5: Métrica Exact Match dos métodos aplicados para gerar os modelos multirrótulo
e multidimensional do curso de Graduação de Ciência da Computação

Nome do Método Classificador Base Exact Match
Multirrótulo

Exact Match

Multidimensional

Binary Relevance /
Class Relevance J48 0.094 (11) 0.035 (5)

Binary Relevance /
Class Relevance Naive Bayes 0.049 (13) 0.002 (11)

Classifier Chains J48 0.114 (9) 0.049 (1)
Classifier Chains Naive Bayes 0.043 (19) 0.001 (12)

Bayesian Classifier
Chains J48 0.095 (10) 0.032 (6)

Bayesian Classifier
Chains Naive Bayes 0.047 (16) 0.003 (10)

Ensembles of Classifier
Chains (10 Bags) J48 0.132 (5) 0.038 (2)

Ensembles of Classifier
Chains (10 Bags) Naive Bayes 0.048 (14) 0.000 (13)

Ensembles of Classifier
Chains (20 Bags) J48 0.137 (2) Out Of Memory

Ensembles of Classifier
Chains (20 Bags) Naive Bayes 0.048 (14) Out Of Memory

Ensembles of Classifier
Chains (30 Bags) J48 0.140 (1) Out Of Memory

Ensembles of Classifier
Chains (30 Bags) Naive Bayes 0.050 (12) Out Of Memory

Label Power Set J48 0.135 (3) -
Label Power Set Naive Bayes 0.115 (6) -

Pruned Sets (Pruned
Label Powerset) J48 0.135 (3) 0.038 (2)

Pruned Sets (Pruned
Label Powerset) Naive Bayes 0.115 (6) 0.029 (7)

Ensembles of Pruned
Sets J48 0.115 (6) 0.036 (4)

Ensembles of Pruned
Sets Naive Bayes 0.047 (16) 0.000 (13)

Random K-Label
Sets J48 0.044 (18) -

Random K-Label
Sets Naive Bayes 0.042 (20) -

Random K-Label
Sets disjoint J48 - 0.029 (7)

Random K-Label
Sets disjoint Naive Bayes - 0.006 (9)



5.4 Resultados Obtidos 67

Tabela 6: Métrica Exact Match dos métodos aplicados para gerar os modelos multirrótulo
e multidimensional do curso de Graduação de Sistemas de Informação

Nome do Método Classificador Base Exact Match
Multirrótulo

Exact Match

Multidimensional

Binary Relevance /
Class Relevance J48 0.156 (6) 0.099 (2)

Binary Relevance /
Class Relevance Naive Bayes 0.052 (16) 0.011 (9)

Classifier Chains J48 0.186 (3) 0.119 (1)
Classifier Chains Naive Bayes 0.051 (17) 0.010 (10)

Bayesian Classifier
Chains J48 0.154 (7) 0.095 (3)

Bayesian Classifier
Chains Naive Bayes 0.051 (17) 0.009 (11)

Ensembles of Classifier
Chains (10 Bags) J48 0.186 (3) 0.083 (4)

Ensembles of Classifier
Chains (10 Bags) Naive Bayes 0.060 (12) 0.006 (14)

Ensembles of Classifier
Chains (20 Bags) J48 0.200 (2) Out Of Memory

Ensembles of Classifier
Chains (20 Bags) Naive Bayes 0.060 (12) Out Of Memory

Ensembles of Classifier
Chains (30 Bags) J48 0.202 (1) Out Of Memory

Ensembles of Classifier
Chains (30 Bags) Naive Bayes 0.060 (12) Out Of Memory

Label Power Set J48 0.134 (8) -
Label Power Set Naive Bayes 0.122 (9) -

Pruned Sets (Pruned
Label Powerset) J48 Out Of Memory 0.038 (8)

Pruned Sets (Pruned
Label Powerset) Naive Bayes 0.122 (9) 0.039 (6)

Ensembles of Pruned
Sets J48 0.175 (5) 0.082 (5)

Ensembles of Pruned
Sets Naive Bayes 0.057 (15) 0.007 (13)

Random K-Label
Sets J48 0.086 (11) -

Random K-Label
Sets Naive Bayes 0.047 (19) -

Random K-Label
Sets disjoint J48 - 0.039 (6)

Random K-Label
Sets disjoint Naive Bayes - 0.009 (11)
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Tabela 7: Métrica Hamming Loss dos métodos aplicados para gerar os modelos multirró-
tulo e multidimensional do curso de Graduação de Ciência da Computação

Nome do Método Classificador Base Hamming Loss
Multirrótulo

Hamming Loss

Multidimensional

Binary Relevance /
Class Relevance J48 0.084 (3) 0.114 (1)

Binary Relevance /
Class Relevance Naive Bayes 0.149 (12) 0.225 (9)

Classifier Chains J48 0.097 (7) 0.133 (6)
Classifier Chains Naive Bayes 0.438 (20) 0.570 (14)

Bayesian Classifier
Chains J48 0.084 (3) 0.114 (1)

Bayesian Classifier
Chains Naive Bayes 0.152 (13) 0.237 (10)

Ensembles of Classifier
Chains (10 Bags) J48 0.084 (3) 0.123 (3)

Ensembles of Classifier
Chains (10 Bags) Naive Bayes 0.233 (18) 0.318 (12)

Ensembles of Classifier
Chains (20 Bags) J48 0.080 (2) Out Of Memory

Ensembles of Classifier
Chains (20 Bags) Naive Bayes 0.225 (17) Out Of Memory

Ensembles of Classifier
Chains (30 Bags) J48 0.078 (1) Out Of Memory

Ensembles of Classifier
Chains (30 Bags) Naive Bayes 0.213 (16) Out Of Memory

Label Power Set J48 0.116 (8) -
Label Power Set Naive Bayes 0.139 (10) -

Pruned Sets (Pruned
Label Powerset) J48 0.116 (8) 0.163 (7)

Pruned Sets (Pruned
Label Powerset) Naive Bayes 0.139 (10) 0.240 (11)

Ensembles of Pruned
Sets J48 0.091 (6) 0.132 (5)

Ensembles of Pruned
Sets Naive Bayes 0.238 (19) 0.319 (13)

Random K-Label
Sets J48 0.186 (14) -

Random K-Label
Sets Naive Bayes 0.209 (15) -

Random K-Label
Sets disjoint J48 - 0.124 (4)

Random K-Label
Sets disjoint Naive Bayes - 0.214 (8)
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Tabela 8: Métrica Hamming Loss dos métodos aplicados para gerar os modelos multirró-
tulo e multidimensional do curso de Graduação de Sistemas de Informação

Nome do Método Classificador Base Hamming Loss
Multirrótulo

Hamming Loss

Multidimensional

Binary Relevance /
Class Relevance J48 0.096 (3) 0.118 (1)

Binary Relevance /
Class Relevance Naive Bayes 0.180 (12) 0.260 (9)

Classifier Chains J48 0.109 (7) 0.140 (5)
Classifier Chains Naive Bayes 0.375 (19) 0.498 (14)

Bayesian Classifier
Chains J48 0.096 (3) 0.120 (2)

Bayesian Classifier
Chains Naive Bayes 0.184 (13) 0.268 (10)

Ensembles of Classifier
Chains (10 Bags) J48 0.096 (3) 0.129 (3)

Ensembles of Classifier
Chains (10 Bags) Naive Bayes 0.216 (16) 0.312 (13)

Ensembles of Classifier
Chains (20 Bags) J48 0.090 (2) Out Of Memory

Ensembles of Classifier
Chains (20 Bags) Naive Bayes 0.215 (14) Out Of Memory

Ensembles of Classifier
Chains (30 Bags) J48 0.089 (1) Out Of Memory

Ensembles of Classifier
Chains (30 Bags) Naive Bayes 0.217 (17) Out Of Memory

Label Power Set J48 0.139 (8) -
Label Power Set Naive Bayes 0.163 (9) -

Pruned Sets (Pruned
Label Powerset) J48 Out Of Memory 0.208 (7)

Pruned Sets (Pruned
Label Powerset) Naive Bayes 0.163 (10) 0.281 (11)

Ensembles of Pruned
Sets J48 0.106 (6) 0.142 (6)

Ensembles of Pruned
Sets Naive Bayes 0.215 (14) 0.311 (12)

Random K-Label
Sets J48 0.173 (11) -

Random K-Label
Sets Naive Bayes 0.224 (18) -

Random K-Label
Sets disjoint J48 - 0.136 (4)

Random K-Label
Sets disjoint Naive Bayes - 0.252 (8)
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modelo multidimensional.

Figura 24: Acurácia por rótulo dos métodos de classificação aplicados no modelo multir-
rótulo do curso de Ciência da Computação
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Figura 25: Acurácia por rótulo dos métodos de classificação aplicados no modelo multi-
dimensional do curso de Ciência da Computação

Figura 26: Acurácia por rótulo dos métodos de classificação que utilizaram como base o
algoritmo J48, aplicados no modelo multirrótulo do curso de Ciência da Computação
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Figura 27: Acurácia por rótulo dos métodos de classificação que utilizaram como base o
algoritmo J48, aplicados no modelo multidimensional do curso de Ciência da Computação

Figura 28: Gráfico BoxPlot relativo à métrica de acurácia rótulo dos métodos de classifi-
cação aplicados no modelo multirrótulo do curso de Ciência da Computação
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Figura 29: Gráfico BoxPlot relativo à métrica de acurácia por rótulo dos métodos de
classificação aplicados no modelo multidimensional do curso de Ciência da Computação

Analogamente à análise de acurácia para os métodos que foram aplicados para o curso
de Ciência da Computação, os resultados obtidos para o curso de Sistemas de Informação,
nos modelos multirrórulo e multidimensional, são exibidos nas Figuras 30 e 31 respecti-
vamente. No eixo X dos gráficos estão as disciplinas obrigatórias da grade curricular do
curso, enumeradas de 1 a 37 e no Anexo B pode ser encontrado um mapeamento desses
números e os nomes das disciplinas. As linhas azuis dos gráficos são relativas aos métodos
que usaram o algoritmo J48 como base e as linhas laranjas indicam os que usaram o al-
goritmo Naive Bayes. Assim como no curso de Ciência da Computação, os métodos com
algoritmo base J48, em sua grande maioria, tiveram melhores resultados se comparados
ao métodos com NB, tanto para a modelagem multirrótulo quanto para a multidimensi-
onal. Os métodos que usaram como classificador base o algoritmo J48 também tiveram
acurácia de previsão de notas em disciplinas (previsão por rótulo) acima de 80% para a
maioria dos casos nos modelos multirrótulo e multidimensional, indicando também um
bom resultado. As Figuras 32 e 33 destacam os resultados obtidos para os métodos J48.
Os resultados da acurácia por rótulo obtidos para o modelo multirrótulo também foram
melhores, mas não muito superiores, do que os resultados do modelo multidimensional.
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Figura 30: Acurácia por rótulo dos métodos de classificação aplicados no modelo multir-
rótulo do curso de Sistemas de Informação

Figura 31: Acurácia por rótulo dos métodos de classificação aplicados no modelo multi-
dimensional do curso de Sistemas de Informação
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Figura 32: Acurácia por rótulo dos métodos de classificação que utilizaram como base o
algoritmo J48, aplicados no modelo multirrótulo do curso de Sistemas de Informação

Figura 33: Acurácia por rótulo dos métodos de classificação que utilizaram como base o
algoritmo J48, aplicados no modelo multidimensional do curso de Sistemas de Informação
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Figura 34: Gráfico BoxPlot relativo à métrica de acurácia rótulo dos métodos de classifi-
cação aplicados no modelo multirrótulo do Curso de Sistemas de Informação

Figura 35: Gráfico BoxPlot relativo à métrica de acurácia por rótulo dos métodos de
classificação aplicados no modelo multidimensional do curso de Sistemas de Informação
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5.5 Considerações finais

Neste capítulo foram apresentados a modelagem e os resultados das execuções dos algo-
ritmos de aprendizado de máquina utilizados na construção dos modelos multirrótulo e
multimensional para indicação de disciplinas com maiores chances de sucesso com base na
previsão de notas. No geral, pode-se observar que o problema de evasão pode ser notado
indiretamente ao analisar os gráficos de distribuição de notas para os cursos de Ciência
da Computação e Sistemas de Informação (Figuras 20 e 22, nas páginas 59 e 60 respecti-
vamente) uma vez que as disciplinas mais para o final do curso não foram cursadas pela
maioria dos estudantes.

Os valores obtidos para a métrica Exact Match foram baixos e isso já era esperado,
uma vez que essa métrica é muito rigorosa e isso fica acentuado nos modelos gerados com
vários atributos alvo (46 disciplinas do curso de Ciência da Computação e 37 do curso de
Sistemas de Informação). Já os valores obtidos para a métrica Hamming Loss foram pro-
missores, tanto para o curso de Ciência da Computação quanto para o curso de Sistemas
de Informação. A métrica de Hamming Loss leva em consideração os erros de rótulos que
deixaram de ser preditos e de rótulos que foram preditos incorretamente, e, como é um
métrica de erro, quanto mais baixo o valor, melhor é. Os métodos que usam a técnica
de Classifier Chains apresentaram quase sempre os melhores resultados, indicando a re-
levância de se utilizar a modelagem multidimensional considerando a dependência entre
os atributos alvo no problema de previsão de notas em disciplinas. Além disso, todos os
métodos executados com classificador base J48 tiveram melhores resultados do que os
executados com o classificador base Naive Bayes, tanto para os modelos multirrótulo e
multidimensional gerados para o curso de Ciência da Computação quanto para o curso
de Sistemas de Informação para ambas as métricas. O modelo multirrótulo apresentou
melhores resultados do que o modelo multidimensional para as duas métricas. A métrica
Acurácia por Rótulo apresentou bons resultados para os métodos que usaram classifica-
dores base J48, para ambos os modelos multirrótulo e multidimensional. A maioria dos
classificadores com J48 apresentaram acurácia de previsão em notas nas disciplinas acima
de 80% em ambos os modelos, tanto para o curso de Ciência da Computação e Sistemas
de Informação. Assim como nas métricas Exact Match e Hamming Loss, os resultados
obtidos para o modelo multirrótulo foram superiores aos resultados obtidos para o modelo
multidimensional.



6 Estudos com Usuários e Avaliação de
Seus Resultados

Neste capítulo é apresentado o instrumento (questionário) aplicado para coleta de dados
de percepção sobre o interesse de uso de um sistema de recomendação de disciplinas no
processo de inscrição em disciplinas de graduação e seus resultados. O público alvo deste
questionário foi de estudantes e ex-estudantes de graduação. O Modelo de Aceitação de
Tecnologia (TAM) foi empregado para construção de parte do instrumento com o objetivo
de identificar opções de design de interface para recomendação de disciplinas no sistema
de inscrição em disciplinas da UFF.

Após a apresentação do instrumento na Seção 6.1, é apresentado uma análise das
respostas das perguntas referentes aos dados demográficos dos participantes (Seção 6.2),
uma análise das respostas das perguntas referentes ao interesse de uso no sistema de
recomendação (Seção 6.3), uma análise das respostas da aplicação do Modelo de Aceitação
de Tecnologia (TAM) (Seção 6.4) e, por fim, considerações finais sobre os resultados
obtidos com a aplicação do instrumento de pesquisa (Seção 6.5).

6.1 Instrumento de Pesquisa

Como aplicação prática deste trabalho, foram desenvolvidos alguns protótipos de telas
de recomendação de disciplinas baseado nos resultados das previsões obtidas a partir do
emprego de métodos de classificação nos modelos multirrótulo e multidimensional gera-
dos para os cursos de Ciência da Computação e Sistemas de Informação. Os protótipos
foram construídos como objetos de interface funcionais integrados ao módulo de inscrição
on-line do sistema acadêmico da Universidade Federal Fluminense. Além da técnica de
prototipação, também foi elaborado um instrumento de pesquisa por meio de um formu-
lário on-line de pesquisa, produzido com a ferramenta “Google Forms“, com o objetivo
de buscar opiniões de estudantes e ex-estudantes de graduação sobre o interesse no sis-
tema de indicação de disciplinas proposto. Ambas as técnicas permitem que o usuário
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possa interagir no processo de construção da aplicação e dar suas opiniões sobre os signos
estáticos utilizados para representar determinados significados no sistema. Em parte do
formulário de pesquisa, também foi empregado o Modelo de Aceitação de Tecnologia (do
inglês Technology Acceptance Model - TAM ) (SILVA, P., 2015), com o objetivo de avaliar
as opções de design com um retorno dos usuários sobre a aceitação atual e futura do
sistema de recomendação proposto e, eventualmente, entender o porquê da não aceitação.

A pesquisa aplicada por meio do formulário de pesquisa on-line é classificada como
uma pesquisa quantitativa, uma vez que foi feita a coleta de dados quantitativos ou nu-
méricos e foi possível realizar a medição e quantificação das respostas obtidas (PEREIRA
et al., 2018). O formulário de pesquisa, disponível no Apêndice A, foi dividido em quatro
etapas, totalizando 35 questões. A primeira delas foi o Termo de Consentimento Livre e
Esclarecido - TCLE, com 3 questões para o usuário responder concordando com a par-
ticipação na pesquisa. A segunda parte do questionário, com 8 questões, foi a coleta de
informações demográficas para identificação do perfil do respondente. A terceira etapa
consistiu em questões sobre o interesse no uso no sistema de indicação de disciplinas e
suas funcionalidades, além de perguntas sobre o uso de componentes gráficos na interface
desse sistema, totalizando 8 questões. A quarta e última etapa consistiu na aplicação de
um Modelo de Aceitação de Tecnologia - TAM, composto por um vídeo explicativo sobre
os protótipos de interface desenvolvidos para o sistema de recomendação proposto, além
de perguntas para avaliar o engajamento e aceitação dos usuários, com um total de 14
questões. Foi utilizada a escala Likert de 5 pontos nas opções de resposta na maioria das
questões do formulário. Nessa escala, o entrevistado emite seu grau de concordância com
a frase apresentada na questão, marcando a resposta que mais julga estar de acordo. O
número 1 corresponde à discordância completa em relação à afirmação e o número 5 à
concordância completa (GIL, 2008).

O questionário foi compartilhado através de e-mail e mensagens de aplicativo mo-
bile, com informações sobre a tema da pesquisa, o tempo estimado de resposta, nome e
contato do pesquisador e nomes dos orientadores deste trabalho. O público alvo deste
questionário foi composto por alunos ou ex-alunos de graduação, da UFF ou não. Apesar
dos estudantes da UFF estarem mais familiarizados com o sistema de inscrição on-line,
a sua dinâmica é de simples entendimento. Além disso, o vídeo utilizado no formulário
de pesquisa permite que outros estudantes conheçam o sistema e possam opinar sobre a
adaptação feita nele para a indicação de disciplinas. Foram obtidas 53 respostas após o
período de aplicação do questionário.
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6.2 Análise das Respostas das Perguntas Referentes aos Da-
dos Demográficos

Após a coleta e análise dos dados, observa-se que o perfil dos respondentes sobre a ótica
do gênero foi de 31 (58,5%) do sexo masculino e 22 (41,5%) do sexo feminino. A Figura
36 mostra a distribuição de forma visual.

Figura 36: Distribuição do gênero dos participantes

Em relação a idade dos respondentes, a maioria está entre a faixa de idade de 31 a 40
anos, totalizando 23 respondentes (43,4%). Já a minoria está na faixa de 51 a 60 anos,
com apenas 1 respondente (1,9%). O total de respondentes com menos de 20 anos foi de
2 (3,8%). Os respondentes na faixa de idade entre 21 a 30 anos foram 21 (39,6%). A
faixa entre 41 a 50 anos teve um total de 2 respondentes (3,8%) e a faixa de respondentes
com mais de 61 anos teve 4 respondentes (7,5%). A Figura 37 mostra graficamente a
distribuição da idade dos participantes da pesquisa.

Figura 37: Distribuição da idade dos participantes



6.2 Análise das Respostas das Perguntas Referentes aos Dados Demográficos 81

A grande maioria dos respondentes é do Estado do Rio de Janeiro, conforme pode ser
visto na Figura 38. Os demais participantes são do estado do Espírito Santo, São Paulo,
Paraná e Distrito Federal. Um respondente participou da pesquisa da Alemanha.

Figura 38: Estado dos participantes

Em relação a escolaridade dos participantes, obteve-se 16 participantes (30,19%) com
o nível Superior - Incompleto, 5 participantes (9,43%) com o. nível Superior - Completo,
2 participantes (3,77%) com o nível Pós-graduação (Lato senso) - Incompleto, 9 parti-
cipantes (16,98%) com o nível Pós-graduação (Lato senso) - Completo, 5 participantes
(9,43%) com o nível Pós-graduação (Stricto sensu, nível mestrado) - Incompleto, 9 parti-
cipantes (16,98%) com o nível Pós-graduação (Stricto sensu, nível mestrado) - Completo, 4
participantes (7,55%) com o nível Pós-graduação (Stricto sensu, nível doutorado) - Incom-
pleto, 3 participantes (5,66%) com o nível Pós-graduação (Stricto sensu, nível doutorado)
- Completo.

Figura 39: Escolaridade dos participantes
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Cerca de 29 respondentes (54,7%) afirmaram estar com matrícula ativa em algum
curso de nível superior e 24 (45,3%) responderam não estar com a matrícula ativa.

Figura 40: Total de participantes com matrícula ativa em algum curso superior

6.3 Análise das Respostas das Perguntas Referentes ao Inte-
resse no Uso no Sistema

Nesta etapa de análise dos resultados, foram examinadas as respostas referentes a terceira
etapa do questionário, que é relacionada ao interesse de uso no sistema de recomendação
em disciplinas e duas funcionalidades. Um resumo com as questões e as respostas obtidas
para cada uma pode ser visto na Tabela 9 (página 90) e graficamente na Figura 54.

Na primeira questão do formulário, os respondentes, quase em sua totalidade, mos-
traram interesse em um sistema que indicasse disciplinas com maiores chances de sucesso,
sendo 34 respostas na opção “Concordando Totalmente” (65,38%) e 15 na opção “Con-
cordo Parcialmente” (28,85%). Apenas 1 respondente (1,92%) marcou a opção “Não estou
decidido” e 2 participantes marcaram a opção “Discordo Parcialmente” (3,85%). Nenhum
participante optou pela marcação da opção “Discordo Totalmente”. A Figura 41 mostra
graficamente a distribuição das respostas nessa questão.
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Figura 41: Respostas da Questão 2.1 (Se existir um sistema que recomende disciplinas
que você tenha maiores chances de sucesso no processo de inscrição em disciplinas de sua
Universidade, com base em seu histórico de informações e histórico de outros alunos, você
o usaria?)

O resultado da questão 2 mostra que os respondentes, também em sua grande maioria,
acham importante haver alguma explicação sobre quais características e dados que foram
usados para modelar o problema de recomendação de disciplinas, sendo 40 respostas obti-
das na opção “Concordando Totalmente” (75,47%) e 9 na opção “Concordo Parcialmente”
(16,98%). Apenas 1 respondente optou pela resposta “Concordo Parcialmente” (1,89%)
e 3 respondentes marcaram a opção “Não estou decidido” (5,66%). Nenhum dos partici-
pantes marcou a opção “Discordo Totalmente”. A Figura 42 ilustra as respostas obtidas
nessa questão.

Já na questão 3, que diz respeito a forma de exibição da indicação das chances de
sucesso de aprovação na disciplina a ser cursada, onde 1 estrela significa a menor chance
de sucesso e 5 estrelas significam maiores chances de sucesso, foram 41 respostas na opção
“Concordo Totalmente” (77,36%) e 10 na “Concordo Parcialmente” (18,87%), indicando
uma grande aceitação nesse tipo de formato de exibição. Apenas 1 resposta foi dada
na opção “Concordo Parcialmente” (1,89%) e 1 resposta na opção “Não estou decidido”
(1,89%). Essas respostas podem ser vistas de forma gráfica na Figura 43
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Figura 42: Respostas da Questão 2.2 (Você acha importante haver alguma explicação
sobre quais características e dados que foram usados para modelar o problema de reco-
mendação de disciplinas?)

Figura 43: Respostas da Questão 2.3 (Dado que o sistema recomenda disciplinas com
maiores chances de sucesso, você gostaria que essa recomendação fosse feita por meio de
uma escala “star rating” de 1 a 5 estrelas, onde 1 estrela significa a menor chance de
sucesso e 5 estrelas significa a maior chance de sucesso?)

Na questão 4, os participantes não se mostraram favoráveis a forma de exibição pro-
posta na indicação das chances de sucesso na disciplina a ser cursada, sendo que os
símbolos de positivo e negativo (ver Figura 44) significam chances alta e baixa de su-
cesso respectivamente. Foram 20 respostas na opção “Discordo Totalmente” (38,46%) e
11 na opção “Concordo Parcialmente” (21,15%). Os participantes que marcaram a opção
“Não estou decidido” totalizaram 5 respostas (9,62%). Foram 8 respostas na opção “Con-
cordo Parcialmente” (15,38%) e também 8 na opção “Concordo Totalmente” (15,38%).
Os resultados dessa questão estão ilustrados na Figura 45.
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Figura 44: Símbolos de positivo e negativo usadas como signo na representação da previsão
de chances de sucesso e insucesso

Figura 45: Respostas da Questão 2.4 (Dado que o sistema recomenda disciplinas com
maiores chances de sucesso, você gostaria que essa recomendação fosse feita por meio de
uma escala com os ícones de “simbol hands”, com duas opções, uma representando chance
alta de sucesso e a outra chance baixa de sucesso?)



6.3 Análise das Respostas das Perguntas Referentes ao Interesse no Uso no Sistema 86

Figura 46: Design de Interface usado no formulário para os participantes responderem a
questão 2.5

Figura 47: Respostas da Questão 2.5 (Dado que o sistema recomenda disciplinas que
você não deveria cursar, você gostaria que essa informação fosse apresentada conforme na
imagem, com o texto NR (abreviação para “Não Recomendada”)?)

As respostas para a questão 5 indicam que a maioria dos participantes concordam com
a forma de exibição proposta para uma disciplina não recomendada para cursar naquele
momento, com o texto “NR” (abreviação para “Não Recomendada”), conforme a Figura
46. Foram 13 respostas na opção “Concordo Totalmente” (24,53%) e 19 na “Concordo
Parcialmente” (35,85%). A opção “Discordo Parcialmente” teve 8 respostas (15,09%) e
a “Discordo Totalmente” 7 (13,21%). Por fim, foram 6 respostas na opção “Não Estou
Decidido” (11,32%). Os resultados dessa questão também podem ser analisados na Figura
47.

A questão 6 aborda uma outra forma de exibição para uma disciplina que não é reco-
mendada para cursar naquele momento, apresentando um símbolo de “pare” nesses casos,
conforme a Figura 48. A maioria dos respondentes foi contrário a essa abordagem, sendo
19 que optaram pela resposta “Discordo Totalmente” (36,54%) e 6 optaram pela resposta
“Discordo Parcialmente” (11,54%) . Os participantes que concordaram de alguma em
algum ponto com essa forma de exibição totalizaram 13 respostas na opção “Concordo
Totalmente” (25,00%) e 9 na opção “Concordo Parcialmente” (17,31%). Foram 5 respos-
tas na opção “Não estou decidido” (9,62%). A Figura 49 exibe graficamente as opções
marcadas pelos participantes nessa questão.
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Figura 49: Respostas da Questão 2.6 (Dado que o sistema recomenda disciplinas que
você não deveria cursar, você gostaria que essa informação fosse apresentada conforme na
imagem, com o símbolo “pare”?)

Figura 50: Design de Interface usado no formulário para os participantes responderem a
questão 2.7

Figura 48: Design de Interface usado no formulário para os participantes responderem a
questão 2.6

A questão 7 se refere ao caso onde o sistema não tem informações sobre a previsão
de desempenho em uma determinada disciplina, e pergunta se a indicação com o sím-
bolo “?” seria o suficiente para indicar isso, conforme ilustra a Figura 50. Houve uma
concordância, mas não unânime, sobre o símbolo usado, onde a resposta “Concordo Total-
mente” foi dada por 19 respondentes (35,85%) e 12 responderam “Concordo Parcialmente”
(22,64%). Os participantes que discordaram de alguma forma totalizaram 11 respostas na
opção “Discordo Totalmente” (20,75%) e 5 na opção “Discordo Parcialmente” (9,43%). Os
participantes que optaram pela resposta “Não Estou decidido” foram 6 (11,32%). Essas
respostas podem ser vistas de forma gráfica na Figura 51.

Por fim, a questão 8, última desta etapa do formulário, pergunta aos participantes se,
caso o sistema apresentasse a informação de acurácia para cada previsão de sucesso rela-
cionado a disciplina, ele ficaria mais propenso a aceitar a recomendação. A Figura 52 foi
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Figura 51: Respostas da Questão 2.7 (Caso o sistema não tenha informações sobre a
previsão de desempenho em uma determinada disciplina, a informação com o símbolo “?”
seria o suficiente para indicar isso?)

usada nessa questão para os participantes entendessem como atuaria essa funcionalidade.
A grande maioria dos participantes foi a favor dessa funcionalidade, sendo 35 participantes
que marcaram a opção “Concordo Totalmente” (66,04%) e 16 que marcaram “Concordo
Parcialmente” (30,19%). Apenas 1 participante marcou a opção “Discordo Parcialmente”
(1,89%) e nenhum dos participantes marcou a opção “Discordo Totalmente”. A opção
“Não Estou Decido” foi marcada por apenas 1 participante (1,89%). Os resultados dessa
questão também podem ser analisados na Figura 53.

Figura 52: Design de Interface usado no formulário para os participantes responderem a
questão 2.8
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Figura 53: Respostas da Questão 2.8 (Caso o sistema apresente a informação de acurácia
para cada previsão de sucesso relacionado a disciplina, você ficaria mais propenso a aceitar
a recomendação?)

Figura 54: Gráfico das respostas das perguntas referentes ao interesse no uso no sistema
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Tabela 9: Tabela de resultados obtidos a partir da análise das respostas dos participantes
no Questionário 2 do Interesse de Uso num Sistema de Recomendação de Disciplinas

Questionário 2 - O interesse no uso no sistema de recomendação em disciplinas e suas funcionalidades
Escala de Avaliação

1 2 3 4 5Questões Discordo
Totalmente

Discordo
Parcialmente

Não Estou
Decidido

Concordo
Parcialmente

Concordo
Totalmente

Se existir um sistema que recomende disciplinas
que você tenha maiores chances de sucesso no
processo de inscrição em disciplinas de sua
Universidade, com base em seu histórico de
informações e histórico de outros alunos, você
o usaria?

0,00% 1,92% 3,85% 28,85% 65,38%

Você acha importante haver alguma explicação
sobre quais características e dados que foram
usados para modelar o problema de recomendação
de disciplinas?

0,00% 1,89% 5,66% 16,98% 75,47%

Dado que o sistema recomenda disciplinas com
maiores chances de sucesso, você gostaria que
essa recomendação fosse feita por meio de uma
escala “star rating” de 1 a 5 estrelas, onde
1 estrela () significa a menor chance de
sucesso e 5 estrelas () significa
a maior chance de
sucesso?

0,00% 1,89% 1,89% 18,87% 77,36%

Dado que o sistema recomenda disciplinas
com maiores chances de sucesso, você
gostaria que essa recomendação fosse feita
por meio de uma escala com os ícones de
“simbol hands”, com duas opções, onde
significa chance alta de sucesso e chance
baixa de sucesso?

38,46% 21,15% 9,62% 15,38% 15,38%

Dado que o sistema recomenda disciplinas
que você não deveria cursar, você gostaria que
essa informação fosse apresentada conforme
na imagem, com o texto NR (abreviação
para “Não Recomendada”)?

13,21% 15,09% 11,32% 35,85% 24,53%

Dado que o sistema recomenda disciplinas
que você não deveria cursar, você gostaria
que essa informação fosse apresentada
conforme na imagem, com o símbolo
“pare”?

36,54% 11,54% 9,62% 17,31% 25,00%

Caso o sistema não tenha informações sobre
a previsão de desempenho em uma determinada
disciplina, a informação com o símbolo “?”
seria o suficiente para indicar isso?

20,75% 9,43% 11,32% 22,64% 35,85%

Caso o sistema apresente a informação de
acurácia para cada previsão de sucesso
relacionado a disciplina, você ficaria mais
propenso a aceitar a recomendação?

0,00% 1,89% 1,89% 30,19% 66,04%
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6.4 Análise das Respostas da Aplicação do Modelo de Acei-
tação de Tecnologia (TAM)

Na última etapa do formulário enviado, foi aplicado aos respondentes o Modelo de Aceita-
ção de Tecnologia, com o objetivo de entender a percepção dos usuários quanto a aceitação
atual e futura do sistema de indicação de disciplinas proposto. Um vídeo explicativo so-
bre os protótipos de interface desenvolvidos, de autoria própria, estava disponível para os
participantes assistirem e responderem as questões a partir dele. Foi usada a escala Likert
de cinco pontos para a coleta das respostas.

Foram usadas variáveis para medir a utilidade, facilidade e intenção de uso, adaptadas
a partir de Patrıcia Silva (2015) para o contexto de um sistema de indicação de discipli-
nas que o aluno teria maiores chances de sucesso, no processo de inscrição em disciplinas
on-line de alunos de graduação. As variáveis, agrupadas em contrutos, estão descritas na
Tabela 10. Para avaliar a consistência interna do TAM aplicado, foi feita uma análise de
confiabilidade calculando-se o coeficiente alfa de Cronbach, que é a medida objetiva de
confiabilidade mais utilizada (TAVAKOL; DENNICK, 2011). Após a análise das respos-
tas obtidas para todas as variáveis relacionadas ao TAM, o valor do coeficiente alfa de
Cronbach calculado obteve o valor 0,79, indicando que existe consistência interna aceitável
nas questões utilizadas para medir os construtos de utilidade, facilidade e intenção de uso.
A Tabela 11 traz os resultados em percentuais das respostas obtidas em cada variável. A
Figura 55 também traz esses mesmos resultados, porém de forma gráfica.
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Tabela 10: Variáveis do modelo TAM aplicado
Construtos Variáveis

V1) O sistema me recomenda disciplinas com mais chances
de sucesso.
V2) O sistema me informa sobre disciplinas que eu não
deveria cursar.
V3) O sistema faz recomendações somente sobre disciplinas
obrigatórias.
V4) O sistema me informa sobre a acurácia da previsão na
recomendação da disciplina.
V5) O sistema ajuda os alunos indecisos a escolherem as
disciplinas no processo de inscrição.

Utilidade de uso

V6) O sistema ajuda os alunos a não ficarem retidos na
universidade.
V7) Usar o sistema de recomendação de disciplinas é fácil
para mim.
V8) Minha interação com a sistema de recomendação de
disciplinas é clara e compreensível.Facilidade de uso V9) Eu considero o sistema de recomendação de disciplinas
flexível para interagir.
V10) Eu me vejo usando o sistema de recomendação de
disciplinas.
V11) Pretendo escolher as disciplinas recomendadas pelo
sistema de recomendação de disciplinas.
V12) Pretendo selecionar as disciplinas com mais chances
de sucesso.
V13) Pretendo usar as informações de acurácia juntamente
com a informação da chance de sucesso para tomar minha
decisão.Intenção de uso

V14) Eu usaria mais o sistema de recomendação de
disciplinas se fosse mais fácil de usar.
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Tabela 11: Tabela com os resultados obtidos nas repostas para cada variável
Escala de Avaliação

Construtos Variáveis Discordo
Totalmente

Discordo
Parcialmente

Não estou
Decidido

Concordo
Parcialmente

Concordo
Totalmente

V1) O sistema me recomenda
disciplinas com mais chances
de sucesso.

0,00% 0,00% 3,77% 20,75% 75,47%

V2) O sistema me informa
sobre disciplinas que eu não
deveria cursar.

5,66% 9,43% 3,77% 28,30% 52,83%

V3) O sistema faz
recomendações somente
sobre disciplinas obrigatórias.

17,31% 17,31% 15,38% 13,46% 36,54%

V4) O sistema me informa
sobre a acurácia da previsão
na recomendação da disciplina.

1,89% 0,00% 0,00% 16,98% 81,13%

V5) O sistema ajuda os
alunos indecisos a escolherem
as disciplinas no processo
de inscrição.

0,00% 0,00% 7,55% 16,98% 75,47%
Utilidade de uso

V6) O sistema ajuda os
alunos a não ficarem
retidos na universidade.

0,00% 5,66% 22,64% 22,64% 49,06%

V7) Usar o sistema de
recomendação de disciplinas
é fácil para mim.

0,00% 1,89% 7,55% 18,87% 71,70%

V8) Minha interação com
a sistema de recomendação
de disciplinas é clara e
compreensível.

1,89% 0,00% 7,55% 26,42% 64,15%

Facilidade de uso V9) Eu considero o sistema
de recomendação de
disciplinas flexível para
interagir.

3,77% 0,00% 16,98% 37,74% 41,51%

V10) Eu me vejo usando o
sistema de recomendação de
disciplinas.

0,00% 1,89% 1,89% 18,87% 77,36%

V11) Pretendo escolher as
disciplinas recomendadas
pelo sistema de recomendação
de disciplinas.

0,00% 5,66% 11,32% 41,51% 41,51%

V12) Pretendo selecionar as
disciplinas com mais chances
de sucesso.

0,00% 5,66% 5,66% 37,74% 50,94%

V13) Pretendo usar as
informações de acurácia
juntamente com a informação
da chance de sucesso para
tomar minha decisão.

1,89% 1,89% 1,89% 18,87% 75,47%

Intenção de uso V14) Eu usaria mais o
sistema de recomendação de
disciplinas se fosse mais
fácil de usar.

20,75% 11,32% 26,42% 11,32% 30,19%
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Figura 55: Gráfico das respostas das perguntas referentes ao TAM

6.4.1 Questões sobre Utilidade de Uso Percebida

Os participantes concordaram, em sua grande maioria, que o sistema recomenda discipli-
nas com maiores chances de sucesso (V1), sendo 40 respostas obtidas na opção “Concordo
Totalmente” (75,47%) e 11 na opção “Concordo Parcialmente” (20,75%). Apenas 2 res-
postas foram marcadas na opção “Não estou decidido” (3,77%). Nenhum participante
optou pelas respostas “Discordo Totalmente” ou “Discordo Parcialmente”. Essas respostas
podem ser vistas de forma gráfica na Figura 56.

Também houve grande concordância sobre o sistema informar a respeito de disciplinas
que o participante não deveria cursar (V2), conforme pode ser analisando na Figura 57,
sendo 28 respostas na opção “Concordo Totalmente” (52,83%) e 15 respostas na opção
“Concordo Parcialmente” (28,30%). Foram 3 participantes que optaram pela resposta
“Discordo Totalmente” (5,66%) e 5 que optaram por “Discordo Parcialmente” (9,43%).
Apenas 2 respostas foram marcadas na opção “Não estou decidido” (3,77%).
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Figura 56: Respostas da Questão V1 (O sistema me recomenda disciplinas com mais
chances de sucesso)

Figura 57: Respostas da Questão V2 (O sistema me informa sobre disciplinas que eu não
deveria cursar)

Em relação a variável sobre o sistema fazer somente recomendações de disciplinas
obrigatórias (V3), não houve uma unanimidade como as primeiras duas variáveis, sendo
que, dos participantes que concordaram de alguma maneira, foram 19 que marcaram a
opção “Concordo Totalmente” (36,54%) e 7 marcaram a opção “Concordo Parcialmente”
(13,46%). Os participantes que discordaram de alguma forma foram 9 que marcaram a
opção “Discordo Totalmente” (17,31%) e 9 na opção “Discordo Parcialmente” (17,31%).
Foram 8 participantes que marcaram a opção “Não estou decidido” (15,38%). Essas
respostas mostram que talvez não tenha ficado tão claro no vídeo explicativo que foi
disponibilizado para os participantes, que a funcionalidade de indicação de disciplinas
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só se aplica para as disciplinas obrigatórias do currículo e não se aplica as disciplinas
optativas. Os resultados dessa questão também podem ser analisados na Figura 58.

Figura 58: Respostas da Questão V3 (O sistema faz recomendações somente sobre disci-
plinas obrigatórias)

Os participantes entenderam e foram unânimes em concordar que o sistema exibe
a acurácia de previsão na recomendação de disciplina (V4), com 43 respostas na opção
“Concordo Totalmente” (81,13%) e 9 na opção “Concordo Parcialmente” (16,98%). Ape-
nas 1 resposta foi dada na opção “Discordo Totalmente” (1,89%) e as opções “Discordo
Parcialmente” e “Não estou decidido” não tiveram nenhuma marcação. Os resultados
dessa questão estão ilustrados na Figura 59.

Figura 59: Respostas da Questão V4 (O sistema me informa sobre a acurácia da previsão
na recomendação da disciplina)
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Figura 60: Respostas da Questão V5 (O sistema ajuda os alunos indecisos a escolherem
as disciplinas no processo de inscrição)

A grande maioria dos participantes concordaram que o sistema ajuda os alunos a es-
colherem disciplinas no processo de inscrição (V5), sendo que 40 participantes marcaram
a opção “Concordo Totalmente” (75,47%) e 9 participantes escolheram a opção “Concordo
Parcialmente” (16,98%). A opção “Não estou decidido” foi escolhida por 4 participan-
tes (7,55%). Nenhum dos participantes escolheu as opções “Discordo Totalmente” ou
“Discordo Parcialmente”. Os resultados dessa questão também podem ser analisados na
Figura 60.

Sobre a variável que aborda se o sistema ajuda os alunos a não ficarem retidos na
universidade (V6), grande parte dos participantes concordaram com essa questão, sendo
que 26 escolheram a opção “Concordo Totalmente” (49,06%) e 12 a opção “Concordo
Parcialmente” (22,64%), conforme ilustrado na Figura 61. Foram 12 participantes que
marcaram a opção “Não estou decidido” (22,64%). Outros 3 participantes optaram pela
marcação da resposta “Discordo Parcialmente” (5,66%) e nenhum participante optou pela
resposta “Discordo Totalmente”.
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Figura 61: Respostas da Questão V6 (O sistema ajuda os alunos a não ficarem retidos na
universidade)

6.4.2 Questões sobre Facilidade de Uso Percebida

Houve uma grande concordância em relação a facilidade de uso do sistema (V7), sendo
que 38 participantes “Concordaram Totalmente” (71,10%) e 10 “Concordaram Parcial-
mente” (18,87%) com essa questão. Apenas 1 participante optou pela resposta “Discordo
Parcialmente” (1,89%) e nenhum optou pela resposta “Discordo Totalmente”. Foram 4
participantes que escolheram a opção “Não estou decidido” (7,55%). Esses resultados
também podem ser acompanhados na Figura 62.

Figura 62: Respostas da Questão V7 (Usar o sistema de recomendação de disciplinas é
fácil para mim)
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Em relação a interação com o sistema ser clara e compreensível (V8), também houve
grande concordância dos participantes, que totalizaram 34 respostas na opção “Concordo
Totalmente” (64,15%) e 14 na opção “Concordo Parcialmente” (26,42%). Foram 4 parti-
cipantes que responderam “Não estou decidido” (7,55%). Apenas 1 participante escolheu
“Discordo Totalmente” (1,89%) e nenhum marcou a opção “Discordo Parcialmente”. A
Figura 63 ilustra esses resultados.

Figura 63: Respostas da Questão V8 (Minha interação com a sistema de recomendação
de disciplinas é clara e compreensível)

Já a questão sobre consideração do sistema de recomendação de disciplinas ser flexível
para interação (V9), foram 22 participantes que “Concordaram Totalmente” (41,51%) e 20
que “Concordaram Parcialmente” (37,74%). Foram 9 participantes que marcaram a opção
“Não estou decidido” (16,98%). Apenas 2 pessoas “Discordaram Totalmente” (3,77%) e
nenhum dos participantes optou pela resposta “Discordo Parcialmente”. Esses resultados
também podem ser acompanhados a partir da Figura 63.

6.4.3 Questões sobre Intenção de Uso

Os participantes responderam se se veem usando o sistema de recomendação de disciplinas,
e grande parte concordou com essa afirmação, sendo que 41 participantes responderam
“Concordo Totalmente” (77,36%) e 10 participantes marcaram “Concordo Parcialmente”
(18,87%), conforme apresentado na Figura 65. Apenas 1 participante optou pela resposta
“Não estou decidido” (1,89%) e também somente 1 optou pela resposta “Discordo Parci-
almente” (1,89%). Nenhum dos participantes escolheu a opção “Discordo Totalmente”.
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Figura 64: Respostas da Questão V9 (Eu considero o sistema de recomendação de disci-
plinas flexível para interagir)

Figura 65: Respostas da Questão V10 (Eu me vejo usando o sistema de recomendação de
disciplinas)

Os participantes também responderam se pretendem escolher as disciplinas recomen-
dadas pelo sistema de recomendação de disciplinas (V11), e também houve uma grande
aceitação, sendo que 22 participantes escolheram a opção “Concordo Totalmente” (41,51%)
e 22 também escolheram a opção “Concordo Parcialmente” (41,51%). Foram 3 partici-
pantes que escolheram a opção “Discordo Parcialmente” e nenhum deles marcou a opção
“Discordo Totalmente”. Foram 6 participantes que marcaram a opção “Não estou decidido”
(11,32%). A Figura 66 ilustra os resultados encontrados para a questão V11.
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Figura 66: Respostas da Questão V11 (Pretendo escolher as disciplinas recomendadas
pelo sistema de recomendação de disciplinas)

Os participantes também responderam, em grande maioria, que pretendem selecionar
as disciplinas recomendadas pelo sistema (V12), sendo 27 respostas na opção “Concordo
Totalmente” (50,97%) e 20 na opção “Concordo Parcialmente” (37,74%). Foram 3 partici-
pantes que escolheram a opção “Não estou decidido” (5,66%) e 3 também que marcaram
opção “Discordo Parcialmente” (5,66%). Não houve marcação na resposta “Discordo To-
talmente”.

Figura 67: Respostas da Questão V12 (Pretendo selecionar as disciplinas com mais chan-
ces de sucesso)

A grande maioria dos participantes respondeu que pretende usar as informações de
acurácia juntamente com a informação da chance de sucesso para tomar a decisão na
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escolha de disciplinas (V13), conforme pode ser visto na Figura 68. Foram 40 respostas
na opção “Concordo Totalmente” (75,47%) e 10 respostas na opção “Concordo Parcial-
mente” (18,87%). As respostas “Não estou decidido”, “Discordo Totalmente” e “Discordo
Parcialmente” tiverem apenas 1 resposta em cada uma (1,89%).

Figura 68: Respostas da Questão V13 (Pretendo usar as informações de acurácia junta-
mente com a informação da chance de sucesso para tomar minha decisão)

Os respondentes disseram também se usariam mais o sistema de recomendação de
disciplinas se fosse mais fácil de usar (V14). Essa questão foi a que obteve mais respostas
na opção “Não estou decidido” e foi a que mais apresentou divisão em suas respostas.
Dos participantes que concordaram, foram 16 respostas na opção “Concordo Totalmente”
(30,19%) e 6 na “Concordo Parcialmente” (11,32%). Foram 11 participantes que res-
ponderam “Discordo Totalmente” (20,75%) e 6 que responderam “Discordo Parcialmente”
(11,32%). Esses resultados podem ser vistos na Figura 69.
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Figura 69: Respostas da Questão V14 (Eu usaria mais o sistema de recomendação de
disciplinas se fosse mais fácil de usar)

6.5 Considerações Finais

Neste capítulo foram apresentadas os resultados da aplicação do instrumento de pesquisa
para buscar informações sobre a percepção de estudantes e ex-estudantes sobre seu inte-
resse no uso de um sistema que possa recomendar disciplinas num eventual processo de
inscrição em disciplinas. Além disso, foram feitas análises sobre as respostas obtidas a
partir do instrumento de pesquisa que foi aplicado.

Os resultados obtidos mostram que os respondentes tiveram, em sua grande maio-
ria, interesse em um sistema de indicação de disciplinas com maiores chances de sucesso.
Dentre as duas opções de exibição das chances de sucesso de aprovação em disciplinas que
foram prototipadas, os participantes optaram pelo formato de estrelas (“star rating”). No
caso da indicação para o estudante não cursar a disciplina, o texto “NR” (Não Recomen-
dada) foi preferido em detrimento de um símbolo de “pare”. É interessante ressaltar que
os participantes declararam estar interessados em alguma explicação sobre quais caracte-
rísticas e dados foram usados para modelar o problema de recomendação em disciplinas
e que o sistema apresentasse a acurácia relacionada a previsão de sucesso nas disciplinas.

O Modelo de Aceitação de Tecnologia (TAM) também foi usado como parte do ins-
trumento de pesquisa, para entender a aceitação atual e futura do sistema de indicação
de disciplinas proposto. Foi feito também um vídeo explicativo sobre os protótipos de
interface do sistema proposto para que os participantes pudessem assistir antes de res-
ponder essa parte do formulário. Os resultados foram promissores em todos as questões



6.5 Considerações Finais 104

envolvendo os construtos de utilidade de uso percebida, facilidade de uso e intenção de
uso. A grande maioria dos respondentes entendeu a proposta do sistema de indicação de
disciplinas e as funcionalidades sugeridas e acharam seu uso fácil, claro e compreensível.
Além disso, se mostraram propensos a usar o sistema se ele estivesse disponível para uso.
Uma melhoria que ficou perceptível a partir das respostas dos participantes, é que é ne-
cessário deixar mais claro que o sistema só fazer indicação de disciplinas obrigatórias do
currículo (não faz indicação de disciplinas optativas).



7 Conclusões e Trabalhos Futuros

Considerando que a retenção, assim como a evasão, é um grande problema no cenário
da educação superior brasileira e também no cenário internacional, ferramentas de apoio
às instituições educacionais e estudantes da educação superior tem sido desenvolvidas e
utilizadas por pesquisadores em Mineracao de Dados Educacionais para mitigar a retencao
e melhorar a aprendizagem e o envolvimento dos estudantes no decorrer da sua vida
academica, conforme discutido no Capítulo 3.

Neste trabalho, foi apresentado uma proposta de metodologia para análise experimen-
tal, que utiliza abordagens multirrótulo e multidimensional de modelagem do problema
de previsão de notas em disciplinas da graduação, bem como a avaliação da qualidade
dos resultados obtidos, com o objetivo de apresentar aos estudantes as disciplinas que eles
teriam mais chance de sucesso ao cursá-la. É importante salientar que, de acordo com
a revisão sistemática apresentada no Capítulo 3, normalmente esse tipo de problema é
tratado somente com a abordagem monorrótulo. Sendo assim, as novas abordagens pro-
postas se configuram como a principal contribuição desse trabalho. Foram usados dados
reais dos estudantes dos cursos de Ciência da Computação (campus Niterói) e Sistemas de
Informação da Universidade Federal Fluminense para validação das abordagens propos-
tas. Na abordagem multirrótulo, o domínio de cada rótulo, ou seja, os possíveis valores
que cada disciplina (rótulo) receberam nessa modelagem, foram representados da seguinte
forma: o valor “0” foi usado para representar disciplinas que os estudantes não cursaram
ou foram reprovados e o valor “1” foi usado para disciplinas cujo os estudantes foram
aprovados. Já na modelagem multidimensional, o valor “-1” foi usado para representar
uma disciplina não cursada e, para os registros onde a disciplina foi cursada, as notas
obtidas foram discretizadas para serem utilizadas da seguinte forma: E (de 0 a 20), D (de
21 a 40), C (de 41 a 60), B (de 61 a 80) e A (de 81 a 100).

De forma complementar, foi aplicado um instrumento de pesquisa para avaliar o in-
teresse de estudantes e ex-estudantes em um sistema de indicação de disciplinas da gra-
duação, que utilizasse como base a previsão de notas obtidas na aplicação de métodos de
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aprendizado de máquina com as abordagens multirrótulo e multidimensional.

Os resultados obtidos a partir da aplicação de métodos de aprendizado de máquina
para previsão de notas, utilizando as abordagens multirrótulo e multidimensional, prin-
cipalmente para as métricas Hamming Loss e Acurácia por Rótulo, demonstram que essa
abordagem é promissora. A maioria dos classificadores que utilizaram o classificador base
J48 apresentaram acurácia (por rótulo) de previsão em notas nas disciplinas acima de
80% em ambos os modelos, tanto para o curso de Ciência da Computação quanto para o
curso de Sistemas de Informação. Os valores obtidos para a métrica Exact Match foram
baixos mas isso já era esperado, uma vez que essa métrica é muito rigorosa e essa carac-
terística se acentua em situações onde há vários atributos alvo (46 disciplinas do curso de
Ciência da Computação e 37 do curso de Sistemas de Informação). No geral, os resultados
foram um pouco melhores na abordagem multirrótulo. Há de se ressaltar também que os
resultados também são influenciados pelo algoritmo base utilizado na classificação, sendo
o J48 bem superior ao Naive Bayes, tanto na abordagem multirrótulo quanto na abor-
dagem multidimensional. Os resultados obtidos em todas as métricas de avaliação para
o curso de Sistemas de Informação foram um pouco melhores do que os apresentados no
curso de Ciência da Computação. Destaca-se também, como um ponto muito importante,
o desempenho dos métodos de classificação que usam a técnica de Classifier Chains. Es-
tes métodos apresentaram quase sempre os melhores resultados se comparado a os outros
utilizados nos experimentos executados no Capítulo 5, indicando a relevância de se uti-
lizar a modelagem multidimensional considerando a dependência entre os atributos alvo
no problema de previsão de notas em disciplinas.

O grande interesse demonstrado pelos estudantes em um sistema de indicação que
aponte disciplinas com mais chances de sucesso, somado aos resultados positivos obtidos
na aplicação dos métodos de aprendizado de máquina para previsão de notas, corroboram
o grande potencial de uso dessa abordagem como ferramenta para mitigar a retenção
na educação da educação superior. A aplicação do TAM, que teve consistência interna
aceitável, a partir do cálculo do alfa de Cronbach, nas questões utilizadas para medir os
construtos de utilidade, facilidade e intenção de uso, demonstrou que a grande maioria
dos participantes do instrumento de pesquisa entendeu a proposta do sistema de indicação
de disciplinas e as funcionalidades sugeridas. O sistema de indicação de disciplinas foi
considerado de fácil uso, claro e compreensível e os participantes se mostraram propensos
a usá-lo. Observou-se a necessidade de deixar mais claro que o sistema só faz indicação
de disciplinas obrigatórias do currículo (não indicando disciplinas optativas). Dentre as
duas opções de exibição das chances de sucesso de aprovação em disciplinas que foram
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prototipadas, os participantes preferiram o formato de escala com estrelas (de 1 a 5
estrelas). Cabe ressaltar que os participantes declararam estar interessados em alguma
explicação sobre quais características e dados foram utilizados para modelar o problema
de recomendação em disciplinas e que o sistema apresentasse a acurácia relacionada a
previsão de sucesso nas disciplinas.

7.1 Limitações

Neste trabalho foi utilizado somente um conjunto de valores possíveis (representação do
domínio) na abordagem da modelagem multidimensional, ou seja, as notas obtidas pelos
estudantes foram discretizadas e representadas por somente um conjunto de valores.

Além disso, na aplicação dos métodos de aprendizado de máquina nas abordagens
multirrótulo e multidimensional, foram usados somente dois algoritmos de classificação
base: o J48 e o Naive Bayes. Assim, apenas os resultados obtidos pelos dois algoritmos
foram usados para avaliação do desempenho utilizando as métricas escolhidas.

Da mesma forma, pode-se destacar como limitação o uso de apenas dois cursos de gra-
duação (Ciência da Computação e Sistemas de Informação) para avaliação da abordagem
proposta. Por esse motivo, também não foi aplicado o teste de hipótese.

No contexto da aplicação do instrumento de pesquisa, incluindo o TAM, foram obtidas
53 respostas. Para a implantação do sistema de indicação de disciplinas proposto, é
necessário que mais estudantes ou ex-estudantes respondam para que se tenha certeza
da aceitação em massa. Além disso, no questionário aplicado, não houve uma pergunta
que identificasse o curso do estudante respondente, de forma que se pudesse analisar a
aceitação do sistema proposto entre os cursos das diversas áreas de conhecimento.

É necessário também uma discussão ampla sobre o impacto das indicações do sucesso
em disciplinas para os estudantes junto aos órgãos competentes da Universidade, como
a Pró-Reitoria de Graduação e os Conselhos Universitários, no que diz respeito as notas
previstas e as escolhas dos estudantes baseadas nessa previsão, problemas relacionados a
classificações enviesadas, explicabilidade do modelo, segurança jurídica para o uso dessa
aplicação, questões pedagógicas e psicológicas relativas ao uso do sistema.



7.2 Trabalhos Futuros 108

7.2 Trabalhos Futuros

A partir da análise dos resultados obtidos na aplicação dos métodos de aprendizado de
máquina nas abordagens multirrótulo e multidimensional, observou-se a importância em
avaliar outros algoritmos de classificação base além do J48 e Naive Bayes para verifi-
car se haverá melhoria nesses resultados, inclusive avaliando os resultados da modelagem
aplicada a outros cursos da Universidade. Também pode-se testar outras formas de dis-
cretização de notas em disciplinas na modelagem multidimensional e verificar se haveria
melhoria nos resultados.

Futuramente, a utilização em ambiente real da aplicação desenvolvida para indicar
disciplinas no processo de inscrição on-line com base na predição dos resultados, permitirá
avaliar se de fato a previsão das notas das disciplinas escolhidas pelos estudantes foi
assertiva, além de verificar também se terá alguma influência positiva no índice de retenção
ou evasão calculados a partir dessa implantação.

A previsao de notas de estudantes também poderia ser utilizada com a finalidade de
desenvolver uma perspectiva para coordenadores de curso e chefes de departamento, afim
de que esses possam avaliar a candidatura dos estudantes no processo de inscrição on-line
e desenvolver um estratégia acompanhamento com foco em candidatos que apresentaram
baixa chance de sucesso na maioria das disciplinas.

Acredita-se também ser importante realizar uma comparação entre os resultados uti-
lizando as modelagens propostas nesta dissertação e a abordagem monorrótulo que geral-
mente é usada para previsão de notas em disciplinas.

Por fim, pretende-se publicar os resultados obtidos nesta dissertação por meio de
artigo científico para análise e aceitação junto a especialistas da comunidade científica.
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ANEXO A -- Matriz curricular dos cursos de
Bacharel em Ciência da Computação
e Sistemas da Informação da UFF

Neste anexo são disponibilizados, de forma visual, a matriz curricular dos cursos de Ba-
charel em Ciência da Computação (campus Niterói) e Sistemas de Informação, cujo dados
dos alunos foram utilizados para gerar os modelos multirrótulo e multidimensional.

Figura 70: Matriz curricular do curso de Bacharel em Ciência da Computação da UFF.
Fonte: http://www.ic.uff.br/index.php/pt/curriculo-e-disciplinas/grade-curricular
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Figura 71: Matriz curricular do curso de Bacharel em Sistemas da Informação da UFF.
Fonte: http://www.ic.uff.br/index.php/pt/curriculo-e-disciplinas-si/a-partir-de-1-2016
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ANEXO B -- Tabela de disciplinas da matriz
curricular dos cursos de Bacharel em
Ciência da Computação e Sistemas de
Informação

Neste anexo são exibidas as tabelas com a descrição de todas as disciplinas que compõe
a matriz curricular dos cursos de Bacharel em Ciência da Computação (campus Niterói)
e Sistemas de Informação e seus identificadores, que foram utilizados para melhor visu-
alização dos gráficos com os resultados apresentados no Capítulo 5, obtidos a partir da
aplicação dos métodos de aprendizado de máquina utilizando abordagem multirrótulo e
multidimensional.
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Tabela 12: Disciplinas do curso de Ciência da Computação e seus identificadores
Identificador
da Disciplina Nome da Disciplina

1 FUNDAMENTOS DE ARQUITETURAS DE COMPUTADORES
2 LABORATÓRIO DE RESOLUÇÃO DE PROBLEMAS
3 GEOMETRIA ANALÍTICA E CÁLCULO VETORIAL
4 CÁLCULO I-A
5 PROGRAMAÇÃO DE COMPUTADORES I
6 LABORATÓRIO DE PROGRAMAÇÃO DE JOGOS
7 CÁLCULO II-B
8 CIRCUITOS DIGITAIS PARA CIÊNCIA DA COMPUTAÇÃO
9 MATEMÁTICA DISCRETA
10 PROGRAMAÇÃO ESTRUTURADA
11 CÁLCULO II-A
12 ARQUITETURAS DE COMPUTADORES
13 FÍSICA EXPERIMENTAL I
14 PROBABILIDADE E ESTATÍSTICA
15 FÍSICA I
16 PROGRAMAÇÃO ORIENTADA A OBJETOS
17 ÁLGEBRA LINEAR
18 ESTRUTURAS DE DADOS E SEUS ALGORITIMOS
19 BANCO DE DADOS I
20 LABORATÓRIO DE PROGRAMAÇÃO DE DISPOSITIVOS MÓVEIS
21 AVALIAÇÃO DE DESEMPENHO
22 SISTEMAS OPERACIONAIS
23 LÓGICA PARA A CIÊNCIA DA COMPUTAÇÃO
24 ENGENHARIA DE SOFTWARE I
25 PROJETO DE SOFTWARE
26 MÉTODOS NUMÉRICOS
27 BANCO DE DADOS II
28 ANÁLISE E PROJETO DE ALGORITMOS
29 DESENVOLVIMENTO WEB
30 LINGUAGENS DE PROGRAMAÇÃO
31 REDES DE COMPUTADORES I
32 PROGRAMAÇÃO CIENTÍFICA
33 ENGENHARIA DE SOFTWARE II
34 COMPUTAÇÃO GRÁFICA
35 LINGUAGENS FORMAIS E TEORIA DA COMPUTAÇÃO
36 REDES DE COMPUTADORES II
37 ALGORITMOS EM GRAFOS
38 PESQUISA OPERACIONAL
39 COMPILADORES
40 INTERFACE HOMEM-MÁQUINA
41 SISTEMAS DISTRIBUÍDOS
42 PROJETO FINAL I
43 INTELIGÊNCIA ARTIFICIAL
44 LABORATÓRIO DE PROGRAMAÇÃO PARALELA I
45 COMPUTAÇÃO E SOCIEDADE
46 PROJETO FINAL II
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Tabela 13: Disciplinas do curso de Sistemas de Informação e seus identificadores
Identificador
da Disciplina Nome da Disciplina

1 PROGRAMAÇÃO DE COMPUTADORES I

2 TEORIA DA COMPUTAÇÃO PARA
SISTEMAS DE INFORMAÇÃO

3 FUNDAMENTOS DE SISTEMAS DE INFORMAÇÃO
4 FUNDAMENTOS MATEMÁTICOS PARA COMPUTAÇÃO
5 SEMINÁRIOS EM SISTEMAS DE INFORMAÇÃO
6 COMPLEMENTOS DE MATEMÁTICA APLICADA

7 PROGRAMAÇÃO DE COMPUTADORES II
PARA SISTEMAS DE INFORMAÇÃO

8 FUNDAMENTOS DE ARQUITETURAS DE COMPUTADORES
9 COMPORTAMENTO ORGANIZACIONAL

10 ESTRUTURAS DE DADOS PARA
SISTEMAS DE INFORMAÇÃO

11 GESTÃO DO CONHECIMENTO

12 SISTEMAS OPERACIONAIS PARA
SISTEMAS DE INFORMAÇÃO

13 PROBABILIDADE E ESTATÍSTICA
14 PROPRIEDADE INTELECTUAL
15 PROGRAMAÇÃO ORIENTADA A OBJETOS
16 DESENVOLVIMENTO DE PESSOAS

17 LABORATÓRIO DE TRATAMENTO E
RECUPERAÇÃO DA INFORMAÇÃO

18 REDES DE COMPUTADORES I PARA
SISTEMAS DE INFORMAÇÃO

19 PRINCÍPIOS DE BANCO DE DADOS
20 DESENVOLVIMENTO WEB
21 REPRESENTAÇÃO DA INFORMAÇÃO

22 REDES DE COMPUTADORES II PARA
SISTEMAS DE INFORMAÇÃO

23 ENGENHARIA DE SOFTWARE

24 PROJETO DE BANCO DE DADOS PARA
SISTEMAS DE INFORMAÇÃO

25 MODELAGEM DE PROCESSOS DE NEGÓCIOS
26 BANCOS DE DADOS NÃO CONVENCIONAIS
27 PROJETO DE SOFTWARE
28 INTRODUÇÃO A INTERAÇÃO HUMANO-COMPUTADOR
29 GERÊNCIA DE PROJETOS E MANUTENÇÃO DE SOFTWARE
30 SEGURANÇA DA INFORMAÇÃO
31 PROJETO DE APLICAÇÃO I
32 DESENVOLVIMENTO DE APLICAÇÕES CORPORATIVAS
33 INTELIGÊNCIA DE NEGÓCIOS
34 PROJETO DE APLICAÇÃO II
35 GOVERNANÇA EM TECNOLOGIA DA INFORMAÇÃO
36 QUALIDADE E TESTE

37 COMPUTAÇÃO E SOCIEDADE PARA
SISTEMAS DE INFORMAÇÃO
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APÊNDICE A -- Questionário de interesse de uso
em um sistema de recomendação
em disciplinas

Figura 72: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 1): Descrição inicial
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Figura 73: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 1): Termo de Consentimento Livre e Esclarecido
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Figura 74: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 1): Questões 1.1, 1.2 e 1.3
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Figura 75: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 1): Questões 1.4, 1.5 e 1.6
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Figura 76: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 1): Questões 1.7 e 1.8
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Figura 77: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 2): Vídeo auxiliar e questões 2.1 e 2.2
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Figura 78: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 2): Questões 2.3, 2.4 e 2.5
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Figura 79: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 2): Questões 2.6, 2.7 e 2.8
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Figura 80: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 3): Questão 3.1, itens a, b e c
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Figura 81: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 3): Questões 3.1, itens d, e e f
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Figura 82: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 3): Questão 3.2, itens a, b e c
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Figura 83: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 3): Questão 3.3, itens a, b e c
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Figura 84: Questionário de interesse de uso em um sistema de recomendação em disciplinas
(Parte 3): Questão 3.3, itens d, e
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