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RESUMO

Este estudo concentra-se na exploração dos metadados de exames clínicos por imagens

termográficas, que desempenham um papel crucial na recuperação de informações dos

pacientes e na inclusão em sistemas de auxílio ao diagnóstico. O objetivo deste estudo é

investigar a possibilidade de utilizar os metadados das imagens termográficas, desenvolvendo

abordagens para tratar dados faltantes e classificar diagnósticos. O conjunto de dados

utilizado é o Dataset for Mastologic Research (DMR), totalmente desenvolvido e

disponibilizado pelo IC/UFF, que inclui imagens térmicas da mama, mamografias,

ressonâncias magnéticas e ultrassons. A motivação para a escolha do DMR como fonte de

dados é impulsionada pela importância que representam na pesquisa de doenças da mama, já

que é o conjunto de dados infravermelho de acesso público mais usado internacionalmente

(segundo diversos autores), tendo recebido um número de acessos e citações significativas. A

compreensão dos metadados clínicos é o ponto-chave explorado neste estudo, visando uma

utilização mais completa desse recurso valioso que é a informação dos pacientes (que

consentiram em ter seus dados disponibilizados através da assinatura do Termo de

Consentimento Livre e Esclarecido, que faz parte desde projeto aprovado pelo comitê de ética

da UFF e pelo Ministério da Saúde. O DMR foi incluído em um desafio na Conferência

Internacional de Processamento de Imagens Médicas e Intervenção Assistida por Computador

(MICCAI) de 2023, enfatizando ainda mais sua relevância. Esta dissertação de mestrado

busca contribuir para o avanço da área de Ciência de Dados em Saúde e aprimorar a utilização

dos metadados das imagens termográficas do DMR, visando resultados mais robustos em

aplicações clínicas efetivas. Ao final do estudo concluiu-se que a técnica escolhida para lidar

com dados faltantes, Hot Deck, não se mostrou interessante. Já a exclusão dos atributos com

muitos dados faltantes para classificação não apresentou prejudicar significativamente o

resultado final. Na classificação com o dataset inteiro o resultado foi de 94% de AUC e sem

os seis atributos com maior quantidade de dados faltantes o resultado foi de 92% de AUC.

Palavras-chave: metadados, imagens termográficas, dados faltantes, Dataset for Mastologic

Research (DMR), tomada de decisões clínicas, termografia médica, MICCAI



ABSTRACT

This study focuses on exploring metadata from thermal imaging clinical examinations, which

play a crucial role in retrieving patient information and including it in diagnostic aid systems.

The objective of this study is to investigate the possibility of using thermographic image

metadata, developing approaches to treat missing data and classify diagnoses. The dataset

used is the Dataset for Mastologic Research (DMR), fully developed and made available by

IC/UFF, which includes thermal images of the breast, mammograms, MRIs and ultrasounds.

The motivation for choosing the DMR as a data source is driven by the importance it

represents in maternal disease research, as it is the most used publicly accessible infrared

dataset internationally (according to several authors), having received a number of hits and

important. Understanding clinical metadata is the key point explored in this study, it involves

a more complete use of this specific resource, which is patient information (who consented to

have their data made available by signing the Free and Informed Consent Form, which is part

of from a project approved by the UFF ethics committee and the Ministry of Health. The

DMR was included in a challenge at the 2023 International Conference on Medical Image

Processing and Computer-Assisted Intervention (MICCAI), further emphasizing its relevance.

The master's degree seeks to contribute to advance the area of   Health Data Science and

improve the use of DMR thermographic image metadata, generating more robust results in

effective clinical applications. missing data for the result did not significantly improve the

final result. In the classification with the entire data set the result was 94% AUC and without

the six attributes with the largest amount of missing data the result was 92% AUC.

Keywords: metadata, thermal images, missing data, Dataset for Mastologic Research (DMR),

clinical decision making, medical thermography, MICCAI
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CAPÍTULO 1 - INTRODUÇÃO

A exploração dos metadados das imagens termográficas é de extrema importância,

uma vez que, nesse contexto, eles se referem aos dados clínicos das consultas e desempenham

um papel fundamental na recuperação de informações dos pacientes e também na inclusão em

sistemas de auxílio ao diagnóstico (do inglês Computer Aided Diagnosis, CAD). Os

metadados clínicos fornecem insights valiosos para os profissionais de saúde, permitindo uma

análise mais precisa e detalhada das informações do paciente.

A análise de dados tem um papel essencial no tratamento desses dados clínicos ao

aplicar técnicas que possibilitam extrair conhecimento relevante desses metadados. Isso pode

resultar em avanços significativos no diagnóstico, prognóstico e tratamento de doenças, além

de auxiliar na identificação de padrões e tendências que podem passar despercebidos por

métodos convencionais.

No contexto desta dissertação, a exploração dos dados médicos, em particular os

metadados das imagens termográficas é o foco do trabalho. A questão de pesquisa que orienta

este estudo é: “É possível utilizar os metadados dos exames armazenados no banco de dados

de mamas desenvolvido no IC/UFF ao longo de uma década?”. Esforços foram direcionados

para a exploração aprofundada desses metadados clínicos, com o objetivo de compreendê-los

completamente e desenvolver abordagens adequadas para o tratamento dos dados omitidos e

demais dados que necessitem de algum tipo de curadoria e por fim esses dados foram testados

em tarefas de classificação.

O conjunto de dados utilizado foi o Dataset for Mastologic Research (DMR), uma

base de armazenamento de informações dos pacientes e seus exames, em especial os exames

por imagens, como as termografias, mamografias, ressonâncias magnéticas e

ultrassonografias da mama. Desde sua criação em 2014, no Instituto de Computação da

Universidade Federal Fluminense (IC/UFF), o DMR tem se consolidado como uma fonte

valiosa para pesquisas e estudos médicos. A disponibilidade de seus dados de forma pública é

possível pois o projeto foi submetido e aprovado pelos comitês de ética em pesquisa do

Hospital Universitário Antônio Pedro (HUAP) da UFF, do Hospital Federal dos Servidores

Públicos do Estado do Rio de Janeiro (HFSE) e aprovados pelo Ministério da Saúde estando

registrado na Plataforma Brasil através de dois números de registros. Todos os pacientes que

têm seus dados disponibilizados e armazenados entenderam o objetivo da pesquisa e
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concordaram com a disponibilização, assinando o Termo de Consentimento Livre e

Esclarecido (TCLE) aprovado pelos respectivos comitês de ética dos locais em que foram

examinados (e que trabalham seus médicos acompanhantes). Essa disponibilização de

informações já adquiridas sobre doenças das mamas e seus portadores (pacientes dos HUAP e

HFSE que se tornaram voluntários da pesquisa após a assinatura dos TCLEs) permite que

todos os esforços sejam aplicados especificamente aos dados pertinentes a um certo estudo, o

que auxilia muito o desenvolvimento técnico e científico da área de mastologia e informática

aplicada à saúde.

A motivação para a escolha do DMR como fonte de dados para esta dissertação é

impulsionada por diversos fatores. Destaca-se o número significativo de usuários oficialmente

registrados no DMR, que ultrapassa três mil e quinhentos, demonstrando o interesse e o

potencial desse conjunto de dados para a comunidade acadêmica e científica. O DMR tem

sido utilizado para pesquisa pela comunidade internacional, o que de maneira rápida pode ser

comprovado pelo número de citações em publicações, que segundo uma rápida consulta no

Google Acadêmico, conta mais de 250 citações só no trabalho de Silva et al. (2014), que

aborda a criação deste banco de dados para pesquisa de mama com imagem infravermelha

(embora a maioria dos novos trabalho mencione, por motivos óbvios, os trabalhos do grupo

dos últimos 3 anos. O DMR, segundo Roslidar et al. (2020) é a base de dados mais usada

mundialmente no âmbito de termografias mamárias, o que também mostra a importância de

serem seus dados clínicos apresentados de forma mais organizada (Heringer, 2023).

Também é importante reconhecer que a estruturação dos dados do DMR já foi motivo

de discussão e reflexão, inclusive sendo tema de um artigo publicado em um jornal

internacional (PÉREZ-MARTÍN e SÁNCHEZ-CAUCE, 2023). Dessa forma, torna-se

relevante explorar e compreender os metadados (que correspondem aos dados clínicos)

presentes no DMR, buscando preencher essa lacuna e contribuir para sua utilização mais

completa e abrangente do banco de imagens.

Outro aspecto que indica a importância do DMR é sua inclusão em um desafio na 26º

International Conference on Medical Image Computing and Computer Assisted Intervention,

MICCAI 2023 (AIIIMA 2023 Challenge1), que ocorreu entre os dias 8 e 12 de outubro de

2023 em Vancouver, Canadá. O MICCAI é uma conferência anual que reúne os principais

1 Disponível em: https://conferences.miccai.org/2023/en/MICCAI2023-ONLINE.html.
Acesso em: 20 de maio de 2023.
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cientistas biomédicos, engenheiros e clínicos de diversas disciplinas associadas a imagens

médicas, evidenciando ainda mais a relevância do DMR.

Como dito anteriormente, o DMR vem sendo usado com frequência e é tido como o

único banco de dados de imagens termográficas de mamas gratuito e acessível mundialmente,

mas os metadados das imagens nunca foram utilizados em trabalhos anteriores. Mesmo assim,

os pesquisadores acreditam que podem conter informações importantes para auxílio ao

diagnóstico, por exemplo.

Assim, essa dissertação de mestrado tem como objetivo analisar os metadados das

imagens termográficas presentes no DMR investigando a organização dos dados e a

possibilidade de uso para tomada de decisão por classificação de diagnósticos considerando

que o dataset possui dados faltantes nos metadados. Através de um estudo detalhado e

criterioso, busca-se obter resultados mais robustos, contribuindo para o avanço da área de

termografia mastológica e para a utilização efetiva desses dados na geração de conhecimento

e tomada de decisões clínicas, em especial na detecção precoce do câncer de mama, que é um

ponto crucial para a o sistema público de saúde (MASHEKOVA et. al., 2022), (SINGH, et al.,

2022).

Os objetivos específicos do trabalho são:

● Levantamento dos metadados dos exames no DMR;

● Definição dos dados faltantes;

● Experimentos para lidar com os dados faltantes;

● Experimentos de classificação com e sem tratamento dos dados faltantes.

A metodologia abordada foi a pesquisa experimental que tem como característica

manipular diretamente variáveis relacionadas com o objeto de estudo com a finalidade de

testar hipóteses que dizem respeito à convicção de quem está pesquisando, neste caso a

“possibilidade de usar os metadados das imagens do DMR para apoio na tomada de decisão”.

O passo a passo da metodologia foi:

1. Seleção dos metadados a partir do DMR;

2. Pré-processamento, em que foram removidos os dados desnecessários;

3. Transformação, em que foram convertidos alguns tipos e ajustados para

poderem ser usados em conjunto, além de utilizar algumas técnicas para lidar

com dados faltantes;
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4. Mineração de dados, em que foram realizadas tarefas de classificação para

mostrar a viabilidade de se utilizar os metadados com e sem o tratamento de

dados faltantes;

5. Avaliação, em que por fim é apresentada a avaliação das técnicas utilizadas.

O passo a passo descreve a metodologia de Descoberta de Conhecimento Acerca de

Dados (do inglês Knowledge Discovery in Database, KDD), que é bem conhecida junto aos

profissionais de análise de dados e aprendizado de máquina.

O Capítulo 2 faz uma revisão bibliográfica de assuntos pertinentes ao estudo proposto.

O Capítulo 3 discorre sobre a Ciência e Dados. No Capítulo 4 se encontram a descrição dos

metadados utilizados a partir do DMR e as transformações necessárias para realizar os testes,

tanto para lidar com os dados faltantes quanto para classificação. No Capítulo 5 são

mostrados os resultados obtidos ao analisar o conjunto de dados. Por último, no Capítulo 6

são apresentadas as conclusões e perspectivas futuras do estudo.
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CAPÍTULO 2 - MATERIAIS E MÉTODOS

A utilização de bases de dados na área médica é essencial para o avanço das pesquisas

e a obtenção de resultados confiáveis. No entanto, é importante ressaltar que a disponibilidade

dessas bases de dados pode ser limitada. Em especial no caso de imagens infravermelhas que

ainda é uma área de pesquisa incipiente e mais especificamente ainda no caso de imagens

mastológicas onde nem se quer um protocolo de aquisição de exames e sua classificação

diagnóstica está firmada pela comunidade interessada na área (PERIYASAMY et. al., 2021).

De acordo com Pérez-Martín e Sánchez-Cauce (2023) existem 16 bases de dados

relacionadas à termografia, sendo que, entre essas, apenas o DMR (Dataset for Mastologic

Research) é de acesso público.

O trabalho desenvolvido por Silva et al. (2014) foi fundamental para a divulgação do

DMR como uma base de dados pública de termografia da mama. A partir desse,

pesquisadores e profissionais da área puderam ter acesso a um conjunto de imagens, que

oferece oportunidades para análises e investigações em diferentes contextos. Anteriormente

ao DMR as imagens de termografia eram, em geral, de acesso restrito às pesquisas internas

dos hospitais. O DMR popularizou o acesso a esse material para pesquisa.

Antes da disponibilização da base de dados do DMR, as imagens termográficas tinham

contexto privado de utilização para propósitos internos de pesquisa (LEE et. al., 2010 e

NEAL et. al., 2018). Os estudos eram realizados em hospitais e a base de dados permanecia

privada (HEENA et. al., 2019 e RAGHAVENDRA et. al., 2019). A publicação em formato

open access do DMR é uma importante contribuição para a pesquisa científica, isso pode ser

observado com o grande número de usuários cadastrados que a base tem desde a data de

publicação, embora seja extremamente custoso mantê-la on line, pela necessidade de pessoal

para manutenção.

2.1 TRABALHOS DE TERMOGRAFIAMAMÁRIA

Nesta seção é descrito o levantamento de algumas pesquisas relacionadas ao estudo de

imagens térmicas da mama e o contexto onde foram obtidas. A busca foi realizada no Google

Acadêmico pelos termos “dataset”, “mastological”, “database”, “thermography”, “image”

e “infrared”. Os resultados repetidos foram excluídos, além dos artigos que não tratavam

diretamente do assunto.

https://journals.sagepub.com/doi/10.1177/14604582231153779#con2
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O trabalho de Koay et al. (2004) analisou imagens térmicas de 19 pacientes com

resultado clínico conhecido retirado de um banco de dados de 86 pacientes na clínica de

triagem de câncer de mama do Moncton Hospital. O estudo fez a análise de assimetria entre

as mamas contralaterais para gerar estatísticas que poderiam ser usadas como parâmetros de

entrada para uma rede neural artificial de retropropagação.

No Brasil, o primeiro grupo que desenvolveu e adquiriu dados de termografias no país

está ligado ao Departamento de Engenharia Mecânica da UFPE, que vem desenvolvendo a

quase duas décadas trabalhos na área (ARAÚJO, 2006, BEZERRA, 2007, SILVA, 2010,

BORCHARTT, et al., 2015, VASCONCELOS, 2017, ESPINDOLA, 2017, MELO, 2019 e

FREITAS, 2021). No entanto, apesar de ligados ao Ambulatório de Mastologia do Hospital

das Clínicas da UFPE, sua base de dados e imagens apenas está disponível via entendimentos

com os pesquisadores responsáveis (SANTOS, 2023).

Há também estudos ligados à Universidade Federal de Uberlândia, que dispõem de

base de dados de 70 imagens frontais de pacientes portadoras ou não de nódulos mamários.

Essa base é privada e foi adquirida de pacientes do Hospital e Maternidade Dr. Odelmo Leão

Carneiro, em Uberlândia/MG (LELES, 2007). A metodologia adotada consistiu na extração

de características das imagens considerando medidas estatísticas (média; desvio padrão;

mediana; temperaturas máxima e mínima; amplitude térmica; assimetria; curtose e entropia).

Também foram usadas medidas obtidas a partir da matriz de co-ocorrência como contraste,

correlação, homogeneidade e energia, momentos estatísticos e dimensão fractal (via

Box-Counting).

Ng et al. (2007), analisou as imagens térmicas de 90 pacientes que foram escolhidos

de forma aleatória no Singapore General Hospital. Seu estudo utilizou a aplicação de rede

neural artificial para estabelecer um diagnóstico preciso das termografias da mama.

Arora et al. (2008) analisou imagens térmicas de 92 pacientes de um estudo conduzido

por 2 anos no New York Presbyterian Hospital–Cornell. O estudo utilizou rede neural

artificial para fazer a detecção do câncer de mama.

Tang et al. (2008) fez a análise das imagens térmicas de 117 pacientes que foram

coletadas no PLA General Hospital. O estudo propõe duas etapas para realizar a detecção do

câncer de mama. Em primeiro lugar, descobrir visualmente as regiões de foco suspeitas e em

segundo lugar, medir a temperatura localizada dessas regiões com abordagens morfológicas e

usar os resultados da medição como critério de detecção do câncer de mama.
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Continuando, cronologicamente, Bhowmik et al. (2017) analisou as imagens térmicas

de 100 pacientes que foram coletadas no Centro Regional de Câncer do Agartala Government

Medical College de Tripura, Índia. O estudo faz a comparação dos resultados de seis métodos

de segmentação de imagens usando cinco métricas de avaliação supervisionadas para

identificar os métodos de segmentação proficientes para extração de pontos de calor. O estudo

faz um levantamento de estudos relacionados e destaca que o DMR é única base de imagens

termográficas pública.

Roslidar et al. (2020) discute sobre o potencial da termografia de mama na detecção

precoce do câncer de mama e fornece uma visão geral da disponibilidade de conjuntos de

dados térmicos de mama, juntamente com o acesso público. O estudo utiliza a base de dados

do DMR para a aplicação de um modelo de rede neural convolucional. Os autores relatam que

há poucas bases de dados públicas e sugerem que mais estudos sobre a aquisição de imagens

termográficas sejam feitas em padrões universais para dar suporte a pesquisadores e

especialistas em suas atividades de pesquisa.

Pérez-Martín e Sánchez-Cauce (2023), ao reconhecerem as limitações do estudo

apresentada no artigo incluído no Apêndice A, tornam evidente a necessidade de pesquisas

futuras que explorem os metadados da base de dados do DMR, aprofundando a compreensão

das informações adicionais e promovendo uma utilização mais completa e abrangente desse

conjunto de dados.

Portanto, a presente Dissertação de Mestrado tem como objetivo contribuir para o

conhecimento e aprimoramento das análises de termografia, utilizando os metadados do DMR

como base de dados de referência. Através de uma investigação detalhada e criteriosa, são

exploradas as possibilidades oferecidas por esse conjunto de dados público, com foco nos

metadados oriundos das consultas realizadas para obtenção das termografias a fim de

responder a questão desta pesquisa, ou seja, é possível utilizar os metadados das

termografias?

O foco dessa pesquisa recai exclusivamente sobre esses metadados das termografias,

ou seus dados clínicos (SILVA, 2010) e não as imagens. Esses dados, fazem parte da base de

dados e foram utilizados a fim de construir um dataset de metadados passível de ser utilizado

para outras pesquisas futuras. É importante ressaltar que os dados que estão sendo utilizados

nesta pesquisa são informações que também constam no prontuário do paciente e o médico

utiliza no seu acompanhamento, assim apesar de existirem várias técnicas de inserção e
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tratamento de dados, é preciso cautela ao manusear esses dados para evitar possíveis vieses no

julgamento do observador. Isso é fundamental, pois cada paciente tem suas características

únicas e suas observações sobre queixas e sintomas que, ao serem perguntadas pelo médico,

consideram sua observação sobre a forma como percebem seu próprio corpo, isso torna cada

dado desta pesquisa extremamente valioso.

2.2 ANÁLISE DE DADOS

A análise de dados tem despertado cada vez mais interesse de pesquisadores, como

evidenciado por Cleveland (2001), que propôs um plano abrangente para impulsionar essa

área. Ele defende a prática da análise de dados como meio de capacitar analistas a aprender

com os dados. Para alcançar esse objetivo, o autor sugeriu que as universidades

incorporassem essa área de conhecimento em seus currículos e realocassem recursos de seus

departamentos para fins de ensino.

Chambers (1993) e Cleveland (2001) discutem a análise de dados e propõem algumas

categorias que são citadas em Donoho (2017), são elas: coleta, preparo e exploração de dados;

representação e transformação de dados; computação com dados; modelagem de dados; e

visualização e apresentação de dados. Essa estrutura apresentada pelos autores é discutida nos

próximos subtópicos devido a oferecer uma abordagem abrangente para a compreensão e

aplicação da análise de dados.

2.2.1 COLETA, PREPARO E EXPLORAÇÃO DE DADOS

Na área da análise de dados, uma parcela significativa dos esforços é destinada à

compreensão e organização dos dados brutos (desorganizados) a fim de explorá-los de forma

eficaz. A coleta de dados engloba uma variedade de técnicas modernas, permitindo a obtenção

de conjuntos de dados diversificados. No entanto, é no processo de preparação desses dados,

também conhecidos como datasets, que surgem desafios como a identificação de problemas e

a necessidade de codificar os valores de maneira adequada, a fim de possibilitar sua

exploração.

A etapa subsequente, conhecida como análise exploratória de dados, desempenha um

papel fundamental nesse processo. Ela abrange uma série de esforços dedicados a descobrir

características inesperadas nos dados, que podem gerar insights valiosos e agregar valor à

análise. Por meio dessa exploração minuciosa, os cientistas de dados buscam identificar



20

padrões, tendências e relações ocultas, que podem fornecer informações essenciais para

tomadas de decisão baseada em dados.

Nesse contexto, Donoho (2017) contextualiza que a análise de dados vai além da mera

aplicação de técnicas e algoritmos sofisticados. Ela demanda uma compreensão profunda dos

dados e uma habilidade apurada para explorá-los adequadamente. O investimento

considerável de tempo e recursos nessa fase inicial, dedicada à organização e exploração dos

dados, é essencial para garantir uma análise de qualidade e insights significativos. Portanto, a

coleta, preparo e exploração dos dados constituem etapas cruciais no processo de análise de

dados, cujo sucesso depende da capacidade de identificar e aproveitar o potencial dos dados.

2.2.2 REPRESENTAÇÃO E TRANSFORMAÇÃO DE DADOS

No contexto da ciência de dados, é fundamental que um cientista de dados possua um

profundo conhecimento sobre as diferentes plataformas de armazenamento de dados, que

podem variar desde bancos de dados relacionais ou informacionais até estruturas mais simples

como arquivos de texto. De acordo com Chambers (1993) e enfatizado por Donoho (2017),

compreender as estruturas de armazenamento dos dados e os algoritmos de processamento

associados é uma das competências essenciais que um analista de dados deve possuir. Isso se

deve ao fato de que os formatos de arquivo e a distribuição dos dados podem apresentar

características peculiares, exigindo adaptações específicas para sua correta representação e

manipulação.

Frequentemente, os dados coletados requerem transformações para serem utilizados de

maneira adequada. Nesse sentido, o cientista de dados emprega habilidades para aplicar

conceitos matemáticos e algoritmos que possibilitem a transformação de determinados tipos

de dados, como dados provenientes de imagens ou sensores. Essas transformações podem

envolver processos complexos, nos quais o analista de dados se destaca ao desenvolver

ferramentas personalizadas para lidar com essas variações.

Dessa forma, fica evidente que a atuação do analista de dados vai além do mero

processamento de informações brutas. Ele exerce um papel fundamental na compreensão e na

exploração dos diferentes formatos de dados, assim como na concepção e implementação de

estratégias de transformação. A capacidade de adaptar-se a peculiaridades de diferentes

estruturas de armazenamento e aplicar técnicas avançadas para manipular e transformar dados

é um diferencial imprescindível para o sucesso na área da ciência de dados.
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2.2.3 MODELAGEM DE DADOS

No âmbito da ciência de dados, a modelagem de dados desempenha um papel

fundamental na busca por soluções eficazes e inovadoras. Donoho (2017) enfatiza que é

possível identificar diferentes ferramentas e métodos que contribuem para a compreensão e o

avanço nessa área de estudo. Dentre esses métodos, destacam-se o modelo generativo e a

modelagem preditiva que fornecem abordagens distintas para a análise e interpretação de

dados.

O modelo generativo se baseia na premissa de que os dados podem ser gerados por

meio de um modelo estocástico, ou seja, um modelo que utiliza eventos aleatórios ou estados

indeterminados para gerar dados. Essa abordagem busca inferir as propriedades subjacentes

ao mecanismo de geração dos dados, permitindo uma compreensão mais profunda dos

fenômenos em estudo. Ao utilizar o modelo generativo, os cientistas de dados têm a

capacidade de simular a geração de novos dados com base nas características aprendidas do

conjunto de dados original. Essa técnica é particularmente útil quando se deseja explorar

cenários hipotéticos ou preencher lacunas na base de dados existente.

Por outro lado, os modelos preditivos têm como objetivo construir métodos que

possibilitem fazer previsões com base em um conjunto de dados específico. Esses modelos

analisam os padrões e relações presentes nos dados e, com base nessa análise, são capazes de

realizar predições sobre eventos futuros ou variáveis desconhecidas. Essa abordagem é

especialmente útil em cenários nos quais é necessário tomar decisões com base em projeções

e estimativas.

A modelagem preditiva permite aos cientistas de dados identificar tendências,

compreender comportamentos complexos e auxiliar na tomada de decisões estratégicas.

Portanto, tanto o modelo generativo quanto a modelagem preditiva representam

valiosas contribuições para a ciência de dados. Enquanto o modelo generativo enfatiza a

geração de dados a partir de um modelo estocástico e a inferência das propriedades

subjacentes, a modelagem preditiva se concentra na construção de métodos de previsão com

base em um conjunto de dados específico. Ambas as abordagens possuem aplicações

significativas na resolução de problemas e na geração de insights em diversas áreas de

pesquisa. A compreensão e a aplicação dessas técnicas demonstram a capacidade do

pesquisador de explorar diferentes métodos e ferramentas para a análise e interpretação de

dados, contribuindo para o avanço do conhecimento na área da ciência de dados.
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2.2.4 VISUALIZAÇÃO E APRESENTAÇÃO DE DADOS

Para Chambers (1993) e Donoho (2017) a visualização e apresentação dos dados

desempenham um papel crucial, pois representam o momento em que todo o trabalho

realizado é apresentado e comunicado ao público-alvo. Nessa etapa, é fundamental que o

cientista de dados faça escolhas criteriosas quanto aos gráficos, símbolos e codificações a

serem utilizados, uma vez que esses elementos podem influenciar significativamente a

compreensão e interpretação dos resultados da pesquisa.

A visualização de dados é uma habilidade essencial que permite ao cientista de dados

apresentar informações complexas e de difícil compreensão de forma clara e intuitiva. A

escolha adequada dos gráficos e representações visuais possibilita uma melhor comunicação

dos padrões, tendências e insights extraídos dos dados analisados. Ao selecionar os gráficos

apropriados, o cientista de dados deve considerar o tipo de dados em questão, o objetivo da

visualização e o público-alvo, visando transmitir as informações de maneira eficiente e

acessível.

Além dos gráficos, a escolha dos símbolos e codificações também exerce impacto na

interpretação dos resultados. A forma como os dados são representados visualmente pode

afetar a percepção e a compreensão dos usuários, podendo facilitar ou dificultar a extração de

insights relevantes. Nesse sentido, o cientista de dados precisa avaliar cuidadosamente quais

símbolos e codificações são mais apropriados para transmitir de maneira precisa e eficaz as

informações contidas nos dados. A seleção adequada de cores, tamanhos, formas e outros

elementos visuais desempenha um papel crucial na criação de visualizações impactantes e

compreensíveis.

Portanto, a visualização e apresentação de dados requerem uma abordagem cuidadosa e

estratégica por parte do cientista de dados. A habilidade de selecionar os gráficos, símbolos e

codificações adequadas evidencia a competência do pesquisador em transmitir de forma clara

e precisa os resultados de sua análise. Ao dominar essa etapa essencial do processo analítico,

o cientista de dados é capaz de potencializar o impacto de sua pesquisa, promovendo uma

compreensão mais profunda e efetiva dos insights obtidos a partir dos dados.

2.3 IMPUTAÇÃO DE DADOS FALTANTES EM ESTUDOS CLÍNICOS

Pérez et. al. (2002), utiliza uma base de dados de pacientes em unidades de terapia

intensiva (UTI) para construir os escores APACHE II, um sistema de pontuação para
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pacientes de UTI que fornece uma estimativa padronizada e imparcial da probabilidade de

morte hospitalar. Foram utilizadas várias técnicas de imputação de dados faltantes e entre elas

a técnica Hot Deck. Neste estudo foram relatados um total de 86 variáveis incluídas na

análise, e apenas duas não tinham valores faltantes. Também foram encontrados 1.540

padrões de dados ausentes observados no conjunto de dados da pesquisa. Os autores afirmam

que apesar dos resultados com a técnica hot deck ser eficiente para os resultados do estudo,

alguns vieses foram encontrados.

Em Federica et. al. (2004), são apresentadas comparações de vários procedimentos

para imputação de valores. Os critérios utilizados na comparação foram a média e o desvio

padrão do colesterol total, além do risco estimado de mortalidade coronariana para um

aumento unitário no colesterol. Para estudos com aproximadamente 10-60% de dados

faltantes, houve diferenças claras entre os métodos, sendo que a pesquisa anterior sugere que

a múltipla imputação é o melhor método de escolha quando a falta de dados está acima de

10%. Para dois estudos com mais de 60% de dados faltantes, nenhum método de imputação

pareceu ser satisfatório. Os autores discutem que a técnica Hot Deck seja mais confiável do

que outras técnicas mais simples utilizadas em outros estudos.

Tang et. al. (2005), comparam dois métodos alternativos para lidar com dados faltantes

de um programa de gerenciamento de doenças para depressão na terceira idade. Um dos

métodos utiliza a imputação múltipla com Hot Deck combinado com o método de

correspondência preditiva da média para dados faltantes e a abordagem bayesiana aproximada

para dados não respondidos. O segundo método é baseado em um modelo normal

multivariado (MVN) usando o PROC MI no software SAS V8.2. Nesse estudo mais de 500

variáveis foram coletadas e a maioria das variáveis apresentou taxas de itens ausentes de

menos de 2%. Os autores afirmam que a técnica Hot Deck teve um bom desempenho para

alcançar o objetivo proposto pela pesquisa.

A técnica Hot Deck se mostra promissora para o tratamento dos dados faltantes

proposto nesta pesquisa visto que esses estudos mencionados fornecem evidências de que a

técnica é uma abordagem promissora para o tratamento de dados faltantes, indicando sua

aplicabilidade no contexto de dados clínicos desta pesquisa.

2.4 CODIFICAÇÃO DE DADOS

Com o avanço da tecnologia e a popularidade alcançada, a internet, junto com seus

bilhões de usuários ao redor do planeta, tem se tornado um grande armazém de todo tipo de
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dado. É possível encontrar dados em textos, imagens e vídeos, mas para que façam algum

sentido ao serem analisados, devido ao grande volume, precisam ser tratados por técnicas de

codificação e assim, utilizando algoritmos, seja possível aprender ou extrair informações para

serem interpretadas e utilizadas por humanos.

Técnicas de codificação são utilizadas em larga escala para pré-processamento de dados e

aplicação em algoritmos de aprendizado de máquina e redes neurais. Este tratamento dos

dados permite que um dataset seja ajustado para que o algoritmo obtenha resultados melhores

em suas predições.

2.4.1 METADADOS

Os metadados desempenham um papel fundamental em diversas aplicações, sendo

amplamente utilizados em plataformas como Instagram, Twitter, Facebook, entre outras.

Essas plataformas aproveitam os metadados para oferecer aos usuários conteúdo

personalizado que são alinhados com suas preferências individuais. Além disso, as

preferências dos usuários também se tornam metadados, os quais são empregados na

definição de critérios que visam manter os usuários engajados com a plataforma.

Embora possam ser criados e armazenados como dados convencionais, a diferença

entre dados e metadados reside na semântica atribuída ao ser analisada por seres humanos

para se expressarem. O armazenamento dos metadados pode seguir regras ou estruturas

específicas. Quando estruturados, esses metadados podem ser acessados parcialmente ou na

íntegra, dependendo do tipo de aplicação em questão (RILEY, 2017).

No contexto deste estudo, os metadados abrangem uma série de características únicas

coletadas de pacientes submetidos a consultas médicas para avaliação de sintomas

relacionados ao câncer de mama. Essas características, quando solicitadas, podem ser

utilizadas para demonstrar a situação de uma determinada amostra populacional em relação a

aspectos específicos, fornecendo percepções valiosas para análises e tomada de decisões.

2.4.2 ONE-HOT-ENCODE

No campo da análise de dados e aprendizado de máquina, o pré-processamento

adequado dos dados é um aspecto crítico para obter resultados precisos e confiáveis. Dentre as

etapas do pré-processamento, a codificação de variáveis categóricas é uma tarefa essencial. O

One-Hot Encode (OHE), também conhecido como "Codificação One-Hot", é uma técnica
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amplamente utilizada para lidar com variáveis categóricas, transformando-as em

representações numéricas adequadas.

Esta técnica tem bastante utilização em categorias de dados onde dois valores não

podem ocorrer ao mesmo tempo, ou seja, dados mutuamente exclusivos (CERDA et. al.,

2018).

O One-Hot Encode é uma técnica de codificação de variáveis categóricas que envolve

a representação de cada valor categórico como um vetor binário, onde cada posição no vetor

representa uma categoria distinta. Nesse esquema de codificação, apenas uma posição no

vetor é "ativada" (1) para cada categoria, enquanto as demais posições permanecem

"desativadas" (0) (FRIEDMAN, 2001).

A codificação conhecida como One-Hot Encoding é uma abordagem utilizada para

transformar variáveis discretas com categorias finitas em representações numéricas.

Considere uma variável discreta “a” preenchida com “n” valores randômicos, a = {a_1, a_2,

a_3, ..., a_n}. Para codificar os valores dessa variável, cada valor é tratado como um vetor

onde todos os elementos são zero, exceto o elemento correspondente ao valor em questão, que

é definido como 1. Dessa forma, um vetor “V” com valores {x, y, z} seria codificado como

a_1 = (1, 0, 0), a_2 = (0, 1, 0) e a_3 = (0, 0, 1) (HANCOCK et. al., 2020).

Um dos problemas com esta técnica é a criação de novas colunas para representar uma

variável categórica. Neste exemplo, a variável “a” tinha 3 possíveis valores para sua

representação e após a codificação esses valores passaram a ser representados em novas

colunas, derivadas de sua categoria.

O One Hot Encode é aplicado em situações em que a codificação de variáveis

categóricas como números inteiros não é apropriada, pois isso poderia criar uma relação

ordinal artificial entre as categorias. A técnica é especialmente útil em algoritmos de

aprendizado de máquina que requerem entradas numéricas, como redes neurais, regressão

logística e árvores de decisão. Além disso, o OHE permite que variáveis categóricas sejam

facilmente incorporadas em conjuntos de dados que contêm outros tipos de características

numéricas, possibilitando uma análise mais integrada e robusta.

2.5 Dados Faltantes

A ausência de dados é uma complicação recorrente em estudos que envolvem análise

de dados do mundo real. As razões para a falta de dados podem ser diversas, algumas
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relacionadas ao desenho do estudo e outras de natureza aleatória. Variáveis podem apresentar

lacunas devido à ausência de coleta em determinados campos, ou os dados podem estar

faltantes devido à recusa dos participantes em fornecer algumas informações, muitas vezes

motivados pela necessidade de preservar a confidencialidade. Outras fontes de dados faltantes

podem incluir problemas na extração de um banco de dados, falhas na integração de

informações, entre outros.

Embora existam métodos que excluem dados de participantes com inconsistências em

suas séries de dados, essa abordagem apresenta desvantagens, pois pode ser ineficiente e

potencialmente enviesada. Como resultado, o desenvolvimento de métodos para análise de

dados incompletos tem sido uma área ativa de pesquisa. Modelos que incorporam preditores

parcialmente observados são particularmente relevantes em muitos cenários do mundo real,

uma vez que a falta de uma parte dos dados pode afetar um grande número de observações,

resultando em informações ausentes.

A presença de dados faltantes continua sendo um desafio persistente na análise de

dados. São considerados dados faltantes todos aqueles que deveriam estar preenchidos em

uma determinada base de dados, mas por algum motivo estão ausentes. Abordar essa questão

de forma adequada e precisa é essencial para garantir a “corretude” e a precisão na análise de

dados.

2.6 Problemas Relacionados a Falta de Dados

Segundo Brand (1999), dentre os problemas causados pela falta de dados podem ser

citados:

1. Baixa representatividade: quando a amostragem do banco tende a

sobressaltar um determinado resultado devido a falta do preenchimento de

dados. Isso se dá quando, por exemplo, em uma pesquisa, uma classe de

participantes tende a não responder uma pergunta mais do que outra. Desta

forma o resultado irá sobressaltar a classe que mais respondeu.

2. Perca no poder estatístico: um conjunto de dados incompleto não representa

adequadamente o que provavelmente seria um conjunto de dados completo.

Assim, o resultado da análise pode estar prejudicado já que os resultados foram

obtidos de uma base com baixa confiança na representação dos dados. Uma

forma de lidar com essas lacunas é fazendo sua eliminação do dataset, porém
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isso poderá causar problemas na análise dos dados podendo levar a uma má

interpretação.

3. Maior complicação da análise: dados incompletos prejudicam a aplicação de

técnicas específicas para datasets completos, visto que a lacuna de dados

impedirá a correta aplicação do processamento ocasionando em erros ou

interpretações com vieses. Segundo Rubin (1976), podem ser considerados

dados faltantes de três tipos: Missing Completely at Random (MCAR),

Missing at Random (MAR) e Missing not at Random (MNAR). Ao observar a

descrição presente em Rubin (1976) e Brand (1999) sobre esses 3 tipos de

dados faltantes podemos representar MCAR, MAR e MNAR da seguinte

forma:

a. Missing Completely at Random - MCAR

Considerando um dataset hipoteticamente completo, se cada dado

faltante não depender de outro valor, esse dado faltante pode ser

considerado MCAR. São dados que em algum momento foram

perdidos em um evento aleatório que possa ser justificado. Por

exemplo, ao transcrever os dados de uma consulta médica, o operador,

por algum motivo, deixa o campo preenchido com apenas uma parte do

dado.

b. Missing at Random - MAR

Se um dado faltante depender de outras variáveis ou grupos de valores

observados, mas sem dependência de valores não observados, será

classificado como MAR. Entende-se como valor observado todo aquele

que foi registrado no dataset e não observado aquele em que o registro

não foi feito. Essa modalidade permite que uma análise estatística

consiga ser feita mesmo que não sejam aplicados métodos de

modelagem de dados, pois ao observar o dataset por completo haverá

informações que permitirão a recuperação do dado faltante. Por

exemplo, se em uma consulta médica de rotina o médico tenha se

esquecido de coletar a idade do paciente, porém com os dados de

consultas passadas foi coletada a data de nascimento, desta forma, o

campo de idade do paciente poderá ser calculado.
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c. Missing not at Random - MNAR

Todos os dados que por algum motivo dependem de um dado não

observado. Neste tipo de classificação as análises estatísticas não

podem ser feitas, pois o dataset terá a necessidade de uma modelagem.

Neste caso podem ser citados como exemplo erros de exportação da

base de dados. Estes podem ocasionar a perda de vários metadados que

impedirão que, em uma análise, o preenchimento dos campos seja

realizado.

2.7 Problemas com a Qualidade dos Dados

A necessidade de explorar dados para extrair conhecimento e apoiar a gestão tornou-se

um fator crítico para as organizações, como identificado e classificado por Oliveira et al.

(2005). Neste estudo foram analisados trinta e cinco problemas que podem resultar na falta de

dados e, consequentemente, afetar a sua qualidade. O impacto negativo causado por esses

problemas requer um entendimento teórico e prático para identificar questões relacionadas à

qualidade dos dados extraídos de conjuntos do mundo real.

Dentre os problemas classificados, vários se enquadram no escopo deste estudo. A

seguir, serão descritos os significados de cada um.

Valores faltantes - Falta de preenchimento em atributos obrigatórios, por exemplo, o

atributo nome não foi preenchido;

Tupla semi vazia – Acontece quando um número expressivo de tuplas de atributos

não foram totalmente preenchidas. Por exemplo, se um usuário define o limite mínimo de

70% de preenchimento e esse valor não é alcançado, essa tupla será considerada semivazia.

Violação de sintaxe – Quando há discrepância entre a sintaxe do atributo preenchido e

a sintaxe esperada para preenchimento, por exemplo, o atributo idade recebe o valor

01/30/1990 quando é esperado jan/1990;

Valores desatualizados – O valor de um atributo não foi atualizado e não corresponde

mais a uma situação real, por exemplo, um atributo endereco não foi atualizado, deixando de

representar a localização atual de um paciente;

Violação de intervalo – Quando há violação no intervalo válido de valores em um

atributo numérico, por exemplo, o atributo temperatura_corporal recebe um valor negativo;
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Violação de conjunto – Ocorre quando atributos recebem valores fora do contexto

esperado, por exemplo, um atributo status_civil recebe o valor de uma cidade.

Valores com erros ortográficos – Acontece quando o usuário comete erros ao digitar

o valor de um atributo textual. Pode acontecer propositalmente ou não. Por exemplo, um

atributo cidade recebe o valor Basília ou invés de Brasília.

Valores inadequados ao atributo do contexto – O valor de um atributo não

corresponde ao seu contexto, mas corresponde a um outro atributo contextual, por exemplo, o

valor em um atributo idade é a temperatura corporal do paciente.

Itens de valor além do contexto do atributo – Ocorre quando, em um atributo

textual, são inseridos valores que vão além do objetivo daquele atributo, por exemplo, em um

atributo endereço é inserido também o nome da cidade quando já existe um atributo para tal.

Valores sem significado – Nesse contexto, o valor inserido em um atributo não

pertence ao atributo preenchido nem a outros atributos, por exemplo, o atributo endereço

contém o valor casada.

Valores imprecisos ou com significado duvidoso – Neste caso há o uso de

abreviações ou uso de acrônimos em preenchimento de atributos textuais. O uso deste tipo de

escrita pode ficar sujeito a interpretação do usuário e também a variações temporais, já que

conforme o tempo passa, o uso de determinadas abreviações pode variar de significado.

Violação de restrição de domínio – Ocorre quando há violação de restrição

relacionada ao atributo, por exemplo, o atributo nome deve ser constituído de pelo menos

duas palavras.

2.8 Abordagens para Tratamento de Dados Faltantes

Neste tópico serão descritas algumas das abordagens presentes na literatura para que

sejam realizados tratamentos sobre dados faltantes.

● Listwise Deletion

Também conhecida como Complete Case Analysis, nesta abordagem é feito o descarte

do registro que contém algum tipo de dado faltante e a análise é feita apenas com registros

completos que restaram. Esta abordagem é de fácil implementação, porém como ponto

negativo, pode levar a um desperdício significativo de dados e também aumentar a

possibilidade de vieses que não existiriam se a base estivesse completa.
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● Available-case Analysis

Também conhecida como Pairwise Deletion, esta técnica faz uso de todo o dado que

está disponível para que seja feita a estimação do valor faltante, ou seja, ao utilizar estatística

descritiva univariada, bivariada ou multivariada para observar as variações de um conjunto de

dados ou descrever algum tipo de associação com o intuito de preencher dados faltantes, este

especialista está realizando a aplicação desta técnica.

Um problema com essa técnica é que pode não ser possível predizer se ela dará

resultados adequados à lacuna que está sendo preenchida.

● Single Imputation

Este método produz o preenchimento de um dado faltante de acordo com os dados de

sua própria coluna de valores. Duas formas básicas de preenchimento são relatadas:

unconditional mean imputation e conditional mean imputation. Para o primeiro método, cada

dado faltante é preenchido de acordo com a média da amostra de dados coletada, por

exemplo, em uma coluna com idades, registros sem a idade seriam preenchidos com a média

de todas as idades presentes. O segundo método preenche cada lacuna de acordo com um

valor condicional que é derivado de outros métodos.

Como ponto negativo, pode ser citada a baixa confiança no preenchimento que é

resultante da pouca variação nos resultados inseridos.

● Hot Deck

A imputação de dados faltantes é uma etapa crucial no pré-processamento de dados,

visando minimizar o impacto da falta de informação sobre a análise estatística e modelagem

de dados. Dentre as técnicas de imputação existentes, a técnica Hot Deck (ou Hot Deck

Imputation) é uma abordagem amplamente utilizada para estimar valores ausentes por meio

da identificação e substituição por observações existentes semelhantes.

A técnica Hot Deck é um método de imputação de dados faltantes que busca estimar

valores ausentes por meio da identificação de observações completas semelhantes (referidas

como "doadores") dentro do conjunto de dados. Essa abordagem é baseada na premissa de

que os valores ausentes podem ser substituídos por observações semelhantes em termos de

características relevantes.
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A técnica Hot Deck é aplicada quando há uma razão válida para acreditar que

observações similares apresentam valores ausentes semelhantes. Essa abordagem é

particularmente útil em casos em que a estrutura dos dados sugere uma dependência entre as

observações. É uma técnica bastante utilizada na área médica e epidemiológica. Consiste

basicamente em separar as amostras do conjunto de dados em que todos os indivíduos tenham

respondido daqueles que não responderam. Com essa separação é feita uma comparação de

similaridade entre as características dos dados e então o dado faltante é preenchido

aleatoriamente pelo dado do grupo que tiver maior similaridade (ANDRIDGE, 2010).

Esta técnica, possui como ponto negativo a falta de critérios para a seleção do

indivíduo que doará o dado para o preenchimento do dado faltante, visto que, dentre os

similares, a escolha é feita de forma aleatória.

Embora a técnica Hot Deck seja amplamente utilizada e tenha se mostrado eficaz em

muitos cenários, ela apresenta limitações quando aplicada a datasets com muitos dados

faltantes. Essas limitações estão associadas principalmente à disponibilidade de doadores

semelhantes para substituir valores ausentes. Quando a taxa de dados faltantes é alta, a busca

por observações doadoras torna-se cada vez mais difícil, resultando em uma diminuição da

qualidade da imputação.

É válido ressaltar que a técnica Hot Deck é uma abordagem determinística, ou seja,

sempre substitui os valores ausentes pelos mesmos valores dos doadores. Isso pode levar a

uma sobre confiança nos dados imputados, uma vez que não há uma consideração explícita da

incerteza na imputação. Essa falta de incerteza pode levar a uma subestimação das estimativas

de erro padrão e, consequentemente, a uma confiança excessiva nos resultados da análise.

● Multiple Imputation

Esta abordagem de tratamento de dados faltantes consiste em obter um número de

datasets completos M, onde M > 1, para a substituição das lacunas do conjunto de dados alvo.

Os valores faltantes serão então substituídos por diferentes resultados plausíveis advindos dos

M conjuntos de dados completos. Segundo Collins et. el. (2001), entre 5 e 10 conjuntos de

dados já são suficientes para fazer inferências altamente eficientes. Cada um dos datasets

serão analisados e com os resultados serão aplicadas técnicas de aritmética simples, tais como

média, correlação, coeficiente de regressão, dentre outros. Após a aplicação destas técnicas, é

feita então a combinação dos dados para substituição das lacunas, (NUNES et.al., 2009).
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● Maximum Likelihood

Segundo Collins (2001), esta técnica pode ser aplicada em conjunto de dados do tipo

MAR onde a escolha de valores como parâmetro serão utilizadas para associações de

possíveis probabilidades de acordo com a densidade do dado. Esta probabilidade é chamada

então de Likelihood function ou função de probabilidade, em português. Os autores descrevem

que os valores faltantes são removidos matematicamente da função de probabilidade por um

processo de soma ou integração para serem tratados como variáveis randômicas que após o

processamento terão uma média para o preenchimento da lacuna.

2.9 CLASSIFICAÇÃO DE DIAGNÓSTICOS

Passadas as fases iniciais do processo de descoberta de conhecimento, em que, em

geral, há a preparação dos dados para serem utilizados, chega-se à fase de mineração de

dados. Nesta fase são utilizadas algumas técnicas e algoritmos para realizar a tarefa

pretendida que podem ser: agrupamento, regressão, classificação, entre outras tarefas. No caso

desta dissertação a tarefa realizada é a de classificação.

A ideia da classificação é fornecer valores de atributos de diversos indivíduos

(features) que são os valores registrados no campo de metadados das imagens do DMR. Esses

valores passam pelas fases iniciais de selecionar os registros pertinentes ao trabalho e

transformá-los de forma que estejam uniformes para serem utilizados e adequados aos tipos

de dados que os algoritmos esperam. A tarefa de classificação consiste em abastecer o

algoritmo de aprendizado com os valores de atributos de diversos indivíduos do dataset de

forma que o algoritmo consiga “entender” como os dados estão organizados para que

posteriormente ao passar um registro aleatório o algoritmo possa predizer a que classe

pertence com uma probabilidade de acerto o mais próximo possível de 100%.

Para cada problema há uma probabilidade de acertos esperada. No caso de

classificação de spams de e-mails, por exemplo, um algoritmo tem desempenho ruim se

acertar menos do que 99%. Para classificação de diagnósticos de mamografia uma taxa de

acertos acima de 80% é considerada viável, dependendo da modalidade de exame por imagem

utilizada.

Para se construir um teste de classificação é necessário estabelecer o tipo de seleção de

modelos a ser empregada. A ideia da classificação é apresentar ao classificador um conjunto

de registros com o atributo de classe. O algoritmo de classificação “aprende” como os valores
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dos atributos se comportam. Ao passar uma mostra aleatória com os mesmos atributos, mas

valores possivelmente diferentes, a instância será posicionada no espaço e o classificador

calcula a proximidade da instância aleatória com as instâncias usadas para aprender e

determina a classe da instância aleatória sendo a mais próxima da classe do aprendizado.

Há algumas estratégias para selecionar o melhor modelo, em geral calculado a partir

da média de diversos testes. Uma dessas abordagens é a reamostragem aleatória. Nela

define-se qual o percentual do dataset será utilizado para a fase de treino (aprender o

comportamento dos registros), em geral 60 ou 70%, sendo o restante utilizado para testar

(realizar uma classificação em que o atributo classe é utilizado apenas para medir o

desempenho).

Para pedir o desempenho da classificação podem ser utilizadas várias medidas. Uma

delas é a área abaixo da curva ROC (AUC). A AUC é apresentada em valores entre 0 e 1,

sendo 1 o valor ideal. Ela apresenta uma razão entre a quantidade de acertos pela quantidade

de erros e é, portanto, indicada como medida de desempenho para amostras em que a

quantidade de instâncias em cada classe não é a mesma ou próxima da mesma.

Um algoritmo de classificação implementa uma técnica de reconhecimento de padrões

a partir de dados para indicar a classe de uma mostra aleatória. Alguns dos algoritmos de

classificação são:

● Árvore de Decisão, um algoritmo que utiliza o relacionamento entre os dados para

construir uma árvore em que os nós mais próximos da raiz tem maior relevância na

classificação;

● Random Forest, é uma estratégia de se aplicar várias árvores de decisão de forma a

encontrar melhores resultados médios de classificação do que uma única árvore;

● SVM, é uma técnica estatística que separa os dados com auxílio de vetores de suporte

em um espaço n-dimensional, o espaço de atributos; e

● Naïve Bayes, um algoritmo probabilístico que utiliza a lógica de Bayes como

estratégia para calcular as probabilidades.
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CAPÍTULO 3 - SELEÇÃO, PRÉ-PROCESSAMENTO E

TRANSFORMAÇÃO

A disponibilidade de conjuntos de dados completos e de alta qualidade desempenha

um papel fundamental na obtenção de conclusões precisas e confiáveis em pesquisas médicas.

No entanto, é comum nos depararmos com dados faltantes obtidos a partir de estudos clínicos

ou registros de saúde. A presença desses dados ausentes pode apresentar desafios

significativos na análise e interpretação dos resultados, podendo distorcer conclusões médicas

e impactar negativamente a tomada de decisões clínicas.

O objetivo deste capítulo é explorar a importância de lidar com os dados faltantes a

fim de testar a questão central deste estudo que é investigar se é possível tratar dados faltantes

nos metadados das imagens termográficas. É notável que a ausência de dados nos metadados

pode fornecer insights valiosos sobre o próprio fenômeno estudado, mas também

compreende-se a necessidade de explorar possíveis abordagens para lidar com esses dados

ausentes de maneira adequada.

Ao longo deste capítulo, será demonstrado como o tratamento adequado dos dados

faltantes nos metadados das imagens pode ser fundamental para análises médicas mais

robustas e confiáveis. Para exemplificar esse cenário será utilizado o conjunto de dados

fornecido pelo DMR (Dataset for Mastologic Research), um banco de dados rico em

informações relacionadas à pesquisa mastológica. Através dessa investigação, será possível

ilustrar de forma prática como a abordagem correta em relação aos dados faltantes nos

metadados das imagens termográficas pode contribuir para a obtenção de resultados mais

sólidos e conclusões médicas mais precisas.

3.1 O DATASET UTILIZADO

O dataset utilizado neste estudo foi fornecido pelo grupo de pesquisa do Visual Lab

que é responsável pelo DMR (Dataset for Mastologic Research) e está disponível em

(https://visual.ic.uff.br/dmi/). Foram disponibilizados 2 conjuntos de dados contendo

metadados de todas as consultas realizadas pelos pacientes entre os anos 2012 e 2021. Ao

todo foram feitos 367 registros de consultas em 306 pacientes únicos. O dataset 1, patients,

contém 6 colunas de atributos enquanto o dataset 2, visits, contém 32 colunas de atributos.

https://visual.ic.uff.br/dmi/
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As Tabelas 1 e 2 listam todos nomes de atributos e valores dos datasets. Como esses

são disponibilizados para pesquisas e publicações de qualquer nacionalidade e sua publicação

ultrapassa as fronteiras da língua portuguesa, esses nomes estão em inglês que é atualmente a

língua de divulgação científica mais usada.

Tabela 1. atributos e valores do dataset 1 – Patients

Nome do

atributo

Descrição e valor do atributo

id Número inteiro positivo (1, 2, 3, ...)

date_birth Data de nascimento no formato (dia/mês/ano hora:minuto)

marital_status Estado civil em inglês (widow, married, single, divorced) e

português brasileiro (viúvo, solteiro, casado, divorciado)

também alternado entre o gênero (viúva, solteira, casada,

divorciada)

race Raça em inglês (white, black, pardo e mulatos) e português

brasileiro (amarela, negra, parda, branca e indígena)

type Tipo paciente ou voluntário (p ou v)

record_date Data do registro da consulta no formato (dia/mês/ano

hora:minuto)

Tabela 2. atributos e valores do dataset 2 - Visits

Nome do atributo Descrição e valor do atributo

id Número inteiro positivo (1, 2, 3, ...)

idpatient Número inteiro positivo do registro do paciente na tabela

patients (1, 2, 3, ...)

complaints Reclamações do paciente em texto corrido NON-ASCII

symptoms Sintomas do paciente em texto corrido NON-ASCII
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signs Sinais de sintomas de câncer de mama no paciente em texto

corrido NON-ASCII

lmp Último período menstrual (last mestrual period), refere-se a

data mais recente do início da última menstruação da

paciente, em texto corrido NON-ASCII ou data no formato

(dia/mês/ano ou mês/ano ou ano)

menarche Primeira ocorrência de menstruação na paciente em texto

corrido NON-ASCII ou data no formato (dia/mês/ano ou ano)

ou (yes, no)

menopause Refere-se a saber se a paciente já parou de menstruar e neste

caso a data em que isto ocorreu, ou a não estar na menopausa

(ou em uma fase de cessação da menstruação por algum

motivo, como retirada do útero por exemplo). Texto corrido

NON-ASCII ou data no formato (ano) ou no inglês (yes, no) e

português (sim, não)

eating_habits Hábitos alimentares em inglês (No fat, Low fat, Fatty diet,

yes, no) e português brasileiro NON-ASCII (Sem gordura,

Pobre em gordura, Rica em gordura, sim e não nestes últimos

caso em ter ou não hábitos regulares de alimentação, ou não

queere declara-los)

familys_history Histórico familiar de doenças NON-ASCII (Diabetes, câncer

de mama, câncer de ovário e câncer de intestino)

bc_family Histórico de câncer de mama na família NON-ASCII (mãe,

avó, irmã e tia)

further_information Texto corrido com informações livres que foram relatadas

sobre a saúde do paciente em formato NON-ASCII

mammography Informa se o paciente fez mamografia em inglês (yes, no) e

português brasileiro NON-ASCII (sim, não)
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radiotherapy Informa se o paciente fez radioterapia em inglês (yes, no) e

português brasileiro NON-ASCII (sim, não)

plastic_surgery Fez cirurgia plásticas nas mamas, em inglês (yes, no, yes right

breast, yes left breast, yes both) e em português brasileiro

NON-ASCII (sim, não, sim mama direita, sim mama

esquerda, sim ambas mamas)

prosthesis Tem prótese de silicone, em inglês (yes, no, yes right breast,

yes left breast, yes both) e em português brasileiro

NON-ASCII (sim, não, sim mama direita, sim mama

esquerda, sim ambas mamas)

biopsy Biópsia ou punção nas mamas, em inglês (yes, no, yes right

breast, yes left breast, yes both) e em português brasileiro

NON-ASCII (sim, não, sim mama direita, sim mama

esquerda, sim ambas mamas)

hrt_menopause Reposição hormonal em inglês (yes, no) e português

brasileiro NON-ASCII (sim, não)

nipple_changes Alteração no mamilo em inglês (yes, no, yes right breast, yes

left breast, yes both) e em português brasileiro NON-ASCII

(sim, não, sim mama direita, sim mama esquerda, sim ambas

mamas)

mole Sinal de verruga nas mamas em inglês (yes, no, yes right

breast, yes left breast, yes both) e em português brasileiro

NON-ASCII (sim, não, sim mama direita, sim mama

esquerda, sim ambas mamas)

further_information2 Texto corrido com informações sobre histórico de consultas

médicas do paciente em formato NON-ASCII

physician Informações sobre quem fez a consulta (médico)

date Data da consulta no formato (dia/mês/ano hora:minuto)
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temperature Número racional representando a temperatura do paciente na

hora da consulta. Ex. (35.90)

smoked Fumou 2 horas antes em inglês (yes, no, NULL) e português

brasileiro NON-ASCII (sim, não, NULL)

coffee Tomou café 2 horas antes em inglês (yes, no, NULL) e

português brasileiro NON-ASCII (sim, não, NULL)

drink Ingeriu bebida alcoólica 2 horas antes em inglês (yes, no,

NULL) e português brasileiro NON-ASCII (sim, não, NULL)

exercise Praticou exercício físico 2 horas antes em inglês (yes, no,

NULL) e português brasileiro NON-ASCII (sim, não, NULL)

cream Passou pomada, creme ou desodorante na região das axilas 2

horas antes em inglês (yes, no, NULL) e português brasileiro

NON-ASCII (sim, não, NULL)

left_diagnosis Apenas valores NULL

right_diagnosis Apenas valores NULL

diagnosis Diagnóstico saudável ou doente (s, d)

3.2 ETAPAS DE AJUSTE E FORMATAÇÃO DO DATASET

A codificação do conjunto de dados foi feita utilizando a ferramenta de edição de

planilhas Microsoft Excel 2013. Para o processamento dos dados e plotagem gráfica foram

utilizados a ferramenta de codificação Visual Studio Code 1.74.2, a linguagem Python 3.6

com as bibliotecas Pandas 1.1.5, Plotly 4.14.13 e Dash 1.20.0.

Nos próximos tópicos serão relatados quais procedimentos foram aplicados em todo o

dataset. Estes procedimentos visam a melhoria de todo o conjunto de dados fornecido para

que possa ser utilizado em pesquisas futuras.
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3.2.1 ANÁLISE E TRATAMENTO DE CARACTERES NÃO ASCII EM REGISTROS MÉDICOS PARA

APERFEIÇOAMENTO DE CONJUNTOS DE DADOS

Foi realizada uma análise profunda dos valores de colunas onde haviam campos de

texto com informações sobre queixas e sintomas do paciente. Foram analisadas todas as

sentenças e considerado seu significado para o registro. Esta análise tem o propósito de

remover, converter ou preencher caracteres que não sejam ASCII (do inglês American

Standard Code for Information Interchange) de forma que os metadados não prejudiquem a

compreensão ou aumentem a complexidade do conjunto de dados. Além disso, no dataset

haviam registros em Português e Inglês, todos os registros foram traduzidos para o Inglês.

3.2.2 AGRUPAMENTO DE CATEGORIAS

Esta etapa de ajustes considera a forma como foram tratados os dados do dataset

patients onde os registros foram agrupados por categorias com base em sua semelhança.

Abaixo segue uma lista detalhada dos agrupamentos realizados por categoria, após análise

detalhada.

Uma análise cuidadosa dos campos “complaints” e “symptoms” revelaram grande

granularidade de dados. Isso se dá por ser um campo onde os médicos inserem dados de

forma aberta, ou seja, um relato sobre as reclamações e sintomas que o paciente está sentindo

ou sentiu até a data da consulta.

Esses dados puderam ser classificados e agrupados em categorias que permitirão obter

informações sobre o quadro do paciente e posteriormente fazer o cruzamento de dados e a

representação gráfica.

Levando em consideração que os campos complaints e symptoms do dataset original

não possuíam uma classificação categórica única para cada tipo de reclamação e sintoma,

estas modificações agora não só tornam visível as maiores queixas e sintomas dos pacientes,

mas permitem que sejam trabalhadas com maior assertividade. Além disso, será possível que

sejam feitas plotagens para análises dos profissionais da saúde e assim ter maior controle

estatístico de quais sintomas ou queixas são mais recorrentes em casos onde há suspeita de

câncer de mama.

O mesmo tratamento foi realizado para o campo “signs”. Nessa coluna são incluídos

os sinais que podem representar algum risco para o câncer de mama e que foram constatados
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pelo profissional da saúde durante a avaliação da mama da paciente. Este também recebeu

dados de forma aberta.

1. Coluna “complaints”

Com base no dataset disponibilizado, é possível identificar um conjunto de

reclamações e sintomas relacionados à saúde das mamas. Essas queixas variam desde dores e

sensibilidade nas mamas até a presença de nódulos e desconforto ao utilizar certos produtos.

Agrupar essas informações pode facilitar a análise e compreensão dos dados, possibilitando a

identificação de padrões e tendências. Desta forma, foram criados grupos que pudessem

categorizar esses dados e estão listados a seguir.

● Breast pain: Dores nas mamas, incluindo dores pontuais, fisgadas ou

sensibilidade nas mamas, desconforto ou dor ao tocar ou pressionar as mamas

e dores nas mamas durante atividades específicas ou uso de determinados

produtos.

● Breast nodules: Presença de nódulos nas mamas, que podem ser detectados

através da palpação, desconhecimento sobre a natureza ou causa dos nódulos e

nódulos presentes em uma ou ambas as mamas.

● With complaints: relatos onde haviam apenas a resposta sim.

● No complaints: relatos onde haviam apenas a resposta não.

● Other complaints: reclamações ou sintomas adicionais que não estão

diretamente relacionados às mamas, abrangem dores em outras regiões do

corpo, como nas costas ou pernas.

● Other symptoms: sintomas mencionados que não se enquadram nas

categorias anteriores ou não estão diretamente relacionados às mamas,

exemplos podem incluir dor na região do pulmão, alergias ou sintomas

desconhecidos.

● Unknown complaint: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

2. Coluna “symptoms”
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Com base na análise realizada, foi possível encontrar categorias onde os sintomas

poderiam ser agrupados da forma descrita abaixo. Alguns sintomas foram categorizados

utilizando o mesmo critério da coluna complaints. Isso se justifica por conter, nessas colunas,

relatos semelhantes entre a coluna complaints e symptoms. Desta forma, foram criados grupos

que pudessem categorizar esses dados e estão listados a seguir.

● Breast pain: vários sintomas na lista estão relacionados a dores nas mamas,

incluindo dor em uma mama ou em ambas, dor embaixo da mama, dor nos

mamilos, ardência, queimação e fisgadas.

● There are no symptoms: Contempla os casos em que não há menção de

nenhum sintoma específico nas mamas.

● Other symptoms unrelated to the breast: inclui os sintomas que não estão

diretamente relacionados às mamas ou a resposta foi não.

● Other breast-related symptoms: outros sintomas relatados incluem

desconforto ao deitar, um vazio em uma região da mama, presença de

glândulas ou linfonodos na mama esquerda, sensação de inchaço ou alteração

no volume nas mamas, coceira, estrias, presença de cisto na mama direita,

dores nas pernas, secreção e sangramento.

● Presence of nodules: inclui os casos em que é mencionada a presença de

nódulos nas mamas.

● Unknown symptoms: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

3. Coluna “signs”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● There are signs: relatos incluindo apenas a resposta sim.

● Unknown signs: tuplas onde havia ausência de respostas, foram consideradas

como dados faltantes.

● Presence of signs: relatos incluindo manchas, queimadura, verrugas, cicatriz,

pintinha, sim lado direito ou lado esquerdo.



42

● Presence of nodule: relatos incluindo nódulo palpável na mama esquerda ou

direita, Caroço, sisto.

● Presence of liquid: relatos incluindo liquido nas mamas e coceira.

● Nipple retraction: relatos incluindo mamilo para dentro.

● Breast tumor: relatos incluindo tumoração ocupando toda a mama.

● Other signs: relatos incluindo mama exposta, crescimento ou aumento da

mama, presença de calor no peito, coceira, glândulas mamarias, exposto.

● Has no symptoms: relatos com a resposta não.

● No palpable symptoms: relatos com onde o sintoma não era palpável.

● Breast growth: paciente relatou aumento de uma ou ambas as mamas.

4. Coluna “menopause”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● In menopause: relatos contendo as respostas sim, com X anos, há mais de x

anos, ano e idade > 45 anos

● In menacme: relatos contendo as respostas não, em menacme

Unknown menopause: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

5. Coluna “eating_habits”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo. Nesta categoria não houveram dados

faltantes.

● Low in fat: relatos onde o paciente tinha uma dieta com baixa quantidade de

gordura.

● Fatty diet: relatos onde o paciente tinha uma dieta com alta quantidade de

gordura.

● No fat: relatos onde o paciente tinha uma dieta sem gordura.
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6. Coluna “familys_history”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo. Neste grupo, os pacientes podem ser

classificados em um ou mais grupos, visto que o histórico familiar pode ser cumulativo.

● Unknown background: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

● Bowel cancer: relatos onde o paciente teve um histórico familiar de câncer de

intestino.

● Breast cancer: relatos onde o paciente teve um histórico familiar de câncer de

mama.

● Diabetes: relatos onde o paciente teve um histórico familiar de diabetes.

● Ovary cancer: relatos onde o paciente teve um histórico familiar de câncer de

ovário.

7. Coluna “bc_family”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo. Neste grupo, os pacientes podem ser

classificados em um ou mais grupos, visto que o histórico familiar pode ser cumulativo.

● Mother: relatos onde a mãe da paciente teve um histórico câncer de mama.

● Grandmother: relatos onde a avó da paciente teve um histórico câncer de

mama.

● Aunt: relatos onde a tia da paciente teve um histórico câncer de mama.

● Sister: relatos onde a irmã da paciente teve um histórico câncer de mama.

● Breast cancer in family unknown: tuplas onde havia ausência de respostas,

foram consideradas como dados faltantes.

8. Coluna “mammography”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.
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● Yes: pacientes que relataram ter feito mamografia.

● No: pacientes que relataram não ter feito mamografia.

● Mammography unknown: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

9. Coluna “radiotherapy”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● Yes: pacientes que relataram ter feito mamografia.

● No: pacientes que relataram não ter feito mamografia.

● Radiotherapy unknown: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

10.Coluna “plastic_surgery”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● Yes, both breast: pacientes que relataram ter feito cirurgia plástica em ambas

as mamas.

● Yes, left breast: pacientes que relataram ter feito cirurgia plástica na mama

esquerda.

● Yes, right breast: pacientes que relataram ter feito cirurgia plástica na mama

direita.

● No: pacientes que relataram não ter feito cirurgia plástica.

● Unknown plastic surgery: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

11. Coluna “prothesis”
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Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo. Nesta categoria não houve a resposta para

prótese na mama esquerda.

● Yes, both breast: pacientes que relataram ter prótese em ambas as mamas.

● Yes, right breast: pacientes que relataram ter prótese na mama direita.

● No: pacientes que relataram não ter feito prótese.

● Unknown prothesis: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

12.Coluna “biopsy”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● Yes, both breast: pacientes que relataram ter feito biópsia em ambas as

mamas.

● Yes, left breast: pacientes que relataram ter feito biópsia na mama esquerda.

● Yes, right breast: pacientes que relataram ter feito biópsia na mama direita.

● No: pacientes que relataram não ter feito biópsia.

● Unknown biopsy: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

13.Coluna “hrt_menopause”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● Yes: pacientes que relataram ter feito reposição hormonal.

● No: pacientes que relataram não ter feito reposição hormonal.

● Hormone replacement unknown: tuplas onde havia ausência de respostas,

foram consideradas como dados faltantes.

14.Coluna “nipple_changes”
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Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● Yes, both breast: pacientes que relataram ter mudanças no mamilo em ambas

as mamas.

● Yes, left breast: pacientes que relataram ter mudanças no mamilo na mama

esquerda.

● Yes, right breast: pacientes que relataram ter mudanças no mamilo na mama

direita.

● No: pacientes que relataram não ter mudanças no mamilo.

● Unknown nipple change: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

15.Coluna “mole”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● Yes, both breast: pacientes que relataram ter verruga em ambas as mamas.

● Yes, left breast: pacientes que relataram ter verruga na mama esquerda.

● Yes, right breast: pacientes que relataram ter verruga na mama direita.

● No: pacientes que relataram não ter verruga na mama.

● Mole unknown: tuplas onde havia ausência de respostas, foram consideradas

como dados faltantes.

16.Coluna “smoked”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● Yes: pacientes que relataram ter fumado antes da consulta.

● No: pacientes que relataram não ter fumado antes da consulta.
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● Smoked unknown: tuplas onde havia ausência de respostas, foram

consideradas como dados faltantes.

17.Coluna “coffee”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● Yes: pacientes que relataram ter ingerido café antes da consulta.

● No: pacientes que relataram não ter ingerido café antes da consulta.

● Coffee unknown: tuplas onde havia ausência de respostas, foram consideradas como

dados faltantes.

18.Coluna “drink”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo. Nesta categoria não houveram pacientes

que afirmaram ter ingerido bebida alcoólica antes da consulta.

● No: pacientes que relataram não ter ingerido bebida alcoólica antes da consulta.

● Drink unknown: tuplas onde havia ausência de respostas, foram consideradas como

dados faltantes.

19.Coluna “exercise”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo. Nesta categoria não houveram pacientes

que afirmaram ter praticado atividades físicas antes da consulta.

● No: pacientes que relataram não ter praticado atividades físicas da consulta.

● Drink unknown: tuplas onde havia ausência de respostas, foram consideradas como

dados faltantes.

20.Coluna “cream”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo.

● Yes: pacientes que relataram fazer uso de cremes.



48

● No: pacientes que relataram não fazer uso de cremes.

● Coffee unknown: tuplas onde havia ausência de respostas, foram consideradas como

dados faltantes.

21.Coluna “diagnosis”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo. Neste grupo não houveram dados faltantes.

● Healthy: diagnóstico de paciente saudável

● Sick: diagnóstico de paciente doente.

● Unknown: diagnóstico de paciente desconhecido.

22.Coluna “thermography images”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo. Neste grupo não houveram dados faltantes.

● Yes: pacientes que têm a captura de imagens termográficas da mama armazenadas na

base de dados de pesquisa.

● No: pacientes que não têm a captura de imagens termográficas da mama armazenadas

na base de dados da pesquisa.

23.Coluna “mammography images”

Com base na análise realizada, foi possível encontrar categorias onde os sinais

poderiam ser agrupados da forma descrita abaixo. Neste grupo não houveram dados faltantes.

● Yes: pacientes que tiveram a captura de imagens mamográficas da mama armazenadas

na base de dados da pesquisa.

● No: pacientes que não têm a captura de imagens mamográficas da mama armazenadas

na base de dados da pesquisa.

3.2.3 ANÁLISE E EXTRAÇÃO DE CARACTERÍSTICAS

Esta análise permitiu que fossem extraídas características relevantes com maior

frequência de relato. Como resultado deste processo várias novas colunas que não existiam no

conjunto de dados fornecido foram adicionadas, o que permitirá maior cruzamento de

informações para plotagem gráfica.
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Para esta pesquisa, decidiu-se que o conjunto de dados fornecido fosse o mais

completo possível, ou seja, que contivesse o maior número de respostas.

Considerando o estado original do dataset com dados faltantes, dirty data, metadados

alocados em tuplas que não são de sua categoria e caracteres NON-ASCII, foram necessárias

algumas exclusões de dados para sua utilização na pesquisa. Esses registros foram excluídos

pois os metadados não continham informações suficientes para rastreio e ajuste nos padrões

necessários para a sua utilização.

Estas exclusões foram realizadas em registros que não possuíam identificação

(idpatient) ou dados incompatíveis com a coluna de resposta, por exemplo, data ou

temperatura onde deveria haver resposta sobre os sintomas do paciente. Utilizando este

parâmetro foram removidos 45 registros. A quantidade de dados excluídos representa 13,97%

do total de registros do dataset.

Outras modificações também foram necessárias, tais como nos registros da coluna

menarche que continham informações incompletas e que impossibilitaram sua interpretação.

Esses registros foram removidos e o campo deixado em branco.

Para a coluna menarche foi adicionada uma nova coluna chamada menarche2 e seus

dados foram substituídos por números inteiros, ou seja, respostas onde haviam “15 anos de

idade” ou “15 anos” foram substituídos na nova coluna pelo seu equivalente ordinal “15.

Campos onde havia informação diferente da idade, por exemplo, em 2005, não lembro, entre

1992 e 1993, etc., foram deixados em branco.

3.2.4 RASTREAMENTO DE DADOS

O banco de dados e imagens mastológicas DMR, possui registros de imagens térmicas

e Mamografias de vários pacientes armazenados no site do projeto, paciente a paciente, ou em

uma pasta do Google Drive com todos os dados juntos. Neste último caso os dados estão

disponíveis em

https://drive.google.com/drive/u/1/folders/1UcabzGSiqQM4S45EslAtve09TmVXqsup.

Este conjunto de dados está organizado em pastas onde os registros dos pacientes estão

separados pelas seguintes categorias: Healty, Sick e Unknown. Cada paciente tem sua própria

pasta nomeada pelo código identificador da consulta (idpatient). Nela estão os registros da

consulta realizada e, caso possua, imagens térmicas e Mamografias.

https://drive.google.com/drive/u/1/folders/1UcabzGSiqQM4S45EslAtve09TmVXqsup
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Foi realizada uma análise de todos os registros na plataforma para catalogar e registrar

no conjunto de dados desta pesquisa todos os pacientes que tenham imagens térmicas e

Mamografias. Também foi realizada uma verificação de consistência entre os registros do

dataset utilizado para esta pesquisa e a plataforma de armazenamento de arquivos. Esses

pontos podem ser observados na Tabela 3.1.

Tabela 3. Inconsistências encontradas entre os registros do conjunto de dados e a
plataforma de armazenamento de arquivos.

Tipo ID paciente

Sem diagnóstico no conjunto de dados,

porém classificado como paciente saudável

no drive.

57, 99, 104, 105, 106, 107, 108, 109, 111,

113, 130, 176, 201, 216, 218, 219, 221, 222,

259, 275, 276

Diagnóstico saudável no conjunto de

dados, porém sem registros no drive.

77, 239

Sem registros no conjunto de dados, porém

tem registro no drive como saudável

214, 215, 223, 300, 302

Sem diagnóstico no conjunto de dados,

porém classificado como unknown no

drive

279, 284, 280

Diagnóstico saudável no conjunto de dados

e não saudável no drive

198, 254

Diagnóstico não saudável no conjunto de

dados e saudável do drive

261

Sem diagnóstico no conjunto de dados e

classificado como não saudável no drive

241, 246, 256, 257, 258, 266, 268, 269, 273,

274

Pacientes com diagnóstico no conjunto de

dados, mas não possuem registros no drive

287, ..., 425
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A seguir estão especificados os critérios utilizados em cada modificação que foi

realizada no dataset.

● Sem diagnóstico no dataset, porém classificado como paciente saudável no

drive:

São todos os registros de consulta de pacientes que não haviam classificação sobre seu

diagnóstico, ou seja, o campo onde deveriam aparecer as informações estava vazio.

Foram inseridos os diagnósticos de paciente saudável que constavam na classificação

do Google Drive no dataset.

● Diagnóstico saudável no dataset, porém sem registros no drive:

São todos os registros de consulta de pacientes que tinham classificação de saudável

em seu diagnóstico, mas não havia registro no Google Drive. A classificação do dataset foi

mantida.

● Sem registros no dataset, porém tem registro no drive como saudável:

São todos os registros de consulta de pacientes que tinham classificação de saudável

no Google Drive, porém não havia registro no conjunto de dados. Foi adicionada a

classificação do Google Drive no dataset.

● Sem diagnóstico no dataset, porém classificado como unknown no drive:

São todos os registros de consulta de pacientes que não haviam classificação sobre seu

diagnóstico, ou seja, o campo onde deveriam aparecer informações estava vazio.

Foram inseridos os diagnósticos de unknown que constavam na classificação do Google

Drive, no dataset.

● Diagnóstico saudável no conjunto de dados e não saudável no drive:

São todos os registros de consulta de pacientes que estavam com diagnóstico de

paciente saudável no conjunto de dados, mas estavam classificados como não saudável no

Google Drive.

Foram modificados os diagnósticos de saudável para não saudável no dataset.

● Diagnóstico Não saudável no conjunto de dados e saudável do drive:
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São todos os registros de consulta de pacientes que estavam com diagnóstico de

paciente não saudável no conjunto de dados, mas estavam classificados como saudável no

Google Drive.

Foram modificados os diagnósticos de não saudável para saudável no dataset.

● Sem diagnóstico no conjunto de dados e classificado como não saudável no

drive:

São todos os registros de consulta de pacientes que não haviam classificação sobre seu

diagnóstico, ou seja, o campo onde deveriam aparecer informações estava vazio.

Foram inseridos no dataset os diagnósticos de paciente não saudável que constavam na

classificação do Google Drive.

● Pacientes com diagnóstico no conjunto de dados, mas não possuem

registros no drive:

São todos os registros de consulta de pacientes que haviam classificação sobre seu

diagnóstico, mas que estavam sem registro no Google Drive. Nada foi alterado.
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CAPÍTULO 4 - RESULTADOS OBTIDOS

Neste capítulo são descritos os resultados obtidos ao aplicar as técnicas Hot Deck para

lidar com dados faltantes e classificação para analisar os resultados práticos com e sem lidar

com dados faltantes no conjunto de dados. Os resultados são discutidos no decorrer do

capítulo.

A técnica Hot Deck tem um grande potencial para a imputação de dados faltantes,

além de vários casos de uso relatados em estudos científicos abordados no Capítulo 2. Assim,

optou-se pela sua utilização neste estudo para observar seu comportamento e permitir uma

análise exploratória do seu uso.

Na classificação utilizou-se quatro classificadores:

● Árvore de decisão;

● Random Forest;

● Naïve Bayes; e

● SVM.

A escolha desses classificadores se deu por serem de natureza distintas e, exceto o

SVM, são simples de usar e voltados para problemas de classificação menos

complexos. A escolha do SVM foi para atender um problema de classificação mais

complexo, caso se confirme a complexidade com baixo desempenho dos outros

classificadores.

4.1 RESULTADOS COM HOT DECK

O avanço da tecnologia e a ampla adoção de sistemas eletrônicos de registro de saúde

têm proporcionado uma enorme quantidade de dados valiosos para pesquisas e análises na

área da saúde. No entanto, é comum encontrar datasets incompletos, nos quais algumas

variáveis possuem valores ausentes. Esses dados faltantes podem prejudicar a qualidade e a

confiabilidade das análises estatísticas, bem como comprometer a interpretação dos

resultados. Portanto, é essencial empregar técnicas adequadas de tratamento de dados

faltantes, a fim de minimizar o impacto dessas lacunas na análise de dados de saúde.

Entre as diversas técnicas disponíveis para tratar dados faltantes, a técnica de

imputação conhecida como Hot Deck tem se destacado como uma escolha adequada para

tratar dados em datasets voltados à saúde. Essa técnica tem como objetivo preencher os



54

valores ausentes usando informações dos próprios dados, tornando-a uma opção atraente para

pesquisadores e profissionais da área da saúde.

Como visto no tópico de revisão bibliográfica, a técnica Hot Deck se mostra um

grande potencial para a aplicação em datasets voltados a dados de saúde. Desta forma,

optou-se por fazer a aplicação no dataset fornecido para este estudo.

No contexto do presente estudo, é crucial abordar a questão dos dados faltantes de

forma eficiente e confiável. No entanto, a eficácia desse método pode ser comprometida em

situações em que há um alto grau de dados faltantes, conforme demonstrado por Federica et.

al. (2004).

Neste estudo, foi examinada a aplicação do método Hot Deck em um conjunto de

dados com uma considerável quantidade de valores ausentes. Ao aplicar essa técnica ao

conjunto de dados desta pesquisa constatou-se que o Hot Deck gerado continha apenas 4,96%

de dados completos. Em outras palavras, dos 322 registros disponíveis, somente 16 estavam

completos. Esse resultado indica uma lacuna significativa no preenchimento dos dados.

Além disso, a análise revelou que, das 37 colunas originais de dados, apenas 26

permaneceram com dados completos após a aplicação do método Hot Deck. Essa redução de

29,72% no número de colunas completas reforça a limitação desse método em lidar com a

variedade de atributos presentes nos conjuntos de dados.

Esses achados destacam a inviabilidade de utilizar o Hot Deck como uma estratégia

adequada para imputar dados faltantes no contexto do presente estudo. Apesar da

confiabilidade e representatividade para a comunidade científica, durante o processo de

captura das imagens termográficas os pacientes deram consentimento para a obtenção das

imagens, mas nem todos ofereceram respostas a todas as perguntas necessárias para o

preenchimento do dataset, desta forma o uso dessa técnica não apresentou bons resultados.

Além disso, a redução significativa no número de colunas com dados completos limita a

capacidade de explorar todo o potencial das informações disponíveis.

Portanto, considerando a necessidade de obter estimativas válidas e confiáveis, é

imprescindível buscar alternativas mais robustas e eficazes para tratar os dados faltantes. O

método Hot Deck, embora possua vantagens em cenários com menor quantidade de valores

ausentes, não se mostra adequado quando se lida com conjuntos de dados voltados para a área

da saúde que apresentam um elevado grau de dados faltantes.
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Com isso em mente, o estudo foi voltado a encontrar um meio de gerar um dataset

doador com maior quantidade de dados para que pudesse ser utilizado.

4.1.1 RESULTADOS COM CORRELAÇÃO

Assim, foi utilizada a técnica de estatística chamada correlação para que pudessem ser

encontradas colunas com atributos que mais se aproximavam e assim gerar uma substituição

dos valores para um Hot Deck novo, porém com a alta quantidade de dados faltantes, os

resultados obtidos não foram satisfatórios. A seguir estão os principais motivos:

Limitações da técnica de correlação: a técnica de correlação é usada para medir o

grau de associação entre duas variáveis, mas não é capaz de capturar relações complexas ou

não lineares entre as variáveis. Ela pode ser limitada quando há uma falta de relação linear

clara entre os atributos com dados faltantes e as variáveis do conjunto de dados completo.

Divergências nas características: a técnica de correlação depende da existência de

uma relação forte e estável entre as variáveis do conjunto de dados completo e as variáveis

com dados faltantes. No entanto, pode haver divergências nas características e padrões dos

dados faltantes em comparação com os dados completos, o que dificulta a utilização da

correlação como uma medida confiável para gerar doadores.

Complexidade dos dados faltantes: a presença de dados faltantes pode indicar um

padrão complexo e não aleatório, o que pode levar a resultados imprecisos ao utilizar a

técnica de correlação para imputação. A correlação pode não ser capaz de capturar os padrões

específicos dos dados faltantes, tornando difícil a geração de doadores apropriados.

Sensibilidade a outliers e valores extremos: a técnica de correlação pode ser sensível

a outliers e valores extremos (ASUERO et al., 2006), o que pode afetar a qualidade dos

doadores gerados. Se os dados faltantes estiverem associados a outliers ou valores extremos, a

técnica de correlação pode gerar doadores que não representam adequadamente a distribuição

dos dados faltantes.

4.1.2 RESULTADOS COM CLUSTERIZAÇÃO

Ao empregar a técnica de clusterização na geração de um novo Hot Deck, enfrentou-se

uma série de desafios que são detalhados a seguir:
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Limitações da clusterização: a Clusterização de dados é o processo de identificação

de agrupamentos naturais ou clusters dentro de dados baseados em alguma medida de

similaridade (OMRAN et al., 2007). No entanto, a clusterização pode não ser adequada para

capturar a complexidade e a estrutura dos dados faltantes, especialmente quando existem

padrões sutis ou não lineares nos dados.

Dependência de distâncias e métricas: a clusterização depende de medidas de

distância ou similaridade para agrupar os dados. A escolha de uma métrica apropriada pode

ser desafiadora e pode levar a agrupamentos inadequados, especialmente quando se trata de

dados faltantes, onde a similaridade entre os atributos pode ser difícil de quantificar de forma

precisa.

Sensibilidade a valores ausentes: a presença de dados faltantes pode afetar

negativamente a clusterização, pois a ausência de valores em certos atributos pode distorcer a

semelhança entre as observações. A falta de informações em determinadas variáveis pode

levar a agrupamentos imprecisos ou inconsistentes.

Dificuldade na interpretação dos clusters: a interpretação dos clusters gerados pela

técnica de clusterização se tornou desafiadora ao tratar dados faltantes. Os clusters não

forneceram uma compreensão clara da disposição dos dados ou dos padrões subjacentes,

tornando difícil a geração de doadores adequados para a técnica Hot Deck.

4.2 RESULTADOS COM CLASSIFICAÇÃO

4.2.1 CONFIGURAÇÕES DOS CLASSIFICADORES

A Tabela 4 apresenta os atributos com maior quantidade de dados faltantes. Na coluna

NOME são apresentados os nomes dos atributos, na coluna QUANTIDADE são apresentados

os totais de registros com dados faltantes para cada atributo, e na coluna % são apresentados

os totais em percentual na razão da quantidade de dados faltantes para cada atributo dividido

pelo total de registros no dataset. Pode-se perceber que o atributo “bc_family” que apresenta a

ocorrência de câncer de mama na família é o atributo que mais tem dados faltantes. Foram

analisados os atributos a partir de 100 registros com dados faltantes.
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Tabela 4. Atributos com dados faltantes superior a 100.

4.2.2 RESULTADOS DA CLASSIFICAÇÃO

Os atributos “idpatient”, “menarche2”, “id” e “temperature” foram removidas por

serem atributos de categoria numérica. A coluna “date” foi removida por ser um atributo do

tipo data. A coluna “lmp” foi removida por ser um atributo do tipo texto. A coluna

“menarche”, apesar de ser um atributo categórico, tem 42 categorias possíveis, o que ocasiona

incompatibilidade para a classificação e portanto foi removida. Nomeou-se este dataset de

“visits”. As tabelas a seguir apresentam os resultados obtidos com os testes realizados. As

medidas de desempenho utilizadas para apresentar o desempenho dos algoritmos de

classificação são:

● AUC, área abaixo da curva ROC;

● CA, acurácia;

● F1, F1 score;

● Precision, precisão;

● Recall, sensibilidade.

A Tabela 5 apresenta o resultado obtido com o dataset inteiro, em que o classificador

Random Forest apresentou o melhor resultado com 93% de AUC.

Tabela 5. Resultados com o dataset “visits” inteiro.

NOME QUANTIDADE %
bc_family 235 72,98
menopause 181 56,21

familys_history 158 49,07
symptoms 152 47,20

signs 113 35,09
complaints 109 33,85

Tipo AUC

Árvore de Decisão 0,83

SVM 0,92

Random Forest 0,93

Naïve Bayes 0,82
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A Tabela 6 apresenta o resultado obtido sem o atributo “bc_family”, em que o

classificador Random Forest apresentou o melhor resultado com 94% de AUC.

Tabela 6. Resultados sem o atributo “bc_family”.

A Tabela 7 apresenta o resultado obtido sem os atributos “bc_family” e “menopause”,

em que o classificador Random Forest apresentou o melhor resultado com 93% de AUC.

Tabela 7. Resultados sem os atributos “bc_family” e “menopause”.

A Tabela 8 apresenta o resultado obtido sem os atributos “bc_family”, “menopause” e

“familys_history”, em que o classificador Random Forest apresentou o melhor resultado com

94% de AUC.

Tabela 8. Resultados sem os atributos “bc_family”, “menopause” e
“familys_history”.

A Tabela 9 apresenta o resultado obtido sem os atributos “bc_family”, “menopause”,
“familys_history” e “symptoms”, em que o classificador Random Forest apresentou o melhor
resultado com 94% de AUC.

Tipo AUC

Árvore de Decisão 0,83

SVM 0,92

Random Forest 0,94

Naïve Bayes 0,83

Tipo AUC

Árvore de Decisão 0,82

SVM 0,92

Random Forest 0,93

Naïve Bayes 0,83

Tipo AUC

Árvore de Decisão 0,84

SVM 0,93

Random Forest 0,94

Naïve Bayes 0,84
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Tabela 9. Resultados sem os atributos “bc_family”, “menopause”, “familys_history” e
“symptoms”.

A Tabela 10 apresenta o resultado obtido sem os atributos “bc_family”, “menopause”,
“familys_history”, “symptoms” e “signs”, em que o classificador Random Forest apresentou o
melhor resultado com 94% de AUC.

Tabela 10. Resultados sem os atributos “bc_family”, “menopause”, “familys_history”,
“symptoms” e “signs”.

A Tabela 11 apresenta o resultado obtido sem os atributos “bc_family”, “menopause”,
“familys_history”, “symptoms”, “signs” e “complaints”, em que o classificador Random
Forest apresentou o melhor resultado com 92% de AUC.

Tabela 11. Resultados sem os atributos “bc_family”, “menopause”, “familys_history”,
“symptoms”, “signs” e “complaints”.

Como pode ser visto nas tabelas, o classificador Random Forest se mostrou o melhor
algoritmo de classificação. Além disso, a Tabela 11 mostra que a remoção de todos os
atributos com muitos dados faltantes não apresenta perda significativa em relação aos
resultados com os atributos com muitos dados faltantes.

Tipo AUC

Árvore de Decisão 0,83

SVM 0,93

Random Forest 0,94

Naïve Bayes 0,84

Tipo AUC

Árvore de Decisão 0,85

SVM 0,93

Random Forest 0,94

Naïve Bayes 0,84

Tipo AUC

Árvore de Decisão 0,84

SVM 0,91

Random Forest 0,92

Naïve Bayes 0,83
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CAPÍTULO 5 - CONCLUSÕES

Este trabalho apresenta o uso da técnica Hot Deck para lidar com dados faltantes.

Apresenta também o uso dos classificadores Árvore de Decisão, Random Forest, SVM e

Naïve Bayes para classificar diagnósticos a partir dos metadados de imagens de exames

termográficos da mama. Inicialmente foi realizada a extração dos metadados das imagens do

banco DMR para a criação do dataset. Depois os dados foram transformados coluna a coluna

de forma a unificar a semântica do banco. Essas transformações ocorreram em três tipos,

sintática, estrutural e semântica. Ao final do pré-processamento dos metadados obteve-se 322

tuplas. Das colunas presentes no dataset, apenas três (eating_habits, diagnosis, thermography

images e mammography images) não tiveram dados faltantes. Duas novas colunas foram

adicionadas ao dataset para identificar se o paciente possui imagens termográficas ou

mamografias armazenadas no banco de dados.

A técnica de imputação de dados faltantes não apresentou resultados satisfatórios porque

apenas 16 registros não possuem dados faltantes do total de 322 tuplas do dataset inteiro. O

Hot Deck não conseguiu lidar com essa grande quantidade de dados faltantes.

A estratégia seguinte foi classificar os diagnósticos utilizando os metadados dos exames

em busca de identificar a influência de suprimir os atributos com muitos dados faltantes.

Foram selecionados e ordenados os atributos com mais de 100 registros com dados faltantes.

Nos experimentos de classificação o algoritmo Random Forest apresentou os melhores

resultados, sendo que na classificação com todos os atributos o resultado foi de 94% de AUC

e sem os seis atributos com mais registros faltantes foi de 92% de AUC.

Pode-se concluir então que os atributos com muitos dados faltantes não contribuem

significativamente na classificação de diagnósticos. Por se tratar de dados de saúde, também

pode-se concluir que a imputação de dados é uma tarefa extremamente complexa e a técnica

de Hot Deck não foi suficientemente robusta para contribuir com a melhoria do dataset.

5.1 CONSIDERAÇÕES SOBRE AMETODOLOGIA APLICADA NA PESQUISA

Após os diversos testes realizados, o DMR foi melhor detalhado, principalmente

quanto aos metadados e isso irá orientar a melhoria dos formulários de entrada de dados

padronizando algumas informações para novos registros. A falta de dados no conjunto de
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metadados não prejudica a análise das imagens que são relevantes e usadas por diversos

pesquisadores no mundo.

Apesar dos esforços realizados para tratar dados faltantes utilizando a técnica Hot

Deck, não foi possível obter um resultado satisfatório no contexto do presente estudo. A baixa

taxa de dados completos gerados pelo Hot Deck comprometeu a representatividade e a

confiabilidade dos resultados, enquanto a redução significativa no número de colunas com

dados completos limitou a capacidade de explorar todo o potencial das informações

disponíveis.

Ao analisar os resultados obtidos, tornou-se evidente que o Hot Deck não é uma

estratégia adequada para lidar com conjuntos de dados voltados para a área da saúde que

apresentam um elevado grau de dados faltantes. A técnica de correlação, utilizada para

encontrar substituições de valores com base em atributos similares, revelou limitações na

captura de relações complexas e não lineares, além de divergências nas características e

padrões dos dados faltantes em comparação com os dados completos.

Embora as imagens representem um recorte do mundo real em questão da

representatividade de ocorrência de câncer de mama, os metadados devem ser melhor

estudados para encontrar uma forma relevante de uso visto que, com este trabalho, não

encontrou-se forma funcional de tratar os dados faltantes. Uma hipótese a ser considerada é

que os metadados não poderão ser melhorados. Dados de saúde podem continuar sendo

faltantes, na maioria dos casos, por conta da natureza de como são coletados.

5.2 DISCUSSÕES E CONTRIBUIÇÕES

Neste tópico, discutiremos as contribuições e limitações dos resultados obtidos neste

trabalho, bem como sua relevância para pesquisas futuras. A motivação inicial era verificar a

possibilidade de tratar dados faltantes nos metadados das imagens e criar um conjunto de

dados que pudesse ser utilizado por outros pesquisadores em diversas áreas, como inteligência

artificial, análise de dados, aprendizado de máquina, pesquisa em saúde e novas técnicas de

codificação de dados. Além disso, o conjunto de dados está diretamente relacionado a

imagens térmicas e câncer de mama, o que abre um amplo leque de possibilidades de

pesquisa.

No entanto, é importante destacar que, apesar da relevância do problema abordado, os

resultados obtidos neste trabalho não foram satisfatórios para tornar o conjunto de dados mais
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completo para pesquisas futuras. Como discutido anteriormente, enfrentamos desafios e

limitações que impediram a obtenção de um conjunto de dados com maior completude. A

análise da metodologia de coleta dos dados revelou a necessidade de melhorias na captação

das informações dos pacientes e na estruturação do banco de dados.

A análise e tratamento dos metadados clínicos das termografias, revelaram que manter

os dados faltantes no conjunto de dados é uma melhor estratégia do que introduzir dados com

base em predições, aleatoriedade ou outras técnicas para tentar preencher a lacuna, já que o

dado clínico, por ser de um paciente que está em acompanhamento médico e estar diretamente

ligado ao seu prontuário, pode ser sensível. Isso facilmente introduziria vieses durante a

análise. Desta forma sugere-se que o dado faltante seja mantido e o dataset utilizado mesmo

com essa limitação.

Essas limitações comprometem a utilização dos dados para análises robustas e

conclusivas. A falta de completude e confiabilidade dos dados torna difícil a realização de

estudos significativos e a obtenção de resultados confiáveis. Portanto, é necessário um esforço

adicional para aprimorar a metodologia de coleta de dados e garantir a integridade,

completude e qualidade do conjunto de dados.

Apesar das limitações encontradas, este trabalho contribui ao identificar a importância

de abordar questões relacionadas à coleta de dados e à estruturação de bancos de dados em

pesquisas futuras. Essa reflexão sobre os desafios enfrentados no desenvolvimento deste

trabalho pode servir como base para aprimoramentos e direcionamentos em futuros estudos. É

essencial buscar soluções que garantam a integridade e confiabilidade dos conjuntos de dados,

a fim de promover avanços significativos nas áreas de pesquisa mencionadas anteriormente.

Com os resultados obtidos a partir desta pesquisa de dissertação foi possível

implementar dois tipos de gráficos, Figura 55, onde o primeiro gráfico será possível filtrar e

observar os dados do dataset em sua totalidade e no segundo o usuário poderá escolher entre

os atributos e fazer filtros onde os resultados indicarão as quantidades de cada tipo escolhido

de acordo com suas preferências. Espera-se que esse novo recurso possa agregar novos tipos

de pesquisa científica relacionados também aos metadados das termografias.
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Figura 1. Wireframe de proposta de implementação da visualização gráfica dos
resultados obtidos com a pesquisa.

5.3 TRABALHOS FUTUROS

A presente pesquisa oferece um ponto de partida para a exploração de trabalhos

futuros onde destaca-se a importância de enfrentar os desafios inerentes à coleta e

estruturação de dados, contribuindo para o progresso das pesquisas futuras e incentivando a

busca por soluções mais eficazes e confiáveis.

Algumas sugestões de estudos futuros são listados de acordo com as categorias a

seguir.

● Visualização do dataset

Implementação de tabela interativa exibindo os dados do dataset sem que precise ser

feito o download;

Implementação gráficos onde os resultados escolhidos pelo pesquisador gerem um

novo dataset que possa ser baixado; e

Exploração de técnicas de visualização de dados faltantes.
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● Coleta de dados

Desenvolvimento de uma metodologia de coleta dos metadados que leve em

consideração que alguns dados em saúde só podem ser preenchidos posteriormente para

auxiliar na completude do dados;

Acompanhar os pacientes voluntários para fornecimento dos dados faltantes pode ser

uma saída, embora seja custosa; e

Alimentar a base de dados utilizando a língua Inglesa como padrão;

● Outros

Sugere-se a análise de relevância entre os metadados para determinar a contribuição de

cada dado para tarefas como a classificação;

Inclusão de recursos para que pesquisadores selecionem atributos específicos durante a

utilização do dataset. Por exemplo, um pesquisador que queira saber dados de pacientes com

idades entre 30 e 45 anos que tenham diagnóstico saudável e tenham realizado a captura das

imagens termográficas, teriam os resultados exibidos em uma tabela onde constaria o código

identificador do paciente para que o pesquisador consiga acessar a guia de imagens

termográficas para baixar ou até mesmo fazer o download diretamente pelos resultados

obtidos;

Implementação de técnicas de codificação de dados. Por exemplo, um pesquisador

poderia escolher entre obter o dataset em seu estado original ou codificado.
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