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Resumo

Nos últimos 20 anos, diversos setores da indústria vêm investindo na exploração de dados

impulsionados pelo crescimento da aplicação da Aprendizagem de Máquina (AM) para

solução de problemas de negócio. A AM auxilia cientistas de dados a entender os dados

e fazer previsões precisas. Os dados provêm de várias fontes, e a combinação eficaz deles

é um desafio chave para otimizar o desempenho dos algoritmos de AM. Nesse contexto

se inserem as bases de dados tanto com atributos estruturados, cujos domínios podem

corresponder aos atributos numéricos ou nominais, bem como os não estruturados como

texto. Devido à essa natureza, essas bases de dados representam importante desafio, uma

vez que se torna custoso seu processamento ou fusão para realizar uma tarefa de classi-

ficação. Os trabalhos pesquisados que trataram o problema de seleção de algoritmos de

classificação em bases com atributos estruturados e textual usaram uma análise de per-

formance pura de casos particulares. Além disso, nos referidos trabalhos, não houve teste

de hipótese acerca dos resultados obtidos. O objetivo do presente trabalho foi desenvolver

uma análise da performance dos algoritmos de AM em bases de dados com diferentes com-

binações de atributos estruturados e textuais e uma avaliação quantitativa das métricas

de performance dos resultados. Foram utilizadas quatro diferentes bases de dados: Bilhe-

teria Nacional, Brazilian E-Commerce, Wine Reviews e Yelp. Para a classificação foram

utilizados os algoritmos Regressão Linear, XGBoost e uma Rede Neural Convolucional.

Além disso, para processar e representar os dados textuais foram utilizados os métodos

de Bag of Words, TF-IDF, Word2Vec e GloVe. Através dos experimentos e um teste

de hipótese foi possível concluir que a performance dos algoritmos é definida por quais

tipos de atributos foram levados em consideração. Dessa forma, demonstrou-se relevante

identificar quais atributos levar em consideração na seleção de classificadores. Os experi-

mentos demonstraram a melhor performance média quando ambos atributos, estruturado

e textual, são levados em consideração (Acurácia 79,70%, AUROC 78,50%), ante o uso

exclusivo dos dados estruturados (Acurácia 68,40%, AUROC 63,10%), ou o uso exclusivo

dos dados textuais (Acurácia 77,80%, AUROC 76,40%). Quando levados em consideração

adicionalmente aos atributos estruturados, os atributos textuais otimizaram o resultado

da classificação em 13,69%, no entanto, quando da classificação exclusivamente textual,
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os atributos estruturados sendo adicionados contribuíram apenas em 2,5% na melhora

dos resultados, ambos em termos de acurácia. Por meio do teste de hipótese foi possível

garantir que numa classificação com dados estruturados haverá aumento de performance

caso o atributo textual também seja levado em consideração, e que o atributo textual so-

zinho possui uma performance melhor que os atributos estruturados exclusivamente. Não

foi possível garantir que uma classificação textual, pode ter sua performance melhorada

ao se levar em consideração também dados estruturados.

Palavras-chave: bases de dados heterogêneas, bases de dados multimodais, aprendizado

de máquina, aprendizado profundo, classificação binária, processamento de linguagem

natural.



Abstract

Over the past 20 years, several industry sectors have been investing in data exploration

driven by the growth in the application of Machine Learning (ML) to solve business pro-

blems. AM helps data scientists make sense of data and make accurate predictions. Data

comes from multiple sources, and combining them effectively is a key challenge in op-

timizing the performance of ML algorithms. In this context, databases with structured

attributes are inserted, whose domains can correspond to numerical or nominal attributes,

as well as unstructured ones such as text. Due to this nature, these databases represent

an important challenge, since their processing or merging becomes costly to perform a

classification task. The researched works that dealt with the problem of selection of

classification algorithms in databases with structured and textual attributes used a pure

performance analysis of particular cases, in addition there was no hypothesis test about

the results obtained. The objective of this work was to develop an analysis of the per-

formance of AM algorithms in databases with different combinations of structured and

textual attributes and a quantitative evaluation of the performance metrics of the results.

Four different databases were used: National Ticket Office, Brazilian E-Commerce, Wine

Reviews and Yelp. For classification, Linear Regression, XGBoost and a Convolutional

Neural Network were used. In addition, to process and represent the textual data, the

Bag of Words, TF-IDF, Word2Vec and GloVe methods were used. Through experiments

and a hypothesis test, it was possible to conclude that the performance of algorithms is

defined by which types of attributes were taken into account, therefore, it was shown to

be relevant to identify which attributes to take into account in the selection of classifiers.

The experiments showed the best average performance when both attributes, structured

and textual, are taken into account (Accuracy 79.70%, AUROC 78.50%), compared to the

exclusive use of structured data (Accuracy 68.40%, AUROC 63.10%), or the exclusive use

of textual data (Accuracy 77.80%, AUROC 76.40%). When taken into account in addition

to the structured attributes, the textual attributes optimized the classification result by

13.69%, however, when exclusively textual classification, the structured attributes being

added only contributed by 2.5% in the improvement of the results , both in terms of ac-

curacy. Through the hypothesis test, it was possible to guarantee that in a classification
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with structured data there will be an increase in performance if the textual attribute is

also taken into account, and that the textual attribute alone has a better performance

than the exclusively structured attributes. It was not possible to guarantee that a textual

classification can have its performance improved when also taking into account structured

data.

Keywords: heterogeneous databases, multimodal databases, machine learning, deep

learning, binary classification, natural language processing.



Lista de Figuras

1 Local da ficha catalográfica . . . . . . . . . . . . . . . . . . . . . . . . . . .

2 Exemplo de MLP . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

3 Exemplo comparativo entre duas curvas ROC . . . . . . . . . . . . . . . . 27

4 Estágios do PLN . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30

5 Processo da Revisão Sistemática de Literatura . . . . . . . . . . . . . . . . 37

6 Estágios da Metodologia da Análise Experimental . . . . . . . . . . . . . . 51

7 Relação dos Aspectos Analisados no Experimento . . . . . . . . . . . . . . 52

8 Diagrama de Arquitetura da CNN . . . . . . . . . . . . . . . . . . . . . . . 60

9 Fluxograma do Processo de Obtenção de Resultados . . . . . . . . . . . . . 61

10 Resultado Por Abordagem . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

11 Resultado por Base de dados . . . . . . . . . . . . . . . . . . . . . . . . . . 65

12 Resultado por Algoritmo . . . . . . . . . . . . . . . . . . . . . . . . . . . . 68

13 Comparação de Resultados em Treino e Teste Por Algoritmo . . . . . . . . 69

14 Resultado Por Método de Vetorização do Atributo Textual . . . . . . . . . 70

15 Comparação entre abordagens e suas diferenças percentuais na média da

acurácia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 72

16 Resultado da Abordagem Separada por Base de Dados . . . . . . . . . . . 74

17 Resultado da Abordagem Separada por Algoritmo . . . . . . . . . . . . . . 76



Lista de Tabelas

1 Exemplo de uma base de dados de classificação . . . . . . . . . . . . . . . 19

2 Matriz de Confusão . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25

3 Exemplo de base de dados com atributos estruturados . . . . . . . . . . . . 28

4 Parâmetros da Revisão Sistemática de Literatura . . . . . . . . . . . . . . 36

5 Inclusão, exclusão de trabalhos por critério. . . . . . . . . . . . . . . . . . 38

6 Síntese Qualitativa da Revisão Sistemática de Literatura . . . . . . . . . . 48

7 Principais características das bases de dados . . . . . . . . . . . . . . . . . 53

8 Resultado Por Abordagem . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

9 Resultado médio em termos de acurácia por abordagem por base de dados.

Entre parêntesis o desvio padrão. . . . . . . . . . . . . . . . . . . . . . . . 66

10 Resultado médio em termos de AUROC por abordagem por base de dados.

Entre parêntesis o desvio padrão. . . . . . . . . . . . . . . . . . . . . . . . 66

11 Resultado médio em termos de acurácia por base de dados por algoritmo.

Entre parêntesis o desvio padrão. . . . . . . . . . . . . . . . . . . . . . . . 66

12 Resultado médio em termos de AUROC por base de dados por algoritmo.

Entre parêntesis o desvio padrão. . . . . . . . . . . . . . . . . . . . . . . . 67

13 Resultado médio em termos de acurácia por abordagem por algoritmo.

Entre parêntesis o desvio padrão. . . . . . . . . . . . . . . . . . . . . . . . 68

14 Resultado médio em termos de AUROC por abordagem por algoritmo.

Entre parêntesis o desvio padrão. . . . . . . . . . . . . . . . . . . . . . . . 69

15 Resultado médio em termos de acurácia por abordagem por método de

vetorização dos textos. Entre parêntesis o desvio padrão. . . . . . . . . . . 70

16 Resultado médio em termos de AUROC por abordagem por método de

vetorização dos textos. Entre parêntesis o desvio padrão. . . . . . . . . . . 70



Lista de Tabelas x

17 Diferença percentual de acurácia par a par entre as abordagens, conside-

rando as bases de dados. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 74

18 Diferença percentual de acurácia par a par entre as abordagens, conside-

rando os algoritmos. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77

19 Pressupostos da ANOVA. . . . . . . . . . . . . . . . . . . . . . . . . . . . 79

20 Resultado dos Testes de Hipóteses . . . . . . . . . . . . . . . . . . . . . . . 80

21 Descrição Base de dados Yelp . . . . . . . . . . . . . . . . . . . . . . . . . 93

22 Descrição Base de dados Bilheteria Nacional . . . . . . . . . . . . . . . . . 94

23 Descrição base de dados Brazilian E-Commerce . . . . . . . . . . . . . . . 95

24 Descrição base de dados Wine Reviews . . . . . . . . . . . . . . . . . . . . 96

25 Melhores Parâmetros Por Experimento - Parte 1. . . . . . . . . . . . . . . 98

26 Melhores Parâmetros Por Experimento - Parte 2. . . . . . . . . . . . . . . 99

27 Resultado dos experimentos em base de teste - Parte 1. . . . . . . . . . . . 101

28 Resultado dos experimentos em base de teste - Parte 2. . . . . . . . . . . . 102



Lista de Tabelas xi



Sumário

1 Introdução 12

1.1 Definição do Problema . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

1.2 Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14

1.3 Metodologia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16

1.4 Organização do Trabalho . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16

2 Fundamentação Teórica 18

2.1 Abordagens Tradicionais Para Classificação . . . . . . . . . . . . . . . . . . 18

2.1.1 Regressão Logística . . . . . . . . . . . . . . . . . . . . . . . . . . . 20

2.1.2 XGBoost . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

2.2 Classificação Baseada em Aprendizado Profundo . . . . . . . . . . . . . . . 22

2.3 Métricas de Desempenho da Classificação . . . . . . . . . . . . . . . . . . . 25

2.4 Engenharia de Atributos . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27

2.5 Dados Não Estruturados Textuais . . . . . . . . . . . . . . . . . . . . . . . 29

2.6 Bases de Dados Com Atributos Estruturados e Textuais . . . . . . . . . . . 33

3 Revisão Sistemática de Literatura 35

3.1 Metodologia da Revisão Sistemática de Literatura . . . . . . . . . . . . . . 35

3.2 Apresentação do Problema . . . . . . . . . . . . . . . . . . . . . . . . . . . 37

3.3 Descrição das Abordagens . . . . . . . . . . . . . . . . . . . . . . . . . . . 40

3.4 Processo Geral de Seleção de Classificadores em Bases De Dados Com Atri-

butos Estruturados e Textual . . . . . . . . . . . . . . . . . . . . . . . . . 42



Sumário xiii

3.4.1 Identificação do Problema de Negócio . . . . . . . . . . . . . . . . . 43

3.4.2 Método . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44

3.4.3 Escolha de Algoritmos a Serem Testados . . . . . . . . . . . . . . . 45

3.4.4 Obtenção dos Dados . . . . . . . . . . . . . . . . . . . . . . . . . . 45

3.4.5 Tratamento e Representação dos Dados . . . . . . . . . . . . . . . . 45

3.4.6 Junção dos Dados . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46

3.4.7 Apresentação dos Resultados . . . . . . . . . . . . . . . . . . . . . . 46

3.5 Síntese e Discussão . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47

4 Materiais e Métodos 50

4.1 Metodologia da Análise Experimental . . . . . . . . . . . . . . . . . . . . . 50

4.2 Entendimento dos Dados . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53

4.2.1 Bilheteria de Filmes Nacionais . . . . . . . . . . . . . . . . . . . . . 53

4.2.2 Yelp . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 54

4.2.3 Brazilian E-Commerce . . . . . . . . . . . . . . . . . . . . . . . . . 55

4.2.4 Wine Reviews . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

4.3 Preparação dos Dados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56

4.4 Execução dos Experimentos . . . . . . . . . . . . . . . . . . . . . . . . . . 58

5 Resultado dos Experimentos 63

5.1 Abordagem . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63

5.2 Base de Dados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65

5.3 Algoritmo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67

5.4 Método de Vetorização . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 68

6 Análise dos Resultados 71

6.1 Implicações da Abordagem . . . . . . . . . . . . . . . . . . . . . . . . . . . 71

6.2 Implicações do Domínio de Conhecimento . . . . . . . . . . . . . . . . . . 73



Sumário xiv

6.3 Implicações do Algoritmo Utilizado . . . . . . . . . . . . . . . . . . . . . . 75

6.4 Teste de Hipótese . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 78

7 Conclusões e Trabalhos Futuros 82

REFERÊNCIAS 85

8 ANEXO A – Descrição das Bases de Dados 92

9 ANEXO B – Melhores Parâmetros por Experimento 97

10 ANEXO C – Resultado dos Experimentos 100



1 Introdução

Diversas áreas da indústria estão investindo para explorar toda oportunidade que possa

estar presente na enormidade de dados disponíveis nos últimos 20 anos (FAWCETT;

PROVOST, 2018). A Aprendizagem de Máquina - AM ajuda o cientista de dados a

compreender melhor esses dados, e, a partir deles, fazer previsões com o mínimo de

erro possível (GÉRON, 2019). Essa profusão de dados estabelece alguns desafios aos

cientistas de dados, uma vez que esses dados vêm de uma infinidade de fontes e formas,

catalisados pelo rápido desenvolvimento dos sistemas de informação e da rede mundial de

computadores. A combinação e o uso desses dados de múltiplas formas e fontes a fim de

que possam gerar o melhor desempenho para os algoritmos de AM, estão entre os desafios

(ZHANG et al., 2018).

Nesse contexto se inserem as bases de dados tanto com atributos estruturados, cujos

domínios podem corresponder aos atributos numéricos ou nominais, bem como os não

estruturados como texto, imagem e vídeo (NAZABAL et al., 2020). No que se refere aos

dados não estruturados, o presente trabalho focará em texto, devido à grande disponi-

bilidade e relevância dos textos para problemas de negócios de mundo real (KOWSARI

et al., 2019). Além disso, os dados textuais representam um dos tópicos mais relevantes

dentre os dados não-estruturados, uma vez que muitas decisões nos diversos ramos da

indústria têm sido tomadas com base no uso desse tipo de dado (EBERENDU et al.,

2016). Bases de dados estruturadas e não estruturadas se tornaram uma realidade nos

últimos anos, sobretudo em função da maior informatização dos serviços, por exemplo em

serviços médicos (RISTEVSKI; CHEN, 2018), biomédicos (SUJANSKY, 2001) e o próprio

protagonismo do usuário na geração de dados descentralizados como por comentários em

comércios online ou em redes sociais (NAZABAL et al., 2020).

Na área médica, os dados registrados eletronicamente de pacientes podem ser estru-

turados como informações demográficas ou do histórico de doenças (SUNG; LIN; HU,

2020). Porém podem ter características não estruturadas como prontuários (BAGHERI

et al., 2021) e laudos (HARTVIGSEN; SEN; RUNDENSTEINER, 2019) preenchidos por
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profissionais de saúde. Com o auxílio de AM, ambos os tipos de dados podem ser usados

para classificar pacientes ou prever doenças representando uma enorme relevância para o

aumento da qualidade de serviços de saúde (SUNG; LIN; HU, 2020).

Outras áreas em que se materializa o uso de bases com atributos estruturados e

não estruturados textual para classificação é a área de pesquisa acadêmica, em que os

dados do estudo e autores podem se somar ao próprio texto para constituir excelentes

atributos capazes de determinar a aceitação ou não da publicação do estudo ou não. O

aperfeiçoamento da aplicação de AM nessa área tem potencial de incrementar a produção

científica (WANG et al., 2022).

A indústria cinematográfica também é um exemplo de área na qual bases com atri-

butos estruturados e não estruturados vêm sendo utilizadas. A indústria se caracteriza

pelo alto risco financeiro de investimento o que torna altamente relevante o estudo da

aplicação de AM como ferramenta de previsão de resultados. As bases de dados dessa

indústria envolve atributos numéricos e categóricos, mas também os textuais, presentes

em descrições de cenas, comentários em redes sociais e sinopses (GROSS; ROBERSON;

FOLEY-COX, 2021).

Independente da área em que se aplica, para uma boa seleção de algoritmos de classifi-

cação, o bom entendimento dos dados, bem como o correto pré-processamento, são fatores

importantes para obter o máximo de desempenho dos algoritmos de AM, tornando esse

tema ainda mais relevante quando da composição estruturada e não estruturada dos dados

(GÉRON, 2019). A tarefa de classificação usando bases de dados estruturados exclusi-

vamente, e a classificação de textos são amplamente explorados (FLACH, 2012), porém

é pouco explorado se em uma base de dados ao se considerar os atributos estruturados,

podemos melhorar o desempenho ao se considerar também os atributos textuais, ou em

considerando apenas o atributo textual, a adição dos atributos estruturados melhorariam

o desempenho dos algoritmos de classificação (KIRASICH; SMITH; SADLER, 2018).

1.1 Definição do Problema

A princípio não é possível garantir uma conclusão que se aplique a muitos domínios de

conhecimento quando do uso de bases de dados com atributos estruturados e textual,

especialmente quando ou não levar em consideração cada um dos tipos de atributos, e

como esses impactam no desempenho dos algoritmos de AM. Muitos trabalhos acadêmi-

cos focam em obter o desempenho de diversos algoritmos de AM numa mesma base de
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dados com atributos estruturados e textual, por tanto, focando apenas uma área de co-

nhecimento (LICHTENWALTER et al., 2021; SUNG; LIN; HU, 2020; BAGHERI et al.,

2021; HARTVIGSEN; SEN; RUNDENSTEINER, 2019; WANG et al., 2022).

Bases de dados com atributos estruturados e não estruturados textual podem ser ge-

radas a partir de fontes distintas, tornando esse trabalho de concatenação especialmente

custoso devido à diferença que os sistemas de registro dos dados estruturados e não es-

truturados podem guardar entre si. Sendo assim, entender a efetividade da combinação

desses atributos no incremento do desempenho dos algoritmos de classificação também é

relevante para justificar ou não essa combinação (SUJANSKY, 2001).

Os trabalhos pesquisados que trataram o problema de seleção de algoritmos de classi-

ficação em bases com atributos estruturados e textual usaram uma análise de desempenho

puro de casos particulares. É importante notar que, mesmo os testes aplicados de forma

experimental com diversas combinações de tipos de atributos sobre um mesmo domínio de

conhecimento (BAGHERI et al., 2021; HARTVIGSEN; SEN; RUNDENSTEINER, 2019),

não houve teste de hipótese acerca dos resultados obtidos. Um método quantitativo de

análise dos resultados, como um teste de hipótese, é uma ferramenta indispensável pra

garantir a precisão, objetividade e generalização dos resultados (OSBORNE, 2008).

1.2 Objetivos

O objetivo geral do presente trabalho foi realizar uma análise do desempenho dos algo-

ritmos de AM em bases de dados com diferentes combinações de atributos estruturados e

textuais, servindo de apoio aos pesquisadores e profissionais que trabalharem com essas

bases de dados. O trabalho ainda possui os seguintes objetivos específicos:

• Investigar trabalhos que compararam o desempenho dos algoritmos de classificação

em relação às bases com atributos estruturados e textual.

• Identificar uma abordagem geral desenvolvida pelos autores nas bases de dados com

atributos estruturados e textual

• Comparar a perfomance de algoritmos de AM em uma classificação binária em

diversas bases contendo atributos estruturados e textual.

• Desenvolver uma avaliação quantitativa das métricas de desempenho dos resultados

por meio de um teste de hipótese.
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Os algoritmos de AM estudados usam uma abordagem de aprendizado supervisionado,

realizando uma tarefa de classificação binária. Para mensuração dos resultados foram

utilizadas as métricas de desempenho aplicáveis em tarefas de classificação binária. A

exploração dos resultados foi realizada por meio da linguagem Python. Um conjunto de

bases de dados foi obtido contendo essas características em comum: possuir atributos

estruturados (categórico e numéricos) e atributos textuais. A execução dos experimentos

e a respectiva análise dos resultados visam responder as seguintes questões de pesquisa:

• QP - Na tarefa de classificação binária, tendo em vista o uso de uma base de dados

com atributos estruturados e textuais, é mais vantajoso levar em consideração os

atributos estruturados e textual combinadamente para alimentar o algoritmo de

AM?

• QP.A - Levar em consideração os atributos combinadamente é melhor do que o uso

exclusivo dos dados textuais?

• QP.B - Levar em consideração os atributos combinadamente é melhor do que o uso

exclusivo dos dados estruturados?

Como contribuição, o presente trabalho pretende apresentar as conclusões por meio

da análise do resultado dos experimentos e validá-los com um teste estatístico de hipótese,

a fim de que pesquisadores ao trabalharem com classificação de bases de dados com atri-

butos estruturados e textuais tenham uma referência ao levar consideração as variáveis do

experimento. O trabalho também traz como contribuição a identificação de um processo

geral realizado pelos autores que usaram bases de dados com atributos estruturados e tex-

tuais, propondo, por tanto, a arquitetura de um processo geral de seleção de algoritmos

em bases de dados com atributos estruturados e textuais para realização de uma classi-

ficação binária. Ressalta-se que na literatura pelo fato de os trabalhos se concentrarem

em estudos aplicados em bases de dados privadas, como serviços médicos (BAGHERI

et al., 2021), algumas bases não estão disponíveis. Além disso, nesses estudos o compo-

nente textual se enquadra em apenas um estilo de texto, principalmente textos técnicos,

como pareceres médicos (SUNG; LIN; HU, 2020), ou trabalhos acadêmicos (WANG et al.,

2022), por exemplo. Por tanto, o presente trabalho traz mais duas contribuições quais

sejam a de utilizar dados publicamente disponíveis e extensamente utilizados em outros

trabalhos, bem como, utilizar textos que tenham estilos distintos como opiniões, pareceres

técnicos ou narrativas.



1.3 Metodologia 16

1.3 Metodologia

Para responder as questões de pesquisa foi aplicada uma metodologia de análise experi-

mental na qual foram executados experimentos alternando quatro variáveis, são elas: a

abordagem, os algoritmos, as bases de dados e o método de vetorização dos textos. A

abordagem representa quais conjuntos de atributos estão presentes nas bases de dados

dentre estruturados e textual. Com esse conjunto de variáveis pretende-se garantir o má-

ximo de robustez aos resultados, assim sendo: Os algoritmos de AM foram de abordagem

tradicional ou de aprendizado profundo - AP; as diversas bases de dados garantem uma

variação nas áreas de domínio do conhecimento aplicáveis de tarefas de AM; e, por fim, por

tratarem de fenômenos diferentes em cada uma das bases de dados, os atributos textuais

ainda contaram com uma variação na forma de sua representação.

A metodologia segue pelas fases de Entendimento dos Dados, Preparação dos Dados

e Execução dos Experimentos. Cada experimento representa uma base de dados em uma

configuração de atributos, chamada aqui de abordagem, sendo submetido ao treino e

teste por um algoritmo de AM. É feito um treino e uma validação dos algoritmos em

uma base de treino e os resultados são auferidos na base de teste. Foi selecionado o

método de classificação binária, uma vez que as bases de dados ou possuem múltiplas

classes, ou possuem valores inteiros em suas respectivas variáveis resposta, como está

demonstrado em detalhe na Seção 4.2. Ocorre que para uma correta comparação do

desempenho dos algoritmos de AM, uma única tarefa de classificação precisa ser definida,

implicando na definição de limiares para definir as classes seja numa tarefa multi-classe,

seja com apenas duas classes. A performance dos algoritmos é impactada pelo número

de classes que precisa prever (HOSENIE et al., 2019), por tanto foi definida apenas a

classificação binária com vistas a possibilitar uma comparação direta entre as diversas

bases (MURPHY, 2022).

1.4 Organização do Trabalho

O presente trabalho inicia com uma Fundamentação Teórica dos assuntos aqui desenvol-

vidos no Capítulo 2, a fim de garantir um embasamento suscinto, mas necessário para a

discussão dos temas desenvolvidos ao longo trabalho. No Capítulo 3 foi realizada a Revi-

são Sistemática de Literatura - RSL, capítulo no qual foi detalhada a metodologia aplicada

para a RSL, uma discussão mais aprofundada quanto às abordagens e processos gerais e

específicos que os autores utilizaram para trabalhar com seleção de algoritmos de classifi-
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cação em bases de dados com atributos estruturados e textuais. Uma síntese e discussão

dos elementos encontrados na RSL são desenvolvidos a fim de estabelecer o estado da arte

no referido tema. Nos Materiais e Métodos, Capítulo 4, foi abordado então efetivamente

a metodologia da análise experimental do trabalho para que as questões de pesquisa pos-

sam ser respondidas. O capítulo propõe uma metodologia específica descrevendo detalhes

descritivos dos dados, recursos e experimentos. Além disso são demonstradas as tarefas de

preparação, pré-processamento dos dados e a validação e mensuração dos resultados dos

experimentos. O Capítulo 5, Resultado dos Experimentos, apresenta de forma descritiva

e visual os resultados divididos por cada uma das variáveis exploradas pelos experimentos.

O capítulo conta com gráficos e tabelas que demonstram diferentes enfoques dos resultados

auferidos ao longo dos experimentos. Por conseguinte, o Capítulo 6, faz a análise descri-

tiva e qualitativa dos experimentos, abordando aspectos que fundamentaram a resposta às

QP. O capítulo ainda executa um teste de hipótese para fundamentar de maneira estatis-

ticamente relevante os achados e conclusões do trabalho. Por fim, o Capítulo 7 apresenta

as respostas às QP fazendo referência ao seu embasamento nos resultados dos experimen-

tos desenvolvidos. O capítulo ainda cita as limitações do experimento desenvolvidos e

trabalhos futuros que possam superar as referidas limitações.



2 Fundamentação Teórica

Neste capítulo foi fornecida a fundamentação teórica necessária para a compreensão dos

principais aspectos do presente trabalho. Na Seção 2.1 foi apresentada uma definição bá-

sica do funcionamento dos classificadores baseados em aprendizagem de máquina - AM,

notadamente os de abordagem tradicional. As Subseções 2.1.1 e 2.1.2, explicam resumi-

damente os algoritmos Regressão Logística e o XGBoost, respectivamente. Em seguida,

a Seção 2.2, classificadores baseados em aprendizado profunda são brevemente descritos

e explorada a rede neural convolucional, um tipo de classificador baseado em AP. A Se-

ção 2.3 descreve algumas das principais métricas utilizadas para avaliar o desempenho dos

algoritmos de classificação. Em seguida, a Seção 2.4, discorre sobre a engenharia de atri-

butos estruturados e faz a sua distinção com os atributos não estruturados. Na Seção 2.5

os atributos textuais foram abordados, destacando o processamento da linguagem natural

e as principais formas de representação dos textos naturais. Finalmente a Seção 2.6 des-

creve as bases de dados com atributos estruturados e textuais e seus respectivos desafios.

2.1 Abordagens Tradicionais Para Classificação

Classificação é uma das muitas possíveis tarefas realizadas por algoritmos de AM. A re-

gressão, clusterização, redução de dimensionalidade, são algumas das outras que podem

ser citadas. Para todas essas tarefas, podemos enquadrar a definição de AM, qual seja a

habilidade de melhorar o conhecimento usando a experiência (MURPHY, 2022). A AM

pode ser caracterizada quanto à supervisão humana de: aprendizagem supervisionada e

não supervisionada. Na supervisionada, durante o treinamento, o algoritmo tem como

entrada os rótulos que deverá prever na fase de teste, já a não supervisionada, o treina-

mento envolve uma busca de relações, que deverão ser usadas para realizar agrupamentos,

porém, sem rótulos conhecidos (HASTIE et al., 2009).

A classificação consiste em atribuir um rótulo pré-definido a uma determinada obser-

vação por meio da aprendizagem realizada pelo algoritmo, por tanto, uma aprendizagem
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supervisionada (FLACH, 2012). A classificação, ou o reconhecimento de padrão, aju-

dam pesquisadores a otimizar seu conhecimento em uma determinada área. De fato, a

classificação vem sendo utilizada em diversas aplicações de mundo real, desde os primei-

ros filtros de spam em correios eletrônicos, à classificação de imagem, escrita, detecção e

reconhecimento de face e muitos outros (MURPHY, 2022).

Durante o processo de aprendizagem, o classificador deve aprender o mapeamento

f̂ : X → C que relaciona as observações X com os rótulos C. O algoritmo deverá ser

capaz de receber exemplos não vistos X e fazer a previsão de suas classes. Como f̂ é uma

estimativa da relação f , mensuramos o desempenho do algoritmo por quão próximo f̂ está

de f por meio de alguma métrica de desempenho (HASTIE et al., 2009). O conjunto X

é formado por n observações {x1,x2,...,xn}, sendo que cada observação xi é caracterizada

por um vetor A de tamanho m de atributos {a1,a2,...,am}. Já o conjunto C é formado

por k classes distintas {c1,c2,...,ck}, conforme apresentado na Tabela 1 (FLACH, 2012).

Podemos denominar uma tarefa de classificação de acordo com o valor de k. Quando

temos apenas duas classes, k = 2, chamamos de classificação binária, quando k > 2,

denominamos de classificação multiclasse (MURPHY, 2022).

X a1 a2 a3 · · · am C
x1 x1,1 x1,2 x1,3 · · · x1,m c1
x2 x2,1 x2,2 x2,3 · · · x2,m c2
x3 x3,1 x3,2 x3,3 · · · x3,m c3
...

...
...

... . . . ...
...

xn xn,1 xn,2 xn,3 · · · xn,m cn

Tabela 1: Exemplo de uma base de dados de classificação

Podemos dividir os classificadores em diversos aspectos de aprendizagem, dentre os

possíveis, quanto à sua parametrização. Algoritmos paramétricos são aqueles que possuem

um número definido de parâmetros e que, por tanto, não varia com a base de aprendi-

zagem. Esse tipo de algoritmo faz algumas suposições sobre a relação entre atributos, e

os atributos e a variável alvo, além disso, são usualmente mais rápidos computacional-

mente. Já os algoritmos não-paramétricos possuem maior flexibilidade no que se refere

aos tipos de bases de dados, uma vez que não fazem nenhuma assunção prévia sobre a

base de treinamento (MURPHY, 2022). Um exemplo de algoritmo paramétrico e linear

é a Regressão Logística (Seção 2.1.1), outro exemplo, não paramétrico e não linear é o

XGBoost (Seção 2.1.2), ambos descritos em seguida.
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2.1.1 Regressão Logística

A tradicional Regressão Logística (RL) é um algoritmo estatístico considerado um dos

mais antigos e utilizados em AM (FLACH, 2012). O conceito central na RL é o logit, que

é a transformação logarítmica da razão de probabilidade de sucesso. O logit é calculado

como o logaritmo natural da razão entre a probabilidade de sucesso e a probabilidade de

falha. Na Equação 2.1 é demonstrado seu cálculo matematicamente, onde p é a probabi-

lidade de sucesso (COX, 1958).

A regressão logística é um algoritmo de aprendizado supervisionado usado para mo-

delar a relação entre atributos e um rótulo binário. É uma técnica amplamente utilizada

em problemas de classificação, onde o objetivo é prever se um exemplo pertence a uma

classe específica ou não. A função logit mapeia a probabilidade de sucesso (que varia

entre 0 e 1) para um espaço de valores reais que varia de menos infinito a mais infinito.

Essa transformação é necessária porque a regressão logística assume uma relação linear

entre os atributos e o logit da variável dependente (HASTIE et al., 2009).

logit(p) = ln

(
p

1− p

)
(2.1)

σ(x) =
1

1 + e−logit(p) (2.2)

A regressão logística ajusta um modelo linear aos dados para estimar os coeficientes

que descrevem a relação entre as variáveis independentes e o logit da variável depen-

dente. Esses coeficientes são determinados usando uma técnica chamada máxima veros-

similhança, que busca encontrar os valores que maximizam a probabilidade de observar

os dados de treinamento. Uma vez que o modelo é ajustado, pode-se fazer previsões para

novos dados. Isso envolve calcular o logit com base nas variáveis independentes e aplicar a

função sigmoide (Equação 2.2), também conhecida como função logística, que transforma

o logit em uma probabilidade entre 0 e 1. Se a probabilidade calculada for maior que um

limite de decisão (por exemplo, 0,5), o exemplo é classificado como pertencente à classe

positiva; caso contrário, é classificado como pertencente à classe negativa (MURPHY,

2022).



2.1 Abordagens Tradicionais Para Classificação 21

2.1.2 XGBoost

O XGBoost (Extreme Gradient Boosting) é um algoritmo de AM supervisionado que

combina múltiplas árvores de regressão e classificação - CART (BREIMAN et al., 1984)

em um ensemble (agrupamento). Ele funciona treinando essas árvores sequencialmente,

sendo que cada árvore é ajustada para corrigir os erros da árvore anterior. O processo

é feito através da minimização de uma função objetivo que mede a diferença entre as

previsões e os valores reais. A Equação 2.3 é uma combinação da função de perda e

termos de regularização. A função de perda L(ϕ) é utilizada para medir a diferença entre

as previsões do algoritmo ŷ e os valores reais y, através de uma função convexa l pra cada

exemplo i de cada árvore k. A função de regularização Ω(f), penaliza a complexidade da

árvore, e é utilizados para evitar o overfitting, onde T representa a estrutura da árvore

em número de folhas, w o valor atribuído a cada folha, γ e lambda são os parâmetros de

força da regularização (CHEN; GUESTRIN, 2016).

L(ϕ) =
∑
i

l(ŷi, yi) +
∑
k

Ω(fk)

onde

Ω(f) = γT +
1

2
λk∥w∥2

(2.3)

A técnica de boosting, que dá nome ao algoritmo, é um algoritmo guloso que utiliza um

método otimizado baseado em gradientes para ajustar as árvores, que também podemos

chamar de subclassificadores. O algoritmo então ajusta uma ponderação sobre os sub-

classificadores sequencialmente com base nas informações do gradiente descendente, sendo

dada mais importância para exemplos erroneamente classificados (MURPHY, 2022). O

aprendizado é gerado pela construção das árvores durante a fase de treinamento, já na fase

de predição, o algoritmo utiliza as árvores treinadas para fazer previsões em novos dados.

Cada árvore é percorrida para calcular um valor de previsão, e as previsões de todas as

árvores são combinadas para gerar uma previsão final (CHEN; GUESTRIN, 2016).

O XGBoost se destaca por sua eficiência e desempenho aprimorados em relação a

outros ensembles de árvores dada a sua escalabilidade e a incorporação de técnicas como

subamostragem e a poda das árvores para controlar o overfitting1, melhorarando a gene-

ralização. Tudo isso transforma o XGBoost a ter desempenhos razoáveis em muitos tipos
1Overfitting (ou sobreajuste) é um problema em aprendizado de máquina onde um algoritmo é ajustado

muito bem aos dados de treinamento, mas apresenta um desempenho ruim em novos dados (de teste),
indicando que o algoritmo memorizou características específicas dos dados de treinamento em vez de
generalizar para novos dados (DIETTERICH, 1995).
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de problemas sendo extensamente utilizado por cientistas de dados para obter resultados

no estado-da-arte (CHEN; GUESTRIN, 2016).

2.2 Classificação Baseada em Aprendizado Profundo

Apesar dos grandes avanços realizados pelos algoritmos tradicionais de AM em termos

de solução para problemas do mundo real, muitos desafios subsistiam, uma vez que cada

vez mais dados eram gerados. Uma das características que esses dados possuíam era o

de que não eram estruturados em tabelas pré-concebidas, mas dados como os advindos

de textos, imagens ou sons por exemplo. Esses dados não estruturados trazem consigo o

desafio de como devemos representá-los, e a eficiência de como se dá essa representação

pode ser crucial para o desempenho de um classificador. O que a AP faz é resolver esse

problema de maneira a fornecer meios de aprendizagem de representações, dividindo a en-

tidade a ser representada em pequenos e simples componentes que avançam em abstração

(GOODFELLOW; BENGIO; COURVILLE, 2016).

O aprendizado profundo é um subconjunto do aprendizado de máquina que envolve o

treinamento de redes neurais artificiais com várias camadas para aprender padrões com-

plexos em dados. Desde que diversos pesquisadores se debruçaram sobre esses algoritmos,

o AP alcançou desempenho de ponta em uma variedade de tarefas, incluindo classificação

de imagens, reconhecimento de fala e processamento de linguagem natural (GOODFEL-

LOW; BENGIO; COURVILLE, 2016). Os algoritmos de aprendizado profundo consistem

em uma representação de diversas camadas de neurônios interconectados, cada camada

aprendendo atributos cada vez mais abstratos dos dados de entrada. A camada mais

próxima da entrada dos dados originais é chamada de "camada de entrada", enquanto

a camada que classifica a entrada em um rótulo é chamada de "camada de saída". As

camadas intermediárias são chamadas de "camadas ocultas", pois suas saídas não são

observadas diretamente, elas alimentam as camadas posteriores. As camadas de entrada

e saída normalmente tem seu tamanho relacionado ao tipo dados de entrada, e que tarefa

está sendo realizada respectivamente. Classificações multi-classe, por exemplo, terão um

neurônio para cada possível rótulo na camada de saída, enquanto classificações binárias

poderão ter apenas um. As camadas ocultas podem se constituir por uma diversidade

muito grande de tipos, conexões e quantidade (MURPHY, 2022).

Redes densas ou também chamadas de redes totalmente conectadas são assim cha-

madas, uma vez que se constituem por neurônios, onde cada neurônio de uma camada
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Figura 2: Exemplo de MLP

se conecta a todos os outros neurônios da camada seguinte (Figura 2). As camadas to-

talmente conectadas são nada mais que redes neurais de propagação direta, ou também

conhecidas como perceptron de múltiplas camadas (MLP - Multilayer Perceptron) e re-

presentam a quintessência de uma Rede Neural Profunda (GOODFELLOW; BENGIO;

COURVILLE, 2016).

O funcionamento do MLP pode ser representado pela concatenação de perceptrons,

ou funções f(x) = f (3)(f (2)(f (1)(x))), sendo que para cada f (l), l representa a camada da

rede. O que cada perceptron faz é aplicar uma função não linear ϕ nas entradas x com

parâmetros θ, ou seja ϕ(x; θ), o algoritmo ainda possui os pesos w, que fazem com que

ϕ(x) seja mapeado ao valor de saída, por tanto ŷ = ϕ(x; θ)Tw = f(x; θ)Tw. O treinamento

de um algoritmo de aprendizado profundo envolve o ajuste iterativo dos pesos e vieses Θ

dos neurônios em cada camada para minimizar o erro entre a saída prevista ŷ e a saída

real y reduzindo por tanto uma função de custo J(Θ). Isso normalmente é feito usando

um algoritmo de otimização, como descida de gradiente estocástico. Outras técnicas como

a adoção de momentum, estratégias de inicialização de parâmetros e uma adaptabilidade

na taxa de aprendizagem auxiliam o algoritmo à convergir (GOODFELLOW; BENGIO;

COURVILLE, 2016).

A rede convolucional, ou redes neurais convolucionais (CNNs) são redes neurais que
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usam em pelo menos uma de suas camadas uma operação de convolução, em vez da

tradicional multiplicação de matrizes. As CNNs são um tipo de rede neural profunda co-

mumente usada para classificação de imagens, detecção de objetos e outras tarefas como

classificação de áudios, em séries temporais e a rigor em qualquer dado de entrada. As

CNNs são projetadas para aprender e extrair atributos dos dados de entrada automatica-

mente, reduzindo a necessidade de uma engenharia manual, desta forma, a convolução é

capaz de olhar pra todo o dado de entrada bruto e filtrar informações que isoladamente,

não poderiam ser reconhecidas (MURPHY, 2022).

Resumidamente a operação de convolução mapeia como uma função modifica outra,

produzindo uma terceira função, sendo representada por um asterisco f = (i ∗ k). Na

rede convolucional a função i representa a entrada da rede, a função k o kernell e f a

função resultante que seria uma representação abstrata de atributos da entrada da rede.

A entrada da rede convolucional será uma representação com dimensões pré-definidas, e

o kernell portará os parâmetros a serem aprendidos durante o treinamento do algoritmo.

A bem da simplicidade de representação da operação, e usando a propriedade comuta-

tiva da convolução, a maioria das bibliotecas implementam a correlação cruzada, que é

basicamente a operação de convolução porém invertendo a ordem das funções f = (k ∗ i)
(GOODFELLOW; BENGIO; COURVILLE, 2016).

Tradicionalmente as CNNs podem também constituir-se por outras camadas, além

das camadas de convolução, mas também as camadas de pooling e camadas totalmente

conectadas (Seção 2.2). A rigor, temos dois tipos de terminologia: a simples, onde uma

camada de convolução compreende apenas a operação de convolução; e a complexa, onde

uma camada de convolução compreende a operação de convolução e o pooling, intermedia-

dos por uma função não-linear. A camada de pooling funciona como um resumo estatístico

da camada de convolução anterior. O agrupamento dessas camadas reduz a amostra dos

mapas de atributos gerados pelas camadas convolucionais, reduzindo a dimensionalidade

espacial da entrada (GOODFELLOW; BENGIO; COURVILLE, 2016).

As CNNs alcançaram desempenho de ponta em uma variedade de tarefas de visão

computacional, incluindo classificação de imagens, detecção de objetos e segmentação se-

mântica. Com efeito, tem sido usada para resolução de uma variedade de problemas de

negócio desde o início do uso de redes neurais profundas. As redes convolucionais apresen-

tam maior eficiência computacional em relação às redes de MLP, o que as tornaram mais

suscetíveis à otimização de hiperparâmetros, levando-as ao rol de arquiteturas vencedoras

em muitas competições, e como solução viável em problemas de negócio (GOODFEL-
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LOW; BENGIO; COURVILLE, 2016).

Quando se trata de bases de dados com atributos estruturados e textuais, o sucesso

do AP nos últimos anos pode ser atribuído em grande parte ao seu desempenho notável

em áreas como visão computacional e processamento de linguagem natural. Avanços

recentes nos domínios de sistemas de recomendação e previsão de taxa de cliques têm

mostrado que algoritmos de AP são também úteis para processar atributos categóricos

estruturados. Com um conjunto de dados suficiente, algoritmo de AP são capazes de

superar outros algoritmos mesmo em conjuntos de dados tabulares (LICHTENWALTER

et al., 2021).

2.3 Métricas de Desempenho da Classificação

Considerando uma classificação binária uniclasse, um classificador produz um conjunto de

probabilidades C ∈ ℜn. Um limiar de decisão D converte o resultado em um vetor binário

P , em que cada elemento é 0 ou 1, dependendo se a probabilidade correspondente é inferior

ou superior ao limiar D, assim, D(C) : ℜn → {0,1}n. Considerando o vetor de classes

verdadeiro G ∈ ℜn, a métrica de desempenho M mede quão bem o vetor P corresponde ao

vetor de classes verdadeiro G, portanto, M(P |G) : {0,1}n x {0,1}n → ℜ ∈ [0,1] (LIPTON;

ELKAN; NARAYANASWAMY, 2014).

Tabela 2: Matriz de Confusão
Previsto

Positivo Negativo

Real Positivo Verdadeiro Positivo (VP) Falso Negativo (FN)
Negativo Falso Positivo (FP) Verdadeiro Negativo (VN)

Ao avaliarmos o resultado de uma classificação binária, podemos usar a matriz de

confusão (Tabela 2) para analisar as previsões do algoritmo em relação ao resultado real.

A matriz de confusão é uma tabela que mostra os quatro possíveis resultados de uma pre-

visão: Verdadeiro Positivo (VP), Falso Positivo (FP), Falso Negativo (FN) e Verdadeiro

Negativo (VN). A previsão pode ser resumida como pertencente à classe de interesse (po-

sitivo) ou não (negativo). Quando cruzamos essa previsão com o resultado real, obtemos

as condições possíveis na matriz de confusão (LIPTON; ELKAN; NARAYANASWAMY,

2014).

Algumas das métricas de desempenho mais comumente utilizadas são a acurácia, a

precisão, o recall e o F1-Score. A precisão p é definida pela fração de classes positivas
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corretamente classificadas ante a total quantidade de positivas classificadas. O recall r,

por sua vez, é a fração de classes positivas corretamente classificadas ante a quantidade de

positivas corretamente ou incorretamente classificadas. Já a acurácia a trata-se da soma

de todos os acertos, positivos e negativos, ante o somatório de todas as condições. Por fim,

o F1-Score, conforme pode ser visto nas equações 2.4, constitui-se na média harmônica

entre a precisão e o recall (LIPTON; ELKAN; NARAYANASWAMY, 2014).

p =
V P

V P + FP

r =
V P

V P + FN

a =
V P + V N

V P ++V N + FN + FP

F1-score = 2 · p · r
p+ r

(2.4)

Outra métrica muito utilizada é a Área Sob a Curva da Característica de Operação do

Receptor (AUROC - Area Under the Receiver Operating Characteristics), que também

é escrita como ROC/AUC (Receiver Operating Characteristics/ Area Under the Curve).

Essa métrica é tida como independente do limiar de decisão, ou seja, o desempenho é

medida não só a despeito da definição do limiar, como fornece base para a decisão de

um limiar ótimo. Em resumo, o ROC calcula como a sensibilidade varia em relação a

mudanças de especificidade para diferentes limiares de decisão. Dessa forma, a curva

ROC consegue demonstrar um classificador que consegue mais efetivamente separar os

exemplos em cada uma das classes com o mínimo de erros (MUSCHELLI III, 2020).

Na Figura 3, estão representadas duas curvas ROC com suas respectivas AUC, além da

linha diagonal que representa um classificador aleatório. Ambas são construídas plotando-

se pontos cujas coordenadas são a sensibilidade e a especificidade sobre diferentes valores

de limiares de decisão de 0 a 1. Cada limiar de decisão que gera uma matriz de confusão

diferente será convertido, portanto, em coordenadas, os pontos são então unidos consti-

tuindo assim a curva ROC. A AUC é basicamente definida pela área do gráfico abaixo da

curva ROC, que pode ser calculada integrando a curva ROC, auxiliando-nos na análise da

curva ROC por meio de um parâmetro numérico (MURPHY, 2022). Na Figura 3, a curva

1, que pode representar um classificador que tem melhor desempenho do que o da curva

2, afastando-se mais da linha diagonal pontilhada que representa uma pura adivinhação.
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Figura 3: Exemplo comparativo entre duas curvas ROC

2.4 Engenharia de Atributos

Dentre os principais elementos que sustentam o processo do uso da AM em projetos de

ciência de dados, temos os algoritmos, a tarefa e os dados (ZHENG; CASARI, 2018).

Vimos nas Seções 2.1 e 2.2 os algoritmos em diferentes tipos de abordagens e a tarefa de

classificação. As bases de dados são registros da observação de um determinado fenômeno,

que pode ter uma diversidade de características e ser representado de diversas maneiras.

Os dados podem nos ajudar a responder perguntas acerca desse fenômeno, uma vez que

subsiste neles conhecimento. Para responder essas perguntas, usamos algoritmos de AM,

tal qual visto na Seção 2.1, que otimizam o trabalho de buscar respostas. Em uma base de

dados, os atributos são a forma de se mapear uma instância de X no domínio de atributos

A, assim ai : X → Ai (FLACH, 2012).

A engenharia de atributos é o processo de extração de atributos a partir de dados

brutos de maneira que esses possam ser interpretados por algoritmos de AM (ZHENG;

CASARI, 2018). O domínio do atributo pode ser de diversas formas, como valores quan-



2.4 Engenharia de Atributos 28

titativos são: discretos, representados por valores inteiros, como número de filhos, por

exemplo; e contínuos, que são representados por valores reais, como a renda ou o peso de

uma pessoa. Também temos valores qualitativos: os categóricos, como cores ou se é ver-

dadeiro/falso; e os ordinais, como o ranking numa competição (FLACH, 2012). Ozdemir

e Susarla (2018) demonstram ainda a existência de atributos quantitativos que podem ser

do tipo intervalar, sobre o qual atribui-se algumas propriedades numéricas, porém sub-

sistindo uma ordenação entre intervalos; e do tipo razão, sobre o qual todas as operações

numéricas são permitidas subsistindo um zero absoluto.

ID Filhos Renda (R$) Profissão Escolaridade Empréstimo
1 2 17.503,59 Engenheiro Graduação Aprovado
2 0 16.801,80 Advogado Pós-graduação Reprovado
3 3 18.271,00 Médico Mestrado Aprovado
4 1 16.530,10 Professor Graduação Reprovado

Tabela 3: Exemplo de base de dados com atributos estruturados

Na Tabela 3 pode ser visto um exemplo de uma base de dados com atributos es-

truturados. Filhos é representado pelo domínio de números inteiros, altura por valores

contínuos. Profissão e Escolaridade são categoricos, porém Escolaridade é ordinal. Por

último o atributo alvo, empréstimo, é também categórico e binário. Cada um desses tipos

de domínios deve receber um tratamento adequado a fim de que se possa trabalhá-los

em análises estatísticas ou mesmo alimentando algoritmos de AM. O domínio dos atri-

butos pode ser manipulado, trasnformando-os ou redefinindo-os como, por exemplo, pela

discretização ou pela aplicação de uma escala (FLACH, 2012).

No exemplo observado na Tabela 3, podemos observar que cada instância dessa base

de dados é mapeada por um conjunto finito e bem definido de atributos, onde cada atri-

buto possui, por sua vez, domínios bem definidos. Nem toda informação em bases de

dados é necessariamente representada dessa maneira. Por exemplo, um e-mail poderia ser

representado por um conjunto de strings, contagem de palavras, estruturas morfológicas e

outras representações. Essas formas diferentes de representação de um e-mail são diferen-

tes formas de abstração que apresentam utilidades diferentes. Quando a abstração é feita

na forma de um conjunto de vetores finitos com domínios pré-definidos, chamamos de

atributos estruturados e sua principal característica é apresentar-se na forma de tabelas

(FLACH, 2012).

Alguns autores utilizam a classificação de dados em estruturados e não-estruturados

em relação ao conjunto de dados como um todo. De acordo com Eberendu et al. (2016),

os dados estruturados são aqueles que possuem tamanho e formato definidos, são alta-
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mente organizados e facilitam o armazenamento e análise. Por outro lado, os dados não

estruturados não possuem uma estrutura definida, podendo ser arquivos como imagens,

sons, vídeos, linguagem de máquina, linguagens de marcação e linguagem natural, como

textos em e-mails, mensagens e comentários de redes sociais. Seguindo uma definição

similar, Ozdemir e Susarla (2018) consideram os dados estruturados como aqueles que

podem ser organizados em tabelas com uma estrutura hierárquica definida, onde cada

linha representa uma observação e cada coluna representa um atributo. Os dados que

não seguem esse padrão são considerados não-estruturados, ou seja, não se enquadram

em tabelas com organização padronizada.

2.5 Dados Não Estruturados Textuais

Textos livres ou, de maneira mais geral a linguagem natural está no cerne dessa grande

explosão de dados não estruturados dos últimos anos, motivando pesquisas e o desen-

volvimento de modelos e técnicas a fim de extrair desse tipo de atributo, informações e

conhecimentos necessários. Extrair conhecimento da linguagem natural representa um

dos tópicos mais importantes modernamente, uma vez que muitas negociações, opiniões,

críticas, registros são feitos em texto livre, gerando, por tanto, bases de dados que pos-

suem atributos textuais sobre um determinado fenômeno (EBERENDU et al., 2016).

Para tanto é necessário um processamento específico, é necessário um processamento da

linguagem natural.

O Processamento de Linguagem Natural (PLN) nasce da junção das áreas de inteli-

gência artificial e a linguística nos idos da década de 1950 (JONES, 1994). O PLN é um

conjunto de técnicas computacionais que visam interpretar ou tangibilizar a linguagem

humana. O PLN pode desempenhar diversas atividades por meio da automatização desse

processo de interpretação da linguagem humana fazendo, por exemplo: recuperação de

informação, identificação de elementos léxicos e correção de erros gramaticais. Ativida-

des mais complexas, embora ainda desafiadoras nesse campo também são possíveis como:

análise de sentimento, classificação de textos e tradução (CHOWDHARY, 2020).

Com a vasta utilização dessas técnicas, grandes volumes de textos passaram a ser

utilizados e algumas barreiras puderam ser notadas nos métodos tradicionais de PLN.

As técnicas tradicionais baseavam-se em uma análise simbólica (palavra-a-palavra), bem

assim o método de interpretação era feito manualmente por profissionais com conheci-

mento na área de linguística. Essas características implicavam baixa eficiência quando se
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Figura 4: Estágios do PLN

tratava de interpretar a semântica de textos complexos, bem assim ambiguidades e figuras

de linguagem. Com isso nascem os métodos estatísticos de PLN (JONES, 1994).

Classicamente o PLN é baseado em duas grandes vertentes no que se refere à análise

do texto: no discurso ou nas sentenças. A análise no discurso visa fazer uma análise

pragmática e não foi abordada nesse trabalho. A análise baseada nas sentenças são

aquelas feitas a fim de identificar dois aspectos: o sintático e o semântico. De forma

prática em PLN uma terceira análise é desempenhada, a análise lexical, cuja derivação se

dá pela própria natureza do processamento de textos em sua forma bruta. Com efeito o

texto em sua forma bruta pode ser interpretado como um conjunto finito de sentenças, que

por sua vez pode ser interpretado num conjunto finito de palavras, ou símbolos - os tokens

(INDURKHYA; DAMERAU, 2010). Essa concatenação da PLN pode ser verificada na

Figura 4.

Para que textos possam ser interpretados pelos algoritmos de aprendizagem de má-

quina, é necessário realizar um tipo de representação da linguagem natural, muitas formas

ao longo da história foram utilizadas pra realizar essa tarefa, como exemplos, temos os

seguintes:

• BoW

Um método tradicional de se representar texto é com o uso do Bag of Word (BoW).

O BoW é um método de representar um texto na forma de um vetor de atributos

independentes e não ordenados, e por isso esse método também é conhecido como
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Vector Space Model (VSM). No BoW, por tanto, cada texto, será um vetor de ta-

manho equivalente ao vocabulário, onde, pra cada termo do vocabulário, é marcada

a frequência que ele aparece (ALTINEL; GANIZ, 2018). Uma evolução do BoW,

seria a implementação de um N-gram, qual seja contabilizar não só a ocorrência

de palavras individualmente, mas também de sequências de tamanho n de palavras

(SETHY; RAMABHADRAN, 2008).

• TF-IDF

Um método alternativo ao BoW convencional é o TF-IDF (term frequence-inverse

document frequence), que consiste em atribuir uma relevância estatística a cada um

dos termos utilizados nos textos. TF representa a frequência que um termo está

presente num documento, isso significa que o TF irá representar, em tese, a impor-

tância daquele termo num documento tal qual o BoW. O problema é que alguns

termos, por mais que sejam muito frequentes, tem pouca, ou nenhuma importância

semântica daquele texto e é por isso que se calcula o IDF. O IDF vai atribuir a

importância de um termo na medida em que ele é menos frequente. O TF-IDF, por

seu turno, será o produto do TF e do IDF conforme Equação 2.5 (QAISER; ALI,

2018).

wi,j = tfi,j ∗ log(
N

dfi
)

onde

tfi,j = número de ocorrências de i em j

dfi = numéro de documentos contendo i

N = número total de documentos

(2.5)

• Word Embeddings

Word Embeddings são técnicas de PLN que associam a representação de textos em

forma de vetores com o uso de algoritmos AM para construir uma representação

que inclua tanto o significado semântico quanto o sintático. Em outras palavras,

essa técnica representa uma evolução da técnica de BoW, pois é capaz não só de

capturar o significado da palavra na frase, como aproximar ou afastar significados
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de sinônimos e antônimos respectivamente. De forma geral, vetores de palavras são

usados como entrada em redes neurais densas. Dessa maneira, pesos e vieses são

ajustados para cada palavra, até que esses possam ter seu significado semântico e

sintático, por tanto com seu "embedding"corretamente definido e encerrado em um

vetor com tamanho fixo. Embeddings são técnicas que têm sido eficientemente usa-

das para muitas atividades aí inclusas a classificação de textos, análise de sentimento

e tradução automática. Regra geral podem ser divididas em dois principais tipos,

as que são baseadas em previsão e as que são baseadas em contagem (ALMEIDA;

XEXÉO, 2019).

Dos algoritmos baseados em previsão, podemos destacar o Word2Vec que nasce do

próprio desenvolvimento das redes neurais. Ao longo do tempo esses algoritmos

se mostraram mais eficientes que os algoritmos tradicionais e de probabilidade. O

Word2Vec é basicamente redes neurais que recebem na sua entrada um vetor de

palavras e são treinadas a fim de que possam prever outras palavras na mesma sen-

tença (ALMEIDA; XEXÉO, 2019). Duas abordagens são possíveis nesse algoritmo,

a Continuous Bag-Of-Words (CBOW) cujo objetivo é prever a palavra central com

base nas palavras do contexto que a cercam, e o Skip-Gram (SG) cujo objetivo é

prever as palavras do contexto com base na palavra central. Portanto, podemos

dizer que CBOW aprende a representação vetorial da palavra de entrada com base

no seu contexto, enquanto SG aprende a representação vetorial do contexto com

base na palavra de entrada (MIKOLOV et al., 2013).

J =
V∑
i=1

V∑
j=1

f(Xij)(θ
T
i ej + bi + bj − log(Xij))

2 (2.6)

Quanto aos algoritmos de contagem, podemos destacar o GloVe (Global Vectors)

que considera uma razão de contagem de co-ocorrência em pares de palavras. O algo-

ritmo constrói matrizes de cada palavra considerando pra cada linha a co-ocorrência

com todas as outras palavras do corpus, essas matrizes são então fatorizadas para

uma única matriz na qual cada palavra do corpus é representada por um vetor

que encerra uma relação linear entre as palavras. Conforme representado na Equa-

ção 2.6, o algoritmo vai tentar minimizar o custo, por meio da otimização do conjunto

de parâmetros e vieses, que ao fim do treinamento serão os vetores representativos de

cada par de palavra, para que possam alimentar algoritmos de AM. Neste contexto,

a equação envolve uma função de custo J a ser minimizada, onde V representa o

tamanho do vocabulário e Xij representa a contagem de co-ocorrências das palavras
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i e j. Os termos θi e ej denotam os vetores de palavras-alvo e contexto, respec-

tivamente, enquanto bi e bj são os termos de polarização para as palavras i e j.

Além disso, uma função de ponderação f(Xij) é usada para reduzir a importância

de co-ocorrências muito frequentes, o que ajuda a mitigar o impacto do ruído na

matriz de co-ocorrência e melhorar a qualidade dos vetores de palavras aprendidos

(PENNINGTON; SOCHER; MANNING, 2014).

2.6 Bases de Dados Com Atributos Estruturados e Textuais

Nos últimos 20 anos as fontes de dados ganharam uma nova perspectiva, de dados gerados

principalmente por empresas e instituições, para dados produzidos diretamente de usuá-

rios, sobretudo com o advento popularização de redes sociais (EBERENDU et al., 2016).

A proliferação e evolução das tecnologias de rede, de sensores e dispositivos embarcados

também contribuem para o aumento na proliferação de dados (VILLARS; OLOFSON;

EASTWOOD, 2011). Essa mudança de paradigma traz consigo um importante desafio: a

grande maioria dos dados gerados não tem uma estrutura ou organização pré-concebida.

Devido ao tamanho, variedade e volume de dados sendo produzidos, algoritmos tradicio-

nais de processamento passaram a não mais conseguir lidar com os dados tão facilmente

(EBERENDU et al., 2016).

Uma base de dados com atributos estruturados e textuais se insere no contexto de

uma base de dados heterogênea, que pode ser definida como uma base de dados com

número D de atributos sendo que o domínio desses podem tanto corresponder aos atributos

estruturados numericos ou nominais e não estruturados (NAZABAL et al., 2020). Bases

de dados heterogêneas se tornaram uma realidade nos últimos anos, sobretudo em função

da maior informatização dos serviços, por exemplo em serviços médicos (RISTEVSKI;

CHEN, 2018), biomédicos (SUJANSKY, 2001) e o próprio protagonismo do usuário na

geração de dados descentralizados como por comentários em comércios online ou em redes

sociais (NAZABAL et al., 2020).

Para Baltrušaitis, Ahuja e Morency (2018) as bases de dados com atributos estru-

turados e não estruturados podem ser interpretadas como contendo dados de diferentes

modalidades de sentidos humanos. Com efeito, podemos ter dados advindos da visão como

imagens, ou textos escritos, da audição como sons, a junção de modalidades como os ví-

deos, além, claro dos tradicionais dados estruturados. Com efeito, os autores demonstram,

dentre outros, alguns dos pricipais desafios das bases multimodais como a representação e
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a fusão. A representação é como representar dados advindos de diferentes fontes a fim de

que possam ser uteis. Como as bases podem conter diversos tipos de modalidades, e cada

uma delas conta com diferentes formas de se representar, esse é um importante tópico no

tratamento dessas bases. Outro ponto é a fusão, que seria a atividade de juntar eficiente-

mente diferentes modalidades de atributos de forma a poderem alimentar um algoritmo

de AM. As bases podem ser fusionadas de diversas formas, e em diferentes momentos

durante o processo de processamento e aprendizagem dos algoritmos de AM, por tanto

também um importante desafio (BALTRUŠAITIS; AHUJA; MORENCY, 2018).

Em suma, trabalhar com dados heterogêneos, por tanto pode representar uma ativi-

dade que consome bastante tempo, dado que não é simples se trabalhar com dados estru-

turados e não-estruturados sendo, portanto, um assunto que gera uma grande demanda

de estudos. Estima-se que apenas 12% dos dados disponíveis podem ser efetivamente

analisados pelas empresas, o que faz com que exista uma vastidão de conhecimento dis-

ponível aguardando tecnologias que possam apreender o conhecimento ali representado.

Explorar algoritmos de AM e tecnologias capazes de lidar com atributos estruturados e

não-estruturados tem se tornado um dos maiores interesses por grandes empresas uma

vez que informações valiosas e conhecimento são perdidos no meio do grande volume de

dados, informações essas que podem ser uma mudança radical para o sucesso ou não

(JAIN; JAIN; SINGH, 2021).



3 Revisão Sistemática de Literatura

Nesse capítulo foi explorada a Revisão Sistemática de Literatura - RSL, procedimento

em que se pretendeu demonstrar de que maneira autores abordaram as bases de dados

com atributos estruturados e não estruturados, mais especificamente atributos categóri-

cos, numéricos e textuais, para seleção de algoritmos de classificação. Na Seção 3.1 foi

descrita a metodologia de RSL que subsidia o presente capítulo. Na Seção 3.2 foram

demonstrados exemplos de como a problemática dos dados com atributos estruturados e

textuais pode se apresentar, e que desafios os mesmos podem impor quando da seleção de

algoritmos de classificação. Na Seção 3.3 foram demonstradas brevemente as abordagens

sobre o tema feitas por outros autores, demonstrando material, métodos e conclusões. Na

Seção 3.4 foi descrito um processo geral inferido a partir dos trabalhos pesquisados, sendo

apontado os principais pontos em comum e também as diferenças. Por fim, na Seção 3.5,

as informações são apresentadas de forma compilada e é apresentada uma discussão final

da RSL respondendo à questão de pesquisa.

3.1 Metodologia da Revisão Sistemática de Literatura

A metodologia adotada foi aquela proposta por Kitchenham (2004), onde os autores

descrevem métodos a fim de garantir uma pesquisa baseada em evidências. A busca

das evidências deve se dar por métodos claros e bem definidos, e a partir deles, o conjunto

das evidências consubstanciaram a identificação do estado da arte no que se refere ao

tema da pesquisa, bem assim, a identificação de lacunas que ora possam se apresentar. A

RSL foi conduzida com o foco em responder à seguinte questão de pesquisa - QP:

• QP - Quais foram as abordagens adotadas para a seleção de algoritmos de classifi-

cação em bases de dados de atributos numéricos, categóricos e textuais?

Para responder à QP foram exploradas duas bases (Scopus e IEEE Xplore) em uma

janela de tempo de até cinco anos (2018-2023), nos idiomas inglês, português e espanhol
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(Tabela 4). As opções alternativas caracterizadas pelo comando "OR"na chave de busca,

bem assim a pesquisa em mais de um idioma e base visavamm uma estratégia de identi-

ficação plural e não enviesada de trabalhos (KITCHENHAM, 2004). Durante a pesquisa

foi necessária a análise dos resultados a fim de que apenas bases com as característica ci-

tada na QP da RSL fosse selecionada. Com efeito, apenas trabalhos cujas bases incluíam

atributos estruturados e textuais foram escolhidos, deixando de fora, por tanto, os que ou

não usam os referidos atributos, ou usam outros atributos, como imagem. Essa restrição é

importante para definir trabalhos que abordaram a mesma hipótese de forma semelhante,

o que faz com que o escopo da RSL esteja bem definido (GREENHALGH, 1997).

Tabela 4: Parâmetros da Revisão Sistemática de Literatura
Chaves de busca:

( "binary classification"OR "classification") AND
( "structured"OR ( "categorical"AND "numerical") ) AND

( "textual"OR "text") AND ( "heterogeneous"OR "multimodal") AND
( "features"OR "variables"OR "attributes"OR "data"OR "database") AND

( "machine learning"OR "deep learning")
Janela Temporal: 2018-2023 Bases: Scopus, IEEE Xplore

Foram observados as bases e o domínio da área de aplicação em que se deu o estudo,

ou se o estudo envolvia muitos domínios de conhecimento. Também foi investigado que

algoritmos de AM foram utilizados e que tipos de paradigmas de aprendizado foram

abordados. Além disso também foi observado se a abordagem define melhores algoritmos,

técnica de vetorização, tratamento de atributos e outras possíveis comparações específicas

a depender da área de conhecimento do estudo. Por meio desses aspectos busca-se avaliar a

qualidade e extensão do trabalho a ser analisado o que representa um importante critério

para uma RSL (KITCHENHAM, 2004). A QP visa entender que conclusões puderam

ser auferidas dos trabalhos, se são conclusões específicas para a área ou que podem ser

generalizadas. Essa questão de pesquisa também auxiliaram a identificação de lacunas

e viabilizaram a comparação dos resultados com o presente trabalho (KITCHENHAM,

2004).

Para fase de seleção, foram definidos como critérios de inclusão trabalhos que: fizes-

sem classificação binária, tendo sido também considerado classificação de forma geral, a

fim de que a abrangência fosse a maior possível; tivessem usado atributos estruturados

e textuais; que tivessem utilizado algoritmos de AM ou AP. Também foram incluídas na

chave de pesquisa as denominações das bases de dados como heterogêneas, como classi-

ficam alguns autores (NAZABAL et al., 2020), ou multimodais como denominam outros

(BALTRUŠAITIS; AHUJA; MORENCY, 2018). Quanto aos critérios de exclusão para



3.2 Apresentação do Problema 37

Figura 5: Processo da Revisão Sistemática de Literatura

análise minuciosa dos trabalhos: não serem de acesso exclusivamente pago, não serem

artigos de revistas científicas ou proceedings de conferências; incluírem outros tipos de

atributos não estruturados como imagens; não incluírem atributos estruturados (numé-

ricos e/ou categóricos); e, não desempenharem uma tarefa de classificação. A Tabela 5

demonstra os quantitativo por critério de inclusão e exclusão em cada base, e a Figura 5

demonstra esses quantitativos enquanto processo até a definição dos trabalhos que foram

incluídos.

3.2 Apresentação do Problema

O desafio de se trabalhar com dados com atributos estruturados e textuais se dá em di-

versas áreas de conhecimento de onde se impõem desafios para analisá-los, bem como o

desafio de selecionar algoritmos preditivos. Como visto na Seção 2.6, esses desafios se

externalizam de diversas maneiras, seja para representar os dados, alinhá-los ou fundi-los

(BALTRUŠAITIS; AHUJA; MORENCY, 2018). O domínio de conhecimento desses da-

dos podem ser variados como a indústria (LICHTENWALTER et al., 2021), publicação
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Tabela 5: Inclusão, exclusão de trabalhos por critério.
Bases TotaisScopus IEEE Xplore

Selecionados 29 6 35
Incluídos 5 0 5

Excluídos

Sem Atributos Estruturado 10 0 10
Não é Classificação 7 1 8
Não Estruturados Não Textuais 5 1 6
Duplicados 0 4 4
Não São Artigos ou Proceedings 2 0 2

de trabalhos científicos (WANG et al., 2022), médico (SUNG; LIN; HU, 2020; BAGHERI

et al., 2021; HARTVIGSEN; SEN; RUNDENSTEINER, 2019), agricultura, serviços edu-

cacionais (JAIN; JAIN; SINGH, 2021) apenas pra citar alguns exemplos. Com efeito, a

seleção de algoritmos de classificação utilizando essas bases de dados pode se apresentar

com características diversas a depender do domínio de aplicação.

Diversos setores da indústria possuem bases de dados com os mais variados domínios

de atributos seguindo diretrizes específicas de documentação para cada caso. Na indústria

manufatureira, por exemplo, os dados podem ser compostos por metadados estruturados

em formatos categóricos, como localização do erro, tipo de erro, modelo de produto e

data de documentação, além de descrições de problemas textuais que exigiriam um amplo

conhecimento especializado para resolver problemas de não conformidade. Essa natureza

semiestruturada dos dados representa um desafio para a gestão da qualidade de produ-

tos, desenhando-se assim também um desafio para o desenvolvimento de algoritmos de

predição. Um modelo de predição precisa lidar e analisar efetivamente com dados estru-

turados e não estruturados, o que requer uma abordagem heterogênea. Isso envolve a

incorporação de diferentes tipos de dados, como imagens, texto e metadados estrutura-

dos, para criar um modelo que possa capturar e analisar informações com mais precisão

(LICHTENWALTER et al., 2021).

Nos últimos anos, os registros médicos eletrônicos (EMR - Eletronic Medical Record)

e registros de saúde eletrônicos (EHR - Eletronic Health Record) têm sido cada vez mais

utilizados para coletar informações sobre o atendimento médico. Essas informações podem

incluir textos clínicas escritos em formato livre, bem como laudos, relatórios, resultados

de exames laboratoriais e prescrições. Os textos clínicos, apesar de conterem informações

valiosas, são dados não estruturados e mais difíceis de serem utilizadas se comparados aos

outros tipos de dados adicionados normalmente nesses sistemas com informações categó-

ricas e numéricas de pacientes, médicos ou do hospital. Essa heterogeneidade impõem um
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desafio de análise e de predição, estimulando abordagens de PLN para extrair informa-

ções úteis a partir de textos clínicas a fim de tangenciá-los, tornando-os mais acessíveis

e utilizáveis, o que é fundamental para o desenvolvimento de sistemas automatizados de

informações médicas. Melhorar a interpretação de dados heterogêneos nesse caso pode

otimizar o cuidado ao paciente, reduzir erros médicos e facilitar a medicina de precisão

(SUNG; LIN; HU, 2020).

Ensaios clínicos são muito importantes para melhorar a saúde pública e fornece impor-

tantes práticas médicas baseadas em evidências. A publicação dos resultados dos ensaios

clínicos é fundamental para disseminar descobertas de forma abrangente, apoiar ensaios

subsequentes e avançar a prática médica e a pesquisa. No entanto, muitos ensaios clínicos

nunca são publicados, levando a lacunas na base de evidências e a intervenções médicas

potencialmente prejudiciais ou ineficazes. Os ensaios clínicos podem ser representados

por diversos atributos, dentre os potencialmente estruturados: tipo de estudo, classe de

métodos aplicados, local onde se deu o estudo, número de participantes, informações de-

mográficas dos participantes para citar alguns. Relatórios das diversas fases do ensaio,

descrição de métodos, critérios e outras características do ensaio em texto livre, são alguns

exemplos de possíveis atributos textuais. Dessa forma, analisar essas bases e desenvolver

algoritmos de classificação podem subsidiar ações que aumentem a taxa de sucesso na

publicação de ensaios clínicos, melhorando por seu turno a saúde de uma forma geral

(WANG et al., 2022).

Como pode ser notado, atributos estruturados e textuais estão presentes em mui-

tos domínios de conhecimento, assim como diversos autores os exploraram em diversas

áreas de conhecimento. Explorar bases de dados com essas características a fim de que

algoritmos de classificação eficientes possam ser desenvolvidos se mostra um potencial

desafio, uma vez que muitas são as opções de tratamento dos atributos, como a forma

de representá-los e uni-los. Escolher eficientemente um classificador para essas bases de

dados também pode ser uma importante problemática, dada a ampla opção de algoritmos

possíveis, e suas diferentes características como visto nas Seções 2.1 e 2.2. Dessa forma,

explorar a seleção de classificadores em bases de dados com atributos estruturados e tex-

tuais pode se constituir como uma tarefa relevante para pesquisadores em muitas áreas

de conhecimento.
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3.3 Descrição das Abordagens

Lichtenwalter et al. (2021) propuseram uma arquitetura heterogênea de AP para proces-

sar atributos categóricos de alta cardinalidade juntamente com atributos de texto como

entrada em um único modelo, sem a necessidade de vetores de atributos estruturados e

textuais feitos manualmente. O autor comparou o desempenho do uso de base com apenas

um tipo de atributo e com atributos estruturados e textual com os seguintes algoritmos:

a Regressão Logística, o XGBoost, quatro diferentes arquiteturas com entrada unimo-

dal em AP , além de um algoritmo LSTM (Long-Short Term Memory) (HOCHREITER;

SCHMIDHUBER, 1997) para as entradas de texto. O trabalho avaliou o desempenho dos

algoritmos na base de dados para uma tarefa de classificação e regressão, comparando

quando se usava dados categóricos, textuais e a combinação de ambos. Os dados foram

provenientes da fabricação de peças automotivas advindas de duas fontes que represen-

tavam seus rótulos, o setor de qualidade e o de produção. Um conjunto de treinamento

para treinar os algoritmos (60%), um conjunto de validação para ajustar os hiperparâme-

tros (20%) e um conjunto de teste para avaliar o desempenho geral (20%). Os resultados

demonstraram que os algoritmos que usaram dados com atributos estruturados e textual

superaram o desempenho daqueles que usaram dados de um tipo (LICHTENWALTER

et al., 2021).

Usando outro domínio de aplicação, Sung, Lin e Hu (2020) propuseram uma classi-

ficação multi-classe usando uma base de dados médica a fim de classificar pacientes em

diferentes tipos de Acidente Vascular Cerebral (AVC) isquêmico. Os autores queriam

investigar se ao adicionar atributos textuais dos EMRs, em conjunto dos atributos estru-

turados, os faria melhorar o desempenho dos algoritmos. A base de dados utilizada foi a

de um hospital em Taiwan de pacientes admitidos com a doença-alvo entre 2007 e 2017,

totalizando após o processamento 4640 pacientes. Para o processamento da linguagem na-

tural, os autores utilizaram ferramentas específica para a área de aplicação, o MetaMap

que extrai informações médicas específicas do texto bruto (ARONSON; LANG, 2010).

Ao texto já processado e vetorizado, somaram-se dados estruturados como idade, gênero,

ocupação, etnia e demais dados demográficos oriundos do EMR gerando assim três dife-

rentes bases: só textual, estruturados, e a combinação de ambas. Os algoritmos testados

por Sung, Lin e Hu (2020) foram o C4.5 (QUINLAN, 1996), CART, k- Nearest neigh-

bor (kNN) (COVER; HART, 1967), Random Forest (RF) (BREIMAN, 2001), Support

Vector Machine (SVM) (BOSER; GUYON; VAPNIK, 1992), e a Regressão Logística. Os

resultados foram obtidos de uma base de treinamento por meio de uma validação cruzada



3.3 Descrição das Abordagens 41

de 10 partições, e um teste uma base separada. Os autores concluíram que o desempenho

dos algoritmos sob bases de dados exclusivamente textuais era semelhante ao desempe-

nho em bases de dados exclusivamente estruturadas, enquanto a base de dados combinada

desempenhava melhor do que ambas.

Também trabalhando com sistemas de registros eletrônicos da área da saúde, Bagheri

et al. (2021) fizeram classificação de risco de reincidência de doenças cardiovascular. Os

autores usaram a Regressão Logística, SVM, Multilayer Perceptron (MLP) (HOLYOAK,

1987), CNN, LSTM , e Bidirectional LSTM (BiLSTM) (SCHUSTER; PALIWAL, 1997).

Os autores queriam testar o quanto o texto proveniente de anotações médicas podia au-

mentar o desempenho desses algoritmos quando adicionados aos outros preditores estru-

turados já comumente utilizados em modelos médicos, ou com dados demográficos (gênero

e idade). Três formas de representação do texto foram testadas: BoW, representação ba-

seada em clustering do BoW, e Word Embedding. Os autores utilizaram uma validação

cruzada de 5 partições numa base de treino, otimização de hiperparâmetros em uma base

de validação e os resultados foram apurados de uma base de teste mensurados em AU-

ROC, taxa de classificação incorreta, precisão, recall e F1-Score. Os autores concluíram

que a adição do atributo textual melhorou o desempenho dos algoritmos para as doenças

cardiovasculares. Considerando os resultados dos algoritmos RL e SVM, utilizados em

todas as bases de dados, a integração dos atributos estruturados com o textual sempre

sai melhor do que apenas o estruturado ou apenas o textual.

Hartvigsen, Sen e Rundensteiner (2019) usaram três tipos de dados de um EHR, os

dados estruturados da admissão dos pacientes entre informações demográficas e clínicas,

dados estruturados em formato de série temporal do período de internação envolvendo

entre outras informações laboratoriais e dados textuais de prontuários, anotações e laudos

médicos. Os autores pretendiam prever, por meio de uma classificação binária, infecções

hospitalares testando a eficácia da junção desses dados estruturados e textual, usando os

algoritmos RL, SVM e RF. Os atributos textuais foram representados por word embedding

(Word2Vec skipgram). Os resultados foram medidos em acurácia, AUROC, precisão,

recall e F1 Score. Os três algoritmos usados apresentaram os melhores resultados quando

usando os dois tipos de dados estruturados e o textual. No entanto os algoritmos diferiram

no quanto se beneficiaram dos tipos de atributos. O RF sempre se beneficia quando outro

tipo de dado era incluído, por tanto, os dados estruturados se beneficiaram da inclusão do

textual, e o textual se beneficiou da inclusão do estruturado. O RL e o SVM, por outro

lado, não demonstraram o mesmo comportamento, os atributos estruturados diferiram

em melhorar o desempenho dos textuais a depender se eram os dados da admissão ou os
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da série temporal.

Alguns autores investigaram a classificação usando os dois tipos de atributos, estru-

turados e textuais, porém não testaram todas as combinações possíveis. Wang et al.

(2022) utilizaram uma base de dados referente à publicação de ensaios clínicos médicos.

O objetivo dos autores foi investigar a capacidade de previsão dos algoritmos de AM no

contexto de uma classificação binária. Os autores estavam particularmente interessados

em investigar o quanto que atributos textuais dos ensaios registrados poderiam enriquecer

o desempenho dos algoritmos de AM quando somados aos atributos estruturados. Os au-

tores testaram os algoritmos KNN, RF e a Rede Neural, além de terem testado diferentes

formas de representação dos textos incluindo o BoW e algoritmos de Word Embeddings

pré treinados. Os autores foram capazes de demonstrar que os atributos textuais au-

mentavam a capacidade preditiva dos algoritmos em comparação ao uso exclusivamente

de atributos estruturados. Os resultados ainda demonstraram que não houve diferença

relevante entre forma de representação de texto. É importante notar que os autores não

demonstraram a capacidade preditiva dos atributos textuais isoladamente, isto é, desem-

penhando uma classificação de textos, por tanto não fica possível identificar o quanto de

potencial preditivo esses atributos emprestam ao algoritmo ou se a classificação de textos

pode ser melhorada a partir da adição de atributos estruturados.

3.4 Processo Geral de Seleção de Classificadores em Bases De
Dados Com Atributos Estruturados e Textual

Podemos desenhar a partir dos trabalhos descritos na Seção 3.3 um processo geral que

se abstrai do somatório das abordagens realizadas pelos autores em bases de dados com

atributos estruturados e textual. De maneira geral, é possível observar que os desafios

descritos na Seção 2.6 que se impõe sobre esse tipo de base de dados, foram abordados

de diferentes maneiras, porém em macro tarefas comuns que podem compreender um

processo mais geral. É possível, por tanto, descrever as seguintes tarefas desse processo:

• Identificação do Problema de Negócio

• Método:

Propositivo

Aditivo

Experimentativo
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• Escolha de Algoritmos a Serem Utilizados

• Obtenção dos Dados

• Tratamento e Representação dos Dados

• Junção dos Dados

• Apresentação dos Resultados

3.4.1 Identificação do Problema de Negócio

Primeira tarefa identificada e executada nos trabalhos pesquisados é a identificação do

problema de negócio, que consubstancia todo trabalho de pesquisa. Alguns problemas

foram abordados na Seção 3.2, como Lichtenwalter et al. (2021) demonstram como as

bases de dados tanto do desenvolvimento de produtos quanto a de entrega de produtos

podem ser usadas para tornar o processo de decisão do setor industrial menos custoso,

por meio da previsão de possíveis problemas utilizando algoritmos de AM. Além disso,

diversas patologias e problemas de saúde são registrados pelos EHR’s e EMR’s, suscitando,

por tanto, a possibilidade de uso dessas ferramentas como fonte de dados para algoritmos

de classificação (SUNG; LIN; HU, 2020; BAGHERI et al., 2021; HARTVIGSEN; SEN;

RUNDENSTEINER, 2019; WANG et al., 2022) demonstra que uma lacuna importante

entre o registro e a publicação de ensaios clínicos realizados, e que ao analisar os aspectos

estruturados e textuais, podemos identificar fatores que impliquem a publicação ou não

de um trabalho motivando melhor investimento e tomada de decisão.

É importante notar nessa identificação do problema de negócio, que subsiste uma

natureza heterogênea nos dados dos problemas abordados, por tanto são dados que des-

crevem um dado fenômeno por meio de atributos estruturados e textual. Lichtenwalter

et al. (2021) demonstram que a área de controle de qualidade na manufatura possui bases

de dados de natureza semi-estruturada, possuindo dados estruturados que se referem à

identificação dos erros de produção, bem como dados textuais relacionados à descrição

dos erros. Na área médica, diversos autores demonstram como os sistemas eletrônicos de

registro de pacientes possuem naturalmente dados que podem ser considerados categóri-

cos e numéricos, por tanto estruturados, bem assim dados genuinamente textuais, como

o prontuário de pacientes e laudos médicos (SUNG; LIN; HU, 2020; BAGHERI et al.,

2021; HARTVIGSEN; SEN; RUNDENSTEINER, 2019). Quanto à área de publicação de

trabalhos acadêmicos, o próprio conteúdo textual desses trabalhos podem ser utilizados
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a fim de se desenvolver algoritmos de classificação, por tanto possuindo os dados estru-

turados da pesquisa somado ao atributo textual qual seja o texto em si uma descrição de

algum aspecto do mesmo (WANG et al., 2022).

3.4.2 Método

Foi observado que os autores utilizam para selecionar classificadores nessas bases, 3 dife-

rentes métodos essencialmente, que vão nortear a forma de trabalhar com os dados, bem

como apresentar os resultados comparativos:

• Propositivo: Nesse tipo de método, o autor propõe um algoritmo que ainda não foi

usado, normalmente utilizando uma abordagem combinada a fim de se adaptar à

natureza heterogênea dos dados. Dessa forma o autor compara o resultado desse

algoritmo com algoritmos tradicionais. Lichtenwalter et al. (2021) compararam a

utilização do algoritmo proposto para trabalhar com atributos estruturados e textual

com a utilização de algoritmos para trabalhar com apenas um tipo de dados, sendo

os algoritmos para apenas um tipo de atributo aplicados separadamente em cada

uma das bases segundo sua natureza estruturada ou não estruturada.

• Aditiva: No método aditivo os autores normalmente investigam a influência de um

dos atributos - o estruturado ou o textual - em aumentar, ou não, o desempenho dos

algoritmos de classificação. Sung, Lin e Hu (2020) e Wang et al. (2022) buscaram

comparar o desempenho de algoritmos quando da adição de atributos textuais, a fim

de que pudessem estabelecer se haveria uma melhoria do desempenho de classificação

com esses atributos.

• Experimentativa: Nesse método o autor busca experimentar as diversas combina-

ções dentre os algoritmos utilizados e os tipos de atributos que compõe a base de

dados. Bagheri et al. (2021) estabeleceram um experimento comparando previsões

usando as bases de atributos exclusivamente estruturados, na base de atributo ex-

clusivamente textual e na base concatenando estruturado e textual. Hartvigsen,

Sen e Rundensteiner (2019) decidiu comparar os resultados dos três tipos de dados

gerados, além da combinação dos mesmos. Os autores geraram dados estruturados,

dados estruturados agregado da estada dos pacientes, e dados textuais agregados.
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3.4.3 Escolha de Algoritmos a Serem Testados

Considerando o tipo de método adotado, os algoritmos são escolhidos ou propostos para

executar o desenvolvimento de seleção dos algoritmos de classificação. Lichtenwalter et al.

(2021) propõem a utilização de um algoritmo híbrido baseado em AP, consequentemente

o autor utiliza, também, isoladamente cada um dos algoritmos além de algoritmos base-

ado em AM. Quando não propositivos, os autores preferem usar vários algoritmos com

diferentes paradigmas de aprendizagem: Bagheri et al. (2021) e Sung, Lin e Hu (2020)

consideraram o uso experimental de 6 diferentes algoritmos de AM, já Hartvigsen, Sen e

Rundensteiner (2019) decidiram comparar o desempenho de três.

3.4.4 Obtenção dos Dados

Na obtenção de dados é comum a obtenção de fontes distintas, o que requer especial

atenção. Os dados podem ser obtidos já prontos para utilização para a análise e para

alimentar os algoritmos de classificação, mas também pode ser necessário produzi-los, a

partir de suas fontes. Lichtenwalter et al. (2021) produz os dados de diferentes fontes,

dados provenientes do sistema de controle de qualidade e do sistema de produção de peças

automotivas. No caso da área médica, a obtenção de dados foi definida a partir do regis-

tro de pacientes de uma unidade de saúde de algum registro eletrônico (EHR ou EMR),

estabelecendo-se os critérios de inclusão e de exclusão bem como uma janela temporal

(SUNG; LIN; HU, 2020; BAGHERI et al., 2021; HARTVIGSEN; SEN; RUNDENSTEI-

NER, 2019). Wang et al. (2022) utilizou duas fontes de dados, a de registro de ensaios

clínicos, e a base de dados de trabalhos publicados, a fim de se adquirir metadados do

registro dos trabalhos, bem como uma descrição textual do estudo, além do rótulo, se foi

publicado ou não.

3.4.5 Tratamento e Representação dos Dados

Os dados estruturados, pela sua própria forma, não foram abordados pelos autores quanto

ao seu tratamento especificamente. A natureza não estruturada dos atributos textuais,

porém, demonstra requerer uma atenção especial dos autores no processo de abordagem

aos dados com atributos estruturados e textual. Esses dados podem conter informações

valiosas, porém é necessário o correto tratamento e representação dos mesmos. Os au-

tores realizaram processos tradicionais de PLN como a remoção de stop words, números,

pontuações (LICHTENWALTER et al., 2021; BAGHERI et al., 2021) e emails, além
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do procedimento de tokenização (LICHTENWALTER et al., 2021). Alguns autores re-

alizaram PLN específicas como correção de erros gramaticais, extensão de abreviações e

acrônimos pelo Sung, Lin e Hu (2020), e o Bagheri et al. (2021) que realizaram o stemming

(KRAAIJ; POHLMANN, 1994).

Após processados os textos foram vetorizados, permitindo seu uso associado aos da-

dos estruturado. O método de vetorização pode ser variado, característica do método

Experimentativo (BAGHERI et al., 2021) , usando BoW e Word Embedding. O Word

Embedding, forma mais comum de representação ora podia ser pré-treinado em base de

dados específica para o vocabulário do problema de negócio (LICHTENWALTER et al.,

2021; WANG et al., 2022), ora foi treinado na própria base utilizada (HARTVIGSEN;

SEN; RUNDENSTEINER, 2019). Num caso específico dessa fase, Sung, Lin e Hu (2020)

utiliza ferramenta específica de extração de entidades de textos médicos, bem como a

rotularização de aspectos desses textos (ARONSON; LANG, 2010). O resultado é con-

versão do texto em cada uma das entidades identificadas, bem como rótulos atribuídos

aos textos médicos em um vetor.

3.4.6 Junção dos Dados

A junção dos dados representa outra importante tarefa, podendo ser realizada de di-

versas formas a depender do método. A forma mais comum de se concatenar os dados

estruturados com o textual se trata de uma concatenação horizontal, isso é, combinando-

se os índices de cada uma das bases (SUNG; LIN; HU, 2020; BAGHERI et al., 2021;

HARTVIGSEN; SEN; RUNDENSTEINER, 2019). Quando se trabalha com algoritmos

heterogêneos, todavia, a concatenação pode ser realizada em mais de uma forma. Lich-

tenwalter et al. (2021) por exemplo, propuseram a comparação da união dos dados em

dois formatos, uma concatenação direta entre duas bases de dados (CHENG et al., 2016),

e outra que combina a concatenação das bases seguida de uma fatorização para baixas

dimensionalidades dessa base, usando algoritmo de ML (HE; CHUA, 2017).

3.4.7 Apresentação dos Resultados

A apresentação dos resultados encerra o processo, representando a fase onde o resul-

tado do método é analisado, comparado em algum aspecto e conclusões são inferidas. A

apresentação do resultado pode dar mais ou menos importância a cada um dos aspectos

relacionados à seleção de um algoritmo de classificação numa base de dados com atributos
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estruturados e textual. Lichtenwalter et al. (2021), por exemplo, usou um método pro-

positivo, tendo por tanto demonstrado os resultados de maneira a evidenciar a diferença

de desempenho do algoritmo híbrido, nas duas formas propostas e o uso isolado de cada

algoritmo em cada um dos tipos de dados. No método aditivo, por outro lado, pode se

dar destaque à quanto o acréscimo de um dos atributos aumentou ou diminuiu o desempe-

nho dos algoritmos de classificação (WANG et al., 2022). Em métodos experimentativos,

no entanto, a intenção é demonstrar os resultados em todas as combinações possíveis,

isso inclui combinar a utilização de todos os algoritmos com os dados estruturados ex-

clusivamente, textuais exclusivamente e a combinação de ambos (BAGHERI et al., 2021;

HARTVIGSEN; SEN; RUNDENSTEINER, 2019).

3.5 Síntese e Discussão

Respondendo à QP da RSL, temos que a abordagem que foi analisada em cada trabalho

variou com o método escolhido, além disso, é possível observar que embora os trabalhos

se restringissem a uma área de conhecimento apenas, há uma preponderância por usar

atributos estruturados e textual combinadamente. Na Seção 3.3, podemos ver que o de-

sempenho dos algoritmos parece confirmar a superioridade de uma abordagem combinada

de atributos perante outras configurações de atributos. No entanto, como na maioria dos

casos deseja-se demonstrar essa superioridade, uma abordagem que se vale apenas de um

tipo de atributo também está presente nos trabalhos para fins comparativos.

Foram explorados diversos aspectos das abordagens utilizadas pelos autores, sinteti-

zados na Tabela 6. A área de conhecimento mais explorada utilizando esses dados com

atributos estruturados e textual foi a área médica, uma vez que EHR e EMR têm sido

bastante explorados, como visto na Seção 3.2. Diversos algoritmos foram explorados, aí

inclusos algoritmos tradicionais de AM e algoritmos de AP. Os algoritmos mais utilizados

foram o RF, a RL e o SVM, todos aparecendo em três dos cinco trabalhos explorados.

É possível observar que foram explorados algoritmos paramétricos (Regressão Logística e

Redes Neurais, por exemplo), não paramétricos (Random Forest e SVM, por exemplo),

bem como algoritmo linear (Regressão Logística) e não linear (KNN) (MURPHY, 2022).

Foi possível identificar também que a forma de representação do texto mais escolhida foi o

Word Embedding, e que para realizar a junção dos dados, estruturados e os textos vetori-

zados, uma concatenação horizontal é o método mais habitual. Com a exceção do Bagheri

et al. (2021), os autores não compararam o desempenho dentre métodos de representação

do atributo textual.
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Tabela 6: Síntese Qualitativa da Revisão Sistemática de Literatura
Trabalho Área de

Conhecimento
Algoritmos
Testados

Vetorização do
Texto

Junção dos
Atributos

Lichtenwalter et al. (2021) Indústria
Automotiva RL, XGBoost, LSTM Word Embedding Concatenação direta²,

Fatorização³

Sung, Lin e Hu (2020) Médica C4.5, CART, KNN,
RF, SVM, RL Método Específico¹ Concatenação

horizontal

Bagheri et al. (2021) Médica RL, SVM, MLP, CNN,
LSTM, BiLSTM

BoW, clusterd -BoW,
Word Embedding

Concatenação
horizontal

Hartvigsen, Sen e Rundensteiner (2019) Médica RL, SVM , RF Word Embedding Concatenação
horizontal

Wang et al. (2022) Trabalhos
Acadêmicos KNN, RF, NN Word Embedding Não especificada

1 - Aronson e Lang (2010), 2 - Cheng et al. (2016), 3 - He e Chua (2017).

Na Tabela 6, vemos que cada trabalho explora um tipo de área de conhecimento, seja

a de Idústria Automotiva, Médica ou Trabalhos Acadêmicos. Esse é um fato notável pois,

os dados textuais tenderão a possuir um único estilo de escrita. Mesmo nos trabalhos

médicos que evolvem a reunião de múltiplos tipos de documentos, como prontuários e

pareceres, o vocabulário e estilo tenderão a ser semelhantes (SUNG; LIN; HU, 2020;

BAGHERI et al., 2021; HARTVIGSEN; SEN; RUNDENSTEINER, 2019). Outro fato

relevante é que, dentre os trabalhos investigados, apenas Wang et al. (2022) utilizaram

dados abertos por tanto impossibilitando a replicabilidade dos resultados obtidos. Essa

impossibilidade pode estar relacionada ao campo mais investigado na literatura, a área

médica conta com maiores restrições quanto ao sigilo de dados (BAGHERI et al., 2021).

Como foi tratado na revisão, a presença de atributos estruturados e textual em uma

base de dados é um aspecto importante da análise de dados, uma vez que diversos au-

tores investigaram seu impacto no desempenho de classificadores. Em mais de uma área

de aplicação, vimos que a presença de dados estruturados e textual podem ser decisivos

melhorar os algoritmos de AM. Vimos que o assunto é abordado em diferentes áreas de

conhecimento provocando o interesse de muitos autores a explorá-lo. No entanto, como

pode ser observado na Seção 3.3, os trabalhos que exploraram a seleção de algoritmos

de classificação em bases contendo atributos estruturados e textuais implementaram es-

tudos em uma base de dados específica da área de conhecimento. Embora em alguns

casos (LICHTENWALTER et al., 2021; WANG et al., 2022) houve uma concatenação de

diferentes fontes de informação, as bases se referiam ao mesmo fenômeno, por tanto, ao

mesmo domínio. Não foi possível encontrar um trabalho que abordasse esse aspecto das

bases de dados com atributos estruturados e textual de maneira mais generalizada, isso

é, se a conclusão acerca do benefício ou não da inclusão de um ou outro tipo de atributo

se aplica exclusivamente àquela base de dados, ou só àquela área de conhecimento ou só

a um determinado algoritmo. Foi pouco explorado também a comparação dos métodos
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de vetorização e se eles tiveram maior ou menor influência no benefício da inclusão de

atributos textuais.



4 Materiais e Métodos

Nesse capítulo foram descritos os materiais e métodos utilizados para desenvolver os ex-

perimentos sob as diferentes bases de dados. Na Seção 4.1 foi descrita a metodologia

da análise experimental utilizada no presente trabalho, por meio da qual buscou-se dar

suporte à elucidação das QP, descrevendo os estágios que foram abordados no capítulo

bem como os aspectos que foram experimentados. A Seção 4.2 propõe um entendimento

dos dados, descrevendo individualmente as bases de dados utilizadas no trabalho, quais

sejam: Bilheteria de Filmes Nacionais (Subseção 4.2.1); Yelp (Subseção 4.2.2); Brazilian

E-Commerce (Subseção 4.2.3); e Wine Reviews (Subseção 4.2.4), detalhando suas prin-

cipais características e aspectos principais a serem utilizados nos estágios seguintes. Na

Seção 4.3, a preparação das bases de dados é detalhada tendo em vista os aspectos mais ge-

rais, bem como os aspectos específicos de cada base de dados durante o pré-processamento.

A referida Seção ainda descreve como se deu o processamento da linguagem natural. Por

fim, na Seção 4.4, é descrita toda a forma de execução dos experimentos, passando pelo

detalhamento do ambiente de experimentação, bem como dos algoritmos a serem utili-

zados, suas configurações e hiperparâmetros. A Seção ainda descreve o fluxograma para

a obtenção de resultados, onde se demonstrou como as bases foram divididas entre trei-

namento e teste, e que métricas foram utilizadas para a apresentação de resultados nos

capítulos posteriores.

4.1 Metodologia da Análise Experimental

A análise experimental do presente trabalho foi conduzida conforme descrita na Figura 6,

possuindo os seguintes estágios: Entendimento dos Dados, Preparação dos Dados e Exe-

cução dos Experimentos. Cada um dos estágios possui um produto que por conseguinte

alimenta o estágio posterior. O estágio de Entendimento dos Dados possui como produto

a compreensão das bases de dados, o que é essencial para a fase seguinte, a Preparação

dos Dados. A preparação das bases de dados precisa ser feita com vistas às características
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específicas que cada base de dados possui, assim como pode haver processamentos que

sejam comuns a todas as bases de dados. Tendo sido feito esses processamentos, teremos

bases de dados prontas para alimentar os algoritmos de AM. O estágio seguinte, a Execu-

ção dos Experimentos, faz a descrição do ambiente experimental bem como os algoritmos

que foram selecionados. Por fim, a Execução do Experimento segue pela obtenção da me-

lhor configuração dos algoritmos na base de treinamento, que representa o modelo final.

Os resultados foram obtidos pela aplicação do modelo final de cada algoritmo, treinado

na base de treino inteira e aplicado na base de testes. A análise dos resultados e sua

discussão foram tratados nos capítulos posteriores.

Figura 6: Estágios da Metodologia da Análise Experimental

A metodologia da análise experimental tem o objetivo de elucidar as questões de

pesquisa descritas na Seção 1.2. Por isso, a Figura 7 demonstra quais aspectos foram

explorados e de que maneira foram comparados. O experimento explorou os aspectos:

Bases de dados, Algoritmo, Abordagem e Método de Vetorização. As bases de dados

se apresentam em uma das abordagens descritas na figura. Cada uma das abordagens

representa uma possível configuração dessa base de dados, sobre a qual aplicaram-se os

algoritmos selecionados para serem utilizados no presente experimento. As abordagens

Textual e Combinada, que possuem o atributo textual ainda podem ter esse atributo

representado por um dos métodos de vetorização. A combinação desses aspectos deter-
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mina a cardinalidade do experimento e seus resultados foram discutidos isoladamente e

comparativamente, para cada um dos aspectos.

Figura 7: Relação dos Aspectos Analisados no Experimento

São abordagens das bases de dados: Estruturada: contendo atributos categóricos e

numéricos; Textual: contendo apenas o atributo textual; e, uma abordagem Combinada:

Contendo ambos atributos estruturados e textuais. Com relação às abordagens que pos-

suem o atributo textual, ainda foram testados os métodos de vetorização: BoW, TF-IDF,

Word2Vec e GloVe. Dessa forma foi possível obter isoladamente o desempenho da clas-

sificação levando-se em conta apenas os atributos estruturados, apenas os textuais, ou

ambos. Ao responder às QP, procurou-se garantir o máximo de robustez, com isso foi

demonstrado o desempenho de três diferentes algoritmos que usam métodos de aprendi-

zagem diferente, em quatro bases de dados de domínios diferentes. Além da adição do

teste de diferentes métodos de vetorização também foram testadas bases de dados em

idiomas diferentes, inglês e português.
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4.2 Entendimento dos Dados

Para observamos uma descrição de cada uma das bases utilizadas no presente trabalho,

apresentando sua origem e características, podemos observar a Tabela 7, onde podem

ser encontrados detalhes sucintos das bases de dados para melhor compreensão de suas

naturezas. Uma descrição mais completa das bases de dados está presente no Anexo A

(8), onde se pode encontrar os tipos de atributos, da variável resposta, bem como outras

características quantitativas e qualitativas de cada base de dados. As bases de dados fo-

ram selecionadas por serem bases de dados publicamente disponíveis na rede mundial de

computadores, por tanto, de fácil acesso por qualquer estudante ou pesquisador. Com a

exceção da base de dados de Bilheteria de Filmes Nacionais, todas as outras bases foram

tema de estudos prévios, onde foram explorados seus dados para ser desenvolvida alguma

atividade de AM (RAFAY; SULEMAN; ALIM, 2020; ZHAO et al., 2019; NANAYAK-

KARA et al., 2022). Como pode ser identificado no Capítulo 3, todos os pesquisadores

utilizaram bases de dados exclusivamente de uma área do domínio de conhecimento não

sendo possível garantir que a opção na consideração dos atributos estruturados ou tex-

tuais se limitavam àquela área. Com efeito, as bases a seguir, foram selecionadas por

descrever fenômenos de áreas do conhecimento distintos entre si, porém guardando uma

característica em comum, qual seja a existência de atributos estruturados e textuais. To-

das as bases de dados do presente estudo estão anonimizadas e não possuem restrições

quanto ao uso para fins de pesquisa, tendo sido feita a devida referência às suas fontes e

documentações nas Subseções subsequentes.

Tabela 7: Principais características das bases de dados
Bilheteria Yelp Wine Reviews Brazilian E-Commerce

Idioma Português Inglês Inglês Português
Exemplos 579 150.346 129.971 18.078
Nº Atr. Categóricos 18 10 11 2
Nº Atr. Numéricos 4 3 1 10
Atributo Textual sinopse text description review
Variável Resposta publico stars points average reviews score

4.2.1 Bilheteria de Filmes Nacionais

A base de dados de filmes nacionais é um compilado de informações acerca da indústria

cinematográfica brasileira. Parte dessa base é oficial, organizada e disponibilizada pela

Agência Nacional do Cinema (ANCINE), agência que regula, fiscaliza e fomenta o setor

com vistas a promover e desenvolver o setor audiovisual brasileiro em benefício da soci-
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edade (GOV.BR, 2023). A ampla disponibilização de dados nasce em atendimento ao

Decreto Federal nº 8.777, de 11 de maio de 2016, que instituiu a Política de Dados Aber-

tos, visando dar transparência e participação ativa do cidadão às políticas públicas. Essa

base de dados oficial reúne características técnicas das produções nacionais bem como o

total de público que cada obra levou aos cinemas, o que, pode ser usado como variável

resposta. Para complementar e enriquecer a base de dados, foram também obtidos dados

do site AdoroCinema, um site que reúne informações de cinematografia e é um dos mais

acessados do Brasil (ADOROCINEMA.COM, 2023). Dentre os dados que puderam ser

obtidos está a sinopse, texto livre descrevendo o enredo da obra que pode ser associada

aos filmes na base de dados oficial da ANCINE. A base de dados integral então é re-

presentada pela junção dos dados da base oficial da ANCINE, com os dados obtidos do

AdoroCinema, tendo sido utilizado o nome do filme como identificador para realizar a

concatenação horizontal dessas duas bases.

4.2.2 Yelp

A base de dados do Yelp é uma base de dados disponibilizada por iniciativa da própria

Yelp com fins educacionais e acadêmicos. A Yelp é uma plataforma online que fornece

informações e avaliações sobre empresas locais. É uma plataforma baseada em opiniões

de usuários, na qual as pessoas podem compartilhar suas experiências e opiniões sobre

restaurantes, bares, lojas e serviços profissionais de uma forma geral. A base de dados

inteira conta com mais de 6 milhões de reviews sobre mais de 150 mil estabelecimentos,

descrevendo características do estabelecimento como local e serviços oferecidos; e as re-

views feitas por usuários em texto livre, além de outras características do usuário. A

base ainda inclui bases com imagens e contagem de checkins (YELP, 2023). Pela riqueza

e alta disponibilidade de dados, essa base já foi utilizada em outros trabalhos para rea-

lizar tarefas de classificação (SIHOMBING; FONG, 2019; RAFAY; SULEMAN; ALIM,

2020). A base integral utilizada no presente trabalho foi obtida por meio da concatenação

das bases business e reviews, que descrevem respectivamente, características categóri-

cas e numéricas dos estabelecimentos ou serviços, e diversos reviews sobre os mesmos.

A identificação do estabelecimento ou serviço foi utilizado como índice para realizar a

concatenação horizontal dessas bases.
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4.2.3 Brazilian E-Commerce

Brazilian E-Commerce é uma base de dados disponibilizada pela plataforma do Kaggle

feita a partir do site Olist (OLIST; MAGIOLI, 2018). A base de dados reúne centenas de

milhares de compras feitas em lojas online, possuindo atributos que descrevem a forma de

compra, preço, forma de pagamento, forma de entrega, localização do comprador, dentre

outras características. Além disso, cada compra conta com um atributo textual review,

que consiste num texto livre descrevendo a experiência da compra. O comprador ainda

pode atribuir uma nota para essa compra, uma review score que pode ser usada como

uma variável resposta tanto para classificação quanto para regressão. A base de dados

com a anonimização de compradores e parceiros já foi utilizada em outros trabalhos para

tarefas de AM (NANAYAKKARA et al., 2022; ELSOKKARY et al., 2023). Para que a

base de dados final fosse construída, três bases foram concatenadas, foram elas as bases:

products, order_items e reviews. A base products descreve características do produto

individualmente, enquanto a base order_items descreve características da compra. A

base de dados reviews são pequenos textos em linguagem natural no qual um comprador

opina sobre sua compra. Foi utilizado o identificador da ordem de compra para juntar a

review com o pedido, e depois o identificador do produto para juntar com as informações

individuais de cada produto.

4.2.4 Wine Reviews

Wine Reviews é uma base de dados disponibilizada na plataforma Kaggle a partir de

dados obtidos do site WineEnthusiast (THOUTT, 2017). A base de dados reúne centenas

de milhares de análises de vinhos, que são caracterizados por aspectos do vinho como sua

origem, classificação e preço e uma pequena resenha feita em texto livre pelo avaliador. A

base de dados ainda inclui uma nota que o avaliador pode atribuir ao vinho, podendo ser

utilizada como variável resposta tanto para regressão quanto para classificação. Por ser

disponibilizada publicamente e muito rica em informações, a base de dados Wine Reviews

já foi utilizada em outros trabalhos com diferentes tarefas (XU; WANG, 2017; ZHAO

et al., 2019; MALKIEL et al., 2020). Na base de dados Wine Reviews não foi necessário

realizar qualquer tipo de concatenação, uma vez que a mesma é disponibilizada já com

seus atributos estruturados e textuais pronta para a preparação dos dados.
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4.3 Preparação dos Dados

Para que os resultados fossem obtidos, alguns pré-processamentos foram realizados a fim

de preparar os dados de maneira que os algoritmos pudessem usá-los. O pré-processsamento

a seguir foi realizado para cada uma das bases de dados descritas na Seção 4.2. A primeira

medida foi separar o atributo textual dos atributos categóricos e numéricos, gerando por

tanto duas bases separadas, uma vez que cada uma demandava um tratamento específico.

Os tratamentos que seguem, foram aplicados aos atributos categóricos e numéricos, exceto

quando especificado um dos dois.

A variável resposta foi discretizada em dois intervalos, cada uma delas recebendo as

classes 0 e 1. O processo, que também pode ser chamado de binarização (duas classes),

permite a execução de uma tarefa de classificação por AM. A binarização consiste em

transformar uma variável de valor contínuo em uma variável discreta com dois valores,

criando um conjunto de intervalos contíguos (ou equivalentemente um conjunto de pontos

de corte) que abrange a faixa de valores da variável (LUSTGARTEN et al., 2008). A

discretização utilizando um ponto de corte fixo não é o único método, porém pode ser de-

monstrado que em algumas bases de dados reais, como as utilizadas no presente trabalho,

não há diferenças estatisticamente relevante quando da discretização da variável, e, apesar

de poder haver alguma perda de informação, simplifica o processo facilitando a análise

comparativa (SCOTT; DAVENPORT, 2007). Além disso, o referido processamento foi

utilizado por outros autores, como Souza, Souza et al. (2021).

Foram retirados atributos de identificação, notadamente que possuem "id" em seu

nome. Esses atributos são utilizados para identificar os exemplos e não conferem apren-

dizado aos algoritmos (GÉRON, 2019). Atributos de data foram convertidas em valores

numéricos que representassem a semana do ano. Os atributos categóricos foram trata-

dos pelo método de representação em números inteiros. Nesse método cada classe do

atributo é representada por um número inteiro único, substituindo o valor do tipo string

(GÉRON, 2019). A representação numérica das variáveis categóricas é necessária em

função das bibliotecas de AM utilizadas no presente trabalho, e detalhada na Seção 4.4.

Uma vez tendo todos os valores de atributos representados por valores numéricos, esses

foram padronizados a fim de variarem entre 0 e 1. O procedimento de padronização dos

valores pode beneficiar a aprendizagem dos algoritmos uma vez que limita a escala de

grandeza dos atributos facilitando os métodos de otimização dos algoritmos de AM (GÉ-

RON, 2019). Esse procedimento também foi utilizado por outros autores como Bagheri

et al. (2021). Finalmente, como pré-processamento, foi feita a retirada de valores faltan-
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tes, também identificados como NaN (not a number) por não representarem informação

aos algoritmos, Sung, Lin e Hu (2020) também adotou a mesma medida.

A base de dados Wines (Subseção 4.2.4) não demandou pré-processamentos específi-

cos, sendo ela constituída por uma base de dados só. As outras bases de dados, por sua

conformação, necessitavam alguns procedimentos a mais. A base de dados de Bilheteria

(Subseção 4.2.1) possuía os dados distribuídos em uma série temporal com frequência se-

manal. Os dados foram agrupados e as variáveis numéricas que descreviam o desempenho

na semana foi somada para representar o total ao fim do período de exibição por filme.

Hartvigsen, Sen e Rundensteiner (2019) também fizeram agrupamento dos dados a fim

de que com a agregação permitisse a interpretação dos dados total por paciente. Após o

agrupamento por filme a base de dados com o atributo textual, o script, foi concatenado

horizontalmente por nome do filme. Foram retirados atributos que pudessem gerar um

viés no aprendizado dos algoritmos, uma vez que a audiência de um filme está intima-

mente ligada à renda e ao número de salas e cópias que são distribuídas, possuindo forte

correlação com essa que foi a variável resposta.

Outras bases de dados como a Yelp (Subseção 4.2.2), e Brazilian E-Commerce (Sub-

seção 4.2.3) possuem diversas bases que precisavam ser concatenadas a fim de se obter

uma base de dados final. Para obter a base de dados Yelp final, com a qual foi execu-

tado o presente trabalho foram concatenadas as bases "Business"e "Review". A primeira

organiza informações categóricas e numéricas de cada estabelecimento, e a Review inclui

o atributo textual sobre cada um desses estabelecimentos, por usuário por review além

de uma contagem de reviews. As reviews foram então agrupadas por estabelecimento

usando o identificador "business_id", e a base de dados agrupado foi então concatenada

horizontalmente à base de dados "Business". Dessa maneira, cada linha representava um

estabelecimento, possuindo diversas informações numéricas e categóricas relacionadas a

sua identificação e funcionamento, bem como um conjunto de reviews em formato de texto

livre.

Quanto à base de dados Brazilian E-Commerce (Subseção 4.2.3) foram utilizadas as

bases "Products", "Order"e "Reviews". As bases foram individualmente agrupadas para

representar seu identificador, "produto", "ordem de compra"e "review", respectivamente e

então concatenadas horizontalmente. O resultado é a base por produto, com atributos que

representam as características do produto, das ordens de compra feitas daquele produto

e as reviews desses produtos.

O PLN foi realizado com o auxílio de duas principais bibliotecas, o NLTK (Natural
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Language Toolkit) e o Gensim (REHUREK; SOJKA, 2011), ambas desenvolvidas para

linguagem Python. É importante notar que todo o PLN foi desenvolvido considerando

o idioma da base de dados, uma vez que havia bases de dados originariamente no idi-

oma Português e no Inglês. O primeiro procedimento foi o de converter todas as letras

para minúsculas (BAGHERI et al., 2021) em seguida os textos foram tokenizados (LI-

CHTENWALTER et al., 2021). A partir daí, então foram retirados pontuações e outras

marcações estranhas à linguagem natural, assim como as stop words (LICHTENWALTER

et al., 2021; BAGHERI et al., 2021).

Esses pré-processamentos visam preparar as sentenças a fim de que sejam mais úteis

aos métodos de vetorização dos textos. Quatro foram os métodos de vetorização utili-

zados, dois deles, utilizando a própria base para representar os valores, sendo o caso do

BoW e do TF-IDF. Por outro lado, os métodos Word2Vec e o GloVe foram utilizados

usando algoritmos pré-treinados, por tanto os algoritmos já treinados foram obtidos de

suas respectivas fontes, uma para cada idioma, inglês e português. Os algoritmos em por-

tuguês foram obtidos do Repositório de Word Embeddings do NILC (SILVA; VIEIRA,

2019), já os algoritmos em inglês foram obtidos do Google Code (GOOGLE CODE, 2013)

no caso do Word2Vec, e, no caso do GloVe, do Natural Language Processing Group da

Universidade de Stanford (NATURAL LANGUAGE PROCESSING GROUP, 2023). O

uso de algoritmos de NLP pré-treinados em grandes bases de dados pode garantir melhor

qualidade na extração de conhecimento dos textos, uma vez que grandes bases fornecem

uma maior diversidade de estilos e domínios de conhecimento, aumentando a capacidade

representativa de cada token (QIU et al., 2020).

Os vetores representativos dos atributos textuais foram limitados a trezentos atributos.

Isso porque considerando a comparação com algoritmos pré-treinados, as fontes oferecem

uma variedade muito grande do tamanho de vetor em que esses algoritmos foram treinados

podendo variar de poucas dezenas e milhares. Para que o tamanho do vetor fosse o mesmo

dentre os métodos de vetorização, buscou-se um valor que fosse facilmente encontrado, de

fontes conhecidas, viabilizando assim a replicabilidade do experimento.

4.4 Execução dos Experimentos

O ambiente experimental do presente trabalho foi desenvolvido com recursos na forma

de computação em nuvem, descritos na Tabela 4.4. A computação em nuvem permite

a execução de recursos computacionais virtualizados em servidores remotos, fornecendo
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flexibilidade, escalabilidade e acesso conveniente aos recursos de computação. O ambiente

de experimentação utilizou uma máquina virtual provisionada na nuvem. A máquina vir-

tual é uma representação virtualizada de um sistema computacional completo, incluindo

processador, memória e armazenamento (BISONG; BISONG, 2019). Além das vantagens

descritas, o uso do mesmo provedor do serviço de computação e do serviço de notebook,

permite que diversas tarefas sejam realizadas com mais facilidade de configuração e acesso

às informações do ambiente experimental, dos algoritmos utilizados e os resultados obti-

dos.

Serviços em Nuvem Provedor: Google Cloud Platform
Tipo de Instância: Personalizada

CPU Nome: Intel(R) Xeon(R) CPU @ 2.20GHz
Quantidade: 24
Plataforma de CPU: Intel Broadwell
Arquitetura: x86/64

Disco rígido Tipo de Interface: SCSI
Tamanho (GB): 200
Arquitetura: x86/64

Memória Tamanho (GB): 196
Software Sistema Operacional: Container-Optimized OS

Versão: 97
ID de compilação: 16919.189.20
Linguagem de Programação: Python
Versão da linguagem: 3.10.11

Ambiente de Notebook Nome: Google Colab
Versão do notebook: 1.0.0

Foram utilizados os algoritmos de AM: Regressão Logística (RL), Extreme Gradient

Boosting (XGBoost) e Convolutional Neural Network (CNN). A RL é implementada sob

o nome de LogisticRegression na biblioteca scikit-learn, biblioteca especializada em AM

desenvolvida para a linguagem Python (PEDREGOSA et al., 2011). O XGBoost é im-

plementado sob o nome de XGBoostClassifier na biblioteca XGBoost, inspirado no artigo

de Chen e Guestrin (2016). A CNN, algoritmo de AP, foi implementada utilizando a bi-

blioteca Keras (CHOLLET et al., 2015), que é uma interface de alto nível para construir

e treinar redes neurais. A arquitetura da CNN a ser utilizada está detalhada na Figura 8,

o algoritmo consiste em três camadas de convolução unidimensional (convolução + max-

pooling), seguidas de três camadas de redes densas. A camada de entrada consiste em

um exemplo da base de dados com m atributos, xi = (ai, ai+1,...am). A dimensão de

saída de cada uma das camadas está representada no diagrama, sendo a última camada,

notadamente uma função sigmoide, que definirá uma das classes em que o exemplo se

classifica ci = {1,0}. A arquitetura foi obtida após uma série de testes nas bases de trei-
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namento utilizadas, tendo sido selecionada para o trabalho aquela que obteve os melhores

resultados no treinamento.

Figura 8: Diagrama de Arquitetura da CNN

Como foi demonstrado no Capítulo 3, Tabela 6, muitos algoritmos foram utilizados

para execução de classificação em bases com atributos estruturados e textual, passando

por algoritmos com abordagem tradicional a algoritmos de AP. A Regressão Logística

esteve entre os mais utilizados, por isso também foi selecionado para ser utilizado no

presente trabalho. Além disso, o algoritmo de agrupamento de árvores de decisão, o

RF, divide o topo dos algoritmos mais utilizados, por isso o XGBoost foi selecionado.

O XGBoost utiliza a mesma abordagem de aprendizado pelo agrupamento de árvores

de decisão, porém, possuí diversos mecanismos que o tornam ainda mais eficiente para

trabalhar em bases de dados de todas as naturezas como foi visto na Seção 2.1.2. A

escolha da CNN se dá pelo fato de que em quatro, dos cinco trabalhos descritos na Seção

3.3 foram utilizados algum algoritmo baseado em AP. O AP se demonstra muito eficiente

em diversas atividades de AM, e, como visto na Seção 2.2, superando os algoritmos de

abordagem tradicional, por tanto, a comparação entre esses algoritmos e os de abordagem

tradicional como o RL e o XGBoost permite também a comparação de desempenho.

Com efeito, o presente trabalho irá utilizar dois algoritmos de AM baseados em abor-
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dagens tradicionais, um linear, o RL (COX, 1958), e um não linear, o XGBoost (CHEN;

GUESTRIN, 2016). Adicionalmente foi utilizado um algoritmo baseado em AP, o CNN

(GOODFELLOW; BENGIO; COURVILLE, 2016), a fim de podermos comparar o de-

sempenho dos algoritmos segundo suas abordagens de aprendizado. O uso de algoritmos

amplamente utilizados em outros trabalhos da mesma natureza também possibilita a aná-

lise comparativa com a de outros autores, estabelecendo referências sólidas às possíveis

conclusões dos resultados.

Figura 9: Fluxograma do Processo de Obtenção de Resultados

Para obtenção dos resultados do presente trabalho, as bases de dados foram divididas

em dois conjuntos, o de treino e teste. Essa bipartição também foi utilizada por ou-

tros autores (SUNG; LIN; HU, 2020; HARTVIGSEN; SEN; RUNDENSTEINER, 2019;

WANG et al., 2022). O conjunto de treino corresponderá a 80% do total dos dados, en-

quanto o teste foi de 20%. Hartvigsen, Sen e Rundensteiner (2019) também utilizaram

80/20 enquanto Sung, Lin e Hu (2020) utilizaram uma proporção de 2 pra 1. Na base

de treino foi utilizado uma validação-cruzada de 10 partições que usualmente determina

a melhor estimativa de erro dos algoritmos, a um menor custo computacional (HASTIE

et al., 2009). O objetivo é obter a melhor configuração nessa base de dados, através de

iterações, na qual diferentes combinações de hiperparâmetros são testadas pra cada um
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dos algoritmos. Cada nova configuração de cada algoritmo é aplicada a validação-cruzada

de 10 partições e seu resultado mensurado em termos de Acurácia. Aquela que obtém

o melhor resultado, isso é, o conjunto de parâmetros com a maior média de acurácia na

validação-cruzada de 10 partições é então utilizado para treinar, agora na base de treino

inteira obtendo-se assim o modelo final (FLACH, 2012).

No Anexo B ( 9), é possível observar uma tabela completa dos experimentos e o resul-

tado auferido da fase de treinamento, de onde se obteve os melhores parâmetros em cada

caso. Esses melhores parâmetros, como foi visto, foram obtidos por sucessivas combina-

ções de parâmetros em uma validação cruzada de 10 partições, cada um dos experimentos

gerou um melhor parâmetro que foi, por tanto, utilizado no respectivo algoritmo, gerando

um modelo final sendo o resultado da aplicação desses algoritmos finais apresentados e

discutidos nos capítulos posteriores. A base de teste foi usada exclusivamente para medir

a capacidade de generalização dos algoritmos finais, por tanto, a capacidade preditiva

dos mesmos. A base de testes fica invisível aos algoritmos até que sejam testados, por

tanto, apenas depois de se obter um modelo final devidamente treinado em toda base de

treino é que a base de teste é revelada para que os resultados sejam auferidos (GÉRON,

2019). Os resultados foram mensurados em termos de AUROC e Acurácia, como fizeram

Wang et al. (2022) e Hartvigsen, Sen e Rundensteiner (2019). A acurácia permite maior

interpretabilidade dos resultados (LIPTON; ELKAN; NARAYANASWAMY, 2014) e o

AUROC garante uma interpretação independente do limiar de decisão (MUSCHELLI III,

2020). A utilização de duas métricas fortalece a intepretação dos resultados e atenua

a possibilidade de vieses inerentes a cada uma das métricas especificamente (GÉRON,

2019). Todo processo é esquematizado na Figura 9 para melhor compreensão.
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No presente capítulo foram apresentados os resultados dos experimentos descritivamente

e visualmente a fim de que sejam expostos os dados necessários à análise das questões

de pesquisa no próximo Capítulo. Os resultados aqui demonstrados estão separados por

variáveis experimentadas, tendo os valores demonstrados pela média agrupada por cada

variável. No Anexo C (10) é possível encontrar resultado de cada um dos 108 experi-

mentos individualmente em termos de acurácia e AUROC. Como visto na Seção 4.4, o

experimento foi modelado de forma a variar diversos aspectos quais sejam a base de dados,

algoritmo, a abordagem e, quando cabível, o tipo de vetorização dos atributos textuais.

A Seção 5.1 demonstra o resultado tendo em vista que tipo de dados foram considerados,

se estruturado ou não estrutuados, por tanto, segundo a abordagem da base de dados

para a classificação. Na Seção 5.2, foi apresentado os resultados segundo a base de dados

utilizada, e na Seção 5.3 o resultado foi apresentado segundo o algoritmo utilizado. Por

fim, na Seção 5.4 foi demonstrado o resultado pelo método de vetorização dos atributos

textuais, por tanto, quando esse foi levado em consideração.

5.1 Abordagem

A abordagem é representada pelo conjunto de atributos que foram considerados pelos

algoritmos ao realizaram a atividade de classificação. Os resultados aqui apresentados

correspondem à média do somatório de resultados de todas bases de dados, algoritmos e

métodos de representação de textos. Como pode ser visto na Figura 10, onde se demons-

tra a média dos resultados agrupados de todos os experimentos divididos pela abordagem,

quando levados em consideração apenas os dados numéricos e categóricos, isto é os da-

dos estruturados, o desempenho é visivelmente pior. A classificação de textos, ou seja,

quando levado em consideração apenas dados textuais, se mostrou supererior à classi-

ficação usando apenas dados estruturados, sugerindo que os dados textuais proveram

aos algoritmos informações mais úteis durante seu aprendizado para realizar classifica-
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ções mais eficientes. Quando combinados, ou seja, levando em consideração tanto dados

estruturados quanto textuais, a classificação se tornou ainda mais eficiente, sugerindo

aparentemente um incremento do resultado considerável quando usando apenas dados es-

truturados, mas com apenas uma ligeira diferença para melhor quando utilizando dados

apenas textuais.

Figura 10: Resultado Por Abordagem

Na Figura 10 podemos ver mais claramente a diferença do resultado pela abordagem.

É possível notar a distância, em termos da média da acurácia dos resultados, segundo os

dados que foram considerados. Quando levado em consideração apenas os dados estrutu-

rados, o desempenho foi pelo menos em média 9,4% pior do que a classificação quando

utilizado apenas o texto, e pelo menos 11,3%, embora a utilização apenas dos dados es-

truturados apresentou a menor variabilidade de resultado (6,2% de desvio padrão). Já

a comparação entre uma classificação utilizando apenas texto, de quando adicionamos

também os dados estruturados a distância foi menor, apenas 1,9%.

Tabela 8: Resultado Por Abordagem
Estruturada Textual Combinada

Acurácia média 0.6842 0.7778 0.7972
desv. pad. 0.0620 0.0852 0.0696

AUROC média 0.6306 0.7639 0.7851
desv. pad. 0.0962 0.0751 0.0590

Também é possível observar que em termos de AUROC, a diferença de desempenho

é ainda maior quando comparamos a abordagem Estruturada com a abordagem Textual,

sendo essa em média 13,33%, e quando comparado à abordagem Combinada a diferença

é, em média ainda maior, sendo de 15,45%. Em termos de AUROC também pode ser
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observado que, ao contrário da acurácia, onde a abordagem Estruturada possuía o menor

desvio padrão (6,2%), em termos de AUROC, esse detém o maior desvio padrão (9,6%),

sendo o menor desvio padrão atribuído à abordagem Combinada (5,9%). A Tabela 8

complementa a informação da Figura 10, onde se nota grifado o melhor desempenho

tanto em termos de acurácia, quanto em termos de AUROC por parte da abordagem

Combinada.

5.2 Base de Dados

O resultado por base de dados permite-nos observar o quanto de informações presente

nesses dados pode ser usado efetivamente pelos algoritmos, e quão eficazmente foi conver-

tido em aprendizado para a classificação. Os resultados aqui apresentados correspondem

à média do somatório de resultados de todas abordagens, algoritmos e métodos de repre-

sentação de textos. A Figura 11 demonstra os resultados da classificação em cada uma

das bases em termos de média e desvio padrão da acurácia e AUROC alcançada na base

de teste. Em termos de acurácia, o melhor desempenho se deu pela base de dados Yelp,

alcançando dentre todos os algoritmos e abordagens utilizadas, uma média de 84,9% de

acurácia, seguido pelo Brazilian E-Commerce com 80,7%, Wine Reviews com 76,4%, e

por último, com pior desempenho médio a base de dados Bilheteria Nacional 68,6%. A

base de dados Brazilian E-Commerce teve a maior dispersão de desempenho resultando

em um desvio padrão de 7,4% na acurácia, enquanto a base de dados Wine Reviews teve

a menor variabilidade, com 2,5% de desvio padrão.

Figura 11: Resultado por Base de dados
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Quando observamos os resultados em termos de AUROC, o melhor desempenho mé-

dio foi observado na base de dados Brazilian E-Commerce com 80,5% de média e 7,7% de

desvio padrão, só então seguido pelo desempenho na base de dados Yelp, média 79,5%,

desvio padrão 10,6%. Essa alternância entre melhores desempenhos segundo a métrica

utilizada demonstra a importância na utilização de mais de uma métrica, embora a di-

ferença seja bem pequena, como foi discutido na Seção 2.3, acurácia e AUROC medem

coisas distintas e complementares ao entendimento do desempenho dos algoritmos.

Tabela 9: Resultado médio em termos de acurácia por abordagem por base de dados.
Entre parêntesis o desvio padrão.

Base de Dados Estruturada Textual Combinada
Bilheteria Nacional 0.7184 (0.0733) 0.6523 (0.0351) 0.7112 (0.0595)
Brazillian E Commerce 0.6062 (0.0203) 0.8309 (0.0165) 0.8330 (0.0148)
Wine Reviews 0.7328 (0.0311) 0.7618 (0.013) 0.7736 (0.027)
Yelp 0.6795 (0.001) 0.8666 (0.0163) 0.8714 (0.0128)

Tabela 10: Resultado médio em termos de AUROC por abordagem por base de dados.
Entre parêntesis o desvio padrão.

Base de Dados Estruturada Textual Combinada
Bilheteria Nacional 0.7226 (0.0568) 0.6591 (0.0327) 0.7145 (0.052)
Brazillian E Commerce 0.5954 (0.0201) 0.8296 (0.0156) 0.8319 (0.0144)
Wine Reviews 0.6987 (0.0491) 0.7398 (0.013) 0.7592 (0.0245)
Yelp 0.5059 (0.0055) 0.8274 (0.0307) 0.8348 (0.0124)

As Tabelas 9 e 10 complementam a informação do resultado por base de dados,

separando-as segundo a abordagem de apresentação dessas bases. O resultado ainda

apresenta grifado os melhores resultados por abordagem em termos de acurácia e AU-

ROC respectivamente. Pode ser visualizado que a apresentação da base de dados na

maioria dos casos determinou um melhor desempenho. Tanto em termos de acurácia

quanto em termos de AUROC, a abordagem Combinada possui os maiores desempenhos

com a exceção da base de dados Bilheteria Nacional.

Tabela 11: Resultado médio em termos de acurácia por base de dados por algoritmo.
Entre parêntesis o desvio padrão.

Base de Dados CNN RL XGB
Bilheteria Nacional 0.6514 (0.0364) 0.6868 (0.0292) 0.7194 (0.0787)
Brazillian E Commerce 0.7948 (0.0809) 0.8051 (0.0712) 0.8208 (0.076)
Wine Reviews 0.7483 (0.0139) 0.758 (0.0228) 0.785 (0.0215)
Yelp 0.844 (0.0634) 0.8499 (0.0658) 0.8498 (0.0647)

Outro aspecto dos resultados quanto à base de dados que pode ser demonstrado é

o desempenho por algoritmo, uma vez que, como demonstrado na Seção 2.1 e Seção 2.2
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Tabela 12: Resultado médio em termos de AUROC por base de dados por algoritmo.
Entre parêntesis o desvio padrão.

Base de Dados CNN RL XGB
Bilheteria Nacional 0.6637 (0.0343) 0.6897 (0.0296) 0.7189 (0.0703)
Brazillian E Commerce 0.7934 (0.0841) 0.8023 (0.074) 0.8181 (0.0792)
Wine Reviews 0.7332 (0.0145) 0.7322 (0.0342) 0.7662 (0.0241)
Yelp 0.7906 (0.1135) 0.7955 (0.1097) 0.7987 (0.1089)

os algoritmos possuem abordagens diferentes podendo possuir desempenhos distintos a

depender da área de domínio dos dados. As Tabelas 11 e 12 demonstram esse resultado,

grifando-se os melhores resultados por base de dados entre os diferentes algoritmos. Como

pode ser visto, o XGBoost em geral possui o melhor desempenho independente da área

de domínio da base de dados com apenas uma exceção, no caso da base de dados Yelp,

em que, por 0,1%, o algoritmo RL foi melhor em termos de acurácia, apresentando, no

entanto, um desvio padrão maior: 6,58% do RL contra 6,47% do XGBoost.

5.3 Algoritmo

No que se refere ao resultado dos algoritmos, temos na Figura 12 os resultados correspon-

dentes à média do somatório de resultados de todas abordagens, bases de dados e métodos

de representação de textos. O melhor algoritmo, em média, foi o XGBoost, alcançando

79,4%, seguido pelo RL com 77,5% e, finalmente, o CNN, com 76%. Apesar do aparente

melhor desempenho média do XGBoost, a variabilidade desse e do RL foi igual, com um

desvio padrão de 7,9%. O algoritmo baseado em AP, não só teve o pior desempenho mé-

dio, como a maior variabilidade de resultado com um desvio padrão de 8,9%. O AUROC

apresenta a mesma ordem de desempenho dos algoritmos.

Já as Tabelas 13 e 14 demonstram os resultados dos algoritmos separados por abor-

dagem, a fim de se demonstrar o efeito da apresentação dos dados no desempenho dos

algoritmos em termos de acurácia e AUROC respectivamente. Como pode ser visualizado,

nas duas métricas de desempenhos o algoritmo XGBoost se saiu melhor independente de

que tipo de atributos foram levados em consideração. O RL foi o segundo algoritmo com

desempenho mais alta também em todas as abordagens tendo o CNN o pior desempenho

independente da abordagem.

Um importante fator na análise dos algoritmos é a capacidade de generalização. Na

Figura 13 é demonstrada comparativamente essa capacidade, em média de acurácia, da

capacidade dos algoritmos de a partir da aprendizagem na base de treino, generalizarem
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Figura 12: Resultado por Algoritmo

Tabela 13: Resultado médio em termos de acurácia por abordagem por algoritmo. Entre
parêntesis o desvio padrão.

Algoritmo Estruturada Textual Combinada
RL 0.6789 (0.0439) 0.7803 (0.0796) 0.7936 (0.0701)
XGB 0.7144 (0.0800) 0.7831 (0.0907) 0.8242 (0.0476)
CNN 0.6594 (0.0610) 0.7703 (0.0902) 0.7741 (0.0816)

o conhecimento na base de teste. A comparação se dá entre os resultados médios da

validação cruzada de 10 partições na base de treino usando o melhor parâmetro, com o

resultado da aplicação do modelo final sob a base de teste. A Figura, demonstra que

todos os algoritmos foram capazes de realizar essa generalização, tendo seus desempenhos

sido ainda maiores que os identificados na base de treino.

5.4 Método de Vetorização

Quanto ao método de vetorização dos textos, os resultados aqui apresentados corres-

pondem à média do somatório de resultados de todas as abrodagens, bases de dados e

algoritmos. Como pode ser visto nas Seções anteriores, a presença do atributo textual

forneceu um grande benefício ao desempenho dos algoritmos. Na Figura 14 podemos

analisar como esse comportamento se dá, porém agora observando como cada método de

vetorização se comportou nas diferentes bases de dados, com diferentes algoritmos. O que

se pode observar é basicamente uma proximidade muito grande dos resultados indepen-

dente do método de vetorização dos textos. Em termos de acurácia e AUROC, o melhor

método em média foi o Word2Vec, seguido pelo TF-IDF, BoW e, finalmente o GloVe.
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Tabela 14: Resultado médio em termos de AUROC por abordagem por algoritmo. Entre
parêntesis o desvio padrão.

Algoritmo Estruturada Textual Combinada
RL 0.6179 (0.0857) 0.7644 (0.0693) 0.7797 (0.0601)
XGB 0.6618 (0.126) 0.7689 (0.0791) 0.8105 (0.0421)
CNN 0.6122 (0.0937) 0.7586 (0.0812) 0.7651 (0.0664)

Figura 13: Comparação de Resultados em Treino e Teste Por Algoritmo

As Tabelas 15 e 16 demonstram o resultado dos métodos de vetorização por aborda-

gem, grifando-se o melhor método de vetorização por abordagem. Através dessa tabela

é possível identificar que quando apenas o texto foi levado em consideração, o método

Word2Vec foi o melhor método alcançando 78,84% de acurácia e 77,39% de AUROC.

No entanto, quando levamos conjuntamente em consideração ao atributo textual, o atri-

buto estruturado há uma mudança. O melhor método sob a abordagem Combinada foi

o TFIDF, em termos de acurácia alcançando 80,40%, e o BoW em termos de AUROC

com 78,94%. Assim como o resultado médio de ambas as abordagens, a diferença entre os

métodos é muito pequena. É importante observar que cada um desses métodos usa abor-

dagens distintas como visto na Seção 2.4, porém, usando ou não algoritmos pré-treinados,

sendo eles algoritmos tradicionais ou mais modernos o resultado efetivamente, em média,

foi quase que indistinto em todas as bases e algoritmos utilizados.
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Figura 14: Resultado Por Método de Vetorização do Atributo Textual

Tabela 15: Resultado médio em termos de acurácia por abordagem por método de veto-
rização dos textos. Entre parêntesis o desvio padrão.

Vetorização Textual Combinada
BoW 0.7723 (0.0847) 0.8037 (0.0752)
TFIDF 0.7745 (0.0992) 0.8040 (0.0579)
W2V 0.7884 (0.0792) 0.7957 (0.0695)
GLV 0.7764 (0.0873) 0.7857 (0.0816)

Tabela 16: Resultado médio em termos de AUROC por abordagem por método de veto-
rização dos textos. Entre parêntesis o desvio padrão.

Vetorização Textual Combinada
BoW 0.7533 (0.0744) 0.7894 (0.0647)
TFIDF 0.7636 (0.0846) 0.7892 (0.0541)
W2V 0.7739 (0.0699) 0.7865 (0.0566)
GLV 0.7650 (0.0795) 0.7753 (0.0668)



6 Análise dos Resultados

O presente capítulo faz um aprofundamento e discussão dos resultados observados no

capítulo anterior, com vistas às questões de pesquisa. Foram tratados os aspectos que

podem nos ajudar a respondê-las, por isso, o presente capítulo discute as principais va-

riáveis do experimento e a sua implicação nos resultados. A Seção 6.1 explora de forma

detalhada e comparativa os resultados segundo a abordagem da base de dados. Na Se-

ção 6.2 buscou-se discutir o papel que o domínio de conhecimento, materializado pelas

bases de dados, possuem sob os resultados nas bases de dados com atributos estruturados

e textual. Já a Seção 6.3 procurou elucidar as implicações advindas da aplicação de cada

um dos algoritmos experimentados, e como suas diferentes abordagens de aprendizado

podem ter influenciado no resultado em cada abordagem da base de dados. Por fim, a

Seção 6.4 executa um teste de hipótese que buscou responder às questões de pesquisa

dando a essas respostas uma relevância do ponto de vista estatístico.

6.1 Implicações da Abordagem

No Capítulo 5 foram demonstrados os resultados sob diversos enfoques baseados nos

experimentos. Quando observamos nos resultados que tipos de atributos foram levados

em consideração ao realizar a classificação pudemos notar que, quando o atributo textual

foi levado em consideração, os algoritmos puderam alcançar melhores resultados. Esse

entendimento é possível avaliar a partir da análise dos resultados segundo a abordagem, e

principalmente, em conjunto com o resultado por abordagem separado por base de dados

e separado por algoritmo.

Na Figura 15 é possível observar os ganhos de média de acurácia fazendo a compara-

ção par a par das abordagens. É possível observar que a abordagem Combinada sempre

apresenta ganho de média percentual quando comparado com as outras abordagens. Mais

especificamente, quando a abordagem Estruturada é comparada com a Textual, há ga-

nho de 13,69%. Comparando a abordagem Textual com a Combinada, o ganho é menor,
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na proporção de um ganho de 2,5%. A maior diferença realmente aparece quando com-

paramos o uso dos atributos estruturados sozinhos, e o uso dos atributos estruturados e

textuais em conjunto, resultando numa diferença de desempenho em média 16,53% maior.

Wang et al. (2022) não realizaram a classificação de textos exclusivamente, mas compa-

raram o desempenho da classificação quando apenas os dados estruturados eram levados

em consideração (média 65,80% AUC) e quando o texto era incluído nessa base de dados

(média 70,45% AUC). Corroborando os resultados encontrados no presente trabalho, o

uso combinado dos atributos gerou um aumento de desempenho de 7,07%.

Figura 15: Comparação entre abordagens e suas diferenças percentuais na média da
acurácia

É possível inferir que, em média e com as variáveis utilizadas a abordagem Estrutu-

rada, quando levado em consideração sozinho, entrega menor capacidade de aprendizado

pelos algoritmos, quando comparado ao atributo Textual. Porém, também houve ganho

de desempenho médio em termos de acurácia da abordagem Textual e Combinada (2,5%),

indicando que, embora com um ganho percentual menor, quando todos os tipos atributos

foram levados em consideração, o desempenho média foi melhor que o uso do Textual iso-

lado. Sung, Lin e Hu (2020) também identificou que levar em consideração os atributos

textual e estruturado superou o uso de um ou outro isoladamente. Entretanto, os autores

identificaram que o desempenho isolado dos atributos estruturados não se diferenciou so-

bremaneira do desempenho do atributo textual. Como no referido trabalho a mesma base

foi subdividida em diversas classificações binárias, algumas delas os atributos categóri-

cos tinham melhor desempenho, outros o atributo textual performou melhor. Os autores

concluem que levar em consideração o atributo não estruturado textual e combiná-lo com

o estruturado disponível agrega no desenvolvimento de algoritmos de classificação. Esse

mesmo entendimento pode ser depreendido da análise dos dados do presente trabalho,

onde na média quando se considerou todos os tipos de atributos, por tanto a abordagem

Combinada, o desempenho médio foi melhor ao longo de todas as bases, algoritmos e,
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quando cabia, métodos de vetorização.

Bagheri et al. (2021) chegaram a conclusão de que ao considerar concomitantemente os

atributos estruturados e os textuais advindo de relatórios em bases médicas, o desempenho

médio era maior que considerar um deles isoladamente. Os autores demonstram que ao

considerar os atributos combinadamente (71,91% AUROC) o desempenho em média em

termos de AUROC teve a diferença percentual de 26,38% superior em relação ao considerar

exclusivamente o textual, e 10,01% superior em relação ao uso do atributo estruturado

exclusivamente.

6.2 Implicações do Domínio de Conhecimento

Ao observarmos os resultados separados por base de dados é possível observar o fenômeno

da abordagem dos dados considerados com outro enfoque, um enfoque na área de domínio.

Na Figura 16 fica claramente possível ver a discrepância dos resultados quando são levados

em consideração apenas dados estruturados notadamente nas bases Brazilian E-Commerce

e Yelp. Confirmando o resultado demonstrado na Seção 5.1, os dados estruturados são

extremamente ineficientes quando comparados ao desempenho de quando foram conside-

rados apenas o texto, ou o texto e os dados estruturados. É possível notar também uma

proximidade muito grande quando está ou não presente os dados estruturados nesse caso,

respectivamente nas abordagens Combinada e Textual. De forma semelhante, Hartvigsen,

Sen e Rundensteiner (2019) separaram os tipos de atributos estruturados e promoveram

diferentes combinações desses com os atributos textuais, bem assim o uso individualizado

de cada um. Ao se avaliar o desempenho do ponto de vista da abordagem das bases

testadas pelos autores entre, exclusivamente textuais, exclusivamente estruturados ou a

combinação de ambos, os atributos textuais tiveram um desempenho ainda maior que a

combinação dos atributos. O atributo textual parece garantir maior poder preditivo aos

algoritmos.

A diferença é bem mais sutil quando a base de dados do Wine Reviews foi utilizada,

porém é patente que a abordagem Combinada se saiu melhor que a Textual e essa, por

seu turno, melhor que a Estruturada. A mudança desse comportamento, no entanto, pode

ser notada na base de dados Bilheteria Nacional, com médias de acurácia bem menores,

a classificação textual ficou em média pior que a classificação quando os dados estrutura-

dos exclusivamente. A abordagem Combinada performou ligeiramente pior que quando

usados apenas os dados estruturados, no entanto ficou acima em termos de acurácia, em
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Figura 16: Resultado da Abordagem Separada por Base de Dados

Tabela 17: Diferença percentual de acurácia par a par entre as abordagens, considerando
as bases de dados.

Base de Dados Estruturada vs Textual Textual vs Combinada Estruturada vs Combinada
Bilheteria Nacional -9.20 9.03 -1.00
Brazillian E Commerce 37.06 0.25 37.40
Wine Reviews 3.96 1.55 5.57
Yelp 27.53 0.56 28.24

relação à classificação textual. Nesse caso da base de dados de Bilheteria Nacional pa-

rece corroborar com os achados de Bagheri et al. (2021). No referido trabalho o atributo

estruturado aparenta entregar maior poder preditivo aos algoritmos , e, com efeito, ao

se comparar a diferença relativa do uso exclusivo do estruturado (65,37% AUROC), com

o uso exclusivo textual (56,9% AUROC), o desempenho daquele é 14,88% maior. En-

tretanto no referido trabalho quando levados em consideração combinadamente atributos

estruturados e textuais houve ganho de desempenho, enquanto a base de dados Bilheteria

Nacional apresentou piora de desempenho.

A Tabela 17 demonstra as comparações par a par, porém, tendo em vista cada uma

das bases utilizadas no experimento. Podemos observar que quando entramos nessa gra-

nularidade, em média, o comportamento é o mesmo, mas há consideráveis diferenças.

Nas bases Brazillian E-Commerce e Yelp é possível notar uma considerável relevância do

atributo textual. Isso é possível inferir a partir do fato de que quando comparadas as
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abordagens em que há, ou não a presença do atributo textual (Estruturada vs Textual e

Estruturada vs Combinada), o ganho em desempenho é bem grande, sendo superior a 27%

no caso do Brazillian E-Commerce, e superior a 37% no caso do Yelp em termos de média

de acurácia. Porém quando é comparada a presença ou não dos atributos estruturados

(Textual vs Combinada), o ganho é inferior a 1%, ficando bastante desproporcional em re-

lação às outras comparações. Isso pode sugerir que nessas bases, os atributos estruturados

conferem menor potencial para o aprendizado dos algoritmos.

Por outro lado, a Tabela 17 demonstra que no caso da base Wine Reviews, que

apresentou, de maneira geral, sempre acréscimo médio de desempenho quando mais dados

eram considerados, ou seja, na comparação Textual vs Combinada, e Estruturada vs

Combinada. Paralelamente, a comparação Estruturada vs Textual demonstrou ganho de

desempenho médio de 3,95% indicando ligeira melhora quando apenas atributos textuais

são utilizados, comparado ao uso exclusivo de atributos estruturados. A exceção ficou por

conta da base Bilheteria Nacional que, apresentou melhores resultados com a abordagem

Estruturada. Isso significa, que quando adicionado o atributo Textual ou levado somente

esse em consideração os algoritmos de classificação aprenderam menos.

6.3 Implicações do Algoritmo Utilizado

O resultado por algoritmo (Figura 17) permitiu-nos identificar um padrão de comporta-

mento que mais uma vez confirma o identificado na Seção 5.1, onde todos os algoritmos

apresentaram os piores resultados quando na base de dados foram levados em consideração

exclusivamente dados categóricos e numéricos, ou seja, a abordagem Estruturada. O CNN

apresentou a maior discrepância em termos de resultado quando apenas os dados estru-

turados foram levados em consideração, enquanto o XGBoost possuía a menor diferença.

Embora muito tênue, a abordagem Combinada se sai melhor que a abordagem Textual,

indicando que o acréscimo dos atributos estruturados pode ter acrescentado muito pouco

à aprendizagem dos algoritmos. Dentre outros algoritmos de abordagem em AP, Bagheri

et al. (2021) utilizaram CNN e RL também, e em seus estudos também identificaram que,

na média, em termos AUROC, o desempenho do RL (74,78%) foi superior ao algoritmo

CNN (73%) utilizado pelos autores.

Lichtenwalter et al. (2021) identificaram na classificação binária que algoritmos he-

terogêneos, constituídos por entradas de dados distintas superaram algoritmos de RL e

o XGBoost. O presente trabalho demonstrou que o algoritmo CNN de uma entrada,
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atributos concatenados previamente, não foi capaz de superar o desempenho daqueles al-

goritmos. Apesar da alta esparsidade das bases de dados quando trabalham com vetores

representando texto, o RL teve um desempenho muito bom, seguindo logo atrás do XGBo-

ost, ao contrário que observaram Lichtenwalter et al. (2021) na base observada onde o RL

superou o XGBoost. O RL chegou a superar o XGBoost quando analisamos os resultados

exclusivamente da base de dados Yelp, no entanto por uma diferença praticamente im-

perceptível, com RL sendo o melhor algoritmo com 84,99% de média de acurácia (6,34%

desvio padrão), seguido pelo XGBoost com 84,98% (6,47% desvio padrão), finalizando

com o CNN com 84,40% (6,34% desvio padrão).

Figura 17: Resultado da Abordagem Separada por Algoritmo

A partir da semelhança explícita de desempenho entre os algoritmos na Figura 17, é

possível observar que o desempenho médio em termos de acurácia é muito semelhante,

variando faixas semelhantes também segundo a abordagem. Além disso, pudemos ob-

servar que a despeito da forma de abordagem de aprendizagem, a área de domínio de

conhecimento da base de dados ou ainda na forma de vetorização dos textos, os atribu-

tos estruturados exclusivamente tiveram muito menos à acrescentar no aprendizado dos

algoritmos.

Apesar do melhor desempenho média do XGBoost ao longo das diferentes abordagens,

Lichtenwalter et al. (2021) identificaram que esse algoritmo foi pior em sua comparação,
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Tabela 18: Diferença percentual de acurácia par a par entre as abordagens, considerando
os algoritmos.

Algoritmo Estruturada vs Textual Textual vs Combinada Estruturada vs Combinada
CNN 16.82 0.49 17.39
RL 14.94 1.70 16.90
XGB 9.61 5.25 15.36

sendo inclusive pior que o RL e os demais algoritmos baseados em AP. Os autores pro-

põem que o algoritmo gera árvores ineficientes diante de dados esparsos, porém o presente

estudo demonstrou que ele superou os outros algoritmos, tanto baseado em abordagem

tradicional, quanto abordagem baseado em AP. Um importante fator dessa diferença pode

ser pelo fato de o desempenho ter sido demonstrado bases de dados de diferentes áreas de

domínio com característica distintas, enquanto o enfoque de Lichtenwalter et al. (2021)

era utilizar a mesma base de dados a fim de comparar o desempenho dos algoritmos.

No entanto, a perda de desempenho em função da esparsidade da base de dados pode

ser demonstrada pelo resultado do presente trabalho. Quando observamos a Tabela 18,

podemos ver que, quando comparamos o ganho de desempenho entre a abordagem Estru-

turada e Textual, o XGBoost é o que menos se beneficiou (9,61%), esse fenômeno também

foi identificado quando se comparou a abordagem Estruturada, e a Combinada (15,36%).

A Textual e a Combinada possuem atributos textuais representados por vetores esparsos

o que pode estar por trás desse menor ganho de desempenho do XGBoost. Corroborando

esse entendimento, quando comparamos a Textual com a Combinada, por tanto levando-

se consideração atributos estruturados, por tanto menos esparsos, o XGBoost apresentou

o maior ganho de desempenho (5,25%). Wang et al. (2022) perceberam também que o

algoritmo baseado em ensemble de árvores de decisão RF, foi menos beneficiado pela in-

clusão dos atributos textuais usando o BoW quando comparado aos algoritmos baseados

em AP.

A comparação das abordagens tomando em consideração os algoritmos utilizados po-

dem ser visualizados na Tabela 18. A tabela mostra a diferença percentual de desempenho

dos algoritmos nas diversas bases entre as abordagens par a par. No caso dos algoritmos,

guardada as proporções em cada caso, existe uma padronização dessas comparações, no

qual, considerar o atributo textual exclusivamente é sempre melhor, em média, que con-

siderar atributos estruturados exclusivamente. Considerar ambos atributos, textuais e

estruturados, abordagem Combinada, é sempre mais vantajoso a todos os algoritmos.

A abordagem Combinada, no entanto, aparenta ser mais vantajosa ante a abordagem

Estruturada, alcançando os maiores ganhos de desempenho. Por outro lado, quando

comparamos a utilização dos atributos estruturados e textuais, em relação a apenas os
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atributos textuais (Textual vs Combinada), esse ganho não foi tão grande assim, tendo

o CNN melhorado apenas 0,49%, seguido do RL 1,70% os menores percentuais de ga-

nho de desempenho na comparação. O XGBoost na comparação Textual vs Combinada

teve ganho de 5,25% da Combinada em relação à Textual, que embora menor que as

outras comparações (Estruturada vs Textual 9,61% e Estruturada vs Combinada 15,36%)

foi proporcionalmente importante, indicando que esse algoritmo na média se beneficiou

quando os atributos estruturados também eram levados em consideração.

6.4 Teste de Hipótese

Como foi observado nas seções anteriores, quando se realiza a seleção de algoritmos de

classificação binária, em face de atributos numéricos, categóricos, e textuais, esses últimos

aparentam fornecer maior poder preditivo aos algoritmos. A Seção 6.1 demonstrou como

a presença do atributo textual na base de dados melhorava o resultado, sendo, porém os

atributos estruturados não conferindo o mesmo ganho de desempenho comparativamente.

Salvo raras exceções, esse mesmo comportamento foi observado quando dividimos os re-

sultados por base de dados na Seção 6.2, e por algoritmo na Seção 6.3, o que pode sugerir

uma possível robustez desse fenômeno.

Para que possamos demonstrar definitivamente, com os dados e algoritmos utilizados,

a relevância estatística dos achados, a fim de afirmarmos que a aparente superioridade da

consideração dos atributos textuais ante os atributos estruturados, e de que combinar as

abordagens foi superior ao uso exclusivo de uma delas, é necessário um teste de hipótese.

Tendo em vista as questões de pesquisa presentes na Seção 1, podemos estabelecer as

hipóteses nulas, e determinar com base no método estatístico se os resultados observados

são capazes de rejeitá-las. Para efeito dos presentes testes e rejeição das hipóteses nulas

usaremos o nível de significância de 5% proposto por Fisher (1992).

• h01 - As abordagens não se diferenciam em termos de desempenho.

• h01.1 - O desempenho da abordagem Estruturada não se diferencia do desempenho

da abordagem Textual.

• h01.2 - O desempenho da abordagem Combinada não se diferencia do desempenho

da abordagem Estruturada.

• h01.3 - O desempenho da abordagem Combinada não se diferencia do desempenho

da abordagem Textual.
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Tabela 19: Pressupostos da ANOVA.
Pressuposto valor-p Rejeitado
Homogeneidade 0,1485 Não

Normalidade
Estruturada 0,9724 Não
Textual 0,0016 Sim
Combinada 0,0080 Sim

A hipótese h01 visa demonstrar se o desempenho ao utilizar uma das abordagens se

diferencia entre si. Isso significa que cada abordagem foi entendida como um tratamento

das mesmas variáveis, o desempenho em termos de acurácia, e o teste de hipótese irá iden-

tificar se a aplicação de um desses tratamentos é suficiente para diferenciar o desempenho

de classificação, reconhecendo-o como estatisticamente relevante. A Análise de Variância

(ANOVA), entendida como um teste para identificar o efeito de uma variável categórica

independente sobre outra variável contínua dependente demonstra enquadrar a hipótese

em tela. Temos que a abordagem da base de dados são variáveis categóricas dependentes

entre si, e seus respectivos resultados em termos de acurácia podem ser interpretados

como variáveis contínuas e dependentes (OSBORNE, 2008).

Para que o resultado da ANOVA tenha robustez suficiente para torná-la válida sob

ponto de vista estatístico, três principais pressupostos precisam ser satisfeitos: a inde-

pendência das observações, homogeneidade da variância populacional e a normalidade na

distribuição da população. A independência pode ser alcançada por meio da modelagem

do experimento, como visto na Seção 4.4, a aplicação dos algoritmos sob cada abordagem

e a aferição de seu desempenho se dá de maneira independente, por tanto esse pressu-

posto foi tido como satisfeito. A homogeneidade e a normalidade, no entanto, requerem

normalmente métodos quantitativos para sua demonstração (OSBORNE, 2008).

Para a demonstração da homogeneidade da variância populacional é proposta a hi-

pótese nula: “A variância entre as abordagens comparadas é igual", e executamos o teste

de Lavene (LEVENE, 1960). Já para a demonstração da normalidade foi realizado o

teste de Shaphiro-Wilk (SHAPHIRO; WILK, 1965), sendo a hipótese nula proposta: "A

população segue uma distribuição normal"aplicada sobre cada abordagem. Os resultados

são demonstrados na Tabela 19. Como pode ser visto, apenas a homogeneidade pode ser

assumida, uma vez que a hipótese nula não é rejeitada devido ao valor-p do teste (0,14).

A normalidade das distribuições em cada uma das abordagens, no entanto, teve rejeições

na Textual (0,0016), e Combinada (0,0080), tendo esse pressuposto considerado violado.

Com efeito, para demonstração da diferenciação entre as abordagens foi utilizado o
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Tabela 20: Resultado dos Testes de Hipóteses
h0 valor-p Rejeitado
1 0.3580× 10−3 Sim
1.1 0.0708× 10−2 Sim
1.2 0.3697× 10−6 Sim
1.3 0.4297 Não

teste Kruskal-Wallis uma vez que esse teste, não paramétrico, não depende da assunção

de normalidade dos dados, sendo uma alternativa poderosa o suficiente à ANOVA (OS-

TERTAGOVA; OSTERTAG; KOVÁČ, 2014). Como a hipótese h01 avalia apenas se as

abordagens se diferenciam, é necessário dar um passo a mais tendo em vista as questões de

pesquisa. O teste sobre a h01 evidencia uma diferenciação relevante entre as abordagens,

porém, é do nosso interesse também identificar, par a par, se essas abordagens são ou não

diferenciáveis entre si, o que nos permitiria concluir que usar uma ou outra abordagen

tem eficácia sobre a outra sob o ponto de vista de relevância estatística. Para tanto, foi

utilizado o teste Tukey HSD (Honestly Significant Difference), teste comumente utilizado

para realizar essa segunda análise par a par tendo em vista uma relevância estatística na

primeira hipótese (ABDI; WILLIAMS, 2010).

Como pode ser visualizado na Tabela 20 todas as hipóteses foram rejeitadas, exceto a

h01.3. Podemos concluir desses testes, por tanto, que no caso da h01, a abordagem em que

os dados são apresentados gera um resultado estatisticamente relevante no desempenho da

classificação, sendo, por tanto, com relevância estatística afirmar que ao se considerar que

tipo de atributos são levados em consideração irá influenciar sobremaneira nos resultados

quando da seleção de algoritmos de classificação binária em bases de dados com atributos

estruturados e textual. A partir da rejeição da h01, observamos que a h01.1 também foi

rejeitada, sendo, possível inferir que entre considerar o atributo textual exclusivamente e

o estruturado exclusivamente, o textual promove melhores resultados aos algoritmos de

classificação. No caso da rejeição da h01.2, implica que usar a abordagem Combinada, é

suficiente para melhorar o desempenho dos algoritmos de classificação quando comparado

ao uso exclusivo de atributos estruturados. Sendo assim, quando da seleção de algoritmos

de classificação binária em bases de dados com atributos estruturados e textual, pude-

mos observar que considerar também os atributos textuais é suficiente para melhorar o

desempenho da classificação. Não foi possível garantir, no entanto, que quando da sele-

ção de algoritmos de classificação em bases de dados contendo atributo textual, levar em

consideração também os atributos estruturados melhoraria o desempenho dos algoritmos.

Essa inferência se deu por não ser possível rejeitar h01.3, dado que o valor 0.4297 obtido
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no teste é muito superior ao limiar definido (<0,05) por tanto não podemos garantir que

a melhoria aparente dos resultados não se deva ao acaso.



7 Conclusões e Trabalhos Futuros

O presente trabalho demonstrou como as bases de dados com atributos estruturados e

textual estão presentes em diversas áreas de conhecimento e quão relevante é o estudo

para melhor entendimento da efetividade de suas abordagens. Por meio de uma aborda-

gem experimentativa, investigamos qual a consequência no desempenho dos algoritmos de

classificação quando levados em consideração os atributos estruturados exclusivamente,

textual exclusivamente ou a combinação de ambos. Para tanto, usamos quatro diferen-

tes bases de dados de áreas de conhecimento distintas: Bilheteria Naciona, Brazilian

E-Commerce, Wine Reviews e a base Yelp. Três algoritmos com diferentes abordagens de

aprendizagem foram utilizados: a Regressão Logística, o XGBoost e o CNN. Além disso,

no que se refere ao atributo textual, ainda nos valemos de quatro diferentes métodos de

representação do texto livre: o BoW, o TF-IDF, o Word2Vec e o GloVe. Os experimentos

demonstraram que, na média, a abordagem Combinada, ou seja, quando levamos em con-

sideração atributos estruturados e textuais entregam maior desempenho aos algoritmos

de classificação (acurácia 79,72%) quando comparado à classificação levando em conside-

ração apenas o atributo textual (acurácia 77,78%), e principalmente apenas o estruturado

(acurácia 68,42%). Observamos que, comparativamente, a abordagem Combinada ob-

tém resultados 16,53% melhor que quando levado em consideração apenas os atributos

estruturados, e 2,5% melhor que quando apenas o texto é levado em consideração. A

classificação textual foi 13,69% melhor que a classificação utilizando apenas atributos es-

truturados. Vimos que esse desempenho pode ser ligeiramente diferente a depender da

área de conhecimento, na medida em que, no caso da base de dados Bilheteria Nacio-

nal, o uso exclusivo do atributo estruturado foi superior às outras abordagens (acurácia

71,84% contra 65,23% abordagem Textual e 72,12% abordagem Combinada). As outras

bases, no entanto, demonstraram comportamento idêntico à média, com a abordagem

Combinada sendo superior à textual, e essa por seu turno, melhor que a estruturada. Já

os algoritmos demonstraram uma maior capacidade de aprendizado sempre que o atri-

buto textual era utilizado ou levado em consideração conjuntamente com os atributos

estruturados. Embora o atributo textual tenha demonstrado grande valor para seleção
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de algoritmos de classificação em bases de dados com atributos estruturados e textual,

os métodos de representar esse texto não demonstraram ter grande influência sobre esse

resultado. Para corroborar os resultados dos experimentos e responder às questões de

pesquisa foram realizados quatro testes de hipótese. O primeiro demonstrou que a abor-

dagem em que os dados são apresentados em bases de dados com atributos estruturados

e textual são capazes de determinar o desempenho do algoritmo de classificação biná-

ria (valor-p 0.3580 × 10−3). Dessa forma, para a primeira QP se é mais vantajoso levar

em consideração ambos os atributos, pode ser concluída como positiva, considerando a

superioridade média nos resultados da abordagem Combinada. Na sequência, par a par

as abordagens foram testadas para responder às demais questões de pesquisa. Quanto

à QP.A, se a abordagem combinada supera a abordagem textual, embora o desempenho

médio da abordagem Combinada tenha superado a textual, não foi possível garantir, com

relevância estatística, que levar em consideração os atributos combinadamente é melhor

do que o uso exclusivo dos dados textuais (valor-p 0.4297). Por outro lado, quanto à QP.B,

pudemos garantir que levar em consideração os atributos combinadamente é melhor do

que o uso exclusivo de dados estruturados (valor-p 0.3697× 10−6). Dessa forma, com os

recursos e dados usados no presente trabalho, não se mostrou vantajoso o uso exclusivo de

um ou outro atributo, sendo demonstrado na média que a utilização de ambos os atribu-

tos estruturados e textuais melhoram o desempenho dos algoritmos em uma classificação

binária nas mais diversas áreas de conhecimento.

Dentre as limitações do presente trabalho estão a quantidade de bases de dados uti-

lizadas, uma vez que apenas quatro áreas de conhecimento foram utilizadas. Além disso

não foram utilizadas bases de dados diferentes da mesma área de conhecimento, sendo,

portanto, o impacto da abordagem sobre o desempenho dos algoritmos não necessaria-

mente representativo da área de conhecimento que uma as bases utilizadas representam.

Também é importante apontar que, dada a diferença de natureza dos dados estruturados e

textuais, além da concatenação horizontal como a realizada no presente trabalho, existem

diferentes formas de se combiná-los a fim de alimentar o algoritmo (CHEN; GUESTRIN,

2016; HE; CHUA, 2017), sendo portanto, outra fonte potencial de limites aos resulta-

dos encontrados. A limitação dos recursos computacionais e dos algoritmos utilizados

também podem ser apontadas como possíveis limitações ao trabalho uma vez que recur-

sos computacionais e algoritmos modernos podem determinar classificadores com melhor

desempenho podendo impactar no resultado dos achados do presente trabalho.

Trabalhos futuros serão orientados a resolver os quatro pontos principais das limi-

tações reconhecidas na presente pesquisa, são elas: 1 - Número de base de dados, 2 -
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Única base de dados para mesma área de conhecimento, 3- Método de combinação dos

dados e 4 - Limite de recursos computacionais e algoritimos de AM. No que se refere às

limitações 1 e 2, trabalhos futuros deverão utilizar ainda mais bases de dados, e, sem-

pre que possível, obter uma multiplicidade de fontes da mesma área. No que se refere

ao ítem 3 das limitações, trabalhos futuros deverão explorar diferentes métodos de com-

binação entre dados estruturados e textuais. Nesse áspecto, trabalhos futuros deverão

explorar possíveis combinações de fases de aprendizagem, como um tipo de dado sendo

concatenado com o resultado da aprendizagem de outro tipo, bem como formas distintas

de representação textual sendo combinadas. Essas diferentes combinações deverão ser

exploradas com vistas à análse de seu impacto no desempenho dos classificadores. Por

fim, quanto à limitação 4, trabalhos futuros devem investigar métodos modernos de re-

presentação de textos que usam em si algoritmos de AM mais modernas, classificadores

mais modernos também deverão utilizados para garantir melhor desempenho na extração

de conhecimento dos dados. Juntar mais dados, com algoritmos de melhor desempenho

potencialmente gerarão necessidade de recursos de processamento, armazenamento e me-

mória ainda maiores que os utilizados pela presente pesquisa, por tanto, esse requisito

também deverá ser atendido por trabalhos futuros.
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Tabela 21: Descrição Base de dados Yelp
Atributo Descrição Tipo
business_id Identificador do negócio Categótico
name Nome do negócio Categótico
city Cidade onde fica o negócio Categótico
state Estado onde fica o negócio Categótico
postal_code Código postal do negócio Categótico
latitude Latitude do endereço do negócio Numérico
longitude Longitude do endereço do negócio Numérico
stars Avaliação do negócio arredondado (1-5) Numérico
is_open Fechado ou funcionando Categótico
Monday Horas abertas na segunda-feira Numérico
Tuesday Horas abertas na terça-feira Numérico
Wednesday Horas abertas na quarta-feira Numérico
Thursday Horas abertas na quinta-feira Numérico
Friday Horas abertas na sexta-feira Numérico
Saturday Horas abertas no sábado Numérico
Sunday Horas abertas no domingo Numérico
review_count Contagem de reviews Numérico
text Conjunto dos textos das reviews do negócio Texto
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Tabela 22: Descrição Base de dados Bilheteria Nacional
Atributo Descrição Tipo
CPB ID do registro da obra Categórico
REQUERENTE Requerente do registro da obra Categórico
CNPJ_REQUERENTE CNPJ do requerente do registro Categórico
TIPO_OBRA Tipo que a obra foi classificada Categórico

CLASSIFICACAO Classificação quanto à
independência da obra Categórico

DURACAO_TOTAL Duração total da obra Numérico
ANO_PRODUCAO Ano em que a obra foi produzida Numérico

DT_EMISSAO_CPB Data de Emisão do Certificado
de Produto Brasileiro Numérico

SEGMENTO_PRET_DIF Segmento pretendido quando
do requerimento do CPB Categórico

COPRODUCAO_INTERNACIONAL Se é coprodução internacional Categórico

FOMENTO_INDIRETO Se recebeu verbas de fomento na
modalidade indireta. Categórico

INVESTIMENTO_FSA Se recebeu verbas de fomento na
modalidade direta. Categórico

TITULO_ORIGINAL_y Título da obra Categórico
GENERO Gênero da obra Categórico
PAIS_ORIGEM País de origem da obra Categórico

DT_INICIO_EXIBICAO Data referente à primeira semana
de exibição. Numérico

RAZAO_SOCIAL_DISTRIBUIDORA Razão social da distribuidora Categórico
PUBLICO Público referente à semana Numérico
TITULO_ORIGINAL_y Título da obra Categórico
TIPO Gênero da obra Categórico
DIRETOR Nome do diretor Categórico
ROTEIRISTA Nome do roteirista Categórico

ELENCO
Lista com até três
atores/atrizes presentes
na obra

Categórico

SINOPSE
Sinopse em Português (PT-BR)
com tamanho variado
descrevendo o enredo da obra.

Texto
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Tabela 23: Descrição base de dados Brazilian E-Commerce
Atributo Descrição Tipo
order_id Identificador da compra Categórico
order_item_id Identificador do item da compra Categórico
product_id Identificador do produto Categórico
seller_id Identificador do vendedor Categórico
shipping_limit_date Data limite de envio da compra Numérico
price Preço da compra Numérico
freight_value Preço do frete Numérico
product_category_name Nome da categoria do produto Categórico
product_name_lenght Tamanho do nome do produto Numérico
product_description_lenght Tamanho da descrição do produto Numérico
product_photos_qty Quantidade de fotos do produto Numérico
product_weight_g Peso em gramas do produto Numérico
product_length_cm Comprimento do produto (cm) Numérico
product_height_cm Altura do produto (cm) Numérico
product_width_cm Largura do produto (cm) Numérico
payment_sequential Número de formas de pagamento Numérico
payment_type Tipo de pagamento Categórico
payment_installments Número de parcelas Numérico
payment_value Valor do pagamento Numérico
seller_zip_code_prefix Código postal do vendedor Categórico
seller_city Cidade do vendedor Categórico
seller_state Estado do vendedor Categórico
customer_id Identificador do comprador Categórico
order_status Status da compra Categórico
order_purchase_timestamp Data e hora da compra Numérico
order_approved_at Status de aprovação da compra Categórico
order_delivered_carrier_date Data de entrega pela transportadora Numérico
order_delivered_customer_date Data de entrega ao cliente Numérico
order_estimated_delivery_date Data de entrega prevista Numérico
customer_unique_id Identificador único do comprador Categórico
customer_zip_code_prefix Código postal do cliente Categórico
customer_city Cidade do cliente Categórico
customer_state Estado do cliente Categórico
review_id Identificação da review Categórico
review_score Nota da review Numérico
review_comment_message Mensagem da review Texto
review_creation_date Data de criação da review Numérico
review_answer_timestamp Data de resposta da review Numérico
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Tabela 24: Descrição base de dados Wine Reviews
Atributo Descrição Tipo
country País de origem Categórico
description Descrição do vinho Texto
designation Designação do vinho Categórico
points Pontos da avaliação Numérico
price Preço Numérico
province Província Categórico
region_1 Designação da região 1 Categórico
region_2 Designação da região 2 Categórico
taster_name Testador Categórico
taster_twitter_handle Testador Twitter Categórico
variety Variedade do vinho Categórico
winery Adega Categórico
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Tabela 25: Melhores Parâmetros Por Experimento - Parte 1.
Experimento Base de Dados Algoritmo Abordagem Melhor Parâmetro
1 Wine Reviews LR Estruturada C: 10, penalty: l2
2 Wine Reviews LR Texto (BoW) C: 0.1, penalty: l2
3 Wine Reviews LR Combinada (BoW) C: 10, penalty: l2
4 Wine Reviews LR Texto (TFIDF) C: 10, penalty: l2
5 Wine Reviews LR Combinada (TFIDF) C: 1, penalty: l2
6 Wine Reviews LR Texto (W2V) C: 10, penalty: l2
7 Wine Reviews LR Combinada (W2V) C: 10, penalty: l2
8 Wine Reviews LR Texto (GLV) C: 10, penalty: l2
9 Wine Reviews LR Combinada (GLV) C: 10, penalty: l2
10 Wine Reviews XGB Estruturada max_depth: 3, n_estimators: 100
11 Wine Reviews XGB Texto (BoW) max_depth: 5, n_estimators: 100
12 Wine Reviews XGB Combinada (BoW) max_depth: 7, n_estimators: 1000
13 Wine Reviews XGB Texto (TFIDF) max_depth: 5, n_estimators: 1000
14 Wine Reviews XGB Combinada (TFIDF) max_depth: 7, n_estimators: 100
15 Wine Reviews XGB Texto (W2V) max_depth: 5, n_estimators: 1000
16 Wine Reviews XGB Combinada (W2V) max_depth: 3, n_estimators: 1000
17 Wine Reviews XGB Texto (GLV) max_depth: 5, n_estimators: 1000
18 Wine Reviews XGB Combinada (GLV) max_depth: 7, n_estimators: 1000
19 Wine Reviews CNN Estruturada learning_rate: 0.01, optimizer: rmsprop
20 Wine Reviews CNN Texto (BoW) learning_rate: 0.0001, optimizer: adam
21 Wine Reviews CNN Combinada (BoW) learning_rate: 0.0001, optimizer: adam
22 Wine Reviews CNN Texto (TFIDF) learning_rate: 0.0001, optimizer: adam
23 Wine Reviews CNN Combinada (TFIDF) learning_rate: 0.0001, optimizer: adam
24 Wine Reviews CNN Texto (W2V) learning_rate: 0.001, optimizer: adam
25 Wine Reviews CNN Combinada (W2V) learning_rate: 0.001, optimizer: adam
26 Wine Reviews CNN Texto (GLV) learning_rate: 0.0001, optimizer: adam
27 Wine Reviews CNN Combinada (GLV) learning_rate: 0.0001, optimizer: adam
28 Brazillian E Commerce LR Estruturada C: 10, penalty: l2
29 Brazillian E Commerce LR Texto (BoW) C: 0.1, penalty: l2
30 Brazillian E Commerce LR Combinada (BoW) C: 0.1, penalty: l2
31 Brazillian E Commerce LR Texto (TFIDF) C: 0.1, penalty: l2
32 Brazillian E Commerce LR Combinada (TFIDF) C: 1, penalty: l2
33 Brazillian E Commerce LR Texto (W2V) C: 1, penalty: l2
34 Brazillian E Commerce LR Combinada (W2V) C: 1, penalty: l2
35 Brazillian E Commerce LR Texto (GLV) C: 0.1, penalty: l2
36 Brazillian E Commerce LR Combinada (GLV) C: 0.1, penalty: l2
37 Brazillian E Commerce XGB Estruturada max_depth: 3, n_estimators: 10
38 Brazillian E Commerce XGB Texto (BoW) max_depth: 5, n_estimators: 100
39 Brazillian E Commerce XGB Combinada (BoW) max_depth: 3, n_estimators: 1000
40 Brazillian E Commerce XGB Texto (TFIDF) max_depth: 3, n_estimators: 100
41 Brazillian E Commerce XGB Combinada (TFIDF) max_depth: 5, n_estimators: 100
42 Brazillian E Commerce XGB Texto (W2V) max_depth: 3, n_estimators: 1000
43 Brazillian E Commerce XGB Combinada (W2V) max_depth: 7, n_estimators: 1000
44 Brazillian E Commerce XGB Texto (GLV) max_depth: 5, n_estimators: 100
45 Brazillian E Commerce XGB Combinada (GLV) max_depth: 7, n_estimators: 1000
46 Brazillian E Commerce CNN Estruturada learning_rate: 0.001, optimizer: rmsprop
47 Brazillian E Commerce CNN Texto (BoW) learning_rate: 0.0001, optimizer: adam
48 Brazillian E Commerce CNN Combinada (BoW) learning_rate: 0.0001, optimizer: adam
49 Brazillian E Commerce CNN Texto (TFIDF) learning_rate: 0.0001, optimizer: adam
50 Brazillian E Commerce CNN Combinada (TFIDF) learning_rate: 0.0001, optimizer: adam
51 Brazillian E Commerce CNN Texto (W2V) learning_rate: 0.001, optimizer: rmsprop
52 Brazillian E Commerce CNN Combinada (W2V) learning_rate: 0.0001, optimizer: adam
53 Brazillian E Commerce CNN Texto (GLV) learning_rate: 0.0001, optimizer: adam
54 Brazillian E Commerce CNN Combinada (GLV) learning_rate: 0.0001, optimizer: adam



9 ANEXO B – Melhores Parâmetros por Experimento 99

Tabela 26: Melhores Parâmetros Por Experimento - Parte 2.
Experimento Base de Dados Algoritmo Abordagem Melhor Parâmetro
55 Bilheteria Nacional LR Estruturada C: 10, penalty: l2
56 Bilheteria Nacional LR Texto (BoW) C: 0.1, penalty: l2
57 Bilheteria Nacional LR Combinada (BoW) C: 1, penalty: l2
58 Bilheteria Nacional LR Texto (TFIDF) C: 1, penalty: l2
59 Bilheteria Nacional LR Combinada (TFIDF) C: 0.1, penalty: l2
60 Bilheteria Nacional LR Texto (W2V) C: 10, penalty: l2
61 Bilheteria Nacional LR Combinada (W2V) C: 10, penalty: l2
62 Bilheteria Nacional LR Texto (GLV) C: 1, penalty: l2
63 Bilheteria Nacional LR Combinada (GLV) C: 10, penalty: l2
64 Bilheteria Nacional XGB Estruturada max_depth: 5, n_estimators: 1000
65 Bilheteria Nacional XGB Texto (BoW) max_depth: 5, n_estimators: 1000
66 Bilheteria Nacional XGB Combinada (BoW) max_depth: 5, n_estimators: 1000
67 Bilheteria Nacional XGB Texto (TFIDF) max_depth: 7, n_estimators: 10
68 Bilheteria Nacional XGB Combinada (TFIDF) max_depth: 5, n_estimators: 10
69 Bilheteria Nacional XGB Texto (W2V) max_depth: 3, n_estimators: 100
70 Bilheteria Nacional XGB Combinada (W2V) max_depth: 7, n_estimators: 10
71 Bilheteria Nacional XGB Texto (GLV) max_depth: 7, n_estimators: 100
72 Bilheteria Nacional XGB Combinada (GLV) max_depth: 3, n_estimators: 1000
73 Bilheteria Nacional CNN Estruturada learning_rate: 0.001, optimizer: adam
74 Bilheteria Nacional CNN Texto (BoW) learning_rate: 0.01, optimizer: rmsprop
75 Bilheteria Nacional CNN Combinada (BoW) learning_rate: 0.001, optimizer: adam
76 Bilheteria Nacional CNN Texto (TFIDF) learning_rate: 0.0001, optimizer: adam
77 Bilheteria Nacional CNN Combinada (TFIDF) learning_rate: 0.001, optimizer: rmsprop
78 Bilheteria Nacional CNN Texto (W2V) learning_rate: 0.001, optimizer: adam
79 Bilheteria Nacional CNN Combinada (W2V) learning_rate: 0.01, optimizer: rmsprop
80 Bilheteria Nacional CNN Texto (GLV) learning_rate: 0.001, optimizer: adam
81 Bilheteria Nacional CNN Combinada (GLV) learning_rate: 0.01, optimizer: adam
82 Yelp LR Estruturada C: 10, penalty: l2
83 Yelp LR Texto (BoW) C: 0.1, penalty: l2
84 Yelp LR Combinada (BoW) C: 0.1, penalty: l2
85 Yelp LR Texto (TFIDF) C: 10, penalty: l2
86 Yelp LR Combinada (TFIDF) C: 10, penalty: l2
87 Yelp LR Texto (W2V) C: 10, penalty: l2
88 Yelp LR Combinada (W2V) C: 10, penalty: l2
89 Yelp LR Texto (GLV) C: 10, penalty: l2
90 Yelp LR Combinada (GLV) C: 10, penalty: l2
91 Yelp XGB Estruturada max_depth: 3, n_estimators: 10
92 Yelp XGB Texto (BoW) max_depth: 3, n_estimators: 1000
93 Yelp XGB Combinada (BoW) max_depth: 3, n_estimators: 1000
94 Yelp XGB Texto (TFIDF) max_depth: 5, n_estimators: 1000
95 Yelp XGB Combinada (TFIDF) max_depth: 5, n_estimators: 1000
96 Yelp XGB Texto (W2V) max_depth: 7, n_estimators: 1000
97 Yelp XGB Combinada (W2V) max_depth: 3, n_estimators: 1000
98 Yelp XGB Texto (GLV) max_depth: 3, n_estimators: 1000
99 Yelp XGB Combinada (GLV) max_depth: 3, n_estimators: 1000
100 Yelp CNN Estruturada learning_rate: 0.01, optimizer: sgd
101 Yelp CNN Texto (BoW) learning_rate: 0.0001, optimizer: adam
102 Yelp CNN Combinada (BoW) learning_rate: 0.0001, optimizer: rmsprop
103 Yelp CNN Texto (TFIDF) learning_rate: 0.001, optimizer: rmsprop
104 Yelp CNN Combinada (TFIDF) learning_rate: 0.001, optimizer: adam
105 Yelp CNN Texto (W2V) learning_rate: 0.001, optimizer: adam
106 Yelp CNN Combinada (W2V) learning_rate: 0.001, optimizer: adam
107 Yelp CNN Texto (GLV) learning_rate: 0.001, optimizer: adam
108 Yelp CNN Combinada (GLV) learning_rate: 0.001, optimizer: adam
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Tabela 27: Resultado dos experimentos em base de teste - Parte 1.
Experimento Abordagem Algoritmo Base de Dados Vetorização Acurácia AUROC
1 Estruturada LR Wine Reviews - 0.7043 0.6470
2 Estruturada XGB Wine Reviews - 0.7660 0.7447
3 Estruturada CNN Wine Reviews - 0.7280 0.7044
4 Textual LR Wine Reviews BoW 0.7655 0.7436
5 Textual XGB Wine Reviews BoW 0.7584 0.7356
6 Textual CNN Wine Reviews BoW 0.7472 0.7382
7 Combinada LR Wine Reviews BoW 0.7740 0.7545
8 Combinada XGB Wine Reviews BoW 0.8124 0.7979
9 Combinada CNN Wine Reviews BoW 0.7378 0.7361
10 Textual LR Wine Reviews TFIDF 0.7584 0.7376
11 Textual XGB Wine Reviews TFIDF 0.7539 0.7338
12 Textual CNN Wine Reviews TFIDF 0.7512 0.7294
13 Combinada LR Wine Reviews TFIDF 0.7561 0.7301
14 Combinada XGB Wine Reviews TFIDF 0.7946 0.7786
15 Combinada CNN Wine Reviews TFIDF 0.7521 0.7205
16 Textual LR Wine Reviews W2V 0.7494 0.7255
17 Textual XGB Wine Reviews W2V 0.7923 0.7726
18 Textual CNN Wine Reviews W2V 0.7664 0.7375
19 Combinada LR Wine Reviews W2V 0.7785 0.7579
20 Combinada XGB Wine Reviews W2V 0.8062 0.7900
21 Combinada CNN Wine Reviews W2V 0.7298 0.7546
22 Textual LR Wine Reviews GLV 0.7561 0.7338
23 Textual XGB Wine Reviews GLV 0.7794 0.7575
24 Textual CNN Wine Reviews GLV 0.7628 0.7327
25 Combinada LR Wine Reviews GLV 0.7798 0.7596
26 Combinada XGB Wine Reviews GLV 0.8017 0.7851
27 Combinada CNN Wine Reviews GLV 0.7597 0.7457
28 Estruturada LR Brazillian E Commerce - 0.6173 0.6068
29 Estruturada XGB Brazillian E Commerce - 0.6186 0.6072
30 Estruturada CNN Brazillian E Commerce - 0.5828 0.5722
31 Textual LR Brazillian E Commerce BoW 0.8382 0.8362
32 Textual XGB Brazillian E Commerce BoW 0.8520 0.8495
33 Textual CNN Brazillian E Commerce BoW 0.8365 0.8355
34 Combinada LR Brazillian E Commerce BoW 0.8399 0.8381
35 Combinada XGB Brazillian E Commerce BoW 0.8430 0.8415
36 Combinada CNN Brazillian E Commerce BoW 0.8391 0.8381
37 Textual LR Brazillian E Commerce TFIDF 0.8369 0.8342
38 Textual XGB Brazillian E Commerce TFIDF 0.8460 0.8432
39 Textual CNN Brazillian E Commerce TFIDF 0.8378 0.8366
40 Combinada LR Brazillian E Commerce TFIDF 0.8404 0.8380
41 Combinada XGB Brazillian E Commerce TFIDF 0.8525 0.8508
42 Combinada CNN Brazillian E Commerce TFIDF 0.8231 0.8235
43 Textual LR Brazillian E Commerce W2V 0.8178 0.8163
44 Textual XGB Brazillian E Commerce W2V 0.8447 0.8432
45 Textual CNN Brazillian E Commerce W2V 0.7958 0.7976
46 Combinada LR Brazillian E Commerce W2V 0.8243 0.8230
47 Combinada XGB Brazillian E Commerce W2V 0.8477 0.8467
48 Combinada CNN Brazillian E Commerce W2V 0.8070 0.8065
49 Textual LR Brazillian E Commerce GLV 0.8135 0.8121
50 Textual XGB Brazillian E Commerce GLV 0.8364 0.8353
51 Textual CNN Brazillian E Commerce GLV 0.8157 0.8151
52 Combinada LR Brazillian E Commerce GLV 0.8174 0.8163
53 Combinada XGB Brazillian E Commerce GLV 0.8464 0.8452
54 Combinada CNN Brazillian E Commerce GLV 0.8157 0.8152
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Tabela 28: Resultado dos experimentos em base de teste - Parte 2.
Experimento Abordagem Algoritmo Base de Dados Vetorização Acurácia AUROC
55 Estruturada LR Bilheteria Nacional - 0.7155 0.7112
56 Estruturada XGB Bilheteria Nacional - 0.7931 0.7842
57 Estruturada CNN Bilheteria Nacional - 0.6466 0.6724
58 Textual LR Bilheteria Nacional BoW 0.6638 0.6633
59 Textual XGB Bilheteria Nacional BoW 0.6466 0.6506
60 Textual CNN Bilheteria Nacional BoW 0.6293 0.6330
61 Combinada LR Bilheteria Nacional BoW 0.6983 0.7106
62 Combinada XGB Bilheteria Nacional BoW 0.7931 0.7867
63 Combinada CNN Bilheteria Nacional BoW 0.6552 0.6485
64 Textual LR Bilheteria Nacional TFIDF 0.6897 0.7030
65 Textual XGB Bilheteria Nacional TFIDF 0.5948 0.6148
66 Textual CNN Bilheteria Nacional TFIDF 0.6121 0.6276
67 Combinada LR Bilheteria Nacional TFIDF 0.7328 0.7336
68 Combinada XGB Bilheteria Nacional TFIDF 0.8362 0.8245
69 Combinada CNN Bilheteria Nacional TFIDF 0.6897 0.6982
70 Textual LR Bilheteria Nacional W2V 0.6724 0.6733
71 Textual XGB Bilheteria Nacional W2V 0.6638 0.6609
72 Textual CNN Bilheteria Nacional W2V 0.7069 0.7158
73 Combinada LR Bilheteria Nacional W2V 0.7069 0.7061
74 Combinada XGB Bilheteria Nacional W2V 0.7241 0.7212
75 Combinada CNN Bilheteria Nacional W2V 0.6897 0.7006
76 Textual LR Bilheteria Nacional GLV 0.6466 0.6458
77 Textual XGB Bilheteria Nacional GLV 0.6897 0.6958
78 Textual CNN Bilheteria Nacional GLV 0.6121 0.6252
79 Combinada LR Bilheteria Nacional GLV 0.6552 0.6606
80 Combinada XGB Bilheteria Nacional GLV 0.7328 0.7312
81 Combinada CNN Bilheteria Nacional GLV 0.6207 0.6521
82 Estruturada LR Yelp - 0.6784 0.5067
83 Estruturada XGB Yelp - 0.6801 0.5109
84 Estruturada CNN Yelp - 0.6801 0.5000
85 Textual LR Yelp BoW 0.8466 0.7972
86 Textual XGB Yelp BoW 0.8484 0.8010
87 Textual CNN Yelp BoW 0.8352 0.7563
88 Combinada LR Yelp BoW 0.8861 0.8464
89 Combinada XGB Yelp BoW 0.8913 0.8529
90 Combinada CNN Yelp BoW 0.8747 0.8220
91 Textual LR Yelp TFIDF 0.8738 0.8305
92 Textual XGB Yelp TFIDF 0.8791 0.8416
93 Textual CNN Yelp TFIDF 0.8598 0.8310
94 Combinada LR Yelp TFIDF 0.8528 0.8156
95 Combinada XGB Yelp TFIDF 0.8685 0.8352
96 Combinada CNN Yelp TFIDF 0.8493 0.8213
97 Textual LR Yelp W2V 0.8861 0.8525
98 Textual XGB Yelp W2V 0.8782 0.8390
99 Textual CNN Yelp W2V 0.8869 0.8531
100 Combinada LR Yelp W2V 0.8834 0.8470
101 Combinada XGB Yelp W2V 0.8720 0.8474
102 Combinada CNN Yelp W2V 0.8791 0.8375
103 Textual LR Yelp GLV 0.8703 0.8259
104 Textual XGB Yelp GLV 0.8659 0.8278
105 Textual CNN Yelp GLV 0.8685 0.8726
106 Combinada LR Yelp GLV 0.8720 0.8378
107 Combinada XGB Yelp GLV 0.8650 0.8328
108 Combinada CNN Yelp GLV 0.8624 0.8216
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