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Science knows no country, because knowledge belongs to humanity, and is the torch

which illuminates the world - Louis Pasteur.
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Resumo

O rápido avanço da tecnologia tem aumentado a transmissão de informações por meio

de vários tipos de mídia, incluindo vídeo, áudio, imagens e texto. Agências de notí-

cias utilizam diferentes canais, como rádio, TV e jornais, para comunicar histórias. Os

meios de educação e as artes também abraçam múltiplos tipos de mídia para aprimorar

métodos de ensino e expressão criativa. Com a crescente fusão de mídias, houve uma

explosão de coleções digitais contendo conteúdo diversificado, potencialmente abrigando

conhecimento histórico valioso sobre a humanidade. No entanto, dar sentido a esses dados

multimodais ainda é um desafio, exigindo uma abordagem humana, uma vez que métodos

automáticos apresentam dificuldades para identificar tópicos subjetivos e relações entre

diferentes conteúdos. Para enfrentar isso, introduz-se neste trabalho o Reveal, um sis-

tema inovador projetado para facilitar a exploração visual de grandes coleções de textos e

imagens, levando em consideração o conceito de proveniência. Esta interface gráfica ami-

gável permite que analistas identifiquem relações entre diferentes modalidades por meio

da exploração visual, capacitando uma análise mais eficaz e eficiente. Além disso, neste

trabalho uma taxonomia para interações de exploração de dados multimodais também é

estabelecida. Através de dois estudos de caso, demonstra-se a eficácia do Reveal e o

uso da taxonomia estabelecida para avançar na análise de dados multimodais e apoiar a

tomada de decisões. Em adição, valida-se, por meio de um terceiro estudo de caso, o po-

tencial do sistema aplicando-o a um conjunto de dados de obras de artes, mostrando sua

versatilidade na manipulação de diferentes conjuntos de dados que combinam imagens e

textos. As contribuições englobam um sistema interativo de exploração multimodal visual

e adaptável a várias áreas, uma técnica de ponta para navegação de informações usando

um grafo interativo de exploração e evidências convincentes da eficácia do sistema.

Palavras-chave: Exploração Visual, Proveniência, Dados Multimodais.



Abstract

The rapid advancement of technology has led to the conveyance of information through

various media types, including video, audio, images, and text. News agencies employ

different channels such as radio, TV, and newspapers to communicate stories. Educa-

tion and the arts also embrace multiple media types to enhance teaching methods and

creative expression. With the increasing fusion of media, there has been an explosion

of digital collections containing diverse content, potentially harboring valuable historical

knowledge about humanity. However, making sense of such multimodal data remains

challenging, necessitating a human-in-the-loop approach as automatic methods struggle

with identifying subjective topics and relations among different contents. To address

this, Reveal is introduced, a novel system designed to facilitate the visual exploration

of large collections of texts and images while considering provenance. The user-friendly

graphical interface enables analysts to identify relationships between different modalities

using visual exploration, empowering more effective and efficient analysis. Moreover, it

also establishes a taxonomy for multimodal data exploration interactions. Through two

compelling case studies, the efficacy of Reveal and the use of the established taxonomy

in advancing multimodal data analysis and supporting informed decision-making is de-

monstrated. In addition, the system’s potential is validated through a third case study by

applying it to an arts dataset, showcasing its versatility in handling different datasets that

combine images and texts. The contributions encompass an interactive visual exploration

system adaptable across various fields, a cutting-edge technique for information naviga-

tion utilizing an interactive exploration graph, and compelling evidence of the system’s

effectiveness.

Keywords: Visual Exploration, Provenance, Multimodal Data.
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1 Introdução

Informação, conhecimento e expressão artística são transmitidos via diversos tipos de

mídia, como vídeo, áudio, imagens e texto. Por exemplo, as agências de notícias dependem

de diferentes veículos, como rádio, televisão e jornais, para transmitir as últimas notícias

ao público. As características técnicas de cada veículo impactam diretamente nos tipos

de mídia utilizados. Transmissões de rádio e televisão dependem geralmente de áudio e

vídeo, enquanto os jornais em papel usam texto simples e imagens. Por outro lado, fontes

de notícias modernas, incluindo sites de notícias e plataformas de mídia social, abrangem

todas as formas convencionais de mídia, bem como elementos interativos, para enriquecer

a qualidade da informação e envolver ativamente o público.

Da mesma forma, no campo da educação houve um significativo aumento no uso de

diversas formas de mídia para complementar abordagens de ensino tradicionais. Os livros

didáticos, por exemplo, agora incorporam imagens, ilustrações e gráficos para explicar

conceitos complexos. As plataformas de ensino online oferecem cursos que integram

texto, áudio, imagens e vídeo para fornecer experiências de aprendizado envolventes.

O mundo das artes não é uma exceção. Os artistas usam diferentes tipos de mídia

como meios de expressão. Pintores e escultores usam elementos físicos, como tela e argila,

para recriar cenas, imortalizar pessoas e enquadrar seus sentimentos. Músicos combinam

áudio e letras para evocar emoções, contar histórias e expressar questões sociais ou po-

líticas. Videoclipes combinam elementos de áudio e visual para aprimorar a mensagem

transmitida por uma música. Cineastas combinam diversos tipos de mídia para criar

histórias cativantes.

Nos mais variados campos de atuação, o avanço tecnológico permite a combinação de

diferentes tipos de mídia em larga escala, oferecendo assim uma infinidade de oportuni-

dades para comunicação eficaz em uma ampla variedade de campos. Atualmente, existe

uma explosão de coleções digitais que contêm vários tipos de mídia, incluindo texto, áu-

dio, imagens e vídeos, disponíveis por meio de serviços de streaming, bibliotecas virtuais,
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redes sociais e portais web (OECD, 2015). Essas coleções têm o potencial de conter co-

nhecimento histórico valioso sobre a humanidade. No entanto, decifrar o conteúdo de tais

dados é uma tarefa intrincada (LAHAT; ADALI; JUTTEN, 2015). Abordagens automá-

ticas não são adequadas para identificar tópicos subjetivos e relações entre diferentes tipos

de mídia. Por exemplo, acadêmicos e pesquisadores da arte podem precisar identificar

e explorar pinturas relacionadas à realeza britânica, que podem retratar a solidão dos

membros da realeza e conter assuntos sobre a guarda real, a coroa, etc.

Lidar com dados multimodais é uma tarefa desafiadora que requer o desenvolvimento

de novas ferramentas e/ou estratégias computacionais inovadoras. Neste contexto, o

aprendizado de máquina e os modelos multimodais de inteligência artificial desempe-

nham um papel fundamental na exploração de dados multimodais, permitindo a análise

integrada de informações provenientes de diferentes formatos, como texto, imagem e áu-

dio. Essas abordagens capacitam os sistemas a identificar padrões complexos e relações

entre modalidades distintas. Assim, é possível extrair significado de maneira mais sofisti-

cada, facilitando a interpretação e a tomada de decisões em ambientes que envolvem uma

diversidade de dados.

Levando em consideração este cenário, introduz-se, neste trabalho, um sistema cha-

mado Reveal (acrônimo de provenance-oriented visual exploration of large multimodal

collections). Reveal é projetado para simplificar a exploração visual, usando o conceito

de proveniência, de extensas coleções de textos e imagens, refletindo a lógica dos usuários

durante o processo de exploração. Além disso, ao analisar trabalhos relacionados sobre a

exploração de coleções multimodais, identificam-se interações recorrentes em sistemas e

plataformas para a exploração multimodal. Portanto, além de apresentar o Reveal, este

trabalho também visa estabelecer uma taxonomia de interações para navegar e explorar

dados multimodais.

1.1 Problema

A análise e exploração de coleções multimodais de dados abrange diferentes tipos de mídia,

como texto, imagens e vídeos. Essas coleções são cada vez mais comuns, encontradas em

diversas fontes, como streaming de serviços, bibliotecas virtuais, redes sociais e portais

web. Embora essas coleções ofereçam um vasto potencial para conter e disponibilizar

conhecimentos valiosos e históricos, a compreensão e extração de informações significativas

desses dados não ocorrem de forma simples.



1.1 Problema 14

Desenvolver um sistema para a exploração de dados multimodais, que dê suporte à

proveniência e que defina uma taxonomia para suas interações é crucial para lidar com a

diversidade de formatos de dados e essencial para rastrear a origem e o histórico dos dados,

interações e visualizações. Esta tarefa apresenta inúmeros desafios. Por exemplo, a cata-

logação de extensas coleções multimodais pode ser uma tarefa altamente exigente. Mesmo

com uma taxonomia meticulosamente elaborada, os esforços de catalogação ainda podem

resultar em uma perspectiva um tanto limitada do conteúdo, levando a negligenciação de

conexões sutis.

Embora a automatização possa oferecer suporte valioso, ela continua insuficiente para

abordar as complexidades da modelagem de conceitos abstratos, expressões artísticas e

conteúdos complementares elusivos. Consequentemente, existe uma necessidade crítica de

incorporar a expertise humana no processo de exploração, aproveitando sua capacidade

de discernir detalhes contextuais e preencher lacunas semânticas nos dados. A sinergia de

esforços humanos com a automatização é essencial para o desenvolvimento eficaz de um

sistema robusto de visualização de dados multimodais, que deve enfrentar diretamente

esses desafios para oferecer uma experiência abrangente e intuitiva ao usuário, ao mesmo

tempo que incorpora a proveniência para rastrear e manter um registro das interações do

usuário e da exploração de dados.

Sendo assim, o objetivo deste trabalho é propor uma solução para a exploração visual

de grandes coleções multimodais, considerando a proveniência dos dados. Não somente

isso, mas baseando-se na literatura, este trabalho busca reunir técnicas de visualizações

diferentes frequentemente utilizadas para exploração de dados multimodais, para assim

então, criar uma taxonomia de interações. Através do Reveal, busca-se disponibilizar

uma interface intuitiva e amigável que permita aos analistas visualizarem e interagirem

com os diferentes tipos de mídia, facilitando a descoberta de padrões, conexões e informa-

ções relevantes. Algumas das questões que o desenvolvimento do sistema Reveal aborda

e tenta solucionar são:

• Q1 - Como combinar e integrar efetivamente diferentes tipos de mídia em uma

interface de visualização amigável?

• Q2 - Como considerar a proveniência de visualização e interação para fornecer in-

formações sobre o histórico da exploração e interações?

• Q3 - Como facilitar a descoberta de padrões, conexões e relacionamentos entre

diferentes modalidades de mídia?
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• Q4 - Como auxiliar os analistas na identificação de informações relevantes e signifi-

cativas dentro das coleções multimodais?

• Q5 - Como garantir a usabilidade e eficácia do sistema proposto, permitindo que os

usuários explorem e compreendam as coleções multimodais de forma eficiente?

• Q6 - Como o sistema proposto pode contribuir para a análise de dados multimodais

em diversos campos de atuação diferentes?

Ao abordar essas questões, o trabalho visa fornecer uma forma inovadora para a análise

e exploração de coleções multimodais, com foco na visualização e compreensão dos dados,

considerando a proveniência e buscando melhorar a efetividade da análise nessas coleções

de dados complexas.

1.2 Principais Contribuições

Em geral, o sistema proposto tem o potencial de impactar profissionais de diversas áreas,

incluindo, mas não se limitando a jornalistas, historiadores de arte e fotógrafos. Em

resumo, as contribuições deste trabalho são:

• Um sistema interativo de exploração visual (chamado Reveal) para descobrir in-

formações em conjuntos de dados compostos por imagens e textos associados, além

de permitir o suporte para 100 idiomas diferentes.

• Um mecanismo que utilize do conceito de proveniência para capturar e armazenar a

lógica dos usuários durante o processo de exploração. Reveal permite aos usuários

navegar facilmente por grafos interativos de proveniência, que registram estágios

anteriores do processo de busca. Além disso, o sistema permite aproveitar-se das

operações de conjunto que ajudam a avançar e extrair informações mais relevantes

na exploração.

• Uma taxonomia de interações para possibilitar a exploração de coleções multimo-

dais. A taxonomia define padrões de interações com as visualizações implementadas

no sistema para que os usuários possam navegar e explorar os dados multimodais.

• Dois estudos de caso utilizando um conjunto de imagens e textos extraídos da

BBC (LIU, F. et al., 2021) para demonstrar a eficácia e capacidades do Reveal.
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• Um estudo de caso mais simplificado utilizando um conjunto de imagens e textos

extraídos do conjunto de dados da coleção de arte do Rijksmuseum (ALANI et al.,

2018) para demonstrar que o Reveal pode suportar qualquer conjunto de dados

composto por imagens e textos.

1.3 Organização da Dissertação

O restante deste documento está organizado da forma aqui apresentada. O Capítulo 2

apresenta o referencial teórico. Em seguida, o Capítulo 3 discute os trabalhos relacionados.

Com base na revisão de literatura e informações fornecidas por especialistas das artes e

jornalismo, são definidos os requisitos que o Reveal deve cumprir no Capítulo 4. O

Capítulo 5 descreve a metodologia, a arquitetura do sistema, a taxonomia de interações é

definida detalhadamente e são apresentadas as ferramentas utilizadas para confecção do

Reveal. Os estudos de caso são desenvolvidos no Capítulo 6. No Capítulo 7 conclui-se

o trabalho e são listadas as ressalvas e futuras possibilidades de novas implementações no

Reveal.



2 Referencial Teórico

Este capítulo desempenhará o papel de fornecer uma base sólida para os conceitos relaci-

onados aos modelos multimodais de Inteligência Artificial, principalmente para o modelo

utilizado neste trabalho, bem como para a aplicação do conceito proveniência em sistemas

de visualização.

2.1 Modelos Multimodais de Inteligência Artificial

O aprendizado multimodal combina estratégias que envolvem diferentes modalidades de

dados, como visual, áudio e texto, que normalmente contêm informações diferentes e/ou

complementares, para obter resultados mais precisos, permitindo o estudo de dados com-

plexos e abrindo um leque de novas possibilidades em diversas aplicações, como reco-

nhecimento de fala (WU; CAI; MENG, 2005; KARPOV, 2014; MAMYRBAYEV et al.,

2020), processamento de linguagem natural (MELO; PAIVA, 2006; HANSER et al., 2010;

KAZEMZADEH et al., 2014; YU et al., 2016), reconhecimento de imagens (YANG; KRI-

EGMAN; AHUJA, 2001; MIAN; BENNAMOUN; OWENS, 2007; DING; TAO, 2015;

NARKHEDE et al., 2021; ACOSTA et al., 2022), e direção autônoma (CUI et al., 2019;

XIAO et al., 2022).

Neste trabalho, utiliza-se o modelo OpenAI CLIP (RADFORD; KIM et al., 2021)

para calcular um espaço de embedding compartilhado de texto e imagens. Os embeddings

possibilitam a visualização e análise de dados complexos e de alta dimensão em um formato

mais interpretável e de menor dimensão. A projeção deste embedding em um espaço de

visualização facilita a identificação visual de padrões, relacionamentos e clusters dentro

dos dados, fornecendo informações valiosas para análise e interpretação.

O CLIP utiliza o aprendizado contrastivo para estabelecer associações entre imagens

e textos. O modelo projeta, de forma efetiva, imagens e os dados textuais correspondentes

em um espaço de embedding compartilhado, onde elementos com conceitos semelhantes

são posicionados próximos. O CLIP não apenas permite discriminar entre imagens e
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textos que foram utilizados durante o processo de treinamento, mas também estabelece

correlações entre imagens e conteúdo textual de fontes distintas que não foram utilizados

no treinamento do modelo. Além disso, o CLIP possui a capacidade de realizar predições

apelidadas em inglês de “zero-shot” e “few-shot”. Isso significa que o modelo pode lidar

com novas tarefas e conceitos, mesmo quando não foi treinado para isso. Essa notável

adaptabilidade torna o CLIP excepcionalmente versátil e capaz de uma ampla gama de

aplicações, desde classificação de imagens até compreensão de linguagem natural e até

tarefas cruzadas, como gerar descrições textuais para imagens ou encontrar imagens que

correspondam a consultas textuais complexas (RADFORD; KIM et al., 2021).

Este trabalho também conta com o Multilingual-CLIP (CARLSSON et al., 2022),

uma extensão do CLIP, para dar suporte a consultas em 100 idiomas diferentes. Essa

extensão preenche a lacuna entre descrições textuais e conteúdo visual em idiomas além

do inglês, usando uma abordagem de aprendizado professor-aluno interlingual dentro da

arquitetura modular do CLIP. Ao contrário de modelos anteriores, o Multilingual-CLIP

utiliza a tradução automática para adaptar o encoder textual em vários idiomas além da

língua inglesa, resultando em um desempenho superior para o trabalho com imagens e

textos multilíngue.

Nas subseções a seguir, serão abordadas, de forma mais aprofundada, as característi-

cas do modelo CLIP, desde sua arquitetura até o resultado final de seu desenvolvimento.

Além disso, também será explicado como sua extensão, o Multilingual-CLIP, conseguiu

adaptar um encoder textual para se encaixar na arquitetura modular do CLIP para ofe-

recer suporte a 100 idiomas diferentes.

2.1.1 Open AI CLIP

O OpenAI Contrastive Language-Image Pre-training (CLIP) é um modelo renomado que

possui a notável capacidade de manipular conceitos em dados textuais e visuais, bem como

estabelecer conexões entre essas duas modalidades. Nesta subseção, explora-se a multi-

modalidade, compreendendo como o CLIP opera e explorando suas diversas aplicações,

incluindo codificação, classificação e detecção de objetos.

Multimodalidade. As capacidades multimodais do CLIP são alcançadas por meio da

integração de dois modelos de encoders treinados para tornar a compreensão dos dados

mais harmônica. Quando textos são fornecidos, por exemplo, eles são processados por um

encoder de texto, enquanto as imagens passam por um processamento pelo encoder de
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Figura 1: Textos e imagens semelhantes serão codificados relativamente próximos em um
espaço vetorial. Por outro lado, o oposto acontece para textos e imagens dissimilares,
resultando em representações vetoriais distantes umas das outras. Isso possibilita que o
modelo diferencie entre conceitos e conteúdos diferentes, bem como identifique relações
e similaridades entre eles com base na proximidade de suas representações no espaço
vetorial.

imagem (RADFORD; KIM et al., 2021). Esses modelos de encoders geram representações

vetoriais específicas para seus tipos de entrada correspondentes. O aspecto interessante

do CLIP é que esses dois modelos essencialmente codificam conceitos semelhantes de

textos e imagens em vetores análogos. Por exemplo, uma descrição textual como “peixes

nadando em harmonia” produzirá uma representação vetorial que se assemelha ao vetor

de de uma imagem que retrata peixes envolvidos na mesma atividade, ou seja, nadando

(Figura 1). Assim, depois de uma imagem e texto serem processados pelos respectivos

encoders do CLIP, dois vetores são criados. Isso significa que é possível realizar buscas

entre qualquer uma dessas duas modalidades apenas comparando estes vetores. Também

existe a possibilidade de se ater a uma única modalidade, como texto para texto ou

imagem para imagem.

Arquitetura. O CLIP adota duas arquiteturas distintas para o encoder de imagens. Na

primeira abordagem, a base do encoder de imagens é o ResNet-50 (HE et al., 2016), que

é amplamente conhecido devido ao seu desempenho comprovado. A segunda arquitetura

emprega o Vision Transformer (ViT) (DOSOVITSKIY et al., 2021). Além disso, o encoder
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Figura 2: CLIP utiliza duas arquiteturas distintas para codificar imagens: ResNet-50,
com modificações, e o Vision Transformer (ViT). Para o texto, emprega um Transformer
com modificações.

de texto é construído com base em um Transformer (VASWANI et al., 2017) que incorpora

modificações arquiteturais específicas (RADFORD; WU et al., 2019). A esquematização

da arquitetura é apresentada na Figura 2.

Pré-treinamento contrastivo. Analisando a literatura, é possível afirmar que mode-

los pré-treinados em larga escala dominam o estado da arte nos campos de pesquisa de

processamento de linguagem natural e computação visual. No caso do CLIP, mais de 400

milhões de pares de imagens e textos foram utilizadas em seu treinamento. A ideia é

que, ao expor esses modelos à abundância de dados, eles podem identificar padrões gerais

no conjunto de dados. Para modelos de linguagem, de forma mais comum, isso pode

envolver o aprendizado das regras e estruturas fundamentais de alguma língua, enquanto

para modelos de visão isso pode significar o reconhecimento de características distintas

de várias cenas ou objetos.

O desafio surge ao lidar com a multimodalidade, uma vez que esses modelos são

normalmente treinados separadamente e carecem de compreensão compartilhada entre

duas ou mais modalidades. O CLIP resolve esse obstáculo por meio do pré-treinamento

contrastivo de imagens e textos. Os encoders de texto e imagem são treinados levando
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Figura 3: Esquematização do pré-treinamento contrastivo do CLIP.

em consideração a outra modalidade e o contexto. Como resultado, os encoders de texto

e imagem desenvolvem um entendimento indireto mútuo de padrões presentes tanto na

parte linguística quanto na parte visual.

O mecanismo do pré-treinamento contrastivo opera tomando pares de texto-imagem,

onde o texto descreve a imagem correspondente, e treinando o modelo para codificar esses

pares de forma mais próxima possível no espaço vetorial. Além disso, é crucial a inclusão

de pares negativos, a fim de fornecer uma base para a comparação contrastiva, ou seja,

grande parte do aprendizado do modelo é feito pelo entendimento de pares negativos.

Desta forma, pares positivos devem gerar vetores semelhantes, enquanto pares negati-

vos devem produzir vetores distintos. Esse conceito constitui a base da aprendizagem

contrastiva.

Analisando de forma mais aprofundada, pode-se dizer que o processo do treinamento

parte da ideia que pares negativos podem ser extraídos diretamente dos pares positivos.

Quando pares positivos como (I1, T1) e (I2, T2) estão disponíveis, basta trocar seus

componentes para obter pares negativos, (I2, T1) e (I1, T2). Consequentemente, uma

função de perda pode ser aplicada para maximizar a similaridade entre (I1, T1) e (I2, T2)

enquanto minimiza a similaridade entre (I2, T1) e (I1, T2). Assim, a função de perda opera

sob a premissa de que pares na diagonal devem resultar em um valor de produto escalar
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maximizado, enquanto todos os outros pares devem resultar em um valor de produto

escalar minimizado (Figura 3).

Aplicabilidade. O CLIP é um modelo extremamente versátil com aplicações abrangentes

em diversas áreas. Suas funcionalidades incluem a classificação de imagens e textos,

permitindo identificação de objetos e categorização de conteúdo textual. Além disso, o

CLIP destaca-se por sua capacidade de realizar previsões zero-shot, permitindo tarefas sem

treinamento específico, onde ele relaciona descrições textuais a imagens correspondentes.

Sua habilidade em recuperar informações relevantes com base em consultas de texto ou

imagem é inestimável para sistemas de busca e recomendação. Sua versatilidade o torna

uma poderosa ferramenta em campos que abrangem processamento de linguagem natural

e visão computacional, com potencial para inovação em diversos setores.

No contexto deste trabalho, o CLIP serve como a base para a construção da ferramenta

de busca do Reveal e para a apresentação dos resultados na visualização de embeddings

de textos e imagens. A capacidade do CLIP de transformar o conteúdo textual e visual

em vetores traz a possibilidade de calcular a similaridade entre uma consulta de busca

e os elementos do dataset, permitindo a recuperação de resultados semelhantes. Além

disso, os encoders visual e textual do CLIP vetorizaram todo o conteúdo dos conjuntos

de dados utilizados. Após a aplicação da redução de dimensionalidade, é possível dispor

cada item do dataset em um espaço bidimensional conjunto.

2.1.2 Multilingual-CLIP

O Multilingual-CLIP (M-CLIP) (CARLSSON et al., 2022) é uma extensão do modelo

CLIP, projetada para ampliar o domínio da parte linguística do CLIP para outras línguas

além do inglês. Esta extensão aumenta consideravelmente o escopo do CLIP, tornando-

o mais versátil e multilíngue. O M-CLIP busca capacitar o modelo para compreender

e interagir com texto e imagens em um cenário linguístico diversificado, eliminando as

barreiras de idioma. Neste contexto, sua implementação se concentra em uma abordagem

de teacher learning do modelo aplicada ao M-CLIP, onde um codificador de idioma não

inglês é treinado para aprimorar sua proficiência multilíngue. Essa abordagem aplica

o design modular da arquitetura do CLIP, onde os encoders de texto e imagens são

interconectados por meio da função de perda, permitindo um treinamento e adaptação de

cada um desses enconders.

O método de treinamento do novo encoder textual multilíngue gira em torno do uso da
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Figura 4: Demonstração do processo de treinamento do modelo multilíngue, que visa
prepará-lo para ser integrado à arquitetura modular do CLIP. Esse treinamento é uma
etapa crítica que capacita o modelo a preparar-se e adaptar-se a estrutura do CLIP.

tradução automática do inglês para outras línguas, para contornar a necessidade de vastos

conjuntos de dados em cada idioma de destino. O processo de aprendizado do modelo

envolve fornecer textos paralelos em vários idiomas para os modelos professor e aluno e

minimizar o erro médio quadrático (MSE) entre suas respectivas representações de saída.

Essa abordagem difere do objetivo de treinamento original do CLIP, que se concentra prin-

cipalmente em treinar o modelo para correlacionar a similaridade por cosseno entre pares

de imagem e texto. Assim, o processo começa com um conjunto de legendas em inglês, que

são posteriormente traduzidas, utilizando o MarianMT (JUNCZYS-DOWMUNT et al.,

2018), para o idioma de destino. O modelo professor CLIP codifica os textos originais em

inglês, gerando uma série de representações vetoriais, enquanto o modelo aluno codifica

os textos traduzidos para outras línguas e produz representações vetoriais corresponden-

tes. No final, a perda é calculada como o erro médio quadrático entre a representação

vetorial da língua inglesa e a representação vetorial das demais línguas, moldando o cerne
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do aprimoramento de proficiência multilíngue do M-CLIP. Após o treinamento do mo-

delo multilíngue, ocorre o acoplamento a arquitetura do CLIP, junto do modelo visual

correspondente. No caso deste trabalho, o modelo multilíngue treinado seguindo esta

metodologia escolhido foi o XLM-RoBERTa (CONNEAU et al., 2019) e o modelo visual

correspondente é o CLIP ViT-B-16-plus-240.

2.2 Proveniência em Sistemas de Visualização

Ao considerar o conceito de proveniência, geralmente faz-se uma associação com as pala-

vras “procedência” ou “origem”. Registrar a origem e o histórico de informações desem-

penha um papel fundamental em inúmeras áreas, pois permite a validação dos procedi-

mentos executados, o fluxo de trabalho em particular, e dos dados consumidos e gerados,

tornando-os passíveis de reprodução por terceiros. Nesse sentido, Buneman et al. (BU-

NEMAN; KHANNA; WANG-CHIEW, 2001) foram pioneiros ao abordar a questão da

proveniência de dados, definindo esse termo como a descrição da origem de um dado e o

processo pelo qual ele é incorporado a um banco de dados.

Mais recentemente, proveniência vem sido definida como o “histórico de processamento

de dados” (FEKETE; FREIRE; RHYNE, 2020). Ela contém metadados que detalham o

processo de criação de um determinado conjunto de dados, representando de forma es-

truturada e passível de consulta o caminho de derivação dos dados. No contexto desta

dissertação, os dados de proveniência representam como ocorreu o processo de exploração

visual. Os dados de proveniência contêm informações valiosas que podem ser aplica-

das em várias tarefas, incluindo sistemas de visualização (FEKETE; FREIRE; RHYNE,

2020). Além disso, estes dados de proveniência aprimoram a usabilidade das visualiza-

ções, apoiando os usuários na exploração e refinamento de suas hipóteses, validação de

seus resultados e comunicação eficaz de suas descobertas. A proveniência pode ser repre-

sentada de diversas formas. De acordo com Ragan et al. (RAGAN et al., 2016), existem

cinco tipos principais de proveniência associados à computação: (i) dados, (ii) visualiza-

ção, (iii) interação, (iv) insights e (v) lógica. Neste trabalho, explora-se a proveniência de

visualização e interação.

A proveniência de visualização e interação são duas categorias importantes para cap-

turar a atividade do usuário em ferramentas de exploração visual. A proveniência de

visualização rastreia visualizações e estados gráficos, que estão ligados à transformação

de dados e interações. Por outro lado, a proveniência de interação captura ações e coman-
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dos observáveis do usuário em um sistema. Isso inclui interações de exploração de dados

e anotações, bem como ações do histórico de comandos.

Representar os metadados associados à visualização e interação em um banco de dados

de proveniência simplifica a associação de dados de entrada e escolhas de exploração com

os resultados gerados. A análise orientada pela proveniência do processo de exploração

requer a relação entre vários tipos de dados. Correlacionar as escolhas de exploração e

os resultados gerados exigem um conhecimento do usuário e dados de várias etapas do

processo de exploração. Além disso, as consultas para analisar as etapas de um processo

de exploração em um banco de dados de proveniência assemelham-se às consultas típicas

de proveniência já encontradas em diferentes sistemas (SILVA et al., 2018).



3 Trabalhos Relacionados

Neste capítulo, apresenta-se uma análise abrangente dos trabalhos relacionados ao tema

deste estudo, explorando três principais linhas de pesquisa que desempenham um papel

crucial no contexto deste trabalho. A primeira delas diz respeito à visualização de em-

bedding spaces. A segunda linha de pesquisa concentra-se em técnicas de visualização

atreladas à proveniência. Por fim, terceira linha de pesquisa foca na exploração visual

de coleções multimodais. Os trabalhos relacionados aqui apresentados desempenham um

papel fundamental na construção do contexto e na fundamentação desta dissertação.

3.1 Visualização de Embedding Spaces

Embedding spaces são um conceito crucial em aprendizado de máquina e análise de dados.

Eles permitem representar dados complexos e de alta dimensionalidade em um espaço

de bem menor dimensionalidade, preservando as relações e similaridades entre objetos.

Desta forma, os embeddings tornam os dados mais acessíveis, mais fáceis de analisar,

visualizar e entender. Em trabalhos anteriores, diferentes tipos de dados, incluindo pa-

lavras, documentos, imagens, áudio, etc., foram investigados usando embedding spaces.

Neste contexto, pesquisadores analisaram as relações semânticas em palavras e documen-

tos (LIU, S. et al., 2018; SENEL et al., 2018; ZUCKERMAN; LAST, 2019), exploraram

similaridades e diferenças em coleções de imagens (KHRULKOV et al., 2020; MIRANDA

et al., 2020), analisaram tipos de sons em sinais de áudio (HAQUE et al., 2019; KOH;

DUBNOV, 2021; RULFF et al., 2022), revelaram padrões em séries temporais e da-

dos multivariados (MALHOTRA et al., 2017; NALMPANTIS; VRAKAS, 2019; WONG;

CHUNG, 2019), entre várias outras aplicações. Mais recentemente, a pesquisa focada

em embeddings multimodais vem ganhando mais importância. Ela se concentra em inte-

grar diferentes modalidades de dados, como texto, imagens e áudio. Em (LI, K. et al.,

2023), relações semânticas são mapeadas em recursos visuais e textuais para possibilitar o

raciocínio semântico. Uma abordagem semelhante foi desenvolvida para lidar com desas-
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tres, utilizando um conjunto de dados de mídias sociais com texto e imagens (FALLON;

CROUSE, 2019). Embedding spaces multimodais também são empregados para compre-

ender desafios encontrados em redes neurais de grafos (LIU, Z. et al., 2022; RISSAKI

et al., 2022). Por fim, esta técnica também foi utilizada para combinar análise visual e

aprendizado profundo para utilizar o conhecimento humano na melhoria da exploração

de embeddings de imagens (HOQUE et al., 2023).

Essa dissertação se destaca dos trabalhos anteriores ao permitir a visualização de

conteúdo semântico vinculado a imagens individuais, ao mesmo tempo que facilita a

identificação de imagens associadas a cada palavra no conjunto de dados.

3.2 Técnicas de Visualização Atreladas à Proveniência

A visualização atrelada à proveniência tem aplicabilidade em diversas áreas de pesquisa.

Por exemplo, Macko et al. (MACKO; SELTZER, 2011) desenvolveram uma ferramenta

de visualização de tipo node-link que auxilia na exploração de rastros de proveniência.

Na cartografia, a proveniência é empregada para aprimorar a qualidade dos dados (DEL

RIO; SILVA, 2007) ao registrar as etapas de transformação de dados que geram um con-

junto de informações. Sistemas de visualização que incorporam essas capacidades também

auxiliam especialistas em meteorologia em tarefas em tempo real, como configuração, exe-

cução, monitoramento e análise visual de conjuntos de simulação (SOUZA et al., 2023).

A combinação de visualização de dados e capacidades de proveniência permitiu a Santos

et al. (SANTOS et al., 2013) visualizar dados climáticos e meteorológicos. Maguire et al.

(MAGUIRE et al., 2012) investigaram o design de glifos para representar de forma eficaz

visualizações de fluxo de trabalho de dados biológicos, focando em elementos de design

visual e fluxo de dados. O VisTrails (CALLAHAN et al., 2006) gerencia a execução de

várias tarefas e registra dados de proveniência para auxiliar na exploração e comparação

de dados, simulações, visualizações e outras atividades relevantes. Outros trabalhos se

concentram na análise exploratória e introduzem o termo “histórias gráficas” (tradução de

“graphical histories”) para descrever a história dos estados de visualização (HEER et al.,

2008). Em adição, pesquisadores vêm enfatizado a importância de rastrear a história das

interações do usuário, cunhando o termo “proveniência de insights” (tradução de “insight

provenance”) para descrever a história das ações e raciocínio durante um processo de aná-

lise (GOTZ; ZHOU, 2008). Por fim, a integração de proveniência e análise de imagens

tem se mostrado valiosa no campo médico, facilitando a verificação de resultados cien-

tíficos, comparação de análises e monitoramento da evolução de resultados para análise
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de imagens (ARSHAD et al., 2019). O conceito de proveniência é amplamente reconhe-

cido em sistemas de visualização de dados, mas sua aplicação na análise de conjuntos de

dados multimodais de imagens e textos não é comum. Para preencher essa lacuna, esta

dissertação se concentra no desenvolvimento de um grafo de exploração interativo que ar-

mazena todas as informações relevantes dos dados, possibilitando a reprodutibilidade dos

processos de análise de conjuntos de dados. Ao incorporar a proveniência na abordagem

proposta, oferece-se uma visão abrangente do fluxo de trabalho que representa o processo

de exploração. Isso permite que os pesquisadores compreendam como os dados foram

gerados e processados, garantindo, assim, a precisão e confiabilidade de suas descobertas

de pesquisa.

3.3 Exploração Visual de Coleções Multimodais

A visualização pode facilitar uma exploração abrangente de coleções multimodais, levando

em consideração que estas coleções possuem um amplo escopo e alta complexidade. Esta

abordagem incorpora uma série de representações visuais interconectadas, juntamente

com funcionalidades interativas. Nesse contexto, trabalhos apresentam modelos que exi-

bem distintas categorizações, abrangendo métodos baseados em índices (DATAR et al.,

2004; ANDONI; INDYK, 2008; JEGOU; DOUZE; SCHMID, 2011), abordagens base-

adas em aprendizado interativo (ZAHALKA; RUDINAC et al., 2018), e, esforços mais

recentes, buscam integrar esses métodos para atingir melhores resultados (ZAHALKA;

WORRING; VAN WIJK, 2021). Além disso, certos estudos têm se concentrado na gera-

ção de resumos de coleções de imagens, considerando diversidade de conteúdo, concisão

e estética, otimizando o layout por meio de retropropagação (PAN et al., 2021). Estu-

dos contribuíram para uma compreensão mais abrangente de ambientes urbanos. Por

exemplo, o Urban Mosaic (MIRANDA et al., 2020) utiliza representações de aprendizado

profundo para identificar padrões em extensas coleções de imagens de ruas. Urban Rhap-

sody (RULFF et al., 2022) possibilita a análise visual interativa de extensas coleções de

dados acústicos urbanos, aproveitando os avanços recentes para criar representações de

áudio. Além disso, Kuchroo et al. (KUCHROO et al., 2021) introduziram o método de

difusão integrado, facilitando a visualização e integração de dados multimodais de vários

sensores em um único sistema para gerar um operador de difusão de dados integrado. Em

contraste aos trabalhos anteriores, estudos alternativos introduziram análises interativas

para analisar TED talks, enfatizando a distinção de estilos de apresentação (WU; QU,

2020).
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Divergindo das abordagens apresentadas, Reveal se destaca ao empregar um mo-

delo multimodal que unifica representações de textos e imagens em um espaço vetorial

compartilhado. Utilizando seus embeddings, calcula-se a similaridade por cosseno para

recuperar efetivamente itens relevantes de acordo com cada busca. Além disso, com base

na literatura, foi possível estabelecer um conjunto de interações utilizadas para a explora-

ção de dados multimodais. Portanto, este trabalho também define uma taxonomia para

interação com dados multimodais em espaços de visualização.
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A motivação original por trás do desenvolvimento do Reveal era lidar com os desafios

de navegação encontrados em conjuntos de dados multimodais que incluíssem imagens

de obras de arte e suas respectivas descrições textuais. Embora existam ferramentas

especializadas, como o ARIES (CRISSAFF et al., 2018), para examinar obras de arte

de interesse, ainda faltam recursos para facilitar a exploração do conteúdo de catálogos

digitais de arte de grande porte.

Assim como os historiadores da arte, outros profissionais, como jornalistas, por exem-

plo, devem navegar por extensas coleções de imagens e textos como parte de suas principais

atividades diárias para extrair informações de seu conteúdo. Levando isso em conside-

ração, buscou-se orientação de especialistas nas áreas de história da arte e jornalismo

para estabelecer os principais requisitos que uma ferramenta para exploração de dados

multimodais de imagens e textos deve cumprir. Com o objetivo de resolver e respon-

der às questões estabelecidas na Seção 1.1, propõe-se a projeção de um sistema visual

que permita a exploração poderosa e intuitiva de conjuntos de dados multimodais, ao

mesmo tempo em que mantém um registro da lógica do usuário durante a investigação.

Os requisitos definidos para implementação do Reveal são:

R1 - Agnosticidade com relação aos dados. Ser agnóstico em relação ao domínio do

dado. Para ampliar o impacto do sistema, ele deve ser capaz de consumir conjuntos de

dados de imagens com descrições textuais de diferentes domínios. Além disso, as metáforas

visuais e as interações devem ser acessíveis a profissionais com diferentes formações.

R2 - Aceitação multilíngue. Para aumentar a aplicabilidade do aplicativo dentro da

comunidade, é crucial que ele possa oferecer suporte a vários idiomas. Para alcançar

esse objetivo, o sistema se aproveita de um modelo multilíngue capaz de processar 100

idiomas diferentes para análise de conjuntos de dados ao longo do processo de busca. Essa

funcionalidade amplia não apenas o escopo do aplicativo, mas também facilita a análise

de conjuntos de dados de várias fontes e idiomas.
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R3 - Consultas e respostas rápidas. Para uma melhor experiência do usuário, é

essencial garantir que as consultas de dados e renderizações ocorram em tempo real,

permitindo acesso imediato a informações atualizadas e interação contínua com o sistema.

As visualizações devem ser carregadas em no máximo 500ms (LIU; HEER, 2014).

R4 - Consultas expressivas personalizáveis. O sistema deve aceitar consultas diver-

sas, incluindo textos, imagens e combinações de textos e imagens. Além disso, ele deve

integrar os resultados de consultas anteriores em consultas subsequentes, permitindo aos

usuários refinar suas pesquisas de forma iterativa e aproveitar as percepções acumuladas

para informar novas consultas. Adicionalmente, o sistema deve permitir aos usuários re-

alizar operações entre os resultados de buscas anteriores, permitindo que compreendam

correlações e obtenham resultados mais relevantes. Atender este requisito significa aumen-

tar a utilidade do sistema, permitindo aos usuários explorar efetivamente relacionamentos

e associações nos conjuntos de dados.

R5 - Visualização com proveniência. O sistema deve ser projetado para facilitar

múltiplas consultas, permitindo aos usuários pesquisar e recuperar, de forma iterativa, in-

formações conforme necessário. Além disso, o sistema deve manter um registro abrangente

das ações e interações do usuário na interface. Isso permitirá que os usuários refaçam seu

caminho de exploração para referência e revisão, garantindo a preservação da proveniência.

R6 - Suporte à navegabilidade do histórico. O sistema deve fornecer aos usuários

uma representação visual do processo de busca, permitindo que monitorem o progresso

ao realizar cada consulta e analisem os resultados de forma eficaz. Essa abordagem de

visualização deve permitir que os usuários identifiquem rapidamente padrões e correlações

nos dados, aprimorando a experiência do usuário.

R7 - Suporte à salvamento de progresso. O sistema deve oferecer recursos que per-

mita os usuários salvar imagens de interesse em compartimentos personalizáveis, criando

efetivamente suas galerias para referência futura. Além disso, o sistema deve fornecer

um mecanismo para que os usuários salvem suas campanhas de busca, garantindo que

seu progresso seja preservado e possa ser continuado sem problemas em um momento

posterior.

R8 - Aplicar uma taxonomia de interações. O Reveal deve ser capaz de auxiliar

os usuários na navegação e exploração de dados multimodais, padronizando as formas

de interação, fornecendo uma compreensão clara das capacidades do sistema, orientando

a exploração eficaz dos dados, facilitando a recuperação de informações precisas e regis-
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trando e rastreando as interações dos usuários.



5 REVEAL

Este trabalho visa apresentar um sistema de exploração visual chamado Reveal, proje-

tado para facilitar a investigação de conjuntos de dados que contêm informações textuais

e imagens.

Figura 5: A arquitetura do sistema é composta por dois módulos principais. O módulo
do servidor backend é responsável pela execução de consultas de busca e armazenamento.
Já o módulo da interface visual é projetado para apresentar os resultados da pesquisa
de maneira amigável, prática e intuitiva, aprimorando a capacidade do usuário de na-
vegar e explorar diversos conjuntos de dados multimodais de imagens e textos de forma
descomplicada. Além disso, também é realizado o pré-processamento dos conjuntos de
dados com foco na padronização e simplificação dos dados para garantir uniformização
para utilização na plataforma.

O sistema é composto por dois módulos principais: o servidor backend, que inclui a

ferramenta de consulta e o armazenamento de dados, e a interface visual. A arquitetura

do sistema é ilustrada na Figura 5, enquanto a Figura 6 mostra os elementos distin-

tos da interface visual. Antes de se aprofundar nos detalhes do sistema, apresenta-se

o pré-processamento de dados, que consiste em aplicar uma série de procedimentos que

preparam qualquer conjunto de dados para uso dentro do sistema.
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Figura 6: A interface do Reveal engloba várias ferramentas fundamentais para aten-
der aos requisitos do sistema. A barra de busca (a) permite que usuários busquem por
elementos de interesse e personalizem o limite de similaridade. Os embeddings (b) repre-
sentam um espaço compartilhado onde tanto os textos quanto as imagens são projetados,
facilitando a exploração eficiente de dados. A galeria de imagens e nuvem de palavras (c)
facilitam a visualização de resultados ordenados por ondem de similaridade, auxiliando
na identificação dos resultados mais relevantes. O grafo de exploração (d) armazena todas
as informações de cada busca em seu respectivo nó, preservando a ordem das buscas e
permitindo a navegação contínua por todo o histórico de busca ao selecionar o nó dese-
jado. As imagens de interesse, juntamente de seu conteúdo textual, podem ser salvas em
floating buckets (g) e posteriormente acessadas na lista de buckets salvos (e). O estado
da interface, incluindo um determinado processo de pesquisa, pode ser salvo e utilizado
no futuro (f).

5.1 Pré-processamento de Dados

Uma fase de pré-processamento de dados é necessária para garantir a uniformidade e

tornar o conjunto de dados compatível com sistema, permitindo o uso de qualquer conjunto

de dados que contenha imagens e textos (R1). O processo de pré-processamento de dados

consiste em três etapas, como ilustrado na Figura 5. Essas etapas são: limpeza de dados,

extração de embeddings e redução de dimensionalidade.

Limpeza de dados. Nesta fase, dados considerados relevantes são extraídos de qual-

quer dataset que contenha imagens e textos. Em seguida, alguns procedimentos de pré-

processamento necessários são realizados para eliminar duplicatas e estruturar os dados

em um formato consistente compatível com o sistema. Para fazer isso, identifica-se e

remove-se conteúdo textual e imagens idênticas, considerando-os como duplicatas. Após

esse tratamento inicial, os dados são reestruturados para reter apenas as informações es-

senciais, que consistem em imagens e seus textos correspondentes. Posteriormente, todas

as informações textuais que aparecem em imagens repetidas são aglutinadas. Em sequên-
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cia, remove-se todas as imagens repetidas, mantendo apenas um registro com todo o texto

agregado. Consequentemente, uma imagem que aparece várias vezes está associada a to-

das as informações textuais combinadas relacionadas a ela, considerando todas as suas

ocorrências em todo o conjunto de dados. Esse tratamento também oferece benefícios

computacionais, uma vez que a mesma imagem não precisa ser comparada e armazenada

várias vezes com os elementos de pesquisa.

Após o tratamento inicial para remoção de duplicatas, as palavras no conjunto de

dados são “tokenizadas” e selecionadas com base em sua relevância semântica. Pronomes,

como “I ” ou “you”, que não transmitem efetivamente significado semântico entre uma

imagem e o texto, são excluídos do conjunto de dados. Portanto, o filtro ocorre em todas

as palavras, exceto substantivos, adjetivos, verbos e advérbios. Por fim, relações entre

palavras e imagens são estabelecidas, permitindo destaques visuais. Por exemplo, uma

imagem pode estar associada a várias palavras, assim como uma palavra pode estar pre-

sente em várias imagens. Essas relações são usadas para facilitar destaques nos espaços de

visualização. Especificamente, quando uma imagem é selecionada, as palavras associadas

são destacadas de forma proeminente, melhorando a interpretabilidade. O processo de

seleção de texto segue um processo semelhante. Um exemplo deste processo pode ser visto

na Figura 7.

Extração de embeddings. Neste estudo o M-CLIP é utilizado para obter vetores

numéricos de dimensões fixas projetados para um embedding compartilhado de textos e

imagens. Através desse processo de extração de embeddings, os vetores correspondentes a

todos os elementos do dataset são pré-computados e salvos, eliminando a necessidade de

cálculos em tempo real durante as pesquisas do usuário. Além disso, de forma meticulosa,

esses vetores são preservados e associações com seus respectivos textos e imagens são

estabelecidas, facilitando e simplificando as comparações de similaridade ao longo de

todo processo de busca. Precisamente, no momento da consulta computa-se, a partir dos

textos e imagens dados como entrada, apenas os embeddings correspondentes, para então

calcular-se exclusivamente a similaridade de cosseno entre estes elementos e os vetores

pré-computados dos textos e imagens do conjunto de dados. Essa abordagem otimiza o

desempenho da pesquisa e reduz significativamente a carga computacional (R2).

Redução de dimensionalidade. A redução de dimensionalidade é uma técnica utili-

zada em aprendizado de máquina e análise de dados para diminuir o número de dimensões

em um conjunto de dados multidimensional, buscando reter o máximo de informações re-

levantes possível do elemento original. Vários métodos de redução de dimensionalidade
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Figura 7: Após estabelecer as devidas relações, uma imagem pode estar associada a várias
palavras, assim como uma palavra pode estar presente em várias imagens. Essas relações
são utilizadas para realçar elementos nos espaços de visualização. Quando uma imagem é
selecionada (verde), por exemplo, as palavras associadas são destacadas (azul). O processo
de seleção de texto segue uma lógica similar.

são amplamente utilizados, incluindo PCA, t-SNE e UMAP. Nesta dissertação, o UMAP

foi escolhido como o método preferido. A decisão foi tomada com base em uma análise

comparativa entre as três técnicas aplicadas a uma amostra dos dados, com o UMAP

demonstrando interpretabilidade superior dos clusters no espaço 2D. Ao reduzir a dimen-

sionalidade dos embeddings, torna-se possível representar relacionamentos complexos entre

dados de texto e imagem de maneira mais intuitiva, permitindo uma melhor compreensão

e interpretação dos dados.

5.2 Servidor Backend

O servidor backend no Reveal consiste em dois componentes essenciais: o mecanismo de

busca e o armazenamento. O foco desta seção é fornecer uma compreensão aprofundada

desses componentes, destacando seu papel na realização de buscas e na construção de

visualizações (R2). O objetivo principal é garantir uma experiência de exploração visual

contínua e acelerar as observações do usuário.

Mecanismo de busca. O mecanismo de busca é composto por dois módulos principais:
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Figura 8: O mecanismo de busca possui dois módulos principais: processamento de embed-
dings e processamento de metadados. O M-CLIP é responsável por calcular os embeddings
para cada elemento da consulta do usuário. Assim, textos e imagens relevantes que aten-
dem a um limite de similaridade retornam como resultado para interface. O segundo
módulo gerencia metadados, permitindo aos usuários salvar, atualizar, excluir e visuali-
zar informações de busca. Esses metadados são processados no backend e servem para
posterior uso.

processamento de embeddings e processamento de metadados, cada um com responsabili-

dades distintas. Os usuários podem inserir textos, imagens, ambos ou múltiplos elementos

de ambos os tipos em uma consulta (R3). O M-CLIP é utilizado para calcular os embed-

dings para cada elemento da consulta. O componente de processamento de embeddings

calcula a similaridade entre cada texto e/ou imagem de entrada e todos os vetores pre-

viamente calculados dos itens do dataset, empregando a similaridade por cosseno entre

dois vetores. Essa mesma abordagem foi utilizada com êxito em trabalhos anteriores (MI-

RANDA et al., 2020). O uso de embeddings pré-computados acelera o processo de com-

paração, garantindo maior eficiência (R2). Em seguida, o mecanismo de busca recupera

todos os textos e imagens relevantes que atendem a um limite de similaridade definido na
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interface do usuário. Em contraste com a funcionalidade de busca de imagens e textos

fornecida pelo do primeiro módulo, o segundo módulo é dedicado à gestão de metadados.

Como explicado anteriormente, os usuários têm a capacidade de salvar o progresso de

suas buscas, incluindo imagens e estados. O módulo de processamento de metadados é

responsável por gerenciar as interações com esses dados, o que envolve o tratamento de

solicitações dos usuários relacionadas à criação, salvamento, atualização, exclusão ou con-

sulta para visualização das informações de busca por meio da interface. A sumarização

do mecanismo de busca pode ser visualizada na Figura 8.

Armazenamento. Para armazenamento de imagens e dados gerados pelo usuário (me-

tadados), utiliza-se uma solução baseada em nuvem. Localmente, são armazenados dados

pré-processados, incluindo textos, imagens, relações texto-imagem, embeddings para cada

texto e imagem, e links para acesso às imagens (dados brutos e índice de busca). Desta

forma, o componente de armazenamento permite ao Reveal fornecer respostas rápidas

às consultas, preservar o histórico de exploração do usuário, facilitar a navegação pelo

histórico de exploração e armazenar o estado e os resultados da exploração (R2, R4, R5,

R6).

5.3 Interface Visual

A interface visual foi projetada para permitir que os usuários realizem uma análise in-

terativa e intuitiva de conjuntos de dados multimodais que incluem textos e imagens,

utilizando técnicas de visualização de dados convencionais e inovadoras. Além disso, os

espaços de visualização dentro da interface desempenham um papel crucial na definição

da taxonomia de interações para navegar em dados multimodais. A Figura 6 apresenta a

interface, composta por sete componentes principais: barra de busca (a), embeddings de

imagens e textos (b), galeria de imagens com nuvem de palavras (c), a principal contri-

buição deste trabalho, o grafo de exploração (d), a lista de buckets salvos (e), a lista de

estados salvos (f) e os floating buckets (g). Nesta seção, cada componente será descrito

em detalhes.

Barra de busca. A barra de busca (Figura 6a e 9a) foi desenvolvida para fornecer

aos usuários a capacidade de buscar conteúdos de interesse, permitindo uma variedade

de entradas diferentes, incluindo texto, imagens e combinações de ambos (R3). Todo

conteúdo inserido na barra de busca é enviado para o mecanismo de busca no backend

para processamento. Após a computação da consulta, a interface apresenta os resultados.
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Figura 9: O sistema oferece quatro principais tipos de interações para realizar novas
buscas. Inicialmente, os usuários iniciam o processo de busca por meio da barra de
busca (a), permitindo a entrada de texto, imagens ou uma combinação de ambos, com
a flexibilidade de ajustar o limite de similaridade. Outra abordagem para iniciar novas
buscas envolve a seleção de pontos nos embeddings (b). Além disso, os usuários também
podem utilizar o espaço de visualização da galeria de imagens e nuvem de palavras (c)
para iniciar novas buscas. Por fim, o grafo de exploração suporta operações de conjuntos,
levando à criação de novos nós (d). Além disso, esta visualização permite a navegação pelo
histórico de busca e armazena informações nos nós, como a entrada de busca, resultados
e similaridade dos itens.

Embeddings. O algoritmo UMAP é aplicado para reduzir a dimensão dos embeddings

para duas dimensões. Em seguida, as coordenadas geradas x e y são utilizadas para criar

dois gráficos de dispersão separados, um para imagens e outro para textos (Figura 6b).

Apesar da visualização de cada tipo de dado ser exibida em um espaço separado, o espaço

de projeção para cada um dos embeddings estão alinhados (Figura 9b). Consequente-

mente, os embeddings apresentam um meio de visualizar a distribuição espacial de dados

textuais e visuais.

Galeria de imagens e nuvem de palavras. Para melhorar a experiência do usuário e
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aumentar o escopo da visualização dos embeddings, outras funcionalidades foram adicio-

nadas ao sistema. O intuito é fornecer uma abordagem mais detalhada para apresentar os

elementos do banco de dados retornados como resultado a partir de um processo de busca.

Assim, implementou-se uma galeria de imagens, que apresenta as imagens recuperadas

da busca em ordem decrescente de similaridade. Além disso, também foi adicionada uma

nuvem de palavras para representar os textos. Devido ao espaço limitado, a nuvem de

palavra exibe apenas as vinte principais palavras ordenadas pelo nível de similaridade

computado também em ordem decrescente (Figura 6c e Figura 9c).

Outras quatro implementações principais foram feitas na galeria de imagens e na

nuvem de palavras. A primeira implementação permitiu que os usuários selecionassem

imagens ou palavras para iniciar novas pesquisas através de seus respectivos espaços de

visualização (R3). Já a segunda implementação visou intensificar a interatividade entre os

componentes de visualização da interface. A terceira implementação tinha como objetivo

preservar imagens de interesse, junto de seu conteúdo textual, para análises futuras ou

criar coleções pessoais de imagens (R6). Por fim, o conteúdo textual de cada artigo de

jornal ou obra de arte foi vinculado à visualização de sua respectiva imagem, permitindo

que os usuários realizassem uma análise mais aprofundada do conteúdo textual e do

contexto a que cada imagem se refere. No capítulo 5.4, ao introduzir a taxonomia de

interações, será melhor detalhada cada uma das implementações supracitadas.

Grafo de exploração. Este trabalho apresenta uma abordagem inovadora para visuali-

zação e navegação de dados por meio de grafos, o que não foi explorado anteriormente na

literatura (Figura 6d e Figura 9d). Cada nó do grafo representa uma busca ou operação

entre nós. Três métodos podem gerar nós no grafo: uma pesquisa regular através da barra

de busca, seleções de imagens e palavras nos espaços de visualização (embeddings, galeria

de imagens e/ou nuvem de palavras), e operações de conjunto entre nós (união, interse-

ção e diferença). Cada tipo de operação gera nós com características e visuais distintas,

listados na legenda do grafo, conforme visto na Figura 6 (d). Dessa forma, é criada uma

rede navegável e interativa para visualização e navegação de dados multimodais. Por fim,

os nós retêm informações sobre todo o resultado da busca (R4), permitindo que o usuário

salve seu processo criando um novo “estado” (R6). Ao criar um novo estado, o usuário

salva todo o processo de busca, que fica exibido no menu lateral, garantindo que o usuário

possa retomar a busca se precisar interromper o processo de análise.

Floating buckets. Os floating buckets (Figura 6g) são elementos interativos e flexíveis,

o que significa que, após sua criação, podem ser posicionados em qualquer lugar da sua



5.4 Taxonomia de Interações 41

tela. A principal funcionalidade dos floating buckets é armazenar imagens de interesse.

Para fazer isso, uma ou várias imagens selecionadas na galeria de imagens devem ser

arrastadas e soltas em um floating bucket. Neste ponto, o floating bucket pode ser mantido

para adicionar mais imagens, descartado ou salvo. Uma funcionalidade extremamente

importante para a exploração de dados multimodais é que, ao salvar uma determinada

imagem no bucket, seu conteúdo textual também é armazenado, já que toda imagem está

conectada com seu respectivo texto.

Listas de buckets e estados. Para reter metadados gerados pelo usuário (R6), duas

funcionalidades foram adicionadas ao sistema. Em primeiro lugar, os usuários podem

armazenar imagens de interesse em um floating bucket, permitindo-lhes criar, armazenar

e gerenciar suas próprias galerias de acordo com o foco de exploração. Em segundo lugar,

os usuários podem salvar o estado da interface, preservando todo o progresso de exploração

para uso futuro. Como mostrado na Figura 6 (e, f), buckets salvos e estados de interface

salvos são exibidos em suas respectivas listas.

5.4 Taxonomia de Interações

Esta seção é dedicado a estabelecer a taxonomia que definirá as interações dentro dos

espaços de visualização vistos na seção anterior da interface do Reveal: a barra de

busca, os embeddings, a galeria de imagens e a nuvem de palavras, e o grafo de exploração

(Figura 9). Esses conjuntos de interações são fundamentais para este tipo de exploração

e permitem que os usuários naveguem em uma coleção multimodal de imagens e textos,

extraindo e armazenando dados significativos do conjunto de dados.

[T1] Fornecer elementos não vistos. Iniciar a busca de forma amigável é fundamen-

tal. Essa interação deve permitir pesquisas por itens além do conjunto de dados, e que

também não tenham sido vistos pelos modelos anteriormente, ao mesmo tempo em que

oferece suporte para entrada de todos os tipos de multimídia dentro do conjunto de dados

multimodal (R3). No caso do Reveal, a barra de pesquisa realiza isso ao permitir que

os usuários iniciem novos ramos no grafo de exploração, inserindo várias imagens e texto,

e ajustando um limiar de similaridade para resultados personalizados de busca. Essa

abordagem possibilita aos usuários explorar conceitos não previstos nos dados existentes,

promovendo uma exploração mais ampla e enriquecedora. A interatividade com a barra

de busca é exemplificada na Figura 10.

[T2] Selecionar elementos de visualizações abstratas. Ao trabalhar com visualiza-
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Figura 10: A barra de pesquisa do Reveal possibilita a inserção de diversas imagens
e textos, além de oferecer a opção de ajustar o limite de similaridade para uma busca
personalizada. Iniciar buscas na barra cria nós que dão início a novos ramos no gráfico
de exploração.

ções abstratas que representam dados complexos, é essencial que o espaço de exploração

permita interações com elementos individuais do conjunto de dados para dar continuidade

ao processo de busca. Nesse contexto, utiliza-se os embeddings para ilustrar a distribui-

ção de imagens e textos, proporcionando uma representação compacta e informativa. Ao

explorar esses embeddings, os usuários podem selecionar um ou mais pontos de dados, que

podem ser usados para iniciar novas buscas (R3). Além disso, os embeddings possibilitam

que os usuários visualizem as conexões entre imagens e textos, oferecendo insights sobre

padrões e relações semânticas. Por exemplo, selecionar um texto específico que esteja

presente no conteúdo textual de uma ou mais imagens destaca os pontos que representam

essas imagens. Essa funcionalidade é bem descrita na Figura 11. Além disso, as seleções

dentro dos embeddings também destacam imagens e textos correspondentes na galeria de

imagens e nuvem de palavras, facilitando conexões entre os espaços de visualização na

interface.

[T3] Selecionar elementos concretos em amostras. Certas visualizações apresentam

diretamente elementos de dados aos usuários, oferecendo uma representação clara e direta
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Figura 11: A representação visual dos embeddings oferece uma maneira intuitiva de visua-
lizar informações abstratas e complexas. No contexto do Reveal, os embeddings exibem
os resultados de uma busca específica. Esse espaço visual permite a seleção de pontos para
iniciar novas pesquisas (como evidenciado pela palavra “car ” destacada em verde). Em
adição, relações entre textos e imagens também são visualizadas. No exemplo fornecido,
a palavra “car ” está presente no conteúdo textual de todos os pontos destacados em azul
(imagens).

dos dados. Em sistemas de exploração de dados, essas visualizações devem permitir

que os usuários interajam com os dados, explorando elementos específicos para análise

e impulsionando novas buscas. No caso do Reveal, utiliza-se a galeria de imagens e

a nuvem de palavras para este tipo de interação. Primeiramente, os usuários podem

selecionar itens dentro dessas visualizações para iniciar novas buscas. Além disso, um

usuário pode selecionar uma imagem, o que destaca o ponto correspondente no embedding

de imagens, auxiliando os usuários na compreensão da posição da imagem no espaço. O

mesmo se aplica à nuvem de palavras e suas palavras no embedding de textos. Essas

interações aprimoram a compreensão dos usuários sobre a relação entre texto e imagens,

facilitando uma exploração mais rica e mantendo a continuidade da busca (R3). Por

fim, as imagens selecionadas podem ser armazenadas em buckets junto de seus conteúdos
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textuais, permitindo que os usuários salvem dados relevantes para explorações posteriores

(R6). Enquanto a Figura 13 esquematiza este conjunto de interações que gera novas

buscas, a Figura 12 demonstra imagens juntas de seus respectivos textos, evidenciando a

conexão entre textos e imagens.

Figura 12: Imagens salvas em buckets são salvas juntos de seu conteúdo textual. Esta
visualização pode ser feita individualmente para cada imagem na galeria de imagens. A
Figura 11 demonstra a seleção do termo “car ” em verde. Assim, os destaques são feitos
como mostrado na figura em questão.

[T4] Combinar e recuperar estados de exploração. Navegar eficientemente, com-

binar elementos do histórico de buscas e salvar o processo de busca são interações funda-

mentais para sistemas de exploração de dados multimodais. Isso permite que os usuários

revisitem e analisem suas buscas anteriores, facilitando uma compreensão mais profunda

do conjunto de dados. Para isto, o grafo de exploração foi implementado, permitindo

que os usuários naveguem pelo histórico de buscas, visualizem os elementos de busca que

geraram um determinado nó e realizem operações de conjunto entre os nós (R4, R5).

Quando uma busca é iniciada pela barra de pesquisa, um novo nó em um novo ramo é

criado. Se uma busca é feita a partir de interações em outras visualizações, uma ligação

é criada entre o nó pai e o nó gerado por essa busca. Além disso, se uma operação de

conjunto é realizada, o nó filho será conectado aos dois nós pais usados na operação. Essas

interações oferecem aos usuários uma visão abrangente de sua jornada de busca e desem-

penham um papel crucial em facilitar a continuidade da análise de coleções multimodais,

garantindo uma exploração produtiva e ininterrupta dos dados. Por fim, os nós do grafo

armazenam todo o metadado de cada nó, o que permite que o estado de interface seja

salvo para posterior recuperação e continuidade do processo de exploração e análise.
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Figura 13: A galeria de imagens e a nuvem de palavras são visualizações que apresentam
informações físicas do dado multimodal após um passo de busca. Cada um desses elemen-
tos, seja utilizado isoladamente ou em combinação, pode servir como ponto de partida
para uma nova busca. Além disso, a galeria de imagens oferece a funcionalidade adicional
de armazenar e criar coleções privadas de imagens de interesse em buckets.

5.5 Detalhes das Implementações

No desenvolvimento do Reveal, diversas bibliotecas e ferramentas foram selecionadas

de forma meticulosa com intuito de garantir desempenho e permitir a implementação das

funcionalidades ideais, tanto para o backend quanto para a interface visual baseada na

web.

O backend foi desenvolvido utilizando o Flask, um framework web Python leve e

versátil. Os metadados gerados pelo usuário foram armazenados no Firebase, um banco

de dados NoSQL em tempo real que facilita o armazenamento e recuperação de dados

de forma eficiente. De forma diferente, as imagens, que são um componente crucial do

sistema, foram armazenadas em buckets do Google Cloud.
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Para a criação da interface visual web, utilizou-se o framework Angular. O Angular,

um framework de desenvolvimento front-end desenvolvido pelo Google, é amplamente re-

conhecido por sua abordagem orientada a componentes. Ele facilita a criação de aplicati-

vos web escaláveis e de fácil manutenção, dividindo a interface do usuário em componentes

reutilizáveis. O Angular utiliza TypeScript, uma linguagem superset do JavaScript, que

oferece tipagem estática e recursos avançados de programação orientada a objetos. Além

disso, o Angular oferece recursos para comunicação eficiente com o backend.

No caso de cada uma das visualizações, bibliotecas em JavaScript foram amplamente

utilizadas. Por exemplo, para os embeddings, usou-se uma biblioteca renderizadora de

pontos chamada ScatterGL. Essa ferramenta opera em ambientes 2D e 3D, utilizando

aceleração WebGL para renderização de grandes malhas de pontos e capacidades de in-

teração. Inspirado nas características fundamentais do Embedding Projector (SMILKOV

et al., 2016), este renderizador cria um cenário perfeito para uma exploração eficaz de da-

dos abstratos após a redução de dimensionalidade. Já para o caso da galeria de imagens,

a biblioteca lightGalleryJs foi empregada. Além disso, a biblioteca d3-cloud foi utilizada

para gerar a nuvem de palavras. Por fim, o grafo de proveniência, um elemento vital para

rastrear e analisar o histórico de exploração, utiliza o HTML5 canvas para renderização e

a biblioteca d3-force para implementar a física de renderização e manuseamento de nós.



6 Estudos de Caso

Este capítulo apresenta três estudos de caso que ilustram a eficácia do Reveal. Para

conduzir os dois primeiros estudos de caso, aproveitou-se de uma fração do VisualNews

(LIU, F. et al., 2021), um conjunto de dados de artigos de jornal. Para estes estudos de

caso, apenas artigos de jornal da BBC foram selecionados. O terceiro estudo de caso utiliza

parte do dataset do Rijksmuseum (apenas pinturas com conteúdo descritivo) (ALANI et

al., 2018).

Os dois primeiros estudos de caso fundamentam as capacidades de exploração de dados

multimodais da ferramenta. No entanto, foram empregadas duas abordagens distintas.

Primeiramente, utilizou-se uma abordagem top-down, com o intuito de demonstrar a

capacidade da ferramenta de iniciar a exploração a partir de um conceito genérico e,

posteriormente, refinar a busca para tópicos mais específicos. Em segundo lugar, foi

executada uma abordagem bottom-up, na qual se inicia com tópicos específicos e, em

seguida, busca-se alcançar conceitos mais genéricos. Por fim, o terceiro estudo de caso é

feito sem uma abordagem particular. O único intuito deste estudo de caso é demonstrar

que o Reveal consegue consumir uma alta gama de datasets que possuam imagens que

contêm conteúdo textual, tornando-os disponíveis para exploração.

6.1 Revelando Impactos Ambientais

A abordagem top-down inicia-se com o tema “environment” - um aspecto fundamental

para a sustentação da vida na Terra (Figura 14). A medida que a humanidade enfrenta

cada vez mais problemas ambientais, preservar e proteger os ecossistemas tornou-se mais

importante do que nunca. Assim, ao entender diferentes tipos de ambientes e seu estado

atual de conservação, é possível agir com a finalidade de impulsionar mudanças positivas,

identificar regiões vulneráveis e evidenciar impactos negativos das atividades humanas no

planeta.

Para iniciar o estudo de caso, relaxou-se o limite de similaridade para 70% e iniciou-se
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Figura 14: O painel central representa o resultado final do estudo de caso de análise
top-down: Revelando Impactos Ambientais. Cada nó no grafo corresponde a uma busca
diferente. O nó azul inicial (nó 1) marca o início do estudo de caso, focando no conceito
“environment”. Em seguida, os nós amarelos representam buscas realizadas em diferentes
espaços de visualização, incluindo o embedding de imagens (nós 2, 3 e 4), o embedding de
textos (nós 5, 6 e 7) e nuvem de palavras (nós 8, 9 e 10). Em seguida, os nós vermelhos
indicam operações de conjunto, sendo que cada símbolo denota o tipo específico de ope-
ração (união, interseção ou diferença). Além disso, os painéis secundários representam
visualmente os resultados obtidos ao explorar a galeria de imagens de seus respectivos
nós.

a pesquisa usando a palavra-chave “environment” (R3, T1). Após a gerar o nó inicial,

o embedding de imagens foi explorado para discernir e delinear clusters representativos

de diferentes tipos de ambientes. Essa abordagem facilitou a descoberta de clusters de

ambientes específicos, proporcionando insights sobre uma variedade de domínios ambien-

tais como, por exemplo, ambientes terrestres, aquáticos e aéreos. Consequentemente, com

intuito de obter um conhecimento mais aprofundado sobre os artigos de notícias de cada

um desses ambientes distintos, três novos nós foram criados, denominados como nós 2, 3,

e 4 (T2). Após a criação destes nós, uma análise meticulosa e abrangente, utilizando de

todos os espaços de visualização do Reveal, foi realizada para cada nó.

Seguindo o estudo, de forma ainda mais detalhada, investigou-se novamente cada nó,

começando pelo nó 2. O nó 2 foi gerado a partir de imagens de ambientes aquáticos. Neste

nó, empregou-se uma análise do embedding de textos para identificar conceitos semanti-

camente semelhantes. Rapidamente, o conceito “water ” foi encontrado, servindo de base

para a criação do nó 5 (T2). Posteriormente, buscou-se explorar termos relacionados aos
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ambientes associados ao conceito que gerou o nó 5. Ao aprofundar-se no embedding de

textos, descobriu-se um conjunto de palavras que tinham ligação com ambientes aquáticos

específicos como, por exemplo, conceitos como “sea” e “river ” foram identificados. Cada

um desses foi utilizado para gerar novos nós, resultando nos nós 6 e 7, respectivamente

(T2). De forma similar, aplicou-se uma estratégia para identificar ambientes específicos

a partir do nó 3. Assim, foi identificado com sucesso o conceito “forests”, com alto valor

de similaridade dentro da nuvem de palavras, servindo como base para a criação do nó 8

(T3).

Ao inspecionar o nó 4, observou-se diversas imagens que ilustravam impactos ambien-

tais relacionados a poluição do ar (T3). Consequentemente, voltou-se o foco da exploração

para este tópico. Desta forma, o objetivo traçado foi identificar notícias sobre diferentes

estados de conservação e degradação dentro de cada ambiente. Assim, ao examinar a

nuvem de palavras do nó 4, identificou-se o conceito “contamination”, que foi utilizado na

criação do nó 9 (T3). Da mesma forma, revisitou-se os nós 2 e 3 em busca de conceitos

semelhantes indicativos de impactos ambientais negativos relacionados aos resultados da

pesquisa contidos nesses nós (R5, T4). Dentro do nó 3 (gerado a partir de imagens

de florestas), o conceito “deforestation” foi encontrado com alto grau de similaridade na

nuvem de palavras, levando à criação do nó 10 (T3).

A partir deste ponto, três metas principais foram delineadas: (i.) discernir, entre os

nós existentes, ambientes que estão sofrendo impactos ambientais negativos; (ii.) identifi-

car, entre os nós existentes, ambientes que permanecem conservados; e (iii.) criar um nó

que represente uma coleção de artigos de jornais que falam sobre ambientes conservados, e

outro representando uma coleção de artigos de jornais que abordam ambientes que sofrem

impacto ambiental negativo.

Para alcançar o primeiro objetivo, quatro operações de interseção foram feitas entre

nós contendo conceitos específicos sobre um tipo de ambiente e nós com conceitos relacio-

nados a impactos negativos (R3, T4). A primeira interação foi entre os nós 7 (river) e 9

(contamination), resultando no nó 11. Em seguida, os nós 6 (sea) e 9 foram usados para

criar o nó 12. Em terceiro lugar, foi feita uma operação semelhante entre os nós 8 (forests)

e 10 (deforestation), originando o nó 13. Finalmente, utilizando novamente o nó 8, foi

criada uma nova interseção com o nó 9 (contamination), resultando na criação do nó 14.

Assim, foram gerados nós onde cada um desses ambientes sofreu algum tipo de impacto

negativo. Continuando com o estudo de caso, concluindo parcialmente o terceiro obje-

tivo, operações de união sucessivas foram utilizadas para combinar nós que representam
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ambientes degradados, formando assim uma coleção única de ambientes impactados nega-

tivamente (R3, T4). Para atingir esta meta, os nós 13 e 14 foram unidos, representando

impactos negativos em ambientes de florestas, resultando no nó 15. Em seguida, os nós

11 e 12 foram combinados para criar um novo nó (16) abrangendo ambientes aquáticos

em processo de degradação. Finalmente, os nós 15 e 16 foram fundidos para criar uma

coleção unificada (nó 17) de ambientes identificados que sofrem ou sofreram degradação.

Subsequentemente, para identificar ambientes preservados e atingir o segundo obje-

tivo, operações de diferença foram usadas entre nós específicos (R3, T4). Assim, os

nós gerados a partir de um conceito representando um ambiente específico e os nós que

representam esses mesmos ambientes quando contaminados foram usados. Desta forma,

a primeira operação de diferença foi conduzida entre o nó 8 (forests) e o nó 15 (forests,

contamination e deforestation), resultando no nó 18, que contém exclusivamente florestas

que não sofreram ou sofrem com impactos ambientais negativos. Em seguida, o mesmo

procedimento foi aplicado aos nós que representam ambientes aquáticos. Logo, foi reali-

zada a diferença entre o nó 7 (river) e o nó 11 (river e contamination) e também entre

o nó 6 (sea) e o nó 12 (sea e contamination), gerando os nós 19 e 20, respectivamente.

Ao mesclar os nós 19 e 20, o nó 21 foi criado, contendo todos os ambientes aquáticos

conservados identificados.

Finalmente, para concluir a segunda parte do terceiro objetivo, o nó 18 (florestas pre-

servadas) e o nó 21 (ambientes aquáticos preservados) foram unidos para criar um novo

nó (22) abrangendo todos os ambientes conservados (R3, T4). Com os nós de interesse

em mãos (Figura 14), os buckets foram usados para organizar imagens e suas respectivas

notícias (R6, T3), segmentando precisamente os resultados para cada tipo de ambiente

degradado e não degradado. Consequentemente, essa abordagem pode fornecer aos gru-

pos de preservação ambiental insights valiosos para ações direcionadas e mais eficientes.

Ao aproveitar resultados que foram gerados por dados derivados deste tipo análise, esses

grupos podem tomar decisões informadas sobre alocação de recursos, estratégias de con-

servação e priorização de intervenções. Além disso, ela lhes permite identificar ambientes

específicos que exigem atenção imediata e aqueles que continuam prosperando, otimi-

zando assim os esforços na proteção da biodiversidade e dos ecossistemas. Ao finalizar

esta análise, todo o processo foi salvo (R6).
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6.2 Explorando Desastres Naturais

Neste estudo de caso, uma análise com abordagem bottom-up foi conduzida, começando

pelo termo “hurricane”, um desastre natural devastador que representa desafios signifi-

cativos para a humanidade (Figura 15). Por meio dessa exploração, pretende-se revelar

os detalhes intricados que cercam esses fenômenos catastróficos de larga e média escala

e seus impactos na sociedade. Compreender as complexidades dos desastres naturais em

um nível granular pode desempenhar um papel crucial no aprimoramento da preparação e

resiliência, ajudando, em última instância, a humanidade a mitigar os efeitos devastadores

desses poderosos fenômenos.

Figura 15: O grafo representa o resultado final da análise bottom-up do segundo estudo
de caso: Explorando Desastres Naturais. O nó 1 (hurricane) marca o início do estudo de
caso. Os nós 2, 3, 4, 6, 7, 8, 10, 11 e 15 foram criados a partir de buscas nos espaços de
visualização. Já os demais nós (5, 9, 12, 13, 14) foram gerados através das três possíveis
operações de conjunto.

Como o objetivo deste estudo de caso é realizar uma análise com abordagem bottom-

up, utiliza-se de um conceito específico para iniciar-se o processo e, ao longo do estudo

de caso, buscam-se conceitos mais genéricos para definir tais fenômenos. Assim, o estudo

de caso começa com uma busca pela string “hurricane”, que deu origem ao primeiro nó

(R3, T1). A partir desse resultado, um cluster bem definido foi identificado na explo-

ração do embedding de textos. Mais especificamente, este cluster representa desastres

naturais relacionados a fenômenos atmosféricos (T2). A primeira palavra identificada na

análise do cluster foi “tornado”, que foi usada para criar o nó 2. Retornando ao nó inicial
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(R5, T4), o embedding de textos foi examinado novamente com intuito de identificar

outros conceitos semelhantes a “hurricane” (T3). Como resultado, dois conceitos adici-

onais foram encontrados no mesmo cluster, sendo eles, “typhoon” e “cyclone”. Cada um

desses conceitos foi usado como semente para criar dois novos nós (3, 4). Desta forma,

neste ponto o grafo contava com quatro nós distintos, todos relacionados a desastres na-

turais envolvendo fenômenos atmosféricos. Analisando os resultados dentro de cada nó,

foi possível observar, por meio da galeria de imagens, que cada um dos fenômenos tem

características visuais distintas, permitindo diferenciá-los (T3). Além disso, averiguando

as reportagens de jornal relacionadas a cada imagem, obteve-se insights sobre quais desses

desastres naturais afetam mais a população e quais regiões são mais impactadas por cada

um deles.

Finalizando a parte de desastres atmosféricos, os nós 1, 2, 3 e 4 foram utilizados para

gerar um novo nó abrangendo todos os desastres naturais relacionados à atmosfera (R3,

T4). Assim, a união entre os resultados das informações contidas nos nós “hurricane”,

“tornado”, “cyclone” e “typhoon” deu origem ao nó 5 (desastes atmosféricos).

A partir deste momento em diante, dois objetivos principais foram definidos: (i.)

utilizar as informações já armazenadas no grafo para criar novos grupos de desastres

naturais ocorrendo em diferentes ambientes. Uma vez que todos os tipos de desastres

naturais estejam armazenados em seus respectivos nós, procurar um conceito genérico

que possa representar todo o contexto da consulta de pesquisa (ii.).

Retomando o estudo de caso a partir do primeiro nó gerado (R5), foi conduzida uma

extensa análise da visualização da representação do embedding de textos para identificar

outros conceitos representando desastres naturais ocorrendo em diferentes tipos de am-

bientes. Após uma vasta análise, o conceito “earthquake” foi encontrado e utilizado para

gerar o nó 6 (T2). Posteriormente, ao examinar a galeria de imagens do nó gerado ante-

riormente, informações valiosas foram obtidas sobre eventos relacionados a “earthquake”

(T3). Uma descoberta intrigante foi a presença de imagens retratando atividade vulcâ-

nica. Utilizando essas imagens para uma nova pesquisa, um novo nó foi gerado (nó 7). Em

seguida, o conceito “eruption” foi identificado na exploração da nuvem de palavras do nó

7. Este conceito foi usado para criação do nó 8 (T3). Neste ponto, uniu-se o nó contendo

o conceito “earthquake” (nó 6) com o conceito “eruption” para criar o nó 9, representando

desastres naturais relacionados ao ambiente terrestre encontrados (R3, T4).

Mais uma vez, revisitando o primeiro nó (hurricane), a galeria de imagens foi utilizada

para buscar por qualquer outro tipo de desastre natural. Consequentemente, foram en-
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contradas imagens relacionadas a mares turbulentos e inundações, as quais foram usadas

para gerar o nó 10 (T3). A partir deste novo nó, o conceito “tsunami” foi identificado nas

palavras retornadas, representando um tipo distinto e, até então, não identificado de mais

um desastre natural relacionado ao ambiente aquático. Uma pesquisa com base nesse

conceito gerou um novo nó 11 (T3). Em seguida, este nó foi unido ao nó 10 (imagens

de inundações), gerando o nó 12. Assim, neste ponto, o estudo de caso contava com

diferentes tipos de desastres, incluindo um grupo de desastres relacionados a fenômenos

atmosféricos, outro relacionado ao meio terrestre e um terceiro associado a ambientes

aquáticos.

Posteriormente, foi realizada a união (T4) entre os nós 5 (desastres relacionados ao

meio aéreo), 9 (desastres relacionados ao meio terrestre) e 12 (desastres relacionados ao

meio aquático). Desta forma, gerou-se o nó 13, que representa todos os desastres naturais

encontrados ao longo da exploração.

Figura 16: Os nós 13 e 15 representam a conclusão dos objetivos do segundo estudo de
caso.

Finalmente, em busca de atingir o segundo objetivo, a operação de interseção também

foi apicada aos nós 5, 9 e 12. Por consequência, essa operação gerou o nó 14 (T4).

O nó 14 representa todos os elementos comuns entre desastres naturais ocorrendo em

diferentes ambientes. Então, ao explorar a nuvem de palavras desse mesmo nó, foi possível

identificar, possuindo um dos valores mais altos de similaridade, o conceito “catastrophe”,

que serve como um termo genérico que abrange todos os desastres naturais encontrados

ao longo do processo de busca. Assim, esse conceito foi utilizado na criação do nó 15
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(T2). A sequência completa de consultas e operações entre nós são ilustradas na Figura

15. Além disso, a Figura 16 apresenta alguns resultados de imagens observadas nos nós

13 (todos os desastres naturais) e 15 (catastrophe).

Tendo identificado os nós de interesse, utilizou-se dos buckets para categorizar e salvar

imagens e seus respectivos artigos de jornal (R6, T3), alcançando assim uma forma de

armazenar conteúdo multimodal dos resultados encontrados para cada tipo de desastre

natural ao longo do estudo de caso. Essa abordagem permite explorar as complexidades

dessas calamidades em um nível detalhado, desempenhando um papel fundamental no

fortalecimento da preparação e resiliência. Ao final da análise, todo o processo foi salvo

(R6).

6.3 Ampliando os Horizontes

Este estudo de caso utiliza uma porção do dataset do Rijksmuseum. Sendo assim, o estudo

utiliza parte de um conjunto de obras de artes documentadas no banco de dados do museu.

Esta amostra é restrita a pinturas acompanhadas por seu conteúdo descritivo (ALANI et

al., 2018). O objetivo principal é demonstrar a capacidade do Reveal de utilizar e

explorar diversos conjuntos de dados envolvendo imagens e textos (R1). Vale destacar

que este estudo de caso não busca aprofundar-se significativamente na complexidade ou

exploração dos dados. Em vez disso, concentra-se em evidenciar a capacidade agnóstica

da ferramenta em relação à natureza específica dos dados utilizados e listar possibilidades

de uso da plataforma com o dataset empregado.

Considerando que um dataset de obras de arte oferece uma ampla gama de opções

para análise e exploração, optou-se por iniciar a busca sob uma premissa hipotética.

Nessa situação hipotética, um especialista procura examinar características específicas nas

vestimentas de indivíduos da realeza, levando em consideração o papel delas na sociedade

de elite e como as particularidades em suas vestimentas poderiam ajudar a identificar o

papel que esta pessoa exerce.

O estudo de caso tem início com a alteração do limiar de similaridade para 70%.

De maneira distinta dos estudos anteriores, uma imagem é selecionada como ponto de

partida para a busca. Conforme ilustrado na Figura 17, a imagem escolhida representa

um evento na sociedade de alto padrão da época, capturado em uma pintura (R3, R4,

T1). Esse contexto serve como ponto inicial para a identificação de diferentes tipos de

títulos associados à elite.
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Figura 17: O grafo representa o resultado final da análise do terceiro estudo de caso:
Ampliando os Horizontes. A habilidade do Reveal em se adaptar a diferentes conjuntos
de dados desempenha um papel fundamental. Nesse contexto, utiliza-se um dataset de
obras de arte para demonstração, explorando um exemplo de como as representações de
pessoas da elite podem ser analisadas, com foco especial nas vestimentas para distinguir
o papel social dessas pessoas através de seu retrato nas pinturas.

O primeiro título de nobreza identificado através da exploração da nuvem de palavras

foi “duke”, usado para gerar o segundo nó (T3). A partir desse nó, vários títulos surgiram

na nuvem de palavras. Conforme novos títulos foram identificados, o grafo foi organizado

de modo a posicionar títulos femininos à esquerda e títulos masculinos à direita do primeiro

nó, facilitando a análise de vestimentas por gênero.

Dessa forma, os demais nós foram gerados a partir do segundo nó. Os nós 3, 4, 5, 6,

7 representam, respectivamente, os títulos: prince, king, sultan, baron, general (T3). Em

seguida, ao retornar ao nó 2 (duke), identificou-se o primeiro título de nobreza feminino,

“duchess”, utilizado para criar o nó 8 (R5, R6, T3). A partir desse nó, os demais títulos

femininos foram identificados e usados para gerar os nós 9 (countess), 10 (princess), 11

(empress), 12 (queen) (T3).

Tendo em posse todos esses nós, é possível revisitar cada nó para analisar as galerias

de imagens (R6, T3), visando compreender as vestimentas de cada indivíduo da nobreza.

Essa abordagem permitiria que especialistas em artes analisassem e identificassem carac-



6.3 Ampliando os Horizontes 56

terísticas interessantes. Mesmo com uma exploração breve e um conhecimento limitado

sobre o meio artístico, algumas nuances intrigantes foram observadas. Alguns pontos

estão destacados abaixo:

• No caso de títulos como “king” e “sultan”, são observados padrões. Por exemplo,

reis são quase sempre retratados com roupas pesadas, armaduras e junto de suas

coroas, enquanto sultões são representados com suas vestimentas típicas.

• O título “prince” frequentemente apresenta retratos de crianças com vestimentas

características.

• Títulos relacionados ao meio militar, como “general ”, costumam retratar homens

com trajes militares, incluindo espadas, armaduras, capacetes, etc.

• O título “queen” permitiu a identificação de retratos de mulheres com vestimentas

muito elaboradas, frequentemente acompanhadas por grandes coroas adornadas com

joias.

• O título “empress” apresenta retratos semelhantes aos de “queen”, mas com vesti-

mentas um pouco mais simples e coroas menos chamativas.

• O título “princess” retrata normalmente jovens bem vestidas, frequentemente usando

pequenas coroas.

• Títulos como “duke”, “baron”, “duchess” e “countess”, não exibiram características

facilmente identificáveis, sendo difícil reconhecer particularidades em suas vestimen-

tas sem a orientação de um especialista.

Outra aplicação deste estudo de caso é a oportunidade de aprendizado histórico sobre

diversas obras de arte. Dado que cada imagem possui um conteúdo descritivo associado,

é possível examinar as imagens individualmente e obter uma compreensão mais profunda

sobre cada obra ao analisar seu conteúdo textual (Figura 18).

Além das aplicações mencionadas, o estudo de caso abre portas para diversas outras

possibilidades de aplicabilidade do Reveal. O sistema pode, por exemplo, ser utilizado

para análises mais aprofundadas de estilos artísticos, comparações entre diferentes perío-

dos históricos, identificação de influências culturais na arte, entre outras. A flexibilidade

da ferramenta em explorar conjuntos de dados multimodais oferece uma ampla gama de

oportunidades para especialistas em arte, historiadores e entusiastas.
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Figura 18: A informação textual associada a cada imagem desempenha um papel cru-
cial na obtenção de conhecimento histórico sobre uma obra de arte específica. Diversos
detalhes importantes podem ser extraídos, tais como descrições de atividades e cenários,
nome, local, época, estilo, autor, entre outros.

Em suma, este estudo de caso destaca a capacidade do Reveal em explorar conjun-

tos de dados variados, como o do Rijksmuseum, trazendo insights valiosos sobre temas

específicos, neste caso, a análise das vestimentas da nobreza. A capacidade agnóstica

da ferramenta em relação aos dados demonstra sua versatilidade em lidar com diferentes

contextos, oferecendo oportunidades significativas para a compreensão e exploração de

informações multimodais.



7 Conclusão

Este trabalho destaca a importância de dados multimodais, incluindo texto, imagens e

vídeos, em várias áreas, como notícias, educação e artes. Essas vastas coleções digitais

oferecem insights valiosos. No entanto, extrair informações significativas dessas coleções

é desafiador, especialmente ao identificar tópicos subjetivos e relacionamentos complexos.

Para enfrentar esse desafio, o sistema proposto, Reveal, apresenta uma solução inovadora

por meio de uma interface visual de exploração amigável, permitindo aos usuários desco-

brir conexões ocultas e padrões nos dados. Aproveitando a exploração visual, o conceito

de proveniência e visualizações inovadoras (grafo de exploração), Reveal mostra a capa-

cidade de aprimorar a análise de dados em várias áreas, como a pesquisa científica, análise

de mídias jornalísticas, sociais e do meio artístico, tornando-se uma ferramenta valiosa

para navegar na grande malha de informações multimodais disponíveis hoje. Além disso,

os dois estudos de caso apresentados destacam a importância de uma abordagem abran-

gente para a exploração de dados, enfatizando as análises com as abordagens top-down e

bottom-up. Esses estudos demonstram a versatilidade do Reveal como um sistema que

busca auxiliar a compreensão tópicos complexos. Em uma era em que a complexidade

dos dados continua a crescer, Reveal oferece uma solução promissora para dar sentido

a informações multimodais complicadas, permitindo extrair conhecimento valioso desses

dados.

Além dos dois primeiros estudos de caso, com a finalidade de apresentar a capacidade

agnóstica com relação aos datasets que o Reveal pode receber, um estudo de caso menor

foi elaborado. Este exemplo específico destaca a capacidade do Reveal no manuseio de

qualquer conjunto de dados que incluem imagens e textos, ilustrado por sua aplicação

a um conjunto de dados de artes contendo pinturas acompanhadas por suas respectivas

descrições textuais.

Trabalhos futuros podem incluir a utilização de outros modelos multimodais que não

seja o CLIP. O intuito é aprimorar a representação conceitual das imagens e dos textos.

Por exemplo, novos modelos como o BLIP (LI, J. et al., 2022) têm apresentado resultados
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promissores. Uma possibilidade é aprimorar a análise e compreensão dos dados multimo-

dais com esses modelos mais recentes. Além disso, também planeja-se realizar estudos

de caso mais extensos com a assistência de especialistas de diferentes áreas. Seria valioso

apresentar a ferramenta a profissionais que pudessem aproveitar suas funcionalidades em

seus respectivos campos de expertise. Dessa forma, seria possível obter insights adicionais

sobre como alterar ou adicionar recursos novos à ferramenta.

Por último, seria interessante explorar novas funcionalidades e conceitos de utilização

do sistema, tais como a incorporação e autorização de anotações por parte dos usuários.

Além disso, poderiam ser desenvolvidos sistemas de sugestão de buscas que considerassem

o histórico de interações do usuário na plataforma. A exploração multilíngue também po-

deria ser avaliada, comparando os resultados obtidos com a língua inglesa para enriquecer

a diversidade e relevância das informações disponibilizadas.
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