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Resumo

As cidades inteligentes visam oferecer serviços mais eficientes e sustentáveis aos seus ha-

bitantes, ao utilizar novas tecnologias e equipamentos em diversas áreas como a geração

de energia, a mobilidade urbana, a gestão de resíduos e a logística. Os drones estão sendo

cada vez mais utilizados nas soluções para a área logística, pois, além de serem movidos a

energia elétrica, têm a capacidade de se deslocarem de maneira ágil e eficiente para reali-

zar entregas. Embora o uso direto dos drones possa ser limitado devido às suas restrições

de autonomia e capacidade de carga, seu potencial é ampliado quando utilizados para

realizar as entregas em conjunto com caminhões. A utilização otimizada deste sistema

híbrido requer que o complexo problema de roteamento seja resolvido de forma eficiente.

Desta maneira, propomos o uso de um método de aprendizado de máquina por reforço,

conhecido na literatura como otimização por colônia de formigas, juntamente com técnicas

de otimização, para resolver essa questão. Além do novo algoritmo, desenvolvemos um

método de calibração automática e conduzimos testes utilizando instâncias e resultados

disponíveis na literatura. Os resultados obtidos mostram a eficiência e a capacidade de

adequação a situações reais do método proposto, assim como a importância da utilização

de uma frota heterogênea com valores adequados de autonomia dos drones. Este estudo

contribui para avanços na área de logística de entregas, proporcionando insights valiosos

para o desenvolvimento de sistemas mais eficientes e econômicos.

Palavras-chave: Cidades Inteligentes, roteamento, drones, colônia de formigas.



Abstract

Smart cities aim to provide more efficient and sustainable services to their inhabitants

by using new technologies and equipment in various areas such as energy generation,

urban mobility, waste management and logistics. Drones are increasingly being used in

the logistic area because they are powered by electricity and also have the ability to

move swiftly and efficiently to carry out deliveries. Although the direct use of drones

may be limited due to their autonomy restrictions and payload capacity, their potential

is expanded when used in conjunction with trucks. The optimized utilization of this

hybrid system for goods delivery requires the efficient resolution of the complex routing

problem. Therefore, we propose the use of a reinforcement learning method, known in

the literature as ant colony optimization, along with optimization techniques to address

this issue. In addition to the new algorithm, we have developed an automatic calibration

method and conducted tests using instances and results available in the literature. The

obtained results demonstrate the efficiency and adaptability to real-world situations of the

proposed method. They also highlight the importance of utilizing a heterogeneous fleet

with appropriate drone autonomy values. This study has contributed to advancements

in the field of delivery logistics, providing valuable insights for the development of more

efficient and economical systems.

Keywords: Smart Cities, routing, drones, ant colony.
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1 Introdução

1.1 Motivação

A entrega de mercadorias é um dos serviços mais importantes da economia global. A

logística envolvida na movimentação de produtos é um processo complexo que requer

muita eficiência para garantir que as mercadorias cheguem ao seu destino final dentro do

prazo previsto e em perfeitas condições. Esta área de conhecimento está em constante

evolução nos segmentos de cidades inteligentes.

As cidades inteligentes são aquelas que utilizam tecnologia para otimizar a infraes-

trutura urbana e fornecer serviços mais eficientes e sustentáveis para seus habitantes,

melhorando a qualidade de vida de sua população Ochi (2023). Nesse contexto, a entrega

de mercadorias é uma das áreas que pode se beneficiar do uso de tecnologias, destacando o

uso de veículos com energia renovável, e em particular, o uso de drones como uma solução

inovadora, conforme Korczak e Kijewska (2019).

Os drones são pequenos veículos aéreos não tripulados que podem ser programados

para transportar cargas leves, como documentos, medicamentos, alimentos, órgãos para

transplantes e outros produtos de pequeno porte, de um ponto a outro da cidade. Os

drones tem a capacidade de sobrevoar a cidade em linha reta, evitando congestionamento

e reduzindo de forma significativa o tempo gasto para a entrega. A utilização de energia

elétrica é outro diferencial, destacando o drone como uma opção mais sustentável do que

veículos a combustão, pois produzem menos emissões de gases de efeito estufa do que os

carros e caminhões convencionais.

Assim, nos últimos anos, o uso de drones para a entrega de mercadorias tem sido

amplamente discutido como uma solução promissora para os desafios logísticos enfrentados

pelas empresas de entrega em áreas urbanas congestionadas, como em Hong, Kuby e

Murray (2018) e Chung, Sah e Lee (2020). No entanto, o alcance e sua capacidade de carga

limitada, tornam difícil a sua utilização exclusiva para entregas. Com isto, a combinação
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de drones e caminhões surge como uma solução viável e promissora para reduzir essas

limitações e permitir a entrega de mercadorias com maior eficiência, principalmente em

grandes centros urbanos.

Ao combinar o uso de drones com caminhões, as empresas podem criar uma rede

de entrega mais rápida e eficiente, reduzindo o tempo de entrega, além de aumentar

a satisfação do cliente. Os drones podem ser usados para entregas em áreas de difícil

acesso ou congestionamento de tráfego, enquanto os caminhões podem lidar com entregas

em áreas mais amplas. Além disso, o uso desta frota híbrida pode reduzir os custos

operacionais, melhorando a rentabilidade da empresa.

O uso do par caminhão-drone permite que o drone realize a entrega ao cliente e retorne

ao caminhão para trocar a bateria e ser carregado novamente. Dessa forma, o drone pode

realizar algumas entregas enquanto o caminhão realiza outras. Esta tecnologia consegue

aumentar a eficiência do sistema de entregas, pois permite que o drone alcance mais

clientes, o que seria inviável sem o uso combinado com o caminhão. A solução deste

roteamento é um desafio que deve ser superado para permitir a implantação deste modelo

de entregas.

1.2 Objetivos

O objetivo geral deste trabalho é propor um novo algoritmo, utilizando método de apren-

dizado de máquina e de otimização, para a solução do roteamento de entregas conside-

rando uma frota híbrida, composta de um caminhão e múltiplos drones. Além disso, o

trabalho busca avaliar e melhorar o desempenho desse algoritmo em termos de solução

encontrada e tempo de processamento ao propor um método de ajuste automático dos

diversos parâmetros relacionados.

O trabalho se dedica, ainda, a analisar o modo que as características individuais

dos drones, como velocidade e autonomia, afetam o sistema de entregas como um todo,

analisando assim, a aplicabilidade prática do conjunto caminhão-drones.

Com isto, o trabalho visa contribuir no avanço do desenvolvimento de algoritmos de

otimização e contribuir para a otimização de recursos, a redução de emissões e o avanço

das soluções de logística híbrida, integrando drones e veículo terrestre, com o objetivo de

impulsionar o desenvolvimento de cidades inteligentes, ao permitir o uso eficiente desta

tecnologia.
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1.3 Estrutura do Documento

Este documento é dividido por capítulos, inciando com a introdução e revisão da literatura,

passando pelo desenvolvimento dos objetivos deste trabalho e apresentando as conclusões.

Inicialmente, no Capítulo 2, o problema The Flying Sidekick Traveling Salesman Pro-

blem é apresentado e discutido. Em seguida, a variação com múltiplos drones é descrita.

Após, o conceito geral do Ant Colony Optimization é desenvolvido e sua formulação para

um problema simplificado é elaborada.

Nos capítulos 3 e 4 o método ACO é utilizado para resolver os problemas FSTSP e

mFSTSP, respectivamente. Em cada capítulo, são apresentados o algoritmo proposto,

as instâncias utilizadas e os resultados obtidos. No capítulo 5, o algoritmo proposto é

utilizado para resolver o problema de entregas com uma frota com características hetero-

gêneas, identificando como as características do drone influenciam o sistema de entregas.

Por fim, o Capítulo 6 apresenta as conclusões do trabalho desenvolvido, evidenciando

as limitações observadas e os trabalhos futuros sugeridos.



2 Literatura

2.1 Trabalhos relacionados

Há inúmeras publicações que envolvem a utilização de drones para a entregas de mercado-

ria. Em Wang e Sheu (2019), os autores resolvem o problema de roteamento de veículos

considerando apenas drones realizando entrega e conseguem, utilizando um algoritmo

misto de programação linear inteira e heurística, bons resultados. Já em Othman et al.

(2018) e Mavrovouniotis, Ellinas e Polycarpou (2018), os autores utilizam o ACO para

resolver o problema de roteamento de veículos (VRP), onde o último considera veículos

elétricos. Já em Narayanan et al. (2022), foi empregado um método de aprendizado por

reforço para resolver o VRP com veículos elétricos. Num artigo mais recente, Marques

Junior et al. (2023) resolvem a entrega de mercadorias por uma frota de drones utilizando

um modelo multi-objetivo.

A definição do problema a ser tratado é importante, pois estabelece as formulações e

restrições necessárias para o desenvolvimento do algoritmo. O drone pode trabalhar em

conjunto com o caminhão, com ou sem interação entre eles. Em Mbiadou Saleu et al.

(2022), é considerado que o drone trabalha de forma desassociada com o caminhão, ou

seja, não há interface entre estes veículos. Assim, o drone realiza suas entregas enquanto

o caminhão, em paralelo, segue o seu roteiro. Em Murray e Chu (2015), este problema é

denominado The Parallel Drone Scheduling TSP (PDTSP). Ainda neste artigo, é definido

o The Flying Sidekick Traveling Salesman Problem (FSTSP) onde o drone trabalha em

conjunto com o caminhão, realizando as entregas e utilizando o caminhão como ponto de

apoio. O problema similar, mas com o uso de múltiplos drones e caminhões é apresentado

em Murray e Raj (2020) e denominado The Multiple Flying Sidekick Traveling Salesman

Problem (mFSTSP).

Importante destacar que o problema TSP-D, definido em Agatz, Bouman e Schmidt

(2018), é similar ao FSTSP, mas há algumas diferenças como a possibilidade do caminhão

permanecer estacionado em um local enquanto o drone realiza as entregas.
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É evidente a grande quantidade de soluções propostas para o roteamento de veículos

ou drones, em Chung, Sah e Lee (2020), os autores apresentam o estado da arte dos

trabalhos de otimização para operações com drones e drones com caminhão. É possível

observar uma vasta gama de trabalhos e contribuições em diversos segmentos. Os autores

concluem que é necessário bons métodos de otimização para um melhor uso dos drones e

identificam que o uso combinado de drones com caminhão ainda está em fase inicial de

desenvolvimento, necessitando de boas heurísticas para sua solução.

Os trabalhos realizados para resolver os problemas FSTSP e mFSTSP são apresenta-

dos nas seções 2.2 e 2.3, respectivamente. Os autores utilizaram heurísticas para resolver

o problema de roteamento do conjunto caminhão-drones, visto que apenas a programação

inteira demandaria grande esforço computacional. O trabalho apresentado em Dell’Amico,

Montemanni e Novellani (2021) utilizou modelos exatos e apresentou resultados significa-

dos apenas para pequenas e médias instâncias. Assim, neste trabalho, é desenvolvida uma

heurística, baseada em ACO, para resolver o FSTSP e o mFSTSP, conforme justificativa

apresentada no Capítulo 3.

As seções a seguir apresentam os temas pertinentes neste trabalho, envolvendo a

conceituação teórica e os trabalhos realizados na área.

2.2 The Flying Sidekick Traveling Salesman Problem

Proposto por Murray e Chu (2015), o problema The Flying Sidekick Traveling Salesman

Problem envolve o roteamento conjunto de um caminhão com um drone para realizar

entregas aos clientes localizados em diferentes vértices. Nesse problema, o drone pode

fazer entregas a clientes cuja carga esteja dentro de sua capacidade e cujo tempo de

voo não ultrapasse sua autonomia. Além disso, o drone trabalha em conjunto com o

caminhão, pois pode percorrer o trajeto cliente-caminhão-cliente ao fazer uma entrega.

Ou seja, o drone pode levar uma carga a partir do caminhão, realizar a entrega e retornar

ao caminhão. Uma vez no caminhão, o drone pode ser armazenado ou recarregado e

direcionado para realizar outra entrega. Dessa forma, o caminhão segue seu roteiro de

entregas, atendendo aos seus clientes, enquanto o drone realiza as missões de entrega, que

consistem em três vértices: o ponto de partida, o local de entrega e o ponto de retorno

ao caminhão. Este é um problema NP-Difícil, pois trata-se de uma análise combinatória

derivada do TSP e de maior complexidade. Os autores apresentam a definição deste

problema e evidenciam as seguintes considerações:
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• Cada entrega do drone é composta por um roteiro de 3 vértices, sendo o primeiro o

local de decolagem, o segundo o local do cliente da entrega realizada e o terceiro o

local de retorno.

• O local de decolagem pode ser o depósito ou o local de um cliente, quando o drone

partir do caminhão.

• O local de retorno pode ser o depósito ou o local de um cliente, devendo ser recebido

pelo caminhão.

• Deve ser considerado o tempo de preparo e recebimento quando o caminhão preparar

ou receber o drone

• Tanto o drone quanto o caminhão utilizam de um tempo de serviço quando realizam

uma entrega.

• O drone deve respeitar o seu tempo limite de voo, chamado de autonomia (ou

endurance).

As equações do problema FSTSP podem ser vista no artigo publicado. Destaca-se

abaixo, as premissas definidas pelos autores.

• O drone pode visitar apenas um cliente por vez, enquanto o caminhão pode realizar

múltiplas entregas durante uma entrega do drone.

• O drone deve considerar o tempo de espera de chegada do caminhão no vértice de

encontro na avaliação de sua autonomia, pois é assumido que o drone aguarda o

caminhão em voo.

• O drone que decolou do vértice i não pode retornar ao vértice i.

• Quando o drone retornar de uma entrega e encontrar com o caminhão em um nó

cliente, este cliente deve ser atendido pelo caminhão.

• Nem o drone e nem o caminhão podem revisitar um cliente já atendido ou visitar

vértices que não sejam clientes.

• Se o drone retornar para o depósito, não pode sair novamente do depósito para

realizar outra entrega.
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O objetivo do problema é minimizar o tempo total gasto pelo conjunto caminhão-

drone para realizar todas as entregas, para isto, a heurística proposta pelos autores em

Murray e Chu (2015) é dividida em duas etapas.

A primeira etapa consiste em resolver o problema definindo o roteiro do caminhão, ou

seja, como o problema TSP. Foram testadas algumas heurísticas e escolhida a utilização

do MILP com o Gurobi, pois foi o solver que encontrou melhores resultados em um tempo

de processamento menor. Após, o algoritmo divide o roteiro em sub-rotas, ao selecionar

pontos em que o drone pode realizar a entrega. Em cada ponto de teste, o algoritmo

verifica os ganhos e perdas, realizando a escolha das entregas do drone. O algoritmo

também verifica se a entrega de um drone, associada a sub-rota, pode ser associada a

outra sub-rota, permutando a ordem de entrega, caso vantajoso.

O algoritmo foi testado em uma coleção de 72 problemas, contendo 10 clientes cada

um, onde pelo menos 80% dos clientes tem carga compatível com a entrega por drone.

As distâncias percorridas pelo caminhão foram calculadas pela métrica da distância Ma-

nhattan entre os pontos, já o drone percorre distâncias euclidianas. A primeira etapa da

solução, utilizando o Gurobi, foi definida com tempo limite de 30 minutos por instância.

Os resultados mostram que quanto melhor a solução inicial (TSP), melhor o resultado

final do FSTSP. O trabalho resolve o problema FSTSP, comparando-o ao problema de se

utilizar drones trabalhando em paralelo ao caminhão. Além disto, foi possível verificar o

impacto da velocidade e da autonomia do drone nos resultados finais. Dada a natureza

de difícil solução do problema, é necessária uma heurística ao invés da utilização do solver

linear para instâncias maiores.

Outras abordagem foram utilizadas para resolver o FSTSP, como em Ponza (2016)

que utilizou um algoritmo baseado no Simulated Annealing metaheuristic e mostrou que

o uso de drones para entregas pode ser eficiente em áreas urbanas, especialmente para

encomendas de pequeno e médio porte. Além disso, o modelo de otimização proposto pelos

autores é capaz de encontrar soluções que reduzem significativamente o tempo de entrega

em comparação com outros métodos de entrega convencionais. No entanto, os autores

também destacam algumas limitações, como a necessidade de desenvolver tecnologias que

permitam drones voarem de forma autônoma e segura em áreas urbanas e a necessidade

de regulamentação por parte das autoridades aeronáuticas para garantir a segurança e

privacidade das pessoas envolvidas no processo de entrega

Crişan e Nechita (2019) apresentam uma heurística baseada em Murray e Chu (2015),

porém simplificada. A proposição parte da solução do TSP dada pelo método Concorde
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uwaterloo (2003) e realiza uma heurística gulosa para associar os vértices, antes definido

apenas para entrega do caminhão, ao drone. Este método conseguiu bons resultados,

em termos de valores e tempo de processamento, porém, foi testado apenas em duas

instâncias.

Em Freitas e Penna (2018) os autores apresentam uma heurística baseada em busca em

vizinhança variável. Também foram apresentadas novas instâncias, baseadas na conhecida

TSPLib, contribuindo com referências para o estudo deste problema.

2.3 The Multiple Flying Sidekick Traveling Salesman Problem

Uma vez que o FSTSP foi formulado e resolvido considerando o uso de apenas um cami-

nhão e um drone, em Murray e Raj (2020) é apresentado o The Multiple Flying Sidekick

Traveling Salesman Problem (mFSTSP), onde as entregas são realizadas por um con-

junto de caminhões e drones. Este problema, além de mais próximo da realidade, é mais

complexo.

Os autores apresentam as restrições e as equações para o novo problema, mantendo

as restrições anteriores, listadas no tópico anterior. Além disto, os autores acrescentam

outras considerações, para melhor representar as condições operacionais, como a definição

de múltiplos drones heterogêneos, representando empresas com frota de diferentes drones,

onde cada drone tem sua velocidade, autonomia, tempo de preparado etc. Há outras va-

riações possíveis na modelagem do problema, como o caminhão não ser necessário quando

o drone retorna ao depósito e o sistema automático de recebimento e envio do drone.

Uma vez que o caminhão deve operar com múltiplas aeronaves, é necessário considerar

as filas para preparo e recebimento dos drones, pois o caminhão é limitado e não consegue

atender mais de um veículo simultaneamente. Importante ressaltar que o drone demanda,

além do tempo de voo, o tempo de preparo, quando é carregado com a encomenda, o

tempo de serviço, ou seja, o tempo gasto para realizar a entrega quando chega ao local

dos clientes e o tempo de recebimento, quando retorna ao caminhão. Já o caminhão, além

do tempo em trânsito, deve considerar o tempo de serviço ao realizar uma entrega.

Os autores também utilizam diferentes abordagens para o cálculo da autonomia do

drone, dependendo da sua bateria, velocidade e a encomenda carregada, a saber:

• não linear - modelo introduzido pelos autores, considera o peso e as características

do drone para definir o limite de voo.
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• linear - calculada de forma linear, considerando a capacidade da bateria, velocidade

de cruzeiro e a carga transportada.

• fixada por tempo - considera o tempo máximo de voo do drone, independente da

carga transportada.

• ilimitada - não considera a restrição da autonomia.

• fixada por distância - define o limite, em distância, que o drone pode percorrer.

Os autores avaliaram os modelos de autonomia do drone e ressaltaram que, conside-

rando o modelo não linear como referência, o modelo linear resulta em 84% de soluções

viáveis e o modelo de tempo fixo apresenta 94% de soluções viáveis. A autonomia ili-

mitada resultou em apenas 42% de soluções viáveis e a autonomia baseada em distância

apresentou apenas 58% de soluções possíveis.

Os autores apresentam o algoritmo de programação linear inteira para resolver peque-

nas instâncias e uma heurística dividida em 3 fases para solucionar instâncias maiores. A

primeira fase divide os nós dos clientes entre os atendidos pelo caminhão e pelos drones e

gera a rota de atendimento do caminhão, resolvendo o TSP. Na segunda parte, os roteiros

de entrega dos drones são definidos. Na terceira fase, os tempos são calculados, definindo

a sequência das atividades de recebimento e envio dos drones. Os autores definiram um

limite temporal de processamento nesta etapa, visto que é resolvido via programação li-

near. Por fim, o algoritmo realiza o procedimento de Busca Local, realizando alterações

na solução já encontrada e retornando as fases anteriores quando necessário.

Os autores disponibilizam todas as instâncias de teste, assim como, o código fonte da

heurística utilizada. Os testes realizados pelos autores consideraram 1600 instâncias.

Os resultados mostraram uma grande capacidade do algoritmo em resolver as instân-

cias em um tempo de processamento adequado, assim como ressaltaram os benefícios do

uso de drones em conjunto com caminhão, visto a redução de tempo total para a entrega

das mercadorias, com maior impacto em instância de maior densidade de clientes. O ge-

renciamento de filas no caminhão é impactante na resolução, visto que o tempo de espera

aumenta o tempo total, assim, outra análise realizada é referente as variações de velo-

cidade e de autonomia. Conforme concluído pelos autores, pode-se reduzir a velocidade

para aumentar a autonomia do drone, permitindo uma maior quantidade de entregas e

um menor tempo de espera do caminhão pelo drone.
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2.4 Uma Técnica de Aprendizado por Reforço: Ant Colony
Optimization

A Otimização por Colônia de Formiga, Ant Colony Optimization (ACO), é um algoritmo

de otimização computacional inspirado no comportamento das formigas ao procurarem

o caminho mais curto entre a colônia e uma fonte de alimento. O método foi desenvol-

vido pelo cientista italiano Marco Dorigo em sua tese de doutorado DORIGO (1992) e

apresentado no artigo Dorigo, Maniezzo e Colorni (1996), sendo considerado um dos mais

bem-sucedidos algoritmos bioinspirados na literatura científica.

O ACO é amplamente utilizado em diversas áreas, principalmente em problemas de

análise combinatória, definidos como NP-difícil, tais como problemas de agendamento

Colorni et al. (1995), o problema do Caixeiro Viajante Dorigo, Maniezzo e Colorni (1996)

e o Minimum Spanning Tree Neumann e Witt (2007). Pode se observar uma grande

frequência de seu uso nos problemas de roteamento de veículos, como em Bullnheimer,

Richard F. Hartl e Strauss (1997) e Othman et al. (2018). Há variações em sua aplicação,

como a consideração de entrega e carregamento Çatay (2009) e a utilização de veículos

elétricos, como em Mavrovouniotis, Ellinas e Polycarpou (2018). O método ACO tam-

bém pode ser utilizado em combinações com outros métodos, como o algoritmo genético,

conforme Shtovba, Reimann e Nepomuceno (2001).

Em Goss et al. (1989) foi observado o comportamento das formigas em busca de

alimento, destacando que esses animais se comunicam utilizando uma substância cha-

mada feromônio, presente no trajeto entre a colônia e a fonte de alimento. Assim, uma

formiga consegue identificar por onde outras formigas passaram dada a presença desta

substância, pois quando uma formiga encontra uma fonte de alimento, ela deixa um ras-

tro de feromônio no caminho de volta para a colônia. Quanto melhor a fonte de alimento,

mais feromônio é liberado. Outras formigas, ao seguirem esse caminho, também deixam

feromônio, reforçando a importância da trilha para as outras.

Esses animais também são exploradores e podem optar por seguir caminhos diferentes

em busca de novas fontes de alimento, possibilitando a definição de novas rotas. A Figura

1 ilustra esses comportamentos, onde, inicialmente, as formigas procuram caminhos de

forma aleatória. Se considerarmos que o feromônio evapora ao longo do tempo, podemos

concluir que os menores trechos terão uma concentração maior do produto, pois as for-

migas passarão mais vezes, visto que seu caminho de ida e volta é mais rápido. Sendo

assim, a trilha de feromônio na menor rota tende a ficar cada vez mais forte, atraindo
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mais formigas, pois se demonstrará como mais promissora.

Figura 1: Trajeto Realizado pelas formigas.Fonte: Dorigo e Gambardella (1997)

Em suma, o funcionamento do ACO é baseado em dois pilares: feromônio e exploração,

onde o algoritmo utiliza a presença do feromônio como o indicativo de uma boa solução,

mas permite a exploração de novas soluções, evitando a estagnação em um mínimo local.

Dessa forma, o ACO realiza a busca de soluções em um grande espaço de possibilidades,

encontrando soluções de alta qualidade em um tempo adequado.

Podemos definir as rotas das formigas como soluções viáveis do problema analisado.

O Algoritmo 1 disposto em Dorigo, Birattari e Stützle (2006) indica a utilização do ACO

na busca de uma solução. Pode-se identificar que após a construção da solução viável,

a quantidade de feromônio é atualizada, considerando sua evaporação e seu depósito.

Na iteração seguinte, a construção da solução considera o feromônio presente, com isto,

espera-se que a solução seja melhor a cada iteração do algoritmo.

Algoritmo 1 The ACO Metaheuristic Dorigo, Birattari e Stützle (2006)
1: Set parameters, initialize pheromone trails

2: while termination condition not meet do

3: ConstructAntSolutions

4: ApplyLocalSearch (optional)

5: UpdatePheromones

6: end while

Podemos pensar na aplicação desta heurística para o problema do caixeiro viajante

(TSP), problema no qual, dado um conjunto de clientes, deve-se procurar o menor percurso

que visita todos os locais. Neste raciocínio, podemos pensar que uma formiga deve visitar
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todos os pontos (clientes), buscando sempre o menor percurso. Ou seja, ao se utilizar

uma certa quantidade de formigas, todas devem interagir, através do feromônio, para que

se encontre o menor percurso. De modo simplificado, o Algoritmo 2 pode ser observado

abaixo.

Algoritmo 2 ACO para TSP
1: Inicializa Níveis de Feromônio

2: while critério de parada não for alcançado do

3: for all <formiga> do

4: while Há locais não visitados do

5: Seleciona um local

6: Insere o local no roteiro da formiga

7: Atualiza lista de cidades não visitadas

8: end while

9: end for

10: AtualizaNiveisFerormonio

11: Atualiza melhor solução

12: end while

A linha 02 define que o algoritmo deve ser executado até o limite definido que, usual-

mente, é a quantidade total de iterações ou a observação de estagnação do valor da melhor

solução já encontrada. O bloco entre a linha 03 e 09 é realizado para cada formiga, que,

uma a uma, monta soluções viáveis ao escolher, de forma sequencial, os locais visitados.

A escolha do próximo local a ser visitado (linha 05) considera dois fatores, a saber:

Desejo: mede o quanto o local a ser visitado é atrativo, geralmente é proporcional

ao inverso da distância. Este fator também é chamado de visibilidade, atratividade ou

informação heurística.

Feromônio: quanto maior o nível presente nos trechos, maior a possibilidade de a

formiga usar este caminho.

A combinação dos fatores acima gera as probabilidades da formiga escolher cada

destino, quanto mais promissor o ponto, maior a probabilidade. Importante ressaltar que

a escolha do local a ser visitado deve passar pelas restrições definidas para o problema,

como combustível disponível e restrição de acesso (restrições comuns para o problema de

roteamento de veículos).

Após todas as formigas realizarem a construção de suas soluções, o algoritmo, na
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linha 10, atualiza os níveis de feromônio, tarefa que consiste em processar o decaimento

do nível de feromônio presente nos trechos e realizar o depósito de feromônio realizado

com a passagem das formigas, que deve ter sua quantidade proporcional à qualidade da

solução encontrada.

É esperado que a quantidade de feromônio aumente a cada etapa nos melhores roteiros,

pois o depósito de feromônio é proporcional à qualidade da solução, atraindo mais formigas

(maiores probabilidades) para as melhores soluções. Na linha 11 o algoritmo guarda a

melhor solução viável já encontrada.

Há algumas variações no método de depósito de feromônio pelas formigas em cada

trecho, a saber:

• Todas formigas: considera todas as formigas e os respectivos caminhos percorridos

para depositar o feromônio.

• Apenas a melhor: considera o depósito de Feromônio realizado apenas para a for-

miga que realizou o melhor caminho (para o TSP, o caminho mais curto). Conhecido

como estratégia elitista, Dorigo e Gambardella (1997).

• K melhores: considera as K melhores formigas no depósito de feromônio, de forma

proporcional ao ranqueamento, evitando mínimos locais, Bullnheimer, Richard Hartl

e Strauss (1999), método conhecido como estratégia elitista rank-based.

• Limites: Stutzle e Hoos (1997) considera o limite superior e inferior para os níveis

de feromônio nos trechos, conhecido como Max-Min Ant System (MMAS), aumen-

tando a exploração do algoritmo a fim de evitar mínimos locais.

Ao analisarmos o algoritmo acima, fica evidente que se trata de um algoritmo de

aprendizado por reforço, pois as formigas realizam o trabalho do agente ao escolher os

destinos e o histórico das soluções é armazenado conforme a recompensa recebida (quanto

melhor a solução, maior o depósito de Feromônio nos trechos relacionados), permitindo

que o algoritmo aprenda conforme as soluções são exploradas.

2.4.1 Formulação

Nesta seção, é apresentada a formulação do ACO, expondo as equações relacionadas

ao problema do Caixeiro Viajante. Considerando o grafo G(V,A) que consiste em um

conjunto V = {v1,...,vn} de vértices (ou nós) representando os n pontos a serem visitados
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e o conjunto de trechos A = {(i,j) : i,j ∈ V,i ̸= j} que representam os arcos que conectam

os pontos, define-se:

ηij : a atratividade do trecho (i,j), definida como o inverso do custo (distância) entre

o nó i e j.

τij : a quantidade de feromônio presente no trecho (i,j).

Assim, a probabilidade de a formiga k sair de i e ir até j é dada pela Equação (2.1)

abaixo.

ρkij =
(τij)

α(ηij)
β∑

l∈Nk
i
(τil)α(ηil)β

, j ∈ V k
i (2.1)

Onde V k
i é o conjunto de possíveis destinos da formiga k saindo de i. Ou seja, a

probabilidade ρkij é nula para j pertencente a destinos inviáveis, como locais já visitados.

Importante destacar a formalização de dois parâmetros importantes no ACO:

• α – Parâmetro que define a importância do feromônio.

• β - Parâmetro que define a relevância da atratividade (ou informação heurística).

A atratividade do trecho entre i e j pode ser calculada conforme a Equação abaixo.

ηij =
η0
cij

(2.2)

Onde cij é o custo (combustível gasto, distância ou tempo) entre os pontos i e j e η0

uma constante.

O valor inicial de feromônio τ0 é calculado no início do algoritmo e considera o com-

primento Lnn da solução gerada utilizando método da menor distância. Este método gera

a primeira solução viável do algoritmo considerando que a formiga sempre escolhe o nó

mais próximo dentre o conjunto de nós a visitar.

τ0 =
Q

nLnn

(2.3)

Onde n é a quantidade total de nós e Q é uma constante. A Equação (2.1) rege a

construção da rota realizada pela formiga k durante a etapa de construção das possíveis

soluções, conforme bloco entre as linhas 03 e 09 do algoritmo 2 acima. Assim, após a
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construção das soluções, o feromônio é atualizado em cada trecho conforme a Equação

(2.4) abaixo.

τij ← (1− ρ)τij +
K∑
k=1

∆τ kij + w∆τ gbij (2.4)

∆τ kij =


Q
Lk

se a formiga k usou o arco (i,j)

0 se a formiga k não usou o arco (i,j)
(2.5)

∆τ gbij =


Q
Lgb

se a formiga gb usou o arco (i,j)

0 se a formiga gb não usou o arco (i,j)
(2.6)

Onde,

ρ é a taxa de decaimento do Feromônio, com valor entre (0,1).

K é a quantidade de formigas liberadas a cada iteração.

Lk é a distância(custo) da solução encontrada pela formiga k.

Lgb é a distância(custo) da solução encontrada pela melhor formiga.

w é o peso de influência da melhor formiga (melhor solução encontrada até o mo-

mento).

O primeiro termo da Equação (2.4) contabiliza o decaimento do feromônio. O segundo

termo, realiza o depósito de feromônio em todos os trechos utilizados pelas formigas. O

terceiro termo realiza o depósito de feromônio nos trechos da melhor solução encontrada

até o momento. Importante destacar que o depósito de feromônio é proporcional à qua-

lidade da solução encontrada por cada formiga, de acordo com as Equações (2.5) e (2.6)

.

Este terceiro termo é comumente utilizado para que o algoritmo tenha sua convergên-

cia mais rápida, o que pode forçar o algoritmo a achar um mínimo local. A fim de evitar

o mínimo local alguns autores sugerem reiniciar a quantidade de feromônio das rotas caso

a melhor solução encontrada não seja alterada em um determinado número de iterações.

Com isto, pode ser observar a formulação do ACO de forma simplificada. É evidente

que para cada problema em que o ACO for aplicado, a formulação do problema de ser

adequada. O ACO permite que outras considerações sejam definidas, mostrando ser um

método flexível, como:
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• Quantidade de Formigas: a quantidade de formigas utilizadas impacta direta-

mente no algoritmo e na sua performance, tanto na qualidade da solução como no

tempo de processamento. Comumente, a quantidade total de formigas é definida

igual ao número de pontos do problema a ser resolvido para pequenas instâncias do

problema do Caixeiro Viajante.

• Local inicial das formigas: a definição do local de partida de cada formiga pode

impactar o algoritmo. Para o problema do caixeiro viajante, usualmente se utiliza

uma formiga iniciando em cada local a ser visitado. Problemas de roteamento de

veículos consideram que as formigas sempre iniciam do depósito.

• Escolha do próximo ponto: algumas versões de algoritmo forçam que a formiga

escolha o destino de maior probabilidade (mais promissor). Para que se tenha o fator

de exploração, utiliza-se um fator de probabilidade que rege se a formiga escolhe o

local mais promissor ou se utiliza a distribuição de probabilidades para escolher o

próximo ponto a ser visitado. Mavrovouniotis, Ellinas e Polycarpou (2018)

• Desejo: há algumas variações na contabilização da parcela da informação heurís-

tica, geralmente tida como o inverso da distância entre os pontos, pode receber

outros cálculos agregados, como o peso das encomendas, visando priorizar a entrega

dos maiores pesos, como aplicado em Çatay (2009).

• Busca Local: alguns autores sugerem realizar uma busca local na vizinhança da

melhor solução encontrada a cada iteração, visando a convergência mais rápida para

a melhor solução.

• Múltiplas populações: são utilizadas duas populações independentes de formigas

para achar a melhor solução e, de tempo em tempos, é realizada a troca de indi-

víduos, ou seja, a melhor solução (formiga) de uma população é inserida na outra

e vice-versa. A intenção é diversificar a procura pelas soluções, evitando mínimos

locais.

• Presença de depósito: problema de roteamento de veículos para entrega geral-

mente consideram o nó v0 como sendo o depósito. Também é necessário definir que

a formiga inicie e termine no depósito.

• Limite do veículo: durante a construção da solução, é possível aplicar restrições

como capacidade e/ou combustível, fazendo com que a formiga tenha que retornar ao

depósito antes de completar todo o percurso, formando subtrechos. Cada subtrecho

pode ser considerado como um veículo para o problema de roteamento.
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• Veículo elétrico: considerações de necessidade de recarga, ou seja, limitando a

autonomia do veículo e/ou aumentando o tempo de trajeto do ponto i ao j, podem

ser considerado, como trabalho em Abousleiman e Rawashdeh (2014).

• Janela temporal: podem ser aplicados janelas de restrição para atendimento (che-

gada no ponto), ou seja, horários em que os pontos não podem ser visitados, como

utilizado em Gambardella, Taillard e Agazzi (1999).

• Frota heterogênea: cada veículo pode ser diferente, considerando restrições dife-

renciadas, como carga, consumo e velocidade.

• Pick-up: além do problema de visita dos pontos para entrega, pode ser considerado

o problema de retirada de produto nos clientes, como em Çatay (2009).

2.4.2 Solução do Roteamento de Veículos

O Vehicle Routing Problem (VRP), ou Problema de Roteamento de Veículos em portu-

guês, é um problema de otimização que envolve determinar uma rota eficiente para uma

frota de veículos que precisam atender a um conjunto de clientes, minimizando os custos

totais, como distância percorrida ou tempo gasto.

O VRP é um problema complexo devido à sua natureza combinatória, uma vez que

há muitas possibilidades de rotas para cada veículo, e pelas diversas restrições que podem

estar envolvidas, Golden, Raghavan e Wasil (2008). Solucionar o VRP de maneira eficiente

é importante para empresas de logística, transporte e distribuição que desejam minimizar

seus custos e maximizar a eficiência de suas operações. O ACO pode ser utilizado para

esta finalidade. Neste caso, as formigas representam os veículos e a trilha de feromônio

deixada pelas formigas, ao percorrerem uma rota, indicam a qualidade da solução.

Nesta formulação será considerado o ACO aplicado no Vehicle Routing Problem (VRP)

simples, ou seja, grafo simétrico, um depósito e frota homogênea. O problema pode ser

formulado como o conjunto V = v0, v1,...,vn de vértices representando o depósito (v0) e

os n pontos a serem visitados (clientes). Por ser um problema simétrico, dado o conjunto

de trechos A = {(i,j) : i,j ∈ V,i ̸= j} que representam os arcos que conectam os pontos,

tem-se que cij = cji, onde cij é o custo, distância ou tempo entre os pontos i e j. O

conjunto de veículos é representado por D = {d1,...,dk}.

São definidas as seguintes premissas:

1. Cada veículo viaja apenas uma rota.
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2. Cada vértice é visitado apenas uma vez.

3. A capacidade do veículo deve ser respeitada, ou seja, durante a escolha dos pontos

a capacidade total deve ser respeitada.

4. Quando a capacidade do veículo é alcançada, deve retornar ao depósito para iniciar

uma nova rota.

A aplicação do ACO no Vehicle Routing Problem (VRP) simples pode ser definido

com o pseudoalgoritmo 3.

Algoritmo 3 ACO para VRP
1: Inicializa Níveis de Feromônio e valores da Atratividade

2: while critério de parada não for alcançado do

3: for all <formiga> do

4: Inicia Lista de Cidades não visitadas

5: Inicia Formiga

6: while Há locais não visitados do

7: Seleciona um local, considerando demanda e capacidade restante da formiga

8: if não há local selecionado then

9: Inclui o depósito ao roteiro da formiga

10: Libera a capacidade usada

11: else

12: Insere o local no roteiro da formiga

13: Atualiza capacidade usada

14: Atualiza lista de cidades não visitadas

15: end if

16: end while

17: end for

18: Atualiza Niveis de Feromônio

19: Atualiza melhor solução

20: end while

O Algoritmo 3 é baseado no Algoritmo 2, com a inclusão da verificação da capacidade

do veículo (formiga) durante a seleção do próximo cliente (linha 07). Assim, o conjunto

V k
i da Equação (2.1) deve considerar, além das entregas já efetuadas (clientes visitados), a

demanda (carga a ser entregue) do cliente e a capacidade disponível do veículo (formiga).
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Após a seleção do próximo cliente a ser visitado, a demanda associada é contabili-

zada, reduzindo a capacidade da formiga (linha 13). Caso não haja possibilidades de

entrega, o veículo (formiga) retorna ao depósito e inicia o roteiro a partir do depósito (9),

considerando sua capacidade total (linha 10) e os clientes ainda não visitados.

Após a geração das soluções para todas as formigas consideradas, o algoritmo realiza a

atualização de feromônio (linha 18) de acordo com a qualidade das soluções encontradas.

Importante ressaltar que cada formiga deverá realizar todas as entregas e, possivel-

mente, poderá retornar ao depósito mais de uma vez. Pode se assumir que cada retorno

da formiga ao depósito caracteriza a utilização de um novo veículo, para casos em que se

deseja dimensionar a frota.

Neste momento, considera-se que o objetivo do algoritmo é encontrar a menor dis-

tância percorrida, dado o somatório de todas as rotas realizadas pelos veículos. Assim,

pode-se definir a função objetivo pela Equação (2.7) para o problema de VRP em questão.

Minimizar : z =
∑
i∈V

∑
j∈V

∑
d∈D

cijx
d
ij (2.7)

Onde, D é o conjunto de veículos e xd
ij representa a variável binária que informa se o

veículo d utilizou o trajeto de i a j, assumindo valor 1 caso seja verdade. A variável cij
representa o custo, adotado como a distância entre os pontos. V representa o conjunto

de nós (clientes) do problema.

As restrições são definidas como.

1. Cada cliente é visitado apenas uma vez∑
j∈V

∑
d∈D

xd
ij = 1 ∀i ∈ V e i ̸= j (2.8)

2. Após o veículo visitar um cliente, a partida é do mesmo ponto.

n∑
i=0

xd
il −

n∑
j=0

xd
lj = 0 ∀l ∈ V , ∀d ∈ D (2.9)

3. Todos os veículos iniciam e terminam no depósito (m é a quantidade de veículos)

n∑
i=1

m∑
d=1

xd
i0 = m (2.10)
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n∑
j=1

m∑
d=1

xd
0j = m (2.11)

4. Os veículos devem respeitar sua capacidade de carga∑
i∈V

∑
j∈V

Cjx
d
ij ≤ Q,∀d ∈ D (2.12)

Onde Cj e Q representam, respectivamente, a demanda do cliente j e a capacidade

do veículo.

Com as definições acima é possível resolver o VRP utilizando o método ACO. Este

desenvolvimento serve como ponto de partida para o algoritmo proposto neste trabalho,

visto que o método ACO é um método flexível e adaptável para outros problemas.



3 Ant Colony Optimiztion Aplicado ao
the Flying Sidekick Traveling Salesman
Problem

O Ant Colony Optimization (ACO) se mostra uma técnica eficaz para resolver o Vehicle

Routing Problem (VRP), pois podemos destacar as seguintes características:

• Capacidade de encontrar soluções: O ACO consegue entregar bons resultados,

como demonstrou o estudo Bell e McMullen (2004), que ao utilizar o ACO para

resolver o VRP, encontrou soluções até 1% do melhor valor conhecido, com tempo

de processamento competitivo em relação aos outros métodos comparados.

• Flexibilidade: O ACO pode ser adaptado para lidar com muitas variantes do VRP,

incluindo o VRP com janelas de tempo, múltiplas frotas e veículos heterogêneos. Por

exemplo, o estudo de pesquisa realizado em Zhang et al. (2019) utilizou uma variação

do ACO para resolver o VRP com janelas de tempo e veículos heterogêneos. Além

do Çatay (2009), que utilizou o ACO para resolver o VRP com entregas e retiradas.

Ambos trabalhos encontraram bons resultados se comparados aos outros métodos

conhecidos.

• Tratamento de restrições: O ACO pode lidar com restrições do VRP, como li-

mitações de capacidade e restrições de tempo de viagem, considerações pertinentes

quando se trata de veículos elétricos. O estudo realizado em Mavrovouniotis, El-

linas e Polycarpou (2018) utilizou o ACO para resolver o VRP com restrições de

capacidade e tempo de viagem e os seus resultados mostraram que o ACO foi capaz

de encontrar soluções satisfatórias.

• Paralelismo: O ACO é uma técnica altamente paralela, o que significa que pode

ser facilmente implementado em computação paralela para acelerar o processo de

otimização. O estudo de pesquisa realizado por Mavrovouniotis, Li et al. (2019)

utilizou o ACO em paralelo para resolver o VRP, melhorando significativamente os

resultados em comparação ao ACO concorrente.
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• Situações próximas ao real: O ACO consegue entregar bons resultados para

situações complexas e próximas ao real, como mostra Rizzoli et al. (2007), onde

os autores utilizaram este método para resolver o VRP em um ambiente urbano,

incluindo situações do mundo real como entrega e coleta e janela temporais, desta-

cando que o ACO se tornou uma ferramenta importante neste tema.

Em resumo, o ACO é uma técnica eficaz para resolver o problema de roteamento de

veículos devido à sua capacidade de encontrar soluções ótimas ou próximas do ótimo,

flexibilidade para lidar com variantes do VRP, tratamento de restrições e alto paralelismo

para acelerar o processo de otimização. Assim, o ACO foi utilizado para propor uma

solução ao The Flying Sidekick Traveling Salesman Problem (FSTSP).

3.1 Definições Iniciais

A aplicação do ACO para resolver o FSTSP considera dois tipos de formigas, a formiga

tipo A, que representa o caminhão e a formiga tipo B, representando o drone. Dadas as

condições do problema, a otimização tem o objetivo de minimizar o tempo total gasto

na realização de todas as entregas, para isto, faz-se necessário apresentar as definições

abaixo.

• Ponto de entrega, vértice ou local: representado por duas coordenadas, o peso

da carga requerida e a restrição do espaço aéreo, define o nó (cliente) a ser visitado

pelo drone ou caminhão.

• Formiga tipo A: formiga que representa o caminhão.

• Formiga tipo B: formiga que representa o drone.

• Conjunto de formigas: representa o conjunto caminhão-drone, ou seja, uma for-

miga do tipo A e uma formiga do tipo B.

• Custo: definido como o tempo gasto pelo transporte ao sair do ponto i a j, ou seja,

a distância entre o ponto i e j dividido pela velocidade do veículo que está realizando

a entrega. Importante destacar que é utilizada a métrica da distância Manhattan

para a formiga A (caminhão), devido a necessidade de utilização de rodovias. Já

a formiga B considera a distância euclidiana no cálculo do tempo gasto, visto a

facilidade do transporte aéreo do drone.
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• Atratividade: inversamente proporcional ao custo, cada tipo de formiga tem a sua

própria atratividade.

• Feromônio: cada tipo de formiga tem seu próprio feromônio. O depósito e seu

peso na tomada de decisão são independente para cada tipo de formiga, ou seja a

formiga A não enxerga o feromônio da formiga B e vice-versa.

• Automnomia ou Endurance : tempo limite em que o drone pode permanecer em

voo.

• Carga: tamanho da carga a ser entregue no ponto, podendo limitar a entrega do

drone devido ao seu limite de carga.

• Limitação do espaço aéreo: alguns pontos podem ter seu espaço aéreo restrito,

limitando a entrega, saída ou retorno do drone ao caminhão neste vértice.

• Iteração: considerada como um ciclo na busca pela melhor solução, após a liberação

de todos os conjuntos de formigas. Bloco entre a linha 3 e 5 do Algoritmo 1 e o

bloco entre as linhas 2 e 20 do Algoritmo 3.

3.2 Algoritmo Proposto

Considerando os Algoritmos 2 e 3 apresentados, o Algoritmo 4 abaixo foi desenvolvido

para resolver o FSTSP.
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Algoritmo 4 ACO para FSTSP
1: Inicializa Custos e Atratividades

2: Inicializa Níveis de Feromônio

3: while critério de parada não for alcançado do

4: for all <ConjuntoFormiga> do

5: Inicia Lista de Locais Não Visitados

6: while Há locais não visitados do

7: Escolhe Destino da Formiga A

8: if a formiga B está no caminhão then

9: Escolhe Destino da Formiga B

10: else

11: Seleciona Local Retorno Formiga B

12: end if

13: Realiza Movimentações (atualiza roteiros)

14: Atualiza lista de clientes não visitados

15: Contabiliza tempos gastos

16: end while

17: end for

18: Realiza Busca Local

19: Atualiza Niveis de Feromônio

20: Atualiza melhor solução

21: end while

O algoritmo inicia com a contabilização dos custos e atratividades das formigas do

tipo A e do tipo B, definidos pelo tempo de translado entre dois vértices de acordo com

o veículo considerado. As distâncias para o drone são calculadas pela métrica euclidiana,

já as distâncias para o trânsito do caminhão são calculadas pela métrica de Manhattan,

visto que o caminhão deve seguir as rodovias e trajetos definidos que na maioria das apli-

cações não são em linhas retas. A atratividade, ou informação heurística, é calculada pelo

inverso do custo e definida de forma independente para cada tipo de formiga, conforme

as Equações (3.1) e (3.2).

ηAij =
η0
cAij

(3.1)
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ηBij =
η0
cBij

(3.2)

Onde os índices A e B indicam a formiga tipo A e a formiga tipo B respectivamente,

cij representa o custo de i a j e η0 é uma constante maior ou igual a unidade.

A inicialização de feromônio utiliza o método do vizinho mais próximo, ou seja, o

roteiro da solução é escolhido utilizando a regra de selecionar sempre o ponto mais próximo

a partir da saída do depósito. Considerando o tempo total gasto nesta solução como Tnn,

o feromônio inicial das formigas A e B são:

τA0 =
Q

TA
nn

(3.3)

τB0 =
Q

TB
nn

(3.4)

Onde Q é uma constante, definida com valor igual ou maior que a unidade.

O bloco entre a linha 03 e 21 é responsável pela repetição das iterações de procura da

melhor solução até que o critério de parada seja alcançado. A linha 04 indica que, a cada

iteração, todos os conjuntos de formigas são, um a um, liberados. A cada liberação os

pontos são, um a um, escolhidos para serem visitados até que todos os vértices são visitados

(linha 06 a 16). A escolha do ponto a ser visitado pela formiga tipo A é realizada na linha

07, conforme a distribuição de probabilidades definida na Equação (3.5).

ρAij =
(τAij )

α(ηAij)
β∑

l∈V A
i
(τAil )

α(ηAil )
β

, j ∈ V a
i (3.5)

Onde ρAij representa a probabilidade da formiga A escolher ir para j partindo de i.

V A
i é o conjunto dos destinos viáveis da formiga A saindo de i. Ou seja, a probabilidade

ρAij é nula para j pertencente a destinos inviáveis (como locais já visitados). Assim, o

algoritmo sorteia, dentre os pontos possíveis, o destino escolhido da formiga tipo A, aqui

denominado eA.

O destino da formiga do tipo B depende do seu local durante a iteração, conforme

definido na linha 08 e na sua negação na linha 10. Assim, caso a formiga esteja no

caminhão, antes que a formiga A se movimente para o ponto eA, o algoritmo verifica a

escolha da formiga tipo B, conforme Equação (3.6).
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ρBij =
(τBij )

α(ηBij )
β∑

l∈V B
i
(τBil )

α(ηBil )
β

, j ∈ V B
i (3.6)

A Equação (3.6) define a distribuição de probabilidades de visita da formiga B que

representa o drone, porém, dada a especificidade de sua operação, o algoritmo deve con-

siderar:

1. O conjunto V B
i , que define os pontos de destinos viáveis da Formiga B saindo de

i, contém o ponto anteriormente escolhido pela formiga A, pois, caso a formiga

B escolha este mesmo ponto, não haverá decolagem do drone, ou seja, o drone

permanecerá no caminhão até o próximo ponto.

2. O conjunto V B
i deve considerar a autonomia do drone, ou seja, apenas os pontos

em que o drone tem autonomia suficiente para, partindo de i, visitar e retornar a

eA, podem estar disponíveis, conforme Equação abaixo. Importante ressaltar que o

drone deve se manter em voo caso chegue em eA antes do caminhão, devendo este

tempo ser considerado na autonomia necessária.

cBik + cBkeA + tespera ≤ endurance ∀k ∈ V B
i (3.7)

Onde k representa os possíveis pontos de escolha da formiga B;

3. É fundamental que o tempo da formiga A de i até eA seja menor ou igual a autono-

mia do drone, pois o drone deve esperar o caminhão utilizando suas baterias, caso

contrário, a formiga B terá apenas a opção de continuar no caminhão.

caieA ≤ endurance (3.8)

4. O ponto escolhido para ser visitado pelo drone é chamado de eB e a previsão de

retorno (local de encontro com o caminhão) é denominado rB e considerado inici-

almente igual a eA.

Se a formiga B estiver realizando uma entrega, ou seja, estiver fora do caminhão, o

algoritmo realiza a escolha do ponto retorno da formiga B ao veículo. Nesta verificação,

o algoritmo analisa qual opção tem menor tempo total, conforme descrito na Figura 2.

Durante a escolha do eB, passo 1, as formigas A e B estão no vértice 1 e o algoritmo

decide que a formiga A segue para o vértice 2 e a formiga B segue para o vértice 3 com

previsão de retorno (ponto rB) o vértice 2.
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No momento da escolha do local de retorno do drone ao caminhão, passo 2, o algoritmo

considera o novo destino da formiga A, ou seja, o vértice 4 (novo eA). O algoritmo então

avalia o melhor local de retorno da formiga B, comparando os tempos associadas às duas

escolhas possíveis: op1 e op2.

1. O drone encontra o caminhão no ponto rB, seguindo embarcado até o próximo

destino, ou seja, o drone realiza o trecho op1.

2. O drone encontra o caminhão em seu novo destino, realizando o trecho op2.

Importante ressaltar que o caminhão pode esperar o drone no ponto escolhido assim

como o drone pode esperar a chegada do caminhão no local de encontro. Assim, a avaliação

acima descrita considera o tempo total gasto pelo caminhão saindo do vértice 1, passando

pelo vértice 2 e chegando ao vértice 4, considerando os tempos de espera, tempo de preparo

e tempo de recebimento do drone.

Figura 2: Escolha do retorno do drone. Linha contínua: caminhão. linha pontilhada:drone

Após a escolha, o algoritmo realiza as movimentações (linha 13), atualiza os pontos

não visitados (linha 14) e contabiliza os tempos gastos pelas formigas (linha 15). O

conjunto de formigas deve visitar todos os pontos da instância e retornar ao depósito

para que o próximo conjunto seja liberado (linha 16).

Após todos os conjuntos de formigas definirem os seus roteiros (bloco entre linhas 04

e 17), os níveis de feromônio são atualizados, conforme equações abaixo.

τAij ← (1− ρ)τAi,j +
K∑
k=1

δ∆τA,k
ij + w∆τA,gb

ij (3.9)

τBij ← (1− ρ)τBi,j +
K∑
k=1

δ∆τB,k
ij + w∆τB,gb

ij (3.10)
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Onde

∆τA,k
ij =

Q

Tk

, ∆τB,k
ij =

Q

Tk

(3.11)

Onde Q é uma constante e Tk é o valor da solução encontrada no conjunto de formigas

k. O índice gb indica o conjunto de formiga que apresentou o melhor resultado na rodada.

O lado direito das equações acima indica, em seu primeiro termo, o decaimento do

feromônio na taxa definida ρ. O segundo termo mostra a atualização do feromônio por

todas as formigas, onde δ é o fator que indica o peso dos feromônio depositado, quando

este peso é zero, apenas a melhor formiga deposita feromônio. O terceiro termo mostra a

parcela de feromônio depositada pelo melhor conjunto de formigas da rodada considerada,

onde o fator w indica o peso desta parcela.

Na linha 20, o algoritmo verifica e armazena a melhor solução apresentada dentre

todos os conjuntos de formiga liberados, retornando este valor como a solução quando o

critério de parada é alcançado.

3.3 Restrições

O algoritmo considera as importantes restrições abaixo.

• O vértice a ser atendido pelo drone deve ter carga prevista dentro do limite da

aeronave.

• Os vértices de saída, entrega e retorno do drone devem ter espaço aéreo permitido

para voo.

• O tempo de voo do drone deve respeitar o limite definido pela autonomia.

• O tempo de voo deve considerar o tempo de espera de chegada do caminhão, caso

aplicável.

• O drone apenas parte do caminhão para realizar uma entrega se o próximo vértice

a ser visitado pelo caminhão for um ponto viável para o retorno do drone.

As restrições de autonomia, carga do drone e espaço aéreo são verificadas durante

a formação da solução, ou seja, durante a construção do roteiro de cada formiga. Os

pontos disponíveis para o cálculo de probabilidades e posterior sorteio são apenas os que

respeitam tais restrições.
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3.4 Busca Local

A busca local é uma técnica utilizada em algoritmos de otimização que consiste em ex-

plorar regiões próximas à solução corrente em busca de uma melhoria na solução. Essa

técnica é importante porque permite a obtenção de soluções melhores em problemas com-

plexos, onde a busca por soluções ótimas globais pode ser inviável computacionalmente.

Assim, o algoritmo pode encontrar soluções melhores de forma mais eficiente, evitando

a necessidade de explorar todo o espaço de soluções possíveis. Isso é especialmente im-

portante em problemas de grande escala, onde o número de possíveis soluções pode ser

exponencialmente grande.

Na utilização do ACO, o uso de busca local durante a execução do algoritmo pode

auxiliar na procura por melhores soluções, uma vez que a busca local, além de otimizar

as rotas já encontradas, realiza verificações que podem reduzir as limitações assumidas

pelo algoritmo, como o local de retorno do drone.

A busca local desenvolvida é simplificada com o propósito de não sobrecarregar o

algoritmo, visto que uma busca local com uma extensa procura na vizinhança poderia

impactar negativamente o tempo de processamento. O procedimento desenvolvido per-

corre o roteiro realizado pela dupla caminhão e drone, realizando verificações de melhoria,

conforme detalhado nas opções abaixo, ou seja, a busca local atua na otimização da so-

lução já encontrada pelo conjunto caminhão-drone. Esta atuação pode ser realizada no

fim do algoritmo, otimizando a melhor solução encontrada ou a cada iteração executada,

melhorando as soluções encontradas para cada formiga.

As verificações dependem da movimentação associada ao trecho observado pela busca

local, conforme segue descrito e ilustrado a seguir, onde as figuras que ilustram as verifi-

cações seguem a definição:

• linha sólida preta representa o trajeto realizado pelo conjunto caminhão-drone.

• linha sólida azul representa o trajeto realizado apenas pelo caminhão.

• linha pontilhada verde representa o trajeto realizado apenas pelo drone.

Drone segue mesmo local que o caminhão

Em trechos em que o drone segue embarcado no caminhão, o algoritmo de Busca Local

verifica se a alternância entre o destino e o próximo ponto da rota resulta em melhoria,

conforme representado na figura abaixo.
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Figura 3: Trajeto de entrega drone-drone. (a) opção original (b) opção de teste

A Figura 3 mostra a verificação realizada, onde é comparado o tempo necessário para

o conjunto caminhão-drone percorrer o trajeto ABCD com o tempo associado ao trajeto

ACBD, escolhendo o de menor tempo. Destaca-se a importante restrição de todos os

subtrechos considerados na verificação acima serem realizados pelo conjunto caminhão-

drone, ou seja, não há decolagem ou retorno do drone nos vértices A, B, C ou D.

Saída e retorno para entrega do drone

A Busca Local verifica novos pontos de saída e retorno do drone conforme o tipo

de trajeto realizado originalmente pelo drone: um trajeto triangular ou quadrangular,

associados as escolhas op1 e op2 realizadas pelo algoritmo durante a construção da solução.

• Retorno Triangular: entende-se como retorno triangular quando o drone retorna

ao caminhão no nó seguinte ao nó de saída, conforme Figura 4 .

• Retorno Quadrangular: entende-se por trajeto quadrangular aquele em que o

drone realiza uma entrega e retorna ao caminhão dois nós após a sua partida, con-

forme ilustrado na Figura 5.

O algoritmo de Busca Local, ao reconhecer a viagem triangular do drone, verifica se a

saída do drone no vértice seguinte resulta em redução de tempo, respeitando as restrições

existentes, como a autonomia do drone. Assim, a viagem do drone, representada na
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Figura 4: Retorno triangular.

Figura 5: Retorno quadrangular.

sequência ADB (Figura 4), junto com a viagem do caminhão no percurso AB é confrontada

com a opção representada na Figura 6, ou seja, o drone realizando a viagem BDC e o

caminhão realizando o trecho BC durante o voo do drone.

Figura 6: Opção testada para a viagem triangular.

O algoritmo de Busca Local, ao reconhecer a viagem do drone do tipo quadrangular,

representada pelos trajetos ABC e ADC, respectivamente, do caminhão e do drone na

Figura 5, realiza as verificações abaixo buscando uma redução no tempo de viagem total.

As Figuras 7, 8 e 9 mostram as opões de verificação da Busca Local. Onde a opção 1

verifica a redução do trajeto para o tipo triangular, com a saída do drone no vértice B,

a opção 2 mantém a opção do trajeto do tipo quadrangular, mas realiza a saída a partir
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Figura 7: Opção 1 de teste para a viagem quadrangular.

Figura 8: Opção 2 de teste para a viagem quadrangular.

Figura 9: Opção 3 de teste para a viagem quadrangular.

vértice B e a opção 3 realiza o teste para o drone decolando a partir do nó C e retornando

ao caminhão nó E, formando um trajeto triangular.

Considerou-se três opções para a realização da Busca Local, a saber:

• Opção 1: realizar a Busca Local ao final do algoritmo, melhorando o resultado

apresentado.

• Opção 2: realizar a Busca Local antes da atualização dos feromônios (linha 18 do

algoritmo 4). Ou seja, todas as possíveis soluções (conjuntos de formigas) tem os

seus roteiros analisados e, se for o caso, alterado pelo algoritmo de Busca Local.

Esta opção considera a realização da Busca Local a cada x iterações.
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• Opção 3: realizar a Busca Local sempre que houver alteração na melhor solução

encontrada até o momento. Ou seja, realizar a Busca Local na linha 18 do algoritmo

4 apenas quando o algoritmo encontrar uma melhor solução na iteração considerada.

• Opção 0: considera-se esta opção como a não utilização de Busca Local.

3.5 Experimentos Computacionais

O algoritmo apresentado anteriormente foi testado para verificação das considerações

realizadas e a sua efetividade. Inicialmente, foi realizado um estudo para verificação dos

parâmetros, visto a grande quantidade de possibilidades. Após, o algoritmo foi executado

para as instâncias disponíveis.

O testes foram realizado em um computador Windows 10, Ryzen 5 2600 de 3.4GHz e

16 GB de memória RAM.

3.5.1 Instâncias

As instâncias utilizadas foram retiradas de Freitas e Penna (2018), que apresentou uma

modificação da conhecida TSPLib. Nesta definição, há apenas a restrição da carga do

cliente em comparação à capacidade do drone, ou seja, não há restrição do espaço aéreo.

O nó de índice zero é considerado o nó depósito, definindo o local de partida do conjunto

drone-caminhão. Todas as 24 instâncias são apresentadas na Tabela 1, junto com o valor

da solução encontrada em Freitas e Penna (2018) na coluna Best Known Solution (bks).

A quantidade total de nós nas instâncias (V ) varia entre 51 e 200. Os valores de

tempo de preparo, tempo de recebimento e as outras variáveis do problemas seguem os

valores definidos em Freitas e Penna (2018) e Murray e Chu (2015), a saber:

• Velocidade do drone: 40 km/h.

• Velocidade do caminhão: 40 km/h.

• Drone percorre distâncias euclidianas enquanto o caminhão percorre a distância

Manhatan.

• O tempo de preparo e recebimento do drone são definidos como 1 minuto.

• A autonomia do drone tem valor fixo e igual a 40 min.
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Os valores das constantes das Equações (3.1), (3.2), (3.3) e (3.4) foram definidos como

a unidade, η0 = 1 e Q = 1

Tabela 1: Instâncias
Instância V bks tbks

berlin52 52 210.03 6.50
bier127 127 3456.80 23.69
ch130 130 178.16 44.13
d198 198 461.83 27.69
eil51 51 13.45 11.57
eil76 76 16.35 27.14

kroA100 100 587.80 10.95
kroA150 150 764.42 10.95
kroA200 200 870.65 6.53
kroB150 150 763.15 20.20
kroB200 200 835.43 60.00
kroC100 100 658.38 20.07
kroD100 100 606.45 9.15
kroE100 100 651.31 8.57
lin105 105 378.25 10.64
pr107 107 1204.42 15.48
pr124 124 1653.80 25.45
pr136 136 2642.00 44.50
pr144 144 1666.25 62.63
pr152 152 2114.04 70.33
rat99 99 37.15 9.76
rat195 195 71.40 24.13
rd100 100 240.46 10.83
st70 70 20.50 3.85

3.5.2 Análise dos Valores dos Parâmetros

O método ACO apresenta alguns parâmetros que precisam ser ajustados de acordo com o

problema que está sendo resolvido. Assim, neste item, é realizado um estudo dos impactos

dos parâmetros no resultado do modelo. Foi utilizada a instância eil51, que contém 51

vértices, como referência. Os valores utilizados em cada parâmetro estão listados abaixo.

• Quantidade de formigas (conjuntos) (N): [10, 30, 50, 70]

• Decaimento de feromônio (ρ): [0.05, 0.10, 0.15, 0.35, 0.50]

• Importância do feromônio (α): [0.3, 0.5, 0.8, 1.0, 1.3]



3.5 Experimentos Computacionais 46

• Importância da informação heurística (β): [0.8, 1.0, 1.3, 2.0, 4.0]

• Peso da melhor formiga (w): considerado 1 quando testada a atualização de feromô-

nio apenas da melhor formiga (δ = 0) e considerados os valores de N/2 e 1 quando

o depósito de feromônio foi realizado por todas as formigas (δ = 1).

Neste primeiro momento, o algoritmo não considerou a utilização de Busca Local.

A atualização de feromônio a cada iteração foi testada considerando apenas a melhor

formiga e todas as formigas, ou seja, δ = 0 e δ = 1, respectivamente.

A combinação dos valores utilizados em cada parâmetro totalizaram 1500 possibilida-

des. Foram realizados 30 testes independentes para cada combinação, obtendo o histórico

dos testes e os valores a cada iteração do conjunto de formiga que resultou na melhor

solução. O resultado apresentado considera o melhor valor obtido dentre os testes.

Considerou-se a execução limite de 150 iterações como critério de parada. Os resul-

tados são apresentados a seguir e seguem a nomenclatura definida na Tabela 2.
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Tabela 2: Nome das Colunas
Coluna Descrição

ID Número identificador do teste

Instância Instância considerada

BL Tipo de busca local aplicada

N Quantidade de conjuntos de formigas

δ Peso do feromônio de todas as formigas

α Importância do feromônio

β Importância da informação heurística

ρ Taxa de decaimento do feromônio

w Peso do feromônio da melhor formiga

S Melhor solução encontrada

tr Quantidade de iterações até a solução encontrada

∆bks Acréscimo em relação ao bks

%Fbks Frequência de resultados melhores que o bks

%F2,bks Frequência de resultados até 2% maior que bks

%S Frequência do melhor resultado encontrado

S̄ Média dos resultados encontrados

∆Smax Acréscimo do maior valor encontrado em relação a S

t̄ Média do tempo gasto pelo algoritmo

Destacam-se as colunas:

• S: valor da melhor solução encontrada após todos os testes independentes para a

mesma combinação de parâmetros.

• tr: quantidade de iterações executadas pelo algoritmo até encontrar o melhor resul-

tado, considerando o teste que apresentou o melhor resultado dentre a combinação

de parâmetros analisada.

• ∆bks: diferença percentual da solução encontrada em relação à solução reportada

em Freitas e Penna (2018). Valores negativos indicam um resultado melhor.

• %Fbks: frequência observada em que o resultado obtido foi melhor que o valor co-

nhecido em Freitas e Penna (2018), considerando os testes independentes realizados.
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• %F2,bks: frequência observada em que o resultado obtido foi melhor que o valor

conhecido,considerando a margem de 2% de variação, considerando os testes inde-

pendentes realizados.

• %S: frequência em que o melhor valore de solução foi encontrado dentre os testes

independentes realizados.

• t̄: média do tempo de processamento dentre os testes independentes realizados.

3.5.2.1 Atualização de feromônio

A Figura 10 abaixo mostra o valor obtido a cada iteração para as duas opções de atu-

alização do feromônio: todas as formigas (δ = 1) e apenas a melhor formiga (δ = 0).

Observa-se que há uma oscilação maior quando o feromônio é depositado por todas as

formigas, porém, há um melhor resultado quando apenas a melhor formiga da iteração

realiza o depósito, considerando que todas as formigas têm o mesmo peso no depósito de

feromônio (w = 1).

Figura 10: N = 50, δ = [0,1], α = 0.8, β = 1.3, ρ = 0.15, w = 1.

Quando todas as formigas (δ = 1) são utilizadas para depositar o feromônio nos

trechos, deve-se considerar o valor do parâmetro w de forma mais atenta. Assim, quando

δ = 1, realizou-se o estudo para w = 1 e w = N
2
, observando um melhor comportamento

quando w = N
2
, pois quando há um maior depósito de feromônio pela melhor formiga

da iteração, há a tendência de melhorar a solução encontrada, visto o maior acúmulo de

feromônio na melhor rota. Mas ao se manter o depósito de feromônio das outras formigas,

há a exploração de novas soluções, conforme Figura 11. A utilização de apenas a melhor
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formiga (δ = 0) impacta em um tempo de processamento ligeiramente menor, visto que

há menos ciclos a serem percorridos nas atualizações de feromônio, conforme exposto na

Figura 15.

Figura 11: N = 50, δ = 1, α = 0.8, β = 1.3, ρ = 0.15, w = N
2
.

3.5.2.2 Decaimento do feromônio

O gráfico da Figura 12 mostra o valor do resultado obtido a cada iteração com a variação

do parâmetro ρ. Pode-se observar que valores elevados forçam uma convergência rápida

e precipitada, visto que o valor encontrado fica estagnado em um mínimo local. Valores

mais baixos, apesar de maior demora na convergência, possibilita uma melhor exploração,

chegando a melhores soluções.
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Figura 12: N = 30,δ = 0,α = 1.0,β = 1.3,ρ = [0.05,0.10,0.15,0.35,0.5],w = 1.

Em contrapartida, valores mais altos para a taxa de decaimento de feromônio levam a

uma estagnação mais rápida da solução encontrada, o que pode levar a um menor tempo

de processamento, ao se usar o número de iterações consecutivas sem a melhora da solução

como critério de parada.

O tempo de processamento de cada variação representada na Figura 12 é similar, visto

que todas foram executadas em 150 iterações, mesmo com a estagnação da melhor solução.

Porém, ao se usar tempo processamento como critério de parada, pode-se observar que

valores altos do parâmetro ρ podem fornecer melhores soluções, visto que, em torno da

iteração 25, os maiores valores do parâmetro ρ apresentam melhores soluções.

3.5.2.3 Quantidade de Conjunto de Formigas

Os gráficos das Figuras 13 e 14 mostram a variação dos resultados obtidos pela quantidade

de conjuntos de formiga liberados a cada iteração, adotando valores baixo e alto para a

taxa de decaimento de feromônio, respectivamente.
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Figura 13: N = [10,30,50,70], δ = 0, α = 0.5, β = 2.0, ρ = 0.15, w = 1.

Figura 14: N = [10,30,50,70], δ = 0, α = 0.5, β = 2.0, ρ = 0.50, w = 1.

Pode se observar que valores de N iguais ou superior à quantidade de vértices da

instância (N = 50 e N = 70) trazem resultados melhores do que se utilizado poucos

conjuntos de formigas. A elevada taxa de decaimento de feromônio força uma rápida con-

vergência, independente do valor de N , porém maiores valores de N conseguem melhores

resultados nessa condição.

Interessante destacar que os maiores valores de N convergiram para um bom valor

de solução antes dos menores valores de N , visto a alta exploração associada a maior

quantidade de formigas liberadas. Porém, baixos valores de N continuam a oscilar o
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melhor resultado da iteração, mesmo após a iteração de número 100.

Na Figura 15 pode-se observar que o tempo de processamento cresce de forma propor-

cional à quantidade de formigas consideradas, pois quanto mais formigas, mais iterações

o algoritmo realiza ao montar as possíveis soluções (roteiro de cada formiga) e ao realizar

o depósito de feromônio (maior impacto para δ = 1).

Figura 15: Média do tempo de processamento por N e δ

3.5.2.4 Importância do feromônio e da atratividade

A Tabela 3 mostra as alterações dos resultados obtidos (S) devido as alterações dos valores

de α e β. A melhor solução foi encontrada quando α = 0.8 e β = 4.0. Assim, os valores

indicados nesta tabela mostram o valor da solução para o α e β indicados pela linha e

pela coluna, em comparação ao melhor valor obtido pelo algoritmo.

Tabela 3: Aumento dos valores de S devido a α e β
β

0.8 1.0 1.3 2.0 4.0

α

0.3 1.75 1.65 1.46 1.24 1.07
0.5 1.43 1.33 1.23 1.09 1.03
0.8 1.14 1.12 1.03 1.00 1.00
1.0 1.06 1.04 1.02 1.02 1.01
1.3 1.09 1.04 1.03 1.03 1.02

Pode-se observar que baixos valores de α e altos valores de β obtiveram os melhores

resultados, indicando que a importância do feromônio deve ser maior do que os valores da
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informação heurística. Cabe ressaltar que os valores de feromônio e da atratividade são

menores que a unidade.

Fica evidente a necessidade do correto ajuste nos valores de α e β, visto que parâmetros

mal definidos aumentaram em até 75% o valor do resultado obtido, conforme exemplo da

combinação α = 0.3 e β = 0.8.

Também pode ser observado o impacto dos valores de α e β na busca pela melhor so-

lução. Observa-se, nas Figuras 16 e 17, o melhor valor encontrado pelo algoritmo ao longo

das iterações. Pode-se concluir que os valores α e β, quando bem ajustados, não apenas

conseguem chegar em uma melhor solução, como também apresentam a convergência mais

rápida.

Figura 16: N = 50, δ = 0, α = [0.3,0.5,0.8,1.0,1.3], β = 4.0, ρ = 0.10, w = 1
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Figura 17: N = 50, δ = 0, α = 0.8, β = [0.8,1.0,1.3,2.0,4.0], ρ = 0.10, w = 1

3.5.2.5 Melhor combinação dos parâmetros sem Busca Local

Conforme Tabela 4, os piores resultados obtidos se concentraram em valores baixos de β,

mostrando que não é interessante aumentar a importância da atratividade em detrimento

da importância do feromônio. Além disto, o baixo número de formigas associado a esses

resultados indica a importância de uma maior aleatoriedade do sistema para uma boa

busca por soluções.

Tabela 4: 5 piores resultados, onde as primeiras colunas indicam os valores dos parâmetros
adotados, a coluna S indica o resultado obtido, tr a quantidade de iterações realizadas,
∆bks mostra a variação em relação ao bks, %S a frequência de ocorrência do melhor
resultado dos testes, a S̄ a média e o ∆Smax valor máximo, em relação a S, dentre os
testes realizados. t̄ mostra a média do tempo de processamento em segundos.

ID Instância BL N δ α β ρ w S tr ∆bks %Fbks %F2,bks %S S̄ ∆Smax t̄

1 eil51 0 10 1 0.3 0.8 0.05 1 27.06 122 50.30% 0.13 28.72 13% 17.25
3139 eil51 0 70 1 0.3 0.8 0.05 1 26.85 109 49.90% 0.33 27.60 8% 7.64
2139 eil51 0 50 1 0.3 0.8 0.05 1 26.61 108 49.46% 0.07 27.67 7% 12.60
1126 eil51 0 30 1 0.3 0.8 0.05 1 26.48 137 49.20% 0.13 28.00 11% 16.60
3239 eil51 0 70 1 0.3 0.8 0.15 1 26.47 71 49.19% 0.07 27.56 7% 17.63

A Tabela 5 mostra os melhores 10 valores obtidos dentre todas as combinações reali-

zadas, de forma geral, todos os 10 melhores valores encontrados estão na mesma ordem

de grandeza.

Pode-se observar que a combinação do teste 3412, δ = 1, N = 70, α = 1.0, β = 2.0,

ρ = 0.10 e w = N/2 encontrou o melhor valor total. Porém, o teste 2695, apesar de ter

menor quantidade de formigas, conseguiu encontrar um bom resultado com menor tempo
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total (t̄), apresentando estabilidade na solução, visto que a boa frequência do resultado

encontrado (%Fbks) e a pequena oscilação entre os valores mínimo e máximo da solução

(∆Smax).

A utilização de δ = 1 e w = N/2 é menos frequente na Tabela 5, sendo a que apresenta

menor estabilidade nas soluções encontradas, indicando a preferência do uso de δ = 0.

Os conjuntos de testes 3695 e 3715 apresentaram melhor solução do que o melhor valor

conhecido para todos os testes realizados, indicando que a utilização de N = 70 junto

com a adequada calibração de α, β consegue excelentes resultados. Porém, a utilização

de N = 50 consegue bons resultados em um tempo de processamento menor, conforme

observado no conjunto de testes de ID 2695, evidenciando que a utilização de N igual a

quantidade de vértices no problema é um valor adequado.

Tabela 5: 10 melhores resultados, onde ∆bks mostra o acréscimo da melhor solução
encontrada em relação ao bks, %Fbks a frequência de resultados melhores que o bks e
%F2,bks a frequência de resultados até 2% maior que bks

ID Instância BL N δ α β ρ w S tr ∆bks %Fbks %F2,bks %S S̄ ∆Smax t̄

3412 eil51 0 70 1 1.0 2.0 0.10 N/2 12.91 100 -4.21% 73% 93% 7% 13.33 6% 17.54
2695 eil51 0 50 0 0.8 4.0 0.05 1 12.95 128 -3.89% 93% 100% 13% 13.21 4% 12.62
2887 eil51 0 50 0 0.8 1.3 0.10 1 12.97 94 -3.72% 13% 47% 7% 13.81 10% 12.06
3911 eil51 0 70 0 1.0 2.0 0.10 1 12.98 60 -3.59% 33% 47% 7% 13.69 10% 16.41
3208 eil51 0 70 1 1.0 1.3 0.05 N/2 12.99 147 -3.52% 47% 80% 7% 13.47 6% 17.11
3691 eil51 0 70 0 0.8 2.0 0.05 1 13.01 139 -3.41% 80% 100% 7% 13.30 5% 17.37
3695 eil51 0 70 0 0.8 4.0 0.05 1 13.01 135 -3.41% 100% 100% 47% 13.17 3% 18.01
3308 eil51 0 70 1 1.0 1.3 0.15 N/2 13.01 72 -3.41% 53% 87% 13% 13.45 7% 16.99
1711 eil51 0 30 0 1.0 2.0 0.05 1 13.01 110 -3.41% 60% 87% 13% 13.42 7% 7.11
3715 eil51 0 70 0 1.0 4.0 0.05 1 13.01 92 -3.41% 100% 100% 27% 13.23 3% 16.80

O roteiro da solução obtido no teste de ID 2695 é exibido na Figura 18, onde linhas

pontilhadas mostram o trajeto do drone e os pontos quadrados mostram clientes com

carga acima da capacidade do drone.
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Figura 18: Solução encontrada para o teste de ID 2695.

Sendo assim, adota-se como bons valores de parâmetros:

• Quantidade de formigas (N): [50]

• Decaimento de feromônio (ρ): [0.05, 0.10]

• Importância do feromônio (α): [0.8, 1.0]

• Importância da informação heurística (β): [2.0, 4.0]

• Depósito apenas pela melhor formiga: δ = 0 e w = 1

3.5.2.6 Tempo de processamento

As análises dos parâmetros e resultados realizados sem o uso da Busca Local consideraram

os resultados obtidos sob o critério de parada pelo limite de iterações igual a 150, mesmo

que a melhor solução encontrada pelo algoritmo estivesse estagnada. O parâmetro de

maior influência para o tempo de processamento é a quantidade de conjuntos de formigas

liberados a cada iteração, assim, pode-se observar na Tabela 6 o aumento dos valores de

tempo de processamento em relação à quantidade de conjuntos de formigas considerados,

para todas as variações de parâmetros possíveis, sem utilização de Busca Local.

Entretanto, para comparar os resultados obtidos pela variação de N , devemos limitar

o tempo de processamento, que influencia diretamente o resultado encontrado, como pode
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Tabela 6: Tempo de processamento (em segundos) por N .
N Mínimo Médio Máximo
10 2.31 2.65 3.36
30 6.33 7.50 10.99
50 10.64 12.17 13.78
70 14.42 17.31 19.95

ser observado pelo gráfico da Figura 19, onde o melhor resultado encontrado é traçado

conforme o tempo de processamento acumulado a cada iteração. Podemos observar que

há um grande avanço no resultado encontrado nos primeiros momentos do algoritmo.

Optou-se por limitar a escala do eixo vertical para uma melhora visualização dos valores,

pode-se observar que, para pequenos tempos de processamento, valores menores de N

resultam em melhores soluções e que a alteração no resultado depois de 5 segundos de

processamento é menos significativa. Maiores valores de N resultam em uma melhor

solução ao custo do maior tempo de processamento.

Figura 19: Resultado por tempo de processamento.

Importante ressaltar que o gráfico da Figura 19 considera todas as variações de parâ-

metros, ou seja, a rápida convergência nos primeiros segundos pode estar relacionada ao

alto valor da taxa de decaimento do feromônio (ρ).

Observa-se que a maior queda no valor da solução ocorre antes dos 5 segundos, assim,

verificou-se os valores obtidos de solução por cada combinação de parâmetros com o

limite de tempo de processamento igual a 2.5 segundos, obtendo-se a Tabela 7, ordenada

de forma crescente pelo resultado da coluna St=2.5, que indica o melhor resultado obtido

quando o tempo de processamento limite é definido em 2,5 segundos. A coluna t2.5r exibe
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a quantidade de iterações realizadas nesse mesmo critério. As colunas S, ts e tr, indicam,

respectivamente, a melhor solução encontrada, o tempo de processamento e a quantidade

de iterações realizadas quando o critério de parada adotado é de 150 iterações.

Tabela 7: Resultados para Tempo de processamento igual a 2.5 segundos
N δ α β ρ w S ts tr St=2.5 t2.5r

30 1 1.3 2.0 0.10 N/2 13.02 7.63 29 13.02 50
30 0 1.3 4.0 0.05 1 13.02 7.25 33 13.02 20
50 0 1.3 4.0 0.15 1 13.05 12.64 18 13.05 137
70 1 1.3 2.0 0.05 N/2 13.01 16.80 34 13.06 27
10 0 0.5 4.0 0.15 1 13.09 2.76 110 13.09 45
10 1 0.8 1.3 0.35 N/2 13.09 2.67 123 13.09 143
30 1 1.0 4.0 0.15 N/2 13.10 7.42 21 13.10 138
10 0 0.5 4.0 0.10 1 13.11 2.88 87 13.11 27
30 1 1.3 4.0 0.15 N/2 13.11 7.45 7 13.11 133
50 0 1.3 4.0 0.10 1 13.11 12.16 19 13.11 18

De forma geral, os melhores valores apresentados com o critério de parada por tempo

são ligeiramente inferiores que os apresentados na Tabela 5 e não condizem com as mes-

mas combinações de parâmetros. A oscilação devido à alta aleatoriedade fornecida por

N = 70, δ = 1 e w = N/2 contribui para uma melhor solução em um tempo curto de

processamento. A quantidade de formigas N = 30 consegue entregar bons resultados. O

valor encontrado para N = 10 é o mesmo encontrado quando o limite de processamento

foi definido pela quantidade máxima de iterações, pois esta quantidade de conjunto de

formigas exige pouco tempo de processamento. Pode-se concluir que, quando o tempo de

processamento é limitado, utilizar uma quantidade intermediária de formigas (N) é mais

vantajoso, visto que é possível realizar mais iterações do algoritmo, permitindo a melhora

da solução.

Os valores de parâmetros considerados ótimos, nos testes empíricos, sofrem pequenas

alterações, mas permanecem com baixos valores de α e maiores valores de β.

• Quantidade de formigas (N): [30, 50]

• Decaimento de feromônio (ρ): [0.05, 0.10]

• Importância do feromônio (α): [1.3]

• Importância da informação heurística (β): [2.0, 4.0]

• Depósito de feromônio: (δ = 0, w = 1) ou (δ = 1, w = N/2)
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3.5.2.7 Busca Local

A aplicação da Busca Local foi testada nas três possibilidades, a saber:

• BL1: aplicada somente ao final da execução do Algoritmo. Espera-se assim, verificar

possíveis melhorias no resultado final encontrado.

• BL2: aplicada em todos os conjuntos de formigas antes da atualização do feromônio,

visando o depósito de feromônio com o roteiro otimizado. Na Figura 19, a maior

oscilação da solução ocorre em 5 segundos de processamento, o que corresponde a

diferentes iterações para diferentes valores de N . Com isto, definiu-se a execução

da busca local a cada 20 iterações, representando a metade desse intervalo (2.5

segundos) para N=70, conforme média do tempo de processamento na Tabela 6.

• BL3: aplicada sempre que há alteração na melhor solução encontrada, ao fim de

cada iteração. A busca local é aplicada somente na nova melhor solução, reduzindo

o custo de processamento e aumentando a convergência, mas mantendo a exploração

de novas soluções.

O estudo do uso da Busca Local considerou a mesma variação do estudo dos parâme-

tros, com a mesma quantidade de testes independentes (30) e o mesmo critério de parada

igual a 150 iterações.

A Figura 20 exibe as médias dos valores relativos das soluções encontradas em relação

ao bks . Pode-se observar que, para N = 50 sem o uso de busca local, os resultados

são, em média, 11% maior que o bks , enquanto esta média foi reduzida para até 5%

(N = 50) de aumento quando foi utilizada a busca local, destacando a sua importância.

É relevante destacar que esta média inclui todas as variações nos outros parâmetros, ou

seja, mesmo em uma combinação de parâmetros ruim, a Busca Local é capaz de melhorar

o resultado. Os métodos de uso da Busca Local definidos como BL2 e BL3, tem maior

impacto no resultado em comparação com o BL1. Este gráfico indica que a média dos

valores encontrados são semelhantes para N = 50 e N = 70, quando se utiliza a Busca

Local 1 ou 2.
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Figura 20: Impacto no uso de Busca Local.

A Figura 21 mostra o melhor resultado encontrado pelo algoritmo a cada iteração,

considerando as variações da aplicação da Busca Local. Observa-se que a convergência na

utilização de Busca Local 2 tem grandes saltos espaçados na frequência de sua utilização.

A BL 1 atua somente na melhor solução encontrada, uma vez que a BL 2 atua em todas

as formigas, permitindo assim a aleatoriedade na busca da melhor solução com os roteiros

otimizados.

A BL 3 apresenta maior queda inicial, pois é uma estratégia mais intensa no início,

visto que a busca local é aplicada a cada melhora da solução, o que muitas vezes pode

direcionar a um mínimo local. A BL 2 apresenta melhor resultado total.

Figura 21: Convergência no uso de BL,N = 50, δ = 0, α = 0.8, β = 4.0, ρ = 0.10, w = 1.
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A Tabela 8 exibe o impacto do uso da Busca Local 1, 2 e 3, ao comparar os resultados

da mesma combinação de parâmetros com e sem o uso da Busca Local. Ou seja, dada

uma combinação de parâmetros e o seu resultado inicial (sem busca local), esta combi-

nação foi executada novamente utilizando a Busca Local definida, assim, há as quatro

possibilidades:

• Manteve ruim: o resultado apresentado sem a utilização de busca local foi maior

que o bks e continuou em um valor maior que o bks mesmo com o uso da busca

local.

• Melhorou: o resultado apresentado sem a utilização de busca local foi maior que

o bks e apresentou um valor menor que o bks com o uso da busca local.

• Otimizou: o resultado apresentado sem a utilização de busca local foi menor que

o bks e manteve se manteve abaixo do bks com a utilização da busca local.

• Piorou: o resultado apresentado sem a utilização de busca local foi menor que o

bks e apresentou um valor maior que o bks com o uso da busca local.

Tabela 8: Impacto do uso da Busca Local na solução final. As colunas Antes e Depois
indicam, respectivamente, a relação do resultado obtido com o bks sem e com o uso
da Busca Local. As colunas BL1, BL2 e BL3 representam a frequência da ocorrência
representada na linha, quando utilizadas, respectivamente, as buscas locais 1, 2 ou 3.

Ocorrrência Antes Depois BL1 BL2 BL3
Manteve ruim > bks > bks 65.2% 57.4% 57.8%

Melhorou > bks < bks 23.0% 23.4% 23.2%
Otimizou < bks < bks 11.4% 19.2% 18.8%
Piorou < bks > bks 0.4% 0.0% 0.2%

A quantidade de vezes em que os valores apresentaram uma piora com o uso da

Busca Local foi pequena, representando cerca de uma ocorrência, devido a aleatoriedade

do algoritmo. Pode ser observado que a BL2 e BL3 conseguem melhorar boa parte dos

resultados encontrados, de forma que a ocorrência "manteve ruim"é maior no uso da BL1.

Nas três opções, a Busca Local não conseguiu uma melhora em uma boa parcela dos

testes (manteve ruim), pois está relacionada a má combinação dos parâmetros.

Os melhores resultados para cada valor de N e para cada aplicação da Busca Local

considerada estão apresentados na Tabela 9. Pode-se observar que a aplicação da Busca
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Tabela 9: Melhores resultados na aplicação de Busca Local, onde as primeiras colunas
indicam os valores dos parâmetros adotados, a coluna S indica o melhor resultado obtido,
tr a quantidade de iterações realizadas, ∆bks mostra a variação de S em relação ao bks,
%Fbks a frequência de resultados melhores que o bks e %F2,bks a frequência de resultados
até 2% maior que bks , %S a frequência de ocorrência do melhor resultado nos testes, a S̄
a média e o ∆Smax valor máximo, em relação a S, dentre os testes realizados, t̄ mostra a
média do tempo de processamento em segundos.

ID BL N δ α β ρ w S tr ∆bks %Fbks %F2,bks %S S̄ ∆Smax t̄

3489 1 10 0 0.8 4.0 0.15 1 12.66 149 -6.28% 27% 67% 7% 13.54 10% 2.71
2313 1 30 0 0.5 2.0 0.15 1 12.58 149 -6.93% 60% 87% 7% 13.33 10% 7.50
3209 1 50 1 1.0 2.0 0.15 N/2 12.50 39 -7.61% 87% 100% 7% 13.24 9% 6.73
1772 1 70 1 0.8 1.3 0.35 N/2 12.41 149 -8.34% 33% 47% 7% 13.72 21% 10.54
3953 2 10 0 0.8 2.0 0.10 1 12.37 139 -8.71% 67% 93% 7% 13.21 11% 2.74
1893 2 30 0 0.8 2.0 0.10 1 12.27 139 -9.62% 93% 100% 13% 12.85 10% 7.64
2713 2 50 0 1.0 2.0 0.05 1 12.32 99 -9.16% 93% 100% 7% 13.05 10% 12.60
3713 2 70 0 0.3 2.0 0.35 1 12.22 99 -10.07% 67% 100% 7% 13.08 12% 17.25
4058 3 10 0 0.8 2.0 0.05 1 12.70 139 -5.91% 20% 47% 7% 13.74 15% 2.63
1718 3 30 0 1.0 4.0 0.05 1 12.44 75 -8.16% 93% 100% 7% 13.21 8% 7.33
3714 3 50 0 1.0 4.0 0.15 1 12.49 21 -7.70% 73% 87% 7% 13.29 11% 11.93
2818 3 70 0 0.3 4.0 0.50 1 12.42 28 -8.28% 93% 93% 7% 13.12 13% 17.17

Local melhorou todos os resultados apresentados na Tabela 5, mantendo a mesma ordem

de grandeza do tempo de processamento (para o limite de 150 iterações).

A quantidade de formigas N = 10 permanece apresentando as piores soluções. A

utilização da Busca Local 1, apesar de melhorar o resultado, foi a menos efetiva em

comparação às outras Buscas Locais. O melhor resultado foi encontrado na combinação

da BL 2 com N = 70, entretanto a BL 2 com N = 30 apresenta bons resultados, mostrando

um bom custo benefício, se considerarmos o tempo de processamento.

Os melhores parâmetros continuam se concentrando em baixos valores de α e maiores

valores de β, o que indica que a busca local potencializa o algoritmo quando bem ajustado.

A utilização de apenas a melhor formiga (δ = 0 e w = 1) fornece melhores resultados.

Ressalta-se que a utilização da Busca Local permitiu que o algoritmo utilizasse um

menor número de conjunto de formigas para encontrar o melhor valor, reduzindo o custo

computacional (tempo), conforme observado nos valores obtidos para N=30, que são pró-

ximos ao melhor valor encontrado (para N=70), porém com menor custo computacional.

Busca Local com Limite de Tempo Processamento

A Figura 22 exibe o valor obtido pelo algoritmo pelo tempo de processamento, cada

curva no gráfico representa o tipo de uso da Busca Local. Pode-se observar que a Busca

local 2, a partir de um certo tempo de processamento, apresenta melhor o resultado obtido.

Porém, a Busca Local 3 apresenta melhor resultado em menores tempos de processamento.
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Figura 22: Resultado por tempo de processamento com variação da Busca Local.

A rápida convergência está relacionada aos altos valores da taxa de evaporação do

feromônio. O gráfico da Figura 23, por sua vez, fixa o valor de ρ em 0.05, observa-se que o

uso de BL 2 e BL 3 ainda trazem melhores resultados, apesar do maior tempo requerido.

Figura 23: Resultado por tempo de processamento com variação da Busca Local, ρ = 0.05.

A Tabela 10 exibe o melhor resultado obtido para o limite de tempo de processamento

igual a t = 2,5s e t = 5s, junto com a combinação de parâmetros que forneceu o melhor

resultado. Destaca-se que a Busca Local 1 não foi considerada na tabela por apresentar

resultados inferiores, assim como N = 10 não foi considerado visto o baixo tempo de

processamento, com o resultado aquém do esperado.

Na utilização da Busca Local 3, pode-se verificar que o limites de tempo t = 2,5s

e t = 5s entregam valores iguais ou próximo ao obtido no tempo máximo, ou seja, a

convergência para a melhor solução (ou próxima dela) se dá nos primeiros segundos,
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indicando que a utilização da BL 3 é preferível quando o critério de parada for um baixo

tempo de processamento ou uma pequena quantidade de iterações. Porém, ao se observar

a busca local 2, observa-se que esta entrega melhores resultados para t = 5 e t = max,

indicando que seu uso deve ser aplicado quando há um maior número de iterações ou um

maior tempo de processamento.

A utilização de um limite de tempo curto como critério de parada do algoritmo requer

que a taxa de decaimento de feromônio seja maior quando N ≥ 50, com o objetivo de

alcançar uma rápida convergência da solução, mesmo que isso signifique uma diminuição

na busca por outras soluções. Isso se deve ao fato de que, em períodos de tempo reduzidos

(ou poucas iterações), não há prazo suficiente para o algoritmo convergir para uma boa

solução quando o valor de N é alto e a taxa de evaporação (ρ) é baixa.

O uso da Busca Local 2 e 3, associados a N = 30 (cerca da metade de vértices) é

suficiente para entregar bons resultados a um bom custo computacional.

Tabela 10: Resultados na aplicação de Busca Local com limite de tempo de processamento.

N Critério Busca Local 2 Busca Local 3
S α β ρ δ S α β ρ δ

30
t=2,5 12.56 0.8 4.0 0.15 0 12.54 0.3 4.0 0.50 0
t=5 12.51 0.8 4.0 0.15 0 12.44 1.0 4.0 0.05 0
t=max 12.27 0.8 2.0 0.10 0 12.44 1.0 4.0 0.05 0

50
t=2,5 12.69 0.5 4.0 0.50 0 12.49 1.0 4.0 0.15 0
t=5 12.49 0.5 4.0 0.35 0 12.49 1.0 4.0 0.15 0
t=max 12.32 1.0 2.0 0.05 0 12.49 1.0 4.0 0.15 0

70
t=2,5 12.70 0.5 4.0 0.50 0 12.54 0.8 4.0 0.35 0
t=5 12.39 1.3 4.0 0.10 0 12.42 0.3 4.0 0.50 0
t=max 12.22 0.3 2.0 0.35 0 12.42 0.3 4.0 0.50 0

3.5.2.8 Critério de Parada

Quando os valores de α, β e ρ estão adequados, se observa a convergência para a melhor

solução na proximidade da centésima iteração, conforme Figuras 10, 12 e 13, indicando

que a adoção do limite de 150 iterações foi além do necessário para analisar a combinação

de parâmetros.

A Tabela 11 mostra a quantidade de iterações estimadas para cada limite de tempo de

processamento (tlim) em segundos, dada a variação da quantidade de conjunto de formigas



3.5 Experimentos Computacionais 65

(N). A estimativa foi realizada de acordo com a média do tempo de processamento

observado. Importante destacar que, ao contrário da Tabela 6, a Tabela 11 considera os

testes com o uso da Busca Local.

Tabela 11: Estimativas da quantidade de iterações.
N t̄ tlim = 1.0 tlim = 2.5 tlim = 5.0

10 2.84 53 132 265
30 8.66 17 43 87
50 12.21 12 31 61
70 17.19 9 22 44

Pode-se observar que quanto maior a quantidade de conjunto de formigas, menor é

a quantidade de iterações para um mesmo limite de tempo de processamento, pois o

tempo de processamento é proporcional a quantidade de nós na instância e proporcional

à quantidade de formigas utilizadas. Assim é interessante definir o critério de parada

pela quantidade de iterações, pois se assume que maiores instâncias utilizam maior tempo

para processamento, permitindo definir um critério único, independente da instância a ser

resolvida.

Ao se observar o gráfico da Figura 21, verifica-se que, quando os parâmetros estão bem

ajustados, os valores de solução do algoritmo (para N=50) sofrem menor variação após

50 iterações, mas a utilização de Busca Local 2 requer uma maior quantidade de iterações

para entregar a melhor solução. A Figura =22 mostra que o tempo de processamento de

5 segundos é suficiente para um bom resultado quando se utiliza Busca Local, indo de

encontro com a Tabela 11, que mostra que para N = 50, são estimadas 61 iterações.

Porém, sabe-se que nos testes realizados com N=30, cerca de metade de vértices na

instância, o algoritmo consegue chegar a bons resultados, com um custo computacional

menor. Com isto, os gráficos das Figuras 24 e 25 mostram o melhor valor encontrado

pelo algoritmo a cada iteração. A Figura 24 mostra a curva para a melhor combinação de

parâmetros, ou seja, a que resultou na melhor solução utilizando N = 30 e Busca Local 2,

já a Figura 25, exibe a curva para a melhor combinação utilizando N = 30 e Busca Local

3.
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Figura 24: Melhor resultado a cada iteração na melhor combinação para N = 30 e BL=2.

Figura 25: Melhor resultado a cada iteração na melhor combinação para N = 30 e BL=3.

Conforme Figuras 24 e 25, pode-se observar que a melhor solução altera significati-

vamente em um intervalo menor que 30 iterações, onde o uso da Busca Local 3 mostra

um grande declive inicial. Apesar da menor inclinação das curvas, a alteração da solução

ainda é representativa, assim, o critério de parada definido deve ser o total de 80 iterações.

Importante ressaltar que a correta calibração dos parâmetros é fundamental para que o

algoritmo consiga um bom resultado a um bom custo computacional, visto que ao limitar

o algoritmo com esse critério, pode-se obter resultados ruins, como o exemplo da curva

de β = 0.8 na Figura 17.
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O uso da Busca Local 2 apresenta melhor resultado total, mas define-se que a Busca

Local seja realizada a cada 10 iterações, para que a o algoritmo consiga se aproximar da

melhor solução mais rapidamente.

O critério de parada de 15 iterações consecutivas sem alteração da solução encontrada

também deve ser aplicado, evitando que o algoritmo execute iterações desnecessárias,

quando estagnado em um mínimo local. O item seguinte disserta sobre a calibração dos

parâmetros de forma automática, permitindo uma busca mais ampla e rápida dos melhores

parâmetros.

3.5.3 Calibração Automática

Esta seção disserta sobre o método intitulado calibração automática, que define o pro-

cedimento adotado pelo algoritmo para a escolha da melhor combinação dos valores dos

parâmetros para cada instância, de modo a buscar um bom valor da solução final sem

aumentar demasiadamente o custo computacional na busca dos melhores valores de pa-

râmetro.

É evidente que o correto ajuste dos valores dos parâmetros é fundamental para ob-

tenção de um bom resultado. Neste momento, podemos considerar que a quantidade

de conjuntos de formigas (N) liberados a cada iteração seja igual à metade dos vértices

das instâncias e que o depósito de feromônio seja realizado apenas pela melhor formiga

(δ = 0, w = 1), visto o estudo até aqui realizado, onde esta configuração entregou bons

resultados.

Contudo, os parâmetros α e β são essenciais, pois orientam o algoritmo na escolha

do destino da formiga, servindo como peso, respectivamente, para o feromônio e para a

informação heurística relacionados ao trecho. Conforme observado nas Equações (3.5) e

(3.6), quando houver alteração da instância, é esperado que os valores destes parâmetros

devam ser readequados, pois os valor da parcela η depende da ordem de grandeza das

distâncias entre os vértices. Assim, quanto maior a amplitude dos testes de α e β, melhor o

resultado esperado do algoritmo, visto que a correta calibração dos valores dos parâmetros

tende a retornar melhores resultados. Porém o custo computacional associado a uma

grande quantidade de verificações tende a ser elevado.

A análise de combinação de parâmetros realizada considerou 5 valores para α e β,

definindo 25 combinações a serem testadas, ao ignorar os outros parâmetros. O desem-

penho está relacionado diretamente com a quantidade de iterações executadas, assim,
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ao considerar 80 iterações como critério de parada, o algoritmo irá realizar 2000 ciclos

para identificar a melhor combinação, o que pode impactar em alto custo computacional

quanto maior for o valor de N , visto que a cada iteração são liberados N conjuntos de

formigas.

Ao observarmos os gráficos das Figuras 26 e 27, a curva da solução encontrada para

N = 10, ou seja, 20% da quantidade de vértices da instância, pode ser considerada

completa em apenas 1 segundo de execução, ou seja, o algoritmo explora e converge para

uma solução enquanto maiores valores de N ainda não convergiram. O uso de apenas

N = 10 está relacionado a um baixo custo computacional e se mostra uma boa opção

para que os valores dos parâmetros sejam avaliados, pois, mesmo que não consiga entregar

a melhor solução possível, consegue avaliar as combinações dos parâmetros a um baixo

custo. A redução drástica no total da quantidade de iterações para N elevados é uma

outra opção, porém, haveria uma maior aleatoriedade nas soluções encontradas. Com

isto, optou-se por realizar a calibração automática com um menor número de formigas,

procurando estabilidade da solução.

Figura 26: Variação do resultado pelo tempo de processamento, δ = 0, α = 1.3, β = 4.0,

ρ = 0.10, w = 1 e BL = 2
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Figura 27: Variação do resultado pelo tempo de processamento, δ = 0, α = 1.3, β = 4.0,

ρ = 0.10, w = 1 e BL = 3

O uso do baixo valor de N será associado ao uso da Busca Local 3, visando uma

convergência mais rápida, com o critério do limite de iterações total igual a 50, equivalente

a 1 segundo, conforme Tabela 11. Importante ressaltar que o critério de parada foi

estabelecido pelo limite de iterações para que seja independente da instância. O valor de

ρ = 0.10 também foi adotado, visto que o decaimento menor de feromônio possibilita uma

convergência mais suave e estável.

O método da calibração automática verifica os intervalos definidos de α e β, realizando

30 testes independentes para cada combinação possível, utilizando os parâmetros acima

mencionados. A combinação de α e β que apresenta menor valor de mediana da solução,

dentre os testes realizados, é adotada como a melhor combinação para a busca da solução

final, utilizando um maior número de conjunto de formigas.

Como exemplo, ao adotarmos este método para a instância estudada eil51, podemos

observar que a combinação N = 10, ρ = 0.10 e BL = 3 apresenta a melhor solução,

igual a 13.69, quando os valores de α e β são 1.0 e 4.0, respectivamente. Tais valores de

parâmetros, ao serem utilizados para N = 30 e BL = 2, retornou um valor de solução

igual a 12.44 , apenas 1.8% maior que o melhor valor encontrado em todos os testes

realizados.
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3.5.4 Resultados

Nesta seção são exibidos os resultados encontrados para todas as instâncias apresentadas

na seção 3.5.1. Para cada instância, inicialmente, é executado o método de calibração

automática, definindo os valores de α e β; após, o algoritmo é executado para identificar

a solução do algoritmo para a instância.

O uso da calibração automática permite aumentar o intervalo dos valores de α e β

para que seja possível realizar um bom ajuste do modelo, fundamental para um bom

resultado do algoritmo.

Os valores de N e ρ foram definidos conforme os estudos anteriores, assim como o uso

de Busca Local. Com isto, foram definidos os critérios e variações de parâmetro abaixo

para resolução das instâncias disponíveis.

Calibração automática

• Quantidade de formigas (N): igual a 20% da quantidade de vértices da instância.

• Decaimento de feromônio (ρ): [0.10]

• Importância do feromônio (α): [0.1, 0.3, 0.5, 0.8, 1.0, 1.3, 2.0]

• Importância da informação heurística (β): [0.8, 1.0, 1.3, 2.0, 4.0, 5.0, 6.0]

• Atualização de feromônio: realizada apenas pela melhor formiga, δ = 0 e w = 1.

• Busca Local: executada a cada melhora na solução (Busca Local 3).

• Critério de parada: limite de 50 iterações ou 15 iterações sem melhora na solução

Solução final

• Quantidade de formigas (N): igual a 50% da quantidade de vértices da instância.

• Decaimento de feromônio (ρ): [0.10]

• Importância do feromônio (α): valor identificado na calibração automática,

para cada instância.

• Importância da informação heurística (β): valor identificado na calibração

automática, para cada instância.

• Atualização de feromônio: realizada apenas pela melhor formiga, δ = 0 e w = 1.
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• Busca Local: executada a cada 10 iterações (Busca Local 2).

• Critério de parada: limite de 80 iterações ou 15 iterações sem melhora na solução

O critério de parada foi baseado em quantidade de iterações para permitir a definição

de um critério de parada único, independente da instância. Com isto, espera-se maiores

tempos de processamento para instância maiores.

A Tabela 12 apresenta os valores obtidos para todas as instâncias, onde os valores de

α e β selecionados pela calibragem automática são expostos. Os valores δ = 0, w = 1

e BL = 2 são os mesmos para todas as instâncias. O valor de N adotado é metade da

quantidade de vértices da instância (coluna V ).

Tabela 12: Resultados para todas as Instâncias FSTSP

Instância V α β S tr ∆bks %Fbks %F2.bks %S S̄ ∆Smax tbks t̄

berlin52 52 1.0 6.0 172.25 34 7.99% 20% 194.52 8% 6.50 2.83
bier127 127 1.3 5.0 3456.8 79 3.25% 20% 3678.15 10% 23.69 42.58
ch130 130 1.3 6.0 178.16 79 -1.14% 25% 50% 25% 182.32 10% 44.13 52.16
d198 198 1.3 5.0 461.83 74 1.31% 5% 15% 480.78 11% 27.69 264.32
eil51 51 1.0 5.0 13.45 54 -5.89% 70% 85% 5% 13.25 9% 11.57 1.95
eil76 76 1.3 5.0 16.35 54 -8.68% 60% 75% 5% 16.08 15% 27.14 9.03

kroA100 100 1.3 4.0 587.8 64 -3.19% 7% 13% 3% 628.32 21% 10.95 20.86
kroA150 150 2.0 6.0 729.95 79 0.92% 10% 10% 793.84 18% 10.95 58.29
kroA200 200 2.0 6.0 870.65 79 -7.44% 30% 60% 3% 880.69 14% 6.53 174.08
kroB150 150 1.3 5.0 763.15 74 -4.47% 27% 57% 7% 779.83 18% 20.20 82.07
kroB200 200 1.3 4.0 804.47 74 5.88% 7% 892.90 8% 60.00 210.91
kroC100 100 1.3 6.0 575.3 64 -6.35% 13% 33% 3% 591.96 17% 20.07 20.41
kroD100 100 1.3 6.0 606.45 74 0.96% 10% 10% 636.28 8% 9.15 19.08
kroE100 100 1.3 6.0 556.3 54 6.46% 20% 617.63 7% 8.57 34.10
lin105 105 1.3 5.0 378.25 44 0.86% 10% 10% 411.92 14% 10.64 25.56
pr107 107 1.3 6.0 1017.5 74 -11.10% 100% 100% 40% 929.76 4% 15.48 37.37
pr124 124 1.0 6.0 1553.8 74 -0.40% 10% 40% 20% 1586.49 5% 25.45 53.34
pr136 136 1.3 4.0 2542 64 1.06% 20% 20% 2713.99 16% 44.50 79.14
pr144 144 1.0 5.0 1666.25 74 1.96% 63% 1717.11 3% 62.63 74.77
pr152 152 2.0 5.0 1919.35 74 -0.32% 10% 20% 10% 2082.16 21% 70.33 82.69
rat195 195 1.3 6.0 71.4 64 0.25% 25% 15% 73.62 6% 9.76 154.91
rat99 99 0.8 6.0 37.15 64 -1.08% 20% 75% 20% 37.67 7% 24.13 23.46
rd100 100 1.3 4.0 240.46 79 -5.50% 65% 90% 10% 238.48 10% 10.83 25.13
st70 70 1.3 6.0 20.5 74 -1.31% 10% 30% 10% 21.11 8% 3.85 6.60

As primeiras colunas mostram que a aplicação da calibração automática definiu baixos

valores de α e altos valores de β, conforme esperado, aumentando a importância do

feromônio na escolha dos destinos das formigas.

Observa-se que o algoritmo conseguiu entregar bons resultados na maioria das ins-

tâncias, se comparado com a melhor solução conhecida, visto a incidência de valores

negativos na coluna ∆bks. Dentre as 24 instâncias, o resultado apresentado é menor que

o Best Known Solution (bks) em 13 e próximo do resultado conhecido em 7 instâncias.
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Porém, em 4 instâncias o resultado está entre 3% e 8% maior (pior) que a melhor solução

conhecida. A média da variação do resultado em relação ao bks é de -1.08%.

A instância eil51, nesta execução, apresenta o valor de solução ligeiramente superior

ao valor encontrado nos testes anteriormente realizados, mas ainda apresenta um excelente

valor se comparado ao bks . Esta diferença ocorre devido à aleatoriedade do algoritmo e

às novas condições de calibração automática.

As Figuras 28 e 29 apresentam, respectivamente, o resultado para a instância st70 e

berlin52. Pode-se observar que os resultados obtidos apresentam um bom roteiro para o

caminhão e para o drone. Porém, o algoritmo alcançou um resultado -1,31% menor que

o bks para a instância st70, enquanto que, para a instância berlin52 o resultado ficou

8% acima do bks. Podemos concluir que, apesar de algumas instâncias apresentarem a

solução maior que o bks, o algoritmo proposto conseguiu obter bons resultados, pois os

valores de referência são otimizados.

Figura 28: Solução obtida para a instância st70
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Figura 29: Solução obtida para a instância berlin52

O tempo de processamento indicado na coluna t̄ mostra que o algoritmo implantado

requer maior processamento quanto maior a instância, ao contrário do valor exposto

na coluna tbks, onde o tempo de processamento para o bks é exposto. Observa-se que

o tempo para o algoritmo desenvolvido é menor ou próximo do algoritmo de Freitas e

Penna (2018), com exceção para as maiores instâncias, próximas de 200 vértices, onde o

algoritmo desenvolvido apresenta um grande custo computacional. Destaca-se que o valor

de tempo de processamento tbks utilizado foi extraído de Freitas e Penna (2018), pois

não foi possível executar o algoritmo no mesmo ambiente em que o algoritmo proposto

foi executado. Sendo assim, o valor apresentado na coluna t̄ foi corrigido utilizando

o PassMark Software, de acordo com a comparação da capacidade computacional dos

equipamentos envolvidos nos testes.

3.6 Conclusões

O algoritmo proposto tem grande potencial para resolver o problema FSTSP, visto sua

capacidade de construir soluções viáveis e explorar variações para a busca de uma boa

solução. O tempo de processamento deve ser um ponto de atenção, pois há um grande

aumento quando a instância se aproxima de 200 vértices.



3.6 Conclusões 74

Os resultados apresentados mostraram bons valores em comparação ao bks , porém,

em alguns casos, o algoritmo não conseguiu se aproximar do melhor valor conhecido, mas

obteve um bom resultado quanto aos roteiros definidos. Tais resultados podem estar

associados a limitações do algoritmo que foram assumidas, como a escolha do vértice de

retorno do drone após a realização de uma entrega, que se restringe aos dois próximos

nós escolhidos pelo caminhão.

Uma melhoria identificada é a necessidade de modificar o algoritmo para que este

possa escolher, utilizando os princípios de otimização por colônia de formigas, o nó de

retorno do drone ao caminhão dentre todos os nós viáveis dentro do percurso que o

caminhão realizou após a sua decolagem. Com isto, espera-se que seja possível explorar

novas soluções, que não sejam limitadas ao exposto na Figura 2.

É evidente que o correto ajuste dos valores dos parâmetros é necessário para um

retorno de bons resultados. Assim, apesar de todo o trabalho desenvolvido para este fim,

é interessante utilizar métodos conhecidos na Literatura, como o iRace, para realizar este

ajuste visando a melhora dos resultados obtidos.

Um algoritmo que seja mais próximo da realidade deve ser capaz de trabalhar com

mais de um drone, considerando a limitação do caminhão em os receber e preparar, ou seja,

deve ser capaz de gerenciar filas de preparação e recebimento dos drones pelo caminhão.

Esta modificação aumenta a complexidade do algoritmo e requer ajustes significativos no

procedimento de Busca Local assim como necessita de outras instâncias para que seja

possível a análise de seus resultados.



4 Ant Colony Optimization Aplicado ao
The Multiple Flying Sidekick Traveling
Salesman Problem

Neste capítulo o método Ant Colony Optimization é aplicado ao The Multiple Flying

Sidekick Traveling Salesman Problem, testando o método desenvolvido em uma situação

mais realista, visto o uso de múltiplos drones e as considerações de autonomia aplicadas.

4.1 Definições Iniciais

Seguindo o mesmo princípio do ACO aplicado ao FSTSP, o desenvolvimento do algoritmo

de aplicação do ACO ao mFSTSP utiliza as mesmas Equações definidas na Seção 3.1,

incluindo a divisão dos dois tipos de formiga, representando o caminhão e o drone, assim,

um conjunto de formigas contém uma formiga tipo A (caminhão) e Dn formigas tipo B,

conforme a quantidade de drones considerada.

Dentre todas as variações possíveis no problema mFSTSP apresentado em Murray e

Raj (2020), foram definidas, neste trabalho, as seguintes premissas:

• Há um caminhão e de 1 a 4 drones.

• O caminhão e os drones saem do depósito e retornam ao depósito após todos os

clientes serem atendidos.

• O drone necessita que o caminhão esteja no depósito para ser recebido.

• Os drones tem autonomia (endurance) fixa.

4.2 Algoritmo Proposto

O Algoritmo 5 apresentado foi desenvolvido baseado no Algoritmo 4, mas fornece possibi-

lidade de trabalhar com um número maior de drones, além de permitir maior flexibilidade



4.2 Algoritmo Proposto 76

na escolha do vértice de retorno do drone ao caminhão, conforme necessidade identificada

no item 3.6. Importante destacar que, no decorrer do trabalho realizado, outro algoritmo

foi testado, utilizando solução do Traveling Salesman Problem (TSP) para definir o roteiro

do caminhão, porém, esta solução não apresentou bons resultados, conforme descrito no

Apêndice B.

Algoritmo 5 ACO para mFSTSP
1: Inicializa Custos e Atratividades

2: Inicializa Níveis de Feromônio

3: while critério de parada não for alcançado do

4: for all <ConjuntoFormiga> do

5: Inicia Lista de Locais Não Visitados

6: while Há locais não visitados do

7: Escolhe Destino da Formiga A

8: Atualiza lista de clientes não visitados

9: for all <formigaB> do

10: if a formiga B está no caminhão then

11: Escolhe Destino Formiga B e Armazena Possível Retorno

12: else

13: Verifica Nova Possibilidade de Retorno (destino da formiga A)

14: if Há nova possibilidade de retorno then

15: Armazena possível local de retorno para a formiga B

16: else

17: Seleciona Local de Retorno para formiga B

18: end if

19: end if

20: Atualiza lista de clientes não visitados

21: end for

22: Realiza Movimentações (atualiza roteiros) e Ajustes

23: Contabiliza tempos gastos

24: end while

25: end for

26: Realiza Busca Local

27: Atualiza Niveis de Feromônio

28: Atualiza melhor solução

29: end while
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Inicialmente, o algoritmo reconhece o problema, contabilizando os custos, atrativi-

dades e realizando o depósito inicial de feromônio, adotando o método do vizinho mais

próximo.

Entre as linhas 6 e 24, as soluções são montadas para cada conjunto de formigas

liberado. As soluções são construídas ao se escolher, a cada etapa, os clientes atendidos

pelo caminhão e, posteriormente, pelos drones. Após o algoritmo selecionar, utilizando a

Equação (3.5), o destino da formiga do tipo A (caminhão), o algoritmo define os destinos

das formigas tipo B (drones) que se encontram no caminhão (linha 11), utilizando a

Equação (3.6) considerando os clientes ainda não atendidos e que atendam aos requisitos

abaixo:

• Cliente deve ter peso da carga dentro da capacidade do drone.

• Drone é capaz (há autonomia suficiente) de visitar o cliente e retornar ao destino

recém definido do caminhão. A verificação da autonomia deve considerar o tempo

gasto no trajeto realizado pelo drone e o tempo no aguardo do caminhão, caso

ocorra.

Importante destacar que o algoritmo também considera o destino do caminhão em que

o drone se encontra como uma possibilidade de escolha da formiga B, pois há a alternativa

do drone permanecer no caminhão ao invés de decidir realizar uma entrega.

Para os drones que estão fora do caminhão, ou seja, realizando entrega, o algoritmo

avalia se o destino escolhido pelo caminhão é um possível ponto de retorno para o drone

(linha 13), caso positivo, o algoritmo armazena a informação. Se não houver novo ponto

de retorno possível, o algoritmo seleciona, dentre os já armazenados, o ponto de retorno

do drone, linha 17.

Na linha 28 a Busca Local é realizada. Na linha 29 os níveis de feromônio são atuali-

zados, realizando-se a evaporação e o depósito, conforme Equações (3.9) e (3.10). Impor-

tante ressaltar que o depósito de feromônio pelas formigas tipo B, considera apenas uma

vez o trecho realizado pelo conjunto caminhão-drone, evitando o excesso de acumulo de

feromônio quando há muitas formigas do tipo B no mesmo percurso que a formiga tipo

A (drones embarcados).

Cabe destacar a importante diferença entre este Algoritmo 5 e o Algoritmo 4, pois ao

invés de limitar o retorno do drone ao nó seguinte em que o caminhão se encontra após o

vértice de sua decolagem, conforme Figura 2, este algoritmo acumula as possibilidades de
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retorno do drone antes de realizar a escolha, aumentando as possibilidades de encontro

do drone com o caminhão.

Conforme ilustrado na Figura 30, o conjunto drone-caminhão saiu do nó X1 e seguiu

até o nó X2. Neste exemplo há apenas um caminhão e um drone. No momento ilustrado,

o algoritmo decidiu que o caminhão deve seguir ao nó V0, enquanto o drone, é direcionado

a realizar a entrega do vértice Ve. Cabe ressaltar que o algoritmo decidiu atender o nó

Ve por drone, utilizando a Equação (3.6). A ida ao nó Ve só foi permitida pois o drone

tem autonomia suficiente para ir até o nó Ve e retornar ao nó V0. O nó V0 é tido como o

primeiro nó no conjunto de possíveis nós de retorno do drone considerado. Ressalta-se que

a linha verde representa o trajeto exclusivo do drone, onde linha curva indica possibilidade

de retorno. A linha preta sólida mostra o trajeto realizado pelo caminhão com o drone

embarcado. A linha azul mostra o trajeto realizado exclusivamente pelo caminhão.

Figura 30: Saída do Drone para realizar entrega.

Após a movimentação de entrega do nó Ve pelo drone, o algoritmo continua suas

iterações. A Figura 31 ilustra o caminho realizado pelo caminhão e o acúmulo dos possíveis

vértices para retorno do drone, armazenados pelo algoritmo enquanto, a cada iteração, o

destino da formiga A era escolhido.

O algoritmo armazena os possíveis nós de retorno até que o caminhão se desloque até

um vértice em que as restrições impostas não são atendidas, como a autonomia do drone

ser insuficiente para realizar o trajeto X2 → Ve → Vk+1 ou insuficiente para esperar o

caminhão realizar o trajeto X2 → V0 → ...→ Vk−1 → Vk → Vk+1.

Figura 31: Acumulo das possibilidades de retorno.
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Assim, defini-se que os pontos do conjunto [V0,Vk] são locais possíveis de retorno do

drone. O vértice Vk+1 é um ponto no qual o drone não pode retornar ao caminhão, ou

seja, a verificação da linha 14 do algoritmo retorna falso, direcionando a ação da linha 17.

Quando o algoritmo seleciona o nó de retorno ao caminhão e realiza a movimentação,

há algumas questões a serem observadas. Considerando que o algoritmo tenha escolhido o

nó V0 como o nó de retorno, há duas possibilidades para que a realização da movimentação

e atualização do roteiro (ajuste na linha 22 do algoritmo) mantenha a solução viável:

1. Seguir pelo caminhão.

O algoritmo considera que o drone esteve no caminhão durante o percurso realizado

pelo caminhão, desde o nó de retorno até o nó Vk+1, conforme Figura 32.

Figura 32: Retorno simples do drone.

Esta opção gera soluções viáveis, mas a grande desvantagem é que o algoritmo define

o roteiro do caminhão sem considerar que o drone estava no caminhão, havendo uma

tendência do drone realizar uma menor quantidade de entregas. Há maior impacto

nas instâncias onde o drone tem maior autonomia, pois há um maior acumulo de

nós de possibilidade retorno até que o algoritmo decida o local de retorno. Com

isto, muitas entregas são realizadas pelo caminhão, subutilizando o drone.

2. Retroceder os roteiros.

A opção para que a presença do drone no caminhão seja considerada desde o seu

momento de retorno consiste em retroceder a solução já encontrada. Ou seja, o al-

goritmo retorna o roteiro do caminhão até o ponto de encontro definido, atualizando

a lista de nós não visitados com o conjunto V1,...Vk+1, conforme a Figura 33.
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Figura 33: Retorno do drone com ajuste de roteiro.

Com isto, apesar da maior demanda computacional, há uma maior tendência a

utilizar o drone para realizar as entregas durante a construção da solução, evitando

a sua sub-utilização.

O exemplo de solução gerada na Figura 34 mostra o potencial deste algoritmo, pois

não há mais limitação do nó de retorno, o que possibilitou que o drone realizasse o trecho

[21,15,3], quando a autonomia do drone é alta. Cabe ressaltar que segmentos verdes re-

presentam trajetos do drone, onde a escala de cor é utilizada para diferenciar os drones.

Linhas pretas são trajetos realizado pelo caminhão quando há pelo menos 1 drone em-

barcado e linhas azuis evidenciam o trajeto realizado pelo caminhão sem drone. Vértices

redondos mostram que o nó tem carga dentro da limitação do drone, em contrapartida,

vértices quadrados são clientes que não podem ser atendidos por drone.

Figura 34: Exemplo de solução para mFSTSP.
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4.3 Restrições e Gerenciamento de Fila

As restrições aplicadas neste algoritmo são descritas em Murray e Raj (2020), destacadas

nas considerações elencadas no item 4.1 e descritas no item 3.3, visto que o algoritmo

segue o mesmo princípio abordado anteriormente.

Importante destacar que, por permitir o uso de mais de um drone, o algoritmo deve

ser capaz de gerenciar possíveis filas no recebimento e preparo dos drones no caminhão,

quando as movimentações são realizadas. Assim, o caminhão segue o roteiro abaixo

descrito para receber e enviar os drones.

1. O caminhão chega ao cliente.

2. O motorista recebe os drones por ordem de chegada ao vértice. A cada recebimento,

o algoritmo analisa se há tempo hábil para preparar o drone e enviar ao próximo

cliente (se for o caso), antes da chegada do próximo drone.

3. Caso o tempo de espera de recebimento de um drone seja grande suficiente, o ca-

minhão realiza a entrega ao seu cliente (vértice atual do caminhão).

4. O motorista prepara e envia os drones que devem realizar entregas partindo deste

vértice.

5. O caminhão realiza a entrega ao cliente, caso esta entrega não tenha sido realizada

no momento de recebimento dos drones.

6. O caminhão segue para o próximo vértice.

A otimização dos tempos de recebimento e preparo dos drones é importante para

uma boa qualidade do resultado do modelo, visto que o tempo extra do caminhão em um

vértice pode impactar significativamente o valor da solução total.

4.4 Busca Local

A Busca Local desenvolvida para as soluções do mFSTSP apresenta grande melhora em

relação a Busca Local desenvolvida para o FSTSP (Seção 3.4), sua utilização pode ajudar

na busca de melhores soluções, ao melhorar as rotas já encontradas. O procedimento de

Busca Local atua na otimização da solução já encontrada pelo algoritmo, percorrendo o

roteiro apresentado e verificando o impacto de pequenas alterações, divididas em 3 etapas:



4.4 Busca Local 82

• Etapa 1: Verifica se algum cliente que foi atendido por caminhão pode ser atendido

por drone.

• Etapa 2: Verifica a alteração de dois pontos consecutivos no roteiro do caminhão.

• Etapa 3: Dada uma entrega realizada por drone, verifica as opções dos pontos de

partida e retorno do drone.

Assim, o algoritmo da Busca Local pode ser representado pelo Algoritmo 6.

Algoritmo 6 Busca Local para mFSTSP
Require: SolucaoViavel

1: Executa Etapa 1

2: Executa Etapa 2

3: Executa Etapa 3

4: return SolucaoModificada (se melhor que a solução de entrada)

A Etapa 1 da Busca Local verifica se a entrega que foi realizada pelo caminhão pode ser

realizada por drone, conforme um trecho típico ilustrado na Figura 35, onde o caminhão

realizou as entregas aos clientes Vi−1, Vi e Vi+1.

Figura 35: Busca Local, Etapa 1.
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Algoritmo 7 Busca Local - Etapa 1
Require: SolucaoV iavel

1: for Vi ∈ [V1,Vl−1) do

2: if Vi pode ser entregue por drone then

3: if Há drone disponível e que atenda às restrições then

4: ContabilizaCustoAlteracao

5: if Solucao é melhor que a anterior then

6: AlteraSolucao

7: end if

8: end if

9: end if

10: end for

11: return SolucaoAlterada

O algoritmo 7 realiza a busca por todo o roteiro realizado pelo caminhão, desde o

ponto V1 ou seja, o primeiro ponto após a partido do depósito, até a última entrega antes

do retorno ao depósito, onde l é a quantidade de pontos no roteiro do caminhão.

A verificação na linha 2 é responsável por garantir o atendimento da restrição de peso

máximo da carga a ser entregue ao cliente e da existência de limitação do espaço aéreo.

Na Linha 3, é verificado se algum drone esteve no caminhão durante todo o percurso

Vi−1,Vi,Vi+1 e se este drone pode realizar a entrega Vi, ou seja, se tem autonomia suficiente

para sair de Vi−1, entregar em Vi e retornar a Vi+1, além de, se necessário, esperar a chegada

do caminhão em Vi+1, saindo de Vi−1

Após todas as verificações de viabilidade da solução, o algoritmo testa a hipótese da

entrega ser realizada pelo drone e verifica a alteração da solução, conforme Figura 36.

Caso a solução seja melhor que a atual, a alteração é realizada e o próximo ponto do

roteiro do caminhão é verificado.

Figura 36: Busca Local, Etapa 1, alteração realizada.
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A segunda etapa consiste em verificar se dois pontos consecutivos do roteiro do cami-

nhão devem ter a sua ordem invertida. Diferentemente da Busca Local aplicada na Seção

3.4, este algoritmo desenvolvido permite decolagem e retorno de drones nos nós Va e Vb,

conforme a Figura 37, onde possíveis partidas e chegadas dos drones são representadas

em linhas tracejadas com a identificação dn.

Figura 37: Busca Local, Etapa 2.

A Busca Local verifica se há ganho na alteração do trecho Vi → Va → Vb → Vf

percorrido pelo caminhão para Vi → Vb → Va → Vf , sem que haja a geração de uma

solução inviável, conforme Algoritmo 8.
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Algoritmo 8 Busca Local - Etapa 2
Require: SolucaoViavel

1: for Vi ∈ [V1,Vl−3) do

2: Va ← Vi+1

3: Vb ← Vi+2

4: Vf ← Vi+3

5: Contabiliza Inversao AB para BA

6: if Inversão melhora a solução then

7: for all drone do

8: Verifica Impacto do Drone

9: if Solução não é viável then

10: Marca Solucao como Inviável, verifica próximo Vi

11: else

12: Contabiliza Valor Alteração

13: end if

14: end for

15: if Valor da Solução com Alteração do Drone é melhor then

16: Realiza Alteração da solução

17: end if

18: end if

19: end for

20: return Solucao Alterada

O algoritmo verifica todos os pontos Vi do roteiro do caminhão (linha 1), verificando

a inversão do ponto seguinte com o próximo, conforme definição de Va e Vb. Para cada

ponto Vi, é verificado se a inversão é vantajosa em termos de redução do tempo gasto pelo

caminhão no trecho. Ou seja, é verificado se a caminhão percorre o trecho Vi → Vb →
Va → Vf de forma mais rápida que realiza o trecho Vi → Va → Vb → Vf (linha 5).

Importante ressaltar que o algoritmo realiza a verificação dos drones que partem e

retornam aos nós Va e Vb, pois é necessário verificar se as alterações da ordem dos pontos

entregues por caminhão demandam maior autonomia do drone, passo previsto na linha 8.

Alguns casos podem ser observados na Figura 37, como o drone d4, que realiza o

pouso em Va. Com a inversão dos pontos Va e Vb, é necessário verificar se o drone d4

pode manter seu encontro com o caminhão neste vértice, pois o tempo total realizado

pelo caminhão até Va será maior após esta inversão. Caso não seja possível, o algoritmo
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verifica se o drone pode retornar em Vb, caso negativo, a inversão do trecho Va e Vb é

descartada (linha 10).

Já o drone d2, que parte de Va, não é, a princípio, impactado quanto a restrição de

autonomia, pois o tempo total gasto pelo caminhão após o Va fica menor com a inversão,

visto que a passagem pelo vértice Vb é realizada antes, conforme Figura 38. Há o mesmo

princípio com o drone d3, pois há uma redução do tempo gasto pelo caminhão até sua

chegada em Vb.

A ilustração do drone d1 mostra que, neste caso, há uma combinação de verificações,

visto que o drone parte de Va, realiza a entrega e retorna em Vb. Com isto, a Busca Local

realiza a verificação de inverter os nós de partida e retorno do d1, ação necessária para

manter a viabilidade da solução, conforme Figura 38.

Importante destacar que os exemplos d1, d2, d3 e d4 não são as únicas possibilida-

des, pois suas combinações podem ocorrer, necessitando que a Busca Local garanta a

viabilidade da solução após a inversão do trecho Va-Vb.

Figura 38: Busca Local, Etapa 2, alteração realizada.

Após o algoritmo realizar as modificações necessárias nos roteiros dos drones, é ne-

cessário verificar o valor da solução final, visto que podem ocorrer filas de preparo ou

recebimento do drone, assim como tempos de espera. Este passo é realizado na linha 15,

alterando a solução na linha 16, caso a solução encontrada seja melhor do que a atual.

A Etapa 3 da Busca Local verifica os locais de partida e retorno dos drones, procurando

e testando a alteração desses nós, conforme Algoritmo 9, onde Vi é definido como a entrega

i do drone avaliado. A Figura 39 mostra o ponto de entrega Vi, onde o drone partiu de

Pi e retornou no ponto Ri.
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Figura 39: Busca Local, Etapa 3.

O algoritmo realiza a busca pelo melhor ponto de partida e retorno para todas as

entregas realizadas por cada drone. Assim, a linha 1 executa o procedimento para cada

drone.

Algoritmo 9 Busca Local - Etapa 3
Require: SolucaoViavel

1: for all drone do

2: for all Nós Entregues do

3: Identifica Inicio e Fim do invervalo de procura

4: Vini ← Ri−1 ou V0

5: Vfim ← Pi+1 ou V0

6: for k ← [Vini,Vfim) do

7: for j ← [Vk+1,Vfim] do

8: Verifica Solução com o drone saindo de Vk e retornando em Vj

9: if Valor da solução é melhor e viável then

10: GuardaSolução

11: end if

12: end for

13: end for

14: Realiza a Melhor Alteração

15: end for

16: end for

17: return SolucaoAlterada

A busca verifica a combinação de todos pontos no intervalo compreendido entre o

ponto de retorno da entrega anterior (se não houver, o depósito é considerado) até o

ponto de partida da entrega seguinte (se não houver, o depósito é considerado), conforme

bloco entre as linhas 3 e 13. A Figura 40 exibe a procura dada a hipótese de partida do

nó Ri−1. A Figura 41 mostra as opções de retorno na consideração da partida do nó Pi.
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Figura 40: Busca Local, Etapa 3, possibilidades Ri−1.

Figura 41: Busca Local, Etapa 3, possibilidades Pi.

Assim, após o algoritmo verificar a melhor combinação de nó de partida e retorno para

a determinada entrega do drone, o algoritmo realiza a modificação e incia a verificação da

próxima entrega. Após verificar ( e alterar se vantajoso) todas as entregas do drone em

questão, o algoritmo verifica o drone seguinte.

4.5 Experimentos Computacionais

O algoritmo proposto foi testado e comparado com os resultados obtidos em Murray e

Raj (2020). O testes foram realizados em um computador com Windows 10, processador

Ryzen 5 2600 de 3.4GHz e 16 GB de memória RAM.

4.5.1 Instâncias

Em Murray e Raj (2020) são apresentadas as instâncias de testes, sendo 20 problemas

únicos que definem locais nas cidade de Buffalo e Seattle, onde a primeira é considerada

uma cidade pequena e a segunda uma cidade grande. Os autores apresentam 10 problemas

(local dos clientes) para cada cidade, combinados com 5 níveis de clientes, a saber: [8,

10, 25, 50 e 100]. Dentre os problemas gerados, em metade o depósito foi localizado

centralizado aos clientes e na outra metade, o depósito foi posicionado na periferia.

Ainda, os autores consideram o uso de um caminhão combinado com o uso de 1, 2, 3

e 4 drones, junto com a definição do UAV type: (i) low speed e low range (ii) high speed
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e low range (iii) low speed e high range (iv) high speed e high range. Cerca de 85% dos

clientes podem ser atendidos pelo drone, que foram considerados homogêneos, mesmo que

a formulação do problema permita que não sejam.

Com isto, são totalizados 1600 casos de testes. O tempo de viagem do caminhão entre

os locais de entrega foram gerados via pgRouting com informação do OpenStreetMap.

O tempo de viagem realizado pelo drone é calculado utilizando a métrica da distância

euclidiana entre os vértices.

Os tempos de preparo, recebimento e de serviço dos drones foram estabelecidos como:

• Tempo de preparo: 60 segundos

• Tempo de serviço (entrega): 60 segundos

• Tempo de recebimento (pelo caminhão): 30 segundos

• O limite de carga do drone foi definido como 2.27 kg (5lbs).

• O tempo de serviço (entrega) do caminhão foi definido igual a 30 segundos.

• Autonomia considerada fixa, independente da carga transportada.

Dentre as possibilidades das instâncias apresentadas pelos autores em Murray e Raj

(2020), foram selecionados dois problemas para cada cidade e para cada quantidade de

clientes [10, 25, 50, 100]. Assim, cada problema selecionado considerou a posição diferente

do depósito, conforme Tabela 13, onde a coluna ProblemName indica o problema original

adotado pelos autores, numCust indica o número de clientes, city informa a cidade con-

siderada, numCust5milesDepot exibe a quantidade de clientes há 5 milhas ou menos do

depósito e numCust10milesDepot exibe a quantidade de clientes afastados até 10 milhas

do depósito.

Os problemas relacionados foram combinados com o uso de um caminhão e 1, 2 3 e 4

drones. Cada tipo de drone (UAV Type: 101, 102, 103 e 104 ) também foi considerado,

conforme Tabela 14. A combinação dessas definições resulta em 256 instâncias para testes.

O código fonte disponibilizado pelos autores Murray e Raj (2020) foi executado para todas

as instâncias, definindo-se o valor retornado como o Best Known Solution (bks). O tempo

de processamento foi observado para comparação com o algoritmo proposto.
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Tabela 13: Problemas Selecionados

ID base ProblemName numCust city numCust
5milesDepot

numCust
10milesDepot

1 20170608T122024823843 10 buffalo 10 10
2 20170608T131310834813 10 buffalo 10 10
3 20170608T121651164057 10 seattle 8 10
4 20170608T121807019623 10 seattle 1 8
5 20170606T123216270309 25 buffalo 18 25
6 20170606T123411109972 25 buffalo 7 22
7 20170606T113038113409 25 seattle 6 25
8 20170606T113651352937 25 seattle 4 9
9 20170606T123513473544 50 buffalo 42 50
10 20170606T123921635977 50 buffalo 27 50
11 20170606T114145593946 50 seattle 21 47
12 20170606T114840930461 50 seattle 8 23
13 20170606T123954019627 100 buffalo 77 100
14 20170606T124638691350 100 buffalo 30 90
15 20170606T115823934453 100 seattle 32 100
16 20170606T122653532986 100 seattle 12 43

Tabela 14: UAV Type

UAV
Type

Categoria Velocidade (m/s) Altitude de
Cruzeiro (m)

Endurance Fixa
(segundos)Velocidade Endurance Decolagem Cruzeiro Pouso

101 Alta Muito Baixa 15.6 31,3 7.8 50 350
102 Alta Alta 15.6 31.3 7.8 50 700
103 Baixa Alta 7.8 15.6 3.9 50 700
104 Baixa Muito Alta 7.8 15.6 3.9 50 1400

4.5.2 Análise dos Valores dos Parâmetros

A análise realizada no capítulo 3 pode ser considerada na definição e análise dos parâ-

metros deste experimento computacional, visto que o algoritmo utiliza o mesmo método

base. Sendo assim, neste item, foi realizada uma análise complementar, não realizada no

estudo anterior, pois a variação nos valores de α e β foi estudada considerando o mesmo

parâmetro para a formiga A e para a formiga B. Porém, visto que as formigas são sub-

metidas a diferentes restrições e custos, é interessante estudar a possibilidade de que a

importância dada ao feromônio e a informação heurística possa ser diferente para cada

tipo de formiga, ou seja, os valores αA, βA, αB e βB devem representar a importância do

feromônio e da atratividade, respectivamente, para as formigas do Tipo A e Tipo B.

É evidente que quanto maior a quantidade de parâmetros utilizados, maior o custo
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computacional para uma boa calibração. Apenas 5 valores de teste para α e β, retornam

25 combinações para testes quando αA = αB e βA = βB. Em contrapartida, se conside-

rarmos valores diferentes por tipo de formiga, temos 625 combinações para teste. Tais

combinações são expressivamente elevadas ao considerarmos os 4 tipos de drone, pois

espera-se que as características do drone alterem os valores ótimos destes parâmetros,

além da quantidade de drones [1, 2, 3, 4]. Ou seja, para cada problema, temos 10.000

testes a serem realizados.

A Tabela 15 mostra o impacto do uso de valores diferentes de α e β por tipo de

formiga para o problema 20170606T113038113409 com UAV Type 101 e a quantidade de

drones Dn de 1 a 4. Foram testados os intervalos [0.1, 0.3, 0.5, 0.8, 1.0, 1.5, 2.0] para os

valores de α e [0.8, 1.0, 1.5, 2.0, 4.0, 5.0, 6.0] para os valores de β.

As quatro últimas colunas indicam o melhor valor de αA, αB, βA, βB obtido, em contra-

partida, a segunda e terceira coluna, indicam os melhores valores deste parâmetro quando

a restrição de igualdade é definida.

Tabela 15: Estudo complementar de α e β
Dn αA = αB βA = βB ∆A̸=B αA αB βA βB

1 0.8 6.0 2.2% 1.0 0.5 6.0 1.0
2 1.0 4.0 5.2% 0.8 0.8 6.0 0.8
3 0.8 4.0 2.5% 1.0 0.5 6.0 0.8
4 1.0 4.0 3.6% 1.0 0.5 6.0 1.0

Observa-se que os valores de α e β que apresentaram melhor resultado não foram

significativamente diferentes quando se alterou a quantidade de drones na instância (Dn).

A coluna ∆A ̸=B mostra o aumento percentual da média dos valores dos testes realizados

para αA ̸= αB e βA ̸= βB em relação à média dos valores obtidos quando αA = αB e

βA = βB, mostrando que há certa variação nos resultados, indicando assim, que os valores

de α e β devem ser diferentes para o caminhão e o drone, o que exige um maior esforço

computacional para uma boa calibração. Tal esforço pode ser reduzido com a utilização

da calibração automática desenvolvida anteriormente, pois é possível reduzir o custo da

análise ao se reduzir a quantidade de conjuntos de formigas e ao se limitar o tempo de

execução, mantendo bons resultados para fins de calibração.
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4.5.3 Resultados

O método de calibração automática foi utilizado para definir os valores de αA, αB, βA

e βB, representando a importância do feromônio e da informação heurística considerada

pelo algoritmo. O índice A representa o parâmetro do caminhão assim como o índice B

indica o parâmetro relativo ao drone. Os intervalos utilizados para o método de calibração

automática foram:

• Quantidade de formigas (N): 10% da quantidade de vértices da instância (V ).

• Decaimento de feromônio (ρ): [0.10]

• Importância do feromônio (αA): [0.8, 1.0, 2.0]

• Importância do feromônio (αB): [0.5, 0.8, 1.0]

• Importância da informação heurística (βA): [4.0, 6.0, 8.0, 9.0]

• Importância da informação heurística (βB): [0.8, 1.0, 2.0, 4.0]

• Atualização de feromônio: realizada apenas pela melhor formiga, δ = 0 e w = 1.

• Busca Local: executada a cada melhora na solução (Busca Local 3).

• Critério de parada: limite de 80 iterações, 15 iterações sem melhora na solução

ou tempo máximo de processamento igual a 25 segundos.

A quantidade de valores nos intervalos de α e β aumentam significativamente o tempo

de processamento do procedimento de calibração, visto que a quantidade de testes são

elevados à quarta potência, se considerados somente estes parâmetros. Assim, optou-se

por, inicialmente, utilizar o intervalo reduzido conforme descrito acima e realizar um teste

adicional com novos valores de βA e βB, dados os melhores valores de αA e αB observados.

Os intervalos adicionais foram:

• (βA): [0.5, 1.0, 2.0, 3.0, 5.0, 7.0, 10.0, 11.0, 12.0, 13.0, 14.0, 15.0, 16.0, 18.0, 20.0]

• (βB): [0.5, 1.5, 3.0, 5.0, 6.0, 7.0, 8.0, 9.0, 10.0, 12.0, 14.0]

O algoritmo proposto foi testado utilizando as instâncias descritas no item 4.5.1. O

critério de parada adotado foi o total de 120 iterações ou 25 iterações consecutivas sem
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melhora da solução. O tempo de processamento foi limitado apenas para as maiores

instâncias: 200s para V = 50 e 476s para V = 100, valores referentes a média do tempo

de processamento do bks para instâncias de 50 e 100 vértices, respectivamente. Foram

realizados 30 testes para cada instância, considerando os parâmetros abaixo relacionados.

• Quantidade de formigas (N): 50% da quantidade de clientes da instância (V ).

• Decaimento de feromônio (ρ): [0.10]

• αA,αB,βA,βB: valores identificado na calibração automática, para cada instância.

• Atualização de feromônio: realizada apenas pela melhor formiga, δ = 0 e w = 1.

• Busca Local: executada a cada 10 iterações (Busca Local 2).

Os valores de η0 e Q, que definem os valores da atratividade e o depósito inicial de

feromônio, conforme equações (3.1), (3.2), (3.3) e (3.4), foram definidos independente-

mente para cada tipo de formiga, a fim de ajustar os valores de atratividade e os valores

iniciais de feromônio para valores próximos, evitando assim, o direcionamento da escolha

do algoritmo no início de sua execução, de acordo com as Equações (3.5) e (3.6). Os

valores foram definidos como η0 = 100 e Q = 1000. Os resultados obtidos para todas as

instâncias estão disponíveis no Apêndice A.

O melhor valor obtido em cada instâncias foi comparado ao respectivo bks utilizando

a Equação (4.1), definindo assim o valor de ∆bks, que representa a diferença percentual

do valor apresentado em relação ao bks , valores negativos indicam um decréscimo, ou seja,

o valor encontrado pelo algoritmo foi menor que o bks .

∆bks =
S − bks

bks
(4.1)

A Tabela 16 exibe as métricas para a variável ∆bks. O valores de tbks e t̄ indicam,

respectivamente, os valores médios dos tempos de processamento para o bks e para o

algoritmo testado. Dentre todas as instâncias, o menor valor encontrado foi 15,3% menor

que o bks . A média do ∆bks é de 2,4%, indicando que, de forma geral, o algoritmo

encontrou boas soluções. O maior valor encontrado foi 19,0% maior que o bks , ocorrendo

no problema de 100 clientes, 20170606T122653532986, UAV Type 103 e 3 drones. O tempo

de processamento médio apresentado é menor que o tempo de processamento apresentado

pelo algoritmo que gerou o resultado bks .
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Tabela 16: Métricas dos Resultados Obtidos
métrica valor

Mínimo de ∆bks -15.3%
Média de ∆bks 2.4%

Máximo de ∆bks 19.2%
t̄bks 144
t̄ 107

A Tabela 17 apresenta os 5 melhores resultados obtidos para [10, 25, 50, 100] quan-

tidade de clientes (V ), ordenados em ordem crescente por ∆bks. Os valores de α e β

selecionados pelo método de calibração automática estão representados nas colunas de

mesmo nome, onde os índices A e B indicam o caminhão e o drone, respectivamente. A

coluna bks exibe o melhor valor conhecido, S representa o melhor valor obtido pelo algo-

ritmo e S̄ a média do resultados nos testes realizados. Os valores de ∆Smax representam

o acréscimo do valor máximo obtido pelo algoritmo em relação a S.

Tabela 17: Melhores resultados pela quantidade de clientes

problema UAV Dn V αA αB βA βB bks S ∆bks ∆Smax S̄ tbks t̄

...834813 104 2 10 2.0 10.0 6.0 0.8 1388 1176 -15% 13% 1250 0.0 0.6

...834813 103 2 10 2.0 10.0 9.0 4.0 1388 1176 -15% 13% 1297 0.0 0.5

...019623 104 4 10 2.0 10.0 0.5 9.0 4176 3616 -13% 10% 3814 0.0 0.4

...834813 103 1 10 2.0 10.0 8.0 1.0 1457 1277 -12% 9% 1317 0.0 0.3

...834813 104 1 10 2.0 10.0 6.0 0.8 1457 1277 -12% 5% 1298 0.0 0.2

...113409 102 4 25 2.0 10.0 9.0 0.8 7307 6835 -6% 6% 7036 3.0 6.0

...270309 103 4 25 2.0 10.0 8.0 0.8 6133 5752 -6% 15% 6276 8.0 9.6

...113409 104 1 25 2.0 10.0 8.0 2.0 8702 8180 -6% 11% 8443 1.0 2.9

...109972 104 1 25 2.0 10.0 20.0 0.8 6342 5969 -6% 10% 6206 2.0 4.3

...352937 102 1 25 2.0 10.0 8.0 0.8 8738 8265 -5% 9% 8592 1.0 4.4

...930461 104 1 50 2.0 10.0 9.0 2.0 13909 13383 -4% 15% 14114 10.0 44.1

...635977 104 2 50 2.0 10.0 15.0 4.0 9575 9214 -4% 10% 9629 37.0 67.0

...635977 101 3 50 2.0 10.0 9.0 2.0 9578 9314 -3% 7% 9645 31.0 40.5

...635977 101 4 50 2.0 10.0 16.0 0.8 9578 9406 -2% 8% 9799 53.0 58.9

...593946 102 4 50 2.0 10.0 9.0 0.8 11669 11464 -2% 8% 12006 95.0 51.4

...532986 101 2 100 2.0 10.0 16.0 0.5 21816 21449 -2% 2% 21689 93.0 309.0

...691350 101 3 100 2.0 10.0 16.0 4.0 15301 15131 -1% 6% 15557 322.0 360.9

...532986 101 3 100 2.0 10.0 14.0 0.8 21816 21612 -1% 8% 22463 245.0 287.2

...019627 101 4 100 2.0 10.0 13.0 1.0 14927 14874 0% 9% 15635 401.0 364.7

...019627 104 1 100 2.0 10.0 11.0 6.0 15492 15559 0% 6% 16255 401.0 312.3

Pode-se observar que o algoritmo apresentou uma crescente no tempo de processa-

mento em relação à quantidade de clientes na instância, apresentando um melhor tempo

de processamento que o bks em instâncias maiores.

Os resultados mostram que o algoritmo conseguiu bons valores em todas as quantidade

de clientes, mas há um decréscimo na performance do algoritmo com o aumento de V .
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Em instâncias com poucos vértices, o algoritmo apresentou excelentes resultados, visto os

baixos valores na coluna ∆bks. A Figura 42 mostra o melhor resultado dentre as instâncias

com V = 100, enquanto a Figura 43 mostra o resultado para a instância de 25 clientes que

apresentou melhora de 5% em relação ao ótimo conhecido. Os pontos circulares em azul

escuro indicam os clientes onde a carga está dentro da capacidade dos drones, ao contrário

dos vértices quadrados em azul claro, que indicam locais onde o drones não conseguem

realizar a entrega. Os trechos pontilhados em verde indicam o trajeto de voo realizado

pelos drones, foram adotadas tonalidades diferentes para cada drone. Os trechos em

azul indicam o trajeto realizado apenas pelo caminhão e os trechos em preto mostram os

trajetos realizados pelo caminhão com pelo menos 1 drone embarcado. Pode-se observar

que o algoritmo, para estas instâncias, apresentou um ótimo resultado, mas a alteração

do ∆bks no aumento de V indica que o algoritmo perde sua eficiência quanto maior a

quantidade de clientes.

Figura 42: Resultado para 20170606T122653532986, UAV Type 101 e 2 drones.



4.5 Experimentos Computacionais 96

Figura 43: Resultado para 20170606T113651352937, UAV Type 102 e 1 drone.

Os gráficos apresentados na Figura 44 contabilizam a ocorrência dos valores de ∆bks

separando as instâncias pela sua quantidade de clientes. Em valores baixos e médios de

V , o algoritmo apresenta bons resultados, visto a alta incidência nas faixas de menor

valor. Porém, pode-se observar a maior frequência nas maiores faixas de ∆bks com o

aumento de V . Importante ressaltar que não foram observadas alterações significativas

nas métricas para a variável ∆bks na variação do tipo de drone, localização do depósito,

cidade ou número de drones.
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Figura 44: Distribuição do valor encontrado pelo bks .

Pode ser observado que para V = 10 e V = 25, há pouca incidência de valores 4%

acima do bks . Nas instâncias com V = 50, há uma maior incidência de valores altos de

∆bks, mas a média apresentada é de 4%, com grande incidência de valores menores que

5%. Já para V = 100, o algoritmo chega a valores próximos do bks , visto a quantidade

de ocorrências para ∆bks ≤ 9%, mas apresenta maior variação, visto a maior incidência

(e única) de ∆bks = 19%. É perceptível que quanto maior a quantidade de clientes na

instância, maior a ocorrência de ∆bks em faixas mais elevadas, mas em termos de valores

médios, mesmo que por V , o algoritmo ainda obteve bons resultados, conforme descrito

na Tabela 18, onde a coluna ∆bks indica a média do ∆bks, a coluna ∆bks ≤ 0% indica

a quantidade de instâncias com resultados iguais ou melhores que o bks e as colunas

∆bks ≤ 5% e ∆bks > 5% contabilizam, respectivamente, a incidência de instâncias com

∆bks menor ou igual e maior que 5%. Pode-se observar que há uma alta ocorrência abaixo

da tolerância de 5%, mostrando que apesar do algoritmo não encontrar muitos resultados

melhores que o bks , conseguiu encontrar resultados próximos ao valor de referência.

O resultado obtido pelo algoritmo para o problema 20170606T113651352937, UAV

Type 104 e 3 drones é ilustrado na Figura 45, o diagrama apresentado é visualmente

bom, pois não existe sobreposição da rota do caminhão (segmentos pretos e azuis) e os

drones se comportam de maneira adequada, com elevado número de entregas. Porém,

esta instância apresentou um resultado 6% maior que o bks.



4.5 Experimentos Computacionais 98

Tabela 18: Incidência dos resultados das Instâncias por V .
V ∆bks ≤ 0% ∆bks ∆bks ≤ 5% ∆bks > 5%

10 50 -2.7% 59 5
25 36 0.6% 57 7
50 14 4.3% 37 27
100 7 7.3% 25 39

O mesmo acontece para a instância que ocorreu o pior resultado, cuja solução pode ser

observada na Figura 46. Apesar do resultado apresentado não se mostrar excessivamente

ruim, o valor do tempo total para a realização das entregas é 19% pior que a melhor solução

conhecida. Podemos assim concluir que o método que gerou os resultados definidos como

bks é de grande eficácia e eficiência.

Figura 45: Resultado para 20170606T113651352937, UAV Type 104 e 3 drones.
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Figura 46: Resultado para 20170606T122653532986, UAV Type 103 e 3 drones.

A Tabela 19 mostra que a média do tempo de processamento do algoritmo testado é

menor que a média do tempo de processamento para o bks , inclusive quando se considera

a variação pela quantidade de clientes na instância, indicando que o algoritmo proposto

é competitivo.

Tabela 19: Tempo de processameto por V
V t̄ tbks

10 0.45 0.03
25 5.56 2.70
50 47.49 95.66
100 372.97 476.08

Ao verificar os resultados do ponto de vista do comportamento do sistema de entregas,

pode-se destacar que, dado um mesmo problema (ou seja, uma mesma distribuição de

clientes) e uma mesma quantidade de drones, observou-se que UAV Type 102 retorna o

menor tempo total para realizar todas as entregas e, em uma menor frequência, UAV

Type 104, indicando que uma maior autonomia do veículo aéreo resulta em um melhor

uso do combinado de drones e caminhão. Apesar dos piores valores acontecerem para

V = 100, ainda observa-se o mesmo padrão nas soluções destas instâncias. O mesmo
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comportamento é observado para os resultados do bks, mostrando uma aderência dos

resultados obtidos com o bks.

Dado um mesmo problema e apenas um UAV Type, foi avaliada a quantidade de

drones que resultou no menor tempo total, gerando os gráficos da Figura 47, que exibem

a frequência da melhor quantidade de drones para as instâncias consideradas. Ou seja,

pode-se observar que para o UAV Type = 101, a utilização de 1 drone resultou no melhor

tempo total em 6 instâncias e o uso de 1 drone não foi a melhor opção em nenhuma

instância para o UAV Type 104.

Figura 47: Incidência da melhor quantidade de drones.

A baixa autonomia associada ao UAV Type 101 não permite que os drones atendam

muitos clientes, ou seja, há certa subutilização dos drones, ocorrendo poucos casos em

que a utilização de 4 drones foi melhor que a utilização de um menor número de drones.

Em contrapartida, o UAV Type 104, dado sua altíssima autonomia, permite a melhor

utilização de 4 drones.

O mesmo impacto da alteração de autonomia pode ser vista na comparação dos grá-

ficos de UAV Type 101 e 102, evidenciando que, para uma mesma velocidade, a maior

autonomia tende a permitir que os drones alcancem mais clientes de forma vantajosa. Os

drones de UAV Type 102 tem uma velocidade alta com uma boa autonomia, permitindo
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o uso de um número maior de aeronaves.

O drone de UAV Type 103 tem maior autonomia que o UAV Type 101 ao custo de

menor velocidade, tendendo a aumentar o tempo de espera do caminhão pelos drones,

além de possíveis formações de filas, assim, tende a não ser vantajoso o uso de 4 drones.

Vale ressaltar que o drone de UAV Type 104 tem menor velocidade mas tem uma altíssima

autonomia permitindo ao drone alcançar muitos mais clientes.

Importante destacar que o uso excessivo de drones pode impactar a fila para o re-

cebimento e preparo das mercadorias, aumentando demasiadamente o tempo de entrega

total.

4.6 Conclusões

Os resultados obtidos demonstram excelentes valores em comparação ao bks para instân-

cias de 25 vértices ou menos. Já em instâncias intermediárias, o algoritmo apresentou

bons resultados. Em instâncias de 100 vértices, os resultados foram satisfatórios, visto

que o algoritmo conseguiu se aproximar do bks , cujos valores são considerados muito

bons. Pode-se concluir que o uso combinado do método de aprendizado de máquina e de

otimização é uma boa alternativa para resolver o problema The Multiple Flying Sidekick

Traveling Salesman Problem (mFSTSP), do ponto de vista do resultado obtido, do tempo

de processamento e da sua capacidade em se adapatar às diversas restrições.

Os resultados com valores acima do esperado podem estar relacionados ao gerencia-

mento de filas, que foi desenvolvido de forma a otimizar o vértice considerado, mas não

realiza otimização de forma ampla, considerando os impactos nos outros vértices, pois,

apesar dos tempos de preparo e recebimento dos drones e do tempo de serviço serem

relativamente pequenos, ao se considerar 100 entregas, o valor total pode ser significativo.

Outras considerações podem ser feitas a fim de otimizar o gerenciamento de fila e

a distribuição das entregas dos drones, como considerar que o motorista pode enviar

o drone que esta embarcado no caminhão antes de receber os outros, permutando os

roteiros de entrega. Ou seja, considerando que o drone D1 chega ao nó e depois decola

para realizar outra entrega, de acordo com o escolhido pelo algoritmo durante o sorteio,

pode-se verificar se já há um drone no caminhão apto a realizar esta entrega, não sendo

necessário esperar o recebimento do drone D1. Essas considerações devem ser estudadas

e avaliadas, visto que podem impactar significativamente as restrições do problema, como

a avaliação da autonomia do drone. Um busca local mais robusta, ou seja, que procure
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em uma vizinhança mais extensa pode aumentar significativamente o resultado obtido,

ao custo do aumento de processamento necessário.

Em suma, os resultados obtidos são notáveis, destacando a qualidade e eficácia do

algoritmo, demonstrando que ele é capaz de superar as expectativas, pois mesmo que

o aumento de 19% em relação ao bks ocorrido em apenas uma instância possa parecer

modesto à primeira vista, é importante destacar que a eficácia do algoritmo não deve ser

avaliada apenas pelo valor absoluto de sua melhoria em relação ao melhor valor conhecido,

mas também pela sua aplicabilidade em diversos contextos e sua capacidade de fornecer

soluções viáveis dentro de cenários próximos da realidade.



5 Frota Heterogênea

Um problema que representa um sistema de entregas mais próximos do real deve con-

siderar que os veículos utilizados são diferentes entre si, ou seja, possuem especificações

de velocidade, capacidade de carga, tempo e autonomia diferentes. Tais especificações

dos drones podem alterar significativamente o valor da solução, ou seja, o valor total

necessário para a frota híbrida realizar todas as entregas.

As colunas do gráfico da Figura 48 contabilizam a porcentagem de instâncias que

melhoraram seus resultados quando o UAV Type para uma frota homogênea é alterado,

dentre as diversas possibilidades apresentadas na Tabela 14. Como exemplo, pode-se

observar a coluna em azul escuro que contabiliza que 84% das instâncias obtém melhor

resultado do tempo necessário para realizar todas as entregas quando o UAV Type altera

de 101 para 102, ou seja, quando a autonomia (A) aumenta e a velocidade (C) se mantém

a 31.3m/s. Esta melhora também pode ser observada na alteração do UAV Type 103 para

104 (coluna azul claro), onde a autonomia é aumentada, mas se mantém a velocidade de

15.6m/s. O comportamento deste gráfico também foi observado quando há segmentação

pela quantidade de drones ou de vértices nas instâncias.

Figura 48: Impactos da alteração do UAV Type.

A redução de velocidade na alteração do UAV Type 101 para 103, com respectivo
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aumento na autonomia não obteve bons resultados. Porém, a alteração do UAV Type

de 101 para 104 obteve um impacto significativo, pois a nova autonomia considerada é

o dobro da autonomia do UAV Type 101. O aumento da velocidade com a manutenção

da autonomia resulta em uma expressiva melhora nos tempos obtidos, como pode ser

inferido na coluna em rosa, que mostra o impacto da alteração do UAV Type 103 para 102.

Importante ressaltar que a autonomia deve ter um valor adequado para que o aumento da

velocidade do drone seja impactante, pois o drone deve ser capaz de alcançar os clientes

mais distantes. Quando o drone já possui uma autonomia que consegue atender muitos

clientes, não é interessante realizar a redução da velocidade para aumentar ainda mais a

autonomia, visto a baixa frequência dada a modificação do UAV Type 102 para 104.

O efeito das alterações das especificações dos drones pode ser exemplificado no pro-

blema de V = 25 clientes e 1 drone, onde as soluções apresentadas pelo algoritmo são

ilustradas na Figura 49, C e A indicam, respectivamente, a velocidade e a autonomia

consideradas do drone, de acordo com as diversas configurações possíveis do UAV Type.
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Figura 49: Resultados para 20170606T123411109972 e 1 drone.

Apesar de, intuitivamente, o benefício do uso do drone ser relacionado com a entrega

rápida devido à sua maior velocidade e seu percurso reduzido, visto que não precisa seguir

trajetos definidos como rodovias, o drone necessita ter uma autonomia adequada, como

pode ser observado no resultado para o UAV Type 101, que apesar de apresentar um

maior valor de velocidade, o tempo total obtido foi ruim, pois apresenta baixa autonomia,

limitando as entregas do drone. O UAV Type 102, que define uma velocidade alta e uma

boa autonomia, foi a configuração que apresentou melhor resultado.

Na ilustração para UAV Type 103, observa-se que, devido sua boa autonomia, o drone

tende a fazer trajetos mais longos, porém, sua baixa velocidade impacta o tempo de

espera do caminhão, não resultando em uma boa solução. Entretanto, a alta autonomia

do drone, presente no UAV Type 104, permite a realização de viagens bem mais longas,

possibilitando que o caminhão realize muitas entregas até que receba o drone, obtendo

um valor de solução melhor que o UAV Type 103.
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As ilustrações apresentadas indicam que o drone deve ser responsável por entregas

em locais mais afastados, evitando assim o deslocamento mais demorado do caminhão,

porém, os trechos de viagens mais curtas dos drones também são importantes, visto que

reduzem a quantidade total de entregas do caminhão.

Pode-se concluir que os resultados mostram que pode ser interessante a utilização

de uma frota heterogênea, onde os drones com maior autonomia podem realizar as en-

tregas longas e os drones de menor autonomia e de maior velocidade ficam responsáveis

pelos trajetos mais curtos. Visto que o algoritmo proposto conseguiu boas respostas para

uma frota homogênea de drones, neste capítulo, será estudado o uso combinado de dro-

nes com diferentes autonomias e velocidades, verificando o impacto dessas variáveis no

comportamento do sistema e no valor total do tempo necessário para realizar todas as

entregas.

5.1 Experimentos Computacionais

Os experimentos computacionais foram realizados em um computador com Windows 10,

processador Ryzen 5 2600 de 3.4GHz e 16 GB de memória RAM.

5.1.1 Instâncias

As instâncias utilizadas consideram os 16 problemas listados na Tabela 13 e o uso de um

caminhão em conjunto com 2 drones, combinando os diferentes UAV Type presentes na

Tabela 14.

A combinação dos 4 UAV Types possíveis gera 6 possibilidades, que são identificadas

pela nomenclatura na coluna "combinação UAV Type"da Tabela 20, indicando o UAV

Type adotado para cada drone. Pode-se observar que há a possibilidade de se usar dois

drones com a mesma autonomia, com a mesma velocidade ou com ambas características

com valores diferentes, possibilitando o estudo dos três cenários descritos.

Tabela 20: Possíveis cenários de frota heterogênea
Cenário Combinação

UAV Type Drone 1 Drone 2 Autonomias Velocidades

Velocidade heterogênea 103+102 103 102 Iguais (média) Diferentes (baixa e alta)

Autonomia heterogênea 101+102 101 102 Diferentes (baixa e média) Iguais (alta)
103+104 103 104 Diferentes (média e elevada) Iguais (baixa)

Velocidade e Autonomia
heterogêneas

101+103 101 103 Diferentes (baixa e média) Diferentes (alta e baixa)
101+104 101 104 Diferentes (baixa e elevada) Diferentes (alta e baixa)
102+104 102 104 Diferentes (média e elevada) Diferentes (alta e baixa)
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Velocidade heterogênea: Neste cenário é considerado a utilização de um drone

do tipo 103 e outro do tipo 102, possuindo a mesma autonomia, com valor considerado

médio, mas velocidades diferentes, onde o primeiro drone tem uma baixa velocidade e o

segundo é mais rápido.

Autonomia heterogênea: Nestes cenários são exploradas as combinações onde os

drones possuem mesma velocidade mas autonomias diferentes. Destacam-se as combina-

ções 101+102 e 103+104, onde a primeira define a velocidade em comum aos drones com

um valor maior do que a velocidade da segunda combinação.

Velocidade e Autonomia heterogêneas: Nestes cenários, são consideradas as

combinações que utilizam drones com as especificações de velocidades e autonomias dis-

tintas. A combinação 101+103 utiliza de drones com baixa e média autonomia, já a

combinação 101+104 introduz o segundo drone com o valor mais alto de autonomia. Por

sua vez, a combinação 102+104 possui um drone com um valor médio de autonomia

e outro com autonomia elevada. Todas as combinações utilizam o primeiro drone com

velocidade alta e segundo com a velocidade mais baixa.

Os resultados obtidos são comparados com os resultados obtidos para uma frota ho-

mogênea, ou seja, todos os drones configurados para um mesmo UAV Type.

5.1.2 Parâmetros

Os valores dos parâmetro relacionados aos drones, como αB e βB, consideraram os valores

obtidos nas análises de sensibilidade para a frota homogênea, ou seja, cada formiga B

do conjunto de formigas liberado tem o seu próprio valor de α e β de acordo com o

seu UAV Type pois, como cada formiga (drone) tem o seu próprio valor de velocidade

e autonomia, é natural que as importâncias dadas ao feromônio e a atratividade (custo)

sejam diferentes.

5.1.3 Resultados

Os resultados encontrados indicam que a modificação de um único drone melhora signi-

ficativamente os resultados em relação a uma frota homogênea de UAV Type 101 e 103,

como mostrado no gráfico da Figura 50. Neste gráfico, as colunas representam a quanti-

dade de casos em que o desempenho foi superior ao da frota homogênea e as cores indicam

o tipo de drone que serviu como referência para cada coluna. É evidente que, independen-

temente da combinação realizada, os resultados obtidos com a frota heterogênea foram



5.1 Experimentos Computacionais 108

consistentemente superiores aos valores obtidos com a frota composta exclusivamente por

drones 101 ou 103, conforme indicado pelas colunas de cor azul claro e laranja, respec-

tivamente. Importante ressaltar que o UAV Type 101 representa um drone com baixa

autonomia e o UAV Type 103, um drone de baixa velocidade com autonomia média, ou

seja, o aumento na capacidade de atender clientes mais distantes, mesmo que em apenas

um drone, melhora significativamente o resultado.

Figura 50: Incidência de melhores resultados em comparação com UAV Type homogêneo.

5.1.3.1 Drones com velocidades heterogêneas

A combinação de um drone de UAV Type 103 e outro drone de UAV Type 102 resultou em

uma melhora significativa em relação ao obtido quando considerada uma frota de drones

homogênea com UAV Type 103, mostrando que o aumento da velocidade, quando se há

uma autonomia adequada, resulta em melhores resultados, conforme Figura 50. Assim

como os resultados são melhores que os obtidos com frota homogênea de UAV Type 104

na grande maioria das instâncias, indicando que é vantajoso ter um drone rápido, mesmo

que com menor autonomia.

A Figura 51 indica a solução para a combinação 103+102, onde a linha verde escuro

mostra o drone 103 e a verde claro o drone 102. Pode-se observar que o algoritmo direciona

o drone mais rápido a realizar os trajetos mais longos, evitando a espera do caminhão para

receber o drone. O trajeto entre o ponto 25 e 14 ilustra esta decisão, onde o drone mais

lento realiza a entrega ao cliente 2, enquanto o drone mais rápido realiza a entrega mais

distante, no vértice 8. Ambos os drones retornam rapidamente ao caminhão, geralmente
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no próximo local de entrega do caminhão após o ponto de decolagem.

Figura 51: Solução para 103+102 e problema 20170606T123216270309.

A Tabela 21 mostra o valor mínimo, médio de máximo de ∆bks, conforme Equação

(4.1) dos resultados obtidos. O valor de bks utilizado considera a mesma instância mas

com valores homogêneos de UAV Type 102 e 103, conforme a respectiva linha bksref .

Pode-se observar que com a alteração de apenas um drone para uma maior velocidade, o

resultado foi expressivamente melhor do que a frota homogênea de UAV Type 103, visto

o baixo valor mínimo e a média de ∆bks. Porém, o drone de menor velocidade ainda

limitou o sistema de entregas, visto que o resultado ficou aquém dos valores obtidos para

a frota homogênea de UAV Type 102.

Tabela 21: Resumo dos Resultados Obtidos para Velocidade Heterogênea
bksref Mínimo ∆bks Média ∆bks Máximo ∆bks

102 -1% 3% 6%
103 -25% -10% 0%

5.1.3.2 Drones com diferentes autonomias

O uso de drones com diferentes autonomias foi testado para cenários de drones com

alta (UAV Type 101 e 102) e baixa (UAV Type 103 e 104) velocidades. Na combinação
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101+102, houve grande incidência de instâncias com resultados melhores em comparação

com a frota homogênea de UAV Type 103 e 104, conforme respectivas colunas em laranja e

roxo na Figura 50, indicando que uma boa velocidade pode melhorar o sistema de entregas.

A combinação 103+104 obteve melhor resultado do que o uso de frota homogênea com

UAV Type 103, devido ao drone de maior autonomia. Também obteve melhores resultados

do que a frota homogênea de UAV Type 101, devido a baixa autonomia associada a estes

drones. Em ambos os cenários, o drone de maior autonomia foi direcionado para realizar

as entregas mais longas, conforme ilustram as Figuras 52 e 53, onde a linha em verde

claro mostra o trajeto do drone do tipo 102 ou 104, em suas respectivas combinações.

Figura 52: Solução para 101+102 e problema 20170606T123411109972.

Na Figura 52, pode-se observar que o drone do tipo 101 realiza poucas entregas devido

a sua baixíssima autonomia. Além disto, observar-se que os drones realizam as entregas e

retornam rapidamente ao caminhão que, geralmente, realiza apenas uma entrega durante

o vôo dos drones, pois suas autonomias são relativamente baixas, se comparadas com a

autonomia do drone 104. Na Figura 53 o drone 104 foi direcionado a realizar entregas

longas (como o percurso 5-4-15), demorando a retornar ao caminhão, que realiza diversas

entregas neste período. Nesta combinação, o drone 103 fica responsável pelas entregas

relativamente mais curtas.
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Figura 53: Solução para 103+104 e problema 20170606T123411109972.

5.1.3.3 Drones com diferentes autonomias e velocidades heterogêneas

A redução da velocidade para aumento da autonomia do drone pode ser vantajosa ao

sistema de entregas, visto que tende a permitir que o drone realize entregas mais longas,

porém é interessante permanecer com um drone de alta velocidade, responsável em realizar

as entregas curtas sem ocasionar a espera do caminhão. Um resultado de uma combinação

de um drone com UAV Type 101 e outro com UAV Type 103 pode ser vista na Figura 54,

mostrando a combinação de um drone com alta velocidade e baixíssima autonomia com

outro drone de baixa velocidade e maior autonomia. O drone mais utilizado é o de maior

autonomia (trajetos em verde claro), apesar de sua menor velocidade. O drone de maior

velocidade é responsável pelas entregas apenas onde sua autonomia, que é muito baixa,

permite seu uso, causando um impacto ruim no valor da solução.
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Figura 54: Solução para 101+103 e problema 20170606T113651352937.

A combinação 101+104 tem melhor resultado que a combinação 101+103, devido

ao drone de UAV Type 104, que compensa a sua baixa velocidade com uma altíssima

autonomia, possibilitando o atendimento a clientes mais afastados do caminhão. Na

Figura 55 pode-se observar que o drone 101 realiza a entregas a curtas distâncias, como

no no vértice 23, enquanto o drone 104 realiza trajetos mais demorados, como a entrega

ao cliente 14.
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Figura 55: Solução para 101+104 e problema 20170606T113651352937.

A combinação 102+104 consegue obter melhores resultados na maioria das instâncias

do que o uso da frota homogênea de UAV Type 102, visto a alta incidência na coluna em

azul escuro na Figura 50. A Tabela 22 mostra as métricas do ∆bks para a combinação

102+104, onde valor de bks utilizado como referência considera a mesma instância mas

com frota de drones homogênea de UAV Type 102 e 104, conforme a respectiva linha da

coluna bksref .

Tabela 22: Resumo dos Resultados Obtidos para Velocidade Heterogênea
bksref Mínimo ∆bks Média ∆bks Máximo ∆bks

102 -2% 0% 3%
104 -8% -4% 0%

Tais resultados são frutos da boa combinação do drone 102, que apresenta maior velo-

cidade com uma autonomia adequada, com o drone 104 que, apesar da menor velocidade,

apresenta altíssima autonomia. Na Figura 56, pode-se observar o intenso uso do drone

de maior velocidade para entregas curtas e o uso do drone 104 para entregas mais longas,

permitindo que o caminhão realize diversas entregas durante o seu vôo, obtendo assim,

a otimização do sistema. Destaca-se o bom comportamento dos drones nas entregas aos

clientes 14 e 21, onde o de maior velocidade realiza a entrega relativamente mais longa
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e o de menor velocidade a entrega mais curta (apesar da maior autonomia), evitando o

excesso de tempo de espera do caminhão para receber os drones.

Figura 56: Solução para 102+104 e problema 20170606T113651352937.

5.2 Conclusões

As soluções obtidas mostram que o algoritmo tende a direcionar os drones de menor

autonomia e de maior velocidade à clientes nas proximidades do caminhão, assim como os

drones de alta autonomia são designados à clientes mais distantes. Os drones de menor

velocidade mas com altíssima autonomia tendem a realizar trechos longos, permitindo ao

caminhão realizar múltiplas entregas entre a decolagem e recebimento da aeronave.

É essencial a definição adequada da autonomia e da velocidade do drone para garantir

a eficiência da tecnologia nas entregas. A modificação desses valores pode alterar signi-

ficativamente o resultado, pois pode impactar em tempos de espera, filas ou na redução

de clientes atendidos por drones. É necessário que o drone lento tenha uma autonomia

substancial, pois a baixa autonomia tenderá a fazer o caminhão ficar a sua espera, au-

mentando o tempo total do roteiro de entregas. O drone mais rápido, desde que tenha

autonomia adequada, pode realizar entregas com menor tempo e, portanto, é amplamente

utilizado, melhorando a eficiência do sistema de entregas.
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Importante destacar que a melhor combinação de drones foi a 102+104, pois fornece

um drone rápido com uma boa autonomia e outro drone com altíssima autonomia (e mais

lento). Assim, o algoritmo consegue otimizar as entregas dos drones e do caminhão, pois

tende a direcionar as entregas mais próximas ao drone mais rápido e permite que o drone

de maior autonomia entregue a clientes mais distantes do caminhão, permitindo assim

que o veículo terrestre realize diversas entregas neste período, evitando tempos adicionais

relacionados às filas para recebimento dos drones ou à espera das aeronaves.

Por fim, pode-se concluir que o algoritmo proposto consegue resolver o problema de

entrega de mercadorias por uma frota híbrida, composta por um caminhão e múltiplos

drones, de forma a considerar características diversas da frota de aeronaves, permitindo,

inclusive, o estudo de variações da características de cada elemento da frota e a otimização

do sistema de entregas.



6 Considerações Finais

O The Flying Sidekick Traveling Salesman Problem (FSTSP) foi abordado na primeira

parte deste trabalho, onde o algoritmo desenvolvido montrou resultados satisfatórios em

termos de solução, embora exigisse um maior tempo de processamento em comparação

ao algoritmo de referência. É importante ressaltar que o algoritmo proposto nesta etapa

considera apenas um único drone, o que pode distanciá-lo da realidade, uma vez que

é improvável que uma frota híbrida opere com apenas uma aeronave. No entanto, o

algoritmo mostrou-se capaz de se adaptar bem às condições do problema, servindo como

base para um algoritmo mais avançado. Esta primeira parte do trabalho foi submetida

e aprovada, em forma de artigo, para o LV Simpósio Brasileiro de Pesquisa Operacional,

conforme Haddad e Ochi (2023).

Já na segunda parte do estudo, o The Multiple Flying Sidekick Traveling Salesman

Problem (mFSTSP) foi abordado, onde mais drones foram considerados, aumentando

significativamente a complexidade do problema. Foi necessário desenvolver um novo al-

goritmo, visto a necessidade de gerenciar múltiplos drones e suas filas. Este algoritmo foi

testado e avaliado em comparação com um algoritmo existente de boa performance. Foi

possível avaliar o comportamento do sistema de entrega dada variações das características

dos veículos aéreos e sua quantidade na frota.

O algoritmo entregue é capaz de enfrentar situações próximas da realidade, se mos-

trando flexível ao abordar diversas restrições e múltiplas características da frota, assim, o

trabalho desenvolvido contribuiu para uma nova abordagem da aplicação de frota híbrida

na entrega de mercadoria, resolvendo a análise combinatória com bons resultados em

termos de valor de solução e tempo de processamento. Foi possível realizar uma análise

empírica do desempenho da frota de drones dada as suas características de velocidade e

autonomia, identificando que o drone deve ter boa autonomia para que seu uso seja efici-

ente. Essas conquistas impulsionam o desenvolvimento de soluções que incorporam o uso

combinado de caminhões e drones, otimizando recursos, reduzindo emissões e contribuindo

no desenvolvimento de cidades inteligentes.
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6.1 Limitações

O trabalho desenvolvido entregou uma técnica para a solução do roteamento de uma frota

híbrida na entrega de mercadorias, sujeita às restrições e premissas adotadas. A avaliação

para a aplicação desta frota em um situação real vai além deste trabalho, pois também

devem ser avaliadas as condições práticas e operacionais deste sistema de entrega, tais

como a operação de recebimento e envio dos drones, regulamentação e requisitos legais,

como restrição de altura de voo e áreas proibidas, avaliação da segurança do sistema e

dos usuário e as condições climáticas, que podem afetar a operação do drone.

É relevante destacar também que a avaliação dos efeitos das características individuais

dos drones no tempo total requerido para efetuar as entregas foi conduzida com base nas

instâncias disponíveis. Portanto, os resultados obtidos são empíricos e se restringem a

conclusões aplicáveis apenas às instâncias examinadas.

6.2 Trabalhos Futuros

Durante o desenvolvimento do trabalho, foram identificadas algumas melhorias, tais como

a necessidade de otimização no gerenciamento da fila de drones e a utilização de uma busca

local mais intensa, mesmo que custosa, para melhora do resultado final.

Além disso, outras considerações podem ser feitas para tornar o problema mais re-

alista, como a utilização de múltiplos caminhões. O algoritmo desenvolvido pode ser

aplicado neste cenário se considerarmos a clusterização dos vértices da instância, divi-

dindo assim os clientes para diversas frotas de um caminhão e múltiplos drones.

Também é interessante explorar novas tecnologias, como a automatização do recebi-

mento e preparo dos drones, assim como o envio e recebimento das aeronaves durante

a viagem do caminhão, sem a necessidade de o veículo estar presente e parado em um

determinado local. Essas medidas poderiam resultar em ganhos significativos em relação

ao tempo total necessário para concluir todas as entregas.
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APÊNDICE A -- RESULTADOS

Resultados obtidos com o algoritmo proposto na solução do The Multiple Flying Sidekick

Traveling Salesman Problem (mFSTSP), para todas as instâncias consideradas.

Tabela A1: Nome das colunas dos resultados obtidos

Coluna Descrição
problemName identificação do problema
Drone Type tipo do drone

Dn quantidade de drones
V quantidade de clientes
αA importância do ferormônio para o caminhão
αB importância do ferormônio para o drone
βA importância da atratividade para o caminhão
βB importância da atratividade para o drone
bks valor da melhor solução conhecida
S valor do melhor resultado obtido

∆bks variação do resultado obtido pelo bks
∆Smax valor relativo do maior valor obtido pelo algoritmo em relação a S

S̄ média dos valores obtidos
tBKS tempo de processamento para o bks
t̄ tempo de processamento do algoritmo proposto
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Tabela A2: Resultados obtidos pra V = 10

problemName UAV Dn V αA αB βA βB bks S ∆bks ∆Smax S̄ tbks t̄

20170608T121651164057 101 1 10 2.0 10.0 2.0 0.8 4392 4474 2% 7% 4540 0.0 0.2
20170608T121651164057 101 2 10 2.0 10.0 3.0 0.5 4392 4464 2% 2% 4490 0.0 0.3
20170608T121651164057 101 3 10 2.0 10.0 4.0 0.8 4392 4464 2% 5% 4588 0.0 0.3
20170608T121651164057 101 4 10 2.0 10.0 4.0 1.0 4392 4716 7% 9% 4908 0.0 0.4
20170608T121651164057 102 1 10 2.0 10.0 9.0 1.0 3788 3589 -5% 17% 3920 0.0 0.2
20170608T121651164057 102 2 10 2.0 10.0 6.0 0.8 3404 3346 -2% 10% 3492 0.0 0.3
20170608T121651164057 102 3 10 2.0 10.0 9.0 0.8 3288 3233 -2% 3% 3269 0.0 0.6
20170608T121651164057 102 4 10 2.0 10.0 9.0 2.0 3229 3233 0% 0% 3240 0.0 0.4
20170608T121651164057 103 1 10 2.0 10.0 4.0 2.0 4475 4571 2% 13% 4877 0.0 0.2
20170608T121651164057 103 2 10 2.0 10.0 4.0 0.8 4475 4741 6% 3% 4834 0.0 0.2
20170608T121651164057 103 3 10 2.0 10.0 4.0 0.8 4475 4741 6% 2% 4819 0.0 0.3
20170608T121651164057 103 4 10 2.0 10.0 4.0 2.0 4475 4804 7% 1% 4837 0.0 0.4
20170608T121651164057 104 1 10 2.0 10.0 4.0 0.8 4043 4134 2% 18% 4429 0.0 0.2
20170608T121651164057 104 2 10 2.0 10.0 4.0 1.0 3512 3516 0% 21% 3755 0.0 0.5
20170608T121651164057 104 3 10 2.0 10.0 6.0 0.8 3505 3465 -1% 11% 3586 0.0 0.6
20170608T121651164057 104 4 10 2.0 10.0 4.0 2.0 3499 3415 -2% 5% 3477 0.0 0.7
20170608T121807019623 101 1 10 2.0 10.0 9.0 1.0 4664 4553 -2% 6% 4705 0.0 0.2
20170608T121807019623 101 2 10 2.0 10.0 8.0 1.0 4664 4553 -2% 4% 4622 0.0 0.3
20170608T121807019623 101 3 10 2.0 10.0 5.0 1.0 4664 4553 -2% 6% 4716 0.0 0.3
20170608T121807019623 101 4 10 2.0 10.0 4.0 4.0 4664 4724 1% 0% 4724 0.0 0.3
20170608T121807019623 102 1 10 2.0 10.0 18.0 0.8 4271 4136 -3% 5% 4247 0.0 0.2
20170608T121807019623 102 2 10 2.0 10.0 13.0 0.8 3898 3875 -1% 5% 3946 0.0 0.3
20170608T121807019623 102 3 10 2.0 10.0 9.0 0.8 3608 3769 4% 7% 3831 0.0 0.4
20170608T121807019623 102 4 10 2.0 10.0 8.0 1.0 3608 3913 8% 8% 4077 0.0 0.7
20170608T121807019623 103 1 10 2.0 10.0 8.0 0.8 4775 4707 -1% 1% 4714 0.0 0.2
20170608T121807019623 103 2 10 2.0 10.0 6.0 2.0 4707 4700 0% 1% 4714 0.0 0.3
20170608T121807019623 103 3 10 2.0 10.0 4.0 4.0 4640 4707 1% 2% 4729 0.0 0.4
20170608T121807019623 103 4 10 2.0 10.0 9.0 2.0 4640 4700 1% 1% 4741 0.0 0.5
20170608T121807019623 104 1 10 2.0 10.0 6.0 0.8 4517 4344 -4% 4% 4455 0.0 0.3
20170608T121807019623 104 2 10 2.0 10.0 4.0 2.0 4432 3930 -11% 19% 4100 0.0 0.5
20170608T121807019623 104 3 10 2.0 10.0 8.0 1.0 4176 3846 -8% 9% 4075 0.0 0.6
20170608T121807019623 104 4 10 2.0 10.0 0.5 9.0 4176 3616 -13% 10% 3814 0.0 0.4
20170608T122024823843 101 1 10 2.0 10.0 7.0 1.0 1236 1158 -6% 2% 1169 0.0 0.2
20170608T122024823843 101 2 10 2.0 10.0 9.0 2.0 1194 1158 -3% 0% 1158 0.0 0.5
20170608T122024823843 101 3 10 2.0 10.0 8.0 2.0 1158 1158 0% 4% 1163 0.0 0.5
20170608T122024823843 101 4 10 2.0 10.0 11.0 3.0 1158 1158 0% 5% 1173 0.0 0.7
20170608T122024823843 102 1 10 2.0 10.0 9.0 0.8 1236 1158 -6% 13% 1190 0.0 0.2
20170608T122024823843 102 2 10 2.0 10.0 6.0 0.8 1194 1158 -3% 4% 1162 0.0 0.3
20170608T122024823843 102 3 10 2.0 10.0 6.0 1.0 1158 1158 0% 7% 1169 0.0 0.4
20170608T122024823843 102 4 10 2.0 10.0 15.0 7.0 1158 1158 0% 0% 1158 0.0 0.5
20170608T122024823843 103 1 10 2.0 10.0 9.0 1.0 1326 1290 -3% 0% 1290 0.0 0.2
20170608T122024823843 103 2 10 2.0 10.0 6.0 0.8 1223 1158 -5% 16% 1212 0.0 0.4
20170608T122024823843 103 3 10 2.0 10.0 11.0 1.0 1223 1158 -5% 8% 1179 0.0 0.4
20170608T122024823843 103 4 10 2.0 10.0 10.0 1.5 1223 1158 -5% 9% 1190 0.0 0.8
20170608T122024823843 104 1 10 2.0 10.0 9.0 2.0 1326 1268 -4% 4% 1291 0.0 0.3
20170608T122024823843 104 2 10 2.0 10.0 14.0 0.8 1223 1158 -5% 14% 1216 0.0 0.5
20170608T122024823843 104 3 10 2.0 10.0 9.0 1.5 1223 1158 -5% 7% 1173 0.0 0.5
20170608T122024823843 104 4 10 2.0 10.0 13.0 1.0 1223 1158 -5% 9% 1192 0.0 0.6
20170608T131310834813 101 1 10 2.0 10.0 6.0 0.8 1207 1163 -4% 15% 1216 0.0 0.5
20170608T131310834813 101 2 10 2.0 10.0 4.0 0.8 1191 1163 -2% 5% 1193 0.0 0.5
20170608T131310834813 101 3 10 2.0 10.0 8.0 0.8 1191 1163 -2% 10% 1210 0.0 0.6
20170608T131310834813 101 4 10 2.0 10.0 4.0 0.8 1191 1163 -2% 8% 1222 0.0 0.9
20170608T131310834813 102 1 10 2.0 10.0 4.0 0.8 1207 1176 -3% 12% 1267 0.0 0.3
20170608T131310834813 102 2 10 2.0 10.0 6.0 0.8 1191 1163 -2% 4% 1186 0.0 0.4
20170608T131310834813 102 3 10 2.0 10.0 6.0 0.8 1191 1163 -2% 6% 1196 0.0 0.4
20170608T131310834813 102 4 10 2.0 10.0 9.0 0.8 1191 1184 -1% 4% 1204 0.0 0.6
20170608T131310834813 103 1 10 2.0 10.0 8.0 1.0 1457 1277 -12% 9% 1317 0.0 0.3
20170608T131310834813 103 2 10 2.0 10.0 9.0 4.0 1388 1176 -15% 13% 1297 0.0 0.5
20170608T131310834813 103 3 10 2.0 10.0 8.0 0.8 1311 1163 -11% 14% 1215 0.0 0.8
20170608T131310834813 103 4 10 2.0 10.0 18.0 1.0 1251 1184 -5% 12% 1252 0.0 0.8
20170608T131310834813 104 1 10 2.0 10.0 6.0 0.8 1457 1277 -12% 5% 1298 0.0 0.2
20170608T131310834813 104 2 10 2.0 10.0 6.0 0.8 1388 1176 -15% 13% 1250 0.0 0.6
20170608T131310834813 104 3 10 2.0 10.0 9.0 1.0 1311 1163 -11% 14% 1222 1.0 0.5
20170608T131310834813 104 4 10 2.0 10.0 8.0 1.0 1251 1163 -7% 12% 1216 1.0 0.8
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Tabela A3: Resultados obtidos pra V = 25

problemName UAV Dn V αA αB βA βB bks S ∆bks ∆Smax S̄ tbks t̄

20170606T113038113409 101 1 25 2.0 10.0 6.0 1.0 10189 10349 2% 4% 10551 1.0 2.8
20170606T113038113409 101 2 25 2.0 10.0 8.0 0.8 10048 10247 2% 5% 10527 1.0 3.6
20170606T113038113409 101 3 25 2.0 10.0 6.0 1.0 10048 10245 2% 5% 10455 1.0 4.4
20170606T113038113409 101 4 25 2.0 10.0 8.0 0.8 10048 10691 6% 1% 10754 1.0 4.2
20170606T113038113409 102 1 25 2.0 10.0 9.0 0.8 7866 7706 -2% 10% 8009 1.0 3.5
20170606T113038113409 102 2 25 2.0 10.0 8.0 4.0 6834 7191 5% 7% 7360 2.0 6.5
20170606T113038113409 102 3 25 2.0 10.0 8.0 4.0 6834 7191 5% 3% 7298 3.0 3.9
20170606T113038113409 102 4 25 2.0 10.0 9.0 0.8 7307 6835 -6% 6% 7036 3.0 6.0
20170606T113038113409 103 1 25 2.0 10.0 6.0 1.0 9325 9477 2% 12% 9869 1.0 3.0
20170606T113038113409 103 2 25 2.0 10.0 6.0 0.8 9325 9351 0% 5% 9555 2.0 4.1
20170606T113038113409 103 3 25 2.0 10.0 6.0 0.8 9325 9340 0% 4% 9501 2.0 5.8
20170606T113038113409 103 4 25 2.0 10.0 10.0 0.8 9325 9350 0% 4% 9427 2.0 7.0
20170606T113038113409 104 1 25 2.0 10.0 8.0 2.0 8702 8180 -6% 11% 8443 1.0 2.9
20170606T113038113409 104 2 25 2.0 10.0 12.0 1.5 7787 7414 -5% 12% 7688 2.0 7.7
20170606T113038113409 104 3 25 2.0 10.0 9.0 2.0 6977 7160 3% 15% 7692 3.0 8.6
20170606T113038113409 104 4 25 2.0 10.0 9.0 0.8 6799 6909 2% 16% 7456 4.0 8.9
20170606T113651352937 101 1 25 2.0 10.0 8.0 1.0 9872 10214 3% 11% 11009 0.0 2.8
20170606T113651352937 101 2 25 2.0 10.0 6.0 0.8 9834 10214 4% 11% 10800 1.0 3.8
20170606T113651352937 101 3 25 2.0 10.0 4.0 0.8 9765 10192 4% 11% 10856 1.0 4.2
20170606T113651352937 101 4 25 2.0 10.0 4.0 0.8 9765 10251 5% 14% 10940 1.0 4.9
20170606T113651352937 102 1 25 2.0 10.0 8.0 0.8 8738 8265 -5% 9% 8592 1.0 4.4
20170606T113651352937 102 2 25 2.0 10.0 8.0 2.0 7842 7999 2% 14% 8358 1.0 5.5
20170606T113651352937 102 3 25 2.0 10.0 4.0 1.0 7934 7648 -4% 13% 8247 2.0 6.2
20170606T113651352937 102 4 25 2.0 10.0 8.0 0.8 7921 7969 1% 7% 8250 9.0 7.0
20170606T113651352937 103 1 25 2.0 10.0 4.0 0.8 9672 9389 -3% 3% 9474 1.0 4.3
20170606T113651352937 103 2 25 2.0 10.0 8.0 4.0 8969 9003 0% 6% 9261 1.0 4.5
20170606T113651352937 103 3 25 2.0 10.0 6.0 4.0 9102 9122 0% 16% 9422 1.0 5.0
20170606T113651352937 103 4 25 2.0 10.0 9.0 2.0 8618 9178 6% 9% 9550 1.0 6.4
20170606T113651352937 104 1 25 2.0 10.0 4.0 4.0 8908 8578 -4% 10% 9048 1.0 3.0
20170606T113651352937 104 2 25 2.0 10.0 9.0 1.0 7697 8042 4% 14% 8637 2.0 6.2
20170606T113651352937 104 3 25 2.0 10.0 4.0 4.0 7386 7860 6% 12% 8230 2.0 8.2
20170606T113651352937 104 4 25 2.0 10.0 4.0 2.0 6698 7327 9% 25% 8305 2.0 4.9
20170606T123216270309 101 1 25 2.0 10.0 9.0 0.8 6642 6453 -3% 1% 6497 1.0 3.9
20170606T123216270309 101 2 25 2.0 10.0 11.0 2.0 6321 6390 1% 2% 6439 1.0 5.8
20170606T123216270309 101 3 25 2.0 10.0 4.0 0.8 6341 6327 0% 2% 6403 2.0 7.6
20170606T123216270309 101 4 25 2.0 10.0 9.0 1.0 6341 6376 1% 1% 6419 2.0 9.7
20170606T123216270309 102 1 25 2.0 10.0 11.0 2.0 5235 5209 -1% 8% 5450 1.0 3.6
20170606T123216270309 102 2 25 2.0 10.0 9.0 4.0 4978 5010 1% 9% 5218 2.0 3.9
20170606T123216270309 102 3 25 2.0 10.0 8.0 2.0 4884 5038 3% 5% 5149 13.0 8.2
20170606T123216270309 102 4 25 2.0 10.0 6.0 12.0 4827 5182 7% 8% 5378 5.0 7.7
20170606T123216270309 103 1 25 2.0 10.0 20.0 0.8 6332 5995 -5% 9% 6274 1.0 2.7
20170606T123216270309 103 2 25 2.0 10.0 9.0 2.0 6149 5999 -2% 8% 6220 3.0 5.8
20170606T123216270309 103 3 25 2.0 10.0 9.0 4.0 6133 5990 -2% 11% 6405 4.0 6.1
20170606T123216270309 103 4 25 2.0 10.0 8.0 0.8 6133 5752 -6% 15% 6276 8.0 9.6
20170606T123216270309 104 1 25 2.0 10.0 8.0 4.0 5577 5603 0% 7% 5806 1.0 4.5
20170606T123216270309 104 2 25 2.0 10.0 9.0 2.0 5184 5283 2% 10% 5547 3.0 4.9
20170606T123216270309 104 3 25 2.0 10.0 9.0 1.0 5016 5201 4% 7% 5455 4.0 7.8
20170606T123216270309 104 4 25 2.0 10.0 4.0 0.8 4872 5094 5% 15% 5514 4.0 8.2
20170606T123411109972 101 1 25 2.0 10.0 8.0 0.8 6310 6339 0% 5% 6487 1.0 2.7
20170606T123411109972 101 2 25 2.0 10.0 9.0 2.0 6435 6347 -1% 4% 6436 2.0 3.9
20170606T123411109972 101 3 25 2.0 10.0 11.0 0.8 6435 6366 -1% 3% 6480 2.0 5.2
20170606T123411109972 101 4 25 2.0 10.0 8.0 1.0 6435 6679 4% 8% 6932 3.0 5.1
20170606T123411109972 102 1 25 2.0 10.0 9.0 3.0 5513 5664 3% 6% 5838 1.0 3.6
20170606T123411109972 102 2 25 2.0 10.0 8.0 4.0 5125 5323 4% 7% 5471 3.0 7.3
20170606T123411109972 102 3 25 2.0 10.0 8.0 4.0 5118 5118 0% 8% 5369 14.0 8.3
20170606T123411109972 102 4 25 2.0 10.0 6.0 4.0 5118 5125 0% 9% 5342 11.0 10.1
20170606T123411109972 103 1 25 2.0 10.0 12.0 2.0 6622 6577 -1% 5% 6758 1.0 3.3
20170606T123411109972 103 2 25 2.0 10.0 9.0 4.0 6449 6452 0% 6% 6644 2.0 5.1
20170606T123411109972 103 3 25 2.0 10.0 9.0 2.0 6456 6333 -2% 12% 6573 3.0 7.4
20170606T123411109972 103 4 25 2.0 10.0 9.0 4.0 6456 6390 -1% 10% 6636 3.0 6.5
20170606T123411109972 104 1 25 2.0 10.0 20.0 0.8 6342 5969 -6% 10% 6206 2.0 4.3
20170606T123411109972 104 2 25 2.0 10.0 8.0 4.0 5942 5679 -4% 5% 5859 3.0 7.3
20170606T123411109972 104 3 25 2.0 10.0 14.0 1.0 5300 5331 1% 22% 5798 4.0 6.4
20170606T123411109972 104 4 25 2.0 10.0 18.0 0.8 5233 5315 2% 8% 5488 6.0 9.3
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Tabela A4: Resultados obtidos pra V = 50

problemName UAV Dn V αA αB βA βB bks S ∆bks ∆Smax S̄ tbks t̄

20170606T114145593946 101 1 50 2.0 10.0 9.0 4.0 14360 14875 4% 4% 15133 6.0 25.2
20170606T114145593946 101 2 50 2.0 10.0 9.0 4.0 13864 14731 6% 6% 15179 8.0 38.0
20170606T114145593946 101 3 50 2.0 10.0 9.0 4.0 13667 14929 9% 6% 15469 14.0 40.2
20170606T114145593946 101 4 50 2.0 10.0 15.0 0.5 13690 14701 7% 6% 15295 17.0 40.8
20170606T114145593946 102 1 50 2.0 10.0 8.0 4.0 12446 13351 7% 8% 13787 8.0 32.5
20170606T114145593946 102 2 50 2.0 10.0 15.0 2.0 10926 12208 12% 11% 12970 13.0 48.1
20170606T114145593946 102 3 50 2.0 10.0 9.0 0.8 10597 11703 10% 11% 12370 19.0 50.6
20170606T114145593946 102 4 50 2.0 10.0 9.0 0.8 11669 11464 -2% 8% 12006 95.0 51.4
20170606T114145593946 103 1 50 2.0 10.0 6.0 4.0 14022 13782 -2% 15% 15041 5.0 23.3
20170606T114145593946 103 2 50 2.0 10.0 8.0 12.0 13567 13773 2% 10% 14588 12.0 42.3
20170606T114145593946 103 3 50 2.0 10.0 9.0 4.0 13388 14491 8% 11% 15163 22.0 51.8
20170606T114145593946 103 4 50 2.0 10.0 15.0 12.0 13397 14762 10% 6% 15201 28.0 45.0
20170606T114145593946 104 1 50 2.0 10.0 8.0 4.0 13612 13789 1% 6% 14295 11.0 34.3
20170606T114145593946 104 2 50 2.0 10.0 9.0 8.0 12444 13477 8% 6% 13738 20.0 59.8
20170606T114145593946 104 3 50 2.0 10.0 9.0 4.0 11856 12653 7% 11% 13274 44.0 53.6
20170606T114145593946 104 4 50 2.0 10.0 20.0 8.0 11363 12599 11% 8% 13233 78.0 64.2
20170606T114840930461 101 1 50 2.0 10.0 9.0 0.8 14601 14781 1% 7% 15467 4.0 36.5
20170606T114840930461 101 2 50 2.0 10.0 13.0 2.0 14902 15463 4% 8% 16128 7.0 30.9
20170606T114840930461 101 3 50 2.0 10.0 9.0 4.0 14687 15615 6% 4% 15935 7.0 48.4
20170606T114840930461 101 4 50 2.0 10.0 9.0 0.8 14728 15848 8% 3% 16123 10.0 56.5
20170606T114840930461 102 1 50 2.0 10.0 8.0 0.8 12292 12340 0% 13% 13242 7.0 31.6
20170606T114840930461 102 2 50 2.0 10.0 9.0 4.0 11255 12088 7% 12% 12889 17.0 30.0
20170606T114840930461 102 3 50 2.0 10.0 9.0 2.0 11249 11699 4% 10% 12292 41.0 45.0
20170606T114840930461 102 4 50 2.0 10.0 15.0 2.0 11084 11482 4% 9% 12131 86.0 70.7
20170606T114840930461 103 1 50 2.0 10.0 9.0 2.0 14532 14427 -1% 6% 14813 7.0 32.3
20170606T114840930461 103 2 50 2.0 10.0 9.0 1.0 13617 13914 2% 7% 14466 17.0 50.8
20170606T114840930461 103 3 50 2.0 10.0 9.0 2.0 13481 14136 5% 8% 14764 19.0 45.9
20170606T114840930461 103 4 50 2.0 10.0 13.0 1.0 13513 13812 2% 11% 14487 23.0 46.7
20170606T114840930461 104 1 50 2.0 10.0 9.0 2.0 13909 13383 -4% 15% 14114 10.0 44.1
20170606T114840930461 104 2 50 2.0 10.0 12.0 4.0 12200 12368 1% 13% 13166 16.0 37.8
20170606T114840930461 104 3 50 2.0 10.0 11.0 2.0 11372 11857 4% 12% 12734 28.0 58.6
20170606T114840930461 104 4 50 2.0 10.0 6.0 4.0 11131 11960 7% 6% 12441 31.0 79.5
20170606T123513473544 101 1 50 2.0 10.0 15.0 0.8 9689 10003 3% 12% 10743 6.0 21.4
20170606T123513473544 101 2 50 2.0 10.0 13.0 0.8 9376 9599 2% 6% 9897 8.0 48.0
20170606T123513473544 101 3 50 2.0 10.0 20.0 0.5 9519 9664 2% 4% 9890 21.0 40.8
20170606T123513473544 101 4 50 2.0 10.0 11.0 0.8 9813 9650 -2% 5% 9857 36.0 58.3
20170606T123513473544 102 1 50 2.0 10.0 20.0 3.0 8896 9387 6% 11% 9929 12.0 26.7
20170606T123513473544 102 2 50 2.0 10.0 7.0 4.0 8008 8545 7% 7% 8903 30.0 37.9
20170606T123513473544 102 3 50 2.0 10.0 5.0 4.0 7779 8458 9% 13% 8940 19.0 71.5
20170606T123513473544 102 4 50 2.0 10.0 10.0 4.0 7945 8194 3% 6% 8570 135.0 67.6
20170606T123513473544 103 1 50 2.0 10.0 16.0 0.8 10547 10581 0% 7% 11034 7.0 33.0
20170606T123513473544 103 2 50 2.0 10.0 6.0 2.0 9633 10059 4% 11% 10637 3312.0 58.5
20170606T123513473544 103 3 50 2.0 10.0 6.0 4.0 9296 9634 4% 15% 10536 40.0 49.5
20170606T123513473544 103 4 50 2.0 10.0 8.0 2.0 9077 9689 7% 7% 10054 112.0 61.2
20170606T123513473544 104 1 50 2.0 10.0 13.0 4.0 10181 10540 4% 11% 11192 16.0 33.3
20170606T123513473544 104 2 50 2.0 10.0 8.0 4.0 8732 9503 9% 14% 10043 26.0 60.8
20170606T123513473544 104 3 50 2.0 10.0 16.0 4.0 8344 9209 10% 15% 9750 46.0 62.2
20170606T123513473544 104 4 50 2.0 10.0 9.0 5.0 8011 8925 11% 13% 9496 74.0 82.9
20170606T123921635977 101 1 50 2.0 10.0 9.0 2.0 9657 9575 -1% 8% 9822 9.0 42.1
20170606T123921635977 101 2 50 2.0 10.0 9.0 4.0 9353 9447 1% 9% 9864 11.0 26.5
20170606T123921635977 101 3 50 2.0 10.0 9.0 2.0 9578 9314 -3% 7% 9645 31.0 40.5
20170606T123921635977 101 4 50 2.0 10.0 16.0 0.8 9578 9406 -2% 8% 9799 53.0 58.9
20170606T123921635977 102 1 50 2.0 10.0 13.0 4.0 9624 9626 0% 5% 9936 15.0 28.7
20170606T123921635977 102 2 50 2.0 10.0 6.0 5.0 8018 9122 14% 5% 9390 33.0 45.8
20170606T123921635977 102 3 50 2.0 10.0 11.0 4.0 7545 8506 13% 7% 8861 172.0 64.5
20170606T123921635977 102 4 50 2.0 10.0 5.0 4.0 7476 8214 10% 11% 8795 75.0 57.3
20170606T123921635977 103 1 50 2.0 10.0 9.0 4.0 10022 10025 0% 6% 10349 12.0 27.6
20170606T123921635977 103 2 50 2.0 10.0 16.0 6.0 9625 9787 2% 8% 10161 27.0 41.0
20170606T123921635977 103 3 50 2.0 10.0 6.0 4.0 8983 9148 2% 11% 9794 76.0 37.2
20170606T123921635977 103 4 50 2.0 10.0 7.0 4.0 8899 9103 2% 13% 9582 697.0 53.1
20170606T123921635977 104 1 50 2.0 10.0 8.0 4.0 10201 10025 -2% 7% 10411 19.0 37.2
20170606T123921635977 104 2 50 2.0 10.0 15.0 4.0 9575 9214 -4% 10% 9629 37.0 67.0
20170606T123921635977 104 3 50 2.0 10.0 20.0 4.0 8593 9178 7% 6% 9497 73.0 64.9
20170606T123921635977 104 4 50 2.0 10.0 18.0 4.0 8190 8889 9% 9% 9245 152.0 86.8
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Tabela A5: Resultados obtidos pra V = 100

problemName UAV Dn V αA αB βA βB bks S ∆bks ∆Smax S̄ tbks t̄

20170606T115823934453 101 1 100 2.0 10.0 11.0 0.8 19336 20563 6% 7% 21554 46.0 334.8
20170606T115823934453 101 2 100 2.0 10.0 18.0 0.8 20824 20921 0% 8% 21969 75.0 326.3
20170606T115823934453 101 3 100 2.0 10.0 14.0 0.8 20824 21882 5% 9% 22685 265.0 382.7
20170606T115823934453 101 4 100 2.0 10.0 9.0 1.0 20826 22554 8% 3% 22996 327.0 447.9
20170606T115823934453 102 1 100 2.0 10.0 20.0 3.0 19160 20757 8% 6% 21373 94.0 339.0
20170606T115823934453 102 2 100 2.0 10.0 9.0 4.0 17296 20196 17% 5% 20880 768.0 360.5
20170606T115823934453 102 3 100 2.0 10.0 8.0 4.0 18325 19057 4% 9% 19988 309.0 334.5
20170606T115823934453 102 4 100 2.0 10.0 9.0 4.0 19129 19239 1% 11% 20547 367.0 385.1
20170606T115823934453 103 1 100 2.0 10.0 20.0 2.0 21192 22426 6% 4% 22864 61.0 285.2
20170606T115823934453 103 2 100 2.0 10.0 16.0 4.0 20170 21955 9% 7% 22784 251.0 399.8
20170606T115823934453 103 3 100 2.0 10.0 10.0 4.0 19152 21393 12% 6% 22196 389.0 429.4
20170606T115823934453 103 4 100 2.0 10.0 12.0 7.0 20151 21476 7% 7% 22239 467.0 450.8
20170606T115823934453 104 1 100 2.0 10.0 16.0 4.0 20786 21576 4% 9% 22348 170.0 336.1
20170606T115823934453 104 2 100 2.0 10.0 18.0 4.0 19082 21251 11% 3% 21573 257.0 387.8
20170606T115823934453 104 3 100 2.0 10.0 8.0 4.0 17549 19621 12% 18% 21084 652.0 445.4
20170606T115823934453 104 4 100 2.0 10.0 9.0 14.0 17441 20034 15% 6% 20727 3254.0 521.5
20170606T122653532986 101 1 100 2.0 10.0 8.0 4.0 19707 21913 11% 5% 22489 71.0 292.5
20170606T122653532986 101 2 100 2.0 10.0 16.0 0.5 21816 21449 -2% 2% 21689 93.0 309.0
20170606T122653532986 101 3 100 2.0 10.0 14.0 0.8 21816 21612 -1% 8% 22463 245.0 287.2
20170606T122653532986 101 4 100 2.0 10.0 20.0 0.8 21816 22386 3% 4% 22903 304.0 390.4
20170606T122653532986 102 1 100 2.0 10.0 8.0 4.0 19168 20984 9% 1% 21051 138.0 314.9
20170606T122653532986 102 2 100 2.0 10.0 8.0 4.0 17210 20120 17% 7% 20708 184.0 157.0
20170606T122653532986 102 3 100 2.0 10.0 9.0 4.0 17314 19133 11% 5% 19626 198.0 323.1
20170606T122653532986 102 4 100 2.0 10.0 8.0 4.0 18380 18900 3% 3% 19212 398.0 456.5
20170606T122653532986 103 1 100 2.0 10.0 12.0 4.0 21892 22789 4% 3% 23116 81.0 207.2
20170606T122653532986 103 2 100 2.0 10.0 8.0 10.0 20372 22446 10% 11% 23215 197.0 237.3
20170606T122653532986 103 3 100 2.0 10.0 18.0 14.0 18724 22319 19% 4% 22857 583.0 394.2
20170606T122653532986 103 4 100 2.0 10.0 20.0 14.0 19488 22361 15% 4% 22874 529.0 489.0
20170606T122653532986 104 1 100 2.0 10.0 8.0 12.0 21127 21551 2% 5% 22041 244.0 374.5
20170606T122653532986 104 2 100 2.0 10.0 9.0 12.0 20429 21120 3% 7% 21700 489.0 379.0
20170606T122653532986 104 3 100 2.0 10.0 13.0 6.0 18264 20620 13% 6% 21076 519.0 439.7
20170606T122653532986 104 4 100 2.0 10.0 18.0 4.0 17518 19955 14% 4% 20468 793.0 395.4
20170606T123954019627 101 1 100 2.0 10.0 9.0 12.0 14599 15501 6% 5% 15921 73.0 251.9
20170606T123954019627 101 2 100 2.0 10.0 15.0 12.0 13562 15235 12% 4% 15605 132.0 313.2
20170606T123954019627 101 3 100 2.0 10.0 13.0 14.0 14926 15374 3% 6% 15879 316.0 305.4
20170606T123954019627 101 4 100 2.0 10.0 13.0 1.0 14927 14874 0% 9% 15635 401.0 364.7
20170606T123954019627 102 1 100 2.0 10.0 12.0 4.0 14464 14906 3% 7% 15474 362.0 293.9
20170606T123954019627 102 2 100 2.0 10.0 12.0 12.0 12982 14628 13% 4% 14957 910.0 469.4
20170606T123954019627 102 3 100 2.0 10.0 12.0 4.0 12305 14285 16% 6% 14813 1030.0 357.7
20170606T123954019627 102 4 100 2.0 10.0 9.0 2.0 12673 13191 4% 7% 13801 674.0 420.1
20170606T123954019627 103 1 100 2.0 10.0 11.0 4.0 15663 16023 2% 5% 16439 112.0 228.1
20170606T123954019627 103 2 100 2.0 10.0 9.0 14.0 15087 15786 5% 7% 16323 267.0 285.5
20170606T123954019627 103 3 100 2.0 10.0 11.0 12.0 13888 15453 11% 4% 15766 1212.0 480.5
20170606T123954019627 103 4 100 2.0 10.0 9.0 9.0 14329 15630 9% 3% 15929 643.0 505.1
20170606T123954019627 104 1 100 2.0 10.0 11.0 6.0 15492 15559 0% 6% 16255 401.0 312.3
20170606T123954019627 104 2 100 2.0 10.0 20.0 4.0 15000 15438 3% 5% 15917 484.0 414.2
20170606T123954019627 104 3 100 2.0 10.0 8.0 4.0 13933 15306 10% 7% 15879 1016.0 385.5
20170606T123954019627 104 4 100 2.0 10.0 20.0 3.0 12947 14755 14% 6% 15234 2697.0 421.7
20170606T124638691350 101 1 100 2.0 10.0 7.0 9.0 15194 15748 4% 5% 16250 91.0 299.6
20170606T124638691350 101 2 100 2.0 10.0 9.0 4.0 14815 15585 5% 7% 16013 139.0 248.0
20170606T124638691350 101 3 100 2.0 10.0 16.0 4.0 15301 15131 -1% 6% 15557 322.0 360.9
20170606T124638691350 101 4 100 2.0 10.0 10.0 0.8 15290 15456 1% 4% 15806 386.0 373.7
20170606T124638691350 102 1 100 2.0 10.0 9.0 4.0 15131 15374 2% 9% 16119 270.0 286.7
20170606T124638691350 102 2 100 2.0 10.0 9.0 4.0 13677 15162 11% 5% 15438 434.0 344.2
20170606T124638691350 102 3 100 2.0 10.0 14.0 8.0 13546 14878 10% 3% 15059 436.0 478.2
20170606T124638691350 102 4 100 2.0 10.0 20.0 5.0 13573 14851 9% 4% 15261 492.0 432.8
20170606T124638691350 103 1 100 2.0 10.0 9.0 10.0 15928 16340 3% 5% 16860 101.0 309.3
20170606T124638691350 103 2 100 2.0 10.0 14.0 14.0 15400 16277 6% 6% 16687 201.0 444.8
20170606T124638691350 103 3 100 2.0 10.0 14.0 14.0 14299 15765 10% 6% 16355 565.0 493.3
20170606T124638691350 103 4 100 2.0 10.0 20.0 14.0 14652 16060 10% 6% 16529 621.0 567.5
20170606T124638691350 104 1 100 2.0 10.0 15.0 4.0 15961 16429 3% 5% 16705 337.0 337.4
20170606T124638691350 104 2 100 2.0 10.0 13.0 14.0 15176 15987 5% 5% 16458 429.0 493.7
20170606T124638691350 104 3 100 2.0 10.0 11.0 6.0 13878 15788 14% 4% 16180 970.0 489.4
20170606T124638691350 104 4 100 2.0 10.0 9.0 5.0 13749 15293 11% 6% 15956 1127.0 487.8
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Visto que o roteiro realizado pelo caminhão impacta significativamente o valor total da

solução, optou-se por modificar o algoritmo desenvolvido para que o caminhão utilize a

solução do Traveling Salesman Problem (TSP) como seu roteiro inicial, evitando assim

que as escolhas do drone (formiga B) impactem diretamente na escolha da ordem de

entregas do caminhão (formiga A). Com isto, o Algoritmo B.1 é apresentado abaixo.
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Algoritmo B.1 ACO para mFSTSP - Início TSP
1: Inicializa Custos e Atratividades

2: Inicializa Níveis de Ferormônio

3: Gera Solução TSP

4: while critério de parada não for alcançado do

5: for all <ConjuntoFormiga> do

6: Inicia Lista de Locais Não Visitados

7: while Há locais não visitados do

8: Seleciona Destino Pelo TSP

9: Atualiza lista de clientes não visitados

10: for all <formigaB> do

11: if a formiga B está no caminhão then

12: Escolhe Destino Formiga B e Armazena Possível Retorno

13: else

14: Verifica Nova Possibilidade de Retorno (destino da formigas A)

15: if Há nova possibilidade de retorno then

16: Armazena possível local de retorno para a formiga A

17: else

18: Seleciona Local Retorno para formiga B

19: end if

20: end if

21: Atualiza lista de clientes não visitados

22: end for

23: Atualiza roteiro TSP

24: Realiza Movimentações (atualiza roteiros) e Ajustes

25: Contabiliza tempos gastos

26: end while

27: end for

28: Realiza Busca Local

29: Atualiza Niveis de Ferormônio

30: Atualiza melhor solução

31: end while

O algoritmo segue o mesmo apresentado no Item 4.2 e no Algoritmo 5, com exceção

da inserção da linha 03, responsável por gerar a solução para o TSP e da modificação da

linha 08, onde a escolha do destino da Formiga A é orientada pela solução do TSP ao
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invés da utilização da equação 3.5.

O resultado para o TSP é gerado utilizando o Algoritmo 5 desenvolvido, considerando

1 caminhão e 1 drone com capacidade nula, ou seja, o veículo aéreo permanece no ca-

minhão durante todo o trajeto pois não é capaz de realizar nenhuma entrega. Também

foi utilizado o GoogleORTool para gerar as soluções de referência para comparação dos

resultados obtidos para o TSP.

A principal modificação deste algoritmo está presente na linha 08, pois a formiga A,

ao invés de utilizar da função de probabilidades proporcional ao nível de ferormônio e ao

valor da atratividade, seleciona a sua sequência de entregas baseada no roteiro do TSP

gerado. Ou seja, a cada iteração a formiga A seleciona seu destino na ordem da solução

do TSP anteriormente gerado. Após, todas as formigas B escolherem os seus clientes

para entrega, podendo ser o destino escolhido pela formiga A ou qualquer outro vértice

que não viole as restrições. Na linha 23, o roteio TSP é atualizado removendo os pontos

escolhidos pelas formigas B e pela formiga A, mas mantendo-se a ordem da sequência do

TSP anteriormente definida.

O algoritmo conseguiu entregar bons resultados para o TSP para pequenas, médias

e grandes instâncias, conforme pode ser exemplificado nas Figuras B.1 e B.2. Apesar

da Figura B.2 evidenciar que a solução pode ser melhorada, entende-se que a solução

apresentada é boa e necessita de apenas alguns ajustes locais.
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Figura B.1: Resultado TSP para 20170606T123216270309.

Figura B.2: Resultado TSP para 20170606T124638691350.

Os resultados obtidos pelo algoritmo proposto ao resolver o problema The Multiple

Flying Sidekick Traveling Salesman Problem (mFSTSP), utilizando as instâncias listadas
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no Item 4.5.1 estão resumidos na Tabela B1, exibindo os valores mínimos, médios e

máximos do ∆bks pela quantidade de clientes (V ) nas instâncias.

Tabela B1: Valores para ∆bks
V mínimo média máximo
10 -13% 1% 14%
25 -6% 6% 30%
50 -2% 12% 32%
100 0% 12% 26%

Observa-se que os resultados apresentados por este algoritmo estão aquém de valo-

res aceitáveis, inclusive em instâncias pequenas. Ainda que a solução de TSP utilizada

não seja a melhor solução para grande instâncias, podemos considerar que é uma solução

aceitável e que sua melhora não seria fortemente impactante a ponto de melhorar signi-

ficativamente o resultado para o problema mFSTSP. Com isto, foi decidido seguir com

o algoritmo apresentado no Capítulo 5, pois o algoritmo baseado em Ant Colony Opti-

mization (ACO), utilizando a solução inicial do TSP para a formiga A não demonstrou

potencial para se continuarmos com o seu desenvolvimento.
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