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Resumo
Uma etapa importante do proesso de desoberta de onheimento em bases de dados éa seleção de atributos, que tem omo objetivo a esolha de um subonjunto adequado deatributos que represente a informação importante ontida nos dados. A maioria dos méto-dos existentes para seleção de atributos leva em onsideração apenas atributos de tipossimples, omo ategórios e numérios. Esses métodos não se apliam a atributos mul-tivalorados, que são araterizados por poderem assumir vários valores simultaneamentepara uma mesma instânia da base. Porém, em muitas bases reais esses atributos estãopresentes. Por exemplo, os tipos de livros que uma pessoa possui podem ser representadosatravés de um atributo multivalorado.Este trabalho propõe uma medida de relevânia para atributos multivalorados, quetem omo objetivo medir a sua importânia para a lassi�ação. A medida proposta levaem onsideração a apaidade que ada atributo tem de determinar a lasse da instânia.Para avaliar a medida proposta, foram realizados experimentos om diversas bases dedados, submetidas a lassi�adores multi-relaionais. Nesses experimentos, foi possívelobservar que os valores de auráia obtidos re�etem, na maioria dos asos, os valores damedida de relevânia proposta. Assim, p�de-se onluir que a medida proposta é um bomindiador da importânia do atributo multivalorado para a lassi�ação.Palavras-have: mineração multi-relaional, seleção de atributos, atributos multi-valorados, medidas de relevânia, lassi�ação.



Abstrat
An important step in the knowledge disovery in databases (KDD) proess is the attributeseletion step, whih aims at hoosing a subset of attributes that an represent the im-portant information within the data. Most of the existing attribute seletion methodsan only handle simple attribute types, suh as ategorial and numerial. In partiular,these methods annot be applied to multi-valued attributes, whih are attributes thattake multiple values simultaneously for the same instane in the database. In many realdatabases, however, multi-valued attributes are present � e.g. the types of books ownedby a person may be represented by a multi-valued attribute.This dissertation proposes a relevane measure for multi-valued attributes, whih aimsat measuring their importane for lassi�ation. The proposed measure takes into aountthe ability that the attribute has in determining the instane lass.In order to evaluate the proposed measure, experiments were onduted with severaldatabases submitted to multi-relational lassi�ers. The experiments show that the resul-ting auray values follow, in most ases, the values of the proposed relevane measure.So we an onlude that the proposed measure is a good indiator of the relevane ofmulti-valued attributes for lassi�ation.Keywords: multi-relational data mining, attribute seletion, multi-valued attributes,relevane measures, lassi�ation.
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Capítulo 1
Introdução
Ao longo dos últimos anos, inentivadas pela redução do usto de armazenamento dedados, muitas empresas � prinipalmente as grandes organizações � vêm armazenandosuas transações diárias em grandes banos de dados. Este proedimento tem gerado umaimensa massa de informações detalhadas e histórias que, se bem aproveitadas, podemser de grande valia para o auxílio à tomada de deisões estratégias. Os proessos dedesoberta de onheimento (Knowledge Disovery in Databases � KDD) surgiram emfunção da neessidade de exploração desses dados, transformando-os, através de váriostipos de investigações, em onheimento útil [1℄.O proesso de KDD ompreende seis etapas: seleção dos dados, limpeza, enriquei-mento, transformação ou odi�ação dos dados, mineração dos dados e, por �m, exibiçãodas informações desobertas [2℄. As etapas que anteedem a mineração de dados, naordem exposta anteriormente, fazem parte do pré-proessamento, ou seja, momento emque os dados são preparados para serem investigados. A etapa de mineração de dadospode ter objetivos distintos: lassi�ar elementos, desobrir padrões implíitos na base,dividir as instânias em grupos om araterístias semelhantes, entre outros. Este tra-balho onentra-se na tarefa de lassi�ação, que tem omo objetivo estimar a lasse àqual pertene uma nova instânia a partir dos valores de seus atributos.Uma das formas de melhorar o desempenho do proesso de lassi�ação é realizar umaseleção dos atributos disponíveis, desartando aqueles que não ontribuem e que podematé mesmo prejudiar o desempenho dessa tarefa. A seleção de atributos faz parte dopré-proessamento da mineração, e pode ser de�nida omo um proesso de esolha de umsubonjunto adequado de atributos, que representa a informação importante ontida nosdados, segundo algum ritério [3℄. Esta fase é fortemente reomendada prinipalmente se abase a ser investigada possui um número muito grande de atributos, pois o proessamento



1 Introdução 2da maioria dos algoritmos de mineração pode exigir um grande esforço omputaionalse uma quantidade grande de atributos for utilizada. Com a utilização de ténias deseleção de atributos é possível: (a) melhorar o desempenho dos lassi�adores, eliminandoos atributos que não agregam valor à investigação da base e aqueles que deterioram osresultados, (b) simpli�ar os modelos de lassi�ação, reduzindo o usto omputaionalde exeução desses modelos, () reduzir o tamanho da base e (d) simpli�ar o modelogerado, forneendo um melhor entendimento dos resultados obtidos.Existem várias ténias para realizar a seleção de atributos, algumas baseadas emmedidas de relevânia (abordagem �lter), outras baseadas na utilização do próprio las-si�ador (abordagem wrapper) e ainda aquelas que são realizadas dentro do algoritmo deaprendizado (abordagem embedded) [4℄.Atendendo aos ontextos onvenionais de mineração de dados, onde a base a serinvestigada é representada por uma únia tabela ou arquivo seqüenial, a maioria dosalgoritmos e medidas de relevânia disponíveis hoje na literatura para realizar a seleçãode atributos leva em onsideração apenas atributos de tipos simples, omo ategóriose numérios. Porém, muitas bases de dados de domínios reais enontradas atualmentepossuem atributos multivalorados, que são araterizados por poderem assumir váriosvalores simultaneamente. Atributos om essa araterístia podem ontribuir ou não paraa tarefa de lassi�ação, dependendo do domínio de apliação que está sendo investigado.Saber, por exemplo, quais tipos de livros uma pessoa ompra (atributo multivalorado)pode ser importante para desobrir se ela tem ou não �lhos; mas pode não trazer nenhumainformação útil para desobrir se a pessoa utiliza ou não artão de rédito (para esta últimalasse seria importante, talvez, saber se o indivíduo possui muitos gastos). Assim, torna-seimportante tratar esse tipo de atributo para que seja possível desobrir sua importâniapara a lassi�ação.Não existem na literatura muitas propostas para realizar a seleção de atributos mul-tivalorados ou medidas para determinar sua importânia. Em [5℄, é utilizada uma téniaque transforma os k valores do domínio do atributo multivalorado em atributos binários,permitindo, assim, que algoritmos de seleção onvenionais possam ser utilizados. Masessa ténia traz um problema para a mineração, pois aumenta a dimensionalidade doespaço original.Na tentativa de ontribuir para o proesso de seleção de atributos multivalorados, opresente trabalho propõe uma medida de relevânia para esse tipo de atributo, levandoem onsideração sua apaidade de determinar orretamente a lasse de uma instânia.



1 Introdução 3Pretende-se que a medida proposta possa ser utilizada em algoritmos de seleção de atri-butos.As avaliações da medida proposta são feitas om base na auráia de um lassi�-ador multi-relaional ontido na ferramenta Relational Weka [6℄, desenvolvida a partirda onheida ferramenta Weka [7℄. São realizados testes om bases de dados reais � algu-mas obtidas de repositórios públios disponíveis na internet e outras obtidas do InstitutoBrasileiro de Geogra�a e Estatístia (IBGE) � e bases sintétias, geradas a partir dessasmesmas bases reais. Os seguintes aspetos são onsiderados para a avaliação da medidaproposta: (a) análise da qualidade dos atributos multivalorados isoladamente, sem on-siderar a in�uênia dos outros atributos da base; (b) análise da ontribuição do atributomultivalorado para a lassi�ação quando o mesmo é ombinado om os outros atributosda base; () análise do omportamento da medida proposta om a variação das probabili-dades de distribuição dos valores do atributo entre as lasses e (d) análise da utilidade damedida para realizar a omparação de dois atributos multivalorados de uma mesma base,na tentativa de desobrir qual deles traz maior ontribuição para a lassi�ação.A mineração de dados a partir de uma base om várias tabelas é onheida omomineração relaional (também hamada de multi-relaional apenas para enfatizar a uti-lização de múltiplas tabelas) [8℄. Apesar de ser uma área nova dentro do proesso deKDD, já existem na literatura várias propostas de algoritmos para realizar a exploraçãodessas bases [9, 10, 11, 12℄. Como a representação dos atributos multivalorados em basesde dados normalmente é feita através de uma tabela separada, para evitar redundâniasdentro da tabela prinipal [2℄, pesquisas om esse tipo de atributo, objeto de estudo destetrabalho, estão onseqüentemente inseridas no ontexto da mineração multi-relaional.Este trabalho está organizado onforme espei�ado a seguir. O Capítulo 2 ontémuma revisão bibliográ�a sobre lassi�ação multi-relaional: algoritmo k-NN e medidasde distânia. No Capítulo 3, é apresentada uma breve revisão sobre seleção de atributos etipos de medidas de avaliação de atributos. A medida de relevânia de atributos multivalo-rados proposta neste trabalho é apresentada no Capítulo 4. No Capítulo 5, apresentam-seas bases de dados utilizadas, o algoritmo de geração do atributo multivalorado sintétio,os resultados obtidos nos experimentos e a avaliação da medida de relevânia proposta.Por �m, no Capítulo 6, são apresentadas as onlusões deste trabalho e propostas detrabalhos futuros.



Capítulo 2
Classi�ação om Atributos Multivalo-rados
As pesquisas relaionadas à mineração de dados normalmente envolvem algoritmos queextraem padrões de bases de dados onde todos os atributos a serem investigados fazemparte de uma únia tabela ou arquivo seqüenial. Tal araterístia limita a investigaçãoa esse formato de dados, quando utilizados os algoritmos onvenionais de mineração.Para que a mineração de dados pudesse ser realizada em banos de dados relaionais �modelo normalmente utilizado pelas empresas, envolvendo inúmeras tabelas relaionadasatravés de haves estrangeiras [2℄ � surgiram algumas linhas de pesquisa relaionadas àmineração relaional, também hamada de multi-relaional, simplesmente para reforçar ofato de que múltiplas tabelas são envolvidas na mineração [8℄.Atributos multivalorados � que são araterizados por poderem assumir vários valoressimultaneamente para uma mesma instânia � são implementados em tabelas separadasrelaionadas à tabela prinipal e, portanto, sua utilização em proessos de mineração dedados exige a utilização de ténias multi-relaionais.2.1 Mineração Multi-RelaionalTradiionalmente, os algoritmos desenvolvidos em pesquisas relaionadas à mineração dedados utilizam uma únia tabela (ou relação) no proesso de extração do onheimento.Alguns autores denominam essa abordagem de aprendizado proposiional, no qual a baseé formada por um onjunto de instânias, ada instânia é representada por um onjunto�xo de atributos, e ada atributo possui um únio valor para determinada instânia. Essesalgoritmos ou modelos são hamados proposiionais porque uma instânia é araterizada



2.1 Mineração Multi-Relaional 5pela onjunção de proposições da forma �atributo θ valor�, onde θ é um operador relaional,tal omo <,≤, >,≥, =, 6= [13℄.Porém, em ontextos que envolvem bases de dados reais, os dados enontram-se, namaioria das vezes, no modelo relaional, onde múltiplas tabelas armazenam as infor-mações de forma normalizada e são interligadas através de haves estrangeiras. Para queseja possível extrair onheimento desse tipo de base de dados através de mineração, exis-tem duas alternativas: utilizar algoritmos de mineração multi-relaional, que trabalhamdiretamente om múltiplas tabelas, ou realizar a proposiionalização, ou seja, a transfor-mação do problema multi-relaional no problema proposiional [13℄. Essa transformação,por sua vez, pode ser feita de duas formas: (a) unir as tabelas envolvidas no ontextoatravés de operações de JOIN, agrupando todos os atributos numa únia tabela; (b) trans-formar o modelo relaional em uma únia relação (tabela) através da riação de novosatributos, na tabela prinipal, que sumariza ou agrega as informações das outras tabelas.Ambas as alternativas itadas podem trazer uma série de problemas: a junção detodas as tabelas da base pode resultar em uma tabela muito grande, om uma quantidadeexessiva de atributos, de difíil manipulação. Além disso, a junção das tabelas vai geraruma série de registros repetidos para um mesmo indivíduo, ausado pelos relaionamentosN:1 e N:M, o que pode aarretar problemas estatístios [14℄. A riação de atributosna tabela prinipal om informações agregadas das outras tabelas, geradas a partir deoperações tais omo soma (SUM), média (MEAN) ou ontador (COUNT), pode geraruma grande perda de informações. Se a tabela prinipal armazena dados de pessoase o objetivo é lassi�á-las por per�l, por exemplo, o fato de onheer os títulos doslivros omprados por essas pessoas é de grande importânia quando omparado apenasom a quantidade de livros que ada uma ompra (informação agregada). Existem, naliteratura, algumas propostas de agregação de atributos ategórios om menor perdade informação. Em [15℄, é apresentado um framework que realiza a proposiionalizaçãoem bases relaionais utilizando agregações onvenionais em atributos numérios (SUM,MEAN, COUNT) e agregações mais so�stiadas em atributos ategórios.Existem várias propostas na área de mineração multi-relaional que trabalham omas tabelas no modelo de dados original. A maioria delas está relaionada à ProgramaçãoLógia Indutiva (Indutive Logi Programming - ILP) [16, 17℄, que ombina indução (aapaidade de gerar modelos genérios a partir de instânias espeí�as) e programaçãológia, que utiliza lógia de primeira ordem para representar as relações entre os objetos eimplementa o raioínio dedutivo [13℄. Existem, ainda, outras propostas não baseadas em



2.2 Classi�ação em Bases om Atributos Multivalorados 6ILP que apresentaram bons resultados, omo em [18℄, onde apresenta-se um frameworkilustrado pelo algoritmo Warmr, uma generalização do algoritmo Apriori para modelosrelaionais; em [19℄, onde apresenta-se um framework para árvores de deisão multi-relaionais; e em [20℄, onde explora-se uma abordagem baseada em redes Bayesianas.Para a tarefa de lassi�ação em mineração de dados, uma instânia é araterizadapor um onjunto de atributos. Quando esses atributos podem assumir um únio valorpara determinada instânia, são hamados de atributos monovalorados. Uma pessoa, porexemplo, pode ter um únio valor para idade, sexo, idade onde naseu, entre outrasinformações.Porém, existem ertos atributos que podem assumir uma série de valores para umamesma instânia, e são hamados, então, de atributos multivalorados. São exemplos deatributos multivalorados: os tipos de livros que uma pessoa lê, as áreas de pesquisa deum professor et.Num bano de dados relaional, que arateriza-se pelo armazenamento dos dados emmúltiplas tabelas, os atributos monovalorados normalmente são armazenados na tabelaprinipal, juntamente om a identi�ação das instânias relaionadas a eles. Já os atri-butos multivalorados são implementados através da onstrução de outras tabelas, rela-ionadas à tabela prinipal através de haves estrangeiras.Na próxima seção, será tratado o problema de lassi�ação em bases de dados omatributos multivalorados.2.2 Classi�ação em Bases om Atributos Multivalo-radosUma das prinipais tarefas de mineração de dados é a lassi�ação, que tem omo ob-jetivo identi�ar, entre um onjunto pré-de�nido de lasses, aquela à qual pertene umainstânia, a partir de seus atributos. Um tipo omum de ténia de lassi�ação, deno-minado eager, envolve duas fases: na primeira delas, um modelo é onstruído a partirde uma base de treinamento, onde as instânias têm sua lasse onheida. Uma base deteste é usada posteriormente para avaliar o modelo. A partir desse modelo onstruído,uma nova instânia que tem sua lasse desonheida pode ser lassi�ada om base noseu onjunto de atributos. A fase de lassi�ação torna-se mais rápida, já que a base dedados não preisará mais ser onsultada quando da lassi�ação de uma nova instânia.Para lassi�ar uma instânia, basta que os valores dos seus atributos sejam avaliados



2.2 Classi�ação em Bases om Atributos Multivalorados 7pelas regras do modelo. Nessa abordagem, a fase de geração do modelo pode ter altousto omputaional e deverá ser realizada toda vez que a base for signi�ativamenteatualizada.Existe um outro tipo importante de ténia de lassi�ação, onheida omo lazy, quenão envolve a riação prévia de um modelo a partir de uma base de treinamento. Nesseaso, o proessamento dos dados só oorre quando existe uma nova instânia a ser lassi-�ada e suas araterístias são omparadas om as araterístias das outras instâniasda base, já onheidas. A expressão lazy (preguiçoso) é utilizada pelo fato de esse tipo dealgoritmo adiar o proessamento dos dados até que uma requisição seja realizada. Assim,não existe o usto da geração de um modelo; porém, a etapa de lassi�ação é mais demo-rada, já que a ada nova instânia a ser lassi�ada, a base é onsultada. Normalmente, osalgoritmos lazy utilizam medidas que de�nem os ritérios de omparação entre as instân-ias. As próximas subseções apresentam o algoritmo k-NN (uma ténia de lassi�açãona ategoria lazy) e algumas medidas de distânia que podem ser apliadas nesse tipo dealgoritmo.2.2.1 Algoritmo k-NNUm dos algoritmos mais onheidos de lassi�ação lazy é o k-NN (k Nearest Neighbours).Essa ténia foi proposta na déada de 50, mas só se popularizou omo método de las-si�ação nas áreas de mineração de dados e aprendizado relaional no iníio dos anos90 [21℄.Esse algoritmo tem omo idéia básia lassi�ar uma nova instânia através da om-paração dela om instânias onheidas da base. A lasse da nova instânia é determinadapela lasse mais freqüente entre as k instânias mais similares à instânia que está se ten-tando rotular. O valor de k é um parâmetro de entrada.Para omparar a similaridade entre as instânias da base são utilizadas medidas dedistânia. As k instânias seleionadas para a lassi�ação de uma nova instânia sãoaquelas onsideradas mais próximas (similares) à nova instânia, de aordo om a me-dida de distânia de�nida. Uma medida omumente utilizada nesse tipo de lassi�ador,quando os atributos são numérios, é a distânia Eulidiana, a qual de�ne que a distâniaentre duas instânias, X = {x1, x2, ..., xn} e Y = {y1, y2, ..., yn}, é dada por
d(X, Y ) =

√

√

√

√

n
∑

i=1

(xi − yi)2. (2.1)



2.2 Classi�ação em Bases om Atributos Multivalorados 8
Caso os atributos a serem avaliados possuam valores em diferentes esalas, é impor-tante que seja feita a normalização dos valores para que a ontribuição de ada atributoseja onsiderada de forma igualitária. Uma das formas de normalização é oloar todosos atributos variando entre 0 e 1, utilizando a seguinte equação:

norm(vi) =
vi − min{vi}

max{vi} − min{vi}
, (2.2)onde norm(vi) é a normalização do valor original vi do atributo i e min{vi} e max{vi} são,respetivamente, o menor e o maior valores do atributo i na base de dados de treinamento.Quando os atributos são ategórios (ou nominais), uma forma simples de alulara distânia entre eles é onsiderar a diferença (xi − yi) da Fórmula 2.1 igual a 1 (um),quando os valores forem diferentes, e igual a 0 (zero), quando os valores forem iguais.Já nos asos em que o atributo a ser onsiderado na lassi�ação representar um on-junto de itens (atributo multivalorado), distânias espeiais para tratamento de ompara-ção de onjuntos devem ser utilizadas. A próxima subseção apresenta algumas medidasde distânias para esse tipo de atributo.2.2.2 Medidas de Distânia de Atributos MultivaloradosPara alular a distânia entre instânias de uma base, faz-se neessário de�nir uma me-dida, alulada por uma função a partir das araterístias dessas instânias. Quando oatributo a ser onsiderado é multivalorado, é neessário de�nir uma forma de ompararos dois onjuntos de itens relaionados a um par de indivíduos. Antes de explorar me-didas de distânias de onjuntos propostas na literatura, é importante registrar algumasterminologias e de�nições utilizadas para araterizá-las. Uma função d : S × S → ℜ éonsiderada uma métria se e somente se atender às seguintes ondições [22℄:Não negativa : ∀x, y ∈ S : d(x, y) ≥ 0 (2.3a)Re�exividade : ∀x, y ∈ S : d(x, y) = 0 ⇒ x = y (2.3b)Simétria : ∀x, y ∈ S : d(x, y) = d(y, x) (2.3)Desigualdade triangular : ∀x, y, z ∈ S : d(x, z) ≤ d(x, y) + d(y, z) (2.3d)Nem todas as medidas propostas na literatura são onsideradas métrias, pois nemsempre as ondições 2.3a a 2.3d são atendidas. Quando uma medida satisfaz todas as



2.2 Classi�ação em Bases om Atributos Multivalorados 9ondições om exeção da re�exividade, é hamada pseudo-métria; e se a mesma satis-faz todas as ondições om exeção da desigualdade triangular, é hamada semi-métria.Existem, na literatura, várias propostas de medidas de distânias entre onjuntos. Entreelas, destaam-se as medidas Average Linking (AL), Tanimoto e RIBL, que foram uti-lizadas para alular a distânia entre atributos multivalorados nos experimentos destetrabalho. Nas próximas subseções, são desritas om detalhes essas três medidas.2.2.2.1 Average LinkingA medida Average Linking (AL), entre dois onjuntos A e B, tenta levar em onsideraçãoa informação ompleta disponível na omparação dos dois onjuntos (ou atributos mul-tivalorados), já que onsidera todos os pares possíveis formados a partir de A e B. Suade�nição pode ser dada omo a média das distânias desses pares [23℄:
DAL(A, B) =

n
∑

i=1

m
∑

j=1

d(ai, bj)

|A||B|
, (2.4)onde A = {a1, a2, ..., an} e B = {b1, b2, ..., bm} representam os onjuntos que estão sendoomparados e a distânia entre os valores dos atributos é dada por:

d(ai, bj) =















|ai − bj |, se o valor for ontínuo,
0, se o valor for disreto e ai = bj ,
1, se o valor for disreto e ai 6= bj . (2.5)

Essa medida não satisfaz a propriedade da re�exividade, ou seja, na maioria das vezes adistânia de um onjunto para ele mesmo pode ser maior que zero. Esses resultados podemgerar situações ontraditórias, já que um onjunto pode ser onsiderado mais próximo aum outro do que a ele mesmo. Como não satisfaz a propriedade da re�exividade, AverageLinking não é onsiderada uma métria.



2.2 Classi�ação em Bases om Atributos Multivalorados 102.2.2.2 TanimotoA distânia Tanimoto entre os onjuntos A e B pode ser de�nida omo:
DT (A, B) =

|A| + |B| − 2|A ∩ B|

|A| + |B| − |A ∩ B|
. (2.6)Essa medida é reomendada quando não se sabe o grau de distânia ou similaridadeentre os elementos dos onjuntos (ou valores dos atributos multivalorados). Como a idéiada medida Tanimoto é baseada na interseção entre os onjuntos, dois elementos, quandoomparados, devem ser onsiderados iguais ou não. Se forem onsiderados iguais, sãoontabilizados na quantidade de interseções da Equação 2.6. Nota-se que essa medida éideal para ser apliada na omparação de onjuntos de itens ategórios.Porém, existem extensões da medida Tanimoto na literatura que propõem uma formade apliá-la om graus difereniados de similaridades [24℄. Nesse aso, dois elementossão onsiderados idêntios se a distânia entre eles for menor que um limite de�nido pelousuário. A distânia entre dois valores de atributos �a, então, de�nida omo:

d(ai, bj) =















|ai−bj |

|ai+bj |
, se o valor for ontínuo,

0, se o valor for disreto e ai = bj ,
1, se o valor for disreto e ai 6= bj . (2.7)

Assim, se a distânia entre dois valores alulada pela Equação 2.7 for menor que olimite de�nido pelo usuário, esses valores são onsiderados iguais e, onseqüentemente,são ontabilizados no número de interseções da Equação 2.6.Essa medida é menos sensível a ruídos porque ada elemento de um onjunto podeser igualado a um elemento do outro no máximo uma vez. Em medidas omo AverageLinking, ada elemento é omparado om todos os outros. Assim, se um elemento estivererrado (for um ruído) ele poderá alterar bastante o valor da medida, enquanto que naTanimoto isso não aontee.Como a medida Tanimoto viola a desigualdade triangular, não pode ser onsideradauma métria.



2.2 Classi�ação em Bases om Atributos Multivalorados 112.2.2.3 RIBLNo modelo relaional, uma instânia é representada por um onjunto de atributos e podeestar relaionada om outras informações em vários níveis. A Figura 2.1 desreve umexemplo desse tipo de representação [8℄. O nível 0 ontém a instânia alvo da lassi�açãoe armazena, além da sua identi�ação (IdPessoa), outros atributos monovalorados. Oprediadomembro(IdPessoa, idade, sexo, salário, tipo de membro) desreve a estrutura donível 0. O nível 1 é representado pelos prediados arro(IdPessoa, tipo, veloidade máxima,fabriante) e asa(IdPessoa, distrito, ano de onstrução, tamanho). Nesse exemplo, pode-se, de forma simpli�ada, dizer que o nível 1 representa atributos multivalorados, poisindivíduos podem possuir mais de um arro e mais de uma asa. O nível 2 é representadopelas araterístias do distrito onde as asas estão loalizadas e, nesse aso espeí�o,não representa atributos multivalorados, já que ada asa só pode estar em um úniodistrito.

Figura 2.1: Representação dos atributos e relaionamentos de duas instânias da base:pessoa1 e pessoa2Para duas instânias x = (x1, x2, ..., xn) e y = (y1, y2, ..., yn), a distânia entre elas éalulada omo:
dist(x, y) =

n
∑

i=1

d(xi, yi)/n, (2.8)onde n representa o número de atributos relaionados às instânias e a diferença entre osvalores dos atributos é de�nida pela Fórmula 2.5.A idéia básia da medida RIBL é a seguinte. Para alular a distânia entre duasinstânias, iniialmente seus atributos do nível 0 são omparados. Assim, nessa primeiraetapa, são aluladas as distânias dos atributos IdPessoa, idade, sexo, salário e tipo demembro entre as instânias orrespondentes aos indivíduos pessoa1 e pessoa2 da Figura



2.2 Classi�ação em Bases om Atributos Multivalorados 122.1. Nesse nível, os identi�adores das instânias são tratados omo atributos ategórios,ou seja, d(pessoa1, pessoa2) = 1.Em seguida, os atributos do nível 1 são onsiderados, utilizando a mesma regra deomparação da Equação 2.8. Nessa etapa, então, são onsideradas as distânias entreas asas e entre os arros, levando-se em onsideração ada uma de suas araterístias.No nível 1, d(pessoa1, pessoa2) = ((distânia entre os onjuntos de arros de pessoa1e pessoa2 ) + (distânia entre os onjuntos de asas de pessoa1 e pessoa2 ))/2. Assim,para alular a distânia entre as instânias nesse nível, são onsiderados novamente osatributos IdPessoa, idade, sexo, salário e tipo de membro, porém om um novo valor para
d(pessoa1, pessoa2).Esse proedimento se repete nos níveis seguintes até que seja atingido o nível máximode�nido pelo usuário.Quando o álulo da distânia em determinado nível deve levar em onsideração atri-butos que representam onjuntos (que é o aso de arros e asas, no nível 1 do exemploda Figura 2.1), essa distânia é alulada da seguinte maneira: onsidera-se o menoronjunto (ou o primeiro, aso eles sejam do mesmo tamanho) e, para ada item desseonjunto, é alulada a distânia para o elemento mais próximo do outro onjunto. Essasdistânias são somadas posteriormente. Para tratar as diferenças de ardinalidade entreos onjuntos, é feita uma normalização utilizando o tamanho do maior onjunto. Ou seja,a distânia entre os onjuntos pode ser dada por:

DRIBL(A, B) =



























n
∑

i=1

minm
j=1

(d(ai,bj))

|B|
, |A| < |B|

m
∑

j=1

minn
i=1

(d(ai,bj))

|A|
, |A| ≥ |B|

(2.9)onde A = {a1, a2, ..., an} e B = {b1, b2, ..., bm} representam os onjuntos que estão sendoomparados.Por atender apenas à propriedade da re�exividade, RIBL não pode ser onsideradauma métria. Esse método tem foo no grupo de distânias mínimas de um onjuntoem relação ao outro, gerando uma medida global da similaridade dos onjuntos a partirdos seus elementos mais semelhantes. Essa araterístia pode ser problemátia se existirum ruído no onjunto A, por exemplo, que seja muito mais próximo do onjunto B doque todos os outros elementos de A. Nesse aso, essa distânia mínima irá in�ueniardiretamente no resultado �nal da medida, gerando uma distorção.



2.2 Classi�ação em Bases om Atributos Multivalorados 13RIBL é mais do que uma medida de distânia entre onjuntos, pois trata bases rela-ionais om diversos níveis, onde ada nível pode ser omposto de vários atributos. RIBLé, na verdade, um algoritmo genério de aprendizado lazy para lassi�ação relaional.Quando apliado em bases relaionais de apenas dois níveis, onde o nível mais detalhadoé representado por atributos multivalorados, este método se reduz a uma medida de dis-tânia de onjuntos. Já as medidas Tanimoto e Average Linking, desritas anteriormente,apresentam apenas ritérios de omparação entre onjuntos (ou atributos multivalorados)num únio nível.É importante observar, omparando as Fórmulas 2.5 e 2.7, que o tratamento dos atri-butos numérios é feito de forma diferente na medida Tanimoto quando omparado omAverage Linking e RIBL. Essa difereniação pode ausar diferenças nos valores dessasmedidas, mesmo se estiverem sendo onsiderados apenas atributos do nível 0 (monova-lorados), ou seja, mesmo que a base seja omposta por uma únia tabela e não estejamsendo utilizados atributos multivalorados na lassi�ação.Não existe uma regra para dizer qual medida de distânia apresenta melhores resul-tados na lassi�ação. Tudo depende do ontexto que está sendo investigado e do tipo deinformação que se está tentando extrair. Em alguns asos pode ser importante onsideraras distânias entre os elementos mais similares, em outros asos, uma medida mais global,que leva em onsideração todos os elementos do onjunto, pode ser mais importante [23℄.Uma das formas de melhorar o proesso de lassi�ação é realizar uma seleção dosatributos disponíveis, desartando aqueles que não ontribuem para a investigação emquestão. O próximo apítulo trata de medidas de avaliação de atributos, que têm omoobjetivo identi�ar quais araterístias da base podem ser realmente úteis para a mine-ração de dados do ontexto que está sendo analisado.



Capítulo 3
Medida de Relevânia de Atributos Mul-tivalorados
Ténias de seleção de atributos são estudadas há pelo menos quatro déadas om o ob-jetivo de tentar desobrir, em um grande onjunto de atributos de uma base, aqueles ommaior importânia para a lassi�ação e também para outras ténias de mineração dedados. Com o passar dos anos, essa preoupação é ada vez maior, pois atualmente afailidade de armazenamento de dados permite a geração de grandes volumes de infor-mações, tanto em termos de quantidade de registros quanto em termos de quantidade deatributos.São várias as vantagens de se realizar a seleção de atributos antes de iniiar o proessode mineração de dados: (a) melhora nos resultados da mineração � que no aso da lassi-�ação pode ser evideniada pelo aumento da auráia � já que om a seleção podem serremovidos dados irrelevantes e ruídos, (b) redução do tempo omputaional, () melhorano entendimento do domínio, entre outras.Conforme será visto neste apítulo, muitas ténias de seleção de atributos se baseiamem medidas de relevânia. No entanto, não foi enontrada na literatura nenhuma medidade relevânia espeí�a para atributos multivalorados. A maioria das ténias de seleção deatributos leva em onsideração apenas atributos de tipos onvenionais, omo numériose ategórios. Em [5℄, é proposta uma ténia que transforma os k valores do domínio deum atributo multivalorado em atributos binários. Assim, se o k -ézimo valor do domínioaparee no onjunto de determinada instânia, o atributo k mostra o valor �true�; asoontrário, o atributo k mostra o valor �false�. Essa ténia traz um problema para amineração, pois aumenta a dimensionalidade do espaço original. A quantidade de novosatributos gerados será proporional ao tamanho do domínio do atributo multivalorado.



3.1 Tipos de Algoritmos de Seleção de Atributos 15Neste apítulo, após uma introdução sobre seleção de atributos e tipos de medidasde relevânia de atributos, é apresentada a prinipal ontribuição desta dissertação: umaproposta de medida de relevânia para atributos multivalorados.3.1 Tipos de Algoritmos de Seleção de AtributosDe aordo om a maneira utilizada para desobrir quais atributos da base são os maisimportantes para a mineração, as ténias de seleção de atributos podem ser agrupadasem três abordagens prinipais: embedded, �lter e wrapper [25℄.Na abordagem embedded, a seleção de atributos é realizada dentro do próprio algo-ritmo de aprendizado. Essa abordagem é muito utilizada pelos algoritmos de aprendizadoque seguem a estratégia eager (gulosa). Durante a fase de treinamento, os algoritmos ea-ger substituem os exemplos de treinamento pelo oneito induzido, geralmente na formade um onjunto de regras ou uma árvore de deisão. Na maioria dos asos, o próprio algo-ritmo de aprendizado se enarrega de seleionar os atributos que farão parte das regras ouda árvore de deisão. Exemplos de algoritmos de aprendizado que seguem a abordagemembedded são CN2, C4.5 e ID3.Na abordagem �lter , a seleção oorre na etapa de pré-proessamento e é totalmenteindependente do algoritmo de aprendizado que será utilizado na fase de mineração. Nessetipo de seleção, são utilizadas medidas para seleionar um grupo de atributos onsideradorelevante, segundo algum ritério, enquanto os outros são desartados. Assim, apenas ogrupo de atributos seleionados será onsiderado na fase de mineração.Na abordagem wrapper, a seleção também oorre numa etapa de pré-proessamento,mas nesse aso o algoritmo de aprendizado que será utilizado na mineração é onsideradoomo �ferramenta� para a seleção. Esse tipo de seleção gera um subonjunto de atributosandidatos e exeuta o algoritmo de aprendizado onsiderando apenas esse subonjunto.A auráia da lassi�ação é utilizada para avaliar o subonjunto de atributos em questão.Essa operação é repetida até que um ritério de parada de�nido pelo usuário seja satisfeito.Assim, vários subonjuntos são avaliados, e aquele que resultou na melhor auráia dolassi�ador é esolhido omo o melhor subonjunto.A abordagem wrapper é onsiderada e�az do ponto de vista da auráia, já que opróprio algoritmo que será utilizado na mineração �esolhe� o subonjunto de atributosrelevantes, de aordo om a auráia obtida. Porém, o usto omputaional desse métodoé muito alto, pois o algoritmo de aprendizado deve ser exeutado várias vezes.



3.2 Medidas de Relevânia de Atributos 16O foo deste trabalho está relaionado a medidas de relevânia de atributos riadaspara algoritmos de seleção que utilizam a abordagem �lter, na etapa de pré-proessamento.A próxima seção desreve algumas ategorias de medidas de relevânia de atributos.3.2 Medidas de Relevânia de AtributosAssim omo atributos monovalorados, os multivalorados (ou onjuntos de itens) podemou não ter importânia para a lassi�ação de uma instânia. Conheer, por exemplo, oonjunto de livros que onsumidores de uma livraria ompram pode ajudar a desobrir osexo deles ou se os mesmos possuem ou não �lhos. Porém, poderia não fazer diferençaonheer os títulos dos livros para desobrir se esses onsumidores possuem artão derédito. Nesse aso, talvez, fosse mais importante saber se esses onsumidores gastammuito om a ompra de livros. Assim, a importânia de um atributo multivalorado para alassi�ação depende do domínio da apliação a ser investigado e, prinipalmente, da lasseque está se tentando desobrir. Em uma mesma base, um atributo pode ser importantepara determinada lasse e não apresentar qualquer ganho de informação para outra. Emais, em ténias de lassi�ação lazy, se os onjuntos de itens relaionados às instâniasnão forem relevantes, esse atributo multivalorado pode atrapalhar a lassi�ação, pois ofato de duas instânias da mesma lasse apresentarem interseção nula entre seus onjuntosde itens, pode distaniá-las e, onseqüentemente, as mesmas poderão ser rotuladas omlasses distintas. Nesse ontexto, torna-se importante estudar medidas que possam avaliara relevânia dos atributos para a lassi�ação.Antes de propor medidas para desobrir se um atributo é importante, é neessáriode�nir que tipo de importânia está sendo avaliada, ou seja, o que signi�a dizer que umatributo é importante. Essa de�nição pode ser onsiderada, de forma geral, omo:De�nição 3.1 [3℄: Um atributo é dito importante se, quando removido, a medida deimportânia onsiderada em relação aos atributos restantes é deteriorada.Existem várias formas de avaliar a importânia de atributos, através de medidassegundo araterístias distintas. Algumas delas são desritas a seguir.3.2.1 Medidas de DistâniaMedidas de distânia determinam a divergênia ou separabilidade entre atributos. Emum problema de duas lasses, um atributo Xi é onsiderado melhor que um atributo Xj



3.2 Medidas de Relevânia de Atributos 17se Xi apresenta uma diferença maior que Xj entre a média de distânias das instâniasde mesma lasse e de lasses diferentes. Ou seja, atributos onsiderados bons são aquelesque aproximam instânias da mesma lasse e separam instânias de lasses distintas. Ematributos de tipos onvenionais são usadas, por exemplo, distânias Eulidianas.3.2.2 Medidas de DependêniaMedidas de dependênia podem mostrar o quanto a lasse depende de determinado atri-buto. Essas medidas estão relaionadas à probabilidade de uma lasse oorrer, dado umdeterminado valor de atributo. Uma de�nição de medida de dependênia pode ser dadapor:De�nição 3.2 [25℄: Seja Y o atributo lasse. Um atributo X é importante se esomente se existem valores x e y para os quais P (X = x) > 0 e P (Y = y|X = x) 6=

P (Y = y).Ou seja, X é importante se a estimativa para a lasse Y pode ser modi�ada em funçãode determinado valor de X, o que quer dizer que Y é ondiionalmente dependente de X.Essa de�nição leva em onsideração apenas o atributo em questão e a lasse, ou seja, nãosão avaliadas as in�uênias de outros atributos. Assim, essa de�nição é falha se o atributoisoladamente não for preditivo da lasse, ou seja, quando P (Y = y|X = x) = P (Y =

y). Existem de�nições alternativas que levam em onsideração a in�uênia dos outrosatributos do subonjunto que está sendo avaliado, mas essas são mais ompliadas deimplementar na prátia pela di�uldade de estimar as probabilidades onjuntas. Como ofoo deste trabalho é desobrir a importânia de atributos multivalorados individualmente,essas outras de�nições não serão tratadas em detalhes.3.2.3 Medidas de ConsistêniaUm onjunto de atributos é dito inonsistente se existem dois exemplos om os mesmosvalores de atributos, mas pertenentes a lasses diferentes. Intuitivamente podemos dizerque é inoerente alular medidas de inonsistênia para atributos isolados, prinipal-mente se os domínios desses atributos forem pequenos, pois fatalmente existirão valoresrelaionados a instânias de lasses distintas. Como este trabalho tem omo foo a des-oberta da importânia de atributos isoladamente, as medidas de onsistênia não serãodetalhadas.



3.2 Medidas de Relevânia de Atributos 183.2.4 Medidas de PreisãoMedidas de preisão estão intimamente ligadas ao algoritmo utilizado para a lassi�açãoe, onseqüentemente, relaionadas à abordagem wrapper, menionada no iníio deste apí-tulo. Nesse tipo de análise, atributos onsiderados bons são aqueles que aumentam apreisão do lassi�ador.De�nição 3.3 [26℄: Dados uma amostra de dados S, um algoritmo de aprendizado I eum subonjunto de atributos F , no qual {Xi} 6⊆ F . Um atributo Xi é inrementalmenteútil para I em relação a F se a preisão da hipótese produzida por I onsiderando oonjunto de atributos {Xi} ∪F é melhor que a preisão alançada utilizando-se apenas osubonjunto de atributos F .Essas medidas podem ser observadas através da análise dos resultados da lassi�açãoom e sem o onjunto de atributos em questão. Vale lembrar que o fato de a lassi�açãomelhorar om a inlusão de determinado atributo não quer dizer que ele por si só é im-portante. A ombinação desse atributo om os outros que fazem parte do subonjuntoutilizado na lassi�ação deve ser onsiderada. Um atributo individualmente pode serimportante, mas pode não fazer parte do subonjunto ótimo para a lassi�ação de deter-minada base quando a medida de preisão é onsiderada. O seguinte exemplo, extraídode [25℄, mostra essa questão.Considere o onjunto de instânias {E1, E2,..., E8} desrito por três atributos, X1, X2e X3, o qual tem omo universo de possíveis exemplos {0, 1}3 (Tabela 3.1). Seja a funçãoobjetivo f(
→
x) = (X1∧X2)∨X3. Sob qualquer uma das de�nições de importânia anterior-mente apresentadas, todos os três atributos são onsiderados importantes.Tabela 3.1: Exemplos de atributos importantesInstânias X1 X2 X3 ClasseE1 1 1 1 1E2 1 1 0 1E3 1 0 1 1E4 1 0 0 0E5 0 1 1 1E6 0 1 0 0E7 0 0 1 1E8 0 0 0 0No exemplo da Tabela 3.1, existe um únio subonjunto de atributos ótimo em relaçãoà medida de preisão: {X3}, pois a preisão obtida para prever a lasse om esse atri-buto é 7/8, ou seja, preisão máxima entre todos os subonjuntos possíveis de atributos.



3.3 A Medida Proposta 19Qualquer outro atributo ou subonjunto resultaria em uma preisão de no máximo 5/8.Ou seja, dizer que um atributo é importante não garante que ele faça parte do onjuntoótimo, que resulta na melhor preisão do algoritmo utilizado.Conforme observado nas seções anteriores, dizer que um atributo é relevante nãogarante que ele seja realmente útil para a lassi�ação. Podemos dizer que todo atributoútil é relevante, mas nem todo atributo relevante é útil. Porém, medidas de relevânia sãoonsideradas omo um bom indiativo de que o uso de determinado atributo pode trazermelhores resultados na lassi�ação.A próxima seção apresenta uma proposta de medida de relevânia de atributos mul-tivalorados, que pode ser apliada em algoritmos de seleção de atributos que utilizam aténia �lter, ou seja, na qual a seleção é feita durante o pré-proessamento. O objetivodessa medida é tentar indiar se determinado atributo multivalorado será útil ou não paraa lassi�ação da base em questão e, ainda, avaliar qual é o melhor atributo entre dois oumais atributos multivalorados da mesma base.3.3 A Medida PropostaConforme visto na seção anterior, a relevânia de atributos para a tarefa de lassi�açãopode ser avaliada sob várias perspetivas. Este trabalho tem omo objetivo propor eavaliar uma medida de relevânia de atributos multivalorados baseada na medida de de-pendênia, ou seja, no quanto as lasses dependem de determinado atributo. Em outraspalavras, a medida proposta apresenta um indiador da apaidade de determinado atri-buto de�nir a lasse em questão.O esopo deste trabalho refere-se apenas a problemas de lassi�ação binária. Aproposta da medida de relevânia é alular a diferença das probabilidades de ada umadas lasses oorrer, dados os valores do atributo multivalorado. Assim, se essa diferençafor grande, signi�a que o atributo tem a apaidade de desrever a lasse, ou seja,signi�a que a lasse é dependente desse atributo. Quando a diferença das probabilidadesé pequena, signi�a que o atributo em questão não de�ne a lasse e, onseqüentemente,não é onsiderado importante para a lassi�ação.Seja x um valor do domínio de um atributo multivalorado X e C uma lasse. A pro-babilidade da lasse C oorrer, dado o valor x, é de�nida pela regra de Bayes apresentada



3.3 A Medida Proposta 20na Fórmula 3.1.
P (C|x) = P (x ∧ C)/P (x) (3.1)Essa probabilidade pode ser estimada a partir da base de dados, ontando-se o númerode instânias pertenentes à lasse C para as quais o atributo multivalorado assume o valor

x, dividido pelo número total de instânias (de qualquer lasse) que possuem o valor x noatributo multivalorado.A partir da Fórmula 3.1, são de�nidos, nas Fórmulas 3.2a e 3.2b, dois vetores deprobabilidades, PA e PB, para as lasses A e B, respetivamente.
PA[i] = P (A|xi), (3.2a)
PB[i] = P (B|xi), (3.2b)onde x1, x2, ..., xn representam os valores do domínio do atributo multivalorado.A partir da diferença entre esses vetores, de�ne-se, na Fórmula 3.3, um tereiro vetorde diferenças, PD.

PD[i] = |PA[i] − PB[i]|. (3.3)A medida de relevânia de atributos multivalorados é de�nida, na Fórmula 3.4,alulando-se a média ponderada do vetor de diferenças. Essa ponderação é importantepara dar maior peso aos valores que apareem muitas vezes na base e menor peso àquelesque apareem pouo, dando poua ontribuição.
I(X) =

n
∑

i=1

PD[i].count(xi)

n
∑

i=1

count(xi)
, (3.4)onde count(xi) representa a quantidade de vezes que o valor xi aparee na base.O resultado dessa medida igual a 1 (um) re�ete a relevânia máxima de um atributomultivalorado. Esse valor vai oorrer quando, para todo valor xi, PD[i] for igual a 1. Emoutras palavras, para qualquer um dos valores do atributo multivalorado, a probabilidadede uma das lasses oorrer será de 100% enquanto que a probabilidade da outra lasse



3.3 A Medida Proposta 21oorrer será de 0%. Nesse ontexto, pode-se dizer que onheer o valor desse atributopara uma determinada instânia é de fato importante para desobrir a sua lasse.Por outro lado, se o valor da medida é igual a zero, o que aontee quando o numeradorda Fórmula 3.4 é zero, signi�a que as probabilidades de ada uma das lasses oorrer,para ada valor xi desse atributo, são iguais, ou seja, onheer esse atributo não fazqualquer diferença para a lassi�ação.A Figura 3.1 apresenta o pseudo-ódigo do álulo da medida de relevânia propostapara atributos multivalorados. O álulo dos vetores vCount, vCountA e vCountB,representados nas linhas 02, 03 e 04 do algoritmo, respetivamente, é realizado a partirde uma passagem por todas as tuplas da base.proedure CalulaMedida(X , domínio(X), base de dados)01. n := quantidade de itens do domínio do atributo multivalorado;02. vCount := vetor que ontém, para ada valor xi, a quantidade de instânias quepossuem o item xi;03. vCountA := vetor que ontém, para ada valor xi, a quantidade de instâniasda lasse A que possuem o item xi;04. vCountB := vetor que ontém, para ada valor xi, a quantidade de instâniasda lasse B que possuem o item xi;05. for i := 1 to n do begin06. PA[i] := vCountA[i]/vCount[i];07. PB [i] := vCountB[i]/vCount[i];08. PD[i] := |PA[i] - PB[i]|;09. vSoma := vSoma + (PD[i] * vCount[i]);10. vSomaCount := vSomaCount + vCount[i];11. end;12. I(X) := vSoma/vSomaCount;Figura 3.1: Pseudo-ódigo do álulo da medida de relevâniaA seguir, um exemplo ilustra a exeução do algoritmo.Dado um atributo multivalorado X e o seu domínio, representado pelo onjunto {a,b, , d, e, f, g}. Suponha que a base seja formada por 5 instânias, duas da lasse A etrês da lasse B, ujo atributo multivalorado X é representado pelos onjuntos indiadosna Tabela 3.2.Tabela 3.2: Representação dos onjuntos de ada instânia da base exemploInstânias da lasse A Instânias da lasse B
T1 = {a, b, } T3 = {d, e, f, g}
T2 = {a, , d, e} T4 = {d, e, f}

T5 = {, e, g}As oorrênias de ada um dos itens do domínio de X podem ser assim resumidas, na



3.3 A Medida Proposta 22Tabela 3.3.Tabela 3.3: Oorrênia dos valores do atributo X na base exemploItem Oorrênias Oorrênias Oorrêniasna base na lasse A na lasse B�a� 2 2 0�b� 1 1 0�� 3 2 1�d� 3 1 2�e� 4 1 3�f� 2 0 2�g� 2 0 2Calulando as probabilidades das lasses para ada item de X, obtêm-se: PA = [1, 1,2/3, 1/3, 1/4, 0, 0℄, PB = [0, 0, 1/3, 2/3, 3/4, 1, 1℄ e PD = [1, 1, 1/3, 1/3, 2/4, 1, 1℄.Utilizando os valores do vetor PD e as quantidades de oorrênias de ada item nabase, pode-se alular o valor da medida de importânia de X, apliando-se a Fórmula3.4, onforme indiado a seguir.
I(X) = (1∗2)+(1∗1)+(1/3∗3)+(1/3∗3)+(2/4∗4)+(1∗2)+(1∗2)

2+1+3+3+4+2+2
= 11/17 = 0, 647.Para avaliar a medida proposta, foram realizados experimentos om diversas bases,submetidas a lassi�adores multi-relaionais. As auráias resultantes da lassi�açãoforam observadas em onjunto om as medidas de relevânia aluladas para os atributosutilizados na lassi�ação. Medidas de relevânia que indiam melhores atributos devemestar ompatíveis om auráias melhores e vie-versa. No próximo Capítulo são desritasas bases de dados utilizadas e os experimentos realizados.



Capítulo 4
Experimentos e Resultados
Este apítulo tem omo objetivo desrever as bases de dados utilizadas nos experimentose mostrar os resultados obtidos. A medida de relevânia proposta foi apliada a ada basee seus resultados foram omparados om a auráia do lassi�ador, para omprovar suavalidade. Quando a medida india que um atributo multivalorado é relevante, espera-seque a auráia do lassi�ador melhore om a utilização desse atributo. Por outro lado,quando a medida india que um atributo multivalorado não é relevante, a tendênia é quea auráia do lassi�ador não se altere (aso o atributo multivalorado seja irrelevante)ou piore (aso o atributo represente uma informação onfusa para a lassi�ação).Foram utilizadas bases de dados reais e posteriormente bases híbridas, onde os atri-butos onvenionais são os mesmos das bases reais e os atributos multivalorados foramgerados sintetiamente a partir de ritérios de�nidos. As bases híbridas foram riadasom o objetivo de veri�ar, de maneira ontrolada, omo a medida proposta se omportapara atributos multivalorados om araterístias distintas.Para realizar a lassi�ação nas bases de dados relaionais, este trabalho utiliza aferramenta Relational Weka [6℄, desenvolvida a partir da onheida ferramenta Weka [7℄.Conforme desrito no Capítulo 2, foram usadas três medidas de distânia na realização dalassi�ação lazy : RIBL, Tanimoto e Average Linking (AL), apliadas ao algoritmo k-NN.Em todas as exeuções foi realizada validação ruzada om 10 partições e o parâmetro kdo k-NN foi �xado om o valor igual a três (k=3).



4.1 Bases de Dados Reais 244.1 Bases de Dados ReaisForam utilizadas nos experimentos quatro bases de dados reais, todas om lasses binárias.Essas bases foram esolhidas por onterem uma ou mais tabelas que implementam umatributo multivalorado. As bases KDD Cup 2000 e Ebooks foram utilizadas em trabalhosanteriores de mineração multi-relaional [27℄. Não foram enontradas referênias, na lite-ratura, das bases IBGE POF (1999 e 2002) sendo utilizadas em trabalhos de mineraçãode dados.4.1.1 KDD Cup 2000A base KDD Cup 2000 desreve transações de vendas oletadas no site Gazelle.om atravésdo software Blue Martini. Esse site vende produtos de uidados para as pernas. Os dadosforam oletados diretamente do site (http://obweb.en.purdue.edu/KDDCUP/data/),om autorização requerida, onde já havia sido feito um tratamento mínimo de limpeza.A lasse utilizada para a base KDD é a lasse original de�nida na espei�ação da base,que tem omo objetivo separar as instânias de aordo om o valor gasto em ompras nosite. A Figura 4.1 apresenta a distribuição das instânias da base KDD para a lasse emquestão.

Figura 4.1: Distribuição das instânias da base KDD para a lasse �Spend Over 12 PerOrder On Average�A Figura 4.2 apresenta o relaionamento entre as tabelas da base. Cada liente podeonter um onjunto de produtos e um onjunto de oleções. As instânias da base a seremlassi�adas são representadas pelos registros da tabela de Clientes. São utilizados doisatributos multivalorados nessa base: um deles é representado pelo onjunto de produtosadquiridos pelos lientes (tabela Produtos) e o outro é representado pelo onjunto de



4.1 Bases de Dados Reais 25rótulos das oleções dos produtos adquiridos pelos lientes (tabela Coleção). Os atributosmonovalorados são armazenados na tabela Cliente. Pela análise do ontexto, pode-seinferir que o atributo �Coleção� é uma agregação do atributo �Produto�. Porém, a basede dados obtida não espei�a essa hierarquia expliitamente.

Figura 4.2: Base KDD - Tabelas do modelo de dadosA Tabela 4.1 apresenta as quantidades de registros de ada tabela da base KDD e asquantidades de atributos, por tipo.Tabela 4.1: Base KDD - Quantidades de registros das tabelas e quantidades de atributos,por tipo. KDD - ClienteQuantidade de registros: 795Quantidade de atributos ategórios: 49Quantidade de atributos numérios: 6KDD - ProdutoQuantidade de registros: 1044Quantidade de atributos ategórios: 2(IDCliente e IDProduto)KDD - ColeçãoQuantidade de registros: 810Quantidade de atributos ategórios: 2(IDCliente e IDColeção)
4.1.2 EBooksA base EBooks ontém dados sobre vendas de livros pela internet realizadas por umaempresa oreana emergente. A desrição detalhada dessa base pode ser obtida em [27℄.Como na espei�ação original da base não existia uma lasse de�nida, foram esolhidosdois atributos para realizarem o papel de lasses nos experimentos deste trabalho: sexo



4.1 Bases de Dados Reais 26e �lhos. As Figuras 4.3 e 4.4 apresentam a distribuição das instânias da base EBookspara as lasses �Sex � e �Kids�, respetivamente. A doumentação da base não identi�ouo signi�ado dos valores {1,2} para a lasse Sex e {0,1} para a lasse Kids.

Figura 4.3: Distribuição das instânias da base EBooks para a lasse �Sex �

Figura 4.4: Distribuição das instânias da base EBooks para a lasse �Kids�A Figura 4.5 apresenta o relaionamento entre as tabelas da base. Cada onsumidorpode onter um onjunto de livros e um onjunto de ategorias de livros. As instâniasda base a serem lassi�adas são representadas pelos registros da tabela de onsumi-dores (Customers). São utilizados dois atributos multivalorados nessa base: um deles érepresentado pelo onjunto de livros adquiridos pelos lientes (tabela Book) e o outro érepresentado pelo onjunto de ategorias dos livros adquiridos pelos lientes (tabela Cate-gory). Os atributos monovalorados são armazenados na tabela Customers. Pela análise doontexto, pode-se inferir que o atributo �Category� é uma agregação do atributo �Book �.Porém, a base de dados obtida não espei�a essa hierarquia expliitamente.
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Figura 4.5: Base EBooks - Tabelas do modelo de dadosA Tabela 4.2 apresenta as quantidades de registros de ada tabela da base EBooks eas quantidades de atributos, por tipo.Tabela 4.2: Base EBooks - Quantidades de registros das tabelas e quantidades de atribu-tos, por tipo. EBooks - CustomerQuantidade de registros: 808Quantidade de atributos ategórios: 6Quantidade de atributos numérios: 0EBooks - BookQuantidade de registros: 17.213Quantidade de atributos ategórios: 2(IDCustomer e IDBook)EBooks - CategoryQuantidade de registros: 1.294Quantidade de atributos ategórios: 2(IDCustomer e IDCategory)
4.1.3 IBGE POF 2002A base IBGE POF 2002 desreve uma pesquisa de orçamentos familiares, realizada peloIBGE em 2002. Os indivíduos a serem lassi�ados são moradores de diversas regiõesdo Brasil. Esses moradores possuem araterístias individuais e possuem uma lista deprodutos adquiridos, que representam o atributo multivalorado. A base foi adquirida doIBGE. Como na espei�ação original da base não existia uma lasse de�nida, foram es-olhidos dois atributos para realizarem o papel de lasses nos experimentos deste trabalho:artão de rédito e sexo. As Figuras 4.6 e 4.7 apresentam a distribuição das instânias dabase IBGE 2002 para as lasses �Cartão de rédito� e �Sexo�, respetivamente.
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Figura 4.6: Distribuição das instânias da base IBGE 2002 para a lasse �Cartão derédito�

Figura 4.7: Distribuição das instânias da base IBGE 2002 para a lasse �Sexo�A Figura 4.8 apresenta o relaionamento entre as tabelas da base. Cada morador podeonter um onjunto de produtos e um onjunto de ategorias de produtos. As instâniasda base a serem lassi�adas são representadas pelos registros da tabela Morador. Sãoutilizados dois atributos multivalorados nessa base: um deles é representado pelo onjuntode produtos adquiridos pelos moradores (tabela Produto) e o outro é representado peloonjunto de ategorias dos produtos adquiridos pelos moradores (tabela Categoria). Osatributos monovalorados são armazenados na tabela Morador. Nas espei�ações dessabase �a laro que a ategoria é uma agregação de produtos. No entanto, o modelorepresentado pela Figura 4.8 � que liga a tabela de ategorias à tabela de moradores, enão à tabela de produtos � mostra a forma omo as tabelas estão sendo tratadas nosexperimentos deste trabalho, sem nenhuma in�uênia direta entre os atributos �Produto�e �Categoria�.
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Figura 4.8: Base IBGE 2002 - Tabelas do modelo de dadosA Tabela 4.3 apresenta as quantidades de registros de ada tabela da base IBGE 2002e as quantidades de atributos, por tipo.Tabela 4.3: Base IBGE 2002 - Quantidades de registros das tabelas e quantidades deatributos, por tipo. IBGE 2002 - MoradorQuantidade de registros: 822Quantidade de atributos ategórios: 7Quantidade de atributos numérios: 2IBGE 2002 - ProdutoQuantidade de registros: 2.434Quantidade de atributos ategórios: 2(IDMorador e IDProduto)IBGE 2002 - CategoriaQuantidade de registros: 1.471Quantidade de atributos ategórios: 2(IDMorador e IDCategoria)
4.1.4 IBGE POF 1999A base IBGE POF 1999 desreve uma pesquisa de orçamentos familiares, realizada peloIBGE em 1999. Os indivíduos a serem lassi�ados são famílias de diversas regiões doBrasil. Essas famílias possuem araterístias próprias e uma lista de produtos adquiri-dos, que representam o atributo multivalorado. A base foi adquirida do IBGE. Como naespei�ação original da base não existia uma lasse de�nida, foram esolhidos dois atri-butos para realizarem o papel de lasses nos experimentos deste trabalho: faixa de rendae tamanho da família. As Figuras 4.9 e 4.10 apresentam a distribuição das instânias dabase IBGE 1999 para as lasses �Faixa de renda� e �Tamanho da família�, respetivamente.
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Figura 4.9: Distribuição das instânias da base IBGE 1999 para a lasse �Faixa de renda�

Figura 4.10: Distribuição das instânias da base IBGE 1999 para a lasse �Tamanho dafamília�A Figura 4.11 apresenta o relaionamento entre as tabelas da base. Cada família podeonter um onjunto de produtos. As instânias da base a serem lassi�adas são represen-tadas pelos registros da tabela Família. Nessa base só existe um atributo multivalorado,representado pelo onjunto de produtos adquiridos pelas famílias (tabela Produto). Osatributos monovalorados são armazenados na tabela Família.
Figura 4.11: Base IBGE 1999 - Tabelas do modelo de dadosA Tabela 4.4 apresenta as quantidades de registros de ada tabela da base IBGE 1999e as quantidades de atributos, por tipo.



4.2 Bases de Dados Reais - Resultados e Análises 31Tabela 4.4: Base IBGE 1999 - Quantidades de registros das tabelas e quantidades deatributos, por tipo. IBGE 1999 - FamíliaQuantidade de registros: 859Quantidade de atributos ategórios: 3Quantidade de atributos numérios: 1IBGE 1999 - ProdutoQuantidade de registros: 41.118Quantidade de atributos ategórios: 2(IDMorador e IDProduto)4.2 Bases de Dados Reais - Resultados e AnálisesNesta seção são apresentados os resultados obtidos nos experimentos om as bases reaise uma análise desses valores.Para ada base e lasse avaliada, são apresentados os seguintes resultados:
• Grá�os e/ou tabelas om os valores de auráia obtidos através da lassi�ação dasbases (para as três medidas de distânia utilizadas).
• Valor da medida de relevânia proposta para os atributos multivalorados em questão.Serão feitos dois tipos de avaliação:A1) Para ada atributo multivalorado avaliado, veri�ar se o valor da medida derelevânia é ompatível om a auráia da lassi�ação quando esse atributo é utilizadoisoladamente, ou seja, omo o únio atributo utilizado pelo lassi�ador. Para um valoralto da medida de relevânia (aima de 0,7), a auráia deve ser alta. Já para um valorbaixo da medida de relevânia, a auráia tende a ser igual ou pior do que o perentualda lasse mais freqüente.A2) Comparar os resultados de auráia da lassi�ação para uma determinada baseem duas situações: (a) utilização de um onjunto de atributos que engloba os outrosatributos da base (monovalorados) e mais o atributo multivalorado e (b) utilização de umonjunto de atributos que engloba somente os atributos monovalorados, sem a partiipaçãodo atributo multivalorado. Analisar o omportamento desses dois ontextos e veri�ar seo valor da medida de relevânia do atributo multivalorado é oerente: se a medida derelevânia for boa, a tendênia é que o atributo multivalorado melhore a lassi�ação



4.2 Bases de Dados Reais - Resultados e Análises 32(quando omparadas as situações (a) e (b)); aso ontrário, a tendênia é que a auráiapiore ou �que estável. Vale lembrar que o resultado desse experimento é muito sensívelà qualidade dos atributos monovalorados que estão sendo ombinados om o atributomultivalorado.Tabela 4.5: Valores da medida de relevânia dos atributos multivalorados e suas respe-tivas auráias.Base/Classe: %Classe Mais Freq. Atributo Medida Prob Medida Dist AuráiaKDD/Spend: 79% Produto 0,741 RIBL 81,89Tanimoto 81,13AL 81,00Coleção 0,721 RIBL 82,39Tanimoto 83,27AL 82,89EBooks/Sex: 75% Book 0,795 RIBL 79,33Tanimoto 84,03AL 84,40Category 0,576 RIBL 75,00Tanimoto 75,25AL 75,62EBooks/Kids: 59% Book 0,508 RIBL 60,64Tanimoto 61,14AL 60,77Category 0,235 RIBL 59,40Tanimoto 60,15AL 59,40IBGE 2002/Cartão: 65% Produto 0,348 RIBL 62,65Tanimoto 65,94AL 65,08Categoria 0,259 RIBL 63,87Tanimoto 64,35AL 65,81IBGE 2002/Sexo: 75% Produto 0,603 RIBL 75,79Tanimoto 77,00AL 76,64Categoria 0,508 RIBL 74,69Tanimoto 77,00AL 73,84IBGE 1999/Renda: 52% Produto 0,229 RIBL 42,26Tanimoto 65,31AL 54,48IBGE 1999/Família: 58% Produto 0,226 RIBL 41,91Tanimoto 60,42AL 50,41Os resultados da avaliação (A1), desritos na Tabela 4.5, demonstram que a medida derelevânia proposta pode ser um bom indiador da importânia do atributo multivaloradopara a lassi�ação. Na maioria dos asos, valores altos da medida de relevânia (aima de0,7) orrespondem a valores altos de auráia. É importante ressaltar que uma auráiaé alta quando seu perentual é maior do que o perentual da lasse mais freqüente. Umaauráia de 80% não pode ser onsiderada alta se 80% das instânias pertenem à mesma



4.2 Bases de Dados Reais - Resultados e Análises 33lasse. Um algoritmo qualquer poderia simplesmente rotular todas as instânias omo label da lasse majoritária e onseguiria, sem nenhuma �inteligênia�, aertar 80% dalassi�ação.Por exemplo, para base KDD/Spend a medida de relevânia do atributo Produto éalta (0,741) e a auráia para todas as medidas também é alta (em torno de 81%) e maiordo que o perentual da lasse mais freqüente (79%). Já para a base IBGE 2002/Cartão,a medida de relevânia do atributo Produto é baixa (0,348) e a auráia para todas asmedidas também é baixa (variando de 62% a 65%), sendo que o perentual da lasse maisfreqüente é 65%. Esse omportamento aonteeu na maioria dos asos. Porém, algumasexeções oorreram apontando valores altos de auráia om a utilização de atributosonsiderados ruins pela medida de relevânia. Alguns desses valores podem ser vistosna base IBGE 1999 da Tabela 4.5. Uma possível expliação para este omportamento éque a medida proposta leva em onsideração os valores dos onjuntos individualmente,sem avaliar a ombinação entre eles. Caso a ombinação de valores dentro de um on-junto (atributo multivalorado) seja relevante, a medida proposta pode não enxergar essaimportânia e onsiderar este atributo �ruim�.Os resultados da Tabela 4.5 não levam em onsideração a in�uênia dos atributosmonovalorados da base no atributo multivalorado. Os valores de auráia obtidos foramgerados a partir da lassi�ação das instânias om o uso do atributo multivalorado deforma isolada, omo o únio atributo onsiderado pelo lassi�ador.Os grá�os das Figuras 4.12, 4.13 e 4.14 exibem os resultados da avaliação (A2). Notítulo dos grá�os enontram-se: a identi�ação da base e lasse, o atributo multivaloradoutilizado e o valor da medida de relevânia proposta, identi�ado pelo rótulo �MedidaProb.� (medida de probabilidade). O eixo y identi�a as medidas de distânias utilizadasna lassi�ação e o eixo x identi�a o valor da auráia obtida pelo lassi�ador, paraada uma das medidas. Esses valores podem ser visualizados om preisão omo rótulosao lado das barras. A legenda identi�a os três grupos de atributos que foram utilizadospelo lassi�ador: MV <atributo multivalorado> india que apenas o atributo mul-tivalorado em questão foi onsiderado na lassi�ação; MN (Bons ou Ruins) identi�aque apenas um grupo de atributos monovalorados foi onsiderado (�MN Bons� india quefoi utilizado o �melhor� grupo de atributos e �MN Ruins� india que foi utilizado o �pior�grupo de atributos monovalorados); MV <atributo multivalorado> + MN (Bonsou Ruins) identi�a que o grupo de atributos onsiderados pelo lassi�ador engloba oatributo multivalorado e os atributos monovalorados.



4.2 Bases de Dados Reais - Resultados e Análises 34Para mostrar a in�uênia da qualidade dos atributos que são ombinados om osatributos multivalorados nos valores de auráia, foram feitas duas análises: na primeiraoluna de grá�os o atributo multivalorado foi ombinado om um onjunto de atribu-tos monovalorados seleionados aleatoriamente (para a base KDD) ou om o pior grupode atributos monovalorados (para as demais bases). Na segunda oluna de grá�os oatributo multivalorado foi ombinado om o onjunto dos melhores atributos monovalo-rados da base. Para montar o onjunto dos �piores� atributos e dos �melhores� atributosmonovalorados, foi utilizado um algoritmo de seleção exeutado na ferramenta Weka (At-tribute Evaluator: InfoGainAttributeEval; Searh Method: Ranker). A partir do rankingom todos os atributos monovalorados da base, o onjunto dos melhores atributos foiobtido através dos atributos mais otados do ranking, e o onjunto dos piores atributosfoi onstruído om aqueles que apareiam nos últimos lugares do ranking. A quantidadede atributos desses onjuntos variou de aordo om a quantidade de atributos disponíveisna base. Maiores detalhes sobre esses onjuntos podem ser obtidos no Apêndie A.Pode-se observar que, nos asos em que a medida de relevânia do atributo multivalo-rado é alta, a tendênia é que ele melhore a auráia da lassi�ação quando ombinadoom os atributos monovalorados. Porém, essa melhora aparee de forma mais forte quandoos atributos monovalorados não são muito bons. Se esse onjunto já era forte, ou seja, sea auráia do lassi�ador om a utilização do onjunto de atributos monovalorados iso-lados já era alta sem o atributo multivalorado, a tendênia é que a inlusão desse atributonão faça muita diferença para a lassi�ação.Por outro lado, se a medida de relevânia do atributo multivalorado é baixa, a tendên-ia é que a inlusão desse atributo no onjunto dos atributos monovalorados não façadiferença ou até piore a auráia da lassi�ação. Quando o atributo multivalorado éruim, ele pode distaniar as instânias de mesma lasse da base, di�ultando o proessode lassi�ação.
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Figura 4.12: Base KDD - Comparação da auráia da lassi�ação quando o atributomultivalorado (MV) é ombinado om atributos monovalorados (MN).
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Figura 4.13: Base Ebooks - Comparação da auráia da lassi�ação quando o atributomultivalorado (MV) é ombinado om atributos monovalorados (MN).
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Figura 4.14: Base IBGE 2002 - Comparação da auráia da lassi�ação quando o atributomultivalorado (MV) é ombinado om atributos monovalorados (MN).



4.3 Bases de Dados Híbridas 38Conforme já itado anteriormente, o valor da medida de relevânia não garante quea inlusão do atributo multivalorado melhore ou piore a auráia da lassi�ação. O queexiste é uma forte tendênia. A in�uênia que um atributo tem no outro pode fazer umagrande diferença, que não pode ser perebida pela medida proposta. Os grá�os (f) e(h) da Figura 4.13 demonstram laramente esse fato. Tanto a auráia obtida om autilização dos atributos multivalorados isolados quanto a auráia obtida om a utilizaçãodos atributos monovalorados eram baixas. Porém, quando ombinados, representaramum aumento signi�ativo na qualidade da lassi�ação. Essa in�uênia entre os atributosnão será abordada neste trabalho, mas é importante ressaltar que um estudo ompletosobre seleção de atributos para a lassi�ação deveria levar em onsideração esse ponto.4.3 Bases de Dados HíbridasAs bases de dados híbridas utilizadas nos experimentos foram geradas a partir das basesreais desritas na seção 4.1. São hamadas híbridas porque a lasse e todos os atributosmonovalorados (numérios e ategórios) são reais, enquanto o atributo multivalorado égerado sintetiamente, para permitir maior ontrole sobre os experimentos. Os atribu-tos multivalorados da base real original são desartados, permaneendo apenas aquelesgerados sintetiamente.O proedimento de geração das bases híbridas é desrito a seguir:1) A partir da base real, é gerado um vetor V , de tamanho n, onde n representa otamanho do domínio do atributo multivalorado. Esse vetor possui uma estrutura om 4registros: V [i].Item guarda o identi�ador do item; V [i].P robA guarda a probabilidadeda lasse A oorrer dado o valor V [i].Item; V [i].P robB guarda a probabilidade da lasse
B oorrer dado esse mesmo valor; V [i].Qtd guarda a quantidade de vezes que V [i].Itemaparee na base.Os atributos sintétios são gerados utilizando o vetor de probabilidades para realizara distribuição dos valores de atributos, onforme desrito na Figura 4.15. Nas linhas02 e 03 são aluladas, para ada item, as quantidades de vezes que ele deve oorrernas lasses A e B, de aordo om o vetor de probabilidades. As variáveis qtdClasseAe qtdClasseB reebem o inteiro mais próximo dos produtos (V [i].Qtd * V [i].P robA) e(V [i].Qtd * V [i].P robB), respetivamente.Nas linhas 05 e 09 da Figura 4.15 são seleionadas aleatoriamente as instânias dabase que terão esse item nos seus onjuntos. Nesses experimentos, não foram onsideradas



4.3 Bases de Dados Híbridas 39repetições de itens para uma mesma instânia. Ou seja, as instânias são esolhidasaleatoriamente, om o uidado de não serem repetidas para um mesmo item. Assim, oonjunto montado para ada instânia não possui itens repetidos.Seguindo essa lógia, os atributos multivalorados sintétios possuem o mesmo domíniodo atributo multivalorado real, a mesma quantidade de itens para ada valor e a mesmadistribuição entre as lasses. O que muda são os onjuntos de itens de ada instânia.Caso na base real exista algum padrão de ombinação de itens do domínio (ex.: instâniaque possui o item X também possui o item Y ), esse padrão pode ser desfeito na geraçãodo atributo sintétio, pois os onjuntos são reonstruídos e as interações entre os itensnão são onsideradas.proedure GeraAtributoSintetio(V )01. for i := 1 to n do begin02. qtdClasseA := (V [i].Qtd * V [i].P robA);03. qtdClasseB := (V [i].Qtd * V [i].P robB);04. for j := 1 to qtdClasseA do begin05. seleiona aleatoriamente uma instânia da lasse A;06. adiiona o item V [i].Item ao onjunto da instânia esolhida;07. end;08. for j := 1 to qtdClasseB do begin09. seleiona aleatoriamente uma instânia da lasse B;10. adiiona o item V [i].Item ao onjunto da instânia esolhida;11. end;12. end;Figura 4.15: Pseudo-ódigo da geração do atributo sintétio2) Para ada vetor V originado de uma base real, são gerados 4 novos vetores:
• V1: possui os mesmos itens e quantidades do vetor original. As probabilidadessão realuladas de forma que o valor absoluto da diferença entre V [i].P robA e

V [i].P robB seja aumentado em 40%.
• V2: possui os mesmos itens e quantidades do vetor original. As probabilidadessão realuladas de forma que o valor absoluto da diferença entre V [i].P robA e

V [i].P robB seja aumentado em 80%.
• V3: possui os mesmos itens e quantidades do vetor original. As probabilidadessão realuladas de forma que o valor absoluto da diferença entre V [i].P robA e

V [i].P robB seja diminuído em 40%.
• V4: possui os mesmos itens e quantidades do vetor original. As probabilidades



4.3 Bases de Dados Híbridas 40são realuladas de forma que o valor absoluto da diferença entre V [i].P robA e
V [i].P robB seja diminuído em 80%.É importante ressaltar que essa variação das diferenças de probabilidades é ontroladapelos limites que ada uma das probabilidades pode hegar, ou seja, o menor valor nãopode ser inferior a 0 (zero) e o maior valor não pode ultrapassar 1 (um). E ainda, asoma dos valores de V [i].P robA e V [i].P robB deve ser sempre igual a 1 (um). Assim,para aumentar as diferenças entre as probabilidades, o menor valor entre V [i].P robA e

V [i].P robB é diminuído de um fator x enquanto que o maior valor é aumentado nessemesmo fator, respeitando os limites superiores e inferiores. Para diminuir as diferenças,a operação inversa é realizada, ou seja, o menor valor entre V [i].P robA e V [i].P robB éaumentado de x e o maior valor diminuído desse mesmo fator.Essas limitações na regra de variação das diferenças entre as probabilidades impedeque a média de diferenças varie exatamente no perentual apliado, já que alguns pares
V [i].P robA e V [i].P robB podem não ser alterados por já estarem nos limites máximos emínimos.As regras de montagem dos novos vetores foram riadas om o objetivo de tornar osvalores do atributo multivalorado mais ou menos desritivos. Porém, não espera-se que ovalor da medida de relevânia proposta aompanhe essa mesma variação de perentual, atéporque a apliação do perentual não é homogênea em todos os pares (onforme expliadono parágrafo anterior).3) A partir do vetor original da base real e dos novos vetores alulados, são geradas5 bases híbridas:

• Base0: o atributo multivalorado é gerado a partir do vetor V , isto é, o vetor alu-lado diretamente a partir da base real. A medida de relevânia tem exatamente omesmo valor da base original. Mudam apenas os onjuntos de itens gerados.
• Base1: o atributo multivalorado é gerado a partir do vetor V1. O valor da medidade relevânia tende a ser maior do que na Base0.
• Base2: o atributo multivalorado é gerado a partir do vetor V2. O valor da medidade relevânia tende a ser maior do que na Base1.
• Base3: o atributo multivalorado é gerado a partir do vetor V3. O valor da medidade relevânia tende a ser menor do que na Base0.
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• Base4: o atributo multivalorado é gerado a partir do vetor V4. O valor da medidade relevânia tende a ser menor do que na Base3.Espera-se, om os resultados da lassi�ação, que as auráias da Base1 e da Base2sejam melhores do que a da Base0 e que as auráias da Base3 e da Base4 sejam pioresque da Base0, aompanhando o omportamento do valor da medida de relevânia.4.4 Bases de Dados Híbridas - Resultados e AnálisesNesta seção são apresentados os resultados obtidos om a lassi�ação das bases híbridas,geradas onforme espei�ado na seção anterior. Analogamente aos experimentos om asbases reais, foram utilizadas três medidas de distânias na exeução da lassi�ação lazy :RIBL, Tanimoto e Average Linking (AL).Os resultados estão organizados da mesma forma, ou seja:
• Grá�os om os valores de auráia obtidos através da lassi�ação das bases (paraas três medidas de distânia utilizadas).
• Valor da medida de relevânia proposta para os atributos multivalorados em questão.As avaliações (A1) e (A2) feitas om as bases reais foram feitas também om as baseshíbridas e resultados semelhantes foram obtidos. Dois novos tipos de avaliação foramprojetados espei�amente para as bases híbridas, levando-se em onta a possibilidade devariar as probabilidades das lasses para ada valor do atributo:A3) Com as variações realizadas nas bases híbridas, aumentando e diminuindo asdiferenças entre as probabilidades das lasses, a medida de relevânia tem seu valor alte-rado. Essa avaliação tem omo objetivo veri�ar se a auráia do lassi�ador aompanhao omportamento da medida de relevânia, ou seja, para medidas mais altas espera-seauráias mais altas e vie-versa.A4) Veri�ar se a medida de relevânia pode ser usada para omparar dois atributosmultivalorados dentro de uma mesma base. Para um atributo om medida de relevâniamaior, espera-se uma auráia melhor na lassi�ação. Vale lembrar que as auráiasforam obtidas om a utilização do atributo multivalorado isolado na lassi�ação, sem ain�uênia dos atributos monovalorados.



4.4 Bases de Dados Híbridas - Resultados e Análises 42Os grá�os das Figuras 4.16 e 4.17 mostram os resultados orrespondentes à avaliação(A3): a primeira oluna de grá�os exibe as auráias da lassi�ação om a utilização deada atributo multivalorado; a oluna da direita exibe os valores da medida de relevâniaproposta. Para avaliar o omportamento dos valores, o eixo x foi oloado na ordem(intuitiva) do menor para o maior valor da medida de relevânia. Os menores valoressão enontrados nas bases em que as diferenças entre as probabilidades foram diminuídas(Base4: -80% e Base3: -40%) e os maiores valores são enontrados nas bases em que asdiferenças entre as probabilidades foram aumentadas (Base1: +40% e Base2: +80%) emrelação à base original. O valor da Base0, gerada a partir do vetor original, foi oloadono entro.
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Figura 4.16: Variação da auráia e da medida de relevânia a partir da variação dasdiferenças entre as probabilidades das lasses
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Figura 4.17: Variação da auráia e da medida de relevânia a partir da variação dasdiferenças entre as probabilidades das lasses



4.4 Bases de Dados Híbridas - Resultados e Análises 45Pode-se observar, através do onjunto de grá�os das Figuras 4.16 e 4.17, que namaioria dos asos a tendênia de variação das auráias aompanha exatamente o om-portamento da medida de relevânia proposta, apesar de ter uma taxa de variação menor.Apenas nos grá�os (.1) e (d.1) da Figura 4.16 a auráia gerada a partir da medida RIBLteve um omportamento ontraditório. A base de dados representada por esses grá�osapresenta um domínio muito grande do atributo multivalorado (mais de 5000 itens), oque pode gerar, omo onseqüênia, onjuntos de tamanhos muito variados. Fazendouma análise detalhada, foi possível observar que a medida RIBL é altamente sensível àdiferença entre os tamanhos dos onjuntos que estão sendo omparados. Como ela somaas distânias mínimas entre as distânias dos elementos do menor onjunto para o maior,e depois divide pelo tamanho do maior onjunto, têm-se seguinte situação: quanto menorfor o onjunto menor, menor será o valor do numerador; quanto maior for o onjuntomaior, maior será o denominador, e onseqüentemente menor será a distânia.O exemplo da Tabela 4.6 ilustra a de�iênia da medida RIBL para a situação expostano parágrafo anterior. São utilizados, no exemplo, dois onjuntos A e B.Tabela 4.6: Exemplo da de�iênia da medida RIBLSituação 1) A = {1,2,3}, B = {3,4,5}RIBL = 0,66Tanimoto = 0,80AL = 0,88Situação 2) A = {1,2,3}, B = {3,4,5,6}RIBL = 0,50Tanimoto = 0,83AL = 0,91Situação 3) A = {1,2,3}, B = {3,4,5,6,7,8,9,10}RIBL = 0,25Tanimoto = 0,90AL = 0,96Nota-se que as interseções nas três situações não mudaram. O que oorreu foi oaumento do tamanho do segundo onjunto, gerando uma diferença maior entre as quan-tidades de A e B. Ao ontrário da Tanimoto e Average Linking, onde a distânia entre osonjuntos vai aumentando da situação 1 para a situação 3, a medida RIBL vai diminuindo,o que paree ontraditório, já que os onjuntos vão �ando ada vez mais diferentes dasituação 1 para a situação 3.A Tabela 4.7 mostra a diferença entre o tamanho médio do menor e do maior onjuntopara todas as bases híbridas. Esses tamanhos médios foram obtidos a partir das inobases híbridas geradas de ada base real. A base Ebooks om atributo Produto possui



4.4 Bases de Dados Híbridas - Resultados e Análises 46uma diferença entre os tamanhos do menor e do maior onjunto muito maior do que asoutras. Assim, pode-se inferir que o omportamento ontraditório da auráia nos grá�os(.1) e (d.1) da Figura 4.16 deve-se realmente à inapaidade da medida RIBL de lidarorretamente om esses onjuntos de tamanhos muito diferentes.Tabela 4.7: Variação dos tamanhos médios dos onjuntos dos atributos multivaloradosnas bases híbridasBase Atributo Média Média MédiaMenor onj. Maior onj. DiferençaEBooks Book 7,6 39,4 31,8Category 1,0 3,0 2,0IBGE Produto 1,0 10,5 9,5Categoria 1,0 7,5 6,5KDD Produto 1,0 7,0 6,0Coleção 1,0 6,3 5,3Apesar da base KDD real também possuir uma grande diferença entre os tamanhos dosonjuntos, o problema da medida RIBL não oorreu nesse aso, porque a distribuição dasquantidades é menos homogênea. Enquanto na base KDD híbrida existe uma quantidadebalaneada entre onjuntos pequenos, médios e grandes, na base real existem muitosonjuntos menores e pouos onjuntos grandes. Ou seja, o problema da diferença grandeentre os tamanhos não aparee om muita freqüênia.Um outro exemplo, demonstrado pela Tabela 4.8, pode evideniar o omportamentodistorido da medida RIBL em omparação om a Tanimoto e Average Linking. Nasituação (a) não existem interseções entre os onjuntos A e B. O orreto seria onsiderara distânia entre os onjuntos igual a 1, e apenas a medida RIBL não apresenta esseresultado. Nas situações (b) e () existe uma interseção parial entre os onjuntos, deforma que tanto em A quanto em B existem elementos exlusivos de um onjunto, quenão existem no outro. A medida RIBL apresenta os mesmos valores de distânia para astrês situações.Tabela 4.8: Comportamento das medidas mediante interseções pariais(a)A = {1}B = {2,3,4}RIBL 0,33Tanimoto 1,00AL 1,00
(b)A = {1,2}B = {2,3,4}RIBL 0,33Tanimoto 0,75AL 0,83

()A = {1,2,3}B = {2,3,4}RIBL 0,33Tanimoto 0,50AL 0,77A Tabela 4.9 apresenta uma outra situação, onde o onjunto A sempre se apresentaomo um subonjunto de B, om variação de quantidades. Nesses asos espeí�os, a



4.4 Bases de Dados Híbridas - Resultados e Análises 47medida RIBL sempre onsidera os onjuntos iguais, o que pode ser onsiderado um pro-blema, dependendo do ontexto que está sendo analisado. Se estamos busando per�sde poteniais onsumidores de livros para uma livraria, por exemplo, uma pessoa queompra 100 livros em determinado período não pode ser onsiderada semelhante à outraque ompra apenas um livro, ainda que esse únio livro esteja na lista do primeiro on-sumidor onsiderado. Para esses asos, a medida Average Linking também não tem umomportamento desejável, pois apesar de não onsiderar os onjuntos omo �iguais�, elaonsidera a mesma distânia entre eles, independente da quantidade de itens. Apenas amedida Tanimoto apresenta uma variação oerente om as situações expostas.Tabela 4.9: Comportamento das medidas mediante interseções totais(a)A = {1}B = {1,2,3,4}RIBL 0,00Tanimoto 0,75AL 0,75
(b)A = {1,2}B = {1,2,3,4}RIBL 0,00Tanimoto 0,50AL 0,75

()A = {1,2,3}B = {1,2,3,4}RIBL 0,00Tanimoto 0,25AL 0,75A análise (A4) é feita através do grá�o da Figura 4.18, onde são omparados doisatributos multivalorados na mesma base, om valores de medidas de relevânia distin-tos. Em ada base real existiam dois atributos multivalorados (om exeção da baseIBGE 1999, que só possui um), exempli�ados aqui por a e b. Como, para ada basereal, foram geradas ino bases híbridas, foram riados, então, 10 atributos sintétios �5 atributos gerados a partir de a, {a1, a2, a3, a4, a5} e 5 atributos gerados a partir de b,
{b1, b2, b3, b4, b5}. A esolha dos atributos a serem omparados nesta análise foi feita a par-tir desses 10 atributos sintétios, optando-se pelo par (ai e bj) de atributos om maioresdiferenças nos valores de suas medidas de relevânia.Em todos os asos, apesar de variações maiores e menores, o atributo que apresentoumaior valor da medida de relevânia proposta deu origem a uma lassi�ação de melhorauráia. Assim, pode-se dizer que a medida de relevânia proposta também pode serutilizada para a omparação de atributos de uma mesma base, ontribuindo para a seleçãodos melhores atributos a serem onsiderados pelo lassi�ador.



4.4 Bases de Dados Híbridas - Resultados e Análises 48

Figura 4.18: Comparação de dois atributos multivalorados da mesma base



Capítulo 5
Conlusões
O trabalho desenvolvido teve omo objetivo propor e avaliar uma medida de relevâniapara atributos multivalorados no ontexto de lassi�ação. A medida proposta baseia-se na diferença das probabilidades de ada lasse oorrer, para ada valor do atributomultivalorado em questão. Quanto maior for essa diferença (em média, para todos osvalores do atributo), maior será a relevânia do atributo multivalorado segundo a medidaproposta.Como não existem na literatura outras medidas de relevânia para esse tipo de atri-buto, o objetivo da avaliação não foi fazer uma análise omparativa om outras medidas,mas sim veri�ar se a medida proposta pode ser útil para seleionar atributos numa etapaque anteede o proesso de lassi�ação. Mais espei�amente, foi utilizado um algoritmode lassi�ação lazy, o k-NN, om três diferentes medidas de distânia para atributosmultivalorados: RIBL, Tanimoto e Average Linking.Foram feitos quatro tipos de testes, em bases reais e híbridas, e foi possível ompro-var que na maioria das vezes a medida proposta é um bom indiador da qualidade deum atributo multivalorado. Essa medida poderia ser bastante útil em ombinação omalgoritmos de seleção de atributos que seguem a abordagem �lter.As avaliações realizadas nos experimentos e as onlusões obtidas a partir delas sãodesritas a seguir.A1) Para ada atributo multivalorado avaliado, foi veri�ado que o valor da medidade relevânia é ompatível om a auráia da lassi�ação quando esse atributo é utilizadoisoladamente, ou seja, omo o únio atributo utilizado pelo lassi�ador. Para um valoralto da medida de relevânia (aima de 0,7), a auráia foi, na maioria das vezes, maiordo que o perentual da lasse mais freqüente. Por outro lado, para valores baixos da



5 Conlusões 50medida de relevânia, a auráia se manteve equivalente ou abaixo do valor da lasse maisfreqüente.A2) Foram omparados os resultados de auráia da lassi�ação para uma deter-minada base em duas situações: (a) utilização de um onjunto de atributos que englobaos outros atributos da base (monovalorados) e mais o atributo multivalorado e (b) uti-lização de um onjunto de atributos que engloba somente os atributos monovalorados,sem a partiipação do atributo multivalorado. O valor da medida de relevânia do atri-buto multivalorado, nesses dois ontextos, foi oerente: quando a medida de relevâniaapresentou um valor alto, a inlusão do atributo multivalorado no onjunto de atributosutilizados na lassi�ação (quando omparadas as situações (a) e (b)), melhorou os valoresde auráia do lassi�ador. É importante ressaltar que o resultado desse experimento émuito sensível à qualidade dos atributos monovalorados que estão sendo ombinados omo atributo multivalorado.A3) Com as variações realizadas nas bases híbridas, aumentando e diminuindo asdiferenças entre as probabilidades das lasses, a medida de relevânia tem seu valor alte-rado. Com essa avaliação, foi possível veri�ar que a auráia do lassi�ador aompanhao omportamento da medida de relevânia, ou seja, para medidas mais altas foram obtidasauráias mais altas e vie-versa.A4) Foi veri�ado que a medida de relevânia pode ser usada para omparar doisatributos multivalorados dentro de uma mesma base. Para um atributo om medida derelevânia maior, a auráia obtida na lassi�ação om o uso desse atributo foi melhor.Vale lembrar que as auráias foram obtidas om a utilização do atributo multivaloradoisolado na lassi�ação, sem a in�uênia dos atributos monovalorados.Apesar de não ter sido o foo do trabalho, foi possível analisar o omportamento de trêsmedidas de distânia de onjuntos, utilizadas em algoritmos do tipo lazy : RIBL, Tanimotoe Average Linking. A medida RIBL apresenta uma de�iênia grave quando utilizadaom atributos multivalorados, pois é muito sensível à diferença entre as quantidades dosdois onjuntos omparados, gerando distorções e até situações ontraditórias. A medidaAverage Linking teve um bom desempenho, apesar de também apresentar problemas, jáque algumas vezes onsidera diferente de zero a distânia entre dois onjuntos idêntios. Amedida Tanimoto paree ter as araterístias mais adequadas à omparação de atributosmultivalorados. Porém, não podemos a�rmar ategoriamente qual a melhor de distâniapara esse tipo de atributo. Cada uma possui araterístias distintas que vão se adequara diferentes tipos de ontextos e objetivos.



5 Conlusões 51Trabalhos FuturosA medida de relevânia de atributos multivalorados proposta neste trabalho levaem onsideração a qualidade do atributo de forma isolada. Um estudo mais elaboradopoderia ser realizado om o objetivo de onstruir uma medida que levasse em onsideraçãoa in�uênia entre os atributos da base.Uma outra sugestão de trabalho futuro baseado nesta pesquisa é a onstrução deuma medida de relevânia de atributos multivalorados que possa ser apliada a bases ommais de duas lasses. A medida proposta neste trabalho leva em onsideração a diferençaentre as probabilidades das duas lasses. Uma das formas de apliar este oneito paravárias bases seria através da utilização de um valor de desvio padrão entre as médias deprobabilidades de ada lasse. Um atributo poderia ser onsiderado bom quando o valorda medida de relevânia fosse maior que o desvio padrão para uma das lasses e menorque o desvio padrão para as demais.



52
APÊNDICE A -- Detalhamento das Bases de Dados
Neste apêndie são desritas as tabelas utilizadas nos experimentos, de forma detalhada.Para ada tabela, são listados os seus atributos e respetivos domínios.A Tabela A.1 apresenta a desrição dos atributos da base KDD Cup 2000. Nosgrá�os das Figuras 4.12, 4.13 e 4.14, do Capítulo 4, o grupo de atributos seleiona-dos aleatoriamente, para montar o onjunto de atributos onsiderado �ruim�, é ompostopelos seguinte atributos: {WhihDoYouWearMostFrequent, HowDoYouDressForWork, How-ManyPairsDoYouPurhase, HowOftenDoYouPurhase, Age, MaritalStatus, OwnOrRentHome,NumberOfVehiles, Gender, PreseneOfChildren}.O melhor onjunto de atributos, seleionados por um algoritmo de seleção da fer-ramenta Weka, é omposto pelos seguintes atributos: {WhihDoYouWearMostFrequent,HowDoYouDressForWork, HowDidYouHearAboutUs, SendEmail, USState, PreseneOfChildren,EstimatedInomeCode, HomeMarketValue, AvailableHomeEquity, Oupation}.Atributo DomínioWhihDoYouWearMostFrequent lista om 5 itens de produtosHowDoYouDressForWork lista om 5 tipos de estilos de roupasHowManyPairsDoYouPurhase lista om 5 faixas de quantidadesYourFavoriteLegwearBrand lista om 16 itens de produtosHowDidYouHearAboutUs lista om 6 itens de fontes de informaçãoSendEmail {NULL, True, False}HowOftenDoYouPurhase lista om 5 faixas de frequêniaUSState lista om 50 siglas de estados amerianosEmail lista om 8 domínios de emailsAountStatus {Loked-Out, Ative}TrukOwner {True, False}RVOwner {True, False}



Apêndie A -- Detalhamento das Bases de Dados 53MotoryleOwner {True, False}ValueOfAllVehiles numérioAge numérioOtherIndivAge numérioMaritalStatus lista om 4 tipos de estado ivilWorkingWoman {True, False}MailResponder {True, False}BankCardHolder {True, False}GasCardHolder {True, False}UnknownCardType {True, False}TECardHolder {True, False}PremiumCardHolder {True, False}NumberOfAdults numérioEstimatedInomeCode lista om 9 faixas salariaisHomeMarketValue lista om 20 faixas de despesasNewCarBuyer {True, NULL}VehileLifestyle lista om 8 estilos de veíulosPreseneOfPool {True, False}OwnOrRentHome {Owner, Renter}LengthOfResidene numérioMailOrderBuyer {True, False}YearHomeWasBought {50s, 60s, 70s, 80s, 90s, ?}NumberOfVehiles numérioCRAInomeClassifiation {1,2,3,4,?}NumberOfCreditLines {1,2,3,4,5,6,7,8,9,?}SpeialityStoreRetail {True, False}OilRetailAtivity {True, False}BankRetailAtivity {True, False}FinaneRetailAtivity {True, False}MisellaneousRetailAtivity {True, False}UpsaleRetail {True, False}UpsaleSpeialityRetail {True, False}RetailAtivity {True, False}DwellingUnitSize {SINGLE-FAMILY, MULTI-FAMILY}AvailableHomeEquity lista om 16 itensMinorityCensusTrat {True, False}



Apêndie A -- Detalhamento das Bases de Dados 54Gender {Male, Female}Oupation lista om 18 tipos de oupaçãoOtherIndivGender {Male, Female, NULL}OtherIndivOupation lista om 15 itens de oupaçãoPreseneOfChildren {True, False}UpsaleCardHolder {True, False}Tabela A.1: Base KDD - Atributos da tabela ClienteA Tabela A.2 apresenta a desrição dos atributos da base EBooks. Nos grá�os dasFiguras 4.12, 4.13 e 4.14, do Capítulo 4, o pior onjunto de atributos para a lasse Sex é:{kids, mail}, e para a lasse Kids é: {auto, sex}.O melhor onjunto de atributos para a lasse Sex é: {nation, auto}, e para a lasseKids é: {mail, nation}.Quando a lasse onsiderada é Sex, o atributo sex não é utilizado. E quando a lasseé Kids, o atributo kids não é utilizado.Atributo Domínionation {AD,AI,AL,AT,AU,AW,CA,CN,DE,DZ,GB,GT,ID,KR,TW,US,UZ}auto {0,1}mail {0,1}sex {1,2}kids {0,1}Tabela A.2: Base EBooks - Atributos da tabela CustomerA Tabela A.3 apresenta a desrição dos atributos da base IBGE POF 2002. Nosgrá�os das Figuras 4.12, 4.13 e 4.14, do Capítulo 4, o pior onjunto de atributos para alasse Cartão de rédito é: {sexo, idade, od-posiao-oup}, e para a lasse Sexo é: {idade,artao, vl-despesa}.O melhor onjunto de atributos para a lasse Cartão de rédito é: {od-oupaao,vl-despesa, nivel-instru}, e para a lasse Sexo é: {od-oupaao, od-posiao-oup, nivel-instru}.Quando a lasse onsiderada é Cartão de rédito, o atributo artão não é utilizado. Equando a lasse é Sexo, o atributo sexo não é utilizado.



Apêndie A -- Detalhamento das Bases de Dados 55Atributo Domíniosexo {1, 2}artao {1, 2}idade numérionivel-instru {00,02,04,05,06,07,08,09,10,11,13,14,15,16,88}titular-plano-saude {1,2}od-posiao-oup {01,02,03,04,05,06,07}od-oupaao lista om 187 ódigos de oupaçãovl-despesa numérioTabela A.3: Base IBGE2002 - Atributos da tabela MoradorA Tabela A.4 apresenta a desrição dos atributos da base IBGE POF 1999. Quandoa lasse onsiderada é Tamanho da Família, o atributo num-tamfam não é utilizado. Equando a lasse é Faixa de Renda, o atributo od-renda não é utilizado.Atributo Domíniood-idade {01,02,03,04,05,06,07,08,09,10}num-tamfam numériood-renda {0,1,2,3,4,5,6,7,8,9,10}Tabela A.4: Base IBGE1999 - Atributos da tabela Família
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