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Resumo

O problema Particionamento de Grafos por Edição de Arestas, mais conhecido
na literatura como Edição de Clusters, é definido da seguinte forma: dado um grafo
G, transformá-lo num grafo de clusters (uma união disjunta de cliques) através de um
conjunto de operações de edição de arestas de custo mı́nimo. Cada operação de edição de
arestas consiste em adicionar ou remover uma aresta. O problema é NP-Dif́ıcil e modela
aplicações em processamento de imagens e biologia computacional, para citar algumas.

Este trabalho aborda também a variante não ponderada do problema. As principais
contribuições desse trabalho são: resultados teóricos em redução e geração de instâncias,
heuŕısticas e um algoritmo composto por heuŕıstica mais método exato baseado em par-
tição de conjuntos. Em relação aos algoritmos propostos, testes computacionais mostram
que são obtidas soluções ótimas para todas as instâncias testadas cujo ótimo é conhecido.
Além disso, os tempos computacionais são muito pequenos em comparação com métodos
exatos. Os algoritmos combinados, por sua vez, são capazes de resolver instâncias muito
grandes dentro de um limite de tempo bastante razoável e com melhor qualidade quando
comparados com outras heuŕısticas existentes na literatura.



Abstract

The Cluster Editing problem is defined as follows: given a graph G, transform it into
a cluster graph (a disjoint union of cliques) by performing a set of edge edition operations
of minimum cost. Each edge edition operation consists of adding or removing an edge.
The problem is known to be NP-hard and models applications in image processing and
computational biology, to name just a few.

This work studies also the unweighted variant of the problem where the weights asso-
ciated with edges in E(G) are unitary. The main contributions of this work are theoretical
results in data reduction and instance generation, heuristic algorithms and a hybrid al-
gorithm composed by an heuristic coupled to an exact method based on set partitioning.
Tests on benchmark instances show that the proposed algorithms obtain optimum solu-
tions for all known optimum instances tested. Moreover, computational times are very
small in comparison with exact methods. Combined algorithms are also capable of solving
very large instances within a reasonable time limit and with better quality when compared
to other heuristics found in literature.
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4. Heuŕısticas
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5.12 Influência de n sobre os resultados com Redução Dinâmica . . . . . . . . . 84
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máximo. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64
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5.31 Instâncias C2 de tamanho grande. Critério de parada: solução alvo e limite
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Capítulo 1

Introdução

A tarefa de clusterização de objetos, de acordo com suas similaridades e dissimilaridades,

é um tema muito frequente, sobretudo nas áreas de computação, engenharia e estat́ıstica.

Este trabalho aborda um problema espećıfico de clusterização chamado Particiona-

mento de Grafos por Edição de Arestas ou, como é mais comumente conhecido

na literatura, Edição de Clusters. Daqui em diante, o problema será chamado apenas

de Edição de Clusters.

Edição de Clusters pode ser definido sucintamente como se segue. Dado um grafo

G não direcionado e sem laços tal que, para cada par de vértices a, b pertencentes ao seu

conjunto de vértices, existe um custo associado custo(ab) ∈ R. Uma clique de G é um

subconjunto de seus vértices tais que cada dois vértices desse subconjunto são conectados

por uma aresta. O objetivo é transformar G numa união de cliques independentes entre

si (ou seja, não há arestas entre vértices de cliques distintas), através da adição e/ou

remoção de arestas, com custo mı́nimo. Se a função de custo atribui valor unitário para

todos os pares a, b então considera-se o caso especial do problema chamado Edição de

Clusters Sem Pesos.

Figura 1.1: Instância do problema Edição de Clusters e sua solução.

A Figura 1.1 ilustra um exemplo onde uma instância do problema (grafo mais à
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esquerda) que é resolvida através da adição de uma aresta e remoção de outra. O grafo

mais à direita corresponde a uma solução do problema.

Considere, por exemplo, o problema de classificação filogenética de protéınas descrito

a seguir:

Entrada: Sequências de protéınas obtidas dos genomas de um grupo de organismos.

Objetivo: Identificar quais sequências possuem relação fenot́ıpica (posśıvel ancestral

comum).

Este problema é um caso prático do problema Edição de Clusters. Em termos de

modelagem, cada sequência de protéınas é associada a um vértice do grafo e para cada

par de vértices há um valor de similaridade estat́ıstica entre as protéınas. Para calcular

a similaridade entre duas protéınas é utilizado o algoritmo Basic Local Alignment Search

Tool (BLAST) (ALTSCHUL et al., 1990).

Dada uma solução do problema de classificação filogenética de protéınas, os orga-

nismos cujo genoma possui as sequências de protéınas que ficaram num mesmo cluster

possuem um provável ancestral comum. No caso dos organismos cujo genoma possui as

sequências de protéınas que ficaram em clusters distintos, é improvável que estes possuam

ancestral comum.

Uma das metas desse trabalho é contribuir com heuŕısticas para a solução do pro-

blema Edição de Clusters. Muitas aplicações apresentam instâncias muito grandes

e, nesses casos, a utilização de métodos exatos nem sempre é posśıvel. O presente traba-

lho objetiva ainda contribuições teóricas e emṕıricas nas áreas de geração e redução de

instâncias e algoritmos h́ıbridos. Esse trabalho produziu as publicações (BASTOS et al.,

2011a) (publicado) e (BASTOS et al., 2011b) (submetido).

O texto está dividido da seguinte forma. O Caṕıtulo 2 é dedicado à apresentação do

problema. Fala da importância do problema, apresenta notações e definições do problema

e discute a sua complexidade computacional. Além disso, o caṕıtulo faz um apanhado dos

trabalhos da literatura mais relevantes relacionados ao problema e descreve a formulação

matemática utilizada ao longo do trabalho. O Caṕıtulo 3 fala dos estudos relacionados à

geração e redução de instâncias. São abordados os fundamentos teóricos relacionados à

geração de grafos aleatórios. Dois algoritmos de geração de instâncias para Edição de

Clusters são detalhados. Além disso, o caṕıtulo apresenta algumas regras de redução

encontradas na literatura e propõe uma nova regra. No Caṕıtulo 4, são detalhadas as

contribuições para Edição de Clusters em termos de algoritmos. Essas contribuições
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incluem uma heuŕıstica GRASP com RVND, uma heuŕıstica ILS com RVND, uma abor-

dagem h́ıbrida composta por heuŕıstica combinada com algoritmo exato e uma heuŕıstica

de redução. Os resultados de vários experimentos objetivando a avaliação das soluções

propostas no trabalho são apresentados e discutidos no Caṕıtulo 5. O Caṕıtulo 6 finaliza

com conclusões e sugestões para trabalhos futuros.



Capítulo 2

O Problema de Edição de Clusters

Este caṕıtulo aborda, com maiores detalhes, o problema Edição de Clusters. Inicial-

mente, na Seção 2.1, é discutida a importância do problema. Em, seguida, na Seção 2.2,

são definidos alguns conceitos importantes e o problema propriamente dito. Na Seção 2.4,

é feito um apanhado sobre os principais trabalhos, dispońıveis na literatura, relaciona-

dos ao tema da tese. Finalmente, na Seção 2.5, a formulação matemática utilizada nesse

trabalho é brevemente discutida.

2.1 Importância

Clusterização é um tema central nas áreas de computação, engenharia e estat́ıstica. Su-

cintamente, clusterizar significa particionar elementos de um conjunto em subconjuntos,

de acordo com critérios de similaridade. De forma geral, pode-se dizer que, elementos

mais similares devem ficar num mesmo subconjunto e elementos menos similares em sub-

conjuntos diferentes.

Existem muitos problemas envolvendo clusterização. Cada problema em particular

está geralmente relacionado a uma ou mais aplicações práticas importantes. A literatura

está repleta de trabalhos, nas mais diversas áreas do conhecimento, sobre problemas de

clusterização. Isso mostra a importância e a aplicabilidade da clusterização, sobretudo,

na análise exploratória de dados (XU; WUNSCH, 2008).

Edição de Clusters é um caso particular de clusterização com possibilidade de

aplicação em áreas como biologia computacional (HARTUV et al., 2000; SHARAN et al.,

2003), processamento de imagens (WU; LEAHY, 1993), aprendizagem de máquina (BAN-

SAL et al., 2004), mineração de dados (BERKHIN, 2006), World Wide Web (DEAN; HENZIN-
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GER, 1999), VLSI design (HAGEN; KAHNG, 1991), recuperação de informação (HEARST;

PEDERSEN, 1996), e outras. No entanto, o presente trabalho não foca em nenhuma aplica-

ção prática em especial. As contribuições de natureza teórica e também algoŕıtmica não

levam em consideração nenhum aspecto espećıfico de uma ou mais aplicações práticas.

Por conta disso, essas contribuições podem ser aproveitadas para qualquer aplicação prá-

tica que possa ser modelada adequadamente para o Edição de Clusters. Além disso,

dada uma aplicação em especial do problema, melhorias em nossos métodos podem ser

desenvolvidas para se beneficiar de caracteŕısticas espećıficas desta aplicação.

2.2 Notação e De�nição do Problema

Seja G um grafo conectado, não direcionado e sem laços. O seu conjunto de vértices é

denotado por V (G) com n = |V (G)| e o conjunto de arestas por E(G) com m = |E(G)|.
Definimos também o conjunto E(G) como o complemento de E(G). Um par de vértices

ab é dito uma aresta se, e somente se, ab ∈ E(G) e dito uma não aresta se, e somente

se, ab ∈ E(G). Um custo é associado a cada aresta (não aresta) pela função de custo

custo(ab) ∈ R de forma que custo(ab) > 0 para arestas e custo(ab) < 0 para não arestas.

Dois vértices a e b são vizinhos (resp. não vizinhos) se a aresta ab ∈ E(G) (resp.

ab ∈ E(G)). O conjunto de vizinhos (resp. não vizinhos) de a num subconjunto S ⊆ V

é denotado por N(a, S) (resp. N(a, S)). Quando S = V (G), N(a, S) é simplificado para

N(a) e N(a, S) para N(a). Adicionalmente, N [a] = N(a) ∪ {a} e N [a] = N(a) ∪ {a}.

Seja V ′ ⊆ V (G); dizemos que G− V ′ é o grafo derivado de G pela remoção de todos

os vértices de V ′. Um grafo H é um subgrafo induzido de um grafo G se V (H) ⊆ V (G)

e a seguinte propriedade é verdadeira: se ab ∈ E(G) e a, b ∈ V (H) então ab ∈ E(H).

Uma clique é um subconjunto de vértices adjacentes dois a dois. Um grafo completo é um

grafo cujo conjunto de vértices é uma clique. Uma união disjunta de grafos G1, . . . , Gq

é o grafo com conjunto de vértices ∪qi=1V (Gi) e conjunto de arestas ∪qi=1E(Gi) tal que

∩qi=1V (Gi) = ∅. Um grafo de clusters é uma união disjunta de grafos completos; as cliques

que definem os conjuntos de vértices de tais grafos completos são chamadas de clusters.

Um vértice isolado é um vértice sem vizinhos. A distância entre dois vértices a, b ∈ V (G),

denotada por dG(a, b), é o menor comprimento (em número de arestas) de um caminho

ligando a e b em G. Se não houver um caminho ligando a e b em G então dG(a, b) =∞.

O diâmetro de um grafo G é definido como diam(G) = max{dG(a, b) | a, b ∈ V (G)}. Uma

edição de arestas num par a, b de vértices de um grafo G é uma operação que consiste em



2.2 Notação e Definição do Problema 6

remover a aresta ab (se ab ∈ E(G)) ou adicionar a aresta ab (se ab /∈ E(G)). No primeiro

caso, a operação se chama remoção de aresta, e no segundo adição de aresta.

As versões de otimização do problema estudadas nesse trabalho são definidas como se

segue.

Edição de Clusters Sem Pesos: Dado um grafo não direcionado G, encontrar

uma partição em cliques disjuntas a partir de G pela edição do número mı́nimo posśıvel

de arestas. Esta é a versão de otimização do problema sem pesos.

Edição de Clusters: Dado um grafo não direcionado G, com custos de modificação

para cada par de vértices, encontrar uma partição em cliques disjuntas a partir de G pela

edição de arestas de forma que o custo total dessas edições seja mı́nimo. Esta é a versão

de otimização do problema com pesos.

Para um grafo G, Edição de Clusters(G) denota o problema Edição de Clus-

ters com entrada G. Dizemos que G′ é uma solução de Edição de Clusters(G) se

V (G′) = V (G) e G′ é um grafo de clusters. O número de clusters q de uma solução

qualquer é arbitrário e corresponde ao tamanho da solução. O custo de uma solução

G′ é definido por custo(G′). Definimos opt(G) = min{custo(G′) | G′ é uma solução de

Edição de Clusters(G) }. Uma solução G′ de Edição de Clusters(G) é ótima se

custo(G′) = opt(G). De acordo com essa terminologia/notação, o problema com o qual

lidamos neste trabalho pode ser definido da seguinte forma: dado um grafo G, encontrar

uma solução ótima G′ de Edição de Clusters(G).

O custo de uma solução pode ser definido como se segue. Dado um grafo G, o custo

de um vértice a ∈ V (G) relativo ao subconjunto S ⊆ V (G) é definido por custo(a, S) =∑
b∈N(a,S) custo(ab). E o seu complemento custo(a, S) =

∑
b∈N(a,S) |custo(ab)|. Vamos

definir também funções de custo sobre subconjuntos de vértices. Dessa forma, custo(S)

=
∑

a,b∈S,custo(ab)<0 |custo(ab)| representa o custo absoluto das não arestas cujos extremos

estão em S. Por sua vez, custo(S) = 1
2

∑
a∈S,b∈V (G)\S,custo(ab)>0 custo(ab) corresponde à

metade do custo das arestas com um vértice adjacente em S e outro fora de S. Dessa

maneira, o custo total de S é custototal(S) = custo(S) + custo(S). Note que o custo da

solução G′ formada pelos clusters C1, . . . , Cq é dado por custo(G′) =
∑q

i=1 custototal(Ci).

Isso corresponde exatamente ao custo de adicionar e remover arestas para transformar G

em G′.

Seja Pn o grafo correspondente a um caminho de n vertices. É um exerćıcio simples

mostrar que G é um grafo de clusters se, e somente se, G não contém nenhum P3 como
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um subgrafo induzido. O grafo P3 é também chamado de conflito. Note que Edição

de Clusters(G) pode também ser definido como: encontrar o conjunto de edições de

arestas de custo mı́nimo que “resolva” todos os conflitos. Seja abc um conflito em G; este

pode ser resolvido pela adição da aresta ac ou remoção de uma das arestas ab, bc.

Se proibirmos as operações de adição de arestas geramos o subproblema chamado de

Cluster Deletion e se proibirmos as operações de remoção de arestas geramos o subpro-

blema chamado de Cluster Completion. Esse último é um problema que pode ser facil-

mente resolvido em tempo polinomial (SHAMIR et al., 2004) por um algoritmo de busca

em profundidade, por exemplo. A tarefa consiste em encontrar todos os componentes co-

nexos do grafo do problema e, em seguida, eliminar todos os conflitos através de adições

de arestas dentro de cada componente.

2.3 Complexidade Computacional

Nesta seção, discutimos a complexidade computacional do problema de edição de clusters

e mostramos que o problema Edição de Clusters Sem Pesos pertence à classe NP-

Dif́ıcil mesmo restrito a grafos de diâmetro dois (Veja o Teorema 1).

Considere o seguinte problema de decisão:

Entrada: Um grafo não direcionado G e um inteiro k.

Pergunta: É posśıvel formar uma partição em cliques disjuntas a partir de G pela

edição de no máximo k arestas?

Esse problema é chamado de Edição de Clusters Sem Pesos (Versão de De-

cisão) e pertence à classe de complexidade NP-Completo (SHAMIR et al., 2004).

Edição de Clusters Sem Pesos é NP-Dif́ıcil, uma vez que Edição de Clus-

ters Sem Pesos (Versão de Decisão) é Turing-redut́ıvel em tempo polinomial para

Edição de Clusters Sem Pesos. Neste caso, Edição de Clusters Sem Pesos

(Versão de Decisão) pode ser resolvido em tempo polinomial por uma máquina orá-

culo que, por sua vez, é utilizada em chamadas consecutivas partindo de k = 0 e incre-

mentando o valor de k a cada chamada, até encontrar o menor k que possua solução e,

portanto, resolvendo Edição de Clusters Sem Pesos.

Edição de Clusters é NP-Dif́ıcil também porque o mesmo é uma generalização do

caso sem pesos.
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Teorema 1. Edição de Clusters Sem Pesos é NP-Dif́ıcil mesmo restrito a grafos

de diâmetro dois.

Prova Seja G uma instância do Edição de Clusters Sem Pesos com n vértices.

Constrúımos um grafo G′ de diâmetro dois tal que opt(G) ≤ k se, e somente se, opt(G′) ≤
k + n (Veja a Figura 2.1). Defina V (G′) = V (G)∪C, onde C é um subconjunto de n+ 2

novos vértices, i.e., |C| = n + 2 e C ∩ V (G) = ∅. Escolha um vértice c ∈ C e defina

E(G′) = E(G)∪{ac | a ∈ V (G)}∪{c′c′′ | c′, c′′ ∈ C, c′ 6= c′′}. Em outras palavras, o grafo

G′ é constrúıdo ao se adicionar a G uma clique C contendo um vértice especial c ligado a

todos os vértices em G. Note que dG′(a, b) ≤ 2 para todo a, b ∈ V (G′).

G G'

. . .
. . .

. . .

G

Figura 2.1: Grafos G e G′ utilizados na prova do Teorema 1.

Seja H uma solução de Edição de Clusters Sem Pesos(G) que satisfaça custo(H)

≤ k. Uma solução H ′ de Edição de Clusters Sem Pesos(G′) que satisfaça custo(H ′)

≤ k + n pode ser facilmente obtida ao se efetuar as mesmas edições de arestas que as

feitas em H, somando-as a n remoções de arestas envolvendo pares a, c para a ∈ V (G).

Reciprocamente, seja H ′ uma solução de Edição de Clusters Sem Pesos(G′) que

satisfaça custo(H ′) ≤ k + n. Constrúımos primeiramente a partir de H ′ outra solução de

Edição de Clusters Sem Pesos(G′) com custo não maior que custo(H ′), da seguinte

forma: (i) aplicar repetidamente a seguinte operação, enquanto posśıvel: se há uma clique

D em H ′ tal que D ∩ V (G) 6= ∅ e D ∩ C 6= ∅, remova o subconjunto de arestas {ad ∈
E(H ′) | a ∈ D ∩ V (G), d ∈ D ∩ C} (em outras palavras, divida D em cliques D1 e D2

tais que D1 = D ∩ V (G) e D2 = D ∩ C); (ii) se houver cliques distintas D1, D2, . . . , Dq

em H ′ tais que Di ⊆ C para i = 1, . . . , q, adicione o subconjunto de arestas {c′c′′ | c′ ∈
Di, c

′′ ∈ Dj, 1 ≤ i < j ≤ q} (em outras palavras, agrupe todas as cliques Di numa única

clique). Seja H ′′ a nova solução obtida depois de efetuar os passos (i) e (ii). Note que

custo(H ′′) ≤ custo(H ′). Além disso, C é uma das cliques de H ′′, i.e., n remoções de arestas
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envolvendo pares a, c para a ∈ V (G) são contabilizadas em custo(H ′′). Assim H = H ′′−C
é uma solução de Edição de Clusters Sem Pesos(G) tal que custo(H) ≤ k.

2.4 Literatura

Desde o final da década de 1970 (pelo menos) aparecem publicações voltadas ao problema

de encontrar cliques num grafo. Por exemplo, em (GUPTA; PALIT, 1979) os autores utilizam

um sistema de equações booleanas relacionadas ao grafo de entrada. Quando solucionadas,

essas equações indicam as cliques do grafo. A partir de então apareceram trabalhos

relacionados a particionamento de grafos em cliques como, por exemplo (AMORIM et al.,

1992; MILOSAVLJEVIC et al., 1995; BEN-DOR et al., 1999; SHARAN et al., 2003). Alguns

trabalhos propõe métodos exatos (GRAMM et al., 2005; DAMASCHKE, 2006; DEHNE et al.,

2006; RAHMANN et al., 2007; BÖCKER et al., 2009) e outros apresentam heuŕısticas (DEHNE

et al., 2006; WITTKOP et al., 2007; RAHMANN et al., 2007) para a solução do problema. As

versões do problema estudadas neste trabalho, ou seja Edição de Clusters e Edição

de Clusters Sem Pesos , foram definidas precisamente em (SHAMIR et al., 2004). Os

autores estudaram também a complexidade computacional do problema. A partir desse

ponto do texto, exceto se explicitamente apontado, serão apresentados apenas os trabalhos

relacionados a Edição de Clusters e Edição de Clusters Sem Pesos .

São apresentados a seguir os principais trabalhos dispońıveis na literatura onde apa-

recem heuŕısticas para a solução do problema.

Um dos primeiros algoritmos heuŕısticos para solução do Edição de Clusters se

encontra em (MILOSAVLJEVIC et al., 1995). A heuŕıstica é gulosa, muito simples e consiste

no seguinte: dado o grafo G, selecionar o primeiro vértice de V (G) e colocar num cluster

C. Em seguida colocar em C os demais elementos de V (G) cuja similaridade com C seja

maior do que um determinado limiar t. O processo é repetido até que não reste vértices em

V (G) desalocados. Essa heuŕıstica, chamada na literatura de GREEDY, foi usada para

sequenciamento de DNA. Os autores utilizaram um conjunto de controle para calibrar e

testar o algoritmo. Mais tarde, uma versão melhorada foi proposta em (BEN-DOR et al.,

1999) para encontrar expressões gênicas em amostras de DNA. A principal diferença é

que no último caso, a construção dos clusters é mais dinâmica permitindo entrada e sáıda

de vértices de um dado cluster com base em t.

Outro algoritmo heuŕıstico foi proposto para Edição de Clusters em (HARTUV et
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al., 2000). Nesse caso, a heuŕıstica (chamada de HCS) separa o grafo em clusters com

base no corte mı́nimo do grafo. Ou seja, dado um grafo de entrada G, ela determina

se o grafo deve ser um cluster ou não dependendo do valor do seu corte mı́nimo. Se o

valor do corte mı́nimo de G for muito elevado, o algoritmo para e G é considerado um

cluster, caso contrário, as arestas do corte mı́nimo são removidas formando dois subgrafos

G1, G2. O algoritmo continua analisando G1, G2 recursivamente até que não seja mais

posśıvel dividi-los. Os autores comparam o seu algoritmo com a heuŕıstica GREEDY

de (MILOSAVLJEVIC et al., 1995) e mostram que os resultados do mesmo são melhores

sobretudo para as instâncias maiores.

Em (SHARAN et al., 2003), é proposto um algoritmo heuŕıstico mais sofisticado para

Edição de Clusters chamado de CLICK. O algoritmo utiliza a heuŕıstica de (HARTUV

et al., 2000) como núcleo do seu funcionamento mas adiciona vários outros procedimentos.

São empregadas funções estat́ısticas na tentativa de identificar os kernels dos clusters,

ou seja, subconjuntos de elementos semelhantes que provavelmente façam parte dos clus-

ters exatos. A partir desses kernels, vários procedimentos heuŕısticos são utilizados para

transformá-los nos clusters da solução. Contudo, os autores apontaram várias limitações

do seu método: por exemplo, o modelo probabiĺıstico necessário para identificação dos

kernels nem sempre é apropriado. O algoritmo também mostrou falhas na identificação

de clusters pequenos. Ainda assim, foram obtidos bons resultados para vários conjuntos

de instâncias geradas a partir de dados biológicos.

Em (RAHMANN et al., 2007) duas heuŕısticas foram propostas para Edição de Clus-

ters: uma gulosa e outra baseada na arrumação espacial dos vértices. Logo em seguida, a

segunda heuŕıstica foi aperfeiçoada e utilizada para clusterização de protéınas (WITTKOP

et al., 2007). A nova heuŕıstica, chamada de FORCE, tenta encontrar uma disposição dos

vértices num plano bidimensional que reflita as distribuições de densidade do grafo, ou

seja, os vértices dos subgrafos com elevada conectividade devem ser posicionados próxi-

mos uns dos outros e longe dos demais. Essa arrumação define os clusters pela distância

euclidiana dos vértices. Uma fase de pós processamento tenta melhorar as soluções. Os

resultados foram comparados com um algoritmo exato parametrizado proposto também

em (RAHMANN et al., 2007). A heuŕıstica apresentou soluções de boa qualidade, muitas

delas ótimas, num tempo computacional menor. Mais tarde, em (WITTKOP et al., 2010),

foi desenvolvida uma ferramenta chamada TransClust integrando duas heuŕısticas (in-

cluindo FORCE) e um método exato para a solução do problema. Os autores do método

TransClust compararam sua abordagem contra outros métodos da literatura e mostram

que, em geral, TransClust atinge o objetivo de balanceamento entre qualidade e tempo de
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execução apresentando a mesma qualidade dos métodos exatos num tempo computacio-

nal muito menor (WITTKOP et al., 2010). Com relação a outros algoritmos heuŕısticos da

literatura, os autores evidenciaram que TC apresenta um bom desempenho comparativo

tanto em termos de qualidade quanto em termos de tempo computacional.

2.5 Formulação Matemática

Descrevemos brevemente, a seguir, a formulação utilizada nesse trabalho para a solução

exata do problema Edição de Clusters. Veja (CHARIKAR et al., 2005) para maiores

detalhes. A formulação utiliza um conjunto de variáveis binárias, uma para cada par de

vértices distintos. As restrições 2.3 garantem que as variáveis sejam binárias. Na função

objetivo 2.1, +ij indica uma aresta ligando os vértices i e j, enquanto −ij indica uma

não arestas (aresta inexistente) ligando esses vértices. Se i e j estiverem no mesmo cluster

xij = 0. Se eles estiverem em clusters diferentes xij = 1. A Figura 2.2 exibe os valores

de xij de acordo com os clusters dos vértices i e j. As restrições 2.2 garantem que, se

xij = 0 e xjk = 0 então xik = 0, ou seja, se os vértices i, j estão no cluster C1 e os vértices

j, k estão no cluster C2 então C1 e C2 são o mesmo cluster. O função objetivo busca

minimizar o número de “erros” da solução final: o número de arestas para as quais xij = 1

e o número de não arestas para as quais xij = 0.

minimizar

f(x) =
∑
+ij

xij × custo(ij) +
∑
−ij

(1− xij)× |custo(ij)| (2.1)

sujeito a

xik ≤ xij + xjk ∀i, j, k (2.2)

xij ∈ {0, 1} ∀i, j (2.3)

Os autores da formulação MinDisAgree 2.1-2.3 mostraram que o total de arestas

do grafo G com extremos em clusters diferentes é no máximo log(n) × opt(G). Além

disso, o total de não arestas com extremos no mesmo cluster é no máximo log(n) ×
opt(G). Esta informação, junto com outros bons limites, pode melhorar consideravelmente

o desempenho de um algoritmo espećıfico para o problema Edição de Clusters.
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i

k

j

xij = 1 xij = 0

Figura 2.2: Valores de xij de acordo com os clusters de i e j.



Capítulo 3

Proposta e Análise de Geração e Redução

de Instâncias

Discutimos agora como gerar instâncias aleatórias para Edição de Clusters e para o

Edição de Clusters Sem Pesos com vários ńıveis de dificuldade. A dificuldade de

uma instância é estimada a partir de um critério convencionado nesse trabalho (veja a

Seção 3.1). As discussões se fundamentam na geração de grafos aleatórios não ponderados

e, em seguida, os resultados são estendidos para grafos ponderados.

Os fundamentos teóricos relacionados à geração de grafos aleatórios são apresentados

pela Seção 3.1. Em seguida, na Seção 3.2, são descritos dois algoritmos de geração de

instâncias para o problema. Já a Seção 3.3, descreve algumas regras de redução da

literatura e apresenta as regras propostas nesse trabalho. Além disso, uma heuŕıstica é

apresentada para identificar subconjuntos de vértices candidatos à redução pela Regra 8

descrita nesse caṕıtulo.

3.1 Fundamentos Teóricos

Seguimos o conhecido modelo de grafos aleatórios proposto em (GILBERT, 1959). Deno-

tamos por G(n, p) um grafo aleatório com n vértices tais que cada aresta posśıvel ocorre

independentemente com probabilidade p. Consideramos, com respeito às discussões teó-

ricas dessa seção, G(n, p) um grafo sem pesos. Um modelo alternativo, adequado para

grafos com pesos, é o Weighted Random Graph proposto em (GARLASCHELLI, 2009). No

entanto, uma discussão teórica a respeito de grafos aleatórios com pesos deixamos como

trabalho futuro.

Para determinar a “dificuldade” de uma instância, utilizamos um critério baseado no
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número de edições de arestas necessário para atingir a otimalidade (outros critérios, como

tempo computacional, também são posśıveis): para duas instâncias G1, G2 com o mesmo

número n de vértices, dizemos que G1 é mais dif́ıcil do que G2 (ou que G2 é mais fácil do

que G1) se opt(G1) > opt(G2).

O número esperado de arestas de G(n, p) é p×n×(n−1)/2. O número p também pode

ser visto como a densidade (porcentagem esperada de arestas) de G(n, p). Intuitivamente,

o uso de valores de p próximos de 0 ou 1 (relacionados, respectivamente, a grafos esparsos

ou densos) tendem a gerar instâncias mais fáceis. Espera-se que um algoritmo para o

Edição de Clusters Sem Pesos(G(n, p)) realize poucas adições de arestas no primeiro

caso, e poucas exclusões de arestas no último. Tal comportamento é experimentalmente

testado a seguir.

O valor de opt(G(n, p)) foi calculado para vários pares n, p. A Figura 3.1 mostra os

resultados para alguns valores de n. Para um dado valor de n, cada marca no conjunto

{+,×, ∗}, com coordenadas (x, y) representa um experimento “defina p = x, gere um

grafo aleatório G(n, p) e compute y = opt(G(n, p))”. Note que, em geral, as instâncias

mais dif́ıceis estão concentradas em torno p = 0, 6. A Figura 3.2 mostra as percentagens

de remoções correspondentes dentre o número total de edições.
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Figura 3.1: Valores opt(G(n, p)) para n = 20, 25, 30.

Para interpretar as Figuras 3.1 e 3.2, recorremos à teoria de grafos aleatórios. Em

particular, nós estudamos o diâmetro do grafo aleatório G(n, p). Considere a propriedade

P : “não há dois vértices a, b de G que satisfaçam dG(a, b) ≥ 3”. A propriedade P é

claramente hereditária em subgrafos. Devido a este fato, podemos traduzir os resultados
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Figura 3.2: Percentagens de remoções de arestas com relação ao total de edições.

do modelo de Erdös-Rényi sobre grafos aleatórios (ERDÖS; RÉNYI, 1959) para o modelo

de Gilbert. Denote por [x] o inteiro mais próximo de x. Para um grafo G com n vértices

e m arestas, onde m = [p× n× (n− 1)/2], seja ξ(n,m) a porcentagem esperada de pares

a, b ∈ V (G) × V (G) com a < b, tal que dG(a, b) ≥ 3. Pela prova do Lema 1 em (KLEE;

LARMAN, 1981), p. 623, ξ(n,m) ≤ (1 − p2)(n−3)/2. Por exemplo, para n = 25 e p = 0, 6,

temos ξ(n,m) ≤ 1%. Isso mostra que a probabilidade de encontrar um par de vértices à

distância três ou mais em G é pequena quando p ≥ 0, 6. Assim:

• Para instâncias mais dif́ıceis (aquelas concentradas em torno de p = 0, 6, conforme

mostrado na Figura 3.1), o valor mais provável para o seu diâmetro é dois; esse

fato já era esperado pelo Teorema 1. Soluções ótimas são obtidas por um número

balanceado de adições e remoções (veja a Figura 3.2).

• Para as instâncias mais fáceis, a Figura 3.2 mostra dois cenários. Para p ≤ 0, 4,

remoções de arestas dominam adições de arestas, enquanto para p ≥ 0, 7 o inverso

ocorre. Vale a pena ressaltar também que para valores de p muito próximos de zero

o percentual de remoções em alguns casos cai para próximo de zero. Isso acontece

porque, nesses casos, os grafos gerados apresentam muito poucas arestas e nenhum

(ou quase nenhum) conflito. Em outras palavras, o grafo já é um grafo de clusters

ou sua solução ótima é encontrada com muito poucas remoções.

Conforme previamente mencionado, as discussões teóricas acima consideraram grafos

sem pesos. Mesmo assim, repetimos o experimento ilustrado pela Figura 3.1 para grafos
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com pesos. Para esse experimento, considere G(n, p, w) um grafo com pesos onde n é o seu

número de vértices, p é a densidade média de suas arestas e w é o peso absoluto máximo

de uma aresta. Adicionalmente, a probabilidade de qualquer aresta possuir um dado peso

w′ com 0 ≤ w′ ≤ w é a mesma para qualquer valor de w′ e a probabilidade de qualquer

não aresta possuir um dado peso w′′ com −w ≤ w′′ ≤ 0 é a mesma para qualquer valor

de w′′. O valor de opt(G(n, p, w)) foi calculado para vários valores de p, com n = 20 e

w = 20. Os resultados do teste são apresentados pela Figura 3.3. Para um dado valor

de n, cada marca no conjunto {+}, com coordenadas (x, y) representa um experimento

“defina p = x, gere um grafo aleatório G(n, p, w) e compute y = opt(G(n, p, w))”.
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Figura 3.3: Valores opt(G(n, p, w)) para n = 20 e w = 20.

Conforme apontado pela Figura 3.3, os resultados do experimento para grafos com

pesos são bastante similares aos resultados para grafos sem pesos. Novamente, as ins-

tâncias mais dif́ıceis estão concentradas em torno de p = 0, 6. Além disso, o peso médio

das arestas de G(n, p, w) é dado por wm = w/2. Semelhantemente, dado um valor de

opt(G(n, p, w)) pode-se estimar o número médio de edições de arestas por edtm(G(n, p, w))

= 2× opt(G(n, p, w))/w. Dessa forma, é posśıvel determinar a dificuldade de uma instân-

cia com base no número médio de edições necessárias para atingir a sua otimalidade e,

assim, estender os resultados teóricos dessa seção para grafos com pesos. Note, contudo,

que há diversas maneiras não uniformes de distribuir pesos entre as arestas que podem

invalidar essa conclusão. Por exemplo: distribuições euclidianas e/ou gaussianas associa-

das a informações de topologia do grafo podem dar origem a grafos mais fáceis ou mais

dif́ıceis para um dado valor de p. Isso poderia, inclusive, gerar uma figura diferente da
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Figura 3.3 ao se realizar um experimento semelhante ao que a originou.

3.2 Algoritmos de Geração

Um método simples e adequado para geração de grafos aleatórios para o problema Edição

de Clusters Sem Pesos (conforme fundamentos teóricos da Seção 3.1) é descrito pelo

Algoritmo 3.1. Como se pode verificar, as linhas 1 e 2 correspondem à iniciação do

conjunto de vértices e do conjunto de arestas, respectivamente. O primeiro inicia com n

vértices e o segundo começa vazio. O processo de geração de arestas se dá entre as linhas

3 e 9. É decidido com probabilidade p (linha 5) se uma dada aresta ij será adicionada

a E(G). Caso afirmativo, a inclusão ocorre na linha 6. Finalmente, o grafo gerado é

retornado como resultado na linha 10.

Algoritmo 3.1 Gerador de Grafos Aleatórios(n, p)

1: V (G)← {1, . . . , n}
2: E(G)← ∅
3: for i = 1→ n− 1 do
4: for j = i+ 1→ n do
5: if rand() <= p then
6: E(G)← E(G) ∪ {ij}
7: end if
8: end for
9: end for

10: return G

Para gerar grafos aleatórios com pesos basta modificar o Algoritmo 3.1 incluindo a

geração da matriz de pesos com a distribuição desejada.

A geração de grafos aleatórios conforme descrito na Seção 3.1 não são muito comuns

na literatura. Em (KOCHENBERGER et al., 2005) os autores não deixam claro qual o

método utilizado mas, devido às caracteŕısticas dos grafos gerados, acreditamos que foi

utilizada uma variação do Algoritmo 3.1 para geração de grafos com pesos. O método

mais comumente encontrado na literatura para geração de grafos artificiais é o método

descrito a seguir.

Dado um número de vértices n e uma probabilidade p, gera-se inicialmente o grafo G

com n vértices em V (G) e E(G) = ∅. Em seguida, seleciona-se uniformemente um inteiro

i ∈ [1, n] e, com isso, cria-se uma clique com i vértices escolhidos aleatoriamente a partir de

V (G). Esse processo é repetido para os n−i vértices restantes até que todos os vértices de

V (G) participem de alguma clique. Isso gera o grafo de clusters G′. Partindo de G′, cada
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aresta de E(G′) é removida com probabilidade p, bem como, cada não aresta de E(G′)

é adicionada também com probabilidade p. Este método gera grafos com agrupamentos

mais bem definidos se p não for muito elevado. De fato, valores de p pequenos tendem a

gerar instâncias muito fáceis.

Novamente, é posśıvel gerar facilmente grafos com pesos utilizando o segundo método.

Além disso, é posśıvel utilizar as informações dos clusters de G′ para realizar distribuições

gaussianas e euclidianas que favoreçam a formação de agrupamentos. Talvez seja essa

a razão pela qual a grande maioria dos trabalhos da literatura utilizem variantes desse

método para a geração de instâncias artificiais. Esse método é utilizado em (DEHNE et

al., 2006) com distribuição uniforme de pesos e em (RAHMANN et al., 2007; BÖCKER et al.,

2008a) com distribuição gaussiana de pesos.

3.3 Regras de Redução

Regras de redução são regras exatas que podem ser aplicadas recursivamente sobre o grafo

do problema de forma a reduzir a sua complexidade tanto pela redução do seu tamanho

quanto pela proibição de certas edições. Dessa forma, um algoritmo heuŕıstico ou exato

pode se beneficiar dessas reduções para aumentar a sua eficiência.

A seguir apresentamos as regras de redução que foram utilizadas nesse trabalho. Al-

gumas delas se aplicam apenas ao problema sem pesos, outras se aplicam às versões com

pesos e algumas se aplicam a ambas as versões do problema. A Regra 1, bem como a

heuŕıstica H2 relacionada à Regra 8 são propostas desse trabalho. As demais regras são

conhecidas da literatura.

Regra 1. Se dG(a, b) ≥ 3 então marque ab como não aresta permanente.

Uma não aresta permanente é uma não aresta que não pode ser editada, ou seja,

não pode ser convertida numa aresta de uma solução. Arestas permanentes são definidas

similarmente. A Regra 1 é estática, no sentido de que ela pode ser aplicada ao grafo G

durante uma fase de preprocessamento, independentemente de outras reduções.

A Figura 3.4 mostra um exemplo no qual dois vértices a e b se encontram à distância

três. A aplicação da Regra 1 torna a não aresta ab permanente.

A Regra 1 pode ser implementada para rodar em complexidade de tempo de multi-

plicação de matrizes, desde que a entrada ij da matriz (AG + I)2 seja zero se, e somente
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a b

Figura 3.4: Vértices à distância três.

se, os vértices i e j estão à distância três ou mais, onde AG é a matriz de adjacências de

G e I é a matriz identidade (GIBBONS, 1985).

A Regra 1 se baseia na Proposição 1 e se aplica a grafos sem pesos.

Proposição 1. Seja G um grafo e seja a, b ∈ V (G) tal que dG(a, b) ≥ 3. Então em qual-

quer solução ótima de Edição de Clusters Sem Pesos(G) os vértices a e b pertencem

a clusters distintos.

Prova Seja G′ uma solução ótima de Edição de Clusters Sem Pesos(G), e suponha

por contradição que a, b pertençam ao mesmo cluster C ⊆ V (G′) = V (G) (Veja a Figura

3.5). Uma vez que a e b não possuem vizinhos em comum em G, o cluster C pode ser

particionado como segue: C = C0 ∪ Ca ∪ Cb ∪ {a, b}, onde

C0 = {c ∈ C\{a, b} | ac, bc /∈ E(G)},

Ca = {c ∈ C\{a, b} | ac ∈ E(G), bc /∈ E(G)},

Cb = {c ∈ C\{a, b} | ac /∈ E(G), bc ∈ E(G)}.

a b

Ca Cb

C0

C

G'

a

b

Ca Cb

C0

C

G''

Figura 3.5: Soluções G′ e G′′ utilizadas na prova da Proposição 1.
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Assuma sem perda de generalidade que |Ca| ≥ |Cb|. Considere outra solução G′′ de

Edição de Clusters Sem Pesos(G), obtida de G′ pela remoção do subconjunto de

arestas dado por {bc ∈ E(G′) | c ∈ C\{b}}. Em outras palavras, b é um vértice isolado em

G′′. Agora comparamos custo(G′) com custo(G′′). Analisamos somente edições de arestas

envolvendo pares de vértices c, d tais que {c, d} ∩ {a, b} 6= ∅ (note que outras edições de

arestas contribuem igualmente com custo(G′) e custo(G′′)). Então segue que

custo(G′)− custo(G′′) = 2|C0|+ |Ca|+ |Cb|+ 1− (|C0|+ 2|Cb|) = |C0|+ |Ca| − |Cb|+ 1.

Isso implica que custo(G′)− custo(G′′) > 0, uma contradição.

Regra 2. Se a e b são gêmeos verdadeiros (i.e., tais que N [a] = N [b]) então marque ab

como aresta permanente.

A Regra 2 também é estática e é equivalente a lidar com os vértices-S em (PROTTI et

al., 2009) ou com as Cliques Cŕıticas em (GUO, 2009). A mesma se aplica apenas a grafos

sem pesos.

A Figura 3.6 mostra um exemplo no qual dois vértices a e b são gêmeos verdadeiros.

A aplicação da Regra 2 torna a aresta ab permanente.

a

b

Figura 3.6: Gêmeos verdadeiros.

Regra 3. Se ab, bc são arestas permanentes então marque ac como aresta permanente.

Regra 4. Se ab é uma aresta permanente e bc é uma não aresta permanente então marque

ac como não aresta permanente.

A Figura 3.7 mostra dois grafos. No primeiro (esquerda), as arestas ab e bc foram

marcadas previamente como arestas permanentes, por uma outra regra ou algoritmo. A
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aplicação da Regra 3 torna o par ac uma aresta permanente. Note que ac pode ser

originalmente aresta ou não aresta. Caso ac seja uma não aresta no grafo original, a

Regra 3 realiza também uma adição de aresta. Já no grafo mais à direita, a aresta ab e a

não aresta bc foram marcadas previamente como permanentes. Nesse caso, a aplicação da

Regra 4 marca o par ac como não aresta permanente. Caso ac seja uma aresta no grafo

original, uma remoção dessa aresta é realizada.

a

b c

a

b c

Figura 3.7: Grafos suscet́ıveis a redução pelas Regras 3 (esquerda) e 4 (direita).

As Regras 3 e 4 podem ser aplicadas tanto numa fase de processamento quanto em

tempo de execução. No último caso, por exemplo, elas podem ser aplicadas em cada nó de

um procedimento de branch-and-bound, e o seu resultado depende das escolhas prévias dos

valores das variáveis feitas durante a execução do branch atual. Essas regras se aplicam

às versões com pesos e sem pesos do problema e são utilizadas também em (GRAMM et

al., 2004).

Regra 5 (não aresta pesada). Marque uma não aresta ab como não aresta permanente

se

|custo(ab)| ≥
∑

c∈N(a) custo(ac).

A Figura 3.8 ilustra uma não aresta cuja redução pode ser realizada via aplicação da

Regra 5. Na figura, a aresta ab possui módulo do custo maior do que o somatório dos

custos das arestas entre o vértice a e seus vizinhos. Ao ser aplicada, a Regra 5 marca a

não aresta ab como permanente.

a b-7
2
1
3

Figura 3.8: Não aresta suscet́ıvel a redução via aplicação da Regra 5.
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Regra 6 (aresta pesada, terminal único). Marque uma aresta ab como aresta

permanente se

custo(ab) ≥
∑

c∈V (G)\{a,b} |custo(ac)|.

Conforme mostra a Figura 3.9, a aresta ab possui custo igual ao somatório dos módulos

dos custos das arestas entre o vértice a e seus vizinhos e das não arestas entre o vértice a

e seus não vizinhos. Dessa forma, a Regra 6 marca a aresta ab como permanente.

a b6
2
1
-3

Figura 3.9: Aresta suscet́ıvel a redução via aplicação da Regra 6.

Regra 7 (aresta pesada, ambos os terminais). Marque uma aresta ab como aresta

permanente se

custo(ab) ≥
∑

c∈N(a)\{b} custo(ac) +
∑

c∈N(b)\{a} custo(ac).

No exemplo ilustrado pela Figura 3.10 a aresta ab possui custo maior do que o soma-

tório dos módulos dos custos das arestas entre o vértice a e seus vizinhos e das arestas

entre o vértice b e seus vizinhos. A Regra 7 marca a aresta ab como permanente nesse

caso.

a b15
2
1
3

1

4

Figura 3.10: Aresta suscet́ıvel a redução via aplicação da Regra 7.

As Regras 5, 6 e 7 se aplicam apenas ao problema com pesos e correspondem às Regras

1, 2 e 3 definidas em (BÖCKER et al., 2009). A prova dessas regras bem como detalhes

adicionais são apresentados no trabalho original.

Regra 8 (quase clique). Dado um conjunto de vértices C ⊆ V (G), seja kC o valor do

corte mı́nimo do subgrafo de G induzido por C. Se
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kC ≥
∑

ab∈C,custo(ab)≤0 |custo(ab)|+
∑

a∈C,b∈V (G)\C,custo(ab)>0 custo(ab).

então marque todas as arestas e não arestas ab com a, b ∈ C como aresta permanente.

A Figura 3.11 apresenta um grafo no qual um subconjunto C ⊆ V (G) com quatro vér-

tices possui kC = 2,
∑

ab∈C,custo(ab)≤0 |custo(ab)| = 1 e
∑

a∈C,b∈V (G)\C,custo(ab)>0 custo(ab) =

1. Sendo assim, C é reduzido pela aplicação da Regra 8. Note que, nesse caso, a não

aresta com terminais no interior de C passa a ser aresta através de uma operação de

adição.

C

1

-1 1
1

1

1

1

Figura 3.11: Conjunto de vértices suscet́ıvel a redução via aplicação da Regra 8.

A Regra 8 também é proposta em (BÖCKER et al., 2009) e corresponde à Regra 4

naquele trabalho.

Como a Regra 8 não pode ser aplicada a todos os subconjuntos C ⊆ V (G) em tempo

polinomial, a escolha de subconjuntos candidatos razoáveis é feita heuristicamente.

A heuŕıstica proposta no trabalho original (H1) inicia com C = a, maximizando o valor

de
∑

b∈V (G)\{a} |custo(ab)|, e sucessivamente adiciona vértices tais que, em cada passo, o

vértice c ∈ V (G)\C com conectividade máxima
∑

b∈C custo(bc) é adicionado. Caso a

conectividade do melhor vértice seja duas vezes maior do que a do último adicionado,

uma tentativa de aplicação da regra 8 em C é realizada. Se a aplicação da regra for

efetiva, transformando C em um único vértice, o processo é reiniciado. Caso contrário

novos vértices são adicionados a C até que o próximo candidato possua mais vizinhos em

V (G)\C do que em C.

Como uma alternativa complementar, propomos uma nova heuŕıstica (H2) para a

Regra 8. O Algoritmo 3.2 ilustra o pseudocódigo de H2. Inicialmente, o grafo do problema

reduzido G′ e um conjunto de vértices candidatos Vc são iniciados a partir do grafo original

do problema G (passos 1 e 2). Em seguida, enquanto Vc contiver vértices, são executadas

sequencialmente as seguintes tarefas (passos 3-14): um cluster C é iniciado com um vértice

aleatório retirado de V ′ (passo 4); enquanto existir um vértice b ∈ Vc que reduza o custo
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Algoritmo 3.2 H2(G)

1: G′ ← G
2: Vc ← V (G)
3: while Vc 6= ∅ do
4: C ← retirar um vértice aleatoriamente de Vc
5: while ∃b ∈ Vc tal que custo(C ∪ {b}) < custo(C) do
6: if custo(C ∪ {b}) ≤ min{custo(C ∪ {c})|c ∈ Vc\{b}} then
7: C ← C ∪ {b}
8: Vc ← Vc\{b}
9: end if

10: end while
11: if |C| > 2 then
12: G′ ← Regra 8(G′, C)
13: end if
14: end while
15: return G′

de C (veja a definição de custo de um conjunto de vértices na Seção 2.2) ao ser inclúıdo

nesse cluster (passo 5) e, além disso, a redução de custo em C for a menor posśıvel dentre

todos os candidatos em Vc (passo 6), b é adicionado a C (passo 7) e retirado de Vc (passo

8); se C contiver pelo menos três vértices, a Regra 8 é aplicada (passo 12). No final do

procedimento o grafo reduzido G′ é devolvido como resposta (passo 15). Devido à seleção

aleatória do primeiro vértice a ser adicionado ao cluster C (passo 4), múltiplas execuções

da heuŕıstica H2 produzem um melhor resultado em termos de taxa de redução.

a

b
fusão a, b

c
1

2

3

a

b
fusão a, b

c

-2

-11

Figura 3.12: Ajuste dos pesos das arestas após fusão de vértices.

A Regra 8 pode ser aplicada nas versões com pesos e sem pesos do problema. Vale

ressaltar que todas as arestas permanentes podem ser eliminadas do grafo do problema

através da fusão dos seus vértices adjacentes reduzindo assim o tamanho do problema.

Naturalmente os pesos das arestas precisam ser ajustados por conta dessa operação e,
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portanto, o problema Edição de Clusters Sem Pesos se converte na versão com

pesos caso essa técnica seja utilizada. O ajuste de pesos se dá pela soma dos pesos das

arestas sobrepostas durante a fusão de vértices. (Veja a Figura 3.12.)



Capítulo 4

Algoritmos

Neste caṕıtulo, são apresentadas nossas contribuições em termos de algoritmos. Essas

contribuições incluem uma heuŕıstica GRASP (Greedy Randomized Adaptive Search Pro-

cedure) com RVND (Random Variable Neighborhood Descent) como módulo de busca,

uma heuŕıstica ILS (Iterated Local Search) também incluindo o módulo RVND e um al-

goritmo h́ıbrido composto por uma heuŕıstica combinada com uma abordagem exata de

partição de conjuntos. Além disso, uma nova heuŕıstica é proposta para reduzir o tamanho

das instâncias enquanto o problema está sendo resolvido.

4.1 Heurística GRASP-RVND

Greedy Randomized Adaptive Search Procedure GRASP, proposto por Feo e Resende (FEO;

RESENDE, 1995), é uma metaheuŕıstica muito utilizada atualmente para problemas de oti-

mização combinatória. O GRASP consiste na execução de um dado número de iterações,

onde cada iteração consiste em basicamente duas fases: construção e busca local. A fase

de construção produz uma solução viável cuja vizinhança de busca é investigada, na fase

de busca, até que um ótimo local seja encontrado. A melhor solução encontrada é consi-

derada o resultado (RESENDE; RIBEIRO, 2003). Note que, como as vizinhanças de busca

definidas pela metaheuŕıstica não cobrem todo o espaço de busca do problema, não se

pode garantir que a solução resultante do GRASP represente um ótimo global.

O algoritmo proposto aqui implementa diferentes heuŕısticas para a fase de construção

do GRASP. Os detalhes de cada heuŕıstica construtiva, bem como, a metodologia de

seleção e execução das mesmas são cobertos detalhadamente pela Seção 4.1.1. A fase de

busca, por sua vez, se fundamenta num algoritmo RVND (HANSEN; MLADENOVIC, 2003)

e, com isso, origina a heuŕıstica GRASP-RVND. Os detalhes da implementação do RVND
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e das vizinhanças de busca propostas são apresentados na Seção 4.1.2. Finalmente, uma

versão multithread do GRASP-RVND é discutida na Seção 4.1.3.

4.1.1 Fase de Construção

A fase de construção gera, passo a passo, uma solução viável do problema Edição de

Clusters. A avaliação de uma solução viável é dada pela soma dos custos das arestas

editadas durante o processo de transformação do grafo de entrada G no grafo solução

G′. Esse procedimento é realizado com complexidade de tempo O(n2) onde n = |V (G)|.
A avaliação de uma solução G′ só é posśıvel se esta for uma solução viável, ou seja,

uma união de cliques com V (G′) = V (G). Soluções que não atendam a esse requisito

não podem ser avaliadas já que determinar o custo de transformá-las na solução ótima

equivale a resolver o problema. Por esta razão, também não é posśıvel comparar diferentes

soluções inviáveis entre si de forma precisa. Por causa disto, os algoritmos de construção

propostos nesse trabalho sempre geram soluções viáveis. Invariavelmente, todos os demais

algoritmos recebem como entrada soluções viáveis e devolvem como sáıda soluções viáveis.

Mais detalhes sobre o processo de geração e avaliação de soluções são fornecidos na Seção

4.1.1.1. O Algoritmo 4.2 descreve o procedimento.

Duas heuŕısticas gulosas fazem parte da fase de construção: Vizinhança Relativa (VR)

e Agrupamento de Vértices (AV). O objetivo desses algoritmos é gerar a cada iteração

soluções distintas, de qualidade razoável, no menor tempo computacional posśıvel. Os

detalhes sobre essas heuŕısticas se encontram nas Seções 4.1.1.1 e 4.1.1.2, respectivamente.

O algoritmo completo da fase de construção é encontrado na Seção 4.1.1.3.

4.1.1.1 Vizinhança Relativa

Dados um grafo G, um vértice a ∈ V (G) e um conjunto de vértices S ⊂ V (G), relembra-

mos da Seção 2.2, que os vizinhos de a com relação a S são representados pelo conjunto

N(a, S) e os não vizinhos de a pelo conjunto N(a, S). Por convenção, N(a, V (G)) é sim-

plificado para N(a) e N(a, V (G)) para N(a). Além disso, o custo entre a e seus vizinhos

em S é dado por custo(a, S) =
∑

b∈N(a,S) custo(ab) e o custo entre a e seus não vizinhos

em S é dado por custo(a, S) =
∑

b∈N(a,S) |custo(ab)|.

A ideia que inspira a heuŕıstica Vizinhança Relativa (VR) é, sucintamente, utilizar os

custos das arestas (respectivamente não arestas) que ligam os vértices de um grafo G aos

seus vizinhos (respectivamente não vizinhos) para construir uma solução G′.
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O valor da VR de um vértice a ∈ V (G) é definida como o custo das arestas que o

ligam aos seus vizinhos menos o custo absoluto das não arestas que o ligam aos seus não

vizinhos. Dessa forma, a função vr(a, S) = custo(a, S)−custo(a, S) expressa a vizinhança

relativa entre o vértice a e os vértices de S.

A Figura 4.1 ilustra o cálculo da vizinhança relativa de um vértice a em relação a um

conjunto de vértices S.

a

S

2

-1

3

-2

vr(a, S) = 2 - 1 + 3 - 2 = 2

Figura 4.1: Cálculo de Vizinhança Relativa.

O algoritmo consiste em duas etapas: selecionar os vértices de origem dos futuros

clusters e, em seguida, agrupar os vértices restantes. O pseudocódigo do procedimento

é descrito pelo Algoritmo 4.1. Na primeira etapa, os vértices de origem dos clusters

são selecionados a partir de uma lista de candidatos dispostos em ordem decrescente de

vizinhança com relação a V (G), isto é, de custo(a, V (G)) (linhas 2-7). Em seguida, os

vértices não adjacentes com a maior vizinhança relativa são escolhidos para originar k

novos clusters (linhas 8-17). O valor de k é um parâmetro de entrada (veja maiores

detalhes sobre k na Seção 4.1.1.3). É importante que os vértices de origem dos clusters

sejam não adjacentes (linha 11) para que regiões diferentes do grafo originem clusters.

Nesse momento (linha 19), a segunda etapa da construção se inicia. R é o conjunto de

vértices restantes após a alocação dos k vértices escolhidos como origens dos clusters.

A heuŕıstica seleciona aleatoriamente um vértice a ∈ R (linha 21) e calcula os valores

de vr(a, Ci), 1 ≤ i ≤ k (linha 23) onde os subconjuntos Ci serão os clusters da solução

gerada. O vértice a é então retirado de R e agrupado no cluster de maior vizinhança

relativa (linhas 25 a 27). Esse procedimento se repete até que R = ∅.

Note que, ao se selecionar aleatoriamente os vértices restantes na segunda etapa do

algoritmo, a heuŕıstica introduz diversificação e permite a geração de soluções diferentes

a cada execução. Diversificação adicional é obtida ao variar o valor de k.

A partir do conjunto C dos clusters formados durante o processo, uma solução G′ é
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gerada e retornada (linha 29).

Algoritmo 4.1 VR(G, k)

1: {Criação de k clusters}
2: LC ← ∅
3: for all a ∈ V (G) do
4: calcular custo(a, V (G))
5: LC ← LC ∪ {a}
6: end for
7: ordenar LC por custo(a, V (G)) decrescente
8: clusters← 0
9: C ← ∅

10: for all a ∈ LC, clusters < k do
11: if ab ∈ E(G), b ∈ C then
12: Ca ← {a}
13: C ← C ∪ {Ca}
14: LC ← LC\a
15: clusters← clusters+ 1
16: end if
17: end for
18: {Agrupamento dos vértices}
19: R← LC
20: while R 6= ∅ do
21: a← selecionar aleatoriamente em R
22: for all Ci ∈ C do
23: calcular vr(a, Ci)
24: end for
25: selecionar Ci tal que vr(a, Ci) seja máximo
26: R← R\{a}
27: Ci ← Ci ∪ {a}
28: end while
29: return gerar-solucao(G,C)

O Algoritmo 4.2 descreve o processo de geração e avaliação de G′. O procedimento

recebe como entrada o grafo do problema G e o conjunto dos clusters que formarão a

solução C. Inicialmente, o conjunto de vértices de G′ é criado a partir de G (linha 2) e o

custo da solução zerado (linha 3). Em seguida, é feito o processamento das arestas (linhas

5-14) e não arestas (linhas 16-25) de G com relação aos clusters de C. Esse processamento

consiste em verificar quais arestas e não arestas serão mantidas entre G e G′ e quais arestas

e não arestas serão modificadas em G′ com relação a G. Dessa forma, para toda aresta

ab ∈ V (G) é analisado se os vértices a e b estão ou não no mesmo cluster em C (linha 6).

Caso negativo, essa aresta é removida, isto é, a não aresta ab é adicionada a E(G′) (linha

8). Note que o custo da solução é incrementado em custo(ab) (linha 9). Caso positivo,

a aresta é reproduzida em G′ de forma inalterada (linha 12). As não arestas de G são
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processadas de forma semelhante. Nesse caso, dada uma não aresta ab ∈ E(G), caso os

vértices a e b estejam no mesmo cluster em C, a aresta ab é adicionada à solução (linha

19). A solução completa e avaliada é retornada no final do procedimento (linha 26).

Algoritmo 4.2 gerar-solucao(G,C)

1: {Construção de G′:}
2: V (G′)← V (G)
3: custoG′ ← 0
4: {Processamento das arestas de G}
5: for all ab ∈ E(G) do
6: if cluster(a) 6= cluster(b) then
7: {remoção de ab em G′}
8: E(G′)← E(G′) ∪ {ab}
9: custoG′ ← custoG′ + custo(ab)

10: else
11: {ab inalterada em G′}
12: E(G′)← E(G′) ∪ {ab}
13: end if
14: end for
15: {Processamento das não arestas de G}
16: for all ab ∈ E(G) do
17: if cluster(a) == cluster(b) then
18: {adição de ab em G′}
19: E(G′)← E(G′) ∪ {ab}
20: custoG′ ← custoG′ + custo(ab)
21: else
22: {ab inalterada em G′}
23: E(G′)← E(G′) ∪ {ab}
24: end if
25: end for
26: return G′

A complexidade de tempo da heuŕıstica VR é estimada da seguinte forma. Dado o

grafo do problema G com n = |V (G)|, m = |E(G)| e m = |E(G). A primeira etapa do

algoritmo consiste em calcular os valores de custo(a, V (G)) para todo vértice a ∈ V (G).

Esse procedimento pode ser realizado em O(m). Note que, no melhor caso, G é bastante

esparso e m muito pequeno mas, no pior caso, G é denso e m tende a n2. Considerando

um grafo de densidade média podemos estimar m por m = 0.5× n× (n− 1)/2. Ou seja,

m = 1/4 × (n2 − n), o que corresponde à complexidade de tempo O(n2). O processo

de ordenação dos vértices é realizado em O(n × log(n)). A segunda etapa do algoritmo

envolve o cálculo dos valores vr(a, Ci) para todo vértice a ∈ R e para cada um dos k

clusters gerados. O valor de k não influencia na complexidade de tempo dessa etapa uma

vez que arestas entre os vértices a ∈ R e os vértices b ∈ V (G) − R são analisadas. No
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caso médio e no pior caso, a complexidade de tempo dessa etapa é a mesma da primeira

etapa, ou seja, O(n2). No final, a solução é gerada e avaliada com complexidade de tempo

de O(n2). Dessa forma, a heuŕıstica VR possui complexidade de tempo total O(n2).

4.1.1.2 Agrupamento de Vértices

Apesar de o algoritmo VR possuir uma etapa de agrupamento de vértices o mesmo apre-

senta também uma fase mais sofisticada de seleção dos clusters iniciais. Além disso, a

heuŕıstica VR utiliza o conceito de vizinhança relativa na sua fase de agrupamento. A

heuŕıstica Agrupamento de Vértices (AV), por sua vez, é mais simples e se foca exclusi-

vamente em agrupar vértices. O agrupamento se dá por meio do cálculo dos custos das

arestas que ligam um vértice aos seus vizinhos. Os custos das não arestas são ignorados.

O objetivo de tais diferenças é possibilitar a construção de soluções variadas e aumentar

a probabilidade de se chegar a uma melhor solução final.

O pseudocódigo da heuŕıstica AV é descrito pelo Algoritmo 4.3. O procedimento

recebe como entrada o grafo do problema G e o número de clusters k. Primeiramente, é

criado o conjunto de vértices restantes R a partir de V (G) (linha 2) e o conjunto de clusters

C vazio (linha 3). Em seguida, são gerados k clusters contendo um vértice cada um (linhas

4-8). Cada vértice a é retirado aleatoriamente de R (linha 5) e origina, assim, um cluster

diferente Ca (linha 6) que é adicionado ao conjunto C (linha 7). Em seguida, já na fase

de agrupamento de vértices (linhas 10-18), um vértice não alocado a ∈ R é selecionado

aleatoriamente (linha 11) e tem os valores de custo(a, Ci), 1 ≤ i ≤ k calculados (linha 13).

Os subconjuntos Ci são os futuros clusters da solução G′. O vértice a é então agrupado

no cluster de maior vizinhança e retirado de R (linhas 15, 16 e 17). Essa etapa se repete

até que R = ∅. Finalmente, a solução G′ é gerada, avaliada e retornada (linha 19). O

processo de geração e avaliação de soluções é o mesmo descrito pelo Algoritmo 4.2.

Da mesma forma que a heuŕıstica VR, a complexidade de tempo da heuŕıstica AV é

O(n2). A fase de criação de clusters é O(n) no pior caso. Conforme demonstrado no caso

da heuŕıstica VR, a fase de agrupamento possui complexidade de tempo O(n2) e a fase

de geração e avaliação também possui complexidade de tempo O(n2).

Apesar de possúırem a mesma complexidade computacional, na prática o algoritmo

AV tende a demandar menos tempo devido à simplificação da sua fase de criação de

clusters com relação a heuŕıstica VR.
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Algoritmo 4.3 AV(G, k)

1: {Criação de k clusters}
2: R← V (G)
3: C ← ∅
4: while |C| < k do
5: retirar aleatoriamente a ∈ R
6: Ca ← {a}
7: C ← C ∪ {Ca}
8: end while
9: {Agrupamento dos vértices restantes}

10: while R 6= ∅ do
11: a← selecionar aleatoriamente em R
12: for all Ci ∈ C do
13: calcular custo(a, Ci)
14: end for
15: selecionar Ci tal que custo(a, Ci) seja máximo
16: Ci ← Ci ∪ {a}
17: R← R\{a}
18: end while
19: return gerar-solucao(G,C)

4.1.1.3 Algoritmo de Construção

Uma vez que a fase de construção consiste na geração de uma única solução, é necessário

selecionar, a cada iteração, um dos algoritmos de construção dispońıveis. Essa seleção

pode ser aleatória, ćıclica ou adaptativa. Os modos de seleção aleatórios e ćıclicos são

triviais e não requerem nenhum tipo de sofisticação. O modo adaptativo, por sua vez,

consiste em mudar dinamicamente as taxas de execução dos algoritmos construtivos de

acordo com a qualidade média das soluções geradas. Neste trabalho, a abordagem aleató-

ria foi escolhida devido a sua simplicidade e devido ao fato de que, em testes preliminares,

o uso das demais abordagens não apresentou diferenças significativas na qualidade média

das soluções geradas.

Uma outra caracteŕıstica importante da fase de construção é a seleção do valor de k.

A estratégia de determinação de k a cada iteração deve prover diversificação mas também

produzir valores de k de boa qualidade. Para isso, a estratégia adotada é guardar o

valor de k da melhor solução. Pequenas variações em torno desse valor permitem a

geração de soluções de diferentes tamanhos mas também evita soluções excessivamente

grandes ou excessivamente pequenas. Assim, a definição de uma faixa de valores de k em

torno do tamanho da melhor solução oferece uma boa probabilidade de equiĺıbrio entre

diversificação e qualidade.
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O pseudocódigo completo da fase de construção é mostrado pelo Algoritmo 4.4. O

algoritmo recebe como entrada o tamanho da melhor solução kmelhor, o grafo do problema

G e o conjunto de heuŕısticas construtivas H. Um algoritmo de construção é selecionado

aleatoriamente (passo 1). Um valor de k é selecionado dentro de uma faixa de valores em

torno de kmelhor (passos 2–3). Apesar de omitido no pseudocódigo, por questões de clareza,

durante a primeira iteração (quando não há solução) definimos kmin ← 1 e kmax ← n.

Finalmente, uma solução é constrúıda (passo 5) e retornada (passo 6).

Algoritmo 4.4 Algoritmo de Construção(G, kmelhor, H)

1: selecione aleatoriamente h ∈ H
2: kmin ← max(kmelhor − sqrt(n), 1)
3: kmax ← min(kmelhor + sqrt(n), n)
4: k ← rand(kmin, kmax)
5: G′ ← h(G, k)
6: return G′

4.1.2 Fase de Busca Local

Após o término da fase de construção, a fase de busca local é executada com o propó-

sito de tentar melhorar a solução inicial. A fase de busca local necessita de, pelo menos,

uma vizinhança de busca mas é prefeŕıvel que mais vizinhanças estejam dispońıveis. As

caracteŕısticas de cada vizinhança definem o sucesso ou insucesso da busca local. Geral-

mente, quanto maior o número de vizinhanças distintas na fase de busca melhores são os

resultados. No entanto, vizinhanças demais podem se sobrepor, ou seja, realizar o mesmo

trabalho, resultando num tempo computacional excessivo.

Três novas vizinhanças de busca são propostas nesse trabalho: Divisão de Clusters,

Remoção de Clusters e Movimentação de Vértices. As motivações e detalhes dessas heu-

ŕısticas são cobertos pelas Seções 4.1.2.1-4.1.2.3.

4.1.2.1 Divisão de Clusters

O objetivo da vizinhança Divisão de Clusters (DC) é identificar um cluster Ci dentre os

clusters C1, . . . , Cq de uma solução G′ tal que custo(Ci) seja elevado com relação aos de-

mais e, em seguida, tentar dividi-lo de forma a produzir uma solução de melhor qualidade.

Vale lembrar que custo(Ci) corresponde ao custo das não arestas no interior do cluster Ci.

Isso significa que quanto maior o valor de custo(Ci) de um cluster maior a probabilidade

de que sua divisão produza uma solução de melhor qualidade.
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Ca Cb Cc

Figura 4.2: Exemplo de aplicação da heuŕıstica DC.

A Figura 4.2 ilustra o tipo de situação na qual a aplicação da heuŕıstica DC tende a

ser bem sucedida. Por questão de clareza, as não arestas não aparecem no desenho mas

nota-se claramente que há várias delas dentro do cluster Ca. Primeiramente a heuŕıstica

DC tenta localizar um cluster Ca candidato numa solução e, em seguida, tenta dividi-lo

em dois clusters Cb e Cc de forma a reduzir o custo da solução.

O pseudocódigo da heuŕıstica DC é detalhado pelo Algoritmo 4.5. Inicialmente

calcula-se custo(Ci) para todo C1, . . . , Cq e escolhe-se o cluster Csel de maior custo (linhas

2-5). Em seguida, para cada vértice a ∈ Csel calcula-se custo(a, Csel) (linhas 7-9). Os dois

vértices não adjacentes com a vizinhança de maior custo em Csel são então escolhidos para

originar dois novos clusters digamos Cj e Ck (linhas 11 e 12). Note que para isso é criada

uma lista ordenada de candidatos LC (linha 10). Os vértices escolhidos para compor os

clusters Cj e Ck são removidos da LC (linha 13) e os vértices c ∈ LC remanescentes são

alocados um a um em um dos dois novos clusters de acordo com os valores de custo(c, Cj)

e custo(c, Ck) (linhas 14-21). Ou seja, cada vértice é alocado no cluster de vizinhança de

maior custo. Em seguida, os novos clusters são avaliados (linhas 23 e 24) e, caso a soma

dos seus custos seja menor do que o custo de Csel (linha 25), a solução G′ é atualizada

(linhas 26 e 27). Note que os demais clusters da solução permanecem inalterados e não

precisam ser avaliados. Caso a divisão de Csel não seja vantajosa G′ permanece inalterada.

Modificada ou não, G′ é devolvida como resultado pelo algoritmo (linha 29).

A complexidade de tempo da heuŕıstica DC é estimada como se segue. O processo de

seleção do cluster candidato a divisão envolve o processamento de todas as não arestas

de G′. No pior caso, quando G′ é um grafo muito esparso, o número de não arestas m

tende a n2. No caso de um grafo de densidade média, o número de não arestas é dado por

m = 1/4× (n2 − n). Caso G′ seja um grafo muito denso, m tende a ser muito reduzido,

digamos n. Na prática, a terceira hipótese é muito incomum e, portanto, é razoável para

essa análise considerar os dois primeiros casos cuja complexidade de tempo é O(n2). As

fases de divisão e avaliação do resultado são claramente limitadas superiormente por O(n2)
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Algoritmo 4.5 DC(G′)

1: {Seleção do cluster candidato}
2: for i = 0; i < q; i+ + do
3: calcular custo(Ci)
4: end for
5: Csel ← Ci tal que custo(Ci) é máximo
6: {Divisão do cluster candidato}
7: for all a ∈ Csel do
8: calcular custo(a, Csel)
9: end for

10: LC ← ordenar a ∈ Csel por custo(a, Csel) decrescente
11: Cj ← primeiro elemento da LC
12: Ck ← próximo elemento da LC não vizinho do primeiro
13: LC ← LC\(Cj ∪ Ck)
14: while LC 6= ∅ do
15: c← retirar vértice aleatoriamente da LC
16: if custo(c, Cj) > custo(c, Ck) then
17: Cj ← Cj ∪ {c}
18: else
19: Ck ← Ck ∪ {c}
20: end if
21: end while
22: {Avaliação do resultado}
23: avaliar Cj

24: avaliar Ck

25: if custo(Csel) > custo(Cj) + custo(Ck) then
26: remover Csel de G′

27: adicionar Cj e Ck a G′

28: end if
29: return G′

uma vez que envolvem no máximo a análise de todas as arestas e não arestas do grafo.

Sendo assim, a complexidade total de tempo do algoritmo DC é O(n2).

4.1.2.2 Remoção de Clusters

A heuŕıstica Remoção de Clusters (RC) tenta localizar um cluster Ci ⊂ {C1, . . . , Cq} cujo

valor de custo(Ci) seja elevado com relação aos demais clusters. O cluster selecionado

é então esvaziado e seus vértices alocados em outros clusters preexistentes. A ideia que

inspira a heuŕıstica é exemplificada pela Figura 4.3. No exemplo, o cluster Ca é removido

e seus vértices movidos para os clusters Cb e Cc gerando uma solução de menor custo.

O algoritmo é composto por duas etapas: seleção do cluster candidato a remoção

e realocação dos seus vértices. O seu pseudocódigo é detalhado pelo Algoritmo 4.6. O
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Ca

Cb Cc
Cb Cc

Figura 4.3: Exemplo de aplicação da heuŕıstica RC.

algoritmo recebe como entrada uma solução G′ e inicia. Na etapa de seleção (linhas 3-5),

os valores de custo(Ci) são calculados para todo Ci ⊂ {C1, . . . , Cq} em G′ (linha 3). O

cluster com valor máximo de custo(Ci) é selecionado (linha 5). Note que, esse cluster é

aquele cujo somatório dos pesos das arestas com um terminal em outro cluster é máximo

em G′. A etapa de realocação de vértices inicia com a remoção do primeiro vértice a do

cluster selecionado Csel (linha 8). Em seguida, os valores de custo(a, Ci) são calculados

para todos os demais clusters de G′ (linhas 9-13). O vértice a então é movido para o novo

cluster cujo valor de custo(a, Ci) seja máximo (linha 14). Um novo vértice é selecionado

e o processo se repete até que Csel seja esvaziado e, portanto, removido de G′. Por fim,

a solução resultante é avaliada (linhas 17-21). Note que apenas os clusters modificados

precisam ser reavaliados. Caso a solução não melhore, as modificações são desfeitas (linhas

22-24). A solução G′ é retornada como resultado (linha 25).

A análise da complexidade computacional de RC é muito semelhante à da heuŕıstica

DC. No pior caso, quando G′ é um grafo muito denso, o número de arestas m tende a

n2. No caso de um grafo de densidade média, o número de arestas é dado por m =

1/4 × (n2 − n). Caso G′ seja um grafo muito esparso, m tende a ser muito reduzido.

Considerando grafos com densidade 2/n temos m = n. Na prática, é incomum encontrar

grafos tão esparsos, especialmente grafos grandes. Portanto, é razoável para essa análise

considerar os dois primeiros casos cuja complexidade de tempo é O(n2). As fases de

realocação de vértices e de avaliação dos clusters também são limitadas por O(n2) uma

vez que, em cada etapa, o número de operações é no máximo igual ao número de arestas

do grafo. Dessa forma, a complexidade total de tempo do algoritmo RC é O(n2).

4.1.2.3 Movimentação de Vértices

As heuŕısticas DC e RC realizam mudanças profundas numa solução ao dividir e remover

clusters, respectivamente. Por isso, é esperado que os resultados obtidos por elas, quando
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Algoritmo 4.6 RC(G′)

1: {Seleção do cluster candidato}
2: for i = 0; i < q; i+ + do
3: calcular custo(Ci)
4: end for
5: Csel ← Ci tal que custo(Ci) é máximo
6: {Realocação dos vértices}
7: while Csel 6= ∅ do
8: a← remover primeiro elemento de Csel

9: for i = 0; i < q; i+ + do
10: if Ci 6= Csel then
11: calcular custo(a, Ci)
12: end if
13: end for
14: mover a para Ci tal que custo(a, Ci) é máximo
15: end while
16: {Avaliação do resultado}
17: for i = 0; i < q; i+ + do
18: if Ci foi modificado then
19: avaliar Ci

20: end if
21: end for
22: if custo(G′) não reduziu then
23: desfazer modificações
24: end if
25: return G′

positivos, sejam bastante significativos. No entanto, é bastante razoável pensar que es-

sas soluções ainda possam ser melhoradas realizando-se ajustes menores. A heuŕıstica

Movimentação de Vértices (MV) vem justamente preencher essa lacuna. Seu objetivo é

polir soluções através da movimentação de vértices de um cluster para outro de forma

a aperfeiçoar a solução original. Este movimento de vértices, é também a menor modi-

ficação posśıvel numa solução e, portanto, a operação ideal numa tentativa de refino de

soluções. A Figura 4.4 mostra um exemplo da aplicação da heuŕıstica MV. No desenho,

um vértice é retirado do cluster Ca e inclúıdo num novo cluster Cb reduzindo o custo

da solução. Note que a heuŕıstica tentará realizar outros movimentos mas, no exemplo,

apenas a movimentação que produz melhor resultado é representada.

O Algoritmo 4.7 ilustra o pseudocódigo da heuŕıstica MV. O procedimento recebe

uma solução G′ como entrada e consiste em apenas uma fase que realiza a tentativa

de movimentação dos n vértices de G′ para outros clusters (linhas 2-12). A etapa de

movimentação consiste na seleção do i-ésimo vértice da solução a (linha 3) e, em seguida,

realizar o cálculo do ganho de movimentação de a do seu cluster original Ca para cada
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Cb
Ca Ca

Figura 4.4: Exemplo de aplicação da heuŕıstica MV.

um dos q clusters da solução (linhas 5-7). O ganho de movimentação do vértice a para o

cluster Cj é dado por mv(a, Cj)← custo(a, Ca)−custo(a, Ca)−custo(a, Cj)+custo(a, Cj).

Note que o algoritmo tentará também mover a para um novo cluster (não existente) (linha

8). Depois desses cálculos, a é movido para o cluster com maior valor de mv(a, Cj) (linha

9) e os custos dos clusters Ca e Cj atualizados (linhas 10 e 11 respectivamente). Após

tentar mover todos os vértices da solução o algoritmo retorna G′ como resultado (linha

13).

Algoritmo 4.7 MV(G′)

1: {Movimentação de vértices}
2: for i = 0; i < n; i+ + do
3: a← i-ésimo vértice de V (G′)
4: Ca ← cluster de a
5: for j = 0; j < q; j + + do
6: mv(a, Cj)← custo(a, Ca)− custo(a, Ca)− custo(a, Cj) + custo(a, Cj)
7: end for
8: mv(a, Cnovo)← custo(a, Ca)− custo(a, Ca)
9: mover a para o cluster Cj com mv(a, Cj) máximo

10: custo(Ca)← custo(Ca) + custo(a, Ca)− custo(a, Ca)
11: custo(Cj)← custo(Cj)− custo(a, Cj) + custo(a, Cj)
12: end for
13: return G′

Vale a pena notar na expressão mv(a, Cj)← custo(a, Ca) −custo(a, Ca) −custo(a, Cj)

+custo(a, Cj) que o ganho de se manter um vértice no seu cluster de origem é zero. Ou

seja, basta substituir Cj por Ca na expressão e os termos se anulam. Além disso, uma

movimentação só é vantajosa se o seu ganho for positivo. Por causa disso, MV só faz

movimentos que melhorem a qualidade da solução

A complexidade computacional de MV é estimada da seguinte forma. Uma vez que

o algoritmo tenta mover os n vértices da solução, a complexidade é O(n×?) onde ? é

a complexidade de efetuar uma movimentação (ou tentativa). Cada movimentação de

vértice consiste no cálculo de mv(a, Cj) para todos os q clusters de G′ mais um. O cálculo
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de mv(a, Cj) é feito em complexidade de tempo de O(n) já que só é necessário analisar

as arestas cujo vértice candidato a ser movido é terminal. Dessa forma, a complexidade

de movimentação de um vértice é O(n × q) e, portanto, a complexidade total de tempo

do algoritmo MV é O(n2 × q).

4.1.2.4 RVND

Apesar dos benef́ıcios de se definir vizinhanças diferentes para a qualidade da solução

final, é também de suma importância mudar essas vizinhanças à medida que a busca é

conduzida pois isso rende melhores resultados em comparação com o uso de apenas uma

vizinhança por vez. Dessa forma, a estratégia de busca deve se beneficiar das diferentes

vizinhanças dispońıveis, da melhor forma posśıvel.

Uma estratégia de busca simples consiste em aplicar uma vizinhança de busca re-

petidamente, até que nenhuma melhoria seja detectada, e então mudar a vizinhança. A

ordem de aplicação das vizinhanças pode ser aleatória. Mas, ao invés de empregar essa es-

tratégia, é interessante explorar as estratégias de busca da técnica Variable Neighborhood

Descent (VND) (MLADENOVIC; HANSEN, 1997) uma vez que os resultados reportados na

literatura mostram melhorias do h́ıbrido GRASP-VND em comparação com o GRASP

puro. A ideia fundamental do VND é a mudança sistemática das vizinhanças durante a

fase de busca. Com relação à ordem de seleção das vizinhanças, é interessante mudá-la

regularmente, de preferência, aleatoriamente. Essa mudança aumenta a probabilidade de

se produzir melhores resultados. O VND com seleção aleatória de vizinhança de busca

é chamado Random Variable Neighborhood Descent (RVND). Essa variante é empregada

com sucesso em (PENNA et al., 2011).

O Algoritmo 4.8 ilustra o pseudocódigo do RVND. O procedimento inicia recebendo

uma solução inicial G′ proveniente da fase de construção junto com o conjunto de vizinhan-

ças de busca V B. As vizinhanças são aleatorizadas (linha 1) no ińıcio do procedimento.

O RVND propriamente dito é efetuado entre as linhas 3 e 11: uma nova solução G′′ é

produzida pela aplicação da busca na vizinhança V Bk (linha 4). Se G′′ for melhor que a

solução inicial G′, a solução inicial é atualizada e o ı́ndice da vizinhança k é reiniciado.

Caso contrário, k é incrementado para permitir que a próxima vizinhança seja selecio-

nada. Esse processo para quando todas as vizinhanças forem selecionadas sem que haja

nenhuma melhoria na solução. A melhor solução é devolvida como resultado da busca

(linha 12).
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Algoritmo 4.8 RVND(G′, V B)

1: aleatorizar V B
2: k ← 1
3: while k ≤ kmax do
4: G′′ ← V Bk(G′)
5: if G′′ é melhor que G′ then
6: k ← 1
7: G′ ← G′′

8: else
9: k ← k + 1

10: end if
11: end while
12: return G′

4.1.3 Algoritmo Completo

O pseudocódigo do GRASP-RVND proposto é apresentado pelo Algoritmo 4.9. Como

parâmetros de entrada são passados o grafo do problema G, o tempo máximo de execução

e o custo da solução alvo. Os parâmetros tempo máximo e alvo permitem a implementação

de dois critérios de parada: execução do algoritmo por um tempo computacional fixo e

execução do algoritmo até encontrar a solução alvo. No primeiro caso, o parâmetro alvo

pode ser definido como um valor imposśıvel de ser atingido forçando o algoritmo a executar

exatamente pelo tempo tmax. No segundo caso, tmax serve como um limite máximo de

tempo mas o algoritmo finaliza antes se encontrar o alvo. O algoritmo inicia a execução

construindo uma solução e definindo-a como melhor solução G′melhor (linha 1). A solução

é gerada através da aplicação do algoritmo de construção sobre G. Em seguida, o GRASP

propriamente dito, é executado (linhas 3-12). A fase de construção é realizada (linha 4)

criando a solução G′ que, em seguida, é submetida à fase de busca, ou seja, ao algoritmo

RVND (linha 5). Se o custo de G′ for menor que o custo de G′melhor, a melhor solução

é atualizada (linha 7). Caso a melhor solução seja pelo menos igual ao alvo (linha 8) o

algoritmo termina e a melhor solução é retornada como resultado (linha 9). Caso o tempo

máximo de execução seja atingido (linha 3), o GRASP termina e a melhor solução gerada

é retornada como o resultado (linha 13).

4.2 Heurística ILS-RVND

Iterated Local Search (ILS) é uma metaheuŕıstica fundamentada no prinćıpio de aperfei-

çoar um algoritmo de busca local pelo uso de um procedimento iterativo (LOURENÇO et
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Algoritmo 4.9 GRASP-RVND(G, tmax, alvo)

1: G′melhor ← construir(G)
2: tinicio ← time()
3: while (time()− tinicio) < tmax do
4: G′ ← construir(G)
5: G′ ← RV ND(G′)
6: if custo(G′) < custo(G′melhor) then
7: G′melhor ← G′

8: if custo(G′melhor) <= alvo then
9: return G′melhor

10: end if
11: end if
12: end while
13: return G′melhor

al., 2003). O procedimento iterativo deve ser adequado ao procedimento de busca para se

obter um bom resultado.

Considere o procedimento buscaLocal determińıstico e sem o uso de memória, de

forma que, para uma dada solução de entrada G′ o mesmo sempre retorna a mesma

solução G∗ tal que custo(G∗) ≤ custo(G′). Dizemos que G′ pertence ao conjunto de todas

as soluções candidatas S e que G∗ pertence ao conjunto de soluções localmente ótimas

S∗. O procedimento buscaLocal define um mapeamento de muitos pra um do conjunto S

para o conjunto menor S∗.

Se tomarmos uma solução aleatória de S ou de S∗ a distribuição de custos dessas

soluções tem a forma de uma curva gaussiana com média e variância significativamente

menor para as soluções de S∗ do que para as de S. Por consequência, é muito melhor usar

buscaLocal do que pegar soluções aleatoriamente em S.

Agora, dado o mapeamento de S para S∗ como encontrar as melhores soluções de S∗

utilizando buscaLocal como uma caixa preta? A forma mais imediata é repetir a busca

a partir de vários pontos de partida aleatórios de S. Esses vários reińıcios aleatórios

aumentariam a chance de atingir a parte inferior da curva gaussiana de S∗. Isso é feito, por

exemplo, no caso da metaheuŕıstica GRASP. Contudo, partir de uma soluçãoG∗ ∈ S∗ para

uma outra na sua vizinhança através de um algoritmo adequado leva a uma amostragem

tendenciosa e, portanto, melhor do que realizar uma amostragem aleatória em S.

O ILS explora S∗ percorrendo um caminho que leva uma solução G∗ ∈ S∗ numa solu-

ção vizinha da seguinte forma. Inicialmente é aplicada uma perturbação em G∗ levando-a

a um estado intermediário G′ ∈ S. Então buscaLocal é aplicado sobre G′ transformando-a
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em G′∗ ∈ S∗. Se G′∗ passar por um teste de aceitação ela passa a ser o próximo elemento

do caminho em S∗. Essa abordagem gera bons resultados se as perturbações não forem

pequenas demais e nem grandes demais. Perturbações muito pequenas podem levar G∗ de

volta a ela mesma após a aplicação de buscaLocal enquanto que perturbações excessiva-

mente grandes podem transformar G∗ numa solução aleatória qualquer de S eliminando

a vantagem da amostragem tendenciosa.

4.2.1 Construção de Soluções

Existem duas situações onde pode ser necessária a geração de soluções iniciais G′ ∈ S

num algoritmo ILS. A situação mais óbvia é aquela que ocorre no ińıcio do algoritmo

na qual é necessário existir uma solução a ser perturbada e submetida posteriormente à

busca local. Esta solução inicial pode ser gerada no ińıcio do algoritmo ILS ou ser gerada

previamente por outro algoritmo e ser fornecida como parâmetro de entrada para o ILS.

A segunda situação onde pode ser interessante criar soluções iniciais acontece sempre que

o algoritmo não consegue escapar de um dado ótimo local G∗ ∈ S∗ dentro de um limite

de tempo computacional. Nessas situações, a criação de uma solução inicial possibilita o

reińıcio de um novo caminho de exploração S∗ e pode aumentar as chances de chegar ao

ótimo global.

Neste trabalho, a geração de soluções iniciais G′ ∈ S para o ILS se utiliza do algo-

ritmo de construção apresentado na Seção 4.1.1.3. Uma solução é constrúıda no ińıcio do

procedimento e, sempre que não houver atualização do caminho de exploração num dado

limite de tempo, outra solução é constrúıda ao longo do processo. Como procedimento de

busca local para o ILS é utilizado o algoritmo RVND apresentado na Seção 4.1.2.4.

4.2.2 Perturbação de Soluções

Conforme descrito na Seção 4.2, o ILS consiste em percorrer um caminho de exploração do

conjunto de ótimos locais S∗. Dada uma solução G∗ ∈ S∗, a próxima solução a ser visitada

G′∗ é obtida a partir de G∗ através da aplicação de um procedimento de perturbação sobre

G∗ e posterior aplicação de um procedimento de busca local. A seguir, são apresentados os

algoritmos de perturbação de soluções propostos neste trabalho para integrar a heuŕıstica

ILS.
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4.2.2.1 Mudança Aleatória de Clusters

A Mudança Aleatória de Clusters (MAC) é uma perturbação simples e intuitiva. A

mudança de cluster se refere aos vértices de uma dada solução G∗. O procedimento

consiste em, passo a passo, selecionar aleatoriamente um vértice a ∈ V (G∗) e colocá-lo

num cluster diferente escolhido também de maneira aleatória. A taxa de perturbação de

vértices fp é um parâmetro de entrada do algoritmo. O valor ideal de fp pode variar de

uma instância para outra. A melhor maneira de determinar fp é realizar uma avaliação

emṕırica de uma faixa de valores para cada instância. Contudo, isso é inviável na prática.

Por conta disso, pode-se utilizar alternativamente um conjunto pequeno de instâncias

escolhidas aleatoriamente a partir do conjunto de todas as instâncias dispońıveis.

Ca Cb
Ca

Cb
MAC

Figura 4.5: Exemplo de aplicação da heuŕıstica MAC.

A Figura 4.5 ilustra a aplicação da heuŕıstica MAC. Note que a solução resultante

possui qualidade pior se considerarmos pesos unitários, por exemplo. No entanto, podem

existir situações nas quais, após a aplicação da busca local, a solução resultante seja

melhor do que a solução inicial (antes da perturbação).

Algoritmo 4.10 MAC(G′, fp)

1: np ← fp × n
2: vp ← 0
3: LC ← V (G′)
4: while vp < np do
5: a← retirar aleatoriamente de LC
6: C ← selecionar cluster aleatoriamente em G′

7: Ca ← selecionar cluster de a
8: mover a para C
9: custo(Ca)← custo(Ca) + custo(a, Ca)− custo(a, Ca)

10: custo(C)← custo(C)− custo(a, C) + custo(a, C)
11: vp ← vp + 1
12: end while
13: return G′

O pseudocódigo da heuŕıstica MAC é apresentado pelo Algoritmo 4.10. O procedi-

mento recebe como entrada uma solução G′ e o fator de perturbação fp. Inicialmente,
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o número total de vértices a modificar np é calculado (linha 1), o número de vértices

atualmente modificados vp é iniciado em zero 2 e a lista de vértices candidatos LC é

gerada contendo todos os vértices de V (G′). Em seguida, enquanto o número de vértices

modificados vp for menor que o número total de vértices a modificar np, são realizadas as

seguintes operações: um vértice a é retirado aleatoriamente da LC (linha 5); um cluster

C é selecionado aleatoriamente em G′ 6; o vértice a é movido para o cluster C (linha

8); os custos dos clusters Ca (cluster original de a) e C são atualizados (linhas 9 e 10

respectivamente) e o número de vértices modificados vp é incrementado em uma unidade

(linha 11). No final do procedimento, a solução modificada G′ é devolvida como resultado

(linha 13).

A análise da complexidade de MAC é trivial. Uma vez que o número máximo de

vértices modificados é limitado por n e o custo da movimentação de um único vértice

é feita com complexidade de tempo O(n) (proveniente da atualização dos custos dos

clusters modificados), no pior caso, a complexidade de tempo do algoritmo é O(n2). No

melhor caso, a complexidade de tempo do algoritmo é O(n) caso apenas um vértice seja

modificado (fp = 1/n).

4.2.2.2 Explosão de Clusters

Dada uma solução G∗, a Explosão de Clusters (EC) transforma um dos seus clusters C,

escolhido aleatoriamente, em k novos clusters onde k = |C|. A Figura 4.6 ilustra, através

de um exemplo, o efeito da aplicação da heuŕıstica EC sobre um cluster C. No exemplo,

C possui quatro vértices (k = 4) e, portanto, gera quatro novos clusters.

C C1
C2

C3
C4

Figura 4.6: Exemplo de aplicação da heuŕıstica EC.

A ideia de se dividir um cluster dessa maneira é permitir que a busca local reagrupe

esses vértices possibilitando a formação de clusters diferentes. Note que, várias situações

são posśıveis. Os vértices de C podem ser reagrupados novamente formando o mesmo
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cluster original, porém, pode também ocorrer que alguns desses vértices sejam levados

para outros clusters e/ou se formem novos clusters a partir dos vértices de C.

Um ponto interessante de EC é que, uma vez que o cluster selecionado pode variar

muito de tamanho, a intensidade da perturbação varia igualmente. Isso permite a visitação

tanto de soluções bastante distintas de G∗ como soluções mais parecidas. Além disso, como

não há modificação dos outros clusters de G∗ durante a perturbação, a probabilidade de

manter ou melhorar sua qualidade após a busca local é favorecida.

Algoritmo 4.11 EC(G′)

1: C ← selecionar cluster aleatoriamente em G′

2: while C 6= ∅ do
3: a← retirar vértice aleatoriamente de C
4: Ca ← {a}
5: custo(Ca)← custo(a, V (G′))
6: end while
7: return G′

O pseudocódigo da heuŕıstica EC é descrito pelo Algoritmo 4.11. O procedimento

recebe como entrada, uma solução G′ e inicia. Um cluster C é selecionado em G′ (linha 1)

e, enquanto C contiver vértices (linha 2), são realizados os seguintes passos. Um vértice a

é retirado de C (linha 3) e inclúıdo num novo cluster Ca (linha 4). Em seguida, o cluster

Ca tem seu custo calculado (linha 5). Depois que C esvazia, o mesmo deixa de existir e a

solução modificada G′ é retornada como resultado (linha 7).

A análise da complexidade computacional de EC é feita como se segue. A seleção do

cluster C é realizada com complexidade de tempo O(1). A fase de explosão de clusters,

no melhor caso, é realizada com complexidade de tempo O(n) (proveniente do cálculo de

custo(Ca)) caso C contenha apenas 1 vértice. No pior caso, a solução contém apenas um

cluster e a complexidade de tempo da fase de explosão se torna O(n2). Na prática, G′

possui q clusters. Uma vez que q não é uma constante e, geralmente varia em função de n

e da densidade do grafo, a complexidade de tempo dessa fase é dada por O(n2/q). Dado

um valor de n, para grafos esparsos q tende a ser maior diminuindo a complexidade e,

para grafos densos, q tende a ser menor aumentando a complexidade. A complexidade de

tempo total do algoritmo é O(n) no melhor caso, O(n2/q) no caso médio e O(n2) no pior

caso.
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4.2.2.3 Criação de Clusters

A perturbação, chamada aqui de Criação de Clusters (CC), selecionando um vértice a ∈
V (G∗) aleatoriamente e cria com ele um novo cluster C. A Figura 4.7 ilustra, através

de um exemplo, o processo de criação de um novo cluster. O primeiro passo é a seleção

de a e criação de C contendo a como seu único vértice. Em seguida, para cada vértice

b ∈ V (G∗)\{a} e, dado um vértice aleatório c pertencente ao mesmo cluster de b, se

custo(ab) > custo(bc) então b é movido para C. Se custo(ab) < custo(bc), b permanece no

seu cluster de origem. Caso custo(ab) = custo(bc), b é movido para C com probabilidade

p. Alternativamente, a escolha do vértice c pode ser feita com base num critério guloso,

ou seja, c poderia ser o vértice com maior custo(bc) tal que o cluster de c fosse o mesmo de

b. No entanto, essa abordagem restringe muito a movimentação de vértices para o novo

cluster e, além disso, é computacionalmente mais custosa.

a

Ca

b

C

ab

c c

Figura 4.7: Exemplo de aplicação da heuŕıstica CC.

No caso do problema sem pesos, a situação custo(ab) = custo(bc) é a única posśıvel.

Sendo assim, a movimentação de vértices para o novo cluster se dá de forma aleatória com

probabilidade p. Note que, se p for muito grande, a solução gerada será muito distinta de

G∗ e, provavelmente, de qualidade bastante inferior. A determinação de um valor razoável

para p pode ser feita da mesma forma como a determinação de fp no caso da perturbação

MAC.

O pseudocódigo da heuŕıstica CC é detalhado pelo Algoritmo 4.12. O procedimento

recebe como entrada a solução a ser perturbada G′ e a probabilidade de se mover um

vértice quando ocorre a situação custo(ab) = custo(bc) (linha 9). Inicialmente um vértice

a é selecionado aleatoriamente (linha 1) e, com ele, é criado um novo cluster C (linha

2) e uma lista LC com todos vértices vizinhos de a (linha 3). Em seguida, para todo

vértice b ∈ LC, são realizadas as seguintes tarefas. É selecionado um vértice c vizinho de

b pertencente ao mesmo cluster de b (linha 6). Então, se custo(ab) > custo(bc) o vértice

b é movido para o cluster C (linha 8) ou, se custo(ab) = custo(bc), o vértice b é movido

para o cluster C com probabilidade p (linha 10). Finalmente, se o vértice b foi movido

os custos do cluster original de b e do novo cluster C são atualizados (linhas 13 e 14) e a
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solução modificada é retornada como resultado 17.

Algoritmo 4.12 CC(G′, p)

1: a← selecionar vértice aleatoriamente em V (G′)
2: C ← {a}
3: LC ← selecionar vizinhos de a
4: for all b ∈ LC do
5: Cb ← selecionar cluster de b
6: c← selecionar aleatoriamente vizinho de b em Cb

7: if custo(ab) > custo(bc) then
8: mover b para C
9: else if custo(ab) = custo(bc) then

10: mover b para C com probabilidade p
11: end if
12: if b foi movido then
13: custo(Cb)← custo(Cb) + custo(b, Cb)− custo(b, Cb)
14: custo(C)← custo(C)− custo(b, C) + custo(b, C)
15: end if
16: end for
17: return G′

A análise da complexidade computacional do algoritmo CC é feita da seguinte forma.

A seleção do vértice a e criação do cluster C se dá com complexidade de tempo O(1). A

criação da lista de vizinhos de a se dá em O(n) pois para encontrar os vizinhos de a é

preciso avaliar todos os vértices. O tamanho da lista de vizinhos influencia diretamente

sobre a complexidade de tempo da etapa seguinte. Caso um vértice seja movido, a com-

plexidade de tempo dessa etapa é O(n) e, caso contrário, é O(1). Portanto, no melhor

caso, a complexidade de tempo do algoritmo é O(n) caso nenhum vértice seja movido para

C e é O(n2) caso n− 1 vértices sejam movidos para C. Na prática, o melhor caso é muito

improvável. A tendência é o número de vértices movidos para C varie em função de n e

da densidade do grafo. Dessa forma, é razoável dizer que na prática a complexidade de

tempo total do algoritmo CC é O(n2).

4.2.3 Algoritmo Completo

O pseudocódigo do ILS-RVND proposto é apresentado pelo Algoritmo 4.13. Como pa-

râmetros de entrada são passados o grafo do problema G, o tempo máximo de execução

e o intervalo de tempo para reiniciar o caminho de exploração do espaço de busca S∗

caso este não seja atualizado. Inicialmente, um ótimo local G∗ é produzido para iniciar

o caminho de exploração em S∗ (linha 1). Na linhas (2 e 3), a melhor solução G′melhor

e as variáveis de controle tinicio e tcaminho são iniciadas. Em seguida, das linhas 5 a 18,
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as iterações do ILS-RVND acontecem. Cada iteração é composta pelos seguintes pas-

sos. Uma nova solução G′∗ é produzida através da seleção aleatória de um algoritmo de

perturbação, de sua aplicação em G∗ e execução imediata do RVND (linha 6). Caso o

custo da nova solução seja melhor que G′melhor esta é atualizada na linha 8. Em seguida,

o critério de aceitação de G′∗ como o próximo ponto do caminho de exploração de S∗ é

aplicado (Linhas 10 e 11). Aqui o critério é guloso, ou seja, G′∗ só é aceita se for melhor

que o ponto anterior. A investigação da utilização de outros critérios de aceitação deixa-

mos como sugestão para trabalhos futuros. Continuando, as linhas 14 e 15 efetuam um

reińıcio no caminho de exploração caso o caminho não tenha sido atualizado num peŕıodo

de tempo igual a treinicio. Um número tempo elevado sem modificação no caminho pode

indicar que os procedimentos de perturbação e busca local não estão conseguindo escapar

do ótimo local atual. Então, uma boa estratégia é saltar para um ótimo local diferente

em S∗. Concluindo, a melhor solução gerada pelo algoritmo é retornada como resultado

(linha 19).

Algoritmo 4.13 ILS-RVND(G, tmax, treinicio)

1: G∗ ← RV ND(construir(G))
2: G′melhor ← G∗

3: tinicio ← time()
4: tcaminho ← time()
5: while (time()− tinicio) < tmax do
6: G′∗ ← RV ND(perturbar(G∗))
7: if custo(G′∗) < custo(G′melhor) then
8: G′melhor ← G′∗

9: end if
10: if custo(G′∗) < custo(G∗) then
11: G∗ ← G′∗

12: tcaminho ← time()
13: end if
14: if (time()− tcaminho) ≥ treinicio then
15: G∗ ← RV ND(construir(G))
16: tcaminho ← time()
17: end if
18: end while
19: return G′melhor

4.3 Algoritmo Híbrido

O algoritmo h́ıbrido proposto, chamado H-SP, combina uma dada Heuŕıstica (H), desen-

volvida para o problema Edição de Clusters, com a abordagem de Set Partitioning
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(SP). Esta técnica de combinar SP com heuŕıstica já foi utilizada anteriormente em outros

contextos. Por exemplo, Lee et al. (LEE et al., 2007) desenvolveu um algoritmo combi-

nando Busca Tabu e SP. Já em (SUBRAMANIAN et al., 2011), os autores empregam uma

formulação SP em conjunto com uma heuŕıstica ILS. Aqui, o modelo SP é utilizado tanto

com a heuŕıstica GRASP-RVND quanto com a heuŕıstica ILS-RVND.

Seja C o conjunto de todos os posśıveis subconjuntos não vazios de vértices do grafo de

entrada G. Cada subconjunto Cj ∈ C é um candidato a ser um cluster da solução ótima;

assim, por simplicidade, vamos chamar os subconjuntos de C de clusters. Seja Ci ⊆ C o

subconjunto de clusters que contém o vértice i ∈ V (G). Defina yj como a variável binária

associada ao cluster Cj ∈ C, e seja cj = custototal(Cj), conforme definido na Seção 2.2.

Seja J o conjunto de ı́ndices C, i.e., j ∈ J se, e somente se, Cj ∈ C. A formulação SP

para Edição de Clusters(G) pode ser expressada como segue.

Minimizar ∑
j∈J

cjyj (4.1)

Sujeito a ∑
j∈Ci

yj = 1 ∀i ∈ V (G) (4.2)

yj ∈ {0, 1} ∀j ∈ J (4.3)

A função objetivo (4.1) minimiza a soma dos custos pela seleção da melhor combinação

de clusters. As restrições (4.2) estabelecem que todo vértice i ∈ V (G) deve estar em

exatamente um único cluster do subconjunto Ci. Assim, os clusters selecionados com

yj = 1 formam uma partição de V (G). As restrições (4.3) definem o domı́nio das variáveis

de decisão. Devido ao número exponencial de variáveis dessa formulação SP completa, fica

impraticável resolvê-la diretamente. O algoritmo H-SP resolve um problema SP similar

a (4.1-4.3), mas C é restrito aos melhores clusters gerados pela heuŕıstica H. A qualidade

de um cluster depende de vários fatores; não apenas do seu custo isoladamente mas

também do custo da solução da qual este provém, do seu tamanho, de quais vértices ele

contém, etc. Por questões de escopo do trabalho, deixamos esta pesquisa como trabalho

futuro mas acreditamos que uma investigação detalhada desse assunto pode resultar em

reduções expressivas de tempo computacional sem comprometimento da qualidade. Por

hora, selecionamos os clusters baseados apenas na qualidade das suas soluções de origem.
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O Algoritmo 4.14 contém o pseudocódigo da abordagem H-SP. Os parâmetros de

entrada são o grafo do problema G, o tempo máximo de execução da heuŕıstica H

maxHTime e o tempo máximo de execução do modelo SP num Mixed Integer Program-

ming (MIP) solver maxSPTime. No ińıcio, um pool vazio de clusters é declarado (linha

1). Em seguida, uma solução G′ é gerada utilizando a heuŕıstica H, que também preenche

o pool com clusters provenientes das soluções geradas (linha 2). O modelo SP, dado por

(4.1)-(4.3), é criado usando o pool de clusters (linha 3). O problema SP com G′ como

solução primal é então enviado a um solver (linha 4) que, por sua vez, devolverá uma

solução pelo menos tão boa quanto G′. Em caso de melhoria, uma busca local é efetuada

pelo módulo RVND(linhas 5-7).

Algoritmo 4.14 H-SP(G, maxHTime, maxSPTime)

1: poolclusters ← ∅
2: G′ ← H(maxHTime, poolclusters)
3: modeloSP ← criarModeloSP(poolclusters)
4: G∗ ← MIPSolver(modeloSP,G′,maxSPTime)
5: if custo(G∗) < custo(G′) then
6: G′ ← RVND(G∗)
7: end if
8: return G′

É esperado que o algoritmo H-SP, quando utilizado em conjunto com as heuŕısticas

GRASP-RVND (Seção 4.1) e ILS-RVND (Seção 4.2), produza melhor resultado do que es-

sas heuŕısticas sozinhas sejam capazes de produzir. Chamamos os algoritmos combinados

de GRASP-RVND-SP e ILS-RVND-SP.

4.4 Redução Dinâmica

Redução Dinâmica (RD) não está relacionada às regras de redução exatas apresentadas

na Seção 3.3. A RD é um algoritmo de redução heuŕıstico cujo intento é o de produzir

reduções significativas no tamanho de uma instância, num tempo computacional relativa-

mente pequeno, com a melhor qualidade posśıvel. E, em seguida, solucionar a instância

reduzida utilizando uma das heuŕısticas aqui propostas.

Dada uma instância G e uma heuŕıstica H, a heuŕıstica RD reduz G gerando Gr num

dado tempo tr. O objetivo é que tr somado ao tempo de solução de Gr por H seja menor

do que o tempo de solução de G por H. Além disso, deseja-se que a solução G′r produzida

por H para o problema reduzido não seja pior do que a solução G′ que H produziria para

o problema original. Sendo assim, RD se apresenta como uma alternativa de redução do
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tempo computacional para instâncias grandes e não como um algoritmo concorrente de

H na obtenção de soluções de melhor qualidade.

A ideia que inspira a heuŕıstica RD é a seguinte. Considere um conjunto Ω de soluções

diferentes e de boa qualidade que compartilhem caracteŕısticas em comum. Agora, con-

sidere dois vértices a, b ∈ V (G) tais que a e b estão no mesmo cluster na melhor solução

de Ω digamos G′melhor. A probabilidade de que a e b pertençam ao mesmo cluster numa

solução ótima de G provavelmente cresce à medida que:

1. O tamanho de Ω aumenta,

2. O percentual de soluções de Ω nas quais a e b estão no mesmo cluster aumenta,

3. A qualidade das soluções de Ω melhora.

O item 1 está relacionado ao aumento da qualidade deG′melhor à medida que Ω aumenta

de tamanho. Uma vez que G′melhor é a melhor solução de Ω, e as soluções de Ω são

diferentes, um acréscimo no tamanho de Ω tende a aumentar a probabilidade da qualidade

de G′melhor melhorar. O item 2 significa que se a e b ocorrem no mesmo cluster num número

grande de soluções distintas de boa qualidade, há uma boa chance de que eles pertençam

ao mesmo cluster na solução ótima. Além disso, de 3, se eles estão no mesmo cluster nas

melhores soluções, provavelmente estão contribuindo com a qualidade da solução.

A redução consiste em produzir o conjunto Ω e, em seguida, analisar as soluções

para determinar quais pares de vértices a, b ∈ V (G) estão no mesmo cluster na melhor

solução e, também, no maior número de soluções posśıvel. Caso atendam um critério de

similaridade, os vértices a, b são transformados num vértice c através de uma operação de

fusão. Esta operação reduz o tamanho da instância.

Para produzir o conjunto Ω de soluções, RD precisa de um algoritmo embutido. Uma

implementação simplificada da heuŕıstica ILS-RVND descrita na Seção 4.2 é utilizada

para esse propósito. Inicialmente a produção de soluções é um processo tão demorado

quanto o processo normal de solução de G e, portanto, Ω não pode ser muito grande.

No entanto, após o passo de fusão de vértices o tamanho do problema tende a diminuir

consideravelmente. A cada iteração, a tendência é que o tamanho do problema e o tempo

de produção do conjunto Ω fiquem cada vez menores. Geralmente, quanto maior |Ω|
melhor a qualidade do resultado e maior o tempo total. Uma estimativa adequada para

|Ω| pode ser feita empiricamente.
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Uma vantagem interessante da Redução Dinâmica é a de poder ser aplicada em con-

junto com qualquer algoritmo devido à ausência de acoplamento. Além disso, resultados

emṕıricos demonstram que, no caso de grafos com densidade variada (como os gerados

pelo segundo método de geração discutido na Seção 3.2), as melhores soluções tendem a

compartilhar um percentual mais elevado de caracteŕısticas comuns. Assim, é esperado

que a RD apresente melhores resultados sobre esses grafos do que sobre as instâncias

totalmente aleatórias.

A combinação da RD com um algoritmo A é chamada RD-A. O pseudocódigo do

procedimento é descrito pelo Algoritmo 4.15. O procedimento recebe como entrada o

grafo do problema G, o tamanho alvo nalvo desejado para G, após redução, e o algo-

ritmo A para resolução de G no final do procedimento. A redução é realizada enquanto

n > nalvo (linhas 1-12). Inicialmente, Ω é constrúıdo utilizando o algoritmo embutido

(linha 2). Em seguida, a melhor e a pior soluções G′melhor, G
′
pior ∈ Ω são selecionadas

(linhas 3 e 4). Então, para cada par a, b ∈ V (G) (linha 5), se a e b estiverem no mesmo

cluster em G′melhor (linha 6) e a similaridade de a e b em Ω for maior que um dado

limiar (linha 7) então a e b são transformados num novo vértice c através de uma ope-

ração de fusão (linha 8). A similaridade entre dois vértices a, b é dada pela expressão∑
G′∈Ω|cluster(a)=cluster(b) custo(G

′
pior)/custo(G

′). Dessa forma, a função de similaridade fa-

vorece os vértices que aparecem juntos nas melhores soluções e, também, os que aparecem

numa quantidade maior de soluções. Após a fase de redução, isto é, quando n ≤ nalvo, A é

utilizado para resolver o grafo reduzido Gr e retornar a solução resultante como resultado.

Algoritmo 4.15 RD-A(G, nalvo, A)

1: while n > nalvo do
2: Ω← construir soluções(G)
3: G′melhor selecionar melhor solução em Ω
4: G′pior selecionar pior solução em Ω
5: for all a, b ∈ V (G) do
6: if cluster(a) = cluster(b) em G′melhor then
7: if similaridade(a, b) em Ω > limiar then
8: c← fundir(a, b)
9: end if

10: end if
11: end for
12: end while
13: return A(Gr)



Capítulo 5

Resultados Experimentais

Este caṕıtulo apresenta os resultados dos experimentos realizados para avaliação dos algo-

ritmos propostos, bem como, os impactos das regras de redução analisadas neste trabalho.

São especificados Hardware e Software utilizados. Os conjuntos de instâncias do problema,

bem como a metodologia de testes, são também apresentados. Tanto a versão com pesos

quanto a versão sem pesos do Edição de Clusters são testadas e, sempre que posśıvel,

é feita uma comparação com os resultados encontrados na literatura.

5.1 Hardware e Software

Todos os testes foram executados num PC equipado com um processador Intel Core I7

980X com 6 núcleos HT e 24 GB de memória DDR3. O sistema operacional utilizado

foi o Windows 7 Professional x64. O software CPLEX 12 foi utilizado na para resolver

otimamente as instâncias do problema com a formulação MinDisAgree. O código dos

algoritmos foi escrito na linguagem C++ e compilado com MinGW-w64.

5.2 Instâncias do Problema

São utilizados três conjuntos de instâncias para a realização dos testes. Os dois primeiros

conjuntos consistem de instâncias artificiais geradas utilizando os algoritmos de geração

estudados nesse trabalho. O primeiro conjunto (C1), contém um total de 60 instâncias

geradas pelo Gerador de Grafos Aleatórios ilustrado pelo Algoritmo 3.1. O segundo con-

junto (C2) possui também 60 instâncias. No entanto, a geração foi realizada pelo segundo

método, mais comumente encontrado na literatura (veja a Seção 3.2).
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As tabelas 5.1 e 5.2 exibem maiores detalhes sobre as instâncias de cada conjunto. A

probabilidade p de distribuição de arestas em C1 (resp. inversão de arestas em C2) variou

de 0.05 a 0.5 da seguinte forma. Dado um valor de n, o valor de p foi incrementado em

0.05 para cada instância gerada com n vértices.

Tabela 5.1: Conjunto C1: instâncias artificiais.

n 25 50 100 200 500 1000 total
qtd 10 10 10 10 10 10 60

Tabela 5.2: Conjunto C2: instâncias artificiais.

n 25 50 100 200 500 1000 total
qtd 10 10 10 10 10 10 60

As instâncias artificiais C1 e C2 não possuem pesos nas arestas.

O conjunto de instâncias C3 consiste em instâncias reais geradas em (BÖCKER et al.,

2009) a partir do banco de dados COG (TATUSOV et al., 2003). Esse conjunto consiste

num total de 3.964 instâncias e se aplicam ao problema de classificação filogenética de

protéınas descrito na Seção 1. A Tabela 5.3 mostra maiores detalhes sobre essas instâncias.

A primeira linha da tabela as classifica por tamanho enquanto a segunda linha informa

a quantidade de instâncias dentro de cada faixa de tamanho. Note que, a maioria das

instâncias são muito pequenas, com até 49 vértices, ou pequenas, com até 299 vértices.

Contudo, o conjunto apresenta 11 instâncias de tamanho médio, com 300 a 500 vértices e

15 instâncias grandes com número de vértices variando de 500 a 8.836 vértices.

Tabela 5.3: Conjunto C3: instâncias reais geradas a partir do banco de dados COG.

n 3-49 50-99 100-149 150-199 200-249 250-299 300-500 > 500 total
qtd 3453 341 78 22 24 20 11 15 3964

As instâncias C3 possuem pesos nas arestas.

5.3 Metodologia

Em se tratando da metodologia de testes adotada nesse trabalho, com exceção do que for

explicitamente dito, deve-se considerar o seguinte. Nos testes sobre as instâncias C1 e

C2 os algoritmos resolvem exclusivamente o problema sem pesos. No caso das instâncias

C3, por sua vez, os algoritmos resolvem exclusivamente o problema com pesos. Sendo

assim, os mesmos testes são realizados sobre os três conjuntos de instâncias mas a análise

dos resultados leva em conta as caracteŕısticas do problema associado ao conjunto de

instâncias.
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Os resultados exatos como os da formulação MINDISAGREE e das Regras de Redução

são provenientes da realização dos experimentos uma única vez. O CPLEX foi utilizado

como solver para a formulação em suas configurações padrão. Já no caso dos algoritmos

heuŕısticos, os resultados são produto da repetição dos experimentos exatamente 10 vezes

para cada instância. O critério de parada do MINDISAGREE é a solução ótima ou um

limite de tempo. Para as heuŕısticas GRASP-RVND e ILS-RVND dois critérios de parada

foram utilizados: tempo de execução fixo e solução alvo com limite máximo de tempo.

Detalhes espećıficos de cada experimento ou modificações nesta metodologia, quando

necessários, são apresentados pontualmente.

5.4 Impacto das Regras de Redução

De forma a compreender como as Regras de Redução, apresentadas na Seção 3.3, modifi-

cam as instâncias do problema e, para avaliar seus efeitos sobre os algoritmos propostos,

alguns testes preliminares foram realizados. Devido às particularidades individuais de

cada problema, os experimentos e a análise dos seus resultados se dividem em duas cate-

gorias. Dessa forma, a Seção 5.4.1 lida com os impactos da redução sobre as instâncias

artificiais do problema sem pesos enquanto a Seção 5.4.2 detalha os experimentos realiza-

dos sobre as instâncias reais do problema com pesos.

5.4.1 Problema sem Pesos

Para avaliar os efeitos das Regras de Redução para o problema sem pesos, as Regras 1

a 4 foram aplicadas sobre as instâncias C1 e, em seguida, calculadas as taxas médias de

redução.

A tabela 5.4 mostra as taxas de redução de acordo com o tamanho das instâncias. A

primeira coluna contém o número de vértices, a segunda coluna o percentual de redução

de arestas e a terceira coluna o percentual de redução de não arestas. A redução de arestas

é gerada pelas Regras 2 e 3 enquanto a redução de não arestas é consequência das Regras

1 e 4 (veja a Seção 3.3).

Pode-se perceber, através da análise dos dados da Tabela 5.4, que as taxas de redução

diminuem tanto para arestas quanto para não arestas com o aumento do tamanho da

instância. No entanto, praticamente não ocorre redução de arestas. Como a Regra 2 é a

origem das reduções de arestas, a mesma não é muito efetiva para essas instâncias. No
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caso das não arestas, sua taxa de redução é substancial para as instâncias menores mas

diminui à medida que as instâncias crescem.

Tabela 5.4: Taxas de redução em termos de n.

n arestas % não arestas %
25 1,67 32,47
50 0,00 19,55

100 0,00 12,28
200 0,00 7,73
500 0,00 3,08

1000 0,00 0,82
0,28 12,66

Conforme mencionado na Seção 3.1, a densidade do grafo possui um efeito significativo

sobre as taxas de redução. A Tabela 5.5 exibe as taxas de redução de acordo com as

densidades das instâncias testadas. A primeira coluna mostra a densidade do grafo, a

segunda coluna o percentual de redução das arestas e a terceira coluna o percentual de

redução das não arestas. Os resultados confirmam a expectativa de que grafos esparsos

reduzem consideravelmente mais do que grafos com densidade média.

Tabela 5.5: Taxas de redução em termos de d.

d arestas % não arestas %
0,05 4,17 80,52
0,10 0,00 45,36
0,15 0,00 27,52
0,20 0,00 13,77
0,25 0,00 8,78
0,30 0,00 1,95
0,35 0,00 1,37
0,40 0,00 0,81
0,45 0,00 0,00
0,50 0,00 0,00

0,42 18,01

Além da análise das taxas de redução é importante avaliar o comportamento dos

algoritmos propostos sobre as instâncias reduzidas em comparação com as instâncias ori-

ginais. O objetivo é determinar se as regras de redução afetam o tempo computacional e

a qualidade das soluções.

Para avaliar os efeitos da redução sobre o tempo computacional, foi calculada a dife-

rença percentual média de tempo ∆t pela expressão ∆t = (tm − tmr) ∗ 100/tm onde tm é

o tempo médio para as instâncias sem redução e tmr é o tempo médio para as instâncias

reduzidas.

A Tabela 5.6 relaciona os valores de ∆t aos de n. A primeira coluna mostra o tamanho

das instâncias, da segunda à quarta colunas são exibidos os percentuais médios de melhoria

de tempo para os algoritmos MinDisAgree, GRASP-RVND e ILS-RVND, respectivamente.

Os resultados mostram, no caso do GRASP-RVND, que à medida que o tamanho da
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instância aumenta, o benef́ıcio da redução se torna menos substancial. Isto está de acordo

com o fato de que, com o aumento do tamanho das instâncias, ocorre diminuição das

taxas de redução (veja a Tabela 5.4). No caso do ILS-RVND, a influência da redução

no tempo é muito pequena e às vezes até negativa, como no caso das instâncias de 25

e 100 vértices, mas os valores são pouco significativos. Apenas para as instâncias de 50

vértices houve uma diminuição no tempo computacional de quase 7% devido à redução

das instâncias. Os resultados do MinDisAgree, por sua vez, não desenham um padrão

muito claro uma vez que a maioria das instâncias não foi resolvida dentro do limite de

tempo. Esse fato gerou uma diferença de tempo não realista entre as instâncias reduzidas

e originais. No entanto, algumas instâncias reduziram o tempo de computação em até

95% ao usar regras de redução. Além disso, quando se leva em conta apenas as instâncias

otimamente resolvidas, a redução de tempo foi de 41%, em média.

Tabela 5.6: Melhorias no tempo em termos de n.

MinDisAgree GRASP-RVND ILS-RVND
n ∆t % ∆t % ∆t %

25 3,67 11,42 -0,02
50 11,47 14,69 6,90

100 9,53 12,55 -0,33
200 - 4,04 1,61

8,22 10,68 2,04

Para avaliar os efeitos da redução na qualidade das soluções, foi calculada a diferença

média de qualidade ∆gap pela expressão ∆gap = gap−gapr, onde gap é o gap percentual

médio das soluções obtidas pelos algoritmos para as instâncias sem redução e gapr é o

gap percentual médio das soluções obtidas pelos algoritmos para as instâncias reduzidas.

A Tabela 5.7 apresenta os resultados. À medida que o tamanho das instâncias cresce, a

qualidade das soluções do MinDisAgree melhora bastante. As heuŕısticas, por sua vez,

não são capazes de melhorar a qualidade das suas soluções ao se utilizar das reduções.

Ao invés disso, a qualidade média das suas soluções até reduz levemente. Embora isso

pareça inesperado à primeira vista, não é. As heuŕısticas dependem fortemente de diver-

sificação para escapar de ótimos locais. As Regras de Redução diminuem a capacidade

de diversificação dos algoritmos quando próıbem edições de arestas e não arestas. Neste

cenário, algoritmos de busca local perdem um pouco de flexibilidade já que na ausência

de redução é posśıvel editar uma aresta numa iteração, para permitir a visitação de uma

região de busca diferente, e desfazer essa edição numa iteração futura, caso isso melhore

a qualidade da solução.

O percentual de perda de qualidade, devido às regras de redução, para o GRASP-

RVND é muito pequeno. Já o ganho em tempo computacional é mais significativo. Dessa
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Tabela 5.7: Melhorias na qualidade em termos de n.

MinDisAgree GRASP-RVND ILS-RVND
n ∆gap % ∆gap % ∆gap %

25 0,00 0,00 0,00
50 0,26 -0,09 -0,06

100 16,35 -0,19 -0,07
200 147,05 -0,06 -0,03

40,92 -0,09 -0,04

forma, uma diminuição muito pequena na qualidade da solução em troca de um ganho

significativo em termos de tempo computacional justifica o uso de redução. No caso

do ILS-RVND, os resultados não foram significativos nem em termos de tempo e nem

em termos de qualidade e, portanto, o uso das técnicas de redução é opcional. Já no

caso do MinDisAgree os ganhos foram bastante significativos tanto em termos de tempo

computacional quanto de qualidade final da solução o que justifica fortemente o uso das

Regras de redução estudadas.

5.4.2 Problema com Pesos

Os efeitos da aplicação das Regras 3 a 8 sobre os problemas com pesos do conjunto C3

são apresentados a seguir.

A Figura 5.1 ilustra as taxas de redução obtidas por cada regra individualmente e a

taxa total de redução obtida pela aplicação de todas as regras em conjunto. A taxa de

redução do tamanho de uma instância é calculada pela expressão (n − nr) ∗ 100/n onde

nr é o número de vértices da instância reduzida e n o seu número de vértices original.

No caso das regras de redução que trabalham somente sobre as não arestas do grafo e,

portanto, não acarretam redução de tamanho nas instâncias, é calculada a taxa de redução

de não arestas pela expressão (|E| − mr) ∗ 100/|E| onde mr é o número de não arestas

permanentes da instância reduzida e |E| o número total de não arestas do problema.

Pode-se observar claramente na Figura 5.1 que a regra responsável pela maior taxa

de redução é a Regra 8. Vale a pena observar que a heuŕıstica H2 (veja a Seção 3.3)

alcançou a melhor taxa de redução em todos os testes quando aplicada sozinha. Além

disso, a utilização de H2 com a heuŕıstica original H1 produz um resultado ainda melhor.

Esse resultado é muito próximo da taxa total de redução ao se utilizar todas as regras

em conjunto. A Regra 5 apresentou a menor taxa de redução e se tornou inefetiva com o

aumento do tamanho das instâncias.

Em termos de eficiência, nota-se uma queda na taxa de redução à medida que o

tamanho das instâncias cresce. Esse fato é bastante negativo porque as regras de redução
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Figura 5.1: Taxas de redução para n < 300, 300 ≤ n < 1000 e n ≥ 1000.

são muito mais necessárias para as instâncias grandes. Infelizmente, é justamente nessas

instâncias que elas produzem o pior resultado. Apesar disso, a taxa média de redução

do conjunto C3 foi bastante elevada: 56% para instâncias de até 300 vértices, 17% para

instâncias entre 300 e 1000 vértices e 14% para instâncias com mais de 1000 vértices.

Isto, mais o fato de que a Regra 8 foi a mais eficiente, é uma evidência muito forte de que

as instâncias C3 da literatura possuem agrupamentos naturais e muitos “quase clusters”

favorecendo a redução.

Testes adicionais das Regras 3 a 8 sobre instâncias artificiais com pesos produziram

resultados muito pobres com reduções significativas apenas para grafos muito esparsos

e/ou pequenos.

5.5 Avaliação dos Algoritmos

A avaliação dos algoritmos abordados neste trabalho está dividida em cinco partes. Pri-

meiramente, é analisada a curva de convergência dos algoritmos GRASP-RVND e ILS-

RVND propostos na Seção 5.5.4. Em seguida, a Seção 5.5.5 avalia a influência da Re-

dução Dinâmica sobre a qualidade da solução e sobre o tempo computacional exigido.

Já na Seção 5.5.1, as instâncias dos conjuntos C1, C2 e C3 com menos de 300 vértices,

consideradas pequenas, serão resolvidas pelos algoritmos MinDisAgree, GRASP-RVND,

GRASP-RVND-SP, ILS-RVND e ILS-RVND-SP. Os algoritmos serão comparados entre
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si e também com o algoritmo ILP proposto em (BÖCKER et al., 2009). Em seguida, na

Seção 5.5.2 as instâncias com tamanhos entre 300 e 500 vértices, consideradas aqui como

de tamanho médio, são resolvidas pelos algoritmos GRASP-RVND-SP e ILS-RVND-SP.

O objetivo, nesse caso, é verificar qual metaheuŕıstica combinada com o método Set Par-

titioning é mais eficiente. Finalmente, a Seção 5.5.3 apresenta as técnicas utilizadas para

resolver as instâncias com mais de 500 vértices, bem como, os resultados obtidos.

Vale a pena ressaltar que todos os experimentos relacionados à avaliação dos algorit-

mos trabalham com as instâncias C1, C2 e C3 reduzidas pelas regras de redução exatas

apresentadas na Seção 3.3. Inclusive as estat́ısticas apresentadas, como quantidade de

instâncias de cada tamanho, se referem às instâncias reduzidas de cada conjunto.

5.5.1 Instâncias pequenas

Discutimos agora os resultados experimentais para avaliação da formulação MINDISA-

GREE e dos algoritmos GRASP-RVND e ILS-RVND com relação às instâncias pequenas

dos conjuntos C1, C2 e C3. São consideradas instâncias pequenas aquelas com menos de

300 vértices. Nesta seção, quando mencionadas as instâncias C1, C2 e C3, considere ape-

nas os subconjuntos compostos pelas instâncias pequenas, ou seja, com até 299 vértices.

As análises e conclusões apresentadas a seguir também levam em conta estes subconjuntos.

No total, os conjuntos C1 e C2 possuem instâncias pequenas com 25, 50, 100 e 200

vértices, dez instâncias de cada tamanho. O conjunto C3 possui 3.964 instâncias no total.

No entanto, após aplicação das regras de redução várias dessas instâncias tiveram seu

tamanho diminúıdo ou se transformaram num grafo de clusters. Dessa forma, retiramos

do conjunto C3 todas as instâncias cujo grafo já é composto por uma união de cliques

independentes. O conjunto C3 resultante é composto por 781 instâncias com menos de

50 vértices, 204 instâncias com 50 a 99 vértices, 54 instâncias com 100 a 149 vértices, 24

instâncias com 150 a 199 vértices, 15 instâncias com 200 a 249 vértices e 10 instâncias

com 250 a 299 vértices. No total o conjunto C3 resultante é composto por 1088 instâncias

pequenas.

Primeiramente, a formulação matemática MINDISAGREE foi utilizada na tentativa

de solucionar otimamente essas instâncias. O CPLEX foi utilizado como solver para a

formulação em suas configurações padrão. Como critério de parada adicional foi estabele-

cido um limite de tempo de três horas para a solução de cada instância. As quantidades

de instâncias otimamente resolvidas de cada conjunto encontram-se listadas na Tabela

5.8. A coluna nomeada n exibe o tamanho das instâncias. As colunas nomeadas total
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apresentam o número total de instâncias de um dado tamanho para um dado conjunto de

instâncias. As colunas opt mostram a quantidade de instâncias solucionadas otimamente

e as colunas nomeadas % exibem a quantidade de instâncias solucionadas em termos

percentuais.

Tabela 5.8: Instâncias com menos de 300 vértices otimamente solucionadas.

C1 C2 C3
n total opt % total opt % total opt %

25 10 10 100,00 10 10 100,00 - - -
50 10 3 30,00 10 3 30,00 - - -

100 10 1 10,00 10 3 30,00 - - -
200 10 0 0,00 10 1 10,00 - - -

<300 - - - - - - 1088 1088 100,00
40 14 35,00 40 17 42,50 1088 1088 100,00

Os resultados mostram que todas as instâncias C3 da literatura foram solucionadas

otimamente. Já para as instâncias C1 e C2 a taxa de otimalidade ficou abaixo de 50%.

Além disso, apenas as instâncias menores e de menor densidade foram solucionadas. Note

que a formulação MINDISAGREE apresentou um desempenho melhor para o conjunto C2

do que para o conjunto C1. Essa diferença se origina do método de geração das instâncias

C2 onde há a criação de um grafo de clusters durante o processo (veja a Seção 3.2).

A Tabela 5.9 exibe os tempos computacionais médios e os gaps percentuais médios da

formulação MINDISAGREE para as instâncias pequenas do conjunto C1. No experimento

que originou estes dados a formulação foi executada apenas uma vez com um limite de

tempo de 3 horas para cada instância. Os tempos computacionais em segundos foram

registrados. Quando a solução ótima não é encontrada, dentro do limite de tempo, para

uma dada instância, o gap percentual é calculado pela expressão gap(G′) = (custo(G′)−
custo(Gmelhor))×100/custo(Gmelhor) onde G′ é a solução encontrada para a dada instância

e Gmelhor é a melhor solução (gerada heuristicamente) conhecida para a mesma. Nos casos

em que a formulação resolve a instância otimamente, o gap é zero.

Tabela 5.9: Resultados da formulação MINDISAGREE para instâncias pequenas do con-
junto C1.

MINDISAGREE
n gap t

25 0,00 28,72
50 2,82 7.591,73

100 29,94 9.722,53
200 91,22 10.800,00

31,00 7.035,75

As Tabelas 5.10 e 5.11 são idênticas à tabela 5.9 e exibem os resultados da formulação

MINDISAGREE para os conjuntos C2 e C3 respectivamente. O experimento realizado

para esses conjuntos é exatamente o mesmo realizado para o conjunto C1.



5.5 Avaliação dos Algoritmos 62

Tabela 5.10: Resultados da formulação MINDISAGREE para instâncias pequenas do
conjunto C2.

MINDISAGREE
n gap t

25 0,00 108,27
50 3,90 7.729,25

100 54,71 8.671,44
200 85,68 9.736,26

336,07 6.561,31

Conforme se pode observar dos dados das Tabelas 5.9 e 5.10, a formulação MINDI-

SAGREE só consegue resolver otimamente os problemas muito pequenos dos conjuntos

C1 e C2. À medida que n cresce, o tempo computacional e o gap aumentam muito

tornando o método inviável. O tempo computacional médio e o número de instâncias

resolvidas otimamente indicam que as instâncias C1 são mais dif́ıceis do que as instâncias

C2. Isso confirma a expectativa proveniente do estudo de geração de instâncias realizado

no Caṕıtulo 3.

As instâncias pequenas do conjunto C3, por sua vez, foram todas resolvidas otima-

mente pela formulação MINDISAGREE num tempo médio de aproximadamente 33 mi-

nutos.

Em resumo, levando-se em conta os resultados obtidos pela formulação MINDISA-

GREE, pode-se dizer que as instâncias C1, em média, são mais dif́ıceis do que as instâncias

C2 e estas, por sua vez, são mais dif́ıceis do que as instâncias C3.

Tabela 5.11: Resultados da formulação MINDISAGREE para instâncias pequenas do
conjunto C3.

MINDISAGREE
n qtd gap t

<50 781 0,00 0,08
50-99 204 0,00 4,90

100-149 54 0,00 64,27
150-199 24 0,00 743,52
200-249 15 0,00 1.120,83
250-299 10 0,00 5.831,33

1.088 0,00 89,61

Agora os algoritmos GRASP-RVND e ILS-RVND são avaliados sobre as instâncias

pequenas C1, C2 e C3. Para isso, vários testes foram realizados utilizando dois critérios

de parada diferente. Inicialmente, um tempo de execução fixo foi definido como critério

de parada e, em seguida, um alvo associado a um tempo máximo de execução foi definido

como critério de parada dos algoritmos. Cada algoritmo foi executado dez vezes para cada

instância em cada teste.

As Tabelas 5.12 e 5.13 mostram os resultados dos experimentos utilizando um tempo
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fixo como critério de parada para as instâncias C1. A Tabela 5.12 exibe os resultados para

as instâncias C1 com ótimo conhecido enquanto a Tabela 5.13 exibe os resultados para

as instâncias C1 cujo valor da solução ótima é desconhecido. As primeiras três colunas

dessas tabelas apresentam informações sobre as instâncias do problema. A primeira coluna

exibe o tamanho das instâncias, a segunda mostra a quantidade de instâncias de cada

tamanho e a terceira o tempo computacional utilizado por cada algoritmo de acordo com

o tamanho das instâncias. As colunas nomeadas gapb % apresentam o gap percentual

médio calculado a partir da melhor solução encontrada para cada instância enquanto

as colunas nomeadas gapa % apresentam o gap percentual médio calculado a partir de

todas as soluções encontradas para cada instância. Os gaps são calculados com relação

à solução ótima ou com relação à melhor solução conhecida quando a solução ótima for

desconhecida.

Tabela 5.12: Instâncias C1 com ótimo conhecido. Critério de parada: tempo fixo.

GRASP-RVND ILS-RVND
n qtd t gapb % gapa % gapb % gapa %

25 10 0,31 0,00 0,00 0,00 0,00
50 3 1,25 0,00 0,02 0,00 0,00

100 1 5,00 1,60 2,62 0,00 0,05
14 0,11 0,19 0,00 0,00

Com relação às instâncias C1 com ótimo conhecido, o GRASP-RNVD encontrou as

soluções ótimas de 13 das 14 instâncias C1 com gapb médio de 0,11% e gapa médio de

0,19%. O ILS-RVND apresentou um resultado um pouco melhor, especialmente em função

da instância de 100 vértices, encontrando a solução ótima de todas as 14 instâncias com

gapb e gapa médios muito próximos de zero.

Tabela 5.13: Instâncias C1 com ótimo desconhecido. Critério de parada: tempo fixo.

GRASP-RVND ILS-RVND
n qtd t gapb % gapa % gapb % gapa %

50 7 1,25 0,00 0,32 0,00 0,09
100 9 5,00 0,92 1,16 0,00 0,20
200 10 20,00 1,13 1,34 0,00 0,21

26 0,75 1,00 0,00 0,17

Para as instâncias C1 com ótimo desconhecido, o algoritmo ILS-RVND também apre-

sentou um melhor resultado com gapb médio de 0,00% contra 0,75% do GRASP-RVND e

gapa médio de 0,17% contra 1,00% do GRASP-RVND.

As Tabelas 5.14 e 5.15 mostram os resultados dos experimentos para as instâncias C1

utilizando como critério de parada uma solução alvo e um tempo máximo de execução.

A Tabela 5.14 exibe os resultados para as instâncias C1 com ótimo conhecido enquanto

a Tabela 5.15 exibe os resultados para as instâncias C1 cujo valor da solução ótima é



5.5 Avaliação dos Algoritmos 64

desconhecido. A primeira coluna exibe o tamanho das instâncias, a segunda mostra a

quantidade de instâncias de cada tamanho e a terceira o tempo computacional máximo

utilizado como critério de parada. Para as instâncias com ótimo conhecido o alvo de

cada instância foi definido como a sua solução ótima enquanto que o alvo das instâncias

com ótimo desconhecido foi definido como a melhor solução encontrada pelo GRASP-

RVND no experimento com tempo fixo como critério de parada. As colunas nomeadas

conv % apresentam o percentual de vezes (dentre as dez execuções) que a solução alvo

foi encontrada pelo algoritmo para cada instância. As colunas nomeadas t apresentam o

tempo computacional médio de cada algoritmo.

Tabela 5.14: Instâncias C1 com ótimo conhecido. Critério de parada: alvo ou tempo
máximo.

GRASP-RVND ILS-RVND
n qtd t max conv % t conv % t %

25 10 0,63 100,00 0,00 100,00 0,01
50 3 2,50 100,00 0,35 100,00 0,02

100 1 10,00 0,00 9,20 70,00 4,86
14 92,86 0,73 97,86 0,36

Os resultados apresentados pela Tabela 5.14 mostram que ambos os algoritmos encon-

tram o alvo em 100% dos casos para as 13 instâncias menores mas apenas o ILS-RVND

chega ao alvo para a instância de 100 vértices com uma taxa de convergência média de

70%. Em termos de tempo computacional, a vantagem também é do ILS-RVND com um

tempo médio de 0,36 segundos contra 0,73 segundos do GRASP-RVND.

Tabela 5.15: Instâncias C1 com ótimo desconhecido. Critério de parada: alvo ou tempo
máximo.

GRASP-RVND ILS-RVND
n qtd t max conv % t conv % t %

50 7 2,50 42,86 0,88 91,43 0,38
100 9 10,00 46,67 7,41 100,00 0,32
200 10 40,00 23,00 7,59 100,00 0,74

26 36,54 5,72 97,69 0,50

No caso das instâncias com ótimo desconhecido, cujos resultados são apresentados

pela Tabela 5.15, o GRASP-RVND apresenta uma taxa de convergência média de 42,26%

enquanto o ILS-RVND chega ao alvo em 93,88% dos casos em média. Em termos de

tempo computacional, o ILS-RVND apresenta um tempo médio de 0,39 segundos e o

GRASP-RVND um tempo médio de 2,76 segundos.

Os resultados desses experimentos evidenciam um melhor desempenho do algoritmo

ILS-RVND sobre o GRASP-RVND com relação às instâncias C1. O ILS-RVND tende a

apresentar melhores resultados tanto com um tempo fixo como critério de parada quanto

com uma solução alvo como critério de parada. Utilizando o primeiro critério, o algoritmo
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apresenta gaps médios menores. Já utilizando o segundo critério de parada, o ILS-RVND

chega ao alvo mais vezes dentro de um tempo limite e, além disso, chega ao alvo em menos

tempo em média.

Analisamos agora os resultados desses experimentos sobre as instâncias C2.

As Tabelas 5.16 e 5.17 mostram os resultados dos experimentos utilizando um tempo

fixo como critério de parada para as instâncias C2. A Tabela 5.16 exibe os resultados para

as instâncias C2 com ótimo conhecido enquanto a Tabela 5.17 exibe os resultados para

as instâncias C2 cujo valor da solução ótima é desconhecido. Nessas tabelas, a primeira

coluna exibe o tamanho das instâncias, a segunda mostra a quantidade de instâncias

de cada tamanho e a terceira o tempo computacional utilizado por cada algoritmo de

acordo com o tamanho das instâncias. As colunas nomeadas gapb % apresentam o gap

percentual médio calculado a partir da melhor solução encontrada para cada instância

enquanto as colunas nomeadas gapa % apresentam o gap percentual médio calculado a

partir de todas as soluções encontradas para cada instância. Os gaps são calculados com

relação à solução ótima ou com relação à melhor solução conhecida quando a solução

ótima for desconhecida.

Tabela 5.16: Instâncias C2 com ótimo conhecido. Critério de parada: tempo fixo.

GRASP-RVND ILS-RVND
n qtd t gapb % gapa % gapb % gapa %

25 10 0,31 0,00 0,00 0,00 0,00
50 3 1,25 0,00 0,00 0,00 0,00

100 3 5,00 0,00 0,00 0,00 0,00
200 1 20,00 0,00 0,00 0,00 0,00

17 0,00 0,00 0,00 0,00

Com relação às instâncias C2 com ótimo conhecido, os dois algoritmos encontraram as

soluções ótimas 100% das vezes. Os dados da Tabela 5.16, mostram resultados exatamente

iguais para os dois algoritmos.

Tabela 5.17: Instâncias C2 com ótimo desconhecido. Critério de parada: tempo fixo.

GRASP-RVND ILS-RVND
n qtd t gapb % gapa % gapb % gapa %

50 7 1,25 0,00 0,13 0,00 0,00
100 7 5,00 0,36 0,57 0,00 0,09
200 9 20,00 0,32 0,41 0,02 0,07

23 0,24 0,38 0,01 0,05

Para as instâncias C2 com ótimo desconhecido, por sua vez, o algoritmo ILS-RVND

apresentou melhores resultados com gapb médio de 0,01% contra 0,24% do GRASP-RVND

e gapa médio de 0,05% contra 0,38% do GRASP-RVND.

As Tabelas 5.18 e 5.19 mostram os resultados dos experimentos para as instâncias C2
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utilizando como critério de parada uma solução alvo e um tempo máximo de execução.

A Tabela 5.18 exibe os resultados para as instâncias C2 com ótimo conhecido enquanto

a Tabela 5.19 exibe os resultados para as instâncias C2 cujo valor da solução ótima é

desconhecido. A primeira coluna exibe o tamanho das instâncias, a segunda mostra a

quantidade de instâncias de cada tamanho e a terceira o tempo computacional máximo

utilizado como critério de parada. Para as instâncias com ótimo conhecido o alvo de

cada instância foi definido como a sua solução ótima enquanto que o alvo das instâncias

com ótimo desconhecido foi definido como a melhor solução encontrada pelo GRASP-

RVND no experimento com tempo fixo como critério de parada. As colunas nomeadas

conv % apresentam o percentual de vezes (dentre as dez execuções) que a solução alvo

foi encontrada pelo algoritmo para cada instância. As colunas nomeadas t apresentam o

tempo computacional médio de cada algoritmo.

Tabela 5.18: Instâncias C2 com ótimo conhecido. Critério de parada: alvo ou tempo
máximo.

GRASP-RVND ILS-RVND
n qtd t max conv % t conv % t %

25 10 0,63 100,00 0,01 100,00 0,01
50 3 2,50 100,00 0,02 100,00 0,01

100 3 10,00 100,00 0,01 100,00 0,01
200 1 40,00 100,00 0,01 100,00 0,01

17 100,00 0,01 100,00 0,01

Os resultados apresentados pela Tabela 5.18 mostram que ambos os algoritmos en-

contram o alvo em 100% dos casos. Em termos de tempo computacional, também há um

empate com ambos os algoritmos chegando ao alvo em 0,01 segundos em média.

Tabela 5.19: Instâncias C2 com ótimo desconhecido. Critério de parada: alvo ou tempo
máximo.

GRASP-RVND ILS-RVND
n qtd t max conv % t conv % t %

50 7 2,50 42,86 0,87 100,00 0,14
100 7 10,00 53,33 5,42 100,00 0,60
200 9 40,00 62,00 4,88 96,00 3,05

23 53,54 3,82 98,43 1,42

No caso das instâncias com ótimo desconhecido, cujos resultados são apresentados

pela Tabela 5.19, o GRASP-RVND apresenta uma taxa de convergência média de 53,54%

enquanto o ILS-RVND chega ao alvo em 98,43% dos casos em média. Em termos de

tempo computacional, o ILS-RVND apresenta um tempo médio de 1,42 segundos e o

GRASP-RVND um tempo médio de 3,82 segundos.

No caso das instâncias C2, podemos observar que para as instâncias mais fáceis,

ou seja, aquelas com ótimo conhecido, o GRASP-RVND e o ILS-RVND apresentam um
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desempenho praticamente igual. Além disso, ambos os algoritmos chegaram às soluções

ótimas muito rapidamente e com taxa de convergência de 100% em ambos os casos. Já

no caso das instâncias com ótimo desconhecido, houve uma vantagem significativa do

ILS-RVND em termos de gaps, taxas de convergência e tempo computacional médio.

Os resultados dos experimentos sobre as instâncias pequenas do conjunto C3 são

apresentados a seguir.

Conforme visto anteriormente, a formulação MINDISAGREE foi capaz de resolver

otimamente todas as instâncias C3 pequenas. Sendo assim, os resultados dos testes uti-

lizando tempo fixo são apresentados pela Tabela 5.20 enquanto os resultados dos testes

utilizando alvo e tempo máximo como critério de parada são apresentados pela tabela

5.21. Vale lembrar que os algoritmos foram executados dez vezes para cada instância.

No caso da Tabela 5.20, a primeira coluna exibe o tamanho das instâncias, a segunda

mostra a quantidade de instâncias de cada tamanho e a terceira o tempo computacional

utilizado por cada algoritmo de acordo com o tamanho das instâncias. As colunas no-

meadas gapb % apresentam o gap percentual médio calculado a partir da melhor solução

encontrada para cada instância enquanto as colunas nomeadas gapa % apresentam o gap

percentual médio calculado a partir de todas as soluções encontradas para cada instância.

Os gaps são calculados com relação à solução ótima.

Na Tabela 5.21, a primeira coluna exibe o tamanho das instâncias, a segunda mostra

a quantidade de instâncias de cada tamanho e a terceira o tempo computacional máximo

utilizado como critério de parada junto com a solução alvo. As colunas nomeadas conv

% apresentam o percentual de vezes (dentre as dez execuções) que a solução alvo foi

encontrada pelo algoritmo para cada instância. As colunas nomeadas t apresentam o

tempo computacional médio de cada algoritmo. Neste experimento, o alvo foi definido

como a melhor solução encontrada pelo GRASP-RVND no experimento cujo critério de

parada é um tempo fixo.

Tabela 5.20: Instâncias C3 com ótimo conhecido. Critério de parada: tempo fixo.

GRASP-RVND ILS-RVND
n qtd t gapb % gapa % gapb % gapa %

<50 781 0,31 0,00 0,00 0,00 0,00
50-99 204 2,49 0,00 0,00 0,00 0,00

100-149 54 7,42 0,00 0,01 0,00 0,00
150-199 24 16,05 0,21 0,43 0,00 0,00
200-249 15 25,11 0,05 0,11 0,00 0,00
250-299 10 36,31 0,00 0,00 0,00 0,00

1088 0,01 0,01 0,00 0,00

Utilizando um tempo fixo como critério de parada, o algoritmo GRASP-RVND con-



5.5 Avaliação dos Algoritmos 68

seguiu encontrar a solução ótima da grande maioria das instâncias pequenas C3. Apenas

para 8 instâncias o algoritmo não foi capaz de chegar à solução ótima o que gerou gaps

computacionais médios em torno de 0,01%. O ILS-RVND mostrou, mais uma vez, um

melhor desempenho ao encontrar as soluções ótimas de todas as 1.088 instâncias testadas.

Tabela 5.21: Instâncias C3 com ótimo conhecido. Critério de parada: alvo ou tempo
máximo.

GRASP-RVND ILS-RVND
n qtd t max conv % t conv % t %

<50 781 0,63 99,94 0,00 100,00 0,00
50-99 204 4,98 100,00 0,03 99,80 0,06

100-149 54 14,84 97,22 0,75 100,00 0,15
150-199 24 32,10 73,33 9,93 93,75 2,82
200-249 15 50,23 80,00 12,52 99,33 1,71
250-299 10 72,63 100,00 0,49 100,00 0,36

1.088 98,95 0,44 99,82 0,11

No caso do segundo critério de parada, ou seja, solução alvo e tempo computaci-

onal máximo ambos os algoritmos apresentaram um excelente resultado em termos de

convergência além de apresentarem tempos computacionais muito pequenos. A taxa de

convergência dos dois algoritmos ficou próxima de 100% com uma leve vantagem para

o ILS-RVND. Em termos de tempo computacional a vantagem do ILS-RVND foi mais

significativa levando em média 4 vezes menos tempo para alcançar o alvo.

Levando em conta os resultados apresentados e as discussões das Seções 5.4.1 e 5.4.2

conclui-se que as instâncias C3 da literatura são relativamente fáceis em comparação

com as instâncias C1 e C2 propostas nesse trabalho. Apesar do fato de as últimas não

possúırem pesos, os estudos sobre geração de instâncias mostraram que a presença ou

ausência de pesos aleatórios não possui influência muito significativa na dificuldade das

instâncias (veja a Figura 3.3). Adicionalmente, a diferença de desempenho da formulação

entre os dois conjuntos de instâncias é muito grande e não deixa dúvidas sobre isso.

Esses resultados indicam que a formulação MINDISAGREE é efetiva apenas para

instâncias pequenas e/ou fáceis. Nesses casos, a grande vantagem é a garantia de otimali-

dade da solução. No entanto, instâncias maiores e mais dif́ıceis não podem ser resolvidas

por esse método. Sequer soluções de qualidade razoável podem ser produzidas em tempo

viável. Apesar disso, o método possibilitou encontrar soluções ótimas para muitas ins-

tâncias dos três conjuntos. Essas soluções são bastante úteis para avaliar a qualidade dos

algoritmos heuŕısticos propostos.

Apesar do bom desempenho de ambos os algoritmos testados, o ILS-RVND superou o

GRASP-RVND por ter sido capaz de encontrar as soluções ótimas de todas as instâncias

pequenas C3 enquanto o GRASP-RVND falhou em chegar ao ótimo em alguns casos.
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Em termos de tempo computacional, os testes evidenciaram também a tendência do ILS-

RVND chegar a um dado alvo mais rapidamente que o GRASP-RVND.

5.5.2 Instâncias de tamanho médio

As instâncias com tamanhos entre 300 e 500 vértices são consideradas, neste trabalho,

de tamanho médio. Dentre o total das instâncias dos conjuntos C1, C2 e C3 temos 10

instâncias com 500 vértices no conjunto C1, 10 instâncias com 500 vértices no conjunto

C2 e 10 instâncias com 321 a 456 vértices no conjunto C3.

Para instâncias com 300 vértices ou mais, que é o caso das instâncias de tamanho

médio, a solução via formulação se torna muito ineficiente em termos de tempo compu-

tacional e uso de memória. Em nossos testes, não foi posśıvel obter soluções viáveis num

tempo máximo de 10 horas mesmo para as menores instâncias.

Nesta seção, serão avaliados os algoritmos GRASP-RNVD e ILS-RVND com e sem o

uso do método SP. Para isso, os testes serão realizados utilizando os mesmos critérios de

parada utilizados na Seção 5.5.1, ou seja, primeiramente tempo computacional fixo e, em

seguida, solução alvo com limite de tempo.

Em todos os testes, os algoritmos foram executados 10 vezes para cada instância. No

caso dos testes com tempo computacional fixo, os tempos foram escolhidos com base em

testes preliminares e varia em função do tamanho das instâncias. No caso do segundo

critério de parada, foi utilizado um tempo máximo igual a duas vezes o tempo escolhido

como tempo fixo no primeiro critério.

A Tabela 5.22 apresenta os resultados do algoritmos, com tempo fixo como critério

de parada, para as instâncias C1 de tamanho médio. As primeiras três colunas dessas

tabelas apresentam informações sobre as instâncias do problema. A primeira coluna exibe

o tamanho das instâncias, a segunda mostra a sua densidade média e a terceira o tempo

computacional utilizado por cada algoritmo. As colunas nomeadas gapb % apresentam o

gap percentual médio calculado a partir da melhor solução encontrada para cada instância

enquanto as colunas nomeadas gapa % apresentam o gap percentual médio calculado a

partir de todas as soluções encontradas para cada instância. Os gaps são calculados com

relação à melhor solução conhecida.

Os resultados evidenciam mais uma vez a superioridade do algoritmo ILS-RVND frente

ao algoritmo GRASP-RVND apresentando melhores valores tanto em termos de gapb

quanto em termos de gapa. Além disso, a utilização do módulo SP melhora os resultados



5.5 Avaliação dos Algoritmos 70

de ambos os algoritmos.

Tabela 5.22: Instâncias C1 de tamanho médio. Critério de parada: tempo fixo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n d t gapb % gapa % gapb % gapa % gapb % gapa % gapb % gapa %

500 0,05 125,00 1,16 1,34 0,00 0,21 0,27 0,57 0,07 0,35
500 0,10 125,00 0,96 1,01 0,45 0,57 0,01 0,10 0,00 0,09
500 0,15 125,00 0,87 0,95 0,86 0,93 0,00 0,15 0,00 0,15
500 0,20 125,00 0,74 0,79 0,74 0,79 0,00 0,07 0,00 0,07
500 0,25 125,00 0,67 0,72 0,65 0,71 0,00 0,05 0,00 0,05
500 0,30 125,00 0,67 0,72 0,67 0,72 0,00 0,10 0,00 0,10
500 0,35 125,00 0,55 0,64 0,55 0,64 0,00 0,08 0,00 0,08
500 0,40 125,00 0,63 0,69 0,57 0,69 0,00 0,10 0,00 0,09
500 0,45 125,00 0,51 0,61 0,51 0,61 0,00 0,11 0,00 0,10
500 0,50 125,00 0,51 0,56 0,39 0,49 0,00 0,09 0,00 0,08

0,73 0,80 0,54 0,64 0,03 0,14 0,01 0,12

A Tabela 5.23 apresenta os resultados dos algoritmos, com solução alvo mais tempo

limite como critério de parada, para as instâncias C1 de tamanho médio. As primeiras

três colunas dessas tabelas apresentam informações sobre as instâncias do problema. A

primeira coluna exibe o tamanho das instâncias, a segunda mostra a sua densidade média

e a terceira o tempo computacional máximo utilizado por cada algoritmo. As colunas

nomeadas conv % apresentam a taxa de convergência média para o alvo de cada instância

enquanto as colunas nomeadas t apresentam o tempo computacional médio em segundos.

Como alvo para cada instância, foi utilizado o custo da melhor solução encontrada pelo

GRASP-RVND nos testes com tempo fixo.

Aqui o algoritmo ILS-RVND apresenta uma taxa de convergência de 96% num tempo

médio de 15,35 segundos enquanto o GRASP-RVND converge em apenas 11% das vezes

num tempo médio de 230,08 segundos. O módulo SP melhora a convergência do GRASP-

RVND para 44% e reduz o seu tempo computacional médio para 211,56 segundos. Já no

caso do ILS-RVND, o módulo SP melhora a sua convergência para 100% e reduz o seu

tempo computacional médio para 13,00 segundos.

Tabela 5.23: Instâncias C1 de tamanho médio. Critério de parada: solução alvo e limite
de tempo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n d t max conv % t conv % t conv % t conv % t

500 0,05 250,00 0,00 250,00 100,00 227,84 60,00 124,13 100,00 98,53
500 0,10 250,00 0,00 250,00 100,00 211,34 100,00 3,61 100,00 3,00
500 0,15 250,00 10,00 233,68 20,00 225,04 100,00 3,67 100,00 2,86
500 0,20 250,00 0,00 250,00 10,00 233,30 100,00 4,07 100,00 3,25
500 0,25 250,00 30,00 192,02 30,00 210,85 100,00 3,01 100,00 3,39
500 0,30 250,00 20,00 218,09 50,00 166,98 100,00 3,42 100,00 3,13
500 0,35 250,00 10,00 241,25 10,00 233,42 100,00 2,40 100,00 3,05
500 0,40 250,00 10,00 230,81 40,00 213,09 100,00 2,00 100,00 2,12
500 0,45 250,00 0,00 250,00 20,00 205,96 100,00 4,54 100,00 4,95
500 0,50 250,00 30,00 181,95 60,00 187,74 100,00 2,66 100,00 5,70

11,00 230,08 44,00 211,56 96,00 15,35 100,00 13,00

Repetimos os mesmos experimentos realizados com as instâncias C1 para as instâncias
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C2. Os resultados destes experimentos são apresentados pelas Tabelas 5.24 e 5.25. Estas

tabelas apresentam a mesma estrutura das Tabelas 5.22 e 5.23 respectivamente.

Note, dos dados da Tabela 5.24, que o algoritmo ILS-RVND apresenta melhores resul-

tados tanto em termos de gapb quanto em termos de gapa. Mas nesse caso, esses valores

estão mais próximos e, além disso, o módulo SP não foi capaz de melhorar os resultados

de nenhum dos dois algoritmos testados.

Tabela 5.24: Instâncias C2 de tamanho médio. Critério de parada: tempo fixo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n d t gapb % gapa % gapb % gapa % gapb % gapa % gapb % gapa %

500 0,05 125,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
500 0,10 125,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
500 0,15 125,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
500 0,20 125,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
500 0,25 125,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
500 0,30 125,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
500 0,35 125,00 0,00 0,01 0,00 0,01 0,00 0,00 0,00 0,00
500 0,40 125,00 0,90 1,50 0,90 1,50 0,00 0,03 0,03 0,03
500 0,45 125,00 0,47 0,55 0,47 0,55 0,01 0,06 0,00 0,06
500 0,50 125,00 0,41 0,53 0,41 0,53 0,04 0,09 0,00 0,09

0,18 0,26 0,18 0,26 0,00 0,02 0,00 0,02

Dos dados da Tabela 5.25, percebe-se novamente melhor desempenho do algoritmo

ILS-RVND frente ao GRASP-RVND tanto em termos de taxa de convergência quanto

em termos de tempo computacional médio. Nota-se também que a diferença entre os

dois algoritmos é menor do que no caso dos resultados das instâncias C1 e, além disso, o

módulo SP não melhora os resultados de nenhum dos dois algoritmos testados.

Tabela 5.25: Instâncias C2 de tamanho médio. Critério de parada: solução alvo e limite
de tempo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n d t max conv % t conv % t conv % t conv % t

500 0,05 250,00 100,00 0,13 100,00 0,13 100,00 0,13 100,00 0,13
500 0,10 250,00 100,00 0,13 100,00 0,17 100,00 0,15 100,00 0,15
500 0,15 250,00 100,00 0,12 100,00 0,14 100,00 0,14 100,00 0,14
500 0,20 250,00 100,00 0,14 100,00 0,16 100,00 0,17 100,00 0,17
500 0,25 250,00 100,00 0,17 100,00 0,27 100,00 0,25 100,00 0,25
500 0,30 250,00 100,00 0,20 100,00 0,46 100,00 0,46 100,00 0,46
500 0,35 250,00 40,00 20,65 40,00 188,97 100,00 10,12 100,00 10,12
500 0,40 250,00 0,00 250,00 0,00 250,23 100,00 4,10 100,00 4,10
500 0,45 250,00 20,00 90,56 20,00 226,17 100,00 1,59 100,00 1,59
500 0,50 250,00 0,00 104,23 10,00 228,64 100,00 8,33 100,00 8,33

66,00 46,63 67,00 89,53 100,00 2,54 100,00 2,54

Repetimos os mesmos experimentos realizados com as instâncias C1 e C2 para as

instâncias C3. Os resultados destes experimentos são apresentados pelas Tabelas 5.26 e

5.27. Estas tabelas apresentam a mesma estrutura das Tabelas 5.22 e 5.23 respectivamente

com exceção da segunda coluna que não aparece no último caso.

Os resultados apresentados pela Tabela 5.26 confirmam mais uma vez o melhor de-

sempenho do algoritmo ILS-RVND frente ao GRASP-RVND. Enquanto o GRASP-RVND
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apresenta gapb de 0,21% na média o ILS-RVND apresenta gapb de 0,00% em média. Em

termos de gapa a diferença é de 0,57 pontos percentuais. Neste caso, o Módulo SP melhora

bastante os gaps do GRASP-RVND e melhora levemente o gapa do ILS-RVND.

Tabela 5.26: Instâncias C3 de tamanho médio. Critério de parada: tempo fixo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n t gapb % gapa % gapb % gapa % gapb % gapa % gapb % gapa %

321 100,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
329 100,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
343 100,00 0,00 0,01 0,00 0,00 0,00 0,00 0,00 0,00
351 100,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
372 100,00 0,02 0,04 0,00 0,00 0,00 0,01 0,00 0,00
380 100,00 0,29 0,62 0,00 0,07 0,00 0,04 0,00 0,00
409 100,00 1,81 4,97 0,39 2,05 0,00 0,02 0,00 0,00
429 100,00 0,00 0,03 0,00 0,00 0,00 0,00 0,00 0,00
449 100,00 0,00 0,04 0,00 0,00 0,00 0,00 0,00 0,00
456 100,00 0,00 0,07 0,00 0,00 0,00 0,00 0,00 0,00

0,21 0,58 0,04 0,21 0,00 0,01 0,00 0,00

Utilizando alvo mais tempo máximo como critério de parada, o algoritmo ILS-RVND

apresenta convergência de 97% e tempo médio de 62,23 segundos. Utilizando o módulo

SP, esses valores melhoram para 100% e 21,95 segundos, respectivamente. O GRASP-

RVND, por sua vez, obteve convergência de 79% num tempo médio de 79,53 segundos.

Com o módulo SP, a sua convergência melhorou para 100% e o seu tempo computacional

médio reduziu para 31,26 segundos.

Tabela 5.27: Instâncias C3 de tamanho médio. Critério de parada: solução alvo e limite
de tempo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n t max conv % t conv % t conv % t conv % t

321 200,00 100,00 46,61 100,00 1,63 100,00 27,79 100,00 3,44
329 200,00 100,00 0,20 100,00 0,54 100,00 0,14 100,00 0,50
343 200,00 100,00 33,25 100,00 2,49 100,00 9,50 100,00 1,55
351 200,00 100,00 3,17 100,00 2,33 100,00 3,26 100,00 2,56
372 200,00 70,00 165,34 100,00 46,25 100,00 93,73 100,00 58,63
380 200,00 20,00 196,90 100,00 156,73 90,00 128,24 100,00 82,78
409 200,00 20,00 194,76 100,00 84,54 80,00 194,81 100,00 48,15
429 200,00 90,00 84,11 100,00 1,47 100,00 56,51 100,00 1,17
449 200,00 100,00 20,31 100,00 6,27 100,00 40,43 100,00 11,56
456 200,00 90,00 50,61 100,00 10,32 100,00 67,90 100,00 9,11

79,00 79,53 100,00 31,26 97,00 62,23 100,00 21,95

Com relação aos resultados dos algoritmos para as instâncias de tamanho médio,

o ILS-RVND superou consistentemente o GRASP-RVND. Quando ambos os algoritmos

executaram por um dado tempo computacional o ILS-RVND obteve as melhores soluções.

Quando os algoritmos executaram em busca de uma solução alvo dentro de um limite de

tempo, o ILS-RVND foi capaz de chegar ao alvo mais rapidamente e também foi capaz de

chegar ao alvo mais vezes dentro do limite de tempo.

O módulo SP foi capaz de melhorar o desempenho de ambos os algoritmos na maioria

das vezes e, em alguns casos, aproximou bastante o desempenho do GRASP-RVND do
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desempenho do ILS-RVND.

5.5.3 Instâncias grandes

Discutimos agora os resultados dos experimentos sobre as instâncias grandes, ou seja, com

mais de 500 vértices. No total, são 10 instâncias C1 com 1.000 vértices, 10 instâncias C2

com 1.000 vértices e 12 instâncias C3 com tamanhos entre 557 e 7.448 vértices.

Serão avaliados os algoritmos GRASP-RNVD e ILS-RVND com e sem o uso do método

SP. Para isso, os testes serão realizados utilizando os mesmos critérios de parada utilizados

na Seção 5.5.2, ou seja, primeiramente tempo computacional fixo e, em seguida, solução

alvo com limite de tempo.

Em todos os testes, os algoritmos foram executados 10 vezes para cada instância. No

caso dos testes com tempo computacional fixo, os tempos foram escolhidos com base em

testes preliminares e varia em função do tamanho das instâncias. No caso do segundo

critério de parada, foi utilizado um tempo máximo igual a duas vezes o tempo escolhido

como tempo fixo no primeiro critério.

A Tabela 5.28 apresenta os resultados dos algoritmos, com tempo fixo como critério

de parada, para as instâncias C1 de tamanho grande. As primeiras três colunas dessas

tabelas apresentam informações sobre as instâncias do problema. A primeira coluna exibe

o tamanho das instâncias, a segunda mostra a sua densidade média e a terceira o tempo

computacional utilizado por cada algoritmo. As colunas nomeadas gapb % apresentam o

gap percentual médio calculado a partir da melhor solução encontrada para cada instância

enquanto as colunas nomeadas gapa % apresentam o gap percentual médio calculado a

partir de todas as soluções encontradas para cada instância. Os gaps são calculados com

relação à melhor solução conhecida.

Tabela 5.28: Instâncias C1 de tamanho grande. Critério de parada: tempo fixo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n d t gapb % gapa % gapb % gapa % gapb % gapa % gapb % gapa %

1000 0,05 200,00 0,48 0,50 0,04 0,40 0,35 0,47 0,00 0,21
1000 0,10 200,00 0,54 0,55 0,44 0,53 0,12 0,21 0,00 0,05
1000 0,15 200,00 0,46 0,47 0,45 0,49 0,02 0,14 0,00 0,05
1000 0,20 200,00 0,41 0,42 0,35 0,40 0,03 0,11 0,00 0,07
1000 0,25 200,00 0,40 0,41 0,37 0,41 0,00 0,08 0,05 0,11
1000 0,30 200,00 0,40 0,41 0,29 0,38 0,02 0,08 0,00 0,08
1000 0,35 200,00 0,43 0,44 0,34 0,43 0,00 0,09 0,04 0,09
1000 0,40 200,00 0,39 0,40 0,35 0,43 0,00 0,07 0,00 0,05
1000 0,45 200,00 0,41 0,42 0,37 0,43 0,00 0,08 0,03 0,08
1000 0,50 200,00 0,33 0,34 0,31 0,35 0,00 0,07 0,00 0,07

0,42 0,44 0,33 0,42 0,05 0,14 0,01 0,09

O algoritmo GRASP-RVND obteve gapb igual a 0,42% em média e gapa igual a 0,44%.
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Esses valores melhoraram respectivamente para 0,33% e 0,42% com o uso do algoritmo SP.

No caso do ILS-RVND, os valores obtidos sem SP foram gapb = 0, 05% e gapa = 0, 14%.

Com SP, esse valores reduziram para gapb = 0, 01% e gapa = 0, 09%.

Tabela 5.29: Instâncias C1 de tamanho grande. Critério de parada: solução alvo e limite
de tempo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n d t max conv % t conv % t conv % t conv % t

1000 0,05 400,00 50,00 289,27 80,00 263,98 40,00 327,31 100,00 174,85
1000 0,10 400,00 80,00 210,37 100,00 196,68 100,00 39,59 100,00 66,25
1000 0,15 400,00 80,00 234,23 60,00 297,24 100,00 51,93 100,00 32,98
1000 0,20 400,00 60,00 243,36 60,00 249,06 100,00 21,09 100,00 27,19
1000 0,25 400,00 90,00 156,60 60,00 278,76 100,00 14,52 100,00 15,28
1000 0,30 400,00 60,00 267,49 30,00 310,12 100,00 14,66 100,00 25,14
1000 0,35 400,00 50,00 296,87 60,00 273,56 100,00 14,12 100,00 16,77
1000 0,40 400,00 70,00 234,14 70,00 197,91 100,00 14,17 100,00 8,59
1000 0,45 400,00 80,00 192,50 70,00 315,72 100,00 10,87 100,00 7,17
1000 0,50 400,00 30,00 347,82 60,00 270,46 100,00 12,16 100,00 9,34

65,00 247,26 65,00 265,35 94,00 52,04 100,00 38,36

A Tabela 5.29 apresenta os resultados dos algoritmos, com solução alvo mais tempo

limite como critério de parada, para as instâncias grandes C1. As primeiras três colunas

dessas tabelas apresentam informações sobre as instâncias do problema. A primeira coluna

exibe o tamanho das instâncias, a segunda mostra a sua densidade média e a terceira o

tempo computacional máximo utilizado por cada algoritmo. As colunas nomeadas conv

% apresentam a taxa de convergência média para o alvo de cada instância enquanto as

colunas nomeadas t apresentam o tempo computacional médio em segundos. Como alvo

para cada instância, foi utilizado o custo da melhor solução encontrada pelo GRASP-

RVND nos testes com tempo fixo.

O algoritmo ILS-RVND apresenta uma taxa de convergência de 94% num tempo médio

de 52,04 segundos enquanto o GRASP-RVND converge em 65% dos testes num tempo

médio de 247,26 segundos.

Com o uso do SP, a convergência média do GRASP-RVND se mantém inalterada

sendo que individualmente algumas instâncias passam a convergir mais e outras menos.

Nota-se também um pequeno aumento no tempo computacional com o uso do SP. Essas

diferenças são um sinal de que o algoritmo GRAS-RVND-SP não é efetivo o suficiente sobre

essas instâncias de forma a produzir resultados consistentes. Já no caso do ILS-RVND, o

algoritmo SP melhora a sua convergência para 100% e reduz o seu tempo computacional

médio para 38,36 segundos.

Repetimos os mesmos experimentos realizados com as instâncias grandes C1 para as

instâncias grandes C2. Os resultados destes experimentos são apresentados pelas Tabe-

las 5.30 e 5.31. Estas tabelas apresentam a mesma estrutura das Tabelas 5.28 e 5.29
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Tabela 5.30: Instâncias C2 de tamanho grande. Critério de parada: tempo fixo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n d t gapb % gapa % gapb % gapa % gapb % gapa % gapb % gapa %

1000 0,05 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 0,10 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 0,15 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 0,20 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 0,25 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 0,30 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 0,35 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 0,40 200,00 0,00 0,16 0,00 0,05 0,00 0,00 0,00 0,00
1000 0,45 200,00 0,35 0,39 0,29 0,37 0,00 0,09 0,00 0,06
1000 0,50 200,00 0,32 0,39 0,32 0,37 0,06 0,11 0,00 0,10

0,07 0,09 0,06 0,08 0,01 0,02 0,00 0,02

respectivamente.

Os resultados dos dois algoritmos são bastante similares tanto em termos de gapb

quanto em termos de gapa. Note contudo, que o algoritmo ILS-RVND apresenta uma leve

vantagem em termos de qualidade das soluções.

Tabela 5.31: Instâncias C2 de tamanho grande. Critério de parada: solução alvo e limite
de tempo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n d t max conv % t conv % t conv % t conv % t

1000 0,05 400,00 100,00 0,42 100,00 0,43 100,00 0,43 100,00 0,43
1000 0,10 400,00 100,00 0,45 100,00 0,46 100,00 0,47 100,00 0,47
1000 0,15 400,00 100,00 0,50 100,00 0,50 100,00 0,50 100,00 0,51
1000 0,20 400,00 100,00 0,52 100,00 0,52 100,00 0,51 100,00 0,52
1000 0,25 400,00 100,00 1,36 100,00 1,12 100,00 1,22 100,00 1,19
1000 0,30 400,00 100,00 1,01 100,00 1,02 100,00 0,86 100,00 0,88
1000 0,35 400,00 100,00 5,64 100,00 5,51 100,00 4,08 100,00 4,34
1000 0,40 400,00 50,00 277,61 20,00 372,96 100,00 22,73 100,00 18,66
1000 0,45 400,00 10,00 389,14 20,00 333,92 100,00 8,26 100,00 6,38
1000 0,50 400,00 10,00 368,02 30,00 342,14 100,00 8,48 100,00 7,80

77,00 104,47 77,00 105,86 100,00 4,76 100,00 4,12

A Tabela 5.31 apresenta os resultados dos testes com alvo e limite de tempo como

critério de parada. Nesse caso, a diferença de desempenho dos dois algoritmos é mais

evidente. O ILS-RVND apresenta taxa de convergência de 100% e tempo computacional

médio de 4,76 segundos enquanto o GRASP-RVND apresenta 77% de convergência e

tempo médio de 104,47 segundos. Note que o uso do algoritmo SP não produz efeito

relevante nos resultados de nenhum dos dois algoritmos.

Repetimos os mesmos experimentos realizados com as instâncias grandes C1 e C2

para as instâncias grandes C3. Os resultados destes experimentos são apresentados pelas

Tabelas 5.32 e 5.33. Estas tabelas apresentam a mesma estrutura das Tabelas 5.30 e 5.31

respectivamente.

Os resultados dos testes utilizando como critério de parada um tempo computacional

fixo são exibidos na Tabela 5.32. A estrutura desta tabela é a mesma da Tabela 5.30.
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Tabela 5.32: Instâncias C3 de tamanho grande. Critério de parada: tempo fixo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n t gapb % gapa % gapb % gapa % gapb % gapa % gapb % gapa %

557 20,00 0,06 0,06 0,06 0,06 0,00 0,01 0,00 0,00
798 60,00 1,41 3,16 0,91 2,77 0,00 0,41 0,00 0,02
848 80,00 0,45 0,63 0,00 0,22 0,12 0,39 0,12 0,52
888 90,00 0,33 1,17 0,08 0,67 0,30 0,66 0,00 0,64

1132 100,00 0,77 2,22 0,00 0,00 0,00 0,16 0,00 0,21
1182 100,00 1,52 3,80 0,18 0,97 0,00 1,89 0,32 1,56
1213 100,00 4,03 5,99 2,24 3,31 0,09 1,47 0,00 1,35
1260 120,00 9,76 14,77 0,29 7,51 0,02 0,22 0,00 0,36
1540 100,00 13,11 16,51 13,11 17,03 0,50 3,75 0,00 2,81
1761 140,00 14,84 19,74 11,37 19,42 0,55 8,65 0,00 7,16
3352 300,00 11,18 12,51 8,38 10,30 1,11 6,33 0,00 5,65
7448 700,00 4,34 4,34 4,34 4,34 0,00 3,48 0,08 3,18

5,15 7,08 3,41 5,55 0,22 2,28 0,04 1,96

Os resultados mostram gaps elevados para o GRASP-RVND em comparação com o

ILS-RVND. Os gaps são maiores para as instâncias de 1540, 1761 e 3352 vértices. Acredi-

tamos que essa diferença poderia diminuir se os tempos escolhidos fossem suficientemente

maiores visto que os demais testes mostram até aqui uma convergência mais lenta do

GRASP-RVND.

Notamos também que o algoritmo SP melhora significativamente os resultados de

ambos os algoritmos.

Tabela 5.33: Instâncias C3 de tamanho grande. Critério de parada: solução alvo e limite
de tempo.

GRASP-RVND GRASP-RVND-SP ILS-RVND ILS-RVND-SP
n t max conv % t conv % t conv % t conv % t

557 40,00 100,00 0,39 100,00 0,41 100,00 0,80 100,00 1,24
798 120,00 10,00 114,79 100,00 7,94 100,00 18,99 100,00 22,76
848 160,00 10,00 149,39 100,00 79,09 60,00 114,12 100,00 79,24
888 180,00 10,00 179,10 70,00 125,74 10,00 176,21 100,00 97,42

1132 200,00 10,00 167,63 100,00 88,78 100,00 22,43 100,00 27,27
1182 200,00 0,00 200,00 100,00 110,98 90,00 98,99 90,00 66,03
1213 200,00 30,00 180,85 100,00 108,28 100,00 28,98 100,00 34,32
1260 240,00 50,00 216,63 70,00 188,36 100,00 7,23 100,00 9,36
1540 200,00 10,00 186,96 20,00 190,25 100,00 48,89 100,00 41,75
1761 280,00 0,00 280,00 40,00 268,03 100,00 80,24 100,00 90,60
3352 600,00 20,00 578,32 60,00 539,48 100,00 113,35 100,00 154,40
7448 1.400,00 100,00 110,05 100,00 111,92 100,00 110,11 100,00 111,74

29,17 246,49 80,00 203,92 88,33 68,36 99,17 61,34

Utilizando como critério de parada a melhor solução encontrada pelo GRASP-RVND

e o dobro do tempo utilizado no teste anterior como limite de tempo obtivemos os resul-

tados apresentados na Tabela 5.33. Podemos observar que a utilização do SP melhora

bastante a convergência média do GRASP-RVND e também provê uma redução de tempo

razoável. O ILS-RVND, por sua vez, desempenha bem melhor do que o GRASP-RVND

superando inclusive os resultados obtidos pelo GRASP-RVND-SP. O Uso do SP para o

ILS-RVND também leva a um incremento significativo na taxa de convergência e uma

pequena melhoria em termos de tempo computacional médio.
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Os resultados dos algoritmos para as instâncias grandes confirmam a superioridade

do algoritmo ILS-RVND tanto em termos de qualidade de solução quanto em termos de

tempo computacional. Além disso, o uso do algoritmo SP torna o ILS-RVND ainda mais

robusto obtendo os melhores resultados em todos os testes realizados.

5.5.4 Avaliação Probabilística Empírica dos Algoritmos Propos-

tos

Na seção anterior, avaliamos o desempenho dos algoritmos GRASP-RVND e ILS-RVND

utilizando critérios de tempo computacional e qualidade de solução. Uma outra metodo-

logia, introduzida em (AIEX et al., 2003), consiste em analisar empiricamente os resultados

individuais de cada algoritmo sobre determinadas instâncias. O método consiste em esta-

belecer um valor alvo para a solução do problema e coletar o tempo gasto pelo algoritmo

para atingir aquele alvo. Adicionalmente, podem ser escolhidos alvos mais fáceis e alvos

mais dif́ıceis para analisar como cada algoritmo se comporta frente a esses alvos.

Para este estudo, foram selecionadas 3 instâncias, uma de cada conjunto. Do conjunto

C1 foi selecionada uma instância de 500 vértices com densidade de 50%, do conjunto C2

foi escolhida também uma instância de 500 vértices e do conjunto C3 foi selecionada uma

instância de 456 vértices. Com base nos testes anteriores, tomamos o cuidado de escolher

instâncias com caracteŕısticas distintas e diferentes graus de dificuldade. O motivo pelo

qual os testes foram restritos apenas a essas instâncias consiste em praticidade pois, devido

ao excessivo tempo computacional necessário, não é viável realizar esse experimento para

um número elevado de instâncias. No entanto, acreditamos que a análise do desempenho

dos algoritmos para as outras instâncias não fica prejudicada, já que distorções no padrão

de comportamento dos algoritmos não foram observadas nos testes anteriores.

Para cada instância foram definidos três alvos com diferentes graus de dificuldade.

O primeiro alvo, considerado fácil, foi definido como o custo médio das soluções geradas

pelo GRASP-RVND em testes preliminares. Com base nos resultados anteriores, espera-

mos que ambos os algoritmos alcancem esse alvo sem muita dificuldade. Como segundo

alvo, de dificuldade média, foi selecionado o custo da melhor solução encontrada pelo

GRASP-RVND nos testes preliminares. Como terceiro alvo, dif́ıcil, o custo da melhor

solução conhecida foi definido. Para cada instância e para cada alvo, os algoritmos foram

executados 100 vezes e o tempo computacional necessário para alcançar o alvo registrado.

Foi estabelecido um limite de tempo computacional de 100 segundos para o alvo fácil, de

250 segundos para o alvo de dificuldade média e de 1000 segundos para o alvo dif́ıcil.



5.5 Avaliação dos Algoritmos 78

Os tempos foram dispostos em ordem crescente numa lista L ordenada. A cada tempo

de CPU ti obtido, foi associada a probabilidade pi = (i− 1/2)/100, onde i é a ordem que

ti aparece na lista ordenada L e corresponde ao número de vezes que um tempo menor

ou igual a ti aparece na lista. A plotagem foi feita então tomando cada ponto (ti, pi).

As Figuras 5.2-5.4 exibem as distribuições probabiĺısticas dos resultados obtidos para

a instância C1 com alvos fácil, médio e dif́ıcil respectivamente. As figuras apresentam o

tempo computacional no eixo das abcissas em escala logaŕıtmica e a probabilidade pi no

eixo das ordenadas.
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Figura 5.2: Distribuição probabiĺıstica para a instância do conjunto C1 com alvo fácil.

Com relação ao alvo fácil C1, a Figura 5.2 mostra que o ILS-RVND converge bem mais

rápido do que o GRASP-RVND alcançando pi = 0, 995 em aproximadamente 20 segundos.

O GRASP-RVND, por sua vez, apresenta convergência bem mais lenta chegando a um

valor máximo de pi = 0, 75 dentro do limite de tempo de 100 segundos.
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Figura 5.3: Distribuição probabiĺıstica para a instância do conjunto C1 com alvo de
dificuldade média.



5.5 Avaliação dos Algoritmos 79

As distribuições probabiĺısticas para a instância C1 com alvo médio são exibidas pela

Figura 5.3. Dessa vez o ILS-RVND leva pouco mais de 40 segundos para alcançar pi =

0, 995. O GRASP-RVND sofre mais com o aumento da dificuldade do alvo e atinge apenas

pi = 0, 35 aos 250 segundos.
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Figura 5.4: Distribuição probabiĺıstica para instância do conjunto C1 com alvo dif́ıcil.

Quando entra em cena o alvo dif́ıcil, a Figura 5.4 deixa claro que apenas o algo-

ritmo ILS-RVND consegue alcançá-lo dentro do tempo limite de 1000 segundos, ou seja, o

GRASP-RVND não chega ao alvo em nenhuma das 100 rodadas. Isto está de acordo com

o esperado já que a melhor solução encontrada em testes anteriores pelo GRASP-RVND

foi definida como alvo de dificuldade média enquanto o alvo dif́ıcil corresponde a uma

solução bem melhor encontrada pelo ILS-RVND.
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Figura 5.5: Distribuição probabiĺıstica para instância do conjunto C2 com alvo fácil.

As Figuras 5.5-5.7 ilustram as distribuições probabiĺısticas dos resultados obtidos para

a instância C2 com alvos fácil, médio e dif́ıcil respectivamente. As figuras apresentam o

tempo computacional no eixo das abcissas em escala logaŕıtmica e a probabilidade pi no
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eixo das ordenadas.

Os resultados são bastante parecidos com os resultados das instâncias C1. Com relação

ao alvo fácil, vide Figura 5.5, nota-se que O ILS-RVND alcança 100% de convergência aos

10 segundos enquanto o GRASP-RVND chega a apenas 48% de convergência no limite de

100 segundos.
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Figura 5.6: Distribuição probabiĺıstica para instância do conjunto C2 com alvo de difi-
culdade média.

Em se tratando do alvo médio para a instância C2, cujos resultados aparecem na

Figura 5.6, o ILS-RVND alcança convergência máxima aos 50 segundos. O GRASP-

RVND, por sua vez, apresenta taxa de convergência de aproximadamente 24% aos 250

segundos.
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Figura 5.7: Distribuição probabiĺıstica para instância do conjunto C2 com alvo dif́ıcil.

Os resultados para o alvo dif́ıcil C2 são ilustrados pela Figura 5.7. Nota-se um re-

sultado bastante similar ao resultado encontrado para o alvo dif́ıcil C1. Mais uma vez o
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GRASP-RVND não é capaz de encontrar o alvo em nenhuma das rodadas o que confirma

a expectativa com base em testes anteriores e na definição do alvo.

Finalmente, as Figuras 5.8-5.10 ilustram as distribuições probabiĺısticas dos resul-

tados obtidos para a instância C3 com alvos fácil, médio e dif́ıcil respectivamente. As

figuras apresentam o tempo computacional no eixo das abcissas em escala logaŕıtmica e

a probabilidade pi no eixo das ordenadas.
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Figura 5.8: Distribuição probabiĺıstica para instância do conjunto C3 com alvo fácil.
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Figura 5.9: Distribuição probabiĺıstica para instância do conjunto C3 com alvo de difi-
culdade média.

As taxas de convergência dos algoritmos para o alvo fácil C3 são exibidas na Figura 5.8.

Fica evidente que ambos apresentam um desempenho muito parecido e chegam a 100%

de convergência em aproximadamente 3 segundos. Acreditamos que o fato de ambos os

algoritmos chegarem muito facilmente ao alvo aconteça devido ao alvo ser realmente muito

fácil. Além disso, é provável que devido às caracteŕısticas particulares dessa instância, o

GRASP-RVND deve estar encontrando soluções com esse custo facilmente mas não está
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sendo capaz de encontrar regularmente soluções com custos muito melhores do que este.

Dáı o alvo, que foi definido como o custo médio das soluções encontradas pelo GRASP-

RVND em testes preliminares, ser tão fácil.
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Figura 5.10: Distribuição probabiĺıstica para instância do conjunto C3 com alvo dif́ıcil.

Com relação ao alvo médio, a Figura 5.9 ilustra um cenário bem diferente. O ILS-

RVND chega a 100% de convergência em pouco mais de 30 segundos enquanto que o

GRASP-RVND atinge apenas 20% de convergência no limite de 250 segundos. Esse

resultado está de acordo com as conclusões relacionadas ao alvo fácil C3.

No caso do alvo dif́ıcil C3, a Figura 5.10 exibe um cenário muito similar ao observado

nos casos dos demais alvos dif́ıceis. Novamente, apenas o ILS-RVND é capaz de chegar ao

alvo o que está de acordo com o esperado conforme explanado anteriormente com relação

aos demais alvos dif́ıceis.

Essa avaliação probabiĺıstica emṕırica evidencia a maior robustez do algoritmo ILS-

RVND por ser capaz de convergir para alvos fáceis e médios mais rapidamente do que o

GRASP-RVND e por ser capaz de convergir para alvos dif́ıceis para os quais o GRASP-

RVND não converge dentro de um limite de tempo computacional.

5.5.5 Avaliação da Redução Dinâmica

Nesta seção, o algoritmo de redução dinâmica é avaliado numa série de testes. Primeira-

mente, é investigado o comportamento do algoritmo diante da densidade média de grafos

aleatórios. Para isso é utilizado o conjunto C1. Em seguida, é avaliada a influência do

tamanho da instância sobre os resultados da RD. Finalmente, os resultados dos algoritmos

GRASP-RVND-SP e ILS-RVND-SP com e sem RD são comparados. Para esse propósito,

são utilizadas as instâncias grandes C1, C2 e C3.
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Figura 5.11: Influência de p sobre os resultados com Redução Dinâmica

Quanto à Densidade dos Grafos Aleatórios

Avaliamos agora os resultados da aplicação da RD com relação à densidade do grafo

do problema e também com relação ao seu tamanho. Para o primeiro experimento foram

utilizadas as instâncias do conjunto C1 com n = 1.000 e para o segundo experimento foram

utilizadas instâncias do conjunto C3 com 557 ≤ n ≤ 3.352. O algoritmo utilizado em

conjunto com a RD foi o ILS-RVND-SP. Foi estabelecido um tamanho alvo de 500 vértices

como critério de parada para a RD (Veja a linha 1 do Algoritmo 4.15). Os resultados são

expressos em termos de ∆gap% e em termos de ∆t tal que ∆gap% = gap% − gaprd% e

∆t = t − trd onde gaprd é o gap com RD e trd é o tempo com RD. Dessa forma, valores

positivos significam que a RD produziu uma melhoria no resultado. Valores negativos

significam o contrário.

A Figura 5.11 ilustra a influência da RD em termos da densidade média p das ins-

tâncias. Note que há uma queda de qualidade com o uso da RD para todos os valores de

p chegando a 0,3% no máximo (Figura 5.11a). Não se percebe claramente um padrão de

influência de p sobre a qualidade do resultado mas fica claro que o uso da RD causa uma

queda na qualidade. Em termos de tempo computacional total, o uso da RD produziu

um efeito muito significativo atingindo reduções de até 71% (Figura 5.11b). Fica claro

também que o ganho em termos de tempo aumenta de forma bastante consistente desde

os valores menores de p até o valor médio.

Quanto ao Tamanho do Grafo

A influência do tamanho do problema nos resultados com o uso da RD é apresentada

pela Figura 5.12. Note que não houve perda de qualidade devida ao emprego da técnica
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Figura 5.12: Influência de n sobre os resultados com Redução Dinâmica

de RD (Figura 5.12a). Já em termos de tempo computacional, a RD produziu um ganho

muito acentuado em função de n. Para instâncias com 1.500 vértices ou mais, a RD

reduziu o tempo em mais de 90%.

Resultados com e sem RD

Para comparar os resultados dos algoritmos GRASP-RVND-SP, RD-GRASP-RVND-

SP, ILS-RVND-SP e RD-ILS-RVND-SP realizamos dois experimentos para cada algoritmo

utilizando as instâncias grandes C1, C2 e C3. O primeiro experimento utiliza como critério

de parada um tempo de execução fixo. Já no segundo experimento, os algoritmos vão em

busca de uma solução alvo num limite máximo de tempo. Todos os testes consistem

em 10 execuções dos algoritmos. No caso dos testes com tempo computacional fixo, os

tempos foram escolhidos com base em testes preliminares e varia em função do tamanho

das instâncias. No caso do segundo critério de parada, foi utilizado um tempo máximo

igual a duas vezes o tempo escolhido como tempo fixo no primeiro critério e, como alvo,

o custo da melhor solução encontrada pelo GRASP-RVND-SP.

A Tabela 5.34 apresenta os resultados dos algoritmos com e sem RD, com tempo fixo

como critério de parada, para as instâncias C1 de tamanho grande. A primeira coluna

exibe o tamanho das instâncias e a segunda mostra o tempo computacional utilizado

por cada algoritmo. As colunas nomeadas gapb % apresentam o gap percentual médio

calculado a partir da melhor solução encontrada para cada instância enquanto as colunas

nomeadas gapa % apresentam o gap percentual médio calculado a partir de todas as

soluções encontradas para cada instância. Os gaps são calculados com relação à melhor

solução encontrada.
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Os resultados mostram que a RD melhorou o desempenho do GRASP-RVND-SP

reduzindo seus gaps em média. Já no caso do ILS-RVND-SP observa-se uma perda de

qualidade. Em média o valor do gapb aumentou de 0,01% para 0,17% enquanto o valor

do gapa aumentou de 0,09% para 0,22%. No primeiro caso, acreditamos que o ganho de

qualidade se deve ao fato de que a RD utiliza uma versão embutida do ILS-RVND que

é mais eficiente do que o GRASP-RVND-SP e, portanto, gera melhores soluções ainda

na fase de redução. A perda de desempenho do ILS-RVND-SP era esperada no caso das

instâncias C1 porque grafos aleatórios não apresentam padrões claros dos quais a RD

possa se beneficiar. Isso aumenta a chance da ocorrência de erros durante a redução

causando aumento do custo das soluções.

Tabela 5.34: Resultados com e sem RD para as instâncias grandes C1. Critério de parada:
tempo fixo.

GRASP-RVND-SP RD-GRASP-RVND-SP ILS-RVND-SP RD-ILS-RVND-SP
n t gapb % gapa % gapb % gapa % gapb % gapa % gapb % gapa %

1000 200,00 0,04 0,40 0,28 0,38 0,00 0,21 0,18 0,29
1000 200,00 0,44 0,53 0,18 0,25 0,00 0,05 0,18 0,24
1000 200,00 0,45 0,49 0,20 0,23 0,00 0,05 0,19 0,22
1000 200,00 0,35 0,40 0,17 0,21 0,00 0,07 0,13 0,16
1000 200,00 0,37 0,41 0,25 0,27 0,05 0,11 0,12 0,18
1000 200,00 0,29 0,38 0,28 0,30 0,00 0,08 0,18 0,21
1000 200,00 0,34 0,43 0,30 0,35 0,04 0,09 0,24 0,26
1000 200,00 0,35 0,43 0,23 0,28 0,00 0,05 0,18 0,24
1000 200,00 0,37 0,43 0,24 0,27 0,03 0,08 0,19 0,26
1000 200,00 0,31 0,35 0,27 0,27 0,00 0,07 0,10 0,17

0,33 0,42 0,24 0,28 0,01 0,09 0,17 0,22

A Tabela 5.35 apresenta os resultados dos algoritmos, com solução alvo mais tempo

limite como critério de parada, para as instâncias grandes C1. A primeira coluna exibe

o tamanho das instâncias, a segunda mostra o tempo computacional máximo utilizado

por cada algoritmo. As colunas nomeadas conv % apresentam a taxa de convergência

média para o alvo de cada instância enquanto as colunas nomeadas t apresentam o tempo

computacional médio em segundos.

Tabela 5.35: Resultados com e sem RD para as instâncias grandes C1. Critério de parada:
solução alvo e limite de tempo.

GRASP-RVND-SP RD-GRASP-RVND-SP ILS-RVND-SP RD-ILS-RVND-SP
n t max conv % t conv % t conv % t conv % t

1000 400,00 80,00 263,98 100,00 194,43 100,00 174,85 100,00 77,47
1000 400,00 100,00 196,68 100,00 21,43 100,00 66,25 100,00 27,40
1000 400,00 60,00 297,24 100,00 23,06 100,00 32,98 100,00 21,81
1000 400,00 60,00 249,06 100,00 20,73 100,00 27,19 100,00 18,77
1000 400,00 60,00 278,76 100,00 21,13 100,00 15,28 100,00 17,30
1000 400,00 30,00 310,12 100,00 12,89 100,00 25,14 100,00 14,72
1000 400,00 60,00 273,56 100,00 13,50 100,00 16,77 100,00 13,58
1000 400,00 70,00 197,91 100,00 7,93 100,00 8,59 100,00 9,07
1000 400,00 70,00 315,72 100,00 7,43 100,00 7,17 100,00 6,59
1000 400,00 60,00 270,46 100,00 9,77 100,00 9,34 100,00 10,33

65,00 265,35 100,00 33,23 100,00 38,36 100,00 21,70

Pode-se observar que a RD melhora consideravelmente a taxa de convergência do
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GRASP-RVND-SP de 65% para 100%. O tempo médio também sofre uma excelente

redução de 265,35 segundos para apenas 33,23 segundos. Novamente, tudo indica que essa

diferença de desempenho se deva principalmente ao fato de que a RD usa o ILS-RVND

como heuŕıstica embutida. No caso do ILS-RVND-SP notamos uma redução do tempo

computacional médio de aproximadamente 43%. Nesse caso, a diminuição do tempo se

deve exclusivamente à redução do tamanho da instância pela RD.

Os resultados dos mesmos experimentos para as instâncias grandes C2 são apresenta-

dos pelas Tabelas 5.36 e 5.37. A estrutura dessas tabelas é a mesma das Tabelas 5.34 e

5.35.

Os resultados das instâncias C2 são muito similares aos resultados das instâncias C1.

A principal diferença é que todos os algoritmos desempenham bem melhor para estas ins-

tâncias reduzindo bastante as diferenças em termos de qualidade e tempo computacional.

Tabela 5.36: Resultados com e sem RD para as instâncias grandes C2. Critério de parada:
tempo fixo.

GRASP-RVND-SP RD-GRASP-RVND-SP ILS-RVND-SP RD-ILS-RVND-SP
n t gapb % gapa % gapb % gapa % gapb % gapa % gapb % gapa %

1000 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 200,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
1000 200,00 0,00 0,05 0,00 0,00 0,00 0,00 0,00 0,00
1000 200,00 0,29 0,37 0,17 0,23 0,00 0,06 0,20 0,25
1000 200,00 0,32 0,37 0,17 0,22 0,00 0,10 0,15 0,20

0,06 0,08 0,03 0,05 0,00 0,02 0,03 0,04

A Tabela 5.36 mostra uma pequena melhoria de qualidade obtida pela RD com relação

ao algoritmo GRASP-RVND-SP e uma pequena queda de qualidade com relação ao ILS-

RVND-SP. Já na Tabela 5.37 notamos uma melhoria da taxa de convergência do GRASP-

RVND-SP que com a RD passa de 77% para 100% e uma redução de 96% do seu tempo

computacional. Os resultados da RD com relação ao algoritmo ILS-RVND-SP não são

significativas.

Finalmente, apresentamos os resultados dos testes sobre as instâncias grandes do

conjunto C3. A Tabela 5.38 exibe os resultados dos testes com tempo fixo e a Tabela 5.39

apresenta os resultados dos testes com alvo e tempo limite como critério de parada. A

estrutura dessas tabelas é a mesma das Tabelas 5.34 e 5.35.

Podemos observar que, no caso das instâncias C3, a RD é muito bem sucedida. O

algoritmo apresenta melhorias muito significativas na qualidade das soluções e também

reduções importantes no tempo computacional médio.
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Tabela 5.37: Resultados com e sem RD para as instâncias grandes C2. Critério de parada:
solução alvo e limite de tempo.

GRASP-RVND-SP RD-GRASP-RVND-SP ILS-RVND-SP RD-ILS-RVND-SP
n t max conv % t conv % t conv % t conv % t

1000 400,00 100,00 0,43 100,00 0,30 100,00 0,43 100,00 0,39
1000 400,00 100,00 0,46 100,00 1,29 100,00 0,47 100,00 1,86
1000 400,00 100,00 0,50 100,00 0,51 100,00 0,51 100,00 2,47
1000 400,00 100,00 0,52 100,00 1,63 100,00 0,52 100,00 1,65
1000 400,00 100,00 1,12 100,00 1,19 100,00 1,19 100,00 1,34
1000 400,00 100,00 1,02 100,00 0,88 100,00 0,88 100,00 1,87
1000 400,00 100,00 5,51 100,00 4,40 100,00 4,34 100,00 4,66
1000 400,00 20,00 372,96 100,00 13,71 100,00 18,66 100,00 13,22
1000 400,00 20,00 333,92 100,00 9,35 100,00 6,38 100,00 7,21
1000 400,00 30,00 342,14 100,00 13,63 100,00 7,80 100,00 13,20

77,00 105,86 100,00 4,69 100,00 4,12 100,00 4,79

Tabela 5.38: Resultados com e sem RD para as instâncias grandes C3. Critério de parada:
tempo fixo.

GRASP-RVND-SP RD-GRASP-RVND-SP ILS-RVND-SP RD-ILS-RVND-SP
n t gapb % gapa % gapb % gapa % gapb % gapa % gapb % gapa %

557 20,00 0,06 0,06 0,00 0,00 0,00 0,00 0,00 0,00
798 60,00 0,91 2,77 0,00 0,00 0,00 0,02 0,00 0,00
848 80,00 0,00 0,22 0,00 0,08 0,12 0,52 0,00 0,05
888 90,00 0,13 0,73 0,00 0,02 0,05 0,69 0,00 0,03

1132 100,00 0,00 0,00 0,00 0,02 0,00 0,21 0,00 0,03
1182 100,00 0,44 1,24 0,00 0,18 0,58 1,83 0,00 0,16
1213 100,00 2,70 3,77 0,08 0,28 0,45 1,80 0,00 0,36
1260 120,00 0,30 7,52 0,00 0,02 0,01 0,37 0,00 0,02
1540 100,00 13,12 17,05 0,04 0,19 0,01 2,82 0,00 0,24
1761 140,00 15,31 23,65 0,00 0,61 3,54 10,95 0,21 3,62
3352 300,00 8,57 10,49 0,04 0,58 0,18 5,84 0,00 0,63
7448 700,00 13,91 13,91 1,40 3,44 9,25 12,64 0,00 3,20

4,62 6,78 0,13 0,45 1,18 3,14 0,02 0,69

Tabela 5.39: Resultados com e sem RD para as instâncias grandes C3. Critério de parada:
solução alvo e limite de tempo.

GRASP-RVND-SP RD-GRASP-RVND-SP ILS-RVND-SP RD-ILS-RVND-SP
n t max conv % t conv % t conv % t conv % t

557 40,00 100,00 0,41 100,00 0,72 100,00 1,24 100,00 0,93
798 120,00 100,00 7,94 100,00 27,24 100,00 22,76 100,00 28,00
848 160,00 100,00 79,09 100,00 31,96 100,00 79,24 100,00 26,02
888 180,00 70,00 125,74 100,00 36,00 100,00 97,42 100,00 41,30

1132 200,00 100,00 88,78 100,00 37,17 100,00 27,27 100,00 31,46
1182 200,00 100,00 110,98 100,00 37,77 90,00 66,03 100,00 44,30
1213 200,00 100,00 108,28 100,00 44,21 100,00 34,32 100,00 39,39
1260 240,00 70,00 188,36 100,00 7,14 100,00 9,36 100,00 8,17
1540 200,00 20,00 218,01 100,00 57,84 100,00 41,75 100,00 55,06
1761 280,00 40,00 368,03 100,00 65,52 100,00 90,60 100,00 31,66
3352 600,00 60,00 1.039,48 100,00 123,02 100,00 154,40 100,00 182,06
7448 1.400,00 100,00 111,92 100,00 5,98 100,00 111,74 100,00 6,85

80,00 203,92 100,00 39,55 99,17 61,34 100,00 41,27
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Com relação ao GRASP-RVND-SP a RD reduz o valor do gapb em média de 4,62%

para 0,13% e do gapa de 6,78% para 0,45%. Isso corresponde a uma melhoria de 97%

e 93% respectivamente. Com relação ao ILS-RVND-SP a RD também produz um efeito

significativo na qualidade dos resultados reduzindo o valor médio do gapb de 1,18% para

0,02% e do valor médio do gapa de 3,14% para 0,69%. Esses resultados são 98% e 78%

melhores respectivamente.

Em termos de convergência e tempo computacional, a RD melhora os resultados de

ambos os algoritmos testados. A taxa de convergência do GRASP-RVND-SP melhora de

80% para 100% e o tempo computacional reduz de 203,92 segundos para apenas 39,55

segundos. O ILS-RVND-SP, por sua vez, tem a sua convergência melhorada de 99,17%

para 100% e o seu tempo computacional reduzido de 61,34 segundos para 41,27 segundos.

Os experimentos sobre as instâncias C3 mostram um desempenho bem melhor da

RD em comparação com os resultados para os conjuntos C1 e C2. Isso é esperado pois as

instâncias C3 apresentam agrupamentos naturais, ou seja, contém muitos“quase clusters”,

favorecendo a eficiência da RD.

Apesar da menor eficiência da RD em termos de qualidade no caso de grafos aleató-

rios, a técnica conseguiu reduções de tempo significativas. Nos casos onde se tolera uma

pequena redução na qualidade final o algoritmo é uma alternativa interessante. Para ins-

tâncias do mundo real onde há formação de “quase clusters”, a RD pode atingir reduções

de tempo acima de 90% com ganhos de qualidade em muitos casos.

5.5.6 Comparação com a Literatura

Nesta seção, comparamos o algoritmo ILS-RVND-SP com o método Transitivity Clustering

(TC) (WITTKOP et al., 2010).

O método TC combina algoritmos heuŕısticos e exatos para resolver o Edição de

Clusters. O método tenta balancear o tempo computacional e a qualidade dos resulta-

dos através da combinação dos algoritmos de acordo com certos critérios como o tamanho

da instância, por exemplo. Ou seja, métodos exatos não são empregados sobre instâncias

grandes favorecendo o tempo mas são utilizados em instâncias pequenas favorecendo a

qualidade.

As heuŕısticas utilizadas pelo TC são Force-Based Cluster Editing (FORCE) (WITT-

KOP et al., 2007) e Cluster Affinity Search Technique (CAST) (BEN-DOR et al., 1999).

O método exato Fixed-Parameter (FP) proposto em (BÖCKER et al., 2008b) também é
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utilizado.
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Figura 5.13: Arquitetura do TC.

A Figura 5.13 ilustra a arquitetura do processo de clusterização utilizado pelo al-

goritmo TC. Primeiramente, a heuŕıstica CAST é aplicada para produzir uma solução

aproximada rapidamente. Na sequência, dependendo do tamanho, ou o algoritmo FP é

aplicado ou a heuŕıstica FORCE é aplicada. Os clusters resultantes são pós-processados

e cada cluster é submetido ao processo de clusterização novamente de forma individual.

Finalmente, a solução de menor custo é reportada.

Os autores do método TC compararam sua abordagem contra outros métodos da lite-

ratura e mostram que, em geral, TC atinge o objetivo de balanceamento entre qualidade

e tempo de execução apresentando a mesma qualidade dos métodos exatos num tempo

computacional muito menor (WITTKOP et al., 2010). Com relação a outros algoritmos

heuŕısticos da literatura, os autores evidenciaram que TC apresenta um bom desempenho

comparativo tanto em termos de qualidade quanto em termos de tempo computacional.

Para realizar a comparação dos algoritmos propostos nesse trabalho com o método

TC utilizamos as instâncias grandes dos conjuntos C1, C2 e C3. Obtivemos o software

TC em (BAUMBACH et al., 2012) e realizamos os testes no mesmo equipamento descrito

na Seção 5.1.

Uma vez que o software TC não permite que se estabeleça um limite de tempo de

execução, para realizarmos os testes de forma justa procedemos da seguinte forma: exe-

cutamos primeiro o software TC 10 vezes sobre as instâncias selecionadas e anotamos os
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resultados. Em seguida, utilizamos os tempos computacionais médios do TC como tempo

fixo para o ILS-RVND-SP. Este, também foi executado 10 vezes.

A Tabela 5.40 apresenta os resultados para as instâncias grandes C1. As primeiras

três colunas mostram o tamanho de cada instância, a densidade média do grafo e o

tempo computacional utilizado pelos algoritmos. As colunas seguintes trazem os gaps das

melhores soluções encontradas por cada algoritmo com relação à melhor solução global.

Na maioria dos casos, o ILS-RVND-SP encontra soluções de melhor qualidade per-

dendo para o TC em apenas uma instância. O gapb médio do algoritmo foi de 0,01%

contra 0,11% do algoritmo TC.

Tabela 5.40: Comparação entre TC e ILS-RVND-SP. Instâncias C1 de tamanho grande.

TC ILS-RVND-SP
n d t gapb % gapb %

1000 0,05 6,6 0,19 0,00
1000 0,10 6,1 0,02 0,00
1000 0,15 6,7 0,00 0,06
1000 0,20 19,6 0,01 0,00
1000 0,25 30,3 0,04 0,00
1000 0,30 12,1 0,02 0,00
1000 0,35 11,7 0,08 0,00
1000 0,40 11,6 0,13 0,00
1000 0,45 10,2 0,22 0,00
1000 0,50 19,3 0,36 0,00

0,11 0,01

A Tabela 5.41 apresenta os resultados para as instâncias grandes C2. A estrutura da

tabela é a mesma da Tabela 5.40.

Dessa vez, o ILS-RVND-SP encontra melhores soluções do que o TC para todas as

instâncias C2 ficando com gapb médio igual a 0,00% contra 0,07% do algoritmo TC.

Tabela 5.41: Comparação entre TC e ILS-RVND-SP. Instâncias C2 de tamanho grande.

TC ILS-RVND-SP
n d t gapb % gapb %

1000 0,05 6,6 0,00 0,00
1000 0,10 6,1 0,00 0,00
1000 0,15 6,7 0,00 0,00
1000 0,20 19,6 0,00 0,00
1000 0,25 30,3 0,00 0,00
1000 0,30 12,1 0,00 0,00
1000 0,35 11,7 0,00 0,00
1000 0,40 11,6 0,01 0,00
1000 0,45 10,2 0,32 0,00
1000 0,50 19,3 0,39 0,00

0,07 0,00

A Tabela 5.42 apresenta os resultados para as instâncias grandes C3. A estrutura da

tabela é a mesma das Tabelas 5.40 e 5.41 com exceção da coluna de densidade.

Para essas instâncias os o algoritmo TC apresenta em alguns casos gaps muito acentu-

ados e em outros supera o ILS-RVND-SP. Em média o valor do gapb do algoritmo TC é de
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12,09% enquanto o do ILS-RVND-SP fica em torno de 1,16% em média. O ILS-RVND-SP

encontra melhores soluções para 9 das 12 instâncias testadas.

Tabela 5.42: Comparação entre TC e ILS-RVND-SP. Instâncias C3 de tamanho grande.

TC ILS-RVND-SP
n t gapb % gapb %

1000 2,4 20,60 0,00
1000 5,2 0,00 0,00
1000 6,1 4,53 0,00
1000 7,0 34,58 0,00
1000 9,6 6,38 0,00
1000 10,6 0,00 5,14
1000 10,7 14,43 0,00
1000 13,9 57,46 0,00
1000 17,4 5,99 0,00
1000 22,1 0,00 2,35
1000 95,6 1,10 0,00
1000 3.218,8 0,00 6,43

12,09 1,16

Durante os testes observamos que o algoritmo TC gera, em muitos casos, soluções de

excelente qualidade muito rapidamente. No entanto, o algoritmo tende a gerar a mesma

solução repetidamente o que diminui a probabilidade de geração de soluções melhores

quando se executa o algoritmo um dado número de vezes e se escolhe a melhor solução para

comparação. Nesse aspecto, mas não apenas nesse, o ILS-RVND-SP leva vantagem pois

gera muitas soluções diferentes de boa qualidade. Dessa forma, as chances de encontrar

um melhor global são maiores.

Devido à maneira como o TC foi projetado não se pode disponibilizar um tempo

computacional maior em troca de uma solução de melhor qualidade limitando bastante

o potencial do mesmo. Isso não acontece com o ILS-RVND-SP para o qual é posśıvel

estipular um tempo computacional limite qualquer. Em diversos testes, sobretudo os da

Seção 5.5.4, é posśıvel perceber que, geralmente, quanto mais tempo se disponibiliza para

o algoritmo melhor é a qualidade dos resultados obtidos.



Capítulo 6

Conclusões e Trabalhos Futuros

Este trabalho estudou o problema Particionamento de Grafos por Edição de

Arestas, mais conhecido como Edição de Clusters. Nossas contribuições incluem

resultados teóricos, resultados emṕıricos e algoritmos.

Estudo sobre instâncias: Esta é a primeira vez que são dedicados maiores esforços

para se estudar, gerar e solucionar instâncias dif́ıceis do problema. De fato, caracterizamos

uma classe de instâncias dif́ıceis: de densidade média e homogeneamente distribúıda.

Como evidência emṕırica, mostramos que o número de edições necessárias para chegar

à solução ótima é maior quando a densidade do grafo é 0,6 e diminui à medida que

este se torna mais esparso ou mais denso. Além disso, mostramos que grafos aleatórios

com densidade média apresentam uma probabilidade muito pequena de possuir caminho

máximo entre dois vértices maior do que dois. Apresentamos também a prova de que,

numa solução ótima do problema sem pesos, a distância máxima no grafo de entrada entre

dois vértices que são colocados numa mesma clique, é dois (Proposição 1). Além disso,

provamos que o problema continua NP-Dif́ıcil para grafos de diâmetro dois (Teorema 1).

Sobre redução de instâncias, foi proposta uma nova regra de redução, fundamentada

na Proposição 1, chamada nesse trabalho de Regra 1. Foi também proposta a heuŕıstica

H2 na tentativa de melhorar a eficiência da Regra 8 proposta em (BÖCKER et al., 2008a).

Os resultados computacionais confirmaram um melhor desempenho da heuŕıstica H2 em

comparação com a heuŕıstica H1 originalmente proposta na literatura para a Regra 8.

Algoritmos: Foram propostas uma heuŕıstica GRASP e uma heuŕıstica ILS, ambas

compostas por um módulo de busca local RVND. Foram propostas duas novas heuŕısticas

construtivas gulosas para gerar soluções iniciais e três novos algoritmos de busca local para

integrar o RVND. Três algoritmos de perturbação foram também desenvolvidos para o ILS.
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Além disso, como um meio de aperfeiçoar as soluções das metaheuŕısticas, foi criado um

algoritmo h́ıbrido composto por metaheuŕıstica mais módulo exato baseado em partição

de conjuntos. A integração dos algoritmos propostos resultou numa ferramenta bastante

robusta em termos de qualidade de solução. Para resolver instâncias muito grandes sem

onerar demais o tempo computacional, propomos ainda uma heuŕıstica de redução do

tamanho do problema, como parte do processo de resolução.

Os resultados computacionais mostram que a solução ILS-RVND-SP apresentou a me-

lhor qualidade média em todos os testes quando comparado com os algoritmos propostos

neste trabalho. Além disso, os tempos computacionais foram muito pequenos em compa-

ração com os exigidos pela formulação matemática MINDISAGREE. O algoritmo RD, por

sua vez, contribuiu com reduções de tempo significativas quando utilizado em conjunto

com os algoritmos GRASP-RVND-SP e ILS-RVND-SP para as instâncias C1, C2 e C3.

No caso do GRASP-RVND-SP, houve também melhoria na qualidade das soluções encon-

tradas. Já no caso do ILS-RVND-SP, RD causou uma pequena redução na qualidade das

soluções encontradas para as instâncias dos conjuntos C1 e C2. Para o conjunto C3, no

entanto, o algoritmo ILS-RVND-SP com RD gerou soluções significativamente melhores.

Acreditamos que essa diferença de deva ao fato de que as instâncias C1 e C2, por serem

grafos artificiais aleatórios, apresentam menos padrões aproveitáveis pela heuŕıstica RD

do que as instâncias C3.

Comparamos o algoritmo ILS-RVND-SP com o método TC, encontrado na literatura.

O ILS-RVND-SP, em média, encontrou soluções alvo mais rapidamente do que TC. Além

disso, quando os dois algoritmos foram limitados ao mesmo tempo computacional, o ILS-

RVND-SP gerou, em média, soluções de melhor qualidade.

Trabalhos Futuros: Em termos de trabalho futuro planejamos a inclusão de de-

sigualdades válidas à Formulação MINDISAGREE com o objetivo de melhorar o seu

desempenho e, com isso, possibilitar a solução de instâncias mais dif́ıceis. Além disso,

planejamos estudar novas regras de redução que permitam tornar mais arestas perma-

nentes já que a Regra 1 proposta neste trabalho torna permanentes apenas não arestas.

Pretendemos também estudar maneiras de aperfeiçoar o método h́ıbrido proposto. Por

exemplo, trocar soluções entre o módulo exato e o heuŕıstico ao longo do processo e exe-

cutar mais vezes ou menos vezes o módulo exato com base na qualidade das soluções

geradas.

O principal desafio para o futuro é resolver instâncias maiores, em menos tempo,

possivelmente melhorando a qualidade do resultado obtido até agora.
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