
 

 

 

 

UNIVERSIDADE FEDERAL FLUMINENSE 

 

 

 

 

 

ALEX FERNANDES DA VEIGA MACHADO 

 

 

 

 

 

UMA METODOLOGIA DE APRENDIZAGEM BASEADA EM 

CLASSIFICADOR NUMÉRICO APLICADA A JOGOS ELETRÔNICOS 

 

 

 

 

 

 

 

 

 

 

 

 

Niterói 

2012 



 

 

 

 

ALEX FERNANDES DA VEIGA MACHADO 

 

 

 

 

 

UMA METODOLOGIA DE APRENDIZAGEM BASEADA EM CLASSIFICADOR 

NUMÉRICO APLICADA A JOGOS ELETRÔNICOS 

 

 

 

 

Tese apresentada ao Programa de Pós-

Graduação em Computação da Universidade 

Federal Fluminense, como requisito parcial 

para obtenção do Grau de Doutor. Área de 

Concentração: Computação Visual.  

 

 

 

 

Orientador: Prof. Dr. Esteban Walter Gonzalez Clua 

 

 

 

 

Niterói 

2012 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

ALEX FERNANDES DA VEIGA MACHADO 

 

UMA METODOLOGIA DE APRENDIZAGEM BASEADA EM CLASSIFICADOR 

NUMÉRICO APLICADA A JOGOS ELETRÔNICOS 

 

Tese apresentada ao Programa de Pós-

Graduação em Computação da Universidade 

Federal Fluminense, como requisito parcial 

para obtenção do Grau de Doutor. Área de 

Concentração: Computação Visual.  

 

Aprovada em Agosto de 2012. 

 

BANCA EXAMINADORA 

_____________________________________________________________ 

Prof. Dr. Esteban Walter Gonzalez Clua – Orientador 

UFF 

_____________________________________________________________ 

Prof. Dra. Bianca Zadrozny 

UFF 

_____________________________________________________________ 

Prof. Dr. Luiz Chaimowicz 

UFMG 

_____________________________________________________________ 

Prof. Dr. Luiz Satoru Ochi 

UFF 

_____________________________________________________________ 

Prof. Dr. Bruno Feijó 

PUC-RJ 

 

Niterói 

2012 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Para minha querida mãe, 

a quem eu dedico não somente este trabalho, mas toda minha vida. 

 

 



 

 

v 

 

 

 

 

AGRADECIMENTOS 

Em primeiro lugar a Deus, que me deu luz, inspiração e, principalmente, muita força 

de vontade para superar todas as dificuldades e a seguir sempre a diante; 

Ao Professor Esteban, pela orientação e amizade; 

Aos amigos e alunos do IF do Sudeste de Minas, por todo suporte; 

À minha esposa Maria Cristina, pelo amor incondicional. 



 

 

vi 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

"Os indivíduos agem sobre o mundo e o modificam e, por sua vez, são 

modificados pelas consequências de sua ação." 

Burrhus Frederic Skinner, 1957. 



 

 

vii 

 

 

RESUMO 

Ao avaliarmos ambientes complexos e dinâmicos, Sistemas Especialistas e Máquinas de 

Estados deixam de ser soluções viáveis. Da mesma forma, Algoritmos Genéticos necessitam 

de certo conhecimento do domínio do problema para a função de avaliação. Redes Neurais 

então aparecem para solucionar todos os problemas, se não fossem as representações pouco 

compreensíveis geradas por seu treinamento e seu tempo de processamento 

consideravelmente alto. Esta tese apresenta uma solução para agentes inteligentes imersos 

neste tipo de ambiente, o algoritmo NC-RLA. Caracterizada por um comportamento evolutivo 

e um motor baseado em classificadores numéricos, ela garante a evolução e adaptação do 

sistema em aplicações com exigência de processamento em tempo real. Através de 

experimentos em um jogo de estratégia e em uma simulação de vida artificial, foi 

demonstrada sua capacidade de gerar comportamentos emergentes no domínio dos jogos 

eletrônicos. Apesar de alcançar soluções piores em comparação com o Algoritmo Genético, 

seu desempenho e independência de informações do ambiente comprovaram seu potencial por 

meio da incorporação do classificador M5P. 

 

Palavras-chave: Aprendizagem de Máquina, Classificadores Numéricos,  Sistemas 

Multiagentes,  Sistemas Emergentes, Jogos Eletrônicos. 
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ABSTRACT 

When evaluating complex and dynamic environments, Expert Systems and State Machines 

are no longer viable solutions. Likewise, Genetic Algorithms require some knowledge of the 

problem domain for the evaluation function. Neural Networks then appear to solve all 

problems, if not for the non-understandable representations generated by their training and 

their processing time considerably high. This thesis presents a solution for intelligent agents 

immersed in such an environment, the NC-RLA method. Characterized by an evolutionary 

behavior and an engine based on numerical classifiers, it ensures the development and 

adaptation of the system in applications requiring real time processing. Experiments on a 

strategy game and a simulation of artificial life, has demonstrated its ability to generate 

emergent behavior in the field of electronic games. Although generating solutions worse 

compared with Genetic Algorithms, its performance and independence of environment 

information has proved its potential by incorporating the classifier M5P. 

 

Keywords: Machine Learning, Numerical Classifiers, Multiagent Systems, Emergent 

Systems, Electronic Games. 
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CAPÍTULO 1 – INTRODUÇÃO 

Jogos, sejam criados para o entretenimento, simulação ou educação, oferecem 

ótimas oportunidades para a área de Aprendizagem de Máquina (AM). A variedade de 

mundos virtuais e os subsequentes problemas de AM apresentados a seus agentes são 

limitados somente pela imaginação do desenvolvedor. No entanto, a indústria dos jogos 

eletrônicos não somente é grande e em crescimento, mas também enfrenta uma enorme 

demanda por novidades. 

Alguns desafios enfrentados pelos desenvolvedores para garantir o sucesso dos 

jogos eletrônicos em detrimento ao avanço da AM incluem: 

 Aprender a jogar o jogo: para investigar o potencial para melhorar a 

capacidade dos agentes através da exploração do ambiente do jogo; 

 Aprender sobre o jogador: para descobrir e explorar os planos, fraquezas e 

qualidades do jogador oponente e/ou parceiro; 

 Capturar o comportamento do jogador: para criar avatares com ações 

parecidas com a de jogadores reais; 

 Auxiliar na seleção de modelos: por meio de sistemas online guiar a criação 

de modelos não-supervisionados através de algoritmos supervisionados; 

 Otimizar a adaptação: para criar perfis de oponentes para diversificar o jogo 

de acordo com o gosto do usuário; 

 Interpretar os moldes do jogo: para prever ações, dar sugestões e auxiliar nas 

negociações; 

 Aperfeiçoar o desempenho do processamento: para minimizar os requisitos 

do hardware. Auxiliando a publicação de jogos com grandes dependências de 

processamento para dispositivos móveis, por exemplo. 

No entanto, o uso de AM nesta área é mínimo ou mesmo evitado por ser de alto 

risco. Isso se deve, provavelmente, ao fato de as Redes Neurais Artificiais (RNA), que é 

uma tecnologia considerada de difícil desenvolvimento, serem normalmente escolhidas 

[14]. 

Uma das principais áreas estudadas pela AM é a classificação, que consiste em 

associar uma instância representada por atributos a uma classe. Nesta modalidade, a 
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aprendizagem é normalmente feita usando como entrada um conjunto de dados 

rotulados, também conhecidos como base de instâncias [13]. 

Partindo deste pressuposto, esta tese propõe uma nova solução para o grupo de 

problemas no domínio de jogos que pode ser modelado em base de instâncias, para 

desta forma aprender padrões de ações e gerar um conhecimento que irá direcionar os 

próximos comportamentos do sistema. Diferenciando, desta forma, das soluções 

tradicionais [1][14], normalmente associadas a RNA e Algoritmos Genéticos (AG). 

1.1 CONTRIBUIÇÕES 

Será proposto um novo algoritmo evolutivo com características de aprendizagem 

por reforço nomeado de NC-RLA. Seu módulo principal utiliza um classificador 

numérico que induz regras em tempo real para garantir a adaptação do sistema sem 

necessitar de informações específicas do problema. 

Experimentos realizados em um jogo de estratégia e em um simulador de vida 

artificial demonstraram a capacidade do NC-RLA em evoluir, adaptar-se ao ambiente e 

aos adversários e gerar comportamentos emergentes. 

Através da investigação do algoritmo NC-RLA, ao longo dos próximos 

capítulos, os problemas abordados e as soluções desenvolvidas serão discutidos de 

forma detalhada, sendo que o trabalho apresenta as seguintes contribuições para a área 

de Inteligência Artificial para jogos eletrônicos: 

 Um comparativo para definir o melhor classificador a ser usado; 

 Uma demonstração que seu uso pode garantir a geração de regras 

compreensíveis ao desenvolvedor; 

 Uma análise e demonstração de possíveis gêneros de jogos que este algoritmo 

poderia potencializar; 

 Sua diferenciação com Sistemas Classificadores; 

 Um comparativo entre o NC-RLA e Algoritmos Genéticos, que assim como 

Redes Neurais, é uma técnica bastante difundida nesta área; 
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1.2 PUBLICAÇÕES 

Mais detalhes sobre as pesquisas iniciais desta tese podem ser verificados em 

[16] (relativa à definição inicial do algoritmo e sua aplicação em um jogo de estratégia), 

em [7] (relativo à aplicação do algoritmo em sistemas multiagentes) e em [19] (relativo 

a sua aplicação para o nivelamento dinâmico da dificuldade do jogo). Respectivamente 

Apêndices A, B e C. 

1.3 ORGANIZAÇÃO DA TESE 

O Capítulo 2 inicia definindo os fundamentos dos Classificadores Estatísticos e 

da ferramenta de aprendizagem de máquina utilizada. Depois apresenta trabalhos que 

comprovam a necessidade e as dificuldades do uso de aprendizagem de máquina em 

jogos, incluindo os trabalhos que formam a base do modelo desenvolvido para essa 

proposta. Também são definidas algumas áreas de aplicação que nortearam os 

experimentos. É dada uma atenção especial a determinados jogos comerciais que 

fizeram sucesso devido a seus módulos de aprendizagem. 

No Capítulo 3, é definido o Algoritmo de Aprendizagem por Reforço com 

Classificador Numérico, seus principais módulos e suas diferenças em comparação com 

Sistemas Classificadores. 

Através de estudos de casos aplicados, respectivamente, a um jogo de estratégia 

e a um sistema de simulação de vida, nos Capítulos 4 e 5 são desenvolvidos 

experimentos sobre o algoritmo proposto. No primeiro é demonstrada a possibilidade de 

geração de comportamentos emergentes, definindo o melhor classificador numérico 

para este algoritmo e demonstrando seu uso para o nivelamento dinâmico da 

dificuldade. 

No Capítulo 5, desta vez, em um sistema multiagente, também são demonstrados 

comportamentos emergentes, além da sugestão de uma forma para estabilização da 

solução (este módulo é necessário visto que o sistema possui uma função de 

diversificação com base aleatória). Como é o requisito de diversos sistemas deste tipo, é 

proposto um protocolo de comunicação entre os agentes. 
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Experimentos com uma solução usando Algoritmo Genético e outra usando 

Regressão Linear são desenvolvidos para testes de adaptação e desempenho com o 

algoritmo proposto no Capítulo 6. 

Por fim, o Capítulo 7 conclui essa tese com algumas considerações e trabalhos 

futuros. 
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CAPÍTULO 2 - TRABALHOS RELACIONADOS 

A principal forma de se implementar uma solução computacional inteligente em 

um jogo eletrônico é através da modelagem em agentes inteligentes [42]. Um agente 

inteligente reativo ou simplesmente agente é qualquer entidade que possa receber 

informações do ambiente em que vive por meio de sensores, e agir nesse ambiente 

através de atuadores [42]. Em um jogo eletrônico o agente inteligente pode ser 

representado desde um sistema que controla as ações em um jogo de damas a um 

personagem entre muitos de um role playing game virtual. 

O agente inteligente com aprendizado é a arquitetura mais sofisticada entre as 

definidas por [42]. Ele garante a melhor medida de desempenho em um ambiente 

complexo, que é caracterizado por ser parcialmente observável, estocástico, sequencial, 

dinâmico e contínuo. De acordo com [26], o uso de aprendizagem em jogos eletrônicos 

tende a ser um dos maiores avanços do campo. A técnica de aprendizagem por reforço 

permite a geração, em tempo real, de estratégias para o agente em situações 

imprevisíveis, baseada no retorno do ambiente gerado como consequência de suas 

próprias ações. Este retorno leva a forma de um conjunto de valores reais que 

representam a ―recompensa‖ do sistema, o qual depende da qualidade da ação executada 

pelo agente na situação dada [18]. Em outras palavras, em cada etapa da interação o 

agente recebe uma sequência de entradas que indicam o status atual do ambiente. Ele 

então escolhe uma entre as ações possíveis. Esta ação muda o status do ambiente e o 

valor desta transição é informado ao agente através da recompensa. A estratégia de 

seleção do agente é adaptada com o objetivo de maximizar este retorno [54]. Ele 

aprende a executar a tarefa através de uma sistemática de tentativa e erro, que, no caso 

desta tese, será guiada por um algoritmo classificador. 

2.1 CLASSIFICADORES ESTATÍSTICOS 

Classificadores Estatísticos ou simplesmente Classificadores têm como entrada 

um conjunto de dados e geram como saída uma expressão matemática, um conjunto de 

regras ou uma árvore de decisão que incorpora o conhecimento contido nos dados. Este 
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conhecimento extraído pode ser usado tanto diretamente pelo sistema como para 

classificar novas instâncias. 

Uma árvore de decisão é uma representação de uma tabela de decisão sob a 

forma de uma árvore [13]. Representa a disjunção de conjunções de restrições nos 

valores dos atributos, onde cada ramo na árvore é uma conjunção de condições e o 

conjunto de ramos na árvore é disjunto. Em um projeto de árvores de decisão: 

 Cada nó de decisão contém um teste num atributo. 

 Cada ramo descendente corresponde a um possível valor deste atributo. 

 Cada Folha está associada a uma classe. 

 Cada percurso na arvore (da raiz à folha) corresponde a uma regra de 

classificação. 

Entre diversos métodos de aprendizagem através de classificadores escolhemos 

para este estudo: 

 O algoritmo C4.5 (em sua versão J48), gerador de árvores de decisão, por ser 

um dos mais tradicionais métodos indutivos de aprendizagem [13]; 

 O algoritmo puramente estatístico Naive Bayes, por ser um dos mais práticos 

e bem conhecidos métodos probabilísticos, principalmente quando há 

necessidade de eficiência computacional [13]; 

 O algoritmo que usa Regressão Linear (RL), aplicado para estudar a relação 

entre uma variável dependente e várias independentes. Diferentemente dos 

anteriores, permite utilizar valores numéricos como resposta da classificação 

[43]. 

 O algoritmo M5 (em sua versão M5P), que também permite utilizar valores 

numéricos como resposta da classificação [6]. 

2.1.1 CLASSIFICADOR C4.5  

O C4.5 infere uma árvore de decisão dos dados, permitindo aos ramos crescerem 

até que se ajustem os dados de treinamento tão bem quanto possível. Depois o algoritmo 

poda a árvore, eliminando ramos que não têm previsão de uso de acordo com os 

exemplos [13]. O J48 é a versão em Java do clássico algoritmo C4.5. 
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O algoritmo C4.5 é um aprimoramento do algoritmo ID3, isto devido ao fato  de 

trabalhar com valores indisponíveis, com valores contínuos,  podar árvores de decisão e 

derivar regras [13].  

Trabalhar com registros que possuem valores indisponíveis na construção de 

uma árvore de decisão, pode ser considerado um problema. A falta destes valores pode 

ocorrer pelo fato de não terem sido registrados no momento da coleta dos dados, ou por 

não serem considerados relevantes para um determinado caso. Os registros que possuem 

valores desconhecidos podem ser simplesmente descartados do conjunto de 

treinamento, ou podem ser classificados pela estimativa da probabilidade dos vários 

valores possíveis.  

O tratamento de atributos com valores contínuos envolve a consideração de 

todos os valores presentes no conjunto de treinamento, fazendo com que estes valores 

sejam ordenados de forma crescente e, após esta ordenação, seja selecionado o valor 

que favorecerá na redução da informação necessária. O uso de valores contínuos pode 

tornar-se lento se o número de valores for muito elevado, demandando grande tempo de 

ordenação. Também se deve considerar que trabalhar com estes valores envolve um 

número substancial de computações.  

O resultado do particionamento recursivo, utilizado na construção de árvores de 

decisão, pode ser uma árvore muito complexa, de acordo com o seu conjunto de 

treinamento. O método de podar árvores de decisão é realizado substituindo uma 

subárvore por um nodo folha. Este método é realizado se uma regra de decisão 

estabelecer que a taxa de erro prevista na subárvore é muito grande, em relação a 

utilização de um único nodo folha. A substituição de partes da árvore é realizada 

considerando que estas não contribuem à exatidão da classificação em determinados 

casos, produzindo algo menos complexo e assim mais compreensível.  

A partir de uma árvore de decisão é possível derivar regras. As regras são 

escritas considerando o trajeto do nodo raiz até uma folha da árvore. Estes dois métodos 

são geralmente utilizados em conjunto. Devido ao fato das árvores de decisão tenderem 

a crescer muito, de acordo com algumas aplicações, elas são muitas vezes substituídas 

pelas regras. Isto acontece em virtude das regras poderem ser facilmente modularizadas. 
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Uma regra pode ser compreendida sem que haja a necessidade de se referenciar outras 

regras [ING 96]. 

2.1.2 CLASSIFICADOR NAIVE BAYES 

Naive Bayes é um algoritmo estatístico de aprendizagem que calcula a 

probabilidade de cada classe de acordo com os atributos dados, assumindo que cada 

atributo é independente dos outros. Devido a este fato, seu tempo de execução é rápido 

em comparação com os outros algoritmos probabilísticos e seus resultados são 

comprovadamente precisos em muitos problemas reais[13]. 

O modelo construído por este algoritmo é um conjunto de probabilidades. Estas 

são estimadas pela contagem da frequência de cada valor de característica para as 

instâncias dos dados de treino. Dada uma nova instância, o classificador estima a 

probabilidade dessa instância pertencer a uma classe específica, baseada no produto das 

probabilidades individuais dos valores da instância. O cálculo exato utiliza o teorema de 

Bayes e é por essa razão que o algoritmo recebe esse nome. 

Ao treinar o classificador Naive Bayes calculamos uma distribuição geradora 

Pr(d|c) para cada classe c Є {-1, 1}. Na fase de classificação, simplesmente calculamos 

qual distribuição tem a maior probabilidade de ter gerado cada solução. 

Nas máquinas Bayesianas, a criação das probabilidades é modelada como o 

seguinte processo: 

1. Cada classe c possui uma probabilidade a priori associada Pr(c) tal que 

Σc Pr(c) = 1. O autor primeiro escolhe aleatoriamente se vai gerar uma 

avaliação positiva ou negativa seguindo estas probabilidades. 

2. Dado que existe uma distribuição de instâncias Pr(d|c) associada a classe 

c escolhida, esta distribuição é usada para gerar a probabilidade. 

Sendo assim, a probabilidade de gerarmos uma solução da classe c é Pr(c) 

Pr(d|c). Finalmente, dado uma instância d a probabilidade a posteriori de que d foi 

gerado da classe c é: 
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onde ϒ itera sobre ambas as classes de forma que Pr(c|d) torna-se uma medida 

de probabilidade apropriada. 

Pr(ϒ|c) é estimado através da modelagem das distribuição dos termos sobre as 

classes gerando um conjunto de parâmetros que chamaremos de Θ. Nossa estimativa de 

Θ é baseado nos termos contidos nas instâncias de treinamento 

Após observarmos os dados de treinamento D, nossa distribuição a posteriori 

para Θ pode ser expressa por Pr(Θ|D). 

Dadas estas definições e dado uma instância d, a probabilidade de d pertencer à 

classe c é dada por: 

 

2.1.3 REGRESSÃO LINEAR  

No modelo estatístico de Regressão Linear (RL), assume-se que existe uma 

relação linear entre uma variável dependente e várias independentes (também 

conhecidas como explicativas ou regressoras, uma vez que são utilizadas para 

explicarem a variação da dependente). Um estudo detalhado comparativo entre alguns 

modelos de RNAs e RLs demonstrou que a precisão de ambos são muito próximas [32]. 

Quando aplicado a uma amostra de tamanho n, seu modelo genérico é dado pela 

seguinte expressão, 

 

onde: 

yi = variável dependente ou explicada  i= 1, 2, ..., n,  também chamada de resposta;  

β0 = intercepto ou termo independente de variável;  

β1 = inclinação de Y em relação à variável X1, mantendo constantes as variáveis X2,  

X3, ..., Xk; 

β2 = inclinação de Y em relação à variável X2, mantendo constantes as variáveis X1,  
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X3, ..., Xk;  

βk = inclinação de Y em relação à variável Xk, mantendo constantes as variáveis X1,  

X2, X3, ..., Xk-1;  

εi = erro aleatório em Y, para a observação i, i= 1, 2, ..., n. 

2.1.4 CLASSIFICADOR M5P 

O M5P é uma reconstrução do algoritmo M5 de Quinlan [5] que tem sido 

projetado para a geração de modelos de regressão linear incorporadas a árvores de 

decisão. M5 gera uma árvore de decisão convencional com modelo de regressão nas 

folhas. Suas etapas principais incluem o algoritmo de indução, que é usado para 

construir a árvore de decisão, a poda feita regressivamente a partir das folhas e o 

procedimento de suavização usado para evitar descontinuidades bruscas entre as 

subárvores. Este classificador é capaz de aprender de uma maneira eficiente e enfrentar 

tarefas com alta dimensionalidade. Sua vantagem sobre outros modelos numéricos não 

baseados em árvores é que os modelos de árvores são gerados de forma compacta e seus 

resultados são mais precisos [5]. 

Estruturalmente, M5 pertence à família TDIDT (Top Down Induction Decision 

Trees), mas com funções de regressão linear nos nós folhas, ao invés de um valor 

categórico predizendo a classe. M5 possui algumas vantagens frente a outras técnicas 

que manipulam atributos contínuos, por exemplo, a Regressão Linear clássica que 

impõe uma relação estritamente linear entre os dados.  

Nesta tese, da biblioteca WEKA (ambiente de AM que será explicado na 

próxima seção) foi utilizado um algoritmo modificado do M5, o M5Prime ou M5P.  

2.1.5 CONSIDERAÇÕES SOBRE OS CLASSIFICADORES  

O algoritmo Naive Bayes produz tabelas de probabilidade como saída, que 

podem ser incorporadas em sistemas que demandem processamento em tempo real. Da 

mesma forma, o J48 produz árvores de decisão que podem ser convertidas em regras e 

também usadas em sistemas de tempo real. M5P pode ser visto como um modelo 

híbrido por gerar árvores e utilizar probabilidade. 
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Ao se construir um método evolutivo composto por um classificador numérico 

responsável pela geração da função de avaliação (proposta desta tese), este algoritmo 

levaria vantagem em comparação a métodos tradicionais como AGs, visto que este 

requer um método pré-definido de avaliação (fitness function) ao invés de usar dados 

derivados do ambiente. 

De acordo com [31] e [21], Redes Neurais não são tão transparentes como os 

modelos semi-empíricos, baseados em regressão. Por esta razão, a principal vantagem 

dos modelos baseados em árvores em comparação com RNAs é a geração de regras 

compreensíveis aos desenvolvedores. Além disso, a abordagem baseada em Redes 

Neurais necessita de calibrar os parâmetros da rede como número de camadas ocultas e 

de neurônios através de tentativa e erro, que resulta em um processo demorado. 

Em [21] a precisão da previsão do modelo M5P foi demonstrada ser muito alta e 

com resultados similares aos obtidos pelo RNA para os mesmos dados. 

2.2 O AMBIENTE WEKA 

O ambiente WEKA (Waikato Environment for Knowledge Analysis) [15] é uma 

ferramenta open source de aprendizagem de máquina amplamente utilizada entre os 

desenvolvedores desta área, que disponibiliza vários algoritmos de aprendizado 

implementados na linguagem Java. Ela fornece uma API de desenvolvimento e um 

arquivo jar independente que permite seu uso em diversas plataformas e linguagens. Os 

algoritmos usados nesta tese (J48, Naive Bayes, M5P e Regressão Linear) foram 

invocados de seu módulo standalone. 

No WEKA, cada implementação de um algoritmo de aprendizado é representada 

por uma classe. A linguagem Java permite que as classes sejam organizadas em pacotes, 

que são simplesmente diretórios contendo uma coleção de classes relacionadas. Isso é 

bastante útil porque certos algoritmos compartilham muitas funcionalidades, e dessa 

forma, várias classes em um pacote podem ser utilizadas por mais de um algoritmo. 

O pacote weka.classifiers contém implementações dos algoritmos de classificação 

e predição numérica do WEKA. A classe weka.classifiers.m5 é a classe que implementa 

o algoritmo M5. Os pacotes weka.classifiers.trees.j48, 
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weka.classifiers.LinearRegression e weka.classifiers.NaiveBayes implementam 

respectivamento os algoritmos J48, Regressão Linear e Naive Bayes. 

2.3 APRENDIZAGEM EM JOGOS ELETRÔNICOS 

Os algoritmos de AM podem ser classificados como online e off-line. O modelo 

online processa sua entrada dado por dado, de uma forma em série, isto é, na ordem que 

a entrada é alimentada pelo sistema, sem ter a entrada inteira disponível desde o início. 

Em contraposição, os algoritmos de aprendizado offline examinam os dados uma única 

vez e induzem um modelo de predição, o qual não será mais revisado por novos dados. 

Nesses sistemas, a incorporação de novos dados requer a reconstrução do modelo de 

previsão a partir do processamento de toda a base de dados. 

Em jogos digitais, o processo de aprendizagem baseado na adaptação ao 

comportamento do usuário pode ser feito através de treinamento dos dados. A 

abordagem online mostra mais eficiência, visto que implica em decidir como o 

comportamento do agente pode mudar de acordo com as alterações do mundo. A 

solução offline é aplicada em ambientes específicos e bem definidos. 

Entre as técnicas de AM mais utilizadas em jogos, podemos destacar redes 

neurais, algoritmos genéticos, algoritmos bayesianos e árvores de decisão. Tipicamente 

os motores de desenvolvimento de jogos eletrônicos não incluem módulos com tais 

métodos, direcionando os desenvolvedores a usarem pacotes de software separados. 

Para auxiliar neste tipo de problema, existem poucas soluções que correspondem a esta 

demanda. Um destes pacotes é o WEKA [15], que inclui diferentes algoritmos de 

aprendizagem de máquina. 

A presente proposta estende os estudos emergentes apresentados por Crocomo et 

al. ([10], iniciado em [11]), o qual mostrou que o processo de aprendizagem de máquina 

em jogos (neste caso, os algoritmos evolutivos) é capaz de definir regras para o 

comportamento dos NPCs e de fazer emergir estratégias complexas a partir de 

comportamentos simples. Em [10] foi desenvolvido um simulador de batalhas para 

jogos de RPG que utiliza dos sistemas de jogos mais complexos encontrados neste estilo 

de aplicação eletrônica. Através dele foi verificado que o algoritmo evolutivo proposto 
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funciona na prática, pois satisfaz quatro requisitos fundamentais dos jogos eletrônicos: 

rapidez, efetividade, robustez e eficiência. 

Em [27], os autores desenvolveram uma simulação em tempo real para mostrar a 

possibilidade de obter comportamentos emergentes e interessantes que são adaptados ao 

ambiente usando RNA. Neste trabalho, foi confirmado viabilidade de aplicação de AM 

no projeto de comportamentos para NPCs. 

2.4 ALGUMAS APLICAÇÕES DE APRENDIZAGEM EM JOGOS 

Jogos de estratégias, balanceamento dinâmico da dificuldade, storytelling 

interativo, baseado em personagem e simulação de vida artificial são alguns exemplos 

de técnicas que podem fazer uso de aprendizagem de máquina por lidar com a evolução 

do personagem. Apesar do apelo comercial por este tipo de implementação, no 

mercado, ainda hoje, predominam aplicações constituídas de agentes que não aprendem. 

Nas próximas seções serão descritas algumas importantes aplicações de AM, que serão 

o foco de nossos experimentos, assim como jogos que sobressaíram no mercado devido 

a esta técnica. 

2.4.1 JOGOS DE ESTRATÉGIA 

Em seu trabalho, Bakkes et al. [17] define um jogo eletrônico de estratégia como 

um sistema computacional com configuração de parâmetros que determinam o 

comportamento estratégico (Ex.: número de unidades aéreas a serem construídos, 

tamanho de cada grupo aéreo, número máximo de construções de armazenamento de 

recursos...). Ele propõe uma arquitetura aplicada a esta área que permite ao agente 

adaptar-se automaticamente às circunstâncias do jogo, como mudança no ambiente e 

interação do usuário, de uma forma online entre as partidas. Bakkes et al. [17] realizou 

experimentos em um jogo de estratégia que demonstraram que o sistema de IA, baseado 

em casos desenvolvidos, proporcionou uma eficiente adaptação no jogo. 

A abordagem apresentada nesta tese diferencia da proposta de Bakkes [17] por 

possuir uma estrutura mais simples capaz de atingir os mesmos objetivos. Nosso 

método também mantém uma adaptação rápida e confiável ao ambiente. 
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2.4.2 BALANCEAMENTO DINÂMICO DO NÍVEL DO JOGO  

Balanceamento Dinâmico do Nível do Jogo é a adaptação automática do nível 

do jogo para garantir a competitividade em uma partida [22]. Esse balanceamento pode 

ser feito de uma forma tradicional, alterando progressivamente os parâmetros do jogo 

conforme o avanço do jogador nas fases, ou adaptando o nível do jogo a este usuário.  

Em [36] e [22] são mostradas implementações eficientes de aprendizagem por 

reforço como mecanismo de adaptação ao jogador. O primeiro trabalho introduz o 

conceito de challenge function, que estima o nível atual do jogador e aumenta o nível do 

jogo proporcionalmente, através de um mecanismo de seleção aplicado a jogos de luta. 

O outro apresenta um conjunto de regras que pode ser aplicada para cada tipo de 

jogador. Essas regras são pré-projetadas, manualmente, através de conhecimento 

específico do domínio. Quando um novo oponente (NPC) é gerado, as regras são 

extraídas da base de regras, associando ao tipo detectado do jogador. 

O processo de balanceamento dinâmico da dificuldade consiste em três regras 

básicas: Primeira, o computador deve adaptar-se à estratégia do jogador. Segunda, o 

jogo tem que seguir o avanço e regressão de performance do jogador. Terceira, o jogo 

deve manter o jogador interessado. Não obstante, como mencionado por [22][25][37], a 

IA do jogo em geral é considerada divertida quando é difícil para ser confrontada por 

jogadores especialistas, mas para jogadores novatos não é interessante perder 

seguidamente. Jogos comerciais não têm grande preocupação com o nível de 

inteligência artificial, sugerindo aos jogadores realizar partidas contra outros usuários ao 

invés de jogar contra o computador [22]. 

Neste trabalho será demonstrado que um algoritmo com aprendizagem por 

reforço baseado em classificador numérico pode ser usado, inclusive, para auxiliar no 

processo de balanceamento dinâmico do jogo. 

2.4.2.1 TÉCNICAS DE NIVELAMENTO 

Diversos jogos fornecem uma ―configuração de dificuldade‖, ou em outras 

palavras, um valor discreto que determina o quanto o jogo será difícil. A proposta da 

configuração da dificuldade é permitir tanto a iniciantes quanto a jogadores experientes 

desfrutar do desafio que o jogo pode proporcionar. Normalmente, estes parâmetros 
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podem influenciar o ―poder‖, a ―resistência‖ ou a ―frequência‖ com que os inimigos são 

gerados, mas muito dificilmente as táticas. Consequentemente, mesmo em um nível de 

dificuldade ―difícil‖, os adversários demonstram um comportamento simples, apesar de 

seus altos atributos. 

Nos jogos tradicionais, o constante fato de ―passar de fase‖ significa que o jogo 

vai continuar com a mecânica igual, mas o nível de dificuldade será aumentado. Nesse 

exemplo, temos a ideia de nivelamento dinâmico da dificuldade, uma vez que o nível do 

jogador é detectado (pelo número de inimigos que ele derrotou ou o número de fases 

que ele passou) e a fase tem seu grau de dificuldade aumentada. 

Outra forma de realizar o balanceamento dinâmico da dificuldade é usar o Q-

Learning padrão [20]. Ele seleciona, através do mecanismo de seleção de ações, a ação 

cujo valor maximiza o estado atual. Na realidade, o agente escolhe a melhor ação para 

cada situação e continua aprendendo afim de melhorar sua performance. Dessa forma, 

não escolhe apenas a melhor ação, mas ações sub-ótimas. Para garantir que serão 

encontradas soluções para situações imprevistas sem a necessidade de consultar um 

banco de dados de regras pré-definidas, utilizamos neste problema o algoritmo NC-

RLA. 

De acordo com [25] e [38], o ajuste da dificuldade pode ser feito em qualquer 

gênero de jogos, mas a principal aplicação são os jogos Massively Multiplayer Online, 

devido ao grande número de possibilidades conferidas a este universo virtual e a sua 

mecânica de jogo, baseada em atributos.  

2.4.3 STORYTELLING INTERATIVO BASEADO EM PERSONAGEM 

Storytelling interativo trabalha com o convencional storytelling e interação com 

os usuários, proporcionando à audiência a capacidade de interagir com o ―contador de 

estórias‖ ou com os personagens, gerando estórias dinâmicas e não-lineares [23]. 

Storytelling baseado em IA é um mecanismo que permite a geração de estórias 

automáticas, podendo ser baseada em ambientes com atores artificiais com autonomia 

ou na explícita representação do enredo [23]. Na abordagem tradicional de storytelling 

interativo, os objetivos principais e os comportamentos que direcionam cada 

personagem são alocados em um sistema de diretor, ao invés de nos próprios 
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personagens. Apesar disso, os personagens ainda podem manter certo grau de 

autonomia, mas são extremamente controlados por este agente diretor [31]. Na 

abordagem baseada em personagens a diversidade da estória emerge da interação 

dinâmica entre os personagens do jogo. 

Neste trabalho, o algoritmo proposto será aplicada para a mediação da narrativa 

tentando garantir liberdade e coerência na geração das estórias. 

2.4.4 SIMULAÇÃO DE VIDA ARTIFICIAL 

Normalmente, simulação de vida artificial não é um contexto diretamente 

relativo ao estudo do desenvolvimento de jogos eletrônicos. No entanto, simulações 

relacionadas a pessoas, bichos de estimação entre outros podem ser projetadas como 

elementos do mundo virtual e garantir o entretenimento baseado nelas. O desenvolvedor 

de jogos, com estas características, é responsável por avaliar o comportamento gerado 

nas interações sociais entre os agentes (interação entre NPCs e personagem do jogador). 

O estudo de IA em sociedades é importante, porque em mundos virtuais, 

razoavelmente profundos, há sempre a necessidade da geração de regras não somente 

dos NPCs principais do enredo, mas também dos personagens ―coadjuvantes‖, como 

comerciante, capangas, lavradores, entre outros, nos quais irão compor a civilização 

sem depender do controle do usuário [24]. 

Um estudo detalhado sobre simulação e interação pode ser encontrado em [29]. 

Nesse estudo, o mundo virtual escolhido foi o Second Life [35]. Ele pode ser visto como 

um sistema multiagente onde os usuários, na forma de avatares, e agentes autônomos 

virtuais podem engajar em interações sociais. Esse ambiente oferece  grandes 

oportunidades para o desenvolvimento de agentes inteligentes virtuais em larga escala 

para cenários reais, tais como dispositivos inteligentes e persuasivos ou parceiros de 

jogo. 

Em [28], os autores propõem uma abordagem geral para o ensino de 

comportamentos inteligentes para bichos de estimação no Second Life, usando 

aprendizagem por reforço, imitativa e corretiva. Foi demonstrada a possibilidade de 

ensinar aos agentes (animais) a gerar novos comportamentos com gestos. 
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Nesta tese também será proposto o uso de técnicas de aprendizagem de máquina 

em um ambiente social, ao invés de em um só agente. 

2.4.5 JOGOS COMERCIAIS RELACIONADOS 

O jogo de computador do gênero RPG chamado Oblivion [33] é um exemplo de 

aplicação comercial de storytelling interativo no qual diversas alternativas são 

simultaneamente oferecidas ao jogador de uma forma (semi) regular. Este vasto número 

de opções podem facilmente colaborar com as tentativas dos jogadores para encontrar 

os tipos de conteúdo que eles gostam no mundo virtual. O jogo utiliza um novo sistema 

de IA denominado Radiant AI. Funciona, assim, como um sistema baseado em 

objetivos [24] onde os personagens controlados pelo computador ―fazem suas próprias 

escolhas baseadas no mundo ao redor deles‖. Este sistema é capaz de criar um 

diversificado e imersivo mundo virtual, onde os NPCs parecem ―viver‖ no jogo. A 

decisão, baseada em objetivos, permite a geração de possíveis sequências de ações, 

prediz situações, acessa objetivos em cada resultado dos estados e escolhe uma ação que 

irá atingir o objetivo final. Essa abordagem não aprende, somente age através deste 

flexível mas pré-estabelecido sistema. 

No gênero de jogo de simulação de vida temos o The Sims [34], que utiliza todo 

potencial das máquinas de estado fuzzy [10] para a criação de uma sociedade virtual 

autônoma. Esse método utiliza somente alteração de parâmetros internos dos agentes, 

sem possuir módulos de aprendizagem. 

Outra importante referência é o jogo Treasure Hunt [12], o qual utiliza árvores 

de decisão e Naive Bayes aplicada ao treinamento de um NPC que irá ajudar o jogador a 

alcançar os objetivos. 

Um caso excepcional de jogo comercial que usa abordagem baseada em 

aprendizagem de máquina e classificação é o Black and White [8]. É um dos jogos mais 

famosos que efetivamente utiliza AM e reforço para obter bons resultados. Nele, a 

modelagem do problema é feita baseada em instâncias, e as regras de aprendizagem são 

geradas a partir da indução de árvores de decisão. Uma adaptação indireta, classificada 

como aprendizagem online, é feita através do treinamento da criatura no ambiente do 

jogo. Com esta estratégia, o NPC é induzido a escolher somente as opções que são boas 
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de acordo com sua base de conhecimento. Da mesma forma que novos comportamentos 

emergem do personagem do jogo Black and White, este trabalho utiliza uma modelagem 

similar para investigar as relações sociais em ambientes multiagentes com 

aprendizagem. 
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CAPÍTULO 3 - ALGORITMO DE APRENDIZAGEM POR 

REFORÇO COM CLASSIFICADOR NUMÉRICO 

O estudo da evolução dos NPCs nos jogos eletrônicos permite a criação de 

comunidades virtuais de agentes que respondem de uma maneira parecida com a de 

usuários humanos (human-like), de uma forma imprevista e emergente. A maioria dos 

trabalhos relativos a sistemas multiagentes é focada na existência de um módulo 

baseado em regras com adaptações limitadas.  

O algoritmo planejado nesta tese, nomeado de Algoritmo de Aprendizagem por 

Reforço com Classificador Numérico (Numerical Classifier Reinforcement Learning 

Algorithm ou NC-RLA), tem como objetivo permitir a imersão e adaptação do agente 

inteligente em um ambiente complexo, sem informações prévias. Possui como 

principais características: 

 Evolução: herdando esta característica dos algoritmos evolutivos. Para tanto 

gera soluções aleatórias, que servem como base para a diversificação, quer 

dizer, para ajudar a sair de ótimos locais de baixa qualidade, utiliza o conceito 

de gerações e seleção do mais apto. 

 Aprendizagem por reforço: é realizado um teste de campo (no ambiente) com 

a melhor solução definida que retorna uma recompensa ao sistema. 

 Classificação: como o ambiente é complexo, e com ausência de informações 

prévias, esse algoritmo utiliza um módulo com classificador numérico para 

gerar a função de avaliação a ser usada na seleção das melhores soluções. 

 Treinamento online: informações prévias sobre o problema são dispensáveis, 

o agente extrai informações do ambiente e por tentativa e erro se adapta ao 

mesmo em função de sua própria aprendizagem. 

Apesar de muitas características parecidas, o NC-RLA possui uma estrutura e 

aplicação distinta que a dos Sistemas Classificadores [40], como será explanado na 

seção 3.3.  
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3.1 ESTRUTURA PRINCIPAL 

O NC-RLA (Figura 1) utiliza um módulo classificador capaz de gerar regras 

dinamicamente, com aprendizagem por reforço, para atualizar a base de instâncias. As 

etapas são: 

 Teste de caso gerado aleatoriamente no ambiente: como acontece nos 

sistemas de aprendizagem online, o agente inicia sem conhecimentos prévios, 

correndo o risco de cometer erros. Ele explora o ambiente diversas vezes, 

com seus atributos ou ações distribuídas de forma aleatória. Os agentes 

utilizam sensores e atuadores para interagir com o ambiente. 

 Incorporação na Base de Instâncias: nesta etapa cada caso vivenciado é 

incorporado na base de instâncias, que funciona como uma ―memória‖ do 

agente que armazena a experiência com os resultados. 

 Indução da Regra de Aprendizagem: através de um algoritmo classificador , 

como o J48 ou M5P, por exemplo (serão explicados nos próximos capítulos), 

a árvore e/ou as regras são induzidas ou elaboradas estatisticamente a partir 

da base de instâncias. 

 Geração das instâncias candidatas, classificação e seleção da melhor: este é o 

módulo diversificador que garante que as soluções não fiquem presas em 

ótimos locais de baixa qualidade. Utiliza o critério elitista para definir a 

melhor solução entre os candidatos gerados aleatoriamente e ranqueados 

(classificados) pela regra aprendida. 

 Teste no ambiente: a melhor solução escolhida é lançada ao ambiente, testada 

e avaliada. Neste momento, o agente explora o ambiente, criando um novo 

conjunto de experiências para depois alimentar o sistema e recomeçar o ciclo. 
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Figura 1 – Estrutura do Algoritmo de Aprendizagem por Reforço com 

Classificador Numérico 

O funcionamento do NC-RLA pode ser mais bem percebido ao analisarmos seu 

pseudocódigo: 

 

01. melhor_solucao  0 

02. melhor_individuo  ᴓ 

03. melhor_individuo  gerar_aleatoriamente() 

04. resultado  avaliar_no_ambiente(melhor_individuo) 

05. enquanto executar a aplicação 

06. inserirNaBase(melhor_individuo, resultado) 

07. induzirRegra(CLASSIFICADOR) 

08.  para K  1 até NR_CANDIDATOS faça 

09.  candidatoK  gerar_aleatoriamente() 

10.  tempK  classificar_pela_regra(candidatoK) 

11.  se (tempK>maior) então 

12.   maior  tempK 

13.   melhor_individuo  candidatoK 

14.  fim_se 

15.  fim_para 

16.  resultado  avaliar_no_ambiente(melhor_individuo) 

17. fim_enquanto 
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A variável melhor_individuo (linha 02) possui tamanho 

NR_INFORMAÇÕES_DO_AMBIENTE, é dinâmica (pode ter seu valor alterado 

durante a execução) e dependente do número de informações que o ambiente fornece. A 

constante CLASSIFICADOR receberá como valor o classificador estatístico definido 

pelo programador, sendo eles, por exemplo, o Naive Bayes, M5P, Regressão Linear ou 

o J48. A constante NR_CANDIDATOS receberá o número de indivíduos que irá 

compor o módulo diversificador do sistema, sendo que quanto maior melhor a solução 

encontrada e maior o processamento. O objetivo do sistema é maximizar o valor do 

retorno do ambiente, que é armazenado na variável resultado. 

3.2 APLICAÇÕES DO ALGORITMO 

Utilizando o NC-RLA podemos destacar as aplicações: 

 Em jogos que necessitem de configurações de parâmetro na ficha técnica do 

personagem ou no motor do jogo, como jogos que utilizem gerência de 

recursos, estratégias de guerra ou esportes coletivos. 

 Através de critérios como a restrição sobre a aprendizagem mediada por uma 

função de desafio, cada agente inteligente poderia aprender apenas o 

suficiente para garantir uma boa jogabilidade, garantindo o balanceamento da 

dificuldade em um jogo de estratégia. 

 O comportamento coletivo inteligente gerado pela interação dos agentes com 

aprendizagem poderia proporcionar um ambiente ainda mais diversificado 

para storytelling interativo baseado em personagem. Para tanto, só seria 

necessária a incorporação de um módulo para garantir a consistência do 

enredo. 

 Em aplicações do estilo simulação de vida, o uso de aprendizagem 

asseguraria que os agentes estivessem prontos para se adaptar a novas 

situações para os quais não foram previamente programados. Respondendo, 

então, de forma semelhante à humana para as interações globais.  

 Cada gênero de jogo (como por exemplo, RPG e ação) que requer agentes 

para compor seu enredo poderia usar aprendizagem, em um nível alto ou 
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baixo de detalhe, para permitir o surgimento de novas situações, que 

poderiam vir a surpreender o jogador de uma forma positiva. 

3.3 DIFERENÇAS ENTRE NC-RLA E SISTEMAS CLASSIFICADORES 

Diferentemente do que se possa pensar, o NC-RLA não é um Sistema 

Classificador, embora ambos possuam as características de evolução, módulo de 

aprendizagem por reforço e contenham classificadores. 

Os Sistemas Classificadores (SCs ou originalmente Learning Classifier Systems) 

são mecanismos desenvolvidos por Holland [40] para criação e atualização evolutiva do 

conhecimento por meio da combinação de técnicas de aprendizagem por reforço, 

computação evolutiva entre outros procedimentos heurísticos de sistemas adaptativos 

[45]. Tem como objetivo principal maximizar o conhecimento para a resolução de 

problemas [46], alcançando ganhos ou perdas através da interação com o ambiente. Os 

algoritmos genéticos são responsáveis pela geração e evolução das novas populações de 

classificadores [44].  

Cada classificador é constituído de duas partes: antecedente e consequente, que 

respeitam as interferências do tipo ―se determinada condição, então, faça determinada 

ação‖. Sendo que os termos da condição são determinados por meio de vetores com 

tamanho fixo, do alfabeto {0, 1, #} e no termo ação {0, 1}. O símbolo # indica tanto faz, 

isso permite medir a especificidade da condição sendo que quanto maior o número de # 

menor é sua especificidade, podendo chegar à zero[47]. 

Todo classificador possui uma energia específica diretamente associada a sua 

utilidade dentro da população. Essa medida é determinada de acordo com o desempenho 

médio do classificador ao longo do tempo, baseando-se nas realimentações recebidas, 

ou seja, quanto maior a sua energia melhor é sua atuação, sofrendo influências dos 

objetivos atingidos e do grau de contato com o ambiente. 

Essa realimentação é controlada por um subsistema de atribuição de crédito que 

tem a função de especificar quais classificadores serão utilizados e qual será a 

recompensa após a sua atuação. Para que ocorra a ativação do classificador é necessário 

que uma das mensagens enviadas ao SC através dos sensores atenda à condição do 
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classificador, fazendo com que este seja ativado e passe para o subsistema de atribuição 

de créditos que define qual classificador executará a ação [48]. 

As principais diferenças entre o NC-RLA e o Sistema Classificador são 

 O primeiro utiliza um único classificador e não um conjunto de 

classificadores em sua estrutura; 

 No NC-RLA o classificador trabalha fazendo a indução da função de 

avaliação e não como o indivíduo da população. 
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CAPÍTULO 4 - ESTUDO DE CASO 1: JOGO DE ESTRATÉGIA  

Através de uma modelagem em Agentes Inteligentes com Aprendizado, 

utilizando o algoritmo NC-RLA, este capítulo apresentará a implementação de um jogo 

de estratégia. Essa aplicação será usada para comparar um grupo de classificadores em 

diferentes situações, avaliar a possibilidade de geração de comportamentos emergentes 

e, por fim, demonstrar a possibilidade de aplicação deste algoritmo ao problema de 

nivelamento dinâmico da dificuldade do jogo. 

Para tanto, a definição da base de instâncias do módulo de aprendizagem seguiu 

as seguintes normas em seu pré-processamento [41]: 

 Os atributos qualitativos, mas ordinais, foram representados como atributos 

numéricos ao invés de categóricos. Isso proporciona ao algoritmo levar 

vantagem sobre a ordem dos valores, e em consequência, menos informações 

serão necessárias para uma aprendizagem satisfatória. Exemplo: o atributo 

temperatura_agua {fria, morna, quente, muito quente} poderia ser 

transformada para temperatura_agua_numerica com valores entre 0 a 3. 

 Garantias de restrições devem ser dadas para evitar dados inconsistentes. 

Impedimos a entrada de instâncias com dados inconsistentes ou com valores 

fora dos limites. Exemplo: o atributo pontos_do_agente com valor de 80 em 

uma fase onde poderia alcançar no máximo 10 pontos. 

 Redução dimensional da base de instâncias. Esta deve ter o mínimo de 

atributos possível necessários para garantir a aprendizagem. Dessa forma, a 

aprendizagem será facilitada e otimizada (processamento e memória), o qual 

é um pré-requisito para este tipo de aplicação que exige um processamento 

em tempo real. 
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4.1 PROJETO DARWIN KOMBAT 

A implementação desenvolvida foi nomeada de Darwin Kombat e pode ser 

classificada como jogo de estratégia. Nesta versão foi implementada a simulação de um 

agente reativo com aprendizado. 

O jogo é iniciado em um ambiente de batalha (Figura 2), onde dois grupos rivais 

lutam entre si com o objetivo de eliminar o exército inimigo. Cada grupo pode ter de 1 a 

40 soldados
1
.  

O Darwin Kombat representa um sistema de simulação dinâmico para testar 

partidas entre um grupo de soldados controlados por um agente inteligente com 

aprendizagem contra outro adversário (que pode ser o próprio computador com outro 

algoritmo ou um usuário humano). Nele é possível avaliar a adaptação da estratégia do 

agente ao oponente e às variações do ambiente. A configuração de parâmetros da ficha 

técnica dos personagens é um requisito utilizado em diversos jogos comerciais de 

estratégia, como Winning Eleven: Pro Evolution Soccer [3] e World of Warcraft [4]. 

Os soldados do grupo azul possuem atributos fixos definidos pelo 

desenvolvedor. O grupo vermelho, implementado sobre o NC-RLA, possui atributos 

iniciais aleatórios e com somatório menor que o primeiro grupo. Apesar disto, o 

segundo pode alterar a distribuição dos pontos entre as partidas. Esta flexibilidade de 

configuração da ficha técnica permite ao time vermelho possuir atributos específicos 

maiores (em complemento à diminuição de outros atributos) para garantir vantagens 

estratégicas. 

 

                                                 
1
 É usada a expressão “soldado”, mas “agente inteligente” seria o mais correto, pois estes são indivíduos 

autônomos que têm sensores para perceber o ambiente (como sua resistência ou “pontos de vida”, ou 

como verificar se outro agente se aproximou para dar espadada), podem atuar alterando também o 

ambiente (atirando, dando espadada, se movimentando...) e têm seu raciocínio (se a resistência acaba, 

por exemplo, ele se retira do jogo, quer dizer, morre). No entanto foi evitado “agente inteligente” no 

decorrer da tese para não existir confusão com o “agente inteligente com aprendizado” que representa 

o gerador de “soldados”. O qual utiliza do algoritmo NC-RLA, mas em uma modelagem de agente 

inteligente com aprendizado, uma vez que também percebe o ambiente (informações do número de 

mortes de cada partida), atua sobre este ambiente (gerando novos “soldados” com específicas 

configurações) e raciocina (através do módulo de aprendizagem). 
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Figura 2 - Os três ambientes de teste: (a) Zone-1, (b) Mazze Zone, (c) Sea Zone. Os 

primeiros grupos de testes foram realizados no Zone-1. 

Em cada partida, há um tempo limite para as batalhas. O vencedor é o grupo que 

eliminar mais soldados do time adversário. 

Cada soldado tem uma ficha técnica com os seguintes atributos: w_speed, 

velocidade de movimento; w_shot, velocidade do tiro; w_life, resistência; w_sword, 

chance de eliminar o inimigo com um golpe de espada (quando estiver próximo do 

inimigo); e, w_delta-S, o espaço que o soldado se movimenta antes de virar 

aleatoriamente. Cada um destes atributos podem variar de 1 (pouco) a 5 (muito). 

Observa-se que um delta-S alto não representa, necessariamente, um bom personagem. 

Sendo assim ele não entra no cálculo dos limites da ficha técnica, somente colabora na 

diversificação das estratégias.  

Os soldados não percebem a proximidade de um inimigo ou aliado. Assim, eles 

não são capazes de detectar um alvo e de persegui-lo ou girar para atirar nele. Da 

mesma forma, um tiro de um soldado não afeta o aliado (caso esse seja acertado). 
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Existem três tipos de ambientes de batalha (Figura 2 a, b e c). O primeiro e mais 

simples é chamado de Zone-1, possui poucos obstáculos e não possui paredes internas. 

O segundo cenário é chamado de Mazze Zone, é um labirinto que possui paredes altas, 

não permitindo tiros longos e, por essa razão, propicia lutas próximas. O Sea Zone, 

ultimo ambiente, é uma ilha no mar. Apesar de limitar o movimento dos agentes, 

permite tiros longos, por não ter barreiras, mas buracos. 

Foram realizados 30 testes diferentes com cada um dos algoritmos M5P, Naive 

Bayes e J48. O número de soldados para cada time em cada teste foi 20. Este número de 

soldados foi definido para ser grande o suficiente para garantir um rápido acúmulo de 

instâncias em cada ciclo, e ao mesmo tempo pequeno o bastante para permitir uma 

correta análise da evolução dos algoritmos testados. Cada teste foi composto de 10 

fases. Em toda primeira fase, os soldados do time vermelho tinham as fichas técnicas 

geradas aleatoriamente e, nas fases seguintes os atributos eram regulados pelo NC-RLA. 

O time azul foi configurado com a seguinte ficha técnica: w_speed = 4, w_life = 

4, w_shot = 4, w_sword = 3 (até aqui totalizando 15 pontos) e w_delta-S = 3. Cada 

soldado do time vermelho tinha a ficha técnica totalizando 10 pontos (também sem o 

delta-S). 

4.2 TECNOLOGIA E MODELAGEM DO SISTEMA 

O framework de desenvolvimento proposto integra as tecnologias Unity3D 

(engine de jogo), linguagem C#, Weka e IKVM. 

Unity3D [9] é um motor de desenvolvimento com os principais componentes 

necessários para projetar jogos de uma forma rápida, como motor de física, sistemas de 

colisão, sistema de som e uma linguagem de programação de alto nível baseada em C, 

entre outros. Ele possui uma interface para programação em Mono, com recursos 

importantes da plataforma .NET, incluindo um compilador para a linguagem de 

programação  C# e um vasto conjunto de bibliotecas. 

Uma vez que se optou pelo desenvolvimento do jogo em Unity3D, foi necessário 

converter o módulo independente Weka em uma DLL que seria interpretada pelo Mono 

em C#. Para essa integração, usamos o IKVM [2], que proporcionou a geração da DLL 

e também serviu como referência para o acesso à API Java contida nela. 
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Para a implementação do sistema foi dada atenção especial para a modelagem do 

agente e para o aprendizado por reforço. O sistema apresentado neste capítulo foi 

projetado para a criação de um agente capaz de gerar estratégias para o jogo específico 

(Darwin Kombat). Assim, os mesmos princípios básicos poderiam ser aplicados para 

outros gêneros de jogos. 

Como demonstrada na Figura 3, o NC-RLA, aplicado ao desenvolvimento do 

agente inteligente com aprendizado para o jogo Darwin Kombat contra o computador 

(time com atributos maiores e fixos), segue o seguinte fluxo: 

 Inicialização do Sistema – as bibliotecas e DLLs necessárias são carregadas. 

 Geração do módulo de aprendizado do agente – O IKVM faz o primeiro 

acesso à biblioteca do Weka instânciando os principais objetos do sistema. 

Nessa etapa, é carregado o classificador correspondente ao teste, seja o M5P, 

o Naive Bayes, o J48 ou o Regressão Linear. 

 Início da simulação - o módulo gráfico 3D do simulador é carregado. 

 Geração randômica das instâncias (atributos de cada soldado) – os valores 

iniciais dos atributos (w_life, w_shot...) são definidos aleatoriamente. 

 Geração dos soldados – com a ficha técnica definida, os modelos 3D dos 

soldados são instânciados (soldados vermelhos). 

 Geração dos adversários – os modelos 3D dos soldados adversários são 

gerados (soldados azuis). 

 Execução da fase – neste momento o combate entre o grupo azul versus o 

vermelho é realizado. Os critérios de parada são eliminar na totalidade um 

dos times ou atingir o tempo limite do combate. 

 Discretização – Se o classificador for qualitativo, será feita uma discretização 

do resultado. Neste caso, o valor de pontuação é transformado em um valor 

discreto, testando se estaria acima ou abaixo da média. Os valores acima da 

média são classificados como "bom", enquanto os valores abaixo da média 

são classificados como "ruim". Este resultado alimenta a base de instâncias. 
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Esse passo é necessário porque os classificadores Naive Bayes e J48 não 

lidam com valores de classe contínuas no atributo de classificação. 

 Incorporação da instância na base e indução/cálculo da regra – neste 

momento, os valores dos atributos de cada soldado, associado ao seu 

desempenho (número de agentes que ele matou) são inseridos na base de 

instâncias. Com base nessas informações, o algoritmo classificador (M5P, 

J48...) faz a indução ou cálculo das regras. 

 Geração de instâncias candidatas, classificação pela regra e seleção das 

melhores – como característica de um sistema evolutivo. Nesta etapa, são 

geradas possíveis configurações de soldados, que são avaliadas pela regra 

anterior e através de um critério guloso. Assim, as melhores configurações 

são escolhidas para cada um dos soldados (não necessariamente a mesma para 

todos). Esses soldados realimentam o sistema para perpetuar a evolução. Se 

um classificador numérico for utilizado, o ranqueamento das instâncias utiliza 

o atributo classificador como índice da ordenação. Caso seja um classificador 

qualitativo, como existem somente os rótulos ―bom‖ ou ―ruim‖, os primeiros 

gerados com rótulo ―bom‖ são selecionados. 
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Figura 3 – Estrutura do algoritmo do agente inteligente com aprendizado aplicado 

à geração de novas estratégias para jogos. 

Apesar do uso de algoritmos de classificação, que são normalmente relacionados 

a aprendizagem supervisionada, este sistema pode ser visto como uma implementação 

de aprendizagem por reforço, uma vez que o classificador é criado de forma online e 

atualizado dinamicamente com o objetivo de melhorar a estratégia do agente, sem 
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supervisão direta. Nesse sistema, o agente é recompensado com pontos, representados 

pelo número de mortes dos adversários, e seus resultados são usados na base de 

instâncias para garantir a geração de melhores resultados para as próximas fases. 

4.3 COMPARAÇÃO ENTRE CLASSIFICADORES 

Foram realizados testes para definir o melhor classificador para o NC-RLA, 

desta forma foram comparados os algoritmos J48, Naive Bayes e M5P. Além destes, foi 

testado também o algoritmo de Regressão Linear. Os resultados foram muito próximos 

aos obtidos pelo M5P. Dessa forma, optou-se por aprofundar o estudo comparativo 

entre esses dois algoritmos, em um capítulo posterior. 

Nos experimentos conduzidos por McQuiggan e Lester [12], sobre a avaliação 

da empatia entre os personagens em um jogo (RPG com enfoque no campo de redes 

sociais), foi observado que o algoritmo Naive Bayes necessitou de menos instâncias 

para alcançar um conhecimento satisfatório em comparação com o indutor de árvores de 

decisão. Em nossos experimentos, o Naive Bayes obteve desempenho parecido com os 

classificadores baseados em árvore de decisão (J48 e M5P). 

Como pode ser visto na Figura 4, o eixo y representa o número de inimigos 

(soldados do grupo azul) mortos e o x representa a fase. As barras verticais representam 

o desvio padrão estatístico dos testes. O número de soldados vermelhos mortos foi 

desconsiderado, porque esse número de mortes sempre era inversamente proporcional 

ao do grupo azul, o que seria uma informação redundante. 

Uma análise inquestionável é que ambos os testes obtiveram sucesso: todos os 

algoritmos testados aprenderam como eliminar o time oposto. 

O classificador J48 obteve o pior resultado agregado ao maior desvio padrão. O 

Naive Bayes provou ser melhor do que o primeiro com o desvio tendendo a 0. Apesar 

disso, o M5P foi o melhor dos três algoritmos. 

Esse comportamento é justificado por sua classificação numérica, que garantiu a 

menor perda de informação (portanto maior precisão) em cada nova geração (fases). 

Enquanto os dois primeiros algoritmos somente mapearam o conjunto de atributos em 

valores categóricos. 
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Figura 4 - Gráfico de evolução dos classificadores J48, Naive Bayes e M5P 

aplicados ao NC-RLA. Representa o número de soldados do grupo azul que foram 

mortos pelo grupo vermelho (que tem como estrategista o agente inteligente com 

aprendizado). 

Uma importante informação não demonstrada nos gráficos é sobre as estratégias 

geradas (detalhes destas podem ser conferidos na próxima seção). O algoritmo J48, em 

cada teste, foi capaz de gerar uma regra e evoluí-la a cada fase. Por exemplo, em um dos 
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testes realizados ao se observar a fase três, o sistema gerou uma regra que fazia o 

soldado tender a ser rápido e resistente e esta estratégia (com pequenas variações) se 

manteve até a fase 10. O Naive Bayes, devido à sua característica de independência de 

atributos, somente enfatizou bons atributos sem considerar a relação entre eles, 

ocasionando mais vitórias (em comparação com o J48) apesar de possuir personagens 

com características diversificadas durante as fases. O M5P demonstrou características 

de ambos. Na prática, dependendo do contexto do jogo eletrônico, esse fator pode ter 

grande relevância, uma vez que os desenvolvedores poderiam decidir entre fazer um 

algoritmo que ―vence os jogos‖ ou que ―mantém o time com uma característica padrão‖, 

por exemplo. 

4.4 GERAÇÃO DE COMPORTAMENTOS EMERGENTES 

Através de experimentos, Crocomo et al. em [10] e [11] demonstrou que 

aprendizagem de máquina em jogos (nesse caso, algoritmos evolutivos) é capaz de 

proporcionar emergência de estratégias a partir de comportamentos simples. 

Os experimentos demonstraram que as estratégias geradas pelo algoritmo 

proposto para o módulo de gerência de recursos do Darwin Kombat garantiram ao time 

vermelho se adaptar ao inimigo e ao ambiente. Para comprovar esse resultado foram 

extraídas algumas regras geradas pelos classificadores durante as diversas execuções, 

conforme seguem. 

Consideremos a árvore gerada na quarta fase de uma das execuções do NC-RLA 

com o classificador J48 nos experimentos anteriores, que garantiu a vitória sobre o time 

azul no ambiente Zone-1: 

 

Árvore 1 – Exemplo de árvore gerada pelo algoritmo J48 
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Esta regra indica que a nova geração de soldados deve ter muito w_shot e pouco 

w_sword, que sugere a criação de um grupo de indivíduos com alto poder de fogo, e 

velocidade e/ou resistência altos também, visto que sendo o somatório dos atributos 

limitados, e o w_sword será baixo, sobrarão créditos de pontos para os outros atributos 

(como w_speed e w_life). 

Um novo grupo de testes baseados nos parâmetros definidos na seção 4.3 

demonstrou a adaptação ao ambiente. Estes experimentos foram realizados nos 

ambientes Mazze Zone e Sea Zone e apenas com classificador M5P. Foram obtidos os 

seguintes resultados (Figura 5): 

 

Figura 5 - Gráfico de evolução do algoritmo M5P em outros dois ambientes. 

Apesar dos ambientes desses testes terem mais características dinâmicas, o M5P 

demonstrou evolução e adaptação. Uma regra gerada pelo algoritmo (em testes com 

vitória) no Maze Zone pode ser checada abaixo: 
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w_classificacao = 

-0.43*w_life -0.40*w_shot + 0.5*w_deltaS +1.54 

Considerando que w_classificacao seja o atributo classificador e os 

consequente representem os pesos da regra, esse exemplo indica que os atributos w_life 

e w_shot deveriam ser baixos e w_delta-S alto. Implicando no aumento dos outros 

atributos (w_sword e w_speed). O valor alto de w_delta-S definiu que os soldados iriam 

andar bastante antes de girar aleatoriamente. Podemos concluir que foi criado um 

soldado ―ninja‖, um personagem que pouco atira e ao mesmo tempo ―persegue‖ o 

inimigo. Apropriado para este tipo de ambiente, que possui obstáculos altos que 

impedem o lançamento de tiro a distância (w_shot). 

No Sea Zone podemos observar outra regra induzida pelo M5P: 

 

Árvore 2 – Exemplo de árvore gerada pelo algoritmo M5P 

 

De uma forma não linear, ela avalia o valor de w_speed para calibrar a saída 

desejada, penalizando muito a solução caso este atributo seja alto. Em ambos os casos 

demonstrando que w_shot e w_life deveriam ser altos, de uma forma direta (com peso 

positivo para w_shot) ou indireta (penalizando outros atributos para sobrar pontos de 

créditos para w_shot). Demonstrando que não é interessante movimentar-se rápido (pois 

desta forma o soldado cairia no mar) e que ataques longos são mais eficientes para 

eliminar o inimigo. Essa regra criou um grupo de indivíduos parecidos com ―tanques de 

guerra‖. Observa-se que a baixa evolução dos personagens neste ambiente (de acordo 

com o gráfico da Figura 5) foi proporcionada pela característica dinâmica do mesmo, 

que ocasiona a morte de cerca de 10% dos soldados nos instantes iniciais devido a 

queda no mar. 
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4.5 NIVELAMENTO DINÂMICO DA DIFICULDADE 

Este capítulo propõe confirmar que o uso de técnicas de balanceamento 

dinâmico da dificuldade com o NC-RLA também pode permitir a criação de uma 

partida equilibrada. Na abordagem de [22], realizaram-se experimentos em um jogo de 

RPG com técnicas de balanceamento baseado em regras pré-estabelecidas através de 

aprendizagem por reforço. Nossa abordagem se faz em um jogo de estratégia (Darwin 

Kombat) e também usa uma técnica com aprendizagem por reforço (incluída no NC-

RLA), entretanto com regras geradas automaticamente durante o jogo, aumentando, 

dessa forma, o realismo e a diversificação do enredo. 

Os resultados apresentados aqui, relativos ao balanceamento dinâmico da 

dificuldade, são próximos aos obtidos por Andrade et al. [36], distinguindo-se em: 

 Os experimentos foram realizados em um jogo de estratégia ao invés do 

gênero luta; 

 Uso de treinamento online ao invés de híbrido; 

 Inclui experimentos e análises sobre testes envolvendo jogador humano; 

 Foi utilizado um sistema de indução de regras (M5P) ao invés de seleção de 

regras pré-estabelecidas. 

Em nossa pesquisa, foi utilizada a técnica de nivelamento da dificuldade 

nomeada de top culling, que, de acordo com [22], demonstrou sucesso em criar um jogo 

equilibrado. Na abordagem proposta por [22], foram mencionadas duas outras técnicas, 

a weight clipping e a high fitness penalizing, as quais não obtiveram resultados tão 

satisfatórios quanto a primeira. A técnica top culling usa delimitadores, nomeados 

Wmax e Wmin, que restringem o acesso a determinadas regras, as quais têm pesos de 

acordo com a sua eficiência. Enquanto os agentes controlados pelo computador estão 

vencendo, as regras com os pesos mais altos serão evitadas por excederem Wmax. 

Assim o computador irá usar regras mais fracas, caso contrário, quando o NPC perde, as 

regras com maiores pesos serão selecionadas. 

Top culling se opõe à solução proposta em [25], em que o autor menciona uma 

técnica que funciona de uma forma que se o jogador vence, o algoritmo aumenta a 
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dificuldade do jogo, a fim de ficar próximo do nível do usuário. No entanto, se a 

performance do usuário diminuir, o algoritmo não faz nada, com a intenção de que o 

usuário melhore sua estratégia para aumentar sua performance. 

Acreditando que a estratégia sugerida pelos autores de [22] proporcione uma 

maior motivação para o usuário, nesta seção usaremos o algoritmo NC-RLA com as 

regras delimitadas pelo top culling para garantir o nivelamento dinâmico da dificuldade 

no ambiente do Darwin Kombat. 

4.5.1 MODIFICAÇÕES DO SISTEMA 

Nesta seção, será descrita a adaptação do Algoritmo de Aprendizagem por 

Reforço com Classificador Numérico, mediado pela técnica top culling (Figura 6) e a 

tecnologia utilizada para a implementação da aplicação utilizada na fase de 

experimentos. 

Em uma visão geral, o NC-RLA é um método online de aprendizagem que foi 

desenvolvido para criar agentes capazes de gerar a cada invocação (partida), melhores 

soluções. Em sua primeira geração, as possíveis soluções são geradas sem serem 

classificadas pelas regras. Seus atributos são definidos de forma aleatória, portanto 

criando soluções fracas. A solução é enviada para o ambiente do jogo e testada. O 

resultado deste teste (recompensa) é inserido na base de instâncias para a indução das 

regras que classificarão e ranquearão as soluções das próximas gerações. Este ciclo 

então se repete sucessivas vezes. 

Para o nivelamento do jogo, foi proposto reavaliar as soluções classificadas 

usando top culling através da calibragem dinâmica das variáveis dos pesos Wmax e 

Wmin. Assim, o ciclo continua, usando agora as soluções definidas neste módulo 

anterior. 

Quando cada ciclo é finalizado, o resultado (recompensa do sistema adquirida no 

ambiente) realimenta a base de instâncias. Neste momento, as soluções a serem 

selecionadas são delimitadas pelos intervalos Wmax e Wmin. O valor do peso muda de 

acordo com a performance do jogador.  
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O sistema automaticamente altera os valores de Wmax e Wmin, com a intenção 

de aumentar o desafio do jogo. Objetivando ter um valor baixo para Wmax quando o 

computador ganhar frequentemente, e um valor elevado para Wmax caso contrário.  

Para conseguir isso, após o computador ganhar uma partida, Wmax é 

decrementada por uma constante chamada Wdec (decremento). Da mesma forma, logo 

que o computador perde uma partida, Wmax é incrementada pela Winc (incremento). 

Wmin funciona da mesma maneira, mas para os limites inferiores. Portanto, há sempre 

uma lacuna entre Wmin e Wmax. Para isso, Wmin será diminuída por Wdec quando o 

intervalo de pesos entre o mesmo e Wmax for muito pequeno. 

 

 

Figura 6 - NC-RLA com o módulo com Top culling. 

 

Assim, soluções com um peso maior que Wmax e menor que Wmin não serão 

selecionadas pelo sistema, em outras palavras, estes dois limiares gerenciaram as 

escolhas do módulo de aprendizagem. Como alternativa, quando o agente controlado 
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pelo computador perder constantemente, regras com pesos grandes serão selecionadas 

(novamente). Dessa forma, o sistema estará usando táticas melhores a fim de tentar 

vencer o jogador. 

4.5.2 AVALIAÇÃO DO COMPORTAMENTO DO SISTEMA E DA 

JOGABILIDADE 

Para avaliar o efeito da estrutura do algoritmo modificado, utilizou-se uma 

versão atualizada do jogo de estratégia Darwin Kombat (Versão 2.0) (Figura 7). Este 

jogo foi configurado com 20 soldados em cada equipe (sendo duas equipes, uma para o 

agente com aprendizado de máquina e uma para o adversário).  

 

 

Figura 7 - Darwin Kombat 2.0 interface com a tela de status ativada. 

O objetivo de cada time é eliminar todos os adversários. Cada agente pode ter 

sua ficha técnica (perfil) configurada, alterando os parâmetros w_speed, w_shot, w_life, 

w_sword e w_delta-S, com valores entre 1 e 5. Um jogo é definido como o conjunto de 

20 partidas consecutivas. Mais detalhes sobre o Darwin Kombat podem ser conferidos 

no Capítulo 4.1. 

Foram realizados 20 testes no Darwin Kombat sem utilizar top culling 

(resultados médios são apresentados na Figura 8) e 20 testes usando (resultados médios 

são apresentados na Figura 9). Os gráficos mostram na coluna o número de inimigos 

mortos em cada fase, as linhas escuras representam a quantidade de soldados mortos do 
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agente com aprendizado (NC-RLA usando o classificador M5P), e as linhas claras 

mostram o número de soldados mortos do outro time (com valores de atributos maiores 

do que o primeiro mas com distribuição fixa). 

 

Figura 8 - Gráficos dos testes sem o módulo top culling. 

 

 

Figura 9 - Gráficos dos testes com o módulo top culling. 

A soma dos atributos da ficha técnica da equipe do M5P foi definida sendo 10 

pontos e o da equipe adversária foi de 15 pontos (com os atributos fixos, conforme a 

distribuição definida na seção 4.1) em ambos os testes. A fase de aprendizagem do 

algoritmo é mostrada na Figura 8 e Figura 9 a partir do dia 3 (em ambos os testes o 
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algoritmo M5P começa em uma desvantagem, mudando progressivamente o resultado). 

Através destes experimentos foi possível verificar que usando a aprendizagem por 

reforço, após algumas batalhas, o grupo com atributos fixos foi constantemente 

derrotado, no entanto, quando foi ativado o módulo com top culling, os resultados 

ficaram equilibrados. 

Nos experimentos sem top culling (Figura 8) o agente com aprendizado venceu a 

maioria das partidas. Com este módulo de nivelamento (Figura 9) as partidas se 

mantiveram estáveis com números de mortes alternados para ambos os lados. 

A característica de emergência apresentada na seção 4.4 foi mantida, como 

demonstrada na seguinte expressão gerada em um dos testes com top culling: 

w_classification =      

0.3396 * w_life  

- 0.5453 * w_shot  

+ 2.5666 

Esta regra demonstra a tendência de gerar soldados com muita resistência e com 

pouco ataque a distância (preferindo, desta forma, ataques com espada). 

Da mesma maneira, que foram realizados testes envolvendo o agente com 

aprendizado versus o agente simples (gerador de soldados com atributos fixos), foram 

feitos testes com jogadores humanos. Exatamente 20 jogadores em cada teste de jogo. 

Cada um podendo distribuir o mesmo número de pontos na ficha técnica que o agente 

(neste caso, 10 pontos). Estes poderiam mudar suas estratégias (Figura 10) no final de 

cada fase (em um total de 11). Dessa forma, o desafio para o agente inteligente com 

aprendizado seria aprender com o jogador, adaptar a cada nova estratégia e limitar o 

nível do jogo com top culling (resultados médios são mostrado na Figura 11 e Figura 

12). 
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Figura 10 - Tela de seleção de atributos. 

Avaliando o comportamento do agente inteligente com aprendizado contra o 

jogador, observou-se que o sistema é capaz de aprender e superar progressivamente a 

estratégia do usuário. 

Com relação ao nivelamento, em [22] a técnica top culling também foi utilizada 

com bons resultados, o sistema inteligente enfrentou 8 diferentes estratégias, 

proporcionando um jogo equilibrado em cada batalha. Nesta tese, o sistema enfrentou 

jogadores humanos com estratégias variadas e demonstrou o mesmo resultado (criando 

um jogo também equilibrado). 

Através do sistema que controla a utilização da aprendizagem através de top 

culling (Figura 12) e do sistema sem esta técnica (Figura 11), foi possível analisar que 

em ambos os casos durante as primeiras partidas, geralmente, os agentes perdem, 

devido à latência de tempo de aprendizagem (característica dos sistemas online) para se 

adaptar ao jogador. Mas ao longo do tempo, o mesmo comportamento previamente 

analisados se repetiu. Com top culling (Figura 12), o jogo ficou equilibrado, com 

derrotas seguidas por vitórias em ambos os lados, além de alguns empates. De forma 

oposta, no comportamento do gráfico sem o nivelamento (Figura 11) foi possível 

observar que na maioria dos casos os inimigos derrotaram os jogadores. 

De acordo com [39], na primeira execução do jogo, muitas vezes o treinamento 

offline é essencial para iniciar o processo de aprendizagem. Em seus experimentos com 

usuários, foi confirmado que o processo online de aprendizado deve ser usado para o 



 

 

44 

 

 

 

 

computador atingir o nível do jogador, o qual pode ser iniciante ou profissional, para 

garantir que o usuário consiga encontrar melhores estratégias para serem usadas, 

aumentando assim a diversão. Em uma busca pela comprovação de que o uso de uma 

técnica de nivelamento aplicada ao NC-RLA pode melhorar a jogabilidade, foi realizado 

um questionário para os 20 jogadores para conferir a satisfação ao jogar. 

 

Figura 11 - Gráficos demonstrando os resultados médios dos testes sem o 

algoritmo Top culling (contra o jogador). 

 

Figura 12 - Gráficos demonstrando os resultados médios dos testes com o 

algoritmo Top culling (contra o jogador). 
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Foram elaboradas três perguntas que podem ser conferidas no seguinte gráfico 

(Figura 13), com os resultados médios. As respostas tinham uma intensidade variando 

de 1 a 5. Confirmou-se que jogar contra o computador, utilizando uma técnica de 

nivelamento, aumenta o desafio sem criar um jogo nem muito difícil, nem muito fácil. 

Na mesma proporção, a satisfação dos jogadores aumenta. Como pode ser visto, os 

usuários preferiram jogar com o módulo de nivelamento ativo. 

 

Figura 13 - Gráficos mostrando os testes de satisfação do usuário. 
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CAPÍTULO 5 - ESTUDO DE CASO 2: SOCIEDADE VIRTUAL 

Neste capítulo o algoritmo NC-RLA com o classificador M5P será aplicado a 

agentes inteligentes com aprendizagem imersos em ambientes complexos também no 

domínio de jogos eletrônicos e simulação. 

O estudo da evolução dos NPCs em jogos digitais permite a criação de 

comunidades virtuais de agentes que respondem de uma forma semelhante à humana às 

interações globais de uma maneira mais imprevisível e emergente. Enquanto a maioria 

dos trabalhos sobre sistemas multiagentes estão focados na existência de um módulo 

baseado em regras com adaptações limitadas, este capítulo propõe a geração de regras 

através de aprendizagem online e em tempo real. Para tanto, o agente estará inserido em 

uma sociedade onde todos os personagens têm as mesmas características. 

Será detalhado o ambiente multiagente de teste desenvolvido e a adaptação e 

aplicação do NC-RLA para garantir a geração de comportamentos emergentes. Também 

será discutida a possibilidade de criação de um módulo para estabilização da solução e 

as consequências da comunicação entre os agentes. Para finalizar, serão propostas 

aplicações para o algoritmo. 

5.1 PROJETO NEW WORLD 

O New World (Figura 14), criado para fins de teste do NC-RLA, se encaixa no 

contexto de simulação de vida artificial. Seu ambiente 3D reconstrói aspectos de uma 

cidade real, com um lugar de descanso e as opções de trabalho e lazer. Cada NPC é 

considerado estrangeiro, inicialmente. Como tal, ele deve experimentar/explorar a 

cidade para ser capaz de definir a rotina que melhor se adapte às suas necessidades. 

Os agentes têm dois tipos de comportamentos inteligentes a serem destacados: 

reativo simples e com aspectos de aprendizagem. O primeiro refere-se aos seus 

instintos, como mover, mapear a rota entre a origem e o destino e evitar obstáculos, 

parar para conversar (trocar informações) quando ele encontrar com um outro agente, 

entre outros. O segundo refere-se a decidir, com base na experiência, qual é a melhor 

rotina para o seu dia. 
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Figura 14 - New World, o experimento de simulação de vida. 

 

As opções que a cidade oferece a eles, aqui chamados de Waypoints, podem ser 

um dos tipos: trabalho (com remuneração a receber), lazer (que, embora tenha custos 

financeiros, proporciona satisfação) ou pousada/hotel (para passar a noite sem gasto de 

dinheiro e sem satisfação). A rotina consiste nos Waypoints que o agente decidiu visitar 

durante um dia inteiro. 

O dia tem 24 horas. Por volta das 23 os agentes devem ir descansar até as 7. 

Então eles têm uma média de 16 horas úteis para cumprirem sua agenda. Assim, dada a 

necessidade de dinheiro (que pode ser obtido nos Waypoints que oferecem trabalho) 

para maximizar a satisfação (nos Waypoints que proporcionam entretenimento), o NPC 

precisa explorar o ambiente para aprender e otimizar essa rotina. 

Como característica de um ambiente complexo, diversos fatores podem ser 

configurados pelo programador e/ou jogador, como: 

 Após a definição de uma boa rotina, assumindo a existência de uma 

inesperada onda de demissão em seu local de trabalho que afetou seu 

emprego, caberá a ele criar uma nova rotina com base na sua experiência. 
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 Supondo que o agente está empregado, se outra empresa oferecer uma vaga 

com salário maior que o seu atual, o agente poderá decidir em trocar de 

emprego. 

 Em um determinado percurso pode ser colocado um "ladrão", neste caso a sua 

rotina diária poderia ser comprometida, de modo que o agente teria que 

definir uma nova.  

 Supondo que uma nova opção de lazer apareça na cidade, o agente pode 

querer experimentar. 

5.2 ESTRUTURA DO SISTEMA 

A aplicação New World foi desenvolvida com a tecnologia descrita no capítulo 

anterior e a instânciação dos agentes do sistema foi realizada com processos executados 

em paralalo (threads). Os experimentos neste ambiente foram realizados por meio de 

alterações nos parâmetros dos Waypoints. 

5.2.1 DEFINIÇÃO DA BASE DE INSTÂNCIAS 

Para a aplicação proposta, a base de instâncias é composta pela sequência dos 

Waypoints que o agente poderá visitar. É definida dinamicamente e seus atributos são 

numéricos (na base é classificado como numeric), para a utilização do classificador 

M5P. Estes Waypoints são nomeados na forma (1): 

@relation RotinaAgente                             (1) 

@attribute wp1 numeric 

@attribute wp2 numeric 

… 

@attribute wpN numeric 

@attribute Satisfaction numeric 

 

Na primeira versão do sistema, a configuração dos Waypoints foram (Tabela 1):  

Tabela 1 - Waypoints e suas configurações. 

Attr. Waypoint Salary Cost Satisfaction Time 

wp1 Office 8 0 0 5 

wp2 Police station 5 0 0 4 
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wp3 Hospital 3 0 0 3 

wp4 Industry 2 0 0 2 

wp5 Pizza Store 0 4 5 4 

wp6 Pub 0 3 3 3 

wp7 Circus 0 2 2 2 

wp8 Square 0 0 1 3 

 

O valor do atributo Salary representa a remuneração por dia que o Waypoint 

fornece. Nesta primeira versão, o dinheiro não se acumula de um dia para outro. O Cost 

é o valor que o Waypoint requer para o agente usá-lo. O Satisfaction é o atributo 

classificador do sistema. A soma dos valores acumulados de Satisfaction em um dia que 

define se uma rotina é boa ou não. O Time representa as horas que cada Waypoint exige 

para ser usado pelo agente. Como explicado antes, a soma dos tempos não pode ser 

maior que 16. Analisando dois exemplos simples temos (Tabela 2): 

Tabela 2 - Exemplos de instâncias. 

wp1 wp2 wp3 wp4 wp5 wp6 wp7 wp8 Satisfaction 

2 0 0 0 0 1 1 0 5 

0 1 0 0 1 0 0 2 7 

 

No primeiro caso o agente trabalhou em dois turnos no Office, divertiu-se no 

Pub, e finalmente foi ao Circus. Dessa forma, ele conseguiu um total de 16 pontos e 

gastou 5. No segundo caso, trabalhou um turno na Police station, foi à Pizza Store e 

passou o resto do tempo na Square, com uma remuneração total de 5 e uma despesa 

total de 4. O melhor destes dois casos foi o segundo, devido a seu valor de satisfação. 

Se o agente não tem dinheiro suficiente para pagar o Waypoint de lazer definido 

em sua rotina, ele ficará aguardando na frente do respectivo Waypoint até atingir o 

limite de tempo. O agente não receberá satisfação. 

Se o agente decidir ir a um Waypoint que dá remuneração e o mesmo estiver 

fechado, destruído ou sem vaga de emprego, o agente também irá aguardar na frente do 

Waypoint. O agente não receberá remuneração. 
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5.2.2 CONFIGURAÇÕES DO SISTEMA 

Na Figura 15 podemos conferir detalhes da estrutura do algoritmo aplicado ao 

New World. Como neste estudo de caso foi desenvolvido um sistema multiagente, 

utilizou-se como representação um Módulo Principal e um Módulo da Thread Agente.  

 
 

Figura 15 - Exemplo da aplicação do NC-RLA com o classificador M5P para a 

simulação de vida artificial. 

 

De forma parecida com a estrutura do algoritmo aplicada no Darwin Kombat 

(seção 4.2), foram utilizadas também as etapas de inicialização do sistema, geração dos 

agentes, geração de um módulo de aprendizado para cada um e início da simulação. Em 

seguida, foi gerada uma thread para cada agente do mundo virtual. Em cada um deles 

seguiu-se a sequência de ações: 

 Sair da hospedagem - com a rotina definida na etapa anterior, o agente sai 

pela manhã para visitar seu primeiro Waypoint. 

 Visitar um Waypoint - Nesta etapa, o agente visita cada um dos Waypoints até 

que o tempo limite seja atingido ou terminem os Waypoints da lista. 
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 Incorporação da instância na base e indução/cálculo da regra - Assim que o 

critério de parada anterior é atingido, esta etapa garante a aprendizagem 

dinâmica do sistema. 

 Geração de instâncias candidatas, classificação pela regra e seleção da melhor 

– Foi considerado como período de experiência os 10 dias iniciais, que o 

agente utilizará para coletar informações do ambiente. As informações de 

rotina e satisfação obtidas a cada dia são inseridas na base para o classificador 

fazer a indução das regras. Em seguida, gera um conjunto de 40 casos válidos 

(que a soma das horas de seus tempos sejam menores ou iguais a 16), 

classifica-os através da regra, elege o melhor e reutiliza-o. 

Se as características dos Waypoints não se alterarem, a tendência é que as rotinas 

definidas proporcionem maior satisfação. A componente aleatória da fase de 

diversificação do algoritmo assegura que, mesmo que o agente tenha uma crença que 

uma rotina é boa, pode, por acaso, conhecer outra(s). 

Outra importante característica é a definição dinâmica dos atributos da base de 

instâncias, a qual garante que o agente possa receber novas informações sobre 

Waypoints que não foram previamente programadas. 

5.3 GERAÇÃO DE COMPORTAMENTOS EMERGENTES 

Foram realizadas duas baterias de experimentos, uma para avaliar a evolução 

dos personagens e outra para verificar a adaptação ao ambiente. 

O primeiro grupo de experimentos foi realizado com 4 agentes durante 20 dias. 

Nos primeiros 10 dias, eles reuniram informações e nos dias seguintes, definiram a sua 

rotina com base na experiência anterior para maximizar sua satisfação. Esta experiência 

foi repetida 10 vezes e a média de satisfação por indivíduo pode ser vista na Figura 16. 
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Figura 16 - Gráfico demonstrando a evolução dos agentes durante os 20 

dias. 

A partir do dia 10, a satisfação cresceu e estabilizou perto do valor de 5, 

demonstrando que o NC-RLA foi capaz de perceber o ambiente e otimizar seus 

resultados. 

Para testar a adaptação, foi aplicado um distúrbio no ambiente logo após a 

aprendizagem do agente. Neste teste, a partir do dia 10 cada agente começou a usar a 

sua aprendizagem e, no dia 15 o salário do Office foi aumentado, o salário da Industry 

foi reduzido e a satisfação do Pub foi zerada. Neste experimento, a base de instâncias 

para a aprendizagem foi testada de duas maneiras diferentes: sem limite de registros e 

com limite (contendo somente os 10 últimos dias e outra com os 5 últimos). Observa-se 

que 10 testes foram realizados para cada uma das três formas descritas. Os resultados 

médios podem ser vistos na Figura 17.  

 

 

Figura 17 - Adaptação do agente com três configurações de bases de instâncias. 
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Nestes experimentos, a partir do dia 16, as três configurações do algoritmo 

tiveram uma queda drástica de rendimento que era esperada, mas o que realmente 

importa nesta análise é a evolução a partir deste dia. Quando o sistema armazena os 

casos bons e maus e, em seguida, há uma mudança significativa nos seus parâmetros 

(quer dizer, mudança no ambiente), os agentes correm o risco de passar por uma 

latência de aprendizagem que pode comprometer os resultados seguintes. Isto é o que 

aconteceu na configuração sem limite, que até o dia 30 não conseguiu atingir o 

desempenho demonstrado em seu período de pico (dias 10 a 14). No entanto, se temos 

uma base de instância que avalia um curto período de tempo não geraremos uma regra 

pronta para lidar com todos os casos, e apesar de uma mudança drástica poder ser 

rapidamente contornada, seu resultado não tem constância. É o que acontece com a base 

com os últimos 5 casos . O melhor caso de adaptação ocorreu em um período 

intermediário, em que, com 10 casos, o agente foi capaz de criar uma regra de 

aprendizagem consistente e ao mesmo tempo suficientemente curta para se adaptar ao 

novo ambiente sem muita latência de aprendizagem. 

A partir destas experiências, podemos concluir que quando usamos o NC-RLA e 

configuramos o período de aprendizagem com uma taxa média de instâncias de 

experiência, podemos garantir uma satisfatória evolução e adaptação dos agentes. O 

percentual de instâncias para garantir esta ―taxa média de instâncias de experiência‖ não 

foi exatamente definido neste trabalho, sendo demonstrados indícios de que os extremos 

(período curto ou período total) não garantem a melhor aprendizagem. 

5.3.1 ANÁLISE DOS COMPORTAMENTOS EMERGENTES 

Como demonstrado no Capítulo 4, através do sistema de gestão de recursos para 

a geração de estratégias apoiadas no NC-RLA, o agente foi capaz de adaptar-se ao 

adversário e ao ambiente, utilizando comportamentos emergentes. Da mesma forma, 

nos experimentos feitos no ambiente New World, os agentes se adaptaram à situação, 

cada um a sua própria maneira. Como pode ser visto na Tabela 3, em um mesmo teste e 

ambiente, e com a mesma configuração de Waypoints, agentes distintos foram capazes 

de gerar regras completamente diferentes e eficientes. 
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Em uma regra gerada pelo M5P, quando o peso de um atributo é positivo isso 

significa que ele é mais valorizado que um que é menor ou negativo. Da mesma forma 

se em uma regra tivermos um único atributo e negativo (e nenhuma referência aos 

outros), isto significa que, devido à restrição de pontos na ficha técnica do personagem, 

os outros atributos têm mais valor que ele.  

Ao analisarmos as regras de cada agente (Tabela 3) percebemos que o primeiro, 

se não tem muita chance de ir para a Pizza Store, prefere trabalhar no Office e se divertir 

na Pizza Store, no Circus e/ou no Square, mas se ele tiver a chance de ir à Pizza Store, 

prefere mais o trabalho no Office e também divertir-se na Pizza Store e/ou no Pub. O 

segundo ficou mais inclinado a trabalhar na police e divertir-se na Pizza Store e Circus, 

evitando mais o Pub. O terceiro é mais simples, pode trabalhar em qualquer lugar, mas 

evita a Industry e tende a se divertir na Pizza Store. 

Tabela 3 - Regras geradas por três agentes no dia 20. 

Pizza_Store <= 0.5 : LM1 (15/26.974%) 

Pizza_Store >  0.5 : LM2 (14/51.011%) 

LM num: 1 

Satisfaction =   0.6785 * Office    +   1.759 * Pizza_Store 

                    + 0.9362 * Circus     +   1.3564 * Square    +   0.3925 

LM num: 2 

Satisfaction =   1.2996 * Office  +   1.8197 * Pizza_Store 

                   + 0.8736 * Pub    +   2.565 

LM num: 1 

Satisfaction =   1.4356 * police  +   0.8362 * Pizza_Store 

                   - 1.187 * Pub    +   1.3149 * Circus    +   2.0125 

LM num: 1 

Satisfaction =    -0.6679 * Industry +  2.9391 * Pizza_Store +   2.5821 

 

5.4 ESTABILIZAÇÃO DA SOLUÇÃO ATRAVÉS DA REAVALIAÇÃO DA 

ÚLTIMA GERAÇÃO 

Inspirado no comportamento humano, que apesar da experiência de vida, 

costuma dar um peso maior para fatos recentes, e assim repetir ações que considera 

boas, nesta seção será feita uma tentativa de reavaliação da última melhor rotina com 

objetivo de diminuir a variação de soluções aplicadas no ambiente. 

Esta técnica consiste em acrescentar a última melhor solução testada no 

ambiente no grupo de soluções geradas aleatoriamente. Isso garante que, caso nenhuma 
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rotina gerada aleatoriamente seja considerada boa em relação a esta rotina (o que 

realmente pode acontecer), o agente opte por ela. 

Esta proposta acrescenta mais uma característica evolutiva ao sistema, visto que 

no algoritmo NC-RLA, em cada geração, a regra gerada pelo classificador era 

atualizada com base nos dados das gerações anteriores, e esta nova técnica agrega mais 

uma informação de gerações anteriores na avaliação da solução atual. 

Aplicada ao New World, esta melhor rotina é classificada novamente junto com 

todas as outras, e somente será repetida caso seja classificada como a melhor pela regra 

gerada. Isto faz com que o agente mantenha uma rotina estável sem diminuir a 

qualidade da solução.  

5.4.1 EXPERIMENTOS 

Baterias de experimentos foram realizadas para verificar se a alteração na 

estrutura do algoritmo alcançaria bons resultados. Os experimentos foram realizados 

com a média de 10 testes cada um com 5 agentes, utilizando o NC-RLA. Foram 

realizados experimentos de adaptação e os resultados podem ser verificados no gráfico 

da Figura 18. 

 

 

Figura 18 - Gráfico de adaptação sem reavaliação da rotina. 

Nos experimentos, os 20 primeiros dias são considerados como período de 

aprendizado, quer dizer, os dados são coletados e não é usada aprendizagem. As rotinas 

são geradas aleatoriamente e, depois de utilizadas, são armazenadas nas bases de 
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instâncias de seus respectivos agentes. A partir do dia 20 as regras são geradas e usadas 

para otimizar a rotina, com base nos últimos 20 dias de experiência (logo não é usada 

nem a base completa nem um valor irrisório). 

O gráfico representado pela Figura 18 mostra uma queda brusca no dia 40, 

quando foi aplicado um distúrbio no ambiente. Este experimento foi realizado durante 

60 dias. Trata-se da alteração dos valores de dinheiro e satisfação de alguns Waypoints. 

As Tabelas 4 e 5 mostram a distribuição original e a alteração sofrida, respectivamente. 

Tabela 4 - Waypoints e seus valores de satisfação, dinheiro e tempo. 

Waypoint wp1 wp2 wp3 wp4 wp5 wp6 wp7 wp8 

Dinheiro 10 50 2 4 -8 -6 -10 0 

Satisfação 10 0 0 -2 50 6 4 1 

Tempo 5 4 3 2 4 3 2 3 

 

Tabela 5 - Waypoints após o distúrbio. 

Waypoint wp1 wp2 wp3 wp4 wp5 wp6 wp7 wp8 

Dinheiro 10 50 2 4 -20 -4 -10 0 

Satisfação 10 0 0 -2 2 50 4 1 

Tempo 5 4 3 2 4 3 2 3 

 

Comparando os valores das Tabelas 4 e 5, pode-se observar que o que era bom, 

como por exemplo ganhar dinheiro em algum lugar e depois ir à Pizza Store, torna-se 

totalmente inviável, devido ao aumento do preço e o baixo valor de satisfação. Os 

agentes então têm que se readaptar a essa nova realidade. 

A Figura 19 é um gráfico de evolução como o anterior (Figura 17), mas usando a 

técnica de reavaliação da melhor rotina. Como explicado anteriormente, essa 

reavaliação consiste em reclassificar a melhor rotina realizada pelo agente. A avaliação 

é feita com 5 agentes por execução. Mantêm-se os 20 dias de aprendizado com distúrbio 

no dia 40. 
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Figura 19 - Gráfico de adaptação com reavaliação da melhor rotina. 

Nestes experimentos de evolução foi possível notar que a estabilização da rotina 

(Figura 19) garantiu resultados sutilmente melhores que o tradicional (Figura 18). Além 

de diminuir a variação do resultado da satisfação. 

A oscilação da variação da rotina é calculada através da média da frequência em 

que a rotina do dia se difere da rotina da moda estatística. Quanto maior o valor de 

oscilação, menor é a estabilidade. Neste caso, mais rotinas diferentes foram usadas 

pelos agentes. 

Tomando como exemplo a Tabela 6, que representa as rotinas de 3 dias (o rótulo 

T significa tarefa), podemos calcular as tarefas mais frequentes, que resumimos na 

Tabela 7 (da moda estatística). Ao compararmos cada rotina com esta moda, atribuindo 

valor de 1 para rotinas distintas e 0 para iguais, temos o relatório representado na Tabela 

8. Os gráficos dos experimentos são representações deste relatório. Como podemos 

perceber, tanto no exemplo quanto nos experimentos, como são 8 os Waypoints o valor 

da Soma (ultimo campo da Tabela 8) nunca passará de 8, por ser o número máximo de 

valores distintos da moda que uma rotina poderá ter. 

Tabela 6 - Exemplo de rotina para um cálculo da oscilação. Os campos 

representam as Tarefas. 

Dia T1 T2 T3 T4 T5 T6 T7 T8 

1 0 2 1 4 0 0 0 0 

2 0 0 1 0 1 0 0 2 

3 1 0 1 4 1 3 0 1 
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Tabela 7 – Exemplo de moda para o cálculo da oscilação. 

T1 T2 T3 T4 T5 T6 T7 T8 

0 0 1 4 1 0 0 0 

 

Tabela 8 – Exemplo de relatório do cálculo da oscilação. Os campos representam 

as Diferenças das Tarefas. 

Dia DT1 DT2 DT3 DT4 DT5 DT6 DT7 DT8 Soma 

1 0 1 0 0 1 0 0 0 2 

2 0 0 0 1 0 0 0 1 2 

3 1 0 0 0 0 1 0 1 3 

 

Seguindo o princípio do exemplo anterior, os próximos gráficos (Figura 20 e 21) 

mostram as oscilações encontradas nos experimentos respectivamente sem e com 

reavaliação da rotina (da mesma forma que os experimentos anteriores, foram avaliados 

as médias de 10 testes com 5 agentes cada). 

 

Figura 20 - Oscilação sem reavaliação da rotina. 
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Figura 21 - Oscilação com reavaliação da rotina. 

 

 Com a reavaliação, os agentes tendem a repetir com maior frequência os 

melhores resultados e por consequência alcançarem uma maior satisfação. Nos gráficos 

anteriores (Figura 20 e 21), foi possível notar que no período de reconhecimento do 

ambiente (antes do dia 20) a oscilação é grande. No período inicial de aplicação da 

aprendizagem ambos tiveram uma caída na oscilação, sendo que o segundo teve uma 

queda mais considerável. A partir do distúrbio (dia 40) as oscilações voltaram, pois o 

que até então era bom, teria que ser adaptado para a nova situação do ambiente. 

Podemos concluir que a utilização da técnica de reavaliação da melhor rotina 

dos agentes faz com que eles alcancem melhores resultados além manter rotinas mais 

estáveis. 

5.5 COMUNICAÇÃO E COLABORAÇÃO 

Nos últimos anos a evolução da cooperação tem sido um tema amplamente 

estudado em disciplinas variadas, como biologia, economia e ciência da computação, 

dentre outras [49]. Muitos mecanismos relacionados a este tema foram discutidos por 

[50], explicando que a competição ocorre entre todos os organismos, não importando a 

complexidade, porém a cooperação é necessária na construção de novos níveis de 

organização. 

No artigo [49] é usado o paradigma do jogo de bens públicos para discutir o 

comportamento altruísta estabelecido. Neste jogo, os indivíduos ficam sujeitos a um 

custo para criar um benefício para um grupo. Não obstante da decisão dos indivíduos 
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sobre como contribuir, eles acabariam por desfrutar dos benefícios gerados pelo grupo. 

Pode-se observar a emergência de cooperação em desenvolvimento de software livre, 

doação de sangue, Wikipédia, e-bay, opiniões sobre os vendedores, entre outros. 

No trabalho desenvolvido por [51], os agentes acreditavam em qualquer 

informação recebida de outros agentes, independentemente de quem é o remetente. No 

modelo de [49] todas as informações recebidas são filtradas de acordo com a reputação 

atribuída a outros agentes, de uma forma a fazer com que somente os rumores enviados 

por fontes de confiança sejam aceitos. 

Reputação pode ser vista como uma opinião que os agentes têm sobre outros 

indivíduos que coexistem na sociedade baseada em experiências passadas [49]. Quando 

esta observação é medida e quantificada, a classificação resultante pode representar uma 

informação valiosa para ajudar na tomada de decisão. Em [52], por exemplo, a 

reputação dos vizinhos foi utilizada para decidir sobre a possibilidade de contribuir com 

o grupo em um jogo espacial no contexto de bens públicos.  

Esta seção faz uma tentativa de incorporação de um mecanismo de comunicação 

no NC-RLA aplicado em um sistema multiagente. Para tanto, busca avaliar o 

comportamento dos agentes na sua forma de agir e colaborar, além de analisar se as 

interações são convenientemente coordenadas. 

5.5.1 MODIFICAÇÕES DO SISTEMA E EXPERIMENTOS 

No trabalho de [49], através do sistema de reputação, o agente só acreditaria em 

informações provenientes de uma fonte confiável, quer dizer, somente informações 

provenientes de vizinhos com alto grau de reputação seriam aceitas. Baseada nessa 

ideia, foi implementado um módulo para a comunicação dos agentes, aplicado ao 

simulador New World. A reputação foi representada pela média da satisfação produzida 

pelas 10 últimas rotinas.  

Como nos experimentos foram utilizados os 20 primeiros dias para 

aprendizagem, optou-se em estabelecer a comunicação somente a partir do dia 30. As 

regras foram geradas com base nas 20 últimas instâncias armazenadas. A troca de 

informações seria feita no momento que dois agentes fizessem contato (se 

aproximassem). Nesse instante o agente que tivesse a menor média entre eles teria 40% 
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de chance de receber as informações do outro. Se a taxa de transferência de informações 

fosse de 100% é notado que o sistema teria um grau de convergência muito maior,  

apesar disso, esse percentual foi definido de forma arbitrária para fazer uma simulação 

mais próxima da real (parecido com o que ocorreu em [49]).  

Os experimentos demonstraram que a comunicação dos agentes garantiu 

melhoras com relação à evolução (Figura 22) e à adaptação (Figura 23). Nos testes de 

evolução, não foram acrescentados distúrbios. Nos testes relativos à adaptação, a rápida 

readaptação (observada a partir do dia 45) se deve a troca de boas informações, pois 

quando os agentes recebem as informações, adquirem-nas novas, e acabam por 

substituir as informações mais velhas. Então, em caso de distúrbio, eles conseguem 

montar sua base de instâncias com as novas informações do ambiente de forma mais 

rápida, permitindo gerar regras de acordo com a nova situação do ambiente. Os detalhes 

sobre os valores dos parâmetros dos Waypoints e dos distúrbios nos testes de evolução e 

adaptação seguiram as mesmas configurações da seção 5.4. As soluções também foram 

estabilizadas.  

 

Figura 22 - Resultado da evolução em experimentos com comunicação entre os 

agentes. 

O próximo gráfico (Figura 22) apresenta o resultado da adaptação, sendo que o 

distúrbio no ambiente foi provocado no dia 45.  
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Figura 23 - Resultado dos experimentos de adaptação com comunicação entre os 

agentes. 

 

Nos experimentos, foi possível observar que depois dos 20 dias de aprendizagem 

as rotinas atingem alta satisfação rapidamente, e, depois do distúrbio, as melhoras 

acontecem aos poucos. Isto ocorre porque no período de aprendizado, como as rotinas 

são aleatórias, os agentes podem conhecer rotinas muito boas e rotinas ruins. Então os 

agentes conseguem gerar regras para avaliar as novas rotinas candidatas a partir do que 

aleatoriamente eles descobriram ser bom e ruim. Como após o distúrbio as informações 

do ambiente não são compatíveis com as da base de instâncias dos agentes, eles devem 

colher novas informações. Os agentes então procuram fazer o que consideram ser 

melhor, e, gradativamente, vão fazendo novas descobertas. Como era de se esperar, os 

resultados foram melhores em comparação com testes sem comunicação (Figura 18), o 

que fica mais evidente no rápido crescimento da satisfação depois da queda do dia 40 . 
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CAPÍTULO 6 – UMA INVESTIGAÇÃO ATRAVÉS DE 

ABORDAGENS TRADICIONAIS 

Até este momento percebemos que o Algoritmo de Aprendizagem por Reforço 

com Classificador Numérico, através de um processamento online, foi capaz de se 

adaptar ao ambiente e ao adversário. Mas algumas questões ainda ficam no ar: existe 

algum outro classificador numérico, com menos recursos e requisitos, que poderia 

substituir o M5P? Em aplicações com requisitos de processamento em tempo real este 

algoritmo proposto poderia substituir métodos tradicionais como os Algoritmos 

Genéticos? 

Este capítulo promove novos experimentos e discussões sobre estes e mais 

temas. Especificamente confrontando o Algoritmo Genético com o método NC-RLA 

com classificador M5P e uma nova variação o substituindo por Regressão Linear. 

 

6.1 ALGORITMOS GENÉTICOS 

Em [53] os autores classificam os Algoritmos Genéticos como uma família de 

modelos computacionais inspirados na teoria da evolução das espécies. Esses 

algoritmos modelam uma solução para problemas específicos em uma estrutura de 

dados como a de um cromossomo, e aplicam operadores que recombinam essas 

estruturas, procurando preservar informações mais relevantes. Podem ser aplicados em 

problemas complexos, cujos espaços de busca das soluções ótimas podem ser muito 

grandes para determiná-las, com precisão, por meio de um método direto exato. Essas 

soluções, em alguns casos, podem nem sequer existir e, muitas vezes, o que procuramos 

é meramente uma aproximação que nos tragam resultado satisfatório para o problema. 

Com o objetivo de comparar a adaptação e o desempenho do NC-RLA com o 

AG, uma solução baseada no segundo foi modelada e aplicada ao ambiente do New 

Word. Neste caso, o cromossomo será representado pela rotina que cada agente possui, 

ou seja, os Waypoints visitados por ele durante o dia, e cada gene armazenará a 
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informação da frequência de visitas a cada um. Tanto a etapa de crossover quanto a de 

mutação utilizaram uma taxa de 50% em sua estrutura, definida de forma arbitrária. 

A função de fitness utilizada para classificar os cromossomos, compostos por 8 

genes, analisa duas condições para chegar ao resultado, o dinheiro (d) e o tempo gasto 

(t). Se o saldo do dinheiro ao final da iteração for maior ou igual a zero e o tempo for 

menor ou igual a dezesseis, o resultado da função fitness (S) será o valor do somatório 

da satisfação (s). Se uma das condições for falsa, a satisfação será igual a um valor de 

referência composto pelo tempo e o dinheiro. Sabe-se que, nesse caso, teríamos 

instâncias não válidas, mas que poderiam levar informações genéticas importantes para 

as próximas gerações. A função completa pode ser vista a seguir: 

 

Onde: 

  e   

As variáveis dinheiroMax e tempoMax  representam o valor da dívida e do 

tempo gasto, respectivamente, no pior caso. De forma arbitrária, foi considerado como 

pior caso uma visita a todos os Waypoints existentes, ou seja, um cromossomo 

composto pelo bit 1 em todos os genes. As variáveis dx e tx utilizam dos valores de 

dinheiro e tempo do indivíduo para armazenar informações necessárias para o 

―desempate‖ dos cromossomos não válidos. 

 

6.2 REGRESSÃO LINEAR 

Por ser um classificador com retorno numérico como o M5P, a modelagem e 

implementação da função para Regressão Linear seguiu os mesmos princípios do M5P 

(descritos no capítulo 4). Testes preliminares demonstraram que ambas têm um 

desempenho muito próximo. No entanto, diferentemente do M5P, que possui uma etapa 

de indução da árvore de decisão, a RL é simplória, perfazendo somente a etapa de 

geração da regra.  
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Para demonstrar a similaridade com o M5P, podemos conferir um exemplo de 

regra gerada pela RL aplicada em um dos testes com New World : 

Satisfaction =  1.8197 * Circus + 0.8736 * Hospital 

Esta equação de Regressão Linear descreve a relação entre a variável dependente 

Satisfaction e os pesos das variáveis independentes (consideradas relevantes pelo 

sistema) Circus e Hospital. Demonstrando para o NC-RLA que é preferível ter uma 

rotina com Cirtus e Hospital (mais o primeiro) que os outros Waypoints. 

 

6.3 EXPERIMENTOS 

Os valores de satisfação, tempo e custo de cada Waypoint utilizado nas rotinas 

dos experimentos com o algoritmo NC-RLA com M5P, NC-RLA com RL e AG, são 

descritos na Tabela 9: 

Tabela 9 - Valores dos Waypoints. 

Waypoint Dinheiro Satisfação Tempo 

1 10 10 5 

2 50 0 4 

3 2 0 3 

4 4 -2 2 

5 -8 50 4 

6 -6 6 3 

7 -10 4 2 

8 0 1 3 

 

Os três algoritmos têm o mesmo objetivo, que é melhorar ao máximo a 

satisfação associada à rotina.  A aplicação com o algoritmo M5P e RL utiliza 

aprendizado com reforço, ou seja, busca maximizar a satisfação de forma gradativa, 

através das regras geradas por eles. Já o Algoritmo Genético busca essa melhora na 

satisfação já no primeiro dia, ou seja, antes de iniciar a execução, o AG já possui a 

melhor rotina a ser executada, durante toda a aplicação.  
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O gráfico da Figura 24 mostra os resultados médios (10 testes distintos com 5 

agentes cada) obtidos com o Algoritmo M5P. O aprendizado é realizado até o dia 20, a 

partir do dia 21 esse aprendizado é aplicado. No dia 40 o ambiente sofre o distúrbio, e 

do dia 41 em diante há uma readaptação, em cima dos novos valores inseridos pelo 

distúrbio. As regras são geradas sobre a análise das 20 últimas instâncias e a técnica de 

estabilização está habilitada. 

No mesmo gráfico com as mesmas configurações são demonstrados os 

resultados da Regressão Linear. 

O cálculo do fitness do Algoritmo Genético depende das informações 

previamente alimentadas relativas aos parâmetros dos Waypoints. Com base nesta 

função, já no primeiro dia, é possível estabelecer a melhor rotina a seguir. Como é 

possível conferir na Figura 20, o AG é capaz de escolher uma solução ótima já no 

primeiro dia e, a partir também do primeiro dia após o distúrbio ele consegue retirar o 

máximo das vantagens deste. 

 

Figura 20 - Gráfico de adaptação dos algoritmos NC-RLA com RL e com M5P e 

do Algoritmo Genético. 

Como pode ser visto no gráfico (Figura 20), o AG não possui um valor 

estável/fixo da satisfação porque, assim como o NC-RLA, ele é executado a cada final 

de dia, gerando, dessa forma, novas soluções com valores de satisfação próximos.  

Para avaliar o desempenho dos algoritmos foram realizadas 10 execuções com 

uma variação de 10 a 100 agentes cada para os três algoritmos. Os respectivos módulos 
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de aprendizagem foram executados sempre no final do dia (pico do processamento). 

Observa-se que a carga de processamento, para muitos jogos, seria considerada atípica, 

visto que sugere o cálculo da aprendizagem de todos os agentes ao mesmo tempo. A 

especificação técnica do hardware das máquinas é Processador Intel Pentium Dual 

1.73Ghz, com memória RAM de 2GB e placa de vídeo onboard. 

O crescimento do processamento ao passo do aumento do número de agentes, 

como já era de se esperar, teve um comportamento linear. Este fato se justifica pela 

independência de processamento entre os agentes nos três algoritmos testados. 

Os resultados médios dos testes, demonstrados no próximo gráfico (Figura 25), 

colocam significativas diferenças: o processamento do AG levou cerca de duas vezes 

mais tempo que o M5P e oito vezes mais tempo que o RL. 

 

Figura 21 - Gráfico de desempenho de processamento do NC-RLA com RL e com 

M5P e do Algoritmo Genético. 

6.4 ANÁLISE DOS RESULTADOS 

Com base nos resultados dos testes e detalhes das implementações dos 

algoritmos NC-RLA com M5P (que já tinha sido comprovado ser melhor do que a 

versão qualitativa dos algoritmos Naive Bayes e J48) e o AG podemos chegar a algumas 

conclusões: 
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 Em uma comparação direta da qualidade da solução encontrada em testes 

envolvendo adaptação, foi nítida a vantagem do Algoritmo Genético. 

 O tempo de processamento do NC-RLA foi melhor do que o AG (duas vezes 

mais rápido em média). 

 Na função de fitness, o AG exigiu conhecimento específico do problema 

(relação dinheiro x bem, para o qual a instância deve ter saldo positivo para 

ser válida), este fato demonstra uma vantagem do algoritmo proposto, que 

infere esta relação da experiência do agente (característica dos sistemas de 

treinamento online). Em outras palavras, o Algoritmo Genético requer um 

processamento offline dos dados, exigindo desta forma o conhecimento das 

informações de todo ambiente (waypoints) para definir sua solução. 

 Como já discutido, o motor do NC-RLA, que é o classificador M5P, 

consegue gerar regras admissíveis à interpretação do programador, 

diferentemente do AG. 

Ao avaliarmos diretamente os algoritmos com os classificadores M5P e o RL 

podemos concluir que: 

 O classificador baseado em Regressão Linear adaptou-se ao ambiente de uma 

forma muito próxima ao M5P. 

 O desempenho em termos de processamento do RL também foi melhor. 

 Ambos geram regras que podem ser interpretadas pelos desenvolvedores. 

 O classificador RL possui a limitação de trabalhar somente em problemas 

com classes linearmente separáveis. De acordo com [43], o atributo de 

classificação dos registros da base de instância podem assumir qualquer valor, 

mas há uma restrição de linearidade associada aos valores dos outros atributos 

(ele chama de parâmetros). Com efeito, considerando a situação que o Pub 

tivesse o maior custo/benefício (menor custo financeiro e maior satisfação) e 

a Police tivesse a maior remuneração, mas existisse uma regra de convivência 

na qual o agente só poderia fazer um dos dois (exemplo: regulamento do 
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empregador), o classificador RL não conseguiria gerar uma regra tão precisa 

quanto o M5P. 
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CAPÍTULO 7 – CONCLUSÕES 

A motivação principal para o desenvolvimento do Algoritmo de Aprendizagem 

por Reforço com Classificador Numérico (Numerical Classifier Reinforcement 

Learning Algorithm ou NC-RLA) foi a busca por um método de aprendizagem fácil de 

implementar e que cumprisse as exigências de processamento em tempo real dos jogos 

eletrônicos. 

A indústria dos jogos eletrônicos tem a demanda de aplicações com 

aprendizagem, principalmente para os grandes universos virtuais. Dessa forma, há uma 

grande demanda de soluções com tais características. 

Muitos trabalhos nessa área demonstram métodos com ótima aceitação 

comercial envolvendo agente inteligente com aprendizagem ou sistemas multiagentes 

com aprendizagem, mas com treinamento prévio. Entretanto existem poucas referências 

apresentando propostas focadas em aprendizagem online em ambientes multiagentes 

complexos. 

O NC-RLA utiliza um mecanismo de recompensas para garantir uma adaptação 

satisfatória ao usuário e ao ambiente. É caracterizada por uma evolução contínua 

atrelada a seu módulo central, o classificador numérico. 

Através de experimentos, demonstrou-se que os classificadores com atributos 

numéricos são mais vantajosos do que os puramente qualitativos, devido à menor perda 

de informações entre as gerações (logo mais precisão). Portanto, apesar de bons 

resultados, os classificadores Naive Bayes e J48 se mostraram inferiores ao M5P. Este, 

em comparação com a função de Regressão Linear, teve um desempenho pior (maior 

tempo de processamento), mas devido a sua possibilidade de gerar soluções não-lineares 

o M5P foi considerado o melhor. 

Em comparação com o Algoritmo Genético, o algoritmo proposto teve um 

desempenho melhor, mas com taxa de adaptação muito inferior. No entanto, o AG 

necessita de especificações prévias do problema para o projeto da função de fitness. 

Logo, para ambientes complexos sem informações precisas do ambiente este trabalho 

sugere o método NC-RLA com classificador M5P. 
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Para comprovar o potencial do algoritmo foram projetadas, implementadas e 

testadas soluções aplicadas a um jogo de estratégia (Darwin Kombat) com possibilidade 

de nivelamento dinâmico da dificuldade (com a inclusão de um módulo com top 

culling) e a uma sociedade interativa virtual (New World), prevendo módulos de 

comunicação por reputação e estabilização da melhor solução. Nestes experimentos foi 

demonstrada a possibilidade de geração de comportamentos emergentes dos agentes, 

que poderia garantir a diversificação do enredo dos jogos. Ressalta-se que é possível 

generalizar o uso desta arquitetura a qualquer jogo de estratégia que necessite de 

configurações de parâmetro na ficha técnica do personagem ou no motor do jogo. 

Apesar de compartilhar características como o uso de classificadores, 

aprendizagem e evolução, o NC-RLA possui diferenças estruturais com os Sistemas 

Classificadores, que por sua vez utilizam uma versão de Algoritmo Genético para 

configurar cromossomos modelados em forma de Classificadores. 

Este algoritmo foi indicado para qualquer gênero de jogo eletrônico, desde jogos 

de estratégia a storytelling interativo baseado em personagens. Através de uma proposta 

para a estabilização da solução agregada às características deste método, é possível para 

os desenvolvedores acompanhar a evolução do sistema através das mudanças das regras 

compreensíveis geradas pelo módulo do classificador (algo que não existe na 

abordagem de Redes Neurais ou Algoritmos Genéticos). 

7.1 TRABALHOS FUTUROS 

Como trabalho futuro pretende-se estender os experimentos a outros grupos de 

classificadores, como o Bayesian Linear Regression, Perceptron e Regressão 

Polinominal. Faz-se necessária também uma comparação com Redes Neurais, que 

diferentemente do Algoritmo Genético, conseguiria trabalhar de modo online. 

Para uma maior comprovação da característica de processamento em tempo real 

do NC-RLA faz-se necessária uma análise aprofundada na complexidade assintótica e 

espacial do algoritmo. 

Quando a aprendizagem extrapola os limites da aplicação na respectiva tarefa 

vivenciada para a geração de um conhecimento entre tarefas distintas, temos o princípio 

da Transferência de Aprendizagem (TL, transfer learning [55]). O estudo de 
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Transferência de Aprendizagem sobre o algoritmo NC-RLA pode ser considerado um 

tema promissor por três razões: 

 Primeiro, nos últimos anos, este tipo de abordagem (TL com Aprendizagem 

por Reforço) tem alcançado um êxito notável em tarefas difíceis que outras 

técnicas de aprendizagem de máquina eram incapazes ou mal preparadas para 

tratar; 

 Segundo, técnicas de aprendizagem de máquinas clássicas, como indução de 

regras e classificação, hoje estão suficientemente maduras para trabalhar com 

TL; 

 Terceiro, muitos autores demonstram que os métodos de TL não são somente 

possíveis, mas também muito eficazes em acelerar o aprendizado. 

Desta forma, pretende-se também aproveitar as vantagens da incorporação 

dinâmica dos atributos e geração automática das regras do NC-RLA para investigar 

ganhos aplicados à TL. 

Para a indústria dos jogos eletrônicos o aprofundamento dos estudos do NC-

RLA abriria um leque de oportunidades, como a maior adaptação do jogo às ações do 

usuário ou a determinação de soluções para problemas de difícil previsão no processo 

de desenvolvimento. Como exemplos de futuras possíveis aplicações, podemos citar: a 

adaptação da estratégia do NPC (Non Player Character, personagem controlado pelo 

computador) à do personagem controlado pelo jogador baseado nas ações de um jogo de 

luta ou tiro; a definição da melhor ficha técnica (distribuição de atributos ou 

características do personagem) para um personagem que poderia ser adquirido pelo 

técnico de um time de futebol para melhorar o desempenho da equipe em um torneio 

simulado; a adaptação da estratégia de corrida de um veículo em um circuito 

desconhecido, para garantir a minimização do uso de gasolina, do tempo de percurso e 

do risco de acidente; entre outros. 
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Figure 1: Darwin Kombat, strategy game simulator developed for the Machine Learning experiments. 

 

Abstract 
 

This work proposes the use of machine 

learning for the creation of a basic library of 

experiences, which will be used for the generation of 

emergent behaviors for characters in a strategy game. 

In order to create a high diversification of the agents‘ 

story elements, the characteristics of the agents are 

manipulated based on their adaptation to the 

environment and interaction with enemies. We start by 

defining important requirements that should be 

observed when modeling the instances. Then, we 

propose a new architecture paradigm and suggest what 

would be the most appropriate classification algorithm 

for this architecture. Results are obtained with an 

implementation of a prototype strategy game, called 

Darwin Kombat, which validated the definition of the 

best classifier. 
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1. Introduction 
 

Machine learning studies the development of 

techniques and algorithms that allow computers to 

learn how to perform tasks based on empirical data. 

One of the most commonly studied tasks in machine 

learning is classification, which consists in mapping an 

instance represented by a set of attributes into a class. 

The learning is usually done using as input a database 

of labeled instances also called an instance base [15].  

 

For digital games there are many benefits and 

reasons for using these techniques, such as adapting the 

game to player actions or determining solutions for 

problems that are difficult to predict in the 

development process. As application examples, we can 

cite: the adaptation of a computer character strategy 

when playing against the human player character based 

on its actions in a fight or shooting game; the definition 

of the best profile for a football player that will be 

acquired by a trainer which is computer-controlled, so 

that the team performance can be in improved in a 

management simulation game; the adaptation of the 

race strategy of a vehicle to an unknown race circuit so 

as to minimize fuel usage, time and accident risk in a 

racer style game; among others.  

 

In digital games, the learning process can be done 

in two different ways, based on adaptive behaviors 

[10]: online and offline learning. The online approach 

shows more efficiency, since it implies in deciding 

how the behavior of an agent must change, in response 

to captured information from the world. The offline 

solution is applied in more specific and well delimited 

environments.  

 

Among the most commonly used machine learning 

techniques, we can highlight neural networks, genetic 

algorithms, Bayesian algorithms and decision trees. 

Typically game engines do not include imple-

mentations of such techniques, suggesting that 
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developers should use separate software packages. For 

solving video game problems, there are few solutions 

that incorporate the requirements usually demanded. 

One of these packages is WEKA [17], which includes 

many different machine learning algorithms  

 

In general, the use of machine learning in digital 

game development is either avoided or reduced 

because it is considered of high risk. However this is 

probably due to the fact that neural networks, which is 

a hard to deploy technology, is the usual choice [16]. 

 

An exceptional commercial case that uses 

classification approaches based on machine learning  

strategies is the game Black and White [8][10]. In this 

game, the data modeling is made based on 

instantiations and learning rules are generated from the 

induction of decision trees. An indirect adaptation, 

classified as online learning, is done for determining 

which objects are appropriated for feeding a creature. 

With this strategy, this character is induced to choose 

only the options that are good for his knowledge base. 

 

Another important reference is the game Treasure 

Hunt [14],which uses machine learning, decision trees 

and Naive Bayes, applied to an NPC that will help the 

player on his mission objectives achievements.  

 

The main contribution and purpose of this work 

consists on modeling the problems that use instance 

bases focused on the classification problem, which 

differs from solutions that are usually presented 

[1][16], often related to neural network or genetic 

algorithms approaches. 

 

2. C4.5, Naive Bayes and M5P 
 

Classifiers usually take as input a data set, and 

generate as output a mathematical expression, rule set 

or a decision tree that embodies the knowledge 

contained within the data. The knowledge extracted 

can be used either directly by the system or it can be 

applied to new instances, not classified yet. Among 

many different existing classifier learning methods, we 

chose to work with the following: 

 

 C4.5 decision tree learner, since it is one of 

the most traditional learning algorithms based on 

decision trees [15]; 

 Naive Bayes, since it is one of the most 

practical and well known probabilistic methods, at 

least when it comes to computational efficiency [15]; 

 M5P decision tree learner, since  it allows real 

numbers for the class, which turned out to be more 

appropriate for our problem. 

 

Each one of the algorithms works in a different 

way. C4.5 infers a decision tree from the data, allowing 

the tree to grow until if fits the training data as well as 

possible. Then the algorithm prunes the decision tree 

by eliminating branches that are not expected to be 

useful for new examples [15]. 

 

Naive Bayes is a probabilistic learner which 

calculates the probability of each class given the values 

of the attributes, by assuming that the attributes are 

independent of each other given the class. By using 

this assumption, it can run very efficiently compared to 

other probabilistic learners and still give accurate 

results in many real problems [15]. 

 

M5P [8] is a reconstruction of Quinlan‘s M5 

algorithm [7] which has been designed for the 

induction of trees of regression models. M5P generates 

a conventional decision tree with linear regression 

model at the leaves. Its main steps include the 

induction algorithm that is used to build the decision 

tree, the pruning which is done regressively from the 

leaves and the smoothing procedure that is used to 

avoid abrupt discontinuities between subtrees. This 

method generates models that are compact and 

relatively understandable. 

 

The Naive Bayes algorithm produces probability 

tables as output, which can be incorporated into 

executing systems in real time. In a similar manner, 

C4.5 produces decision trees that can be translated into 

rules and also incorporated in real time. M5P can be 

seen as a hybrid model since it is a combination of 

decision tree with a linear function that allows it to 

predict real values. 

 

3. Creating an Intelligent Agent with 
Learning for Games 

 

A rational intelligent agent or simply 

intelligent agent is a system designed to achieve a 

certain goal and which is capable of perceiving its 

environment through sensors and acting upon its 

environment through actuators. Intelligent agents who 

can also learn, that is, change their behavior over time 

according to the results of their actions are known as 

Agents with Learning  [6]. Learning makes agents 

autonomous in the sense that they are able to adapt to 

new situations for which they have not been explicitly 

designed. 

 

Intelligent agents are present in different aspects of 

electronic game development, from the systems that 

calibrate game level according to user performance up 

to simple NPCs. 
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Modeling a system using the intelligent agent with 

learning architecture eases system development as 

whole. For this reason, here we have opted to use this 

architecture integrated with a machine learning 

module. 

 

When defining the instance base for the machine 

learning module, we followed some pre-processing 

guidelines which are listed below [5]: 

 

 Ordinal qualitative attributes should be 

represented as numerical attributes instead of 

categorical attributes. This allows the algorithm to take 

advantage of the value order, and as a consequence, 

less data will generally be needed to learn a concept 

satisfactorily. Example: the attribute 

water_temperature {cold, warm, hot, very hot} should 

be transformed to water_temperature_numeric, with 

values between 0 and 3. 

 Restriction guarantees should be given to 

avoid inconsistent data. We prevent the insertion into 

the instance base of instances that have inconsistent or 

out-of-bounds values. Example: the agent_points with 

value in 100 in a stage where it could reach at most 10 

points. 

 Aiming for dimensionality reduction. The 

instance base should only have the attributes that are 

deemed necessary for learning. This will make learning 

easier and it will also improve the running time, which 

is a requisite for real time processing systems like 

digital games. 

 

4. A Development Framework 
 

In this section we propose an architecture for 

the development of game applications with machine 

learning which makes use of free tools and 

components. This framework is especially tailored to 

digital games which are modeled used the intelligent 

agent paradigm. 

 

4.1 Tecnology 
 

This framework integrates the following 

technologies: Unity 3D (game engine), Microsoft 

Visual Studio (server development IDE ), C#, Weka 

and IKVM. 

 

Weka[17] is a free open source machine learning 

toolbox that is widely used among the developers in 

this área. It provides an API and a standalone jar file so 

that its algorithms can be used freely. The algorithms 

we use in this paper (C4.5, Naive Bayes and M5P) 

have all been implemented within Weka. We note that 

the C4.5 algorithm in Weka is called J48. 

 

Unity3D 2.x [11] is a game development engine 

which has the main components needed for designing 

games rapidly, such as a physics engine, collision 

systems, sound system and a high level programming 

language based on C, among others.  

 

Unity 3D has an interface for programming in 

Mono. It incorporates key .NET components, including 

a compiler for the C# programming language and a 

complete suite of class libraries. 

 

Since we opted for developing the game in 

Unity3D, it was necessary to convert the standalone 

Weka module into a DLL that would be interpreted by 

Mono‘s C#. For this integration, we used IKVM [2], 

which provided the DLL generation and served as 

reference for accessing the Java API from this DLL 

(for this purpose we have used a standalone module 

from IKVM as well). 

 

Despite all the advantages of using Mono, the 

version included in the Unity3D package had 

incompatibilities with the Weka DLL interpreted by 

IKVM in the experiments we ran. More specifically, 

the problem was related to the garbage collector. To 

circumvent this problem, we opted for integrating 

Unity3D with a server module developed using Visual 

Studio and making the connections through sockets. 

 

We chose the Microsoft Visual Studio .NET 

platform as the main server development tool, since it 

is a Rapid Application Development (RAD) tool and 

allows the interoperability between multiple 

programming languages [9]. Within this platform, we 

chose the C# programming language for incorporating 

Weka‘s DLL. C# offers all the resources of a modern 

programming language, including support for objects, 

interfaces, components and managed code. 

 

4.2 System Architecture 
 

For developing the agent architecture we gave 

special attention to agent modeling and reinforcement 

learning. This architecture was specially designed for 

the creation of an agent capable of generating 

strategies for a specific game (which shall be explained 

in section 5). Nonetheless, the same basic principles 

could be applied for the creation of different games. 

 

As demonstrated in Figure 2, the agent in this 

application is represented by AI SYSTEM module and 

the environment is the UNITY3D GAME. We can 

characterize it as an intelligent agent because it has a 

sensor, the character score; a reasoner, with learning 

modules and an instance base; and an actuator, which 
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generates a new character to be put into the 

environment. 

 

 
 

Figure 2. Intelligent agent architecture with learning applied 

to the generation of new strategies for a game. 
The system starts in the IA SYSTEM module (First 

Instance Generation), generating a new random 

instance and sending it to the environment (UNITY3D 

GAME) through sockets. We note that the system uses 

online training and it does not have any classification 

rule for the first instances. 

 

In the environment the instance is incorporated to 

the game graphical elements, evaluated and sent back 

to the agent (character score), also through sockets. 

From this point on, the process depends on the 

chosen classification algorithm: 

 

 In the case of M5P, this score is kept in the 

instance base and serves as the base for generating the 

classification function; 

 In the case of Naive Bayes or J48, the score 

value is transformed in to a discrete value by testing 

whether the value is above or below the average. The 

values above the average of all scores are considered 

―good‖, whereas values below the average are 

considered ―bad‖. This new label is inserted into the 

instance base so that we can run the classifiers using 

them. This step is necessary because the Naive Bayes 

and J48 algorithms do not deal with continuous class 

values in the classification attribute. 

 

Finally, the system generates a new individual pool, 

the classifiers are used to choose good individuals and 

they are sent to the environment, restarting the cycle. If 

M5P is used, the system generates 10 times as many 

individuals as needed and the new test base 

classification module chooses the best ones. For J48 

and Naive Bayes, since there is no ranking from best to 

worst (only a discrete ―good‖ and ―bad‖ classification), 

we generate random individuals and select only the 

ones with ―good‖ classification. 

Although we use classification algorithms, which 

are usually used in a supervised learning setting, this 

system can be seen as implementing a kind of 

reinforcement learning strategy because classification  

is applied repeatedly with the goal of improving an 

agent generation strategy without direct supervision. 

The classifier represents an agent generation strategy, 

and in each round, it is used to generate agents. The 

agents are rewarded with scores (rewards in 

reinforcement learning) and the best ones are used in 

the instance based for creating the classifier for the 

next round. Since the environment is dynamic, this 

allows the adaptation of the agent strategy to the 

environment, thus improving the generation strategy. 

 

5. A model for Machine learning 
applied for strategy games 

 

This session will present the implementation 

of a strategy game using our proposed architecture. 

This application will be used to evaluate classifiers in 

different situations. 

5.1 Game concepts 
 

The prototype developed is called Darwin 

Kombat (Figure 1) and can be classified as an action 

turn based strategy game. This experimental version 

implements only the simulation of simple agent 

reactions and the agent generation with learning 

process.  

 

The game starts with a battle environment (Figure 

3), where two rival groups fight one against the other 

with the objective of eliminating all their opponents. 

Each group may have from 1 up to 40 components. 

Each participant, represented by an agent, has a contact 

weapon (sword) and a launching weapon (shot). 
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Figure 3 – The three different tests environments: (a) Zone-1, 

(b) Mazze Zone, (c) Sea Zone. The first group of tests where 

realized in Zone-1. 

 

Each agent has a technical specification with the 

following attributes: w_speed, move velocity; w_shot, 

shoot velocity; w_life, resistance; w_sword, chance of 

eliminating the enemy with a sword movement (when 

close to the enemy); and w_delta-S, the space that is 

capable to move before an random turn around. Each 

one of this attributes may change from 1 (low) to 5 

(high). 

 

A Delta-S high does not yield necessarily a good 

character. For this reason it is not used in calculating 

the limit of the profile. This opens scope for the 

creation of different strategies (next sections). 

 

Each agent does not sense the presence of its 

enemies or friends, so it is not capable to detect an 

agent and then turn around in order to shoot on it. This 

is not possible even when this opponent is close to it. 

Despite this shot of an agent does not affect your ally. 

 

There may be many different types of battle 

environments (Figure 3 a, b and c). The simplest one is 

called Zone-1, which has few obstacles in its paths and 

no internal walls. The second scene is called Mazze 

Zone and is a labyrinth that has high walls, not 

allowing long shoots and for this reason creating a set 

of small combat cells. The third and last environment 

is called Sea Zone, that is an island on the sea. 

Although this scene limits agents movements, itallows 

targetting a shoot at any other environment agent and 

depending on the situation may also throw an enemy to 

the Sea in case it is close to the border.  

 

Moreover, in this last phase about 10% of the 

characters dies initially by falling directly into the Sea 

(i.e. to increase the dynamics of the environment). 

 

The battle is composed of two groups of agents: a 

blue one, with fixed attributes defined by the developer 

and a red one, with random attributes generated by the 

agent generator system, based on the learning machine 

definitions. 

 

The game establishes a limit time for a battle. The 

winner will be the one that kills all the opponent agents 

or at least the largest number. 

 

This prototype game represents a dynamic 

simulation system for the enemies and the environment 

and allows the generation of strategies for the teams. 

The strategy of technical data of the agents is a 

resource also used in different commercial games, such 

as Winning Eleven: Pro Evolution Soccer [3] and 

World of Warcraft [4]. 

 

5.2   Development Process 
 

The 3D game itself was developed using the 

Unity game engine and the decision of the 

characteristics was done using .Net. The 

communication process was developed using sockets, 

which did not generate problems related to waiting 

time.  

 

Given the option of validating on each frame the 

last generated element or all of them, preliminary 

experiments demonstrated that the largest the entrance 
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instance set, the better the classification process 

performance (victories of the learning agent). For this 

reason we chose to validate the entire instance set. 

 

5.3   Experiments 
 

We performed 30 different tests with each of 

the three algorithms. The number of characters for each 

launched team was 20, being this amount defined in 

order to be big enough for a fast instantiation 

accumulation for each cycle and small enough for 

allowing a correct analysis of the evolution of the 

established algorithm strategy. Each test was composed 

of 10 phases, being the characters generated at the first 

one with randomized characteristics and in the 

following phases these attributes were regulated by the 

classifiers. 

 

The enemies (blue team) were configured with the 

following technical characteristics: w_speed = 4, w_life 

= 4, w_shot = 4, w_sword = 3 and w_delta-S = 3, 

where 1 is the lowest value and 5 the highest value.  

The characters configuration generated by the 

intelligent system totalized always 10 points, with out 

the Delta-S. 

 

5.4   Comparison between the Classifiers 
 

In the experiment conducted by McQuiggan 

and Lester [14] on evaluation of empathy between 

characters in a game (RPG focused in the field of 

social networking), we observed that the Naive Bayes 

needed less instances to acquire the knowledge in 

comparison with the decision tree. In our experiment, 

the Naive Bayes obtained the same advantage over the 

classifier based on decision tree (J48).  

 

As can be seen in Figure 4, the y-axis represents the 

number of dead enemies and its x-axis stage. Vertical 

bars represent the standard deviation of the statistical 

tests. The number of killed red agents was disregarded 

in the graphs because in most cases was inversely 

proportional to the number of enemies killed, 

representing redundant information. 

 

An unquestioned analysis is that both the 

algorithms were successful: they learned how to 

eliminate the opposing team. It is observed in ancestry 

lines from the first test. 

 

J48 has obtained the worst performance with the 

largest standard deviation. The Naive Bayes proved to 

be better than the first with the shunting line tending to 

0. Despite this, M5P was the best of the three 

algorithms.  

 

This behavior is due to its numerical classification, 

which guarantees the least loss of information (so 

accurately) for the next generations (stages). While the 

first two algorithms just map the set of attribute values 

to a categorical target value. 

 

 
Figure 4. Graphic evolution of J48, Naive Bayes e M5P 

algorithms. 

 

A very important piece of information that it is not 

shown in the graphs arethe generated strategies 

(detailed in next subsection). The J48 algorithm on 

each test was able to generate a strategy and evolved it. 

For example, in stage three, it produced the rule that 

characters have to tend to be fast and high life and 

maintained this strategy (or some derivation thereof) 

until stage 10. Naive Bayes, due to its characteristic of 

assuming the independence of attributes, only 

emphasizes the good attributes without considering 

their relationship with other attributes. Causing best 

battalions generation (in comparison with J48) 

although to possess personages with diversified 

characteristics (and diversified strategy). The M5P 
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showed characteristics of both. In practice for the 

games, depending on the game, this factor may have 

great relevance since the developer will have to decide 

between making an algorithm that "wins the game" or  

that "keeps a team pattern characteristic", for example. 

 

5.5   Emerging Behaviors Analysis 
 

Through the games developed by Crocomo et 

al. in [12] and [13] it has been demonstrated that 

machine learning in games (in this case, evolutionary 

algorithms) are capable of allowing  strategies to 

emerge from simple behaviors. 

 

Through the resource management system for 

generating strategies present in Darwin Kombat, we 

can show that the strategy is able to adapt to the enemy 

and environment. 

 

Let us consider the tree generated in the fourth 

phase of one of the J48 in the previous experiment, 

which ensured a victory with 20 enemies killed: 

 
w_shot <= 3: amateur 

w_shot >  3 

    |     w_sword <=1: 

professional 

    |     w_sword > 1: amateur 

 

It indicates that the new generation of characters 

must have high w_shot and low w_sword, which 

indicates a new generation of individuals who have a 

very high firepower, speed and life therefore tend to be 

high. 

 

A new group of tests based on 5.3 parameters 

subsection was conducted to demonstrate environment 

adaptation. It was applied to the Mazze Zone and Sea 

Zone stages and only with the M5P algorithm and 

obtained the following result (Figure 5): 

 

 
Figure 5. Graphic evolution of M5P algorithm in two other 

environments. 

 

Although these two new tests have even more 

dynamic components, M5P demonstrated evolution / 

adaptation. Some models generated by the algorithm 

(in tests with victory) can be checked below: 

 
w_classificacao = 

-0.43*w_life -0.40*w_shot + 

0.5*w_deltaS +1.54 

 

This example indicates that the generator has 

stipulated that the attributes w_life and w_shot must  be 

low and the w_delta-S high. This means that other 

attributes (w_sword and w_speed) will be high and, 

due to the w_delta-S, the character will walk far before 

turning randomly. It is concluded that ―ninja‖ was 

created one, a character who does not shoot and chase 

the enemy. Appropriate for this stage of labyrinths, in 

which the walls hinder the efficiency of release 

(w_shot). In Sea Zone we could observe this other 

model: 

 
w_classificacao = 

-0.20*w_speed -0.33*w_sword -

0.31*w_deltaS +1.43 

 

This example shows the reverse: w_shot, w_life and 

w_delta-S must be high. This means that it is not good 

at move fast (as it may fall into the sea) and it is more 
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efficiently in eliminating enemies. This created, 

therefore, a character which behaves like a "tank-of-

war". 

 

6. Conclusion 
 

This paper presents a study of emergency in 

strategy games through the use of classical classifiers 

related to machine learning.  

From this study, we define key requirements 

to be observed for use of learning in games, as system 

modeling in intelligent agent form and some care in the 

database instances preprocessing to ensure 

performance in real-time processing. 

 

We define a free development framework based on 

an architecture centered on the tools Unity3D, MS 

Visual Studio and Weka. On this architecture we 

implemented the game Kombat Darwin and observed 

the sprouting of emerging strategies. Through 

experiments we demonstrate the advantages of using a 

classifier with ordinal quantitative return (the M5P) 

over its competitors based on qualitative attributes 

classifiers (J48 and the Naive Bayes). 
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         Abstract—Character-based interactive storytelling, life simulation and game difficulty 

dynamic balancing are examples of topics that need to deal with autonomous agent evolution. 

Although the commercial appeal of such kind of feature, the research of new behaviors 

emergence in virtual societies is restricted to intelligent agents that do not learn. This work 

proposes a novel architecture of a multiagent system based on the M5P algorithm for generation 

of emergent behaviors in complex virtual worlds. Based on our obtained results, we describe the 

advantages of the reinforced learning based on numerical classifiers when compared with 

traditional interaction adaptations. 

1. Introduction 

In a previous work [Machado et al 2010], we defined an architecture for implementing 

strategy games with the possibility of occurrence of emergent behaviors. Through experiments, 

we demonstrated the advantages of using the M5P algorithm over others qualitative attributes 

classifiers. In this paper we extend the experiments for a multiagent based environment. 

 In a similar way, [Bakkes et al 2009] define a game strategy as a configuration of 

parameters that determine strategic behavior (such as how many aircraft units should be 

constructed, maximum air group size or maximum number of storage buildings). In this paper, 

domain knowledge is required in order to adapt the characters to game circumstances 

automatically by the game AI, and is exploited immediately to evoke effective behavior in a 

controlled manner in online matches. Experiments in a strategy game shown that proposed case-

based adaptive game AI provides a strong basis for effectively adapting game AI. Our approach 

differs from this, since defines a simplest architecture in order to achieve the same goals and 

makes an evaluation about the interaction between the multiagents systems characters. Our 

method also maintains the rapid and reliable adaptation of game AI characteristics. 

 We maintain the emergent property achieved in [Machado et al 2010], enhancing knowledge properties 

presented by Crocomo et al. [Crocomo & Simões 2008] and [Hong & Cho 2005], where it is shown that machine 
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learning processes in games that rules NPCs (non player character) behaviors (in this case, evolutionary algorithms) 

are able to emerge more complex strategies from simple behaviors.  

 

 

2. Related Work 

According to [Manslow 2002], the usage of adaptive learning in games is a trend and 

must be one of the most important improvements to the field. This topic is important not only for 

the improvement of AI behaviors, but specially for generating more robust and smart gameplay, 

according to the player characteristics. Within this field, our work is more focused on 

reinforcement and supervised learning approaches. 

 Our approach uses the supervised learning related to the examples input 

requirements and induction rules. We also use reinforcement learning, since the presence of 

rewards is a key factor for adapting the system for new cases. 

 In [Andrade et al 2005] and [Spronck et al 2004] it is shown efficient 

implementation of reinforcement learning as a mechanism of player adaption. The first work 

introduces the concept of a challenge function, which estimates the current player´s level and 

changes on the action selection mechanism for fighting games. The second work, presents rules 

that can be applied for each opponent type of the game.  

 This paper proposes the creation of a novel architecture using adaptive intelligent 

agents in a game, with dynamic parameters configuration based on the M5P algorithm. 

 AI-based storytelling is the mechanisms for automatic story generation, which can 

be based on autonomous artificial actors‘ or on explicit plot representations [Cavazza et al 2002]. 

In the first the story diversity emerges from dynamic interaction between characters. 

 Although we present in this paper a novel adaptive game balancing, we also 

discuss the possibility of the usage of the technique for a narrative mediation approach in order 

to achieve more freedom and coherence for the plot generation guidelines, as presented in [Riedl 

2003]. 

 Social AI in games study is important because in a reasonably deep virtual world, 

there are always ‖boring‖ roles, that typical players are not going to feel pleasure to control, such 

as quest-givers, merchants, henchmen and thugs [Witze el al 2002]. A detailed study about life 

simulation and interaction can be found in [Pallay 2009]. The virtual world chosen for this study 

was Second Life [L.Lab 2011]. 

 In [Goertzel et al 2008] the authors proposed a general approach for teaching 

behaviors to AI-controlled artificial animals embodied in Second Life [L.Lab 2011] using 
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imitative-reinforcement-corrective learning. It is shown the possibility of teaching an agent 

(animal) to generate new behaviors with gestures. 

 We proposed use machine learn techniques for a social environment instead for 

just one autonomous agent. 

3. Advantages of M5P Learning 

M5P [Quinlan 1992] is a reconstruction of Quinlan's M5 algorithm for inducing trees of 

regression models. M5P combines a conventional decision tree with the possibility of linear 

regression functions at the nodes. 

 In previous work [Machado et al 2010], we experimentally demonstrate the 

advantages of using that algorithm (M5P) over decision tree learner (C4.5) and probabilistic 

learn method (Nayve Bayes). This behavior is due to its numerical classification, which 

guarantees the least loss of information (so accurately) for the next generations (stages). While 

its competitors just map the set of attribute values to a categorical target value. 

 When we build an architecture so that the M5P algorithm stays responsible to 

online generate the evaluation function, we create an agent capable of adapting itself to dynamic 

and inaccessible ambient. In this case, this possible architecture takes advantage in comparison 

with traditional methods like the genetic algorithm, considering that although the latter does not 

require knowledge derived from the problem, it requires a pre-defined evaluation method of the 

result [Goldberg 1989]. 

 According to [Etemad-Shahidi & Mahjoobi 2009] and [Bhattacharya & 

Solomatine 2005], neural networks (NNs) are not as transparent as semi-empirical regression-

based models. For this reason, the main advantage of model trees is that, compared to NNs, they 

represent understandable rules. In addition, NNs approach needs to find network parameters such 

as number of hidden layers and neurons by trial and error, which is time consuming.  

 In [Bhattacharya & Solomatine 2005] the predictive accuracy of the M5P model 

was observed to be very high and with similar results than the NN model built with the same 

data. 

4. Development Framework 

4.1. Approach 

Since the environment where the character is inserted is complex (inaccessible, 

stochastic, sequential and dynamic), this work discusses the intelligent agent architecture with 
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individual learning. This not only happens in situations where each agent pursues its own 

learning objectives, but also when it‘s learning can be affected by other agents. 

 Altogether these agents form a coordinated multi-agent system [Malone & 

Crowston 2004], where the coordination between the agents are defined by the dependency 

relations of shared resources. A multi-agent system is composed by two or more agents, in 

society form, with potential for self-sufficiency and emergency behavior. 

4.2. System Architecture Abstraction 

M5P-Reinforcement Learn Architecture (Figure 1) uses the M5P algorithm, which is 

capable of generating rules dynamically, with reinforcement learning, to update the database 

instances. The proposed architecture resembles Classifier Systems (CS) [Holand 1992] cause 

both use evolutionary algorithms and reinforcement learning. Nevertheless CS consisted of a 

population of binary rules on which a genetic algorithm altered and selected the best rules. Thus, 

the proposed architecture results in a solution in the form of joint vertices of a graph to be visited 

(Waypoints) based on the Satisfaction that the individual will receive and attributes necessary to 

get them. Its steps are: 

 Test of random cases at the environment: as happens in an online learning system, the 

agent starts with no previous knowledge, so at the risk of making mistakes. It explores the 

environment several times, with its attributes and/or actions defined in a varied form. The 

interaction mechanisms with the environment and the other agents are sensors and actuators. 

 Incorporation to the instances base: in this step each case previously lived is added to 

the instances base, which functions as a "memory" of the agent that stores its experiences 

with their results. These results serve as reward of the architecture, characteristic of the 

reinforcement learning. 

 Induction of learning rule: using the M5P algorithm, the trees and rules are induced 

from the base of instances. 

 Generation of candidate instances, classification and selection of the best: this is a 

module diversifier so that the generated solution does not get stuck in local optima. Uses the 

elitist criterion to define the best solution of a new set randomly generated and ranked 

(classified) by the learning rule. 

 Test of this case in the environment: this new generated instance is released in the 

environment for testing and evaluation. At this moment, the agent, with the same interaction 

mechanisms, explores the environment creating a new set of experiences for a later restart of 

the evolution system process. 
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Figure 1 - M5P-Reinforcement Learn Architecture 

 Although this work evaluates a multi-agent system, this architecture specifies the 

learning process of only one agent. In the next session, this architecture is redesigned, applied 

and evaluated in a multi-agent system. 

5. Case Study 

5.1. Virtual environment plot 

The developed application, called ―New World‖ (Figure 2), created for testing purposes 

of M5P-Reinforcement Architecture, fits in the context of life simulation. Its 3D environment 

reconstructs aspects of a real city, with a resting place and options of work and leisure. Each 

NPC is considered foreigner, initially. As such, it must experience/explore the city to be able to 

define the routine that best suits it later. 

 

Figure 2 – “New World”, the life simulation experiment. 

 The agents have two types of intelligent behavior: simple reactive and with 

learning aspects. The first refers to its instincts, such as moving, mapping a route between origin 
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and destination, avoiding obstacles, stopping to chat when it meets with another agent (with no 

exchange of information). The second relates to decide, based on experience, which is the best 

routine for its day. 

 The options the city offers to them, here called ―Waypoints‖, may be one of the 

types: work (with payment), leisure (that, although has financial Costs, gives Satisfaction) or 

inn/hotel (to spend the night with no expenses and no Satisfaction). A routine consists of the 

Waypoints that the agent decided to visit during the working time of the day. 

 The day has 24 hours. Around 23:00 the agents must go rest until 7:00. So they 

have an average of 16 working hours to assemble an agenda. Thus, given the need for money 

(which can be obtained at the Waypoints that offer work) to achieve Satisfaction (at the 

Waypoints that provide entertainment), the NPC needs to explore the environment to learn how 

to optimize its routine during the day. 

 Among the complications of this virtual environment, in which the programmer or 

a player‘s character can influence, we can cite: 

1) Assuming that the agent is employed, if another company discloses the increased 

value of the base Salary, the agent can end by pleading for this job. 

2) Assuming that a new leisure option appears in the city, the agent may want to 

experience. 

3) In a particular route can be placed a ―thief‖, in this case its diary routine may be 

compromised, so the agent will need to define a new one. 

5.2. Developed application 

The application New World was developed on the M5P-Reinforcement Architecture, the 

suggested technology in [Machado et al 2010] and the exchange of information made through 

Threads for the multi-agent system. The experiments in this environment were realized through 

alterations in the Waypoints parameters. 

 As [Machado et al 2010], to develop an intelligent agent architecture with learning 

applied to the generation of new strategies for a game, it was used a framework integrating Unity 

3D (game engine), Microsoft Visual Studio (server development IDE), C#, Weka and IKVM. 

 Despite all the advantages of using Mono, the C# compiler version included in the 

Unity3D package, it had incompatibilities with the Weka DLL interpreted by IKVM in the 

experiments we ran. More specifically, the problem was related to the garbage collector. To 

circumvent this problem, we opted for integrating Unity3D with a server module developed 

using Visual Studio and making the connections through sockets. 
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 This client-server system can be seen as implementing a kind of reinforcement 

learning strategy because it generates an output that has never been presented to it, which is 

rewarded with a score (which represents the knowledge generated by the classifiers). 

 A multiThreading system was developed with a communication protocol between 

the client and the server to guarantee the generation of multiple agents in the environment.  

5.3. Definition of the Instances Base 

For the proposed application, the instance base consists of the Waypoints that the agent 

can visit. It is defined dynamically and its attributes are numerical as specified in the M5P 

algorithm. They are named as follows: 

             @relation RotinaAgente        (1) 

@attribute wp1 numeric 

@attribute wp2 numeric 

… 

@attribute wpN numeric 

           @attribute Satisfaction numeric 

 In this first version, the implemented Waypoints are (Table 1):  

Table 1. Waypoints and its characteristics 

Attr. Waypoint Salary Cost Satisfaction Time 

wp1 Office 8 0 0 5 

wp2 Police station 5 0 0 4 

wp3 Hospital 3 0 0 3 

wp4 Industry 2 0 0 2 

wp5 Pizza Store 0 4 5 4 

wp6 Boite 0 3 3 3 

wp7 Circus 0 2 2 2 

wp8 Square 0 0 1 3 

 The value of the Salary represents the remuneration per day that the Waypoint 

provides. In this first version, the money does not accumulate from one day to another. The Cost 

is the value that the Waypoint requires for the agent to use it. The Satisfaction is the classifier 

attribute of the system. It is the sum of the accumulated values of Satisfaction on a day that 

defines whether a routine is good or not. The time represents the hours that each Waypoint takes 

to be used by the agent. Like said before, the sum of the times cannot be higher than16. 

Analyzing two simple instances we have [Table 2]: 
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Table 2. Examples of instances 

wp1 wp2 wp3 wp4 wp5 wp6 wp7 wp8 Satisfaction 

2 0 0 0 0 1 1 0 5 

0 1 0 0 1 0 0 2 7 

 

 Where in the first case the agent worked two shifts at the Office, then went to the 

boite, and finally to the Circus. He raised a total of 16 and spent 5. In the second case it worked a 

shift at the Police station, went to the pizzeria and spent the rest of the time in the Square, having 

a total compensation of 5 and a total expense of 4. The better of these two instances was the 

second one, due to its Satisfaction value. 

 If the agent does not have enough money to pay for the leisure Waypoint that is in 

its instance, it will be standing in the front of the Waypoint until its end time. The agent will not 

receive Satisfaction. 

 If the agent decides to go to a Waypoint that gives remuneration and the same is 

closed, destroyed or out of work, the agent will be standing in front of the Waypoint until its end 

of time. The agent will not receive remuneration. 

5.4. System Architecture 

To avoid the elaboration of more complex schemes, we decided to join, in an activity 

diagram, the server and the client modules to illustrate the applied architecture (as in Figure 3). 

 The client initializes after the server, instantiates a predetermined number of 

agents and warns the latter. The server, in turn, creates a Thread for each agent. Each process 

created uses the learning module with the M5P algorithm. As described in [Machado et al 2010], 

in this moment the Weka‘s DLL starts to be interpreted by IKVM. 

 The client, in turn, starts the simulation. Each agent Thread has the client-server 

communication protocol. As can be seen in the Agent Thread Module (Figure 3), at this moment 

the M5P-Reinforcement Learn is implemented.  

 Considering the agent in an individual manner we have it beginning by generating 

an instance (set of Waypoints that forms a routine) randomly. After, it leaves the hostel and visits 

the Waypoints until runs out of valid period of the day. We consider as trial period, this 10 initial 

days constant that the agents will use to collect information from the environment.  Once the 

visits are over, the routine information and the Satisfaction gained each day are sent for the 

server that induces the tree and linear equations. Then generates a set of 40 valid instances 

(which sum of hours of their times are less or equal to 16), rank them through the learning rule, 

elects the better and sends to the client. 
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 This ranking is done by the comparison of the attributes classified by the 

Satisfaction field of the instances base. As can be seen, best instance definition is not based on 

simple summation of the Satisfaction of each Waypoint, at the moment. This fact is justified 

since not necessarily an instance with only entertainment is good, since the agent must work to 

have money to spend on them. Hence the necessity of learning rule. 

 

Figure 3 - Example of an application of the M5P-Reinforcement Learn Architecture to a 

simulation of artificial life. The states represented by blue are executed by the Server and the 

states in pink are executed by the client (virtual environment). 

 The simulation, on the client side, restarts from there. If the number of agents and 

the characteristics of the Waypoints do not change, every new day the learned instance tends to 

be similar to the previous. Otherwise changes may occur. The random component of the stage of 

diversification of the algorithm ensures that, even if the agent has a belief that a routine is good, 

perchance it might know another. 

 Another important feature of the system is the dynamic definition of the attributes 

of the instances base, which ensures that the agent can receive new information about Waypoints 

that were not programmed by the developer. 
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5.5. Experiments and preliminary results 

We realized two batteries of experiments, one to evaluate the evolution of the characters 

and another to verify their adaptation to the environment. 

 The first set of experiments was realized with 4 individuals during 20 days. In the 

first 9, they gathered data and in the following they defined their routine based on experience to 

optimize their Satisfaction (the higher the better Satisfaction). This experiment was repeated 10 

times and the average of Satisfaction per individual can be seen in the Figure 4. 

 

Figure 4: Results of the Satisfaction increase based on the learning period 

 As from the 10th day, Satisfaction grew and stabilized close to the value 5, it was 

shown that the agents are capable to perceive the environment and optimize their results. 

 To test the adaptation, we compromised the environment right after the agent‘s 

learning. Since the 10th day, each agent started to use its learning and since the 15th day we 

raised the Salary of the Office, reduced the Salary of the Industry and took the entire Satisfaction 

of the boite. In this experiment, the instances base for learning was tested in two different ways: 

with no limit of records and with limit (containing only the 10 and 5 last days). It is observed 

that 10 tests were performed for each of the three forms described. Results can be seen in the 

Figure 5: 
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Figure 5: Agent adaption with three experimental bases and different information values. 

 In this experiment, although since day 15 the three configurations had a drastic 

and expected income fall, what really matters is the evolution from that day on. When we store 

the good and bad cases and then completely change the values of the classifiers attributes, our 

instances base passes through a latency of learning that can compromise next results. This is 

what happened in the configuration without limit, which until the 30th day failed to achieve the 

performance demonstrated at its peak period (days 10 to 14). However, if we have a small 

instance base we will not have a rule ready to handle all cases, and although a drastic change can 

be quickly bypassed, its result does not have constancy, it is what happens with the base with the 

last 5 instances. The best case of adaptation has been generated in the intermediate case, where 

with 10 instances the individual can create a consistent learning rule and at the same time short 

enough to fit the new cases without much learning latency. 

 From these experiments we can conclude that when we use the M5P-

Reinforcement Learn Architecture and we configure the learning with a regular tax of experience 

storage we can ensure satisfactory evolution and adaptation of the agents. 

 Greedy methods such as stabilize the behavior keeping the best rule were not 

evaluated. 

6. Emergent Behaviors Generated 

As in [Machado et al 2010], through the resource management system for generating strategies present in the 

application it was able to adapt to the enemy and environment using emergent behaviors, in the experiments done in 

the New World environment, the agents have adapted, in their own way, to the situation. As can be seen in Table 3 

in a same test and environment, and with the same configuration of Waypoints, different agents were able to 

generate completely different efficient rules. 

Table 3. Rules Generated by M5P Algorithm of Three Individuals in the Day 20 

Pizza_Store <= 0.5 : LM1 (15/26.974%) 

Pizza_Store >  0.5 : LM2 (14/51.011%) 

LM num: 1 
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Satisfaction =   0.6785 * Office    +   1.759 * Pizza_Store 

                 + 0.9362 * Circus     +   1.3564 * park    +   0.3925 

LM num: 2 

Satisfaction =   1.2996 * Office  +   1.8197 * Pizza_Store 

                   + 0.8736 * boite   +   2.565 

LM num: 1 

Satisfaction =   1.4356 * police  +   0.8362 * Pizza_Store 

              - 1.187 * boite    +   1.3149 * Circus    +   2.0125 

 Reviewing the rules of each individual (Table 3) we realize that the first, if 

doesn‘t have much chance to go to the pizzeria, prefers to work in the Office and have fun at the 

pizzeria, at the Circus and/or at the Square, but if it has the chance to go to the pizzeria, prefers 

more work in the Office and also have fun at the pizzeria and/or at the boite. The second decided 

much more for the work at the Police station, and entertainment at the pizzeria and Circus, this 

avoids the most the club. 

7. Architecture Applications 

Considering a multi-agents environment with learning utilizing a M5P Reinforcement 

Architecture we can highlight the applications: 

 Using criteria such as the restriction on learning mediated by a challenge function, each 

intelligent agent can learn just enough to ensure good gameplay regarding the balancing 

of the difficulty in a game of strategy. 

 The intelligent collective behavior generated by the interaction of the agents with 

learning can provide an environment even more diversified for character-based 

interactive historytelling. For such it would only be necessary the incorporation of a 

module to ensure consistency of the storyline. 

 In applications in the style of life simulation, the use of learning ensures that the agents 

are ready to adapt to new situations for which they were not previously programed. So 

responding in a human-like manner to the global interactions. 

8. Conclusions 

In this work, the M5P Reinforcement Architecture was developed, applied to intelligent 

agents with learning immersed in complex environments in the field of electronic games and 

simulation. Its implementation and experiments were conducted in a multi-agent environment 

called ―New World‖, whose technology was first defined in [Machado et al 2010]. 

 This architecture was suggested for any electronic game genre with multiple 

agents, especially for character-based interactive storytelling, life simulation and game difficulty 

dynamic balancing. 

 The M5P Reinforcement Architecture proposes the online training of the 

individual in the environment, feeding the numerical classifier with the system reward and 
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inducing a tree with linear equations easy to interpret, solving many of the challenges cited by 

[Manslow 2002].   

 The experiments demonstrated that the numerical M5P classifier, present in this 

architecture, offers better performance for a partial instance base (not complete). Which 

guarantees a satisfactory evolution and a better adaptation of the agents (questioning presented in 

[Rollings and Ernest 2006]). In our experiments all the agents had the same loading parameters. 

A future project would be to evaluate the behavior of this multi-agent system with agents with 

different profiles. For example, an individual with less willingness to work, other with higher 

yield (works better or moves faster), another with a slower rate of adaptation (which can take 

more time to identify a good schedule). Evaluation of the system performance in an overgrowth 

in the generation of such individuals is also considered future work. 
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Abstract 

Traditional games tend to level the playing by 

increasing the enemies speed, health or frequency or 

other conventional parameters. This is important to 

keep the player interested during gameplay. Another 

important way is leveling by adapting to user 

interactions through machine learning techniques. 

Pointing in this direction, this paper proposes the use 

of an architecture based on the M5P classifier and 

leveling with top culling technique to ensure the 

dynamic difficulty balancing. Based on our 

experiments in a strategy game we conclude that this 

method works against the computer and against real 

players ensuring the fun factor is increased. 

 Keywords: Leveled gameplay, 

machine learning, m5p, top culling. 
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1. Introduction 

A major concern for developers of eletronic 

games is related to the level of difficulty of the games 

due to adjustments and settings to improve the systems 

until the game is balanced. Through development of 

modern tools and techniques, artificial intelligence (AI) 

is highlighted in this scenario.. 

Commercial games tend to use AI as a way to 

keep their players interested in a game that may be 

hard to beat, but in a certain way, some players enjoy 

playing against other players which, by the way, does 
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not make AI unnecessary [Spronck et al. 2004]. The 

focus of this paper is creating an artificial opponent 

capable of implementing human-like strategies.  

The dynamic difficulty balancing process is broken 

down into three basic rules: First, it must adapt to the 

player‘s profile. Second, the game must follow the 

advance and progression of the player‘s performance. 

Third, the game must keep the player interested when 

he plays, and this must be done without the players 

realize it or believe that the system is making things 

easier [Andrade et al. 2005].  

 Nevertheless, as mentioned by Spronck et al. 

[2004], Aponte et al. [2009] and Andrade et al. [2005], 

the game AI, in general is considered entertaining 

when it is difficult to defeat, this may be true for expert 

players, but the novice will not enjoy being defeated 

again and again.  

This paper proposes to confirm that using techniques 

to dynamically balance the difficulty level of games 

will allow for an even game. On the approach of 

Spronck et al. [2004], an RPG game was used with 

balancing techniques based on reestablished rules and 

reinforcement learning. Our approach uses a strategy 

game and also reinforcement learning, but with in-

game generated rules. This enhances the realism of the 

game learning and the plot diversity. 

Results presented in this article refer to those 

obtained by Andrade et al. [2005], distinguishing the 

following approaches: 

1) Experiments in a strategy game (Darwin Kombat) 

rather than fight. 

2) Use just online training instead of the hybrid. 

3) It includes experiments and conclusions 

involving computer versus human players. 

4) It was not used learning for balancing 

difficulty, but adaptation to the opponent. 

5) It is used rule induction (M5P) instead of 

selecting pre-established rules. 

In the next section, we introduce some approaches to 

dynamic game balancing. Section 3 describes machine 

learning techniques to increase gameplay difficulty. 

Then, in Section 4 we define the main architecture and 

technology. Sections 5 and 6 evaluate algorithm 

performance and user Satisfaction. Finally, we present 

our conclusions and ongoing work. 

2. Difficulty Balancing 

Techniques 

Many games provide a ‗difficulty setting‘, i.e., 

a discrete value that determines how difficult the game 

will be. The purpose of a difficulty setting is to allow 

both novice and experienced players to enjoy the 

appropriate challenge the game offers. Usually the 

parameter influences opponents‘ strength and health. 

Very rarely the parameter influences opponents‘ 

tactics. Consequently, even on a ‗hard‘ difficulty 

setting, opponents exhibit inferior behavior, despite 

their high physical strength and health [Spronck et al. 

2004].  

One way to detect player level may be through a 

heuristic function, used to map the game data to 

specify when it is difficult or easy (challenge function 

[Andrade 2005]). This function can take as reference: 

life points, time spent on tasks or the actual game 

score. 

The basic idea of dynamic balancing is to make a 

way through strategies that provides an even game, i.e., 

both player and agent are seen at the same level 

[Andrade et al. 2005]. 

A way to dynamically balance the game difficulty 

is to use the standard Q-Learning [Andrade et al. 

2005]. It selects, in the action selection mechanism, the 

action whose value is maximal for the current state. In 

fact, the agent chooses the best action for each 

situation and continually learns in order to improve its 

performance by not only choosing the best action, but 

sub-optimal actions [Andrade 2005]. To ensure the 

search for solutions to unexpected situations without 

needing to consult a database of predefined rules we 

used M5P architecture [Machado et al. 2010] (it is 

described later). 

According to Olesen et al. [2008] another common 

way of balancing games is by using the elastic factor 
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(also known as rubber effect), commonly used in 

racing games, which increases the AI to the level of 

player, if not there, or decreases it if it exceeds the 

player‘s level. However, from the moment the user 

perceives the elastic effect pattern the gameplay may 

be compromised, as the game starts to get predictable. 

According to Hunckle and Chapman [2005], and 

Andrade et al. [2006], the adjustment of difficulty can 

be used in any genre of game, but it is often discussed 

for Massively Multiplayer Online Games, due to their 

size and gameplay attributes, but this paper attempts to 

show how it can be applied to strategy games and on 

other game genres, instead of only fighting or RPG 

games.  

In our research, we use a technique named top 

culling. According to Spronck et al. [2004], this 

technique proved successful in creating an even game, 

thus increasing the player‘s Satisfaction by balancing 

the difficulty of the game´s level. Additionally, the 

Spronck et al. [2004] approach mentioned two other 

techniques, named weight clipping and high fitness 

penalizing, however they did not obtain satisfactory 

results as the first one. On practical application, top 

culling uses delimiters that restrict the access to some 

rules, these controllers are called Wmax and Wmin. 

The behavioral rules have weights, according to its 

efficiency. While the opponents controlled by the 

computer are winning, the rules with high weights will 

not be selected because the exceed Wmax, so the 

opponents will use weak tactics, conversely, while they 

are losing, the high weighted rules will become 

selectable.  

Top culling opposes the context of Andrade et al. 

[2006], where the author mentions a technique that 

works on a way that if the user wins, the algorithm 

allows for the agents abilities to get better, in order to 

get closer to the user‘s level; and if the user regresses, 

the agent remains the same, with the intention that the 

user improves its strategy to enhance its level. 

Top culling allows the choice of strategies to be 

used on the stage and at no time is there interference on 

the agent‘s learning process [Andrade et al. 2006]. 

3. Increasing Difficulty through 

Machine Learning 

In this section we discuss the efficiency of 

machine learning (online and offline) to level the game 

difficulty. We mention some approaches on the 

subject, as the use of NEAT (defined by Olesen et al. 

[2008]) and agents learning and evolution through the 

use of numerical classifiers (suggested by [Machado et 

al., 2010]). 

Learning is available in two ways, online and 

offline [Machado et al. 2010], the first shows more 

efficiency by adapting the agent‘s behavior according 

to the environment changes. However the use of 

machine learning in digital game development is either 

avoided or reduced because it is considered high risk. 

This is probably due to the fact that a neural network, 

which is a hard to deploy technology, is the usual 

choice [Carvalho 2004]. 

Houlette [2003] addresses the game Black and 

White, a computer simulation game developed by 

Lionhead Studios and Published by Electronic Arts and 

Feral Interactive, which implements learning 

techniques for the agents, where the data modeling is 

based on instantiations and the decision rules are 

generated from the induction of decision trees (as 

qualitative classifier). 

In a previous work, Machado et al. [2010] defines 

architecture for implementing strategy games with the 

possibility of occurrence of emergent behaviors. 

Through experiments, we demonstrated the advantage 

of using the numeric classifiers algorithm (M5P) over 

other qualitative attributes classifier techniques. 

M5P [Wang and Witten, 1997] is a reconstruction of 

Quinlan‘s M5 algorithm [Quinlan, 1992] which has been 

designed for the induction of trees of regression 

models. M5P generates a conventional decision tree 

with linear regression model at the leaves. Its main 
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steps include the induction algorithm that is used to 

build the decision tree, the pruning which is done 

regressively from the leaves, and the smoothing 

procedure that is used to avoid abrupt discontinuities 

between subtrees. This method generates models that 

are compact and relatively understandable. 

M5P generates a rule (as mathematical expression) 

that can be used for classifying instances that are not 

yet classified. In practice, when agents have success, 

it‘s classifier attributes values are taken as a base for 

generation of new ones, and as the application uses 

machine learning, at every moment the agent receives 

information of the world and generates a behavior 

related to the information, to get new attributes 

generated by the attributes of the most successful 

agents that came before. Thereby, agents can learn 

from the world around and adapt its new generations to 

opponent and environment. 

Olesen et al. [2008] conducted important work 

proving the viability of using machine learning to 

adapt the strategy and dynamic game-challenge 

balancing. They used neuro-evolution methodologies 

to generate intelligent opponents in real-time strategy 

(RTS) games. For this purpose, they used an offline 

training technique (NEAT) that was capable of 

matching the challenge of the AI agent to the skill of a 

hard-coded player throughout the whole evaluation 

game play period. Based on these positive indications, 

the real-time NEAT (rtNEAT) methodology was used 

to adjust the challenge of NPCs according to the 

player‘s challenge in real-time. Experimental results 

indicate the efficiency of rtNEAT in the challenge-

balance task for the RTS game investigated. 

In contrast to Olesen et al. [2008], the hypothesis 

presented in this paper is that M5P, a machine learning 

induction technique, in conjunction with the top culling 

method can guarantee adaptation of the game player's 

strategy and level of difficulty through a purely online 

training. 

 

4. Approach 

In this section we described the reinforcement 

learning system with M5P algorithm mediated by top 

culling and the technologies required for application 

development. 

4.1 Architecture 

Agent‘s architecture was focused on 

reinforcement learning, and it is responsible for the 

creation of agents capable of generating better game 

strategies. Based on the architecture presented in 

[Machado et al., 2010] and  [Machado et al., 2011], on 

its first instantiation the agents are generated without 

being classified by rules, its attributes base is randomly 

generated, it offers no offline training, therefore 

creating weak agents. These agents are sent to the 

game environment and tested against stronger 

opponents (but with fixed attributes). The result of the 

confrontation (the set of attribute values and the 

number of opponents that each agent has eliminated) is 

sent back to the server. At this time, supported by the 

M5P algorithm, the system creates rules able to 

classify a new agent through its profile. Launching thus 

a new group of individuals to a new stage / simulation. 

The cycle then repeats. 

 

Our new architecture (Fig. 1) proposes to evaluate 

the rules generated using the "top culling" by 

calibrating the weights for the Wmax and Wmin 

variables. Thus, the game goes on, using now the bases 

generated by the previously provided instances, 

applying restrictions of top culling technique, starting 

the cycle over again. 

 

As the game ends when a group of agents is 

eliminated, the result sent to the server eventually 

indicate whether the agent has won, lost or tied in the 

battle. Through this, the weight values are delimited by 

the intervals Wmin and Wmax.The size of the weight 

change depends on how well, or how badly, an agent 

behaved during the match.  It is determined by a fitness 

function generated by the learning module. 
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It automatically changes the value of Wmax, with 

the intent to impose a greater challenge in the game. It 

aims at having a low value for Wmax when the 

computer wins often, and a high value for Wmax when 

the computer loses often. To achieve this, after the 

computer wins a match, Wmax is decreased by a 

constant named Wdec (decrement). After the computer 

losses a match, Wmax is increased by Winc 

(increment). Wmin works the same way, but for lower 

limits. So there is always a gap between Wmin and 

Wmax. For this, Wmin will be decremented by Wdec 

when the range of weights between it and Wmax is too 

small. 

 

Fig.2. M5P-Reinforcement Learn Architecture with Top 

culling module. 

Thus, game strategies with a weight greater than 

Wmax and smaller than Wmin will not be selected for 

a generated script. Alternatively, when the computer-

controlled opponents lose often, rules with high 

weights will become selectable (again), and the 

opponents will use strong tactics in order to win the 

agents. 

 

 

4.2 Technology 

This framework integrates the following 

technologies: Unity 3D (game engine) and Microsoft 

Visual Studio (server development IDE) with Weka, 

for the reasons described in [Machado et al. 2010]. 

First for the simulation and then for the learning 

process. 

Weka is a free open source machine learning 

toolbox that is widely used among the developers in 

this area. It provides an API and a standalone jar file so 

that its algorithms can be used freely. The algorithm 

we use in this paper (M5P) has been implemented 

within Weka. 

Unity3D 3.x [Unity Technologies] is a game 

development engine containing the main components 

needed for designing games rapidly, such as a physics 

engine, collision systems, sound system and a high 

level programming language based on C, among 

others. 

We chose the Microsoft Visual Studio .NET 

platform as the main server development tool, since it 

is a Rapid Application Development (RAD) tool and 

allows the interoperability between multiple 

programming languages. Within this platform, we 

chose the C# programming language for incorporating 

Weka‘s DLL. C# offers all the resources of a modern 

programming language, including support for objects, 

interfaces, components and managed code. 

 

5. System Behavior Evaluation 

To evaluate the effect of the modified 

architecture, we used a modification version of a turn-

based strategy game called Darwin Kombat [Machado 

et al., 2010] (Fig. 2). It can be classified as an action 

turn based strategy game. This experimental version 

implements only the simulation of simple agent 

reactions and the agent generation with learning 

process. This game was set with 20 agents in each team 
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(on two teams, one for the machine learning and one 

for the opponent). 

 

Fig. 3. Darwin Kombat interface with status screen enabled. 

The goal of each team is eliminating all 

adversaries. Each agent can have their profile set up at 

the beginning of each match, changing the parameters 

of speed (movement velocity), life (shot resistance), 

shot (distance attack), shock (contact attack) and/or 

delta-S (the space that is capable to move before an 

random turn around), with values  among 1 and 5. A 

game is defined as the set of 20 consecutive matches. 

The game establishes a time limit for a battle. The 

winner will be the one that kills all the opponent agents 

or the largest number. This prototype game represents 

a dynamic simulation system for the enemies and the 

environment and allows the generation of strategies for 

the teams. The strategy of technical data of the agents 

is a resource also used in different commercial games. 

As a comparison, 20 tests were done in Darwin 

Kombat without using the top culling technique 

(average results are shown in Fig.  3) and 20 tests using 

it (average results are shown in Fig. 4). For the graphs, 

the value at its column represents the number of dead 

enemies on each stage, numbered below, the black 

lines show the amount of death of the machine learning 

agents (M5P Agent), and the gray lines show the 

amount of the static machine agents (Simple Agent). 

The sum of the M5P team's profile architecture was 

defined as 10 and the opposing team's profile was 15 

points (with a fix profile) in both tests. Established to 

better characterize the learning phase of the algorithm, 

which is shown in Fig. 3 and Fig. 4 until about day 3 

(in both tests the M5P algorithm starts at a 

disadvantage, changing progressively results). Based 

on the results, it can be verified that by using only 

reinforcement learning, the machine controlled agents 

would, after some battles, obliterate the opponent, 

however, when using top culling, the results prove 

satisfactory for this paper, creating an even game.  

 

Fig. 4. Graphic shows test without Top culling Algorithm 

(versus computer) 

 

Fig. 5. Graphic shows test with Top culling Algorithm 

(versus computer). 

Without top culling (Fig. 3) the learning agent wins 

the majority of the combats but with this technique 

(Fig. 4) the combat keep stable and allows alternating 

wins and losses on every side. 

The emergency feature presented by Machado et al. 

[2010] was maintained, as demonstrated in the 

following expressions generated in one of the tests: 

w_classification =              (1) 

0.3396 * w_life  

- 0.5453 * w_shock  
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+ 2.5666 

It demonstrates the tendency to generate agents 

with much life and avoid the contact attack (shock). 

 

6. Gameplay Evaluation 

In the same way as was done previously by 

performing tests with both computer controlled agents, 

where one of them was limited by top culling, tests 

were performed with players. Exactly 20 players in 

each game test. Because players could change their 

strategies (Fig. 5) on the end of every combat, the 

challenge for the learning machine agents would be to 

learn with the player, adapt itself to each new strategy 

and be limited by top culling (average results are 

shown in Fig. 6 and Fig. 7). 

Fig. 6. Attributes selection screen  

By evaluating the M5P‘s Agent‘s behavior against 

the player, it can be deduced that even when a player 

changes the whole team attribute values, it makes no 

difference, once every stage is analyzed by the agent, 

doesn‘t matter if the attributes are changing or not. On 

Spronck et al. [2004] the top culling technique had 

successful results, they faced 8 different strategies, 

creating an even game on every battle, however as is 

shown in this paper, the M5P‘s agents faced human 

players with the most variegated strategies, and 

demonstrated the same result (created an even game on 

every battle). 

To Spronck et al [2004], the rules are designed 

manually and are very specific, when an opponent is 

generated, the rule is chosen from a base and given to 

him, the criterion of choice is the weight of the rules, 

however, in our proposal, the rules are dynamically 

generated during the game, and their weights can 

change over the matches as well. 

By evaluating the system that controls the learning 

with the use top culling (Fig. 7) and without its use 

(Fig. 6), it was possible to analyze the first matches, 

where usually the learning agents would lose, because 

of the necessary time needed for adapting to the player. 

But as more time passed, the same behavior previously 

analyzed repeated itself. With top culling (Fig. 7), the 

game became balanced with loses followed by wins on 

both sides, and also some draws. This is very unlikely 

to be the behavior of the graphic without top culling 

(Fig. 6), where in most of the cases, the enemies 

defeated the players. 

On an attempt to prove that using balancing 

techniques can enhance the gameplay, a questionnaire 

was given to the 20 players where they were asked to 

evaluate their Satisfaction when playing it. 

 

Fig. 7. Graphic shows test without Top culling Algorithm 

(versus player). 

 

Fig. 8. Graphic shows test with Top culling Algorithm 

(versus player). 



 

 

109 

 

Three questions were asked in the questionnaire 

and they can be seen on Fig. 8, where the answers had 

results between 1 and 5 (showing intensity), and the 

graphs show the average of the results. From the 

results, it can be confirmed that playing using top 

culling increases the challenge level without making 

the game too difficult or too easy, and that the 

Satisfaction of the players increases also. Furthermore, 

it can be seen that the users enjoyed playing the game 

with top culling more instead of the one with only 

learning, considering this last one was more difficult to 

defeat. 

According to Andrade et al. [2006], on the game‘s 

first run, the offline training is essential to start with the 

learning process, and the results in these experiments 

with users confirm that the online learning is used for 

the computer to adapt to the user level, which can be 

novice or expert, in order to the user find better 

strategy to be used thus increasing the gameplay 

(funfactor).  

 

Fig. 9. Graphic shows user Satisfaction test. 

 

7. Conclusion 

This paper presents an alternative for the 

dynamic difficulty balancing problem on electronic 

strategy games based on user interaction adaptation. 

It demonstrated that the use of an architecture based 

on M5P algorithm delimited by top culling technique 

can guarantee the balanced evolution of the level in a 

strategy game. 

Through experiments on a turn-based game called 

Darwin Kombat, it was proved that the adaptation 

offered by the new architecture is capable of limiting 

the growth of learning and thus increase the game 

funfactor. 

This paper shows how the work of M5P algorithm 

turns the game into a vicious circle, that is because the 

agents adapt themselves to the player and so the player 

changes the strategy and the agent adapts again, thus 

making a cycle. 

In future work, we intend to study and evaluate the 

gradual difficulty increase to avoid the elastic factor 

caused by the application of this present technique 

without moderation. 
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