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RESUMO

A Análise de Agrupamentos (do inglês Cluster Analysis) é uma técnica importante para

a realização de análises em problemas reais associados a diversos domínios, tais como:

Processamento de Imagens, Bioinformática, Mineração de Textos, Análise de Dados para

a previsão de Abalos Sísmicos, dentre outros. Essa área agrega diversos métodos de classi-

�cação não supervisionada, que podem ser aplicados com o objetivo de identi�car grupos

em um conjunto de dados. Nesse sentido, alguns dos métodos de agrupamento trabalham

com o número de grupos �xado a priori, ou seja, como um parâmetro que é fornecido

ao método, enquanto outros determinam o número de grupos mediante a aplicação de

algum índice de validação. Em particular, no presente trabalho optou-se pela utiliza-

ção do Índice Silhueta. Esse trabalho apresenta novas abordagens sistemáticas para a

obtenção do número ideal de grupos. As abordagens propostas utilizam algoritmos clás-

sicos da literatura, sejam eles: k-means, DBSCAN e Bisecting k-means. Os resultados e

as análises apresentadas indicam que esses métodos sistemáticos são de fácil reprodução

e são competitivos em relação à qualidade das soluções, quando comparados com algorit-

mos mais so�sticados da literatura para as instâncias denominadas comportadas. Além

das novas abordagens sistemáticas, são propostos dois métodos baseados em Comitê de

Agrupamentos, em que um baseia-se na Função Consenso Matriz de Coassociação e um

na Função Consenso Particionamento de Grafos. Também é proposto nesse trabalho um

algoritmo heurístico baseado na metaheurística Busca Local Iterada (do inglês Iterated

Local Search (ILS)), que incorpora uma análise baseada na Estatística de Hopkins, com o

objetivo de identi�car se em uma instância existe tendência à formação de agrupamentos.

Considerando a aplicação dessa análise, para as instâncias que possuem uma tendência
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de agrupamento, o algoritmo utiliza a heurística proposta no presente trabalho (ILS-

DBSCAN). Em relação às demais instâncias, uma alternativa é a utilização da heurística

da literatura AECBL1, baseada na metaheurística Algoritmos Evolutivos. A e�cácia e

a e�ciência da heurística proposta se re�etem nos tempos de execução substancialmente

inferiores e na qualidade das soluções obtidas, que são competitivas em relação às mel-

hores soluções relatadas na literatura. Por �m, são apresentadas propostas para trabalhos

futuros.

Palavras-chave: Problema de Agrupamento Automático, Métodos Sistemáticos, Agrupa-

mento baseado em Densidade, Agrupamento Hierárquico, Comitê de Agrupamentos, Índice

Silhueta e Algoritmos Heurísticos.



ABSTRACT

The Cluster Analysis is a very important technique to handle real problems associated with

several �elds, such as: Image Processing, Bioinformatics, Text Mining, Earthquake Pre-

diction, among others. This area combines several methods of unsupervised classi�cation,

which can be applied in order to identify groups in a dataset. To obtain such classi�-

cation, the number of groups either may be �xed (a provided parameter to the method)

or must be identi�ed upon review of some validation index. Particularly in this thesis

the Silhouette Index was adopted as a validation metric. This thesis also presents new

systematic methods to obtain the ideal number of groups. The proposed approach uses

classic algorithms from literature, such as: k-means (prototype based approach), DBSCAN

(density based approach) and bisecting k-means (hierarchical clustering). The results and

analysis presented indicate that these Systematic Methods are easy to reproduce and are

competitive when compared with sophisticated algorithms in the literature. In addition,

this work proposes two new methods based on Cluster Ensemble: Hypergraph Partitioning

and the Co-association Matrix. A Heuristic Algorithm based on the Iterated Local Search

metaheuristic is proposed (ILS-DBSCAN). When the clustering tendency is identi�ed the

ILS-DBSCAN algorithm must be selected and the Hopkins Statistic is considered. In the

other cases, the literature Evolutionary Algorithm literature AECBL1 is chosen. The ef-

fectiveness and the e�ciency of the proposed heuristic are re�ected in substantially lower

runtimes and in the solutions quality, that are competitive with best results reported in the

literature. Finally, proposals are presented for the next steps.

Keywords: Automatic Clustering Problem, Systematic Methods, Density-based Cluster-
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ing, Hierarchical Clustering, Cluster Ensemble, Silhouette Index, Heuristic Algorithms.



ABREVIAÇÕES

ACP : Problema de Agrupamento Automático (Automatic Clustering Problem).

AGM : Árvore Geradora Mínima.

CLUES : Clustering based on local shrinking.

CP : Problema de Agrupamento (Clustering Problem).

DBSCAN : Density Based Spatial Clustering of Applications with Noise.

FGP : Etapa de Formação de Grupos Parciais.

FJGP : Procedimento de Construção (FGP + JGP).

GVR : Grafo de Vizinhança Relativa.

JGP : Etapa de Junção de Grupos Parciais Adjacentes.

MCMC : Método Baseado em Comitê de Agrupamentos

com Matriz de Coassociação.

MCPG : Método Baseado em Comitê de Agrupamentos

com Particionamento de Grafos.

MRk : Multiple Runs of K-Means, Múltiplas Execuções k-Médias.

MRDBSCAN : Multiple Runs of DBSCAN (Múltiplas execuções do algoritmo DBSCAN).

MSAGM : Método Sistemático baseado em Particionamento de AGM.

MSH : Método Sistemático Hierárquico.

OMRk : Múltiplas Execuções Ordenadas do Algoritmo k-Médias

(Ordered Multiple Runs of K-Means).
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1

CAPÍTULO 1

INTRODUÇÃO

A Análise de Agrupamentos é uma técnica muito importante para efetuar análises em

problemas reais associados a diversos domínios, tais como: Processamento de Imagens,

Bioinformática, Mineração de Textos e Análise de Dados para previsão de Abalos Sísmicos

[Pakhira and Maulik 2005] [Di Gesú et al. 2005] [Liu et al. 2004] [Feldman and Sanger 2006]

[Saracoglu and Allahverdi 2007] [Hammouda and Kamel 2009] [Dzwinel and Boryczko 2005].

Essa técnica agrega diversos métodos de classi�cação não supervisionada, que podem

ser aplicados com o objetivo de identi�car grupos em um conjunto de dados, ou seja,

resolver um problema de agrupamento.

Considerando essa última observação, o presente problema pode ser resolvido con-

siderando dois enfoques, quais sejam:

• Fixado a priori o número de grupos, deve-se efetuar a minimização de uma função

objetivo (normalmente associada a algum tipo de distância) de forma a construir

grupos homogêneos, con�gurando o problema de agrupamento.

• Deve-se determinar ou identi�car o número ideal de grupos, mediante a avaliação de

algum índice de validação [Naldi 2011], con�gurando um problema de agrupamento

automático.

Em particular, a presente tese propõe novos métodos sistemáticos para a obtenção do
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número ideal de grupos em Problemas de Agrupamento Automático. Esses métodos são

baseados em métodos clássicos da literatura e consideram abordagens diferentes, sejam

elas: um Método Hierárquico Divisivo, um Método Baseado em Densidade, um Método

Baseado em Protótipos (centróides) e um Método baseado em Particionamento de Grafos

(Árvore Geradora Mínima) (MSAGM).

O Método Sistemático Hierárquico (MSH) foi concebido a partir do estudo do algo-

ritmo hierárquico Bisecting k-means, enquanto o método baseado em densidade (Múltiplas

Execuções do Algoritmo DBSCAN, MRDBSCAN do inglês Multiple Runs of DBSCAN )

foi concebido a partir de uma calibração dos valores de parâmetros que são utilizados

no conhecido algoritmo DBSCAN. Foi implementado também um Método Sistemático

baseado em Protótipos (Múltiplas Execuções Ordenadas do Algoritmo k-means, OMRK

do inglês Ordered Multiple Runs of k-means) que utiliza o clássico algoritmo k-means.

Por �m, o Método Sistemático baseado em Particionamento de Árvore Geradora Mínima

(MSAGM) que, assim como o MSH, considera uma abordagem Hierárquica Divisiva e

utiliza algoritmos clássicos relacionados com Grafos.

Também foram propostos nesse trabalho dois métodos baseados em Comitê de Agru-

pamentos com o objetivo de obter soluções para o Problema de Agrupamento Automático.

Para isso, são utilizados padrões identi�cados nas soluções submetidas ao método, sendo

obtidas por diferentes algoritmos ou por diferentes con�gurações (parâmetros de entrada).

No presente contexto um padrão consiste na ocorrência de um c Nesse sentido, os méto-

dos propostos são baseados nas Funções Consenso Matriz de Coassociação (MCMC) e

Particionamento de Grafos (MCPG).

As diferentes abordagens e técnicas consideradas nosMétodos Sistemáticos e nos méto-

dos baseados em Comitê de Agrupamentos serviram como base para o desenvolvimento

de heurísticas baseadas em metaheurísticas. Mais especi�camente, além das contribuições

desses métodos, o conhecimento de suas características, bem como avaliação das vantagens

e das desvantagens desses métodos, foi de fundamental importância para o desenvolvi-

mento de algoritmos heurísticos e�cientes e e�cazes. Nesse sentido, o presente trabalho

traz uma proposta de algoritmos heurísticos baseados na metaheurística Busca Local It-

erada (ILS, do inglês Iterated Local Search) [Lourenco et al. 2010]. Uma primeira versão

utiliza para a construção de soluções iniciais o procedimento da literatura FJGP (For-

mação e Junção de Grupos Parciais). Outra versão considera como algoritmo construtor

o DBSCAN, que utiliza conceitos baseados em densidade. Por �m, a terceira heurística
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proposta é híbrida, e utiliza a Estatística de Hopkins (EH) [Banerjee 2004] com o objetivo

de identi�car se em uma instância existe Tendência a Formação de Agrupamentos.

1.1 Contribuições do Trabalho

O presente capítulo descreve, de maneira resumida, as contribuições relacionadas à res-

olução do Problema de Agrupamento Automático. Em relação a Métodos Sistemáti-

cos, foi implementado um método que utiliza múltiplas execuções do algoritmo k-means

(OMRk). Além disso, foram propostos três novos Métodos Sistemáticos, em que um

considera o agrupamento baseado em densidade (MRDBSCAN), um utiliza conceitos de

agrupamento hierárquico (MSH) e um utiliza conceitos de Grafos e Particionamento de

Grafos (MSAGM).

Uma vez que foram utilizados métodos sistemáticos, em que diversas soluções com

diferentes quantidades de grupos são obtidas, torna-se necessário utilizar um índice com o

objetivo de avaliá-las. Os índices relativos, como próprio nome sugere, têm como �nalidade

avaliar a qualidade relativa das soluções produzidas por algoritmos de agrupamento. Esses

índices têm sido utilizados e investigados extensivamente e intensivamente, e apresentam

resultados satisfatórios em diversas aplicações [Naldi 2011] [Wang 2007] [Soares 2004a]

[Soares 2004b] [Naldi and F. 2007]. Esses índices não têm a propriedade de monotoni-

cidade, ou seja, não são afetados pelo aumento ou pela redução do número de grupos

da solução. O trabalho [Milligan and Cooper 1985], em especial, apresenta experimentos

comparando índices que foram utilizados para avaliar e determinar o número ideal de

grupos.

No presente trabalho, assim como nos algoritmos da literatura considerados (apresen-

tados no Capítulo 4), as soluções obtidas são avaliadas com a utilização do Índice Silhueta

(seção 2.3.1) . O objetivo é identi�car, de maneira não supervisionada, padrões existentes

em conjuntos de dados, que possam re�etir na forma como esses dados são estruturados.

Dessa maneira, busca-se a resolução de um problema de otimização cuja função objetivo

a ser maximizada corresponde ao Índice Silhueta.

A seguir é apresentada uma breve descrição das contribuições do presente trabalho

e das implementações dos Métodos Sistemáticos propostos da literatura, detalhados no

Capítulo 3.
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• Múltiplas Execuções Ordenadas do k-means (OMRk)

Foi implementado um método sistemático baseado em protótipos que utiliza o clás-

sico algoritmo k-means (seção 3.2.1.1). Esse método produz várias soluções con-

siderando diferentes inicializações de protótipos (centróides) para cada número in-

teiro k de grupos, com k variando em um intervalo [kmin, kmax], de�nido a priori

[Naldi 2011].

• Baseado em Densidade (MRDBSCAN)

Esse novo método proposto consiste na aplicação de um algoritmo baseado no clás-

sico algoritmo DBSCAN (Density Based Spatial Clustering of Applications with

Noise) [Ester et al. 1996] (seção 3.2.1.2). Para a sua aplicação, são necessários dois

parâmetros, sejam eles: a distância e a densidade (quantidade de objetos no raio de

alcance de um objeto, incluindo o próprio objeto).

Para a calibração dos parâmetros do MRDBSCAN foi utilizada a técnica da liter-

atura denominada DistK, descrita na seção 3.2.3 [Tan et al. 2009]. É importante

ressaltar que o MRDBSCAN foi adaptado para que todos os objetos da instân-

cia sejam considerados nas soluções obtidas. Com a utilização da técnica DistK

foram obtidos diferentes valores para cada um de seus parâmetros, com o objetivo

de encontrar soluções diversi�cadas no que diz respeito ao número de grupos e à

distribuição dos objetos nesses grupos. É necessário destacar que o MRDBSCAN

não possui como parâmetro de entrada o número de grupos (k).

• Hierárquico (MSH)

O Bisecting k-means, proposto por [Steinbach and Kumar 2000] (seção 3.2.1.3), cor-

responde a uma versão Hierárquica Divisiva do clássico algoritmo k-means, em que

a cada iteração, um grupo é selecionado e dividido em dois novos grupos. Nesse

contexto, o presente trabalho propõe algoritmos baseados no Bisecting k-means que

diferenciam-se quanto ao critério utilizado para a seleção do grupo a ser particionado.

Além disso, assim como nos demais Métodos Sistemáticos, cada solução obtida é

avaliada com a utilização do Índice Silhueta, selecionando-se, dentre elas, aquela

com o maior valor para esse índice. Nesse método são obtidas soluções para cada

número inteiro de grupos k no intervalo [kmin, kmax].
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• Particionamento da Árvore Geradora Mínima (MSAGM)

O MSAGM também considera uma abordagem Hierárquica Divisiva em que, como

o nome sugere, uma Árvore Geradora Mínima é particionada com o objetivo de

identi�car o número ideal de grupos em cada instância. Esse método foi desenvolvido

com base em sugestões apresentadas pelo prof. Dr. Flávio Montenegro da ENCE-

IBGE durante a apresentação da proposta de tese do presente trabalho. O método

utiliza dois algoritmos muito conhecidos da literatura, sejam eles: o Algoritmo de

Kruskal para a obtenção de uma AGM de um grafo G e o Algoritmo de Dijkstra

para a identi�cação do caminho mínimo em um grafo, sendo ambos apresentados

em [Cormen et al. 2009].

Os algoritmos clássicos da literatura utilizados nos métodos sistemáticos são apresen-

tados separadamente, no capítulo 3. São eles: k-means (seção 3.2.1.1), Bisecting k-means

(seção 3.2.1.3) e o DBSCAN (seção 3.2.1.2). Os algoritmos considerados no MSAGM não

possuem seções próprias por não abordarem especi�camente o Problema de Agrupamento,

porém são referenciados na seção 3.2.5.

As contribuições relacionadas aos métodos baseados em Comitê de Agrupamentos,

também apresentadas de maneira detalhada no Capítulo 3, são descritas brevemente a

seguir:

• Baseado em Matriz de Coassociação (MCMC)

Esse método consiste na utilização da Função Consenso Matriz de Coassociação

[Naldi 2011], que utiliza a similaridade sij existente entre dois objetos xi e xj, obtida

por meio do número de grupos compartilhados entre esses objetos nas soluções de

um conjunto de entrada (denominado Conjunto Base). Com base em uma matriz

de coassociação com os valores sij, um algoritmo para Agrupamento Hierárquico

realiza cortes formando soluções, que são avaliadas por meio da utilização do Índice

Silhueta. O número de grupos associado à solução com o maior valor para esse

índice é considerado o ideal. Esse método é apresentado detalhadamente na seção

3.3.1.

• Baseado em Particionamento de Grafos (MCPG)

O segundo método baseado em comitê de agrupamento consiste em utilizar uma

modelagem baseada em grafos. Nesse sentido, uma heurística para o particiona-

mento de grafos é utilizada e considera os padrões identi�cados nas soluções do
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Conjunto Base para a formação de novas soluções. De maneira similar ao método

baseado em Coassociação, o número de grupos associado à solução com o maior valor

para esse índice é considerado o ideal. Esse método é apresentado detalhadamente

na seção 3.3.2.

Além dos Métodos Sistemáticos e dos Métodos baseados em Comitê de Agrupamentos,

são propostos também Algoritmos Heurísticos baseados na metaheurística Busca Local

Iterada, e uma Heurística Híbrida desenvolvida após análises de algoritmos e�cientes (em

relação à qualidade das soluções e ao tempo computacional) encontrados na literatura.

Dessa forma, características que são importantes à resolução do problema em algoritmos

da literatura foram consideradas e utilizadas em conjunto com os algoritmos e procedi-

mentos propostos nesse trabalho.

O Algoritmo Heurístico Híbrido (HH) proposto usa uma heurística para a Estatística

de Hopkins com o objetivo de realizar um Teste de Tendência à Formação de Agrupa-

mentos. O resultado desse teste indicará qual heurística é mais adequada para a resolução

do problema. Neste sentido, as heurísticas consideradas são a ILS-DBSCAN (proposta

e descrita em detalhes na seção 5.6.2) para as instâncias que possuem tendência e uma

heurística baseada em Algoritmos Evolutivos proposta por [Cruz 2010] (seção 5.6.1) para

as demais instâncias.

No Anexo A do presente documento são apresentados os trabalhos publicados, aceitos,

submetidos ou em produção relacionados ao tema da tese. O MRDBSCAN foi publicado

na Revista Learning and Nonlinear Models, volume 4 em 2012. O MSH foi aceito para

publicação na Revista Brasileira de Estatística (RBEs-IBGE) em agosto de 2012. O

MSAGM foi aceito para publicação e apresentação na X Congreso Chileno de Investigación

Operativa em Concepción, Chile, 2013. Os dois artigos que abordam os Métodos baseados

em Comitê de Agrupamentos (MCMC e MCPG) estão em fase �nal de revisão. Por �m,

o artigo sobre a Heurística Híbrida está em fase �nal de produção.

1.2 Estrutura do Trabalho

O presente trabalho está dividido em seis capítulos, incluindo a introdução. O Capítulo

2 traz uma descrição geral do problema de agrupamento, também conhecido na liter-

atura como problema de Clusterização ou de Categorização. São apresentadas algumas

de�nições, a sua complexidade tanto no Problema de Agrupamento Clássico quanto no
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Problema de Agrupamento Automático.

Além disso, são relatados outros problemas de agrupamento que consideram difer-

entes restrições, sejam eles: o problema de obtenção de um Subconjunto, o problema de

Empacotamento e o problema de Cobertura. São relacionados alguns requisitos desejáveis

aos algoritmos de agrupamento para obtenção de soluções de boa qualidade e explicações

com exemplos dos cálculos das Distâncias Euclidiana, de Manhattan e deMinkowski, bem

como de Índices de Validação da Silhueta e Silhueta Simpli�cada [Toussaint 1980].

O Capítulo 3 apresenta uma revisão de literatura em relação aos Algoritmos para o

Problema de Agrupamento Automático (seção 3.1), sendo relatados algoritmos heurísticos

que maximizam o Índice Silhueta eMétodos Sistemáticos para a obtenção do número ideal

de grupos. São também apresentadas algumas contribuições relacionadas à resolução do

Problema de Agrupamento Automático por meio da utilização de Métodos Sistemáticos

(seção 3.2). Nesse sentido, foi implementado um método que utiliza múltiplas execuções

do algoritmo k-means (OMRk).

Ainda com base no Capítulo 3, são propostos três novos Métodos Sistemáticos, em

que um considera o agrupamento baseado em densidade (MRDBSCAN), um utiliza con-

ceitos de agrupamento hierárquico (MSH) e por �m o que realiza Particionamento de

AGM (também em uma abordagem hierárquica). Além disso, são propostos dois novos

métodos baseados em Comitê de Agrupamentos, sejam eles: Função Consenso Matriz de

Coassociação e Particionamento de Grafos [Naldi 2011].

No Capítulo 4 são apresentados os algoritmos heurísticos propostos, bem como os

algoritmos da literatura utilizados nos experimentos relatados no Capítulo 5. Conforme

a ordem de publicação, são eles: O Algoritmo Genético CLUSTERING proposto por

[Tseng and Yang 2001]; os algoritmos heurísticos baseados emAlgoritmos Evolutivos (AEC)

e em Simulated Annealing (SAPCA) propostos por [Soares 2004b]; o algoritmo CLUES

(CLUstEring based on local Shrinking) proposto por [Wang 2007]; os algoritmos heurís-

ticos baseados nas metaheurísticas Algoritmos Evolutivos, GRASP (Greedy Randomized

Adaptive Search Procedure) e ILS (Iterated Local Search) propostos por [Cruz and Ochi 2011]

[Cruz 2010]. Ainda no Capítulo 4 são apresentados os procedimentos relacionados ao al-

goritmo heurístico proposto, baseado na metaheurística Busca Local Iterada, incluindo a

heurística para o cálculo da Estatística de Hopkins.

Os resultados obtidos com os experimentos computacionais dos Métodos Sistemáticos
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propostos e implementados, dos algoritmos heurísticos baseados em ILS, da Heurística

Híbrida bem como na heurística para a Estatística de Hopkins são reportados no Capí-

tulo 5. Esse capítulo também traz detalhes sobre as Tecnologias Utilizadas, tanto em

relação aos hardwares quanto aos softwares utilizados, bem como o processo de Normal-

ização dos Dados e descrições das Instâncias Utilizadas. Todas as instâncias consideradas

neste trabalho foram utilizadas em trabalhos da literatura. Além disso, com o objetivo

de facilitar a análise dos resultados dos algoritmos para instâncias com diferentes carac-

terísticas (quantidade de objetos, dimensões, densidades etc), as instâncias que possuem

2 ou 3 atributos são apresentadas gra�camente no Apêndice B.

O Capítulo 6 apresenta as conclusões obtidas com o desenvolvimento e as pesquisas

realizadas. Nesse sentido, desde a fase de revisão dos trabalhos da literatura, e princi-

palmente durante a fase de implementação e realização dos experimentos, várias possi-

bilidades de pesquisa apresentaram-se promissoras. Essas possibilidades são relatadas na

seção 6.1.

Os resultados e as análises apresentadas no capítulo 5 indicam que os novos métodos

sistemáticos propostos nessa tese são de fácil reprodução (implementações simples) e são

competitivos em relação à qualidade das soluções, quando comparados com algoritmos

mais so�sticados da literatura.

Acrescenta-se, ainda, que a di�culdade desses métodos em produzir o número ideal

de grupos para as instâncias consideradas não comportadas (seção 5.1) decorre, princi-

palmente, da ausência de buscas locais mais so�sticadas no que concerne à exploração do

espaço de soluções.

O algoritmo Híbrido proposto incorpora um procedimento que efetua uma análise dos

dados mediante a utilização da Estatística de Hopkins [Banerjee 2004]. Essa estatística

tem como objetivo identi�car se uma instância tem tendência à formação de agrupa-

mentos naturais. Com sua utilização foi possível identi�car instâncias em que existiam

grupos, mesmo quando não são bem de�nidos (coesos e separados), conforme já relatado

e consolidado no trabalho de [Banerjee 2004].

Em um dos experimentos foram utilizados os maiores valores de silhuetas obtidos

pelo melhor algoritmo de [Cruz 2010] como alvos difíceis, e o subconjunto de instâncias

consideradas comportadas. Com a utilização do ILS proposto esses alvos foram alcançados

em tempos de processamento consideravelmente inferiores em relação aos tempos obtidos
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pelo melhor algoritmo de [Cruz 2010]. Com base no algoritmo ILS proposto, os resultados

apresentados indicam que, para o subconjunto de instâncias comportadas, a utilização da

Estatística de Hopkins para a seleção do ILS-DBSCAN se con�gura como uma alternativa

e�ciente e e�caz para a resolução do problema abordado.

Em relação às demais instâncias, classi�cadas como não comportadas, uma alternativa

é a utilização do algoritmo heurístico da literatura denominado AECBL1. O Capítulo

5 apresenta, de maneira detalhada, os experimentos e resultados obtidos na presente

trabalho.
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CAPÍTULO 2

PROBLEMAS DE AGRUPAMENTO

O presente capítulo traz uma descrição geral do problema de agrupamento, também con-

hecido na literatura como problema de Clusterização ou de Categorização. São apresen-

tadas algumas de�nições concernentes a esse problema, bem como a sua complexidade em

relação à quantidade de soluções possíveis (viáveis) considerando o número de objetos,

tanto no Problema de Agrupamento, quanto no Problema de Agrupamento Automático.

Além disso, são relatados outros problemas de agrupamento que consideram diferentes

restrições, quais sejam: a obtenção de um Subconjunto, o Problema de Empacotamento

e o Problema de Cobertura. Em seguida, são relacionados os requisitos desejáveis aos

algoritmos de agrupamento para a obtenção de soluções de boa qualidade. Com o ob-

jetivo de facilitar o entendimento desse problema, além da base teórica, uma Instância

Exemplo foi utilizada para ilustrar os cálculos das Distâncias Euclidiana, de Manhattan e

de Minkowski, e também para exempli�car o cálculo dos Índices Silhueta e de sua versão

Simpli�cada. Por �m uma otimização proposta na literatura para o cálculo do Índice

Silhueta Tradicional é relatada.

2.1 Introdução

A resolução do problema de Agrupamento de Dados consiste na classi�cação não super-

visionada de objetos em grupos, em que não é necessário um conhecimento prévio sobre
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Figura 2.1: Representação de Similaridades dentro de um grupo e entre os grupos
[Larose 2004].

as suas classes ou categorias [Jain and Dubes 1988][Han et al. 2012]. Busca-se nesse pro-

cesso a identi�cação de grupos com o intuito de maximizar a similaridade entre os objetos

de um mesmo grupo (variação intracluster) e minimizar a similaridade entre os objetos

de grupos distintos (variação intercluster), conforme ilustra a Figura 2.1 [Han et al. 2012]

[Larose 2004] [Goldschmidt and Passos 2005] [Hansen and Jaumard 1997]. Assim, o ob-

jetivo do problema é a obtenção de grupos que apresentem padrões semelhantes e que

possam re�etir a forma como os dados estão estruturados.

Conforme [Tan et al. 2009], as últimas décadas, e em particular os últimos anos,

têm sido marcados pelo desenvolvimento de diversos algoritmos de agrupamento. Por

sua vez, esses algoritmos encontram aplicação em diversos domínios, quais sejam: Pro-

cessamento de Imagens [Pakhira and Maulik 2005]; Bioinformática [Di Gesú et al. 2005]

[Liu et al. 2004]; Mineração de Textos [Feldman and Sanger 2006] [Saracoglu and Allahverdi 2007]

[Hammouda and Kamel 2009]; Análise de Dados para previsão de Abalos Sísmicos

[Dzwinel and Boryczko 2005]; Não obstante, nenhum desses algoritmos é apropriado para

todos os tipos de dados, formatos de grupos e aplicações.

Segundo [Tan et al. 2009], o fato de nenhum algoritmo ser e�ciente ou e�caz, con-

siderando diferentes características, sugere que há espaço para o estudo e o desenvolvi-

mento de novos algoritmos de agrupamento que sejam mais e�cientes ou mais apropriados

para conjuntos de dados com características especí�cas. Além disso, em muitos casos, a

análise de �o que é uma boa solução� é subjetiva, tendo em vista as especi�cidades da

aplicação que será estudada e mapeada em um problema de agrupamento.
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2.2 De�nições do Problema de Agrupamento

De maneira formal, o problema de agrupamento pode ser descrito como: dado um conjunto

X formado por n objetos e denotadoX = {x1, x2, ..., xn}, para o qual cada objeto xi possui
p atributos xi = {x1i , x2i , ..., x

p
i }, deve-se construir, a partir do conjunto X, k grupos (Cj),

C = {C1, C2, ..., Ck}.

Conforme [Hansen and Jaumard 1997], os algoritmos de agrupamento podem ser apli-

cados em vários tipos de problemas. Dessa forma, diferentes conjuntos de restrições de-

vem ser respeitadas conforme o problema a ser resolvido. As restrições apresentadas

nas Equações (2.1), (2.2) e (2.3) dizem respeito ao problema de agrupamento clássico

[Han et al. 2012].

k⋃
j=1

Cj = X (2.1)

Cl

⋂
Cj = ∅ l, j = {1, 2, ..., k} l 6= j (2.2)

Cj 6= ∅ j = {1, 2, ..., k} (2.3)

A restrição apresentada pela Equação (2.1) indica que a união dos objetos pertencentes

aos grupos corresponde ao conjunto de objetos submetido ao problema (X). Já a restrição

(2.2) signi�ca que nenhum objeto pode pertencer a mais de um grupo, enquanto a restrição

(2.3) indica que nenhum grupo pode estar vazio.

Para o Problema de Agrupamento dito Clássico ou Tradicional, o número de soluções

possíveis, ou seja, o total de maneiras em que os n objetos podem ser agrupados, con-

siderando um número �xo de k grupos, é dado pelo número de Stirling (NS) de segundo

tipo [Jr 1968], e de�nido pela Equação (2.4) [Liu 1968].

NS(n, k) =
1

k!

k∑
i=0

(−1)i
(
k

i

)
(k − i)n (2.4)

Com o objetivo de apresentar a ordem de grandeza do número de soluções possíveis, no

caso de 10 objetos (n = 10) a serem alocados em 2 grupos (k = 2), o número de soluções

a serem consideradas é de NS(10, 2) = 511. Mas considerando a mesma quantidade de
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objetos e o número de grupos igual a 3, o número de soluções a serem consideradas é de

NS(10, 3) = 9.330. Por �m, considerando apenas dobro de objetos e a mesma quantidade

de grupos (n = 20 e k = 3), o número de soluções possíveis (Equação (2.4)) aumenta para

NS(20, 3) = 580.606.446.

Para Problemas de Agrupamento Automático, em que o valor de k é desconhecido, ou

seja, a sua identi�cação faz parte do problema, o número de soluções possíveis é ainda

maior. Nesse caso, o número de soluções é dado pela Equação (2.5), que corresponde

ao somatório da Equação (2.4) para o número de grupos variando no intervalo [1, kmax],

sendo kmax o número máximo de grupos (comumente de�ne-se kmax = n).

NS(n) =
kmax∑
j=1

NS(n, j) . : . NS(n) =
kmax∑
j=1

1

j!

j∑
i=0

(−1)i
(
j

i

)
(j − i)n (2.5)

No Problema de Agrupamento Automático, o número de soluções possíveis cresce ex-

ponencialmente com o aumento da quantidade de objetos (n). Essa característica torna

proibitiva a obtenção da solução ótima mediante a aplicação de um procedimento de

enumeração exaustiva. Nesse problema, para apenas 10 objetos (n = 10), existem

NS(10) = 115.975 diferentes soluções, em que o número de grupos pode variar no in-

tervalo de inteiros [1, 10] (considerando kmax = n). Essa questão é comentada em vários

trabalhos da literatura, como por exemplo, no trabalho de [Naldi 2011].

Conforme os trabalhos [Kaufman and Rousseeuw 1990] e [Welch 1983], tanto o Prob-

lema de Agrupamento Automático, quanto o Problema de Agrupamento pertencem à classe

de problemasNP-Completo. O presente trabalho está relacionado ao Problema de Agru-

pamento Tradicional, que considera as Equações (2.1), (2.2) e (2.3) [Han et al. 2012].

Outros problemas de agrupamento que consideram diferentes restrições são apresentados

em [Hansen and Jaumard 1997]:

• Subconjunto: Obter um subconjunto C do conjunto de objetos (X).

• Problema de Empacotamento (do inglês Packing Problem): P e = {C1, C2, ..., Ck}
com base nos n objetos do conjunto X. Nesse problema deve ser desconsiderada a

restrição da Equação 2.1, ou seja, alguns dos objetos podem não estar associados a

um grupo.

• Problema de Cobertura (do inglês Covering Problem): P c = {C1, C2, ..., Ck} com
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base nos n objetos do conjunto X. Nesse problema, entretanto, deve ser desconsid-

erada a restrição da Equação 2.2. Dessa forma, os objetos podem estar associados

a mais de um grupo.

Para avaliar a qualidade de um grupo, e consequentemente de uma solução, é necessário

utilizar critérios que sejam capazes de quanti�car a sua homogeneidade ou estrutura nat-

ural dos grupos. Deve ser possível, também, quanti�car a separação entre os grupos.

• Divisão (Split): dissimilaridade mínima entre um objeto xa do grupo Cj (xa ∈ Cj)

e um objeto xb externo (xb /∈ Cj), conforme apresenta a Equação (2.6).

split(Cj) = Min xa∈Cj ; ∀xb /∈Cj
dab (2.6)

• Corte (Cut): trata-se da soma das dissimilaridades entre os objetos do grupo Cj e

dos objetos externos (em relação ao grupo Cj). A Equação (2.7) apresenta o Corte

de Cj. O Corte Normalizado pode ser utilizado com o intuito de desconsiderar a

cardinalidade dos grupos. Para isso deve-se utilizar a Equação (2.8)

cut(Cj) =
∑
xa∈Cj

∑
∀xb /∈Cj

dab (2.7)

cutNorm(Cj) = cut(Cj)/
|Cj|

(n− |Cj|)
(2.8)

O processo de agrupar um conjunto em subconjuntos disjuntos (grupos ou clusters) é

denominado agrupamento (clusterização ou ainda categorização). O objetivo é identi�car

grupos de forma a maximizar a similaridade entre os objetos de um mesmo grupo (in-

traclusters) e minimizar a similaridade entre objetos de grupos distintos (inter-clusters)

[Han et al. 2012] [Larose 2004] [Goldschmidt and Passos 2005].

Segundo [Han et al. 2012], para se obter grupos de boa qualidade, devem ser obser-

vadas as seguintes premissas no que concerne à implementação dos algoritmos de agrupa-

mento:

• Escalabilidade: o algoritmo deve ser capaz de trabalhar com qualquer quantidade

de objetos e de dimensões (atributos), ou seja, a alta escalabilidade nesses algoritmos

é necessária.
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• Tipos de Variáveis: pode ser necessário trabalhar com diversos tipos de dados,

tais como: escalares em intervalos, binários, nominais (ou categóricos), ordinais,

escalados em proporção, ou ainda combinações desses tipos.

• Identi�car Grupos com Formatos Arbitrários: a utilização das medidas de

Distância Euclidiana (Equação (2.9)) e Distância de Manhattan (Equação (2.11)),

por exemplo, tende a identi�car grupos esféricos e de tamanhos semelhantes, sendo

importante a identi�cação de grupos com diferentes características. Pode-se utilizar

métodos baseados em densidade em que os ruídos nos dados são ignorados e é

possível a obtenção de grupos com formatos arbitrários devido à distinção de regiões

que possuam densidades diferentes. A Seção 3.2.1.2 apresenta o DBSCAN, um

algoritmo que considera os conceitos de densidade em grupos.

• Mínimo de Conhecimento na Entrada dos Parâmetros: os resultados de

algoritmos podem ser muito sensíveis em relação aos parâmetros de entrada. Fre-

qüentemente, esses parâmetros são difíceis de determinar, em especial em grandes

bases de dados com uma alta dimensionalidade (muitos atributos).

• Alta Dimensionalidade: apesar do ser humano ser capaz de avaliar, de maneira

visual, a qualidade de soluções com até três dimensões, os algoritmos devem trabal-

har com instâncias com alta escalabilidade em relação ao número de atributos.

• Utilização de Restrições: em problemas especí�cos, há uma necessidade de se

agrupar objetos satisfazendo vários tipos de restrições, como por exemplo, a quan-

tidade mínima de objetos por grupo. Deve ser possível encontrar grupos de boa

qualidade e que satisfaçam as restrições existentes, ou seja, soluções válidas de boa

qualidade.

• Resultados Úteis e de Fácil Interpretação: os resultados obtidos com a utiliza-

ção de algoritmos de agrupamento devem ser de simples entendimento, compreen-

síveis e potencialmente úteis.

2.3 Análise da Qualidade do Agrupamento

A Análise de Agrupamentos tem sido amplamente utilizada em inúmeras aplicações reais,

que podem ser mapeadas em problemas de agrupamento, contribuindo nas mais diversas
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áreas, como: Economia, Epidemiologia, Planejamento Urbano, Marketing, Geogra�a,

Medicina, Engenharias, Bioquímica, Telecomunicações, dentre outras [Han et al. 2012].

Um aspecto importante a ser considerado em relação aos problemas de agrupamento

é como mensurar a (dis)similaridade entre objetos e/ou grupos. Para isso é necessária a

utilização de alguma medida de similaridade, também conhecida como aptidão da solução.

Essas medidas são especí�cas para cada problema de agrupamento abordado e são uti-

lizadas para veri�car se dois objetos devem pertencer a um mesmo grupo ou devem estar

separados, ou seja, pertencerem a grupos distintos.

Um importante critério utilizado para veri�car a similaridade entre dois objetos é

a distância entre eles. Normalmente, esta veri�cação ocorre entre cada par de obje-

tos e, quanto maior for a similaridade entre eles, menor será a distância. Algumas das

medidas de distância mais utilizadas, considerando atributos escaláveis, são a Distân-

cia Euclidiana, a Distância de Manhattan, e a Distância de Minkowski [Han et al. 2012]

[Dias and Ochi 2003] [Cole 1998].

A Distância Euclidiana considera a distância d entre dois objetos xi e xj no espaço

p-dimensional, conforme apresenta a Equação (2.9). Os atributos podem ser ponderados

e, para isso, utiliza-se um peso especí�co w relativo a sua importância. Assim, o cálculo

da Distância Euclidiana Ponderada que utiliza pesos especí�cos pode ser apresentada pela

Equação (2.10).

DEuclidiana(xi, xj) =

√√√√ p∑
l=1

(xli − xlj)2 (2.9)

DEuclidianaP (xi, xj) =

√√√√ p∑
l=1

wl(xli − xlj)2 (2.10)

A Distância de Manhattan ou City Block, apresentada na Equação (2.11), corresponde

ao somatório das diferenças entre todos os p atributos de dois objetos xi e xj. Esta medida,

porém, não é indicada para instâncias cujos atributos têm uma correlação alta.

DManhattan(xi, xj) =

p∑
l=1

|xli − xlj| (2.11)

Já a Distância Minkowski, apresentada na Equação (2.12), é uma generalização das
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Distâncias Euclidiana e de Manhattan. As Distâncias de Manhattan e Minkowski, assim

como a Distância Euclidiana, também suportam a aplicação de pesos aos atributos.

DMinkowski(xi, xj) = q

√√√√ p∑
l=1

|xli − xlj|
q (2.12)

As três distâncias supracitadas satisfazem os requisitos matemáticos a seguir relatados

em [Han et al. 2012]:

• D(xi, xj) ≥ 0: a distância sempre será um valor não negativo.

• D(xi, xi) = 0: a distância de um objeto e si mesmo é 0.

• D(xi, xj) = D(xj, xi): a distância é simétrica entre os objetos.

• D(xj, xi) ≤ D(xi, xh)+D(xh, xj) (desigualdade triangular): a distância direta entre

os objetos xi e xj não será maior que a distância entre esses objetos e um objeto xh

qualquer.

Com o objetivo de ilustrar os cálculos das Distâncias Euclidiana e de Manhattan, a

Tabela 2.1 apresenta uma Instância Exemplo, também ilustrada gra�camente pela Figura

2.2. É importante ressaltar que, para esse exemplo, os dados não foram normalizados. A

normalização de dados é abordada na seção 5.2.1.

Tabela 2.1: Instância Exemplo

Objeto Atributo 1 Atributo 2
xa 1 1
xb 1 3
xc 3 3
xd 3 1
xe 8 6
xf 7 8
xg 6 7
xh 8 2
xi 7 1
xj 7 2

As Tabelas 2.3 e 2.2 apresentam, respectivamente, as matrizes com as distâncias

entre cada par de objetos da Instância Exemplo considerando a aplicação das Distância

de Manhattan e da Euclidiana.
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Com base na Tabela 2.2, a Distância Euclidiana entre os objetos xb e xf é 7, 81

(DEuclidiana(xb, xf ) = 7, 81). O cálculo realizado foiDEuclidiana(xb, xf ) =
√

(1− 7)2 + (3− 8)2,

DEuclidiana(xb, xf ) =
√

36 + 25, DEuclidiana(xb, xf ) =
√

61 = 7, 81. Já com base na Tabela

2.3, a Distância de Manhattan entre os objetos é 11 (DManhattan(xb, xf ) = 11). O cálculo

realizado foi DManhattan(xb, xf ) = |1− 7|+ |3− 8| = 11.

Tabela 2.2: Matriz de Distâncias :: Euclidiana

xa xb xc xd xe xf xg xh xi xj

xa 0 2,00 2,83 2,00 8,60 9,22 7,81 7,07 6,00 6,08
xb 2,00 0 2,00 2,83 7,62 7,81 6,40 7,07 6,32 6,08
xc 2,83 2,00 0 2,00 5,83 6,40 5,00 5,10 4,47 4,12
xd 2,00 2,83 2,00 0 7,07 8,06 6,71 5,10 4,00 4,12
xe 8,60 7,62 5,83 7,07 0 2,24 2,24 4,00 5,10 4,12
xf 9,22 7,81 6,40 8,06 2,24 0 1,41 6,08 7,00 6,00
xg 7,81 6,40 5,00 6,71 2,24 1,41 0 5,39 6,08 5,10
xh 7,07 7,07 5,10 5,10 4,00 6,08 5,39 0 1,41 1,00
xi 6,00 6,32 4,47 4,00 5,10 7,00 6,08 1,41 0 1,00
xj 6,08 6,08 4,12 4,12 4,12 6,00 5,10 1,00 1,00 0

Tabela 2.3: Matriz de Distâncias :: Manhattan

xa xb xc xd xe xf xg xh xi xj

xa 0 2 4 2 12 13 11 8 6 7
xb 2 0 2 4 10 11 9 8 8 7
xc 4 2 0 2 8 9 7 6 6 5
xd 2 4 2 0 10 11 9 6 4 5
xe 12 10 8 10 0 3 3 4 6 5
xf 13 11 9 11 3 0 2 7 7 6
xg 11 9 7 9 3 2 0 7 7 6
xh 8 8 6 6 4 7 7 0 2 1
xi 6 8 6 4 6 7 7 2 0 1
xj 7 7 5 5 5 6 6 1 1 0
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2.3.1 Índice Silhueta

O Índice Silhueta (2.13) foi proposta por [Rousseeuw 1987] e é calculada para cada objeto

da instância. Esse índice combina coesão e separação e é obtido com a utilização das

Equações a seguir:

Maximizar F (C) =
1

n

n∑
i=1

s(xi) (2.13)

a(xi) =
1

|Cw|
∑

d(xi, xj) ∀xj 6= xi, xi ∈ Cw, xj ∈ Cw (2.14)

dext(xi, Ct) =
1

|Ct|
∑

d(xi, xj) xi /∈ Ct, ∀xj ∈ Ct (2.15)

b(xi) = Min dext(xi, Ct), Ct 6= Cw, xi ∈ Ct (2.16)

s(xi) =
b(xi)− a(xi)

max{b(xi), a(xi)}
(2.17)

Figura 2.2: Instância Exemplo

Com o objetivo de facilitar o entendimento do cálculo da Silhueta, a Figura 2.3 ap-

resenta uma solução com 3 grupos com base na Instância Exemplo (Figura 2.2). Os
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quatro passos a seguir, em conjunto com o exemplo grá�co, explicam detalhadamente

como calculá-lo.

• Para cada objeto xi, calcule a sua distância média em relação aos demais objetos

do mesmo grupo (a(xi)).

� Com base na Figura 2.3, a distância média (Euclidiana) entre o objeto xc e o

grupo C0 (a(xc)) consiste em a(xc) = d(xc,xa)+d(xc,xb)+d(xc,xd)
3

, a(xc) = 2, 3.

• Para o objeto xi, calcule a sua distância média em relação a todos os objetos de um

mesmo grupo para cada um dos demais grupos (b(xi)).

� A distância média entre o objeto xc e o grupo C1 (dext(xc, C1)) consiste em
d(xc,xe)+d(xc,xf )+d(xc,xg)

3
.

� Já distância média entre o objeto xc e o grupo C2 (dext(xc, C2)) consiste em
d(xc,xh)+d(xc,xi)+d(xc,xj)

3
.

� Para a instância exemplo, dext(xc, C1) = 5, 7 e dext(xc, C2) = 4, 6. Dessa forma

b(xc) = 4, 6, e indica que o objeto xc, dentre os grupos externos, está mais

próximo do grupo C2.

• O coe�ciente silhueta de cada objeto xi, s(xi), pode ser obtido pela Equação (2.17).

� Em particular, para o cálculo da silhueta do objeto c:

� s(xc) = b(xc)−a(xc)
max{b(xc),a(xc)} :: s(xc) = 4,6−2,3

4,6
:: s(xc) = 0, 50.

� É importante ressaltar que para objetos em grupos singletons (com um objeto)

a silhueta é s(xc) = 0.

• O cálculo da silhueta da solução é a média das somas das silhuetas de cada objeto,

conforme apresenta a Equação (2.18).

F (C) =
1

n

n∑
i=1

b(xi)− a(xi)

max{b(xi), a(xi)}
(2.18)

� As Tabelas 2.4, 2.5 e 2.6 sumarizam as silhuetas dos objetos da Instância

Exemplo. Em negrito nessas tabelas estão os grupos externos mais próximos

ao objeto de referência, sendo a distância desse grupo externo utilizada para o

cálculo da silhueta do objeto em questão.
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Figura 2.3: Cálculo da Silhueta Tradicional.

� Para a solução apresentada pela Figura 2.3 a silhueta Tradicional possui o valor

0, 7.

Tabela 2.4: Cálculo das silhuetas dos objetos (Grupo 0)

Objeto a(xi) dext(xi, C1) dext(xi, C2) s∗(xi)

xa 2,3 8,5 6,4 0,6
xb 2,3 7,3 6,5 0,6
xc 2,3 5,7 4,6 0,5
xd 2,3 7,3 4,4 0,5

Tabela 2.5: Cálculo das silhuetas dos objetos (Grupo 1)

Objeto a(xi) dext(xi, C0) dext(xi, C2) s∗(xi)

xe 2,2 7,3 4,4 0,5
xf 1,8 7,9 6,4 0,7
xg 1,8 6,5 5,5 0,7

2.3.1.1 A Silhueta Simpli�cada

Uma versão Simpli�cada do Índice Silhueta foi proposta por [Hruschka et al. 2004b].

As modi�cações realizadas nos cálculos de a(xi) e b(xi) possibilitaram a redução do
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Tabela 2.6: Cálculo das silhuetas dos objetos (Grupo 2)

Objeto a(xi) dext(xi, C0) dext(xi, C1) s∗(xi)

xh 1,2 6,1 5,2 0,8
xi 1,2 5,2 6,1 0,8
xj 1,0 5,1 5,1 0,8

custo computacional de O(n2) para O(n). Além disso, em [Vendramin et al. 2009] e

[Vendramin et al. 2010] foram realizados experimentos em que os resultados indicaram

que a utilização da Silhueta Simpli�cada mantém a qualidade próxima aos resultados

obtidos com a utilização da Silhueta Tradicinal.

Para a versão Simpli�cada, a(xi) é a dissimilaridade entre o objeto xi e o centróide

do mesmo grupo cA (xi ∈ CA), enquanto b(xi) é a menor dissimilaridade entre xi e o

centróide cB de um outro grupo CB (A 6= B).

A Figura 2.4 apresenta uma solução com 3 grupos com base na Instância Exemplo

(Figura 2.2). Nela os pontos 0∗(2, 2), 1∗(7, 7) e 2∗(7.3, 1.6) são centróides dos grupos C0,

C1 e C2, respectivamente. Segue, passo a passo, a demonstração do cálculo da Silhueta

Simpli�cada.

Figura 2.4: Cálculo da Silhueta Simpli�cada.

• Para cada objeto xi calcule a sua distância relação ao centróide de seu grupo. O
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centróide é obtido pela média de cada atributo entre os objetos do grupo. Por

exemplo:

� Grupo C0: centróide 0∗(1+1+3+3
4

, 1+1+3+3
4

) :: 0∗(2, 2).

� Grupo C1: centróide 1∗(6+7+8
3

, 6+7+8
3

) :: 1∗(7, 7).

� Grupo C2: centróide 2∗(7+7+8
3

, 1+2+2
3

) :: 2∗(7.3, 1.6).

• A distâcia entre o objeto xc e o centróide de seu grupo a(xc) = d(xc, 0
∗) = 1, 4.

• Para cada objeto xi calcule a sua distância média em relação ao centróides dos

demais grupos (d(xi)) e tome o mínimo de d(xi) para obter b(xi).

� A distância do objeto xc ao centróide do grupo C1 é dext(xc, 1∗) = 5, 7.

� Já distância do objeto xc ao centróide do grupo C2 é dext(xc, 2∗) = 4, 5.

� Para a instância exemplo, dext(xc, 1∗) = 5, 7 e dext(xc, 2∗) = 4, 5. Dessa forma

b(xc) = 4, 5, e indica que o objeto c, dentre os grupos externos, está mais

próximo do grupo C2.

• A Silhueta Simpli�cada de cada objeto xi, s(xi), pode ser obtido pela Equação

(2.17).

� Em particular, para o cálculo da silhueta do objeto xc:

� s(xc) = b(xc)−a(xc)
max{b(xc),a(xc)} :: s(xc) = 4,5−1,4

4,5
:: s(xc) = 0, 7.

• O cálculo da silhueta simpli�cada da solução é a média das silhuetas simpli�cadas

de cada objeto, conforme apresenta a Equação (2.13).

� As Tabelas 2.7, 2.8 e 2.9 apresenta as Silhuetas Simpli�cadas dos objetos da

Instância Exemplo.

� A Silhueta Simpli�cada da solução é 0, 8 enquanto o valor da Silhueta Tradi-

cional para a mesma solução foi 0, 7.

Tabela 2.7: Cálculo das silhuetas simpli�cadas dos objetos (Grupo 0)

Objeto a(xi) dext(xi, C1) dext(xi, C2) s∗(xi)

a 1,4 8,5 6,3 0,8
b 1,4 7,2 6,5 0,8
c 1,4 5,7 4,5 0,7
d 1,4 7,2 4,3 0,7
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Tabela 2.8: Cálculo das silhuetas simpli�cadas dos objetos (Grupo 1)

Objeto a(xi) dext(xi, C0) dext(xi, C2) s∗(xi)

e 1,4 7,2 4,5 0,7
f 1,0 7,8 6,4 0,8
g 1,0 6,4 5,6 0,8

Tabela 2.9: Cálculo das silhuetas simpli�cadas dos objetos (Grupo 2)

Objeto a(xi) dext(x,C0) dext(xi, C1) s∗(xi)

h 0,8 6,0 5,1 0,8
i 0,7 5,1 6,0 0,9
j 0,5 5,0 5,0 0,9

2.3.1.2 Silhueta Alternativa

Em [Hruschka et al. 2004b] foi apresentada uma versão Alternativa da Silhueta (Equação

2.19), que pode ser utilizada de forma a substituir a Silhueta Tradicional dada pela

Equação 2.17. Na Equação 2.19 a constante ε tem um valor pequeno, sendo necessária

para o cálculo de salternativa(xi) quando a(xi) = 0.

Segundo [Naldi 2011], a versão alternativa aparenta ser mais sensível às alterações em

a(xi) e b(xi), e o índice não retorna resultados no itervalo [−1, 1]. Além disso, é possível

efetuar uma combinação das versões Silhueta Simpli�cada e Silhueta Alternativa.

salternativa(xi) =
b(xi)

a(xi) + ε
(2.19)

2.3.1.3 Otimização da Silhueta Tradicional

Em [Zoubi and Rawi 2008] foi apresentada uma otimização para o cálculo do Índice Sil-

hueta Tradicional. Considere a Distância Euclidiana entre os objetos xi e xj, em um

espaço p-dimensional (Rp) (Equação 2.20). O cálculo de uma distância envolve p mul-

tiplicações, p adições e p subtrações, sendo p a quantidade de dimensões (atributos).

Assim, para computar m distâncias são necessárias m.p multiplicações, m.p adições e m.p

subtrações, em um total de 3.m.p operações.

d(xi, xj) =

√√√√ p∑
l=1

(xli − xlj)2 (2.20)

A Equação 2.20 pode ser reescrita como a Equação 2.21 ou ainda como a Equação
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2.22

d(xi, xj) =

√√√√ p∑
l=1

(xli)
2 − 2

p∑
l=1

xlix
l
j +

p∑
l=1

(xlj)
2 (2.21)

d(xi, xj) =

√√√√ p∑
l=1

(xli)
2 − W

p∑
l=1

xlj +

p∑
l=1

(xlj)
2

com W = 2

p∑
l=1

xli (2.22)

Com base na Equação 2.22, os valores de W , do primeiro e do terceiro termos podem

ser calculados apenas uma vez para todas as execuções e armazenados para utilizações

posteriores. Entretanto, é necessário ainda calcular em tempo de execução o segundo

termo dessa equação. Assim, com a utilização da proposta de cálculo apresentada em

[Zoubi and Rawi 2008] é possível economizar n.p somas.

Embora o presente capítulo tenha apresentado três versões do Índice Silhueta (tradi-

cional, simpli�cada e alternativa), todos os experimentos realizados e resultados apresen-

tações dizem respeito à Silhueta Tradicional. Além disso, em função das características

da arquitetura utilizada na implementação dos algoritmos propostos no presente trabalho,

não foi utilizada a otimização da Silhueta Tradicional apresentada.
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CAPÍTULO 3

PROBLEMA DE AGRUPAMENTO

AUTOMÁTICO

O presente capítulo apresenta uma revisão de literatura em relação aos Algoritmos para o

Problema de Agrupamento Automático (seção 3.1). Na revisão são relatados algoritmos

heurísticos que maximizam o Índice Silhueta e Métodos Sistemáticos para a obtenção do

número ideal de grupos.

Algumas contribuições relacionadas à resolução do Problema de Agrupamento Au-

tomático, por meio da utilização de Métodos Sistemáticos, são apresentadas na seção 3.2.

Nesse sentido, foi implementado um método que utiliza múltiplas execuções do algoritmo

k-means (OMRk). Além disso, foram propostos três Métodos Sistemáticos, quais sejam:

um que considera o agrupamento hierárquico, um que utiliza alguns conceitos de agru-

pamento baseado em densidade e um que utiliza Particionamento de Árvore Geradora

Mínima.

Esse capítulo apresenta ainda dois métodos baseados em Comitê de Agrupamentos,

sendo um baseado na Função Consenso Matriz de Coassociação e o outro na Função

Consenso Particionamento de Grafos (ou hipergrafos) [Naldi 2011]. Destaca-se que os

resultados obtidos com os experimentos computacionais dos métodos sistemáticos e dos

métodos baseados em comitê de agrupamentos propostos e implementados são reportados
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no Capítulo 5.

3.1 Revisão da Literatura

Segundo [Tan et al. 2009], um dos problemas de seleção de parâmetros mais conhecido é

o de determinar o número ideal de grupos em um Problema de Agrupamento Automático.

Uma das técnicas conhecidas na literatura consiste em analisar o valor da Soma dos Erros

Quadráticos (SEQ, Equação (3.2)) para cada uma das soluções obtidas em função da

variação do número de grupos. O objetivo é encontrar uma quantidade natural de grupos,

procurando por uma quantidade de grupos associada a um ponto de in�exão no valor da

SEQ. Essa abordagem, porém, pode falhar em algumas situações, mais especi�camente,

em casos nos quais a instância tem grupos superpostos ou aninhados.

A Equação (3.1) apresenta a Distância Euclidiana entre os objetos xi e xj. Já Equação

(3.2) utiliza a Equação (3.1) para obter a soma das Distâncias Euclidianas entre cada

objeto xi ∈ Cg e o respectivo centróide do grupo Cg (g = 1, ..., k), denotado por cg.

dxixj
=

√√√√ p∑
l=1

(xli − xlj)2 (3.1)

SEQ =
k∑

g=1

∑
∀xi∈Cg

dcgxi

2 (3.2)

Essa primeira abordagem pode ser utilizada, por exemplo, considerando a aplicação

do algoritmo clássico de agrupamento k-means [Han et al. 2012] [Jain 2010] [Larose 2004],

sendo k um inteiro que assume todos os valores no intervalo [2, n]. Dessa forma, aplica-se

o algoritmo de agrupamento para cada valor de k e, em seguida, calcula-se o valor de SEQ

para cada uma das (n − 1) soluções obtidas. A partir desses valores, torna-se possível

construir um grá�co SEQ versus o número de grupos, conforme apresenta a Figura 3.1.

É importante ressaltar que o algoritmo k-means é sensível à seleção de protótipos

(objetos ou centróides) iniciais. Ou seja, uma seleção aleatória desses protótipos para

a formação dos grupos iniciais do algoritmo pode resultar em agrupamentos pobres, de

baixa qualidade no que concerne à estrutura ou em relação ao valor do SEQ. Dessa forma,

recomenda-se que para cada número k de grupos no intervalo estabelecido, o algoritmo seja

executado considerando diferentes protótipos iniciais [Tan et al. 2009] [Naldi et al. 2011].
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Em seguida, são consideradas para a análise somente a melhor solução (menor SEQ) de

cada número k de grupos.

Outra abordagem concernente à determinação do número ideal de grupos consiste

na avaliação do Índice Silhueta proposto por [Rousseeuw 1987] e utilizado em diver-

sos trabalhos, dentre os quais: [Naldi 2011], [Cruz 2010], [Wang 2007], [Soares 2004b],

[Soares 2004a] e [Tseng and Yang 2001]. Mais especi�camente, aplica-se um algoritmo de

agrupamento para alguns valores de k no intervalo [kmin, kmax] , escolhendo-se como o k

ideal aquele associado ao maior valor desse índice.

A Figura 3.1 apresenta um grá�co contendo resultados obtidos com a utilização do

Índice Silhueta e da SEQ para a instância apresentada na Figura 3.2.

Figura 3.1: SEQ versus número de Grupos e Silhueta versus Número de Grupos (adap-
tação de [Tan et al. 2009]).

Ainda em relação à análise do Índice Silhueta, também é possível considerar m ex-

ecuções do algoritmo k-means. Novamente, aconselha-se a executar esse algoritmo com

diferentes inicializações de protótipos para cada número de grupos. E, ao �nal, deve-se

utilizar esse índice para avaliar a qualidade das soluções obtidas para cada valor de k.

Assim como os valores positivos de silhueta indicam que o objeto está bem localizado

em seu grupo (pertinência), os valores negativos indicam que o objeto está mais próximo de

outro(s) grupo(s), ou seja, ele deve ser realocado a outro grupo. A Figura 3.2 apresenta um

exemplo grá�co de uma solução constituída por dez grupos e objetos com duas dimensões.

As cores dos objetos indicam as suas silhuetas e, quanto mais escuro o tom de cinza, menor

o seu valor (próximo de zero). Destaca-se, que nesse exemplo, nenhum objeto possui a
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Figura 3.2: Instância associada ao grá�co SEQ versus número de Grupos e Silhueta versus
Número de Grupos [Tan et al. 2009].

silhueta negativa.

Com base no algoritmo k-means, [Pelleg and Moore 2000] propuseram o algoritmo X-

Means para a resolução do problema de agrupamento automático. Esse algoritmo recebe

como parâmetros de entrada a instância a ser processada e uma quantidade mínima e

máxima de grupos [kmin, kmax]. O algoritmo utiliza o Índice BIC (Bayesian Information

Criterion) para identi�car e retornar qual o melhor número de grupos. Já em [Zalik 2008] é

apresentado o algoritmo K ′-means, que também considera ideias do k-means para resolver

problemas de agrupamento automático.

O Algoritmo Bisecting k-means, proposto por [Steinbach and Kumar 2000], corre-

sponde a uma versão hierárquica do k-means, em que a cada iteração um grupo é se-

lecionado e dividido em dois novos grupos. Dessa forma, novamente são obtidas soluções

para todos os valores de k pertencentes a um intervalo pré-estabelecido. O critério de

seleção do grupo a ser dividido pode ser, por exemplo, o grupo com maior Diâmetro (dis-

tância máxima entre dois objetos em um mesmo grupo (Equação (3.3)) ou até mesmo o

grupo com o menor valor do Índice Silhueta (Equação (2.13)).

d(Cj) = max dil ∀xi ∈ Cj, ∀xl ∈ Cj, j = 1, ..., k (3.3)

Ainda no contexto do problema agrupamento automático, vários trabalhos na liter-

atura propõem algoritmos baseados em metaheurísticas, que têm por objetivo encontrar

um número ideal de grupos e a sua solução correspondente. Dentre esses, destacam-

se os seguintes trabalhos: [Soares 2004a] [Cole 1998] [Bandyopadhyay and Maulik 2001]

[Bandyopadhyay and Maulik 2002] [Ma et al. 2006] [Hruschka and Ebecken 2003]

[Hruschka et al. 2004b] [Pan and Cheng 2007].
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Existem, também, as heurísticas que utilizam alguns Procedimentos de Busca Lo-

cal baseados no algoritmo k-means. Em um primeiro momento, essas heurísticas uti-

lizam algoritmos para a construção de grupos, denominados Grupos Parciais (iniciais,

temporários ou mesmo componentes conexos) com o objetivo de unir os objetos mais

homogêneos e também de reduzir a cardinalidade da instância, uma vez que o algo-

ritmo trata cada grupo parcial como se fosse apenas um objeto. Em seguida, são apli-

cados algoritmos para realizar buscas locais e perturbações sobre os Grupos Parciais,

produzindo soluções de boa qualidade no que concerne à formação de soluções (em que

os grupos possuem uma boa estrutura ou um bom valor da similaridade). [Cruz 2010]

[Tseng and Yang 2001] [Hruschka et al. 2004a] [Alves et al. 2006] [Hruschka et al. 2006]

[Naldi and F. 2007] [Soares 2004b] [Cruz and Ochi 2011].

Em [Tseng and Yang 2001] foi apresentado um algoritmo genético denominado CLUS-

TERING, que também utiliza o Índice Silhueta como função de avaliação, com o objetivo

de determinar o número ideal de grupos. Para isso, esse algoritmo constrói um Grafo

denominado Grafo de Vizinhança G. Nesse contexto, essas componentes correspondem a

Grupos Parciais, e o algoritmo atua no agrupamento desses grupos para a formação de

soluções �nais, com o objetivo de maximizar a silhueta da solução.

O trabalho de [Soares 2004b] traz a proposta de alguns algoritmos baseados nas

metaheurísticas Simulated Annealing e Algoritmos Evolutivos [Reeves 2010]. O proced-

imento de construção desses algoritmos utiliza um Grafo (denominado Grafo de Vizin-

hança Relativa) para a obtenção de componentes conexos. Esses componentes corre-

spondem a Grupos Parciais com os quais o algoritmo irá trabalhar de forma a produzir

soluções de alta qualidade (em relação ao valor do índice silhueta). Este trabalho tam-

bém propõe procedimentos para o re�namento de soluções (buscas locais), incluindo um

procedimento de reconexão por caminhos (Path Relinking), sendo esses procedimentos

responsáveis pela busca de soluções de melhor qualidade. Nos experimentos apresentados

em seu trabalho algumas comparações foram realizadas com o algoritmo CLUSTERING

[Tseng and Yang 2001].

O algoritmo CLUES (CLUstEring based on local Shrinking) [Wang 2007] também é

utilizado no problema do agrupamento automático, e possibilita a aplicação da função

Índice Silhueta ou do Índice CH (também conhecido como Índice de Calinski-Harabasz )

para a determinação do número ideal de grupos. Trata-se de um algoritmo iterativo que,

a partir da aplicação de um Procedimento de Encolhimento (Shrinking procedure) baseado
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nos k-ésimos-vizinhos mais próximos, realiza a união dos objetos mais homogêneos.

Após a aplicação do Procedimento de Encolhimento, o CLUES constrói soluções,

avaliando-as mediante o cálculo do Índice silhueta ou do Índice CH. Ainda em [Wang 2007]

são relatados os resultados obtidos com a utilização desses dois índices e, e soluções de

melhor qualidade (número de grupos) foram obtidas com a utilização do Índice Silhueta.

Esse algoritmo foi desenvolvido em R e o seu código fonte está disponível no pacote clues

do software estatístico R.1

O trabalho de [Cruz 2010] traz uma proposta de algoritmos heurísticos so�sticados

no que concerne aos procedimentos de construção, de busca local e de perturbação. Mais

especi�camente, esses algoritmos foram baseados nas metaheurísticas Algoritmos Genéti-

cos, Busca Local Iterada (Iterated Local Search) [Lourenco et al. 2010] e GRASP (Greedy

Randomized Adaptive Search Procedure) [Resende and Ribeiro 2010]. Assim como nos

algoritmos propostos por [Soares 2004b] e [Tseng and Yang 2001], após a formação de

Grupos Parciais, as Buscas Locais utilizam-se do algoritmo k-means para a união de

grupos e a formação de soluções.

Os trabalhos de [Cruz 2010] [Cruz and Ochi 2009] também apresentamMétodos Híbri-

dos. Esses métodos utilizam algumas das soluções produzidas pelos algoritmos heurísticos,

ou seja, soluções associadas com alguns valores de k e que sejam consideradas promisso-

ras. Considerando esses valores especí�cos de k, são aplicadas duas formulações de pro-

gramação inteira, quais sejam: para o problema de agrupamento com Diâmetro Mínimo

e dos k-Medoids [Kaufman and Rousseeuw 1990]. Em seu trabalho foram apresentados

experimentos realizando comparações com o algoritmo da literatura CLUES [Wang 2007].

Além dos algoritmos e dos métodos propostos e implementados no presente trabalho,

os algoritmos da literatura considerados nos experimentos são apresentados de forma mais

detalhada na seção 4.1, sejam eles:

• CLUES (CLUstEring based on local Shrinking) [Wang 2007]: implementado no

software estatístico R [Matlo� 2011] e disponível no pacote clues.

• CLUSTERING [Tseng and Yang 2001]: implementação de um Algoritmo Genético

em C++ realizada por [Soares 2004b].

• SAPCA (Simulated Annealing) e AEC-RC (Algoritmo Evolutivo com Reconexão

1The R Project for Statistical Computing, www.r-project.org (acesso em 17/06/2013).
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por Caminhos): proposto e implementado em C++ por [Soares 2004b].

• AECBL1 (Algoritmo Evolutivo com Busca Local), GBLITRC1 (GRASP com

Reconexão de Caminhos) e IBLITRC1 (Busca Local Iterada com Reconexão de

Caminhos) de [Cruz 2010]: os melhores resultados obtidos para cada problema con-

siderando os três algoritmos. O desenvolvimento foi feito em linguagem C++.

3.2 Métodos Sistemáticos

Segundo [Naldi 2011], determinar o número ideal de grupos geralmente consiste na exe-

cução de um algoritmo múltiplas vezes, com o objetivo de gerar diversas soluções con-

siderando a quantidade de grupos em um intervalo de inteiros positivos [kmin, kmax].

Em seu trabalho foram apresentados dois métodos sistemáticos baseados em protóti-

pos que utilizam o clássico algoritmo k-means, sejam eles: o OMRk (do inglês Ordered

Multiple Runs of k-means), o MRk-means (do inglês Multiple Runs of k-means). Esses

métodos consideram execuções sistemáticas do k-means e, por isso, propriedades desse

algoritmo são extendidas a eles.

Além dos métodos baseados em protótipos, nessa tese são apresentados três métodos

sistemáticos que utilizam dois outros algoritmos clássicos de agrupamento, sendo um que

considera o método baseado em Densidade, um baseado em agrupamento Hierárquico

e um que atua no Particionamento da Árvore Geradora Mínima (MSAGM) (também

Hierárquico Divisivo).

No método baseado em densidade foi utilizado o AlgoritmoDBSCAN [Ester et al. 1996],

e o método foi denominado MRDBSCAN (Multiple Runs of DBSCAN ). Esse método foi

considerado sistemático no presente trabalho por consistir na aplicação sistemática do

algoritmo DBSCAN considerando diferentes parâmetros de entrada, obtidos mediante a

aplicação da técnica DistK (apresentada na seção 3.2.3.1).

O DBSCAN tem como objetivo a identi�cação de grupos de alta densidade de objetos

separados por regiões de baixa densidade. Ao contrário do algoritmo k-means, o número

de grupos (k) não é um dos parâmetros de entrada. Esse algoritmo é apresentado na seção

3.2.1.2 e o método sistemático baseado em densidade é apresentado na seção 3.2.3.

Em relação ao método sistemático baseado em agrupamento hierárquico, foram pro-

postos algoritmos baseados no Bisecting k-means (seção 3.2.1.3) [Steinbach and Kumar 2000].
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O método foi considerado sistemático por avaliar cada solução obtida com o número de

grupos k no intervalo de inteiros positivos [kmin, kmax].

Os algoritmos baseados no Bisecting k-means utilizam o algoritmo k-means (seção

3.2.1.1) em um processo hierárquico. Mais especi�camente, a cada iteração um grupo Cs

é selecionado e seus objetos são redistribuídos em dois novos grupos.

Nas implementações dos algoritmos baseados em Bisecting k-means foram elaborados

e utilizados cinco critérios de seleção do grupo a ser dividido, sejam eles: Menor Silhueta,

Maior Diâmetro, Maior Clique, Maior Clique Médio, Maior Soma dos Erros Quadráticos.

Esses critérios são descritos detalhadamente em 3.2.4.

Já a implementação do MSAGM utilizou o algoritmo de Kruskal para a construção da

AGM e o algoritmo deDijkstra para a etapa do particionamento de grafos [Cormen et al. 2009].

Esse método é apresentado detalhadamente na seção 3.2.5.

A seção 3.2.1 apresenta os algoritmos clássicos utilizados pelos métodos sistemáticos

para Identi�cação do número Ideal de Grupos. Destaca-se que, em todos os métodos

sistemáticos apresentados, o Índice Silhueta foi utilizado para avaliar a qualidade das

soluções obtidas. Nesse sentido, para cada instância, a quantidade de grupos correspon-

dente à solução com maior valor para esse índice indica a quantidade ideal de grupos.

Os resultados obtidos nos experimentos realizados com os métodos sistemáticos desse

trabalho são apresentados no Capítulo 5.

3.2.1 Algoritmos Clássicos de Agrupamento Utilizados

A presente seção traz uma descrição dos algoritmos clássicos da literatura para o problema

de agrupamento e dos métodos sistemáticos implementados e propostos nesse trabalho.

São eles: o k-means, o Bisecting k-means e o DBSCAN.

3.2.1.1 k-means

Segundo [Wu 2009] [Wu et al. 2008] [Naldi 2011] [Jain 2010] o Algoritmo das k-médias é

um dos mais utilizados na área de mineração de dados. Trata-se de um algoritmo simp¨es,

de fácil entendimento, escalável e que pode ser facilmente adaptado para lidar com grandes

volumes de dados. Conforme [Steinley 2006], muitas variantes desse algoritmo têm sido

investigadas nos últimos 50 anos.
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Conforme [Jain and Dubes 1988], o principal objetivo desse algoritmo consiste em par-

ticionar o conjunto de dadosX em k grupos com base em alguma medida de (dis)similaridade

fornecida. Inicialmente, cada objeto pertencente ao conjunto de dados é tratado como um

ponto em um espaço p− dimensional, sendo p correspondente a quantidade de atributos

dos objetos. O algoritmo tradicional k-means segue os seguintes passos:

1. Ocorre a seleção de k objetos de maneira aleatória e suas as posições no espaço

p− dimensional correspondem aos centróides dos grupos iniciais.

2. Após a determinação dos centróides, cada um dos (n − k) objetos restantes não

selecionados devem ser associados ao seu centróide mais próximo (mais similar).

3. Com a associação de cada objeto ao grupo do centróide mais próximo, ocorre a

atualização dos centróides de cada grupo (Equação 3.5), em que mg é a quantidade

de objetos do grupo. O novo centróide de cada grupo corresponde à média de cada

um dos p atributos dos objetos desse grupo.

4. O algoritmo retorna uma solução quando a convergência for alcançada ou se a

quantidade de iterações exceder o parâmetro informado. Caso contrário, deve-se

retornar ao Passo 2.

||cng − cn−1g || ≤ ε (3.4)

cg =
1

Cg

∑
∀xi∈Cg

xi g = {1, ..., k} (3.5)

O algoritmo tradicional tem como objetivo minimizar a SEQ (Equação 3.2). Além

disso, segundo [Wu 2009] [Wu et al. 2008], o custo computacional desse algoritmo éO(n.t.k.a),

em que n é a quantidade de objetos, t a quantidade máxima de iterações do algoritmo, k

a quantidade de grupos e a o custo do cálculo da dissimilaridade. Apesar das vantagens

como as supracitadas e da complexidade linear em relação à quantidade de objetos, esse

algoritmo apresenta algums problemas e limitações, quais sejam:

• Trata-se de um algoritmo para o problema de agrupamento clássico, ou seja, a

quantidade de grupos (k) deve ser submetida como parâmetro.
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• O algoritmo é sensível à escolha dos protótipos, e tende �car preso em ótimos locais

de baixa qualidade. Além disso, ele tende a formar grupos de formato hiperesférico

de mesmo tamanho (distância entre centróide e objetos mais distantes em um mesmo

grupo) e bem separados [Naldi 2011].

• É sensível a valores extremos (outliers) por trabalhar com a média desses valores

no cálculo do centróide.

3.2.1.2 Density Based Spatial Clustering of Applications with Noise

Os algoritmos de agrupamento baseados em densidade têm como objetivo a determinação

de grupos (regiões) de alta densidade de objetos separados por regiões de baixa densidade.

Nesse contexto, o algoritmo DBSCAN [Ester et al. 1996] é um dos mais conhecidos da

literatura e possui complexidade computacional O(n2). Trata-se de um algoritmo sim-

ples, e�ciente, e que contempla conceitos importantes, que servem de base para qualquer

abordagem baseada em densidade.

O DBSCAN utiliza-se de um conceito de densidade tradicional baseada em centro,

ou seja, a densidade de um objeto xi é a quantidade de objetos em um determinado

raio de alcance (distância) de xi, incluindo o próprio objeto. Esse algoritmo possui como

parâmetros de entrada o raio (raioDBSCAN ) e a quantidade mínima de objetos em um

determinado raio (qtdeObjetos).

Para a obtenção de soluções de boa qualidade, deve-se calibrar o parâmetro raioDB-

SCAN para que o seu valor não seja tão alto de forma que todos os objetos tenham

densidade n (solução com apenas um grupo), e nem tão baixo em que todos os objetos

tenham densidade um (solução com n grupos denominados singletons). Esse algoritmo

realiza a identi�cação dos objetos em três classes:

• Centrais: objetos que pertencem ao interior de um grupo baseado em densidade.

Deve possuir uma quantidade de objetos em seu raio raioDBSCAN igual ou superior

ao parâmetro qtdeObjetos− 1.

• Limítrofes: não é um objeto central, mas é alcançável por ao menos um deles, ou

seja, está dentro do raio de vizinhança de algum objeto central.

• Ruídos: demais objetos que não são Centrais e nem Limítrofes.
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(a) (×) Ruído (+) Limitrofe (◦) Centrais (b) Solução Obtida pelo DBSCAN

Figura 3.3: Resultado obtido pelo DBSCAN para uma instância com 3000 objetos e duas
dimensões (adaptado de [Tan et al. 2009]).

Para a aplicação do algoritmoDBSCAN são considerados os seguintes passos [Tan et al. 2009]:

1. De acordo com os parâmetros qtdeObjetos e raioDBSCAN, deve-se classi�car os

objetos como Centrais, Limítrofes ou Ruídos.

2. Os objetos classi�cados como Ruídos devem ser eliminados (são desconsiderados

para a formação de agrupamentos).

3. Arestas devem ser adicionadas com o objetivo de conectar os objetos centrais que

estejam dentro do raio raioDBSCAN uns dos outros. Essas arestas possibilitam a

formação de grupos de Objetos centrais.

4. Uma vez que os objetos centrais formaram grupos e os objetos classi�cados como

Ruídos foram eliminados, restam, apenas, os objetos limítrofes. Esses objetos devem

ser migrados para o grupo de um dos objetos centrais associados a ele .

Com base nessas informações, a Figura 3.3 (a) ilustra a classi�cação de cada objeto

como Ruído, Limítrofe ou Central. Já a Figura 3.3 (b) apresenta uma solução obtida

com a execução do DBSCAN, em que é possível observar que objetos identi�cados como

centrais ou limítrofes formam grupos, enquanto que objetos do tipo Ruído permanecem

isolados e não fazem parte de nenhum grupo.

Tendo em vista que o DBSCAN é um algoritmo baseado em densidade, ele é rela-

tivamente imune a ruídos, uma vez que esses objetos são identi�cados e ignorados (não

pertencem a grupos) na formação da solução. Além disso, o algoritmo pode trabalhar com
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grupos de diferentes tamanhos (em quantidade de objetos ou diâmetros, por exemplo) e

formas arbitrárias. Dessa forma, ele é capaz de identi�car grupos que não poderiam ser

encontrados mediante a aplicação de outros algoritmos, como por exemplo, o k-means,

que tende a produzir grupos com formato hiperesférico, de tamanhos semelhantes e bem

separados (vide Figura 3.4).

(a) Grupos (b) Solução: k-means (k=2) (c) Solução: k-means (k=10)

Figura 3.4: (a) Objetos Originais; (b) e (c) soluções do k-means.

Entretanto, o DBSCAN tem uma di�culdade em trabalhar com instâncias que pos-

suem densidades muito variadas. Ou seja, para essas instâncias o algoritmo pode, por

exemplo, classi�car objetos pertencentes a áreas de baixa densidade como ruídos.

3.2.1.3 Bisecting k-means

Os Algoritmos Hierárquicos resultam em sequências aninhadas de soluções e, para isso,

podem utilizar uma Estratégia Aglomerativa ou Divisiva. Na Estratégia Aglomerativa

inicialmente são formados grupos denominados singletons, ou seja, cada grupo possui

apenas um objeto. Já na Estratégia Divisiva inicialmente todos os objetos pertencem ao

mesmo grupo.

Uma sequência de soluções pode ser representada gra�camente com a utilização de

um dendrograma, que consiste em camadas de nós que representam os grupos. As linhas

que conectam esses nós representam os Grupos Aninhados. Dessa forma, com base na

Figura 3.5, a utilização de um corte no sentido horizontal no dendrograma implica na

formação de uma solução com uma quantidade especí�ca de grupos.

Os Algoritmos Hierárquicos possuem como vantagens a �exibilidade em relação ao
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Figura 3.5: Representação de Agrupamento Hierárquico utilizando Dendrograma
[Han et al. 2012].

nível de granularidade (quantidade de grupos e de objetos) e a possibilidade de utilização

de qualquer medida de similaridade. Em geral, esses algoritmos são determinísticos e não

possibilitam a alteração dos grupos já construídos. O Algoritmo Hierárquico Aglomerativo

tradicional segue os seguintes passos:

1. Considerando os n objetos calcular a Matriz de Distâncias.

2. Fundir os dois grupos mais próximos considerando uma medida de similaridade.

3. Atualizar a Matriz de distâncias para re�etir a proximidade entre o novo grupo e os

grupos restantes.

4. Enquanto restar mais de um grupo retornar ao Passo 2.

Segundo [Tan et al. 2009], em relação ao algoritmo Hierárquico apresentado, a com-

plexidade de espaço é da ordem O(n2), enquanto a complexidade de tempo é da ordem

O(n2.log n).

Com o objetivo de identi�car o número ideal de grupos em cada problema, o presente

trabalho propõe algoritmos baseados no Bisecting k-means [Steinbach and Kumar 2000],

que corresponde a uma versão Hierárquica do algoritmo k-means.

Nesses algoritmos, a cada iteração, ocorre a seleção do grupo a ser particionado, sendo

efetuada em seguida a distribuição dos seus objetos para dois novos grupos.

Uma vez que a distribuição dos objetos ocorre com a aplicação do algoritmo k-means,

o Bisecting k-means é classi�cado como um algoritmo heurístico. Além disso, é utilizada

a Estratégia Divisiva, em que inicialmente todos os objetos pertencem ao mesmo grupo,

sendo possível de�nir a quantidade de grupos da solução �nal.
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O funcionamento do algoritmo pode ser resumido nos seguintes passos:

1. Inicialmente todos os objetos pertencem ao mesmo grupo, ou seja, a solução inicial

possui apenas um grupo.

2. Deve ser selecionado um grupo Cs que será particionado. Nesse trabalho foram

apresentados cinco critérios para seleção desse grupo (descritos na seção 3.2.4).

3. Os objetos do grupo selecionado (Cs) devem ser distribuídos em dois novos grupos

por meio da utilização do algoritmo k-means, para K = 2. Uma vez que esse

algoritmo é heurístico, ele deve ser executado no grupo Cs várias vezes com diferentes

protótipos iniciais, com o objetivo de obter uma melhor distribuição dos objetos.

4. Os passos 2 e 3 devem ser repetidos até que a quantidade de grupos desejada seja

alcançada (kmax). Dessa forma, serão obtidas soluções com uma quantidade de

grupos no intervalo [2, kmax].

3.2.2 Métodos Sistemáticos Baseados em Protótipos (OMRk)

A seção 3.1 apresenta uma revisão de literatura relacionada a Problemas de Agrupamento

Automático. Além da maximização do Índice Silhueta, é relatada a abordagem que con-

sidera a análise do valor da Soma dos Erros Quadráticos (SEQ) em função do número de

grupos. Busca-se, em tal abordagem, uma in�exão no valor da SEQ. Para isto é execu-

tado o Método Sistemático Baseado em Protótipos. No presente trabalho, entretanto, foi

considerada apenas a maximização do Índice Silhueta.

O método de Múltiplas Execuções Ordenadas de k-means ( OMRk) foi originalmente

desenvolvido por [Campello et al. 2009] para o algoritmo Fuzzy C-Means e adaptado para

o k-means em [Naldi 2011]. Esse método produz várias soluções considerando diferentes

inicializações de protótipos para cada quantidade inteira de grupos k em um intervalo

[kmin, kmax]. Assim, para todas as quantidades de grupos no intervalo especi�cado são

obtidas soluções.

O método OMRk-means consiste nos seguintes passos:

1. Para cada valor de grupos k em um intervalo [kmin, kmax], executar o algoritmo k-

means(k) uma quantidade de vezes qtdeExecucoes, com diferentes inicializações de

protótipos.
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2. Armazenar a melhor solução obtida para cada número de grupos.

3. Veri�car o valor de k que está associado à maior silhueta.

Já no método Múltiplas Execuções de k-means (MRk), o valor do inteiro k, que indica

a quantidade de grupos da partição a ser construída, é obtido aleatoriamente no intervalo

[kmin, kmax]. Dessa forma, podem ocorrer situações em que para determinados valores de

k não seja construída nenhuma solução.

3.2.3 Método Sistemático Baseado em Densidade (MRDBSCAN)

Com o objetivo de identi�car o número ideal de grupos em cada instância, propõe-se

também no presente trabalho um método que utiliza uma variante do algoritmo DBSCAN

[Ester et al. 1996]. Uma vez que as restrições do problema abordado no presente trabalho

determinam que todos os objetos devem pertencer a um, e somente um grupo, os objetos

classi�cados como ruídos pelo DBSCAN tradicional não poderão ser eliminados. Eles

devem estar, portanto, associados a um grupo ou mesmo formar um grupo singleton.

Mais especi�camente, a partir dos parâmetros iniciais do DBSCAN são considerados

diferentes valores de entradas, determinados a partir de uma técnica denominada DistK,

técnica essa baseada nas distâncias dos k∗-ésimos-vizinhos mais próximo a cada objeto.

Dessa forma, as soluções com os maiores valores para o índice silhueta são consideradas

de melhor qualidade, sendo os números de grupos (valores de k) associados a essas soluções

apresentados como os ideais. De forma a facilitar o entendimento dessa nova variante,

na seção 3.2.3.1 é apresentada a abordagem utilizada para calibrar os parâmetros do

DBSCAN e que foi utilizada no método Baseado em Densidade Proposto.

3.2.3.1 Ajuste Automático de Parâmetros para o DBSCAN

Em [Tan et al. 2009] é relatada uma abordagem para calibrar o raio apropriado, intitulada

Distk. Essa abordagem consiste em, para um valor inteiro k∗ fornecido como o parâmetro

de entrada, analisar o comportamento das distâncias entre cada objeto e o seu vizinho de

índice k∗ mais próximo, ou seja, o seu k∗-ésimo vizinho mais próximo.

O objetivo dessa abordagem é identi�car os valores de distâncias relacionadas ao

parâmetro raioDBSCAN que resultariam em soluções de boa qualidade, obtidas mediante

a execução do algoritmo DBSCAN.



3.2 Métodos Sistemáticos 41

Conforme é apresentado na seção 3.2.1.2, relativa ao algoritmo DBSCAN, um valor

baixo para a distância entre um objeto xi e o seu vizinho de índice k∗ mais próximo

indica que esses objetos pertencem a um mesmo grupo. Enquanto valores relativamente

altos indicam que os objetos não pertencem ao mesmo grupo, ou até mesmo indicam a

ocorrência de objetos classi�cados como ruídos.

A abordagem proposta para a identi�cação de parâmetros consiste, basicamente, nos

seguintes passos:

1. Para cada objeto xi, obter o seu vizinho mais próximo xj de índice k∗ e a distância

dij.

2. Adicionar as distâncias entre esses objetos em um vetor de distâncias Vdist.

3. Ordenar Vdist de forma crescente. A construção de um grá�co DistK com os valores

de Vdist pode facilitar a análise (conforme ilustra a Figura 3.6).

4. Deve-se identi�car as grandes variações nos valores das distâncias de Vdist. Espera-se

que uma mudança abrupta nesses valores corresponda a um valor apropriado para

o parâmetro raioDBSCAN. Assim, os parâmetros serão o valor de raioDBSCAN e

o parâmetro qtdeObjetos será o k∗.

Para obter o k∗-ésimo-vizinho mais próximo de cada objeto xi, as distâncias entre

cada objeto xi e os demais objetos são adicionadas em um vetor, que deve ser ordenado

(custo computacional O(n.log.n), sendo n a quantidade de objetos).

Uma vez que a ordenação deve ser realizada para cada objeto, o custo computacional

total para a obtenção dos parâmetros que devem ser informados ao algoritmo DBSCAN

é O(n2.log.n), custo esse superior, inclusive, ao do algoritmo DBSCAN que é O(n2).

Conforme [Tan et al. 2009], a abordagem DistK proposta utilizou k∗ = 4. Porém,

ainda é necessário identi�car um valor interessante para o parâmetro raioDBSCAN. Com

o objetivo de obter diferentes soluções para a calibragem do DBSCAN, conforme a abor-

dagem DistK, foram utilizados os valores de k∗ pertencentes ao conjunto

K∗ = {3, 4, 5, 10, 15, 20, 50}.

Além dos valores k∗ para k∗-ésimo-vizinho mais próximo, para a determinação do

parâmetro raioDBSCAN foram utilizadas quatro regras obtidas empiricamente através de

experimentos preliminares, quais sejam:
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1. Mediana: Considerar o valor da mediana obtida a partir de Vdist.

2. Maior: Considerar o maior valor de Vdist.

3. Pico 10: Dividir o vetor Vdist em 10 partes com a mesma quantidade de distâncias

(Partei) e veri�car a maior diferença entre V Partei+1

dist e V Partei
dist , para i = {1, 2, ..., 9}.

A distância considerada será (V Partei+1

dist + V Partei
dist )/2.

4. Pico 20: Semelhante a regra Pico 10, porém considerando a divisão do vetor em

20 partes.

Tendo em vista que as quantidades de partes utilizadas pelas regras Pico 10 e Pico

20 são constantes, ou seja, não variam em relação à quantidade de objetos da instância,

a identi�cação de grandes variações de valores de Vdist ocorre em O(1) (constante).

Uma vez que foram utilizados sete valores distintos para k∗ e, para cada valor foram

obtidas quatro distâncias de raio (raioDBSCAN ), os experimentos realizados consider-

aram 28 con�gurações diferentes.

Figura 3.6: Grá�cos DistK para a Instância 100p2c1 considerando K∗ = 3 e a utilização
das quatro regras para identi�car o parâmetro raioDBSCAN.

A Figura 3.6 apresenta um grá�co DistK para a instância 100p2c1 considerando

k∗ = 3 (a seção 5.2 apresenta as instâncias utilizadas no presente trabalho). Com base

nesse grá�co, a linha que intercepta o eixo Y (distância) em um valor próximo de 21, 5

corresponde à regra 2 (maior distância obtida). A linha que intercepta o eixo Y próximo

de 6 corresponde à regra 1 (a mediana das distâncias obtidas). Já as linhas dos valores
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(a) Grá�co Dist-4 (b) Grá�co Dist-5

(c) Grá�co Dist-10 (d) Grá�co Dist-15

(e) Grá�co Dist-20 (f) Grá�co Dist-50

Figura 3.7: Outros Grá�cos DistK para a Instância 100p2c1, para K∗ =
{4, 5, 10, 15, 20, 50}.
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15, 5 e 14, 5 representam, respectivamente, as distâncias obtidas mediante a aplicação das

regras 3 e 4. Os outros grá�cos, em relação aos outros valores de K∗ para uma instância

com 100 objetos 100p2c1, estão apresentados na Figura 3.7.
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3.2.4 Método Sistemático Hierárquico (MSH)

Com base nos passos do algoritmo Bisecting k-means, apresentados na seção 3.2.1.3,

observa-se que são obtidas soluções para todos os valores de k pertencentes a um in-

tervalo de k pré-estabelecido [kmin, kmax]. O Método Sistemático Hierárquico proposto

apresenta cinco critérios para a seleção do grupo a ser particionado (Cs), sejam eles:

1. Menor Silhueta: o grupo Cj que possuir menor valor para o Índice Silhueta (seção

2.3.1).

F (Cj) =
1

|Cj|

|Cj |∑
i=1

s(xi) em que s(xi) =
b(xi)− a(xi)

max{b(xi), a(xi)}
(3.6)

2. Maior Diâmetro: o diâmetro de um grupo Cj corresponde à maior distância entre

dois objetos (dissimilaridade) desse grupo (Equação 3.7). Dessa forma, esse critério

consiste em selecionar o grupo que possuir o maior diâmetro.

d(Cj) = max dil ∀xi ∈ Cj, ∀xl ∈ Cj, j = 1, ..., k (3.7)

3. Maior Clique: o clique de um grupo Cj corresponde à soma das distâncias entre

todos os pares de objetos de Cj (Equação 3.8). Assim, nesse critério deve ser

selecionado o grupo que possuir o maior valor.

cl(Cj) =
∑

k,l:∀xk,∀xl∈Cj

dkl (3.8)

4. Maior Clique Médio: nesse critério deve-se utilizar o valor do clique do grupo Cj

(critério 3) dividido pelo total de combinações obtidas, considerando que os objetos

do grupo Cj sejam tomados dois a dois. Esse total é dado pela equação 3.9, sendo

nj a quantidade de objetos do grupo Cj.

combinacoes(Cj) =
nj(nj − 1)

2
(3.9)

5. Maior Soma dos Erros Quadráticos: o grupo que possuir a maior soma das

distâncias entre os seus objetos e o seu respectivo centróide (vide Equação 3.2).

A partir da descrição do algoritmo Bisecting k-means, o método proposto nesse tra-

balho pode ser resumido aos seguintes passos:
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1. Inicialmente todos os objetos pertencem ao mesmo grupo.

2. Deve ser selecionado um grupo Cs a ser dividido em dois novos grupos utilizando

um dos cinco critérios, conforme informado como parâmetro ao algoritmo.

3. Os objetos do grupo Cs devem ser redistribuídos em dois novos grupos por meio da

utilização do algoritmo k-means. Esse passo é repetido dez vezes, com diferentes

protótipos iniciais, com o objetivo de obter uma melhor distribuição de objetos do

grupo selecionado entre os dois novos grupos. A quantidade de repetições foi obtida

de maneira empírica, em experimentos preliminares. Somente a divisão que resulta

na melhor solução, ou seja, aquela que possuir o maior índice silhueta é armazenada

em um vetor de soluções denotado por V S.

4. Os passos 2 e 3 devem ser repetidos até que o número máximo de grupos seja

alcançado ( kmax ).

5. O vetor V S possui a melhor solução produzida pelo algoritmo para cada número k

de grupos variando no intervalo estabelecido previamente. Para identi�car a quanti-

dade ideal de grupos do problema submetido ao método, deve-se veri�car a solução

existente no vetor V S que possua o maior índice silhueta. A utilização do vetor

V S possibilita análises sobre os resultados obtidos, bem como a identi�cação não

somente do melhor resultado (considerado número ideal), mas também de outros

números de grupos que também indicam soluções de boa qualidade quanto à estru-

tura dos grupos.

A Figura 3.8 apresenta a solução obtida com a utilização do critério Maior Clique

Médio para a instância 100p7c. Essa solução possui sete grupos (k = 7) e a silhueta

obtida foi 0.834. A Figura 3.9 apresenta seis soluções para essa mesma instância para

quantidades k de grupos em k = {2, 3, 4, 5, 6, 8}.

De a forma a identi�car as cinco versões associadas aos critérios de seleção do novo

método, cada versão inicia com as letras �BK� seguida do número identi�cador do critério

de seleção. Por exemplo, a versão BK1 (Bisecting k-means 1) corresponde ao algoritmo

cuja seleção do grupo a ser particionado utiliza o critério 1 (menor Silhueta média). Após

a seleção do grupo a ser dividido, a distribuição de seus elementos é efetuada mediante a

aplicação do clássico algoritmo k-means.
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Figura 3.8: Solução obtida pelo algoritmo Bisecting k-means utilizando o Critério do
Maior Clique Médio na instância 100p7c (k=7 e Silhueta=0,834 )

No algoritmo k-means, conforme foi apresentado na seção 3.2.1.1, a seleção de pro-

tótipos iniciais é determinante para a formação de soluções boa qualidade. Uma vez

que os números de grupos considerados no método proposto pertencem ao intervalo

[kmin, kmax] e que foram consideradas cinco versões do novo método proposto, são pro-

duzidas (kmax − kmin + 1) ∗ 5 soluções. Todas essas soluções são avaliadas mediante a

utilização do Índice Silhueta, e a solução associada ao maior valor para esse índice está

associada à quantidade ideal de grupos.
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(a) k=2 e Silhueta=0,638 (b) k=3 e Silhueta=0,557

(c) k=4 e Silhueta=0,574 (d) k=5 e Silhueta=0,650

(e) k=6 e Silhueta=0,741 (f) k=8 e Silhueta=0,745

Figura 3.9: Algumas soluções obtidas pelo algoritmo Bisecting k-means utilizando o
Critério do Maior Clique Médio na seleção do grupo a ser dividido (instância 100p7c)
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3.2.5 Método Sistemático baseado em Particionamento de uma
Árvore Geradora Mínima (MSAGM)

Assim como os métodos relatados anteriormente, com o objetivo de identi�car o número

ideal de grupos em cada instância, é proposto também umMétodo Sistemático baseado em

Particionamento de Árvore Geradora Mínima (MSAGM). Esse método foi desenvolvido

com base em sugestões apresentadas pelo prof. Dr. Flávio Montenegro da ENCE -

IBGE (Escola Nacional de Ciências Estatísticas do Instituto Brasileiro de Geogra�a e

Estatística) durante a apresentação da proposta de tese do presente trabalho.

Conforme foi apresentado no Capítulo 2, uma instância para o problema abordado

consiste em um conjunto X formado por n objetos e denotado X = {x1, x2, ..., xn}, em
que cada objeto xi ∈ X possui p atributos xi = {x1i , x2i , ..., x

p
i }. Uma vez que o MSAGM

atua com particionamento de grafos, a matriz que possui as distâncias entre cada par de

objetos xi e xj é utilizada e o Grafo Completo é considerado. Nesse sentido, para cada

par de objetos xi e xj deve ser adicionada uma aresta (xi, xj), com peso equivalente a

Distância Euclidiana entre os objetos (vértices). O grafo terá n(n−1)
2

arestas, sendo n o

número de objetos da instância.

Com base no Grafo Completo, algoritmos conhecidos da literatura são utilizados com

o objetivo de obter a Árvore Geradora Mínima (AGM) e realizar o particionamento de

árvores. O MSAGM segue os seguintes passos:

1. Com base nos objetos do conjuntoX e na sua matriz de distâncias associada, deve-se

considerar o grafo completo correspondente (G). As Figuras 3.10 (a) e (b) apresen-

tam, respectivamente, os objetos da instância 100p7c e o Grafo Completo.

2. O grafo G deve ser submetido a um algoritmo para a obtenção de uma Árvore

Geradora de Custo MínimoG∗, sendo implementado no presente método o Algoritmo

de Kruskal [Cormen et al. 2009]. É importante destacar que pode existir mais de

uma AGM para um mesmo grafo. Inicialmente todos os objetos pertencem ao

mesmo grupo (C0). A Figura 3.10 (c) apresenta a AGM obtida para qual é possível

observar que todos os objetos estão no mesmo grupo.

3. As arestas da AGM (G∗) são adicionadas em uma lista de arestas Larestas em ordem

decrescente em relação aos seus pesos (distâncias).

4. A remoção de cada aresta de Larestas resulta na divisão de um grupo em dois novos
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grupos (subárvores). Assim, para a obtenção de uma solução com k grupos, devem

ser removidas (k − 1) arestas de Larestas.

5. Nesse sentido, foi utilizado um critério guloso que consiste na seleção da aresta de

maior peso em Larestas. O grupo selecionado para a divisão corresponde ao grupo

em que os vértices da aresta selecionada para remoção estão alocados (xi e xj) .

Para a divisão, o vértice xj deve iniciar um novo grupo e os objetos mais próximos

a ele do que a xi devem ser migrados. Para a veri�cação utiliza-se um algoritmo de

caminho mínimo da literatura, o Algoritmo de Dijkstra [Cormen et al. 2009], que

utiliza como entrada o grafo G∗.

6. Após a remoção da aresta selecionada e, consequentemente, do incremento na quan-

tidade de grupos, a nova solução obtida deve ser avaliada por meio da utilização do

Índice Silhueta. A Figura 3.10 (d) apresenta uma solução obtida para a instância

100p7c com sete grupos (sete AGMs).

As Figuras apresentadas em 3.11 correspondem às soluções obtidas com a utilização

do MSAGM para a instância 100p7c para k = {2, 3, 4, 5, 6, 8}. A melhor solução obtida

para essa instância possui sete grupos e é apresentada na Figura 3.10 (d).
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(a) Instância. (b) Grafo Completo.

(c) Árvore Geradora.

(d) Melhor Solução Obtida k=7 Silhueta=0,834.

Figura 3.10: Objetos, Árvore Geradora Mínima, Grafo completo e melhor solução obtida
para a instância 100p7c.
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(a) k=2 e Silhueta=0,638. (b) k=3 e Silhueta=0,495.

(c) k=4 e Silhueta=0,482. (d) k=5 e Silhueta=0,568.

(e) k=6 e Silhueta=0,728. (f) k=8 e Silhueta=0,743.

Figura 3.11: Soluções obtidas pelo Método Sistemático baseado no Particionamento de
Árvore Geradora Mínima para a instância 100p7c.
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3.3 Métodos Baseados em Comitê de Agrupamento

Conforme [Tan et al. 2009] os últimos anos têm sido marcados pelo desenvolvimento de

diversos algoritmos de agrupamento que encontram aplicações em diversos domínios.

Porém, nenhum desses algoritmos é apropriado para todos os tipos de dados, formatos de

grupos e aplicações.

Segundo [Han et al. 2012] [Naldi et al. 2010] [Kuncheva 2004], os algoritmos de agru-

pamento possuem diferentes características, o que pode resultar em uma grande variedade

de soluções possíveis para um mesmo conjunto de dados de entrada. Além disso, alguns

algoritmos possuem parâmetros livres que in�uenciam na solução obtida, o que gera uma

diversidade ainda maior de soluções. A combinação de agrupamentos (ou comitê de

agrupamento, do inglês cluster ensemble) consiste em combinar um conjunto de soluções

(denominado Conjunto Base) em comitês, com o objetivo de obter uma solução que possa

agregar as características das soluções do conjunto base.

Com base nas de�nições do problema clássico de agrupamento, de�ne-se a combinação

de agrupamentos da seguinte forma: Dado um conjunto com q soluções do problema,

Π = {π1, π2, ..., πq}, deve-se encontrar uma única Solução Consenso [Naldi et al. 2010]

[Naldi 2011] [Ghaemi et al. 2009] [Vega-Pons and Ruiz-Shulcloper 2011].

O conjunto Π é denominado Conjunto Base e é formado por soluções obtidas por meio

da utilização de um ou mais algoritmos e/ou técnicas de agrupamento em determinado

conjunto de objetosX. Nesse contexto, a combinação de agrupamentos pode ter diferentes

objetivos, tais como:

• Robustez: obter uma solução consenso de melhor qualidade que a maioria das

soluções do conjunto base, ou mesmo uma solução com menor sensibilidade a ruídos

e outliers [Tan et al. 2009].

• Novidade: obter uma solução consenso inédita, que não poderia ser produzida com

a utilização dos algoritmos de agrupamentos utilizados no processo individualmente.

• Reaproveitamento de conhecimento: utilizar o conhecimento obtido na for-

mação das soluções base para construir a solução consenso.

• Consistência: obter uma partição consenso que esteja em concordância com as

partições base.
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• Desempenho e custo computacional: para reduzir a complexidade (custo) com-

putacional podem ser utilizados algoritmos que utilizem diferentes técnicas que tra-

balhem com diferentes objetivos para que seus resultados sejam combinados, de

forma a produzir uma solução consenso mais robusta que as soluções do conjunto

base.

Os Capítulos 3 e 4 apresentam diferentes algoritmos, que consideram diferentes abor-

dagens para a obtenção de soluções para o problema de agrupamento automático. Dentre

eles estão os algoritmos DBSCAN (baseado em densidade), Bisecting k-means (agrupa-

mento hierárquico) e k-means (baseado em protótipos), além das heurísticas baseadas

em metaheurísticas. Esses algoritmos possuem diferentes características, parâmetros de

entrada e tendem a formar soluções diversi�cadas para cada instância submetida.

A Figura 3.12 (a) apresenta os objetos iniciais de uma instância para qual é possível

observar dois grupos, que poderiam ser obtidos com o algoritmo DBSCAN. Já as Figuras

3.12 (b) e (c) apresentam resultados obtidos com a utilização do k -means para 2 e 10

grupos, respectivamente. O k-means, conforme já comentado, tende a produzir grupos

esféricos e de tamanhos semelhantes em relação aos raios dos centróides. É possível

observar pela Figura 3.12 (b) que mesmo para k = 2, os grupos da Figura 3.4 (a) não

foram obtidos. Nessas �guras o símbolo ” + ” foi utilizado para indicar os centróides de

cada grupo.

(a) Grupos (b) Solução: k-means (k=2) (c) Solução: k-means (k=10)

Figura 3.12: (a) Objetos Originais; (b) e (c) soluções do k-means.

O presente trabalho apresenta dois métodos baseados em comitê de agrupamentos para

a resolução do Problema de Agrupamento Automático, sejam eles: um método baseado na
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técnica Matriz de Coassociação (seção 3.3.1) e um método baseado em Particionamento

de (hiper)grafos (seção 3.3.2).

3.3.1 Matriz de Coassociação (MCMC)

O primeiro método proposto baseado em Comitê de Agrupamento consiste na utilização

da Função Consenso Matriz de Coassociação [Naldi 2011]. Essa técnica calcula a similar-

idade sij entre dois objetos xi e xj por meio do número de grupos compartilhados entre

eles nas soluções do Conjunto Base. Para isso, com base em uma matriz de coassociação,

um algoritmo para Agrupamento Hierárquico realiza cortes, formando soluções, que são

avaliadas por meio da utilização do Índice Silhueta. O número de grupos da solução com

o maior valor para esse índice é considerado o ideal. É importante ressaltar que diversas

soluções podem ser obtidas com a utilização desse método, e que a solução considerada

consenso é a que possuir a maior silhueta. Com o objetivo de ilustrar o método proposto,

um estudo de caso é apresentado.

A Tabela 3.1 apresenta soluções para um problema de agrupamento automático, em

que as soluções π1,π2 e π3 possuem três grupos e a solução π4 possui quatro grupos ( C3

e C4 são grupos singletons (apenas um objeto)). Para cada solução do conjunto base é

gerada uma matriz solução. Em seguida, uma matriz consenso é obtida por meio da soma

de todas as matrizes solução.

Tabela 3.1: Exemplo de um conjunto base (soluções).
Soluções Grupos

π1 C1={x1,x2}, C2={x3, x4, x5}, C3={x6, x7}

π2 C1={x1,x2, x3}, C2={x4, x5}, C3={x6, x7}

π3 C1={x1,x2}, C2={x3, x4}, C3={x5, x6, x7}

π4 C1={x1,x6}, C2={x3,x5,x7}, C3={x2}, C4={x4}

A Tabela 3.2 apresenta a matriz correspondente à solução π1. Nessa matriz, o valor

1 indica que os objetos xi e xj estão em um mesmo grupo. Por exemplo, os objetos x1

e x2 estão no mesmo grupo, enquanto os objetos x1 e x3 estão em grupos distintos (em

destaque). Já a Tabela 3.3 apresenta uma matriz que representa a solução π4. O valor 1

associado a uma entrada da diagonal principal indica que objeto xi está alocado em um

grupo com outro(s) objeto(s). Caso contrário, esse objeto está em um grupo singleton.

Em destaque, na Tabela 3.3, estão as células dos objetos pertencentes a grupos singletons

(x2 e x4). É importante ressaltar que as matrizes utilizadas no método são simétricas.
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Tabela 3.2: Representação da solução π1 em uma matriz.
π1 x1 x2 x3 x4 x5 x6 x7
x1 1 1 0 0 0 0 0

x2 1 0 0 0 0 0

x3 1 1 1 0 0

x4 1 1 0 0

x5 1 0 0

x6 1 1

x7 1

Tabela 3.3: Representação da solução π4 em uma matriz.
π4 x1 x2 x3 x4 x5 x6 x7
x1 1 0 0 0 0 1 0

x2 0 0 0 0 0 0

x3 1 0 1 0 1

x4 0 0 0 0

x5 1 0 1

x6 1 0

x7 1

A partir da soma dos valores das matrizes solução associadas às quatro soluções do

conjunto base (Tabela 3.1), uma Matriz Consenso é formada. Com base na matriz con-

senso apresentada na Tabela 3.4, aplica-se um Algoritmo Hierárquico para a obtenção de

soluções consenso. Os valores de corte submetidos ao algoritmo hierárquico são valores

inteiros no intervalo [2, |Π|], sendo |Π| correspondente à quantidade de soluções do con-

junto base. Para cada valor de corte, a solução formada é avaliada por meio da utilização

do Índice Silhueta. Destaca-se que diferentes valores de corte submetidos ao Algoritmo

Hierárquico podem resultar em uma mesma solução.

Tabela 3.4: Matriz Consenso.
m x1 x2 x3 x4 x5 x6 x7
x1 4 3 1 0 0 1 0

x2 3 1 0 0 0 0

x3 4 2 2 0 1

x4 3 2 0 0

x5 4 1 2

x6 4 3

x7 4

Após a aplicação do Algoritmo Hierárquico para todos os valores de corte, a solução

�nal será escolhida com base nos valores das silhuetas das soluções correspondentes. Esse

algoritmo hierárquico utiliza uma Estratégia Aglomerativa, ou seja, inicialmente todos os

objetos formam grupos singletons, sendo esses grupos unidos com base na matriz consenso
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(solução inicial C1={x1}, C2={x2}, C3={x3}, C4={x4}, C5={x5}, C6={x6}, C7={x7}).

A Tabela 3.5, por exemplo, apresenta a matriz consenso em que as células em destaque

indicam valores equivalentes ou superiores ao valor de corte submetido como parâmetro

(corte = 3) para células mij, i < j, (linha i e coluna j ). Ainda com base nessa tabela, os

objetos x1 e x2 pertencem a um mesmo grupo em três das quatro soluções do conjunto

base. O mesmo ocorre com os objetos x6 e x7. Dessa forma, os grupos C1={x1} e C2={x2}

são unidos em um novo grupo C1, e os grupos C6={x6} e C7={x7} são unidos em um novo

grupo C2. Assim, a solução obtida com a aplicação do algoritmo hierárquico considerando

o valor de corte 3 seria C1={x1, x2}, C2={x6, x7}, C3={x3}, C4={x4} e C5={x5}.

Tabela 3.5: Matriz consenso.
m x1 x2 x3 x4 x5 x6 x7
x1 4 3 1 0 0 1 0

x2 3 1 0 0 0 0

x3 4 2 2 0 1

x4 3 2 0 0

x5 4 1 2

x6 4 3

x7 4

Já com base na Tabela 3.6, considerando o valor de corte 2, a solução obtida foi

C1 = {x1, x2}, C2 = {x3, x4, x5, x6, x7}. Nessa tabela, as células em destaque indicam

valores superiores ou equivalentes ao valor de corte submetido.

Tabela 3.6: Matriz consenso.
m x1 x2 x3 x4 x5 x6 x7
x1 4 3 1 0 0 1 0

x2 3 1 0 0 0 0

x3 4 2 2 0 1

x4 3 2 0 0

x5 4 1 2

x6 4 3

x7 4

A seguir, com base no valor de corte 2, são relatados os passos executados pelo algo-

ritmo hierárquico.

• Solução incial composta por grupos singletons.

� C1={x1}, C2={x2}, C3={x3}, C4={x4}, C5={x5}, C6={x6}, C7={x7}.

• Objetos x1 e x2 (m12 ≥ 2) devem pertencer ao mesmo grupo (unir C1 e C2).
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� C1={x1, x2}, C3={x3}, C4={x4}, C5={x5}, C6={x6}, C7={x7}. k = 6.

• Objetos x3 e x4 (m34 ≥ 2) devem pertencer ao mesmo grupo (unir C3 e C4).

� C1={x1, x2}, C3={x3, x4}, C5={x5}, C6={x6}, C7={x7}. k = 5.

• Objetos x3 e x5 (m35 ≥ 2) devem pertencer ao mesmo grupo (unir C3 e C5).

� C1={x1, x2}, C3={x3, x4, x5}, C6={x6}, C7={x7}. k = 4.

• Objetos x4 e x5 (m45 ≥ 2) já pertencem ao mesmo grupo.

• Objetos x5 e x7 (m57 ≥ 2) devem pertencer ao mesmo grupo (unir C3 e C7).

� C1={x1, x2}, C3={x3, x4, x5, x7}, C6={x6}. k = 3.

• Objetos x6 e x7 (m67 ≥ 2) devem pertencer ao mesmo grupo (unir C3 e C6).

� C1={x1, x2}, C3={x3, x4, x5, x6, x7}. k = 2.

• A última solução parcial corresponde à solução �nal, sendo o índice silhueta calcu-

lado para essa solução.

É importante destacar que a ordem das operações (uniões) realizadas para um de-

terminado valor de corte não altera o resultado �nal. Além disso, a solução obtida para

cada valor de corte submetido ao algoritmo hierárquico é avaliada por meio da utilização

do índice silhueta, sendo a solução com o maior valor de silhueta de�nida como a Solução

Consenso.

3.3.2 Particionamento de Grafos (MCPG)

O segundo método proposto baseado em comitê de agrupamento utiliza uma modelagem

baseada em grafos. Mais especi�camente, esse método considera uma heurística para o

particionamento de grafos e utiliza padrões identi�cados nas soluções do Conjunto Base

para a formação de novas soluções.

Com o objetivo de ilustrar a modelagem considerada, a Tabela 3.7 apresenta um

Conjunto Base exemplo, utilizado também em [Naldi et al. 2010]. Esse conjunto possui

quatro soluções, em que as soluções π1, π2 e π3 possuem três grupos e a solução π4 possui

apenas dois grupos. Em [Naldi 2011] e [Naldi et al. 2010] os objetos dos grupos singletons

foram de�nidos como objetos não agrupados (ignorados). Porém, com base nas de�nições
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do problema abordado no presente trabalho, todos os objetos devem pertencer a um e

somente um grupo. Dessa forma, a solução π4 possui cinco grupos, em que três são

singletons (Tabela 3.8).

Tabela 3.7: Exemplo de um conjunto base (extraído de [Naldi et al. 2010]).
Soluções Grupos

π1 C1={x1,x2,x3}, C2={x4, x5}, C3={x6,x7}

π2 C1={x6,x7}, C2={x1,x2, x3}, C3={x4,x5}

π3 C1={x1,x2}, C2={x3,x4}, C3={x5,x6,x7}

π4 C1={x1,x4}, C2={x2,x5,} objetos x3, x6 e x7 não agrupados

Tabela 3.8: Exemplo de um conjunto base (adaptado de[Naldi et al. 2010]).
Soluções Grupos

π1 C1={x1,x2,x3}, C2={x4, x5}, C3={x6,x7}

π2 C1={x6,x7}, C2={x1,x2, x3}, C3={x4,x5}

π3 C1={x1,x2}, C2={x3,x4}, C3={x5,x6,x7}

π4 C1={x1,x4}, C2={x2,x5,} C3={x3}, C4={x6}, C5={x7}

Com base nas soluções apresentadas na Tabela 3.8, na Figura 3.13 (a) cada linha

representa uma solução πi, em que o índice referencia o objeto e o valor no vetor indica

o grupo em que esse objeto está alocado. Por exemplo, na solução π2 os objetos x6 e x7

estão no grupo 1, x1, x2 e x3 estão no grupo 2 e os objetos x4 e x5 estão no grupo 3.

O próximo passo da modelagem é construir uma Matriz de Adjacências considerando

a associação de cada solução πi a uma partição H i. Além disso, cada grupo não singleton

(com mais de um objeto) de cada solução deve ser associado a uma hiperaresta hj de

H i. A utilização de hiperarestas deve-se ao fato de que as arestas em grafos simples

conectarem exatamente dois vértices, enquanto hiperarestas podem ser utilizadas para

conectar uma quantidade ilimitada de vértices [Berge 1973].

Na Figura 3.13 (b) a solução π2, por exemplo, está associada à partição H2. Com o

objetivo de facilitar a visualização, com base na solução π2 são formadas três hiperarestas,

sendo uma para cada grupo. Por sua vez, as hiperarestas h4, h5 e h6 estão associadas,

respectivamente, aos grupos 1, 2 e 3. Essa �gura também apresenta a estrutura utilizada

para indicar quais objetos estão associados a quais hiperarestas. Para a hiperaresta h6,

por exemplo, estão associados os objetos x4 e x5 (grupo 3 da solução π2).

Ainda em relação à modelagem, algumas estruturas de dados são apresentadas pelas

Figuras 3.13 (a) e (b). Destaca-se que os grupos singletons são desconsiderados. Para a

solução π4, por exemplo, apenas os grupos 1 e 2 (que possuem mais de um objeto) estão
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relacionados a hiperarestas. Outra observação importante é que as hiperarestas h1, h5 e

h9 possuem mais de dois objetos.

Uma vez que a função consenso considerada atua no particionamento de grafos, é

necessário de�nir os vértices e as arestas do mesmo. Para simpli�car o desenvolvimento

e o entendimento, cada hiperaresta hj será utilizada como um vértice hi em um grafo

G. Em relação às arestas de G, seus pesos w(hi, hj) devem ser calculados por meio da

utilização da Equação 3.10.

w(hi, hj) =
hi
⋂
hj

hi
⋃
hj

(3.10)

Segundo [Naldi et al. 2010], seja Cji o j-ésimo grupo da i-ésima solução, o peso da

aresta entre os vértices correspondentes aos grupos Cji e Cts é dado pela medida de

Jaccard Estendida, também conhecida como Coe�ciente de Tanimoto [Tanimoto 1958].

Quando utilizada em vetores binários, como ocorre na presente modelagem, essa medida

é equivalente à razão entre a cardinalidade da intersecção e a cardinalidade da união

dos objetos pertencentes aos dois vértices (hi e hj), conforme apresenta a 3.10. A seguir

são apresentados exemplos dos cálculos realizados: w(h1, h4) = 0/5 = 0 (não existe

aresta); w(h1, h8) = 1/4 = 0.25; w(h7, h10) = 1/3 = 0.33; w(h1, h7) = 2/3 = 0.66 e

w(h1, h5) = 3/3 = 1. A Figura 3.14 apresenta o grafo G obtido após o cálculo dos pesos

das arestas.

Em [Naldi 2011] são citados três algoritmos que podem ser aplicados na etapa de

particionamento de grafos no contexto de comitê de agrupamento: CSPA (Cluster based

Similarity Partitioning Algorithm), HGPA (HiperGraph-Partitioning Algorithm) e MCLA

(MetaCLustering Algorithm). No presente trabalho é apresentado um algoritmo simples,

que utiliza também conceitos de particionamento de grafos, e que consiste nos seguintes

(a) Quatro soluções. (b) As hiperarestas formadas (vértices).

Figura 3.13: Conjunto Base para ilustração [Naldi et al. 2010]
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Figura 3.14: Grafo construído com base nas soluções do Conjunto Base [Naldi et al. 2010].

passos:

• Para cada partição Hi, cada um de seus vértices (hiperarestas) hj devem iniciar

um novo grupo CM
l (l = 1, ..., |Hi|). Dessa forma, a solução consenso possuirá |Hi|

grupos.

� Na Figura 3.15 (a) a partição H1 foi selecionada, e os seus vértices (h1, h2 e

h3) formam grupos singletons.

• Em seguida, de maneira aleatória, cada um dos vértices restantes hl deve ser migrado

para o grupo em que possui maior força de ligação (peso da aresta). Em caso de mais

de um grupo com a maior força de ligação, a escolha é feita de maneira aleatória.

� Na Figura 3.15 (b) os vértices h4, h6 e h3 foram inseridos nos grupos CM
1 , CM

2

e CM
3 , respectivamente.

� Em seguida, na Figura 3.15 (c) os vértices h9, h11 e h7 foram inseridos nos

grupos CM
1 , CM

2 e CM
3 , respectivamente. Com base na Figura 3.15 (b) é possível

observar que os vértices h11 e h7 só possuíam vértices com comuns os grupos

CM
2 e CM

3 , respectivamente. Dessa forma, não foi necessário veri�car o peso

das arestas, uma vez que só existia uma opção de destino. Já o vértice h9

possui arestas com os grupos CM
1 ( w(h9, h3) = 0, 66 e w(h9, h4) = 0, 66 ) e CM

2

( w(h9, h6) = 0, 25 ). Este vértice deve ser migrado para o grupo CM
1 (aresta

de maior peso).

� Por �m, na Figura 3.15 (d), os vértices h8 e h10 inseridos no grupo CM
2 .

• Os vértices que eventualmente não possuem arestas (grau 0) formam grupos single-

tons.
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(a) Vértices de H1 iniciam novos grupos.

(b) Vértices h5, h6 e h4 são migrados para grupos com maior
força de ligação.

(c) Vértices h7, h11 e h9 são migrados para grupos com maior
força de ligação.

(d) Vértices h8 e h10 são migrados para grupos com maior força
de ligação.

Figura 3.15: Ilustração do algoritmo para o particionamento do grafo.
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Para facilitar a visualização a formação de uma solução consenso, a Figura 3.16

apresenta o grafo da Figura 3.14 após a realização de um particionamento, em que

CM
1 = {h3, h4, h9}, CM

2 = {h2, h6, h8, h10} e CM
3 = {h1, h5, h7, h11}. Nesse sentido, a

tabela apresentada na Figura 3.17 traz a estrutura de dados utilizada para a formação

da solução consenso. Nessa tabela, as linhas indicam os objetos e cada grupo (CM
j ) cor-

responde a uma coluna. A coluna CM
1 possui duas colunas, hMj e α(hMj ). A coluna hM1 ,

por exemplo, indica que os objetos x5, x6 e x7 estão em CM
1 .

Figura 3.16: Exemplo de metagrafo particionado conforme [Naldi 2011].

Ainda com base na Figura 3.17, a coluna α(hM1 ), por exemplo, apresenta o vetor de

associação dos objetos nos vértices de CM
1 (h3, h4 e h9). Nesse sentido, com base na

Figura 3.13 (b), o objeto x5 é utilizado apenas em um dos três vértices de CM
1 . Dessa

forma, para esse objeto, α(hM1 ) = 1/3 = 0.33. Já os objetos x6 e x7 são utilizados em

todos os vértices (α(hM1 ) = 3/3 = 1 para ambos).

Figura 3.17: Tabela com vetores de associação para a identi�cação de padrões e a formação
da solução consenso [Naldi 2011].

A tabela apresentada pela Figura 3.17 possui o cálculo de α(hMi ) para todos os objetos

em cada coluna. O próximo passo consiste em veri�car a qual grupo cada objeto deve ser
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alocado. Para isso, deve-se veri�car o grupo CM
j em que cada objeto possui o maior valor

de associação. Por exemplo, o objeto x5 possui valor de associação 0, 33 com o grupo CM
1 ,

0, 5 com o grupo CM
2 e 0, 25 com o grupo CM

3 . Dessa forma, esse objeto irá pertencer ao

grupo �nal de CM
2 . Nessa tabela, as células com os maiores valores para cada objeto estão

em destaque. Ainda com base na tabela, a solução consenso obtida possui três grupos,

sejam eles: C1 = {x6, x7}, C2 = {x4, x5} e C3 = {x1, x2, x3}.

O próximo e último passo é calcular o índice silhueta para a solução consenso. Uma

vez que foram apresentadas somente as soluções de entrada (Tabela 3.8), para o cálculo

da silhueta é necessário detalhar os valores para cada atributo de cada objeto. A Tabela

3.9 possui os valores dos atributos para os objetos da instância exemplo. Além disso, são

relatados também os índices silhuetas de cada objeto e a silhueta média da solução.

Tabela 3.9: Instância exemplo, silhuetas dos objetos conforme a solução consenso e sil-
hueta média da solução.

Objetos
x1 x2 x3 x4 x5 x6 x7

Atributo 1 -1,08 -0,66 -1,08 0,18 0,18 1,45 1,02
Atributo 2 -1,31 -0,76 -0,76 -0,20 0,91 0,91 1,19

Silhuetas 0,70 0,61 0,72 0,18 -0,03 0,66 0,60

Silhueta da Solução: 0,49

A solução consenso obtida é equivalente à solução π1 do Conjunto Base submetido

ao método proposto. Conforme foi apresentado, a utilização de comitê de agrupamentos

pode possuir diferentes objetivos. Uma vez que a solução consenso foi equivalente a uma

solução base, destaca-se que no exemplo os objetivos Reaproveitamento de Conhecimento

e Consistência foram alcançados, uma vez que os padrões foram identi�cados (objetos que

são alocados a um mesmo grupo com frequência permanecem juntos na solução consenso)

e que a solução está em concordância com as soluções do conjunto base.
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CAPÍTULO 4

HEURÍSTICAS PARA O PROBLEMA DE

AGRUPAMENTO AUTOMÁTICO

O presente capítulo traz uma descrição detalhada dos algoritmos heurísticos propostos

nesse trabalho, bem como dos algoritmos da literatura utilizados nos experimentos re-

latados no Capítulo 5. Conforme a ordem de publicação, são eles:

• O Algoritmo Genético CLUSTERING proposto por [Tseng and Yang 2001].

• Os algoritmos heurísticos baseados em Algoritmos Evolutivos (AEC) e em Simulated

Annealing (SAPCA) propostos por [Soares 2004b].

• O algoritmo CLUES (CLUstEring based on local Shrinking) proposto por [Wang 2007].

• Os algoritmos heurísticos baseados nas metaheurísticasAlgoritmos Evolutivos, GRASP

(Greedy Randomized Adaptive Search Procedure) e ILS (Iterated Local Search) pro-

postos por [Cruz and Ochi 2011] [Cruz 2010].

4.1 Heurísticas da Literatura

Os algoritmos apresentados na presente seção possuem algumas características similares

ou em comum no que concerne à estrutura de dados e aos seus procedimentos. Todos os
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algoritmos apresentados nesta seção incorporam um procedimento para a construção de

Grupos Parciais. O trabalho de [Cruz 2010] justi�ca a construção desses grupos como um

procedimento de pré-processamento que tem por �nalidade a redução da cardinalidade

cardinalidade da instância. Nesse sentido, o procedimento de construção desses grupos

trabalha com conceitos de densidade, sendo composto por duas etapas: Formação e União

(ou Junção) de Grupos Parciais.

Nos algoritmos CLUSTERING, AEC e SAPCA o conceito de Grupos Parciais refere-

se aos componentes conexos de Grafos construídos utilizando diferentes técnicas. En-

quanto no algoritmo CLUSTERING esses componentes são construídos com base na for-

mação do Grafo de Vizinhança G, nos algoritmos AEC e SAPCA é utilizado um Grafo de

Vizinhança Relativa. No algoritmo CLUES o procedimento responsável pela formação dos

Grupos Parciais é denominado Encolhimento, sendo considerados nesse caso os k-vizinhos

mais próximos a cada objeto.

Conforme o contexto de cada algoritmo, a supracitada Redução da cardinalidade con-

siderada por [Cruz 2010] signi�ca que cada Grupo Parcial será manipulado pelos demais

procedimentos dos algoritmos como um objeto, com eventuais exceções. Os procedimen-

tos aplicados à avaliação da qualidade de cada solução (Índice Silhueta), por exemplo,

devem considerar os objetos separamente para que o cálculo seja realizado corretamente.

4.1.1 Algoritmo Genético CLUSTERING [Tseng and Yang 2001]

O Algorítmo Genético CLUSTERING proposto por [Tseng and Yang 2001] atua no Prob-

lema de Agrupamento Automático considerando a maximização da Equação (4.1). Con-

forme os autores, sua proposta é ser capaz de identi�car grupos de formas não esféricas e

com diferentes densidades.

max(f) =
k∑

i=1

Dinter(Ci) ∗ w −Dintra(Ci) (4.1)

em que:

Dintra(Ci) =
∑

Bk⊂Ci

dVkSi
∗ |Bk| (4.2)
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Dinter(Ci) =
∑

Bk⊂Ci

minj 6=idVkSi
∗ |Bk| (4.3)

Segundo [Soares 2004b], é possível observar na literatura uma associação entre os

Problemas de Agrupamento e de Particionamento em Grafos. Mais especi�camente, ao

associar cada objeto do conjunto de dados de entrada com um vértice de um grafo, é

possível realizar uma transformação (em tempo polinomial) entre esses dois Problemas.

Esse algoritmo utiliza um procedimento de construção baseado em Componentes

Conexos, em que é utilizado o Grafo de Vizinhança G. Esse Grafo é construído con-

forme uma visão de vizinhança, baseada na média das distâncias (dav) entre cada objeto

i e o seu j-ésimo vizinho mais próximo.

Uma Matriz de Adjacências (MV G) pode ser utilizada para a formação do grafo, sendo

u um parâmetro de entrada do algoritmo. Conforme os autores, a calibração do parâmetro

u foi realizada empiricamente, com base em um conjunto de experimentos.

MV G =

mij = 1 : dij ≤ u ∗ dav

mij = 0 : demais
(4.4)

Com a construção Grafo de Vizinhança G, os Componentes Conexos são identi�cados

e utilizados como Grupos Parciais. Assim como os algoritmos de [Cruz 2010] (seção

4.1.4) e [Soares 2004b] (seção 4.1.2), foi utilizado um vetor binário auxiliar que possui a

classi�cação de cada um dos grupos (como "pai"(bit 1) ou "�lho"(bit 0)), ou seja, os grupos

classi�cados como do tipo "�lho"devem ser unidos ao grupo do tipo "pai"mais próximo.

Nos procedimentos de re�namento das soluções do CLUSTERING, a probabilidade de

um grupo ser classi�cado como "pai"ou "�lho"no vetor binário é a mesma (0.5).

Enquanto os algoritmos propostos por [Cruz 2010], [Cruz and Ochi 2011] e [Soares 2004b]

atuam na maximização do Índice Silhueta (2.13), o CLUSTERING utiliza a função de

avaliação apresentada pela Equação (4.1). Destaca-se que o Índice Silhueta pode ser

utilizado para avaliar soluções produzidas por diferentes técnicas ou algoritmos.

Conforme [Soares 2004b], a Equação (4.2) corresponde ao somatório das distâncias

entre o centróide Vk e os objetos de Si de cada componente conexo Bk ∈ Ci pela cardi-

nalidade de Bk. Já Equação (4.3) é o somatório das distâncias entre o centróide Vk do

componente conexo Bk ∈ Ci mais próximo em relação ao centróide Sj do grupo j, para
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todos os grupos Cj, i 6= j.

Além do parâmetro u utilizado na construção do Grafo de Vizinhança e dos parâmetros

utilizados por Algoritmos Genéticos tradicionais (como tamanho da população e quan-

tidade de gerações), o CLUSTERING utiliza um intervalo para w ([ws, wl]). Segundo

[Soares 2004b], e com base na função de avaliação, ao atribuir-se valores baixos para a

variável w prioriza-se a identi�cação de mais grupos, sendo esses grupos mais compactos.

Já valores altos de w priorizam a formação de grupos mais dispersos, e em menor quan-

tidade.

Conforme [Tseng and Yang 2001] o CLUSTERING apresenta uma complexidade com-

putacional O(n2 + g ∗ v ∗ m2) em que n é a quantidade de objetos da instância, g a

quantidade de gerações do algoritmo, v o tamanho da população e m a quantidade de

componentes conexos encontrados na fase de construção. Os valores do Índice Silhueta do

algoritmo CLUSTERING apresentados no Capítulo 5 foram relatados em [Soares 2004b].

4.1.2 Heurísticas Propostas por [Soares 2004b]

Em [Soares 2004b] foram apresentados dois algoritmos para o Problema de Agrupamento

Automático baseados em metaheurísticas e que atuam na maximização do Índice Silhueta

(2.13), sejam eles: um Algoritmo Evolutivo Construtivo (AEC) e um algoritmo baseado

em Simulated Annealing (SAPCA).

Nesses algoritmos foi utilizado para a construção de Grupos Parciais o conceito de

Grafo de Vizinhança Relativa (GVR) proposto por [Toussaint 1980]. O GVR é de�nido

sobre um conjunto de objetos em que arestas são adicionadas conectando dois objetos xp

e xq se não existe um terceiro objeto xr mais próximo de ambos xp e xq do que entre si

(dpq). Uma Matriz de Adjacências (MV R)pode ser utilizada para a de�nição do grafo:

MV R =

mpq = 1 : dij ≤ max(dpr, drq),∀xr ∈ S, r 6= p, q

mij = 0 : demais
(4.5)

Com base na matrizMV R é possível construir um grafo GV R(V,E), sendo seu conjunto

de vértices V formado por todos os objetos do conjunto de dados de entrada e o conjunto

de arestas E é formado por todas as arestas eij tais que mpq = 1.

Os componentes conexos formados em GV R corresponderão aos Grupos Parciais e as
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operações de união desses grupos serão realizadas para a formação de soluções.

Os algoritmos propostos por [Soares 2004b] consideram os Grupos Parciais com maior

cardinalidade como mais signi�cativos e, por isso, devem ter uma probabilidade maior de

serem classi�cados como pais. Assim como no Algoritmo Genético CLUSTERING, isso

ocorre na fase de re�namento das soluções.

Em [Soares 2004b] o recálculo do centróide é realizado de maneira otimizada durante

a união de Grupos Parciais para a formação de soluções. Mais especi�camente, o custo

computacional é reduzido de O(n.p) para O(p), sendo n a quantidade de objetos e p a

quantidade de atributos. O recálculo otimizado consiste nos seguintes passos:

• Considere a união do grupo C1 "�lho"e o grupo C2 "pai", sendo c1 o centróide do

grupo C1, e c2 é centróide do grupo C2. Além disso, |C1| e |C2| são as cardinalidades
desses grupos.

• O grupo C1 deve ser unido ao grupo C2.

• O recálculo do centróide é efetuado mediante a aplicação da Equação(4.6) para cada

atributo j (j = 1, ..., p).

• Após o recálculo do centróide do grupo "pai", os objetos do grupo "�lho"devem

ser migrados para o grupo "pai". Dessa forma, as cardinalidades dos grupos são

atualizadas, ou seja, |C2| = |C1|+ |C2| e |C1| = 0.

cj2 =
cj1 ∗ |C1|+ cj2 ∗ |C2|
|C1|+ |C2|

j = {1, ..., p} (4.6)

Os procedimentos de perturbação (cruzamento e mutação) e de re�namento (re-

conexão por caminhos) utilizados atuam em um vetor binário auxB.

Nesse trabalho foi utilizado o cruzamento de dois pontos, ou seja, dois pontos de

corte de�nem os segmentos das soluções que serão trocados para formação de duas novas

soluções. Essas trocas (inversões dos tipos em determinados Grupos Parciais) alteram as

soluções obtidas com o procedimento de Formação de soluções.

Foram utilizados, também, dois procedimentos de mutação, sendo um responsável

pela alterção e classi�cação do grupo inicial, conforme uma probabilidade submetida como

parâmetro enquanto outro, mais so�sticado, atua em deslocamentos de cadeias de bits no

vetor binário auxB.
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4.1.3 CLUES (CLUstEring based on local Shrinking) [Wang 2007]

O algoritmo CLUES foi proposto por [Wang 2007] e é formado por 3 etapas, quais sejam:

Encolhimento, Particionamento e Obtenção do Número de Grupos (k). Trata-se de um

algoritmo iterativo que inicialmente considera a união dos objetos mais próximos em um

procedimento denominado Encolhimento (Shrinking). Para isso, cada objeto é migrado

para uma região considerada densa, utilizando a ideia dos k-vizinhos mais próximos.

Em seguida o algoritmo forma Grupos Parciais e a solução é avaliada mediante a apli-

cação de um procedimento diferente. Essa avaliação, conforme a implementação proposta

pelos autores, pode utilizar o Índice Silhueta (Equação (2.13)) ou o índice CH (Índice de

Calinski-Harabasz ).

Em [Toussaint 1980], os autores realizaram experimentos comparando 30 medidas

para a obtenção da quantidade ideal de grupos. Embora nesse trabalho o Índice CH

tenha se destacado com os melhores resultados, em [Wang 2007] os experimentos com o

Algoritmo CLUES indicaram que o Índice Silhueta foi a melhor escolha.

Após a execução dos Procedimentos de Encolhimento e de Formação de Grupos Par-

ciais ocorre a execução do procedimento para a identi�cação do número ideal de grupos

(k). Nesse procedimento ocorre basicamente o cálculo do índice selecionado (Silhueta ou

CH) para k = {2, 3, ..., n− 1}.

Para tornar o algoritmo mais e�ciente, no que concerne ao tempo de processamento,

foi introduzido um fator de aceleração α, 0 < α < 1. O valor inicial de k e o incremento

são de�nidos como α.n. Por exemplo, se n = 1000 e α = 0.05, então inicialmente K = 50

e, em seguida 100, 150, etc.

O CLUES realiza um re�namento nas soluções obtidas utilizando um novo intervalo

de valores de k. Considerando o exemplo anterior e supondo que o algoritmo encontre

k = 250, ocorre um re�namento entre (250 − α.n) e (250 + α.n). Ou seja, o algoritmo

agora é executado com os valores de k variando entre 200 e 300.

4.1.4 Heurísticas Propostas por [Cruz 2010]

Em [Cruz and Ochi 2011] e [Cruz 2010] foram propostos algoritmos heurísticos baseados

nas metaheurísticas Algoritmos Evolutivos, GRASP (Greedy Randomized Adaptive Search

Procedure) e ILS (Iterated Local Search).



4.1 Heurísticas da Literatura 71

Segundo [Cruz 2010], a formação de Grupos Parciais como um procedimento de pré-

processamento auxilia na redução da cardinalidade da instância. Consequentemente, essa

redução possibilita que cada Grupo Parcial formado seja manipulado pelos demais pro-

cedimentos dos algoritmos como um objeto, com eventuais exceções como o cálculo do

índice silhueta. Em seu trabalho, a construção desses grupos ocorre por meio de um

algoritmo que utiliza conceitos de densidade, conforme apresentado na seção 4.1.4.1.

4.1.4.1 Heurística de Construção

Conforme apresentado na seção anterior, o procedimento de construção de Grupos Parci-

ais, composto pelas etapas de Formação de Grupos Parciais (FGP) e União (ou Junção)

Grupos Parciais (JGP), tem como objetivo reduzir a cardinalidade da instância sub-

metida ao algoritmo. Para isto, foram considerados os conceitos de densidade de�nidos

em [Tseng and Yang 2001] e [Garai and Chaudhuri 2004]. Mais especi�camente, os ob-

jetos localizados em regiões identi�cadas como de alta densidade são unidos e formam

Grupos Parciais.

Assim como no trabalho [Soares 2004b], em [Cruz 2010] Grupos Parciais com maior

cardinalidade são utilizados de maneira diferente. Porém, nesse caso, grupos mais densos

têm prioridade na segunda etapa do procedimento de construção, qual seja, a JGP. O

objetivo é identi�car áreas mais densas e, consequentemente, formar Grupos Parciais

mais densos.

A seção 4.1.4.3 detalha o procedimento de União dos Grupos Parciais, bem como a

Formação de Soluções. Com base em [Cruz 2010], para cada solução formada por um

conjunto de Grupos Parciais, um vetor binário auxB associa cada grupo inicial a uma

classi�cação de grupo ("pai"ou "�lho").

O procedimento de Formação de Soluções atua conforme a classi�cação dos Grupos

Parciais e as distâncias entre os centróides. Uma vez formados os Grupos Parciais, o

algoritmo irá considerar cada grupo parcial como um objeto (centróide do grupo) e irá

trabalhar, essencialmente, com n∗ centróides e não com os n objetos submetidos inicial-

mente.

É importante ressaltar que os Grupos Parciais serão manipulados pelos demais pro-

cedimentos dos algoritmos como um objeto. Porém, para a avaliação da qualidade da

solução, por exemplo, cada objeto deve ser considerado separamente para que o cálculo
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seja realizado corretamente.

O procedimento de Formação de Grupos Parciais é descrito a seguir:

1. Inicialmente cada grupo possui apenas um objeto (grupos singletons).

2. Deve-se obter a menor distância cada objeto xi e um objeto xj (i 6= j). A média

dessas distâncias é armazenada na variável dMedia.

3. Considerando instâncias com duas dimensões, cada objeto será o centro de uma

círculo de "raio" r = u.dMedia, sendo u um parâmetro de entrada do algoritmo.

4. Em seguida, deve-se veri�car a densidade de cada objeto xi. Cada objeto xi possui

um "círculo"N i
j = circulo(xi, r) e a sua densidade corresponde à quantidade de

objetos contidos em Ni (xi é o objeto central desse "círculo").

5. Os valores N i são ordenados de maneira decrescente e armazenados em uma lista T

que, além de xi, também possuirá os objetos centrais.

6. Para cada posição tl da lista T , com início na primeira posição, deve-se veri�car se

o objeto central está disponível, ou se foi adicionado a algum grupo. Se esse objeto

estiver disponível, ele formará um novo grupo parcial e todos os objetos contidos

em seu raio serão adicionados ao novo grupo.

7. É importante destacar que esse procedimento garante que cada objeto estará con-

tido em um, e apenas um Grupo Parcial. Além disso, nenhum grupo parcial vazio

será formado e as regiões mais densas serão selecionadas para formação de grupos

parciais.

8. O resultado da aplicação desse procedimento é um conjunto de gruposA = {A1, A2, ..., An∗},
n∗ ≤ n, em que n∗ é a quantidade de grupos parciais e n é a quantidade de objetos

da instância.

Após a formação de Grupos Parciais, com o objetivo de re�nar as soluções obtidas, é

executada a etapa Junção de Grupos Parciais. Ela tem o objetivo de reduzir ainda mais

a quantidade de grupos parciais, vide a descrição a seguir:

1. Conforme a sua cardinalidade, os Grupos Parciais que possuem até 4 objetos devem

ser classi�cados como "Pequenos". Já os Grupos Parciais que possuem mais de 10

objetos devem ser classi�cados como "Grandes".
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2. Deve-se calcular a distância dAdj = v ∗dMedia, em que v é um parâmetro de entrada.

3. Para cada Grupo Parcial Pequeno é veri�cado o Grupo Parcial Grande mais próx-

imo, com base na distância entre os seus centróides.

4. Se o Grupo Parcial Grande mais próximo possuir ao menos um objeto xi com dis-

tância di ≤ dAdj em relação a qualquer objeto do Grupos Parciais Pequeno, esses

grupos devem ser unidos.

5. O resultado da aplicação desse procedimento é um conjunto de gruposB = {B1, B2, ..., Bm},
sendo m ≤ n∗.

Em [Cruz 2010] os grupos do conjunto A são denominados Grupos Parciais, en-

quanto os grupos do conjunto B são denominados Grupos Iniciais. No presente trabalho,

denominam-se Grupos Parciais tanto os grupos dos conjuntos A quanto do conjunto B.

Essa nomenclatura também será considerada para os grupos produzidos por procedimen-

tos de construção disponíveis em outros algoritmos.

4.1.4.2 Representação da Solução

Após a execução das etapas de Formação de Grupos Parciais e de Junção de Grupos Par-

ciais, no procedimento de Construção, estão formados os Grupos Iniciais. Na seção 4.1.4.1

foi de�nido que esses grupos, assim como os grupos formados em outros procedimentos

de construção, serão denominados Grupos Parciais.

Considere o conjunto de Grupos Parciais B de tamanho q, B = {B1, B2, ..., Bq} e o
conjunto de C, C = {c1, c2, ..., cq}, em que ci é o centróide de Bi. Para a formação de

soluções, os algoritmos utilizam um vetor auxiliar binário auxB também de tamanho p,

observando que cada posição desse vetor está relacionada a um Grupo Parcial (auxBi

corresponde ao Grupo Inicial Bi). Além disso, o valor armazenado no vetor binário indica

se o grupo deve-se comportar como um grupo denominado "Pai" (auxBi = 1) ou "Filho"

(auxBi = 0).

4.1.4.3 Formação de Soluções

No Procedimento de Formação de Soluções o vetor auxB e os Grupos Parciais resul-

tantes do procedimento construtivo são utilizados com o objetivo de obter soluções para
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o problema abordado. Assim, para um mesmo conjunto de Grupos Parciais B, conforme

os valores dos bits do vetor auxB, diferentes soluções são formadas.

Os grupos classi�cados como "�lhos" devem ser unidos aos grupos "pais". Para isso

é utilizado um procedimento guloso que considera o critério da menor distância entre os

centróides. Assim, para cada Grupo "�lho" i deve ser localizado o seu grupo "pai" j mais

próximo e, em seguida, deve ocorrer a união desses grupos.

É importante ressaltar que, após cada união, deve ocorrer a atualização do centróide

do Grupo "pai". Porém, nos algoritmos propostos por [Cruz 2010] não foi utilizado o

recálculo otimizado dos centróides considerado em [Soares 2004b]. Além disso, a quan-

tidade de grupos da solução formada após a execução do processo de União dos Grupos

Parciais corresponde à quantidade de grupos "pais", ou seja, a quantidade de bits 1 no

vetor auxB.

Ao �nal desse procedimento todos os grupos "�lhos" estarão unidos aos grupos "pais"

e uma solução é formada. Os grupos da solução formada são denominados Grupos Finais

C = {C1, C2, ..., Ck}. Os procedimentos de Busca Local e de Perturbação atuam no

vetor auxB alterando a classi�cação dos Grupos Parciais ("�lho"torna-se grupo "pai"e

vice-versa).

Uma de�nição formal para esse processo é apresentada. SejaBFilho = {B1
Filho, ..., B

r
F ilho}

o subconjunto deB que possui seus objetos "�lhos"(0 no vetor binário) eBPai = {B1
Pai, ..., B

s
Pai}

o subconjunto de B que possui seus objetos "pais"(1 no vetor binário), em que m = r+s.

Cada grupo Bi
Pai ∈ BPai (i = 1, ..., r) formará um grupo Ci. Além disso, para cada

Bh
Filho ∈ BFilho (h = 1, ..., s) deve-se encontrar o Bz

Pai ∈ BPai com centróide mais próx-

imo. A cada busca Bh
Filho é unido a Bz

Pai e o centróide do novo grupo formado deve ser

atualizado. Esse procedimento é repetido até que todos os grupos "�lhos"sejam unidos,

ou seja, BFilho = {} e uma solução é formada.

4.1.4.4 Busca Local: Inversão Individual

A busca local Inversão Individual atua na manipulação de bits do vetor binário auxB

apresentado na seção 4.1.4.3 e consiste, basicamente, em a cada posição i desse vetor

(auxBi), inverter o seu valor e aplicar o procedimento de Formação de Soluções. No

presente contexto, inverter o seu valor implica em alterar a classi�cação de um objeto de

"�lho"para "pai"e vice-versa.
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Tendo em vista que esse procedimento realiza a inversão de um Grupo Parcial por

vez, e que essa inversão resulta no incremento ou decremento da quantidade de Grupos

Parciais classi�cados como "pais", a quantidade de grupos da solução formada será k+ 1

ou k − 1, sendo k a quantidade de Grupos Parciais "Pais" antes da inversão.

A cada operação de inversão a função de avaliação (cálculo do Índice Silhueta) é

aplicada e uma nova solução é armazenada somente se for melhor que a melhor solução

armazenada até o momento.

4.1.4.5 Busca Local: Troca entre Pares

A busca local Troca entre Pares também atua na manipulação de bits do vetor binário

auxB apresentado na seção 4.1.4.3. Esse procedimento realiza uma busca em que para

cada posição i do vetor auxB, seu valor auxBi é trocado com o valor de auxBj, quando

i 6= j e auxBi 6= auxBj. Uma vez que a troca é realizada apenas quando os valores no

vetor binário forem diferentes, além de tratar-se de uma busca intensiva, a quantidade de

grupos da solução permanece inalterada (k + 1− 1 = k).

4.1.4.6 Perturbação

O procedimento de Perturbação foi baseado na busca local Inversão Individual. Assim,

ele atua na manipulação do vetor binário auxB apresentado na seção 4.1.4.3 e consiste,

basicamente, em selecionar Grupos Parciais de maneira aleatória e inverter a sua classi-

�cação.

A quantidade de grupos da solução formada após a aplicação desse procedimento

pertence a um intervalo de valores inteiros relacionados à quantidade de inversões re-

alizadas. Caso auxB possua inicialmente kInicial grupos pais, isto é, sejam realizadas

qtdeInv inversões, a quantidade de grupos da solução �nal estará no intervalo de inteiros

k ∈ [kInicial−qtdeInv, kInicial+qtdeInv] para kInicial−qtdeInv ≥ 0, kInicial+qtdeInv ≤ m

(m é a quantidade de Grupos Parciais).

Esse procedimento é similar ao apresentado na seção 4.1.4.4, porém a operação de

inversão é realizada em um grupo obtido de forma aleatória e independe da melhoria da

função de avaliação.
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4.2 Procedimentos Propostos

Conforme [Lourenco et al. 2010], a metaheurística Busca Local Iterada (do inglês Iter-

ated Local Search (ILS)) atua em um subespaço de soluções ótimas locais de�nido por

procedimentos de otimização.

Essa metaheurística é baseada na simples ideia de que uma solução ótima local pode

ser melhorada por meio da aplicação de um procedimento de busca local em uma nova

solução, sendo essa resultante da aplicação de um procedimento de perturbação em uma

solução ótima local. Ainda segundo [Lourenco et al. 2010], a metaheurística ILS consiste

nos seguintes passos:

1. Uma Solução Inicial sinicial deve ser obtida com a utilização de um Procedimento

de Construção.

2. Um procedimento de Busca Local é aplicado na solução sinicial com o objetivo de

re�ná-la, ou seja, encontrar uma solução de melhor qualidade denotada por s.

3. A solução Ótima Local (s) obtida é Perturbada, resultando em uma Nova Solução

(s′).

4. Em seguida, deve-se aplicar um procedimento de Busca Local na solução s′, que

resulta em uma nova Solução Ótima Local (s′′).

5. Somente se a nova solução obtida (s′′) for melhor que a solução corrente (s), a

solução s deve ser atualizada (s←− s′′).

6. Enquanto o Critério de Parada não for satisfeito, deve-se retornar ao Passo 3.

A heurística proposta no presente trabalho corresponde a uma implementação da

metaheurística Busca Local Iterada para a resolução do Problema de Agrupamento Au-

tomático. O algoritmo trabalha na maximização do Índice Silhueta, inspirado nos pro-

cedimentos e nos algoritmos considerados e�cientes na literatura e reportados nas seções

anteriores.

4.2.1 Construção

Os algoritmos propostos agregam dois Procedimentos de Construção responsáveis pela

obtenção de Grupos Parciais, sejam eles:
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• Formação e Junção de Grupos Parciais: o mesmo procedimento proposto

por [Cruz 2010] que considera os conceitos de densidade para Formação de Grupos

Parciais.

• Algoritmo DBSCAN: a Seção 3.2.1.2 apresenta esse algoritmo, que tem como

objetivo identi�car regiões de alta densidade de objetos separados por regiões de

baixa densidade.

Foi implementado um procedimento de �ltro, em que f Soluções (formadas por

Grupos Parciais) são construídas e submetidas ao Procedimento de Busca Local Inversão

Individual. A solução parcial que possuir o maior valor para o Índice Silhueta é submetida

aos demais procedimentos de Busca Local.

4.2.2 Heurística para a Estatística de Hopkins

Além da utilização dos dois Procedimentos de Construção apresentados, foi considerada a

utilização de uma heurística que efetua o cálculo da Estatística de Hopkins [Banerjee 2004].

Essa estatística possibilita identi�car se em uma instância existe uma tendência a formação

de agrupamentos, ou seja, se a instância tem uma estrutura natural de agrupamentos.

Também pode ser descrita como um teste de aleatoriedade espacial.

Conforme [Banerjee 2004] e [Han et al. 2012], o Teste de Tendência de Agrupamento

também pode ser descrito como um Teste de Aleatoriedade Espacial. Ele é de�nido em

termos de um critério interno e nenhuma informação a priori é necessária para a análise.

Dado um conjunto X formado por n objetos, tal que X = {x1, x2, ..., xn}, em um

espaço p-dimensional, xi = {x1i , x2i , ..., x
p
i }, deseja-se veri�car a tendência de agrupamento

desse conjunto. Além do conjunto X, dois outros conjuntos são considerados nessa abor-

dagem, sejam eles X∗ e A.

O conjunto X∗ é uma amostra do conjunto X(X∗ ⊂ X) com n′ objetos (n′ < n) que

são selecionados de maneira aleatória. Já o conjunto A também possui n′ objetos, porém

esses foram construídos arti�cialmente, considerando valores aleatórios no espaço de cada

uma das p-dimensões.

Após a descrição dos conjuntos de objetos considerados, devem ser apresentadas as dis-

tâncias utilizadas para o cálculo da Estatística de Hopkins (EH) (apresentada na Equação

(4.9)):
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• wr: distância entre um objeto xr ∈ X∗ até o objeto xi de X\{xr} mais próximo.

• uq: distância entre um objeto xq ∈ A até o objeto xi mais próximo em X.

Considerando essas distâncias, efetua-se as somas de wr e de uq conforme as Equações

4.7 e 4.8, respectivamente. Em seguida, calcula-se a razão apresentada na Equação 4.9.

W =

|X∗|∑
r=1

wr (4.7)

U =

|A|∑
q=1

uq (4.8)

max H =
U

U +W
(4.9)

Com base na Equação (4.9), é possível veri�car que o valor de H está em um intervalo

[0, 1]. Em um conjunto em que os objetos estão em grupos de�nidos, coesos e separados,

a distância média entre os objetos é pequena, W tende a ser próximo de 0 e, consequente-

mente, H é próximo de 1. Porém, em conjuntos em que os objetos estão dispersos no

espaço, W ∼= U , e o valor de H ∼= 0, 5. Já valores de H no intervalo de 0, 01 até 0, 3

indicam que os objetos são regularmente espaçados, enquanto em para instâncias com

objetos em grupos de�nidos, H varia entre 0, 7 e 0, 99, indicando a tendência à formação

de agrupamentos [Banerjee 2004]. A seção 5.4 apresenta os resultados dos experimentos

computacionais realizados com a heurística para a EH.

4.2.3 Estruturas de Dados Utilizada

As estruturas de dados consideradas nos algoritmos heurísticos propostos no presente

trabalho foram inspiradas nas estruturas utilizadas por [Cruz 2010]. As implementações

dos algoritmos foram realizadas considerando o Paradigma Orientado a Objetos. Assim, as

estruturas em que os dados manipulados foram armazenados são apresentadas abstraíndo

alguns detalhes da modelagem, e são relatadas detalhadamente a seguir:

• Objetos da Instância: trata-se de uma matriz de valores reais de ordem n ∗ p,
em que n é a quantidade de objetos e p é a quantidade de atributos da instância.

Nessa matriz são armazenados os atributos dos objetos da instãncia .
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• Matriz de Distâncias: trata-se de umamatriz de valores fracionários de ordem n2,

em que n é a quantidade de objetos da instância. Essa estrutura foi utilizada com

o objetivo de reduzir a quantidade de cálculos, armazena as Distâncias Euclidianas

de cada par de objetos xi e xj, dij.

Uma vez que dij = dji e dii = 0, existem implementações que, com o objetivo

de reduzir a quantidade de espaço necessário para o armazenamento, consideram

apenas as posições em que i < j (ou i > j). Assim, a estrutura de dados necessária

para armazenar as distâncias necessitaria de n(n−1)
2

células, e não n2 células.

Destaca-se, porém, que mesmo com a redução da estrutura de dados, a quantidade

de células continua da ordem de n2. Além disso, são necessários cálculos para

identi�car em qual célula deve ser lido ou escrito o valor da distância. Em outras

palavras, economiza-se espaço de armazenamento e onera-se o custo computacional

relacionado ao processamento (tempo).

• Vetor de Bináro: em [Cruz 2010] foi denominado indivíduo. Trata-se do vetor

de binários (auxB) de tamanho m, que armazena o status de cada Grupo Parcial.

Esse vetor é utilizado na Formação de Soluções, para os quais os Grupos Parciais

"�lhos"deverão ser unidos aosGrupos Parciais "pais"mais próximos (conforme seção

4.1.4.3).

• Representação da solução: as soluções são armazenadas de maneiras diferentes

nos algoritmos. A solução que está em uso, ou seja, que está sendo manipulada pelo

algoritmo, é armazenada em uma matriz do tipo inteiro de ordem n.m, em que n é

a quantidade de objetos da instância e m é a quantidade de Grupos Parciais.

Trata-se de uma matriz de tamanho �xo que é de�nida com o objetivo de facilitar

a união de grupos parciais e reduzir o custo computacional de (des)alocações de

memória. Nesse sentido, optou-se por onerar a memória para economizar no tempo

de processamento. Uma vez que os algoritmos heurísticos propostos são baseados

na metaheurística Busca Local Iterada, e essa metaheurística não atua em uma

população de soluções, o custo do armazenamento dessa solução é aceitável.

Outra maneira de armazenar as soluções é utilizar uma codi�cação denominada

group-number [Cole 1998]. Um vetor de inteiros L com n posições é utilizado e o

valor armazenado em Li indica o grupo ao qual o objeto i está alocado.
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4.2.4 Procedimentos de Busca Local

Com o objetivo de re�nar as soluções, foram implementados três procedimentos de busca

local que, conforme os parâmetros submetidos, podem atuar de diferentes maneiras:

• Inversão Individual

Com o objetivo de explorar novas áreas no espaço de busca, o procedimento Inversão

Individual proposto por [Cruz 2010] foi modi�cado.

No procedimento proposto por [Cruz 2010] (seção 4.1.4.4) a ordem das inversões

ocorre do início (posição 0) para o �nal (posição m − 1, em que m é a quantidade

de grupos parciais) do vetor auxB. Uma vez que a cada inversão ocorre o recálculo

do centróide do grupo "pai"que recebeu objetos do(s) grupo(s) �lho(s), e que a

distância entre centróides é utilizada como o critério de seleção da próxima união,

a ordem de inversão interfere nas soluções formadas.

São propostas duas versões baseadas nesse procedimento de re�namento:

� Sentido contrário: como o próprio nome sugere, difere em relação à ordem

em que as alterações de classi�cação dos grupos ocorrem. A primeira alteração

ocorre na última posição de auxB(m−1) e a última ocorre na primeira posição

(0).

� Sentido aleatório: nessa versão, todas as posições do vetor auxB são inver-

tidas, porém, em ordem aleatória.

• Troca entre Pares A seção 4.1.4.5 apresenta o procedimento Troca entre Pares

proposto por [Cruz 2010]. Novamente, foi proposta uma versão cuja ordem de in-

versões, nesse caso troca entre bits, é alterada.

Na versão original, com base no vetor auxB, ocorrem trocas entre cada duas posições

i e j. Para cada posição i, com início i = 0, ocorrem todas as trocas de bits se

auxBi 6= auxBj, para j = i+ 1 até j = n− 1.

Na nova versão, com o objetivo de percorrer novas regiões do espaço de busca, para

cada j com início j = n − 1, ocorrem todas as trocas de bits se auxBi 6= auxBj,

para i = 0 até i = j − 1.

• Inversão Adjacente
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A busca local Inversão Adjacente atua na manipulação de bits do vetor binário auxB

apresentado na seção 4.1.4.2 e consiste basicamente em, a cada posição i desse vetor,

inverter o seu valor e os valores dos próximos w − 1 bits adjacentes. Em seguida,

deve ocorrer a Formação da solução com a união dos Grupos Parciais.

Essa alteração pode implicar em um aumento na remoção da quantidade de grupos

da solução original em até w unidades. Observa-se que a Inversão Adjacente para

w = 1 é equivalente ao procedimento de Inversão individual.

• Recálculo Otimizado

Na seção 4.1.2 é apresentada uma forma otimizada de realizar o recálculo do cen-

tróide, em que o custo computacional foi reduzido de O(n.p) para O(p), sendo n a

quantidade de objetos e p a quantidade de atributos. Ressalta-se que esse recálculo

é executado a cada alteração no vetor binário auxB, ou seja, é essencial que esse

procedimento seja otimizado para que as buscas locais sejam mais e�cientes no que

concerne ao tempo de processamento.

4.2.5 Perturbação

O procedimento de perturbação utilizado corresponde ao procedimento implementado por

[Cruz 2010] [Soares 2004b] [Tseng and Yang 2001]. Trata-se de um procedimento semel-

hante ao 4.1.4.4. A operação de inversão é realizada em um grupo obtido de forma

aleatória e a solução é armazenada independente da melhoria da função de avaliação.

4.2.6 Algoritmos Heurísticos Propostos

Com base nos procedimentos apresentados na seção 4.2, heurísticas baseadas na meta-

heurística Busca Local Iterada são propostas. O objetivo é, conforme a característica

multistart do ILS, construir soluções com Grupos Parciais de boa qualidade e ainda,

re�ná-las, em busca de uma solução ótima global ou um ótimo local de excelente quali-

dade. Algumas características dos algoritmos propostos são descritas a seguir:

• Heurísticas de Construção: ambos os procedimentos construtivos utilizados con-

sideram conceitos de agrupamentos baseados em densidade. São eles:

� DBSCAN (seção 3.2.1.2): uma variante em que todos os objetos devem

pertencer a um grupo, inclusive os objetos classi�cados como ruídos.
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� FJGP (seção 4.1.4.1): procedimento para construção de soluções iniciais

utilizado pelo algoritmo AECBL1, conforme apresentado por [Cruz 2010].

• Avaliação: foi utilizado o Índice Silhueta Tradicional, apresentado na seção 2.3.1.

• Filtro: são formadas f soluções com a utilização dos procedimentos de construção,

em que f é submetido como parâmetro. Cada uma dessas soluções é re�nada pela

Busca Local Inversão Individual Aleatória (seção 4.2.4). Em seguida, os Grupos

Iniciais da melhor solução obtida são submetidos aos procedimentos de Busca Local

e de Perturbação para um re�namento mais intensivo.

• União de Grupos Parciais: a Equação 4.6 (apresentada na seção 4.1.2) foi uti-

lizada para o recálculo de centróides, com o objetivo de reduzir o custo computa-

cional de O(n.p) para O(p).

• Buscas Locais: foi utilizada somente a Busca Local Inversão Individual Sentido

Aleatório. Em experimentos preliminares com as Buscas Locais Troca entre Pares

e Inversão Adjacente observou-se que o tempo consumido em relação ao benefício

alcançado (maximização da silhueta) desses procedimentos não foi satisfatório.

• Perturbação: o procedimento apresentado na seção 4.2.5 foi considerado.

• Critérios de Parada: alcance ao alvo, ou seja, o algoritmo é executado até a

obtenção de uma solução com índice Silhueta maior ou igual ao valor submetido

como parâmetro. Existe ainda um tempo máximo de execução, também submetido

como parâmetro (opcional).

Com base nas características relatadas foram propostos dois algoritmos heurísticos

baseados na metaheurística ILS. Esses algoritmos diferenciam-se apenas quanto aos pro-

cedimentos de construção. São eles: o ILS-FJGP e o ILS-DBSCAN.

Além das heurísticas baseadas em ILS, o presente trabalho também propõe uma

Heurística Híbrida (HH), que utiliza os algoritmos ILS-DBSCAN, AECBL1 [Cruz 2010]

e uma Heurística para Estatística de Hopkins (EH). A Hipotese é que a EH é capaz de

identi�car a tendência à formação de agrupamentos e, com isso, direciona a instância

submetida para a heurística mais adequada, conforme apresenta o Diagrama Simpli�cado

na Figura 4.1. Na seção 5.6.3 são apresentados os resultados obtidos e as justi�cativas

para a proposta apresentada.
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Figura 4.1: Diagrama Simpli�cado da Heurística Híbrida.
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CAPÍTULO 5

EXPERIMENTOS COMPUTACIONAIS

O presente capítulo traz um conjunto de resultados computacionais obtidos a partir da

aplicação de algoritmos da literatura e dos algoritmos e métodos propostos nesse trabalho.

Em função da diversidade dos algoritmos no que concerne à linguagem, compiladores,

sistemas operacionais e hardwares, em alguns dos experimentos os resultados apresentados

em trabalhos da literatura �caram restritos à qualidade das soluções.

Esse capítulo apresenta os resultados dos Métodos Sistemáticos que foram utilizados

para a obtenção do número ideal de grupos em Problemas de Agrupamento Automático.

As abordagens propostas utilizam algoritmos clássicos da literatura, sejam eles: k-means,

DBSCAN e Bisecting k-means. Os resultados e as análises produzidas indicam que os

métodos propostos são de fácil reprodução e são competitivos em relação à qualidade das

soluções, quando comparados com os melhores algoritmos da literatura.

Com base nas técnicas e conceitos de Comitê de Agrupamentos, os resultados obtidos

nos experimentos realizados com os métodos propostos MCMC e MCPG são relatados.

Para esses experimentos foram consideradas as soluções produzidas pelo MRDBSCAN. Os

resultados obtidos indicam que, mesmo sem a utilização de algorimos para o re�namento

de soluções (buscas locais), esses métodos foram capazes de obter novas soluções, de alta

qualidade, considerando a utilização de padrões identi�cados nas soluções do Conjunto

Base.
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Também são apresentados nesse capítulo os resultados relacionados ao algoritmos

heurísticos baseados na metaheurística Busca Local Iterada, sejam eles: o ILS-FJGP e o

ILS-DBSCAN. Apresenta-se, também, uma Heurística Híbrida (HH) que considera a apli-

cação da Estatística de Hopkins (EH), com o objetivo de identi�car se em uma instância

existe uma tendência à formação de agrupamentos. Nesse sentido, para as instâncias que

possuem essa tendência, o HH utiliza o algoritmo ILS-DBSCAN. Em relação às demais

instâncias é utilizado o algoritmo da literatura AECBL1 [Cruz 2010].

Os resultados apresentados indicam que, para o subconjunto de instâncias com tendên-

cia à formação de agrupamentos, a utilização do ILS-DBSCAN se con�gura como uma

alternativa e�caz e e�ciente para a resolução do problema abordado. Mais especi�ca-

mente os tempos de execução são substancialmente inferiores e as soluções produzidas

têm qualidade comparável às melhores soluções relatadas na literatura. Para as demais

instâncias, a utilização do Algoritmo da literatura con�gura-se a melhor opção, mesmo

com um consumo bem maior (sobrecarga) de tempo ocasionado pelo uso da heurística

que aplica a EH.

Conforme apresentado na seção 3.1, os algoritmos da literatura considerados nos ex-

perimentos do presente trabalho foram:

• CLUES (CLUstEring based on local Shrinking) [Wang 2007]: implementado no

software estatístico R [Matlo� 2011] e disponível no pacote clues.

• CLUSTERING [Tseng and Yang 2001]: implementação de um Algoritmo Genético

[Reeves 2010] em C++ realizada por [Soares 2004b].

• SAPCA (Simulated Annealing) e AEC-RC (Algoritmo Evolutivo com Reconexão

por Caminhos): proposto e implementado em C++ por [Soares 2004b].

• AECBL1 (Algoritmo Evolutivo com Busca Local), GBLITRC1

(GRASP [Resende and Ribeiro 2010] com Reconexão de Caminhos) e IBLITRC1

(Busca Local Iterada [Lourenco et al. 2010] com Reconexão de Caminhos) de [Cruz 2010]:

os melhores resultados obtidos para cada problema considerando os três algoritmos.

Desenvolvimento feito em linguagem C++.
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5.1 Tecnologias Utilizadas

As implementações dos algoritmos propostos no presente trabalho foram feitas em Lin-

guagem C++, utilizando o paradigma orientação a objetos, em um ambiente de desen-

volvimento Eclipse for C/C++ Developers1.

Todos os experimentos computacionais foram realizados em um computador dotado

de um processador i7 de 3.0 GHz e com 4GB de RAM e o sistema operacional Ubuntu

9.10, kernel 2.6.18. Todas as instâncias consideradas nos experimentos estão disponíveis

em LabIC2. As instâncias com duas e três dimensões são apresentadas gra�camente no

Apêndice B.

É importante destacar que não foi explorada a capacidade de multiprocessamento do

equipamento utilizado e não foi utilizado nenhum conhecimento prévio sobre as instâncias

ou dos resultados obtidos por outros trabalhos da literatura.

5.2 Instâncias Selecionadas

Para a realização dos experimentos foram utilizadas 82 instâncias da literatura que estão

distribuídas em três conjuntos (DS - Datasets). Essas instâncias possuem quantidades de

objetos variando entre 30 e 2000, a quantidade de dimensões (atributos) entre 2 e 13 e

diferentes características relacionadas, por exemplo, com a coesão, à separação, formatos

e às densidades dos grupos.

O primeiro conjunto (DS1), apresentado pela Tabela 5.1, contempla nove instâncias

conhecidas da literatura com a quantidade de objetos entre 75 e 1484 e dimensões (quanti-

dade de atributos) entre 2 e 13 [Fisher 1936] [Ruspini 1970] [Maronna and Jacovkis 1974]

[Hastie et al. 2001] [Naldi 2011] [Wang 2007].

O segundo conjunto (DS2), apresentado na Tabela 5.2, contempla 51 instâncias que

foram construídas por [Cruz 2010] utilizando a ferramenta Dots desenvolvida por [Soares 2004b].

Essas instâncias possuem quantidades de objetos entre 100 e 2000, sendo todas com duas

dimensões. Nesse conjunto os nomes das instâncias foram de�nidos de acordo com a

quantidade de objetos, de grupos, e se os grupos são bem de�nidos, coesos e separados

(denominados �comportadas� e �não comportadas� em [Cruz 2010]).

1Eclipse CDT (C/C++ Development Tooling): http://www.eclipse.org/cdt
2Instâncias disponíveis em http://labic.ic.u�.br/Instance (selecionar o arquivo CP.zip)
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Tabela 5.1: Conjunto de Dados 1 (DS1)

Instância Objetos Dimensões
200DATA 200 2
gauss9 900 2
iris 150 4

maronna 200 2
ruspini 75 2

spherical_4d3c 400 3
vowel2 528 2
wine 178 13
yeast 1484 7

(a) Instância 100p7c (b) Instância 100p7c1

Figura 5.1: Instâncias consideradas �comportadas� (100p7c) e �não comportada�
(100p7c1).

A Figura 5.1 (a) apresenta a instância 100p7c (nome com �nal �c�) considerada �com-

portada� com 100 objetos e 7 grupos, enquanto a Figura 5.1 (b) indica uma instância

�não comportada� com 112 objetos (100p7c com �nal �c1�).

Por �m, o terceiro conjunto (DS3) apresentado pela Tabela 5.3 contempla 22 instâncias

que foram construídas e utilizadas por [Soares 2004b][Soares 2004a]. Essas instâncias

possuem a quantidade de objetos entre 30 e 2000 e duas dimensões.

5.2.1 Normalização dos Dados

Em geral, os algoritmos de agrupamento utilizam duas estruturas de dados de entrada.

A primeira representa os n objetos por meio dos seus p atributos, através de uma matriz

de ordem n × p, em que as linhas correspondem aos objetos e as colunas aos valores de

seus respectivos atributos (variáveis). A segunda estrutura corresponde a uma matriz de

ordem n2 que contém as distâncias entre todos os objetos, tomados dois a dois.
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Tabela 5.2: Conjunto de Dados 2 (DS2)

Instância Objetos Instância Objetos Instância Objetos

100p10c 100 300p2c1 300 800p18c1 800
100p2c1 100 300p3c 300 800p4c1 800
100p3c 100 300p3c1 300 800p23c 806
100p3c1 100 300p4c1 300 900p12c 900
100p7c 100 300p6c1 300 900p5c 900
100p8c1 106 400p3c 400 1000p14c 1000
100p5c1 110 400p4c1 400 1000p5c1 1000
100p7c1 112 400p17c1 408 1000p6c 1000
200p2c1 200 500p19c1 500 1000p27c1 1005
200p3c1 200 500p3c 500 1100p6c1 1100
200p4c 200 500p4c1 500 1300p17c 1300
200p4c1 200 500p6c1 500 1500p6c1 1500
200p7c1 210 600p15c 600 1800p22c 1800
200p8c1 212 600p3c1 600 1900p24c 1901
200p12c1 222 700p4c 700 2000p11c 2000
300p13c1 235 700p15c1 703 2000p26c 2000
300p10c1 300 800p10c1 800 2000p9c1 2000

Tabela 5.3: Conjunto de Dados 3 (DS3)

Instância Objetos Instância Objetos

30p 30 300p4c 300
outliers_ags 80 350p5c 350

97p 97 numbers 437
3dens 128 450p4c 450
Outliers 150 moreshapes 489
157p 157 500p3c 500

convdensity 175 numbers2 540
181p 181 600p3c 600

convexo 199 900p5c 900
2face 200 1000p6c 1000
Face 296 2000p11c 2000
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Porém, em diversas aplicações as magnitudes dos valores associados às caracterís-

ticas dos objetos podem traduzir diferentes estruturas de agrupamento. Por exemplo,

considerando as variáveis idade (em anos) e altura (em metros). Para um conjunto de in-

divíduos, veri�ca-se que o atributo idade teria maior peso que o atributo altura, pelo fato

da sua magnitude ser signi�cativamente superior. Entretanto, se a altura for considerada

em centímetros, haverá um grau de equilíbrio maior entre esses atributos. Dessa forma,

antes da submissão das matrizes de atributos quantitativos e de distâncias aos algoritmos

propostos, torna-se necessária a normalização dos dados.

Assim, para um conjunto formado por n objetos, representado porX = {x1, x2, ..., xn},
cada objeto xi possui os p atributos associados xi = {x1i , x2i , ..., x

p
i } devem ser convertidos

a valores adimensionais. O processo de normalização dos dados consiste em calcular a

média µ e o desvio padrão (σ, Equação (5.1)) dos valores associados a cada um dos

atributos e, em seguida, aplicar a Equação (5.2) para obter os valores normalizados para

cada atributo de cada objeto, sendo zi = {z1i , z2i , ..., z
p
i } o conjunto com os p atributos

normalizados.

σh =

√∑n
i=1(x

h
i − µh)2

n− 1
h = 1, .., p (5.1)

zhi =
xhi − µh

σh
, h = 1, .., p i = 1, .., n (5.2)

Os autores dos trabalhos em que foram propostos os algoritmos considerados nos

experimentos desse capítulo, porém, não utilizaram nenhuma normalização nos dados

[Cruz and Ochi 2009][Cruz 2010][Soares 2004a][Soares 2004b]. Uma vez que os resulta-

dos dos algoritmos propostos no presente trabalho foram comparados com resultados da

literatura, em que a normalização não foi realizada, decidiu-se também não aplicar a

normalização.

5.3 Experimentos com os Métodos Sistemáticos

A presente seção apresenta os resultados obtidos com a execução dos métodos sistemáti-

cos propostos nesse trabalho e do OMRk. Mais especi�camente, a seção 5.3.1 apresenta

os resultados alcançados com a utilização do Método Sistemático Baseado em Densi-

dade (MRDBSCAN ) e a seção 5.3.2 apresenta resultados da execução do Método Sis-
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temático Hierárquico(MSH ). Já a seção 5.3.3 apresenta resultados obtidos com o Método

Sistemático baseado em Particionamento de Árvore Geradora Mínima (MSAGM ). Por

�m, a seção 5.3.4 traz os resultados obtidos com o Método Sistemático Baseado em Pro-

tótipos (OMRk) e os comparativos entre os métodos sistemáticos.

Em relação ao intervalo relacionado ao número de grupos, é uma prática comum

em abordagens sistemáticas utilizar [2, kmax], sendo kmax =
√
n [Campello et al. 2009]

[Naldi 2011] [Pakhira and Maulik 2005] [Pal and Bezdek 1995]. Conforme [Han et al. 2012],

para realizar a estimativa do número ideal de grupos deve-se utilizar valores inteiros de k

próximos a
√
n/2, na expectativa que cada grupo possua cerca de

√
2n objetos. Com o

objetivo de atender ambos os intervalos apresentados na literatura, no presente trabalho

foi estabelecido o intervalo [2,
√
n] para k.

5.3.1 Método Sistemático baseado em Densidade (MRDBSCAN)

Em relação ao primeiro experimento, são apresentados os resultados obtidos com a apli-

cação do MRDBSCAN nos três conjuntos de dados. Mais especi�camente, os números

de grupos correspondentes às melhores soluções, o valor do Índice Silhueta e algumas

estatísticas no que concerne aos tempos de execução desse método.

As Tabelas 5.4, 5.5 e 5.6 apresentam os melhores resultados em relação às vinte e oito

con�gurações do MRDBSCAN para, respectivamente, as instâncias dos conjuntos DS1,

DS2 e DS3. Nessas tabelas, a coluna k indica o número de grupos correspondente ao

maior valor da silhueta (coluna Silhueta) e a coluna Tempo possui estatísticas em relação

aos tempos de execução das vinte e oito versões dos algoritmos, em que Desv.P. é o desvio

padrão.

Tabela 5.4: Melhores Resultados do MRDBSCAN para o Conjunto DS1
Melhores Resultados Tempo (segundos)
Instância k Silhueta Menor Maior Médio Desv.P.

200DATA 3 0,823 0,021 0,022 0,022 0,000
gauss9 2 0,151 1,032 1,032 1,032 0,000
iris 2 0,687 0,013 0,019 0,016 0,003

maronna 2 0,562 0,021 0,022 0,022 0,000
ruspini 4 0,738 0,006 0,01 0,008 0,002

spherical_4d3c 4 0,689 0,106 0,107 0,106 0,000
vowel2 2 0,417 0,229 0,229 0,229 0,000
wine 2 0,545 0,019 0,025 0,022 0,003
yeast 3 0,550 4,600 4,634 4,617 0,024

É possível observar que o valor da silhueta foi, com exceção da instância gauss9,
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superior a 0, 41 para as instâncias do DS1, o que indica que os grupos têm uma boa

estrutura conforme [Rousseeuw 1987]. Além disso, apenas para as duas maiores instâncias

(em quantidade de objetos) o maior tempo de execução foi superior a 1 segundo, sejam

elas: gauss9 que possui 900 objetos e a yeast com 1484 objetos.

Em relação aos resultados reportados na Tabela 5.5 referentes às instâncias do grupo

DS2, observa-se que o valor da silhueta foi negativo apenas para 2 das 51 instâncias,

sendo ambas classi�cadas como �não comportadas� (100p7c1 e 1000p27c1 ). Já os tempos

de processamento considerando as instâncias com o número de objetos entre 900 e 2000

objetos variaram entre 1 e 11 segundos e para as demais instâncias foram inferiores a 1

segundo.

Em relação aos resultados apresentados pela Tabela 5.6, referentes às instâncias do

grupo DS3, observa-se que o valor da silhueta foi positivo para todas as instâncias. Os

tempos de processamento foram da ordem de 1, 5 segundos para a instância com 1000 ob-

jetos (1000p6c) e da ordem de 11 segundos para a instância com 2000 objetos (2000p11c).

As Tabelas 5.7, 5.8, 5.9 e 5.10 sumarizam os resultados obtidos considerando os gaps

(Equação 5.3) em relação aos melhores resultados produzidos mediante a aplicação das

regras Maior, Mediana, Pico 10 e Pico 20, respectivamente. Essas tabelas apresentam,

respectivamente, os gaps médio, mediano, o desvio padrão, o maior e o menor em relação

aos melhores valores obtidos por conjunto de instâncias.

Gap = SilhuetaBest − SilhuetaSolucao (5.3)

Com base na Tabela 5.7, em relação à regra Maior, os maiores gaps para as instâncias

de DS1 e DS3 foram de apenas 0 e 0, 001, respectivamente. Observa-se, porém, que para

o conjunto DS2 o maior gap foi superior a 0, 1. Com base na coluna Média, os conjuntos

DS1 e DS3 apresentaram gaps médios 0, e o conjunto DS2 um gap de apenas 0, 011.

A Tabela 5.8 apresenta uma síntese de resultados com a aplicação da regra Mediana.

Nesse caso, a média e os maiores gaps não foram satisfatórios, embora em cada conjunto

de instâncias, ao menos para uma instância a melhor solução obtida tenha sido alcançada.

A média dos gaps foi de 0, 115 e o maior gap foi de 0, 648.

As Tabelas 5.9 e 5.10 apresentam sínteses de resultados produzidos com a aplicação

das regras Pico 10 e Pico 20. Novamente, embora em cada conjunto de instâncias, ao
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Tabela 5.5: Melhores Resultados do MRDBSCAN para o Conjunto DS2
Melhores Resultados Tempo (segundos)

Instância k Silhueta Menor Maior Médio Desv.P.

100p10c 8 0,692 0,009 0,009 0,009 0,000
100p2c1 2 0,743 0,009 0,009 0,009 0,000
100p3c 3 0,786 0,008 0,009 0,008 0,000
100p3c1 5 0,104 0,008 0,008 0,008 0,000
100p5c1 2 0,423 0,010 0,015 0,012 0,002
100p7c 7 0,834 0,008 0,009 0,008 0,000
100p7c1 2 -0,013 0,009 0,015 0,012 0,002
100p8c1 9 0,402 0,009 0,009 0,009 0,000
200p12c1 3 0,403 0,029 0,035 0,032 0,004
200p2c1 6 0,625 0,026 0,026 0,026 0,000
200p3c1 2 0,648 0,023 0,024 0,023 0,000
200p4c 4 0,773 0,022 0,03 0,026 0,003
200p4c1 3 0,623 0,024 0,03 0,027 0,004
200p7c1 3 0,392 0,026 0,032 0,029 0,004
200p8c1 13 0,423 0,026 0,026 0,026 0,000
300p10c1 3 0,512 0,055 0,055 0,055 0,000
300p13c1 3 0,404 0,032 0,038 0,035 0,004
300p2c1 4 0,621 0,071 0,071 0,071 0,000
300p3c 3 0,766 0,055 0,063 0,059 0,004
300p3c1 2 0,640 0,056 0,064 0,060 0,004
300p4c1 3 0,269 0,055 0,063 0,059 0,004
300p6c1 2 0,549 0,055 0,055 0,055 0,000
400p17c1 14 0,183 0,120 0,12 0,120 0,000
400p3c 3 0,799 0,114 0,124 0,119 0,005
400p4c1 2 0,379 0,117 0,117 0,1170 0,000
500p19c1 20 0,136 0,211 0,211 0,211 0,000
500p3c 3 0,825 0,21 0,212 0,211 0,001
500p4c1 2 0,305 0,209 0,221 0,215 0,006
500p6c1 12 0,495 0,212 0,212 0,212 0,000
600p15c 15 0,781 0,335 0,336 0,336 0,000
600p3c1 2 0,687 0,354 0,354 0,354 0,000
700p15c1 2 0,123 0,532 0,532 0,532 0,000
700p4c 4 0,797 0,524 0,54 0,532 0,007
800p10c1 2 0,079 0,765 0,783 0,773 0,009
800p18c1 24 0,266 0,757 0,774 0,765 0,012
800p23c 23 0,787 0,791 0,792 0,792 0,000
800p4c1 2 0,509 0,78 0,797 0,788 0,012
900p12c 12 0,841 1,061 1,088 1,072 0,011
900p5c 5 0,716 1,092 1,094 1,093 0,001
1000p14c 15 0,808 1,445 1,468 1,457 0,011
1000p27c1 3 -0,293 1,448 1,454 1,451 0,004
1000p5c1 2 0,164 1,479 1,500 1,489 0,014
1000p6c 6 0,736 1,562 1,566 1,564 0,001
1100p6c1 5 0,369 1,945 1,968 1,956 0,016
1300p17c 18 0,806 3,044 3,075 3,060 0,014
1500p6c1 18 0,123 4,804 4,804 4,804 0,000
1800p22c 23 0,791 8,081 8,129 8,106 0,023
1900p24c 25 0,788 9,372 9,376 9,374 0,002
2000p11c 11 0,713 11,123 11,131 11,126 0,002
2000p26c 27 0,789 10,980 11,036 11,008 0,026
2000p9c1 2 0,164 10,990 11,045 11,018 0,027
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Tabela 5.6: Melhores Resultados do MRDBSCAN para o Conjunto DS3
Melhores Resultados Tempo (segundos)

Instância k Silhueta Menor Maior Médio Desv.P.

1000p6c 6 0,736 1,435 1,437 1,436 0,001
157p 4 0,666 0,016 0,016 0,016 0,000
181p 6 0,737 0,020 0,020 0,020 0,000

2000p11c 11 0,713 11,011 11,039 11,016 0,006
2face 2 0,667 0,023 0,024 0,023 0,000
300p4c 4 0,750 0,056 0,056 0,056 0,000
30p 2 0,382 0,004 0,004 0,004 0,000

350p5c 5 0,759 0,082 0,093 0,087 0,004
3dens 2 0,762 0,011 0,012 0,011 0,000
450p4c 4 0,766 0,154 0,159 0,155 0,001
500p3c 3 0,825 0,210 0,210 0,210 0,000
600p3c 3 0,751 0,349 0,371 0,357 0,007
900p5c 5 0,716 1,100 1,102 1,101 0,001
97p 3 0,711 0,008 0,012 0,010 0,003

convdensity 3 0,854 0,019 0,025 0,022 0,003
convexo 6 0,669 0,023 0,023 0,023 0,000
face 2 0,079 0,067 0,067 0,067 0,000

moreshapes 7 0,728 0,196 0,196 0,196 0,000
numbers 9 0,560 0,143 0,143 0,143 0,000
numbers2 10 0,600 0,251 0,268 0,258 0,006
outliers 2 0,787 0,014 0,019 0,017 0,004

outliers_ags 7 0,754 0,007 0,007 0,007 0,000

Tabela 5.7: Síntese dos Resultados Obtidos Mediante a Aplicação da Regra Maior
Conjunto Média Mediana Desv.P. Maior Menor

DS1 0 0 0 0 0
DS2 0,011 0 0,027 0,122 0
DS3 0 0 0 0,001 0
Geral 0,006 0 0,020 0,122 0

Tabela 5.8: Síntese dos Resultados Obtidos Mediante a Aplicação da Regra Mediana
Conjunto Média Mediana Desv.P. Maior Menor

DS1 0,171 0,099 0,246 0,648 0
DS2 0,116 0,066 0,135 0,352 0
DS3 0,059 0 0,144 0,352 0
Geral 0,115 0,024 0,163 0,648 0
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menos para uma instância a melhor solução tenha sido alcançada, a média e os maiores

gaps foram altos. Para a regra Pico10 a média foi 0, 058 e o maior gap foi da ordem de

0, 93, enquanto para a regra Pico 20 a média foi de 0, 029 e o maior gap foi da ordem de

0, 56.

Tabela 5.9: Síntese dos Resultados Obtidos Mediante a Aplicação da Regra Pico 10
Conjunto Média Mediana Desv.P. Maior Menor

DS1 0,010 0 0,022 0,063 0
DS2 0,091 0 0,209 0,932 0
DS3 0,003 0 0,007 0,024 0
Geral 0,058 0 0,169 0,932 0

Tabela 5.10: Síntese dos Resultados Obtidos Mediante a Aplicação da Regra Pico 20
Conjunto Média Mediana Desv.P. Maior Menor

DS1 0 0 0 0 0
DS2 0,044 0 0,120 0,561 0
DS3 0,008 0 0,019 0,081 0
Geral 0,029 0 0,096 0,561 0

Conforme os resultados apresentados na Tabela 5.7, a Regra Maior apresentou-se su-

perior às demais regras. Porém, os resultados apresentados nessa tabela não discriminam

quais valores de K∗ foram utilizados para a obtenção das distâncias (parâmetro raio) e,

consequentemente, à aplicação das quatro regras.

Nesse sentido, as Tabelas 5.11 a 5.17 apresentam sínteses dos resultados obtidos com

a aplicação da abordagem DistK para todos os valores de K∗ utilizados nos experimentos

desse trabalho, sejam eles K∗ = {3, 4, 5, 10, 15, 20, 50}. Nessas tabelas a coluna Menor,

que apresenta o menor gap em relação aos melhores resultados obtidos para cada instância,

indica que para todos os valores de K∗ utilizados, foi possível alcançar o valor de silhueta

da melhor solução obtida nos experimentos desse trabalho.

Já a coluna mediana foi diferente de 0 somente para K∗ = 20 no conjunto de da-

dos DS3, em que o gap foi de apenas 0, 002. Ainda com base nas Tabelas 5.11 a 5.17,

observa-se que os menores gaps médios foram para os valores K∗ = 15 e K∗ = 10, com

respectivamente 0, 060 e 0, 066. Além disso, com base na colunaMaior, que possui o maior

gap em relação ao melhor resultado obtido nesse experimento, o menor valor foi obtido

nos experimentos considerando K∗ = 15, que também possui o menor desvio padrão.

Conforme apresentado anteriormente, nesse trabalho as soluções foram classi�cadas

em válidas e inválidas conforme o número de grupos (k). Uma solução válida possui k

no intervalo [2,
√
n]. Uma vez que o algoritmo DBSCAN não possui como parâmetro de
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Tabela 5.11: Resultados do Dist-3 em Relação ao Melhor Resultado Obtido (K∗ = 3).

Conjunto Média Mediana Desv.P. Maior Menor
DS1 0,087 0 0,160 0,495 0
DS2 0,099 0 0,170 0,609 0
DS3 0,029 0 0,092 0,431 0
Geral 0,079 0 0,153 0,609 0

Tabela 5.12: Resultados do Dist-4 em Relação ao Melhor Resultado Obtido (K∗ = 4).

Conjunto Média Mediana Desv.P. Maior Menor
DS1 0,086 0 0,157 0,485 0
DS2 0,139 0 0,226 0,930 0
DS3 0,022 0 0,039 0,126 0
Geral 0,099 0 0,190 0,930 0

Tabela 5.13: Resultados do Dist-5 em Relação ao Melhor Resultado Obtido (K∗ = 5).

Conjunto Média Mediana Desv.P. Maior Menor
DS1 0,046 0 0,074 0,161 0
DS2 0,150 0 0,261 0,932 0
DS3 0,015 0 0,030 0,126 0
Geral 0,098 0 0,211 0,932 0

Tabela 5.14: Resultados do Dist-10 em Relação ao Melhor Resultado Obtido (K∗ = 10).

Conjunto Média Mediana Desv.P. Maior Menor
DS1 0,025 0 0,054 0,161 0
DS2 0,097 0 0,202 0,876 0
DS3 0,026 0 0,050 0,154 0
Geral 0,066 0 0,158 0,876 0

Tabela 5.15: Resultados do Dist-15 em Relação ao Melhor Resultado Obtido (K∗ = 15).

Conjunto Média Mediana Desv.P. Maior Menor
DS1 0,032 0 0,053 0,157 0
DS2 0,091 0 0,151 0,599 0
DS3 0,023 0 0,040 0,139 0
Geral 0,060 0 0,117 0,599 0

Tabela 5.16: Resultados do Dist-20 em Relação ao Melhor Resultado Obtido (K∗ = 20).

Conjunto Média Mediana Desv.P. Maior Menor
DS1 0,116 0 0,269 0,775 0
DS2 0,113 0 0,178 0,645 0
DS3 0,057 0,002 0,111 0,347 0
Geral 0,097 0 0,175 0,775 0

Tabela 5.17: Resultados do Dist-50 em Relação ao Melhor Resultado Obtido (K∗ = 50).

Conjunto Média Mediana Desv.P. Maior Menor
DS1 0,106 0 0,214 0,648 0
DS2 0,118 0 0,257 0,994 0
DS3 0,022 0 0,054 0,190 0
Geral 0,083 0 0,201 0,994 0
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Figura 5.2: Percentuais de Soluções Válidas por Regra e Conjunto de Dados.

Figura 5.3: Percentuais de Soluções Válidas por DistK e Conjunto de Dados.

entrada k, torna-se necessária uma análise no que diz respeito à validade das soluções

obtidas.

A Figura 5.2 apresenta o grá�co de barras com os percentuais de soluções válidas

considerando os conjuntos de instâncias DS1, DS2 e DS3, bem como as quatro regras.

Com base nessa �gura, destacam-se as regras Pico 10 e Pico 20 com percentuais de

soluções válidas próximas ou iguais a 100% para todos os conjuntos de instâncias.

A Figura 5.3 apresenta o grá�co de barras com os percentuais de soluções válidas

considerando os conjuntos de instâncias DS1, DS2 e DS3 bem como os valores de K∗ para

o experimento DistK. Nesse grá�co destacam-se os resultados obtidos para K∗ = {3, 4, 5},
em que os percentuais de soluções válidas foram de 100% para os conjuntos de instâncias

DS1 e DS3 e superior a 88% para o DS2.

Já as Figuras 5.4 e 5.5 apresentam os grá�cos com as soluções válidas por Regra e

por K∗, respectivamente. Nesses Grá�cos foram consideradas todas as instâncias, ou seja,

não foram discriminados os conjuntos de dados. Novamente, o destaque ocorreu para as

regras Pico10 e Pico20 e para os valores de K∗ = {3, 4, 5}.



5.3 Experimentos com os Métodos Sistemáticos 97

Figura 5.4: Percentuais de Soluções Válidas por Regra

Figura 5.5: Percentuais de Soluções Válidas por DistK Geral

Com o objetivo de analisar os resultados concernentes às instâncias com diferentes

características como coesão e separação, a Figura 5.6 apresenta os percentuais de soluções

válidas do conjunto de instâncias DS2, separando as instâncias consideradas �comportadas�

das �não comportadas�. Os resultados obtidos para as instâncias �comportadas� foram

superiores em termos percentuais de soluções válidas tanto na média, quanto considerando

a mediana.

Conforme apresentado na seção 3.2.1.2, o DBSCAN foi alterado para que esses objetos

formem grupos singletons. As soluções obtidas para as instâncias não comportadas tendem

a possuir mais objetos classi�cados como ruídos. Por consequência, as quantidades de

grupos das soluções podem ser maiores que o limite superior do intervalo pré-estabelecido

(k >
√
n). Ressalta-se que as soluções também podem ser inválidas quando a quantidade

de grupos é menor do que o limite inferior do intervalo (k = 1).

Dando prosseguimento à analise, a Figura 5.7 apresenta a média e a mediana dos

valores das silhuetas das melhores soluções obtidas considerando, também, a divisão entre

as instâncias �comportadas� e �não comportadas�. Nessa �gura observa-se novamente

a superioridade dos resultados relacionados às instâncias �comportadas�. Enquanto a

média e a mediana das soluções das instâncias �não comportadas� são inferiores a 0, 4, os

resultados das instâncias �comportadas� são superiores a 0, 73.
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Figura 5.6: Percentuais de soluções válidas do DS2

Figura 5.7: Média e mediana das soluções obtidas do DS2

No segundo experimento, além da apresentação e das análises dos resultados obtidos

pelo MRDBSCAN, foram efetuadas comparações com os algoritmos da literatura que

consideram a mesma função de avaliação (Índice Silhueta).

A Tabela 5.18 apresenta os resultados dos comparativos obtidos entre o MRDBSCAN e

os algoritmos propostos por [Tseng and Yang 2001] (CLUSTERING) e por [Soares 2004b]

em um subconjunto com 16 instâncias dentre as consideradas nesse trabalho. Devido à

heterogeneidade dos ambientes e das tecnologias em que os experimentos foram realizados,

foram apresentados apenas os valores do Índice Silhueta e o número de grupos (k) das

melhores soluções obtidas para cada instância.

Em relação ao algoritmo CLUSTERING, o MRDBSCAN apresentou resultados su-

periores em 15 das 16 instâncias. Além disso, a instância Face foi a única em que as

soluções possuíram silhuetas inferiores, com o número de grupos do algoritmo CLUS-

TERING diferindo do número de grupos do MRDBSCAN em apenas uma unidade.

Considerando os resultados dos algoritmos de [Soares 2004b], o MRDBSCAN obteve

soluções com qualidade equivalente ou superior em relação à silhueta em 14 das 16 in-

stâncias. Em relação à instância 157p o gap foi inferior a 0, 001 e a quantidade de grupos

foi a mesma (nesse caso foi considerado empate).
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Tabela 5.18: Comparação dos resultados do MRDBSCAN com Resultados da Literatura
:: CLUSTERING, SAPCA, AEC-RC.

[Tseng and Yang 2001] [Soares 2004b] MRDBSCAN
Instância Silhueta SAPCA AEC-RC FxBest k Silhueta k

200Data 0,541 0,823 0,823 0,823 3 0,823 3
Iris 0,601 0,686 0,686 0,686 3 0,687 3

Ruspini 0,55 0,737 0,737 0,737 4 0,738 4
1000p6c 0,367 0,735 0,727 0,735 6 0,736 6
157p 0,657 0,667 0,667 0,667 4 0,666 4

2000p11c 0,287 0,658 0,611 0,658 11 0,713 11
2face 0,513 0,666 0,666 0,666 2 0,667 2
350p5c 0,568 0,758 0,758 0,758 5 0,759 5
3dens 0,742 0,762 0,762 0,762 2 0,762 2
97p 0,706 0,710 0,710 0,710 3 0,711 3

Convdensity 0,818 0,854 0,854 0,854 3 0,854 3
Convexo 0,618 0,667 0,667 0,667 3 0,669 6
Face 0,402 0,511 0,511 0,511 3 0,079 2

Moreshapes 0,436 0,731 0,725 0,731 6 0,728 7
Numbers 0,417 0,546 0,542 0,546 10 0,560 10
Numbers2 0,513 0,527 0,565 0,565 10 0,600 10

(a) Moreshapes (b) Face

Figura 5.8: Soluções das Instâncias Moreshapes e Face.
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O MRDBSCAN não alcançou os valores de silhueta disponíveis na literatura, para as

instâncias Moreshapes e Face. No que concerne a instância Moreshapes, o gap foi inferior

a 0, 003 com o número de grupos diferindo em uma unidade. A partir da representação

grá�ca dessa instância (Figura 5.8 (a)) é possível observar que existe um objeto com

coordenadas próximas a (35, 170) que está isolado dos demais objetos. O MRDBSCAN

criou um grupo singleton com este objeto e, por isso, a quantidade de grupos foi maior

em uma unidade.

Em relação à instância Face, embora o número de grupos seja diferente em apenas uma

unidade, o gap foi alto, superior a 0, 4. Também com base na representação grá�ca dessa

instância (Figura 5.8 (b)), observa-se que o DBSCAN identi�cou os objetos do contorno

da face (e orelhas) do desenho como um grupo, uma vez que esses objetos encontram-se

próximos. Entretanto, o formato do grupo formado não favorece o cálculo da silhueta.

Por exemplo, um objeto xq está no queixo da face e está no mesmo grupo de um objeto

próximo a testa xt. É possível observar que o objeto xt está mais próximo dos objetos do

grupo "boca e nariz "que dos objetos de seu grupo que localizam-se próximos da testa ou

aos olhos.

A Tabela 5.19 sumariza os melhores resultados produzidos pelos algoritmos propostos

por [Cruz 2010] e por [Wang 2007] para um subconjunto com 49 instâncias consideradas

nesse trabalho. Novamente, em decorrência da heterogeneidade dos ambientes e das tec-

nologias utilizadas nos experimentos realizados, foram apresentados apenas os valores do

índice silhueta e o número de grupos das melhores soluções obtidas para cada instância.

Em relação aos resultados apresentados pela Tabela 5.19 o método proposto obteve

silhueta negativa em apenas duas instâncias, o que indica que os grupos das soluções têm

uma boa estrutura. Os melhores resultados conhecidos na literatura foram igualados ou

superados em 17 instâncias. Para as instâncias propostas por [Cruz 2010], os resultados

foram igualados ou superados em 14 instâncias, sendo apenas uma delas classi�cada como

não comportada (100p2c1 ).

Com o objetivo de analisar separadamente as instâncias �comportadas� e �não com-

portadas�, a Tabela 5.20 sumariza os resultados relacionados às diferenças entre o número

de grupos das melhores soluções das instâncias do conjunto DS2 em relação às soluções

obtidas com o MRDBSCAN.

Com base nos resultados apresentados na Tabela 5.20, observa-se que a maior diferença
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Tabela 5.19: Comparação dos resultados do MRDBSCAN com Resultados da Literatura
:: CLUES, AECBL1, GBL1TRC1 e BLIRC1.

[Wang 2007]
[Cruz 2010] MRDBSCAN

Instância Silhueta k Silhueta k

Ruspini 0,737 4 0,738 4
Iris 0,686 3 0,687 2

Maronna 0,575 4 0,562 2
200data 0,823 3 0,823 3
100p10c 0,834 10 0,692 8
100p2c1 0,743 2 0,743 2
100p3c 0,786 3 0,786 3
100p3c1 0,597 3 0,104 5
100p5c1 0,703 6 0,424 2
100p7c 0,834 7 0,834 7
100p7c1 0,551 7 -0,013 2
200p12c1 0,575 13 0,403 3
200p2c1 0,764 2 0,625 6
200p3c1 0,680 3 0,648 2
200p4c 0,773 4 0,773 4
200p4c1 0,754 4 0,623 3
200p7c1 0,576 8 0,392 3
300p13c1 0,594 9 0,404 3
300p2c1 0,776 2 0,621 4
300p3c 0,766 3 0,766 3
300p3c1 0,677 3 0,640 2
300p4c1 0,592 4 0,269 3
300p6c1 0,664 8 0,549 2
400p17c1 0,552 15 0,183 14
400p3c 0,799 3 0,799 3
400p4c1 0,620 4 0,379 2
500p3c 0,825 3 0,825 3
500p4c1 0,660 3 0,305 2
500p6c1 0,668 6 0,495 12
600p15c 0,781 15 0,781 15
600p3c1 0,721 3 0,687 2
700p15c1 0,680 15 0,123 2
700p4c 0,797 4 0,797 4
800p10c1 0,507 8 0,079 2
800p18c1 0,694 19 0,266 24
800p23c 0,787 23 0,787 23
800p4c1 0,714 4 0,509 2
900p12c 0,841 12 0,841 12
900p5c 0,716 5 0,716 5
1000p14c 0,831 14 0,809 15
1000p27c1 0,563 14 -0,293 3
1000p5c1 0,639 5 0,164 2
1000p6c 0,736 6 0,736 6
1100p6c1 0,685 6 0,369 5
1300p17c 0,823 17 0,806 18
1500p6c1 0,660 6 0,123 18
1800p22c 0,804 22 0,791 23
2000p11c 0,713 11 0,713 11
2000p9c1 0,623 9 0,164 2
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obtida para as instâncias �comportadas� foi de apenas 2 unidades, enquanto para as instân-

cias �não comportadas� foi de até 13 unidades. Nessa tabela, a coluna "k ≤ 2"apresenta

os percentuais em que a diferença máxima no número de grupos das soluções obtidas pelo

MRDBSCAN em relação aos melhores resultados existentes foi de até 2 unidades. Para

as instâncias não comportadas a diferença foi de até 2 unidades em 60, 71% dos casos.

Tabela 5.20: Resultados do MRDBSCAN para o DS2 em relação à quantidade de grupos
considerando as instâncias �comportadas� e �não comportadas�

Mediana Maior k ≤ 2
Comportadas 0 2 100%

Não Comportadas 1 13 60,71%

Os resultados apresentados neste estudo indicam que o método proposto é de fácil

implementação e competitivo em relação à qualidade das soluções, quando comparado

com os algoritmos mais so�sticados da literatura. A di�culdade do método em obter a

quantidade ideal de grupos em instâncias considerados �não comportadas� decorre, prin-

cipalmente, da ausência de uma busca local para re�nar a solução, realizando migrações,

uniões ou divisões de grupos.

5.3.2 Método Sistemático Hierárquico (MSH)

Em relação ao Método Sistemático Hierárquico (MSH), são apresentados os resultados

obtidos com a execução das cinco versões do algoritmo proposto considerando os três

conjuntos de dados. Nesse experimento é apresentado o valor do Índice Silhueta para

cada uma das instâncias.

As Tabelas 5.21, 5.22 e 5.23 apresentam os melhores resultados em relação às cinco

versões do algoritmo proposto para, respectivamente, as instâncias dos conjuntos DS1,

DS2 e DS3. Já as Tabelas 5.24, 5.25 e 5.26 apresentam os tempos de execução para

cada uma das cinco versões do algoritmo proposto para, respectivamente, instâncias dos

conjuntos DS1, DS2 e DS3.

As estatísticas relacionadas à qualidade das soluções obtidas apresentadas nas Tabelas

5.21, 5.22 e 5.23 estão sumarizadas na Tabela 5.27. Com base nessa tabela é possível

observar que o valor da silhueta foi superior a 0, 35 para todas as instâncias de todos os

conjuntos de dados indicando que os grupos das soluções obtidas têm uma boa estrutura

[Rousseeuw 1987].

A Tabela 5.28 apresenta uma sumarização dos resultados apresentados pela Tabela
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Tabela 5.21: Melhores Resultados (Índice Silhueta) das versões do MSH para o Conjunto
DS1.

Silhueta
Instância BK1 BK2 BK3 BK4 BK5
200DATA 0,823 0,823 0,763 0,823 0,823
gauss9 0,415 0,356 0,417 0,42 0,419
iris 0,687 0,687 0,687 0,687 0,687

maronna 0,575 0,562 0,575 0,575 0,575
ruspini 0,738 0,641 0,738 0,738 0,738

spherical_4d3c 0,689 0,645 0,689 0,689 0,689
vowel2 0,393 0,391 0,402 0,402 0,402
wine 0,660 0,660 0,660 0,660 0,660
yeast 0,572 0,572 0,572 0,572 0,572

5.27, sem distinguir o conjunto de dados. É possível observar que a versão BK4 foi superior

no que concerne a todas as medidas estatísticas analisadas em relação à qualidade das

soluções obtidas. Ou seja, os maiores valores de índice silhueta (considerando a média,

a mediana, o menor e o maior valor). Além disso, essa versão não produziu o melhor

resultado em apenas 9 dos 82 instâncias. Porém, em relação aos valores de silhuetas

médias obtidos, a maior diferença foi de apenas 0, 019 e a média das diferenças entre o

melhor resultado e os resultados da versão BK4 foi inferior a 0, 001.

A Tabela 5.29 apresenta os tempos de execução em segundos de cada algoritmo por

conjuntos de instâncias, e a Tabela 5.30 apresenta uma sumarização desses resultados sem

discriminar o conjunto de dados. Já a Tabela 5.31 apresenta os percentuais relacionados

ao alcance à melhor solução obtida por algoritmo. Nessa tabela é possível observar que

o algoritmo BK4 produziu o melhor resultado para todas as instâncias do conjunto DS1

e alcançou os melhores resultados em 89% das instâncias utilizadas no presente trabalho.

Esse algoritmo foi superior em cada conjunto de dados individualmente. Além disso, os

algoritmos BK1 e BK5 obtiveram o mesmo resultado do BK4 para o conjunto DS3.

As Tabelas 5.32 e 5.33 apresentam os comparativos entre os melhores resultados obti-

dos pelo método proposto nesse trabalho em relação aos resultados produzidos pelos

algoritmos da literatura. Mais especi�camente, a Tabela 5.32 traz um comparativo

entre os melhores resultados produzidos pelo algoritmo CLUSTERING proposto por

[Tseng and Yang 2001], os dois algoritmos propostos por [Soares 2004b] (SAPCA (Simu-

lated Annealing) e AEC-RC (Algoritmo Evolutivo com Reconexão por Caminhos) ) e o

melhor resultado produzido entre as versões do MSH.

Em relação aos comparativos realizados com o CLUSTERING, apresentados na Tabela

5.32, os resultados obtidos versões do MSH foram superiores para todas as instâncias. Já
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Tabela 5.22: Melhores Resultados (Índice Silhueta) das versões do MSH para o Conjunto
DS2.

Silhueta
Instância BK1 BK2 BK3 BK4 BK5
100p10c 0,762 0,551 0,762 0,762 0,762
100p2c1 0,743 0,743 0,743 0,743 0,743
100p3c 0,786 0,786 0,786 0,786 0,786
100p3c1 0,574 0,468 0,574 0,574 0,574
100p5c1 0,688 0,528 0,688 0,688 0,688
100p7c 0,834 0,638 0,834 0,834 0,834
100p7c1 0,475 0,475 0,475 0,475 0,475
100p8c1 0,527 0,527 0,527 0,527 0,527
200p12c1 0,563 0,525 0,564 0,564 0,564
200p2c1 0,764 0,764 0,764 0,764 0,764
200p3c1 0,675 0,675 0,675 0,675 0,675
200p4c 0,773 0,523 0,773 0,773 0,773
200p4c1 0,745 0,745 0,745 0,745 0,745
200p7c1 0,555 0,541 0,555 0,555 0,555
200p8c1 0,556 0,539 0,556 0,556 0,556
300p10c1 0,580 0,570 0,570 0,583 0,583
300p13c1 0,545 0,545 0,546 0,546 0,546
300p2c1 0,778 0,778 0,778 0,778 0,778
300p3c 0,766 0,766 0,766 0,766 0,766
300p3c1 0,674 0,642 0,674 0,674 0,674
300p4c1 0,607 0,607 0,607 0,607 0,607
300p6c1 0,617 0,548 0,596 0,610 0,610
400p17c1 0,514 0,514 0,514 0,514 0,514
400p3c 0,799 0,673 0,799 0,799 0,799
400p4c1 0,605 0,541 0,605 0,605 0,605
500p19c1 0,474 0,474 0,474 0,474 0,474
500p3c 0,825 0,756 0,825 0,825 0,825
500p4c1 0,663 0,663 0,663 0,663 0,663
500p6c1 0,617 0,460 0,617 0,617 0,617
600p15c 0,742 0,420 0,742 0,775 0,775
600p3c1 0,721 0,687 0,721 0,721 0,721
700p15c1 0,609 0,385 0,607 0,642 0,618
700p4c 0,797 0,543 0,797 0,797 0,797
800p10c1 0,468 0,468 0,468 0,468 0,468
800p18c1 0,661 0,422 0,665 0,688 0,689
800p23c 0,787 0,432 0,752 0,787 0,764
800p4c1 0,696 0,578 0,696 0,696 0,696
900p12c 0,841 0,495 0,841 0,841 0,841
900p5c 0,707 0,470 0,707 0,707 0,707
1000p14c 0,806 0,492 0,806 0,831 0,831
1000p27c1 0,478 0,478 0,478 0,488 0,482
1000p5c1 0,634 0,427 0,633 0,633 0,633
1000p6c 0,736 0,554 0,736 0,736 0,736
1100p6c1 0,650 0,526 0,645 0,645 0,645
1300p17c 0,804 0,442 0,804 0,823 0,823
1500p6c1 0,636 0,532 0,636 0,636 0,636
1800p22c 0,733 0,457 0,722 0,785 0,747
1900p24c 0,750 0,454 0,738 0,799 0,772
2000p11c 0,713 0,516 0,685 0,713 0,713
2000p26c 0,690 0,431 0,695 0,732 0,734
2000p9c1 0,596 0,502 0,596 0,613 0,616
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Tabela 5.23: Melhores Resultados (Índice Silhueta) das versões do MSH para o Conjunto
DS3.

Silhueta
Instância BK1 BK2 BK3 BK4 BK5
1000p6c 0,736 0,554 0,736 0,736 0,736
157p 0,665 0,518 0,665 0,665 0,665
181p 0,714 0,714 0,714 0,714 0,714

2000p11c 0,713 0,516 0,685 0,713 0,713
2face 0,667 0,667 0,667 0,667 0,667
300p4c 0,750 0,643 0,750 0,750 0,750
30p 0,589 0,472 0,527 0,589 0,589

350p5c 0,759 0,6 0,759 0,759 0,759
3dens 0,762 0,762 0,762 0,762 0,762
450p4c 0,766 0,712 0,766 0,766 0,766
500p3c 0,825 0,756 0,825 0,825 0,825
600p3c 0,751 0,565 0,751 0,751 0,751
900p5c 0,707 0,47 0,707 0,707 0,707
97p 0,709 0,541 0,709 0,709 0,709

convdensity 0,854 0,854 0,854 0,854 0,854
convexo 0,668 0,669 0,646 0,668 0,646
face 0,503 0,412 0,493 0,495 0,496

moreshapes 0,728 0,606 0,732 0,713 0,732
numbers 0,562 0,457 0,56 0,562 0,56
numbers2 0,594 0,516 0,600 0,600 0,600
outliers 0,635 0,635 0,635 0,635 0,635

outliers_ags 0,754 0,711 0,754 0,754 0,754

Tabela 5.24: Tempos de Execução dos Melhores Resultados (em segundos) das versões do
MSH para o Conjunto DS1.

Silhueta
Instância BK1 BK2 BK3 BK4 BK5
200DATA 0,756 0,325 0,752 0,612 0,747
gauss9 8,655 5,544 9,781 8,466 8,682
iris 0,602 0,359 0,585 0,518 0,598

maronna 0,656 0,457 0,772 0,72 0,767
ruspini 0,182 0,123 0,180 0,157 0,174

spherical_4d3c 1,882 1,249 2,204 2,155 2,017
vowel2 3,805 2,012 3,850 3,541 3,930
wine 0,723 0,483 0,803 0,728 0,852
yeast 31,900 13,470 30,632 25,273 0,933
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Tabela 5.25: Tempos de Execução dos Melhores Resultados (em segundos) das versões do
MSH para o Conjunto DS2.

Silhueta
Instância BK1 BK2 BK3 BK4 BK5
100p10c 0,199 0,202 0,209 0,210 0,218
100p2c1 0,278 0,216 0,311 0,240 0,318
100p3c 0,248 0,219 0,322 0,238 0,334
100p3c1 0,389 0,262 0,378 0,350 0,363
100p5c1 0,338 0,247 0,358 0,301 0,342
100p7c 0,264 0,177 0,251 0,251 0,257
100p7c1 0,418 0,279 0,372 0,350 0,373
100p8c1 0,297 0,224 0,282 0,285 0,309
200p12c1 1,005 0,612 0,949 0,866 0,929
200p2c1 0,743 0,518 0,995 0,642 0,890
200p3c1 0,761 0,504 0,898 0,735 0,784
200p4c 0,717 0,398 0,692 0,609 0,714
200p4c1 0,871 0,499 0,958 0,600 0,893
200p7c1 0,772 0,485 0,878 0,761 0,858
200p8c1 0,853 0,591 0,920 0,804 0,847
300p10c1 1,635 0,915 1,509 1,218 1,490
300p13c1 1,048 0,636 0,961 0,876 0,920
300p2c1 1,562 0,735 1,705 1,170 1,487
300p3c 1,481 0,826 1,505 1,491 1,390
300p3c1 1,438 0,673 1,555 1,487 1,544
300p4c1 1,843 0,661 1,706 1,536 1,815
300p6c1 1,161 0,739 1,343 1,158 1,400
400p17c1 2,398 1,300 2,313 2,493 2,456
400p3c 2,059 1,037 2,155 2,111 2,255
400p4c1 2,286 1,321 2,573 1,976 2,611
500p19c1 3,588 2,191 3,527 3,485 3,414
500p3c 3,196 1,365 2,978 2,865 2,975
500p4c1 3,031 1,508 3,497 2,568 3,634
500p6c1 3,149 1,748 2,970 2,908 3,154
600p15c 3,930 2,548 4,062 3,781 4,177
600p3c1 4,225 1,873 4,657 3,219 4,392
700p15c1 4,944 3,569 4,526 4,655 5,403
700p4c 5,259 2,966 5,383 5,204 5,659
800p10c1 6,553 4,843 7,346 7,036 7,206
800p18c1 6,683 5,180 5,513 5,894 6,647
800p23c 5,666 3,440 5,886 5,879 5,708
800p4c1 7,214 3,874 7,242 5,713 6,723
900p12c 6,857 3,229 6,618 6,720 6,695
900p5c 8,527 3,821 8,310 8,002 8,291
1000p14c 8,409 4,431 8,508 8,456 8,034
1000p27c1 9,487 6,110 9,006 9,655 9,651
1000p5c1 9,771 5,447 9,580 8,430 9,933
1000p6c 8,601 4,791 8,545 7,872 8,828
1100p6c1 11,809 6,228 13,168 10,970 13,040
1300p17c 14,312 8,536 13,976 14,585 13,767
1500p6c1 19,783 8,391 21,211 16,916 22,276
1800p22c 26,186 16,250 26,311 25,691 26,637
1900p24c 27,147 16,790 29,523 26,124 29,615
2000p11c 33,316 18,987 34,247 31,584 31,944
2000p26c 29,789 18,639 29,875 28,168 29,569
2000p9c1 35,830 15,192 37,882 33,894 37,150
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Tabela 5.26: Tempos de Execução dos Melhores Resultados (em segundos) das versões do
MSH para o Conjunto DS3.

Silhueta
Instância BK1 BK2 BK3 BK4 BK5
1000p6c 8,468 4,67 8,306 7,819 8,789
157p 0,558 0,408 0,599 0,620 0,612
181p 0,660 0,297 0,639 0,640 0,645

2000p11c 32,873 19,293 34,183 31,446 31,803
2face 0,660 0,322 0,883 0,748 0,826
300p4c 1,347 0,651 1,174 1,181 1,195
30p 0,070 0,061 0,074 0,075 0,073

350p5c 1,550 1,079 1,589 1,616 1,595
3dens 0,392 0,228 0,404 0,454 0,442
450p4c 2,446 1,523 2,682 2,35 2,576
500p3c 3,122 1,360 2,883 2,765 2,929
600p3c 4,090 2,325 4,079 3,824 3,845
900p5c 8,484 3,854 8,366 8,112 8,250
97p 0,264 0,222 0,317 0,278 0,305

convdensity 0,579 0,348 0,611 0,569 0,591
convexo 0,816 0,472 0,746 0,829 0,790
face 1,658 0,757 1,581 1,408 1,620

moreshapes 2,42 1,305 2,874 2,591 2,836
numbers 2,274 1,386 2,120 2,313 2,142
numbers2 3,300 1,718 3,414 3,542 3,465
outliers 0,511 0,283 0,600 0,593 0,572

outliers_ags 0,243 0,158 0,242 0,255 0,239

Tabela 5.27: Resultados Produzidos (Índice Silhueta) pelo MSH por Conjunto de Dados.

Silhueta
Conjunto de Dados 1 (DS1)
BK1 BK2 BK3 BK4 BK5

Média 0,617 0,593 0,611 0,618 0,618
Mediana 0,660 0,641 0,660 0,660 0,660
Menor 0,393 0,356 0,402 0,402 0,402
Maior 0,823 0,823 0,763 0,823 0,823

Conjunto de Dados 2 (DS2)
BK1 BK2 BK3 BK4 BK5

Média 0,673 0,554 0,671 0,679 0,677
Mediana 0,688 0,528 0,685 0,688 0,689
Menor 0,468 0,385 0,468 0,468 0,468
Maior 0,841 0,786 0,841 0,841 0,841

Conjunto de Dados 3 (DS3)
BK1 BK2 BK3 BK4 BK5

Média 0,700 0,607 0,695 0,700 0,699
Mediana 0,713 0,603 0,712 0,713 0,713
Menor 0,503 0,412 0,493 0,495 0,496
Maior 0,854 0,854 0,854 0,854 0,854
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Tabela 5.28: Resultados Produzidos (Índice Silhueta) pelo MSH para todos os Conjuntos
de dados.

Silhueta
BK1 BK2 BK3 BK4 BK5

Média 0,674 0,573 0,671 0,678 0,677
Mediana 0,690 0,544 0,687 0,693 0,693
Menor 0,393 0,356 0,402 0,402 0,402
Maior 0,854 0,854 0,854 0,854 0,854

Tabela 5.29: Tempos de Execução do MSH por Conjunto de Dados.
Tempo de Execução (seg)

Conjunto de Dados 1 (DS1)
BK1 BK2 BK3 BK4 BK5

Média 5,462 2,669 5,507 4,685 5,411
Mediana 0,756 0,483 0,803 0,728 0,852
Menor 0,182 0,123 0,180 0,157 0,174
Maior 31,900 13,470 30,632 25,270 30,933

Conjunto de Dados 2 (DS2)
BK1 BK2 BK3 BK4 BK5

Média 6,516 3,651 6,675 6,138 6,673
Mediana 3,031 1,365 2,970 2,568 2,975
Menor 0,199 0,177 0,209 0,210 0,218
Maior 35,830 18,987 37,882 33,894 37,150

Conjunto de Dados 3 (DS3)
BK1 BK2 BK3 BK4 BK5

Média 3,490 1,942 3,562 3,365 3,461
Mediana 1,448 0,704 1,378 1,294 1,395
Menor 0,070 0,061 0,074 0,075 0,073
Maior 32,873 19,293 34,183 31,446 31,803

Tabela 5.30: Tempos de Execução do MSH para todos os Conjuntos de dados
Tempo de Execução (seg)

BK1 BK2 BK3 BK4 BK5
Média 5,589 3,085 5,712 5,234 5,673
Mediana 1,970 1,164 2,138 2,043 2,080
Menor 0,070 0,061 0,074 0,075 0,073
Maior 35,830 19,293 37,882 33,894 37,150

Tabela 5.31: Percentuais de soluções equivalentes à melhor solução obtida por algoritmo.
Conjunto de Dados BK1 BK2 BK3 BK4 BK5

DS1 77,8% 44,4% 77,8% 100,0% 88,9%
DS2 72,5% 27,5% 68,6% 88,2% 84,3%
DS3 86,4% 27,3% 77,3% 86,4% 86,4%
Todos 76,8% 29,3% 72,0% 89,0% 85,4%
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Tabela 5.32: Comparativo de Resultados com algoritmos da literatura.
[Tseng and Yang 2001] [Soares 2004b] MSH

Instância Silhueta (Fx) SAPCA AEC-RC FxBest k Silhueta k

200Data 0,541 0,823 0,823 0,823 3 0,823 3
Iris 0,601 0,686 0,686 0,686 3 0,687 3

Ruspini 0,550 0,737 0,737 0,737 4 0,738 4
1000p6c 0,367 0,735 0,727 0,735 6 0,736 6
157p 0,657 0,667 0,667 0,667 4 0,665 4

2000p11c 0,287 0,658 0,611 0,658 11 0,713 11
2face 0,513 0,666 0,666 0,666 2 0,667 2
350p5c 0,568 0,758 0,758 0,758 5 0,759 5
3dens 0,742 0,762 0,762 0,762 2 0,762 2
97p 0,706 0,710 0,710 0,710 3 0,709 3

Convdensity 0,818 0,854 0,854 0,854 3 0,854 3
Convexo 0,618 0,667 0,667 0,667 3 0,669 6
Face 0,402 0,511 0,511 0,511 3 0,503 17

Moreshapes 0,436 0,731 0,725 0,731 6 0,732 6
Numbers 0,417 0,546 0,542 0,546 10 0,562 10
Numbers2 0,513 0,527 0,565 0,565 10 0,600 10

nos comparativos com os melhores resultados entre os algoritmos propostos por [Soares 2004b],

também relacionados nesta tabela, os resultados do método proposto foram equivalentes

ou superiores em 10 das 16 instâncias. Além disso, para as instâncias que os resultados

foram inferiores, o maior gap foi de apenas 0, 008.

A Tabela 5.33 apresenta os comparativos entre os melhores resultados obtidos pelo

método proposto em relação aos resultados obtidos pelos algoritmos da literatura, quais

sejam: CLUES (CLUstEring based on local Shrinking) [Wang 2007], AECBL1 (Algo-

ritmo Evolutivo com Busca Local), GBLITRC1 (GRASP com Reconexão de Caminhos)

e IBLITRC1 (Busca Local Iterada com Reconexão de Caminhos) [Cruz 2010].

Com base nos resultados apresentados na Tabela 5.33, as soluções foram equivalentes

ou superiores aquelas relatadas na literatura em cerca de 50% das instâncias. Dessa

forma, com o objetivo de identi�car as limitações do método, bem como características das

instâncias, os resultados foram analisados separadamente para as instâncias denominadas

�comportadas� e �não comportadas�.

Os resultados obtidos com o MSH considerando apenas as instâncias �comportadas�

foram superiores ou equivalentes em cerca de 80% dos casos. Porém, considerando apenas

as instâncias �não comportadas� esse percentual cai para apenas 21, 5%. Esses resulta-

dos sugeriram uma análise de o quão distante dos melhores resultados estão as soluções

produzidas pelo método proposto.

Dessa forma, considerando um novo experimento, foram estabelecidas três classes
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Tabela 5.33: Comparativo de Resultados com algoritmos da literatura.
[Cruz 2010] MSH

Instância Silhueta k Silhueta k
Ruspini 0,737 4 0,738 4
Iris 0,686 3 0,687 2

Maronna 0,575 4 0,575 4
200data 0,823 3 0,823 3
100p10c 0,834 10 0,762 9
100p2c1 0,743 2 0,743 2
100p3c 0,786 3 0,786 3
100p3c1 0,597 3 0,574 3
100p5c1 0,703 6 0,688 5
100p7c 0,834 7 0,834 7
100p7c1 0,551 7 0,475 2
200p12c1 0,575 13 0,564 11
200p2c1 0,764 2 0,764 2
200p3c1 0,680 3 0,676 3
200p4c 0,773 4 0,773 4
200p4c1 0,754 4 0,745 4
200p7c1 0,576 8 0,555 7
300p13c1 0,594 9 0,546 12
300p2c1 0,776 2 0,778 2
300p3c 0,766 3 0,766 3
300p3c1 0,677 3 0,674 3
300p4c1 0,592 4 0,607 2
300p6c1 0,664 8 0,617 7
400p17c1 0,552 15 0,514 2
400p3c 0,799 3 0,799 3
400p4c1 0,620 4 0,605 4
500p3c 0,825 3 0,825 3
500p4c1 0,660 3 0,663 3
500p6c1 0,668 6 0,617 6
600p15c 0,781 15 0,775 15
600p3c1 0,721 3 0,721 3
700p15c1 0,680 15 0,642 15
700p4c 0,797 4 0,797 4
800p10c1 0,507 8 0,468 2
800p18c1 0,694 19 0,689 18
800p23c 0,787 23 0,787 23
800p4c1 0,714 4 0,696 4
900p12c 0,841 12 0,841 12
900p5c 0,716 5 0,707 5
1000p14c 0,831 14 0,831 14
1000p27c1 0,563 14 0,488 28
1000p5c1 0,639 5 0,634 5
1000p6c 0,736 6 0,736 6
1100p6c1 0,685 6 0,650 6
1300p17c 0,823 17 0,823 17
1500p6c1 0,660 6 0,636 6
1800p22c 0,804 22 0,785 23
2000p11c 0,713 11 0,713 11
2000p9c1 0,623 9 0,616 9
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relacionadas às distâncias (gaps) entre a melhor solução da literatura e a solução produzida

pelo MSH. Em 91, 8% dos experimentos, as diferenças entre os resultados da literatura

e dos resultados dos algoritmos propostos foram inferiores a 0, 05. O percentual é de

95, 9% se a diferença entre as silhuetas for de até 0, 075 e em todos os experimentos essa

diferença foi inferior a 0, 1.

Com base nos casos em que os algoritmos propostos foram inferiores aos apresentados

pela literatura, em 84, 6% dos experimentos, a diferença entre os resultados foi inferior

a 0, 05. O percentual é de 92, 3% se a diferença entre as silhuetas for de até 0, 075

sendo em todos os experimentos essa diferença inferior a 0, 1. Outros dados estatísticos

concernentes ao conjunto DS2 indicam a proximidade entre os resultados obtidos pelos

algoritmos so�sticados apresentados na literatura e os algoritmos propostos nesse trabalho.

A maior diferença entre as silhuetas da literatura e do MSH foi de 0, 077, a menor de 0,

a diferença média foi 0, 015 e a mediana foi de apenas 0, 005.

Tabela 5.34: Resultados do Método Hierárquico para o DS2 em relação à quantidade de
grupos considerando as instâncias �comportadas� e �não comportadas�.

Mediana Maior K ≤ 2
Comportadas 0 1 100%

Não Comportadas 0 14 82,14%

A Tabela 5.34 apresenta resultados relacionados às diferenças entre o número de gru-

pos das melhores soluções das instâncias do conjunto DS2 em relação às soluções obtidas

com o MSH. Para isso, foram consideradas separadamente as instâncias �comportadas�

das �não comportadas�. Com base nos resultados relacionados às instâncias comportadas,

observa-se que a maior diferença no número de grupos obtidos pelos algoritmos da liter-

atura e do MSH foi de apenas 1 unidade. Já em relação as instâncias não comportadas

a diferença foi de ate 14 grupos. Porém, ressalta-se que em 82, 14% dos resultados a

diferença foi de no máximo 2 unidades.

Assim como no caso do MRDBSCAN, os resultados apresentados indicam que o MSH

é competitivo em relação à qualidade das soluções quando comparado com os algoritmos

mais so�sticados da literatura. Novamente a di�culdade do MSH em obter a quantidade

ideal de grupos em instâncias consideradas �não comportadas� decorre, principalmente,

da ausência de uma busca local para re�nar a solução.
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5.3.3 Método Sistemático baseado em Particionamento de Ár-
vore Geradora Mínima (MSAGM)

Os resultados do experimento realizado relacionado ao MSAGM são apresentados na

presente seção e alguns comparativos com os outros métodos sistemáticos e algoritmos da

literatura considerados nesse trabalho são relatados na seção 5.3.4.

O experimento realizado consiste em utilizar o MSAGM para obter soluções com

número inteiro de grupos no intervalo [2, kmax], em que kmax =
√
n. As soluções obti-

das, assim como nos demais métodos sistemáticos apresentados no presente trabalho, são

avaliadas por meio da utilização do Índice Silhueta.

As Tabelas 5.35, 5.36 e 5.37 apresentam os melhores resultados obtidos pelo MSAGM

para, respectivamente, as instâncias dos conjuntos DS1, DS2 e DS3. Nessas tabelas são

apresentados o número ideal de grupos identi�cado pelo método, os valores de Índice

Silhueta e os tempos de execução para cada instância.

Tabela 5.35: Resultados do MSAGM para o Conjunto DS1.
Instância k Silhueta Tempo (segundos)
200DATA 3 0,823 0,499
gauss9 2 0,171 33,116
iris 2 0,687 0,087

maronna 2 0,562 0,192
ruspini 4 0,738 0,019

spherical_4d3c 4 0,689 3,802
vowel2 2 0,419 4,948
wine 2 0,539 0,184
yeast 3 0,624 7,689

Com o objetivo de apresentar um breve comparativo entre os tempos de processa-

mento dos métodos sistemáticos propostos, a Tabela 5.38 apresenta resultados para seis

instâncias, com quantidade de objetos entre 100 e 2000. Com base nesses resultados é

possível observar que a utilização do algoritmo de Dijkstra para a distribuição dos objetos

entre os novos grupos possui um alto custo computacional. Embora o MSAGM tenha

sido mais rápido que o MSH para instâncias com cerca de 100 objetos, com o aumento do

número de objetos seus tempos superam os tempos dos demais métodos com diferenças

signi�cativas.
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Tabela 5.36: Resultados do MSAGM para o Conjunto DS2.
Instância k Silhueta Tempo (segundos)
100p10c 9 0,763 0,050
100p2c1 4 0,426 0,028
100p3c 3 0,786 0,032
100p3c1 9 0,269 0,046
100p5c1 6 0,518 0,039
100p7c 7 0,834 0,042
100p7c1 9 0,312 0,047
100p8c1 2 0,030 0,012
200p12c1 2 0,282 0,134
200p2c1 6 0,615 0,321
200p3c1 2 0,648 0,194
200p4c 4 0,773 0,290
200p4c1 7 0,648 0,331
200p7c1 14 0,277 0,188
200p8c1 13 0,122 0,184
300p10c1 4 0,512 0,572
300p13c1 2 0,287 0,159
300p2c1 6 0,601 1,615
300p3c 3 0,766 1,845
300p3c1 2 0,640 0,953
300p4c1 2 0,607 0,530
300p6c1 16 0,511 0,726
400p17c1 2 0,299 0,555
400p3c 3 0,799 6,449
400p4c1 2 0,382 3,630
500p19c1 2 0,265 0,944
500p3c 3 0,825 27,686
500p4c1 6 0,543 9,903
500p6c1 15 0,462 4,019
600p15c 15 0,781 8,743
600p3c1 17 0,434 15,700
700p15c1 26 0,375 9,458
700p4c 4 0,797 39,924
800p10c1 2 0,052 9,684
800p18c1 26 0,293 13,230
800p23c 23 0,787 28,931
800p4c1 27 0,260 30,289
900p12c 12 0,841 92,734
900p5c 5 0,716 101,696
1000p14c 14 0,831 85,237
1000p27c1 2 0,006 23,444
1000p5c1 19 0,320 64,131
1000p6c 6 0,736 134,319
1100p6c1 2 0,531 58,484
1300p17c 17 0,823 166,628
1500p6c1 24 0,252 211,187
1800p22c 23 0,791 635,117
1900p24c 25 0,787 615,260
2000p11c 11 0,713 1423,880
2000p26c 27 0,789 721,744
2000p9c1 2 0,164 650,466
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Tabela 5.37: Resultados do MSAGM para o Conjunto DS3.
Instância k Silhueta Tempo (segundos)
1000p6c 6 0,736 132,962
157p 5 0,422 0,054
181p 6 0,737 0,277

2000p11c 11 0,713 1423,660
2face 2 0,667 0,507
300p4c 4 0,750 1,716
30p 5 0,354 0,014

350p5c 5 0,759 2,377
3dens 2 0,763 0,094
450p4c 4 0,766 8,893
500p3c 3 0,825 27,704
600p3c 3 0,751 31,695
900p5c 5 0,716 101,881
97p 3 0,691 0,017

convdensity 3 0,854 0,314
convexo 3 0,668 0,829
face 2 0,079 0,463

moreshapes 7 0,726 15,130
numbers 9 0,560 2,976
numbers2 10 0,600 6,335
outliers 2 0,781 0,334

outliers_ags 2 0,734 0,031

Tabela 5.38: Tempos de processamento dos Métodos Sistemáticos Propostos.

Tempo de Processamento (em segundos)
MRDBSCAN MSH MSAGM

Instância Menor Maior Menor Maior
100p10c 0,009 0,009 0,199 0,218 0,050
100p2c1 0,009 0,009 0,216 0,318 0,028
1000p14c 1,445 1,468 4,431 8,508 85,237
1000p27c1 1,448 1,545 6,110 9,655 23,444
2000p26c 10,980 11,036 18,639 29,857 721,744
2000p9c1 10,990 11,045 15,192 37,882 650,466
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5.3.4 Método Sistemático baseado em Protótipos

A presente seção traz os resultados obtidos mediante a aplicação dos Métodos Sistemáti-

cos propostos e do OMRk [Naldi 2011]. As Tabelas 5.39 e 5.40 apresentam compara-

tivos entre os melhores resultados obtidos pelos métodos MSH, MRDBSCAN, MSAGM

e OMRk apresentados nesse trabalho, considerando os resultados obtidos pelo algoritmo

CLUSTERING proposto por [Tseng and Yang 2001] e pelos dois algoritmos propostos por

[Soares 2004b]. Os valores destacados, em negrito, indicam as melhores soluções obtidas.

É possível observar que, para todas as instâncias, ao menos um dos Métodos Sis-

temáticos produziu o melhor resultado. Já o algoritmo CLUSTERING não produziu o

melhor resultado para nenhuma instância. Além disso, as melhores soluções encontradas

em [Soares 2004b] foram equivalentes às melhores soluções dos algoritmos propostos para

apenas três instâncias.

Com o objetivo de identi�car os algoritmos que obtiveram os melhores resultados em

relação às Silhuetas obtidas nas melhores soluções, foram estabelecidas 8 classes. Cada

classe refere-se a uma diferença entre o melhor resultado obtido pelos algoritmos/métodos

e o melhor resultado conhecido (relatado na literatura). Nesse sentido, a Tabela 5.41 apre-

senta os percentuais em que cada algoritmo alcançou, no máximo, a diferença apresentada

na primeira coluna. Para exempli�car sua leitura, o MSH alcançou resultados com uma

diferença máxima de 0, 005 em relação ao melhor resultado conhecido em 87, 5% das

instâncias apresentadas na Tabela 5.40. Além disso, para todas as instâncias a diferença

foi inferior a 0, 05. Já o MRDBSCAN obteve resultados com a diferença até 0, 2 em

93, 8% dos casos.

Com base na Tabela 5.41, em relação aos resultados apresentados nas Tabelas 5.39 e

5.40, é possível observar que os métodos MSH e OMRk foram superiores, em que em todos

os experimentos a diferença foi inferior a 0, 05. Já o método MRDBSCAN apresentou-se

superior ao algoritmo CLUSTERING [Tseng and Yang 2001] para todas as classes (difer-

enças). Nos comparativos com os algoritmos propostos em [Soares 2004b], o MRDBSCAN

obteve resultados competitivos entre as classes, com as diferenças de até 0, 05. Porém, o

percentual com a diferença até 0, 2 foi de 93, 8%. Embora o MSAGM tenha produzido

resultados superiores a todas as classes em relação ao CLUSTERING, apenas empatou

com os algoritmos de [Soares 2004b] na classe diferença até 0, 001.

A Tabela 5.42 apresenta os comparativos entre os melhores resultados obtidos pelos
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Tabela 5.40: Comparações entre os Resultados dos Métodos Sistemáticos
MRDBSCAN MSH OMRk MSAGM

Instância Silhueta k Silhueta k Silhueta k Silhueta k

200Data 0,823 3 0,823 3 0,823 3 0,823 3
Iris 0,521 3 0,687 2 0,681 2 0,687 2

Ruspini 0,738 4 0,738 4 0,738 4 0,738 4
1000p6c 0,736 6 0,736 6 0,736 6 0,736 6
157p 0,666 4 0,665 4 0,667 4 0,422 5

2000p11c 0,713 11 0,713 11 0,685 10 0,713 11
2face 0,667 2 0,667 2 0,667 2 0,667 2
350p5c 0,759 5 0,759 5 0,759 5 0,759 5
3dens 0,762 2 0,762 2 0,762 2 0,763 2
97p 0,711 3 0,709 3 0,711 3 0,691 3

Convdensity 0,854 3 0,854 3 0,854 3 0,854 3
Convexo 0,669 6 0,669 6 0,668 3 0,668 3
Face 0,079 2 0,503 17 0,526 16 0,079 2

Moreshapes 0,728 7 0,732 6 0,732 6 0,726 7
Numbers 0,560 9 0,562 10 0,567 10 0,560 9
Numbers2 0,600 10 0,600 10 0,582 13 0,600 10

métodos sistemáticos apresentados em relação aos resultados obtidos pelos algoritmos

da literatura, quais sejam: CLUES (CLUstEring based on local Shrinking) [Wang 2007],

AECBL1 (Algoritmo Evolutivo com Busca Local), GBLITRC1 (GRASP com Reconexão de

Caminhos) e IBLITRC1 (Busca Local Iterada com Reconexão de Caminhos) [Cruz 2010].

Em relação aos algoritmos da literatura, somente os melhores resultados entre os algo-

ritmos CLUES e os três algoritmos propostos em [Cruz 2010] : AECBL1, GBLITRC1 e

IBLITRC ) foram apresentados (coluna SilhuetaBest).

Novamente foi realizado um experimento com o objetivo de identi�car os algoritmos

que obtiveram os melhores resultados em relação à silhuetas obtidas nas melhores soluções.

A Tabela 5.43 apresenta os percentuais em que cada algoritmo alcançou, no máximo,

a diferença apresentada na primeira coluna. Os resultados apresentados nessa tabela

consideraram os resultados para todas as instâncias da Tabela 5.42.

Com base na Tabela 5.43 observa-se um destaque dos resultados obtidos pelos mel-

hores algoritmos propostos em [Wang 2007] e [Cruz 2010]. Os métodos MSH e OMRk

alcançaram em todos os experimentos resultados com diferenças de até 0, 1. Porém, nos

resultados com diferenças de até 0, 001 os percentuais foram baixos em relação aos resulta-

dos da literatura. Dessa forma os resultados foram apresentados também diferenciando as

instâncias consideradas �comportadas� e �não comportadas�, conforme apresenta a Tabela

5.44.

Nos resultados apresentados na Tabela 5.44, com base nas instâncias �não compor-
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Tabela 5.42: Comparações entre Resultados da Literatura.

Literatura Métodos Sistemáticos
[Cruz 2010] e [Wang 2007] MRDBSCAN MSH OMRk MSAGM

Instância SilhuetaBest k Silhueta k Silhueta k Silhueta k Silhueta k

Ruspini 0,737 4 0,738 4 0,738 4 0,738 4 0,738 4
Iris 0,686 3 0,687 2 0,687 2 0,681 2 0,687 2

Maronna 0,575 4 0,562 2 0,575 4 0,575 4 0,562 2
200data 0,823 3 0,823 3 0,823 3 0,823 3 0,823 3
100p10c 0,834 10 0,692 8 0,762 9 0,762 9 0,763 9
100p2c1 0,743 2 0,743 2 0,743 2 0,743 2 0,426 4
100p3c 0,786 3 0,786 3 0,786 3 0,786 3 0,786 3
100p3c1 0,597 3 0,104 5 0,574 3 0,58 3 0,269 9
100p5c1 0,703 6 0,423 2 0,688 5 0,696 7 0,518 6
100p7c 0,834 7 0,834 7 0,834 7 0,834 7 0,834 7
100p7c1 0,551 7 -0,013 2 0,475 2 0,498 7 0,312 9
200p12c1 0,575 13 0,403 3 0,564 11 0,578 8 0,282 2
200p2c1 0,764 2 0,625 6 0,764 2 0,764 2 0,615 6
200p3c1 0,680 3 0,648 2 0,676 3 0,679 3 0,648 2
200p4c 0,773 4 0,773 4 0,773 4 0,773 4 0,773 4
200p4c1 0,754 4 0,623 3 0,745 4 0,745 4 0,648 7
200p7c1 0,576 8 0,392 3 0,555 7 0,581 8 0,277 14
300p13c1 0,594 9 0,404 3 0,546 12 0,562 11 0,287 2
300p2c1 0,776 2 0,621 4 0,778 2 0,777 2 0,601 6
300p3c 0,766 3 0,766 3 0,766 3 0,766 3 0,766 3
300p3c1 0,677 3 0,640 2 0,674 3 0,675 3 0,640 2
300p4c1 0,592 4 0,269 3 0,607 2 0,590 2 0,607 2
300p6c1 0,664 8 0,549 2 0,617 7 0,653 7 0,511 16
400p17c1 0,552 15 0,183 14 0,514 2 0,513 2 0,299 2
400p3c 0,799 3 0,799 3 0,799 3 0,799 3 0,799 3
400p4c1 0,620 4 0,379 2 0,605 4 0,606 4 0,382 2
500p3c 0,825 3 0,825 3 0,825 3 0,825 3 0,825 3
500p4c1 0,660 3 0,305 2 0,663 3 0,662 3 0,543 6
500p6c1 0,668 6 0,495 12 0,617 6 0,633 6 0,462 15
600p15c 0,781 15 0,781 15 0,775 15 0,722 17 0,781 15
600p3c1 0,721 3 0,687 2 0,721 3 0,721 3 0,434 17
700p15c1 0,680 15 0,123 2 0,642 15 0,688 17 0,375 26
700p4c 0,797 4 0,797 4 0,797 4 0,797 4 0,797 4
800p10c1 0,507 8 0,079 2 0,468 2 0,476 10 0,052 2
800p18c1 0,694 19 0,266 24 0,689 18 0,675 17 0,293 26
800p23c 0,787 23 0,787 23 0,787 23 0,710 20 0,787 23
800p4c1 0,714 4 0,509 2 0,696 4 0,704 4 0,260 27
900p12c 0,841 12 0,841 12 0,841 12 0,786 10 0,841 12
900p5c 0,716 5 0,716 5 0,707 5 0,716 5 0,716 5
1000p14c 0,831 14 0,808 15 0,831 14 0,805 13 0,831 14
1000p27c1 0,563 14 -0,293 3 0,488 28 0,525 19 0,006 2
1000p5c1 0,639 5 0,164 2 0,634 5 0,644 5 0,320 19
1000p6c 0,736 6 0,736 6 0,736 6 0,736 6 0,736 6
1100p6c1 0,685 6 0,369 5 0,650 6 0,673 6 0,531 2
1300p17c 0,823 17 0,806 18 0,823 17 0,753 14 0,823 17
1500p6c1 0,660 6 0,123 18 0,636 6 0,646 6 0,252 24
1800p22c 0,804 22 0,791 23 0,785 23 0,736 18 0,791 23
2000p11c 0,713 11 0,713 11 0,713 11 0,685 10 0,713 11
2000p9c1 0,623 9 0,164 2 0,616 9 0,627 9 0,164 2
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Tabela 5.43: Percentual em relação à diferença entre a melhor solução conhecida (liter-
atura) e a melhor solução obtida.

Literatura Métodos Sistemáticos
DIFERENÇA [Cruz 2010] MRDBSCAN MSH OMRk MSAGM

0,001 83,7% 34,7% 46,9% 44,9% 38,80%
0,005 95,9% 34,7% 51,0% 49,0% 38,80%
0,010 98,0% 34,7% 61,2% 57,1% 38,80%
0,050 100% 49,0% 91,8% 85,7% 46,9%
0,075 100% 49,0% 95,9% 98,0% 49,0%
0,100 100% 49,0% 100% 100% 49,0%
0,150 100% 57,1% 100% 100% 55,1%
0,200 100% 67,3% 100% 100% 63,3%

tadas�, o método OMRk obteve resultados com diferença inferior a 0, 075 em todos os

experimentos. Já para o método MSH todos os experimentos produziram resultados com

diferenças inferiores a 0, 1. Ainda com base na tabela é possível observar que o MRDB-

SCAN e o MSAGM não alcançaram bons resultados nessas instâncias.

Em relação às instâncias �comportadas�, os experimentos realizados com os métodos

sistemáticos propostos �caram distantes no máximo 0, 15 dos melhores resultados con-

hecidos. Além disso, em 85, 7% dos experimentos o MSAGM �cou distante de no máximo

0, 001 dos melhores resultados.

Conforme apresentado no início dessa seção, apenas os comparativos entre os Tempos

de Execução dos métodos sistemáticos seriam relatados, uma vez que esses métodos foram

implementados em C++ e executados em um mesmo equipamento e utilizando os mesmos

softwares e hardwares. As Tabelas 5.45 e 5.46 apresentam os tempos de execução dos

métodos propostos. Mais especi�camente, as colunas OMRk e MSAGM apresentam os

tempos totais de execução, enquanto as colunas MSH e MRDBSCAN apresentam a média

dos tempos execução entre as suas versões.

É possível observar que, com a exceção do MSAGM, os maiores tempos de execução

foram, em ordem crescente, do OMRk, do MSH e do MRDBSCAN. Além das complexi-

dades dos algoritmos utilizados (apresentadas na seção 3) alguns comentários facilitam o

entendimento das diferenças entre os valores obtidos. O OMRk, por exemplo, realiza dez

execuções para cada número k de grupos. Além disso, para cada execução são consider-

ados todos os objetos do conjunto. Embora o algoritmo hieráquico também executa dez

vezes a distribuição dos objetos de cada grupo selecionado, são considerados apenas os ob-

jetos do grupo selecionado. Assim, a cada incremento no número de grupos, a quantidade

de objetos submetidos ao algoritmo k-means é reduzido. Já o MSAGM, para cada novo
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Tabela 5.45: Tempos de Execução dos Métodos Sistemáticos (em segundos).

Instância OMRk MSH MRDBSCAN MSAGM
200Data 0,814 0,639 0,022 0,499
Iris 0,604 0,533 0,016 0,087

Ruspini 0,281 0,163 0,008 0,019
1000p6c 9,925 7,610 1,436 132,962
157p 0,614 0,559 0,016 0,054

2000p11c 41,100 29,919 11,016 1423,660
2face 0,847 0,688 0,023 0,507
350p5c 1,687 1,486 0,087 2,377
3dens 0,520 0,384 0,011 0,094
97p 0,387 0,277 0,01 0,017

Convdensity 0,732 0,539 0,022 0,314
Convexo 0,872 0,731 0,023 0,829
Face 1,471 1,405 0,067 0,463

Moreshapes 2,866 2,405 0,196 15,13
Numbers 2,448 2,047 0,143 2,976
Numbers2 3,450 3,088 0,258 6,335

particionamento do grafo e consequentemente, do incremento da quantidade de grupos,

executa o algoritmo de Dijkstra para a redistribuição dos objetos do grupo selecionado.

Dentre os métodos propostos, o MRDBSCAN possui os menores tempos de execução.

O DBSCAN é um algoritmo com complexidade O(n2) que foi executado uma vez para

cada uma das 28 con�gurações (4 regras para cada um dos 7 valores de K∗ para o DistK )

propostas pelo método sistemático baseado em densidade. Destaca-se, novamente, que o

número ideal de grupos é determinado pelo algoritmo, ou seja, não é um parâmetro de

entrada.
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Tabela 5.46: Tempos de Execução dos Métodos Sistemáticos (em segundos).

Instância OMRk MSH MRDBSCAN MSAGM
Ruspini 0,281 0,163 0,008 0,019
Iris 0,604 0,533 0,016 0,087

Maronna 0,814 0,674 0,022 0,192
200data 0,814 0,639 0,022 0,499
100p10c 0,378 0,208 0,009 0,050
100p2c1 0,364 0,273 0,009 0,028
100p3c 0,351 0,272 0,008 0,032
100p3c1 0,372 0,348 0,008 0,046
100p5c1 0,415 0,317 0,012 0,039
100p7c 0,353 0,240 0,008 0,042
100p7c1 0,421 0,359 0,012 0,047
200p12c1 0,907 0,872 0,032 0,134
200p2c1 0,858 0,758 0,026 0,321
200p3c1 0,845 0,736 0,023 0,194
200p4c 0,808 0,626 0,026 0,290
200p4c1 0,840 0,764 0,027 0,331
200p7c1 0,878 0,751 0,029 0,188
300p13c1 1,021 0,888 0,035 0,159
300p2c1 1,454 1,332 0,071 1,615
300p3c 1,414 1,339 0,059 1,845
300p3c1 1,489 1,339 0,060 0,953
300p4c1 1,471 1,512 0,059 0,530
300p6c1 1,421 1,160 0,055 0,726
400p17c1 2,356 2,192 0,120 0,555
400p3c 2,115 1,923 0,119 6,449
400p4c1 2,213 2,153 0,117 3,63
500p3c 3,097 2,676 0,211 27,686
500p4c1 3,251 2,848 0,215 9,903
500p6c1 3,200 2,786 0,212 4,019
600p15c 3,836 3,699 0,336 8,743
600p3c1 4,691 3,673 0,354 15,700
700p15c1 5,325 4,620 0,532 9,458
700p4c 5,460 4,894 0,532 39,924
800p10c1 7,543 6,597 0,773 9,684
800p18c1 6,722 5,983 0,765 13,230
800p23c 6,223 5,316 0,792 28,931
800p4c1 7,619 6,153 0,788 30,289
900p12c 7,255 6,024 1,072 92,734
1000p14c 8,791 7,567 1,457 85,237
1000p27c1 11,095 8,782 1,451 23,444
1000p5c1 11,190 8,632 1,489 64,131
1000p6c 9,893 7,727 1,564 134,319
1100p6c1 13,886 11,043 1,956 58,484
1300p17c 14,844 13,035 3,060 166,628
1500p6c1 24,913 17,715 4,804 211,187
1800p22c 30,708 24,215 8,106 635,117
2000p11c 41,208 30,015 11,126 1423,880
2000p9c1 49,250 31,990 11,018 650,466
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5.4 Heurística para a Estatística de Hopkins

A seção 4.2.2 apresentou a Heurística para a EH, utilizada para um Teste de Tendência

de Agrupamento. Além do conjunto X com n objetos, o algoritmo considera dois outros

conjuntos, quais sejam: X∗ e A. O conjunto X∗ corresponde a uma amostra do conjunto

X(X∗ ⊂ X) com n′ objetos (n′ < n), que são selecionados aleatoriamente. O conjunto

A também possui n′ objetos, porém esses foram construídos arti�cialmente, considerando

valores aleatórios para cada um dos p atributos.

As Figuras 5.9 (a) e (b) apresentam duas instâncias e os resultados obtidos a par-

tir da aplicação da Estatística de Hopkins. A instância 100p7c1 classi�cada como não

comportada com 112 objetos e a instância 100p7c, em que é possível identi�car 7 grupos

bem de�nidos (coesos e bem separados), com 100 objetos. Os resultados apresentados

nas referidas �guras correspondem as medianas dos valores de H obtidos com a aplicação

da heurística para EH para 1000 iterações e amostra de 3% de n.

(a) 100p7c1 : H∗ = 0.516 (b) 100p7c : H∗ = 0.831

Figura 5.9: H∗ é a Mediana dos valores H nas 1000 iterações com amostra de 3% de n.

No que concerne aos experimentos realizados na presente seção, foram analisadas 51

instâncias, em que 63% possuem grupos bem de�nidos (comportadas) e as demais 37%

são as instâncias denominadas não comportadas. Não existe uma correspondência entre

a classi�cação de instâncias proposta por [Cruz 2010](comportadas e não comportadas)

e a existência de Tendência à Formação de Agrupamentos, embora uma hipotese inicial

sugira que as instâncias comportadas possuem essa tendência.

Em um primeiro experimento foi �xada a quantidade de iterações (1000) para amostras

de tamanho 3%, 5%, 10% e 15% em relação à quantidade de objetos da instância (n). No

segundo experimento foi �xado o tamanho da amostra em 1% e a quantidade de iterações
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foram de 100, 500 e 1000.

A Tabela 5.47 apresenta as estatísticas dos resultados obtidos no primeiro experimento

considerando, separadamente, apenas as instâncias comportadas e as não comportadas,

respectivamente. Já a Tabela 5.48 apresenta estatísticas gerais com todas as instâncias.

Tabela 5.47: Estatísticas dos Resultados para 1000 execuções por tamanho de amostra.
Tamanho da Amostra

Inst. Comportadas Não Comportadas
3% 5% 10% 15% 3% 5% 10% 15%

Maior 0,96 0,96 0,96 0,95 0,94 0,94 0,93 0,93
Menor 0,80 0,79 0,79 0,81 0,47 0,44 0,42 0,43
Média 0,90 0,90 0,90 0,90 0,65 0,65 0,64 0,64
Mediana 0,91 0,91 0,90 0,90 0,63 0,63 0,63 0,62

Em relação a Tabela 5.47, é possível observar que, para as instâncias com grupos bem

de�nidos, o menor valor de H (Equação 4.9) foi superior a 0, 78. Além disso, as médias e

as medianas foram superiores a 0, 89 para todos os tamanhos de amostras considerados.

Já em relação as instâncias não comportadas , as médias e as medianas foram inferiores

a 0, 66 e os menores valores foram inferiores a 0, 48 para todos os tamanhos de amostras

considerados.

A Tabela 5.48 apresenta estatísticas considerando todos os tamanhos de amostras

utilizados no primeiro experimento. É possível observar novamente que em relação às

instâncias comportadas, além do menor valor obtido ser superior a 0, 78, a média, mediana

e o maior valor são superiores a 0, 89. Já para as instâncias não comportadas, o menor

valor foi 0, 42 e a média e a mediana foram inferiores a 0, 65.

Tabela 5.48: Estatísticas Gerais para 1000 amostras e tamanhos de amostras 3%, 5%,
10% e 15%.

Não Comportadas Comportadas
Maior 0,93 0,96
Menor 0,41 0,79
Média 0,64 0,90
Mediana 0,63 0,90

A Tabela 5.49 apresenta as estatísticas dos resultados obtidos no segundo experimento

considerando, separadamente, apenas as instâncias comportadas e as não comportadas.

Já a Tabela 5.50 apresenta estatísticas gerais com todas as instâncias. Nesse experimento

é possível observar que, para as instâncias comportadas, o menor valor de H também

foi alto, neste caso, H = 0, 81. Além disso, as médias e as medianas foram superiores a

0, 89 para todas as quantidades de amostras. Além disso, em relação as instâncias não
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comportadas, as médias e as medianas foram inferiores a 0, 68 e os menores valores foram

inferiores a 0, 51 para todas as quantidades de amostras.

Tabela 5.49: Estatísticas dos Resultados para amostra de 1% por quantidade de amostras.
Quantidade de amostras
Comportadas Não Comportadas

100 500 1000 100 500 1000

Maior 0,96 0,96 0,96 0,93 0,91 0,91
Menor 0,82 0,81 0,82 0,50 0,49 0,49
Média 0,90 0,90 0,90 0,67 0,67 0,67
Mediana 0,90 0,90 0,90 0,64 0,64 0,64

A Tabela 5.50 apresenta estatísticas considerando todas as quantidades de execuções

para amostras de 1% utilizadas no segundo experimento. Novamente observa-se que em

relação às instâncias comportadas, além do menor valor obtido ser superior a 0.76, a

média, mediana e o maior valor são iguais ou superiores a 0, 9. Já para as instâncias não

comportadas o menor valor foi 0, 45 e a média e a mediana foram inferiores a 0, 67.

Tabela 5.50: Estatísticas Gerais para amostra de 1% e número de amostras igual a 100,
500 e 1000.

Não Comportadas Comportadas
Maior 0,93 0,96
Menor 0,49 0,81
Média 0,66 0,90
Mediana 0,64 0,90

Com base nas estatísticas apresentadas foi possível identi�car as instâncias que pos-

suem tendência à formação de agrupamentos, conforme relatado em [Banerjee 2004]. Na

literatura não foi recomendado um percentual relacionado ao tamanho de amostra para

a realização da Estatística de Hopkins.

É importante destacar, também, que no primeiro experimento o tamanho de amostra

de 3% foi su�ciente para a identi�cação da tendência de agrupamento, uma vez que os ex-

perimentos com tamanhos de amostras maiores produziram resultados bem semelhantes.

No segundo experimento foi considerado um tamanho de amostra ainda menor, de 1%,

com o objetivo de obter resultados semelhantes com tempo computacional reduzido.

Em relação aos tempos de execução, a Tabela 5.51 apresenta algumas Estatísticas

Gerais. Com base nos tempos de execução e resultados obtidos, a Heurística para EH

foi capaz de identi�car instâncias com Têndencia à formação de Agrupamentos utilizando

amostra de 1% em relação à quantidade de objetos e com apenas 100 amostras. Para essa

con�guração, o maior tempo de execução foi de apenas 0, 13 segundos.
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Tabela 5.51: Estatísticas Gerais Tempos de Execução (em segundos) dos experimentos
com a Heurística para Estatística de Hopkins.

1000 execuções Amostra de 1%
Tamanho da Amostra Qtde de Amostras
3% 5% 10% 15% 100 500 1000

Maior 4,30 9,41 13,74 28,25 0,13 0,66 1,37
Menor 0,01 0,02 0,04 0,05 0,00 0,00 0,00
Média 0,82 1,35 2,52 4,06 0,02 0,12 0,24
Mediana 0,26 0,43 0,88 1,28 0,01 0,04 0,08

Com o objetivo de apresentar a distribuição dos resultados obtidos com a heurística

para a EH, a Figura 5.10 apresenta grá�cos de caixa (Boxplot) para os experimentos com

amostra de 1% e com respectivamente 100 amostras. Em cada imagem são apresentados

seis grá�cos, em que foram discriminadas as instâncias por classi�cação (comportadas e

não comportadas). Os grá�cos foram construídos considerando os valores do primeiro

Quartil (Quartil 1 ), mediana e terceiro Quartil (Quartil 3 ) entre os valores de H obtidos

para cada instância nas 100 amostras. O Boxplot Quartil 1, por exemplo, relaciona apenas

os valores do quartil 1 nas 100 amostras de 1%.

Com base na Figura 5.10 é possível observar todos os valores de H relatados no grá�co

para as instâncias comportadas foram superiores a 0, 75. Os resultados apresentados no

Grá�co bem como os resultados relatados nas Tabelas da presente subseção indicam que

as instâncias comportadas consideradas possuem tendência à formação de agrupamentos.

Figura 5.10: Grá�cos BoxPlot para o Experimento da EH para 1% de amostra e 100
amostras.

Em relação as instâncias não comportadas, é possível observar que o valor H = 0, 7
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está no intervalo inter-quartílico da Mediana e do Quartil 3 e no intervalo do Whisker

superior do Quartil 1. Tais fatos são indicativos que algumas instâncias não comportadas

possuem tendência à formação de agrupamentos. As Figuras 5.11 e 5.12 apresentam seis

instâncias selecionadas dentre as 32 instâncias não comportadas nessa situação, em que o

valor do primeiro quartil (Q1) foi utilizado no comparativo conforme valor indicado em

[Banerjee 2004] (Q1 ≥ 0, 7).

(a) 300p3c1 (b) 200p3c1 (c) 300p2c1

Figura 5.11: Instâncias classi�cadas como não comportadas e que possuem Tendência à
Formação de Agrupamentos.

(a) 200p4c1 (b) 300p10c1 (c) 300p6c1

Figura 5.12: Instâncias classi�cadas como não comportadas e que possuem Tendência à
Formação de Agrupamentos.

Em uma análise visual, é possível identi�car grupos nas instâncias apresentadas nas

Figuras 5.11 e 5.12. Na Figura 5.11 (a), por exemplo, uma análise sugere que existam três

grupos relativamente densos e, na região entre esses grupos, exista um quarto grupo com

densidade inferior. Embora possam existir diferentes interpretações como o número de

grupos, é possível a�rmar que existem grupos (mesmo que com diferentes características,

como formato e densidade).
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5.4.1 Análise da Tendência à Formação de Grupos

Com base nos resultados apresentados para a Heurística para EH, um caminho natural

para avaliar os resultados é analisar os valores de silhuetas e de H (Hopkins) também em

relação ao signi�cado das soluções obtidas.

A Tabela 5.52 apresenta os resultados obtidos para quatro instâncias, em que as

instâncias 100p7c e 1300p17c são denominadas comportadas, ou seja, possuem grupos

bem de�nidos, coesos e separados (tendência à formação de agrupamentos).

Tabela 5.52: Estatísticas das instâncias apresentadas nas Figuras 5.13 e 5.14.
AECBL1

Instância k Silhueta H *
100p7c 7 0,834 0,843

Comportadas
1300p17c 17 0,823 0,949
100p7c1 7 0,491 0,571

Não comportadas
1000p27c1 28 0,523 0,546

*Heurística EH: 100 amostras de tamanho 1% de amostra.

Em relação aos resultados apresentados na Tabela 5.52, para as instâncias compor-

tadas, é possível observar que os os valores de H foram altos, superiores a 0, 84. Esses

resultados indicam a existência de uma tendência a formação de agrupamentos, ou seja,

que os objetos não estão distribuídos uniformemente e nem estão dispersos no espaço. Os

resultados indicam também que a realização do agrupamento de dados, independente da

técnica ou algoritmo utilizados, pode resultar em soluções que possuem algum signi�cado

real, e não apenas grupos arti�ciais que foram obtidos com a maximização ou minimização

de uma função objetivo.

Ainda no que concerne as instâncias comportadas, as silhuetas obtidas foram altas,

superiores a 0, 82. Além disso, foram identi�cadas as mesmas quantidades de grupos em

três situações, sejam elas:

• (i) na construção das instâncias, conforme inclusive a nomenclatura utilizada [Cruz 2010];

• (ii) com a utilização das heurísticas que alcançaram o valor da maior silhueta para

cada instância;

• (iii) com a utilização do algoritmo DBSCAN (Figuras 5.13 (a) e (b)) em experi-

mentos preliminares.
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(a) 100p7c (k = 7) (b) 1300p17c (k = 17)

Figura 5.13: Tendência à formação de agrupamentos para as instâncias Comportadas
100p7c e 1300p17c.

As Figuras 5.13 (a), (b) e 5.14 (a) e (b) apresentam soluções obtidas com a utilização

do algoritmo DBSCAN tradicional (seção 3.2.1.2) em experimentos preliminares. Nas

soluções é possível observar a grande ocorrência de objetos classi�cados como ruídos nas

instâncias não comportadas.

Embora o DBSCAN seja capaz de identi�car e ignorar objetos outliers, no problema

abordado no presente trabalho todos os objetos precisam estar associados a um grupo.

Dessa forma cada objeto ruído deve formar um grupo singleton ou deve ser alocado a

um grupo de maneira a otimizar a função objetivo ou mesmo em um critério guloso (por

exemplo, ao grupo com o objeto mais próximo). É importante lembrar que a silhueta

de um objeto em um grupo singleton é 0. Além disso, adicionar um objeto a um grupo,

mesmo que seja o grupo com um objeto mais próximo, também pode reduzir o valor da

silhueta da solução.

No que concerne aos resultados apresentados para as instâncias não comportadas na

Tabela 5.52, observa-se que os os valores de H foram próximos a 0, 5, e indicam que os

objetos estão dispersos no espaço [Banerjee 2004] [Han et al. 2012]. Nesses casos, embora

algoritmos e/ou técnicas de agrupamento de dados resultam em soluções, os grupos podem

não possuir um signi�cado. No que se refere ao índice Silhueta, mesmo com médias

relativamente altas (próximas a 0, 5), existem muitos objetos que possuem silhuetas baixas

por não estarem alocados em grupos bem de�nidos, coesos e separados.

Nas soluções obtidas pelo DBSCAN tradicional para as instâncias não comportadas

(Figura 5.14), a quantidade de grupos obtida foi diferente da quantidade relatada no
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(a) 100p7c1 (k = 6) (b) 1000p27c1 (k = 27)

Figura 5.14: Tendência à formação de agrupamentos para as instâncias não Comportadas
100p7c1 e 1000p27c1.

processo de construção da instância e também da quantidade identi�cada como ideal

pelas heurísticas alcançaram o valor da maior silhueta.

Com base na Estatística de Hopkins, que utiliza conceitos da Teste Estatísticos de

Aleatoriedade Espacial, a aplicação de algoritmos e/ou técnicas de agrupamento de dados

em instâncias que não apresentam tendência à formação de agrupamentos (nesse trabalho

a maioria das instâncias não comportadas), podem resultar em soluções em que os grupos

não possuem signi�cados "reais" [Han et al. 2012] [Banerjee 2004].

5.5 Métodos Baseados em Comitê de Agrupamentos

Conforme foi apresentado na seção 3.3, embora os últimos anos tenham sido marcados pelo

desenvolvimento de diversos algoritmos de agrupamento para diversos domínios, nenhum

desses algoritmos é apropriado para todos os tipos de dados, formatos de grupos e apli-

cações [Tan et al. 2009]. Além disso, alguns algoritmos possuem parâmetros de entrada

que in�uenciam nas soluções obtidas, o que gera uma grande diversidade de soluções.

Para a realização dos experimentos dos Métodos Baseados em Comitê de Agrupamen-

tos foram consideradas as soluções obtidas por meio da utilização do Método Sistemático

Baseado em Densidade (MRDBSCAN, apresentado na seção 3.2.3). Esse método uti-

liza o clássico algoritmo da literatura DBSCAN que possui dois parametros, sejam eles:

raioDBSCAN e qtdeObjeto. Mais especi�camente, dentre as 28 soluções obtidas pelo

MRDBSCAN (quatro regras e sete valores de K∗ em Dist-K ), foram consideradas apenas

as soluções válidas, em que a quantidade de grupos está no intervalo pré-determinado
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(k = 2, ...,
√
n).

A escolha da utilização do MRDBSCAN, e consequentemente à utilização do DB-

SCAN, deve-se a alguns fatores, como:

• É capaz de identi�car grupos com formatos arbitrários.

• O número de grupos (k) não é um parâmetro de entrada (como ocorre nos algoritmos

k -means e Bisecting k -means, por exemplo).

• Possui custo computacional aceitável (O(n2), n é a quantidade de objetos) em sua

versão tradicional, que pode ser reduzido para O( n log n ) com a utilização de estru-

turas de dados mais e�cientes, como aKD-Tree [Vijayalaksmi and Punithavalli 2012]

[Patwary et al. 2012] [Kennel 2004] .

• É capaz de identi�car a presença de ruídos e outliers. Deve-se destacar que a versão

tradicional do algoritmo DBSCAN ignora esses objetos.

É importante ressaltar também que nos experimentos apresentados na presente seção

foram consideradas apenas as instâncias comportadas propostas por [Cruz 2010]. Essas

instâncias possuem tendência à formação de agrupamentos, conforme experimentos re-

latados na seção 5.4 [Banerjee 2004].

5.5.1 Matriz de Coassociação (MCMC)

O Método Baseado em Comitê de Agrupamentos com Matriz de Coassociação (MCMC)

utiliza um conjunto S, composto por 28 soluções obtidas por meio da utilização doMétodo

de Sistemático Baseado em Densidade (MRDBSCAN). No MCMC, a cada execução, um

subconjunto de soluções S∗ ⊂ S deve ser selecionado. Para isso, foi utilizado o método de

seleção por torneio, muito utilizado em trabalhos relacionados à metaheurística Algoritmo

Genético [Reeves 2010]. O conjunto S∗ possui cinco soluções e será o Conjunto Base

submetido ao MCMC.

Nos experimentos realizados, o método do torneio foi aplicado cinco vezes, e a cada

vez selecionou três soluções. A melhor dentre as soluções selecionadas é adicionada em S∗,

e não deve participar da próxima solução (sem reposição). Após a seleção das soluções

ocorre o cálculo da Matriz Consenso, que corresponde à soma das matrizes das cinco

soluções de S∗. Nesse sentido, o algoritmo hierárquico será executado com cinco valores
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de corte (corte = 1, ..., 5) e, para cada valor de corte, a solução obtida deve ser avaliada

por meio da utilização do Índice Silhueta. A melhor solução obtida considerando os

diferentes valores de corte é armazenada. É importante destacar que tanto na entrada

(S∗) quanto na saída apenas soluções válidas são consideradas (número de grupos no

intervalo pré-determinado).

A Tabela 5.53 apresenta comparativos entre as soluções do Conjunto Base (S∗) e

os resultados obtidos com o MCMC. A coluna Conjunto Base está subdividida em duas

colunas que têm, respectivamente, a média e a maior silhueta do conjunto S∗ para cada

instância. Já a coluna MCMC apresenta o gap (Equação 5.4) entre a melhor solução

obtida no método proposto e os resultados da coluna Conjunto Base. Conforme os re-

sultados apresentados nesta tabela, em 15 das 19 instâncias os resultados obtidos foram

melhores que a média de S∗ (gap > 0). Além disso, para as outras quatro instâncias os

resultados foram equivalentes à média do conjunto base (gap = 0).

gap = sproposto − sbase (5.4)

Tabela 5.53: comparativos entre as soluções selecionadas (conjunto base) e os resultados
obtidos com o método proposto.

Conjunto Base MCMC
Instância Silhueta gap

Média Maior Média Maior

100p3c 0,768 0,786 0,017 0
100p7c 0,828 0,834 0,006 0
100p10c 0,544 0,692 0,289 0,142
200p4c 0,772 0,772 0 0
300p3c 0,751 0,766 0,016 0
400p3c 0,775 0,799 0,023 0
500p3c 0,812 0,825 0,013 0
600p15c 0,762 0,781 0,019 0
700p4c 0,693 0,786 0,104 0,010
800p23c 0,696 0,787 0,084 0
900p5c 0,714 0,716 0,002 0
900p12c 0,791 0,841 0,034 0
1000p6c 0,736 0,736 0 0
1000p14c 0,808 0,808 0 0
1300p17c 0,778 0,806 0,027 0
1800p22c 0,698 0,791 0,093 0
1900p24c 0,713 0,788 0,081 0,006
2000p11c 0,713 0,713 0 0
2000p26c 0,735 0,789 0,054 0

Ainda conforme a Tabela 5.53, em relação aos melhores resultados, o MCMC empatou
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com o melhor resultado do conjunto S∗ em 16 instâncias e alcançou resultados superiores

para três instâncias. Essa melhoria indica que o método, mesmo sem possuir buscas locais

para o re�namento de soluções, com base nos padrões identi�cados nas soluções de S∗, foi

capaz de formar novas soluções de alta qualidade.

Dando continuidade à análise, a Tabela 5.54 apresenta comparativos entre os re-

sultados do método proposto e de trabalhos da literatura. A coluna Algoritmos da

Literatura possui os números de grupos e Índices Silhueta das melhores soluções obti-

das por [Cruz 2010] e [Semaan et al. 2012]. Conforme relatado no Capítulo 4, embora

em [Cruz 2010] sejam propostos vários algoritmos heurísticos, os Algoritmos Evolutivos

destacaram-se. Já em [Semaan et al. 2012] foi proposto um Método Sistemático baseado

em Densidade (MRDBSCAN, apresentado na seção 3.2.3). A coluna MCMC apresenta

o número de grupos e os gaps do melhor resultado obtido com o método proposto em

relação aos métodos da literatura que foram considerados.

Tabela 5.54: comparativos com resultados da literatura.

Instância
Algoritmos da Literatura

[Cruz 2010]1 [Semaan et al. 2012] 2 MCMC
k Silhueta k Silhueta k gap1 gap2

100p3c 3 0,786 3 0,786 3 0 0
100p7c 7 0,834 7 0,834 7 0 0
100p10c 10 0,834 8 0,691 10 0 0,143
200p4c 4 0,773 4 0,773 4 0 0
300p3c 3 0,766 3 0,766 3 0 0
400p3c 3 0,799 3 0,799 3 0 0
500p3c 3 0,825 3 0,825 3 0 0
600p15c 15 0,781 15 0,781 15 0 0
700p4c 4 0,797 4 0,797 4 0 0
800p23c 23 0,787 23 0,787 23 0 0
900p5c 5 0,716 5 0,716 5 0 0
900p12c 12 0,841 12 0,841 12 0 0
1000p6c 6 0,736 6 0,736 6 0 0
1000p14c 14 0,831 15 0,831 15 -0,023 -0,023
1300p17c 17 0,830 18 0,806 18 -0,024 0
1800p22c 22 0,804 23 0,791 23 -0,013 0
2000p11c 11 0,713 11 0,713 11 0 0

* As instâncias 1900p24c e 2000p26c foram disponibilizadas por [Cruz 2010]
mas não têm resultados relatados na literatura.

Com base nos comparativos com o MRDBSCAN, os resultados obtidos pelo MCMC

foram equivalentes ou superiores em 16 das 17 instâncias (gap2 ≥ 0). Em relação à

única instância em que o número de grupos foi diferente (100p10c), a solução obtida foi

superior (gap2 > 0), e k está em conformidade com a literatura com o melhor resultado
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[Cruz 2010].

Conforme os resultados relatados por [Cruz 2010], também apresentados na Tabela

5.54, é possível observar que o número de grupos identi�cado como ideal no MCMC são

equivalentes aos relatados em 14 das 17 instâncias. Além disso, para as três instâncias que

os números não foram equivalentes, a diferença foi de apenas uma unidade. Essa diferença

deve ser destacada pois, ainda em [Cruz 2010], são apresentados métodos exatos para o

Problema de Agrupamento em que o número de grupos submetido ao modelo está no

intervalo [k − 3, k + 3] (k obtido por meio da utilização de uma heurística baseada em

Algoritmo Genético).

Com base nos resultados relatados para as instâncias 700p4c e 1000p14c nas Tabelas

5.53 e 5.54, é possível observar que as melhores soluções apresentadas por [Semaan et al. 2012]

não foram selecionadas para os conjuntos S∗. Esta situação pode ter ocorrido pelo fato

da seleção de soluções realizada pelo Torneio ser aleatória e, além disso, não ter sido

utilizado nenhum procedimento de elitismo [Reeves 2010] (não é garantido que a melhor

solução S será adicionada em S∗). Entretanto, mesmo sem a seleção da melhor solução e

também sem a utilização de procedimentos de re�namento, o MCMC foi capaz de obter o

melhor resultado da literatura para a instância 700p4c apenas utilizando os padrões das

soluções de S∗.

5.5.2 Particionamento de Grafos (MCPG)

Nos experimentos realizados com o Método Baseado em Comitê de Agrupamentos com

Particionamento de Grafos (MCPG) todas as soluções do conjunto S foram consideradas.

Novamente foram utilizadas as soluções obtidas pelo MRDBSCAN [Semaan et al. 2012]

e com o número de grupos dentro do intervalo pré-determinado (k = 2, ...,
√
n).

A Tabela 5.55 apresenta comparativos entre as soluções do Conjunto Base (entrada)

e os resultados obtidos com o MCPG. A coluna �Silhueta Conjunto Base� apresenta

a média e a maior Silhueta das soluções do Conjunto Base para cada instância. Já a

Coluna �Silhueta MCPG� apresenta a silhueta da melhor solução obtida com o MCPG

nessa seção. A coluna gap apresenta a diferença (Equação 5.5) entre a maior silhueta

obtida com o MCPG e a maior silhueta existente no Conjunto Base. São apresentados

também os números de grupos das soluções com os maiores valores para o índice silhueta

(coluna �k �).
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gap = sproposto − sbase (5.5)

Tabela 5.55: comparativos com soluções do Conjunto Base
Silhueta

Conjunto Base MCPG k k

Instâncias Média Maior Maior gap Base MCPG |Base|

100p3c 0,668 0,786 0,786 0 3 3 24
100p7c 0,748 0,834 0,834 0 7 7 20
100p10c 0,457 0,692 0,692 0 8 8 6
200p4c 0,680 0,773 0,773 0 4 4 23
300p3c 0,549 0,766 0,766 0 3 3 28
400p3c 0,625 0,799 0,799 0 3 3 27
500p3c 0,585 0,825 0,825 0 3 3 28
600p15c 0,681 0,781 0,781 0 15 15 23
700p4c 0,623 0,797 0,797 0 4 4 26
800p23c 0,622 0,787 0,787 0 23 23 21
900p5c 0,533 0,716 0,716 0 5 5 27
900p12c 0,694 0,841 0,841 0 12 12 26
1000p6c 0,536 0,735 0,736 0 6 6 27
1000p14c 0,671 0,808 0,831 0,023 15 14 26
1300p17c 0,704 0,805 0,823 0,018 18 17 24
1800p22c 0,656 0,791 0,804 0,013 23 22 24
1900p24c 0,630 0,787 0,799 0,012 25 24 24
2000p11c 0,536 0,713 0,713 0 11 11 26
2000p26c 0,620 0,789 0,801 0,012 27 26 23

Conforme os dados apresentados na 5.55, o MCPG obteve as melhores soluções para

todas as instâncias (gap ≥ 0). Além disso, em 5 das 19 instâncias os resultados obtidos

foram superiores aos valores das soluções de entrada (gap > 0). Esses resultados indicam

que o método foi capaz de formar soluções de alta qualidade com a utilização dos padrões

identi�cados nas soluções do Conjunto Base.

Ainda com base nos resultados reportados na Tabela 5.55, observa-se que os números

de grupos das novas soluções obtidas (gap > 0) são diferentes em relação aos apresentados

nas soluções do Conjunto Base. Com exceção dos resultados obtidos para a instância

100p10c, todos os números de grupos identi�cados pelo método proposto correspondem

aos valores relatados no trabalho em que essas instâncias foram propostas [Cruz 2010].

Para a instância 100p10c, especi�camente, o tamanho do conjunto de soluções uti-

lizado pelo MCPG foi reduzido, com apenas seis soluções (coluna |Base| da Tabela 5.55).
Além disso, o número de grupos dessas soluções foram 2, 4, 8 e 10 (duas soluções com 2 e

10 grupos). Uma vez que a maioria das soluções do conjunto base possui quantidade de
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grupos inferior ao considerado ideal pela literatura (10 unidades conforme a 5.56), o pro-

cesso de identi�cação de padrões e o método proposto tendem a formar soluções também

com quantidade inferior de grupos.

A Tabela 5.56 apresenta comparativos entre os resultados do método proposto e alguns

resultados da literatura. Foram considerados os melhores resultados obtidos nos trabal-

hos de [Cruz 2010] e pelo MRDBSCAN [Semaan et al. 2012]. Embora em [Cruz 2010]

sejam propostos vários algoritmos heurísticos, os Algoritmos Evolutivos destacaram-se.

Na Tabela 5.56 são apresentados os índices Silhueta e os números de grupos das melhores

soluções do MCPG e dos resultados relatados na literatura.

Tabela 5.56: comparativos com Resultados da Literatura.

[Semaan et al. 2012] [Cruz 2010] MCPG
Instâncias Silhueta k Silhueta k Silhueta k gap

100p3c 0,786 3 0,786 3 0,786 3 0
100p7c 0,834 7 0,834 7 0,834 7 0
100p10c 0,692 8 0,834 10 0,693 8 -0,141
200p4c 0,773 4 0,773 4 0,773 4 0
300p3c 0,766 3 0,766 3 0,766 3 0
400p3c 0,799 3 0,799 3 0,799 3 0
500p3c 0,825 3 0,825 3 0,825 3 0
600p15c 0,781 15 0,781 15 0,781 15 0
700p4c 0,797 4 0,797 4 0,797 4 0
800p23c 0,787 23 0,787 23 0,787 23 0
900p5c 0,716 5 0,716 5 0,716 5 0
900p12c 0,841 12 0,840 12 0,841 12 0,001
1000p6c 0,736 6 0,736 6 0,736 6 0
1000p14c 0,808 15 0,831 14 0,831 14 0
1300p17c 0,805 18 0,823 17 0,823 17 0
1800p22c 0,791 23 0,804 22 0,804 22 0
2000p11c 0,713 11 0,713 11 0,713 11 0

* As instâncias 1900p24c e 2000p26c foram disponibilizadas por [Cruz 2010]
mas não têm resultados relatados na literatura.

5.6 Algoritmos Heurísticos Propostos

Os Métodos Sistemáticos e os Métodos baseados em Comitê de Agrupamentos produziram

resultados de boa qualidade, principalmente para as instâncias comportadas. Em alguns

casos, inclusive, foi possível obter a melhor solução da literatura com reduzidos tempos

de execução. Porém, foi possível observar também que é necessário utilizar procedimen-

tos para re�namento dos grupos com o objetivo de melhorar a qualidade das soluções,
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sobretudo em relação as instâncias classi�cadas como não comportadas.

No Capítulo 4 foram propostas heurísticas baseadas na Metaheurística Busca Local

Iterada (ILS do inglês Iterated Local Search [Lourenco et al. 2010]) com o objetivo de con-

struir Grupos Parciais com boa qualidade e ainda, re�narem as soluções obtidas (Grupos

Finais). Na presente seção são apresentados resultados computacionais dos algoritmos

AECBL1 [Cruz 2010] (fonte gentilmente cedido pelo autor) e dos algoritmos propostos

no presente trabalho, sejam eles: ILS-FJGP, ILS-DBSCAN e uma Heurística Híbrida

(HH). Deve-se ressaltar que as implementações foram realizadas em Linguagem C++ e

foi utilizado o mesmo ambiente em todos os experimentos (softwares e hardwares).

5.6.1 Algoritmo Evolutivo da Literatura (AECBL1)

O primeiro experimento consiste em executar o algoritmo com os melhores resultados

dentre os apresentados na revisão da literatura. Trata-se do algoritmo evolutivo com busca

local (AECBL1) apresentado em [Cruz 2010] (descrito na seção 4.1.4). As implementações

do algoritmo foram gentilmente cedidas pelo autor e também serviram de base para as

análises e pesquisas realizadas para o presente trabalho.

Para a realização dos experimentos foram utilizados os mesmos parâmetros relatados

em [Cruz 2010]. O AECBL1 foi executado 5 vezes, cada uma com 50 iterações para a

obtenção dos dados a seguir:

• Tempo Total: o tempo total (em segundos) para a execução das 50 iterações entre

as execuções.

• Tempo Iteração: menor tempo de execução (em segundos) em que o algoritmo

alcançou o seu melhor resultado (maior silhueta). É importante ressaltar que a

melhor solução pode não ter sido obtida em todas as execuções.

• k: número de grupos identi�cado como ideal.

• Silhueta: valor da maior silhueta obtida.

As Tabelas 5.57, 5.58 e 5.59 apresentam os resultados obtidos com a utilização do

algoritmo AECBL1 nos conjuntos de dados DS1, DS3 e DS2, respectivamente. Esses

resultados servem como base para os experimentos com os Algoritmos ILSs propostos.
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Tabela 5.57: Experimento AECBL1: 5 execuções com 50 iterações cada - DS1.
Tempo (s)

Instância
Total Iteração

k Silhueta

200DATA 914,26 54,19 3 0,823
gauss9 1882,05 228,87 9 0,482
iris 195,52 17,90 2 0,687

maronna 1678,72 178,69 4 0,575
ruspini 189,89 22,20 4 0,738

spherical_4d3c 881,91 43,18 4 0,689
vowel2 1888,53 1821,61 74 0,451
wine 906,52 35,76 2 0,660
yeast 1358,10 372,59 2 0,628

Tabela 5.58: Experimento AECBL1: 5 execuções com 50 iterações cada - DS3
Tempo (s)

Instância
Total Iteração

k Silhueta

1000p6c 2438,94 414,03 6 0,736
157p 541,26 52,81 4 0,666
181p 1179,40 177,86 6 0,737

2000p11c 3012,83 1826,71 11 0,713
2face 898,07 58,51 2 0,667
300p4c 550,15 105,77 4 0,750
30p 49,69 16,70 9 0,724

350p5c 358,70 38,96 5 0,759
3dens 492,29 36,74 2 0,762
450p4c 1569,34 79,10 4 0,766
500p3c 1296,75 50,63 3 0,825
600p3c 1943,17 69,33 3 0,751
900p5c 2292,76 953,11 5 0,716
97p 304,10 24,90 3 0,711

convdensity 284,89 24,93 3 0,854
convexo 626,23 28,97 3 0,668
face 805,96 472,43 16 0,527

moreshapes 902,84 112,62 6 0,732
numbers 853,70 521,06 10 0,581
numbers2 2125,52 2047,18 10 0,600
outliers 172,46 28,08 2 0,785

outliers_ags 48,16 12,46 7 0,748
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Tabela 5.59: Experimento AECBL1: 5 execuções com 50 iterações cada - DS2.
Tempo (s)

Instância
Total Iteração

k Silhueta

100p10c 121,57 17,71 10 0,834
100p2c1 338,29 17,93 2 0,743
100p3c 181,03 17,79 3 0,786
100p3c1 337,89 58,65 3 0,579
100p5c1 306,02 113,17 8 0,700
100p7c 283,89 13,30 7 0,834
100p7c1 539,35 107,64 7 0,491
100p8c1 192,06 39,62 7 0,528
200p12c1 521,55 145,30 13 0,577
200p2c1 538,40 40,30 2 0,764
200p3c1 1405,88 69,72 3 0,681
200p4c 1278,96 36,99 4 0,773
200p4c1 550,27 53,63 4 0,745
200p7c1 630,20 95,49 14 0,579
200p8c1 519,41 461,31 9 0,576
300p10c1 1303,60 1252,57 0 0,609
300p13c1 397,83 209,06 13 0,566
300p2c1 647,19 104,38 0 0,776
300p3c 862,81 43,10 3 0,766
300p3c1 837,20 221,70 3 0,676
300p4c1 639,45 38,91 2 0,607
300p6c1 930,38 347,78 8 0,662
400p17c1 888,57 95,18 2 0,513
400p3c 1155,97 51,80 3 0,799
400p4c1 805,60 85,94 4 0,602
500p19c1 1653,76 332,52 20 0,483
500p3c 1896,95 60,53 3 0,825
500p4c1 1680,95 575,66 5 0,661
500p6c1 1266,49 290,66 6 0,630
600p15c 1673,40 291,67 15 0,781
600p3c1 1833,15 115,72 3 0,721
700p15c1 1304,78 901,18 15 0,680
700p4c 2342,66 94,64 4 0,797
800p10c1 2450,50 136,96 2 0,468
800p18c1 2102,01 1490,96 19 0,692
800p23c 2347,27 224,64 23 0,787
800p4c1 1780,11 136,26 4 0,702
900p12c 2308,62 428,56 12 0,841
900p5c 2147,04 125,45 5 0,716
1000p14c 2196,63 247,62 14 0,831
1000p27c1 2261,04 1398,75 28 0,523
1000p5c1 1877,14 232,16 5 0,639
1000p6c 2275,02 188,67 6 0,736
1100p6c1 1385,97 467,11 6 0,671
1300p17c 2584,59 234,17 17 0,823
1500p6c1 2124,09 320,22 6 0,644
1800p22c 2383,02 1658,86 22 0,798
1900p24c 2271,08 281,13 24 0,799
2000p11c 3051,47 1342,98 11 0,713
2000p26c 2904,35 2507,53 26 0,779
2000p9c1 2849,36 393,65 9 0,624
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Ainda com base nas Tabelas 5.57, 5.58 e 5.59, é possível observar que o Tempo Total

para a execução para a maioria das iterações foi consideravelmente superior ao Tempo

Iteração. Esse fato sugere que a quantidade de iterações submetida ao algoritmo foi

superior à quantidade necessária para a obtenção de soluções de boa qualidade.

Uma maneira de reduzir o Tempo Total demasiado em relação ao Tempo Iteração

é a implementação de um critério de parada relacionado à quantidade de iterações sem

melhoria. Na Tabela 5.58, a instância 1000p6c teve o tempo total acima de 2438 segundos,

enquanto o tempo para a obtenção da melhor solução foi de cerca de 414 segundos.

Os tempos de processamento também estão relacionados com o número de Grupos Ini-

ciais formados pelos Procedimentos Construtivos. Uma vez que esses grupos são submeti-

dos a procedimentos para re�namentos (Buscas Locais), quanto maior for a quantidade

de Grupos Iniciais, maior será o número de soluções a serem investigadas. Entretanto,

a formação de poucos Grupos Iniciais pode impactar na qualidade das solução obtidas.

Uma vez que o re�namento atua especi�camente na união desses grupos, soluções com

cinco grupos (k = 5), por exemplo, não seriam obtidas se forem formados apenas quatro

Grupos Iniciais (k = 4).

5.6.2 Heurísticas Baseadas em Busca Local Iterada

O próximo experimento consiste em executar os Algoritmos propostos ILS-FJGP e ILS-

DBSCAN utilizando os resultados obtidos no experimento anterior, realizado com o

AECBL1 (seção 5.6.1). No experimentos apresentados na presente seção, os critérios

de parada utilizados foram: alcançar o maior valor de silhueta obtido pelo AECBL1 ou

processar até o Tempo Total utilizado pelo AECBL1.

A proposta do ILS-FJGP consiste em realizar mais construções de soluções iniciais,

utilizando o mesmo procedimento construtor do AECBL1, a Formação e Junção de Gru-

pos Parciais.

As Tabelas 5.60, 5.61 e 5.62 apresentam os resultados obtidos com a utilização do

algoritmo ILS-FJGP nos conjuntos de dados DS1, DS3 e DS2, respectivamente. Es-

sas tabelas também possuem comparativos com os resultados obtidos nos experimentos

realizados com o AECBL1, e possuem as seguintes colunas:

• Silhueta (Di�): diferença entre o valor da silhueta das soluções obtidas pelos

algoritmos AECBL1 e ILS-FJGP, conforme apresenta a Equação (5.6).
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Diff = SAECBL1
best − SILS

best (5.6)

• Gap Tempo Total: razão entre os tempos totais de execução dos algoritmos

AECBL1 e ILS-FJGP (Equação (5.7)).

gaptempo =
TempoILS

TempoAECBL1

(5.7)

• Gap Tempo Iteração: quando a silhueta da melhor solução obtida for alcançada,

calcula-se a razão entre os tempos de execução em que os algoritmos AECBL1 e

ILS-FJGP alcançaram seus melhores resultados (Equação (5.7)).

Tabela 5.60: Experimento ILS-FJGP: Alvo ou tempo máximo de execução - DS1.
Silhueta gaptempoInstância
(Di� ) Total Iteração

200DATA 0,368 100% -
gauss9 0,193 100% -
iris 0,443 100% -

maronna 0,378 100% -
ruspini 0,216 100% -

spherical_4d3c 0,466 100% -
vowel2 0,209 100% -
wine 0,121 100% -
yeast 0,683 100% -

Com base nos resultados do ILS-FJGP, em apenas 6% das instâncias a diferença

em relação à melhor silhueta do AECBL1 foi inferior a 0, 01. Os resultados obtidos

indicam que as soluções iniciais obtidas pelo procedimento FJGP necessitam de mais

re�namento. Nesse sentido, as gerações do Algoritmo Evolutivo AECBL1 utilizam-se de

buscas locais e de um procedimento de reconexão por caminhos, além dos operadores

genéticos (mutações, cruzamentos e seleções de indivíduos). As iterações desse algoritmo

atuam em um re�namento mais intensivo nas soluções iniciais.

Em experimentos anteriores realizados com o MRDBSCAN, observou-se que para as

instâncias denominadas comportadas o método obteve resultados de boa qualidade, em

que a diferença média entre a melhor silhueta e a silhueta obtida foi de 0.1 e a mediana

das diferenças foi 0. Além disso, em todos os experimentos relacionados a essas instâncias,

quando a quantidade de grupos não foi a mesma do melhor resultado existente, a diferença

máxima foi de apenas 2 grupos.

O ILS-DBSCAN, assim como o método sistemático MRDBSCAN, utiliza como pro-
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Tabela 5.61: Experimento ILS-FJGP: Alvo ou tempo máximo de execução - DS3.
Silhueta gaptempoInstância
(Di�) Total Iteração

1000p6c 0,594 100% -
157p 0,328 100% -
181p 0,138 100% -

2000p11c 0,511 100% -
2face 0,119 100% -
300p4c 0,499 100% -
30p 0,160 100% -

350p5c 0,509 100% -
3dens -0,002 0,53% 7,13%
450p4c 0,339 100% -
500p3c 0,221 100% -
600p3c 0,420 100% -
900p5c 0,414 100% -
97p 0,292 100% -

convdensity 0,277 100% -
convexo 0,050 100% -
face 0,324 100% -

moreshapes 0,298 100% -
numbers 0,323 100% -
numbers2 0,333 100% -
outliers -0,001 0,92% 5,66%

outliers_ags 0,006 100% -

cedimento de construção um algoritmo baseado no DBSCAN. A heurística, entretanto,

não utiliza a técnica DistK (relatada na seção 3.2.3.1) para calibrar seus parâmetros.

Nesse sentido, o parâmetro raioDBSCAN é obtido com a multiplicação de dMedia (média

das menores distâncias entre cada objeto i e outro objeto j, i 6= j) com o a variável z (valor

fracionário aleatório no intervalo [1.5, 4.5]). Já o parâmetro qtdeObjetos corresponde a um

valor inteiro selecionado aleatoriamente no intervalo [2, 5].

Os valores dos parâmetros raioDBSCAN e qtdeObjetos foram calibrados em experi-

mentos preliminares, e a motivação para utilizá-los considerando, fatores aleatórios, foi a

obteção de con�gurações diversi�cadas, diferentes das utilizadas nas 28 versões do MRDB-

SCAN.

As Tabelas 5.63, 5.64 e 5.65 apresentam os resultados obtidos com a utilização do

ILS-DBSCAN em comparação com o AECBL1 para os conjuntos de dados DS1, DS3 e

DS2, respectivamente.

Conforme foi apresentado nos resultados do ILS-FJGP, em apenas 6% das instâncias

a diferença em relação à melhor silhueta do AECBL1 foi inferior a 0, 01. Quando os com-

parativos dos resultados são realizados entre dos algoritmos AECBL1 e ILS-DBSCAN,

o percentual aumenta para 58%. Esse resultado sugere uma análise com o objetivo de
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Tabela 5.62: Experimento ILS-FJGP: Alvo ou tempo máximo de execução - DS2.
Silhueta Gap Tempo

Instância
(Di�) Total Iteração

100p10c -0,004 0,01% 0,04%
100p2c1 0,192 100% -
100p3c 0,284 100% -
100p3c1 0,188 100% -
100p5c1 0,045 100% -
100p7c -0,004 0,05% 1,14%
100p7c1 0,068 100% -
100p8c1 0,049 100% -
200p12c1 0,233 100% -
200p2c1 0,203 100% -
200p3c1 0,241 100% -
200p4c 0,332 100% -
200p4c1 0,246 100% -
200p7c1 0,198 100% -
200p8c1 0,211 100% -
300p10c1 0,272 100% -
300p13c1 0,235 100% -
300p2c1 0,155 100% -
300p3c 0,335 100% -
300p3c1 0,241 100% -
300p4c1 0,129 100% -
300p6c1 0,192 100% -
400p17c1 0,235 100% -
400p3c 0,313 100% -
400p4c1 0,338 100% -
500p19c1 0,218 100% -
500p3c 0,221 100% -
500p4c1 0,278 100% -
500p6c1 0,420 100% -
600p15c 0,519 100% -
600p3c1 0,328 100% -
700p15c1 0,358 100% -
700p4c 0,465 100% -
800p10c1 0,193 100% -
800p18c1 0,484 100% -
800p23c 0,486 100% -
800p4c1 0,423 100% -
900p12c 0,552 100% -
900p5c 0,414 100% -
1000p14c 0,600 100% -
1000p27c1 0,298 100% -
1000p5c1 0,437 100% -
1000p6c 0,594 100% -
1100p6c1 0,503 100% -
1300p17c 0,681 100% -
1500p6c1 0,594 100% -
1800p22c 0,653 100% -
2000p11c 0,511 100% -
1900p24c 0,799 100% -
2000p11c 0,511 100% -
2000p26c 0,650 100% -
2000p9c1 0,530 100% -
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Tabela 5.63: Experimento ILS-DBSCAN: Alvo ou tempo máximo de execução - DS1.
Silhueta Gap Tempo

Instância
(Di�) Total Iteração

200DATA 0,061 100% -
gauss9 0,376 100% -
iris 0,585 100% -

maronna 0,357 100% -
ruspini -0,008 0,08% 0,71%

spherical_4d3c 0,557 100% -
vowel2 0,034 100% -
wine 0,019 100% -
yeast 0,248 100% -

Tabela 5.64: Experimento ILS-DBSCAN: Alvo ou tempo máximo de execução - DS3.
Silhueta Gap Tempo

Instância
(Di�) Total Iteração

1000p6c -0,006 0,01% 0,04%
157p 0,002 100% -
181p -0,007 0,00% 0,03%

2000p11c -0,003 0,02% 0,03%
2face -0,007 0,00% 0,03%
300p4c 0,000 0,00% 0,02%
30p -0,067 13,19% 39,25%

350p5c -0,009 0,01% 0,08%
3dens -0,002 0,00% 0,05%
450p4c -0,006 0,00% 0,05%
500p3c -0,005 0,00% 0,10%
600p3c -0,001 0,00% 0,09%
900p5c -0,006 0,01% 0,01%
97p 0 1,66% 20,25%

convdensity -0,004 0,28% 3,24%
convexo -0,008 0,00% 0,06%
face 0,221 100% -

moreshapes -0,002 0,11% 0,88%
numbers 0,020 100% -
numbers2 0,000 0,01% 0,01%
outliers -0,001 0,23% 1,38%

outliers_ags 0,006 100% -
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Tabela 5.65: Experimento ILS-DBSCAN: Alvo ou tempo máximo de execução - DS2.
Silhueta Gap Tempo

Instância
(Di�) Total Iteração

100p10c -0,004 0,03% 0,22%
100p2c1 0 0,69% 13,05%
100p3c -0,006 0,01% 0,07%
100p3c1 0,020 100% -
100p5c1 0,046 100% -
100p7c -0,004 0,00% 0,09%
100p7c1 0,021 100% -
100p8c1 0,086 100% -
200p12c1 0,136 100% -
200p2c1 0,006 100% -
200p3c1 0,009 100% -
200p4c -0,003 0,00% 0,05%
200p4c1 0,008 100% -
200p7c1 0,092 100% -
200p8c1 0,071 100% -
300p10c1 0,020 100% -
300p13c1 0,110 100% -
300p2c1 -0,001 60,11% 172,71%
300p3c -0,006 0,00% 0,06%
300p3c1 -0,003 0,47% 1,78%
300p4c1 -0,007 0,02% 0,35%
300p6c1 0,029 100% -
400p17c1 0,086 100% -
400p3c -0,009 0,00% 0,07%
400p4c1 0,175 100% -
500p19c1 0,101 100% -
500p3c -0,005 0,00% 0,08%
500p4c1 0 0,46% 1,34%
500p6c1 0,020 100% -
600p15c -0,001 0,01% 0,06%
600p3c1 0,011 100% -
700p15c1 0,106 100% -
700p4c -0,007 0,00% 0,08%
800p10c1 0,059 100% -
800p18c1 0,094 100% -
800p23c -0,007 0,02% 0,20%
800p4c1 0,050 100% -
900p12c -0,001 0,57% 3,08%
900p5c -0,006 0,01% 0,10%
1000p14c -0,001 1,17% 1,36%
1000p27c1 0,197 100% -
1000p5c1 0,011 100% -
1000p6c -0,006 0,01% 0,08%
1100p6c1 0,022 100% -
1300p17c -0,001 0,09% 1,02%
1500p6c1 0,026 100% -
1800p22c -0,012 0,02% 0,03%
1900p24c 0 0,04% 0,08%
2000p11c -0,003 0,02% 0,04%
2000p26c -0,029 0,02% 0,02%
2000p9c1 0,455 100% -
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identi�car características comuns a instâncias em que a heurística proposta alcançou re-

sultados de boa qualidade com reduzido custo computacional. Para isso, a Tabela 5.66

apresenta percentuais em que os algoritmos alcançaram as melhores soluções. É possível

observar que o algoritmo ILS-FJGP obteve os menores percentuais em todos os compar-

ativos apresentados.

Ainda com base na Tabela 5.66, o AECBL1 destacou-se obtendo o melhor resultado

em mais de 96% das instâncias utilizadas, enquanto o ILS-DBSCAN alcançou o melhor

resultado para cerca de 50%. Porém, ao considerar apenas as instâncias comportadas,

o ILS-DBSCAN alcançou os melhores resultados para todas as unidades, enquanto o

AECBL1 obteve em cerca de 89% das instâncias.

Tabela 5.66: Alcance à melhor solução obtida por algoritmo.
Instância AECBL1 ILS-FJGP ILS-DBSCAN
Todas 96,30% 4,94% 50,62%
DS2 96,00% 4,00% 46,00%

DS2 - Comportadas 88,89% 11,11% 100%

Com o objetivo de analisar também os custos computacionais (tempo de processa-

mento) do algoritmo ILS-DBSCAN para as instâncias comportadas, a Tabela 5.67 ap-

resenta: o Gap total (razão entre o tempo total de processamento do AECBL1 e o

ILS-DBSCAN) e o Gap Iteração (razão entre o tempo em que foi obtida a melhor

solução do AECBL1 e o ILS-DBSCAN).

Tabela 5.67: Tempo de Execução para instâncias Comportadas do ILS-DBSCAN em
relação ao AECBL1.

Gap
Estatísticas

Total Iteração
Menor 0,00% 0,02%

Média 0,11% 0,87%

Mediana 0,01% 0,08%

Maior 0,57% 3,08%

Em relação ao Gap Iteração, o ILS-DBSCAN foi na média abaixo de 0, 9% do

tempo consumido pelo AECBL1. No pior caso, o tempo computacional do algoritmo foi

de apenas cerca de 3%. Quando a análise realiza considera o Gap Total (tempo total

de processamento), a diferença é ainda maior, em que o maior percentual foi de apenas

0, 57%.

Conforme os resultados apresentados pelas Tabelas 5.66 e 5.67 o algoritmo ILS-

DBSCAN obteve os melhores resultados empatando ou melhorando resultados do mel-
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hor algoritmo da literatura para as instâncias comportadas. Além disso, no pior caso, o

algoritmo precisou apenas de cerca de 3% do tempo consumido pelo AECBL.

Com o objetivo de veri�car a e�ciência do ILS-DBSCAN foi realizado um experimento

baseado na Análise de Probabilidade Empírica proposta por [Aiex et al. 2007] 3. Nesse

experimento foram utilizadas 4 instâncias consideradas comportadas com diferentes quan-

tidades de objetos (entre 100 e 2000). Para cada instância o algoritmo foi executado 100

vezes. O critério de parada utilizado foi o alcance do alvo difícil, ou seja, o maior valor

de silhueta obtida no experimento com o algoritmo AECBL1 (com apenas duas casas

decimais).

A Figura 5.15 apresenta o grá�co TTTPlots para a Instância 100p7c, cujo valor do

alvo (silhueta) utilizado foi 0, 83. É possível observar que em menos de 0, 005 segundos a

probabilidade do algoritmo alcançar o alvo foi superior a 70%. Além disso, em cerca de

0, 03 segundos o alvo foi alcançado em todos os experimentos.

Figura 5.15: Grático TTTPlots para a Instância 100p7c :: Alvo Silhueta=0, 83

A Figura 5.16 apresenta o grá�co TTTPlots para a Instância 500p3c, cujo valor do

alvo (silhueta) utilizado foi 0, 82. Nesse caso, observa-se que com cerca de 0, 05 segundos a

probabilidade do algoritmo alcançar o alvo foi supeior a 60% e em cerca de 0, 35 segundos

o alvo foi alcançado em todos os experimentos.

Já a Figura 5.17 apresenta o grá�co TTTPlots para a Instância 1000p6c e o valor do

alvo (silhueta) utilizado foi 0, 73. É possível observar que com cerca de 0, 1 segundo a

probabilidade do algoritmo alcançar o alvo foi superior a 60%. Além disso, em cerca de

3Os códigos para a realização dos cálculos e para as construções dos grá�cos TTTPlots foram obtidos
em http://www2.research.att.com/ mgcr/tttplots/ (Data de acesso: 21/06/2013 )
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Figura 5.16: Grático TTTPlots para a Instância 500p3c :: Alvo Silhueta=0, 82

Figura 5.17: Grático TTTPlots para a Instância 1000p6c :: Alvo Silhueta=0, 73

Figura 5.18: Grático TTTPlots para a Instância 2000p11c :: Alvo Silhueta=0, 71
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0, 55 segundos o alvo foi alcançado em todos os experimentos.

A Figura 5.18 apresenta o grá�co TTTPlots para a Instância 2000p11c e o valor

do alvo (silhueta) utilizado foi 0, 71. Para essa instância com cerca de 0, 3 segundos a

probabilidade do algoritmo alcançar o alvo foi superior a 60% e em cerca de 1, 8 segundos

o alvo foi alcançado em todos os experimentos.

5.6.3 Heurística Híbrida

A seção 5.4 apresentou os resultados da heurística baseada na Estatística de Hopkins. A

partir dos resultados reportadas nessa seção é possível observar que, de forma e�ciente, o

algoritmo foi capaz de identi�car instâncias em que existe Têndencia à formação de Agru-

pamentos. Foi veri�cado também que todas as instâncias que não possuem tendência à

formação de agrupamentos foram classi�cadas como não comportadas por [Cruz 2010].

Entretanto, seis instâncias classi�cadas como não comportadas possuem tendência à for-

mação de agrupamentos. Esses resultados foram obtidos, inclusive, considerando o menor

tamanho de amostra utilizado nos experimentos (1% e 100 execuções da heurística).

Na seção 5.6.2 foram apresentados resultados obtidos com as heurísticas baseadas

em ILS propostas, sejam elas ILS-FJGP e ILS-DBSCAN. A heurística ILS-DBSCAN

destacou-se, obtendo resultados melhores ou equivalentes aos obtidos com o algoritmo da

literatura AECBL1 e com tempos de processamento consideravelmente inferiores.

Com base nos resultados obtidos pela Heurística para a Estatística de Hopkins, ILS-

DBSCAN e com o algoritmo da Literatura AECBL1, o presente trabalho propõe uma

abordagem heurística híbrida (HH). Trata-se de uma heurística que utiliza a a Estatística

de Hopkins para identi�car qual é a heurística mais adequada à resolução da instância

submetida (Figura 5.19).

As Tabelas 5.68, 5.69 e 5.70 apresentam resultados obtidos com a utilização da HH

para, respectivamente, os conjuntos de dados DS1, DS3 e DS2. Essas tabelas apresentam,

para cada instância, a silhueta, o tempo de processamento, o gap em relação ao algoritmo

da literatura AECBL1 e a Sobrecarga (tempo excedido em relação ao tempo de AECBL1).

Em especial, a Tabela 5.70 apresenta os resultados discriminando as instâncias clas-

si�cadas como Comportada e Não Comportada bem como a identi�cação de Tendência à

Formação de Agrupamentos. Essa tabela foi dividida em três partes, quais sejam:
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Figura 5.19: Diagrama Simpli�cado da Heurística Híbrida.

Tabela 5.68: Experimento Heurística Híbrida: Alvo ou tempo máximo de execução - DS1
Instância Silhueta Tempo Gap Sobrecarga

ruspini 0,738 0,17 0,78% 0%

gauss9 0,482 228,89 100% 0%

maronna 0,575 178,70 100% 0%

vowel2 0,451 1821,63 100% 0%

yeast 0,628 372,61 100% 0%

200DATA 0,823 54,21 100,03% 0,03%

iris 0,687 17,92 100,08% 0,08%

spherical_4d3c 0,689 43,20 100,03% 0,03%

wine 0,660 35,77 100,04% 0,04%
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Tabela 5.69: Experimento Heurística Híbrida: Alvo ou tempo máximo de execução - DS3
Instância Silhueta Tempo Gap Sobrecarga

1000p6c 0,736 0,17 0,04% 0%

181p 0,737 0,07 0,04% 0%

2000p11c 0,713 0,55 0,03% 0%

2face 0,667 0,03 0,06% 0%

300p4c 0,750 0,04 0,04% 0%

30p 0,787 6,57 39,34% 0%

350p5c 0,759 0,05 0,12% 0%

3dens 0,762 0,03 0,09% 0%

450p4c 0,766 0,06 0,07% 0%

500p3c 0,825 0,06 0,13% 0%

600p3c 0,751 0,08 0,11% 0%

900p5c 0,716 0,14 0,01% 0%

convdensity 0,854 0,82 3,30% 0%

convexo 0,668 0,03 0,11% 0%

moreshapes 0,732 1,01 0,89% 0%

numbers2 0,600 0,27 0,01% 0%

outliers 0,785 0,40 1,44% 0%

face 0,527 472,44 100% 0%

numbers 0,581 521,07 100% 0%

outliers_ags 0,748 12,48 100,12% 0,12%

97p 0,711 24,91 100,06% 0,06%

157p 0,666 52,83 100,03% 0,03%

• Instâncias Comportadas e com Tendência : todas as 18 instâncias compor-

tadas. Mesmo com a adição do tempo de processamento da Heurística para a Es-

tatística de Hopkins, a economia mínima foi de cerca de 90% e a maior economia

foi de 99,9%.

• Instâncias não Comportadas e sem Tendência : todas as instâncias que não

possuem tendência foram classi�cadas por [Cruz 2010] como não comportadas. En-

tre as 26 instâncias nessa situação, a maior sobrecarga foi de apenas 0,08%. Além

disso, em 12 instâncias a sobrecarga foi de 0%, para 18 instâncias a sobrecarga foi

de até 0,01% e para 21 instâncias a sobrecarga foi de até 0,02%.

• Instâncias não Comportadas e com Tendência : Seis instâncias estão na situ-

ação não Comportadas e que possuem Tendência à formação de agrupamentos. Para

duas instâncias houve sobrecarga no tempo de processamento( cerca de 34% para a

instância 200p3c1 e cerca de 81% para a 300p2c1 ). Em relação as demais quatro

instâncias, a economia máxima ocorreu para a instância 300p3c1 (cerca de 98%),

a menor economia ocorreu para a instância 300p10c1 (cerca de 42%) e a economia

média foi superior a 80%.

As Tabelas 5.71 e 5.72 apresentam estatísticas relacionadas a Economia e Sobrecarga
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Tabela 5.70: Experimento Heurística Híbrida: Alvo ou tempo máximo de execução - DS2
DS2 :: Instâncias Comportadas (com Tendência*)
Instância Silhueta Tempo Gap Sobrecarga

100p10c 0,834 0,05 0,30% 0%

100p3c 0,786 0,03 0,15% 0%

100p7c 0,834 0,03 0,20% 0%

200p4c 0,773 0,03 0,09% 0%

300p3c 0,766 0,04 0,09% 0%

400p3c 0,799 0,05 0,10% 0%

500p3c 0,825 0,06 0,10% 0%

600p15c 0,781 0,19 0,07% 0%

700p4c 0,797 0,09 0,10% 0%

800p23c 0,787 0,45 0,20% 0%

900p12c 0,841 13,21 3,08% 0%

900p5c 0,716 0,14 0,11% 0%

1000p14c 0,831 25,66 10,36% 0%

1000p6c 0,736 0,16 0,09% 0%

1300p17c 0,823 2,39 1,02% 0%

1800p22c 0,802 0,52 0,03% 0%

1900p24c 0,799 0,78 0,04% 0%

2000p11c 0,713 0,55 0,04% 0%

2000p26c 0,799 0,64 0,03% 0%

DS2 :: Instâncias não Comportadas sem Tendência*
Instância Silhueta Tempo Gap Sobrecarga

100p2c1 0,743 17,94 100,08% 0,08%
100p3c1 0,579 58,67 100,03% 0,03%
100p5c1 0,700 113,19 100,01% 0,01%
100p7c1 0,491 107,65 100,01% 0,01%
100p8c1 0,528 39,64 100,04% 0,04%
200p12c1 0,577 145,31 100,01% 0,01%
200p2c1 0,764 40,32 100,04% 0,04%
200p7c1 0,579 95,50 100,02% 0,02%
200p8c1 0,576 461,33 100% -
300p13c1 0,566 209,08 100% -
300p4c1 0,607 38,93 100,04% 0,04%
400p17c1 0,513 95,20 100,02% 0,02%
400p4c1 0,602 85,96 100,02% 0,02%
500p19c1 0,483 332,54 100% -
500p4c1 0,661 575,67 100% -
500p6c1 0,630 290,67 100% -
600p3c1 0,721 115,74 100,01% 0,01%
700p15c1 0,680 901,19 100% -
800p10c1 0,468 136,97 100,01% 0,01%
800p18c1 0,692 1490,98 100% -
800p4c1 0,702 136,28 100,01% 0,01%
1000p27c1 0,523 1398,77 100% -
1000p5c1 0,639 232,18 100% -
1100p6c1 0,671 467,13 100% -
1500p6c1 0,644 320,24 100% -
2000p9c1 0,624 393,66 100% -

DS2 :: Instâncias não Comportadas com Tendência*
Instância Silhueta Tempo Gap Sobrecarga

200p4c1 0,745 6,48 12,09% -
300p10c1 0,609 722,72 57,70% -
300p3c1 0,676 3,96 1,78% -
300p6c1 0,662 19,62 5,64% -
200p3c1 0,681 93,59 134,23% 34,23%
300p2c1 0,776 189,56 181,60% 81,60%

Tendência* à Formação de Agrupamentos
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resultantes da utilização da HH para todas as instâncias consideradas no presente trabalho.

Com base nessas tabelas é possível observar que a economia média e mediana entre as

instâncias que possuem tendência à formação de agrupamentos foram superiores a 96% e

99%, respectivamente. Além disso, em relação às instâncias sem tendência, as sobrecargas

média e mediana foram de apenas 2,8% e 0,01%, respectivamente. É importante ressaltar

quea média foi elevada devido aos casos de instâncias não comportadas que possuem

tendência (200p3c1 e 300p2c1 ). Somente para essas duas instâncias a sobrecarga foi

superior a 0,08%.

Tabela 5.71: Heurística Híbrida em relação ao Tempo de Processamento do AECBL1.
Economia em Tempo de Processamento

Menor Mediana Média Maior Qtde Instâncias
42,30% 99,89% 96,50% 99,99% 48,78%

Tabela 5.72: Heurística Híbrida em relação ao Tempo de Processamento do AECBL1.
Sobrecarga em Tempo de Processamento

Menor Mediana Média Maior Qtde Instâncias
0% 0,01% 2,84% 81,60% 51,22%

Com o objetivo de apresentar visualmente a distribuição dos valores de Economia e

Sobrecarga, a Figura 5.20 apresenta grá�cos boxplot. Com base nessa Figura, em relação ao

grá�co da Sobrecarga, são observados três valores considerados outliers, em que dois deles

(34,2% e 81,6%) são de instâncias não comportadas que possuem tendência à formação

de agrupamentos. Todos os demais valores estão próximos a 0%.

No que concerne ao grá�co para da Economia, apenas para instâncias 300p10c1 e 30p

o valor foi inferior a 87%, com respectivamente cerca de 43% e 61%. Destaca-se que a

instância 300p10c1 é não comportada e possuem tendência à formação de agrupamento.

É possível observar também que os valores relacionados as economias estão próximos a

100%, com exceção dos outliers.
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Figura 5.20: Grático Boxplot : pertentuais de Economia e Sobrecarga da Heurística
Híbrida em relação ao Tempo de Processamento do AECBL1.
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CAPÍTULO 6

CONCLUSÕES E TRABALHOS FUTUROS

Com o objetivo de resolver o Problema de Agrupamento Automático, o presente trabalho

propôs diferentes abordagens, sejam elas: Métodos Sistemáticos que utilizaram algorit-

mos clássicos da literatura, Métodos Baseados em Comitê de Agrupamentos, Algoritmos

Heurísticos baseados na metaheurística Busca Local Iterada e um Algoritmo Híbrido que

utiliza a Estatística de Hopkins (EH). A EH foi utilizada para realizar o Teste de Tendên-

cia de Agrupamento e direcionar às instâncias à aplicação da heurística mais adequada

(ILS-DBSCAN ou AECBL1).

Para o desenvolvimento dos Métodos Sistemáticos utilizou-se um arcabouço baseado

em alguns algoritmos clássicos da literatura. Esses algoritmos consideraram abordagens

diferentes, quais sejam: um Método Sistemático Hierárquico (MSH), um Método Sis-

temático baseado em Protótipos da literatura (OMRk), um método baseado em Densidade

(MRDBSCAN) e um Método Sistemático baseado em Particionamento de Árvore Ger-

adora Mínima (MSAGM).

Os métodos MSH e MSAGM consideraram abordagens Hierárquicas Divisivas. Porém,

enquanto o MSH foi concebido a partir do estudo do Algoritmo Bisecting k-means, o

MSAGM utilizou Algoritmos Clássicos em relação à Teoria dos Grafos. Considerando

uma abordagem baseada em Densidade, foi incorporado ao MRDBSCAN a técnica DistK

para calibração dos valores dos parâmetros de entrada do Algoritmo DBSCAN. Por �m,
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foi implementado o método da literatura OMRk, que utiliza o clássico algoritmo de agru-

pamento baseado em Protótipos k-means.

Com base nos resultados dos métodos sistemáticos para as instâncias comportadas,

em especial, a maior diferença entre o número de grupos relatado na literatura e o valor

identi�cado pelo OMRk para cada instância foi de quatro unidades. Para o MRDBSCAN a

diferença caiu para duas unidades, enquanto para os métodos MSH e MSAGM a diferença

foi ainda menor, de apenas uma unidade. Além disso, as quantidades de instâncias em que

os números de grupos não corresponderam foram de 8, 4, 2 e 2 para os métodos OMRk,

MRDBSCAN, MSH e MSAGM, respectivamente.

Os resultados e as análises apresentadas no capítulo 5 indicam que esses novos méto-

dos sistemáticos são de fácil reprodução (implementações simples) e são competitivos em

relação à qualidade das soluções e custos computacionais, quando comparados com os

algoritmos mais so�sticados da literatura, em especial nas instâncias consideradas com-

portadas. Acrescenta-se, ainda, que a di�culdade desses métodos em identi�car o número

ideal de grupos para instâncias consideradas não comportadas decorre principalmente da

ausência de buscas locais mais so�sticadas no que concerne à exploração do espaço de

soluções.

Foram propostos nesse trabalho também dois métodos baseados em Comitê de Agru-

pamentos, com o objetivo de obter soluções para o Problema de Agrupamento Automático

(e identi�car o k ideal). Para isso, foram utilizados padrões identi�cados nas soluções

do Conjunto Base submetido ao método, que foram obtidos por diferentes algoritmos

ou por diferentes con�gurações para as instâncias comportadas. Nesse sentido, os méto-

dos propostos são baseados nas Funções Consenso Matriz de Coassociação (MCMC) e

Particionamento de Grafos (MCPG).

O MCMC empatou com o melhor resultado do Conjunto Base em cerca de 84% das

instâncias e foi superior nos demais 16%. Essa melhoria indica que o método, mesmo sem

possuir buscas locais para o re�namento de soluções, foi capaz de formar novas soluções de

alta qualidade. Com base nos comparativos com os algoritmos da literatura, em relação ao

trabalho [Semaan et al. 2012], os resultados obtidos não foram equivalentes ou superiores

para apenas uma instância, e a diferença no número de grupos foi de apenas uma unidade.

Já nos comparativos com os resultados de [Cruz 2010], os números de grupos identi�cados

como ideais no MCMC diferiram em apenas três instâncias, e novamente com a diferença

de apenas uma unidade.
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Já nos resultados apresentados para o MCPG, as soluções obtidas foram superiores ou

equivalentes às melhores soluções de entrada (Conjunto Base) para todas as instâncias.

Observa-se que os números de grupos das novas soluções obtidas (gap > 0) são diferentes

em relação aos apresentados nas soluções de entrada, e correspondem aos valores relatados

em [Cruz 2010] ( com exceção da 100p10c cujo tamanho do Conjunto Base foi reduzido).

Com base nos resultados apresentados, foi possível observar que os métodos baseados

em Comitê de Agrupamentos alcançaram soluções de alta qualidade com a utilização dos

padrões identi�cados nas soluções do Conjunto Base. Em especial, o MCPG obteve os

melhores resultados.

Além dosMétodos Sistemáticos e dosMétodos baseados em Comitês de Agrupamentos,

o presente trabalho também trouxe novas propostas de Algoritmos Heurísticos baseados

na metaheurística Busca Local Iterada. Mais especi�camente, uma versão que utilizou

para a construção de soluções iniciais o procedimento da literatura FJGP (Formação

e Junção de Grupos Parciais) (ILS-FJGP), uma segunda versão que considerou como

algoritmo construtor o DBSCAN, que utiliza conceitos baseados em densidade (ILS-

DBSCAN). Por �m, a terceira heurística proposta foi Híbrida, e utilizou a EH com o

objetivo de identi�car se em uma instância existe a Tendência à Formação de Agrupa-

mentos.

Com base nos resultados do ILS-FJGP, em apenas 6% das instâncias a diferença em

relação à melhor silhueta do AECBL1 foi inferior a 0, 01. Os resultados indicam que as

soluções iniciais obtidas pelo procedimento FJGP necessitam de mais re�namento. Nesse

sentido, as gerações do Algoritmo Evolutivo da literatura (AECBL1) utilizam buscas

locais e operadores genéticos (mutações, cruzamentos e seleções de indivíduos) em um

conjunto de soluções (uma população).

Em experimentos realizados com o algoritmo DBSCAN, sobretudo em experimentos

preliminares do MRDBSCAN, observou-se que para as instâncias comportadas foram

obtidos resultados de alta qualidade, em que o gap da silhueta era de no máximo 0, 1. Além

disso, quando o número de grupos não foi o mesmo do melhor resultado apresentado na

literatura, a diferença máxima foi de apenas 2 grupos. Com base nos resultados relatados,

um novo algoritmo baseado em ILS foi proposto, e utilizou-se de um algoritmo baseado

no DBSCAN para a construção de soluções iniciais (o ILS-DBSCAN).

Conforme foi apresentado nos resultados do ILS-DBSCAN, em cerca de 58% das in-

stâncias a diferença em relação à melhor silhueta do AECBL1 foi inferior a 0, 01. O
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AECBL1 destacou-se obtendo o melhor resultado em mais de 96% das instâncias uti-

lizadas, enquanto o ILS-DBSCAN alcançou o melhor resultado para cerca de 50%. Porém,

ao considerar apenas as instâncias comportadas, o ILS-DBSCAN alcançou os melhores re-

sultados para todas as instâncias, enquanto o AECBL1 obteve os melhores resultados em

cerca de 89% das instâncias. Além disso, para as instâncias comportadas, o ILS-DBSCAN

consumiu em média apenas 0.9% do tempo de processamento do AECBL1 e cerca de

apenas 3% do tempo no pior caso.

Com base nos resultados apresentados para os algoritmos ILS-DBSCAN e AECBL1,

uma heurística híbrida foi proposta. Nessa heurística, quando em uma instância era

identi�cada com Tendência à formação de Agrupamentos (Heurística para EH ), o ILS-

DBSCAN era selecionado para a resolução do problema. Caso contrário, o AECBL1

deveria ser executado. O objetivo foi a obtenção dos melhores resultados com um menor

custo computacional, sendo importante destacar que, no pior caso, a sobrecarga ocasion-

ada pela heurística para EH foi baixa, uma vez que o tamanho de amostra de 1% foi

su�ciente para a obtenção de resultados de alta qualidade.

Os resultados da Heurística Híbrida foram apresentados discriminando as instâncias

Comportadas e Não Comportadas, bem como a identi�cação de Tendência à Formação de

Agrupamentos. Todas as 18 instâncias comportadas foram identi�cadas como possuidoras

de tendência e a economia no tempo de processamento chegou a 99,9% em relação ao

tempo de AECBL1 (mesmo com a utilização da heurística para EH). Todas as instâncias

que não possuíram a tendência foram classi�cadas por [Cruz 2010] como não comportadas.

Entre as 26 instâncias nessa situação, a maior sobrecarga foi de apenas 0,08%. Além das

situações apresentadas, seis instâncias estão na situação não Comportadas e que possuem

Tendência, em que em duas houve sobrecarga no tempo de processamento, de 34% e de

81%. Para as demais quatro instâncias as economias mínima e máxima foram de 42% e

98%, respectivamente.

No Anexo A do presente documento são apresentados os trabalhos publicados, aceitos,

submetidos ou em produção resultantes das pesquisas realizadas durante a tese.

6.1 Trabalhos Futuros

Desde o início do doutorado, na fase de revisão da literatura e, principalmente, durante a

fase de implementação e de realização dos experimentos, várias possibilidades de pesquisa
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apresentaram-se promissoras. Ainda que não tenha sido possível realizá-las em função

do tempo limitado, é interessante citar alguns caminhos considerados promissores para a

realização de trabalhos futuros.

• Método Sistemático baseado em Grades: em [Tan et al. 2009] são apresen-

tadas diversas técnicas e algoritmos para o Problema de Agrupamento e Agrupa-

mento Automático. Em uma seção relacionada com Agrupamentos baseados em

Densidade são apresentados conceitos de Agrupamentos Baseados em Grades. A

ideia é propor um novo Método Sistemático que utilize um algoritmo que incor-

pore os conceitos de Agrupamento em Grades e construa soluções diversi�cadas. As

soluções obtidas serão avaliadas mediante a aplicação do Índice Silhueta e o número

de grupos da solução com o maior valor para esse índice é indicado como o ideal.

• Método baseado em Comitê de Agrupamentos com Matriz de Coassoci-

ação (MCMC): aplicar Buscas Locais em cada solução parcial obtida pelo Algo-

ritmo Hierárquico (para cada valor de corte). Nesse sentido, com o objetivo obter

novas soluções de alta qualidade, os grupos de cada solução formada podem ser

manipulados como Grupos Parciais.

• Método baseado em Comitê de Agrupamentos com Particionamento de

Grafos (MCPG):

� Processamento Paralelo: na etapa de particionamento do grafo, cada núcleo

poderia trabalhar com a formação da Solução Consenso resultante da seleção

de uma partição Hi.

� Implementação de Algoritmos baseados em Metaheurísticas: o algo-

ritmo proposto para o particionamento do grafo consiste em um procedimento

de construção de soluções. Submeter as soluções obtidas a procedimentos de

Busca Local e Perturbações pode resultar em soluções de melhor qualidade.

� Utilizar Conjunto Base com Lista Restrita de Candidatos : a utiliza-

ção de subconjuntos do Conjunto Base considerado no presente trabalho pode

resultar em soluções diversi�cadas e de boa qualidade (alto valor do Índice

Silhueta).

• Heurística Híbrida (HH):
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� Identi�cação de Padrões : utilizar técnicas de Comitê de Agrupamentos para

identi�cação de padrões em um conjunto de soluções iniciais. Os padrões

identi�cados podem ser utilizados como Grupos Parciais nas heurísticas (ILS-

DBSCAN ou AECBL1).



162

APÊNDICE A

TRABALHOS RELACIONADOS

• Problemas de Agrupamento e Agrupamento Automático:

Publicados ou Aceitos:

� SEMAAN, G. S., BRITO, J. A. M., and OCHI, L. S. "Um Método Sistemático

de Particionamento de Grafos Aplicado Ao Problema de Agrupamento Au-

tomático", X Optima 2013 - X Congreso Chileno de Investigación Operativa,

Concepción, Chile, 2013.

� SANTOS, N. M., SEMAAN, G., BRITO, J. A. M., OCHI, L. S., "Metaheurís-

tica Híbrida para a Solução de Problema de Particionamento de Grafos com

Restrições de Capacidade e de Conexidade", X Optima 2013 - X Congreso

Chileno de Investigación Operativa, Concepción, Chile, 2013.

� BRITO, J. A. M., SEMAAN, G. S. "Um Algoritmo GRASP Aplicado ao

Problema dos k-Medoids". (Aceito para XLV SBPO (Simpósio Brasileiro de

Pesquisa Operacional) em julho de 2013).

� SEMAAN, G. S., CRUZ, M.D., BRITO, J. A. M., and OCHI, L. S. "Proposta

de um método de classi�cação baseado em densidade para a determinação

do número ideal de grupos em problemas de clusterização". Learning and

Nonlinear Models, Volume 10(4), 2012.
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� SEMAAN, G. S., BRITO, J. A. M., and OCHI, L. S. "Um método hierárquico

para a determinação do número ideal de grupos". (Aceito para Revista Brasileira

de Estatística (RBEs) em 2012).

� SANTOS, N. M., OCHI, L. S., SEMAAN, G. "Metaheuristic GRASP with

Path-Relinking to the solution of the Graph Partitioning Problem with Ca-

pacity and Connexity Constraints". LNCS 7435 - Lecture Notes in Computer

Science - Springer, Volume 7435, pp: 630-641, and Proc. of the IDEAL 2012:

The 13th International Conference on Intelligent Data Engineering and Auto-

mated Learning. Natal-RN, Brasil, 2012.

� BRITO, W., SEMAAN, G.S., BRITO, J.A.M.. Um Algoritmo Genético para

o Problema dos K-Medoids. X Congresso Brasileiro de Inteligência Computa-

cional (CBIC'2011), Fortaleza, 2011.

� SEMAAN, G.S., BOTELHO, S.L.V., OCHI, L.S. Heurístca Baseada em Busca

Local Iterada para a resolução do Problema de Agrupamento de Sistemas

Orientados a Objetos. XLIII SBPO (Simpósio Brasileiro de Pesquisa Opera-

cional), Ubatuba - SP, 2011.

� SEMAAN, G.S., BOTELHO, A.L.V., OCHI, L.S. Agrupamento de Sistemas

Orientados a Objetos comMetaheurísticas Evolutivas , In: O Simpósio Brasileiro

de Sistemas de Informação (SBSI), Salvador, Brasil, 2011.

� SEMAAN, G. S. ; BRITO, J. A. M. ; OCHI, L. S. . E�cient Algorithms for Re-

gionalization: an Approach Based on Graph Partition. In: VII ALIO/EURO

Workshop on Applied Combinatorial Optimization (The Association of Latin-

Iberoamerican Operational Research Societies and the Association of European

Operational Research Societies, Porto, Portugal, 2011.

� SEMAAN, G. S. ; BRITO, J. A. M. ; OCHI, L. S. . E�cient Algorithms

for the Capacity and Connectivity Graph Partition Problem. In: Congresso

Ibero-Latino-Americano de Métodos Computacionais em Engenharia, Buenos

Aires, Argentina. CILAMCE 2010.

Em Avaliação ou em Produção:

� "Um Método Baseado em Combinação de Soluções com Coassociação para o

Problema de Agrupamento Automático".
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� "Método Baseado em Combinação De Soluções com Particionamento De Grafos

para o Problema de Agrupamento Automático".

� "A Hibrid Heurístic for the Automatic Clustering Problem".
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APÊNDICE B

APRESENTAÇÃO GRÁFICA DAS

INSTÂNCIAS

O presente apêndice apresenta as instâncias de duas e três dimensões utilizadas neste

trabalho.

Figura B.1: Instância com Três dimensões - Spherical
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(a) DS1-200DATA (b) DS1-broken-ring

(c) DS3-numbers2 (d) DS1-gauss9

(e) DS3-numbers (f) DS1-maronna

Figura B.2: Instâncias com duas dimensões - 1
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(a) DS1-ruspini (b) DS3-moreshapes

(c) DS1-vowel2 (d) DS3-face

(e) DS3-convexo (f) DS2-1000p14c

Figura B.3: Instâncias com duas dimensões - 2



B Apresentação Grá�ca das Instâncias 168

(a) DS2-100p10c (b) DS2-100p2c1

(c) DS2-100p3c1 (d) DS2-100p3c

(e) DS2-100p5c1 (f) DS2-100p7c1

Figura B.4: Instâncias com duas dimensões - 3
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(a) DS2-100p7c (b) DS2-100p8c1

(c) DS2-200p12c1 (d) DS2-200p2c1

(e) DS2-200p3c1 (f) DS2-200p4c1

Figura B.5: Instâncias com duas dimensões - 4
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(a) DS2-200p4c (b) DS2-200p7c1

(c) DS2-200p8c1 (d) DS2-300p10c1

(e) DS2-300p13c1 (f) DS2-300p2c1

Figura B.6: Instâncias com duas dimensões - 5
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(a) DS2-300p3c1 (b) DS2-300p3c

(c) DS2-300p4c1 (d) DS2-300p6c1

(e) DS2-400p17c1 (f) DS2-400p3c

Figura B.7: Instâncias com duas dimensões - 6
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(a) DS2-400p4c1 (b) DS2-500p19c1

(c) DS2-500p3c (d) DS2-500p4c1

(e) DS2-500p6c1 (f) DS2-600p15c

Figura B.8: Instâncias com duas dimensões - 7
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(a) DS2-600p3c1 (b) DS2-700p15c1

(c) DS2-700p4c (d) DS2-800p10c1

(e) DS2-800p18c1 (f) DS2-800p23c

Figura B.9: Instâncias com duas dimensões - 8
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(a) DS2-800p4c1 (b) DS2-900p12c

(c) DS2-900p5c (d) DS2-1000p27c1

(e) DS2-1000p5c1 (f) DS2-1000p6c

Figura B.10: Instâncias com duas dimensões - 9
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(a) DS2-1100p6c1 (b) DS2-1300p17c

(c) DS2-1500p6c1 (d) DS2-1800p22c

(e) DS2-1900p24c (f) DS2-2000p11c

Figura B.11: Instâncias com duas dimensões - 10
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(a) DS2-2000p26c (b) DS2-2000p9c1

(c) DS3-1000p6c (d) DS3-157p

(e) DS3-181p (f) DS3-2000p11c

Figura B.12: Instâncias com duas dimensões - 11
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(a) DS3-2face (b) DS3-300p4c

(c) DS3-30p (d) DS3-350p5c

(e) DS3-3dens (f) DS3-450p4c

Figura B.13: Instâncias com duas dimensões - 12
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(a) DS3-500p3c (b) DS3-600p3c

(c) DS3-900p5c (d) DS3-97p

(e) DS3-convdensity (f) DS3-outliers

Figura B.14: Instâncias com duas dimensões - 13
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