
UNIVERSIDADE FEDERAL FLUMINENSE

CLÁUDIA GALARDA VARASSIN

Identi�cação de Sítios de Junção

em Genomas via Classi�cação

NITERÓI

2013



UNIVERSIDADE FEDERAL FLUMINENSE

CLÁUDIA GALARDA VARASSIN

Identi�cação de Sítios de Junção

em Genomas via Classi�cação

Tese de doutorado submetida ao Programa
de Pós-Graduação em Computação da Uni-
versidade Federal Fluminense como requisito
parcial para a obtenção do título de Doutor.
Área de concentração: Otimização Combi-
natória e Inteligência Arti�cial.

Orientador:

Helena Cristina da Gama Leitão

Co-orientador:

Alexandre Plastino

NITERÓI

2013



Identi�cação de Sítios de Junção

em Genomas via Classi�cação

Claúdia Galarda Varassin

Tese de doutorado submetida ao Programa

de Pós-Graduação em Computação da Uni-

versidade Federal Fluminense como requisito

parcial para a obtenção do título de Doutor.

Aprovada por:

Profa. D.SC. Helena Cristina da Gama Leitão / IC-UFF

(Presidente)

Prof. D.SC. Alexandre Plastino / IC-UFF

Prof. D.SC. Carlos Alberto de Jesus Martinhon / IC-UFF

Prof. D.SC. Simone de Lima Martins / IC-UFF

Prof. D.SC. Luiz Henrique de Campos Merschmann / UFOP

Prof. Ph.D. Jorge Stol� / IC-UNICAMP

Niterói, dezembro de 2013.



Luz do sol

Que a folha traga e traduz

Em ver(de) novo

Em folha, em graça,

Em vida, em força, em Luz...

C. Veloso

Aos meus �lhos, Bruno e Vinícius.



Agradecimentos

Há muitas pessoas que eu gostaria de agradecer.

À professora Helena Leitão por me aceitar no programa de doutorado, por me apre-

sentar a fascinante área da biologia computacional, pelo seu apoio na elaboração desta

tese e grande paciência ao longo destes anos.

Ao professor Alexandre Plastino por ter aceito ser meu co-orientador, pelo seu incen-

tivo em continuar este trabalho, pelas valiosas sugestões na redação do texto e por ser um

exemplo de professor.

À professora Bianca Zadrozny por se disposto em participar de inúmeras reuniões,

mesmo estando licenciada da UFF, contribuindo com o seu conhecimento para a minha

formação.

Aos funcionários da pós-graduação do IC, Hélio de Andrade, Viviane Acetti e Teresa

Cancela, que me auxiliaram, com competência, a resolver os problemas burocráticos.

Ao técnico Carlos, do suporte do laboratório da pós-graduação do IC, por estar sempre

disponível em prestar "socorro" e de fazê-lo com imensa gentileza.

Aos meus colegas de disciplinas dos primeiros períodos na UFF, com quem compar-

tilhei desa�os e bons momentos: João Gabriel Gazolla, Leonardo Motta, Juliana Mendes,

Pedro Nucci, Pucca Huachi, Luciene Motta, Alex Salgado e Daniel Castellani.

Ao Pucca, à Juliana, à Renatha e ao Diego por me ajudarem a resolver diversos

"probleminhas", em Niterói.

À amiga Teresa que eu tive a sorte de conhecer quando fui morar em Niterói, com

quem, sempre, pude contar.

Ao João Gabriel Gazolla pelo seu apoio logístico, muitas vezes imprescindível e, prin-

cipalmente, por ser um amigo especial e uma grande pessoa.

Aos meus amigos e colegas da UFES com quem eu tenho a sorte e o prazer de conviver

cotidianamente. Em particular, à Cristina Rangel, à Cláudia Boeres, à Lúcia Catabriga,

ao José Gonçalves, à Roberta Gomes, ao Magnos Martinello, ao Flávio Varejão, ao Berilhes



Agradecimentos iv

Garcia, ao Orivaldo Tavares e, em especial, à Rosane Oliveira e ao Saulo Bortolon.

Aos meus primos cariocas "da gema", Gisele e Eduardo, que me abrigaram várias

vezes em suas "mansões".

À minha tia Miriam, in memoriam, pelo seu exemplo de generosidade.

Ao meu pai por estar sempre torcendo por mim.

Às minhas irmãs, Isabela e Rebeca, por serem amigas de todas as horas, dividindo

desa�os e conquistas.

À minha mãe pela sua ajuda, sem limites, para que eu conseguisse terminar esta

etapa.

Ao Sérgio pelo seu grande apoio em momentos difíceis ao longo de toda a trajetória.

A essa gente humilde, no sentido dado pelo Chico Buarque, por contribuir, de forma

indireta mas essencial, para que pessoas como eu possam se dedicar aos estudos.

Aos meus �lhos pelos seus sorrisos.



Resumo

O sucesso da anotação de genes via preditores automatizados depende fortemente da
correta identi�cação dos locais de fronteira entre os trechos codi�cadores e não codi�-
cadores, conhecidos como sítios de junção. A predição computacional destas fronteiras
tem sido abordada por várias técnicas, tais como redes Bayesianas, redes neurais e SVM.
No entanto, uma das di�culdades relacionadas à detecção destas fronteiras é que a sua
identi�cação consiste em um problema de classi�cação altamente desbalanceado. Apren-
der em conjuntos onde há um grande desnível entre as classes é mais difícil do que em
situações onde há um equilíbrio. A escolha de como deve ser composto o conjunto de
treinamento parece ser um fator relevante para o sucesso das predições e é um aspecto
pouco explorado no domínio de reconhecimento destes sítios.

Nesta tese, avaliou-se estratégias de composição do conjunto de treinamento adotando
soluções que bene�ciam o aprendizado em problemas com desproporções de classes. Estas
soluções concentram-se em balancear o conjunto de treinamento e, neste contexto, um
novo método de subamostragem, baseado em agrupamento, foi proposto.

A aplicação das estratégias de balanceamento investigadas proporcionou ganhos de
desempenho. Em particular, a técnica de subamostragem denominada de UsBMaC, pro-
posta nesta tese, foi aquela que apresentou, na maioria dos casos, as maiores taxas de
reconhecimento de sítios de junção.

Palavras-chave: detecção de sítios de junção, técnicas de balanceamento de classes,
subamostragem por agrupamento, classi�cação, mineração de dados.



Abstract

The accurate gene annotation via automated process strongly depends on the correct iden-
ti�cation of the boundaries between coding and non-coding segments in DNA sequences,
known as splice sites. The computational prediction of these boundaries has been treated
by various techniques, such as Bayesian networks, neural networks and SVM. However,
one of the di�culties related to the detection of these boundaries is that their identi�-
cation consists of a highly imbalanced classi�cation problem. The training process using
sets with a number of instances that is very di�erent in each class is more di�cult than
in situations where the classes are balanced. The way of composing the training sets is
an important aspect to the learning task and it has not been explored in the literature
for solving the splice sites recognition of splice problem.

In this thesis, techniques of composing the traning sets, designed to improve the clas-
si�cation in imbalanced domains, were employed. These solutions focused on balancing
the training set and, in this respect, a new method of subsampling based on clustering
has been proposed.

The use of the explored balancing strategies provided performance gains. In particu-
lar, the subsampling technique proposed, called UsBMaC, brougth, in most cases, higher
rates of splice site recognition.

Keywords: splice site recognition, imbalanced classi�cation problem, undersampling
by clustering, classi�cation, data mining.
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Capítulo 1

Introdução

A ciência se deparou, nas últimas décadas, com um enorme volume de dados em biologia

molecular gerados em universidades e centros de pesquisa. A quantidade de informação

produzida nesta área tem aumentado exponencialmente [39]. Este crescimento se deve a

uma série de fatores tais como o aperfeiçoamento de inúmeras metodologias experimentais,

o desenvolvimento de sistemas computacionais capazes de armazenar e integrar dados

oriundos de vários laboratórios e, sobretudo, com o aparecimento de uma nova geração

de sequenciadores de moléculas de DNA. Há aproximadamente dez anos, quase não havia

genomas para serem analisados, porém, hoje em dia, é possível obtê-los com custo e

tempo não muito elevados, permitindo que se consiga extrair as sequências completas

do DNA de muitos organismos [53]. As informações genéticas disponíveis são as mais

diversas, englobam: cadeias de nucleotídeos (os componentes básicos do DNA), sequências

de aminoácidos (as moléculas constituintes das proteínas), assim como uma vasta gama

de medidas de expressão e interação gênica.

Técnicas computacionais têm tido um papel fundamental tanto no processo de aquisi-

ção de dados quanto na interpretação destes. A multiplicidade e a particularidade dos

problemas que surgem em biologia molecular têm motivado o desenvolvimento de uma

grande quantidade de algoritmos e de ferramentas computacionais [30]. Um exemplo

típico são os programas projetados para fazer a montagem dos fragmentos de DNA prove-

nientes dos sequenciadores, que permitiram obter os primeiros genomas, causando, assim,

a revolução de dados genômicos que presenciamos atualmente [48].

Capturar o conhecimento contido nas sequências de DNA é, entretanto, ainda, um

grande e importante desa�o. Envolve fortemente duas áreas: a biologia computacional e

a mineração de dados. Ambas são áreas que se expandiram, notadamente, nos últimos

vinte anos [27, 45, 67].
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A biologia computacional é um ramo de pesquisa que se desenvolveu, principalmente,

pela necessidade de extrair, manipular, armazenar e interpretar informações genéticas.

Trata-se de uma área bastante abrangente que engloba subáreas como: a genômica com-

putacional, a proteômica computacional, a biologia evolutiva e a biologia de sistemas [39].

O sequenciamento dos genomas, o alinhamento de sequências, o desenvolvimento de ex-

perimentos com microarranjos (microarrays), são apenas alguns exemplos de tarefas dos

pro�ssionais desta área [31].

1.1 Mineração de dados

No que tange, principalmente, à interpretação e à análise dos dados, o emprego de algo-

ritmos de mineração de dados tem sido cada vez mais frequente. Mineração de dados é

uma área de pesquisa e aplicação que visa a descoberta de conhecimento, na forma de

regras e padrões, a partir de grandes volumes de dados [69].

Muitas técnicas da área são utilizadas e aperfeiçoadas para resolver uma ampla varie-

dade de problemas em biologia molecular, tais como: a identi�cação funcional de segmen-

tos do DNA, classi�cação de proteínas, construção de árvores �logenéticas, determinação

da estrutura secundária de RNA, análise de expressão gênica, predição estrutural de pro-

teínas, entre outros [39].

Há, basicamente, dois grupos de métodos em mineração de dados: os preditivos e os

descritivos [27]. Nos preditivos, inferências são realizadas sobre novos dados a partir da

análise de um conjunto de objetos para o qual já se sabe o comportamento. Em geral, estas

tarefas são executadas via aprendizado supervisionado, onde o conhecimento é adquirido

através de um conjunto de treinamento. Assim, tendo aprendido em um coleção de dados

é possível tirar conclusões em novos exemplos. A classi�cação é a tarefa mais importante

desta categoria [69]. Nos métodos descritivos, o objetivo é encontrar padrões que pos-

sam caracterizar e descrever o conjunto de dados. O aprendizado não supervisionado é

comumente empregado para realizar este tipo de tarefa, sendo o agrupamento de dados

(clusterização) um exemplo característico desta categoria.
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1.2 Conceitos básicos da biologia computacional

Moléculas de DNA são longas cadeias formadas por uma sucessão de elementos conheci-

dos por nucleotídeos ou bases nitrogenadas. Tais elementos podem ser de quatro tipos

distintos: adenina (A), citosina (C), guanina (G) e timina (T). As cadeias de DNA, que

se encontram dentro dos cromossomos de um organismo, armazenam o código do desen-

volvimento de cada ser vivo.

Para que a informação, presente no DNA, seja expressa ela deve ser convertida em ou-

tras moléculas, as proteínas. As proteínas são moléculas compostas pela concatenação de

aminoácidos e são responsáveis por promover e controlar os diversos processos metabólicos

necessários para o funcionamento das células. Sendo assim, pode-se dizer que as proteínas

representam o produto ativo do conteúdo existente no genoma de um organismo.

Os segmentos do DNA que contêm as informações necessárias para sintetizar as pro-

teínas estão localizados em apenas alguns trechos da sequência genômica. Estes segmentos

são chamados de genes. Apesar do conceito ser mais geral, no presente trabalho, o termo

gene será usado para designar os trechos do genoma que geram moléculas capazes de

produzir as proteínas [22]. Os trechos da cadeia de DNA não ocupados por genes, que,

pelo menos aparentemente, não armazenam informação útil, são referenciados por regiões

intergênicas. Uma ilustração pode ser vista na Figura 1.1. Em muitos seres vivos, tais

como as plantas e os vertebrados, entre outros, tais regiões "não funcionais" correspondem

à maior parte do DNA. Nos humanos, por exemplo, estima-se que menos de 5% do DNA

contenha segmentos com papel funcional [25].

Figura 1.1: Trecho do DNA, com regiões gênicas e intergênicas.

Para que a informação existente nos genes se torne disponível para a célula, antes da

produção da proteína, ela precisa ser copiada em uma nova molécula. Esta nova molécula,

denominada de RNA mensageiro (mRNA), serve para carregar a receita da síntese para
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o local celular onde ela será, de fato, realizada. O RNA mensageiro é gerado através da

transcrição (cópia) de algum segmento do DNA que, devido a uma demanda metabólica

especí�ca, precisa ser produzido. A cadeia de mRNA é formada via um processo de

pareamento de nucleotídeos, fazendo com que esta nova sequência contenha exatamente

(salvo eventos muitos raros) a mesma informação do trecho do DNA genômico transcrito.

Um mecanismo celular reconhece, no DNA, o início do trecho que precisa ser expresso e

a cópia das seus nucleotídeos prossegue até encontrar um sinal indicando o término da

transcrição.

Nos organismos cujas células têm núcleo, os seres eucariotos, os genes são constituídos

por certos segmentos, conhecidos como éxons, intercalados por outros trechos, os íntrons.

Os íntrons são trechos do DNA que não codi�cam proteínas e são descartados após a etapa

de transcrição. Portanto, nestes organismos, o mRNA, antes de estar disponível para a

síntese das proteínas, passa, ainda, por um processamento que gera um segmento contínuo

de nucleotídeos. Este processamento, conhecido como splicing, consiste na retirada dos

íntrons e junção dos éxons [45], formando uma unidade denominada de mRNA maduro.

Os ponto de fronteira entre os éxons e os íntrons são denominados de sítios de junção.

O processo de síntese de proteínas é feita a partir da leitura do mRNA maduro e é

chamada de tradução. Nesta fase, os nucleotídeos são lidos em trímeros (triplas de bases)

e são traduzidos em aminoácidos. A Figura 1.2 mostra uma representação esquemática

do processamento do mRNA gerando o mRNA maduro, seguido da etapa de tradução.

Figura 1.2: Processamento do mRNA.

Tanto na etapa de transcrição quanto na tradução, há trechos, nas sequências de

mRNA, que são importantes no reconhecimento de cada região funcional. São locais de

acoplamento de outras macromoléculas, como por exemplo, outros tipos de RNAs ou até
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certas proteínas, que são responsáveis por promover cada processo. Estes trechos, com-

postos, em geral, por dezenas de nucleotídeos, indicam a existência de pontos especí�cos

do DNA, e são, por isso, muitas vezes denominados de sinais. Por exemplo, na região que

antecede o ponto de início da transcrição, em alguns organismos, aparecem sequências

curtas, onde há uma sucessão de nucleotídeos do tipo T e A. De forma análoga, nas prox-

imidades das fronteiras entre os segmentos codi�cadores e não codi�cadores de proteínas

aparecem, também, cadeias que são importantes sinalizadoras do ponto de corte/junção

entre os segmentos. As cadeias, no entorno destes pontos, têm a função de indicar onde,

na extensa sequência de nucleotídeos, o processamento de splicing deve ser realizado.

1.3 Os sistemas preditores de genes e a anotação

Pode-se dizer, de forma simpli�cada, que o processo de anotação genômica consiste em

determinar o papel de cada trecho do DNA. Uma anotação completa é aquela em que

todas as partes que compõem a sequência são identi�cadas e rotuladas. Encontrar os

genes que sintetizam proteínas é, atualmente, a principal tarefa da anotação [6, 23].

Muitos sistemas computacionais têm sido projetados, nos últimos anos, com a �nali-

dade de encontrar os genes, tanto nos organismos procariotos � aqueles com células sem

núcleo, tais como os vírus e as bactérias � como nos eucariotos, tais como as plantas e

os humanos [45].

A identi�cação dos genes nos seres eucariotos é um processo mais complexo do que nos

procariotos, pois os genes nos eucariotos são formados, em geral, por uma concatenação

não contígua de trechos codi�cadores. Além disso, nos genes dos eucariotos, a quan-

tidade de segmentos codi�cadores e o tamanho dos segmentos que separam os trechos

codi�cadores (as sequências intercalares, não codi�cadoras) são muito variáveis [22].

Há, basicamente, duas categorias de preditores de genes: métodos que se baseiam em

evidências externas � similaridade entre o genoma investigado e sequências expressas (se-

quências resultantes da expressão dos genes) � e métodos que usam apenas informações

contidas nas sequências genômicas. Nos métodos baseados em similaridade, comparações

da sequência alvo devem ser feitas com um banco de dados que contenha ou sequên-

cias de cDNA (sequências geradas em laboratório a partir de moléculas de RNA), ou

marcadores de sequências expressas (Expressed Sequence Tag, EST), ou, ainda, sequên-

cias de proteínas. O sucesso da identi�cação dos genes está atrelado à maneira de como

são realizados os alinhamentos (algoritmos empregados, a acuidade dos alinhamentos e
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etc.), e depende, também, da quantidade e do tipo das sequências expressas catalogadas.

Esses métodos possuem, assim, intrinsecamente, uma limitação, já que certos genes só

se expressam em circunstâncias bastante particulares, não sendo possível, muitas vezes,

detectá-los em laboratório [6]. Nos métodos que não usam comparações com sequências

expressas, os denominados preditores ab initio, conhecidos, também, por preditores de

novo, a identi�cação dos genes se baseia na combinação de uma série de características

existentes no genoma. Extraindo padrões a partir do conhecimento de alguns genes do

organismo analisado, ou de organismos próximos em termos evolutivos, novas sequências

são rotuladas.

Há uma vasta gama de métodos ab initio. Os modelos de Markov ocultos formam a

base para a maioria deste tipo de preditores [47]. Nestes, uma das tarefas envolvidas na

predição, consiste em atribuir probabilidades às sequências provenientes de segmentações

hipotéticas da cadeia que se pretende analisar. Mais recentemente, preditores ab initio

têm também empregado modelos baseados em Conditional Random �eld [6].

Os diversos sistemas preditores de genes diferem entre si em alguns aspectos, tais

como: na escolha das características a serem levadas em consideração no preditor, nos

métodos utilizados para modelar cada uma das características e na forma de integrar

as informações capturadas [75]. O viés na distribuição de trincas (ou sêxtuplas) de nu-

cleotídeos em grandes trechos genômicos, a detecção de cadeias sinalizadoras do início

da transcrição (fase de cópia do DNA durante a expressão de um gene), a detecção de

cadeias que indicam os pontos de fronteiras entre trechos codi�cadores e não codi�cadores

constituem algumas das características empregadas [45].

Uma anotação curada, ou seja, de grande con�abilidade com comprovação experi-

mental é obtida, em geral, via sucessivos re�namentos, usando o conhecimento de muitos

especialistas e a aplicação de vários algoritmos [5]. Conforme concluído em [47], o de-

senvolvimento de preditores de genes automatizados mais e�cientes pode ser conseguido

ao se investir na construção de sistemas especializados para a detecção de cada uma das

características que se quer incorporar no anotador.

O presente trabalho concentra-se na classi�cação dos sítios de junção. A identi�cação

destas fronteiras constitui uma subtarefa essencial no processo de determinação da estru-

tura exata dos genes já que são os locais que delimitam os trechos codi�cadores e não

codi�cadores de proteínas. O desenvolvimento de classi�cadores capazes de encontrar

com precisão esses sítios é importante para os mais diversos anotadores, nas suas diversas

abordagens.
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1.4 O desbalanceamento na classi�cação dos sítios

A complexidade da estrutura gênica é um dos fatores que di�culta a identi�cação dos

sítios de junção, mas não é a única. Aprender em problemas onde existe uma quantidade

muito maior de exemplos de uma determinada classe em relação ao número de exemplos

da outra classe é um desa�o. Ao percorrer a sequência de DNA, o número de segmentos

encontrados que não atuam como sítios de junção (os exemplos negativos) é muito maior

do que a quantidade de cadeias que de fato são sítios (os exemplos positivos).

Quando os classi�cadores não levam em consideração o desbalanceamento das classes

pode ocorrer de as classes majoritárias serem priorizadas em detrimento das minoritárias.

Induzir o classi�cador com um conjunto de treinamento que contenha uma quantidade de

exemplos de uma classe muito superior à quantidade de exemplos das outras classes pode

levar a soluções sem muito interesse prático, tal como predizer todas as instâncias como

sendo da classe majoritária. Por exemplo, em um problema que contenha 99% de suas

instâncias de uma determinada categoria, a performance pode atingir uma acurácia de

99% se todas as instâncias forem preditas como da classe majoritária, mas não aprendendo,

de fato, a discernir as classes [14].

Em classi�cação binária, o nível de desbalanceamento de um conjunto de dados é

medido pela razão entre o número de instâncias da classe majoritária e o número de ins-

tâncias da classe minoritária [40, 70]. No reconhecimento de sítios de junção de humanos,

fatores acima de 100 são comumente encontrados [12, 55], caracterizando o problema como

altamente desbalanceado.

Em mineração de dados, existem várias abordagens para se lidar com problemas des-

balanceados [36]. Uma das abordagens consiste em tornar o conjunto de treinamento mais

equilibrado, isto é, com uma quantidade de instâncias em cada classe aproximadamente

iguais, fazendo uma reamostragem dos dados. Esta reamostragem pode ser conseguida

aumentando (replicando, por exemplo) as instâncias da classe minoritária, estratégia de-

nominada sobreamostragem [11]. Pode, também, ser realizada desprezando, do conjunto

de treinamento, algumas instâncias da classe majoritária, sendo esta técnica conhecida

por subamostragem [18, 68, 70]. Uma outra abordagem é fazer as predições através

de uma combinação (ensemble) das predições fornecidas por classi�cadores treinados em

subconjuntos equilibrados [40]. Há, ainda, métodos que impõem custos diferenciados às

instâncias de forma que o indutor não dê o mesmo peso para erros cometidos em instâncias

pertencentes a classes distintas [17, 72].
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Visando detectar os sítios de junção muitos algoritmos foram propostos [3, 12, 15, 50,

35, 43, 58, 62, 63, 71]: classi�cadores baseados em cadeias de Markov, redes neurais, redes

Bayesianas, máquinas de vetor de suporte (Support Vector Machines), regras de associação

e classi�cadores usando estratégias de comitês. A maioria dos sistemas computacionais

apresentados, no entanto, não faz uso de nenhuma estratégia especí�ca para lidar com a

questão do desequilíbrio entre a quantidade de instâncias de cada classe. Em alguns casos,

como por exemplo em [15, 62], os autores usam conjuntos de treinamento contendo apenas

uma parcela dos exemplos da classe majoritária, alegando que o esforço para induzir o

classi�cador com todos os dados seria computacionalmente inviável. Em particular, nesses

casos, a extração dos exemplos negativos é feita de forma aleatória.

É importante notar, também, que dependendo da métrica empregada para se medir o

desempenho dos classi�cadores, o resultado pode ser bastante in�uenciado pelo fator de

desbalanceamento de classes no conjuntos de teste.

Com o aumento da quantidade de genomas a serem analisados, passam a ser necessários

processos de anotação que demandem, cada vez menos, experimentos laboratoriais e a

intervenção humana. Investir em técnicas que acarretem em uma identi�cação mais acu-

rada para os dos sítios de junção pode trazer enormes ganhos na detecção da estrutura

dos genes, propiciando, assim, avanços em várias áreas da medicina e biologia [45].

1.5 Objetivo e contribuição do trabalho

O principal objetivo deste trabalho é apresentar, avaliar e comparar estratégias de reamos-

tragem de dados que melhorem o desempenho da classi�cação de sítios de junção. Visou-se

analisar o impacto de diversas técnicas de reamostragem empregando métodos de classi-

�cação tradicionalmente usados em mineração de dados.

Inicialmente, experimentos foram realizados para se avaliar o impacto da subamostra-

gem aleatória usando conjuntos com desbalanceamento de classes com fatores inter-

mediários entre o totalmente equilibrado e aquele encontrado no conjunto de dados ori-

ginal. Os resultados obtidos motivaram a elaboração de estratégias especí�cas de sub-

amostragem.

O método proposto neste trabalho pertence ao grupo de soluções que visam reequi-

librar o conjunto de treinamento por subamostragem da classe majoritária. A solução

apresentada tem como meta fazer a subamostragem selecionando as instâncias de forma

a descartar uma menor quantidade possível de exemplos relevantes para classi�cação. A
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técnica consiste em fazer a subamostragem dos exemplos da classe majoritária baseada

em agrupamentos. Nessa estratégia, cria-se uma quantidade de clusters igual ao número

de instâncias que se quer usar para compor o conjunto de treinamento e toma-se, de cada

grupo, apenas um representante. Induzir o classi�cador com instâncias tomadas desta

forma visa não gerar perda importante de informação, já que, dentro de cada cluster,

tem-se dados similares.

Uma outra questão também investigada foi avaliar se tomar os exemplos da classe

majoritária apenas provenientes da região compreendida entre os trechos codi�cadores de

proteínas (uma região, portanto, mais especí�ca), seria vantajoso, em termos de desem-

penho, para a tarefa classi�cação dos sítios de junção. Tomar as instâncias de um trecho

mais restrito de uma dada anotação faz com que haja um número menor de elementos da

classe majoritária acarretando, assim, em uma redução na desproporção de classes.

Um outro aspecto abordado neste trabalho diz respeito ao número de atributos a ser

empregado na classi�cação. No reconhecimento de sítios de junção, as instâncias são com-

postas pelo valor do nucleotídeo em posições adjacentes ao ponto de fronteira. Aumentar

a extensão da vizinhança (número de posições) implica em lidar com mais atributos. O

aumento no número de atributos pode trazer conhecimento adicional relevante ao dis-

cernimento das classes mas, pode, também, em contrapartida, prejudicar a capacidade de

aprendizado do indutor, que tende a construir hipóteses mais complexas. Assim, experi-

mentos foram conduzidos de forma a avaliar o desempenho de classi�cadores com relação

à quantidade de posições na vizinhança dos sítios.

1.6 Organização do texto

A tese está organizada como o descrito a seguir. No Capítulo 2 uma de�nição mais

precisa do problema a ser abordado e uma revisão bibliográ�ca sobre os algoritmos de

classi�cação dos sítios de junção são apresentados. O Capítulo 3 faz, inicialmente, uma

discussão sobre a classi�cação em domínios com classes desbalanceadas, apresenta algumas

técnicas existentes para lidar com desbalanceamento de classes e, em seguida, descreve

uma nova solução que está sendo proposta. No Capítulo 4, os experimentos realizados

são apresentados e os resultados reportados e discutidos. Por �m, o Capítulo 5 apresenta

as conclusões do trabalho e sugere novos caminhos a serem explorados.



Capítulo 2

Identi�cação de Sítios de Junção

Uma das importantes tarefas na determinação da estrutura exata dos genes é a identi�-

cação, dentro destes, dos locais de fronteira entre trechos codi�cadores e não codi�cadores.

Vários algoritmos, com abordagens distintas, têm sido propostos com esta �nalidade.

Neste capítulo, são apresentados os principais métodos de identi�cação de sítios de

junção existentes na literatura e uma análise do nível de desbalanceamento de classes no

reconhecimento dos sítios de junção é realizada.

2.1 Os sítios de junção

Conforme mencionado no Capítulo 1, os sítios de junção são os locais, nos genes dos

eucariotos, onde ocorre um processamento da sequência gênica: há a retirada de certos

segmentos da sequência � os íntrons � com simultânea junção dos segmentos remanes-

centes � os éxons.

2.1.1 Tipos de sítios

A transcrição da molécula de DNA é feita em um sentido bem de�nido, de modo que

existem dois tipos de sítios de junção. O ponto de junção entre um éxon e um íntron é

chamado de sítio doador, e o ponto entre um íntron e um éxon é conhecido como sítio

aceptor. Na literatura, outras denominações também são encontradas: para se referir à

fronteira entre éxon e íntron usa-se sítio do tipo EI ou sítio 5' e, para a outra junção,

entre um íntron e um éxon, usa-se a denominação sítio IE ou sítio 3'.
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2.1.2 Cadeias marcadoras de sítios de junção

Em um ponto de transição entre um éxon e um íntron, ou seja, em um sítio doador, quase

sempre, aparece o par de nucleotídeos GT (chamado de dímero), que se situa dentro do

íntron. Entre um íntron e um éxon aparece um outro par, o dímero AG, também na parte

intrônica da cadeia. Existem íntrons que se não se iniciam pela dupla GT, no entanto,

como estes constituem uma minoria � estima-se que menos de 1% dos casos [9] � eles

não serão considerados neste trabalho.

Nem toda ocorrência de AG ou GT indica um sítio de junção. As enzimas que

fazem o processamento do mRNA (o splicing) reconhecem o ponto de corte pela presença

de padrões nas bases adjacentes ao pontos de junção. O conjunto de nucleotídeos nas

adjacências é chamado, muitas vezes, de sinal de splicing.

A cadeia constituída pelas bases mais frequentes, em cada posição, é comumente

denominada de sequência de consenso do sinal ou, também, de motivo do sinal [65].

Algumas variações existem na forma de representar cadeias de consenso. Uma delas

consiste em denotar a base mais frequente apenas quando a sua probabilidade �ca acima

de um dado patamar (por exemplo, em mais de 50% das vezes). Quando não há uma

base prevalente, pode-se indicar, na sequência de consenso, as duas bases mais frequentes

naquela posição. Um exemplo pode ser visto, para os sítios aceptores, na Tabela 2.1

onde a distribuição das bases é mostrada na região que antecede a fronteira, indicando na

última linha da tabela, uma forma de representação da sequência de consenso neste tipo

de sítio.

Tabela 2.1: Distribuição dos nucleotídeos na região que antecede o sítio aceptor. Valores
obtidos no conjunto de dados disponíveis em [55].

posição
base 1 2 3 4 5 6 7 8 9 10 11 12 13 14
A 0,09 0,09 0,08 0,08 0,07 0,07 0,09 0,08 0,07 0,07 0,22 0,04 1,0 0,0
C 0,37 0,35 0,36 0,33 0,36 0,39 0,41 0,42 0,45 0,39 0,34 0,74 0,0 0,0
G 0,13 0,12 0,11 0,11 0,11 0,12 0,12 0,09 0,07 0,06 0,23 0,0 0,0 1,0
T 0,41 0,44 0,45 0,48 0,46 0,42 0,38 0,41 0,41 0,48 0,21 0,22 0,0 0,0

Cons. T/C T/C T/C T/C T/C T/C T/C T/C T/C T/C N C A G

Um outra representação alternativa e, também, bastante empregada, é usar outros

símbolos quando há a prevalência de um tipo de nucleotídeo. Por exemplo, quando há

a prevalência das bases C e T, conhecidas por pirimidinas, é comum denotar o valor de

consenso pela letra Y. Quando não há prevalência de nenhuma base especí�ca coloca-se
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Figura 2.1: Sítios doador e aceptor. Figura adaptada de [49].

a letra N. A Figura 2.1 ilustra os sítios de junção, mostrando as cadeias de consenso

encontradas no entorno de cada fronteira com esta representação.

2.2 A classi�cação de sítios de junção

2.2.1 Considerações iniciais

A tarefa de classi�car de forma supervisionada consiste em predizer a classe de novo ele-

mento (ou instância) baseado em padrões existentes em instâncias com classes conhecidas.

Cada instância é caracterizada por um número pré-de�nido de atributos.

No problema da identi�cação de sítios de junção, os atributos são os nucleotídeos

nas posições adjacentes à fronteira: a localizados antes da fronteira (especi�camente a

posições antes da base G que se encontra na posição de junção), e d nucleotídeos depois

dela. Este conjunto de posições é chamado de janela. A posição onde se encontra a base

G, dos dímeros GT ou AG (GT para doador e AG para aceptor), será referenciada pelo

índice a + 1. Desta forma as instâncias nestes problemas têm n = a + 1 + d atributos,

além de sua classe, quando conhecida. Um exemplo de uma instância de uma base de

dados de sítios doadores, com a = 3 e d = 5, pode ser visto através da Figura 2.2.

Figura 2.2: Janela de tamanho 9 (a = 3 e d = 5) em torno de um sítio doador.

É importante notar que o problema da identi�cação de sítios de junção deve ser

abordado por dois problemas binários, distintos e independentes. Um problema consiste

em classi�car instâncias como sendo sítios doadores ou não sítios doadores, e o outro

consiste em classi�car as instâncias como sendo sítios aceptores ou não. Como deve
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haver, na posição de fronteira, necessariamente, o par invariante GT para ser um sítio

doador então ao percorrer a sequência do DNA, apenas aquelas cadeias que contiverem o

dímero GT são candidatas a serem sítios doadores. De forma análoga, é preciso haver o

dímero AG para ser um sítio aceptor de modo que apenas as cadeias contendo o par AG

serão possíveis sítios aceptores.

Seja D um conjunto de instâncias de uma base de dados do problema de classi�cação

de sítios doadores, ou do problema de sítios aceptores, contendo |D| elementos.

As instâncias podem ser representadas pelo pares {X i, Cli}, onde Cli é a classe asso-
ciada à instância i, e pode assumir o valor −1 ou +1. No problema de identi�cação de

sítios doadores X i é um vetor do tipo X i = (xi1, ..., x
i
a, x

i
a+1, x

i
a+2, ..., x

i
a+1+d) com xia+1=G

e xia+2=T, para todo i = 1, ..., |D| e os demais xi assumindo valores em σ ={A, C, G, T}.

A Tabela 2.2 mostra a representação de uma instância indicando os índices associados às

posições dos nucleotídeos.

Tabela 2.2: Representação de uma cadeia extraída em torno de um sítio doador, com uma
janela de tamanho n = 9 (a = 3 e d = 5).

a+1
índice 1 2 3 4 5 6 7 8 9
valor C A G G T A A G C

<� éxon íntron �>

Na identi�cação de sítios aceptores, cada instância X i pode ser representada por um

vetor do tipo X i = (xi1, ..., x
i
a, x

i
a+1, x

i
a+2, ..., x

i
a+1+d) onde as posições invariantes são xa=A

e xa+1=G.

2.2.2 A função de classi�cação

Aprender a classi�car é, essencialmente, obter um mapeamento de uma instância X em

sua classe Cl. Este mapeamento pode ser fornecido, explicitamente, na forma de uma

função h(X) como ocorre, tipicamente, em alguns classi�cadores tais como SVM e redes

neurais arti�ciais ou pode ser descrito na forma de regras como, por exemplo, em árvores

de decisão ou regras de associação ou, ainda, pode ser calculado pela razão entre as prob-

abilidades condicionais P (X|Cl) das instâncias, por classe.
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Métodos discriminativos e generativos

Existem diversos métodos e algoritmos para se obter o mapeamento de uma instância

X em sua classe. Estes podem ser categorizados de várias maneiras. Uma delas consiste

em diferenciar os métodos como sendo do tipo generativo ou do tipo discriminativo [1].

Na abordagem discriminativa, objetiva-se explicitamente obter uma função (ou regra)

de separação das classes. Por exemplo, em classi�cação binária, pode se estar interessado

em obter um separador linear h(X) = wX + q entre as classes. A tarefa de indução do

classi�cador consiste, portanto, neste caso, em obter os parâmetros w e q de h(X).

Na abordagem generativa, também designada por abordagem baseada em verossi-

milhança [1] ou, ainda, abordagem probabilística [19], visa-se detectar as distribuições de

probabilidade P (X|Cl) por classe, isto é, os modelos das instâncias por classe, para que,
de posse destes modelos, e das probabilidades a priori P (Cl), se efetue a classi�cação.

Particularmente, em classi�cação binária, para se predizer a classe de uma instância

X usa-se a razão entre a probabilidade condicional P (Cl = +1|X) da instância pertencer

à classe positiva (Cl = +1) e a probabilidade condicional P (Cl = −1|X) desta instância

pertencer à classe negativa (Cl = −1), ou seja, através de

h(X) =
P (Cl = +1|X)

P (Cl = −1|X)
. (2.1)

Atribui-se a classe positiva quando P (Cl = +1|X) > P (Cl = −1|X), o que equivale

a exigir que h(X) > 1 e, atribui-se a classe negativa em caso contrário. A função h(X),

nesta abordagem, assume portanto valores em I = [0,∞).

Usando o teorema de Bayes, a função h(X) acima, pode ser expressa por

h(X) =
P (Cl = +1|X)

P (Cl = −1|X)
=
P (X|Cl = +1)

P (X|Cl = −1)
P (Cl = +1)

P (Cl = −1)
(2.2)

ou, também, simpli�cadamente, através de

h(X) =
P (X|Cl = +1)

P (X|Cl = −1)
b, (2.3)

onde b é a razão P (Cl = +1)/P (Cl = −1) entre as probabilidades a priori das classes.

Alguns autores, como nos trabalhos de [71, 76] adotam b = 1 e consideram que a instância

X pertence à classe positiva se h(X) > t, para algum limiar t. A escolha do valor t é feita

empiricamente, e está atrelada a alguma medida de desempenho que se quer maximizar.

Neste caso, portanto, a função h(X) é dada diretamente pela razão entre as probabi-
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lidades condicionais, ou seja, por

l(X) =
P (X|Cl = +1)

P (X|Cl = −1)
. (2.4)

2.2.3 Trabalhos relacionados

Vários algoritmos têm sido propostos para identi�car se uma dada sequência de nu-

cleotídeos é ou não um sítio de junção. Para a apresentação que se segue, os métodos foram

divididos em generativos e discriminativos, embora, em alguns casos, pode-se considerar

que uma abordagem mista foi adotada (e será indicado).

Os métodos generativos foram os primeiros a serem propostos. São os métodos mais

comumente empregados para predizer os sítios de junção em preditores de genes. Em

GeneID [52], por exemplo, um método chamado de Matriz de Vetor de Peso (será deta-

lhado mais adiante) é usado para detectar os sítios. Em Tigrscan [46], adota-se um outro

método, também generativo, conhecido como Matriz de Posição Especí�ca. No sistema

Genescan [8], um dos primeiros programas usados em larga escala para determinação

da estrutura gênica, em eucariotos, os sítios doadores são detectados usando um modelo

denominado Decomposição de Máxima Dependência e os sítios aceptores via o modelo da

Matriz de Vetor de Peso.

Alguns métodos discriminativos, tais como redes neurais arti�ciais e SVM, também

têm sido empregados para a detecção dos sítios. Em GRAIL, por exemplo, um preditor

de genes amplamente usado na área de bioinformática [24], redes neurais foram usadas,

pela primeira vez, para classi�car trechos do genoma em sítios doadores e sítios acep-

tores. Já em Genie [60], um outro anotador automatizado, redes neurais mais so�sticadas,

com múltiplas camadas, também foram incorporadas ao preditor. Mais recentemente, a

predição dos sítios, obtida através do classi�cador SVM, por exemplo, tem sido integrada

a novos sistemas [6, 61].

Nos métodos generativos, a e�ciência do classi�cador está fortemente atrelada à

acuidade em descrever as distribuições P (X|Cl) das instâncias por classe. Já nos métodos
discriminativos, a e�ciência da classi�cação está associada, entre outros fatores, à escolha

do modelo adotado para o mapeamento de X em sua classe.
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2.2.3.1 Métodos generativos

Conforme já mencionado, a abordagem generativa consiste em descrever os exemplos por

classe, de forma que, fundamentados no princípio da verossimilhança, a classi�cação de

uma nova instância X seja realizada usando as probabilidades condicionais P (X|Cl), das
instâncias por classe.

As hipóteses a serem consideradas nos modelos das distribuições das probabilidades

condicionais P (X|Cl = +1) e P (X|Cl = −1) podem ser bem distintas, gerando diversos

métodos generativos [19].

Uma forma comumente adotada para se modelar as instâncias nas classes, considera

que o valor do nucleotídeo, em uma dada posição, não depende do conteúdo das posições

adjacentes [5, 65], ou seja, assume-se independência condicional entre os atributos. Neste

caso, para sequências com n posições, os modelos podem ser representados por matrizes,

com quatro linhas e n colunas, onde cada elemento corresponde à probabilidade de haver

uma determinada base em uma posição especí�ca da cadeia. Na literatura de biologia

computacional, este modelo é conhecido como modelo da Matriz de Posição Especí�ca,

ou também, denominado de modelo da Matriz de Peso, (em inglês, Position Speci�c

Matrix ou Weight Matrix model). Um exemplo pode ser visto na Tabela 2.3. Mostra-se

a frequência de cada base, em uma janela de tamanho 9, para a classe positiva de sítios

doadores. As linhas representam as bases e as colunas as posições na sequência. Observa-

se, nesta tabela, que as posições 4 e 5 têm valores nulos para qualquer uma das bases,

salvo, respectivamente, para os nucleotídeos G e T, indicando os valores invariantes para

estas posições (valores com 100% de consenso).

Tabela 2.3: A Matriz de Posição Especí�ca para uma janela com a = 3 e d = 5. Os
elementos representam a frequência dos nucleotídeos, por posição. Este exemplo é a
representação de um sítio doador apresentado em [77].

posição
base 1 2 3 4 5 6 7 8 9
A 0,35 0,63 0,11 0,0 0,0 0,62 0,71 0,09 0,18
C 0,35 0,12 0,03 0,0 0,0 0,02 0,06 0,05 0,14
G 0,18 0,11 0,78 1,0 0,0 0,33 0,12 0,79 0,18
T 0,12 0,14 0,08 0,0 1,0 0,03 0,11 0,07 0,50

<� éxon íntron �>

Esse modelo foi proposto por Staden [63], em 1984, para detectar os sítios de junção.

A hipótese adotada na utilização desta matriz corresponde às simpli�cações que são as-
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sumidas em um classi�cador bayesiano simples (também chamado de Naive Bayes), ou

seja, considera-se a independência condicional entre as posições. Assim, com esta con-

sideração, para instâncias X, contendo n atributos xj, as probabilidades condicionais são

calculadas por

P (X|Cl) =
n∏
j=1

P (xj|Cl). (2.5)

Um outro modelo, proposto por Zhang e Marr [74], em 1993, considera que existe

dependência de uma posição com aquela que a precede. Este método é referenciado, na

área de biologia computacional, por Matriz de Vetor de Peso (em inglês, Weight Array

Matrix). Este modelo [74] corresponde a um caso particular de uma rede Bayesiana, onde

a dependência condicional de um atributo é restrita, isto é, depende apenas de um outro

atributo especí�co. As probabilidades condicionais, neste caso, são dadas por

P (X|Cl) = P (x1|Cl)
n∏
j=2

P (xj|xj−1, Cl). (2.6)

Vale notar que a forma de calcular estas probabilidades corresponde à forma dos

modelos de cadeia de Markov [45]. São modelos de Markov de ordem zero, quando os

atributos são independentes, são modelos de ordem um quando há a dependência de uma

posição em relação à imediatamente adjacente, e são de ordem maior � igual a k �

quando há a dependência com as k posições adjacentes.

Capturar as dependências de certas posições com relação a posições não adjacentes e

fazer um modelo que leve em consideração estas dependências foi, também, a motivação

do trabalho desenvolvido por Yeo e Burge [71]. Os autores propõem um algoritmo que

visa encontrar a melhor função de distribuição de probabilidade que descreva o compor-

tamento dos nucleotídeos que se situam próximos ao sítios de junção. A ideia principal

do método é adotar a distribuição, dentre um conjunto de possibilidades previamente

estabelecido, que minimize a entropia relativa. Distribuições que sejam muito distantes

da real (desconhecida) terão entropias elevadas. A busca da melhor distribuição é feita

via um processo iterativo, onde se vai testando novas distribuições (via modi�cações das

restrições de dependência entre os atributos) até que a entropia relativa seja menor do

que um limiar estabelecido.

Na mesma linha de raciocínio, Chen et al.[12] constroem um classi�cador que tenta

capturar a interdependência dos atributos. Tabelas de contingência são calculadas, para

cada par de atributos, com objetivo de veri�car o grau de correlação entre os atributos
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(usam o teste χ2 para fazer essa veri�cação). Limitando a grau de dependência permitida

entre os atributos, eles geram o modelo de distribuição de uma sequência.

Um outro método, denominado de Decomposição de Máxima Dependência [8, 45], faz

uso de regras, do tipo seleções se/senão, para separar o conjunto de instâncias em subcon-

juntos de acordo com algum atributo importante. As regras são representadas por uma

árvore binária. Os nós da árvore são predicados que testam o valor do nucleotídeo em uma

posição particular. Percorrendo os nós chega-se às folhas que correspondem a submodelos

do tipo Matriz de Posição Especí�ca, que são particulares para o conjunto de instâncias

atrelada àquela folha. A construção da árvore consiste em fazer sucessivas divisões, sendo

que a escolha do atributo para fazer a rami�cação, em cada passo, está associada a um

teste de correlações entre os atributos. Uma ilustração pode ser vista na Figura 2.3.

Este modelo tem uma abordagem semelhante ao método de classi�cação conhecido como

Árvore de Naive Bayes (em inglês, Naive Bayes Tree), que é uma abordagem mista de

método generativo e método discriminativo.

Figura 2.3: Método da Decomposição de Máxima Dependência, construído para instâncias
de sítios doadores, com 9 atributos (a = 3 e d = 5). Figura adaptada de [45].

Em um outro trabalho, de 2010, Zhang et al.[76], modelos baseados em cadeias de

Markov, de ordem um e dois, são usados para a classi�cação de sítios. No trabalho eles

avaliam, essencialmente, a acurácia com relação ao número de atributos, realizando um

ajuste do melhor tamanho via um processo iterativo.

Tanto no trabalho de Yeo e Burge [71] quanto no de Chen et al.[12], os experimentos

conduzidos mostram que usar modelos que consideram a dependência da posição adja-

cente (modelos de ordem um) acarreta em melhoria na acurácia dos classi�cadores em

relação aqueles que consideram os atributos como sendo independentes (ordem zero). Os

resultados mostram ainda que o ganho, em se considerar modelos de ordem dois, é muito
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pequeno, e que, acima de ordem dois, não há mais melhoria no desempenho.

2.2.3.2 Métodos discriminativos

Na abordagem discriminativa, o foco é encontrar uma função discriminante h(X) capaz

de distinguir as classes, sem ser necessário obter um modelo para os elementos, por classe.

Máquinas de vetor de suporte (SVM), redes neurais arti�ciais e árvores de decisão são

métodos desta categoria que têm sido empregados para o reconhecimento de sítios de

junção [3, 7, 16, 42, 44, 58, 62].

O trabalho de Brunak et al.[7] foi o primeiro a empregar métodos não generativos

para a classi�cação de sítios de junção. Para a discriminação dos sítios, redes neurais,

com uma só camada, foram adotadas. Para a entrada da rede, os atributos categóricos são

convertidos em numéricos usando uma transformação conhecida como canônica. Nessa

transformação, como cada atributo categórico pode assumir um dos quatro valores (A, C,

G ou T) cada atributo é codi�cado em uma tupla de quatro bits, indicando a presença,

ou não, do valor de um dado nucleotídeo naquela posição. Por exemplo, o valor do

nucleotídeo A é mapeado em (0,0,0,1), C é mapeado em (0,0,1,0) e assim por diante.

No sistema Genie [60], os autores também fazem uso de redes neurais para detecção

dos sítios. Para incorporar, na classi�cação, correlações entre os nucleotídeos em posições

imediatamente adjacentes, os valores dos dinucleotídeos são usados como entrada da rede

neural. Para transformar os atributos, os autores utilizam também a codi�cação canônica,

no entanto, como os atributos assumem 16 valores distintos (AA ou AC ou AG e assim

por diante), eles são representados por uma codi�cação com 16 dígitos binários.

Árvores de decisão e SVM também foram empregados nos trabalhos de Lorena et

al.[42, 44] para identi�car sítios de junção. Em [42], os autores comparam o desempenho

de árvores de decisão e SVM no problema de classi�cação de sequências em sítios ou não

sítios. No trabalho [44], classi�cam as instâncias em três categorias: sítio aceptor, sítior

doador e não sítio. Os resultados, de ambos trabalhos, mostram que as maiores acurácias

são alcançadas com o classi�cador SVM. Além da comparação entre os dois tipos de

indutores, os autores avaliam o impacto de algumas técnicas de pré-processamento de

dados, cujo objetivo é, essencialmente, �ltrar da base de dados, exemplos com ruídos.

Os resultados apresentados em [44] indicam que algumas técnicas de pré-processamento

foram capazes de reduzir o erro das predições obtidas com árvore de decisão mas não com

indutor SVM.
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Em Splice Machine, proposto por Degroeve et al. [16], o indutor SVM linear é usado

para fazer a classi�cação. Neste trabalho, além do valor dos nucleotídeos nas posições

no entorno dos dímeros invariantes (GT para doadores e AG para aceptores), atributos

derivados são empregados. Dentre estes atributos, um grupo, denominado de atributos

posicionais, que correspondem aos valores dos dinucleotídeos e trinucleotídeos em cada

posição, no entorno do ponto de fronteira, são usados. Um outro grupo, chamado de

composicional, refere-se à contagem de tuplas, de tamanho de três a seis bases, nos tre-

chos localizados próximos às fronteiras. Além destes, os autores incluem atributos que

são tipicamente empregados nos sistemas preditores de genes, chamados de atributos de

contéudo (veri�cação da presença de triplas de aminoácidos), sendo, neste sentido, uma

abordagem distinta de outros trabalhos.

No trabalho de Baten et al.[3] os autores usam SVM, onde os atributos são prove-

nientes de um processamento das sequências originais. Os atributos empregados como

entrada para o indutor correspondem a probabilidades condicionais. Na proposta, especi-

�camente, cada atributo é a probabilidade de um dado nucleotídeo estar em uma dada

posição, condicionada ao conteúdo da posição anterior, ou seja, fazem uso das probabili-

dades dos modelos de Markov de ordem um.

Usando um tipo de entrada similar, um classi�cador baseado em redes neurais, com

múltiplas camadas, é proposto no trabalho de Rajapakse e Ho [58]. Os atributos de

entrada da rede correspondem também a probabilidades condicionais de Markov, que

podem ser tanto de ordem um (onde há a dependência de uma posição em relação à

sua posição adjacente) quanto de ordem dois (onde uma posição está condicionada às

duas posições imediatamente vizinhas). A escolha em usar ordem um ou ordem dois está

atrelada à posição que se está analisando na sequência. Para posições mais próximas ao

ponto de fronteira emprega-se ordem um, e para as mais distantes, ordem dois.

Sonnenburg et al.[62] também fazem uso do classi�cador SVM mas adotam kernels

especi�camente projetados para detectar correlações locais nos atributos. Em uma das

comparações realizadas no trabalho de Sonnenburg et al.[62], entre métodos baseados

nos modelos de Markov, o modelo apresentado por Chen et al.[12] e aquele proposto

pelos autores, empregando janelas de tamanho 18 para sítios doadores, e 36 para sítios

aceptores (valores tipicamente adotados em vários classi�cadores) veri�ca-se que não há

grandes diferenças em desempenho entre estes algoritmos.
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2.3 Aspectos particulares na classi�cação de sítios de

junção

Em problemas de classi�cação é comum aparecer situações onde a quantidade de instâncias

de alguma classe (ou até de várias) é muito distinta da quantidade de instâncias de outra

classe (ou outras classes). Este desbalanceamento pode surgir devido a uma série de

fatores. A desproporção pode estar relacionada à di�culdade de obtenção de amostras

de uma determinada classe, como, por exemplo, alto custo em obtê-las mas, também,

pode estar associada à natureza do problema, como, por exemplo, a raridade natural de

ocorrência de certas classes.

Na tarefa de reconhecimento de sítios de junção, o problema é naturalmente desba-

lanceado, dado que, ao percorrer a sequência do DNA aparecem muitas cadeias que pos-

suem o dímero invariante (GT para sítio doador ou o dímero AG para sítio aceptor) mas

que não são sítios, ou seja, neste problema, ser sítio de junção é um evento raro.

Vamos, inicialmente, quanti�car o grau de desbalanceamento encontrado neste tipo

de problema, analisando as duas bases de dados que serão empregadas nesta tese. As

duas bases utilizadas neste trabalho foram escolhidas por estarem disponíveis e, também,

pelo fato de que todas as instâncias candidatas a sítios de junção, presentes na anotação

de onde foram extraídas, foram coletadas. As bases são constituídas por sequências, de

tamanho �xo, rotuladas. Nas duas bases de dados, há dois conjuntos de instâncias: um

conjunto para o problema de sítios doadores e um outro conjunto com instâncias para o

problema de sítios aceptores.

A primeira base de dados refere-se ao conjunto de dados coletados em [12], denominada

de DGSplicer. A coleção de sítios é extraída da anotação de genes humanos disponível em

[59]. Sequências, em torno de sítios doadores, foram tomadas contendo uma quantidade

�xa de nucleotídeos. Além disso, todas as sequências encontradas, contendo as bases G e

T nas mesmas posições das instâncias positivas, que não eram sítios, foram armazenadas

de forma a compor o conjunto de instâncias negativas. Este procedimento resultou num

total de 2379 instâncias positivas e 283062 negativas para o problema de sítios doadores.

Sequências, também com tamanho �xo, em torno dos sítios aceptores foram tomadas

como instâncias positivas e, todas aquelas sequências, presentes na anotação, contendo o

dímero AG nas mesmas posições das instâncias positivas, que não eram sítios aceptores,

foram extraídas. Desta forma, gerou-se um conjunto contendo 2379 instâncias positivas e

400132 negativas, para o problema de identi�cação de sítios aceptores.
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A segunda base de dados é uma coleção de sítios disponível em [55], denominada HS3D

(do inglês Homo Sapiens Splice Site Dataset). Os dados são provenientes da coleta de sítios

de genes humanos anotados no Genebank onde sequências, com comprimento �xo, foram

extraídas em torno de sítios doadores e aceptores. De forma análoga ao que foi feito para

a outra base de dados, todas as sequências, de mesmo tamanho das sequências positivas

contendo o dímero GT ou o dímero AG, nas mesmas posições das instâncias positivas,

foram tomadas para compor o conjunto de instâncias negativas, respectivamente, para o

problema de sítios doadores e aceptores. Assim, os conjuntos totalizaram 2796 instâncias

positivas mais 271937 negativas para os sítios doadores, e 2880 instâncias positivas mais

329374 negativas para os sítios aceptores.

Cabe saber que os pro�ssionais da área de biologia molecular, quando realizam a ano-

tação de um gene, gravam a composição dos nucleotídeos começando por uma posição

localizada antes do primeiro trecho codi�cador prosseguindo, continuamente, até alguma

posição após o último trecho codi�cador. A quantidade de posições armazenadas depende

da região que o anotador julgou importante gravar, mas, comumente engloba um longo

trecho que antecede o primeiro éxon codi�cador e um outro trecho após o último éxon,

já que são trechos que podem carregar informações relacionadas a sequências reguladoras

da expressão do gene. Assim, além da grande variação do tamanho dos íntrons, a quanti-

dade armazenada de nucleotídeos (localizados antes e depois dos trechos codi�cadores de

proteínas) pode gerar variações na quantidade das sequências negativas extraídas a partir

destas anotações.

É importante notar que para medir o desempenho da classi�cação deve-se usar, de

preferência, um conjunto de teste que contenha o mesmo desbalanceamento de classes

daquela presente nas sequências de DNA pois algumas métricas são sensíveis à distribuição

de classes. Por exemplo, em alguns trabalhos apresentados na literatura tais como [35, 43]

mediu-se o desempenho tendo empregado conjuntos onde aproximadamente 50% das ins-

tâncias eram negativas. No trabalho [35] a base de dados empregada foi aquela disponível

no repositório UCI Machine Learning [2]. No outro trabalho [43], tomou-se uma pequena

parcela dos dados disponível na base de dados HS3D, tanto para o treinamento quanto

para o teste. Na base dados de sítios de junção do repositório UCI [2] a distribuição

de classes é de 25% para os sítios rotulados como sítios doadores, 25% sítios rotulados

como sítios aceptores e 50% como não sítios. Além desta distribuição de classes não

ser igual àquela encontrada no problema real, a maioria das instâncias rotuladas como

negativas não apresenta nenhum dos dois dímeros de consenso esperados na posição de

fronteira investigada. Sendo assim, há um número grande de instâncias que são facilmente
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detectados pelo classi�cador como não sítios já que não possuem os dois nucleotídeos de

consenso que necessariamente devem aparecer na posição de fronteira.

Os fatores de desbalanceamento de classes

Em problemas de classi�cação binária, o desbalanceamento de classes, em um conjunto

D, pode ser medido através da razão entre a quantidade |Dmin| de instâncias da classe

minoritária e a quantidade |D| total de instâncias [68], isto é, por p = |Dmin||/|D|.
Pode também ser medido pela razão entre a quantidade |DMaj| de instâncias da classe

majoritária e quantidade na classe minoritária [41, 70], ou seja, por

r =
|DMaj|
|Dmin|

. (2.7)

A quantidade de instâncias, a distribuição p de classes e o fator r de desbalanceamento,

para as duas bases de dados, podem ser vistos na Tabela 2.4 tanto para o problema de

reconhecimento de sítios doadores quanto para sítios aceptores.

Tabela 2.4: Quantidade de instâncias nas classes majoritária (|DMaj|) e minoritária
(|Dmin|), com as proporções e os fatores de desbalanceamento de classe, nas duas bases
de dados.

DGSplicer
|Dmin| |DMaj| p r

doador 2379 283062 0, 8% 119
aceptor 2379 400132 0, 6% 168

HS3D
|Dmin| |DMaj| p r

doador 2796 271937 1, 0% 97
aceptor 2880 329374 0, 9% 114

Embora existam, em mineração de dados, algumas estratégias que visem aumentar

a capacidade preditiva da classi�cação em domínios com grande desbalanceamento de

classes, nos sistemas propostos na literatura para o reconhecimento dos sítios de junção

não há uma preocupação em fazer qualquer tipo de pré-processamento dos dados visando

lidar com esta especi�cidade. Isto nos motivou a investigar o impacto de algumas técnicas

projetadas para lidar com esta particularidade. Além disso, dada a variedade de soluções

propostas resolvemos trabalhar com classi�cadores tradicionalmente usados em mineração

de dados, de forma a avaliar e discutir o efeito em abordagens de classi�cação distintas.



Capítulo 3

Um Novo Método de Balanceamento de

Classes

O desempenho de classi�cadores, em mineração de dados, está associado a vários fatores,

sendo a proporção de classes um importante aspecto. Os algoritmos de aprendizado de

máquina tradicionais são projetados para lidar com conjuntos de treinamento onde haja

um equilíbrio entre a quantidade de elementos nas classes. Quando há desequilíbrio entre

as classes, a tendência dos classi�cadores é favorecer a classe mais frequente [10, 28].

Neste capítulo são discutidas, inicialmente, as causas que levam, em domínios desba-

lanceados, os modelos a favorecerem a classe majoritária. Em seguida, uma revisão sobre

algumas abordagens existentes para solucionar o problema da classi�cação em conjunto

de dados com classes desbalanceadas é fornecida, dando enfâse a uma das abordagens

propostas na literatura. Por �m, apresenta-se a principal contribuição desta tese: uma

nova estratégia para balanceamento de classes no contexto de classi�cação de sítios de

junção.

3.1 Classi�cação em conjuntos desbalanceados

Embora o desbalanceamento de classes ocorra em problemas com mais de duas classes,

vamos nos concentrar, neste trabalho, apenas no problema binário, já que esta é a situação

veri�cada no problema de identi�cação de sítios de junção. Daqui em diante, os termos

classe minoritária e classe positiva serão empregados de forma sinônima assim como classe

majoritária e classe negativa, por serem essas as associações no contexto de classi�cação

de sítios de junção.

Classi�cadores induzidos a partir de conjuntos com elevada desproporção de classes
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tendem a gerar soluções que não são capazes de detectar com e�ciência as instâncias da

classe minoritária [14, 18]. Se o desbalanceamento de classes, no conjunto de treinamento,

for demasiadamente alto, os classi�cadores induzidos neste conjunto podem, inclusive,

serem construídos de forma tal a predizer todas as instâncias como da classe majoritária.

3.1.1 Análise na classi�cação generativa

O processo de classi�cação de uma instância X, conforme mencionado no Capítulo 2,

pode ser obtido através da avalição da função h(X). Esta função h(X) é dada pela razão

entre as probabilidades a posteriori P (Cl = +1|X) e P (Cl = −1|X) da instância nas

duas classes,

h(X) =
P (Cl = +1|X)

P (Cl = −1|X)
=
P (Cl = +1|X)

P (Cl = −1|X)
=
P (X|Cl = +1)

P (X|Cl = −1)
b, (3.1)

onde b = P (Cl = +1)/P (Cl = −1) é o quociente entre as probabilidades a priori.

A regra para a classi�cação consiste em considerar que a instância X pertence à classe

positiva se h(X) > 1 e à classe negativa, em caso contrário.

Exigir que h(X) > 1 é equivalente a impor que

P (X|Cl = +1) > (1/b)P (X|Cl = −1). (3.2)

Os valores P (Cl = +1) e P (Cl = −1) são estimados a partir da base de dados de

treinamento T , e são calculados via

P (Cl = +1) ≈ |TPos|/|T | e P (Cl = −1) ≈ |TNeg|/|T |,

onde |TPos|, |TNeg| e |T | representam o número de instâncias positivas, negativas e total,

respectivamente, da base T .

Dessa forma, tem-se que

b = P (Cl = +1)/P (Cl = −1) ≈ |TPos|/|TNeg|. (3.3)

Lembrando que, em classi�cação binária, uma forma de medir o desbalanceamento

de classes é através da razão entre a quantidade |TNeg| de instâncias da classe negativa e
quantidade |TPos| de instâncias da classe positiva [41, 70], ou seja, por

r =
|TNeg|
|TPos|

. (3.4)
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É possível, então, relacionar os valores de b e r pelas expressões

b ≈ |TPos|/|TNeg| = (1/r) ou (1/b) ≈ r. (3.5)

A desigualdade dada pela Equação 3.2 signi�ca simplesmente que uma instância só

será predita como da classe positiva se P (X|Cl = +1) ultrapassar (1/b)P (X|Cl = −1).
Em situações onde (1/b) ≈ r >> 1 isto quer dizer que e o indutor só prediz uma instância

como sendo da classe positiva se esta instância apresentar alta verossimilhança com a

classe positiva (ou seja, tendo um valor de P (X|Cl = +1) elevado) e baixa verossimilhança

com a negativa.

Vamos ilustrar a situação com o seguinte exemplo. Suponha que se tenha um con-

junto D com 500 instâncias da classe positiva, e 10000 elementos da classe negativa,

ou seja, com um fator de desbalanceamento r = 10000/500 = 20. Suponha, ainda,

que as probabilidades condicionais de uma instância X sejam P (X|Cl = +1) = 0, 75 e

P (X|Cl = −1) = 0, 04. Assim, apesar de os valores das probabilidades condicionais serem

alto e baixo, respectivamente, para a classe positiva e negativa, a instância X não será

predita como da classe positiva pois P (X|Cl = +1) = 0, 75 < 20∗P (X|Cl = −1) = 0, 04.

Isto é devido ao fato de r ser alto.

3.1.2 Análise em classi�cadores discriminativos

Com relação aos classi�cadores discriminativos, a presença do desbalanceamento pode,

também, levar os indutores a gerar soluções que não sejam capazes de predizer com

acuidade as instâncias da classe minoritária. Dois indutores serão analisados: árvores de

decisão e SVM.

Árvores de Decisão

Métodos de classi�cação baseados em árvore de decisão buscam dividir os dados do

conjunto de entrada (os dados de treinamento) em subconjuntos. Os algoritmos que

induzem as árvores adotam estratégias gulosas para realizar a partição, isto é, uma vez

tomada uma decisão de algum particionamento, ela não é mais reconsiderada. O critério

de divisão dos conjuntos é, normalmente, baseado em heurísticas [19].

Há, na literatura, diversos algoritmos para a indução de árvores de decisão, dentre

eles podemos citar: o ID3 [56], o C4.5 [57] e o CART [4]. Tanto o ID3 como o C4.5 (que

é uma evolução do ID3) são algoritmos recursivos que empregam o ganho de informação

(redução da entropia nos conjuntos) como medida para particionar os conjuntos [27].
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As árvores de decisão são constituídas por nós, ramos e folhas. O nó raiz e os nós

internos indicam testes sobre algum atributo. Os ramos de cada nó representam os re-

sultados dos testes e os nós terminais, também denominados de folhas, correspondem às

classes. A cada folha é atribuída uma só classe mas, a ela, podem estar associadas instân-

cias da base de treinamento de outras classes, con�gurando como erros de treinamento.

A Figura 3.1 mostra uma árvore para um problema onde as instâncias têm, apenas, dois

atributos: o atributo categórico x1 e o numérico x2. Destacou-se, nesta �gura, para os

dois ramos mais à esquerda, a quantidade de elementos que chegam naquelas duas folhas.

Vê-se que há 250 instâncias positivas e 100 instâncias negativas que chegam à folha mais

à esquerda (para x1 = R e x2 < a2), de forma que se atribui a classe positiva a este nó

terminal, mas há 100 instâncias, da base de treinamento, incorretamente rotuladas ali.

De forma análoga, pode-se notar, ainda, que na outra folha (onde x1 = R e x2 > a2),

há 50 instâncias positivas e 2900 instâncias negativas, de forma que a classe negativa �ca

associada à folha, mas há também erros associados.

Figura 3.1: Exemplo de uma árvore de decisão.

A geração das árvores é sensível ao desbalanceamento das classes e, em geral, as

árvores não apresentam boa capacidade de discernimento da classe minoritária quando

induzidas em bases com alto desbalanceamento de classes. Nos algoritmos C4.5 e CART,

por exemplo, (alguns dos algoritmos mais conhecidos na comunidade cientí�ca para in-

dução de árvores [69]) um processo de pós-poda é aplicado sobre uma árvore inicialmente

gerada [19]. A poda é um processo inerente à indução e é necessária para tornar o classi-

�cador capaz de generalizar melhor as regras aprendidas, evitando que as regras criadas

se tornem demasiadamente especí�cas ao conjunto de treinamento, evitando, portanto, o

superajuste dos dados (over�tting).

O processo de poda se faz partindo das folhas para a raiz e é realizado eliminando,
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sucessivamente, subárvores. Esta eliminação depende de um balanço entre o número de

subárvores e da taxa erro, com e sem a eliminação das subárvores. Uma comparação en-

tres estes dois fatores, antagônicos � complexidade da árvore versus erro � é realizado a

cada ramo da árvore. Quando se tem uma quantidade de instâncias de uma classe muito

superior à quantidade da outra, pode haver uma aglutinação de várias subárvores em

folhas com rótulo da classe majoritária. Assim, nestas folhas, não haverá o discernimento

entre as classes. Uma representação do processo está ilustrado na Figura 3.2, onde se vê a

mesma árvore da Figura 3.1 mas agora podada: a subárvore que estava destacada (aquela

mais abaixo e mais à esquerda) foi substituída por uma folha.

Figura 3.2: Exemplo de uma árvore onde foi realizada a poda.

Num caso de elevado desbalanceamento de classes, o indutor pode criar apenas uma

folha, da classe majoritária, pois aquela pode representar a solução ótima no balanço

entre complexidade e taxa de erro. Apesar de parecer um caso extremo, esta situação se

veri�ca ao induzirmos uma árvore de decisão através do algoritmo C4.5, com uma taxa de

poda comumente adotada para este algoritmo nas bases de dados no problema de sítios

de junção empregadas neste trabalho.

O classi�cador SVM

A técnica de classi�cação conhecida por SVM (do inglês, Suport Vector Machines) é

uma técnica onde o problema de aprendizado é formulado como um problema de otimiza-

ção [19]. O treinamento do classi�cador SVM envolve a solução de um problema de

otimização quadrático, que é o resultado da maximização da margem de separação entre

as instâncias das diferentes classes. É um classi�cador projetado tipicamente para resolver

problemas de classi�cação binária, embora existam estratégias para domínios com mais
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de duas classes.

A técnica empregada na indução de um classi�cador SVM consiste em determinar

uma função h(X) do tipo

h(X) = w ·X + p,

que crie uma separação das instâncias por classe, isto é, que de um lado do hiperplano

h(X) = w · X + p = 0 haja apenas instâncias de uma classe e do outro lado apenas

instâncias da outra classe.

Essa função é construída exigindo-se que a distância entre um dado hiperplano,

de�nido por Hinf (X) = w ·X + p = −1 e um outro, dado por Hsup(X) = w ·X + p = 1

(hiperplanos associados à h(X) = w ·X + p = 0) seja maximizada. As regiões no espaço,

entre o hiperplano h(X) = 0 e os outros dois hiperplanos (Hinf (X) e Hinf (X)) são denom-

inadas de margens. A Figura 3.3 ilustra a situação, em um problema onde as instâncias

são compostas apenas por dois atributos, ou seja, onde um elemento da base treinamento

é do tipo X = (x1, x2). Mostram-se as instâncias de duas classes (classe quadrado e classe

cruz) separadas pelo hiperplano h(X) = w ·X + p = 0, representado em linha cheia. As

linhas tracejadas são os hiperplanos Hinf e Hsup que são os limites das margens separado-

ras das classes. Toda instância da classe quadrado que se situa acima da linha separadora

(precisamente tal que (w · X + p) ≥ 0) representa um erro no treinamento, assim como

toda instância da classe cruz que se localiza abaixo dela. Na �gura, estas instâncias estão

destacadas por círculos pontilhados.

Figura 3.3: A separação das classes produzida pelo SVM com margens rígidas

Tendo sido obtida a função h(X), a classi�cação de uma nova instância X é realizada

veri�cando o sinal de h(X): se for positivo então atribui-se a classe positiva e, em caso

contrário, a classe negativa.
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Se não for permitido, durante o processo de otimização, que instâncias permaneçam

entre os hiperplano Hinf e Hsup, o indutor é conhecido como de margens rígidas (como

é o caso mostrado na Figura 3.3), em caso contrário (instâncias podem �car entre os

hiperplanos), é designado por indutor com margens suaves.

No indutor com margens suaves, que é a versão mais empregada em mineração de

dados [27], o hiperplano é obtido minimizando, em w, a função m(w), dada abaixo

m(w) =
1

2
||w||+ C

|T |∑
j=1

ξj

e impondo, às instâncias positivas X i (com i = 1, ..., |T |) do conjunto de treinamento T ,

restrições do tipo (w ·X i + p) ≥ (1 − ξi) e, àquelas da classe negativa restrições do tipo

−(w ·X i+ p) ≥ (1− ξi). O valor de C refere-se ao fator de penalidade (ou regularização)

na otimização, fator este que está associado ao tamanho da margem entre as duas classes.

Os valores ξi são variáveis de folga, inseridas de forma a permitir que dados (erros)

permaneçam entre o hiperplano Hinf = w ·X+p = −1 e hiperplano Hsup = w ·X+p = 1,

conferindo uma maior capacidade de generalização ao classi�cador [19].

A Figura 3.4 (a) ilustra o hiperplano separador em uma situação onde há mais ou

menos a mesma quantidade de instâncias da classe positiva e da classe negativa (os quadra-

dos representam exemplos negativos e as cruzes os positivos). Pode-se observar, na �gura,

que há 9 exemplos negativos acima da linha separadora e 8 exemplos positivos que se en-

contram abaixo dela, correspondendo a erros de treinamento.

Figura 3.4: Hiperplano separador em dois problemas: (a) com quantidade de elementos
positivos e negativos aproximadamente iguais (b) com quantidade de elementos negativos
muito maior do que de positivos (quadradros representam instâncias negativas e cruzes
as positivas).
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Num cenário desbalanceado, o hiperplano tende a se deslocar em direção à classe

minoritária, isto é, �car mais próximo da região onde estão as instâncias da classe mi-

noritária (se comparado ao hiperplano obtido na situação onde há equilíbrio de classes),

já que o indutor busca minimizar o erro global [10]. Neste caso, muito mais instâncias

serão preditas como da classe negativa se comparado a um problema similar, contendo as

mesmas instâncias da classe positiva porém com maior equilíbrio entre classes. A Figura

3.4 (b) mostra este deslocamento.

3.2 Soluções existentes

A rotulação de instâncias em problemas com classes desbalanceadas tem sido tratada

pela comunidade de aprendizado de máquina via alguns caminhos distintos, que podem

ser divididos em dois tipos principais: a abordagem em nível de algoritmo e a abordagem

em nível de dados [14].

3.2.1 Abordagem em nível de algoritmo

Soluções desta categoria, também conhecidas por soluções internas, consistem em adap-

tações e modi�cações nos classi�cadores tradicionais [10]. A metodologia mais comum

e mais difundida é o aprendizado com custos, que consiste em atribuir pesos (custos)

diferenciados aos erros, por classe, no momento de induzir o classi�cador [17, 72]. Um

problema associado a esta abordagem é que é necessário quanti�car os custos, o que nem

sempre é uma tarefa simples. Além de disso, a solução �ca restrita àquele algoritmo.

Ainda nesta categoria de métodos, o aprendizado com uma só classe, também conhe-

cido por aprendizado baseado por reconhecimento, tem sido proposto. O métodos auto-

associator e one class SVM são exemplos deste tipo de estratégia [28].

3.2.2 Abordagem em nível de dados

A estratégia em nível de dados, também designada por estratégia externa, consiste em

modi�car a distribuição dos dados do conjunto de treinamento. Técnicas dessa abordagem

são aplicadas na fase anterior ao treinamento.

As estratégias podem ser de reamostragem dos dados ou de combinação de vários

classi�cadores treinados em subconjuntos da base de treinamento [40, 68]. Nesta gama

de soluções, visa-se usar conjuntos de treinamento mais balanceados do que o conjunto
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original no momento de induzir os classi�cadores.

3.2.2.1 Técnicas de combinação de indutores

Para aumentar o desempenho de classi�cadores em conjuntos com classes desbalanceadas,

uma estratégia existente é combinar os resultados de vários classi�cadores induzidos em

subconjuntos distintos da base de treinamento [40, 28]. Esta técnica, conhecida como en-

semble, é usada, também, em situações onde os conjuntos apresentam pouco, ou nenhum,

desbalanceamento [27].

Dentre algumas variações possíveis do método ensemble, uma delas consiste em rea-

lizar a predição �nal pela combinação de predições fornecidas por classi�cadores induzidos

em subconjuntos. Estes subconjuntos são obtidos através de subamostragem do conjunto

de treinamento original, onde as instâncias da classe majoritária são extraídas aleato-

riamente, com reposição, da base de treinamento original. Cada subconjunto é gerado

de forma independente dos outros subconjuntos. Este tipo de estratégia é denominada

de bagging. A composição dos subconjuntos e os modelos hi induzidos através dos sub-

conjuntos amostrados neste esquema, está representada na Figura 3.5. Para tratar do

desbalanceamento de classes, no trabalho [40], os autores propõem uma combinação deste

tipo, chamada de Easy-Ensemble, onde subconjuntos com distribuição de classe equi-

librada (r = 1) são empregados para induzir os modelos. Estes subconjuntos têm as

mesmas instâncias da classe minoritária mas composições distintas de instâncias da classe

majoritária.

Figura 3.5: Método bagging: p subconjuntos de T são usados para gerar os p indutores hi
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No método de bagging para se predizer a classe de uma nova instância X, toma-se a

classe vencedora das previsões fornecidas pelo indutores hi, i = 1, ..., p. O uso de diversos

conjuntos faz com que apareça uma variação na indução dos modelos hi, permitindo que

conceitos não aprendidos por um indutor, que se baseou em um subconjunto especí�co,

possam ser capturados através dos outros.

Havendo uma elevada desproporção de classes, uma solução, mais geral, consiste em

adotar subconjuntos que tenham fatores de desbalanceamento intermediários entre o to-

talmente equilibrado (r = 1) e o fator encontrado na base original (rorig). Isso permite

que uma maior quantidade de instâncias da classe majoritária participe do aprendizado

sem, no entanto, usar todas as instâncias em cada conjunto de treinamemnto.

3.2.2.2 Métodos de reamostragem

Há uma série de técnicas de reamostragem propostas na literatura [11, 18, 37, 68]. Estes

métodos se dividem em duas categorias: os métodos de subamostragem (em inglês, under-

sampling) e os de sobreamostragem (em inglês, oversampling). Em subamostragem, dados

da classe majoritária são removidos, enquanto que na técnica de sobreamostragem dados

da classe minoritária são adicionados. Tanto a sobreamostragem como a subamostragem

podem ser realizadas de forma aleatória ou não.

Nos trabalhos de [18, 68], por exemplo, os autores �zeram uso da técnica de sub-

amostragem com retirada aleatória, construindo conjuntos para o treinamento com diver-

sos fatores de balanceamento. Os autores mostraram que ganhos de desempenho podem

ser obtidos.

O balanceamento do conjunto de treinamento realizado por subamostragem aleatória

pode possibilitar a perda de instâncias da classe majoritária com informação relevante

para a classi�cação. Já a sobreamostragem com replicação aleatória das instâncias pode

gerar over�tting [36]. Assim, visando corrigir problemas introduzidos por reamostragens

aleatórias, estratégias orientadas têm sido propostas.

Uma estratégia de sobreamostragem orientada bastante difundida e amplamente usada

para balancear conjuntos [28] é a estratégia denominada SMOTE (do inglês, Synthetic

Minority Over-sampling Technique) [11]. A técnica consiste em criar instâncias sintéticas

da classe minoritária. A geração de novos elementos é feita via interpolação das instâncias

da classe minoritária com outros elementos da mesma classe. Uma nova instância é

criada tendo como base uma instância e uma outra instância vizinha, que é tomada
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aleatoriamente dentre k (um parâmetro do método) instâncias vizinhas próximas a ela.

Para cada instância da base, o processo é repetido para um número a de instâncias

vizinhas, número este que vai depender do aumento desejado. Assim a representa a taxa

de adição (ou incremento) de instâncias e pode assumir apenas valores inteiros. Se para

cada instância da base for tomada apenas uma (a = 1) instância mais próxima, isto

resulta em um aumento de 100% na quantidade total de instâncias, se forem tomadas

duas instâncias (a = 2) isso resulta em um percentual de incremento de 200%, três a

um percentual de 300% e assim por diante. A Figura 3.6 ilustra a criação de duas novas

instâncias (a = 2) a partir de uma instância X, usando k = 5 vizinhas.

Figura 3.6: Representação ilustrativa do método SMOTE, com parâmetros a = 2 e k = 5.

Em subamostragem, algumas estratégias têm sido propostas para remover, de forma

orientada, as instâncias do conjunto de treinamento. Um exemplo disso são as técnicas

que empregam agrupamentos (clusters) para direcionar a subamostragem. Estas estraté-

gias serão descritas, com mais detalhes, a seguir.

Subamostragem baseada em agrupamentos

Esse tipo de subamostragem organiza, inicialmente, as instâncias em grupos (clusters).

O objetivo é obter um conjunto de treinamento mais equilibrado do que o original onde

a seleção das instâncias, que serão posteriormente usadas para o treinamento, é feita

relacionada às características dos clusters criados.

No trabalho de Nguyen et al. [51], o agrupamento é realizado tanto no conjunto

de instâncias positivas quanto no de instâncias negativas, de forma independente um do

outro. O número de clusters é o mesmo para cada classe. Para compor o conjunto de

treinamento, toma-se o centróide, de cada agrupamento, de forma que, ao �nal, o conjunto

de dados �que equilibrado.
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Uma outra proposta, que faz uso de clusters, é a de Das et al. [13]. Neste trabalho,

os elementos do conjunto de treinamento, contendo instâncias das classes minoritária e

majoritária, são agrupados. Após ter sido realizado o agrupamento, há uma seleção das

instâncias, feita da seguinte forma: nos clusters onde a distribuição de classes é mais

equilibrada (acima de um patamar, determinado empiricamente), os elementos negativos

são descartados e, onde isso não ocorre todas as instâncias são mantidas.

Em um outro trabalho, proposto por Yen e Lee [70], os elementos do conjunto de

treinamento (contendo instâncias das duas classes) são agrupados em clusters. Neste

trabalho, todas as instâncias positivas são usadas para o treinamento e, apenas, uma

parte das instâncias negativas é tomada de cada cluster. A quantidade de instâncias da

classe negativa a ser tomada de um dado cluster i é proporcional à relação de classes ri

observado no cluster. Essa quantidade T selNeg,i é calculada de forma que o conjunto de dados

�nal �que mais balanceado. Em particular, para se atingir um balanceamento com um

fator rfinal o número T selNeg,i de instâncias da classe negativa a ser extraído de um cluster

i é calculado por

T selNeg,i = rfinal ∗ TPos ∗ (
ri∑k
i=1 ri

), (3.6)

onde ri = TNeg,i/TPos,i é o fator de desbalanceamento de classes observado no cluster i e

k é o número de clusters adotado, escolhido empiricamente.

O algoritmo particional chamado k-médias é usado para realizar o agrupamento e a

retirada das instâncias, por cluster, é feita de forma aleatória. Os autores destacam que

se não houver instâncias positivas, em um dado agrupamento i, ainda assim, considera-se

que há uma instância (ou seja, considera-se que TPos,i = 1) de forma a evitar inde�nições

matemáticas que surgiriam no cálculo do fator ri quando TPos,i = 0.

Ao se trabalhar em uma base de dados onde haja uma quantidade de instâncias muito

maior em uma classe do que em outra classe é bastante provável que apareçam muitos

clusters que tenham apenas instâncias da classe majoritária. Portanto, em clusters deste

tipo acabam sendo retirados o maior número de instâncias, já que, nestes agrupamentos,

os valores de ri serão maiores que em outros. Isso acaba acarretando na seleção de muitas

instâncias negativas similares já que pertencem a um mesmo cluster.

3.3 O método proposto

Neste trabalho, propomos uma nova solução para orientar a subamostragem, que foi

denominada de UsBMaC (do inglês, UnderSampling Based on Majority Class Clusters)
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[66]. A estratégia proposta é um método de reamostragem que reduz a quantidade de ins-

tâncias da classe majoritária, visando, nesta redução, não perder informações importantes

na classe negativa. Para isso, a ideia é, ao compor a base de treinamento com instâncias

da classe majoritária, usar, apenas, instâncias que sejam representantes do conjunto total

de instâncias da classe.

Antes de entrar em detalhes de como é feito o agrupamento e como as instâncias

são escolhidas, vamos apenas dar uma noção da técnica UsBMaC. Como o objetivo da

estratégia é reduzir a quantidade de instâncias da classe majoritária (negativa) do conjunto

de treinamento TNeg, as instâncias da classe negativa são, inicialmente, agrupadas em uma

grande quantidade de clusters. Estando as instâncias negativas agrupadas, seleciona-se

apenas uma instância de cada cluster.

Resumidamente, o método consiste em dois passos:

� Passo 1: agrupar as instâncias do conjunto TNeg em Nc clusters.

� Passo 2: selecionar a instância de cada cluster para compor o novo conjunto T rNeg
de instâncias negativas para o treinamento.

O critério para a escolha de que instância será tomada de cada cluster será mencionado

mais adiante mas, essencialmente, é aquela que está mais próxima de todas, dentro daquele

cluster, ou seja, uma instância dita "central". Uma representação esquemática da ideia

pode ser vista na Figura 3.7, onde mostra-se um conjunto qualquer de instâncias da classe

negativa (representado por quadrados) que estão agrupadas em clusters, destacando, em

cada cluster (por círculos tracejados), aquelas que serão selecionadas para compor o con-

junto de instâncias negativas da base de treinamento.

Figura 3.7: Seleção das instâncias na estratégia de subamostragem UsBMaC.
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A quantidade Nc de clusters a ser utilizada para a subamostragem vai depender do

desbalanceamento �nal r pretendido, assim como da quantidade de instâncias positivas

|TPos| existente na base de treinamento. Este valor é calculado, simplesmente, por

Nc = r ∗ |TPos|. (3.7)

A tarefa de agrupamento

Criar agrupamentos consiste em encontrar subconjuntos, dentro de um conjunto de

dados, tal que as instâncias pertencentes a um mesmo subconjunto estejam, de alguma

maneira, relacionadas. Uma instância é, neste contexto, considerada um instância repre-

sentante quando possuir características similares às instâncias do grupo do qual ela per-

tence, de forma que ela resuma as informações existentes naquele grupo.

Há diversos métodos para se criar agrupamentos [27]. Um dos mais difundidos consiste

em uma abordagem denominada de particional com agrupamentos exclusivos [19]. Nesta

abordagem, um conjunto de dados D formado pelas instâncias {X1, X2, ..., Xn} é dividido
em Nc partições disjuntas de forma que: 1) cada instância Xi esteja associada a algum

cluster Cj; 2) cada instância esteja associada somente a um cluster; 3) cada cluster tenha,

pelo menos, uma instância; 4) a união dos clusters resulte no conjunto D.

Um forma possível e usual de se criar clusters, neste paradigma, é agrupar as ins-

tâncias em torno de um elemento central. Há várias maneiras de se adotar um elemento

como central. Um elemento central bastante empregado é o centroide. O centroide Xj
C

de um cluster Cj, contendo nj instâncias {Xj
1 , X

j
2 , ..., X

j
nj
} é de�nido por

Xj
C =

1

nj

∑
Xi∈Cj

Xi (3.8)

Figura 3.8: Exemplo de dois clusters com os seus respectivos centroides: a) O centroide é
uma das instâncias do cluster; b) O centroide não uma das instâncias do cluster
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Por exemplo, se CA = {[1; 1]t, [2; 2]t, [3; 3]t, [1; 3]t, [3; 1]t} é um cluster contendo cinco

instâncias, o seu centroide é o elemento XA
C = [2; 2]t.

Pode ocorrer que o centroide não seja um ponto da base, como é o caso, por exemplo,

do que ocorre no cluster CB = {[1; 1]t, [2; 2]t, [3; 3]t, [1; 3]t, [4, 5; 1]t} cujo centroide é o

elementoXB
C = [2; 2, 4]t. Uma representação dos clusters CA e CB, com os seus respectivos

centroides (destacados por um círculo pontilhado), pode ser vista na Figura 3.8.

Algoritmos de agrupamento

Vários algoritmos de agrupamento particional existem [19], sendo que, neste trabalho,

empregou-se o algoritmo de bisseção por k-médias (em inglês, bisecting-k-means). Este

algoritmo faz parte de um pacote de algoritmos de agrupamento, denominado CLUTO,

desenvolvidos em linguagem C e disponível em glaros.dtc.umn.edu/gkhome/cluto [32].

Ele foi escolhido pois ele é e�ciente para realizar agrupamentos com grande quantidade

de clusters [64]. A versão chamada vcluster foi utilizada. O algoritmo da bisseção por k-

médias [32] é uma variação simples do algoritmo k-médias, que será descrito mais adiante.

Para criar os agrupamentos, o algoritmo da bisseção por k-médias se baseia em empre-

gar, repetidas vezes, o algoritmo particional k-médias com k = 2. O algoritmo k-médias

[20, 27] consiste em escolher, inicialmente, aleatoriamente, no conjunto de entrada, k = 2

instâncias como centroides. Em seguida, calcula-se a similaridade de todas as outras

instâncias a estes centroides, associando cada instância a um cluster baseado na sua

proximidade a um dos centroides (a instância é associada ao centroide mais próximo).

Feita essa primeira associação, atualizam-se os centroides de cada grupo calculando as

médias dos atributos, entre todas as instâncias em cada cluster e refaz-se a associação das

instâncias aos clusters baseado nestes novos centroides. O processo é repetido até que as

instâncias não mudem mais de clusters.

O algoritmo da bisseção por k-médias faz uma sequência de agrupamentos mais sim-

ples. A Figura 3.9 ilustra a ideia do algoritmo, mostrando as três iterações referentes ao

processo de agrupamento, em Nc = 4 clusters, realizado sobre um conjunto de dados de

T . Nesta �gura, os conjuntos Sj,A e Sj,B correspondem aos subconjuntos criados em uma

iteração j.

Tendo as instâncias sido identi�cadas com os seus respectivos clusters, obtidos pela

aplicação do algoritmo da bisseção por k-médias de CLUTO (os seja, tendo todos os

clusters), a implementação da estratégia UsBMaC consiste em tomar como representante

de cada cluster a instância que está mais próxima do seu centroide.
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Procedimento 1 Agrupamento pelo método da bisseção por k-médias
ENTRADA: Conjunto de instâncias T e a quantidade Nc de clusters.
SAIDA: As instâncias de T agrupadas em Nc clusters.
INICIO

Fazer S = T
Incluir na lista de subconjuntos P o conjunto S.
Repetir (Nc − 1) vezes

Escolher em P aquele conjunto S que tenha a maior quantidade de instâncias.
Retirar S de P.
Agrupar as instâncias de S em 2 clusters SA e SB, usando o k-médias, com k = 2.
Acrescentar os subconjuntos SA e SB em P.

Fim repetir.
FIM

Figura 3.9: Exemplo da aplicação do método da bisseção por k-médias .

A estratégia UsBMaC está descrita no Procedimento 2. Um script em linguagem

Python foi implementado para realizar esta tarefa.

Antes de mencionar mais detalhes relacionados ao algoritmo de agrupamento empre-

gado neste trabalho, convém ressaltar que existem alguns outros algoritmos dentro da

categoria de métodos particionais [19] que também seriam interessantes para realizar a

tarefa agrupamento na estratégia de subamostragem UsBMac: um deles é o PAM (do

inglês, Partitioning Around the Medoid ) [33]. O algoritmo PAM tem a vantagem, em re-

lação aos algoritmos que se baseiam em centroides, de empregar como elementos centrais,

sempre, instâncias da base, que são, neste caso, chamados de medoides. Um medoide

é de�nido como a instância, dentro de um grupo de instâncias, cuja distância às outras



3.3 O método proposto 54

Procedimento 2 Estratégia UsBMaC
ENTRADA:
Conjunto de dados T = TPos+ TNeg e o desbalanceamento �nal r pretendido.
SAIDA:
O conjunto de dados de entrada reamostrado (T r) .
INICIO

Agrupar as instâncias de TNeg em r ∗ |TPos| clusters
Tomar de cada cluster a instância que estiver mais próxima do seu centroide de

forma a compor, com estas instâncias, o conjunto T rNeg
Criar o conjunto T r= TPos + T rNeg.

FIM

é mínima. Estes medoides possuem a mesma função que os centroides pois servem de

referência para a associação das instâncias em clusters. Apesar de ser mais natural adotar

como instância central um elemento que seja uma instância da base, o custo computa-

cional envolvido na determinação do medoide é muito alto, o que torna seu uso inviável

quando empregado em conjuntos com grande quantidade de instâncias [27].

Neste sentido, cabe observar que, com frequência, nas bases de dados empregadas

neste trabalho, o centroide não é uma instância da base. Por exemplo, ao fazer o agrupa-

mento dos sítios doadores com Nc = 20000, em 80% dos clusters (média da realização do

agrupamento em cinco conjuntos) o centroide não é uma instância da base. No entanto,

de acordo com métrica utilizada (será discutida a seguir) a similaridade entre o centroide

e a instância mais próxima é sempre muito alta, da ordem, em média, de 95% e nunca

inferior a 85%, evidenciando, assim, que as instâncias que são tomadas como instâncias

representantes de cada cluster estão sempre próximas dos seus respectivos centroides.

Medida de similaridade

Para fazer o agrupamento, a implementação do algoritmo da bisseção por k-médias,

fornecido em CLUTO, disponibiliza duas medidas de similaridade: o coe�ciente de cor-

relação e a similaridade do cosseno, sendo esta última a medida default da ferramenta.

Empregamos a medida de similaridade do cosseno, por ser bastante usada em várias

aplicações [27] e, também, pelo fato de que quando usada em instâncias com atributos

categóricos (feita uma devida conversão) tem uma interpretação simples.

A similaridade do cosseno entre duas instâncias X e Y é de�nida por

s(X, Y ) =
X · Y
||X||||Y ||

, (3.9)
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onde X tY =
∑n

j=1(XjYj) denota o produto interno entre os vetores X e Y e valor ||X||
representa a norma do vetor X, dada pela seguinte expressão

||X|| = (X ·X)1/2 = (
n∑
j=1

(xjxj))
1/2.

Como as instâncias dos conjuntos de dados com as quais se lida neste trabalho pos-

suem atributos categóricos é necessário transformar os atributos categóricos em atributos

numéricos. A conversão canônica foi empregada. Nesta transformação uma instância

X = (X1, X2, ..., Xn), que tenha n atributos (onde os atributos Xj podem assumir q

valores) é modi�cada em um vetor com q ∗ n atributos binários (0 ou 1).

Por exemplo, as instâncias X = (A,A,A,A) e Y = (A,A,A,C), seriam convertidas

da seguinte forma:

X = (A,A,A,A)→ X = (1, 0, 0, 0, 1, 0, 0, 0, 1, 0, 0, 0, 1, 0, 0, 0)

Y = (A,A,A,C)→ Y = (1, 0, 0, 0, 1, 0, 0, 0, 1, 0, 0, 0, 0, 1, 0, 0).

Como neste exemplo X tY = 1+1+1 = 3 e ||X|| = ||Y || = 2, portanto a similaridade

do cosseno entre X e Y é:

s(X, Y ) = 3/4 = 0, 75

Vale observar que uma forma possível de medir a similaridade entre instâncias com

atributos categóricos é calcular o número de posições em que os valores dos atributos

coincidem [27]. O valor máximo de similaridade ocorre quando os valores são idênticos

para todos os n atributos e o valor mínimo (zero) ocorre quando não há nenhuma coin-

cidência. Por exemplo, se X = (A,A,A,A), Y = (A,A,A,C) e Z = (C,C,C,C) então a

similaridade entre as instâncias X e Y é três e entre X e Z é nula.

A medida de similaridade do cosseno em instâncias tendo atributos categóricos, quando

a conversão canônica é aplicada, corresponde a contar o número de posições em que os

valores dos atributos coincidem, normalizados (na métrica do cosseno) pela quantidade

de atributos das instâncias (tamanho do vetor).



Capítulo 4

Experimentos e Resultados

Este capítulo apresenta o conjunto de experimentos conduzidos neste trabalho e os resul-

tados obtidos nas duas bases de dados utilizadas.

4.1 Experimentos

Esta seção descreve como foram realizados os experimentos, o método de avaliação ado-

tado para medir o desempenho e a métrica empregada.

4.1.1 Descrição dos experimentos

Com o objetivo de avaliar o desempenho da estratégia proposta UsBMaC [66], assim como,

comparar e quanti�car o impacto de outras estratégias de reamostragem de dados, vários

experimentos foram conduzidos. As estratégias de balanceamento de dados empregadas

neste trabalho foram: SMOTE [11], subamostragem aleatória [18, 68] e bagging [40]. Três

métodos de classi�cação, de abordagens distintas, foram usados: Naive Bayes que é um

método da categoria dos métodos generativos e dois métodos da abordagem discrimi-

nativa, ADTree e SVM.

A sequência de passos para a execução dos experimentos é apresentada, de forma

simpli�cada, no Procedimento 3, mostrado a seguir. Na descrição apresentada, os con-

juntos T e t constituem uma partição da base de dados D em dois subconjuntos disjuntos,

sendo T o conjunto usado para o treinamento e t o conjunto empregado para o teste. No

Procedimento 3, o método de classi�cação empregado é referenciado, genericamente, por

método φ. Duas listas, uma chamada Lb e a outra Lr, são fornecidas como listas de

entrada. A lista Lb é usada quando a estratégia de sobreamostragem SMOTE é apli-
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cada. Esta lista contém as taxas percentuais de incremento de instâncias. A outra lista,

a lista Lr, contém os fatores de desbalanceamento r pretendidos, e é usada quando vai-se

subamostrar os conjuntos de treinamento. Para cada valor da lista Lr um classi�cador

é induzido, em cada estratégia. Estes classi�cadores são designados por hSA,r, hB,r ou

hUC,r indicando que foram induzidos em um conjunto de treinamento com fator de desba-

lanceamento r, obtidos através da estratégia de Subamostragem Aleatória, bagging ou

UsBMaC, respectivamente. De forma análoga, para cada valor da lista Lb, o classi�cador

gerado através do conjunto onde aplicou-se a estratégia SMOTE, com taxa percentual de

adição de b, é designado por hSM,b. O classi�cador induzido no conjunto T é referenciado

simplesmente por h.

Procedimento 3 Passos da execução dos experimentos
ENTRADA:
Conjuntos de treinamento T e teste t.
Método de classi�cação φ.
Lista Lb contendo as taxas percentuais de adição.
Lista Lr contendo os fatores de desbalanceamento r pretendidos.
SAÍDA:
Desempenho do classi�cador induzido em T .
Desempenho dos classi�cadores induzidos nos conjuntos de treinamento obtidos com
aplicação das diversas estratégias.
INÍCIO
1: Induzir o classi�cador h, com o método φ, usando o conjunto T e avaliá-lo em t.
2: Calcular o desempenho de h em t.
3: Para todos os valores b em Lb.
4: Induzir o classi�cador hSM,b, com o método φ, usando SMOTE com b, k e T

e avaliá-lo em t.
5: Calcular o desempenho de hSM,b em t.
6: Fim Para
7: Para todos os valores r em Lr.
8: Induzir o classi�cador hSA,r, com o método φ, usando subamostragem aleatória

com r e T e avaliá-lo em t.
9: Calcular o desempenho de hSA,r em t.
10: Induzir o classi�cador hB,r, com o método φ, usando bagging com r, T e p

e avaliá-lo em t.
11: Calcular o desempenho de hB,r em t.
12: Induzir o classi�cador hUC,r, com o método φ, usando UsBMaC com r e T

e avaliá-lo em t.
13: Calcular o desempenho de hUC,r em t.
14: Fim Para
FIM

Apresenta-se, através dos Procedimentos 4, 5, 6 e 7, como devem ser realizadas as

tarefas indicadas nas linhas 4, 8, 10 e 12 do Procedimento 3. Nestes procedimentos o
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conjunto de treinamento com as instâncias positivas é chamado TPos e com as instâncias

negativas de TNeg.

O Procedimento 4 exibe a sequência de tarefas para realização da sobreamostragem

através da estratégia SMOTE. O conjunto de instâncias positivas reamostrado é denotado

por T bPos e o conjunto �nal, com a união das instâncias de ambas as classes, é referenciado

por T b. A estratégia SMOTE é a técnica que adiciona instâncias sintéticas à base de

dados. Conforme mencionado no Capítulo 3, para a sua aplicação é preciso especi�car dois

parâmetros: o percentual b de incremento de instâncias da classe minoritária (positiva) e

o número k de instâncias vizinhas mais próximas (usadas para gerar as novas instâncias).

O aumento na quantidade de instâncias da classe positiva muda a desproporção de classes

e, a cada taxa de incremento b corresponde um novo fator de desbalanceamento rb no

conjunto de treinamento onde a sobreamostragem foi aplicada. A relação entre b e rb vai

depender da quantidade de instâncias em TPos e, também, da quantidade de instâncias

em TNeg. Os valores b e k empregados neste trabalho, assim como a relação entre entre b

e rb serão reportados, nos resultados, para cada experimento e cada base utilizada.

Procedimento 4 Indução do classi�cador com a estratégia SMOTE

ENTRADA: O conjunto T = TPos∪TNeg, a taxa de adição b, o número k de instâncias
vizinhas e o conjunto de teste t.
SAÍDA: O classi�cador hSM,b avaliado em t.
INÍCIO
1: Criar T bPos usando o algoritmo SMOTE, a partir de TPos com taxa de adição b.
2: Induzir o classi�cador hSM,b com o conjunto T b= T bPos ∪ TNeg e predizer a classe

para cada instância de t.
FIM

No Procedimento 5, a estratégia de subamostragem aleatória é descrita. O conjunto

de instâncias negativas reamostrado é denotado por T rNeg e o conjunto �nal reamostrado

é referenciado por T r. Vale lembrar que, ao realizar o balanceamento dos conjuntos via

subamostragem aleatória, a retirada das instâncias negativas é feita com reposição.

Procedimento 5 Indução do classi�cador com subamostragem aleatória
ENTRADA: O conjunto T = TPos∪TNeg, o fator de desbalanceamento r e o conjunto
de teste t.
SAIDA: O classi�cador hSA,r avaliado em t.
INICIO
1: Criar T rNeg tomando r ∗ |TPos| instâncias, aleatoriamente, de TNeg
2: Induzir o classi�cador com o conjunto T r= TPos ∪ T rNeg e predizer a classe

para cada instância de t.
FIM

A estratégia de Bagging, descrita no Procedimento 6, apresentado a seguir, é realizada
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via composição homogênea de classi�cadores, ou seja, para a indução do classi�cador como

método φ, o algoritmo φ é empregado na indução dos p classi�cadores. Para se obter a

classe de uma nova instância, avalia-se a classe vencedora, entre as p predições fornecidas

pelos classi�cadores hrj,Neg, j = 1, ..., p, induzidos em subconjuntos T rj . Os subconjuntos

T rj são compostos pela união de todas as instâncias positivas de T com as instâncias de

T rj,Neg � um subconjunto proveniente da subamostragem aleatória das instâncias de TNeg.

Procedimento 6 Indução do classi�cador com a estratégia Bagging
ENTRADA: O conjunto T = TPos∪TNeg, o fator de desbalanceamento rb, a quantidade
de subconjuntos p e o conjunto de teste t.
SAÍDA: O classi�cador hB,rb avaliado em t.
INÍCIO
1: Para j de 1 a p
2: Compor T rj,Neg tomando r ∗ |TPos| instâncias, aleatoriamente, de TNeg.
3: Induzir o classi�cador hrj,Neg com o conjunto T rj = TPos ∪ T rj,Neg.
4: Fim Para
5: Predizer a classe de cada instância de t, através da combinação, via voto

majoritário, das predições fornecidas por hrj,Neg para j = 1, ..., p
FIM

O Procedimento 7 abaixo apresenta os passos para se aplicar a estratégia UsBMaC.

Procedimento 7 Indução do classi�cador com a estratégia UsBMaC
ENTRADA: O conjunto T = TPos∪TNeg, o fator de desbalanceamento r e o conjunto
de teste t.
SAÍDA: O classi�cador hUC,r avaliado em t.
INÍCIO
1: Criar T r através do algoritmo UsBMaC, com dados de entrada TPos, TNeg e r.
2: Induzir o classi�cador hUC,rb com o conjunto T r= TPos ∪ T rNeg.
FIM

Vale ressaltar que nas três técnicas onde se faz uso de subamostragem, tomam-se sem-

pre todas as instâncias positivas das respectivas partições de treinamento para a indução

dos classi�cadores.

4.1.2 Métodos de classi�cação

Os algoritmos Naive Bayes (NB) [38], Alternating Decision Tree (ADTree) [21, 29] e

SVM linear [54, 34] foram empregados nos experimentos. Foram escolhidos pelo fato de

serem métodos de aprendizado com características bem distintas entre si e amplamente

utilizados em classi�cação binária [27].
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As implementações existentes na ferramenta Weka [26] foram utilizadas. A ferramenta

é uma coleção de algoritmos de mineração de dados, implementados em Java e disponíveis

em código aberto. A ferramenta pode ser obtida em www.cs.waikato.ac.nz/ml/weka. A

versão 3.6 foi empregada.

Para o algoritmo ADTree, o valor do parâmetro relacionado ao número de iterações

que o algoritmo emprega na construção da árvore foi ajustado empiricamente em cada

execução. Aquele que resultou em maior desempenho em um conjunto de opções foi usado.

Foram testados os seguintes valores em B = {10; 30; 60; 90; 120; 150; 200}.

Para o classi�cador SVM, o algoritmo SMO (do inglês Sequencial Minimal Optimiza-

tion) foi adotado. O kernel linear foi empregado nas execuções. O valor do parâmetro C

foi, também, escolhido empiricamente em cada execução. Este valor foi sempre avaliado

em um conjunto de valores C = {0, 001; 0, 01; 0, 1; 1, 0; 5, 0; 10.0}. Adotou-se aquele que

acarretou em melhor taxa de desempenho.

Todas as execuções foram realizadas em uma máquina, Intel Core Duo, com CPU de

2.93 GHz, com memória do sistema 3,4 GB, usando o sistema operacional Linux.

4.1.3 Método de avaliação de desempenho

Para se medir o desempenho de uma técnica de classi�cação é preciso ter um conjunto de

instâncias de teste que seja independente do conjunto de instâncias usado para o treina-

mento. Neste trabalho, empregou-se a estratégia conhecida como a validação cruzada

estrati�cada com k partições. Esta técnica consiste em dividir, aleatoriamente, o con-

junto de dados da base original em k partições, mantendo, em cada partição, a mesma

proporção de classes contida na base original. Emprega-se uma das partições como con-

junto de teste e a união das demais (as k − 1 restantes) para o treinamento. Alternando

a partição que é utilizada para o teste, k pares distintos de conjuntos de treinamento e

teste {Ti, ti}, i = 1, ..., k, são criados. Em nossos experimentos empregamos a validação

cruzada com k = 5 partições.

Apesar de haver algumas outras formas para se realizar a partição da base de dados

em treinamento e teste, tais como holdout, bootstrap [19], a estratégia de validação cruzada

estrati�cada com k partições foi utilizada pois permite que a avaliação seja realizada sobre

vários conjuntos, tornando possível medir a variação do desempenho quando este é medido

em conjuntos distintos [27].
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4.1.4 Composição das bases de dados

Neste trabalho, duas bases de dados de sítios de junção em humanos foram empregadas.

A escolha destas bases se deve a dois fatos principais, que são: 1) a disponibilidade das

bases; 2) todas as instâncias candidatas a sítios de junção presentes na anotação, de onde

foram extraídas, foram coletadas. Assim, nestas bases, a relação entre a quantidade de

instâncias negativas e a quantidade de instâncias positivas re�ete, de forma realista, a

desproporção de classes observada no DNA humano, nas regiões no entorno dos genes.

A primeira base refere-se ao conjunto de dados coletados em [12], chamada DGSplicer.

Esta coleção de sítios é extraída de uma coleção de genes humanos anotados disponível

em http://www.fruit�y.org/sequence/human-datasets.html. Nesta base, as instâncias do

problema de identi�cação de sítios doadores possuem 18 atributos, correspondendo a

posições em torno da fronteira, sendo que 9 posições estão situadas antes do G (do

dímero invariante GT) e 8 posições depois dele, incluindo o nucleotídeo T. No problema

de identi�cação de sítios aceptores, as instâncias têm 36 atributos, sendo que o atributo

correspondendo à posição 27 é o nucleotídeo invariante G (do dímero AG que se situa na

fronteira).

A segunda base de dados é uma coleção de sítios disponível em [55], denominada

HS3D (do inglês Homo Sapiens Splice Site Dataset). As instâncias dos sítios doadores e

aceptores têm 70 posições antes da fronteira e 70 posições depois.

A composição dos conjuntos de treinamento e teste, está descrita, com detalhes, nas

Tabelas 4.1 e 4.2, respectivamente para as bases DGSplicer e HS3D.

Vale lembrar que, para a base de dados DGSplicer, é possível identi�car se as instâncias

negativas são provenientes da região compreendida entre o primeiro éxon codi�cador e o

último éxon codi�cador ou se estão fora desta região. Assim, para diferenciar os conjuntos

de treinamento entre os dois casos, o conjunto formado pelas instâncias provenientes

entre o primeiro éxon codi�cador e o último éxon codi�cador foi chamado de gênico.

Cabe ressaltar, no entanto, que, às vezes, certos trechos adjacentes aos éxons codi�-

cadores também são considerados parte do gene pois, apesar de não serem codi�cadores

de proteínas, possuem papel de regulação. Neste trabalho, apenas por simplicidade de

designação, o termo gênico se reporta apenas à região entre o primeiro éxon codi�cador e

o último éxon codi�cador.

Os experimentos conduzidos na base de dados DGSplicer são feitos, em um primeiro

momento, usando todas as instâncias (positivas e negativas) disponíveis na anotação e,
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em seguida, usando todas as instâncias positivas disponíveis e apenas as instâncias nega-

tivas provenientes da região gênica. A Tabela 4.1 mostra a quantidade de instâncias nos

conjuntos de treinamento e teste, para cada caso.

Tabela 4.1: Quantidade de instâncias nos conjuntos de treinamento e teste, para os sítios
doadores e aceptores na base DGSplicer.

Sítio Doador

Com todas instâncias negativas da anotação (ror = 119)
Treinamento teste Total

Positivas 1903 476 2379
Negativas 226450 56612 283062
Total 228353 57088 285441

Com instâncias negativas extraídas da região gênica (ror = 67)
Treinamento teste Total

Positivas 1903 476 2379
Negativas 127712 31928 159641
Total 129615 32404 162379

Sítio Aceptor

Com todas instâncias negativas da anotação (ror = 168)
Treinamento teste Total

Positivas 1903 476 2379
Negativas 320106 80026 400132
Total 322009 80502 402511

Com instâncias negativas extraídas da região gênica (ror = 96)
Treinamento teste Total

Positivas 1903 476 2379
Negativas 181997 45499 227496
Total 183900 45975 229875

Para garantir que, na base de dados DGSplicer, os conjuntos de teste fossem disjuntos

daqueles de treinamento e que a distribuição de classes, nas bases de treinamento e teste,

se mantivesse tal como na base de dados original, adotou-se o seguinte procedimento para

criar as bases: o conjunto de instâncias positivas foi dividido em cinco partes, gerando

cinco partições (DPos,j), o conjunto de instâncias negativas provenientes da região en-

tre o primeiro éxon codi�cador e o último éxon codi�cador foi, também, dividido em

cinco partes, gerando cinco partições (DNegGen,j) e o conjunto constituído pelas demais

instâncias negativas foi dividido gerando cinco partições (DNegNaoGen,j). Desta forma,

através da união das partições é possível gerar os diversos conjuntos de treinamento

e teste. Especi�camente, os conjuntos são obtidos por meio das seguintes expressões:

Ti = ∪5j=1,i 6=j{DPos,j, DNegGen,j, DNegNaoGen,j}; Ti,Gen = ∪5j=1,i 6=j{DPos,j, DNegGen,j} e

ti = DPos,i ∪DNegGen,i ∪DNegNaoGen,i.
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Vale ressaltar que as técnicas de reamostragem de dados empregadas neste trabalho

são sempre realizadas apenas no conjunto de treinamento, ou seja, após a criação das

partições de treinamento e teste da validação cruzada. Este procedimento é importante

de forma a preservar, nos conjuntos de teste, a distribuição de classes veri�cada na base

de dados original. Em uma rodada i da avaliação cruzada, o desempenho é calculado

usando a base de teste ti. A Figura 4.1 esboça o procedimento adotado. Nesta �gura,

di representa o desempenho do classi�cador induzido com o conjunto de treinamento Ti e

dE,ri representa o desempenho do classi�cador induzido através do conjunto TE,ri , ou seja,

aquele onde alguma estratégia E foi empregada.

Figura 4.1: Forma de calcular o desempenho em uma rodada i da validação cruzada.

Tabela 4.2: Quantidade de instâncias nos conjuntos de treinamento e teste, para os sítios
doadores e aceptores na base de dados HS3D.

Sítio Doador ror = 97

Treinamento teste Total
Positivas 2236 560 2796
Negativas 217548 54389 271937
Total 219784 54949 274733

Sítio Aceptor ror = 114

Treinamento teste Total
Positivas 2304 576 2880
Negativas 263500 65874 329374
Total 265804 66450 332254
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A Tabela 4.2 mostra a composição dos conjuntos para a base de dados HS3D. Neste

conjunto não é possível discernir se as instâncias negativas se encontram entre o primeiro

e último éxon codi�cador ou se fora desta região, assim os experimentos são conduzidos

usando sempre todas as instâncias negativas disponíveis.

4.1.5 Medidas de desempenho

As diversas métricas existentes, em mineração de dados, são calculadas a partir de quatro

medidas mais simples, que correspondem a quatro resultados possíveis ao se classi�car

uma instância [19]. Como os problemas de identi�cação de sítios de junção consistem

em problemas binários, estas medidas estão de�nidas, abaixo, especi�camente para a

classi�cação com duas classes:

� VP (Verdadeiros Positivos): representa a quantidade de exemplos da classe positiva

preditos corretamente.

� VN (Verdadeiros Negativos): corresponde ao número de exemplos da classe negativa

preditos corretamente.

� FP (Falsos Positivos): representa a quantidade de exemplos da classe negativa que

foram preditos como da classe positiva.

� FN (Falsos Negativos): corresponde à quantidade de exemplos da classe positiva

que foram preditos como da classe negativa.

A partir destas medidas é possível calcular outras métricas, dentre elas: a acurácia, a

sensibilidade e a precisão. Estas métricas são de�nidas a seguir.

A acurácia corresponde à proporção das instâncias corretamente classi�cadas em re-

lação à quantidade total de instâncias, dada através de

Acur =
V P + V N

V P + FN + V N + FP
. (4.1)

A sensibilidade é a proporção das instâncias positivas, que são corretamente classi�-

cadas. É calculada pela expressão

Sen =
V P

V P + FN
. (4.2)
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A precisão corresponde à proporção de instâncias preditas como positivas que, de fato,

são positivas. Seu valor é obtido através de

Prec =
V P

V P + FP
. (4.3)

Apesar da acurácia ser uma medida usualmente utilizada para avaliar o desempenho

de um classi�cador, em problemas muitos desbalanceados, como já mencionado anterior-

mente, esta medida não é muito útil, já que altos valores de acurácia podem ser atingidos

ao se predizer todas as instâncias como da classe majoritária. Assim, em problemas onde

a desproporção de classes é elevada se faz uso, comumente, de outras métricas [28], como

por exemplo, a medida-F. A medida-F é uma métrica que depende da sensibilidade e da

precisão. A sensibilidade e precisão são dois valores que, em geral, caminham em senti-

dos opostos, isto é, um aumento na sensibilidade acarreta, muitas vezes, uma redução na

precisão e vice-versa. Assim, a medida-F [27], que combina em uma só medida a sensi-

bilidade e a precisão, foi escolhida para medir o desempenho nos experimentos. Este valor,

denotado por Fm, é dado através da média harmônica entre a sensibilidade e a precisão,

Fm =
2SenPrec

Sen+ Prec
. (4.4)

4.1.6 Considerações sobre os atributos

Na identi�cação de sítios de junção, cada instância X i pode ser representada por um

vetor do tipo: X i = (xi1, ..., x
i
a, x

i
a+1, x

i
a+2, ..., x

i
a+1+d), onde a representa a quantidade

de atributos (posições) antes do nucleotídeo G, localizado na posição de fronteira, e d

representa a quantidade de nucleotídeos depois dele. Os atributos invariantes para sítios

doadores são xa+1= G e xa+2= T e para sítios aceptores são xa= A e xa+1= G.

Uma característica particular das instâncias no problema de identi�cação dos sítios

aceptores é que a região que antecede a fronteira é constituída por um trecho, de tamanho

entre 15 a 40 posições, rico em pirimidinas (que são os nucleotídeos T e C) [73]. Ao analisar

a distribuição dos nucleotídeos, na região próxima à fronteira, nota-se que, de fato, há uma

prevalência de pirimidinas. A Figura 4.2 mostra a distribuição dos quatro nucleotídeos na

região próxima ao sítio aceptor para a base DGSplicer, e a Figura 4.3 mostra a distribuição

de pirimidinas e purinas (os nucleotídeos A e G), nesta região, para a mesma base.

Esta particularidade nos levou a avaliar se não haveria uma vantagem, em termos de

aumento de desempenho da classi�cação, em assumir, nesta região, apenas dois valores

para os atributos � purinas (R) ou pirimidinas (Y) � em vez de usar os quatro valores de
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nucleotídeos distintos. Ou seja, se nesta região, não for importante para o reconhecimento

dos sítios a diferenciação entre o tipo de pirimidina ou purina, que ocorre em cada posição,

então é mais vantajoso aglutinar os valores C e T em um valor único Y e aglutinar os

valores de A e G em um valor R, já que isto acarreta em uma simpli�cação na indução

dos classi�cadores.

Figura 4.2: Distribuição dos nucleotídeos das instâncias positivas da base DGSplicer.

Figura 4.3: Distribuição de pirimidinas (C e T) e purinas (A e G) das instâncias positivas
da base DGSplicer.

Para avaliar esta hipótese foi calculado o ganho de informação dos atributos nos

conjuntos. O ganho de informação [27] é uma das medidas que serve para quanti�car o

grau de relevância de um atributo na tarefa de classi�cação. É uma medida que quanti�ca

a redução de entropia de um dado conjunto de instâncias quando um atributo At é usado

para separar (organizar) estas instâncias em subconjuntos. É uma medida que considera

os atributos isoladamente. Formalmente, o ganho de informação GI de um atributo At,

de um conjunto de dados D, é de�nido por

GI(At) = E(D)− E(D,At). (4.5)

Na equação 4.5 acima, E(D) é a entropia do conjunto D que é calculada por meio da
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seguinte expressão:

E(D) = −[(P (Cl = +1)logP (Cl = +1)) + (P (Cl = −1)logP (Cl = −1))], (4.6)

e E(D,At) é a entropia do conjunto D, associada ao atributo At, e é dada por

E(D,At) =
∑
Atj∈σ

|DAtj |
|D|

E(DAtj) (4.7)

onde σ é o alfabeto dos valores do atributo At, DAtj é o subconjunto de D formado

pelas instâncias cujo atributo At é igual ao valor Atj, |DAtj | representa a quantidade de

instâncias neste subconjunto e |D| é a quantidade de instâncias no conjunto de dados D.

Os valores do ganho de informação, por atributo, foram calculados para as posições

no entorno da fronteira, para as duas bases de dados, sendo que para a base DGSplicer

o cálculo foi feito tanto usando todas as instâncias positivas e negativas, como também,

usando apenas as instâncias negativas provenientes da região gênica. Os valores podem

ser vistos nos grá�cos dados nas Figuras 4.4, 4.5 e 4.6. Como os valores de entropia são

baixos, calculou-se o ganho de informação relativo à entropia do conjunto inicial E(D),

ou seja,

GIrel(D,At) =
GI(At) ∗ 100

E(D)
. (4.8)

Figura 4.4: GI relativo (percentual) para as instâncias da base DGSplicer.

Veri�ca-se, através deste grá�cos, que para os atributos que antecedem o atributo

de número 25, o ganho de informação quando estes assumem valores em σ2 = {Y,R}
(pirimidinas ou purinas) é superior ao ganho de informação quando os atributos assumem

valores em σ1= {A, C, G, T}. Isto indica que, para o discernimento das classes, o tipo

de pirimidina ou purina, nesta região, parece não ser tão relevante. O que parece ser

importante é apenas veri�car se há uma pirimidina ou uma purina.

Apesar de não haver grande diferença no ganho de informação ao se usar o alfabeto σ1
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Figura 4.5: GI relativo (percentual) para as instâncias da base DGSplicer tomando as
instâncias negativas apenas da região gênica.

Figura 4.6: Ganho de informação dos atributos para as instâncias da base HS3D.

ou σ2, um número reduzido de atributos torna a indução dos classi�cadores mais simples.

Assim, neste trabalho, usou-se a seguinte representação para as instâncias do problema

de sítios aceptores: para as posições de número 1 a 24, os valores dos atributos assumem

valores em σ2 = {Y,R} e as demais em σ1= {A, C, G, T}.

4.2 Resultados dos Experimentos

4.2.1 Organização dos resultados

A apresentação dos resultados dos experimentos conduzidos neste trabalho será feita tal

como descrito a seguir.

Em um primeiro momento, os desempenhos obtidos aplicando-se a técnica de so-

breamostragem SMOTE, a técnica de subamostragem aleatória, a técnica ensemble do

tipo bagging e a técnica de subamostragem UsBMaC são mostrados, nesta ordem. Para

facilitar a comparação das técnicas, os resultados são sempre exibidos agrupados por con-
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junto de dados, ou seja, onde os conjuntos de teste da validação cruzada são os mesmos

e os conjuntos de treinamento reamostrados são originários dos mesmos conjuntos de

treinamento.

Em um segundo momento, é apresentado um conjunto de experimentos onde foi feita

a avaliação do desempenho variando-se o tamanho da janela.

Como há duas bases de dados e dois problemas de classi�cação para cada uma das

bases � um de classi�cação de sítios doadores e ou outro de sítios aceptores � todos

os resultados são apresentados, primeiramente, para a base DGSplicer, para serem, em

seguida, apresentados para a base H3SD.

Avaliações comparativas e análises estatísticas das comparações entre os resultados

dos experimentos são conduzidas ao �nal de cada seção.

4.2.2 Considerações sobre a apresentações dos resultados e
avaliações comparativas

O desempenho dos classi�cadores dos vários experimentos será apresentado em tabelas.

Os valores mostrados correspondem à média dos valores de Fm obtidos nas cinco execuções

da validação cruzada.

Em todas as tabelas, os resultados são apresentados, nas colunas, por ordem crescente

de fator de desbalanceamento, isto é, as colunas mais à esquerda correspondem aos resul-

tados obtidos com os conjuntos mais equilibrados e as mais à direita correspondem aos

resultados com os conjuntos mais desbalanceados. A última coluna exibe o desempenho

obtido quando nenhuma estratégia foi aplicada. Destaca-se, para cada classi�cador, ou

seja, em cada linha das tabelas, o maior valor obtido em negrito (quando há dois, ou mais,

valores idênticos, todos são destacados).

Uma análise comparativa entre o desempenho dos classi�cadores com o uso das dife-

rentes técnicas é realizada para cada conjunto de dados. Esta análise é mostrada após a

apresentação das tabelas com os resultados, por grupos de dados.

Para comparar o desempenho entre as estratégias, foi feita uma análise dos resultados

por pares, isto é, comparou-se o resultado de uma estratégia com uma outra, tomando, nas

estratégias analisadas, o maior valor alcançado de cada uma (que corresponde a algum fa-

tor de desbalanceamento) e mantendo �xo o método de classi�cação. Mais precisamente, o

procedimento adotado consistiu em, para cada classi�cador, realizar as seguintes análises:

1) o maior valor da média dos Fm, de uma dada estratégia, é comparado com a média
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dos Fm obtida quando nenhuma estratégia foi aplicada; 2) o melhor resultado (maior

valor da média dos Fm) alcançado pela estratégia UsBMaC é comparado com o melhor

resultado de cada uma das demais estratégias. Para veri�car se o desempenho entre uma

dada estratégia A e uma estratégia B era signi�cativamente diferente, as análises foram

realizadas usando o teste estatístico teste-t de Student pareado, bi-caudal [1], usando o

nível de signi�cância igual a 95%.

Nas tabelas comparativas, a serem apresentadas ao longo deste capítulo, como as com-

parações estatísticas são feitas sempre aos pares, mostra-se o resultado da comparação

estatística entre o desempenho do classi�cador induzido em um conjunto onde foi apli-

cada a estratégia proposta neste trabalho (UsBMaC) com as estratégias de reamostragem

SMOTE, subamostragem aleatória e bagging. Mostra-se, também, o resultado da com-

paração estatística entre o desempenho alcançado com a estratégia UsBMaC e aquele sem

nenhuma reamostragem. Além disso, também avaliou-se o impacto do uso das estratégias

SMOTE, subamostragem aleatória e bagging, fazendo comparações do desempenho dos

classi�cadores com o uso destas três técnicas e sem o uso delas. Assim, há um total de

sete comparações: uma relativa à comparação do resultado da estratégia UsBMaC com o

resultado daquela sem nenhum processamento da base, três relativas às comparações do

resultado da estratégia UsBMaC com os resultado obtidos via SMOTE, subamostragem

aleatória e bagging e, ainda, mais três para as comparações relativas às técnicas SMOTE,

subamostragem aleatória e bagging com aquelas quando nenhum processamento é feito.

A seguinte regra foi considerada para mostrar os resultados das análises: quando, para

um dado par de estratégias: (estratégia A × estratégia B), os valores comparados são

signi�cativamente distintos coloca-se um símbolo + ou−, onde + indica que a estratégia A

teve um melhor desempenho do que B e o símbolo −, em caso contrário. Quando os pares

comparados não signi�cativamente distintos coloca-se o valor 0 (zero) indicando que não

houve diferença signi�cativa. Para tornar mais claro, ilustramos com um exemplo �ctício

mostrado na Tabela 4.3. Nesta tabela, compara-se a estratégia A com as estratégias B e

C. Para o classi�cador 1, a estratégia A tem um melhor desempenho do que estratégia

B, mas é pior do que a estratégia C. Já no classi�cador 2, a estratégia A não tem um

desempenho signi�cativamente distinto do desempenho da estratégia B mas é melhor do

que C.
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Tabela 4.3: Exemplo do padrão de comparações adotado.

A

B C
classi�cador 1 + -
classi�cador 2 0 +

4.2.3 Resultados experimentais no conjunto de dados DGSplicer

Nesta seção, os valores de desempenho obtidos no conjunto de dados de DGSplicer apli-

cando as quatro técnicas de balanceamento são apresentados. As estratégias são apli-

cadas, primeiramente, tomando todas as instâncias disponíveis na anotação e, em seguida,

tomando apenas as instâncias negativas provenientes entre o primeiro éxon codi�cador e

o último éxon codi�cador (região denominada de gênica).

4.2.3.1 Em sítios doadores

As Tabelas 4.4, 4.5, 4.7 e 4.8 mostram o desempenho, dado pela média dos valores de

Fm da validação cruzada, para os sítios doadores, empregando os classi�cadores Naive

Bayes, ADTree e SVM. Em particular, nas Tabelas 4.4 e 4.5, os conjuntos de treina-

mento usados para induzir os classi�cadores sem aplicação de nenhuma estratégia de

pré-processamento (e que também serviram de base para construir os demais conjuntos

de treinamento reamostrados) foram gerados a partir da base de dados com todas as

instâncias negativas existentes na anotação. Já nas Tabelas 4.7 e 4.8 mostra-se o desem-

penho dos classi�cadores quando os conjuntos de treinamento tinham como instâncias

negativas aquelas tomadas apenas da região gênica.

Para a base de dados de sítios doadores, onde todas as instâncias negativas da anotação

são tomadas, a relação entre a taxa percentual b de incremento (adição) das instâncias

da classe positiva e o fator de desbalanceamento observado no conjunto �nal é dada pelos

seguintes valores: para b = 100%: r = 59, 5 (r≈ 60); para b = 200%: r = 39, 6 (r≈ 40);

para b = 300%: r = 29, 8 (r≈ 30); para b = 500%: r = 19, 8(r≈ 20); e para b = 900%:

r = 9, 9 (r≈ 10). Para a base de sítios onde apenas as instâncias negativas da região

gênica são usadas, tem-se a seguinte correspondência: para b = 100%: r = 33, 6 (r≈ 40);

para b = 200%: r = 22, 3 (r≈ 22); para b = 300%: r = 16, 7 (r≈ 17); b = 500%: r = 11, 1

(r≈ 11) e para b = 900%: r = 6, 7 (r≈ 7).

A quantidade de instâncias vizinhas mais próximas, o outro parâmetro da técnica
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SMOTE, foi sempre tomado igual a cinco (k = 5) para as taxas de incremento percentual

de 100%, 200%, 300% e 500%, e igual a dez (k = 10) para o percentual de 900%.

Tabela 4.4: Média dos Fm com uso de SMOTE, na base de dados DGSplicer.

Sítios Doadores (com todas instâncias negativas da anotação)

Técnica SMOTE
Percentual de incremento (e correspondente fator de desbalanceamento)

900% 500% 300% 200% 100% -
r = 10 r = 20 r = 30 r = 40 r = 60 ror = 119

N. Bayes 0,297 0,351 0,357 0,359 0,341 0,267
ADTree 0,380 0,401 0,402 0,398 0,397 0,298
SVM 0,365 0,380 0,382 0,408 0,389 0,188

Tabela 4.5: Média dos Fm com técnicas de subamostragem, na base de dados DGSplicer.

Sítios Doadores (com todas instâncias negativas da anotação)
Fator de desbalanceamento na base de treinamento
r = 1 r = 10 r = 20 r = 30 r = 40 r = 50 ror = 119

Subamostragem aleatória
N. Bayes 0,124 0,303 0,367 0,381 0,382 0,371 0,267
ADTree 0,165 0,367 0,410 0,411 0,401 0,391 0,298
SVM 0,162 0,354 0,404 0,402 0,384 0,359 0,188

Bagging
N. Bayes 0,125 0,303 0,364 0,371 0,384 0,374 0,267
ADTree 0,180 0,381 0,413 0,420 0,421 0,417 0,298
SMV 0,165 0,358 0,409 0,407 0,401 0,354 0,188

UsBMaC
N. Bayes 0,121 0,304 0,365 0,384 0,389 0,374 0,267
ADTree 0,167 0,368 0,418 0,424 0,422 0,415 0,298
SMV 0,154 0,354 0,418 0,419 0,408 0,401 0,188

A Tabela 4.6 apresenta o resultado das análises estatísticas das comparações feitas aos

pares. Para a exibição destas análises foi seguido o esquema descrito na Seção 4.2.2, ou

seja, quando as médias são estatisticamente distintas, com nível de signi�cância de 95%,

coloca-se os símbolos + ou −, sendo que coloca-se + se a estratégia de referência (em

negrito) apresentar um valor mais alto do que aquela com a qual está sendo comparada e

− em caso contrário. Quando os resultados não são estatisticamente distintos o símbolo

0 é colocado. Nesta tabela, os fatores de desbalanceamento onde as maiores médias de

Fm foram atingidas são mostrados, para cada técnica e cada classi�cador, sendo que

destaca-se, em negrito, o fator onde o desempenho alcança o maior valor.
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Tabela 4.6: Resultado da análise comparativa em sítios doadores na base DGSplicer.

UsBMaC SMOTE Sub. Al. Bagging

orig. SMOTE Sub. Al. Bagging orig. orig. orig.

NB r = 40: + + + + r = 40: + r = 40: + r = 40: +
ADT r = 30: + + + + r = 30: + r = 30: + r = 30: +
SVM r = 30: + + + + r = 40: + r = 20: + r = 30: +

Pode-se observar que a estratégia UsBMaC foi aquela que apresentou os maiores

valores de Fm e que houve, sempre, um ganho em usar as estratégias de reamostragem.

Os resultados dos experimentos realizados em sítios doadores onde foram usadas as

instâncias negativas apenas da região gênica são mostrados nas Tabelas 4.7 e 4.8.

Tabela 4.7: Média dos Fm com aplicação de técnica SMOTE, na base de dados DGSplicer,
usando as instâncias negativas da região gênica.

Sítios Doadores (com instâncias negativas da região gênica)

Técnica SMOTE

Percentual de incremento (e correspondente fator de desbalanceamento)

900% 500% 300% 200% 100%
r = 7 r = 11 r = 17 r = 22 r = 33 ror = 67

N. Bayes 0,277 0,356 0,372 0,389 0,391 0,346

ADTree 0,280 0,402 0,409 0,419 0,412 0,400

SVM 0,283 0,397 0,405 0,417 0,411 0,352

Tabela 4.8: Média de Fm com técnicas de subamostragem, na base de dados DGSplicer,
usando as instâncias negativas da região gênica.

Sítios Doadores (com instâncias negativas da região gênica)

Fator de desbalanceamento na base de treinamento

Classif. r = 1 r = 10 r = 20 r = 30 r = 40 r = 50 ror = 67

Subamostragem aleatória

N. Bayes 0,122 0,307 0,364 0,385 0,386 0,373 0,346

ADTree 0,167 0,367 0,407 0,420 0,419 0,408 0,400

SVM 0,163 0,356 0,409 0,413 0,406 0,398 0,352

Bagging

N. Bayes 0,123 0,308 0,363 0,387 0,389 0,381 0,346

ADTree 0,171 0,368 0,413 0,428 0,424 0,410 0,400

SVM 0,163 0,358 0,413 0,421 0,420 0,403 0,352

UsBMaC

N. Bayes 0,119 0,306 0,367 0,388 0,389 0,385 0,346

ADTree 0,165 0,368 0,424 0,439 0,437 0,430 0,400

SVM 0,162 0,353 0,426 0,429 0,428 0,422 0,352
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A Tabela 4.9 mostra a compilação das análises estatísticas. Nesta tabela, são mostra-

dos os fatores de desbalanceamento onde as maiores médias foram atingidas. Destaca-se,

em negrito, o valor máximo observado por estratégia.

Veri�ca-se que houve ganho ao usar as estratégias de reamostragem. A estratégia

UsBMaC apresentou resultados signi�cativamente superiores em relação às demais es-

tratégias, com exceção em relação à técnica SMOTE com o método de classi�cação Naive

Bayes (onde, neste caso, não houve diferença signi�cativa).

Para este conjunto de dados, vale observar que, com todas as técnicas de classi�cação,

para valores de fator de desbalanceamento r = 30 e r = 40, as médias de Fm são valores

muito próximos do maior alcançado. Por exemplo, especi�camente, com o classi�cador

Naive Bayes os valores atingidos com a estratégia de subamostragem aleatória são 0, 385

e 0, 386, com bagging são 0, 388 e 0, 389 e com a estratégia UsBMaC são 0, 388 e 0, 389.

Realizando uma comparação estatística entre esses pares (com os fatores r = 30 e r = 40)

veri�ca-se que os valores de desempenho não são estatisticamente distintos. O mesmo

ocorre para os outros dois métodos de classi�cação.

Tabela 4.9: Resultado da análise comparativa em sítios doadores, na base DGSplicer, com
instâncias negativas da região gênica.

UsBMaC SMOTE Sub. Al. Bagging

orig. SMOTE Sub. Al. Bagging orig. orig. orig.

NB r = 40: + 0 + + r = 33: + r = 40: + r = 40: +

ADT r = 30: + + + + r = 22: + r = 30: + r = 30: +

SVM r = 30: + + + + r = 22: + r = 20: + r = 30: +

Com os classi�cadores ADTree e SVM, quando as estratégias de reamostragem de

dados são aplicadas nos conjuntos de treinamento onde as instâncias são provenientes

apenas da região gênica, elas resultam em valores de Fm superiores àqueles atingidos

nos conjuntos contendo todas as instâncias, mantendo �xo o fator de desbalanceamento.

Em particular, com a estratégia UsBMaC, para o método de classi�cação ADTree, o

desempenho atingido com o conjunto onde as instâncias negativas são provenientes apenas

da região gênica foi de 0, 439 e com conjunto de treinamento contendo todas as instâncias

negativas foi 0, 424. Para o classi�cador SVM , usando as instâncias negativas provenientes

apenas da região gênica o valor foi de 0, 429 e com todas as instâncias foi de 0, 419.
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4.2.3.2 Em sítios aceptores

As Tabelas 4.10, 4.11, 4.13 e 4.14 mostram o desempenho para os sítios aceptores, na base

de dados de DGSplicer. Para apresentar os resultados foi utilizado um esquema análogo

ao adotado para os resultados com os sítios doadores, ou seja, as duas primeiras tabelas

mostradas (as Tabelas 4.10 e 4.11) referem-se aos resultados obtidos a partir das bases

onde todas as instâncias negativas existentes na anotação são usadas e, as outras duas

(as Tabelas 4.13 e 4.14) referem-se aos resultados obtidos quando apenas as instâncias

negativas da região gênica são usadas.

Para a base de sítios aceptores, na estratégia SMOTE, a correspondência entre a

taxa percentual b de adição de instâncias e o fator de desbalanceamento, no conjunto de

treinamento, é dada pelos seguintes valores: para b = 100%: r = 85; para b = 200%:

r = 56; para b = 300%: r = 33, 6 (r≈ 34); para b = 500%: r = 28 e para b = 900%:

r = 16, 8 (r≈ 17). Quando apenas as instâncias negativas da região gênica são usadas,

tem-se a seguinte correspondência: para b = 100%: r = 48; para b = 200%: r = 32; para

b = 300%: r = 24; para b = 500%: r = 16 e para b = 900%: r = 9, 6 (r≈ 10).

Para a classi�cação, nesta base de dados, cada instância X foi representada por um

vetor do tipo X = (x1, ..., xa, xa+1, ..., xa+1+d), com a = 27 e d = 8, isto é com 36

atributos, tais que xa = A e xa+1 = G. Para os atributos de número 1 a 24, os valores

dos nucleotídeos A e G foram aglutinados em um único valor R (purina) assim como

de C e T em Y (pirimidina). Os demais atributos (de 25 a 36) assumem valores em

σ1 = {A,C,G, T}

Como os desempenhos dos classi�cadores nos experimentos conduzidos com a repre-

sentação que usa apenas pirimidinas e purinas foram superiores àqueles obtidos com a

representação com quatro nucleotídeos para todos os atributos, nas Tabelas 4.10, 4.11,

4.13 e 4.14 são reportados os resultados obtidos apenas com a representação que faz uso

da aglutinação.

Os resultados apresentados na Tabela 4.12 mostram que, para os métodos de classi�-

cação ADTree e SVM, o uso das estratégias de subamostragem propiciou um aumento dos

valores de Fm, sendo que técnica de subamostragem UsBMaC foi aquela onde os maiores

valores foram atingidos. Para o classi�cador Naive Bayes, só houve ganho signi�cativo de

desempenho com a técnica UsBMaC.

Os resultados experimentais apresentados nas Tabelas 4.13 e 4.14 referem-se ao desem-

penho obtido com os conjuntos de dados de sítios aceptores, onde as instâncias negativas
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Tabela 4.10: Média dos Fm com uso de SMOTE, na base de dados DGSplicer.

Sítios Aceptores (com todas instâncias negativas da anotação)
Técnica SMOTE

Percentual de incremento (e correspondente fator de desbalanceamento)
Classif. 900% 500% 400% 300% 200% 100% -

r = 17 r = 28 r = 34 r = 42 r = 56 r = 85 ror = 168
N. Bayes 0,201 0,213 0,257 0,262 0,278 0,275 0,274
ADTree 0,271 0,272 0,274 0,287 0,299 0,301 0,231
SMV 0,268 0,278 0,289 0,302 0,303 0,266 0,198

Tabela 4.11: Média dos Fm com técnicas de subamostragem, na base de dados DGSplicer.

Sítios Aceptores (com todas instâncias negativas da anotação)
Subamostragem aleatória

Fator de desbalanceamento na base de treinamento
Classif. r = 1 r = 10 r = 20 r = 30 r = 40 r = 50 r = 60 ror = 168
N. Bayes 0,090 0,173 0,220 0,256 0,273 0,277 0,276 0,274
ADTree 0,105 0,278 0,299 0,313 0,318 0,316 0,311 0,231
SMV 0,102 0,279 0,307 0,309 0,303 0,297 0,285 0,198

Bagging
N. Bayes 0,088 0,174 0,219 0,256 0,274 0,273 0,278 0,274
ADTree 0,110 0,292 0,301 0,327 0,331 0,328 0,324 0,231
SMV 0,102 0,280 0,317 0,320 0,322 0,321 0,311 0,198

UsBMaC
N. Bayes 0,095 0,189 0,211 0,265 0,271 0,283 0,282 0,274
ADTree 0,099 0,296 0,309 0,319 0,332 0,338 0,323 0,231
SMV 0,101 0,287 0,323 0,326 0,325 0,319 0,315 0,198

Tabela 4.12: Resultado da análise comparativa em sítios aceptores, na base DGSplicer.

UsBMaC SMOTE Sub. Al. Bagging

orig. SMOTE Sub. Al. Bagging orig. orig. orig.

NB r = 50: + + + + r = 56: 0 r = 50: 0 r = 60: 0

ADT r = 50: + + + + r = 85: + r = 40: + r = 40: +

SVM r = 30: + + + + r = 56: + r = 30: + r = 40: +

são provenientes da região gênica.

As análises comparativas, dadas na Tabela 4.15, mostram que, para os classi�cadores

ADTree e SVM, o uso das estratégias de subamostragem propiciou um aumento dos va-

lores de Fm, sendo que técnica de subamostragem UsBMaC foi aquela onde os maiores
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Tabela 4.13: Média dos Fm com uso de SMOTE, na base de dados DGSplicer, usando as
instâncias negativas da região gênica.

Sítios Aceptores (com instâncias negativas da região gênica)
Técnica SMOTE

Percentual de incremento (e correspondente fator de desbalanceamento)
900% 500% 400% 300% 200% 100% -
r = 10 r = 16 r = 19 r = 24 r = 32 r = 42 ror = 96

N. Bayes 0,173 0,245 0,258 0,260 0,260 0,283 0,277
ADTree 0,280 0,294 0,311 0,317 0,324 0,325 0,288
SVM 0,278 0,290 0,318 0,319 0,323 0,317 0,257

Tabela 4.14: Média dos Fm com técnicas de subamostragem, na base de dados DGSplicer,
usando as instâncias negativas da região gênica.

Sítios Aceptores (com instâncias negativas da região gênica)
Subamostragem aleatória

Fator de desbalanceamento na base de treinamento
Classif. r = 1 r = 10 r = 20 r = 30 r = 40 r = 50 r = 60 ror = 96
N.Bayes 0,095 0,175 0,221 0,259 0,270 0,276 0,277 0,277
ADTree 0,098 0,280 0,305 0,315 0,320 0,324 0,323 0,288
SVM 0,103 0,280 0,313 0,325 0,319 0,312 0,307 0,257

Bagging
N.Bayes 0,093 0,175 0,223 0,258 0,271 0,276 0,277 0,277
ADTree 0,120 0,291 0,327 0,332 0,334 0,332 0,332 0,288
SVM 0,103 0,282 0,319 0,329 0,330 0,327 0,310 0,257

UsBMaC
Naive 0,090 0,171 0,224 0,258 0,274 0,285 0,283 0,277
ADTree 0,122 0,290 0,329 0,334 0,337 0,336 0,331 0,288
SVM 0,100 0,283 0,325 0,333 0,330 0,329 0,310 0,257

Tabela 4.15: Resultado da análise comparativa em sítios aceptores, na base DGSplicer,
usando as instâncias negativas da região gênica.

UsBMaC SMOTE Sub. Al. Bagging

orig. SMOTE Sub. Al. Bagging orig. orig. orig.

NB r = 50: + 0 + + r = 42: + r = 50: 0 r = 60: 0
ADT r = 40: + + + 0 r = 42: + r = 40: + r = 40: +
SVM r = 30: + + + 0 r = 32: + r = 30: + r = 40: +

valores foram atingidos. Pode-se veri�car que, em particular, para o classi�cador Naive

Bayes, o desempenho melhorou, unicamente, com as técnicas SMOTE e UsBMaC, cujos

valores não são estatisticamente distintos entre si.
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4.2.3.3 Discussão dos resultados

Como pode ser observado, pelas análises comparativas realizadas através das Tabelas 4.6,

4.9, 4.12 e 4.15, a estratégia de subamostragem proposta USBMaC acarretou em melho-

ria do desempenho em quase todos os experimentos realizados. Os únicos casos onde a

técnica USBMaC não foi signi�cativamente superior às outras estratégias foram:

1) com uso da estratégia bagging, com o método de classi�cação SVM, na base de dados

de sítios aceptores.

2) com o uso de sobreamostragem SMOTE, na base de dados de sítios doadores e acep-

tores, via Naive Bayes, quando as instâncias negativas do conjunto de treinamento foram

tomadas apenas da região gênica. Nesta última situação em particular, a técnica USB-

MaC e a de sobreamostragem SMOTE alcançaram desempenhos equivalentes, ou seja, não

estatisticamente distintos, quando o conjunto de instâncias negativas foi tomado apenas

da região gênica.

Através dos valores fornecidos nas Tabelas 4.4, 4.5, 4.7, 4.8, 4.10, 4.11, 4.13 e 4.14

há, ainda, um resultado interessante a ser observado. Quando o treinamento é realizado

apenas com as instâncias provenientes da região gênica atingem-se, na maioria dos casos,

valores de Fm superiores àqueles obtidos com conjuntos onde todas as instâncias são em-

pregadas. Comparações mais detalhadas são apresentadas abaixo, dividindo a análise em

dois casos, dependendo se os resultados foram obtidos aplicando-se alguma estratégia de

reamostragem ou não.

Caso 1) Nenhuma estratégia foi aplicada, ou seja, os conjuntos de treinamento têm todas

as instâncias negativas da região especi�cada: nota-se que quando a indução é realizada

com a coleção de instâncias negativas proveniente da região gênica o desempenho é su-

perior em relação àquele obtido quando todas as instâncias são usadas. Uma análise

estatística (com o teste t pareado bi-caudal) foi realizada de forma a comparar, aos pares,

os resultados registrados na última coluna das Tabelas 4.4 e 4.5 com aqueles fornecidos

na última coluna das Tabelas 4.7 e 4.8 (todos estes valores referem-se aos resultados do

problema de sítios doadores). O mesmo foi feito para os sítios aceptores, isto é, os val-

ores registrados na última coluna das Tabelas 4.13 e 4.14 foram comparados com aqueles

fornecidos nas Tabelas 4.10 e 4.11. Os valores mencionados estão reportados, novamente,

na Tabela 4.16, mostrada a seguir. As comparações revelam que, quando a indução é

realizada com a coleção de instâncias negativas é proveniente da região gênica, o desem-

penho é signi�cativamente maior, nos três métodos de classi�cação, à exceção para o Naive

Bayes no problema de sítios aceptores (o valor, apesar de superior, não foi signi�camente
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distinto).

Tabela 4.16: O desempenho com diversos conjuntos de treinamento: a coluna da esquerda
refere-se aos resultados obtidos quando todas instâncias negativas são usadas e a da direita
refere-se aos resultados obtidos quando apenas as instâncias da região gênica são usadas.

Sítios doadores

r = 119 r = 67

Naive Bayes 0,267 0,346

ADTree 0,298 0,400

SVM 0,188 0,352

Sítios aceptores

r = 168 r = 96

Naive Bayes 0,274 0,277

ADTree 0,231 0,288

SVM 0,198 0,257

Caso 2) As estratégias de reamostragem foram aplicadas: com os classi�cadores ADTree

e SVM, os maiores valores obtidos em cada estratégias foram, sempre, signi�cativamente

superiores quando o pré-processamento foi aplicado no conjunto onde as instâncias nega-

tivas haviam sido extraídas apenas da região gênica. Para o Naive Bayes, houve melhora

signi�cativa somente quando a estratégia de sobreamostragem foi usada.

4.2.4 Resultados experimentais no conjunto de dados HS3D

Nesta seção, os valores de desempenho obtidos no conjunto de dados de H3SD aplicando

as quatro técnicas de balanceamento são apresentados.

As instâncias, nesta base, possuem um número maior de atributos do que a base de

dados DGSplicer, havendo um total de 140 atributos tanto para as instâncias do problema

de sítios doadores quanto para as de sítios aceptores. As instâncias dos sítios doadores

têm 70 posições antes da fronteira e 70 posições depois.

Assim, em um primeiro momento, com o intuito de avaliar e comparar o impacto

das estratégias de balanceamento, usou-se a mesma quantidade de atributos que aquela

empregada na base DGSplicer, ou seja, um total de 18 atributos para sítios doadores e

um total de 36 para aceptores. Usou-se, inclusive, as mesmas posições onde os dímeros

GT e AG se encontravam naquela bases, ou seja, para doadores tomou-se a = 9 e d = 8

e para aceptores a = 27 e d = 8.

Em um segundo momento, foi feita uma avaliação do desempenho com relação ao
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tamanho da janela (quantidade de atributos), sendo assim, neste segundo conjunto de

execuções, variou-se o número de atributos, aumentando, gradativamente, o tamanho da

janela.

Para as instâncias do problema de sítios aceptores, os atributos de número 1 a 24

assumem valores em σ2 = {Y,R} e todos os demais em σ1 = {A,C,G, T}.

4.2.4.1 Resultados obtidos usando um número �xo de atributos

Em sítios doadores

As Tabelas 4.17 e 4.18 mostram as médias dos valores de Fm para os sítios doadores,

com os três classi�cadores empregados, aplicando-se as várias estratégias de balancea-

mento.

A Tabela 4.17 corresponde aos resultados obtidos com a aplicação da estratégia de so-

breamostragem SMOTE. Nesta base, para o conjunto de sítios doadores, a correspondên-

cia entre a taxa percentual b de aumento das instâncias da classe positiva e o fator de des-

balanceamento observado no conjunto �nal é dada pelos seguintes valores: para b = 100%:

r = 48, 5, 5 (r≈ 49); para b = 200%: r = 32; para b = 300%: r = 24, 3 (r≈ 24); para

b = 500%: r = 16, 2(r≈ 17); e para b = 900%: r = 9, 7 (r≈ 10).

A Tabela 4.18 apresenta os resultados do desempenho com a aplicação das técnicas

de subamostragem.

Tabela 4.17: Média dos Fm com uso de SMOTE, na base de dados HS3D.

Sítios Doadores (com n = 18, a = 9, d = 8)

Técnica SMOTE
Percentual de incremento (e correspondente fator de desbalanceamento)

900% 500% 300% 200% 100%
r = 10 r = 17 r = 24 r = 32 r = 49 ror = 97

N. Bayes 0,312 0,356 0,372 0,389 0,387 0,282
ADTree 0,379 0,420 0,424 0,419 0,412 0,283
SVM 0,378 0,415 0,419 0,412 0,411 0,192

Em sítios aceptores

As Tabelas 4.20 e 4.21 mostram o desempenho, para os sítios aceptores. A Tabela 4.20

corresponde aos resultados obtidos com a aplicação da estratégia de sobreamostragem

SMOTE e a Tabela 4.21 se refere aos resultados com a aplicação das técnicas de so-
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Tabela 4.18: Média dos Fm com técnicas de subamostragem, na base de dados HS3D.

Sítios Doadores (com n = 18, a = 9, d = 8)

Subamostragem aleatória
Fator de desbalanceamento na base de treinamento

Classif. r = 1 r = 10 r = 20 r = 30 r = 40 r = 50 ror = 97
N. Bayes 0,130 0,315 0,371 0,382 0,374 0,359 0,282
ADTree 0,174 0,376 0,413 0,419 0,399 0,377 0,297
SMV 0,174 0,377 0,414 0,399 0,383 0,336 0,192

Bagging
N. Bayes 0,128 0,314 0,372 0,383 0,379 0,373 0,282
ADTree 0,180 0,379 0,420 0,423 0,417 0,389 0,297
SMV 0,175 0,378 0,418 0,420 0,392 0,354 0,192

UsBMaC
N. Bayes 0,121 0,311 0,372 0,382 0,384 0,380 0,282
ADTree 0,174 0,379 0,422 0,429 0,420 0,401 0,297
SMV 0,171 0,375 0,422 0,423 0,399 0,357 0,192

Tabela 4.19: Resultado da análise comparativa em sítios doadores, na base HS3D.

UsBMaC SMOTE Sub. Al. Bagging

orig. SMOTE Sub. Al. Bagging orig. orig. orig.

NB r = 40: + 0 0 0 r = 32: + r = 30: + r = 30: +

ADT r = 30: + + + + r = 24: + r = 30: + r = 30: +

SVM r = 30: + + + 0 r = 24: + r = 20: + r = 30: +

breamostragem. Para este conjunto de dados, a correspondência entre b e r é dada por:

para b = 100%: r = 57, 1 (r≈ 57); para b = 200%: r = 38; para b = 300%: r = 29 ; para

b = 500%: r = 19; e para b = 900%: r = 11.

4.2.4.2 Discussão dos resultados

As análises fornecidas pelas Tabelas comparativas 4.19 e 4.22 mostram que, com os méto-

dos de classi�cação ADTree e SVM, os maiores valores de desempenho foram obtidos com

a aplicação da estratégia de subamostragem USBMaC: em todas as comparações, as mé-

dias de Fm foram estatisticamente distintas, com exceção entre o desempenho obtido com

a estratégia Bagging e aquele obtido com USBMaC, ao usar o classi�cador SVM. Já com

o classi�cador Naive Bayes a técnica SMOTE foi aquele que resultou em maiores valores
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Tabela 4.20: Média dos Fm, em sítios aceptores, com aplicação da técnica SMOTE, na
base de dados HS3D.

Sítios Aceptores
Técnica SMOTE (com n = 36, a = 27, d = 8)

Percentual de incremento (e correspondente fator de desbalanceamento)
900% 500% 400% 300% 200% 100% -

Classif. r = 11 r = 19 r = 23 r = 29 r = 38 r = 57 ror = 114
N. Bayes 0,174 0,203 0,216 0,267 0,281 0,274 0,272
ADTree 0,219 0,295 0,299 0,302 0,304 0,301 0,268
SMV 0,243 0,298 0,297 0,308 0,304 0,285 0,187

Tabela 4.21: Média dos Fm, em sítios aceptores, com aplicação de subamostragem, na
base de dados HS3D.

Sítios Aceptores (com n = 36, a = 27, d = 8)
Subamostragem aleatória

Fator de desbalanceamento na base de treinamento
Classif. r = 1 r = 10 r = 20 r = 30 r = 40 r = 50 r = 60 ror = 114
N. Bayes 0,097 0,187 0,208 0,218 0,253 0,267 0,271 0,270
ADTree 0,111 0,249 0,291 0,295 0,293 0,294 0,291 0,208
SMV 0,112 0,259 0,298 0,309 0,299 0,275 0,254 0,187

Bagging
N. Bayes 0,101 0,189 0,208 0,220 0,252 0,268 0,273 0,270
ADTree 0,120 0,252 0,306 0,305 0,307 0,301 0,293 0,208
SMV 0,109 0,257 0,302 0,313 0,303 0,283 0,252 0,187

UsBMaC
N. Bayes 0,096 0,185 0,209 0,220 0,255 0,275 0,274 0,270
ADTree 0,118 0,248 0,306 0,310 0,315 0,311 0,297 0,208
SMV 0,108 0,254 0,304 0,319 0,318 0,298 0,282 0,187

Tabela 4.22: Resultado da análise comparativa em sítios aceptores, na base HS3D.

UsBMaC SMOTE Sub. Al. Bagging

orig. SMOTE Sub. Al. Bagging orig. orig. orig.

NB r = 50: + - 0 0 r = 38: + r = 60: 0 r = 60: 0

ADT r = 40: + + + + r = 38: + r = 30: + r = 40: +

SVM r = 30: + + + 0 r = 29: + r = 30: + r = 30: +

de desempenho, tanto no problema de sítios doadores quanto no de sítios aceptores.
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4.2.4.3 Resultados obtidos usando quantidade variável atributos

A seguir são apresentados os resultados da análise do impacto do aumento da quantidade

de atributos, em cada um dos classi�cadores. A Tabela 4.23 mostra o desempenho em

sítios doadores e a Tabela 4.24 em sítios aceptores.

Os resultados são apresentados por método de classi�cação. Os experimentos foram

realizados para a estratégia de subamostragem aleatória e para a estratégia de sub-

amostragem UsBMaC. Para cada método de classi�cação e cada estratégia de subamos-

tragem aplicada, ou seja, para cada par (método de classi�cação/estratégia) mostra-se o

melhor resultado obtido. Para um dado par, os valores que constam na tabela referem-se

ao maior valor de média dos Fm conseguido com seu respectivo desvio padrão. O fator

de desbalanceamento onde essa média é atingida é, também, mostrado. O valor de de-

sempenho sem a aplicação de nenhuma técnica de subamostragem, isto é, induzindo o

classi�cador usando o conjunto de treinamento com fator de desbalanceamento original

(r = or) é, também, mostrado para cada janela analisada.

Os valores são apresentados para janelas de tamanho cada vez maiores, indicando, para

cada janela utilizada, quantas posições foram tomadas antes do nucleotídeo invariante G

e quantas foram tomadas depois (informação dada através do par (a, d) colocado logo

abaixo da especi�cação da quantidade total de atributos).

Os maiores valores obtidos, para cada classi�cador, em cada estratégia, são destacados

em negrito, sendo que o maior valor, para um dado classi�cador, é destacado com um

asterisco. Os experimentos com o classi�cador SVM, para janelas de tamanho n = 120

e n = 140, no problema de sítios doadores, usando todos os dados de treinamento não

puderam ser realizadas pois o indutor exigia mais memória para o processamento do

que era possível alocar. O mesmo ocorreu para sítios aceptores com janelas superiores a

n = 80. Nestes casos, não foi registrado o desempenho no local correspondente.

4.2.4.4 Discussão dos resultados

Nos sítios doadores

Ao usar o método de classi�cação naive-Bayes, quando nenhuma reamostragem é aplicada,

o maior valor é alcançado com o emprego de n = 40 atributos. Para janelas com tamanhos

superiores a n = 40 houve uma redução nos valores das médias de Fm. Nota-se que o

melhor valor de desempenho ocorreu com o uso da estratégia UsBMaC empregando um

fator de desbalanceamento igual a r = 40, sendo este valor estatisticamente distinto



4.2 Resultados dos Experimentos 84

Tabela 4.23: Média e desvio padrão dos Fm em sítios doadores na base de dados HS3D.

Sítios Doadores

Quantidade de atributos
n = 10 n = 18 n = 40 n = 60 n = 80 n = 100 n = 120 n = 140
(5, 4) (9, 8) (20, 19) (30, 29) (40, 39) (50, 49) (60, 59) (70, 69)

Naive Bayes

Sub. Al. 0,365 0,382 0,354 0,308 0,252 0,208 0,176 0,158
(0,015) (0,014) (0,026) (0,034) (0,031) (0,031) (0,029) (0,025)

(melhores) r = 20 r = 30 r = 40 r = 50 r = 50 r = 50 r = 50 r = 50
UsBMaC 0,372 *0,384 0,358 0,310 0,251 0,208 0,179 0,164

(0,011) (0,010) (0,018) (0,022) (0,027) (0,025) (0,022) (0,021)
(melhores) r = 30 r = 40 r = 40 r = 50 r = 50 r = 50 r = 50 r = 50
(r = or) 0,231 0,282 0,360 0,331 0,283 0,232 0,196 0,163

(0,007) (0,008) (0,020) (0,030) (0,031) (0,031) (0,031) (0,023)

ADTree

Sub. Al. 0,379 0,419 0,434 0,441 0,442 0,440 0, 440 0,441
(0,014) (0,007) (0,020) (0,015) (0,011) (0,018) (0,019) (0,018)

(melhores) r = 30 r = 30 r = 30 r = 40 r = 40 r = 40 r = 30 r = 40
UsBMaC 0,390 0,429 0,440 0,447 0,444 *0,449 0,443 0,440

(0,009) (0,006) (0,011) (0,010) (0,009) (0,010) (0,011) (0,012)
(melhores) r = 40 r = 30 r = 30 r = 30 r = 40 r = 40 r = 30 r = 30
(r = or) 0,212 0,297 0,361 0,371 0,377 0,392 0,391 0,390

(0,023) (0,014) (0,014) (0,019) (0,032) (0,024) (0,015) (0,018)

SVM

Sub. Al. 0,374 0,414 0,441 0,443 0,457 0,462 0,463 0,461
(0,013) (0,018) (0,015) (0,006) (0,020) (0,021) (0,010) (0,019)

(melhores) r = 20 r = 20 r = 20 r = 20 r = 20 r = 30 r = 30 r = 30
UsBMaC 0,379 0,422 0,450 0,448 0,464 *0,469 0,467 0,466

(0,009) (0,010) (0,012) (0,007) (0,010) (0,011) (0,010) (0,015)
(melhores) r = 20 r = 20 r = 20 r = 20 r = 30 r = 30 r = 30 r = 30
(r = or) 0, 073 0,192 0,234 0,254 0,253 0,268 - -

(0,032) (0,017) (0,015) (0,010) (0,019) (0,020) - -

daquele obtido com o conjunto de treinamento com a proporção de classes original.

No método de classi�cação ADTree, um aumento na quantidade de atributos, até

janelas de tamanho n = 100, propiciou uma melhora no desempenho. Para janelas acima

de n = 100 atributos os valores se mantiveram praticamente os mesmos.

Para SVM, os melhores valores foram atingidos ao se empregar janelas de tamanho

n = 120 e n = 100 alcançados, respectivamente, com a estratégia de subamostragem

aleatória e UsBMaC, sendo que, nos dois casos, estes valores foram observados quando

um fator de desbalanceamento igual a 30 foi usado. É interessante notar ainda que, com o

uso de janelas de tamanho maiores que n = 80, os desempenhos de SVM foram superiores

àqueles obtidos por ADTree.
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Tabela 4.24: Média e desvio padrão dos Fm em sítios aceptores na base de dados HS3D.

Sítios Aceptores

Quantidade de atributos
n = 16 n = 36 n = 40 n = 60 n = 80 n = 100 n = 120 n = 140
(9, 5) (27, 8) (19, 20) (29, 30) (39, 40) (49, 50) (59, 60) (69, 70)

Naive Bayes

Sub. Al. 0,196 0,271 0,272 0,270 0,260 0,261 0,254 0,250
(0,016) (0,014) (0,026) (0,022) (0,018) (0,020) (0,025) (0,023)

(melhores) r = 40 r = 60 r = 60 r = 50 r = 60 r = 60 r = 60 r = 60

UsBMaC 0,199 *0,275 0,274 0,273 0,260 0,262 0,255 0,248
(0,017) (0,009) (0,017) (0,016) (0,016) (0,015) (0,018) (0,021)

(melhores) r = 50 r = 50 r = 60 r = 60 r = 60 r = 60 r = 50 r = 60
(r = or) 0,052 0,270 0,273 0,271 0,272 0,270 0,264 0,253

(0,014) (0,020) (0,022) (0,021) (0,023) (0,023) (0,026) (0,028)

ADTree

Sub. Al. 0,211 0,295 0,301 0,301 0,306 0,310 0,305 0,302
(melhores) (0,012) (0,014) (0,021) (0,019) (0,019) (0,020) (0,022) (0,019)

r = 20 r = 40 r = 30 r = 30 r = 30 r = 20 r = r =
UsBMaC 0,210 0,315 0,313 0,314 *0,317 0,315 0,313 0,311
(melhores) (0,013) (0,010) (0,012) (0,014) (0,013) (0,016) (0,017) (0,015)

r = 30 r = 40 r = 40 r = 30 r = 30 r = 30 r = 40 r = 40
(r = or) 0,022 0,208 0,194 0,209 0,234 0,251 0,250 0,250

(0,007) (0,017) (0,008) (0,012) (0,010) (0,015) (0,017) (0,018)

SVM

Sub. Al. 0,208 0,308 0,312 0,318 0,321 0,327 0,326 0,324
(melhores) (0,012 (0,023) (0,015) (0,017) (0,017) (0,018) (0,020) (0,021)

r = 20 r = 20 r = 20 r = 20 r = 30 r = 30 r = 20 r = 30
UsBMaC 0,211 0,319 0,321 0,324 *0,334 0,331 0,330 0,331

(0,013) (0,013) (0,011) (0,014) (0,012) (0,013) (0,015) (0,019)
(melhores) r = 30 r = 30 r = 40 r = 30 r = 30 r = 30 r = 40 r = 30
(r = or) 0,000 0,187 0,188 0,197 0,189 - - -

(0,0) (0,010) (0,013) (0,018) (0,025) - - -

Nos sítios aceptores

No problema de classi�cação de sítios aceptores, os resultados apresentados através da

Tabela 4.24, mostram que, com o classi�cador Naive Bayes, o desempenho com janelas

com 36 atributos (com a = 27 e d = 7), com 40 atributos (onde a = 19 e d = 20) e com

60 atributos (com a = 29 e d = 30) foram equivalentes, mas foram maiores do que àqueles

obtidos quando uma janela de tamanho n = 16 foi empregada.

Os resultados evidenciam a melhora no desempenho da classi�cação com o uso de

janelas de tamanho superiores a n = 36, tanto quando o indutor ADTree é usado quanto

quando SVM. Neste problema, os melhores valores de Fm foram alcançados com o método

de classi�cação SVM e a estratégia UsBMaC.
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4.2.5 Discussão

O conjunto de experimentos mostrou que, na maioria dos casos, as quatro estratégias de

balanceamento avaliadas, propiciaram aumentos signi�cativos no desempenho dos classi-

�cadores em relação ao desempenho sem o uso das técnicas. O ganho foi mais acentuado

com os métodos de classi�cação da abordagem discriminativa e com o emprego da técnica

de subamostragem proposta UsBMaC.

A aplicação de sobreamostragem SMOTE propiciou ganhos notadamente quando

taxas percentuais de adição de 100% e 200% foram usadas.

O uso de bagging com subconjuntos com fatores de desbalanceamento intermediários

entre o fator encontrado na base original e fator igual a r = 1 (totalmente equilibrado)

também, muitas vezes, fez aumentar o desempenho.

É importante ressaltar que o emprego das estratégias de subamostragem, tanto Us-

BMaC quanto a aleatória, possibilitou que o classi�cador SVM fosse induzido mesmo

quando a base de treinamento tinha uma grande quantidade de atributos. A redução no

tamanho das bases, ocasionou, inclusive, uma redução no tempo de indução dos classi�-

cadores que para grande quantidade de atributos é bastante elevada. Assim a estratégia

proposta nesta tese, UsBMaC, é a uma solução competitiva e promissora para se resolver

a questão do desbalanceamento de classes neste domínio.



Capítulo 5

Conclusões

A necessidade de haver sistemas computacionais precisos para fazer a anotação das cadeias

de DNA torna-se cada vez maior dado que a quantidade de genomas que vem sendo

sequenciados tem aumentado signi�cativamente. O processo automatizado de anotação

se baseia, em geral, em determinar os vários componentes funcionais presentes nas longas

sequências do DNA, sendo que a correta identi�cação dos sítios de junção, em regiões

codi�cadoras de proteínas, é um importante problema.

O reconhecimento dos sítios de junção � tanto o de sítios doadores quanto o de

sítios aceptores � é um problema de classi�cação altamente desbalanceado. A grande

desproporção de classes ocorre pelo fato que os trechos que não codi�cam proteínas, nas

sequências de DNA, são, em geral, muito longas fazendo com que apareça uma enorme

quantidade de trechos que, potencialmente, poderiam ser sítios (já que apresentam os

dímeros de consenso) mas que não o são.

Na busca pelo desenvolvimento de soluções acuradas para a detecção destes sítios,

explorou-se, nesta tese, um aspecto importante em classi�cação que não tem sido abordado

pela comunidade cientí�ca para a identi�cação dos sítios: a aplicação de técnicas de pré-

processamento de dados de forma a empregar conjuntos de treinamento mais balanceados

para a indução dos classi�cadores.

Neste trabalho, algumas estratégias de reamostragem de dados, assim como a es-

tratégia ensemble tomando, nesta estratégia, a composição de subconjuntos com diversos

fatores de desbalanceamento, foram utilizadas. O impacto do uso destas técnicas foi ava-

liado sobre o desempenho da classi�cação de sítios doadores e de sítios aceptores. Neste

contexto, inclusive, um novo método de subamostragem, baseado em agrupamento, de-

nominado UsBMaC, foi proposto.
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As investigações foram realizadas adotando três métodos de classi�cação tradicional-

mente usados em tarefas de classi�cação binária e pertencentes a abordagens bem distin-

tas. Os métodos foram: Naive Bayes, ADTree e SVM linear.

Veri�cou-se que induzir os classi�cadores em conjuntos com fatores de desbalancea-

mento menores do que aquele observado no conjunto original implicou em um aumento no

desempenho, porém este aumento (melhora no desempenho) só é veri�cado até uma de-

terminada faixa de balanceamento. Os desempenhos dos classi�cadores quando induzidos

em conjuntos com distribuição de classes totalmente equilibrada não foram maiores do

que aqueles obtidos quando todas as instâncias existentes no conjunto original foram em-

pregadas, e foram bastante inferiores àqueles atingidos com uso de conjuntos com fatores

intermediários de desbalanceamento.

Houve ganho de desempenho com o emprego das quatro técnicas avaliadas � SMOTE,

subamostragem aleatória, bagging e subamostragem UsBMaC � no entanto, o uso da

estratégia proposta UsBMaC foi aquela onde os maiores ganhos foram obtidos.

Uma outra questão a ser lembrada é que tratar o problema de classi�cação dos sítios

doadores e aceptores como um problema único e não como dois problemas, distintos e

independentes, limita a capacidade de aprendizado dos classi�cadores. Os dímeros de

consenso, que se situam nas posições de fronteira, são distintos para cada tipo de sítio.

Portanto, adotar para o treinamento uma instância como negativa mas não diferenciá-la

entre um tipo ou outro faz com que se tenha um problema de classi�cação mais complexo

e com muito mais instâncias negativas do que o necessário para o treinamento e teste.

Nesse sentido, convém ressaltar que, em uma das bases contendo instâncias de sítios

de junção amplamente usada em vários experimentos em mineração de dados, disponível

no repositório UCI [2], a distribuição de classes não re�ete o problema real (é aproxi-

madamente equilibrada). Além disso, no conjunto de instâncias negativas disponíveis

nesta base, há instâncias que possuem, nas posições de fronteira, o dímero GT, outras

possuem o dímero AG e uma grande quantidade de instâncias contém, nestas posições,

outros pares de nucleotídeos.

Uma importante questão também investigada, nesta tese, foi avaliar se empregar, para

o treinamento, apenas as instâncias negativas provenientes da região compreendida entre o

primeiro éxon codi�cador e o último éxon codi�cador aumentaria a capacidade preditiva

dos indutores. Veri�cou-se que é uma solução interessante pois reduz a quantidade de

instâncias negativas, tornando os conjuntos menos desbalanceados e não atrapalhando

a capacidade de aprendizado como poderia, eventualmente, ocorrer já que informações
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poderiam estar sendo desconsideradas. O que parece ser mais relevante com esta seleção

é a diminuição no número de instâncias negativas de forma a favorecer a aplicação das

outras estratégias, reduzindo tanto o tempo de processamento que a técnica UsBMaC

demanda, quanto o tempo de indução dos classi�cadores treinados em conjuntos onde

qualquer uma das quatro estratégias foi aplicada.

Há uma série de outras investigações a fazer. Uma delas é quanti�car o impacto

da técnica de UsBMaC em outros problemas similares de biologia molecular, como, por

exemplo, na identi�cação de sítios de início de transcrição, na identi�cação de sítios de

início de tradução, que são problemas de detecção de trechos funcionais em genomas,

também, altamente desbalanceados.

Uma outra avaliação importante a ser feita é veri�car se a estratégia UsBMaC pode

ser útil para melhorar o desempenho em problemas com alto desnível de classes, em outros

domínios diferentes daqueles provenientes da área da Bioinformática.
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