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Resumo

Classificação Multirrótulo é um problema de aprendizado supervisionado no qual um ob-
jeto pode estar associado a múltiplas classes (rótulos). Um método com grande destaque
utilizado para solucionar problemas de classificação multirrótulo é conhecido como Clas-
sifier Chains (CC). O método CC realiza o treinamento de q classificadores binários, onde
q representa o número de rótulos. Cada classificador é responsável unicamente pela predi-
ção de um rótulo específico. Esses q classificadores binários são ligados em cadeia, de tal
forma que cada classificador binário torna-se capaz de incorporar, como novos atributos
preditivos, os rótulos previamente preditos. O método CC define a ordem dos classifica-
dores (rótulos) de forma aleatória para induzir o modelo, entretanto o seu desempenho
preditivo é fortemente influenciado pela ordem dos rótulos na cadeia.

Portanto, um dos grandes desafios relacionados ao método CC é a escolha de uma
ordem de rótulos na cadeia que o leve a um melhor desempenho preditivo. Recentemente,
algumas variações do CC têm sido propostas. No entanto, todos esses trabalhos buscam
encontrar uma única cadeia que deve ser utilizada para todas as instâncias a serem classi-
ficadas. Por outro lado, neste trabalho, considera-se que a utilização de uma cadeia mais
adequada para cada instância possa aumentar a capacidade preditiva do método CC. Para
isso, duas novas técnicas foram propostas, denominadas: Lazy Classifier Chains (LCC) e
One-To-One Classifier Chains (OOCC).

Os experimentos mostram que os dois métodos propostos LCC e OOCC são capazes
de obter um desempenho preditivo superior aos seguintes métodos do estado da arte:
Binary Relevance, CC e Ensemble of Classifier Chains.

Palavras-chave: Classificação Multirrótulo, Classificação em Cadeia, Classificação.



Abstract

Multi-label Classification is a supervised learning problem where an object may be asso-
ciated with multiple classes (labels). A well-known method to solve this problem is the
Classifier Chains (CC) method. The CC method involves the training of q single-label
binary classifiers, where q represents the number of labels. Each one is solely responsible
for classifying a specific label. These q binary classifiers are linked in a chain, such that
each binary classifier is able to incorporate, as new predictive atributes, the previous pre-
dicted labels. The CC method randomly defines the order of classifiers to induce a model,
however its predictive performance is largely influenced by the chain’s order.

Therefore, choosing an adequate chain order is one of the major challenges related
to the CC method. Recently, some variations of the method CC have been proposed.
However, these proposals search for a unique and effective label sequence which has to be
used for all instances that will be classified. On the other hand, in this work, we consider
that the use of an adequate chain for each instance might improve the CC predictive
performance. So, two new methods were proposed, namely: Lazy Classifier Chains (LCC)
and One-To-One Classifier Chain (OOCC).

Experiments have shown that both LCC and OOCC methods obtained higher pre-
dictive performance than the following well-estabilished methods: Binary Relevance, CC
and Ensemble of Classifier Chains.

Keywords: Multi-label Classification, Classifier Chains, Classification.



Lista de Figuras

2.1 Exemplo de classificação utilizando o método BR. . . . . . . . . . . . . . . 9

2.2 Exemplo de transformação utilizando o método LP. . . . . . . . . . . . . . 9

3.1 Ilustração da classificação com os métodos BR e o CC. . . . . . . . . . . . 21



Lista de Tabelas

2.1 Tipos de classificação, utilizando como exemplo a música Voodoo Child do
artista Jimi Hendrix. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7

2.2 Exemplo de base de dados multirrótulo. . . . . . . . . . . . . . . . . . . . . 8

2.3 Ilustração da utilização da medida EM. . . . . . . . . . . . . . . . . . . . . 15

2.4 Ilustração da utilização da medida ACC. . . . . . . . . . . . . . . . . . . . 16

2.5 Ilustração da utilização das medidas PR, RC e FM. . . . . . . . . . . . . . 18

2.6 Ilustração da utilização da medida HL. . . . . . . . . . . . . . . . . . . . . 19

3.1 Bases de dados multirrótulo utilizadas no experimento, onde n é o número
de instâncias, d é a quantidade de atributos e q representa a quantidade
de rótulos. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24

3.2 Resultados da Acurácia obtidos pela avaliação exaustiva na base de dados
multirrótulo emotions. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25

3.3 Resultados da Acurácia obtidos pela avaliação exaustiva na base de dados
multirrótulo scene. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25

3.4 Resultados da Acurácia obtidos pela avaliação exaustiva na base de dados
multirrótulo flags. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25

4.1 Resultados da Acurácia, comparando-se cadeia única e cadeias distintas,
obtidos pela avaliação exaustiva na base de dados multirrótulo emotions. . 31

4.2 Resultados da Acurácia, comparando-se cadeia única e cadeias distintas,
obtidos pela avaliação exaustiva na base de dados multirrótulo scene. . . . 32

4.3 Resultados da Acurácia, comparando-se cadeia única e cadeias distintas,
obtidos pela avaliação exaustiva na base de dados multirrótulo flags. . . . . 32

4.4 Valores de entropia utilizadas para ilustrar o método LCC
est

. . . . . . . . . 35

4.5 Valores de entropia utilizadas para ilustrar o método LCC
din

. . . . . . . . 38



Lista de Tabelas viii

4.6 Características das bases de dados multirrótulos utilizadas nos experimentos. 39

4.7 Valores de k obtidos após a validação cruzada interna. . . . . . . . . . . . . 40

4.8 Resultados para o Lazy Classifier Chains utilizando a medida Acurácia. . . 41

4.9 Resultados para o Lazy Classifier Chains utilizando a medida F-Measure . 41

4.10 Resultados para o Lazy Classifier Chains utilizando a medida Casamento
Exato. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41

4.11 Resultados para o Lazy Classifier Chains utilizando a medida Hamming
Loss. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42

5.1 Desempenho preditivo dos métodos BR, CC, ECC e OOCC de acordo com
a medida Acurácia. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50

5.2 Desempenho preditivo dos métodos BR, CC, ECC e OOCC de acordo com
a medida F-Measure, . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50

5.3 Desempenho preditivo dos métodos BR, CC, ECC e OOCC de acordo com
a medida Casamento Exato. . . . . . . . . . . . . . . . . . . . . . . . . . . 50

5.4 Desempenho preditivo dos métodos BR, CC, ECC e OOCC de acordo com
a medida Hamming Loss. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51

A.1 Resultados da medida Casamento Exato obtidos pela avaliação exaustiva
na base de dados multirrótulo emotions. . . . . . . . . . . . . . . . . . . . 61

A.2 Resultados da medida Casamento Exato obtidos pela avaliação exaustiva
na base de dados multirrótulo scene. . . . . . . . . . . . . . . . . . . . . . 61

A.3 Resultados da medida Casamento Exato obtidos pela avaliação exaustiva
na base de dados multirrótulo flags. . . . . . . . . . . . . . . . . . . . . . . 61

A.4 Resultados da medida Hamming Loss obtidos pela avaliação exaustiva na
base de dados multirrótulo emotions. . . . . . . . . . . . . . . . . . . . . . 62

A.5 Resultados da medida Hamming Loss obtidos pela avaliação exaustiva na
base de dados multirrótulo scene. . . . . . . . . . . . . . . . . . . . . . . . 62

A.6 Resultados da medida Hamming Loss obtidos pela avaliação exaustiva na
base de dados multirrótulo flags. . . . . . . . . . . . . . . . . . . . . . . . . 62



Lista de Tabelas ix

A.7 Resultados da medida Casamento Exato, comparando-se cadeia única e
cadeias distintas, obtidos pela avaliação exaustiva na base de dados mul-
tirrótulo emotions. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63

A.8 Resultados da medida Casamento Exato, comparando-se cadeia única e
cadeias distintas, obtidos pela avaliação exaustiva na base de dados mul-
tirrótulo scene. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63

A.9 Resultados da medida Casamento Exato, comparando-se cadeia única e
cadeias distintas, obtidos pela avaliação exaustiva na base de dados mul-
tirrótulo flags. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63

A.10 Resultados da medida Hamming Loss, comparando-se cadeia única e ca-
deias distintas, obtidos pela avaliação exaustiva na base de dados multir-
rótulo emotions. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

A.11 Resultados da medida Hamming Loss, comparando-se cadeia única e ca-
deias distintas, obtidos pela avaliação exaustiva na base de dados multir-
rótulo scene. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

A.12 Resultados da medida Hamming Loss, comparando-se cadeia única e ca-
deias distintas, obtidos pela avaliação exaustiva na base de dados multir-
rótulo flags. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

B.1 Resultados da comparação utilizando a medida Acurácia. . . . . . . . . . . 65

B.2 Resultados da comparação utilizando a medida F-Measure . . . . . . . . . 66

B.3 Resultados da comparação utilizando a medida Casamento Exato. . . . . . 66

B.4 Resultados da comparação utilizando a medida Hamming Loss. . . . . . . . 66



Lista de Abreviaturas e Siglas

ACC : Acurácia;
BR : Binary Relevance;
BCC : Bayesian Chain Classifier ;
BS : Beam Search;
CMR : Classificação Multirrótulo;
CC : Classifier Chains ;
CT : Classificação Tradicional;
ECC : Ensemble of Classifier Chains;
EM : Exact Match;
EPS : Ensemble of Pruned Sets;
FM : F-Measure;
HL : Hamming Loss ;
HOMER : Hierarchy Of Multilabel classifiers ;
KNN : K-Nearest Neighbors ;
LCC : Lazy Classifier Chains;
LP : Label Powerset ;
MC : Monte Carlo;
ML-KNN : MultiLabel K-Nearest Neighbors ;
OOCC : One-to-One Classifier Chains ;
PCC : Probabilistic Classifier Chains;
PR : Precision;
PS : Pruned Sets;
PW : PairWise Classification;
RAKEL : Random k-labelsets;
RC : Recall ;
SCC : Sorted-Label Chain Classifiers;



Sumário

1 Introdução 1

2 Classificação Multirrótulo 6

2.1 Visão Geral . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6

2.2 Métodos de Classificação Multirrótulo . . . . . . . . . . . . . . . . . . . . . 8

2.2.1 Transformação de Problema . . . . . . . . . . . . . . . . . . . . . . 8

2.2.2 Adaptação de Algoritmo . . . . . . . . . . . . . . . . . . . . . . . . 11

2.2.3 Métodos Ensemble . . . . . . . . . . . . . . . . . . . . . . . . . . . 12

2.3 Avaliação de Classificadores Multirrótulo . . . . . . . . . . . . . . . . . . . 14

3 Classificação Multirrótulo em Cadeia e o Problema da Ordenação dos Rótulos 20

3.1 Classificação Multirrótulo em Cadeia . . . . . . . . . . . . . . . . . . . . . 20

3.2 Problema da Ordenação da Cadeia . . . . . . . . . . . . . . . . . . . . . . 23

3.3 Trabalhos Relacionados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26

4 Lazy Classifier Chains 30

4.1 Uma Ordem de Rótulos para Cada Instância . . . . . . . . . . . . . . . . . 30

4.2 Lazy Classifier Chains . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

4.3 Resultados Experimentais . . . . . . . . . . . . . . . . . . . . . . . . . . . 38

5 One-to-One Classifier Chains 44

5.1 One-to-One Classifier Chains . . . . . . . . . . . . . . . . . . . . . . . . . . 44

5.1.1 Procedimento de Treinamento do OOCC . . . . . . . . . . . . . . . 45



Sumário xii

5.1.2 Procedimento de Classificação do OOCC . . . . . . . . . . . . . . . 46

5.2 Resultados Experimentais . . . . . . . . . . . . . . . . . . . . . . . . . . . 48

6 Conclusões e Trabalhos Futuros 53

Referências 56

Apêndice A -- Resultados complementares da avaliação exaustiva. 60

A.1 Resultados da avaliação exaustiva com cadeia única . . . . . . . . . . . . . 60

A.1.1 Resultados para a medida Casamento Exato . . . . . . . . . . . . . 60

A.1.2 Resultados para a medida Hamming Loss . . . . . . . . . . . . . . . 61

A.2 Resultados para a avaliação exaustiva utilizando-se cadeias distintas. . . . 62

A.2.1 Resultados para a medida Casamento Exato . . . . . . . . . . . . . 63

A.2.2 Resultados para a medida Hamming Loss . . . . . . . . . . . . . . . 64

Apêndice B -- Resultados da comparação entre os métodos propostos. 65



Capítulo 1

Introdução

Nas últimas décadas, com a utilização massiva da internet e de dispositivos eletrôni-
cos, observou-se a obtenção e armazenamento de grande quantidade de informações.
Como consequência, essa grande massa de dados pode ser utilizada por especialistas com
o objetivo de extrair padrões desconhecidos e úteis. Entretanto, essa tarefa não é trivial,
pois em muitos casos as informações armazenadas são complexas e muitas características
dos dados precisam ser simultaneamente levadas em consideração, dificultando a realiza-
ção da análise manual por um especialista humano. Portanto, se faz necessária a utilização
de estratégias automatizadas para a análise de grandes bases de dados [13].

Para solucionar esse problema, técnicas de mineração de dados (data mining) po-
dem ser utilizadas. Essa área de pesquisa e aplicação é caracterizada por processos de
descoberta automática de padrões a partir de grandes conjuntos de dados. Normalmente,
as estratégias de mineração de dados são categorizadas de acordo com as tarefas que
se dispõem a cumprir. Entre as tarefas mais comuns estão: classificação, regressão, ex-
tração de regras de associação, extração de padrões de sequências e agrupamento de
dados [13, 34, 42, 45].

A tarefa de classificação é o principal objeto de estudo deste trabalho. A classificação
consiste em identificar a classe (ou rótulo) de um determinado objeto a partir de suas
características [13, 14, 22, 34, 42, 45]. A tarefa de classificação possui uma grande quan-
tidade de aplicações conhecidas, dentre elas destacam-se: a detecção de spam (identificar
um novo e-mail como “normal” ou “spam”), análise de risco de crédito bancário (dizer
se um pedido de empréstimo bancário possui risco “baixo”, “médio” ou “alto”), detecção
de caracteres escritos utilizando um sensor óptico (identificar uma palavra escrita com
base em sua imagem) e diagnóstico médico (identificar se um paciente está “doente” ou
“saudável”).



1 Introdução 2

A tarefa de classificação pode ser definida como a seguir.

Definição 1. (Classificação) Seja A = {A1, A2, . . . , Ad

} o conjunto de atributos prediti-
vos, onde d � 1, e L = {l1, l2, . . . , lq} o conjunto finito de possíveis classes, onde q > 2.
Seja D = {(x1, c1), (x2, c2), . . . , (xn

, c
n

)} a base de treinamento formada por n instâncias.
Cada instância possui a forma (x

i

, c
i

), onde x
i

corresponde ao vetor (x
i1, xi2, . . . , xid

) que
armazena os valores dos d atributos preditivos presentes em A e cada c

i

2 L corresponde
a uma classe. O objetivo é treinar um classificador a partir de D que seja capaz de prever
a classe c

j

de um nova instância I = (x
j

, ?). Quando |L| = 2, o problema é conhecido
como classificação binária e para |L| > 2 o nome dado é classificação multiclasse.

Mais recentemente, uma nova classe de problemas de classificação tem recebido aten-
ção da comunidade de pesquisa, devido ao fato de não se enquadrarem em um modelo
de classificação tradicional. Essa classe de problemas, que permite que múltiplos rótu-
los sejam associados ao mesmo objeto, é conhecida como classificação multirrótulo

(CMR) ou multi-label classification [6, 37, 39]. Entre alguns exemplos práticos desse tipo
de aplicação estão: classificação de documentos [32] (associar um documento a mais de
uma categoria), classificação semântica de cenas [2] (uma mesma imagem pode possuir
vários contextos semânticos), categorização musical [36] (uma música pode pertencer a
mais de um gênero musical), entre outros.

A classificação multirrótulo pode ser fomalmente definida como a seguir.

Definição 2. (Classificação Multirrótulo) Seja L = {l1, l2, . . . , lq} o conjunto finito de ró-
tulos, onde q > 2. Seja um conjunto de treinamento D = {(x1, Y1), (x2, Y2), . . . , (xn

, Y
n

))}
com n elementos. Nesse conjunto, uma instância (x

i

, Y
i

) possui o vetor de atributos
preditivos x

i

= (x
i1, xi2, . . . , xid

) e um subconjunto de rótulos Y
i

✓ L. O objetivo da clas-
sificação multirrótulo é induzir um classificador a partir de D, que seja capaz de prever o
conjunto de rótulos Y

j

de uma nova instância I = (x
j

, ?).

Os problemas de CMR são conhecidos por serem mais desafiadores do que os pro-
blemas de classificação tradicional (CT) ou monorrótulo. Em um problema de CT, os
objetos podem ser associados a somente uma classe (ou rótulo), por outro lado na CMR é
necessário lidar com um grande número de possíveis combinações de rótulos. Como visto
na Definição 2, a resposta de um método de CMR é um conjunto de rótulos, porém a
quantidade de possíveis subconjuntos resposta cresce exponencialmente de acordo com o
número de rótulos disponíveis. Em um problema composto por q rótulos distintos, existem
2q possíveis combinações de rótulos na CMR, enquanto que existem apenas q possíveis va-
lores na classificação tradicional. Outro desafio relacionado aos problemas de classificação
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multirrótulo é a existência de correlações entre os rótulos. Por exemplo, na classificação
semântica de cenas, uma imagem rotulada como “oceano” é mais suscetível a também
estar associada a rótulos como “navio” ou “submarino”, pois esses conceitos estão posi-
tivamente correlacionados. Por outro lado, uma imagem associada ao rótulo “deserto”
é menos suscetível a também estar associada ao rótulo “navio”, pois esses conceitos são
negativamente correlacionados. Portanto, considera-se que métodos de CMR capazes de
identificar e modelar corretamente as correlações entre rótulos devam ser mais acura-
dos. De fato, um grande número de trabalhos [1, 11, 29, 30, 41, 44, 47, 48] explora essa
característica, utilizando métodos heurísticos e estatísticos.

O método classifier chains (CC), proposto em [29, 30], se destaca por tratar de forma
simples a questão da correlação entre os rótulos. A classificação de uma instância é feita
através da indução de uma cadeia de classificadores. O CC realiza o treinamento de q

classificadores binários {y1, y2, . . . , yq} onde cada um será responsável pela predição de
um rótulo específico em L = {l1, l2, . . . , lq}. Esses q classificadores binários são ligados
em uma cadeia de ordem aleatória {y1 ! y2 ! . . .! y

q

}, de tal forma que, cada classifi-
cador y

j

incorpore os rótulos previamente preditos por y1, . . . , yj�1 como novos atributos
preditivos, em tempo de classificação. O principal objetivo de incorporar informações
adicionais é facilitar a classificação dos próximos rótulos da cadeia, pois desse modo os
rótulos incorporados podem ajudar os próximos classificadores através da adição de novas
informações da instância que está sendo classificada. Embora a abordagem empregada
pelo método para modelar dependências entre rótulos seja simples, o CC tem sido consi-
derado uma importante técnica para CMR devido à sua eficiência e capacidade preditiva
[21, 49].

Entretanto, existe um aspecto negativo na utilização do CC: a escolha da ordem de
predição dos rótulos da cadeia é feita de forma aleatória. Esse fato foi evidenciado até
mesmo pelos autores da técnica [29, 30]. Intuitivamente, pode-se notar que a escolha de
uma ordem inadequada de rótulos pode potencialmente reduzir a acurácia do método, pois
os classificadores binários responsáveis por realizar a predição dos rótulos posicionados no
início da cadeia podem produzir erros de classificação, que seriam propagados por toda a
extensão da cadeia.

Portanto, um dos maiores desafios relacionados ao CC é a escolha de uma ordem de
rótulos na cadeia que leve a um bom resultado. Isso se deve ao grande espaço de busca
atrelado ao problema, que possui q! possíveis permutações de rótulos. Para solucionar esse
problema, os autores do CC sugeriram combinar várias ordens aleatórias e distintas de ca-
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deias de classificadores em um ensemble de classifier chains (ECC). Recentemente, outras
variações do CC, que tentam tratar o problema da ordem da cadeia, foram propostas na
literatura [11, 17, 18, 27, 46]. Essas técnicas utilizam testes estatístisticos de correlação
ou heurísticas (p.e., algoritmos genéticos e beam search) com o objetivo de encontrar uma
cadeia única de rótulos que maximize o desempenho preditivo para a cadeia de classifica-
dores. Após identificada, a ordem de rótulos deve ser utilizada na fase de treinamento e
de classificação do classifier chains.

Os trabalhos anteriores demonstram que a ordenação da cadeia é fundamental para
obter uma melhor capacidade preditiva do CC [11, 17, 18, 27, 46]. No entanto, todos
esses trabalhos buscam encontrar uma única cadeia otimizada que servirá para todas as
instâncias a serem classificadas. Considera-se, neste trabalho, que a utilização de uma
cadeia otimizada para cada instância seja capaz de melhorar a capacidade preditiva do
CC. Cada instância pode se beneficiar de suas próprias características, ou seja, seus valores
de atributos preditivos podem indicar que seguir uma determinada ordem de rótulos pode
levar a uma classificação mais precisa.

Portanto, neste trabalho, propõem-se duas novas técnicas capazes de encontrar uma
ordem de rótulos adequada para cada nova instância na fase de classificação. A primeira, é
baseada na seleção de cadeias de forma lazy, denominada Lazy Classifier Chains. Métodos
de classificação ditos lazy adiam a maior parte do processamento para o momento da
classificação, ou seja, não existe um modelo de classificação único e previamente construído
para todas as instâncias a serem classificadas. Segundo esse paradigma, na estratégia Lazy
Classifer Chains, propõe-se adiar a identificação da cadeia mais eficiente e adequada a
cada instância ao momento da sua classificação. Para identificar a cadeia mais adequada,
o Lazy Classifier Chains utiliza o conceito de entropia com o objetivo de identificar a
capacidade que os valores de atributos que caracterizam uma instância têm de discriminar
as classes (rótulos). A partir dessa avaliação, a técnica define a cadeia posicionando os
rótulos em ordem crescente de dificuldade de predição. Dessa forma, rótulos mais fáceis
de serem preditos ficam no início da cadeia, o que diminui a chance de propagação de
erros, e os rótulos mais difíceis de serem preditos ficam no fim da cadeia e os respectivos
classificadores passam a receber uma maior quantidade de informação adicional.

A segunda estratégia, denominada One-To-One Classifier Chains, busca selecionar,
também no momento da classificação, uma ordem de rótulos eficaz e específica para cada
instância a ser classificada. Pressupõe-se que sejam similares as cadeias de rótulos efici-
entes para instâncias semelhantes. Considerando essa hipótese, na fase de treinamento,
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a técnica busca encontrar uma cadeia eficiente para cada uma das instâncias presentes
na base de dados de treinamento. Na fase de classificação, a técnica proposta identifica
as instâncias mais semelhantes à instância de teste e, para classificá-la, utiliza uma das
cadeias associadas às suas instâncias semelhantes. Resultados obtidos com a estratégia
proposta One-To-One Classifier Chains foram apresentados em [33].

O restante desta dissertação é composta pelos seguintes capítulos:

• Capítulo 2: Classificação Multirrótulo. Neste capítulo, são apresentados os princi-
pais conceitos relacionados à classificação multirrótulo.

• Capítulo 3: Classificação Multirrótulo em Cadeia e o Problema da Ordenação dos
Rótulos. Neste capítulo, apresenta-se o método de classificação multirrótulo Classi-
fier Chains (CC). Realiza-se também uma avaliação do método CC, com o objetivo
de demonstrar que a ordem dos rótulos pode influenciar o resultado final da classi-
ficação.

• Capítulo 4: Lazy Classifier Chains. Neste capítulo, apresenta-se a nova proposta
de classificação multirrótulo, baseada no CC, que identifica a ordem dos rótulos da
cadeia de forma lazy.

• Capítulo 5: One-To-One Classifier Chains. Neste capítulo, é apresentado o One-
To-One Classifier Chains, o segundo método proposto nesta dissertação para clas-
sificação multirrótulo, também baseado no CC.

• Capítulo 6: Conclusões e Trabalhos Futuros. Neste capítulo, são apresentadas as
conclusões e direções para trabalhos futuros.



Capítulo 2

Classificação Multirrótulo

Nos últimos anos, muitos trabalhos de Classificação Multirrótulo vêm sendo desenvolvidos
e avanços importantes podem ser encontrados na literatura. Neste capítulo, são apresen-
tados conceitos importantes com relação à Classificação Multirrótulo. Primeiramente, a
Seção 2.1 apresenta uma visão geral da área. Em seguida, na Seção 2.2 são apresentados
métodos para a resolução de problemas de CMR. Por fim, a Seção 2.3 aborda as medidas
de avaliação de classificadores multirrótulo utilizadas neste trabalho.

2.1 Visão Geral

Em problemas de classificação tradicional, um classificador é treinado a partir de um
conjunto de instâncias onde cada uma está associada somente a uma classe (ou rótulo).
Uma classe pode possuir diversos valores categóricos, mas cada instância é representada
por somente um desses valores. Por outro lado, em um problema de classificação multir-
rótulo, cada instância pode estar associada a vários valores categóricos simultaneamente.

O tipo de problema de classificação que será utilizado depende do tipo de informação
que se deseja obter. Por exemplo, para prever os gêneros musicais de uma música a partir
de suas características, podemos encontrar os seguintes tipos de classificação: binária,
multiclasse e multirrótulo.

Na classificação binária, só existem duas possibilidades de classes. Por exemplo, em
um problema de classificação de gêneros musicais [31, 36], para classificar a música Voodoo
Child do artista Jimi Hendrix, pode-se perguntar: “A música Voodoo Child é Rock?”.
Nessa classificação, as possíveis classes são: “Sim” ou “Não”. E, no exemplo em questão,
a resposta “Sim” é a alternativa correta.
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Entretanto, várias aplicações de classificação permitem mais do que duas possíveis
respostas. Nesse caso, para o mesmo problema anterior podemos ter uma classificação
multiclasse, onde a pergunta será: “Qual o gênero musical da música Voodoo Child?”.
Algumas possíveis respostas podem ser: “Samba” , “Rock” , “Pop” e “Blues”. Porém, as
possíveis respostas podem entrar em conflito, pois a música de Jimi Hendrix é de fato
“Rock” e “Blues”, sendo ambas as respostas corretas para esta música específica. Por isso,
se o classificador encontrar como resposta a classe “Rock”, esta estará parcialmente correta,
pois a resposta certa engloba duas classes simultaneamente.

Para solucionar esse problema deve-se utilizar a classificação multirrótulo, cujo re-
sultado pode conter um conjunto de classes (ou rótulos). A pergunta a ser feita é mais
generalista, como, por exemplo: “Quais os gêneros musicais da música Voodoo Child?”.
A resposta correta será simultaneamente “Rock” e “Blues”. A Tabela 2.1 apresenta um
resumo dos tipos de classificação apresentados.

Tabela 2.1: Tipos de classificação, utilizando como exemplo a música Voodoo Child do
artista Jimi Hendrix.

Tipo Pergunta Rótulos possíveis Resposta

Binária A música é Rock? “Sim” , “Não” “Sim”

Multiclasse Qual o gênero musical? “Samba” , “Rock” , “Pop” , “Jazz” “Rock”

Multirrótulo Quais os gêneros musicais? “Samba” , “Rock” , “Pop” , “Jazz” , “Blues” “Rock” e “Blues”

Outras possíveis aplicações de CMR são:

• Classificação semântica de cenas [2] - o objetivo é rotular as imagens de acordo com
o seu contexto semântico, por exemplo: “praia”, “nascer do sol”, “festa” e “neve”.
Este tipo de problema tem sido muito utilizado por ferramentas de busca que têm
como objetivo retornar para o usuário uma imagem que apresente o conteúdo so-
licitado. Para realizar essa tarefa, a ferramenta necessita primeiramente rotular as
imagens da maneira mais precisa possível, utilizando então um classificador mul-
tirrótulo capaz de identificar corretamente o contexto e os objetos presentes na
imagem.

• Diagnóstico médico [15] - neste contexto, um indivíduo pode possuir mais de uma
doença ao mesmo tempo, por exemplo, um paciente pode ser diagnosticado como
tendo “enfisema pulmonar” e “bronquite crônica” . Portanto, é de interesse do mé-
dico que ambas as doenças sejam corretamente associadas ao paciente, para que o
tratamento adequado possa ser aplicado.
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• Classificação de documentos [32] - a classificação multirrótulo pode ser utilizada
para identificar o assunto ou contexto de um documento, baseando-se em suas ca-
racterísticas. Por exemplo, um documento governamental ligado ao ministério da
saúde pode pertencer aos rótulos “Governo”, “Saúde” e “SUS”. Em outro exemplo,
um artigo científico pode ser rotulado de acordo com as áreas de pesquisa às quais
está relacionado, por exemplo, um artigo de uma área interdisciplinar pode estar
relacionado a várias áreas (rótulos), como “Ciência da Computação” e “Física”.

2.2 Métodos de Classificação Multirrótulo

De acordo com [6, 39] os métodos de CMR podem ser agrupados em duas categorias:
transformação de problema e adaptação de algoritmo. A seguir, cada categoria será
apresentada em detalhes.

2.2.1 Transformação de Problema

Os métodos pertencentes a categoria de Transformação de Problema são aqueles que
transformam o problema de classificação multirrótulo em um ou mais problemas de clas-
sificação monorrótulo. Para ilustrar os métodos dessa categoria, será utilizada a base
de dados multirrótulo apresentada na Tabela 2.2. Cada uma das seis instâncias da base
consiste em um vetor de atributos x

i

e um conjunto de rótulos Y
i

✓ L = {l1, l2, l3, l4}.

Tabela 2.2: Exemplo de base de dados multirrótulo.

Instância Atributos Conjunto de Rótulos
I1 x1 {l1, l2}
I2 x2 {l2, l4}
I3 x3 {l1, l4}
I4 x4 {l3}
I5 x5 {l1, l2, l4}
I6 x6 {l3, l4}

O método Binary Relevance (BR) [39] é um método simples e popular para CMR.
Na fase de treinamento, o modelo utiliza os atributos x

i

das instâncias na base de trei-
namento para induzir q classificadores binários (y1, y2, . . . , yq), onde cada classificador é
responsável pela predição de um rótulo em L = {l1, l2, . . . , lq}.

A Figura 2.1 apresenta possíveis resultados dos quatro classificadores (y1, y2, y3, y4)

para a base de teste composta por quatro instâncias (I7, I8, I9, I10). Nessa figura, l
i

re-



2.2 Métodos de Classificação Multirrótulo 9

presenta um resultado positivo (l
i

pertence aos rótulos da instância) e ¬l
i

representa um
resultado negativo (l

i

não pertence aos rótulos da instância). O conjunto final de rótulos
será a união de todas as predições individuais.

Instância Atributos
I7 x7

I8 x8

I9 x9

I10 x10

y1

l1
¬l1
l1
¬l1

y2

l2
¬l2
¬l2
l2

y3

l3
l3
¬l3
l3

y4

l4
¬l4
l4
l4

Resultado
{l1, l2, l3, l4}

{l3}
{l1, l4}

{l2, l3, l4}

Figura 2.1: Exemplo de classificação utilizando o método BR.

O método BR pode ser facilmente paralelizado, pois trata cada rótulo isoladamente,
permitindo que cada classificador y

i

seja independente. Entretanto, sua principal desvan-
tagem é o fato de não considerar a dependência entre os rótulos na construção do modelo.
O método Classifier Chains, brevemente descrito no Capítulo 1, foi proposto com a fi-
nalidade de solucionar esse problema. Mais detalhes sobre o CC serão apresentados no
Capítulo 3.

O método Label Powerset (LP) [39] consiste em transformar o problema multirrótulo
em um único problema multiclasse, onde cada conjunto de rótulos presente nas instâncias
da base de treinamento é mapeado em um valor de classe do novo problema. Na Figura
2.2, é apresentado o resultado do mapeamento do problema multirrótulo em um problema
multiclasse para a base de dados de exemplo da Tabela 2.2. A classe l

i,j,...,k

representa o
conjunto formado pelos rótulos l

i

, l
j

, . . . , l
k

.

Figura 2.2: Exemplo de transformação utilizando o método LP.

Para a classificação de uma nova instância multirrótulo, um classificador multiclasse é
treinado com as instâncias resultantes da transformação aplicada. Em seguida, a predição
é feita e a classe resultante deve ser transformada de volta em um conjunto de rótulos.
Para bases de dados com poucas combinações de rótulos, o método LP pode gerar um
modelo preditivo eficiente. Entretanto, se um número grande de combinações estiver
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presente na base de treinamento, o problema multiclasse resultante terá um número grande
de classes e, em muitos casos, a quantidade de instâncias pertencentes a cada classe
será desbalanceada, pois a maioria dos rótulos estarão associados a poucos exemplos.
Outro problema associado ao método LP é a sua incapacidade de conseguir prever um
conjunto de rótulos que não esteja presente na base de dados de treinamento.

Em [28], os autores introduzem uma nova forma de solucionar o problema causado
pelas muitas classes geradas pelo algoritmo LP. Este novo método é chamado de Pruned
Sets (PS). A ideia principal desse método é aplicar uma poda, eliminando todas as classes
não frequentes geradas pelo algoritmo LP. A poda é controlada por um parâmetro que
determina a frequência que uma combinação de rótulos necessita para se manter na base
de treinamento. Desse modo, o método consegue manter a relação de dependência entre os
rótulos. Por fim, o classificador multiclasse é aplicado na base resultante da transformação.
O método PS tende a ser mais eficiente do que o LP, pois a quantidade de classes gerada
é menor e mais seletiva. Porém ambos são incapazes de prever um conjunto de rótulos
que não esteja presente na base de treinamento.

O método PairWise Classification (PW) foi originalmente proposto para classifica-
ção multiclasse [10, 43], mas pode ser empregado para resolver o problema de CMR [21].
Sua ideia básica é construir pares de classificadores binários para todas as possíveis com-
binações de dois rótulos. Com isso, o método utiliza

q ⇤ (q � 1)

2
classificadores binários,

onde q é o número de rótulos do problema multirrótulo. Cada classificador é treinado
utilizando as instâncias de dois rótulos (l

p

e l
n

), de modo que os exemplos que possuem o
primeiro rótulo são considerados positivos e os que contém o segundo rótulo são conside-
rados negativos. Para combinar todos os classificadores, o PW utiliza o voto majoritário.
Portanto, para classificar uma nova instância, cada classificador binário realiza uma pre-
dição, podendo ter como resposta l

p

ou l
n

. Após todos os classificadores terem sido
utilizados, um ranqueamento é feito, ordenando os rótulos de acordo com a quantidade de
votos recebidos. Em seguida, um algoritmo que possui a finalidade de encontrar os rótulos
mais relevantes é utilizado para encontrar a resposta final da classificação multirrótulo.

Como mencionado, o método PW utiliza uma grande quantidade de classificadores
binários, que devem ser utilizados para classificar uma única instância. Por isso, em
[23], foi proposto um algoritmo de votação mais eficiente, que é capaz de encontrar os
rótulos mais relevantes evitando que todas as classificações binárias tenham que ser feitas.
Esse algoritmo é conhecido como QWeighted (Quick Weighted Voting Algorithm).

É importante observar que, nesta categoria de problemas multirrótulo, é necessário
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utilizar classificadores tradicionais (classificadores base) para realizar as predições dos
rótulos. Exemplos de classificadores base comumente utilizados são: SVM, k-NN, C4.5 e
Logistic Regression.

2.2.2 Adaptação de Algoritmo

Os métodos de CMR pertencentes à categoria de Adaptação de Algoritmo são projetados
para tratar diretamente o problema multirrótulo. Sua principal característica é lidar com
o problema multirrótulo sem que seja necessário realizar uma transformação do problema
multirrótulo em um ou mais problemas monorrótulo. Normalmente, esses métodos são
adaptações de algoritmos tradicionais de classificação. A seguir, são descritos os métodos
de adaptação de problema que podem ser encontrados com maior destaque na literatura.

Em [48], o método ML-KNN foi proposto baseando-se no k-NN (k Nearest Neighbors),
conhecido algoritmo de CT. A técnica consiste em encontrar, para cada instância a ser
classificada, as k instâncias mais semelhantes presentes na base de dados de treinamento.
Em seguida, o método se baseia nas informações obtidas a partir dos rótulos das instâncias
vizinhas para aplicar o princípio estatístico de máxima probabilidade a posteriori (MAP)
e determinar o conjunto de rótulos da instância que está sendo classificada.

Algoritmos baseados em árvores de decisão são amplamente empregados para resolver
problemas de CT. Em parte, isso é devido à sua capacidade de gerar modelos explicati-
vos, cujas regras podem ser facilmente analisadas por especialistas humanos. Portanto, é
natural que algoritmos de árvore de decisão sejam adaptados para resolver problemas mul-
tirrótulo. O método de CMR conhecido como ML-C4.5 [4], baseado no algoritmo de árvore
de decisão C4.5 [25], foi proposto para resolver o problema multirrótulo de classificação de
genes. Para alterar o algoritmo original e permitir que a classificação de multiplos rótulos
fosse possível, duas modificações foram propostas pelos autores. Primeiro, a medida de
entropia utilizada para escolher os nós de decisão da árvore foi modificada, permitindo que
todos os rótulos tenham influência na decisão da escolha do nó. A segunda modificação
proposta foi a utilização de nós folha capazes de representar um conjunto de rótulos, ao
contrário da ideia original, onde somente um rótulo está presente nas folhas da árvore.

Outra adaptação para tratar problemas multirrótulo é o método Back-propagation for
Multi-Label Learning [19] (BP-MLL). Trata-se de uma adaptação da tradicional técnica
de redes neurais, chamada back-propagation. A principal modificação proposta foi a subs-
tituição da função de erro por uma nova que é capaz de considerar múltiplos rótulos em
seu cálculo.
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O método Hierarchy Of Multilabel classifiERs (HOMER) [38] foi concebido especial-
mente para tratar problemas multirrótulo com grande quantidade de rótulos. Esta pro-
posta segue a técnica de projeto de algoritmos de divisão e conquista. A ideia principal é
reduzir o problema multirrótulo com muitos rótulos em problemas menores com poucos
rótulos. Para isso, o método HOMER agrupa rótulos semelhantes em meta-rótulos. Em
seguida, o método gera uma hierarquia de classificadores multirrótulo organizados em
uma árvore, responsáveis por prever os meta-rótulos, onde cada nível é capaz de realizar
predições com um número muito menor de rótulos(meta-rótulos). No último nível da
árvore, os rótulos individuais pertencentes aos meta-rótulos previamente encontrados são
preditos.

O algoritmo AdaBoost, proposto em [9], recebeu duas adaptações para se tornar ca-
paz de tratar o problema multirrótulo, denominadas: AdaBoost.MH e AdaBoost.MR [32].
O AdaBoost.MH foi desenvolvido com o objetivo de minimizar a medida Hamming Loss,
podendo também gerar um modelo compreensível de árvore de decisão multirrótulo.
Por outro lado, AdaBoost.MR foi projetado para encontrar um ranking de rótulos, tal
que aqueles mais adequados são posicionados no topo.

2.2.3 Métodos Ensemble

Métodos ensemble são utilizados para aumentar a capacidade preditiva de classificadores.
Um método ensemble é composto por uma conjunto de classificadores que têm os seus
resultados combinados, através de um esquema de votação [42]. Geralmente, os méto-
dos ensemble conseguem alcançar resultados superiores aos obtidos gerando-se um único
classificador.

Esta técnica, originalmente utilizada no contexto monorrótulo, também é utilizada
por métodos de classificação multirrótulo para criar classificadores mais eficazes [27, 28,
29, 30, 41]. O método Random k-labelsets (RAKEL) [41], foi desenvolvido para contornar
o principal problema do LP, que é a necessidade de tratar uma grande quantidade de
conjuntos de rótulos. Para isso, o RAKEL utiliza uma estrutura denominada k-labelset,
que é definida como o subconjunto Y ✓ L, tal que, k = |Y |. Ou seja, um subconjunto
que possui k rótulos. O termo Lk representa o conjunto de todos os possíveis k-labelsets

distintos em L, sendo que o tamanho de Lk é dado por
✓
|L|
k

◆
.

Um ensemble com m classificadores multirrótulo LP é construído pelo método RA-
KEL, sendo que para cada classificador, um k-labelset Y

i

2 Lk é aleatóriamente selecionado
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e utilizado para construir o classificador multirrótulo h
i

.

Existem dois parâmetros que devem ser fornecidos pelo usuário. São eles: o número
de iterações (m) que aceita valores entre 1 e |Lk| e o tamanho dos k-labelsets (k) que
possui como domínio os valores no intervalo de 2 até |L| � 1. É interessante observar
que, para k = 1 e m = |L| o classificador se transforma em um classificador BR e para
k = |L| e m = 1 o ensemble será na verdade um classificador multirrótulo LP. Segundo
os autores, o método é capaz de gerenciar de forma efetiva as correlações entre rótulos,
se valores adequados de m e k forem escolhidos.

Para classificar uma nova instância I, cada modelo h
i

produz uma decisão binária para
cada rótulo l

j

no seu k-labelset Y
i

correspondente, ou seja, para cada rótulo em Y
i

, o classi-
ficador responderá se o rótulo pertence ou não ao conjunto de rótulos resultado. A partir
disso, a decisão final é tomada calculando a média de classificações de um determinado
rótulo l

i

e este rótulo estará no conjunto de resultados se a sua média de ocorrências for
maior do que um ponto de corte t (threshold). Um ponto de corte proposto pelos autores
é t = 0, 5.

Um segundo método de CMR que está presente nesta categoria é o Ensemble of
Pruned Sets (EPS) [28], cujo principal objetivo é deixar o método Pruned Sets (PS)
mais eficiente. Um dos principais problemas do PS é a sua incapacidade de classificar
uma instância com conjuntos de rótulos que não estejam presentes na base de dados de
treinamento. Uma maneira encontrada pelos autores para solucionar esse problema foi
através de um ensemble.

A fase de treinamento do EPS é simples. O algoritmo executa m iterações, de tal
forma que, em cada uma, é realizado o treinamento de um classificador PS utilizando um
subconjunto da base de treinamento. Na proposta original, 63% da base de treinamento é
utilizada em cada iteração. A reposição de instâncias é utilizada, para permitir que uma
mesma instância esteja presente no treinamento de dois classificadores distintos.

Na fase de classificação, cada classificador PS induzido na fase de treinamento é uti-
lizado para prever o conjunto de rótulos de uma nova instância. Em seguida, todos os
resultados são combinados e a frequência de ocorrência de cada rótulo no conjunto resul-
tado é calculada. Por último, todos os rótulos com frequência de ocorrencia superior a
um ponto de corte são inseridos no conjunto resposta.
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2.3 Avaliação de Classificadores Multirrótulo

O objetivo da avaliação de um classificador é informar o desempenho de uma técnica de
classificação quando utilizada em um determinado domínio de aplicação. Na classificação
monorrótulo, cada instância tem somente um rótulo e, portanto, o resultado da classifi-
cação de uma instância tem apenas dois possíveis resultados: o rótulo predito é igual ao
rótulo real ou diferente. Por outro lado, na classificação multirrótulo a avaliação é mais
complexa, pois o conjunto de rótulos predito pode não ser igual ao conjunto real, mas eles
podem ter uma interseção representativa. É comum que uma instância multirrótulo seja
classificada de forma parcialmente correta, exigindo que as medidas de avaliação multir-
rótulo passem a considerar essa característica. Esse fato exige que medidas de avaliação
de classificadores desenvolvidas especificamente para a CMR sejam utilizadas.

Para exemplificar essa característica, considere que uma instância I
ex

possui o se-
guinte conjunto de rótulos Y

ex

= {l1, l2}. E que dois classificadores multirrótulo (h1 e h2)
foram aplicados a essa instância, gerando respectivamente os seguintes conjuntos resposta
Z1 = {l1} e Z2 = {l1, l2, l3}. O conjunto de rótulos resultado Z1 representa um subcon-
junto dos rótulos verdadeiros presentes em Y

ex

, sendo assim uma resposta parcialmente
correta. Além disso, a predição de h1 resultou em um falso negativo, pois deixou de infor-
mar que o rótulo l2 pertence à instância exemplo. Observe agora o conjunto resultado Z2

obtido com a utilização do classificador multirrótulo h2. Para esse classificador o resultado
apresenta um falso positivo, pois o rótulo l3 foi predito e não está presente no conjunto
de rótulos verdadeiros de I

ex

. A predição realizada por h2 também representa uma res-
posta parcialmente correta, pois apesar de ter identificado os dois rótulos verdadeiros, o
classificador informou um rótulo a mais no conjunto resposta.

Na avaliação de classificadores, é importante distinguir dois conjuntos distintos de
dados utilizados para treinar o classificador e testar sua qualidade. São eles:

• Base de treinamento - é o conjunto de dados utilizado como entrada do algoritmo
de classificação. A partir dele, é possível construir modelos e, portanto, deve ser um
conjunto representativo dos dados do domínio. As instâncias contidas nesta base
de dados de treinamento são processadas pelo classificador durante a construção do
modelo preditivo.

• Base de teste - é o conjunto de instâncias utilizado para testar a qualidade de
um classificador. Para isso, deve-se utilizar dados que não foram observados pelo
classificador no momento da construção do modelo, isto é, as instâncias contidas na
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base de teste devem ser diferentes daquelas presentes na base de treinamento.

Visando realizar a tarefa de avaliar classificadores multirrótulo, diversas medidas fo-
ram propostas [21, 39, 49]. Nesta seção, são apresentadas as medidas utilizadas nesta
dissertação. Para tanto, será considerada a seguinte notação:

• n é o número de instâncias de teste,

• q é o número de rótulos,

• Y
i

e Z
i

representam, respectivamente, o conjunto de rótulos reais e preditos da
instância de teste I.

A medida Casamento Exato, ou Exact Match (EM), considera que um conjunto de
rótulos é correto somente quando Y

i

= Z
i

, ou seja, uma predição perfeita. A medida EM
é definida na Equação 2.1, onde C(falso) = 0 e C(verdadeiro) = 1.

EM =
1

n

nX

i=1

C(Y
i

= Z
i

) (2.1)

A Tabela 2.3 ilustra a aplicação da Equação 2.1, em cada uma das oito instâncias de
uma base de dados de exemplo, após a utilização de um classificador fictício. A última
coluna representa a contribuição de cada instância no cálculo da medida. Na última linha
da tabela, o resultado da medida EM calculado para a base de dados completa (n = 8) é
apresentado.

Tabela 2.3: Ilustração da utilização da medida EM.

Instância Yi Zi C(Yi = Zi)

I1 {l1, l2, l4} {l1, l2, l4} 1,00
I2 {l1} {l2, l3, l4} 0,00
I3 {l1, l2, l3} {l1, l2} 0,00
I4 {l2, l3} {l2, l3, l4} 0,00
I5 {l1} {l1, l2, l3} 0,00
I6 {l1, l2, l3} {l3} 0,00
I7 {l1} {l3} 0,00
I8 {l1, l2, l4} {l2, l3} 0,00

Valor de EM 0,13

Observando as predições presentes na Tabela 2.3, pode-se verificar que somente a
instância I1 apresenta uma predição completamente perfeita. Nesse caso, o valor da
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avaliação é 1,00. As instâncias I2, I3, I4, I5, I6, I7 e I8 apresentam uma predição diferente
do conjunto real de rótulos e, portanto, o valor da avaliação é 0,00 para cada instância.

Apesar de ser útil na avaliação de classificadores multirrótulos, a medida EM é con-
siderada muito rigorosa, especialmente quando o problema de CMR envolve um grande
número de rótulos.

A segunda medida apresentada chama-se Acurácia, ou Accuracy (ACC), que possui a
capacidade de avaliar predições parcialmente corretas. As predições parcialmente corretas
são aquelas nas quais somente um subconjunto de rótulos de Y

i

são corretamente preditos.
A medida de Acurácia é definida na Equação 2.2.

ACC =
1

n

nX

i=1

|Z
i

\ Y
i

|
|Z

i

[ Y
i

| (2.2)

A Tabela 2.4 ilustra o funcionamento da medida de Acurácia, onde cada linha re-
presenta a aplicação da ACC em uma determinada instância. A última linha da tabela
apresenta o resultado da ACC para a base de dados completa.

Tabela 2.4: Ilustração da utilização da medida ACC.

Instância Yi Zi
|Zi\Yi|
|Zi[Yi|

I1 {l1, l2, l4} {l1, l2, l4} 1,00
I2 {l1} {l2, l3, l4} 0,00
I3 {l1, l2, l3} {l1, l2} 0,66
I4 {l2, l3} {l2, l3, l4} 0,66
I5 {l1} {l1, l2, l3} 0,33
I6 {l1, l2, l3} {l3} 0,33
I7 {l1} {l3} 0,00
I8 {l1, l2, l4} {l2, l3} 0,25

Valor de ACC 0,41

Pode-se observar que para a instância I1 todos os rótulos preditos estão corretos,
portanto o valor da avaliação é 1,00. Para as instâncias I2 e I7, onde nenhum rótulo predito
está correto, o valor da avaliação será o menor valor possível, observando as instâncias I3
e I6, verificam-se conjuntos preditos que são subconjuntos próprios dos conjuntos reais.
Para a instância I3, os rótulos l1 e l2 estão corretos, porém o rótulo l3 não foi predito.
Por esse motivo, a medida de acurácia penaliza essa predição em 0,33. Observa-se que,
para a instância I6, os rótulos l1 e l2 não foram preditos. Nesse caso, a medida de Acurácia,
cujo o valor é 0,33, foi penalizada em 0,66.

Considere agora as predições para as instâncias I4 e I5 nas quais o resultado contém
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os rótulos verdadeiros e outros que não fazem parte do conjunto real. Nesses casos, os
resultados da medida de Acurácia também são penalizados, na mesma proporção em
que ocorre quando os rótulos verdadeiros não são incluídos no resultado da predição.
Por exemplo, na instância I4, o rótulo l4 é incluído na resposta mas não pertence ao
conjunto de rótulos verdadeiro da instância, obtendo 0,66 como valor da Acurácia. Em I5,
dois rótulos que não fazem parte do conjunto verdadeiro de rótulos são preditos e, nesse
caso, o valor da Acurácia será de 0,33.

Em casos como I3 e I4, na Tabela 2.4, o resultado da Acurácia não permite diferenciar
os resultados que contêm rótulos a mais ou a menos. Porém, em determinados domínios
de problemas de CMR é necessário observar esse tipo de diferença. Para isso, pode-se
utilizar duas outras medidas. A primeira, chamada Precision (PR), considera se os rótulos
preditos (Z

i

) são verdadeiros (Y
i

). A Equação 2.3 apresenta a definição de PR. Observa-se
que a PR não leva em consideração rótulos que deveriam ter sido preditos.

PR =
1

n

nX

i=1

|Z
i

\ Y
i

|
|Z

i

| (2.3)

A segunda medida, chamada Recall (RC) e definida pela Equação 2.4, avalia se todos
os rótulos verdadeiros (Y

i

) foram preditos (Z
i

). É importante observar que o Recall não
leva em consideração os rótulos preditos incorretamente.

RC =
1

n

nX

i=1

|Z
i

\ Y
i

|
|Y

i

| (2.4)

A medida F-Measure (FM), definida pela Equação 2.5, busca incorporar em uma
única medida as vantagens da utilização das medidas Precision e Recall.

FM =
1

n

nX

i=1

2⇥ |Z
i

\ Y
i

|
|Z

i

|+ |Y
i

| (2.5)

A Tabela 2.5 ilustra o funcionamento das medidas PR, RC e FM. Cada linha da tabela
apresenta os resultados para essas medidas quando aplicadas a cada uma das instâncias e
a última linha mostra os resultados para a base de dados completa utilizando as medidas
de PR, RC e FM.

Analisando os resultados da Tabela 2.5, pode-se observar que para a instância I1,
onde a predição é correta, todas as medidas apresentam o valor 1,00 como resultado.
O oposto ocorre para as instâncias I2 e I7, quando o conjunto predito foi disjunto do real
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Tabela 2.5: Ilustração da utilização das medidas PR, RC e FM.

Instância Yi Zi
|Zi\Yi|
|Zi|

|Zi\Yi|
|Yi|

2⇥|Zi\Yi|
|Zi|+|Yi|

I1 {l1, l2, l4} {l1, l2, l4} 1,00 1,00 1,00
I2 {l1} {l2, l3, l4} 0,00 0,00 0,00
I3 {l1, l2, l3} {l1, l2} 1,00 0,66 0,80
I4 {l2, l3} {l2, l3, l4} 0,66 1,00 0,80
I5 {l1} {l1, l2, l3} 0,33 1,00 0,50
I6 {l1, l2, l3} {l3} 1,00 0,33 0,50
I7 {l1} {l3} 0,00 0,00 0,00
I8 {l1, l2, l4} {l2, l3} 0,50 0,33 0,40

PR RC FM
0,56 0,54 0,50

e todas as medidas apresentam valor 0,00. A medida Precision identifica se os rótulos
presentes no conjunto resultado realmente deveriam ter sido preditos. Por esse motivo as
instâncias I3 e I6 apresentam o valor 1,00 para a medida. As instâncias I4, I5 e I8 não
apresentam no conjunto resultado todos os rótulos presentes no conjunto Y

i

, logo o valor
de PR foi penalizado. Essa penalização tem relação com a quantidade de rótulos preditos
incorretamente.

A medida de Recall identifica se os rótulos reais foram preditos. Nas instâncias I4 e
I5, todos os rótulos de Y

i

estão em Z
i

logo o valor da medida será 1,00. Por outro lado, as
instâncias I3, I6 e I8 possuem rótulos que não foram preditos e por isso o valor da medida
de RC é penalizado. A penalização se dá de acordo com a quantidade de rótulos de Y

i

que
não está presente em Z

i

. Observe que as medidas RC e PR avaliam aspectos diferentes
do problema, por esse motivo a medida de F-Measure é utilizada para considerar os dois
aspectos.

A medida Hamming Loss (HL), definida na Equação 2.6, apresenta a média percen-
tual de predições incorretas em relação ao número total de rótulos. Predições incorre-
tas são todos os rótulos que deixaram de ser preditos e rótulos preditos indevidamente.
Como discutido em [11], a medida HL possui um rigor maior do que a Acurácia em pe-
nalizar predições incorretas. A medida HL é uma função de perda, portanto o seu valor
ótimo é zero. Na equação, a função XOR(x, y) representa a função OR exclusivo, ou seja,
os rótulos resultantes dessa operação são aqueles que estão presentes em somente um dos
dois conjuntos.

HL =
1

n

nX

i=1

|XOR(Z
i

, Y
i

)|
q

(2.6)
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A Tabela 2.6 ilustra o funcionamento da medida de avaliação HL. Cada linha da tabela
representa o valor da medida para cada instância e a última linha representa o valor da
medida para a base de dados completa.

Tabela 2.6: Ilustração da utilização da medida HL.

Instância Yi Zi
|XOR(Zi,Yi)|

q

I1 {l1, l2, l4} {l1, l2, l4} 0,00
I2 {l1} {l2, l3, l4} 1,00
I3 {l1, l2, l3} {l1, l2} 0,25
I4 {l2, l3} {l2, l3, l4} 0,25
I5 {l1} {l1, l2, l3} 0,50
I6 {l1, l2, l3} {l3} 0,50
I7 {l1} {l3} 0,50
I8 {l1, l2, l4} {l2, l3} 0,75

Valor de HL 0,47

Pode-se observar que, para a instância I1, a predição é perfeita e o resultado da medida
HL é 0,00, e para a instância I2, a predição é completamentar em relação ao conjunto real
e o valor da medida é 1,00. Para as instâncias I3 e I4, um rótulo é inserido incorretamente
ou deixa de ser inserido no conjunto resultado. Nesse caso, a medida de HL penaliza os
dois casos com o mesmo valor. Efeito semelhante ocorre com as instâncias I5 e I6, porém
nesse caso dois rótulos são incorretamente classificados. Um caso interessante ocorre
quando observa-se a instância I7. Em I7, o rótulo predito pelo classificador está incorreto
e o valor de HL é 0,50, fazendo com que o resultado da medida seja melhor para I7 do
que para I2. Isso acontece pois o classificador apresentou como saída um falso positivo e
um falso negativo.

Esta seção apresentou um resumo das medidas de avaliação de classificadores mul-
tirrótulo utilizadas neste trabalho. Pode-se observar que cada uma das medidas avalia
aspectos diferentes do problema. Portanto, a utilização de um conjunto de medidas pode
garantir uma melhor avaliação e comparação dos métodos de classificação multirrótulo.



Capítulo 3

Classificação Multirrótulo em Cadeia e o
Problema da Ordenação dos Rótulos

Este capítulo é dedicado ao método de classificação multirrótulo Classifier Chains. Esse
classificador multirrótulo, descrito na Seção 3.1, utiliza uma cadeia de classificadores para
explorar a correlação entre os rótulos. Na Seção 3.2, é apresentado um experimento para
demonstrar a influência da ordem da cadeia no resultado da classificação. Por último,
na Seção 3.3, trabalhos recentes com o objetivo de otimizar a cadeia de classificação são
apresentados e discutidos.

3.1 Classificação Multirrótulo em Cadeia

Em [29, 30], foi introduzido um novo classificador multirrótulo, conhecido como Classi-

fier Chains (CC) ou Cadeia de Classificação. Seu principal objetivo é permitir que
classificadores multirrótulo do tipo BR sejam capazes de explorar a correlação entre os
rótulos para aumentar a sua capacidade preditiva, porém mantendo as vantagens que o
método BR possui (simplicidade e eficiência).

O método CC possui esse nome porque uma de suas características é criar uma
ligação entre os classificadores do método BR. O CC induz q classificadores binários
{y1, y2, . . . , yq}, cada um responsável por efetuar a classificação de um rótulo específico em
L = {l1, l2, . . . , lq}, assim como no método BR. A principal diferença do CC com relação
ao método BR é o conjunto de atributos utilizado para treinar cada classificador binário.
No CC, o conjunto de atributos preditivos utilizado no treinamento do classificador y

j

é
estendido com os rótulos l1, . . . , lj�1 que são estimados pelos classificadores y1, . . . , yj�1.
Dessa forma, é possível explorar a existência de correlações entre os rótulos, pois cada
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classificador y
j

leva em consideração os resultados obtidos pelos j � 1 classificadores an-
teriores. Forma-se, assim, a seguinte cadeia de classificadores {y1 ! y2 ! . . . ! y

q

},
considerando-se a ordem dos rótulos estabelecida pelos indices de 1 a q.

A Figura 3.1 ilustra o processo de classificação de uma instância utilizando os méto-
dos BR e CC. A Subfigura 3.1(a) apresenta os atributos utilizados pelo classificador BR
para prever cada um dos rótulos. Por outro lado, a Subfigura 3.1(b) ilustra o processo de
incoporação do resultado da predição dos rótulos anteriores ao conjunto de atributos pre-
ditivos do CC. Esse exemplo ilustra a principal vantagem do método CC, que é explorar
a possível correlação existente entre os rótulos. Observe, por exemplo, que rótulos posi-
cionados no final da cadeia podem se beneficiar das classificações anteriores, realizando
assim, uma predição mais robusta do que aquela praticada pelo método BR.

Classificador Atributos Resultado

y1 (x11, x12, . . . , x1d) l1
y2 (x11, x12, . . . , x1d) ¬l2
y3 (x11, x12, . . . , x1d) ¬l3
y4 (x11, x12, . . . , x1d) l4
y5 (x11, x12, . . . , x1d) ¬l5
y6 (x11, x12, . . . , x1d) l6

(a) Classificação BR

Classificador Atributos Resultado

y1 (x11, x12, . . . , x1d) l1
y2 (x11, x12, . . . , x1d, l1) ¬l2
y3 (x11, x12, . . . , x1d, l1,¬l2) l3
y4 (x11, x12, . . . , x1d, l1,¬l2, l3) ¬l4
y5 (x11, x12, . . . , x1d, l1,¬l2, l3,¬l4) l5
y6 (x11, x12, . . . , x1d, l1,¬l2, l3,¬l4, l5) ¬l6

(b) Classificação CC

Figura 3.1: Ilustração da classificação com os métodos BR e o CC.

O Algoritmo 1 ilustra a fase de treinamento do método CC. Como entrada, o algoritmo
recebe os seguintes parâmetros: a base de dados D = {(x1, Y1), (x2, Y2), . . . , (xn

, Y
n

)},
onde Y

i

é um vetor binário (b1, b2, . . . , bq) 2 {0, 1}q que indica a presença ou ausência
dos rótulos l1, l2, . . . , lq na instância I = (x, Y

i

), e uma sequência de rótulos (l1, l2, . . . , lq).
Essa sequência de rótulos representa a ordem em que as predições serão realizadas. A saída
do algoritmo é formada por uma cadeia de classificadores {y1 ! y2 ! . . . ! y

q

}, na
qual cada classificador é responsável por classificar um rótulo específico. Para construir
a cadeia de classificadores, deve-se treinar um classificador para cada um dos rótulos.
Para tanto, o algoritmo executa os seguintes passos q vezes para treinar os q classificadores.



3.1 Classificação Multirrótulo em Cadeia 22

Primeiro, deve-se ajustar a base de dados D0 para que cada classificador da cadeia seja
treinado incorporando-se os rótulos anteriores à base de treinamento (linhas 3 a 5). Na
j-ésima iteração, a base D0 será formada pelos seguintes atributos preditivos (linha 6): o
conjunto de atributos x e os valores dos rótulos l1, . . . , lj�1. Em seguida, deve-se treinar
o classificador monorrótulo y

j

, a partir de D0 para prever o rótulo l
j

. O classificador y
j

é
adicionado então a cadeia de classificadores (linha 7). Por fim, a cadeia de classificadores
é retornada (linha 9).

Algoritmo 1 Fase de treinamento do método CC.
Entrada : Base de Treinamento D = {(x1, Y1), (x2, Y2), . . . , (xn

, Y
n

))} e a sequência de
rótulos (l1, l2, . . . , lq).
Saída: A cadeia de classificadores {y1 ! y2 ! . . .! y

q

}.
1: para j = 1 até q faça
2: D0  {}
3: para todo (x, Y ) 2 D faça
4: D0  D0 [ ((x, b1, . . . , bj�1), bj)
5: fim para
6: treinar o classificador monorrótulo y

j

a partir de D0 para prever o rótulo l
j

.
7: adicionar o classificador y

j

à subcadeia y1 ! y2 ! . . .! y
j�1

8: fim para
9: retorna (y1 ! y2 ! . . .! y

q

)

O Algoritmo 2 ilustra a fase de classificação do método CC. Como entrada, o algoritmo
recebe uma cadeia de classificação e uma instância I = (x, ?). O processo de classificação
da instância inicia-se pelo classificador y1, cujo resultado b1 é adicionado ao conjunto de
atributos preditivos da instância que está sendo classificada. O processo (linhas 3 e 4) se
repete com os próximos classificadores, que levam em consideração os resultados das clas-
sificações anteriores. Desse modo, o classificador y

j

pode utilizar o resultado das predições
dos classificadores y1, y2, . . . , yj�1, como atributos preditivos adicionais. Os resultados das
classificações são, então, propagados através da cadeia.

Algoritmo 2 Fase de classificação do método CC.
Entrada : Uma instância I = (x, ?) e a cadeia de classificadores {y1 ! y2 ! . . .! y

q

}.
Saída: Classificação da instância I.
1: Y  {}
2: para j = 1 até q faça
3: b

j

 y
j

aplicado a (x, b1, . . . , bj�1)
4: Y  Y [ {b

j

}
5: fim para
6: retorna Y

A principal vantagem do método CC é que, embora seja empregado um sistema fácil



3.2 Problema da Ordenação da Cadeia 23

e simples para modelar a correlação entre os rótulos, o método é considerado um dos mais
efetivos disponíveis na literatura [21]. Além disso, o CC continua mantendo muitas van-
tagens que o método BR possui, como: independência do algoritmo base de classificação
(para as predições binárias), é linearmente escalável de acordo com o número de rótulos
e pode ser facilmente paralelizado para obter uma melhor performance com relação ao
tempo de execução.

3.2 Problema da Ordenação da Cadeia

No método CC original, a ordem das predições dos rótulos na cadeia é decidida aleatori-
amente. Esse fato é considerado a principal desvantagem em sua utilização, e foi notado
inclusive pelos autores do método. Em [29, 30], foi observado que o posicionamento dos
rótulos na cadeia pode influenciar o resultado da predição. Por exemplo, se os primei-
ros membros da cadeia possuem baixo poder preditivo, os erros causados por eles serão
propagados através de toda a cadeia, reduzindo a acurácia preditiva do CC. Diferentes or-
dens de rótulos podem levar a diferentes resultados de acurácia preditiva, principalmente
devido a dados ruidosos e número limitado de instâncias representando determinados ró-
tulos [18, 27]. Isto é, se um rótulo l

j

é raro, então o classificador binário responsável por
classificá-lo pode produzir resultados ruins dependendo da posição de l

j

na cadeia. Por
outro lado, em [35], os autores alegam que o efeito da ordem da cadeia na classificação
será pequeno quando o número de atributos na base de dados for muito maior do que o
número de rótulos.

Apesar de sua importância, o efeito da utilização de ordens distintas de rótulos para
avaliar o desempenho preditivo do método CC ainda pode ser mais profundamente ex-
plorado [1]. Por esse motivo, foi realizado um experimento para investigar a seguinte
questão:

• Existe alguma ordem de rótulos que pode aumentar de forma significativa a capa-
cidade preditiva do CC?

O experimento consiste em executar um teste para avaliar a acurácia preditiva do
CC, considerando todas as possíveis cadeias de rótulos, utilizando três bases de dados
multirrótulo amplamente conhecidas. Nessa avaliação o CC foi executado com todas as q!
possíveis permutações de rótulos, ou seja, todas as possíveis cadeias. Diferentes algoritmos
de classificação monorrótulo foram utilizados como classificador base para o método CC,
são eles: k-NN, C4.5, Naïve Bayes e SMO [42].
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O principal objetivo do experimento é observar as diferenças nos resultados da pre-
dição entre a melhor e a pior cadeia para cada base de dados e para cada um dos classi-
ficadores base. Se a diferença for relevante, então haverá uma evidência de que a ordem
dos rótulos é realmente importante. Nos resultados apresentados nesta seção, a medida
de avaliação utilizada para determinar a performance preditiva do CC foi a Acurácia, en-
tretanto será apresentado um resumo dos resultados obtidos pelas medidas de Hamming
Loss e Casamento Exato.

O experimento foi desenvolvido utilizando a linguagem de programação Java em con-
junto com a biblioteca de aprendizado multirrótulo MULAN [40]. A API WEKA [12] foi
utilizada como base para a execução dos algoritmos de classificação monorrótulo. As ba-
ses de dados “emotions” (q = 6), “scene” (q = 6) e “flags” (q = 7), obtidas a partir do
repositório de bases do projeto MULAN1, foram utilizadas neste experimento e suas prin-
cipais características são apresentadas na Tabela 3.1. Essa escolha foi devido ao pequeno
número de rótulos presentes nessas bases, de forma a viabilizar o teste do CC com todas
as possíveis permutações de rótulos. O teste foi realizado utilizando o método de avalia-
ção holdout com um conjunto de teste (13 das instâncias) e outro de treinamento (23 das
instâncias), já fornecidos no repositório.

Tabela 3.1: Bases de dados multirrótulo utilizadas no experimento, onde n é o número
de instâncias, d é a quantidade de atributos e q representa a quantidade de rótulos.

Base de Dados n d q Objetivo
emotions 593 72 6 Identificar os sentimentos transmitidos por

uma música.
scene 2407 296 6 Classificação semântica de cenas.
flags 194 19 7 Identificar as cores presentes na bandeira de

um país.

As Tabelas 3.2, 3.3 e 3.4 apresentam os resultados da acurácia para as bases de dados
“emotions”, “scene” e “flags”, respectivamente. Os resultados estão organizados em quatro
colunas. A primeira indica o nome do algoritmo base (o acrônimo “x-NN” é utilizado
para referenciar o algoritmo k-NN configurado com k = x). A segunda coluna indica a
acurácia obtida com a melhor cadeia. A terceira coluna representa o resultado da acurácia
obtida pela pior ordem de rótulos possível e a última coluna apresenta a diferença entre
as acurácias obtidas pela melhor e a pior cadeia. Entre parênteses, na última coluna,
apresenta-se o ranqueamento dessas diferenças, onde 1 representa a maior e 7, a menor
diferença.

1
http://mulan.sourceforge.net/datasets.html
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Tabela 3.2: Resultados da Acurácia obtidos pela avaliação exaustiva na base de dados
multirrótulo emotions.

Classificador Melhor Pior Diferença
1-NN 0,4926 0,4926 0,0000 (7)
3-NN 0,5837 0,4983 0,0854 (5)
5-NN 0,5957 0,5314 0,0643 (3)
7-NN 0,6021 0,5307 0,0714 (4)
C4.5 0,5380 0,4059 0,1321 (1)
NB 0,5436 0,5184 0,0252 (6)

SMO 0,6167 0,4864 0,1303 (2)

Tabela 3.3: Resultados da Acurácia obtidos pela avaliação exaustiva na base de dados
multirrótulo scene.

Classificador Melhor Pior Diferença
1-NN 0,6368 0,6368 0,0000 (7)
3-NN 0,6785 0,6575 0,0210 (5)
5-NN 0,6898 0,6522 0,0376 (3)
7-NN 0,6819 0,6487 0,0332 (4)
C4.5 0,5993 0,5376 0,0617 (2)
NB 0,4415 0,4358 0,0057 (6)

SMO 0,6915 0,6069 0,0846 (1)

Tabela 3.4: Resultados da Acurácia obtidos pela avaliação exaustiva na base de dados
multirrótulo flags.

Classificador Melhor Pior Diferença
1-NN 0,5305 0,5305 0,0000 (7)
3-NN 0,6223 0,5159 0,1064 (5)
5-NN 0,6277 0,5343 0,0934 (4)
7-NN 0,6143 0,5102 0,1041 (3)
C4.5 0,6222 0,4957 0,1265 (1)
NB 0,5759 0,4873 0,0886 (6)

SMO 0,6068 0,5220 0,0848 (2)

Os resultados revelam que identificar uma cadeia adequada tem um grande efeito
positivo na acurácia preditiva. Por exemplo, considere o desempenho do algoritmo C4.5 na
Tabela 3.2. Pode-se notar que a diferença de acurácia entre o CC construído com a melhor
cadeia e o modelo construído com a pior cadeia alcança o valor de 13,21%. Essa mesma
característica pode ser observada nas duas outras bases de dados multirrótulo avaliadas
(Tabelas 3.3 e 3.4). Com exceção do algoritmo 1-NN, para o qual não houve diferença
de acurácia entre todas as possíveis cadeias, todos os outros algoritmos conseguem gerar
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modelos CC melhores com cadeias específicas.

O fato de o algoritmo 1-NN não conseguir resultados melhores pode ser facilmente ex-
plicado. Para prever o primeiro rótulo, o algoritmo seleciona a instância mais semelhante
à instância de teste e atribui a esta instância o valor do primeiro rótulo da instância iden-
tificada pelo 1-NN. Na predição do próximo rótulo, a instância escolhida pelo algoritmo
1-NN será a mesma, pois não há uma diversificação dos atributos utilizados para reali-
zar o cálculo da semelhança. O resultado selecionado para cada rótulo será sempre o da
instância mais semelhante. Logo, o algoritmo 1-NN não consegue aproveitar os atributos
preditivos adicionais para melhorar o resultado da classificação, obtendo sempre o mesmo
resultado para qualquer cadeia utilizada.

Adicionalmente, o resultado apresentado evidencia que o modelo CC tem a sua capaci-
dade preditiva alterada em diferentes níveis de acordo com o classificador base empregado.
O efeito tende a ser maior para os algoritmos C4.5 e SMO, e parece ser menor quando o
algoritmo Naïve Bayes é utilizado.

No mesmo experimento, também foi verificado o efeito da ordem das cadeias para
as medidas de avaliação Casamento Exato e Hamming Loss, esses resultados podem ser
encontrados na Seção A.2 do Apêndice A. Os resultados obtidos foram semelhantes e
evidenciam que construir o classificador utilizando uma ordem de rótulos otimizada pode
aumentar a capacidade preditiva do CC.

3.3 Trabalhos Relacionados

Nesta seção, são apresentados os principais trabalhos que possuem o objetivo de encontrar
uma cadeia otimizada para o CC.

O problema da ordenação dos rótulos na cadeia já era conhecido pelos autores do
CC. Para tentar solucionar esse problema, um Ensemble de Classifier Chains (ECC)
foi proposto [29, 30]. O ensemble garante que diversas ordens aleatórias de rótulos se-
jam aplicadas ao CC com o objetivo de diminuir os erros propagados através da cadeia.
Desse modo, um classificador mais acurado é gerado.

O ECC realiza o treinamento de m classificadores CC (h1, h2, . . . , hm

). Cada um des-
ses classificadores é construído com uma ordem aleatória de rótulos e com um subconjunto
distinto de instâncias da base de treinamento selecionadas aleatoriamente e com substi-
tuição, ou seja, a mesma instância pode estar presente no treinamento de dois modelos
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CC diferentes.

Cada predição do CC pode ser representada por um vetor com q elementos, onde
cada posição representa a predição de um rótulo. Nesse vetor, geralmente, o valor 1 é
atribuído para identificar que o rótulo está presente no conjunto de rótulos da instância,
caso contrário o valor será 0. No ECC, os resultados dos classificadores são combinados,
isto é, um vetor de tamanho q recebe a soma dos resultados de todos os m classificadores
individuais. Por fim, um ponto de corte deve ser escolhido, para gerar um novo vetor
resultado. Nesse vetor, todas as posições nas quais os valores são maiores do que um
ponto de corte recebem o valor 1 e todas as outras, o valor 0. O vetor final representa o
resultado da classificação do algoritmo ECC.

Os autores de [46] apresentam o método Bayesian Chain Classifier (BCC). Essa téc-
nica consiste em duas fases principais: (i) encontrar uma estrutura de correlação entre os
rótulos, e (ii) construir um classificador baseado na estrutura encontrada. Para represen-
tar a estrutura de correlação, o método utiliza uma estrutura semelhante à TAN (Tree
Augmented Network) [3]. Essa estrutura consiste em uma rede bayesiana na forma de
uma árvore geradora de peso máximo (os pesos representam a informação mútua entre
os rótulos). Para construir uma cadeia, deve-se selecionar um dos elementos do grafo
como raiz. Esse processo pode gerar diferentes ordens de rótulos de acordo com a raiz
selecionada. Portanto, cada um dos rótulos é selecionado como raiz, fazendo com que a
estratégia encontre q diferentes ordens de cadeia, onde q é o número de rótulos na base
de treinamento. Um ensemble pode ser empregado para realizar a classificação de uma
nova instância, de forma que todas as cadeias encontradas anteriormente são combinadas
e uma votação determina o conjunto final de rótulos.

O método Sorted-Label Chain Classifiers (SCC) [20] busca encontrar uma cadeia oti-
mizada utilizando a mineração de regras de associação [13, 34, 42] para identificar a
dependência entre os rótulos. O método funciona em três etapas. Primeiro, um grafo é
criado onde as arestas entre dois vértices (rótulos) representam uma relação de depên-
dencia entre os rótulos. Cada aresta contém um peso que representa o grau de correlação
entre os rótulos. As medidas de suporte e confiança são utilizadas para calcular a corre-
lação entre os rótulos. No segundo passo, deve-se analisar os ciclos gerados e eliminar os
vértices com menor correlação, de tal forma que seja possível transformar o grafo em um
grafo acíclico direcionado (DAG). Por último, um algoritmo de ordenação topológica [5] é
utilizado para identificar todas as cadeias possíveis e uma dessas cadeias é aleatóriamente
selecionada para treinar o classificador.
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Os métodos BCC e SCC possuem uma grande desvantagem: uma medida estatística é
utilizada para calcular a correlação entre os rótulos sem considerar os atributos preditivos.
Além disso, essas técnicas posicionam os rótulos cujas correlações são mais fortes no início
da cadeia e, não necessariamente, rótulos com forte correlação devem aparecer primeiro
na cadeia. Uma forte correlação basicamente indica que um rótulo depende da predição
realizada pelo outro para melhorar a sua capacidade preditiva.

Outra estratégia utilizada para encontrar uma cadeia otimizada baseia-se em uma
heurística de busca. Em [11], foi proposto um algoritmo genético para solucionar o pro-
blema da ordenação da cadeia, denominado GACC. Nessa estratégia, cada cromossomo
representa uma cadeia de rótulos. A função objetivo combina três medidas de avaliação
multirrótulo, são elas: Casamento Exato, Acurácia e Hamming Loss. O GACC é um
algoritmo genético tradicional cujo objetivo é evoluir as cadeias através de operações de
crossover e mutação. No decorrer da execução, as cadeias são avaliadas e somente as mais
aptas, que apresentam os maiores valores da função objetivo, são mantidas. Ao final, a
cadeia selecionada é aquela que apresenta o maior valor da função objetivo.

A técnica Probabilistic Classifier Chains (PCC), apresentada em [7], propõe uma
solução alternativa, que tenta contornar o problema da ordem de rótulos porém sem
tratá-lo. Diferentemente das anteriores, essa estratégia não busca encontrar uma cadeia
otimizada, mas sim avaliar todas as possíveis respostas que podem ser obtidas a partir
de uma cadeia fixa. Ou seja, o método não modifica a cadeia do CC. Para melhorar o
desempenho do CC, o método utiliza um classificador base probabilístico. Esse tipo de
classificador é capaz de informar, no resultado da classificação, um valor que representa
a certeza da resposta. O método PCC utiliza o classificador probabilistico para avaliar
todas as 2q possibilidades de respostas, onde q é a quantidade de rótulos. Cada rótulo
é predito por um classificador probabilístico, assim é possível obter as probabilidades de
predições positivas e negativas de cada rótulo. Ao final, o PCC escolhe, entre todas as
possíveis respostas, aquela na qual o valor de probabilidade acumulado é maior. Apesar
de eficaz, este método não é viável computacionalmente para problemas com q maior do
que 10 [7].

Para amenizar o alto custo computacional do PCC, duas técnicas foram propostas.
A primeira utiliza o método beam search (BS) para reduzir a quantidade de respostas
que precisam ser analisadas [17, 18]. A segunda técnica utiliza o método de Monte Carlo
(MC) para avaliar um subconjunto de respostas e selecionar a mais adequada [8, 26, 27].

O PCC possui três desvantagens principais. Primeiramente, o método aplica uma
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busca exaustiva em todo o espaço de respostas (2q elementos). A segunda desvantagem,
é que o PCC utiliza uma cadeia fixa na fase de treinamento e, portanto, sofre do mesmo
problema que o CC quanto à otimização da ordem de rótulos. A terceira é a necessidade
da utilização de um classificador base probabilístico. A segunda e a terceira desvantagens
também atingem os métodos BS e MC.

Os trabalhos apresentados nesta seção têm o objetivo de encontrar uma única cadeia
para ser utilizada pelo CC. Não foi encontrado na literatura nenhum trabalho que tente
otimizar a cadeia a ser utilizada para cada instância a ser classificada. Portanto, nos dois
próximos capítulos, são apresentadas duas novas técnicas capazes de tratar esse problema,
através da utilização da cadeia mais adequada para cada instância a ser classificada.



Capítulo 4

Lazy Classifier Chains

No contexto da classificação multirrótulo em cadeia, encontrar a ordem de rótulos mais
adequada se tornou um desafio. Para isso, diferentes técnicas têm sido utilizadas, como,
por exemplo, heurísticas e cálculo da correlação entre os rótulos. Depois de encontrada,
a cadeia otimizada é utilizada para classificar qualquer instância de teste. Neste capítulo,
é proposta uma abordagem alternativa, onde o principal objetivo é escolher uma cadeia
adequada e provavelmente distinta para cada instância a ser classificada. Na Seção 4.1, são
apresentados resultados de uma avaliação que ilustra que essa alternativa pode aumentar
o poder preditivo do Classifier Chains (CC). Na Seção 4.2, é proposto um método para
encontrar uma cadeia adequada para cada instância, utilizando a medida de entropia.
Por último, na Seção 4.3, são apresentados resultados que comprovam a eficácia da nova
técnica proposta.

4.1 Uma Ordem de Rótulos para Cada Instância

Neste trabalho, considera-se que a identificação de uma cadeia adequada para cada ins-
tância que será classificada pode melhorar a capacidade preditiva do CC. Para validar
essa hipótese, foram realizados experimentos semelhantes aos apresentados na Seção 3.2.

Foram treinados diferentes modelos CC, um para cada possível ordem de rótulos,
para cada uma das três bases de dados multirrótulo adotadas (emotions, scene e flags).
Em seguida os modelos induzidos foram aplicados ao conjunto de instâncias de teste.
Com isso, é possível avaliar o poder preditivo do CC com cada uma das cadeias para
cada instância. Com essa análise, pode-se avaliar o poder preditivo alcançado quando a
ordem de rótulos mais adequada é selecionada para classificar cada uma das instâncias.
Em outras palavras, com esse experimento pretende-se responder a seguinte questão:
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• Encontrar uma ordem de rótulos adequada para cada instância a ser classificada
pode melhorar a capacidade preditiva do CC?

Nesta análise, a qualidade da cadeia foi medida através do valor da medida de Acu-
rácia. Todavia, um breve resumo dos resultados para outras medidas será apresentado ao
final desta seção.

As Tabelas 4.1, 4.2 e 4.3 apresentam os valores de Acurácia obtidos considerando a
partição de teste das bases emotions, scene e flags. As tabelas estão divididas em quatro
colunas. A primeira coluna apresenta os nomes dos classificadores base utilizados (como
anteriormente, o acrônimo “x-NN” é utilizado para referenciar o classificador k-NN com
k = x). A segunda coluna representa os resultados obtidos com a utilização da melhor
cadeia única encontrada no experimento da Seção 3.2. A terceira coluna apresenta os
resultados obtidos quando a melhor cadeia de cada instância é considerada. Na última
coluna, são apresentados os ganhos obtidos com a utilização de uma cadeia distinta para
cada instância em relação à utilização de uma única cadeia para toda a base. Os núme-
ros entre parênteses representam o ranqueamento dos valores da coluna (quanto menor
melhor).

Tabela 4.1: Resultados da Acurácia, comparando-se cadeia única e cadeias distintas,
obtidos pela avaliação exaustiva na base de dados multirrótulo emotions.

Classificador Cadeia única Cadeias distintas Melhoria
1-NN 0,4926 (7) 0,4926 (7) 0,0000 (7)
3-NN 0,5837 (4) 0,6885 (5) 0,1048 (5)
5-NN 0,5957 (3) 0,7227 (4) 0,1270 (4)
7-NN 0,6021 (2) 0,7244 (3) 0,1223 (3)
C4.5 0,5380 (6) 0,9059 (1) 0,3679 (1)
NB 0,5436 (5) 0,5840 (6) 0,0404 (6)

SMO 0,6167 (1) 0,7805 (2) 0,1638 (2)

Os resultados revelam que utilizar a cadeia mais adequada para cada instância pro-
porciona um ganho na acurácia preditiva do CC. Por exemplo, para a base de dados scene,
na Tabela 4.2, quando o classificador base C4.5 é utilizado, o resultado da terceira coluna
demostra-se superior ao obtido na segunda coluna. Isto é, a utilização de uma ordem de
rótulos adequada para cada instância garante um melhor desempenho preditivo. Nesse
caso, a Acurácia de 59,93% obtida por uma cadeia única passa a 88,22% quando utiliza-se
uma cadeia distinta por instância. De uma forma geral, observa-se que, para as três bases
analisadas, houve um aumento de acurácia ao se utilizar uma cadeia distinta e adequada
para cada instância.
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Tabela 4.2: Resultados da Acurácia, comparando-se cadeia única e cadeias distintas,
obtidos pela avaliação exaustiva na base de dados multirrótulo scene.

Classificador Cadeia única Cadeias distintas Melhoria
1-NN 0,6368 (5) 0,6368 (6) 0,0000 (7)
3-NN 0,6785 (4) 0,7103 (5) 0,0318 (5)
5-NN 0,6898 (2) 0,7429 (3) 0,0531 (3)
7-NN 0,6819 (3) 0,7277 (4) 0,0458 (4)
C4.5 0,5993 (6) 0,8822 (2) 0,2829 (1)
NB 0,4415 (7) 0,4473 (7) 0,0058 (6)

SMO 0,6915 (1) 0,9034 (1) 0,2119 (2)

Tabela 4.3: Resultados da Acurácia, comparando-se cadeia única e cadeias distintas,
obtidos pela avaliação exaustiva na base de dados multirrótulo flags.

Classificador Cadeia única Cadeias distintas Melhoria
1-NN 0,5305 (7) 0,5305 (7) 0,0000 (7)
3-NN 0,6223 (2) 0,6964 (5) 0,0741 (5)
5-NN 0,6277 (1) 0,7487 (3) 0,1210 (4)
7-NN 0,6143 (4) 0,7394 (4) 0,1251 (3)
C4.5 0,6222 (3) 0,8089 (1) 0,1867 (1)
NB 0,5759 (6) 0,6291 (5) 0,0532 (6)

SMO 0,6068 (5) 0,7712 (2) 0,1644 (2)

Neste mesmo experimento, foi possível observar que resultados semelhantes são encon-
trados quando as medidas Casamento Exato e Hamming Loss são utilizadas na avaliação,
esses resultados são apresentados na Seção A.1 do Apêndice A.

Portanto, os resultados evidenciam que selecionar uma boa cadeia para cada instância
pode aumentar a capacidade preditiva do CC. Entretanto, os experimentos consideram
o melhor cenário possível, onde uma cadeia mais adequada é sempre selecionada para
cada instância. Dessa forma, torna-se interessante a criação de novas técnicas que sejam
capazes de explorar esta constatação, selecionando a cadeia mais adequada de cada ins-
tância. Portanto, dois métodos são propostos neste trabalho. O primeiro, apresentado a
seguir, seleciona a cadeia mais adequada utilizando o conceito de entropia e o segundo,
apresentado no Capítulo 5, busca encontrar uma cadeia otimizada para cada instância
através da semelhança entre a instância de teste e instâncias previamente avaliadas na
fase de treinamento.
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4.2 Lazy Classifier Chains

Nesta seção, é apresentada uma das principais contribuições deste trabalho: um método
lazy para selecionar uma ordem de rótulos adequada para cada instância a ser classificada
pelo CC. Um algoritmo de classificação é denominado lazy quando adia boa parte do
processamento para o momento da classificação [13]. Técnicas lazy tendem a se beneficiar
do fato de conhecer os valores dos atributos da instância a ser classificada e poder realizar
um processamento específico, direcionado àquela instância. Portanto, utilizando esta
característica, foi desenvolvido um método de classificação multirrótulo, baseado no CC,
que seleciona a ordem de rótulos para cada instância no momento da classificação. Esse
método foi denominado Lazy Classifier Chains (LCC).

Seja uma instância de teste I = (x, ?), onde x = (x1, x2, . . . , xd

) representa os valores
dos d atributos preditivos. A ideia principal do método é medir a capacidade que cada
valor em x tem de prever cada um dos rótulos. Os rótulos mais facilmente preditos pelos
valores que compõem a instância I devem ser posicionados nas primeiras posições da
cadeia. Para medir a capacidade de predição de cada rótulo a partir do conjunto x, será
utilizado o conceito de entropia.

Seja D = (A1, . . . , Ad

, C), d > 1, uma base de dados com d atributos e uma classe C.
Seja {c1, c2, . . . , cm}, m > 1, o domínio de C. A entropia da distribuição dos valores de
C em D é definida como:

E(C,D) = �
mX

i=1

[p
i

⇥ log2(pi)] (4.1)

Onde p
i

representa a probabilidade de uma instância arbritária pertencer à classe c
i

.

O valor de E(C,D) é mínimo quando em D existe apenas um valor da classe C,
situação adequada para a determinação da classe. A entropia é máxima quando os m

valores de classe aparecem na mesma quantidade em D, situação em que a determinação
da classe se torna mais difícil.

Para medir a capacidade de cada valor em x de discriminar cada um dos rótulos
em L = {l1, l2, . . . , lq}, no LCC será utilizada a Equação 4.2, que é uma adaptação da
medida de entropia condicionada a um valor de atributo, proposta em [24]. A Equação 4.2
determina a entropia do rótulo l

j

condicionada ao valor de um atributo de I.
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E(l
j

, D|x
i

) = E(l
j

, D
i

), (4.2)

onde l
j

2 L, x
i

2 x e D
i

é a partição de D composta por todas as instâncias cujo
valor do i-ésimo atributo seja x

i

.

O valor de E(l
j

, D
i

) é mínimo quando em D
i

existe apenas um valor do rótulo l
j

.
Essa situação garante que o atributo x

i

determina de forma ideal o rótulo. O rótulo l
j

pode assumir dois valores, zero ou um, que representam a ausência ou a presença do rótulo
l
j

na instância I. A entropia do rótulo condicionada a um valor de atributo é máxima
quando os dois valores do rótulo aparecem em mesma quantidade em D

i

, o que indica
que o valor x

i

não consegue discriminar o rótulo l
j

.

Considerando o conceito de entropia condicionada ao valor de um atributo, definido
pela Equação 4.2, foi desenvolvido o método de ordenação dos rótulos denominado Lazy
Classifier Chains (LCC). O método consiste em calcular as entropias considerando os
valores de atributos de uma instância a ser classificada e a partir desses cálculos definir a
cadeia de forma que os rótulos que são melhor discriminados pelos valores dos atributos
apareçam nas primeiras posições da cadeia. O método LCC é apresentado com duas
variações distintas, uma estática e outra dinâmica, denominadas LCC

est

e LCC
din

.

A ideia do LCC
est

é colocar na primeira posição da cadeia o rótulo que melhor seja
determinado por algum valor de atributo. Esse rótulo poderá ser identificado após o
cálculo da entropia definida na Equação 4.2 para todos os rótulos e todos os valores de
atributos. O rótulo que levar ao menor valor de entropia ocupará a primeira posição da
cadeia. Desconsiderando esse rótulo já utilizado, a segunda posição será ocupada pelo
rótulo que levar ao menor valor de entropia e assim sucessivamente até todos os rótulos
serem posicionados.

O Algoritmo 3 define o processo de classificação do método LCC
est

. Como entrada, o
algoritmo recebe os seguintes parâmetros: a base de treinamento D e a instância I = (x, ?)

a ser classificada, na qual x = (x1, x2, . . . xd

) representa os valores dos d atributos predi-
tivos. Como saída o algoritmo apresenta o conjunto de rótulos resultantes da predição.
O vetor Ent será utilizado para guardar, para cada rótulo, o menor valor de entropia.
Nessa estrutura, Ent

i

representa o menor valor de entropia encontrado com relação ao
rótulo l

i

. No laço de repetição nas linhas 3 a 8, são calculados os menores valores da
entropia para cada um dos rótulos que são, em seguida, armazenados em Ent (linha 9).
No próximo passo, a cadeia é encontrada a partir da ordenação dos rótulos considerando os
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respectivos valores em Ent (linha 11). Por fim, o CC é ativado para classificar a instância
I considerando a cadeia encontrada (linha 12). Para evitar um alto custo computacional
é necessário que os classificadores base utilizados sigam o paradigma lazy, a menos que o
classificador base utilizado permita a construção de um modelo, para cada cadeia a ser
utilizada, em tempo viável.

Algoritmo 3 Procedimento de classificação utilizando o método LCC
est

.
Entrada : D (base de treinamento), I = (x, ?) (instância a ser classificada)
Saída: Z (conjunto de rótulos preditos para a instância I)

1: para i = 1 até q faça
2: min E(l

i

, D|x1)
3: para j = 2 até d faça
4: ent E(l

i

, D|x
j

)
5: se ent < min então
6: min ent
7: fim se
8: fim para
9: Ent

i

 min
10: fim para
11: cadeia rótulos ordenados de acordo com os respectivos valores de Ent.
12: Z  classificação_CC(D, I, cadeia)

Como exemplo da aplicação do método LCC
est

, considere a instância I = (x, ?), onde
x = (x1, . . . , x5), e uma base de dados D que possui o conjunto de rótulos L = {l1, l2, l3}.
A Tabela 4.4 apresenta valores hipotéticos das entropias de valor encontradas para cada
combinação de valor de atributo x

j

e rótulo l
i

presentes em D. Cada celula (i, j) da tabela
representa o valor E(l

i

, D|x
j

). A partir dos valores de entropia, representados na tabela,
deve-se encontrar o valor mínimo de entropia para cada rótulo da base. Ou seja, como
cada linha representa um rótulo distinto em L, deve-se encontrar o menor valor de cada
linha. Os valores obtidos são: 0, 05 para l1, 0, 11 para l2 e 0, 02 para l3. No próximo passo,
deve-se ordenar os rótulos em ordem crescente, de acordo com o valor de entropia encon-
trado no passo anterior. Como resultado, tem-se a seguinte cadeia de rótulos: {l3, l1, l2}.
Essa cadeia é utilizada pelo CC para classificar a instância I.

Tabela 4.4: Valores de entropia utilizadas para ilustrar o método LCC
est

.

x1 x2 x3 x4 x5

l1 0,60 0,15 0,35 0,14 0,05
l2 0,11 0,20 0,39 0,24 0,15

l3 0,05 0,02 0,35 0,45 0,55

O método descrito anteriormente é denominado LCC
est

devido à sua característica
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de calcular a entropia previamente e estaticamente, ou seja, o método estático não leva
em consideração, para a identificação do próximo rótulo da cadeia, os rótulos que foram
anteriormente adicionados à cadeia. No exemplo anterior, a cadeia obtida foi {l3, l1, l2}.
Observe que, após a introdução do rótulo l3 na cadeia, pode-se perceber que o rótulo
l3 determina tão bem o rótulo l2 que não mais o l1 será o próximo rótulo, mas sim o
rótulo l2, gerando {l3, l2, l1}. Portanto, para aproveitar os rótulos presentes na cadeia, é
proposta uma variação do método LCC

est

que considera os rótulos adicionados na cadeia
como novos atributos preditivos. Esse método será denominado LCC

din

, pois incorpora
novos rótulos ao cálculo dinamicamente. O método LCC

din

é, aparentemente, mais corre-
lacionado com o CC, pois considera os rótulos adicionados à cadeia como características
adicionais para encontrar os próximos elementos.

O Algoritmo 4 define o processo de classificação utilizando o método LCC
din

. Como en-
trada o algoritmo recebe os seguintes parâmetros: a base de treinamento D e a instância
I = (x, ?) a ser classificada, na qual x = (x1, x2, . . . xd

) representa os valores dos d atri-
butos preditivos. Como saída o algoritmo apresenta o conjunto de rótulos resultantes da
predição. A execução é realizada da seguinte forma. O conjunto Ent é utilizado para
guardar os rótulos não adicionados na cadeia e seus respectivos valores de entropia mí-
nima. Nessa estrutura, l

i

.entmin representa o menor valor de entropia encontrado quando
o rótulo l

i

é considerado como classe. O conjunto cadeia representa a cadeia de rótulos
e inicialmente recebe o conjunto vazio (linha 1). O laço de repetição nas linhas 2 a 22,
realiza a escolha dos elementos da cadeia. A execução estará terminada quando todos os
rótulos forem inseridos em cadeia. A repetição nas linhas 3 a 18, realiza o cálculo das
entropias e identifica a menor entropia considerando cada um dos rótulos como classe.
O laço entre as linhas 5 e 10 realiza o cálculo da entropia para todos os atributos em x

com relação a l
i

. Em seguida, o cálculo também é realizado para os rótulos presentes na
cadeia, que passam a ser utilizados como atributos preditivos (linhas 11 a 16). Quando
o menor valor, a partir da Equação 4.2, é encontrado, deve-se armazena-lo em l

i

.entmin

(linha 17). Após encontrar os menores valores de entropia com relação a cada rótulo l
i

,
deve-se ordenar os rótulos em ordem crescente considerando os seus respectivos valores de
entropia mínima (linha 19). O rótulo com menor valor de entropia é adicionado à cadeia
(linha 20) e removido de Ent (linha 21). Após a cadeia estar completa, o CC é ativado
para classificar a instância I considerando a cadeia encontrada (linha 23).

O funcionamento do método LCC
din

é semelhante ao LCC
est

. No método estático,
somente os atributos preditivos são utilizados para encontrar a cadeia. Por outro lado, no
método dinâmico, os rótulos já adicionados à cadeia também passam a contribuir para a
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Algoritmo 4 Procedimento de classificação utilizando o método LCC
din

.
Entrada : D (base de treinamento), I = (x, ?) (instância a ser classificada)
Saída: Z (conjunto de rótulos preditos para a instância I)

1: cadeia {}
2: enquanto |cadeia| < q faça
3: para todo l

i

2 Ent faça
4: min E(l

i

, D|x1)
5: para j = 2 até d faça
6: ent E(l

i

, D|x
j

)
7: se ent < min então
8: min ent
9: fim se

10: fim para
11: para todo l

j

2 cadeia faça
12: ent E(l

i

, D|l
j

)
13: se ent < min então
14: min ent
15: fim se
16: fim para
17: l

i

.entmin min
18: fim para
19: ordenar em ordem crescente os rótulos presentes em Ent, de acordo com os seus

respectivos valores de entropia.
20: cadeia cadeia [ {rótulo l

i

2 Ent com o menor valor de entropia mínima}
21: remover de Ent o rótulo adicionado na cadeia.
22: fim enquanto
23: Z  classificação_CC(D, I, cadeia)

escolha dos próximos rótulos.

Como exemplo da aplicação do método LCC
din

, considere a instância I = (x, ?), onde
x = (x1, . . . , x5), e uma base de dados D que possui o conjunto de rótulos L = {l1, l2, l3}.
Para este exemplo, considera-se as entropias de valor apresentadas na Tabela 4.5. Cada
célula (i, j) das cinco primeiras colunas representam o valor E(l

i

, D|x
i

) e cada célula (i, j)

das três últimas colunas representam o valor E(l
i

, D|l
j

).

A partir dos valores de entropia de valor, apresentados na Tabela 4.5, o método LCC
din

seleciona o primeiro elemento da cadeia. Para isso, deve-se encontrar o menor valor de
entropia para todos os rótulos que não estão na cadeia. Como o primeiro elemento está
sendo selecionado, o método encontra o valor mínimo de entropia de cada atributo em
x, considerando os rótulos em L. Nesse caso, como valores mínimos, têm-se 0, 05 para
l1, 0, 11 para l2 e 0, 02 para l3. O rótulo l3 possui o menor valor e, portanto, é posicio-
nado na primeira posição da cadeia. Em seguida, deve-se encontrar os valores mínimos
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considerando todos os atributos em x assim como o rótulo l3 como atributo preditivo.
Portanto, tem-se E(l1, D|x5) = 0, 05 e E(l2, D|l3) = 0, 03. Portanto, o rótulo l2 é inserido
na próxima posição da cadeia pois passou a ter o menor valor de entropia (0,03). Conse-
quentemente, o rótulo l1 é posicionado na última posição da cadeia. A cadeia {l3, l2, l1} é
então utilizada pelo CC para classificar a instância I.

Tabela 4.5: Valores de entropia utilizadas para ilustrar o método LCC
din

x1 x2 x3 x4 x5 l1 l2 l3

l1 0,60 0,15 0,35 0,14 0,05 - 0.23 0,25

l2 0,11 0,20 0,39 0,24 0,15 - - 0,03

l3 0,05 0,02 0,35 0,45 0,55 - - -

É importante observar que, dada a natureza lazy das estratégias propostas, para evitar
que se crie um novo modelo de classificação para cada instância a ser classificada (uma
vez que para cada uma será gerada uma cadeia provavelmente diferente), recomenda-se a
utilização de uma estratégia de classificação lazy como classificador base para o CC, p.e,
k-NN. Pode-se ainda pensar em se utilizar uma estratégia de classificação em que boa
parte do processamento possa ser reaproveitado para cada cadeia utilizada, p.e., Naïve
Bayes, que poderá antecipar e reaproveitar o cálculo de grande parte das probabilidades
necessárias à sua execução. A utilização de estratégias como SVM e árvores de decisão
poderia exigir um grande esforço computacional uma vez que a cada instância a ser
classificada, um novo modelo deverá ser criado.

4.3 Resultados Experimentais

Nesta seção, são apresentados os resultados obtidos pelo método de classificação multir-
rótulo Lazy Classifier Chains, assim como os procedimentos necessários para executar os
experimentos computacionais.

As bases de dados utilizadas neste trabalho foram obtidas no site do projeto MULAN e
pertencem a diferentes domínios de aplicação. São eles: áudio, biologia, imagens, música e
texto. Buscou-se utilizar bases de dados de tamanhos variados, com relação à quantidade
de rótulos, atributos e instâncias. A Tabela 4.6 apresenta as bases de dados e as suas
principais características.

Os experimentos computacionais realizados visam comparar os métodos LCC
est

e
LCC

din

com o CC original, e também com os importantes métodos de classificação mul-
tirrótulo BR e ECC. O Lazy Classifier Chains foi implementado utilizando a linguagem de
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Tabela 4.6: Características das bases de dados multirrótulos utilizadas nos experimentos.

Base Instâncias Atributos Rótulos Domínio
flags 194 19 7 Imagens

cal500 502 68 174 Música
emotions 593 72 6 Música

birds 645 300 19 Áudio
genbase 662 1186 27 Biologia
medical 978 1449 45 Texto
enron 1702 1001 53 Texto
scene 2407 294 6 Imagens
yeast 2417 103 14 Biologia

programação Java, dentro do framework de classificação multirrótulo MULAN, que dispo-
nibiliza todos os métodos envolvidos na comparação. Os experimentos foram executados
com as nove bases de dados apresentadas na Tabela 4.6. A técnica de avaliação holdout
foi aplicada para obter o desempenho dos métodos multirrótulo, utilizando os conjuntos
de instâncias de treinamento e teste disponíveis para cada base de dados no repositó-
rio da MULAN. Esses conjuntos estão divididos da seguinte maneira: 1

3 das instâncias
para teste e 2

3 das instâncias para treinamento. O desempenho dos métodos BR, CC,
ECC, LCC

est

e LCC
din

foram comparados utilizando as seguintes medidas de avaliação:
Hamming Loss, Casamento Exato, Acurácia e F-Measure. O método ECC foi avaliado
utilizando 10 cadeias distintas e ponto de corte de 0,5.

O algoritmo k-NN presente na ferramenta WEKA foi utilizado como classificador
base para todos os métodos neste experimento. Para escolher o valor adequado de k

foi realizada uma validação cruzada interna para cada método, considerando cada base
de dados. Para cada método foi executado uma validação cruzada com cinco partições
sobre o conjunto de treinamento da base sendo avaliada. Essa avaliação foi realizada
com os seguintes valores de k: 1, 3, 5, 7, 9 e 11. O valor de k selecionado foi aquele
que maximizou o valor da medida de qualidade definida na Equação 4.3. Essa equação,
primeiramente utilizada em [11], baseia-se nas medidas Hamming Loss (HL), Acurácia
(ACC) e Casamento Exato (EM) para obter o desempenho do classificador. Os valores
de k para todas as combinações de base de dados e métodos executados estão listados na
Tabela 4.7.

Qualidade(CC) =
(1�HL) + ACC + EM

3
(4.3)

Com o objetivo de avaliar a significância estatística dos resultados, foram utilizados
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Tabela 4.7: Valores de k obtidos após a validação cruzada interna.

Base BR CC ECC LCCest LCCdin

flags 5 7 3 5 5
cal500 5 11 3 5 9

emotions 5 7 5 9 9
birds 5 11 3 3 3

genbase 1 1 1 1 1
medical 3 3 3 3 3
enron 3 1 1 1 1
scene 1 9 5 7 7
yeast 7 5 5 9 9

dois testes estatísticos. O teste de Friedman [16] foi utilizado para avaliar se havia dife-
rença significativa entre o desempenho dos métodos avaliados. No caso de haver diferença
significativa, o teste de Nemenyi [16] foi utilizado para avaliar que pares de métodos
apresentaram diferenças de desempenho significativas.

As Tabelas 4.8, 4.9, 4.10 e 4.11 mostram os resultados obtidos pelos métodos de
classificação multirrótulo, utilizando as medidas Acurácia, F-Measure, Casamento Exato
e Hamming Loss, respectivamente. Cada tabela está organizada da seguinte maneira.
A primeira coluna representa o nome da base de dados. As colunas seguintes apresentam,
para cada base de dados, os valores da medida de avaliação correspondente a cada tabela
para os classificadores multirrótulo organizados na seguinte ordem: BR, CC, ECC, LCC

est

e LCC
din

. Ao lado de cada valor, entre parênteses, aparece um número que representa a
posição em um ranqueamento dos cinco classificadores com relação a cada base de dados.
Para cada base de dados, os classificadores são ranqueados de 1 a 5, sendo o valor 1
atribuido ao melhor classificador e, consequentemente, 5 ao pior. Em caso de empate,
cada classificador recebe o valor da média entre os valores das posições relativas a cada
um dos classificadores envolvidos no empate. Nas duas últimas linhas, são exibidos os
valores da soma de todos os ranqueamentos para cada um dos classificadores multirrótulo,
e também o número de vezes que a técnica consegue alcançar o melhor valor para a
medida. Observe que os melhores resultados para cada base de dados estão marcados em
negrito. Abaixo de cada tabela é exibido o resultado dos testes estatísticos. O símbolo �
representa a diferença estatística entre dois ou mais métodos, com 95% de confiança. Por
exemplo, a notação {a} � {b, c} indica que, segundo o pós-teste de Nemenyi, o método a

é estatísticamente superior aos métodos b e c.

Analisando os resultados reportados na Tabela 4.8, para a medida de Acurácia, pode-
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Tabela 4.8: Resultados para o Lazy Classifier Chains utilizando a medida Acurácia.

Base BR CC ECC LCCest LCCdin

flags 0,5857 (4,0) 0,5366 (5,0) 0,6002 (1,0) 0,5871 (3,0) 0,5966 (2,0)

cal500 0,2175 (5,0) 0,2229 (3,0) 0,2188 (4,0) 0,2277 (1,5) 0,2277 (1,5)
emotions 0,5425 (5,0) 0,5796 (4,0) 0,5912 (1,0) 0,5875 (2,5) 0,5875 (2,5)

birds 0,5006 (3,0) 0,4506 (5,0) 0,4977 (4,0) 0,5287 (1,5) 0,5287 (1,5)
genbase 0,9891 (3,0) 0,9891 (3,0) 0,9891 (3,0) 0,9891 (3,0) 0,9891 (3,0)
medical 0,4602 (5,0) 0,4973 (3,0) 0,4681 (4,0) 0,5094 (1,5) 0,5094 (1,5)
enron 0,3106 (5,0) 0,3465 (3,0) 0,3410 (4,0) 0,3468 (1,0) 0,3466 (2,0)

scene 0,6368 (5,0) 0,6488 (4,0) 0,6610 (3,0) 0,6852 (1,5) 0,6852 (1,5)
yeast 0,5078 (4,0) 0,4879 (5,0) 0,5394 (1,0) 0,5214 (3,0) 0,5247 (2,0)

soma dos ranks 39,0 35,0 25,0 18,5 17,5
n

o

de vitórias 1 1 3 6 5

{LCC
din

} � {ECC,CC,BR}, {LCC
est

} � {ECC,CC,BR}, {ECC} � {CC,BR} e {CC} � {BR}

Tabela 4.9: Resultados para o Lazy Classifier Chains utilizando a medida F-Measure

Base BR CC ECC LCCest LCCdin

flags 0,7042 (3,0) 0,6589 (5,0) 0,7141 (1,0) 0,7022 (4,0) 0,7109 (2,0)

cal500 0,3480 (5,0) 0,3539 (3,0) 0,3497 (4,0) 0,3597 (1,5) 0,3597 (1,5)
emotions 0,6162 (5,0) 0,6607 (4,0) 0,6655 (1,0) 0,6612 (2,5) 0,6612 (2,5)

birds 0,5197 (3,0) 0,4568 (5,0) 0,5124 (4,0) 0,5434 (1,5) 0,5434 (1,5)
genbase 0,9925 (3,0) 0,9925 (3,0) 0,9925 (3,0) 0,9925 (3,0) 0,9925 (3,0)
medical 0,4845 (5,0) 0,5204 (3,0) 0,4890 (4,0) 0,5341 (1,5) 0,5341 (1,5)
enron 0,3850 (5,0) 0,4349 (3,0) 0,4272 (3,0) 0,4359 (1,0) 0,4355 (2,0)

scene 0,6521 (5,0) 0,6605 (4,0) 0,6780 (3,0) 0,6973 (1,5) 0,6973 (1,5)
yeast 0,6094 (4,0) 0,5775 (5,0) 0,6377 (1,0) 0,6182 (3,0) 0,6222 (2,0)

soma dos ranks 38,0 35,0 25,0 19,5 17,5
n

o

de vitórias 1 1 4 6 5

{LCC
din

} � {ECC,CC,BR}, {LCC
est

} � {ECC,CC,BR} e {ECC} � {CC,BR}

Tabela 4.10: Resultados para o Lazy Classifier Chains utilizando a medida Casamento
Exato.

Base BR CC ECC LCCest LCCdin

flags 0,2000 (2,5) 0,1231 (5,0) 0,1538 (4,0) 0,2000 (2,5) 0,2154 (1,0)
cal500 0,0000 (3,0) 0,0000 (3,0) 0,0000 (3,0) 0,0000 (3,0) 0,0000 (3,0)
emotions 0,3119 (5,0) 0,3317 (4,0) 0,3614 (1,0) 0,3564 (2,5) 0,3564 (2,5)

birds 0,4444 (3,5) 0,4352 (5,0) 0,4444 (3,5) 0,4815 (1,5) 0,4815 (1,5)
genbase 0,9799 (3,0) 0,9799 (3,0) 0,9799 (3,0) 0,9799 (3,0) 0,9799 (3,0)
medical 0,3876 (5,0) 0,4279 (3,0) 0,4047 (4,0) 0,4357 (1,5) 0,4357 (1,5)
enron 0,1226 (5,0) 0,1278 (1,0) 0,1244 (3,0) 0,1261 (2,5) 0,1261 (2,5)

scene 0,5911 (5,0) 0,6137 (4,0) 0,6263 (3,0) 0,6488 (1,5) 0,6488 (1,5)
yeast 0,1996 (5,0) 0,2366 (3,0) 0,2312 (4,0) 0,2388 (2,0) 0,2399 (1,0)
soma dos ranks 37,0 31,0 28,5 20,0 17,5
n

o

de vitórias 2 3 3 5 7
{LCC

din

} � {ECC,CC,BR}, {LCC
est

} � {ECC,CC,BR}, {ECC} � {BR} e {CC} � {BR}

se observar que as estratégias LCC
est

e LCC
din

obtiveram os melhores resultados com
relação ao ranqueamento dos métodos, obtendo os valores de 18,5 e 17,5, respectivamente.
O método LCC

est

apresenta os maiores valores de Acurácia em seis oportunidades, como



4.3 Resultados Experimentais 42

Tabela 4.11: Resultados para o Lazy Classifier Chains utilizando a medida Hamming
Loss.

Base BR CC ECC LCCest LCCdin

flags 0,2559 (1,0) 0,3055 (5,0) 0,2703 (2,0) 0,2813 (4,0) 0,2769 (3,0)

cal500 0,1568 (5,0) 0,1533 (3,0) 0,1449 (1,0) 0,1564 (4,0) 0,1506 (2,0)

emotions 0,2005 (2,0) 0,2063 (3,0) 0,1922 (1,0) 0,2087 (4,5) 0,2087 (4,5)

birds 0,0482 (3,5) 0,0521 (5,0) 0,0482 (3,5) 0,0468 (1,5) 0,0468 (1,5)
genbase 0,0009 (3,0) 0,0009 (3,0) 0,0009 (3,0) 0,0009 (3,0) 0,0009 (3,0)
medical 0,0202 (1,0) 0,0206 (2,0) 0,0207 (3,0) 0,0215 (4,5) 0,0215 (4,5)

enron 0,0675 (5,0) 0,0673 (4,0) 0,0652 (1,0) 0,0670 (3,0) 0,0669 (2,0)

scene 0,1251 (5,0) 0,1132 (4,0) 0,1038 (2,0) 0,1038 (2,0) 0,1038 (2,0)
yeast 0,2072 (2,0) 0,2319 (5,0) 0,1982 (1,0) 0,2125 (3,0) 0,2126 (4,0)

soma dos ranks 27,5 34,0 17,5 29,5 26,5

n

o

de vitórias 3 1 6 3 3

Sem significância estatística de acordo com o teste de Friedman

pode ser observado na última linha da tabela. O tradicional método ECC consegue obter
os maiores valores em 4 bases de dados porém perdendo para as estratégias propostas
LCC

est

e LCC
din

. Para a medida de Acurácia, o teste de Friedman mostrou que os
classificadores possuem desempenhos diferentes. Portanto, foi utilizado o teste de Ne-
menyi para encontrar os pares que possuem diferença com significância estatística. De
acordo com esse teste, os métodos LCC

din

e LCC
est

conseguem superar os três algoritmos
ECC,CC e BR. O método ECC, como esperado, supera os classificadores CC e BR.
Enquanto o método CC consegue melhores resultados do que o BR.

Para a medida F-Measure observa-se, na Tabela 4.9, que os métodos LCC
est

e LCC
din

obtiveram os melhores resultados considerando-se tanto o ranqueamento quanto o número
de melhores resultados. Novamente, a estratégia LCC

din

consegue obter um ranqueamento
superior ao obtido pela técnica LCC

est

. Entretanto, a variação estática consegue obter
o maior número de vitórias. Os métodos apresentam desempenhos significativamente
diferentes de acordo com o teste de Friedman. O teste de Nemenyi mostra que ambos os
métodos LCC

est

e LCC
din

superam os métodos ECC, CC e BR. O método ECC consegue
superar os métodos CC e BR.

Na Tabela 4.10, considerando a medida Casamento Exato, novamente os métodos
LCC

est

e LCC
din

obtiveram os melhores resultados considerando-se o ranqueamento e
o número de vitórias. Para essa medida, o método LCC

din

consegue obter os melhores
resultados, alcançando o valor de 17,5 para o ranquemaneto e em sete vezes obtendo o
melhor resultado da medida entre todas as técnicas avaliadas. Os resultados dos métodos,
quando a medida de Casamento Exato é considerada, apresentam diferença significativa
segundo o teste de Friedman. O teste de Nemenyi mostra que LCC

est

e LCC
din

apresen-
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tam resultados superiores aos métodos ECC, CC e BR. Os métodos ECC e CC superam
o método BR.

Para a medida Hamming Loss, observa-se, na Tabela 4.11, que o método ECC apre-
senta os melhores resultados. O método ECC consegue obter o melhor valor de ranque-
amento e também obtém seis vitórias, o dobro do alcançado pelos métodos BR, LCC

est

e LCC
din

. Porém, segundo o teste de Friedman, os resultados da medida Hamming Loss
não possuem diferença significativas entre eles.

De acordo com o ranqueamento dos métodos, para as medidas ACC, EM e FM, o
método mais eficiente foi o LCC

din

seguido por LCC
est

, ECC, CC e BR. O teste de Ne-
menyi mostrou que, para essas três medidas, os métodos LCC

est

e LCC
din

são superiores
aos métodos ECC, CC e BR.

A medida HL apresenta resultados diferentes, nos quais o método ECC foi o melhor
ranqueado, seguido por LCC

din

, BR, LCC
est

e CC. Porém, nesse caso, os resultados não
apresentam diferenças estatísticas de acordo com o teste de Friedman.

Note que, em nenhum dos casos, os métodos LCC
est

e LCC
din

apresentam diferenças
significativas quando comparados. Porém, quando são considerados os ranqueamentos, o
método LCC

din

se mostra superior ao LCC
est

.

Os resultados obtidos indicam que é possível melhorar os resultados do CC utilizando
um método lazy para a escolha da cadeia mais adequada para classificar cada instância.
Apesar dos bons resultados obtidos, o método proposto exige, por questões de custo de
processamento, que o classificador base utilizado siga o paradigma lazy de classificação.
É importante destacar que a técnica proposta introduz um importante paradigma: a se-
leção da cadeia mais adequada para cada instância a ser classificada. Visando eliminar a
desvantagem de o LCC exigir um classificador base lazy, no próximo capítulo, é apresen-
tado um método de classificação multirrótulo, também baseado no CC, capaz de utilizar
uma cadeia adequada para cada instância e utilizar qualquer tipo de classificador base.



Capítulo 5

One-to-One Classifier Chains

Como visto anteriormente, no Classifier Chains, a utilização de uma cadeia adequada
para classificar cada instância pode produzir resultados significativamente superiores à
utilização de uma cadeia única. Portanto, neste capítulo, é apresentada uma segunda
técnica, denominada One-To-One Classifier Chains (OOCC), que tem como objetivo
encontrar a cadeia mais adequada para cada instância a ser classificada. Na Seção 5.1, a
técnica é apresentada em detalhes e, em seguida, na Seção 5.2, os resultados obtidos são
discutidos.

5.1 One-to-One Classifier Chains

Nesta seção, é apresentado o novo método de classificação multirrótulo, denominado One-
To-One Classifier Chains (OOCC), que possui esse nome devido à sua característica
de utilizar uma cadeia diferente para classificar cada uma das instâncias submetidas ao
classificador. Esse método define a ordem de rótulos para cada nova instância t, baseando-
se nas cadeias de rótulos que possuem bom desempenho preditivo em instâncias da base
de treinamento que são similares à instância t. A ideia do método OOCC é descrita a
seguir.

Em uma fase de treinamento, deve-se encontrar uma ou mais cadeias que possuem bom
desempenho para cada uma das instâncias de treinamento (esse procedimento será descrito
na Subseção 5.1.1). Na fase de classificação, o algoritmo k-NN (k-Nearest Neighbors)
é utilizado para encontrar as k instâncias da base de treinamento mais semelhantes à
instância t que está sendo classificada. Será associada à instância t uma cadeia que
gerou um bom desempenho para alguma das k instâncias vizinhas de t. Espera-se que
uma cadeia de rótulos que tenha um bom desempenho para uma instância vizinha de t
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também seja uma cadeia boa para classificar a instância t.

Para medir a capacidade preditiva associada a cada cadeia candidata para uma dada
instância, será utilizada a Equação 5.1. Essa função, originalmente proposta em [11],
determina a qualidade das predições realizadas por um modelo CC com relação a uma
instância t, levando em consideração as medidas de Hamming Loss, Acurácia e Casamento
Exato.

Qualidade(t, CC) =
(1�HL) + ACC + EM

3
(5.1)

Cabe ressaltar que os valores das medidas HL, ACC e EM são calculados, neste caso,
considerando-se a classificação de apenas uma instância (t). As fase de treinamento e
classificação do método OOCC são descritas nas próximas subseções.

5.1.1 Procedimento de Treinamento do OOCC

O Algoritmo 5 descreve a fase de treinamento realizada pelo método OOCC. Esse algo-
ritmo produz como saída um vetor, nomeado melhoresCadeias, que é responsável por
armazenar, ao final do processo, a(s) melhor(es) cadeia(s) identificada(s) para cada ins-
tância de treinamento. Mais de uma cadeia podem ser identificadas para cada instância
sempre que levarem ao mesmo desempenho preditivo. Inicialmente, deve-se particionar
a base de treinamento em m subconjuntos distintos (linha 1), onde m é um parâmetro
fornecido pelo usuário. Cada partição D

v

representa um conjunto de validação. Cada
conjunto de validação é processado separadamente, como apresentado no laço especifi-
cado nas linhas 2 a 23. Esse laço é dividido em duas fases, responsáveis pela execução das
seguintes tarefas: construir modelos CC com cadeias aleatórias (linhas 3 a 9) e selecionar
boas cadeias para cada uma das instâncias do conjunto (linhas 10 a 22).

Na primeira fase, a cada partição D
v

, são associadas e armazenadas, em CA, r cadeias
de rótulos geradas aleatoriamente, onde r é especificado pelo usuário. Em seguida (linhas
6 a 9), r modelos CC são construídos, onde cada um utiliza uma cadeia distinta de rótulos
e o subconjunto de treinamento D

tp

formado pelas m� 1 partições diferentes de D
v

.

A partir da construção dos modelos, se torna possível identificar boas cadeias de
rótulos para cada instância I contida na partição D

v

. Isso é feito na segunda fase do
treinamento do OOCC. Todos os r modelos CC treinados anteriormente e presentes em
ModelosCC são utilizados para avaliar a sua qualidade preditiva quando aplicados a cada
instância presente em D

v

, com o uso da função definida na Equação 5.1 (linhas 13 e 14).
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Algoritmo 5 Procedimento de Treinamento do Método OOCC.
Entrada : D (base de treinamento), m (número de partições), r (número de cadeias
aleatórias)
Saída: melhoresCadeias (um vetor contendo as melhores cadeias para cada instância de
treinamento)

1: Dividir a base de treinamento D em m partições {D1, D2, ..., Dm

}
2: para todo D

v

2 D faça
3: ModelosCC  ;
4: D

tp

 {D�D
v

}, onde D
v

= base de validação, D
tp

= base de treinamento parcial
5: CA gerarCadeiasAleatórias(r)
6: para toda cadeia c

s

2 CA faça
7: CC  treinarCC(D

tp

, c
s

)
8: ModelosCC  ModelosCC [ CC
9: fim para

10: para toda instância I 2 D
v

faça
11: melhorQualidade �1
12: para todo modelo CC 2ModelosCC faça
13: c

s

 cadeia associada ao modelo CC
14: qualidade

I

 Qualidade(I, CC)
15: se qualidade

I

> melhorQualidade então
16: melhorQualidade qualidade

I

17: melhoresCadeias(I) {c
s

, qualidade
I

}
18: senão se qualidade

I

= melhorQualidade então
19: melhoresCadeias(I) melhoresCadeias(I) [ {c

s

, qualidade
I

}
20: fim se
21: fim para
22: fim para
23: fim para

A cadeia de rótulos que obtém o maior valor da função Qualidade para a instância I deve
ser armazenada no vetor melhoresCadeias, juntamente com o valor de Qualidade obtido
(linhas 15-20). Note que, para algumas instâncias, mais do que uma cadeia de rótulos
pode obter o melhor valor da função qualidade. Portanto, se torna necessário armazenar
mais do que uma cadeia de boa qualidade para cada instância I.

5.1.2 Procedimento de Classificação do OOCC

Na fase de classificação, o método OOCC tenta encontrar a cadeia mais adequada para
classificar uma nova instância t. Isso é feito considerando as cadeias das instâncias seme-
lhantes a t presentes na base de treinamento. O procedimento de classificação descrito no
Algoritmo 6, pode ser dividido em três fases, que são explicadas a seguir.

A primeira fase (linha 1) consiste em encontrar as k instâncias mais similares à nova
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Algoritmo 6 Procedimento de Classificação do OOCC.
Entrada : D (base de treinamento), t (instância a ser classificada), k (número de vizinhos)
Saída: Z (conjunto de rótulos preditos para a instância t)

1: NN  encontrar os k vizinhos de t em D.
2: S  ;
3: melhorQualidade �1
4: para todo vizinho I 2 NN faça
5: cadeias cadeia(s) armazenada(s) em melhoresCadeias(I)
6: qualidade

I

 qualidade da(s) cadeia(s) armazenada(s) em melhoresCadeias(I)
7: se qualidade

I

> melhorQualidade então
8: melhorQualidade qualidade

I

9: S  cadeias
10: senão se qualidade

I

= melhorQualidade então
11: S  S [ cadeias
12: fim se
13: fim para
14: se |S| = 1 então
15: c

s

 cadeia armazenada em S
16: senão
17: c

s

 cadeia selecionada aleatoriamente de S
18: fim se
19: CC  treinarCC(D, c

s

)
20: Z  classificar(t,CC)

instância t na base de treinamento. Na segunda fase (linhas 2 a 13), são examinadas
as melhores cadeias associadas a cada uma das k instâncias vizinhas. Essas cadeias
foram encontradas no procedimento de treinamento do OOCC e são armazenadas em
melhoresCadeias. Ao final dessa fase, a cadeia com maior valor da função qualidade é
armazenado em S. No caso de empate, ou seja, haver mais do que uma cadeia com o
melhor valor da função Qualidade, todas as cadeias envolvidas no empate são armazenadas
em S. Por fim, na terceira fase (linhas 14 a 20), é realizada a classificação da instância t.
Primeiro, uma cadeia de rótulos c

s

é selecionada a partir de S (se |S| > 1, a seleção é
feita de forma aleatória entre as cadeias em S). Em seguida, um modelo de classificação
multirrótulo CC é induzido utilizando o conjunto de treinamento completo D e a cadeia
c
s

. Esse modelo é então utilizado para classificar a instância t.

Observe que, o processo de treinamento do CC, apresentado na linha 19, pode ser
otimizado. Não é necessário treinar o modelo CC sempre que uma cadeia for escolhida
para classificar uma nova instância. Isto pode ser realizado na fase de treinamento, evi-
tando processamento desnecessário no momento da classificação. Para cada uma das m

partições, são atribudas r cadeias de ordem aleatória. Portanto, o número de modelos



5.2 Resultados Experimentais 48

CC gerados no procedimento de classificação será de no máximo r ⇥ m, e podem ser
armazenados para evitar o treinamento repetido. Por motivo de simplicidade optou-se
por apresentar os Algoritmos 5 e 6 sem essa otimização.

5.2 Resultados Experimentais

Nesta seção, são reportados os resultados obtidos com o método proposto One-To-One
Classifier Chains (OOCC). As bases de dados utilizadas foram as mesmas adotadas nos
experimentos apresentados na Seção 4.3. As características das bases estão representadas
na Tabela 4.6. O OOCC foi implementado utilizando a linguagem de programação Java,
dentro do framework de classificação multirrótulo MULAN. Para obter os resultados do
desempenho preditivo, a técnica de avaliação holdout foi realizada, utilizando as partições
de treinamento e de teste que estão disponíveis para cada base de dados no repositório
da MULAN.

O método OOCC foi comparado com os métodos tradicionais BR e CC e também com
a técnica ECC que tenta resolver o problema da seleção da cadeia do CC. Todas essas
técnicas necessitam de um classificador base, portanto o classificador SMO, uma imple-
mentação da estratégia SVM, disponível na ferramenta WEKA, foi utilizado. A escolha
do SVM foi feita por ser um classificador monorrótulo bastante utilizado em técnicas de
transformação de problema [1, 2, 27, 29, 30, 41] e, além disso, pelo seu bom desempe-
nho preditivo quando associado ao CC (conforme pôde ser verificado nos experimentos
dos Capítulos 3 e na Seção 4.1 do Capítulo 4). Os parâmetros do SMO utilizados são
os valores padrões da ferramenta, que são: parâmetro de complexidade = 1, epsilon =
10�12, parâmetro de tolerância = 0.001 e kernel polinomial. Os parâmetros utilizados pelo
OOCC são: k = 5, m = 5 e r = 15. Para o ECC, o número de membros no ensemble foi
configurado em 10 com ponto de corte de 0,5.

O desempenho preditivo dos algoritmos foi avaliado utilizando as medidas Acurácia,
F-Measure, Casamento Exato e Hamming Loss. Para determinar se há diferença de
desempenho entre os algoritmos em cada medida, foram utilizados dois testes estatísticos.
Assim como nos experimentos da Seção 4.3, primeiramente, o teste de Friedman é aplicado
para avaliar a hipótese de que os desempenhos de todos os métodos são equivalentes.
Sempre que a hipótese for rejeitada com 95% de confiança, é executado o pós-teste de
Nemenyi. Esse teste tem o objetivo de avaliar se existe diferença significativa entre cada
par de métodos.
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Os resultados para as medidas Acurácia, F-Measure, Casamento Exato e Hamming
Loss são apresentados, respectivamente, nas Tabelas 5.1, 5.2, 5.3 e 5.4. Os melhores
resultados para cada base de dados estão marcados em negrito. Ao lado de cada resultado,
entre parênteses, é apresentada a posição dos métodos no ranqueamento obtido de acordo
com o seu desempenho naquela base de dados específica. Em caso de empates, o número
apresentado será a média entre as posições que apresentam o mesmo valor da medida de
avaliação. As duas últimas linhas de cada tabela apresentam, respectivamente, a soma
dos valores de ranqueamento dos métodos e o número de vezes que o método alcança
o melhor resultado entre todos os métodos avaliados. Abaixo das tabelas, o símbolo �
representa a diferença estatística entre dois ou mais métodos, tal que {a} � {b, c} indica
que segundo o pós-teste de Nemenyi o método a é significativamente melhor do que b e c.

Analisando os resultados reportados na Tabela 5.1, para a medida de Acurácia, pode-
se observar que o método OOCC obteve o menor valor de ranqueamento (indicando um
melhor resultado). No critério ranqueamento, o método OOCC é seguido pelos méto-
dos ECC, BR e CC. Considerando o número de vitórias, o método OOCC apresenta seis
melhores resultados (em negrito na coluna que representa o OOCC). Esse número de vi-
tórias é o dobro do apresentado pelo ECC, segundo colocado no critério de ranqueamento.
O teste de Friedman demostra que existe uma diferença significativa entre as técnicas ava-
liadas. O teste de Nemenyi indica que o OOCC é significantemente superior aos métodos
CC, BR e ECC para a medida de Acurácia.

Os resultados apresentados na Tabela 5.2, para a medida F-Measure, mostram que
o desempenho do método OOCC é, na maioria das bases de dados, superior a todos
os outros métodos. O ranqueamento do método OOCC apresenta o melhor resultado,
seguido pelos métodos ECC, BR e CC. Com relação ao número de vitórias, o método
OOCC apresenta o melhor resultado entre as técncias em seis oportunidades, contra duas
vezes do método ECC que é o segundo colocado no critério de ranqueamento. A análise
estatística mostra que, segundo o teste de Friedman, existe uma diferença significativa
entre as técnicas avaliadas. O pós-teste indica que o OOCC é significantemente superior
aos métodos CC, BR e ECC para a medida F-Measure.

Para a medida Casamento Exato, cujos resultados são apresentados na Tabela 5.3, o
método OOCC apresenta o menor valor de ranqueamento, sendo seguido pelos métodos
ECC, CC e BR, nesta ordem. Com relação ao número de vitórias, o método OOCC
consegue obter, em seis oportunidades, o melhor valor entre as técncias de classificação.
Valor que é o dobro do alcançado pelo método ECC, segundo colocado com três vitó-
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Tabela 5.1: Desempenho preditivo dos métodos BR, CC, ECC e OOCC de acordo com a
medida Acurácia.

Base BR CC ECC OOCC
flags 0,5938 (1,0) 0,5560 (4,0) 0,5748 (2,5) 0,5748 (2,5)

cal500 0,2017 (2,0) 0,1765 (4,0) 0,2007 (3,0) 0,2113 (1,0)
emotions 0,4835 (4,0) 0,5202 (3,0) 0,5653 (2,0) 0,5866 (1,0)
birds 0,5669 (3,0) 0,5623 (4,0) 0,5682 (1,0) 0,5672 (2,0)

genbase 0,9908 (2,5) 0,9908 (2,5) 0,9908 (2,5) 0,9908 (2,5)
medical 0,6990 (4,0) 0,7134 (3,0) 0,7161 (2,0) 0,7220 (1,0)
enron 0,4063 (3,0) 0,4053 (4,0) 0,4501 (1,0) 0,4129 (2,0)

scene 0,5711 (4,0) 0,6598 (3,0) 0,6654 (2,0) 0,6702 (1,0)
yeast 0,5018 (3,0) 0,4892 (4,0) 0,5333 (2,0) 0,5429 (1,0)
soma dos ranks 26,5 31,5 18,0 14,0
n

o

de vitórias 2 1 3 6
{OOCC} � {BR,CC,ECC}, {ECC} � {BR,CC}, {BR} � {CC}

Tabela 5.2: Desempenho preditivo dos métodos BR, CC, ECC e OOCC de acordo com a
medida F-Measure,

Base BR CC ECC OOCC
flags 0,7139 (1,0) 0,6764 (4,0) 0,7020 (2,0) 0,6927 (3,0)

cal500 0,3297 (2,0) 0,2919 (4,0) 0,3251 (3,0) 0,3375 (1,0)
emotions 0,5556 (4,0) 0,5979 (3,0) 0,6429 (2,0) 0,6627 (1,0)
birds 0,6061 (1,0) 0,5976 (4,0) 0,6039 (2,5) 0,6039 (2,5)

genbase 0,9940 (2,5) 0,9940 (2,5) 0,9940 (2,5) 0,9940 (2,5)
medical 0,7273 (4,0) 0,7409 (3,0) 0,7436 (2,0) 0,7472 (1,0)
enron 0,5152 (4,0) 0,5110 (3,0) 0,5575 (1,0) 0,5197 (2,0)

scene 0,5985 (4,0) 0,6761 (3,0) 0,6870 (2,0) 0,6883 (1,0)
yeast 0,6101 (3,0) 0,5904 (4,0) 0,6361 (2,0) 0,6436 (1,0)
soma dos ranks 25,5 30,5 19,0 15,0
n

o

de vitórias 3 1 2 6
{OOCC} � {BR,CC,ECC}, {ECC} � {BR,CC}, {BR} � {CC}

Tabela 5.3: Desempenho preditivo dos métodos BR, CC, ECC e OOCC de acordo com a
medida Casamento Exato.

Base BR CC ECC OOCC
flags 0,1538 (1,5) 0,1231 (3,5) 0,1231 (3,5) 0,1538 (1,5)
cal500 0,0000 (2,5) 0,0000 (2,5) 0,0000 (2,5) 0,0000 (2,5)

emotions 0,2525 (4,0) 0,2822 (3,0) 0,3267 (2,0) 0,3465 (1,0)
birds 0,4630 (3,5) 0,4722 (1,5) 0,4722 (1,5) 0,4630 (3,5)

genbase 0,9799 (2,5) 0,9799 (2,5) 0,9799 (2,5) 0,9799 (2,5)
medical 0,6140 (4,0) 0,6326 (3,0) 0,6357 (2,0) 0,6465 (1,0)
enron 0,1209 (4,0) 0,1313 (2,0) 0,1503 (1,0) 0,1295 (3,0)

scene 0,4908 (4,0) 0,6112 (2,0) 0,6012 (3,0) 0,6162 (1,0)
yeast 0,1603 (4,0) 0,1952 (3,0) 0,2148 (2,0) 0,2399 (1,0)
soma dos ranks 30,0 23,0 20,0 17,0
n

o

de vitórias 2 2 3 6
Nenhuma diferença significativa encontrada utilizando o teste de Friedman.

rias. A análise estatística, com o teste de Friedman, indica que não existem diferenças
significativas entre os resultados obtidos pelos quatro métodos.

Na Tabela 5.4, os resultados indicam que o ECC obtém o melhor resultado para a
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Tabela 5.4: Desempenho preditivo dos métodos BR, CC, ECC e OOCC de acordo com a
medida Hamming Loss.

Base BR CC ECC OOCC
flags 0,2637 (1,0) 0,3011 (4,0) 0,2813 (2,0) 0,2835 (3,0)

cal500 0,1375 (1,0) 0,1527 (3,0) 0,1458 (2,0) 0,1635 (4,0)

emotions 0,2145 (3,0) 0,2376 (4,0) 0,2137 (2,0) 0,2063 (1,0)
birds 0,0658 (3,0) 0,0668 (4,0) 0,0595 (1,0) 0,0619 (2,0)

genbase 0,0007 (2,5) 0,0007 (2,5) 0,0007 (2,5) 0,0007 (2,5)
medical 0,0117 (4,0) 0,0115 (3,0) 0,0111 (1,5) 0,0111 (1,5)
enron 0,0572 (2,0) 0,0585 (4,0) 0,0512 (1,0) 0,0573 (3,0)

scene 0,1144 (3,0) 0,1154 (4,0) 0,1026 (1,0) 0,1116 (2,0)

yeast 0,1997 (1,0) 0,2109 (4,0) 0,2024 (3,0) 0,2014 (2,0)

soma dos ranks 20,5 32,5 16,0 21,0

n

o

de vitórias 4 1 5 3

{ECC} � {BR,CC,OOCC}, {OOCC} � {CC}, {BR} � {CC}

medida Hamming Loss. Apesar de não possuir o melhor desempenho, o OOCC consegue
alcançar o melhor resultado entre os métodos em três bases de dados, contra cinco do ECC
e quatro do BR. Analisando os resultados do teste estatístico, observa-se que o teste de
Friedman indica diferença significativa entre os métodos e o pós-teste indica que o método
ECC é superior aos métodos BR, OOCC e CC. O método OOCC consegue superar os
resultados da técnica CC.

Os resultados empíricos obtidos indicam que o método OOCC proposto, possui um
desempenho competitivo, obtendo resultados significativamente superiores a outros mé-
todos tradicionais para o problema, de acordo com duas das quatro medidas de avaliação
multirrótulo empregadas: Acurácia e F-Measure. Para a medida Casamento Exato, o
método OOCC também obteve um desempenho superior as demais estratégias, porém
sem significância estatística. Para a medida HL, o melhor desempenho foi obtido pelo
método ECC.

Esses resultados confirmam que o uso de uma cadeia aleatória parece ser uma des-
vantagem significativa no uso do método multirrótulo Classifier Chains, reforçando a
importância de se utilizar um ensemble ou realizar a busca por uma ordem de rótulos
otimizada. Também foi possível verificar que utilizar uma cadeia adequada para cada
instância a ser classificada é uma boa alternativa para superar o problema da ordem dos
rótulos no CC.

Cabe ainda informar que foi realizada uma comparação entre as estratégias OOCC,
LCC

est

e LCC
din

. Para tanto, o procedimento utilizado pelo LCC no Capítulo 4 foi ado-
tado para executar o OOCC. Com isso, foi possível comparar os resultados do método
OOCC, LCC

est

e LCC
din

utilizando o algoritmo base k-NN e a validação cruzada interna
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para encontrar o melhor valor de k. Isso permitiu que os classificadores multirrótulo fos-
sem executados nas mesmas condições. Os resultados dessa comparação é apresentado no
Apêndice B. A comparação mostra, de acordo com o teste de Friedman, que os três méto-
dos não apresentam diferenças significativas de desempenho para nenhuma das medidas
utilizadas : Acurácia, F-Measure, Hamming Loss e Casamento Exato. Portanto, pode-se
dizer que as três técnicas possuem desempenho semelhante.



Capítulo 6

Conclusões e Trabalhos Futuros

O método Classifier Chains (CC) é considerado um dos principais classificadores multir-
rótulo. Sua ideia principal é simples e permite considerar a correlação entre os rótulos.
O CC cria um modelo de classificação binária para cada rótulo do problema. Esses mo-
delos são ligados em uma cadeia, onde o elemento da posição j incorpora, como atributos
preditivos, os j � 1 rótulos preditos anteriormente. Embora seja simples, o método CC
possui um bom desempenho preditivo.

No CC, a ordem dos rótulos é selecionada aleatoriamente. Por isso, diferentes tra-
balhos buscam encontrar a ordem dos rótulos na cadeia, através de técnicas heuristicas
ou modelando a correlação entre os rótulos. Esses métodos têm como objetivo encontrar
uma única cadeia adequada que será utilizada para classificar todas as instâncias de teste.
Nesta dissertação, entretanto, foi proposta uma nova abordagem de seleção de cadeias.
Nessa abordagem, é identificada uma cadeia específica e adequada para cada instância a
ser classificada.

Neste trabalho, inicialmente, foi realizada uma análise do método CC, onde foram
utilizadas diferentes ordens de rótulos para avaliar a influência das cadeias no desempe-
nho preditivo do CC. Como resultado, foi possível observar que o desempenho do método
CC é fortemente influenciado pela escolha de uma boa cadeia. Os resultados encontrados
demonstram que a seleção de uma ordem adequada de rótulos pode aumentar considera-
velmente o desempenho do CC. Além disso, essa análise mostra que os resultados podem
ser influenciados pelo algoritmo base de classificação. Os resultados apontam que os al-
goritmos C4.5 e SMO são mais influenciados pela ordem dos rótulos na cadeia e que os
algoritmos NB e 1-NN não são significativamente influenciados pela ordem dos rótulos.

Em uma segunda análise, foi possível observar que a utilização de uma cadeia ade-
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quada para cada instância permite aumentar o desempenho preditivo do CC. Portanto,
para explorar essa abordagem, foram desenvolvidos dois novos métodos para escolher a ca-
deia do CC, denominadas: Lazy Classifier Chains (LCC) e One-To-One Classifier Chains
(OOCC).

Para validar as propostas desta dissertação, o LCC e o OOCC foram comparados com
as seguintes técnicas de classificação multirrótulo: BR, CC e ECC. Os testes de Friedman
e Nemenyi foram aplicados para avaliar se os resultados obtidos tinham significância
estatística.

Duas variações do método LCC foram propostas, são elas: LCC
est

e LCC
din

. Os
resultados demostram que as duas técnicas obtiveram resultados superiores em relação
às técnicas BR, CC e ECC, para as medidas Casamento Exato, F-Measure e Acurácia.
Para a medida Hamming Loss não houve diferença significativa de desempenho entre as
técnicas, segundo o teste de Friedman. Os resultados evidenciam que a utilização de uma
cadeia adequada para classificar cada instância aumenta o desempenho preditivo do CC.
O método LCC obteve bons resultados, porém possui uma limitação. A utilização do LCC
depende da adoção de um classificador base do paradigma lazy. Caso contrário, a cons-
trução de um modelo para cada instância a ser classificada pode comprometer o tempo
computacional. Portanto, para contornar esse problema, um segundo método de classifi-
cação multirrótulo foi proposto, denominado One-To-One Classifier Chains (OOCC).

O método OOCC apresentou resultados superiores aos métodos BR, CC e ECC com
relação às medidas Acurácia e F-Measure. Considerando a medida Hamming Loss, o
OOCC apresentou resultados inferiores ao ECC e superiores ao método CC. Com a medida
Casamento Exato não houve diferenças significativas entre os resultados das técnicas. Com
o desempenho competitivo do OOCC, validou-se a ideia de que a cadeia adequada para
uma instância tende a ser adequada também para uma instância semelhante.

Os resultados dos métodos OOCC, LCC
est

e LCC
din

foram comparados para identi-
ficar qual das técnicas apresentadas nesta dissertação apresenta o melhor desempenho. A
comparação mostra, de acordo com o teste de Friedman, que os três métodos não apre-
sentam diferenças significativas de desempenho para nenhuma das medidas utilizadas:
Acurácia, F-Measure, Hamming Loss e Casamento Exato. Por isso, pode-se dizer que as
três técnicas não apresentam diferenças significativas no desempenho preditivo.

Cabe ressaltar que, os resultados da análise das diferentes cadeias apresentada nas
Seções 3.2 e 4.1, assim como a proposta do método OOCC e seus resultados, deram
origem ao seguinte trabalho:
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• Silva, P. N., Gonçalves, E. C., Plastino, A., and Freitas, A. A.: Distinct Chains for
Different Instances: an Effective Strategy for Multi-label Classifier Chains. Euro-
pean Conference on Machine Learning and Principles and Practice of Knowledge
Discovery in Databases (ECML/PKDD), (Nancy, França, 2014). [33].

A partir dos resultados obtidos nesta dissertação, considera-se importante avaliar
ainda dois aspectos. O primeiro se refere a uma avaliação dos parâmetros do método
OOCC (a quantidade de cadeias r, o número de vizinhos k e a quantidade de subconjuntos
de treinamento m), no sentido de entender a influência de sua variação no desempenho
da técnica proposta. A segunda questão se refere a uma comparação das técnicas LCC
e OOCC com outros métodos que também tentam resolver o problema da ordenação da
cadeia.

Como propostas futuras, pretende-se desenvolver um método ensemble a partir do
OOCC, de tal forma que todas as cadeias encontradas entre os vizinhos sejam utilizadas
para treinar o ensemble.

Pretende-se, também, aproveitar as estropias calculadas pelo método LCC para apli-
car uma seleção de atributos lazy com o objetivo de aumentar o poder preditivo dos
classificadores binários da cadeia responsáveis por classificar cada rótulo individualmente.

Por fim, acredita-se que muitos estudos ainda possam ser realizados para explorar, de
forma mais profunda, a escolha da cadeia mais adequada para cada instância a ser classi-
ficada. De fato, considera-se que essa abordagem pode beneficiar e ampliar as pesquisas
relacionadas ao CC, tendo sido esta dissertação um trabalho pioneiro nessa linha.
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APÊNDICE A -- Resultados complementares da

avaliação exaustiva.

Este apêndice apresenta resultados complementares aos obtidos pela avaliação exaustiva
realizada nesta dissertação.

A.1 Resultados da avaliação exaustiva com cadeia única

Nesta seção são apresentados os resultados obtidos pela avaliação exaustiva com a utili-
zação de uma única cadeia para todas as instâncias a serem classificadas. Os resultados
apresentados utilizam duas medidas de avaliação. São elas: Casamento Exato e Ham-
ming Loss. O teste foi executado com as seguintes bases de dados: emotions, scene e
flags. Os resultados para a medida Casamento Exato e Hamming Loss são apresentados,
respectivamente, nas Subseções A.1.1 e A.1.2.

A.1.1 Resultados para a medida Casamento Exato

A seguir são apresentados os resultados para a medida Casamento Exato. As Tabelas A.1,
A.2 e A.3 apresentam, respectivamente, os resultados para as seguintes bases de dados:
emotions, scene e flags.
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Tabela A.1: Resultados da medida Casamento Exato obtidos pela avaliação exaustiva na
base de dados multirrótulo emotions.

Classificador Melhor Pior Diferença
1-NN 0,2376 0,2376 0,0000 (7)
3-NN 0,3564 0,2574 0,0990 (3)
5-NN 0,3614 0,3020 0,0594 (5)
7-NN 0,3762 0,3020 0,0742 (4)
C4.5 0,2921 0,1485 0,1436 (1)
NB 0,2277 0,1733 0,0544 (6)

SMO 0,3812 0,2426 0,1386 (2)

Tabela A.2: Resultados da medida Casamento Exato obtidos pela avaliação exaustiva na
base de dados multirrótulo scene.

Classificador Melhor Pior Diferença
1-NN 0,5911 0,5911 0,0000 (7)
3-NN 0,6388 0,6179 0,0209 (5)
5-NN 0,6555 0,6171 0,0384 (3)
7-NN 0,6455 0,6129 0,0326 (4)
C4.5 0,5443 0,4716 0,0727 (2)
NB 0,1773 0,1672 0,0101 (6)

SMO 0,6405 0,5518 0,0887 (1)

Tabela A.3: Resultados da medida Casamento Exato obtidos pela avaliação exaustiva na
base de dados multirrótulo flags.

Classificador Melhor Pior Diferença
1-NN 0,1385 0,1385 0,0000 (7)
3-NN 0,2000 0,1077 0,0923 (6)
5-NN 0,2615 0,1231 0,1384 (3)
7-NN 0,2000 0,0920 0,1080 (4)
C4.5 0,2769 0,0769 0,2000 (1)
NB 0,1231 0,0154 0,1077 (5)

SMO 0,2154 0,0769 0,1385 (2)

A.1.2 Resultados para a medida Hamming Loss

Nesta subseção são apresentados os resultados para a medida Hamming Loss. As Tabelas
A.4, A.5 e A.6 apresentam, respectivamente, os resultados para as seguintes bases de
dados: emotions, scene e flags.
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Tabela A.4: Resultados da medida Hamming Loss obtidos pela avaliação exaustiva na
base de dados multirrótulo emotions.

Classificador Melhor Pior Diferença
1-NN 0,2558 0,2558 0,0000 (7)
3-NN 0,2038 0,2525 0,0487 (3)
5-NN 0,1980 0,2327 0,0347 (5)
7-NN 0,1947 0,2343 0,0396 (4)
C4.5 0,2261 0,3061 0,0800 (1)
NB 0,2558 0,2756 0,0198 (6)

SMO 0,1922 0,2632 0,0710 (2)

Tabela A.5: Resultados da medida Hamming Loss obtidos pela avaliação exaustiva na
base de dados multirrótulo scene.

Classificador Melhor Pior Diferença
1-NN 0,1251 0,1251 0,0000 (7)
3-NN 0,1062 0,1144 0,0082 (5)
5-NN 0,1020 0,1145 0,0125 (3)
7-NN 0,1038 0,1147 0,0109 (4)
C4.5 0,1361 0,1584 0,0223 (2)
NB 0,2405 0,2447 0,0042 (6)

SMO 0,1042 0,1322 0,0280 (1)

Tabela A.6: Resultados da medida Hamming Loss obtidos pela avaliação exaustiva na
base de dados multirrótulo flags.

Classificador Melhor Pior Diferença
1-NN 0,3121 0,3121 0,0000 (7)
3-NN 0,2505 0,3209 0,0704 (3)
5-NN 0,2484 0,3121 0,0637 (5)
7-NN 0,2549 0,3231 0,0682 (4)
C4.5 0,2462 0,3473 0,1011 (1)
NB 0,2747 0,3473 0,0726 (2)

SMO 0,2571 0,3187 0,0616 (6)

A.2 Resultados para a avaliação exaustiva utilizando-
se cadeias distintas.

Nesta seção são apresentados os resultados obtidos pela avaliação exaustiva, comparando-
se cadeia única e cadeias distintas, para as medidas de avaliação Casamento Exato e
Hamming Loss e as seguintes bases de dados: emotions, scene e flags. Os resultados para
as medidas Casamento Exato e Hamming Loss são apresentados, respectivamente, nas
Subseções A.2.1 e A.2.2.
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A.2.1 Resultados para a medida Casamento Exato

A seguir são apresentados os resultados para a medida Casamento Exato. As Tabelas A.7,
A.8 e A.9 apresentam, respectivamente, os resultados para as seguintes bases de dados:
emotions, scene e flags.

Tabela A.7: Resultados da medida Casamento Exato, comparando-se cadeia única e ca-
deias distintas, obtidos pela avaliação exaustiva na base de dados multirrótulo emotions.

Classificador Cadeia única Cadeias distintas Melhoria
1-NN 0,2376 0,2376 0,0000 (7)
3-NN 0,3564 0,4405 0,0841 (5)
5-NN 0,3614 0,4851 0,1237 (3)
7-NN 0,3762 0,4851 0,1089 (4)
C4.5 0,2921 0,7970 0,5049 (1)
NB 0,2277 0,2772 0,0495 (6)

SMO 0,3812 0,5594 0,1782 (2)

Tabela A.8: Resultados da medida Casamento Exato, comparando-se cadeia única e ca-
deias distintas, obtidos pela avaliação exaustiva na base de dados multirrótulo scene.

Classificador Cadeia única Cadeias distintas Melhoria
1-NN 0,5911 0,5911 0,0000 (7)
3-NN 0,6388 0,6697 0,0309 (5)
5-NN 0,6555 0,7073 0,0518 (3)
7-NN 0,6455 0,6889 0,0434 (4)
C4.5 0,5443 0,8436 0,2993 (1)
NB 0,1773 0,1797 0,0024 (6)

SMO 0,6405 0,8737 0,2332 (2)

Tabela A.9: Resultados da medida Casamento Exato, comparando-se cadeia única e ca-
deias distintas, obtidos pela avaliação exaustiva na base de dados multirrótulo flags.

Classificador Cadeia única Cadeias distintas Melhoria
1-NN 0,1385 0,1385 0,0000 (7)
3-NN 0,2000 0,2923 0,0923 (5)
5-NN 0,2615 0,3846 0,1231 (4)
7-NN 0,200 0,3538 0,1538 (3)
C4.5 0,2769 0,4923 0,2154 (1)
NB 0,1231 0,1538 0,0307 (6)

SMO 0,2154 0,3846 0,1692 (2)
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A.2.2 Resultados para a medida Hamming Loss

Nesta subseção são apresentados os resultados para a medida Hamming Loss. As Tabelas
A.10, A.11 e A.12 apresentam, respectivamente, os resultados para as seguintes bases de
dados: emotions, scene e flags.

Tabela A.10: Resultados da medida Hamming Loss, comparando-se cadeia única e cadeias
distintas, obtidos pela avaliação exaustiva na base de dados multirrótulo emotions.

Classificador Cadeia única Cadeias distintas Melhoria
1-NN 0,2558 0,2558 0,0000 (7)
3-NN 0,2038 0,1411 0,0627 (5)
5-NN 0,1980 0,1254 0,0726 (4)
7-NN 0,1947 0,1212 0,0735 (3)
C4.5 0,2261 0,0371 0,1890 (1)
NB 0,2558 0,2235 0,0323 (6)

SMO 0,1922 0,0940 0,0982 (2)

Tabela A.11: Resultados da medida Hamming Loss, comparando-se cadeia única e cadeias
distintas, obtidos pela avaliação exaustiva na base de dados multirrótulo scene.

Classificador Cadeia única Cadeias distintas Melhoria
1-NN 0,1251 0,1251 0,0000 (7)
3-NN 0,1062 0,0957 0,0105 (5)
5-NN 0,1020 0,0836 0,0184 (3)
7-NN 0,1038 0,0863 0,0175 (4)
C4.5 0,1361 0,0291 0,1070 (1)
NB 0,2405 0,2360 0,0045 (6)

SMO 0,1042 0,0317 0,0725 (2)

Tabela A.12: Resultados da medida Hamming Loss, comparando-se cadeia única e cadeias
distintas, obtidos pela avaliação exaustiva na base de dados multirrótulo flags.

Classificador Cadeia única Cadeias distintas Melhoria
1-NN 0,3121 0,3121 0,0000 (7)
3-NN 0,2505 0,1934 0,0571 (5)
5-NN 0,2484 0,1604 0,0880 (4)
7-NN 0,2549 0,1604 0,0945 (3)
C4.5 0,2462 0,1142 0,1320 (1)
NB 0,2747 0,2263 0,0484 (6)

SMO 0,2571 0,1362 0,1209 (2)
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APÊNDICE B -- Resultados da comparação entre os

métodos propostos.

.

Este apêndice apresenta resultados da comparação entre os métodos propostos nesta
dissertação. Os resultados para as medidas Acurácia, F-Measure, Casamento Exato e
Hamming Loss são apresentados, respectivamente, nas Tabelas B.1, B.2, B.3 e B.4. Os
melhores resultados para cada base de dados estão marcados em negrito. Ao lado de cada
resultado, entre parênteses, é apresentada a posição dos métodos no ranqueamento obtido
de acordo com o seu desempenho naquela base de dados específica. Em caso de empates,
o número apresentado será a média entre as posições que apresentam o mesmo valor da
medida de avaliação. As duas últimas linhas de cada tabela apresentam, respectivamente,
a soma dos valores de ranqueamento dos métodos e o número de vezes que o método
alcança o melhor resultado entre todos os métodos avaliados.

Tabela B.1: Resultados da comparação utilizando a medida Acurácia.

Base OOCC LCCest LCCdin

flags 0,5280 (3,0) 0,5871 (2,0) 0,5966 (1,0)
cal500 0,1997 (3,0) 0,2277 (1,5) 0,2277 (1,5)
emotions 0,4876 (3,0) 0,5875 (1,5) 0,5875 (1,5)
birds 0,5231 (3,0) 0,5287 (1,5) 0,5287 (1,5)
genbase 0,9891 (2,0) 0,9891 (2,0) 0,9891 (2,0)
medical 0,5279 (1,0) 0,5094 (2,5) 0,5094 (2,5)

enron 0,3826 (1,0) 0,3468 (3,0) 0,3466 (2,0)

scene 0,6664 (3,0) 0,6852 (1,5) 0,6852 (1,5)
yeast 0,4770 (3,0) 0,5214 (2,0) 0,5247 (1,0)
soma dos ranks 22,0 17,5 14,5
n

o

de vitórias 3 5 7
Sem significância estatística de acordo com o teste de Friedman
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Tabela B.2: Resultados da comparação utilizando a medida F-Measure

Base OOCC LCCest LCCdin

flags 0,6544 (3,0) 0,7022 (2,0) 0,7109 (1,0)
cal500 0,3226 (3,0) 0,3597 (1,5) 0,3597 (1,5)
emotions 0,5716 (3,0) 0,6612 (1,5) 0,6612 (1,5)
birds 0,5537 (1,0) 0,5434 (2,5) 0,5434 (2,5)

genbase 0,9925 (2,0) 0,9925 (2,0) 0,9925 (2,0)
medical 0,5628 (1,0) 0,5341 (2,5) 0,5341 (2,5)

enron 0,4116 (3,0) 0,4359 (1,0) 0,4355 (2,0)

scene 0,6778 (3,0) 0,6973 (1,5) 0,6973 (1,5)
yeast 0,5711 (3,0) 0,6182 (2,0) 0,6222 (1,0)
soma dos ranks 22,0 16,5 15,5
n

o

de vitórias 3 5 6
Sem significância estatística de acordo com o teste de Friedman

Tabela B.3: Resultados da comparação utilizando a medida Casamento Exato.

Base OOCC LCCest LCCdin

flags 0,1385 (3,0) 0,2000 (2,0) 0,2154 (1,0)
cal500 0,0000 (2,0) 0,0000 (2,0) 0,0000 (2,0)
emotions 0,2376 (3,0) 0,3564 (1,5) 0,3564 (1,5)
birds 0,4167 (3,0) 0,4815 (1,5) 0,4815 (1,5)
genbase 0,9799 (2,0) 0,9799 (2,0) 0,9799 (2,0)
medical 0,4264 (3,0) 0,4357 (1,5) 0,4357 (1,5)
enron 0,1278 (1,0) 0,1261 (2,5) 0,1261 (2,5)

scene 0,6321 (3,0) 0,6488 (1,5) 0,6488 (1,5)
yeast 0,2083 (3,0) 0,2388 (2,0) 0,2399 (1,0)
soma dos ranks 23,0 16,5 14,5
n

o

de vitórias 3 6 8
Sem significância estatística de acordo com o teste de Friedman

Tabela B.4: Resultados da comparação utilizando a medida Hamming Loss.

Base OOCC LCCest LCCdin

flags 0,3099 (3,0) 0,2813 (2,0) 0,2769 (1,0)
cal500 0,2036 (3,0) 0,1564 (2,0) 0,1506 (1,0)
emotions 0,2599 (3,0) 0,2087 (1,5) 0,2087 (1,5)
birds 0,0517 (3,0) 0,0468 (1,5) 0,0468 (1,5)
genbase 0,0009 (2,0) 0,0009 (2,0) 0,0009 (2,0)
medical 0,0232 (3,0) 0,0215 (1,5) 0,0215 (1,5)
enron 0,0619 (1,0) 0,0670 (3,0) 0,0669 (2,0)

scene 0,1038 (2,0) 0,1038 (2,0) 0,1038 (2,0)
yeast 0,2453 (3,0) 0,2125 (1,0) 0,2126 (2,0)

soma dos ranks 23,0 16,5 14,5
n

o

de vitórias 2 6 7
Sem significância estatística de acordo com o teste de Friedman


