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Resumo

Mídias sociais, como o Twitter, têm se tornado ferramentas de comunicação muito popula-
res na Internet. De fato, diariamente, milhões de usuários trocam informações e publicam,
na Web, opiniões a respeito de diferentes tópicos de interesse. No entanto, devido à grande
quantidade de textos publicados diariamente na Web, identi�car manualmente as opiniões
sobre um determinado tópico de interesse pode se tornar uma tarefa impraticável. Nesse
contexto, a mineração de opiniões visa avaliar automaticamente as opiniões, expressas em
formato textual, a respeito de um determinado tópico de interesse. Um dos principais
desa�os dessa área é a classi�cação das opiniões quanto às suas polaridades, ou seja, se
elas são positivas ou negativas. Com esse objetivo, estratégias estatísticas têm sido pro-
postas baseadas na observação de que se duas palavras aparecem juntas com frequência
em documentos de um mesmo domínio, elas provavelmente possuem a mesma polaridade.
Consequentemente, a polaridade de uma palavra pode ser determinada com base na sua
frequência de co-ocorrência com um grupo especial de palavras, denominadas palavras de
referência, cujas polaridades são bem de�nidas (�good� e �bad�, por exemplo).

Diferentes estratégias estatísticas, em geral, adotam conjuntos distintos de palavras
de referência, arbitrariamente selecionadas. Nesse contexto, dado o amplo uso do Twit-
ter pelos usuários das redes sociais, esta dissertação propõe uma estratégia estatística
para a classi�cação das opiniões expressas em tweets, em que as palavras de referência
utilizadas na classi�cação são selecionadas por meio de um algoritmo genético. O algo-
ritmo genético explora um conjunto de possíveis palavras de referência a �m de se obter
um subconjunto dessas palavras que maximize a acurácia da classi�cação de tweets em
um determinado domínio. Os experimentos computacionais realizados nesta dissertação
mostram que palavras de referência selecionadas por meio do algoritmo genético aumen-
tam o desempenho preditivo quando comparado ao desempenho obtido com palavras de
referência selecionadas arbitrariamente. Além disso, quando comparada com algoritmos
tradicionais de aprendizado de máquina supervisionado, a estratégia estatística e evolutiva
proposta obteve melhor desempenho.

Palavras-chave: mineração de opiniões, estratégias estatísticas, palavras de referência,
algoritmo genético, tweets.



Abstract

Social media, such as Twitter, have become very popular communication tools on the
Internet. In fact, millions of people express their sentiments and opinions in their daily
interaction about di�erent subjects. However, manually identifying the opinions on a
particular subject can become a hard task due to the large amount of texts available on
the Web. In this context, opinion mining aims at automatically evaluating the opinions
expressed in pieces of texts, about a particular subject. One of the biggest challenges
in the analysis of such data, is the classi�cation of their polarity, that is, whether they
carry a positive or negative connotation. For this purpose, statistical methods have been
inspired by the observation that if two words frequently appear together within the same
context, they are likely to have the same polarity. Consequently, the polarity of a word can
be determined by calculating its relative frequency of co-occurrence with special words,
called paradigm words, whose polarities are invariantly preserved (e.g., �good� and �bad�).

In current statistical approaches, such paradigm words have been selected following
di�erent criteria, without any prior evaluation. Motivated by this observation, we propose
to classify tweets via a statistical method where the paradigm words are selected by means
of a genetic algorithm. This algorithm explores a set of paradigm words to �nd a subset
of such words that leads to a signi�cant improvement of the classi�cation accuracy. The
experiments conducted in this dissertation prove that the predictive performance of the
classi�cation using the paradigm words selected by means of the genetic algorithm out-
performs the predictive performance obtained with arbitrarily selected paradigm words.
Additionally, the classi�cation accuracy achieved with the proposed statistical and evolu-
tionary approach outperforms traditional supervised machine learning algorithms.

Keywords: opinion mining, statistical approaches, paradigm words, genetic algorithm,
tweets.
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Capítulo 1

Introdução

Mídias sociais, tais como blogs, fóruns de discussão e microblogs, têm se tornado ferramen-

tas de comunicação muito populares entre os usuários da Internet. De fato, diariamente,

milhões de usuários trocam informações e publicam, na Web, opiniões a respeito de pes-

soas, produtos ou serviços em geral. À medida que esse tipo de conteúdo é publicado,

consumidores e empresas têm à sua disposição uma grande quantidade de opiniões, que

in�uenciam de alguma forma as decisões dos consumidores em relação às suas compras

ou das empresas em relação ao lançamento de um novo produto ou serviço. Entretanto,

apesar da importância desse tipo de conteúdo, buscar opiniões na Internet e identi�cá-las

como sendo favoráveis a um determinado tópico de interesse, como um produto ou serviço,

pode se tornar uma tarefa impraticável devido à grande quantidade de textos publicados.

Do ponto de vista do consumidor, de acordo com uma pesquisa reportada em [24],

58% dos cidadãos americanos que utilizam a Internet para buscar informações a respeito

de produtos antes de realizar uma compra queixam-se de que informações desse tipo são

confusas e difíceis de serem encontradas. Do ponto de vista empresarial, fazer uma análise

manual das críticas sobre determinado produto recém lançado pode levar meses e, com

isso, prejudicar o processo de tomada de decisão. Nesse contexto, a mineração de opiniões

é a área que avalia automaticamente as opiniões e sentimentos, expressos em formato

textual, a respeito de um determinado tópico de interesse. A mineração de opiniões possui

dois objetivos principais [47]: (i) identi�car e discernir entre documentos que contêm fatos

(notícias, por exemplo) e documentos que contêm opiniões, e (ii) classi�car as opiniões

quanto às suas polaridades, ou seja, se são opiniões positivas ou negativas.

A mineração de opiniões tem sido aplicada em diversos contextos, tais como na análise

das opiniões contidas em avaliações (reviews) de produtos e serviços [10, 11, 26, 38, 49],

em notícias [17] e em áreas relacionadas à saúde [18] e política [7, 48]. Enquanto al-
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guns trabalhos focam na identi�cação de opiniões [52, 53, 54], ou seja, se determinado

documento contém opiniões ou simplesmente fatos, outros trabalhos consideram apenas

a classi�cação da polaridade das opiniões encontradas em blogs, fóruns de discussão, sites

de comércio eletrônico e microblogs, como o Twitter1, por exemplo. O Twitter é um mi-

croblog que suporta a postagem de mensagens de até 140 caracteres, chamados de tweets,

em que usuários expressam opiniões sobre diversos assuntos, geralmente identi�cados por

uma hashtag (#copadomundo, por exemplo), e tem sido foco da aplicação da mineração

de opiniões em diversos trabalhos [3, 16, 27, 43].

Com o objetivo de classi�car uma opinião quanto à sua polaridade, muitos trabalhos

utilizam técnicas baseadas em algoritmos tradicionais de aprendizado de máquina [10,

11, 14, 36, 38] ou técnicas baseadas em dicionários [12, 25, 29, 45]. Nesse contexto, um

dicionário consiste em uma base de dados composta por palavras previamente classi�cadas

quanto às suas polaridades, e podem ser construídos manualmente [44, 46] ou a partir de

outras palavras [21], geralmente chamadas de palavras sementes (seed words).

Outros trabalhos, porém, utilizam métodos estatísticos [6, 35, 40, 49, 50] que se ba-

seiam na observação de que se duas palavras aparecem juntas com frequência em documen-

tos de um mesmo contexto, elas provavelmente possuem a mesma polaridade. Consequen-

temente, neste tipo de estratégia, a polaridade de uma determinada palavra é considerada

positiva se sua frequência de co-ocorrência com palavras de forte orientação positiva, como

�excelente� e �ótimo�, for maior que a sua frequência de co-ocorrência com palavras de

forte orientação negativa, como �péssimo� e �horrível�. Caso contrário, a polaridade da

palavra é considerada negativa. Nesta dissertação, palavras de forte orientação positiva

ou negativa são denominadas palavras de referência.

Estratégias estatísticas que utilizam palavras de referência durante o processo de

classi�cação, empregam, geralmente, a medida estatística Pointwise Mutual Information

(PMI) [8] para determinar a probabilidade da co-ocorrência entre as palavras em docu-

mentos contidos na Web, ou seja, utilizando a Web como uma grande base de textos para

consulta. Essa medida é de�nida como:

PMI(u, v) = log2

(
Pr(u ∧ v)

Pr(u)× Pr(v)

)
, (1.1)

em que Pr(u) e Pr(v) são, respectivamente, as probabilidades de ocorrência das palavras

representadas por u e v, e Pr(u∧v) é a probabilidade da co-ocorrência das palavras u e v.

1http://www.twitter.com



1 Introdução 3

Se u e v são estatisticamente independentes, a probabilidade da co-ocorrência é dada

por Pr(u)×Pr(v). A razão entre Pr(u∧v) e Pr(u)×Pr(v) mede o grau da dependência

estatística entre as palavras.

Estratégias estatísticas distintas, em geral, adotam diferentes conjuntos de palavras

de referência durante o processo de classi�cação da polaridade de opiniões. O trabalho

pioneiro a empregar esta técnica [49] determina a polaridade de opiniões contidas em

avaliações de automóveis, bancos, �lmes e destinos de viagem, utilizando as palavras de

referência �excellent� e �poor �. Se os termos que compõem uma determinada avaliação

aparecem mais frequentemente associados à palavra �excellent�, a avaliação é classi�cada

como positiva e, se aparecem com mais frequência associados à palavra �poor �, é classi�-

cada como negativa.

Trabalhos subsequentes [6, 35, 40, 50], inspirados em [49], utilizam diferentes conjun-

tos de palavras de referência, os quais são aplicados a diferentes tipos de documentos e

domínios. Por exemplo, enquanto em [49] apenas duas palavras de referência (�excellent�

e �poor �) são utilizadas na classi�cação da polaridade de avaliações de �lmes e automóveis

(além de outros), em [40] são utilizadas 14 palavras de referência na classi�cação de ava-

liações de �lmes e, em [35], apenas 12 palavras desse tipo são aplicadas na classi�cação

de avaliações de atores e automóveis. Além disso, existe apenas uma palavra de referên-

cia em comum entre os conjuntos de palavras de referência utilizados em [35] e [40]. De

fato, é possível observar que não existe consenso na literatura a respeito do conjunto mais

apropriado de palavras de referência que deve ser adotado na classi�cação da polaridade

de documentos de um determinado domínio.

Nesse contexto, dado o amplo uso do Twitter pelos usuários das redes sociais, nesta

dissertação, propõem-se: (1) uma estratégia estatística baseada em [49] para classi�ca-

ção da polaridade de tweets e (2) um algoritmo genético para selecionar as palavras de

referência a serem utilizadas pela estratégia estatística. Mais precisamente, é proposto

um algoritmo genético que explora um conjunto de possíveis palavras de referência a �m

de se obter um subconjunto dessas palavras que maximize a acurácia da classi�cação de

tweets em um determinado domínio. Parte dos resultados obtidos nesta dissertação estão

publicados em [5].

Nesta dissertação, pretende-se ainda mostrar que conjuntos de palavras de referên-

cia distintos e especí�cos devem ser utilizados para classi�car a polaridade de tweets de

domínios diferentes. Nos resultados dos experimentos reportados em [49], utilizando o

conjunto �xo de palavras de referência {�excellent�, �poor �}, a acurácia da classi�cação
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varia de acordo com o assunto avaliado. A menor acurácia foi de 65,83% para avaliações

de �lmes e a maior acurácia obtida foi de 84%, para avaliações de automóveis. Isso é

um indicativo de que um mesmo conjunto de palavras de referência não seja e�ciente na

classi�cação de documentos de domínios diferentes (i.e., �lmes, automóveis etc.). Os ex-

perimentos computacionais realizados neste trabalho mostram que conjuntos de palavras

de referência adequados para um determinado domínio, em geral, não são apropriados

para outro domínio, e vice-versa.

Os capítulos desta dissertação estão organizados da seguinte forma:

� Capítulo 2 - Mineração de Opiniões. Este capítulo descreve de forma mais detalhada

a área de mineração de opiniões, os conceitos relacionados e os principais trabalhos

na área.

� Capítulo 3 - Abordagens Estatísticas para Mineração de Opiniões. Este capítulo

traz uma revisão dos principais trabalhos que utilizam abordagens estatísticas e

apresenta as técnicas que são utilizadas como base para a estratégia apresentada

nesta dissertação.

� Capítulo 4 - Estratégia Estatística e Evolutiva para Mineração de Opiniões. Este

capítulo descreve a abordagem estatística utilizada na classi�cação dos tweets, os

critérios de�nidos para a seleção das palavras de referência candidatas e o algo-

ritmo genético proposto para selecionar um subconjunto apropriado de palavras de

referência candidatas para a classi�cação.

� Capítulo 5 - Resultados Computacionais. Neste capítulo, são apresentados os resul-

tados dos experimentos computacionais realizados.

� Capítulo 6 - Conclusões e Trabalhos Futuros. Finalmente, as conclusões desta disser-

tação são apresentadas, ressaltando suas principais contribuições e trabalhos futuros

relacionados.



Capítulo 2

Mineração de Opiniões

A mineração de opiniões, também chamada de análise de sentimentos [31], é a área

que avalia automaticamente as opiniões, sentimentos, avaliações, atitudes, estimativas,

emoções etc., expressos em formato textual, a respeito de um determinado tópico de

interesse. A mineração de opiniões possui dois objetivos principais [47]: (i) identi�car e

discernir entre documentos que contêm fatos (notícias, por exemplo) e documentos que

contêm opiniões, e (ii) classi�car as opiniões quanto às suas polaridades, ou seja, se são

opiniões positivas ou negativas.

Neste capítulo, a área de mineração de opiniões é apresentada, assim como as prin-

cipais técnicas de classi�cação de opiniões. A Seção 2.1 aborda os principais conceitos

na área e a terminologia envolvida no problema de classi�cação de opiniões. Nas seções

que seguem, são descritas as diferentes estratégias para a classi�cação de opiniões e os

principais trabalhos propostos na literatura.

2.1 Conceitos e Terminologia

Uma opinião pode ser de�nida pela identi�cação de dois elementos em um documento: o

alvo da opinião e o sentimento expresso sobre esse alvo [31, 47]. Um documento é qualquer

fragmento de texto em linguagem natural [47]. Um alvo consiste em um objeto, também

chamado de entidade [31] ou tópico [47], ou em características desse objeto, também

chamados de aspectos, que podem representar um produto, um serviço, uma pessoa etc.,

e é avaliado de acordo com um sentimento positivo ou negativo, expresso sobre o alvo.

Por exemplo, na sentença �A qualidade do áudio é muito boa�, um sentimento positivo

está sendo expressado a respeito de uma característica (áudio) de um objeto (um telefone

celular, por exemplo).
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A tarefa de classi�cação de opiniões pode ser de�nida como: dado um documento D,

identi�car as opiniões expressas a respeito de uma entidade e seus aspectos. Por exemplo,

considere o seguinte documento, referente à avaliação de um produto (adaptado de [32]):

Exemplo I: �Postado por: John em 10/09/2011 - (a) Comprei uma câmera fotográ�ca

há seis meses atrás. (b) O zoom é simplesmente incrível. (c) A qualidade das fotos é

excelente. (d) A bateria dura bastante tempo. (e) Apesar disso, ela é um pouco pesada.�

É possível notar que diferentes sentimentos foram expressados sobre vários aspectos da

entidade �câmera fotográ�ca� (qualidade das fotos, bateria e peso), exceto na sentença (a),

que não contém qualquer opinião. Nesse caso, as opiniões contidas nesse documento

podem ser representadas pelos seguintes conjuntos:

1. {câmera fotográ�ca, zoom, positivo}

2. {câmera fotográ�ca, qualidade das fotos, positivo}

3. {câmera fotográ�ca, bateria, positivo}

4. {câmera fotográ�ca, peso, negativo}

No conjunto (1), extraído da sentença (b), a opinião está relacionada ao aspecto

�zoom� da entidade câmera fotográ�ca e recebeu um sentimento positivo. No conjunto

(2), extraído da sentença (c), o sentimento positivo atribuído está relacionado ao aspecto

�qualidade das fotos�. De forma similar, os conjuntos (3) e (4), extraídos das sentenças

(d) e (e), respectivamente, representam um sentimento positivo e negativo a respeito dos

aspectos �bateria� e �peso�.

Um documento pode ser analisado em diferentes níveis de granularidade. Quanto

menor a granularidade, mais especí�ca é a classi�cação. Entretanto, as entidades e os

aspectos que as compõem são identi�cados de acordo com o problema em questão e com

o nível em que a classi�cação ocorre. Nesse contexto, uma opinião pode ser classi�cada

quanto à sua polaridade em nível de:

� Documento (document-level):

A classi�cação de opiniões em nível de documento visa determinar se o documento

contém uma opinião positiva ou negativa, em sua totalidade. Nesse tipo de classi�-

cação, assume-se que o documento contém opiniões expressas por um único titular,

em um determinado momento, a respeito de uma única entidade conhecida, como
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um produto, por exemplo [32]. Por essa razão, a identi�cação da entidade é irrele-

vante e a opinião é analisada quanto ao aspecto geral da entidade em questão [32],

uma vez que o documento é analisado como um todo.

� Sentença (sentence-level):

Apesar do amplo uso de técnicas de classi�cação de opiniões em nível de documento,

uma limitação refere-se ao fato de que um documento pode incluir sentenças que

não contêm opiniões, como a sentença (a) do Exemplo I: �Comprei uma câmera

fotográ�ca há seis meses atrás�. Contudo, quando a classi�cação ocorre em nível

de documento, as palavras dessa sentença são consideradas na classi�cação, em

forma de atributos, em uma estratégia baseada em aprendizado de máquina, por

exemplo. Como forma de solucionar essa limitação, um documento pode ser tratado

em granularidade menor, mediante a análise de suas sentenças. Nesse caso, diz-se

que a classi�cação ocorre em nível de sentença.

A classi�cação de opiniões em nível de sentença assume, geralmente, que cada sen-

tença contém apenas uma opinião e que as entidades e aspectos mencionados nas

sentenças são conhecidos [32]. Nesse caso, o objetivo é identi�car se uma sentença

contém um fato ou uma opinião positiva ou negativa.

Muitos trabalhos tratam a tarefa de discernir fatos e opiniões como um problema

a parte, conhecido na literatura como análise de subjetividade [41, 51, 52, 53, 54,

56]. Nesses trabalhos, sentenças que contêm opiniões são, geralmente, chamadas de

subjetivas, enquanto sentenças que não contêm opiniões são chamadas de objetivas.

Ainda que muitos trabalhos tratem a análise de subjetividade como uma tarefa de

classi�cação binária, em que sentenças são classi�cadas em subjetivas ou objetivas,

é importante destacar que sentenças subjetivas podem não conter qualquer opinião.

Por exemplo, a sentença �Eu acho que ele foi embora� [32], apesar de ser subjetiva,

nenhuma opinião foi expressada. Além disso, sentenças objetivas podem conter

opiniões implícitas, como na sentença (d) do Exemplo I: �A bateria dura bastante

tempo�. Com base nessa observação, a �m de tornar a classi�cação de subjetividade

ainda mais completa, sentenças podem ser classi�cadas em [4]: (i) sentença subjetiva

com opinião, (ii) sentença subjetiva sem opinião, (iii) sentença objetiva com opinião

implícita e, (iv) sentença objetiva sem opinião.

� Entidades e Aspectos (aspect-level):

Estratégias para a classi�cação de opiniões em nível de documento e sentença as-

sumem, geralmente, que as opiniões expressas referem-se a apenas uma entidade e
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que sentenças contêm apenas uma opinião. No entanto, é possível que os aspectos

associados às entidades avaliadas não sejam julgados da mesma forma, quanto às

suas polaridades, como no exemplo a seguir (adaptado de [1]):

Exemplo II: �O restaurante Taj, apesar do cardápio surpreendente, deixa a desejar

em relação ao atendimento.�

A sentença apresentada no Exemplo II contém opiniões diferentes a respeito dos

aspectos �cardápio� e �atendimento�. Enquanto o aspecto �cardápio� foi julgado

positivamente, o aspecto �atendimento� foi julgado de forma negativa. Nesse caso,

mesmo que documentos ou sentenças sejam classi�cados, em sua totalidade, como

positivos (ou negativos), não signi�ca que todos os aspectos da entidade avaliada

tenham sido julgados da mesma forma.

Portanto, a tarefa de classi�cação de opiniões em nível de entidades e aspectos visa

identi�car o sentimento associado a cada aspecto de uma determinada entidade.

Uma entidade pode ser um produto, serviço, tópico, pessoa, organização ou evento

e é representado por um conjunto �nito de aspectos [12, 32].

2.2 Estratégias para Classi�cação de Opiniões

Nesta seção, são apresentadas as estratégias para classi�cação de opiniões e os principais

trabalhos reportados na literatura. As estratégias podem ser divididas em: (i) estraté-

gias baseadas em aprendizado de máquina, (ii) estratégias baseadas em dicionários e (iii)

estratégias estatísticas. Nas subsecões a seguir, cada tipo de estratégia é descrita, ex-

ceto estratégias estatísticas, que são objetos de estudo desta dissertação e detalhadas no

Capítulo 3.

2.2.1 Estratégias Baseadas em Aprendizado de Máquina

Estratégias baseadas em aprendizado de máquina são, geralmente, supervisionadas e uti-

lizam técnicas de classi�cação, por meio de algoritmos tradicionais como Naive Bayes,

Support Vector Machines (SVM) etc. [10, 11, 14, 36, 38, 52, 53]. Essas estratégias consis-

tem basicamente nos seguintes passos [47].

(i) Uma base de dados de treinamento com documentos que contêm opiniões expressas

em formato textual é obtida, de forma que cada documento esteja rotulado com sua

respectiva polaridade.
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(ii) Em seguida, os documentos contidos na base de treinamento são representados apro-

priadamente, em forma de atributos, de modo que cada palavra de um documento

pode ser tratada como um atributo daquele documento, por exemplo. Assim, um

classi�cador é treinado para distinguir se um documento contém uma opinião posi-

tiva ou negativa, mediante a análise da frequência ou presença de seus atributos na

base de treinamento.

(iii) Por �m, o classi�cador é utilizado na classi�cação de documentos não rotulados, ou

seja, documentos que não foram utilizados na construção do classi�cador.

Entre os trabalhos que realizam a classi�cação em nível de documento [10, 11, 14,

36, 38], o trabalho precursor, apresentado em [38] e baseado em aprendizado supervisi-

onado, determina a polaridade das opiniões contidas em avaliações de �lmes, utilizando

algoritmos tradicionais de aprendizado de máquina, tais como Naive Bayes, SVM e Maxi-

mum Entropy (MaxEnt). Esses algoritmos apresentaram alto desempenho na literatura

em tarefas de mineração de texto, como categorização [28, 37]. Em [38], foram utilizados

n-gramas como atributos. Atributos formados por n-gramas consistem em agrupamentos

de n termos contidos em documentos textuais. Por exemplo, a sentença �a qualidade

do áudio é muito boa� pode ser representada pelos bigramas (n-gramas com n = 2): �a

qualidade�, �qualidade do�, �do áudio� etc.

Nos experimentos realizados em [38], o melhor desempenho foi obtido com o algo-

ritmo SVM, considerando a presença de unigramas na base de treinamento, com acurácia

de 82,9%. No entanto, trabalhos anteriores de categorização, como [28] e [37], reporta-

ram acurácias superiores a 90% com o mesmo tipo de experimento, ou seja, SVM com

unigramas. Com base nessa comparação, as conclusões em [38] sugerem que outras con�-

gurações de atributos sejam testadas, a �m de aumentar o desempenho da classi�cação,

já que apenas n-gramas não parecem ser su�cientes para a classi�cação de opiniões.

Trabalhos subsequentes [10, 11, 14, 36] exploram diferentes conjuntos de atributos no

processo de classi�cação, incorporando aspectos linguísticos para capturar o sentimento

expresso nos textos. Por exemplo, em [36], palavras com o mesmo radical foram identi�-

cadas e tratadas como uma única palavra. Como atributos, foram extraídos termos das

avaliações que satisfazem a padrões morfológicos pré-determinados. Por exemplo, com

base no padrão �advérbio+adjetivo�, o atributo �muito boa� poderia ser extraído de uma

avaliação. Os experimentos foram realizados a partir do mesmo conjunto de avaliações

de �lmes utilizado em [38], a �m de veri�car a qualidade da con�guração de atributos

proposta, comparada ao emprego de unigramas em [38]. Enquanto em [38] foi obtida uma
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acurácia de 82,9%, em [36], porém, o desempenho foi melhor, com acurácia de 84,6%.

Em [14], ainda com o objetivo de identi�car os melhores conjuntos de atributos para

a classi�cação de opiniões, diferentes tipos de atributos foram extraídos de avaliações

de produtos e serviços. Estes atributos incluem n-gramas e aspectos linguísticos dos

termos contidos nas avaliações, como a classe gramatical das palavras e as relações entre

elas. Diferentes conjuntos de atributos foram avaliados, tais como: (i) apenas n-gramas

(unigramas, bigramas e trigramas), (ii) apenas aspectos linguísticos dos termos e, (iii)

n-gramas e aspectos linguísticos. Nos experimentos realizados, o algoritmo SVM obteve

acurácia de 85,47%, considerando a combinação de n-gramas e aspectos linguísticos.

Embora tenha sido mostrado, em [14] e [36], que aspectos linguísticos favorecem a

classi�cação, em [11], porém, os melhores resultados foram obtidos apenas com o uso de

n-gramas. Ainda que vários aspectos linguísticos tenham sido considerados em [11], tais

como a substituição de nomes próprios e a identi�cação de termos negados, ou seja, termos

que precedem ou sucedem palavras como �não� e �nunca�, o emprego de n-gramas, com

n <= 3, apresentou melhor desempenho. Entretanto, não foram realizados experimentos

considerando n-gramas de ordem maior, ou seja, n > 3.

O trabalho apresentado em [10] visa investigar o comportamento da classi�cação com

n-gramas de ordem superior aos que são comumente utilizados na literatura (unigramas,

bigramas e trigramas). Com esse objetivo, os experimentos em [10] foram conduzidos

sob um grande conjunto de avaliações de produtos, com cerca de 300.000 avaliações. Os

resultados mostraram que n-gramas de maior ordem, com n <= 6, fornecem uma maior

abrangência dos termos contidos nas avaliações, com precisão de 90% na classi�cação.

Além da classi�cação das opiniões contidas em avaliações de produtos e serviços,

outros tipos de documentos têm sido avaliados, quanto às suas polaridades, como, por

exemplo, mensagens publicadas no Twitter1. O Twitter é um microblog que suporta

a postagem de mensagens de até 140 caracteres, chamados de tweets, em que usuários

expressam opiniões sobre diversos assuntos, geralmente identi�cados por uma hashtag

(#copadomundo, por exemplo), e tem sido foco da aplicação da mineração de opiniões

em diversos trabalhos [3, 16, 27, 43].

Em [3], a polaridade da opinião contida em tweets é obtida por meio de duas etapas:

(1) tweets são classi�cados em subjetivos ou objetivos e, (2) tweets classi�cados como

subjetivos na etapa anterior são avaliados quanto às suas polaridades. Em ambas etapas,

foi utilizado o algoritmo SVM, com atributos formados a partir de estruturas especí�cas do

1http://www.twitter.com
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Twitter, tais como retweets, hashtags, links e emoticons, além de palavras em maiúsculas

e sinais de exclamação e interrogação.

Em [16], a classi�cação da polaridade de tweets é realizada a partir de uma base de

treinamento formada por tweets rotulados quanto às suas polaridades por meio de emoti-

cons. Essa técnica é denominada noisy-label. Se um tweet possui um emoticon positivo,

como :), ele é automaticamente rotulado como positivo na base de treinamento. De forma

similar, se um tweet possui um emoticon negativo, como :(, ele é automaticamente rotu-

lado como negativo. Esse processo minimiza o esforço existente na rotulação manual de

tweets. Diferentes algoritmos (Naive Bayes, SVM e MaxEnt) e diferentes tipos de atri-

butos foram avaliados, tais como unigramas, bigramas e unigramas mais bigramas. Nos

experimentos computacionais, o melhor resultado foi obtido com o algoritmo MaxEnt e

unigramas mais bigramas como atributos, com acurácia de 83%.

A estratégia em [27] realiza a classi�cação da polaridade em tweets subjetivos, de

acordo com um alvo especí�co. Por exemplo, no tweet �Obama is the best�, o alvo é a

personalidade política Obama. Para realizar essa tarefa, são de�nidos atributos depen-

dentes do alvo (target-dependent) para discernir entre expressões que se referem ao alvo e

outras expressões. Para cada palavra w de um determinado tweet, é analisada a relação

existente entre w e o alvo, por meio de padrões pré-determinados. Os experimentos foram

realizados com o algoritmo SVM e atingiram uma acurácia de 85,6%.

Em [43], é proposta uma estratégia semi-supervisionada que realiza a classi�cação

da polaridade de tweets com base em uma técnica denominada label-propagation. Esta

técnica consiste em propagar os rótulos atribuídos a tweets por meio da construção de um

grafo. No grafo, cada nó pode representar um tweet, um usuário ou atributos de um tweet

(unigramas e bigramas). Cada tweet é conectado a seu respectivo autor, representado no

grafo por seu nome de usuário no Twitter. Além disso, cada tweet também é conectado

a seus atributos. Dessa forma, utilizando o algoritmo MaxEnt, tweets são classi�cados

quanto às suas polaridades, e seus rótulos são propagados a tweets com características

semelhantes.

Entre os trabalhos que tratam a subjetividade de sentenças, o trabalho precursor,

apresentado em [53], emprega uma estratégia de aprendizado supervisionado com o algo-

ritmo Naive Bayes. Como atributos da classi�cação, em nível de sentença, são utilizados:

a presença de pronomes, adjetivos, números cardinais etc., com acurácia de 72,17%.

No trabalho reportado em [52], é utilizado um método de�nido em [41] para formar

uma base de treinamento inicial. Esse método é descrito na Seção 2.2.2. Após formar
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a base de treinamento inicial, um classi�cador Naive Bayes é treinado com atributos

que incluem pronomes, advérbios, números cardinais etc. A �m de tornar a base de

treinamento mais heterogênea, novas sentenças são inseridas na base por meio de um auto-

treinamento (self-training), da seguinte forma. O classi�cador é utilizado na classi�cação

de novas sentenças, e as sentenças classi�cadas com maior con�ança são incluídas na base

inicial. Por �m, o classi�cador é treinado novamente, a partir da nova base de treinamento.

2.2.2 Estratégias Baseadas em Dicionários

Além de estratégias baseadas em aprendizado de máquina, outras estratégias foram pro-

postas para determinar a polaridade de opiniões por meio de técnicas baseadas em dicio-

nários [12, 25, 29, 41, 45].

Um dicionário, também chamado de léxico, consiste em uma base de dados composta

por palavras que recebem um rótulo ou uma pontuação em escala numérica quanto à sua

polaridade, denominados polaridade-prévia e orientação semântica [21], respectivamente.

Enquanto a polaridade-prévia apenas determina se uma palavra é positiva ou negativa, a

orientação semântica avalia a direção do sentimento (positivo ou negativo) e a intensidade,

por meio de um valor em uma escala numérica.

Dicionários podem ser construídos manualmente [44, 46] ou a partir de outras pala-

vras [21], geralmente chamadas de palavras sementes (seed words). Entre os dicionários

disponíveis publicamente, encontram-se: General Inquirer [44], MPQA Subjectivity Lexi-

con [55], SentiWordNet [13] e SentiLex-PT [42].

Em [45], a classi�cação de avaliações de produtos e serviços é realizada a partir da

extração de diferentes tipos de palavras das avaliações, tais como adjetivos, substantivos,

verbos e advérbios. A polaridade de cada avaliação é obtida por meio de uma estratégia,

denominada SO-CAL (Semantic Orientation CALculator), que considera a orientação

semântica atribuída a cada palavra em diferentes dicionários. Os dicionários e as técnicas

utilizadas são descritas a seguir.

� Dicionários de adjetivos, substantivos, verbos e advérbios : o dicionário de adjetivos

foi construído por meio da rotulação manual de todos os adjetivos contidos em um

corpus de 400 avaliações de produtos e serviços (279.761 palavras), em oito cate-

gorias diferentes: livros, carros, computadores, hotéis, �lmes, músicas, telefones e

panelas. A cada adjetivo é atribuída uma pontuação no intervalo [+5,−5], corres-
pondente à sua orientação semântica, sendo +5 para um adjetivo extremamente
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positivo e −5 para um adjetivo extremamente negativo. Além de adjetivos, tam-

bém foram utilizados substantivos, verbos e advérbios na construção dos dicionários.

A partir do mesmo critério de rotulação utilizada para adjetivos, os substantivos,

verbos e advérbios também recebem uma pontuação no intervalo [+5,−5]. Essas

palavras foram extraídas do mesmo conjunto de avaliações utilizadas na extração de

adjetivos, além de 100 avaliações de �lmes obtidas de [38] e das palavras positivas

e negativas contidas no dicionário General Inquirer [44].

� Dicionário de termos intensi�cadores : intensi�cadores são palavras que ampliam ou

reduzem a orientação semântica de outras palavras. Intensi�cadores são tratados

por meio de modi�cadores, que correspondem a uma porcentagem associada a cada

palavra utilizada para ampliar ou reduzir o sentido de outra. A Tabela 2.1 apresenta

exemplos de intensi�cadores e seus respectivos modi�cadores. Por exemplo, se a

palavra �excellent� possui orientação semântica de +5, então �most excellent� deve

ter orientação semântica de: 5 × (100% + 100%) = 10. O dicionário de termos

intensi�cadores contém 177 entradas.

Tabela 2.1: Exemplo de intensi�cadores [45].

Intensi�cador Modi�cador

slightly −50 %
somewhat −30 %

pretty −10 %
really +15 %
very +25 %

extraordinarily +50 %
most +100 %

� Negação: palavras negadas, ou seja, palavras que sucedem termos como �no�, �not�,

�never � etc., recebem um tratamento especial. Muitas estratégias tratam a negação

de forma simples, invertendo o sinal do valor referente à sua orientação semântica.

Por exemplo, se a palavra �excellent� possui orientação semântica de +5, então �not

excellent� deve ter orientação semântica de −5. O problema com esse método é

que palavras fortemente positivas (negativas), como �excellent�, quando negadas,

se tornam extremamente negativas (positivas). A palavra negada �not excellent�

parece ser mais positiva do que a palavra �atrocious� (atroz ou abominável, em

português), um adjetivo que também possui orientação semântica de −5. De fato,
não parece justo que elas possuam a mesma orientação semântica. Por essa razão, em

vez de inverter o sinal da orientação semântica, o método adotado altera a orientação
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semântica com base em um valor �xo, pré-determinado. Em [45], é adotado o valor

4. Assim, um adjetivo com orientação semântica de +2, quando negado, passa a ter

orientação semântica de −2 (+ 2 − 4 = − 2). Contudo, um adjetivo com orientação

semântica de −3, quando negado, passa a ter orientação semântica de +1 (− 3 + 4

= + 1), ou seja, ele é tornado positivo, porém de forma sutil.

Em [41] é de�nido um método baseado em regras, com o propósito de discernir entre

sentenças subjetivas e objetivas. Essa tarefa é realizada a partir de um dicionário com

termos manualmente rotulados como fortes ou fracos indicadores de subjetividade. Se

uma sentença contém dois ou mais termos que indicam fortemente subjetividade, ela é

classi�cada como subjetiva. Contudo, para ser classi�cada como objetiva, uma sentença

deve respeitar as seguintes regras: (i) não conter qualquer termo que seja um forte indi-

cador de subjetividade e, (ii) conter no máximo um indicador fraco de subjetividade na

sentença corrente, na anterior ou na seguinte.

A técnica adotada em [29] classi�ca a opinião contida em uma sentença através da

extração de regiões de interesse, em vez de considerar toda a estrutura da sentença na

classi�cação. Uma região de interesse é de�nida como o conjunto das palavras existentes

entre o titular da opinião e o �nal da sentença. Para isso, o titular da opinião é identi�cado

em um passo anterior. A polaridade da opinião contida em uma sentença é obtida por

meio da orientação semântica de cada palavra presente na região de interesse da sentença.

A orientação semântica de cada palavra é dada por um valor numérico, calculado com

base nas relações semânticas mantidas no WordNet [34]. O WordNet é um banco de dados

léxico, que estabelece relações entre palavras e seus respectivos sinônimos e antônimos, e

provê signi�cados para cada palavra. Mais precisamente, a polaridade da opinião expressa

em cada sentença é determinada pelos seguintes passos.

� A princípio, foram selecionadas manualmente 78 palavras semente (seed words),

dentre elas 54 adjetivos (23 positivos e 21 negativos) e 34 verbos (15 positivos e

19 negativos). A partir dessas palavras são obtidos os conjuntos de palavras cp e

cn, contendo palavras positivas e negativas, respectivamente. Sinônimos das pala-

vras sementes positivas (negativas) são incluídas no conjunto de palavras positivas

(negativas) e antônimos são incluídos no conjunto de palavras negativas (positivas).

Com esse critério, foram obtidas 8.720 palavras positivas (5.880 adjetivos e 2.840

verbos) e 9.472 palavras negativas (6.233 adjetivos e 3.239 verbos).

� A orientação semântica de uma palavra w é determinada a partir de seus sinônimos.
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Os sinônimos de w são obtidos no WordNet e representados pelo conjunto {syn1,

syn2, ..., synn}. A ideia é determinar a probabilidade de w pertencer a uma de-

terminada classe c (positiva ou negativa), com base na relação semântica existente

entre seus sinônimos e as palavras contidas nos conjuntos cp e cn, criados a priori

para representar cada classe, ou seja:

argmax
c

P (c|w) = argmax
c

P (c)× P (w|c)

= argmax
c

P (c)× P (syn1, syn2, ..., synn|c)

= argmax
c

P (c)×
∑n

i=1 count(syni, c)

count(c)
,

(2.1)

em que P (c) é a razão entre a quantidade de palavras referentes à classe c e o total

de palavras consideradas. O somatório
∑n

i=1 count(syni, c) determina a quantidade

de sinônimos de w que ocorre no conjunto de palavras referente à classe c.

A orientação semântica de w é obtida da seguinte forma. Sejam pos e neg, res-

pectivamente, rótulos associados às classes positiva e negativa. Se a probabilidade

P (pos|w), obtida por meio do conjunto de palavras cp, for maior que a probabili-

dade P (neg|w), o resultado de P (pos|w) é de�nido como a orientação semântica

de w, com sinal +. Caso contrário, o resultado da probabilidade P (neg|w) é de�-
nido como a orientação semântica de w, com sinal −. Por exemplo, para a palavra
�afraid �, P (pos|afraid) = 0,0212e−4 e P (neg|afraid) = 0,9999. Logo, a orientação

semântica de �afraid � é de�nida como −0,9999.

� Por �m, com base na intuição de que �os negativos se anulam�, obtém-se o produto

entre a orientação semântica de cada palavra da sentença. Se o produto for positivo,

a sentença é classi�cada como positiva e negativa, caso contrário.

A estratégia apresentada em [25] determina a polaridade das opiniões expressas em

sentenças, por meio da extração dos aspectos mencionados nas sentenças e da polaridade-

prévia das palavras que as compõem. Essa estratégia é descrita a seguir.

� A identi�cação e extração dos aspectos é realizada a partir de uma técnica pro-

posta em [26]. A partir de avaliações a respeito de um determinado produto, todos

os substantivos são previamente identi�cados, com base na observação de que as-

pectos costumam ser explicitamente citados mediante o emprego de substantivos.

Em seguida, é utilizado o algoritmo Apriori [2] para encontrar conjuntos de itens
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frequentes, i.e., itens que ocorrem com frequência nas avaliações. Um item é uma

palavra e um conjunto de itens pode conter no máximo três palavras, desde que

sejam substantivos. Dessa forma, substantivos que ocorrem com frequência nas

avaliações são fortes candidatos a aspectos.

� Após a extração dos aspectos, sentenças subjetivas são identi�cadas com base na

observação de que adjetivos são fortes indicadores de subjetividade [53]. Então,

para que uma sentença seja considerada subjetiva, ela deve conter pelo menos um

adjetivo e um aspecto, dentre os extraídos na etapa anterior. As palavras conti-

das nas sentenças são classi�cadas quanto às suas polaridades por meio de uma

estratégia baseada em dicionário. Mais precisamente, a partir de uma lista inicial

de 30 palavras (seed list), cujas polaridades-prévia são conhecidas, são utilizadas

as relações entre essas palavras e seus sinônimos e antônimos, no WordNet, para

determinar a polaridade de novas palavras em um conjunto W . Assim, se uma

palavra wi possui algum sinônimo s na lista inicial, a polaridade de s é atribuída

a wi. Senão, se wi possui algum antônimo a na lista inicial, a polaridade inversa

de a é atribuída a wi. Por �m, wi é adicionado à lista inicial, com sua polaridade

determinada. Esse processo é repetido, até que todas as palavras do conjunto W

tenham sido classi�cadas.

� Finalmente, a polaridade da opinião contida em uma sentença subjetiva é deter-

minada mediante a quantidade de palavras positivas e negativas que a sentença

contém. Se uma sentença possui mais palavras positivas, ela é classi�cada como

positiva. Senão, a sentença é classi�cada como negativa.

Ainda que a estratégia proposta em [25] realize a extração de aspectos, pode-se no-

tar que a classi�cação das opiniões ocorre em nível de sentença. Por isso, o trabalho

subsequente, reportado em [12], propõe uma métrica para determinar a polaridade das

opiniões associadas a cada aspecto, por meio da polaridade-prévia das palavras em torno

do aspecto. Com esse propósito, as palavras que compõem uma sentença são previamente

classi�cadas quanto às suas polaridades, por meio do dicionário construído em [25]. Como

esse dicionário possui apenas a polaridade-prévia de cada palavra, palavras positivas re-

cebem uma pontuação de +1 e palavras negativas recebem uma pontuação de −1, que
corresponde às suas orientações semânticas. As polaridades das opiniões associadas a

cada aspecto são obtidas como descrito a seguir.

� Dada uma sentença S, contendo um conjunto de aspectos {a1, a2, ..., an} e um
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conjunto de palavras {p1, p2, ..., pn}, a polaridade de cada aspecto ak é obtida por:

score(ak, S) =
∑
pi∈S

SO(pi)

dist(pi, ak)
, (2.2)

em que a palavra pi deve ser um adjetivo, advérbio, verbo ou substantivo, SO(pi) é

a orientação semântica da palavra pi no dicionário e dist(pi, ak) é a distância, i.e., a

quantidade de palavras, entre a palavra pi e o aspecto ak. Dessa forma, a polaridade

da opinião expressa a respeito do aspecto ak é determinada com base nas palavras

em torno desse aspecto. Quanto mais palavras positivas em torno do aspecto, maior

é a tendência da opinião associada a ele ser positiva. Da mesma forma, quanto mais

palavras negativas em torno do aspecto, maior é a tendência da opinião ser negativa.

� Se o resultado da Equação 2.2 é um valor positivo, então a opinião associada ao

aspecto ak em S é positiva. Se o resultado é um valor negativo, então a opinião

associada ao aspecto ak em S é negativa.

A �m de medir o desempenho do método proposto em [12], foram realizados experi-

mentos sob o mesmo conjunto de avaliações de produtos utilizados em [26] (i.e., câmeras

digitais, telefones celulares, MP3 players e DVD players). A precisão reportada varia de

acordo com o produto. A maior precisão, 96%, foi obtida nas avaliações de MP3 players

e a menor, 87%, foi obtida nas avaliações de câmeras digitais.

No próximo capítulo, são apresentadas as estratégias estatísticas para classi�cação de

opiniões e os principais trabalhos reportados na literatura.



Capítulo 3

Estratégias Estatísticas para Mineração

de Opiniões

Neste capítulo, são apresentadas as estratégias estatísticas para mineração de opiniões,

com foco nas técnicas utilizadas como base para a estratégia proposta nesta dissertação.

Estratégias estatísticas são, geralmente, baseadas na observação de que se duas pala-

vras aparecem juntas com frequência em documentos de um mesmo contexto, elas prova-

velmente possuem a mesma polaridade [47]. Consequentemente, a polaridade de uma de-

terminada palavra é considerada positiva se sua frequência de co-ocorrência com palavras

de forte orientação positiva, como �excelente� e �ótimo�, for maior que a sua frequência de

co-ocorrência com palavras de forte orientação negativa, como �péssimo� e �horrível�. Caso

contrário, a polaridade da palavra é considerada negativa. Nesta dissertação, palavras de

forte orientação positiva ou negativa são denominadas palavras de referência.

Este capítulo trata desse tema e está organizado da seguinte forma. A Seção 3.1

apresenta uma visão geral das estratégias estatísticas para mineração de opiniões, abor-

dando os principais trabalhos na área. Na Seção 3.2, são descritos os critérios de�nidos na

literatura para selecionar palavras de referência utilizadas em métodos estatísticos. Por

�m, a Seção 3.3 descreve as estratégias estatísticas nas quais a estratégia proposta nesta

dissertação é baseada.

3.1 Visão Geral

Entre os trabalhos baseados em métodos estatísticos para mineração de opiniões [6, 35,

40, 49, 50], a medida estatística Pointwise Mutual Information (PMI) [8] tem sido a mais

utilizada. A medida PMI mede a frequência de co-ocorrência entre palavras, em um grande
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corpus de texto. Desta forma, o PMI entre duas palavras, u e v, é de�nido na Equação 3.1,

em que Pr(u) e Pr(v) são, respectivamente, as probabilidades da ocorrência das palavras

representadas por u e v, no corpus, e Pr(u ∧ v) é a probabilidade da co-ocorrência entre

as palavras u e v. Se u e v são estatisticamente independentes, a probabilidade da co-

ocorrência é dada por Pr(u)× Pr(v). A razão entre Pr(u ∧ v) e Pr(u)× Pr(v) mede o

grau da dependência estatística entre as palavras.

PMI(u, v) = log2

(
Pr(u ∧ v)

Pr(u)× Pr(v)

)
(3.1)

No contexto da mineração de opiniões, a medida PMI é aplicada para calcular a

orientação semântica de termos. A orientação semântica de um termo refere-se a um valor

real em uma escala numérica, que avalia a direção (positivo ou negativo) e a intensidade

do sentimento associado ao termo.

Turney [49] foi o precursor na utilização da medida PMI para determinar a polaridade

de opiniões contidas em avaliações de �lmes, automóveis, bancos e destinos de viagem,

por meio dos seguintes passos.

(i) Inicialmente, termos que satisfazem a padrões morfológicos pré-determinados são

extraídos de cada avaliação.

(ii) Em seguida, a orientação semântica de cada termo t, SO(t), é obtida pela diferença

entre seu PMI com a palavra de referência positiva �excellent� e o seu PMI com a

palavra de referência negativa �poor �, por meio da Equação 3.2. A probabilidade

de co-ocorrência entre t e as palavras de referência �excellent� e �poor � são obtidas

por meio de consultas à Web, ou seja, utilizando a Web como uma grande base de

textos para consulta.

(iii) Por �m, a polaridade de uma avaliação é determinada pelo cálculo da média arit-

mética entre as orientações semânticas dos termos que a compõem. Se a média é

positiva, a avaliação é classi�cada como positiva e caso contrário, como negativa.

Nos resultados reportados, a acurácia da classi�cação varia de acordo com o as-

sunto avaliado. A menor acurácia foi de 65,83% para avaliações de �lmes e a maior

acurácia obtida foi de 84%, para avaliações de automóveis.

SO(t) = PMI(t, excellent)− PMI(t, poor) (3.2)
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Em um trabalho subsequente, Turney e Littman [50] investigam a aplicação da medida

PMI no cálculo da orientação semântica de adjetivos, advérbios, verbos e substantivos, em

um grande corpus. Enquanto em [49] foram utilizadas apenas duas palavras de referência

(�excellent� e �poor �), em [50], porém, foram utilizadas quatorze palavras. As estratégias

de classi�cação apresentadas em [49] e [50] são utilizadas como base para a estratégia

proposta nesta dissertação e descritas de forma mais detalhada na Seção 3.3.

Outras estratégias foram propostas na literatura [6, 35, 40], inspiradas na técnica de

classi�cação de opiniões apresentada por Turney em [49], e aplicadas a tipos de docu-

mentos e domínios diferentes. Por exemplo, em [40], a estratégia apresentada em [49] é

aplicada na classi�cação das opiniões expressas em avaliações de �lmes e em notícias.

Em [40], os autores investigam o comportamento de diferentes medidas estatísticas

na classi�cação de opiniões, incluindo a medida PMI. Enquanto a estratégia original,

proposta por Turney [49], utiliza apenas duas palavras de referência (�excellent� e �poor �),

em [40] são utilizadas quatorze palavras, sendo sete palavras positivas e sete negativas.

Nos experimentos realizados em avaliações de �lmes, o melhor resultado foi obtido por

meio da medida PMI, com precisão de 68,7% na classi�cação. Considerando os diferentes

domínios, i.e., �lmes e notícias, a medida PMI também obteve o melhor resultado, com

acurácia média de 69,7%.

Com base no baixo desempenho reportado em [49] na classi�cação das opiniões conti-

das em avaliações de �lmes, em [6], é proposto um aperfeiçoamento da estratégia em [49].

Mais precisamente, em [6], é de�nido um método para calibrar o valor limite entre a ori-

entação semântica positiva e negativa. Na estratégia original, em [49], o limite é o valor

zero, de forma que se o resultado da medida PMI é maior que zero, a orientação semântica

é positiva e, caso contrário, negativa. Já em [6], esse valor foi obtido da seguinte forma.

(i) Primeiro, termos que são utilizados com frequência em avaliações de �lmes foram

selecionados. A Tabela 3.1 apresenta os termos selecionados.

(ii) Em seguida, a orientação semântica de cada termo t é obtida por meio da Equa-

ção 3.2, em que também são utilizadas as palavras de referência �excellent� e �poor �.

(iii) Por �m, a média aritmética das orientações semânticas de cada termo é de�nida como

o novo limite entre as polaridades positiva e negativa. O novo valor limite de�nido

é apresentado na Tabela 3.1. Aplicando esse novo valor limite na classi�cação das

opiniões expressas em avaliações de �lmes, foi reportada uma acurácia de 77%.



3.1 Visão Geral 21

Tabela 3.1: Ajuste do valor limite entre as polaridades positiva e negativa [6].

Termo Orientação semântica

Thumbs up -0,1179
Thumbs down -0,4598

Positive -0,5760
Negative -0,8998
Success -0,3700
Failure -0,9999

Média (novo limite) -0,57

O trabalho apresentado em [35] propõe uma estratégia para a classi�cação de opiniões

expressas em avaliações de automóveis e atores, por meio de bigramas extraídos das

avaliações. Uma avaliação A é representada pelo conjunto de bigramas {b1, b2, ..., bn},

em que bi corresponde ao i-ésimo bigrama extraído de A. Então, a orientação semântica,

SO(bi), de cada bigrama é determinada com base em doze palavras de referência (seis

positivas e seis negativas), por meio da medida PMI, da seguinte forma:

SO(bi) = PMI(bi,P)− PMI(bi,N ), (3.3)

em que P e N correspondem ao conjunto das palavras de referência positivas e nega-

tivas, respectivamente. Após uma manipulação algébrica na Equação 3.3, a orientação

semântica de cada bigrama é de�nida como mostra a Equação 3.4.

SO(bi) = log2

(
Pr(bi,P)× Pr(N )

Pr(bi,N )× Pr(P)

)
(3.4)

As probabilidades na Equação 3.4 são obtidas por meio de consultas à Web, ou seja:

Pr(P) = hits(p1 ∨ p2 ∨ ... ∨ pk),

P r(N ) = hits(n1 ∨ n2 ∨ ... ∨ nk),

P r(bi,P) = hits(bi NEAR (p1 ∨ p2 ∨ ... ∨ pk)),

P r(bi,N ) = hits(bi NEAR (n1 ∨ n2 ∨ ... ∨ nk))

de modo que pk (nk) corresponde à k-ésima palavra de referência positiva (negativa) no

conjunto P (N ) e a função hits(query) determina a quantidade de documentos na Web

que contêm query. O operador NEAR limita a busca a documentos em que bi e qualquer

uma das palavras de referência positivas (negativas) aparecem juntas, em uma janela de,



3.1 Visão Geral 22

no máximo, dez palavras (com base na estratégia de Turney em [49]).

Se os bigramas que compõem uma avaliação aparecem mais frequentemente associados

às palavras do conjunto P , a avaliação é classi�cada como positiva. Senão, se os bigra-

mas aparecem com mais frequência associados às palavras do conjunto N , a avaliação é

classi�cada como negativa.

Em [56], as polaridades de opiniões expressas em sentenças são obtidas por meio da

orientação semântica das palavras que as compõem. A orientação semântica de uma pala-

vra é determinada por meio da sua frequência de co-ocorrência com palavras de referência

positivas e negativas, extraídas de um grande conjunto de adjetivos, de�nido em [21], cujas

polaridades são conhecidas. Uma palavra pode assumir diferentes classes morfológicas,

dependendo do contexto em que é empregada, como a palavra �work �, que pode ser tanto

verbo como substantivo. Por essa razão, o cálculo da orientação semântica considera to-

das as possíveis classes morfológicas que uma palavra pode assumir. Então, uma sentença

é representada pelo conjunto de palavras {w1, w2, ..., wn} e a orientação semântica de

uma palavra wi é obtida por meio da Equação 3.5, tal que:

SO(wi, C) = log

(
PositiveFreq(wi, C)

NegativeFreq(wi, C)

)
, (3.5)

em que PositiveFreq(wi, C) =
Freq(wi, C, ADJp) + ε

Freq(wall, C, ADJp)
(3.6)

e NegativeFreq(wi, C) =
Freq(wi, C, ADJn) + ε

Freq(wall, C, ADJn)
(3.7)

� ADJp e ADJn são, respectivamente, os conjuntos de palavras de referência positivas

e negativas, formados por adjetivos;

� C refere-se à classe morfológica de wi (de modo que C pode ser um adjetivo, advér-

vio, substantivo ou verbo);

� Freq(wi,C,ADJp) é a frequência com que wi, assumindo a classe morfológica C,

ocorre no documento com os adjetivos do conjunto ADJp;

� Freq(wall,C,ADJp) é a frequência com que todas as palavras da classe morfológica

C ocorrem no documento com os adjetivos do conjunto ADJp, e;

� a constante ε (smoothing constant) é um valor pré-determinado (ε = 0,5).
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Para determinar a polaridade de uma sentença, obtem-se a média da orientação se-

mântica de todas as palavras que a compõem. A sentença é classi�cada como positiva se

a média for maior que um valor tp, determinado a priori. Senão, se a média for menor

que um valor tn, também determinado a priori, a sentença é classi�cada como negativa.

Nos experimentos reportados em [56], foram de�nidos conjuntos de palavras de refe-

rência de tamanho variado, contendo 1, 20 e 100 adjetivos. Os resultados mostraram que

quanto maior o conjunto de palavras de referência, maior é a precisão da classi�cação.

3.2 Critérios para Seleção de Palavras de Referência

Entre as estratégias estatísticas apresentadas na Seção 3.1, pode-se notar que diferentes

palavras de referência são empregadas na classi�cação. Apesar de ter sido mostrado,

em [56], que variar a quantidade de palavras de referência interfere no desempenho da

classi�cação, muitas estratégias estabelecem arbitrariamente o tamanho do conjunto de

palavras de referência.

Na estratégia proposta por Turney, em [49], apenas duas palavras de referência são

empregadas na classi�cação (�excellent� e �poor �). O critério para a seleção dessas pala-

vras baseou-se no tipo de documento alvo da classi�cação, i.e., avaliações de produtos e

serviços. Em avaliações, as palavras �excellent� e �poor � são comumente associadas a 5

estrelas e 1 estrela, respectivamente, no esquema de avaliação �5 estrelas�. A estratégia

apresentada em [6] também empregou as palavras de referência �excellent� e �poor �, com

base no mesmo critério de�nido em [49].

Em [50], porém, Turney e Littman de�nem quatorze palavras de referência: sete

positivas e sete negativas (Tabela 3.2). Essas palavras são representadas pelos conjuntos P

e N, respectivamente, e baseadas em pares de antônimos. Para cada palavra de referência

positiva pi em P, existe uma palavra negativa ni em N, de modo que pi e ni são antônimos.

As quatorze palavras de referência foram escolhidas por serem fortemente positivas e

negativas, em qualquer contexto, e extraídas do dicionário General Inquirer [44].

Em [40], foram selecionadas quatorze palavras de referência, apresentadas na Ta-

bela 3.3, por meio do seguinte critério. Inicialmente, foram selecionados sinônimos das

palavras �positive� e �negative�, extraídos do Roget's Thesaurus. Em seguida, cada sinô-

nimo selecionado foi analisado em relação a seu signi�cado no WordNet [34], com o ob-

jetivo de desconsiderar palavras ambíguas, i.e., palavras que podem ser utilizadas com

conotação positiva ou negativa, dependendo do contexto. Finalmente, as quatorze pa-
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Tabela 3.2: Palavras de referência de�nidas em [50].

Palavras de Referência [50]
Positivas Negativas

good bad

nice nasty

excellent poor

positive negative

fortunate unfortunate

correct wrong

superior inferior

lavras (sete positivas e sete negativas) mais frequentes no corpus Gigaword [19] foram

de�nidas como palavras de referência.

Tabela 3.3: Palavras de referência de�nidas em [40].

Palavras de Referência [40]
Positivas Negativas

bene�t abuse

best bad

excellent disastrous

good evil

nice outrage

perfect sad

supreme wrong

Já no trabalho apresentado em [35], as palavras de referência de�nidas são baseadas

em pares de antônimos, da mesma forma que em [50]. Para cada adjetivo, de uma lista de

adjetivos manualmente selecionados, foram obtidos seus respectivos antônimos por meio

de um dicionário. Assim, é atribuída uma pontuação para cada palavra, denominada

familiarity score, com base no WordNet. Uma pontuação alta implica em uma palavra

muito comum, enquanto uma pontuação baixa sugere que a palavra é pouca utilizada.

Além disso, foram consideradas as frequências de ocorrência das palavras, obtidas por

meio de consultas a Web. Isto é necessário para evitar que palavras pouco utilizadas sejam

adotadas como palavras de referência, já que a medida PMI de�nida em [35] considera

a frequência de co-ocorrência entre palavras por meio de consultas a Web. Com este

critério, foram selecionadas doze palavras de referência, como mostra a Tabela 3.4.

De fato, é possível observar que não existe consenso na literatura a respeito do con-

junto mais apropriado de palavras de referência que deve ser adotado na classi�cação.

Neste contexto, esta dissertação propõe uma estratégia para a classi�cação de opiniões

baseada em [49, 50], por meio de uma técnica de seleção de palavras de referência para um
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Tabela 3.4: Palavras de referência de�nidas em [35].

Palavras de Referência [35]

Positivas Negativas
glad sad

rich poor

smart stupid

great terrible

wise foolish

huge little

domínio especí�co, apresentada no Capítulo 4. Antes, porém, a seção a seguir descreve

detalhadamente as estratégias utilizadas como base para a estratégia estatística proposta

neste trabalho.

3.3 Estratégias de Turney

Nesta seção, são descritas em mais detalhes as técnicas apresentadas em [49, 50], utilizadas

como base para a estratégia estatística proposta nesta dissertação. Enquanto a estratégia

em [49] foca na classi�cação da polaridade contida em avaliações de automóveis, bancos,

�lmes e destinos de viagem, em [50], porém, o objetivo é determinar a polaridade de

palavras individuais (adjetivos, advérbios, verbos e substantivos).

3.3.1 Classi�cação de Avaliações

Em [49], Turney propõe a classi�cação de diferentes conjuntos de avaliações, de modo

que cada avaliação é classi�cada como �recomendada� (thumbs up) ou �não recomendada�

(thumbs down). A estratégia proposta em [49] consiste em três etapas, a saber: (i) extrair

expressões de cada avaliação, (ii) determinar a orientação semântica de cada expressão e,

(iii) obter a polaridade �nal da avaliação. As subseções a seguir descrevem cada etapa.

3.3.1.1 Extração de Expressões

A primeira etapa consiste na extração de expressões para cada avaliação. Cada expressão

é formada por duas palavras consecutivas, de modo que uma das palavras seja um adjetivo

ou um advérbio e a segunda palavra forneça o contexto. Além disso, quando a segunda

palavra é um adjetivo, a terceira palavra é analisada a �m de priorizar expressões formadas

por adjetivos seguidos de substantivos (JJ + NN ou NNS). Adjetivos e advérbios são
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usados, tendo em vista que eles são reconhecidos na literatura como bons indicadores

de subjetividade [22]. Dessa forma, cada avaliação é representada por um conjunto de

expressões {e1, e2, ..., en}, em que a expressão ei satisfaz a um dos padrões morfológicos

de�nidos na Tabela 3.5 (os rótulos são apresentados na Tabela 3.6).

Tabela 3.5: Padrões morfológicos para extração de expressões.

Primeira palavra Segunda palavra Terceira palavra
(não extraída)

JJ NN ou NNS qualquer
RB, RBR ou RBS JJ Nem NN, nem NNS

JJ JJ Nem NN, nem NNS
NN ou NNS JJ Nem NN, nem NNS

RB, RBR ou RBS VB, VBD, VBN ou VBG qualquer

Tabela 3.6: Rótulos dos padrões morfológicos.

Rótulo Descrição

JJ Adjective

NN Noun

RB Adverb

VB Verb in the in�nitive form

NNS Noun in the plural

RBR Adverb in comparative form

RBS Adverb in superlative form

VBD Verb in the past tense

VBN Verb in the past participle tense

VBG Verb in gerund form

3.3.1.2 Cálculo da Orientação Semântica de Expressões

Na segunda etapa, a orientação semântica de cada expressão ei é determinada por meio

da diferença entre seu PMI (Equação 3.1) com a palavra de referência positiva �excellent�

e o seu PMI com a palavra de referência negativa �poor �, por meio da Equação 3.8.

SO(ei) = PMI(ei, excellent)− PMI(ei, poor) (3.8)

As probabilidades Pr(ei), Pr(excellent) e Pr(poor), necessárias no cálculo do PMI,

são obtidas por meio de consultas à Web, ou seja, utilizando a Web como uma grande

base de textos para consulta. Mais precisamente, a medida PMI é de�nida em [49] como:

PMI(ei, p) = log2

(
hits(ei NEAR p)

hits(ei)× hits(p)

)
(3.9)
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em que p refere-se a uma palavra de referência (i.e., �excellent� ou �poor �) e hits(query)

é uma função que determina a quantidade de documentos na Web que contêm query, a

partir do mecanismo de busca AltaVista1. Assim, a frequência de co-ocorrência entre ei

e p, ou seja, hits(ei NEAR p), é obtida por meio do operador NEAR, limitando a busca a

documentos em que ei e p aparecem juntas em uma janela de, no máximo, dez palavras.

Após uma pequena manipulação algébrica entre as Equações 3.8 e 3.9, a orientação

semântica de cada expressão é, então, determinada por meio da Equação 3.10. Se a

expressão ocorre mais frequentemente com a palavra �excellent�, a polaridade resultará em

um valor real maior que zero. Caso contrário, se a expressão ocorre mais frequentemente

com a palavra �poor �, o resultado será um valor negativo.

SO(ei) = log2

(
hits(ei NEAR excellent)× hits(poor)

hits(ei NEAR poor)× hits(excellent)

)
(3.10)

3.3.1.3 Identi�cação da Polaridade Final da Avaliação

Por �m, a avaliação é classi�cada como �recomendada� se a média aritmética entre as ori-

entações semânticas das expressões que a compõem for um valor positivo. Caso contrário,

a avaliação é classi�cada como �não recomendada�.

Esta estratégia foi utilizada para classi�car 410 avaliações em diferentes domínios, tais

como �lmes, automóveis, bancos, e destinos de viagem. A acurácia da classi�cação varia

de acordo com o assunto avaliado. A menor acurácia foi de 65,83%, para avaliações de

�lmes, e a maior acurácia obtida foi de 84%, para avaliações de automóveis. Os resultados

são apresentados na Tabela 3.7.

Tabela 3.7: Acurácias obtidas na classi�cação de avaliações em [49].

Domínio Acurácia

Filmes 65,83%
Automóveis 84,00%
Bancos 80,00%
Destinos de viagem 70,53%
Acurácia média 74,39%

1http://www.altavista.com
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3.3.2 Classi�cação de Palavras

Em um trabalho subsequente [50], Turney e Littman focam no cálculo da orientação

semântica de palavras individuais, tais como adjetivos, advérbios, verbos e subtantivos.

A estratégia proposta consiste em aplicar a técnica de�nida em [49], a �m de investigar

o comportamento dessa técnica de forma independente do domínio. A diferença, porém,

está no conjunto de palavras de referência utilizadas para determinar a polaridade das

palavras.

Em [49], são utilizadas apenas as palavras de referência �excellent� e �poor �, fortemente

associadas ao contexto de avaliações de produtos e serviços. No entanto, aplicar apenas

essas palavras de referência na classi�cação de palavras individuais, fora de qualquer

contexto, pode não ser su�ciente. Por essa razão, em [50], são adotadas quatorze palavras

de referência, baseadas em pares de antônimos, e representadas pelos conjuntos

P = { �good �, �nice�, �excellent�, �positive�, �fortunate�, �correct�, �superior � } e

N = { �bad �, �nasty�, �poor �, �negative�, �unfortunate�, �wrong�, �inferior � },

em que P e N correspondem aos conjuntos de palavras de referência positivas e negativas,

respectivamente. Estas palavras são fortemente positivas e negativas, independentemente

do contexto em que são empregadas.

Com base nos conjuntos de palavras de referência P e N , a orientação semântica de

uma determinada palavra w, SO(w), é obtida por meio da diferença entre a soma de seus

valores de PMI com todas as palavras positivas em P e a soma de seus valores de PMI

com todas as palavras negativas em N , como de�nido na Equação 3.11.

SO(w) =
∑
p∈P

PMI(w, p)−
∑
n∈N

PMI(w, n) (3.11)

Assim como em [49], o cálculo da orientação semântica, de�nido na Equação 3.11, é

baseado em consultas a Web, por meio do mecanismo de busca AltaVista, utilizando o

operador NEAR. Desse modo, após uma manipulação algébrica, a orientação semântica

de cada palavra w é obtida por meio da Equação 3.12.

SO(w) = log2


∏
p∈P

hits(w NEAR p)×
∏
n∈N

hits(n)∏
p∈P

hits(p)×
∏
n∈N

hits(w NEAR n)

 (3.12)



3.3 Estratégias de Turney 29

A palavra w é classi�cada como positiva, se ocorre mais frequentemente próxima às

palavras do conjunto P . Caso contrário, se w ocorre com mais frequência próxima às

palavras do conjunto N , então ela é classi�cada como negativa.

Esta estratégia foi aplicada a dois conjuntos de palavras, a saber: (i) conjunto HM [21],

referente a 1.336 adjetivos manualmente rotulados quanto às suas polaridades (657 ad-

jetivos positivos e 679 adjetivos negativos) e, (ii) conjunto GI [44], com 3.596 palavras,

incluindo adjetivos, advérbios, verbos e substantivos, manualmente rotulados como posi-

tivos (1.614) e negativos (1.982). A Tabela 3.8 apresenta os resultados.

Tabela 3.8: Acurácias obtidas na classi�cação de palavras em [50].

Léxico Acurácia

HM 87,13%
GI 82,84%

No próximo capítulo, é apresentada a estratégia proposta nesta dissertação que tem

por base as estratégias de Turney discutidas nesta subseção e apresentadas em [49] e [50].



Capítulo 4

Estratégia Estatística e Evolutiva para

Mineração de Opiniões

Neste capítulo, é descrita a estratégia estatística e evolutiva para mineração de opiniões

proposta nesta dissertação. A estratégia é baseada nas técnicas de Turney [49] e Turney e

Littman [50], detalhadas no Capítulo 3, e aplicada em mensagens publicadas no Twitter,

chamadas de tweets.

Trabalhos reportados na literatura utilizam diferentes conjuntos de palavras de refe-

rência e, geralmente, não consideram o domínio dos dados ao selecionar essas palavras.

Nesse contexto, as palavras de referência a serem utilizadas pela estratégia estatística

proposta nesta dissertação são selecionadas por meio de um algoritmo genético. Mais

precisamente, é de�nido um algoritmo genético que explora um conjunto de possíveis pa-

lavras de referência, a �m de se obter um subconjunto dessas palavras que maximize, em

um dado domínio, a acurácia da classi�cação de tweets (no idioma inglês).

A estratégia estatística e evolutiva para mineração de opiniões proposta nesta disser-

tação classi�ca os tweets como apresentado na Figura 4.1 e descrito a seguir. Inicialmente,

as palavras de referência são selecionadas pelo algoritmo genético a partir de uma base de

treinamento e, em seguida, os tweets da base de teste são classi�cados, segundo suas pola-

ridades, por meio do cálculo da orientação semântica, utilizando as palavras de referência

selecionadas na fase de treinamento. Este processo é detalhado nas seções a seguir.

A Seção 4.1 é dedicada à apresentação da estratégia estatística proposta para a clas-

si�cação da polaridade de tweets. A Seção 4.2 descreve o critério utilizado para de�nir

um conjunto de possíveis palavras de referência, exploradas pelo algoritmo genético. Fi-

nalmente, na Seção 4.3, é apresentado o algoritmo genético de�nido para selecionar um

subconjunto apropriado de palavras de referência a serem usadas na classi�cação.
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Figura 4.1: Processo de classi�cação da estratégia estatística e evolutiva.

4.1 A Estratégia Estatística

A estratégia estatística proposta nesta dissertação e aplicada na classi�cação de tweets no

idioma inglês, realiza a classi�cação em nível de documento, i.e., determina se um tweet

contém uma opinião positiva ou negativa, em sua totalidade. A estratégia é baseada

nas técnicas de classi�cação propostas em [49, 50] e consiste em três etapas, a saber: (i)

extração de termos, (ii) cálculo da orientação semântica de termos e, (iii) identi�cação da

polaridade de tweets.

4.1.1 Extração de Termos

A primeira etapa é responsável pela extração de unigramas e expressões contidas em um

determinado tweet. Neste capítulo, unigramas e expressões são chamados de termos, para

simpli�car a referência a essas estruturas textuais. Dessa forma, um tweet T é represen-

tado pelo conjunto de termos {t1, t2, ..., tn}, utilizados na classi�cação da polaridade da

opinião contida em T .

Para cada tweet T a ser classi�cado, seus termos são extraídos por meio dos passos

descritos nas subseções a seguir.
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4.1.1.1 Pré-processamento Textual

O pré-processamento de texto consiste na limpeza dos dados, ou seja, consiste em descon-

siderar as estruturas textuais que não contribuem na classi�cação do sentimento expresso

no texto. Mais precisamente, esse processo é feito da seguinte forma. O tweet T é toke-

nizado, ou seja, T é decomposto nas estruturas textuais que o compõem, denominadas

tokens. Então, os tokens são classi�cados quanto às suas classes morfológicas (Part-of-

Speech), por meio da ferramenta Part-of-Speech Tagging Tool1 [15]. Essa ferramenta

atribui a cada token sua respectiva classe gramatical e identi�ca estruturas especí�cas do

Twitter e emoticons, a partir de um conjunto de rótulos pré-determinados. A Tabela 4.1

apresenta as estruturas especí�cas do Twitter e alguns exemplos de emoticons.

Os tokens que não contribuem na classi�cação do sentimento expresso no texto e que,

por essa razão, podem atrapalhar no processo de classi�cação, são desconsiderados na

etapa de extração de termos, apresentada na Subseção 4.1.1.2. Esses tokens incluem pa-

lavras irrelevantes, chamadas de stopwords2, estruturas especí�cas do Twitter, pontuação

e caracteres especiais.

Tabela 4.1: Estruturas especí�cas do Twitter.

Estrutura Representação

Emoticons :) :( ;) :D
Hashtag #
Nome de usuário @
Retweet RT
URL http://www.twitter.com

4.1.1.2 Extração

Após o pré-processamento, expressões são extraídas de cada tweet por meio da técnica

apresentada em [49] e descrita na Subseção 3.3.1.1. As expressões são formadas por duas

palavras consecutivas e extraídas com base em padrões morfológicos pré-determinados,

de�nidos na Tabela 4.2. No entanto, devido à quantidade limitada de caracteres que um

tweet pode conter (140 caracteres), é possível que nenhum padrão seja encontrado. Por

exemplo, considere o tweet ilustrado no Exemplo I.

Exemplo I: �@someone In NY this weekend! It's great! �

1Disponível em http://www.ark.cs.cmu.edu/TweetNLP.
2Neste trabalho, foi utilizada a lista de stopwords disponível em

http://snowball.tartarus.org/algorithms/english/stop.txt.
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Tabela 4.2: Padrões morfológicos para extração de expressões (adaptado de [49]).

Primeira palavra Segunda palavra Terceira palavra
(não extraída)

ADJETIVO SUBSTANTIVO QUALQUER
ADVÉRBIO ADJETIVO SUBSTANTIVO

(exceto no, not e never)
ADJETIVO ADJETIVO SUBSTANTIVO

SUBSTANTIVO ADJETIVO SUBSTANTIVO
ADVÉRBIO VERBO QUALQUER

(exceto no, not e never)

Após a etapa de pré-processamento, o tweet apresentado no Exemplo I é tokenizado

e rotulado como apresentado a seguir.

@someone[USERNAME] In[PREPOSITION] NY[PROPER NOUN] this[DETERMINER] weekend[NOUN]

![PUNCTUATION] It's[DETERMINER] great[ADJECTIVE] ![PUNCTUATION]

Com base nos padrões morfológicos apresentados na Tabela 4.2, não é possível extrair

nenhuma expressão desse tweet e, consequentemente, sua polaridade não pode ser deter-

minada. Por essa razão, também são extraídos unigramas de cada tweet, de modo que

um tweet possa ser tratado de forma mais abrangente. Nesta dissertação, um unigrama é

qualquer palavra que não esteja contida em uma expressão. Por exemplo, se a expressão

�great book � é extraída de um tweet, com base no padrão ADJETIVO+SUBSTANTIVO,

então os unigramas �great� e �book � não são extraídos.

Considerando a técnica de extração descrita, o tweet apresentado no Exemplo I é,

então, representado pelo conjunto de termos {�weekend �, �great�}. Os unigramas �In�,

�this� e �It's� não são extraídos pois são considerados stopwords. O unigrama �NY�

também não é extraído, como sugerido em [49], para não in�uenciar no resultado da

classi�cação, por se tratar de um substantivo próprio.

4.1.1.3 Negação

Como observado em [38], �good � e �not good� indicam sentimentos opostos. Com base

nessa observação, termos negados, ou seja, termos que sucedem palavras que possuem

conotação negativa, como �no�, �not�, �never � etc., são extraídos, precedidos do token

�NOT�, com base em uma técnica adotada em [38]. Considere, por exemplo, o tweet

apresentado no Exemplo II, pré-processado a seguir.
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Exemplo II: �You are never honest! �

You[PRONOUN] are[VERB] never[ADVERB] honest[ADJECTIVE] ![PUNCTUATION]

O adjetivo �honest� está sendo negado pelo advérbio �never �. No entanto, é possível

notar que, com base nos padrões morfológicos para extração de expressões, de�nidos na

Tabela 4.2, a expressão �never honest� não é extraída, pois os advérbios �no�, �not� e

�never � não são considerados. Nesse caso, em vez de extrair a expressão �never honest�,

é extraída a expressão �NOT honest�, para o tratamento da negação.

4.1.2 Cálculo da Orientação Semântica de Termos

Após a extração de todos os termos de um tweet T , a orientação semântica de cada termo

ti é determinada com base na técnica proposta em [50], apresentada na Subseção 3.3.2.

Mais precisamente, é obtida a frequência de co-ocorrência, na Web, entre t e palavras de

referência positivas e negativas, contidas nos conjuntos P e N , respectivamente, por meio

da Equação 4.1.

SO(t) = log2


∏
p∈P

hits(t NEAR p)×
∏
n∈N

hits(n)∏
p∈P

hits(p)×
∏
n∈N

hits(t NEAR n)

 (4.1)

Se o termo t ocorre com mais frequência próximo às palavras do conjunto P , a orien-
tação semântica de t é um valor positivo. Caso contrário, se t ocorre mais frequentemente

próximo às palavras do conjunto N , então sua orientação semântica é um valor negativo.

As palavras de referência adotadas no cálculo da orientação semântica são selecionadas

a priori, por meio de um algoritmo genético, a ser descrito na Seção 4.3. O algoritmo gené-

tico explora um conjunto de palavras de referência pré-selecionadas, a serem apresentadas

na Seção 4.2.

Em relação aos termos que contêm o token NOT (�NOT honest�, por exemplo), é

adotada a técnica de�nida em [39], que consiste em inverter o sinal da orientação semântica

do termo. Nesse caso, a orientação semântica do termo é determinada sem o token NOT.

Por exemplo, considerando o termo �NOT honest�, é calculada a orientação semântica de

�honest�, por meio da Equação 4.1, e o sinal do resultado é invertido. Se SO(honest) é

um valor positivo (negativo), ele passa a ser negativo (positivo).
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4.1.3 Identi�cação da Polaridade de Tweets

Finalmente, a polaridade da opinão contida em um tweet T é determinada com base na

orientação semântica de cada termo ti que o compõe. Mais precisamente, é calculada a

média aritmética entre as orientações semânticas dos termos t1, t2, ..., tn de T , por meio

da Equação 4.2.

Pol(T ) =

∑n
i=1 SO(ti)

n
(4.2)

Se Pol(T ) é um valor positivo, então T é classi�cado como positivo. Senão, T é

classi�cado como negativo.

4.2 Palavras de Referência Candidatas

Esta seção descreve o critério estabelecido para de�nir o conjunto de possíveis palavras

de referência, exploradas pelo algoritmo genético a ser apresentado na Seção 4.3. Nesta

dissertação, essas palavras são denominadas palavras de referência candidatas.

As palavras de referência candidatas são selecionadas a partir do SentiWordNet3 [13].

O SentiWordNet é um dicionário, construído a partir dos termos contidos no WordNet [34],

no qual cada termo possui pontuações no intervalo [0,1], referentes ao grau de positividade

(posScore) e negatividade (negScore), associadas a seu signi�cado.

Cada entrada no SentiWordNet refere-se a um grupo de palavras que pertencem à

mesma classe morfológica (adjetivo, verbo ou substantivo) e têm o mesmo signi�cado.

Esse grupo de palavras é denominado synset. A Tabela 4.3 apresenta os synsets em que

a palavra �cold� está contida. Cada palavra pode estar contida em mais de um synset, já

que palavras possuem signi�cados diferentes (senses), dependendo do contexto em que são

empregadas. Por exemplo, a palavra �cold� está contida em 16 synsets e em cada synset

são atribuídas pontuações diferentes quanto ao seu grau de positividade e negatividade.

É possível observar, na Tabela 4.3, que a palavra �cold � possui 13 signi�cados diferentes

como adjetivo e apenas três como substantivo.

No SentiWordNet, como uma mesma palavra possui vários signi�cados para uma

mesma classe morfológica, seus signi�cados recebem uma posição em um ranking, de

modo que quanto mais alta a posição, mais frequente a palavra é para aquele signi�cado,

3Disponível em http://sentiwordnet.isti.cnr.it/.
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Tabela 4.3: Exemplo de synsets no SentiWordNet.

POS posScore negScore Synset Terms Sense

ADJ 0 0,75 cold#1 having a low or inadequate

temperature or feeling a sensation

of coldness;
ADJ 0 0,75 cold#2 extended meanings; especially

of psychological coldness; without

human warmth or emotion;
ADJ 0 0,125 cold#3 having lost freshness through

passage of time;
ADJ 0,25 0,5 cold#4 (color) giving no sensation

of warmth;
ADJ 0,625 0 cold#5 marked by errorless familiarity ;
ADJ 0 0,75 cold#6 moth-eaten#3 lacking originality or spontaneity ;

dusty#2 stale#2 no longer new ;
ADJ 0,25 0,375 cold#7 so intense as to be almost

uncontrollable;
ADJ 0 0,25 cold#8 frigid#1 sexually unresponsive;
ADJ 0 0,625 cold#9 insensate#2 without compunction or

inhuman#1 cold-blooded#1 human feeling ;
ADJ 0 0,375 cold#10 feeling or showing no enthusiasm;
ADJ 0 0,25 cold#11 unconscious from a blow or shock

or intoxication;
ADJ 0 0 cold#12 of a seeker; far from the object

sought ;
ADJ 0 0,375 cold#13 lacking the warmth of life;
NOUN 0 0,125 cold#1 common_cold#1 a mild viral infection involving

the nose and respiratory passages;
NOUN 0 0,125 cold#2 low_temperature#1 the absence of heat ;

frigidness#2 frigidity#2
coldness#3

NOUN 0 0 cold#3 coldness#1 the sensation produced by

low temperatures;

no idioma inglês. Por exemplo, como adjetivo, a palavra �cold � é mais frequente (cold#1)

no sentido de �having a low or inadequate temperature or feeling a sensation of coldness�

com pontuação positiva de 0,0 e negativa de 0,75 e menos frequente (cold#13) no sentido

de � lacking the warmth of life�, com pontuação positiva de 0,0 e negativa de 0,375. Por

outro lado, a palavra �excellent� possui apenas um signi�cado no SentiWordNet, apenas

como adjetivo, e com pontuação positiva máxima de 1,0 e negativa de 0,0.

O critério proposto para de�nir as palavras de referência candidatas é descrito a seguir.

(1) Adjetivos são considerados bons indicadores de subjetividade na literatura [22]. Com

base nessa observação, inicialmente são selecionadas palavras do SentiWordNet que

possuem mais entradas como adjetivo do que como outra classe morfológica (i.e., verbo

e substantivo). Mais precisamente, são selecionadas palavras que são empregadas com
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mais frequência como adjetivo, no idioma inglês. Por exemplo, nessa primeira etapa,

o adjetivo �cold � é selecionado, já que possui 13 signi�cados diferentes como adjetivo

e apenas 3 como substantivo. Logo, um adjetivo A é representado pelo conjunto

formado por seus signi�cados no SentiWordNet, ou seja, A = {a1, a2, ..., an}.

No SentiWordNet, a orientação semântica de cada signi�cado ai de A, é obtida por:

SO(ai) = posScoreai − negScoreai (4.3)

Se a pontuação associada ao grau de positividade de ai, posScoreai , é maior que seu

grau de negatividade, negScoreai , então a orientação semântica de ai, SO(ai), resulta

em um valor positivo e caso contrário, em um valor negativo.

(2) Em seguida, para cada adjetivo A selecionado na etapa anterior, sua orientação se-

mântica é obtida, por meio da Equação 4.4, com base nas orientações semânticas dos

seus signicados a1, a2, ..., an, obtidas pela Equação 4.3. Mais precisamente, é calcu-

lada a média ponderada entre as orientações semânticas de cada signi�cado ai de A,

de forma que para cada signi�cado ai é atribuído um peso 1
i
, em que i corresponde à

posição de ai no ranking de signi�cados do adjetivo A, no SentiWordNet, que varia

de 1 a n, de modo que quanto mais alta a posição, mais frequentemente o adjetivo é

utilizado para aquele signi�cado, no idioma inglês.

SO(A) =

∑n
i=1 SO(ai)× 1

i∑
1
i

(4.4)

Por exemplo, a palavra �unsecured � possui apenas duas entradas no SentiWordNet,

ambas como adjetivo (Tabela 4.4). Assim, seja A = �unsecured �, representada no Sen-

tiWordNet pelo conjunto de signi�cados {unsecure#1,unsecure#2}. Logo, A = �un-

secured � = {unsecured#1,unsecured#2}. A orientação semântica de cada signi�cado

ai em A é determinada por meio da Equação 4.3, ou seja:

SO(unsecured#1) = 0− 0,5 = −0,5

SO(unsecured#2) = 0− 0,375 = −0,375

Então, a orientação semântica de A é obtida por (Equação 4.4):

SO(unsecured) =
(−0,5× 1

1
) + (−0,375× 1

2
)

1
1
+ 1

2

= −0,4583
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Como resultado, a palavra �unsecured � possui orientação semântica de −0,4583, ou
seja, a polaridade de �unsecured � no SentiWordNet, como adjetivo, é negativa.

Tabela 4.4: Synsets contendo a palavra �unsecured � no SentiWordNet.

POS posScore negScore Synset Terms Sense

ADJ 0 0,5 unsecured#1 unlocked#1 unlatched#1 not �rmly fastened

unbolted#1 unbarred#1 or secured ;
ADJ 0 0,375 unsecured#2 unguaranteed#1 without �nancial security ;

(3) Métodos estatísticos baseados na frequência de co-ocorrência entre palavras utilizam

palavras de referência com forte orientação positiva ou negativa. Por essa razão,

apenas os adjetivos positivos (negativos) que possuem orientação semântica maior

(menor) que 0,7 (−0,7) são selecionados nesta etapa. Os parâmetros 0,7 e −0,7 foram
selecionados de forma experimental. Com base nesse critério, o adjetivo �unsecured �,

por exemplo, não é selecionado, já que SO(unsecured) = −0,4583 > −0,7.

(4) Como na estratégia estatística proposta neste trabalho as frequências da co-ocorrência

entre palavras são obtidas por meio de consultas à Web, palavras de referência infre-

quentes na Web são evitadas. Então, o próximo passo consiste no cálculo da orienta-

ção semântica de cada adjetivo A selecionado na etapa anterior, ponderada pela sua

frequência de ocorrência na Web, por meio da equação:

WeightedSO(A) = SO(A)× hits(A), (4.5)

em que hits(A) é uma função que obtém a frequência da ocorrência de A na Web.

(5) Por �m, para compor o conjunto de palavras de referência candidatas, são selecionados

os 25 adjetivos positivos e 25 adjetivos negativos com maior orientação semântica

ponderada, WeightedSO(A). A Tabela 4.5 apresenta as 50 palavras de referência

candidatas selecionadas, em ordem decrescente de WeightedSO(A).

4.3 O Algoritmo Genético

Nesta seção, é descrito o algoritmo genético proposto para selecionar um subconjunto de

palavras de referência candidatas, a serem utilizadas na estratégia estatística apresentada

na Seção 4.1. O algoritmo genético explora um espaço de busca formado por subconjuntos



4.3 O Algoritmo Genético 39

Tabela 4.5: Palavras de referência candidatas.

Palavras de Referência Positivas Palavras de Referência Negativas

awesome di�cult

beautiful protected

nice untitled

inspired dangerous

excellent noncommercial

wonderful protecting

respected worried

greatest scary

lucky catastrophic

deluxe delayed

gorgeous painful

improving outdated

loving nasty

worthy faux

engaging troubled

superb creepy

honored unfortunate

thorough disturbing

fab uncomfortable

delightful abusive

cheerful uno�cial

fortunate messy

reputable infamous

inviting unhappy

nifty miserable

de palavras de referências candidatas, apresentadas na Tabela 4.5, a �m de obter um

subconjunto apropriado dessas palavras que maximize a acurácia da classi�cação de tweets

em um determinado domínio.

Algoritmos genéticos são métodos probabilísticos e iterativos, aplicados a problemas

de otimização, que simulam etapas do processo de evolução natural das espécies [23].

Mais precisamente, a partir de uma população inicial, contendo possíveis soluções para

um determinado problema, novas soluções são geradas e avaliadas por meio de um critério

pré-estabelecido. As novas soluções são geradas com base em características das soluções

contidas na população inicial, simulando um processo de reprodução. Assim, com base

no conceito de evolução, espera-se que as novas soluções possuam propriedades genéticas

superiores às de seus antecedentes.

A implementação de um algoritmo genético depende, basicamente, da de�nição dos

seguintes critérios e procedimentos: (i) codi�cação de uma solução, (ii) geração de um

conjunto inicial de soluções, denominado população inicial, (iii) avaliação das soluções,

(iv) reprodução e, (v) geração de uma nova população.
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Nesse contexto, a Subseção 4.3.1 descreve a geração do conjunto inicial de soluções

e o método utilizado para avaliar a qualidade de cada solução. Na Subseção 4.3.2, são

apresentados os operadores genéticos utilizados na fase de reprodução, a �m de gerar

novas soluções. Por �m, a Subseção 4.3.3 apresenta o critério de�nido para a geração de

novos conjuntos de soluções.

4.3.1 População Inicial

A população inicial consiste em um conjunto de n soluções, também chamadas de indi-

víduos ou cromossomos, de modo que cada cromossomo representa uma possível solução

para o problema de seleção de palavras de referência. A qualidade de cada cromossomo

é avaliada por meio de uma função de avaliação, a �m de identi�car os melhores cro-

mossomos, ou seja, os cromossomos que serão mantidos na população e que são fortes

candidatos a participar do processo de reprodução.

4.3.1.1 Codi�cação

Um cromossomo representa uma possível solução para o problema de seleção de palavras

de referência e é codi�cado da seguinte forma. Um cromossomo C é formado pelos elemen-

tos {c1, c2, ..., ck}, em que cada elemento ci é denominado alelo ou gene do cromossomo

C. Cada gene representa uma palavra de referência candidata, no caso, uma das palavras

de referência apresentadas na Tabela 4.5. Um cromossomo é composto por k = 50 genes

e cada gene ci consiste em um número binário que representa a presença (1) ou ausência

(0) de uma palavra de referência candidata na solução representada por C.

As palavras de referência candidatas positivas são representadas pelos primeiros k
2

genes, enquanto os k
2
genes restantes representam as palavras de referência candidatas

negativas. A quantidade de palavras de referência positivas e negativas no cromossomo é

de�nida por um número r, entre 1 e k
2
. Por exemplo, se r = 5, o cromossomo representa

uma solução com cinco palavras de referência positivas e cinco palavras de referência

negativas, como mostra a Figura 4.2. Na primeira iteração do algoritmo genético, a

população é obtida aleatoriamente, ou seja, a quantidade de palavras de referência em

cada cromossomo é de�nida por um número aleatório r, entre 1 e k
2
.

Nesta dissertação, o conjunto dos primeiros k
2
genes do cromossomo é denominado

partição positiva e o conjunto dos k
2
genes restantes é denominado partição negativa.
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!
!
!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!! 2!genes! !!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!! 2!genes!

0! 1" 0! 1" 1" 0! 0! 0! 0! 0! 0! 0! 0! 1" 0! 0! 0! 0! 0! 0! 1" 0! 0! 0! 0! 0! 0! 0! 1" 0! 0! 1" 0! 0! 0! 1" 0! 0! 0! 0! 1" 0! 0! 0! 0! 0! 0! 0! 1" 0!
!!!!!!!!!!!
!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!Palavras!de!referência!positivas!

!!!!!!!!!!
!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!Palavras!de!referência!negativas!

!
!
!
!
!
!
!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !
0! 1! 0! 1! 1! ...! 0! 0! 0! 0! ! 0! 1! 0! 1! 1! ...! 0! 0! 0! 0! ! 1! 0! 1! 1! 1! ...! 0! 0! 0! 0!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !

!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !
1! 0! 1! 0! 0! ...! 1! 0! 1! 1! ! 1! 0! 1! 0! 0! ...! 1! 0! 1! 1! ! 0! 1! 0! 0! 0! ...! 1! 0! 1! 1!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !

!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!
!
!
!
!

!
!
!
!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!
1! 0! 1! 1! 1! ...! 0! 0! 0! 0! +! 0! 0! 0! 0! 1! ...! 1! 0! 0! 1! =! 1! 0! 1! 1! 1! ...! 1! 0! 0! 1!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !

!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!
0! 1! 0! 0! 0! ...! 1! 0! 1! 1! +! 1! 1! 1! 0! 0! ...! 0! 0! 1! 1! =! 0! 1! 0! 0! 0! ...! 0! 0! 1! 1!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !

!
!
!

Figura 4.2: Representação de um cromossomo.

4.3.1.2 Avaliação

A qualidade de cada cromossomo C é avaliada por meio de uma função de avaliação,

cujo resultado é chamado de �tness do cromossomo C. O processo de avaliação dos

cromossomos é descrito a seguir.

SejaD uma base de treinamento contendo tweets rotulados quanto às suas polaridades,

ou seja, positivo ou negativo. O �tness de cada cromossomo C, obtido pela Equação 4.6,

consiste na acurácia da classi�cação quando as palavras de referência representadas por

C são aplicadas na classi�cação dos tweets em D. Mais precisamente, cada tweet T em

D é classi�cado por meio da estratégia estatística apresentada na Seção 4.1, de forma que

o conjunto de palavras de referência positivas, P , e o conjunto de palavras de referência

negativas, N , são formados pelas palavras de referência representadas no cromossomo C.

Por exemplo, com base no cromossomo representado na Figura 4.2, os seguintes con-

juntos de palavras de referência positivas e negativas, P eN , seriam utilizados na avaliação

do cromossomo C, considerando a ordem em que aparecem na Tabela 4.5:

P = { �beautiful �, �inspired �, �excellent�, �worthy�, �cheerful � } e

N = { �dangerous�, �worried �, �painful �, �creepy�, �unhappy� }.

fitness(C) =
#tweets classificados corretamente

#total de tweets na base
(4.6)

Um tweet T é classi�cado corretamente quando a polaridade atribuída a T , por meio

da estratégia estatística apresentada na Seção 4.1, é igual a polaridade de T na base de

treinamento D.

4.3.2 Reprodução

A etapa de reprodução consiste na aplicação de técnicas para combinar pares de cro-

mossomos, chamados de cromossomos pais, selecionados na população para gerar novos
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cromossomos, denominados cromossomos �lhos. A geração de cromossomos �lhos é re-

alizada por meio dos operadores genéticos crossover e mutação. A cada um desses dois

operadores estão associadas probabilidades relacionadas à frequência com que serão uti-

lizados. Ao operador crossover é associada uma probabilidade pc e ao operador mutação

é associada uma probabilidade pm, ambas no intervalo [0,1] e de�nidas a priori, ou seja,

antes da execução do algoritmo genético.

A seleção dos pares de cromossomos para a etapa de reprodução é feita por meio de

um método denominado método da roleta [33], em que cromossomos são escolhidos por

meio de um sorteio. Mais precisamente, cada cromossomo da população é representado

na roleta de forma proporcional ao seu �tness. Dessa forma, aos cromossomos com alto

�tness é dada uma porção maior da roleta. A seleção de cromossomos por esse método é

descrita a seguir.

� A cada cromossomo C é atribuída uma probabilidade, Pr(C), obtida pela Equa-

ção 4.7, em que fitness(C) é o valor de �tness do cromossomo C e
∑n

i=1 fitness(Ci)

é a soma de todos os valores de �tness dos cromossomos contidos na população de

n cromossomos, de modo que a soma de todas as probabilidades seja igual a 1, 0.

Pr(C) =
fitness(C)∑n
i=1 fitness(Ci)

(4.7)

� Em seguida, a probabilidade acumulada, PrAc(C), de cada cromossomo é calculada,

representando a área da roleta a que cada cromossomo tem direito (em valores

percentuais). A probabilidade acumulada, PrAc(C), de um cromossomo C é dada

pela Equação 4.8, em que z representa a posição do cromossomo C na população.

PrAc(C) =
z∑

i=1

Pr(Ci) (4.8)

� Por �m, um número aleatório r no intervalo [0,1] é gerado, e o i-ésimo cromossomo

(Ci) é selecionado se PrAc(Ci−1) < r ≤ PrAc(Ci). Se 0 ≤ r ≤ PrAc(C1), o

primeiro cromossomo é selecionado.

Com o método da roleta, são selecionados n
2
pares de cromossomos (cromossomos pais)

para gerar novos cromossomos (cromossomos �lhos), por meio dos operadores genéticos

apresentados nas subseções a seguir.
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4.3.2.1 Crossover

Os cromossomos C1 e C2 de cada par selecionado pelo método da roleta são combinados

através da técnica de one-point crossover, descrita a seguir.

� Um número aleatório r no intervalo [0,1] é gerado e comparado com a probabilidade

pc do crossover ocorrer. Se r ≤ pc os cromossomos selecionados são combinados via

crossover. Se r > pc, o crossover não é realizado e os cromossomos C1 e C2 são

levados para a etapa seguinte.

� A técnica one-point crossover é aplicada duas vezes em um par de cromossomos

pais C1 e C2, nas partições positivas, denominadas CPos
1 e CPos

2 , e nas partições

negativas, denominadas CNeg
1 e CNeg

2 .

� As partições CPos
1 e CPos

2 são combinadas a partir de um ponto de cruzamento,

de�nido de forma aleatória. Os genes anteriores a esse ponto no primeiro pai, CPos
1 ,

são ligados aos genes posteriores a esse ponto no segundo pai, CPos
2 , e vice-versa,

como ilustra a Figura 4.3. Assim, duas novas partições positivas F Pos
1 e F Pos

2 são

geradas. O mesmo é feito com as partições negativas, CNeg
1 e CNeg

2 , dos cromossomos

pais, dando origem a duas novas partições negativas FNeg
1 e FNeg

2 .

!
!
!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!! 2!genes! !!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!! 2!genes!

0! 1" 0! 1" 1" 0! 0! 0! 0! 0! 0! 0! 0! 1" 0! 0! 0! 0! 0! 0! 1" 0! 0! 0! 0! 0! 0! 0! 1" 0! 0! 1" 0! 0! 0! 1" 0! 0! 0! 0! 1" 0! 0! 0! 0! 0! 0! 0! 1" 0!
!!!!!!!!!!!
!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!Positive!paradigm!words!

!!!!!!!!!!
!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!Negative!paradigm!words!

!
!
!
!
!
!
!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !
0! 1! 0! 1! 1! ...! 0! 0! 0! 0! ! 0! 1! 0! 1! 1! ...! 0! 0! 0! 0! ! 0! 1! 0! 0! 0! ...! 1! 0! 1! 1!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !

!!!!!!!!!!!!Ponto!de!cruzamento!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !
1! 0! 1! 0! 0! ...! 1! 0! 1! 1! ! 1! 0! 1! 0! 0! ...! 1! 0! 1! 1! ! 1! 0! 1! 1! 1! ...! 0! 0! 0! 0!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !

!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!
!
!
!
!

!
!
!
!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!
1! 0! 1! 1! 1! ...! 0! 0! 0! 0! +! 0! 0! 0! 0! 1! ...! 1! 0! 0! 1! =! 1! 0! 1! 1! 1! ...! 1! 0! 0! 1!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !

!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!
0! 1! 0! 0! 0! ...! 1! 0! 1! 1! +! 1! 1! 1! 0! 0! ...! 0! 0! 1! 1! =! 0! 1! 0! 0! 0! ...! 0! 0! 1! 1!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !

!
!
!

Figura 4.3: Exemplo de crossover.

� Por �m, as novas partições geradas são ligadas, dando origem aos cromossomos

�lhos F1 e F2, como ilustra a Figura 4.4.

4.3.2.2 Mutação

O operador de mutação consiste em realizar modi�cações locais nos cromossomos �lhos.

Esse operador é descrito a seguir.



4.3 O Algoritmo Genético 44

!
!
!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!! 2!genes! !!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!! 2!genes!

0! 1" 0! 1" 1" 0! 0! 0! 0! 0! 0! 0! 0! 1" 0! 0! 0! 0! 0! 0! 1" 0! 0! 0! 0! 0! 0! 0! 1" 0! 0! 1" 0! 0! 0! 1" 0! 0! 0! 0! 1" 0! 0! 0! 0! 0! 0! 0! 1" 0!
!!!!!!!!!!!
!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!Palavras!de!referência!positivas!

!!!!!!!!!!
!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!Palavras!de!referência!negativas!

!
!
!
!
!
!
!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!!"#!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !
0! 1! 0! 1! 1! ...! 0! 0! 0! 0! ! 0! 1! 0! 1! 1! ...! 0! 0! 0! 0! ! 1! 0! 1! 1! 1! ...! 0! 0! 0! 0!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !

!
! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! ! !
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Figura 4.4: Geração de cromossomos �lhos, por meio de crossover.

� Para cada gene fi de um cromossomo �lho F , um número aleatório r no intervalo

[0,1] é gerado e comparado com a probabilidade pm da mutação ocorrer.

� Se r ≤ pm o gene fi é invertido, i.e., se é 0 passa a ser 1 e vice-versa. Essa técnica

é denominada bit-�ip mutation.

� Senão, se r > pm, o gene fi é mantido.

4.3.2.3 Reparo

Após as operações de crossover e mutação, pode ser que a quantidade de palavras de refe-

rência positivas e negativas presentes nas partições positiva e negativa de um cromossomo

F não seja a mesma. As partições que contêm mais e menos palavras são denominadas,

respectivamente, partição maior e partição menor. Assim, diz-se que o cromossomo F

está desbalanceado e necessita de reparo. Esse processo é descrito nos passos a seguir.

Sejam l e h, respectivamente, a quantidade de palavras de referência contidas nas

partições menor e maior de F . Primeiro, o operador escolhe de forma aleatória a partição

do cromossomo que será balanceada. Se a partição menor for escolhida, (h− l) palavras

são aleatoriamente selecionadas para serem incluídas nessa partição. Caso contrário,

(h− l) palavras são aleatoriamente selecionadas para serem removidas da maior partição.

Após esse processo, o cromossomo F encontra-se balanceado, ou seja, F possui a mesma

quantidade de palavras de referência em cada partição do cromossomo.

4.3.3 Novas Gerações

Os cromossomos �lhos são avaliados pela função de �tness, apresentada na Equação 4.6,

e acrescentados à população. A nova geração de cromossomos, i.e., a nova população, é

obtida por uma técnica elitista. Mais precisamente, os n cromossomos que possuem os

melhores �tness, dentre os cromossomos da geração anterior (pais) e os novos cromossomos
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gerados (�lhos), formam a nova população.

Esse processo (i.e., reprodução e formação da nova geração) é repetido k vezes e, ao

�nal da k-ésima iteração, o conjunto de palavras de referência representado pelo cromos-

somo com melhor �tness é retornado pelo algoritmo genético.

Os parâmetros n, pc, pm e k, referentes ao tamanho da população, às probabilidades do

crossover e mutação ocorrerem e a quantidade de iterações, respectivamente, são de�nidos

a priori, antes da execução do algoritmo genético.

No próximo capítulo, são apresentados os resultados dos experimentos computacionais

realizados para avaliar o desempenho da estratégia proposta neste capítulo.



Capítulo 5

Resultados Computacionais

Neste capítulo, são apresentados os resultados computacionais obtidos pela estratégia

estatística e evolutiva para mineração de opiniões em tweets, proposta nesta dissertação.

Os experimentos realizados têm como objetivo avaliar a estratégia proposta, sob três

perspectivas: (i) avaliar o critério de seleção de palavras de referência, por meio do algo-

ritmo genético apresentado no Capítulo 4, (ii) comparar o desempenho da estratégia em

relação a técnicas tradicionais de aprendizado de máquina supervisionado e (iii) avaliar o

impacto da seleção de um conjunto apropriado e especí�co de palavras de referência para

cada domínio de aplicação.

O capítulo está organizado da seguinte forma. A Seção 5.1 descreve as bases de

dados utilizadas nos experimentos computacionais. A Seção 5.2 apresenta informações

preliminares sobre a execução dos experimentos computacionais. Por �m, na Seção 5.3, são

apresentados os resultados computacionais da estratégia proposta. Parte dos resultados

obtidos encontram-se publicados em [5].

5.1 Bases de Dados

Para os experimentos computacionais realizados nesta dissertação, foram utilizadas duas

bases de dados contendo tweets previamente rotulados quanto às suas polaridades: (1)

Stanford (STD) e (2) Health Care Reform (HCR). A seguir, são apresentadas as caracte-

ríticas de cada base utilizada nos experimentos.
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� Stanford (STD): a base de dados STD1 [16] é dividida em dois conjuntos de tweets,

STD-train e STD-test, utilizados em [16] para treinamento e teste dos classi�cado-

res, respectivamente. A base STD-test contém 359 tweets manualmente rotulados

quanto às suas polaridades. Os tweets foram obtidos com a API do Twitter, por

meio de consultas sobre diferentes tópicos, em diferentes domínios. A Tabela 5.1

apresenta as características da base STD-test.

Tabela 5.1: Características da base de dados STD-test.

Domínio #Tweets #Positivo #Negativo

Company 119 33 86
Misc 67 26 41
Person 65 48 17
Product 63 47 16
Movies 19 16 3
Location 18 4 14
Events 8 8 0
Total 359 182 177

A base de treinamento, STD-train, possui 1.6 milhões de tweets automaticamente ro-

tulados quanto às suas polaridades, por meio de uma técnica chamada de noisy-label.

Essa técnica consiste na rotulação automática de tweets, com base no sentimento

associado aos emoticons contidos em cada tweet. Se um tweet possui qualquer emo-

ticon positivo, como :), :-), : ), :D ou =), ele é automaticamente rotulado como

positivo. De forma similar, se um tweet possui qualquer emoticon negativo, como

:(, : ( ou :-(, ele é automaticamente rotulado como negativo. De fato, esse processo

minimiza o esforço existente na rotulação manual, no entanto não é totalmente

con�ável, considerando que em algumas situações os emoticons não representam o

sentimento expresso nos tweets, no caso de ironia, por exemplo. Por essa razão,

apenas a base STD-test foi utilizada nos experimentos desta dissertação. Nos expe-

rimentos reportados neste capítulo, a base STD-test será referenciada como STD.

� Health Care Reform (HCR): a base de dados HCR2 [43] foi construída no início

de 2010, a partir de um tópico muito discutido na ocasião, nos EUA, pelos usuários

do Twitter : health care reform. Assim, tweets contendo a hashtag #hcr (health care

reform) foram obtidos e manualmente rotulados em quatro categorias distintas: po-

sitivo, negativo, neutro e irrelevante. O rótulo �neutro� refere-se a tweets que não

contêm qualquer opinião, i.e., referem-se a um fato. Os tweets foram divididos em

1Disponível em http://help.sentiment140.com.
2Disponível em https://bitbucket.org/speriosu/updown.
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três conjuntos: HCR-dev, HCR-train e HCR-test, utilizados no desenvolvimento,

treinamento e teste da estratégia em [43], respectivamente. Nos experimentos re-

alizados nesta dissertação, apenas os tweets rotulados como positivos e negativos

foram utilizados. A Tabela 5.2 apresenta as características da base HCR.

Tabela 5.2: Características da base de dados HCR.

Base de Dados #Tweets #Positivo #Negativo

HCR-dev 636 172 464
HCR-test 658 154 504
HCR-train 614 213 401
Total 1.908 539 1.369

5.2 Metodologia de Avaliação

De acordo com o que foi de�nido no Capítulo 4, a estratégia estatística e evolutiva (EE)

para mineração de opiniões proposta nesta dissertação classi�ca os tweets como descrito

a seguir. Inicialmente, as palavras de referência são selecionadas pelo algoritmo genético

a partir de uma base de treinamento e, em seguida, os tweets da base de teste são classi-

�cados, segundo sua polaridade, por meio do cálculo da orientação semântica, utilizando

as palavras de referência selecionadas na fase de treinamento.

Para a base STD, a acurácia da classi�cação é obtida por meio de validação cruzada

com 10 iterações, ou seja, k-fold cross validation, com k = 10. A acurácia consiste na

razão entre a soma da quantidade de tweets classi�cados corretamente em cada iteração

e a quantidade total de tweets na base, como mostra a Equação 5.1.

AcuraciaSTD =

∑k
i=1 #tweets classificados corretamente

#total de tweets na base
(5.1)

Para obter a acurácia da classi�cação para a base HCR, a estratégia EE é executada

na base HCR-train a �m de selecionar um conjunto apropriado de palavras de referência.

Em seguida, as palavras de referência selecionadas são utilizadas na classi�cação dos

tweets da base HCR-test. A acurácia consiste na razão entre a quantidade de tweets

classi�cados corretamente e a quantidade total de tweets na base HCR-test, como mostra

a Equação 5.2.
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AcuraciaHCR =
#tweets da base de teste classificados corretamente

#total de tweets na base de teste
(5.2)

Um tweet T é classi�cado corretamente quando a polaridade atribuída a T , por meio

da estratégia EE, é igual a polaridade de T na base de teste. Para determinar a polaridade

de T , as orientações semânticas de todos os termos extraídos de T são obtidas, por meio

da Equação 4.1. Nessa equação, a função hits(q) obtém a quantidade de documentos

que contêm q, em um grande corpus de textos. Com esse propósito, nos experimentos

reportados nesta dissertação, foi utilizado o framework Lucene3, da Apache.

O Lucene é um mecanismo de busca que realiza consultas à páginas Web previamente

indexadas a ele. Assim, foram indexadas aproximadamente 50 milhões de páginas Web,

obtidas da base de dados ClueWeb12-B134. Essa base de dados é mantida e distribuída

pela Universidade Carnegie Mellon e é uma versão menor da base ClueWeb12, que possui

cerca de 733 milhões de páginas Web, em inglês, coletadas entre fevereiro e maio de

2012. A base ClueWeb12-B13, utilizada nos experimentos desta dissertação, contém 7%

das páginas Web da base ClueWeb12, ou seja, aproxidamente 50 milhões de páginas no

idioma inglês.

Para obter a frequência de co-ocorrência entre cada termo t de um tweet e uma

determinada palavra de referência p, é utilizada a função hits(t NEAR p). Essa função

limita a busca a páginas Web em que t e p aparecem juntas em uma janela de, no máximo,

dez palavras, em qualquer ordem, como é feito na estratégia de Turney em [49]. O operador

NEAR é implementado no Lucene por meio de uma funcionalidade denominada Proximity

Queries.

Além da acurácia, também foram obtidas as medidas Recallavg, Precisionavg e F-

measureavg, calculadas da mesma forma que na ferramenta Weka [20] e descritas a seguir.

� A medida Recallavg, de�nida na Equação 5.3, é a média ponderada das medidas

Recall+ e Recall−, em que Tp e Tn referem-se, respectivamente, à quantidade de

tweets positivos e negativos na base de dados. O valor representado por TP (TN)

refere-se à quantidade de tweets positivos (negativos) corretamente classi�cados e

FP (FN) é a quantidade de tweets negativos (positivos) classi�cados como positivos

(negativos), ou seja, é a quantidade de tweets classi�cados de forma errada.

3http://lucene.apache.org.
4http://www.lemurproject.org/clueweb12.php.
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Recallavg =
(Recall+ × Tp) + (Recall− × Tn)

#total de tweets na base
(5.3)

em que Recall+ =
TP

TP + FN
(5.4)

e Recall− =
TN

TN + FP
(5.5)

� A medida Precisionavg, de�nida na Equação 5.6, é a média ponderada das medidas

Precision+ e Precision−, em que Tp e Tn referem-se, respectivamente, à quantidade

de tweets positivos e negativos na base de dados.

Precisionavg =
(Precision+ × Tp) + (Precision− × Tn)

#total de tweets na base
(5.6)

em que Precision+ =
TP

TP + FP
(5.7)

e Precision− =
TN

TN + FN
(5.8)

� A medida F-measureavg, de�nida na Equação 5.9, é a média harmônica das medidas

Recallavg e Precisionavg.

F-measureavg =
2× (Recallavg × Precisionavg)

Recallavg + Precisionavg

(5.9)

Os parâmetros k, n, pc e pm do algoritmo genético, que correspondem, respectiva-

mente, à quantidade de iterações do algoritmo, ao tamanho da população e às probabi-

lidades do crossover e mutação ocorrerem, foram determinados empiricamente, por meio

da combinação de diferentes valores em um 10-fold cross validation na base HCR-dev. A

Tabela 5.3 apresenta os valores testados para cada parâmetro. A combinação de parâme-

tros que resultou na melhor acurácia foi utilizada em todos os experimentos apresentados

neste capítulo, para a estratégia EE. Os parâmetros selecionados foram: k = 20, n = 100,

pc = 0,9 e pm = 0,01.
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Tabela 5.3: Valores utilizados na calibração dos parâmetros do algoritmo genético.

Parâmetro Valores Testados

Iterações (k) 20 25 50 100
População (n) 100 250 500
Crossover (pc) 0,7 0,8 0,9
Mutação (pm) 0,1 0,01 0,001

5.3 Experimentos e Resultados

Os experimentos computacionais reportados neste capítulo foram realizados sob diferentes

perspectivas e têm como objetivo responder às seguintes questões:

(1) Palavras de referência selecionadas pela estratégia evolutiva proposta nesta disser-

tação aumentam o desempenho da classi�cação quando comparado ao desempenho

obtido com palavras de referência selecionadas arbitrariamente ([35, 40, 49, 50], por

exemplo)?

(2) A estratégia estatística e evolutiva proposta nesta dissertação para classi�cação de

tweets possibilita aumentar o desempenho da classi�cação, em relação a estratégias

de aprendizado de máquina supervisionado, comumente utilizadas na literatura ([3,

16, 27, 43], por exemplo)?

(3) Domínios de dados distintos possuem conjuntos mais apropriados diferentes de pala-

vras de referência?

As subseções a seguir descrevem os resultados dos experimentos realizados, associados

às três questões apresentadas.

5.3.1 Experimento I

Para responder à questão (1), foram realizados experimentos com duas estratégias di-

ferentes: (i) EE e (ii) Fixed-Set. A estratégia EE é a estratégia estatística e evolutiva

proposta nesta dissertação e foi aplicada às bases STD e HCR-test.

Na estratégia Fixed-Set, os tweets nas bases STD e HCR-test são classi�cados por

meio da estratégia apresentada na Subseção 4.1 do Capítulo 4. A estratégia Fixed-Set

utiliza um conjunto pré-determinado de palavras de referência, arbitrariamente seleciona-

das, enquanto a estratégia EE seleciona um conjunto apropriado de palavras de referência
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por meio do algoritmo genético. Nesse experimento, na estratégia Fixed-Set, foram utili-

zadas as 14 palavras de referência (sete positivas e sete negativas) de�nidas por Turney e

Littman em [50], apresentadas na Subseção 3.3.2 do Capítulo 3. Segundo os autores, essas

palavras foram escolhidas por serem fortemente positivas e negativas, independentemente

do domínio em que são empregadas [50]. A estratégia é denominada Fixed-Set pois uti-

liza o mesmo conjunto de palavras de referência na classi�cação dos diferentes domínios

utilizados nos experimentos reportados nesta seção.

Tendo em vista que a estratégia Fixed-Set não obtém as palavras de referência por

meio da análise da base de treinamento, como faz a estratégia EE, a fase de treinamento

não é necessária. Por essa razão, a estratégia Fixed-Set não é avaliada por uma técnica

de validação cruzada. As acurácias da classi�cação são obtidas com base na razão entre a

quantidade de tweets classi�cados corretamente e a quantidade total de tweets nas bases

STD e HCR-test.

As Tabelas 5.4 e 5.5 apresentam os resultados obtidos na classi�cação de tweets por

meio das estratégias Fixed-Set e EE, para as bases STD e HCR-test, respectivamente.

Tabela 5.4: Resultados obtidos pelas estratégias Fixed-Set e EE para a base STD.

Estratégia Acurácia Recallavg Precisionavg F -measureavg

Fixed-Set 68,0% 68,0% 73,7% 70,1%
EE 77,2% 77,2% 78,1% 77,9%

Tabela 5.5: Resultados obtidos pelas estratégias Fixed-Set e EE para a base HCR-test.

Estratégia Acurácia Recallavg Precisionavg F -measureavg

Fixed-Set 74,6% 74,6% 67,8% 71,0%
EE 75,5% 75,5% 68,3% 71,7%

É possível observar que a estratégia EE obteve o melhor desempenho em ambas bases

de dados. Esses resultados evidenciam que selecionar as palavras de referência a partir

de um critério que considera o domínio dos dados a serem classi�cados permite aumentar

o desempenho preditivo. Para a base STD, que é formada por diferentes assuntos (com-

pany, product, person, movies etc.), as palavras de referência selecionadas pelo algoritmo

genético se adaptaram melhor à sua diversidade do que as 14 palavras de referência de�ni-

das em [50]. Esse fato pode ser observado pela diferença de aproximadamente 10% entre

as acurácias obtidas. Enquanto a estratégia Fixed-Set obteve uma acurácia de 68% na

classi�cação, a estratégia EE obteve desempenho superior, com acurácia de 77,2%. Além
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disso, é possível observar que em termos de F-measureavg, a estratégia EE também obteve

melhor desempenho.

Comparando os resultados obtidos para a base HCR-test, nota-se que apesar da estra-

tégia EE ter alcançado um melhor desempenho, a diferença entre os resultados não foi tão

expressiva quanto na base STD. Os resultados indicam que as 14 palavras de referência

de Turney e Littman [50] formam um bom conjunto para o domínio da base HCR-test,

porém um conjunto que atinge um desempenho limitado para a base STD.

Além dos experimentos para avaliar a estratégia EE nas base STD e HCR-test, foram

realizados experimentos para avaliar o desempenho da estratégia EE nos diferentes domí-

nios da base STD, em relação à estratégia Fixed-Set. A avaliação dos tweets contidos em

cada domínio da base STD foi realizada por meio de um 10-fold cross-validation, como

descrito na Seção 5.2, exceto para os domínios Location eMovies. Para esses dois domínios

foi utilizada a técnica leave-one-out, devido à quantidade reduzida de tweets contidos em

cada domínio. Os domínios Location e Movies contêm, respectivamente, 18 e 19 tweets.

O domínio Events não foi avaliado, considerando que não possui tweets classi�cados como

negativos. A Tabela 5.6 apresenta os resultados da classi�cação.

Tabela 5.6: Resultados obtidos pelas estratégias Fixed-Set e EE em diferentes domínios.

Location

Estratégia Acurácia Recallavg Precisionavg F -measureavg

Fixed-Set 88,9% 88,9% 90,3% 89,6%
EE 94,4% 94,4% 94,8% 94,6%

Movies

Estratégia Acurácia Recallavg Precisionavg F -measureavg

Fixed-Set 47,4% 47,4% 87,8% 61,5%
EE 78,9% 78,9% 70,1% 74,3%

Product

Estratégia Acurácia Recallavg Precisionavg F -measureavg

Fixed-Set 63,5% 63,5% 82,0% 71,6%
EE 85,7% 85,7% 85,4% 85,6%

Person

Estratégia Acurácia Recallavg Precisionavg F -measureavg

Fixed-Set 44,6% 44,6% 72,6% 55,3%
EE 72,3% 72,3% 73,4% 73,0%

Misc

Estratégia Acurácia Recallavg Precisionavg F -measureavg

Fixed-Set 74,6% 74,6% 74,5% 74,5%
EE 82,1% 82,1% 83,8% 83,0%

Company

Estratégia Acurácia Recallavg Precisionavg F -measureavg

Fixed-Set 80,7% 80,7% 79,8% 80,2%
EE 79,0% 79,0% 78,8% 79,3%
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Pode-se notar que os resultados da estratégia EE foram superiores aos da estratégia

Fixed-Set para quase todos os domínios, exceto para o domínio Company, caso em que

a estratégia Fixed-Set obteve um desempenho levemente superior ao da estratégia EE.

Esses resultados reforçam a ideia de que considerar o domínio dos dados na seleção de

um subconjunto apropriado de palavras de referência viabiliza a obtenção de um melhor

desempenho preditivo.

Com base nos resultados obtidos, pode-se a�rmar que palavras de referência sele-

cionadas por meio de um critério que considera o domínio da aplicação, aumentam o

desempenho da classi�cação quando comparado ao desempenho obtido com palavras de

referência selecionadas por critérios que não consideram o domínio dos dados, como, por

exemplo, as 14 palavras de referência de�nidas em [50] e utilizadas nos experimentos para

a estratégia Fixed-Set.

5.3.2 Experimento II

A segunda questão a ser investigada consiste em avaliar se a estratégia estatística e evo-

lutiva proposta nesta dissertação possibilita aumentar o desempenho da classi�cação em

relação a estratégias de aprendizado de máquina supervisionado. Com esse objetivo, fo-

ram realizados experimentos com algoritmos de aprendizado de máquina supervisionado

comumente utilizados na literatura [3, 16, 27, 43] para a classi�cação de opiniões: Naive

Bayes (NB), Multinomial Naive Bayes (MNB), SVM e MaxEnt. Os experimentos repor-

tados foram realizados com implementações desses algoritmos disponíveis na ferramenta

Weka [20].

Como pré-processamento, com base no trabalho apresentado em [16], stopwords, no-

mes próprios e estruturas especí�cas do Twitter (nomes de usuários, hashtags etc.) foram

substituídas por tokens especiais. Por exemplo, stopwords são substituídas pelo token

STOPWORD, hashtags são substituídas pelo token HASHTAG etc. Dessa forma, a quan-

tidade de atributos é reduzida, de modo que tokens menos relevantes, ou seja, tokens que

não contribuem na classi�cação do sentimento expresso nos tweets não in�uenciem na

classi�cação.

Como atributos, foram extraídos unigramas e bigramas. Considerando que tweets são

documentos textuais de tamanho limitado (140 caracteres), unigramas permitem que os

tweets sejam tratados de forma mais abrangente. Bigramas são utilizados com o objetivo

de capturar expressões que representam algum tipo de sentimento. Além disso, para tratar

a negação, palavras que sucedem termos que possuem conotação negativa, tais como no,
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not, never etc., são extraídas como unigramas precedidos do token �NOT�. Por exemplo,

no tweet �You are never honest! �, o unigrama �NOT_honest� é extraído.

A avaliação do desempenho dos algoritmos na classi�cação dos tweets na base STD foi

realizada por meio de validação cruzada, da mesma forma que é feita para a estratégia EE,

como descrito na Seção 5.2. Para o 10-fold cross-validation, foram utilizadas as mesmas

partições (folds) das bases de dados que foram construídas para avaliar a estratégia EE. No

entanto, para a base HCR, os algoritmos foram treinados na base HCR-train e avaliados

em HCR-test.

As Tabelas 5.7 e 5.8 apresentam os resultados da classi�cação para as bases STD e

HCR-test, respectivamente. Para a base STD, a estratégia EE obteve um desempenho

superior ao das demais estratégias, considerando todas as medidas.

Tabela 5.7: Resultados obtidos pelos algoritmos de aprendizado de máquina e pela estra-
tégia EE na base STD.

Estratégia Acurácia Recallavg Precisionavg F -measureavg

NB 67,9% 67,9% 68% 67,9%
MNB 72,7% 72,7% 73,0% 72,8%
SVM 69,9% 69,9% 70,7% 70,3%
MaxEnt 70,7% 70,7% 71,2% 70,9%
EE 77,2% 77,2% 78,1% 77,9%

Tabela 5.8: Resultados obtidos pelos algoritmos de aprendizado de máquina e pela estra-
tégia EE na base HCR-test.

Estratégia Acurácia Recallavg Precisionavg F -measureavg

NB 72,3% 72,3% 74,0% 73,1%
MNB 63,8% 63,8% 70,3% 66,1%
SVM 74,7% 74,7% 72,3% 73,2%
MaxEnt 65,6% 65,6% 73,2% 68,0%
EE 75,5% 75,5% 68,3% 71,7%

Analisando os resultados obtidos para a base HCR-test, a estratégia EE obteve melhor

desempenho em relação à acurácia da classi�cação (75,5%) e ao Recallavg (75,5%), o NB

obteve a melhor Precisionavg (74%) e o SVM, o melhor F-measureavg (73,2%). Devido

à pouca quantidade de instâncias positivas na base HCR, as palavras de referência sele-

cionadas para essa base se adaptaram mais às instâncias negativas do que às instâncias

positivas. Dessa forma, a baixa precisão (68,3%) obtida na classi�cação com a estratégia

EE para a base HCR-test pode ser explicada pela grande quantidade de falsos negativos

(FN), como mostra a matriz de confusão da classi�cação, apresentada na Tabela 5.9.
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Tabela 5.9: Matriz de confusão da classi�cação com a estratégia EE na base HCR-test.

Positivo Negativo

Positivo 12 (TP) 142 (FN)
Negativo 19 (FP) 485 (TN)

A Tabela 5.10 apresenta os resultados da classi�cação para os diferentes domínios da

base STD. É possível observar que os resultados da estratégia EE foram superiores aos

dos algoritmos de aprendizado de máquina para quase todos os domínios, exceto para

o domínio Movies. Para o domínio Company, o algoritmo SVM obteve um desempenho

levemente superior ao da estratégia EE em relação a medida Precisionavg. Enquanto a

estratégia EE obteve Precisionavg de 78,8%, o algoritmo SVM obteve 79,6%.

Dessa forma, de acordo com os resultados obtidos nesses experimentos, em geral, a

estratégia estatística e evolutiva proposta nesta dissertação para classi�cação de tweets

possibilita aumentar o desempenho da classi�cação, em relação a estratégias de aprendi-

zado de máquina supervisionado, tais como NB, MNB, SVM e MaxEnt.

5.3.3 Experimento III

Os experimentos reportados nesta seção tem como objetivo avaliar as palavras de refe-

rência selecionadas para as bases utilizadas nos experimentos. Mais precisamente, esses

experimentos visam evidenciar que bases de diferentes domínios de aplicação possuem

conjuntos adequados de palavras de referência especí�cos.

A Tabela 5.11 apresenta as palavras de referência obtidas para a base HCR. As 18

palavras de referência na Tabela 5.11 foram obtidas por meio da execução da estratégia EE

no conjunto de tweets em HCR-train. Essas palavras foram, então, utilizadas para medir

o desempenho da estratégia EE na base HCR-test, como reportado na Subseção 5.3.1.

Ao aplicar as palavras de referência selecionadas para a base HCR (Tabela 5.11) na

classi�cação dos tweets da base STD, a acurácia da classi�cação cai de 77,2%, conforme o

resultado apresentado na Tabela 5.4, para 66%. Esse resultado demonstra que as palavras

de referência utilizadas na classi�cação dos tweets em HCR-test podem não ser apropriadas

para a classi�cação de tweets em outros domínios, já que algumas palavras selecionadas,

tais como �worthy�, �di�cult�, �dangerous� e �messy�, são adjetivos empregados, em

geral, para caracterizar situações que ocorrem em um momento especí�co, como no caso

da discussão gerada no Twitter no início de 2010, nos EUA, a respeito da reforma na área
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Tabela 5.10: Resultados obtidos pelos algoritmos de aprendizado de máquina e pela es-
tratégia EE em diferentes domínios.

Location

Estratégia Acurácia Recallavg Precisionavg F -measureavg

NB 77,8% 77,8% 60,4% 68,0%
MNB 77,8% 77,8% 60,4% 68,0%
SVM 77,8% 77,8% 60,4% 68,0%
MaxEnt 61,1% 61,1% 70,0% 65,2%
EE 94,4% 94,4% 94,8% 94,6%

Movies

Estratégia Acurácia Recallavg Precisionavg F -measureavg

NB 84,2% 84,2% 70,9% 77,0%
MNB 73,7% 73,7% 69,3% 71,4%
SVM 84,2% 84,2% 70,9% 77,0%
MaxEnt 78,9% 78,9% 70,1% 74,3%
EE 78,9% 78,9% 70,1% 74,3%

Product

Estratégia Acurácia Recallavg Precisionavg F -measureavg

NB 77,8% 77,8% 77,2% 77,5%
MNB 74,6% 74,6% 71,0% 72,8%
SVM 76,2% 76,2% 82,0% 79,0%
MaxEnt 73,0% 73,0% 72,5% 72,7%
EE 85,7% 85,7% 85,4% 85,6%

Person

Estratégia Acurácia Recallavg Precisionavg F -measureavg

NB 67,7% 67,7% 61,0% 64,1%
MNB 67,7% 67,7% 67,1% 67,4%
SVM 72,3% 72,3% 54,2% 62,0%
MaxEnt 69,2% 69,2% 70,4% 69,8%
EE 72,3% 72,3% 73,4% 73,0%

Misc

Estratégia Acurácia Recallavg Precisionavg F -measureavg

NB 65,7% 65,7% 65,0% 65,4%
MNB 70,1% 70,1% 70,6% 70,4%
SVM 65,7% 65,7% 64,7% 65,2%
MaxEnt 70,1% 70,1% 71,2% 70,7%
EE 82,1% 82,1% 83,8% 83,0%

Company

Estratégia Acurácia Recallavg Precisionavg F -measureavg

NB 72,3% 72,3% 70,2% 71,2%
MNB 73,9% 73,9% 72,8% 73,4%
SVM 77,3% 77,3% 79,6% 78,4%
MaxEnt 71,4% 71,4% 76,6% 73,9%
EE 79,0% 79,8% 78,8% 79,3%

de saúde (Health Care Reform), que deu origem à base HCR.

Ainda com o objetivo de avaliar o impacto da seleção de um conjunto apropriado de

palavras de referência para um domínio de aplicação especí�co, as palavras de referência

selecionadas pelo algoritmo genético para a base STD, apresentadas na Tabela 5.12, foram
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Tabela 5.11: Palavras de referência selecionadas para classi�car tweets na base HCR-test.

Palavras de Referência
Positivas Negativas

awesome abusive

deluxe dangerous

fab di�cult

greatest faux

honored messy

inspired protecting

inviting uncomfortable

nice unfortunate

worthy uno�cial

utilizadas na classi�cação dos tweets na base HCR-test. Dessa forma, ao classi�car os

tweets em HCR-test com as palavras de referência obtidas para a base STD, a acurácia

caiu de 75,5%, como apresentado na Tabela 5.5, para 71,4%.

Outro aspecto que pode ser destacado está relacionado ao tamanho do conjunto de

palavras de referência obtido para a base STD. Como a base STD é formada por tweets

em diferentes domínios, como company, product, person, movies etc., o algoritmo genético

selecionou 44 palavras de referência, dentre as 50 possíveis palavras de referência candida-

tas, apresentadas na Tabela 4.5. Esse resultado indica que o tamanho do conjunto mais

apropriado de palavras de referência pode estar relacionado à heterogeneidade do assunto

que compõe a base.

Em relação aos diferentes domínios da base STD, as Tabelas 5.13, 5.14 e 5.15 apresen-

tam as palavras de referência selecionadas para os domínios Person, Company e Location,

respectivamente. Dentre as palavras selecionadas para o domínio Person, pode-se notar

a presença de adjetivos comumente utilizados no idioma inglês para descrever caracterís-

ticas de pessoas, tais como � loving�, �cheerful � e �unhappy�. Por outro lado, o conjunto

das palavras de referência selecionadas para o domínio Company contém palavras que po-

dem ser empregadas para avaliar produtos ou serviços de empresas, tais como �inviting�,

�respected � e �outdated �. De forma semelhante, para o domínio Location, foram selecio-

nadas palavras de referência que podem ser utilizadas para caracterizar lugares, como os

adjetivos �nifty�, �excellent� e �scary�.

Como observado nos conjuntos de palavras de referência selecionados para cada do-

mínio, é possível constatar que domínios diferentes possuem conjuntos mais apropriados

distintos de palavras de referência a serem utilizados na classi�cação de tweets.
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Tabela 5.12: Palavras de referência selecionadas para classi�car tweets na base STD.

Palavras de Referência
Positivas Negativas

awesome catastrophic

beautiful creepy

cheerful dangerous

delightful delayed

deluxe di�cult

engaging faux

excellent infamous

fab messy

fortunate miserable

gorgeous nasty

honored noncommercial

improving outdated

inspired painful

inviting protected

nice protecting

nifty scary

reputable uncomfortable

respected unfortunate

superb unhappy

thorough uno�cial

wonderful untitled

worthy worried

Tabela 5.13: Palavras de referência selecionadas pela estratégia EE para o domínio Person.

Palavras de Referência
Positivas Negativas

cheerful abusive

delightful creepy

engaging delayed

fortunate painful

loving protecting

reputable troubled

superb unfortunate

thorough unhappy

wonderful uno�cial

worthy untitled
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Tabela 5.14: Palavras de referência selecionadas pela estratégia EE para o domínio Com-
pany.

Palavras de Referência
Positivas Negativas

delightful catastrophic

engaging dangerous

fab delayed

gorgeous faux

inspired miserable

inviting outdated

reputable painful

respected worried

Tabela 5.15: Palavras de referência selecionadas pela estratégia EE para o domínio Loca-
tion.

Palavras de Referência
Positivas Negativas

awesome creepy

cheerful dangerous

engaging disturbing

excellent messy

fortunate miserable

honored outdated

improving protecting

inspired scary

loving unfortunate

nifty unhappy

reputable uno�cial

thorough untitled

wonderful worried



Capítulo 6

Conclusões e Trabalhos Futuros

Nesta dissertação, foi proposta uma estratégia estatística para classi�cação da polaridade

das opiniões contidas em tweets, baseada nas estratégias propostas em [49] e [50]. A

estratégia estatística utiliza palavras de referência durante o processo de classi�cação

e emprega a medida estatística Pointwise Mutual Information (PMI) para determinar

a probabilidade da co-ocorrência entre os termos contidos nos tweets e as palavras de

referência utilizadas na classi�cação, em páginas Web.

Tendo em vista que estratégias estatísticas para mineração de opiniões, em geral,

adotam conjuntos arbitrários de palavras de referência na classi�cação, sem considerar o

domínio dos dados, um dos objetivos deste trabalho foi propor uma técnica para a seleção

de um conjunto apropriado e especí�co de palavras de referência a serem utilizadas pela

estratégia estatística, por meio de um algoritmo genético, visando maximizar a acurácia

da classi�cação de tweets considerando o domínio de aplicação.

Experimentos computacionais realizados tiveram como objetivo investigar o desem-

penho da estratégia estatística e evolutiva em diferentes domínios, utilizando palavras

de referência selecionadas pelo algoritmo genético. O desempenho da estratégia foi com-

parado ao desempenho obtido com palavras de referência arbitrariamente selecionadas.

Mais precisamente, foram utilizadas as 14 palavras de referência (sete positivas e sete

negativas) de�nidas por Turney e Littman em [50].

Parte dos resultados obtidos nesta dissertação estão publicados em [5]. Os resulta-

dos evidenciaram que palavras de referência selecionadas por meio de um critério que

considera o domínio da aplicação, como o que foi proposto nesta dissertação, aumentam

a acurácia da classi�cação quando comparada às acurácias obtidas com palavras de re-

ferência selecionadas por critérios que não consideram o domínio dos dados, como, por



6 Conclusões e Trabalhos Futuros 62

exemplo, as 14 palavras de referência de�nidas em [50].

A técnica proposta nesta dissertação também foi comparada com algoritmos tradicio-

nais de aprendizado de máquina supervisionado. Os resultados obtidos mostraram que a

estratégia estatística e evolutiva possibilita aumentar o desempenho da classi�cação, em

relação à acurácia da classi�cação.

No âmbito da mineração de opiniões, além da análise da polaridade das opiniões

expressas nos tweets, pode-se ainda, como um passo anterior à classi�cação da polaridade,

realizar a classi�cação de subjetividade, i.e., identi�car e discernir entre tweets que contêm

fatos e tweets que contêm opiniões. Nesse contexto, uma possibilidade de trabalho futuro

seria aplicar a estratégia estatística e evolutiva proposta nesta dissertação na classi�cação

da subjetividade de tweets, explorando conjuntos diferentes de palavras de referência

candidatas.

Uma limitação encontrada durante a execução dos experimentos está relacionada ao

tempo gasto para obter as frequências de co-ocorrência entre as palavras, necessárias no

cálculo do PMI. Cada termo extraído de um determinado tweet é submetido ao Lucene,

mecanismo de busca utilizado nos experimentos, com cada uma das palavras de referência

selecionadas pelo algoritmo genético. Trabalhos futuros podem ser realizados com o ob-

jetivo de diminuir o tempo das consultas, como, por exemplo, tentar reduzir o número de

páginas Web a serem consultadas, de acordo com o domínio dos dados a serem classi�ca-

dos. Por exemplo, para classi�car a polaridade de tweets relacionados à política, apenas

páginas da Web associadas a este domínio devem ser consideradas.

Outro ponto que pode ser investigado refere-se à utilização de diferentes medidas

estatísticas na classi�cação da polaridade de tweets, para obter as frequências de co-

ocorrência entre palavras. Dentre essas medidas, pode-se citar Latent Semantic Analysis

(LSA) [30] e Normalized Web Distance (NWD) [9].
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