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Resumo

Embora ainda não se conheçam algoritmos e�cientes para resolvê-los, problemas NP-
difíceis estão com frequência presentes em situações reais que demandam soluções rápidas,
justi�cando o interesse por métodos não exatos como heurísticas e algoritmos aproxima-
tivos. Uma dessas situações é a alocação de switches WDM(Wavelength Division Mul-
tiplexing) em redes ópticas. Tais switches são dispositivos so�sticados e caros, portanto
minimizar a quantidade desses equipamentos em uma rede torna-se desejável. O problema
estudado nessa tese é assim de�nido: dado um grafo conexo G = (V,E), não direcionado
e sem peso em suas arestas, encontrar uma árvore geradora T de G que possua a menor
quantidade possível de rami�cações, ou seja, que minimize em T o número de vértices v
com grau dT (v) ≥ 3. Observe que os casos em que este número mínimo de rami�cações é
zero correspondem a grafos hamiltonianos. Concluímos assim que o problema estudado é
pelo menos tão difícil quanto o problema de se decidir se um grafo é hamiltoniano, que é
sabidamente NP-completo. Apresentamos duas propostas baseadas em heurísticas, com-
parando nossos resultados com aqueles obtidos pelas principais propostas encontradas na
literatura.

Palavras-chave: Grafos, Árvores Geradoras, Rami�cações, Heurística, Algoritmos Apro-
ximativos.



Abstract

Even though no e�cient algorithms are known to solve NP-hard problems, such problems
often arise in real-life situations which require fast solutions. This is why the interest in
developing non-exact methods such as heuristics and approximation algorithms is per-
fectly justi�able. One such situation is that of allocating WDM (Wavelength Division
Multiplexing) switches in optical networks. WDM switches are sophisticated, expensive
devices, hence minimizing their number in a network is highly desirable. The problem
we focus on in this thesis can be formally modelled as follows: given a simple, connected
graph G without weights assigned to its edges, �nd a spanning tree T of G which has
the minimum number of branches, i.e., one which minimizes the number of vertices v of
T with dT (v) ≥ 3. Notice that the cases where the optimum solution has zero branches
correspond precisely to Hamiltonian graphs. Consequently, the problem considered herein
is at least as di�cult as deciding whether a given graph is Hamiltonian, a problem which
is known to be NP-complete. In this thesis, we give an overview on the problem and
present two proposals based on heuristics, comparing our results with those obtained by
the main approaches in the literature.

Keywords: Graph, Spanning Tree, Branch Vertice, Heuristic, Approximation Algo-
rithms.
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Capítulo 1

Apresentação do Problema

Problemas envolvendo grafos e árvores têm recebido grande atenção no ambiente da pes-

quisa cientí�ca, tanto por motivação teórica quanto prática. É comum encontrarmos

soluções modeladas usando teoria dos grafos e otimização combinatória em razão da sua

grande aplicabilidade. Neste capítulo apresentaremos o Problema da Árvore Geradora

com Número Mínimo de Rami�cações (Spanning Trees With Branches Number Minimum

Problem), que será o foco da nossa pesquisa.

1.1 Introdução

O Problema da Árvore Geradora com Número Mínimo de Rami�cações(PAGNMR) foi

apresentado em [15] e de�nido formalmente como segue: dado um grafo conexo G =

(V,E), não direcionado e sem pesos em suas arestas, encontrar uma árvore geradora T de

G, dentre todas as árvores geradoras de G, que possua a menor quantidade possível de

vértices com grau maior ou igual a 3 em T (dT (v) ≥ 3). Vértices com essa característica

são chamados de branches ou rami�cações de T .

Pela de�nição acima, o PAGNMR claramente estende o clássico problema de se en-

contrar um caminho hamiltoniano em um grafo: dado um grafo G conexo com n vértices,

deseja-se encontrar um caminho que percorra todos os n vértices do grafo G passando

uma única vez por cada vértice. De fato, uma vez que um caminho hamiltoniano é uma

árvore geradora sem qualquer rami�cação, o número de rami�cações na solução ótima do

PAGNMR para a instância G será zero se, e somente se, G possui caminho hamiltoni-

ano. Uma vez que decidir se um grafo admite caminho hamiltoniano é um problema NP-

Completo [12], �ca estabelecida a NP-di�culdade do PAGNMR, conforme foi demonstrado

em [15]. Sendo assim, não apenas são desconhecidas quaisquer maneiras de se encontrar
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Figura 1.1: Grafo G

solução ótima para o PAGNMR em tempo polinomial, como também a existência de uma

tal maneira implicaria P = NP , o que resolveria um dos problemas matemáticos em

aberto mais importantes de nossos tempos. Dessa forma, abordagens pragmáticas para

solucionar o PAGNMR compreendem a utilização de métodos não exatos como heurísticas

e algoritmos aproximativos.

Métodos baseados em heurísticas são maneiras práticas de se obter soluções boas,

ainda que não sejam comprovadamente as melhores possíveis. Entretanto, por serem

computadas em tempo polinomial no tamanho da entrada do problema e possuírem qua-

lidade aceitável, são por vezes o melhor caminho a se seguir. Algoritmos aproximativos,

de forma semelhante, buscam soluções que estejam comprovadamente "dentro de certa

janela"' de proximidade da solução ótima, ainda que essa última não seja conhecida. A

escolha de abordagem para problemas semelhantes, seja por heurísticas ou algoritmos

aproximativos, vai depender das características de cada problema.

Perceba que é fácil visualizar que o grafo G da Figura 1.1 possui diversas árvores

geradoras e para isso mostramos três delas representadas na Figura 1.2, onde os vértices

2 e 5 são rami�cações, já que o grau de ambos é igual a 3.

Figura 1.2: Árvores Geradoras T de G

Neste trabalho, apresentamos novas heurísticas para o PAGNMR. Trata-se na verdade,

de uma série de modi�cações em relação ao algoritmo proposto em [30]. Tais modi�ca-

ções lograram obter, nos testes realizados, resultados superiores àqueles conseguidos pela
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versão original do referido algoritmo, que por sua vez obtivera resultados melhores que os

de [4], onde o PAGNMR havia sido abordado por meio de heurísticas com ponderação de

arestas e coloração de vértices. Além disso, também comparamos os resultados obtidos

com o trabalho de [5], que abordou o mesmo problema utilizando algoritmo aproxima-

tivo. Quando comparamos os nossos resultados com a proposta de [5], nossas heurísticas

também lograram êxito nos modelos testados.

1.2 Notações e De�nições

Nesta seção de�niremos todas as notações e de�nições utilizadas ao longo de toda a tese.

Vejamos abaixo:

� G = (V,E): um grafo composto por um conjunto V de vértices e um conjunto E

de arestas;

� n = |V (G)|: a quantidade de vértices do grafo G;

� m = |E(G)|: a quantidade de arestas do grafo G;

� T: uma árvore geradora de G contendo todos os n vértices de G e um subconjunto

mínimo de arestas de E que conecte todos os n vértices e não formem ciclo em T ;

� e = (u, v): representa uma aresta incidente aos vértices u e v, onde u, v ∈ V ;

� dG(u): o grau do vértice u no grafo G;

� dT (u): o grau do vértice u na árvore T ;

� adj(u): lista de vértices adjacentes ao vértice u;

� Modelo G(n,p): um grafo gerado aleatoriamente com n indicando a quantidade

de vértices e p a probabilidade de existência de uma aresta (u, v);

� Densidade (D): é a razão entre a quantidade de arestas do grafo e a quantidade

de arestas do grafo completo com o mesma quantidade de vértices;

� Troca Vantajosa: é uma troca de uma aresta e1 ∈ T por e2 ∈ G, que de acordo

com os critérios adotados, traga alguma vantagem para árvore T ;

� Aresta Infratora: é uma aresta e ∈ G que quando inserida em T prejudica a árvore

T , em relação aos critérios que estejam sendo adotados pelo método adotado;
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� Aresta de Corte: é uma aresta e ∈ T que será retirada(cortada) da árvore T ;

� Aresta de Reposição: é uma aresta e ∈ G que será inserida na árvore T , em

substituição à aresta retirada de T ;

1.3 Objetivos

Os objetivos deste trabalho estão assim de�nidos:

Objetivo principal

� Desenvolver heurísticas para o PAGNMR, implementá-las, testá-las e comparar seus

resultados com aqueles produzidos por outras heurísticas conhecidas.

Objetivos gerais

� Apresentar formalmente o PAGNMR e fazer um estudo aprofundado dos principais

trabalhos relacionados com o problema proposto;

� Conhecer e apresentar as principais soluções existentes;

� Estudar a complexidade computacional das principais soluções existentes, especial-

mente as que desenvolvemos;

� Propor alternativas para continuidade desta pesquisa através de sugestão para tra-

balhos futuros, que envolvam outras possíveis soluções para o problema.

1.4 Modelagem Matemática

Considerando a de�nição do problema apresentado em [15], foi proposta em [4] a mo-

delagem matemática para o PAGNMR. Para isso, foram de�nidas algumas variáveis e

condições necessária a sua formalização:

� Seja um grafo conexo G = (V,E), não direcionado, sem peso em suas arestas e

T = (V,E ′) uma árvore geradora de G ;

� e = (u, v) ∈ E, representando cada aresta de G;

� fuv e fvu variáveis que de�nem o �uxo de u para v e de v para u, respectivamente;
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� xe uma variável binária, com e = (u, v) ∈ E, sendo que se existir e ∈ T, xe = 1,

caso contrário xe = 0;

� yv uma variável de decisão binária, onde yv = 1 se v for uma rami�cação, caso

contrário, yv = 0.

� A(v) o subconjunto de arestas incidentes ao vértice v ∈ V de G. Sendo A+(v) =

{(v, w) ∈ V x V | (v, w) ∈ E} o conjunto de arestas que partem de v e A−(v) =

{(w, v) ∈ V x V | (w, v) ∈ E} o conjunto de arestas que chegam em v, considerando

o grafo direcionado.

Diante das condições e restrições descritas, a formulação matemática para o PAGNMR

foi assim de�nida em [4]:

min
∑
v∈V

yv (1.1)

Sujeito a:

[H]
∑
e∈E

xe = |V | − 1, (1.2)∑
(s,v)∈A+(s)

fsv −
∑

(v,s)∈A−(s)

fvs = |V | − 1, (1.3)

∑
(v,u)∈A+(v)

fvu −
∑

(u,v)∈A−(v)

fuv = −1 ∀v ∈ V \ {s}, (1.4)

fuv ≤ (|V | − 1)xe ∀e = (u, v) ∈ E, (1.5)

fvu ≤ (|V | − 1)xe ∀e = (u, v) ∈ E, (1.6)∑
e∈A(v)

xe − 2 ≤ (|V | − 1)yv ∀v ∈ V, (1.7)

xe ∈ {0, 1} ∀e ∈ E, (1.8)

yv ∈ {0, 1} ∀v ∈ V, (1.9)

fuv ≥ 0 ∀(u, v) ∈ E, (1.10)

fvu ≥ 0 ∀(u, v) ∈ E (1.11)

O modelo matemático descrito acima pode ser melhor compreendido da seguinte

forma:

� A função objetivo 1.1 requer minimizar a quantidade de rami�cações na árvore;
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� A restrição 1.2 garante que a solução �nal da árvore gerada terá exatamente |V| - 1

arestas;

� As restrições 1.3 e 1.4 equilibram o �uxo de cada vértice e garantem a conectividade

em qualquer solução viável, sendo que 1.3 garante que exatamente |V| - 1 unidades

de �uxo partirão do nó s. Já a restrição 1.4 garante que cada vértice destino do

grafo obterá também uma unidade de �uxo;

� As restrições 1.5 e 1.6 garantem que o �uxo que passa por uma aresta, caso ela

exista (xe = 1), é no máximo (n− 1). Caso não exista a aresta (xe = 0), não haverá

o �uxo, mesmo assim a desigualdade estará mantida pois fuv e fvu serão iguais a

zero;

� Na restrição 1.7 é modelada a relação entre o grau de um vértice v e a variável

binária yv. Se d(v) ≤ 2, então yv assume valor 0, caso contrário, a variável yv

assume valor 1. Dessa maneira, o vértice v será selecionado como uma rami�cação

caso existam mais que 2 arestas incidentes a ele na solução obtida.

� As restrições 1.8, 1.9, 1.10 e 1.11 completam o modelo de�nindo o domínio das

variáveis de decisão xe, yv, fuv e fvu.

1.5 Motivação Principal

O PAGNMR surgiu da necessidade prática de alocação de switches especiais chamados

WDM (WaveLength Division Multiplexing) em redes ópticas multicast e foi abordado pela

primeira vez em [15]. Switches são equipamentos utilizados em uma rede para interco-

nectar equipamentos como computadores, impressoras ou qualquer outro que possua uma

interface ethernet. As redes redes ópticas utilizam um mecanismo de multiplexação por

divisão de comprimento de onda chamado WDM. Através desse mecanismo torna-se pos-

sível a transmissão de múltiplos feixes de luz utilizando um mesmo �o de �bra óptica,

desde que cada feixe utilize comprimentos de ondas diferentes [32]. Chamamos de light-

path uma sequência de enlaces de �bra que conecta dois nós de uma rede utilizando o

mesmo comprimento de onda. Por outro lado, quando dois lighpaths utilizam o mesmo

enlace óptico, necessariamente eles devem utilizar diferentes comprimentos de onda [33].

A utilização de switches totalmente ópticos originou uma nova tecnologia com base

na divisão de feixe de luz, ampliando o desempenho da velocidade das transmissões em

�bras ópticas. Essa melhora pode ser explicada pela extensão do conceito de lightpath para
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Figura 1.3: Exemplo de Lightpath

Figura 1.4: Exemplo de Light-tree

light-tree [14]. Ao utilizarmos uma light-tree é possível realizar a comunicação multicast

em uma rede óptica de um nó origem para múltiplos nós destinos. Desse modo, é possível

que switches WDM copiem dados diretamente no domínio óptico por meio da divisão de

um feixe de luz. Isso se traduz em uma grande vantagem sobre o multicast eletrônico,

que ao invés de dividir um feixe de luz, copia pacotes de dados de um lado para o outro

utilizando bu�ers de armazenamento temporário [15], o que traz como consequência a

queda no desempenho da transmissão. A Figuras 1.3 e 1.4 ilustram os conceitos de

lightpath e light-tree, respectivamente, em uma rede óptica.

Situações como a ilustrada na Figura 1.4, devem ser preferencialmente evitadas em

uma rede óptica, pois a aquisição e de�nição de localização desse so�sticado tipo de switch

� de modo a garantir que todas as operações multicast sejam realizadas de maneira efetiva

e rápida � é signi�cativamente cara. Em razão disso, minimizar a quantidade utilizada

desses switches na rede torna-se uma tarefa importante e necessária para uma redução de

custos para toda a cadeia de consumo.

Esse problema prático foi rede�nido em termos de otimização combinatória, traduzindo-

se em minimizar switches WDM nas redes ópticas, ou seja, minimizar a quantidade de

switches na rede que tenham mais de duas conexões. Em outras palavras e fazendo uma

referência ao PAGNMR, isso signi�ca encontrar uma árvore geradora T de um grafo G que

possua a menor quantidade de rami�cações, ou seja, o mínimo de vértices com grau maior

ou igual a 3 (dT (v) ≥ 3). Note mais uma vez que a resolução desse problema remete, de

certa forma, ao problema de encontrar um caminho hamiltoniano em um grafo, conforme

visto na Seção 1.1.
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Algumas abordagens são conhecidas para resolver esse problema e considerando que

trata-se de um problema NP-difícil, as soluções até então apresentadas utilizam métodos

não exatos, entretanto com bom tempo computacional, isto é, em tempo polinomial. Para

isso, torna-se aceitável em muitos casos abrir mão de soluções ótimas, pois o custo de se

encontrar tais soluções pode não valer a pena em determinadas situações, principalmente

aquelas que exigem uma solução em tempo curto, como o caso prático de posicionamento

dos switches nas redes ópticas apresentado no inicio dessa seção. Por essa razão, as solu-

ções conhecidas até então são baseadas, fundamentalmente, em heurísticas como aquelas

propostas em [4] e algoritmo aproximativo descrito em [5].

De acordo com [15], a quantidade mínima de rami�cações de um grafo depende de

vários parâmetros utilizados para gerá-lo, dentre eles estão a densidade e o comprimento

do maior caminho no grafo. Já em [13] constatou-se que o principal parâmetro para

existência de rami�cações de fato é a densidade, que é a relação entre a quantidade de

arestas de um grafo G′ e da quantidade de arestas do grafo G completo mantendo-se a

mesma quantidade de vértices. Assim, quanto mais baixa for a densidade, maior poderá

ser a quantidade de rami�cações e vice-versa. Além disso, como pode ser visto em [14], a

baixa densidade em um grafo é o principal fator para a existência das chamadas spanning

spiders, de�nidas como sendo árvores com pelo menos uma rami�cação.

No Capítulo 2, veremos em detalhes as heurísticas propostas em [4], que foram ba-

seadas em ponderação de arestas e coloração de vértice. Em [29] é feita uma abordagem

prática das redes ópticas através de algoritmos que estabelecem limites superiores de ra-

mi�cações, de acordo com a quantidade de vértices e da densidade do grafo. Veremos

também a abordagem recente feita por [5] com base em algoritmos aproximativos.

Já a nossa proposta tem como motivação principal a pesquisa de [30] e [31], que

propõem heurísticas iterativas para o PAGNMR, servindo portanto de base para esta tese.

Adicionalmente, implementamos o algoritmo aproximativo de [5] para que pudéssemos

comparar os nossos resultados com essa outra abordagem.

1.6 Outras Motivações

1.6.1 Problema da Árvore de Steiner

Além da motivação principal apresentada na seção anterior, outros problemas reais envol-

vendo árvores tem sido fonte de pesquisas em diversas áreas, especialmente computação.
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Considere um plano P contendo um conjunto de pontos A = {A1, A2, ..., An} não

conectados. É possível interconectá-los utilizando linhas (segmentos de retas) de modo

que se tenha o menor somatório do comprimento de todas as linhas entre esses pontos.

Além disso, para esse mesmo conjunto de pontos é possível reduzir mais ainda a soma

do comprimento de todas as linhas, acrescentando pontos S intermediários, chamados

de Pontos Steiner, gerando o que é de�nido como a Árvore Mínima de Steiner. Como

exemplo, considere a Figura 1.5(a), onde temos 4 pontos conectados por linhas formando

um retângulo. Observe a Figura 1.5(b) e perceba que a inserção do ponto S central reduz

geometricamente o somatório total do comprimento das linhas que ligam os pontos.

Figura 1.5: Exemplo de Ponto Steiner

Encontrar Árvores Mínimas de Steiner quase sempre é uma tarefa difícil, pois uma

árvore de comprimento mínimo local nem sempre representa um mínimo global. A Figura

1.6(a) não pode ter seu caminho mínimo reduzido, mesmo inserindo pequenos deslocamen-

tos dos pontos Steiner. Por outro lado, a Figura 1.6(b) representa a árvore mais curta,

sendo portanto a Árvore Mínima de Steiner para o conjunto de pontos A1, A2, A3, A4,

conforme está demonstrado em [16].

Figura 1.6: Árvores de Steiner

A topologia de uma árvore pode ser de�nida por uma matriz de conexão que espe-

ci�ca quais pares A1, A2, ...An, S1, S2, ..., Ss formam os extremos de arestas. Assim, cada

topologia determina uma matriz de adjacência. Na Figura 1.6(a) os pontos A1 e A2 tem

arestas em comum até um ponto comum Steiner, o que não acontece na Figura 1.6(b),

logo essas �guras possuem topologias diferentes.
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O problema da Árvore Mínima de Steiner tem sido base de pesquisa para várias áreas,

como por exemplo: redes mínimas para agricultura, engenharia de planejamento de rotas

e circuitos elétricos, como pode ser visto em [10], [19] e [27].

1.6.2 Outros Problemas com Grafos e Árvores

Outros problemas envolvendo grafos e árvores foram estudados com base na Teoria de

Grafos. Dentre eles, podemos destacar: como encontrar componentes conexos, determinar

a menor distância entre vértices, determinar o número cromático de um grafo, veri�car

se um grafo é planar ou não, encontrar árvores geradoras baseado em diversos algoritmos

como busca em largura e profundidade. Em [3] e [18] podemos encontrar a maioria deles

e em [6] é possível conhecer a análise da complexidade de todos eles.

Na área de otimização em grafos [1], destaca-se a importância das árvores gerado-

ras para solução de problemas relacionados à �uxos de custo mínimo em redes como o

algoritmo network-simplex. Conforme pode ser visto em [18], o problema mais simples

de otimização em grafos, consiste em encontrar a árvore geradora mínima ou Minimum

Spanning Trees - MST, de�nido da forma a seguir: dado um grafo conexo G = (V,E),

não direcionado e ponderado nas suas arestas, encontrar uma árvore geradora cuja a soma

dos custos das suas arestas seja mínima. Em [22] e [28] também encontramos algoritmos

para resolvê-lo.

A di�culdade em encontrar árvores geradoras pode ser ampliada ao acrescentarmos

algumas restrições à formulação inicialmente descrita. É o caso do problema da árvore

geradora mínima com restrição de grau visto em [24], que consiste em encontrar uma

árvore geradora de custo mínimo T em G, tal que o grau de cada vértice em T seja no

máximo uma constante d.

Em [7] e [26], pode ser visto o problema da árvore geradora mínima com restrição

de diâmetro (Diameter-constrained minimum spanning tree - DCMST(k)), de�nido como

segue: dado um grafo conexo G = (V,E), ponderado, não direcionado e um inteiro k

positivo, encontrar uma árvore geradora de peso mínimo dentre todas as árvores geradoras

de G, que não contenha caminhos com mais que k arestas.
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Seguindo a mesma linha encontramos ainda o problema da árvore geradora mínima

capacitada assim formulado em [8]: dado um grafo G = (V,E), não direcionado, um

vértice v0, uma demanda r(v) nos vértices, com peso w(e) e capacidades c(e) nas suas

arestas, determinar uma árvore geradora de custo mínimo T , dentre todas as árvores

geradoras de G, que satisfaça uma restrição de capacidade que requeira para cada aresta

e ∈ T , que c(e) ≥
∑

u∈U(e) r(u), onde U(e) representa o conjunto de vértices cujo caminho

em T até a raiz v0 contém a aresta e.

Desconsiderando o fato de ser uma generalização do problema do caminho hamilto-

niano, o PAGNMR diferencia-se de todos citados nessa seção, por considerar um tipo

especí�co de vértice, quais sejam, aqueles onde dT (v) ≥ 3, buscando minimizá-los na ár-

vore geradora e para isso o peso das arestas é irrelevante. Aliado ao fato do problema

ter aplicação prática, a busca por soluções capazes de resolver instâncias reais em tempo

polinomial traz uma motivação extra, o que fortalece nesse momento as pesquisas que

utilizam métodos não exatos, desde que ofereçam boas soluções.

Nesse capítulo foi apresentada a de�nição formal do PAGNMR e sua formulação

matemática, os objetivos que pretendemos alcançar nessa tese, bem como a motivação

prática e teórica, além de outros problemas relacionados com árvores geradoras. Vimos a

NP-di�culdade do problema e portanto a motivação para abordagem através de métodos

não exatos, como heurísticas e algoritmos aproximativos. No capítulo seguinte, serão

vistos os trabalhos mais relevantes e relacionados ao PAGNMR, assim como a pesquisa

que é a principal base dessa tese.



Capítulo 2

Trabalhos Relacionados

Neste capítulo apresentaremos as principais pesquisas conhecidas para o PAGNMR. De

acordo com o que já dissemos na Seção 1.1, o PAGNMR é NP-difícil conforme demons-

trado em [15], sendo portanto inviável a solução de grandes instâncias do problema em

tempo polinomial. Assim justi�ca-se a utilização de métodos não exatos para resolver

problemas práticos, como o de alocação de switches WDM em redes ópticas. Nas seções

seguintes veremos algumas abordagens para o PAGNMR � com base em heurísticas e

algoritmos aproximativos. Nosso objetivo é apresentar as principais soluções conhecidas

para esse problema e assim obtermos o embasamento teórico para a defesa das nossas

propostas que serão apresentadas no Capítulo 3.

2.1 Heurísticas

Nesta seção veremos alguns algoritmos heurísticos conhecidos para o PAGNMR. As Seções

2.1.1 e 2.1.2 foram baseadas em [4] e abordam o referido problema através dos métodos de

ponderação de arestas e coloração de vértices. Na Seção 2.1.3 apresentamos a heurística de

re�namento iterativo proposta em [30], que servirá como base para as nossas contribuições.

2.1.1 Estratégia de Ponderação de Arestas

A Estratégia de Ponderação de Arestas (Edge Weighting Strategy - EWS) é uma das

abordagens heurísticas para o PAGNMR, tendo sido proposta em [4] que por sua vez

serviu de comparação para [31].
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Essa estratégia encontra uma árvore geradora T a partir de um grafo G, considerando

em cada inserção, o peso de cada aresta para os vértices incidentes, em relação à pos-

sibilidade dessa aresta gerar rami�cações na árvore. Uma aresta será considerada mais

infratora, à medida que a sua inserção gere rami�cações em T . Da mesma forma, será

menos infratora, quando não gera rami�cações em T .

Algoritmo 1 Algoritmo EWS
Entrada: Um Grafo G Conexo
Saída: Uma árvore geradora T de G

1: V ′ ← V
2: E ′ ← ∅
3: A← E
4: para todo (u, v) ∈ E faça
5: w(u, v)← 1
6: �m para
7: enquanto (|E ′| ̸= |V ′| − 1) faça
8: L← {(u′, v′) ∈ A | w(u′, v′, ) ≤ w(u, v),∀(u, v) ∈ A}
9: (u∗, v∗)← select(L)
10: A← A \ {(u∗, v∗)}
11: se (u∗ e v∗ estão em diferentes componentes conexos da árvore T) então
12: E ′ ← E ′ ∪ {(u∗, v∗)}
13: para todo v ∈ adj(u∗) faça
14: w(u∗, v)← w((u∗, v) + 1
15: �m para
16: para todo v ∈ adj(v∗) faça
17: w(v∗, v)← w((v∗, v) + 1
18: �m para
19: coverEws((u∗, v∗), G, T )
20: �m se
21: �m enquanto
22: return T = (V ′, E ′)

O Algoritmo 1 parte de um grafo G = (V, E) e constrói um novo grafo ponderado

G′ = (V,E,w), onde w : E → N+ é uma função positiva do conjunto E de arestas que

veri�ca se a inclusão da aresta (u, v) em T implicará na criação de novas rami�cação.

O passo seguinte é atribuir peso 1 a todas as arestas do grafo G′. Feito isso, é iniciada

a construção iterativa da árvore geradora T, selecionando cada aresta (u*,v* ) de G′,

segundo dois critérios descritos a seguir, até que T tenha um único componente conexo

que contenha todos os vértices de G.

A escolha da aresta (u*,v* ) que entrará na árvore T considera dois critérios: o pri-

meiro é que a inserção da aresta (u*,v* ) não crie ciclos na árvore T . No segundo é

escolhida a aresta de menor peso em G′ que ainda não tenha sido inserida em T. A in-
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serção da aresta (u*,v* ) em T afetará o peso de todas arestas incidentes em u* e v*,

incrementando o peso de cada uma delas em uma unidade, tornando menos provável a

escolha dessa aresta na próxima iteração.

O algoritmo termina quando todos os vértices de G estiverem conectados em T , ou

seja, quando existirem |V| - 1 arestas na árvore.

O procedimento Select, seleciona da lista a aresta com o menor peso dentre todas

as candidatas da lista L. Já o procedimento coverEws atualiza os pesos de todas as

arestas incidentes a (u∗, v∗), quando grau de u∗ ou v∗ torna-se igual a 3. A listagem dos

pseudocódigos dos procedimentos select e coverEws podem ser encontradas em [4].

Mesmo considerando a escolha de uma aresta que menos afete os vértices a ela inci-

dentes, para não gerar rami�cações em u* ou v* ou ambos, ainda assim poderão existir

situações onde isso poderá ocorrer em função da densidade de G. Nesse caso é vantajoso

escolher arestas que incidirão em vértices que já são rami�cações, já que o objetivo do

problema é minimizar a quantidade desses vértices na árvore T .

2.1.2 Estratégia de Coloração de Vértices

Outra abordagem heurística para o PAGNMR é a Estratégia de Coloração de Vértices

(Node Coloring Heuristic - NCH), que também serviu de comparação na pesquisa de [30].

É associado a cada vértice de G uma cor c : V → {V erde, Amarelo, Azul, V ermelho}. A
cor c(v) indica o quanto o vértice v torna-se uma rami�cação quando uma aresta incidente

a ele é selecionada para ser inserida na árvore. Importante registrar que esse critério de

coloração de vértices utilizado pela NCH não tem referência direta com o real problema

de coloração de vértice de�nido na teoria de grafos.

De acordo com a estratégia NCH, o rótulo de cada vértice é associado a uma cor da

seguinte forma:

c(v) =



V erde, se dT (v) = 0,

Azul, se dT (v) = 1,

Amarelo, se dT (v) = 2,

V ermelho, se dT (v) ≥ 3.

Analisando o algoritmo NCH podemos perceber semelhanças com o EWS para a

comparação da quantidade de rami�cações geradas na árvore, com a diferença de que a

EWS utiliza pesos nas arestas, enquanto que a NCH nos vértices.
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Inicialmente é gerada uma �oresta T (V ′, E ′) = (V, ∅) e atribuída a cor verde para

cada vértice v ∈ V ′. A cada iteração, será inserida uma aresta de G em T , escolhendo

dentre todas as arestas contidas em E, aquela que tiver a menor quantidade de vértices

extremos rotulados de amarelo e que não crie ciclos na árvore. Essa escolha faz com que

seja selecionada a aresta que cause o menor impacto na quantidade de rami�cações, já

que para esses vértices a inserção de mais uma aresta já os tornaria uma rami�cação.

Abaixo o pseudo-código do algoritmo NCH.

Algoritmo 2 Pseudo Código do Algoritmo NCH
Entrada: Um Grafo G Conexo
Saída: Uma árvore geradora T de G

1: V ′ ← V
2: E ′ ← ∅
3: para todo v ∈ V ′ faça
4: cor[v]← V erde
5: �m para
6: A← E
7: enquanto (|E ′| ̸= |V ′| − 1) faça
8: L← {(u′, v′) ∈ A | qtdAmarelos(u′, v′) ≤ qtdAmarelos(u, v) ∈ A}
9: (u∗, v∗)← arg min(u,v)∈L{qtdAzuis(u, v)}
10: A← A \ {(u∗, v∗)}
11: se (u∗ e v∗ estão em diferentes componentes conexos da árvore T ) então
12: E ′ ← E ′ ∪ {(u∗, v∗)}
13: Atualiza as cores de u* e v*
14: coverNch((u∗, v∗), G, T )
15: �m se
16: �m enquanto
17: return T = (V ′, E ′)

Durante a execução do algoritmo podem ocorrer empates na escolha de arestas que

incidirão em vértices rotulados de amarelo. Nesse caso, utiliza-se o critério de desempate,

que escolhe a aresta que incidir em vértices rotulados de azul (d(v) = 1), diminuindo a

possibilidade de surgimento de rami�cações na árvore T . O algoritmo encerra quando

|V | − 1 arestas forem inseridas em T.

O procedimento coverNch atualiza as cores dos vértices da aresta (u∗, v∗), quando a

cor de u∗ ou v∗ for vermelho. A listagem do pseudocódigo do procedimento coverNch

pode ser encontrada em [4].



2.1 Heurísticas 16

2.1.3 Algoritmo de Re�namento Iterativo - RI

O algoritmo de re�namento iterativo - RI é a base da nossa pesquisa, portanto o apre-

sentaremos em detalhes e a partir dele desenvolveremos a nossa proposta, inserindo al-

guns componentes que julgamos necessários para obtermos melhores resultados para o

PAGNMR, bem como gerar uma contribuição importante para a pesquisa desse tema.

Essa estratégia propõe soluções de otimização para problemas NP-Difíceis, classe na

qual o PAGNMR se enquadra, por ser uma generalização do problema do caminho hamil-

toniano conforme mencionado anteriormente. O algoritmo iterativo geral de [8] considera

a existência de restrições para resolver um determinado problema. Considerando essas

restrições, o algoritmo parte de uma solução inicial que atende a uma primeira restrição

de�nida e iterativamente re�na essa solução inicial enquanto uma segunda restrição seja

atendida. Baseado nessa estratégia, [30] propôs uma reformulação do algoritmo original

para o PAGNMR.

Conforme já apresentado na Seção 1.1, o PAGNMR foi assim de�nido: dado um grafo

conexo G = (V,E), não direcionado e sem pesos em suas arestas, encontrar uma árvore

geradora T de G, que possua a menor quantidade possível de vértices com grau maior

ou igual a 3 em T (dT (v) ≥ 3). Conceitualmente o PAGNMR não é um problema de

árvore geradora restrita, já que não há uma restrição explícita quanto à quantidade de

vértices com grau maior ou igual a 3, para uma árvore geradora factível. O que se busca

é uma árvore geradora T de G contendo todos os vértices de G com a menor quantidade

de rami�cações. As soluções ótimas para esse problema possuem o mínimo possível ou

nenhuma rami�cação, nesse último caso um caminho hamiltoniano.

Diante disso e a partir do algoritmo de re�namento iterativo geral de [8], foi proposto

em [31] uma solução para o PAGNMR, onde foram feitas três considerações necessárias

nessa reformulação, são elas:

� Ponderação das arestas do grafo G: considerou-se o grafo inicial com arestas

ponderadas. (Na de�nição original do problema o grafo é não ponderado);

� Critério de parada: o algoritmo encerra somente quando não mais conseguir

melhorar a topologia da árvore entre duas iterações sucessivas. (Na versão original,

o algoritmo termina quando qualquer solução factível é encontrada);

� Quantidade de iterações: isso dependerá essencialmente da árvore gerada para a

solução inicial, pois quanto mais arestas que favorecem o surgimento de rami�cações
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existirem na árvore T inicial, maior será o número de iterações, já que cada iteração

substitui apenas uma aresta.

Considerando essas alterações e dado um grafo conexo G = (V,E), não direcionado e

sem pesos em suas arestas, o primeiro passo do algoritmo RI é atribuir pesos aleatórios

às arestas de G. Em seguida, é computada uma solução inicial na forma de uma árvore

geradora de peso mínimo T de G, sendo para isso utilizado o algoritmo clássico de Kruskal

[22]. De posse da solução inicial, o algoritmo entra em seu laço principal, fazendo a cada

iteração uma troca de arestas: sai uma aresta da árvore T , dita aresta de corte, e entra

em seu lugar uma aresta de G \T , dita aresta de reposição. Isso é feito desde que as duas

condições seguintes sejam atendidas:

� A troca preserve a conexidade e a aciclicidade de T , isto é, o novo subgrafo T obtido

continue a ser uma árvore geradora de G; e

� A troca seja vantajosa, como veremos no Capítulo 3.

A cada iteração, é gerada uma lista Lc ∈ T com as possíveis arestas de corte, isto é,

com todas as arestas que são candidatas a serem removidas "vantajosamente" de T . A

lista Lc será então percorrida para se determinar a aresta ec = (uc, vc) que possibilitar

uma maior melhoria em T segundo determinados critérios. Após a remoção de ec, teremos

momentaneamente uma �oresta T − ec com duas árvores T1 e T2. Para a escolha da

aresta de reposição, que reconectará T1 a T2, é selecionada (de uma lista Lr ⊂ G \ T com

todas as possíveis candidatas), a aresta er = (ur, vr), caso exista, que apresente a menor

desvantagem (segundo aqueles mesmos critérios) ao ser incluída na árvore geradora. Caso

não seja possível reconectar T1 a T2, ou se a troca de ec por er não for vantajosa, a aresta

ec não será removida, dando vez à outra possível aresta de corte. O algoritmo continua

até que não haja mais trocas vantajosas, retornando então a árvore geradora corrente T

e encerrando sua execução.

As escolhas da melhor aresta de corte (linha 8) e da melhor aresta de reposição (linha

12), assim como a comparação entre a arestas de corte e de reposição escolhidas para

veri�car se é vantajoso trocar a primeira pela segunda (linha 14), são feitas segundo o

critério heurístico que se baseia em parâmetros bem de�nidos. É exatamente a de�nição

desses parâmetros que irá orientar, portanto, toda a execução do algoritmo e a qualidade

da solução por ele retornada.
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Algoritmo 3 Algoritmo de Re�namento Iterativo
Entrada: Um Grafo G Conexo
Saída: Uma árvore geradora T de G com poucas rami�cações

1: atribua pesos aleatórios às arestas de G
2: obtenha pelo algoritmo de Kruskal uma árvore geradora T de G com peso mínimo
3: Tmelhor ← T
4: repita
5: substituição_feita← falso

6: obtenha em T a lista Lc com todas as possíveis arestas de substituição
7: enquanto substituição_feita = falso e Lc ̸= ∅ faça
8: escolha a melhor aresta de substituição (uc, vc) dentre as arestas em Lc

9: T ← T − (uc, vc)
10: remova (uc, vc) de Lc

11: obtenha em G a lista Lr com todas as possíveis arestas de reposição
12: escolha a melhor aresta de reposição ur, vr dentre as arestas em Lr

13: T ← T + (ur, vr)
14: se a troca de (uc, vc) por (ur, vr) é vantajosa então
15: Tmelhor ← T
16: substituição_feita← verdadeiro

17: senão
18: T ← T − (ur, vr)
19: �m se
20: se substituição_feita = falso então
21: T ← T + (uc, vc)
22: �m se
23: �m enquanto
24: até substituição_feita = falso

25: retorne Tmelhor

Seja T uma árvore geradora de G, e seja e = (u, v) uma aresta de T . O critério origi-

nalmente utilizado pelo algoritmo RI baseia-se nos dois parâmetros seguintes, associados

a aresta e:

� αT (e): é a quantidade de rami�cações em que a aresta e incide, podendo ser 0, 1 ou

2, segundo a fórmula abaixo:

αT (e) =
∑

x∈{u,v}

bT (x),

onde

bT (x) =

0, se dT (x) < 3,

1, se dT (x) ≥ 3;
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� σT (e): é o somatório dos graus dos vértices u e v em T , desconsiderando-se a própria

aresta e, segundo a fórmula abaixo:

σT (e) =

 ∑
x∈{u,v}

dT (x)

− 2.

Utilizando esses dois parâmetros, as arestas são avaliadas segundo os seguinte critérios:

� escolha da aresta de corte(ec): dentre todas as arestas e da lista Lc, é escolhida

aquela que possuir o maior αT (e). Em caso de empate escolher aquela que que

possuir o maior σT (e),∀e ∈ Lc;

� escolha da aresta de reposição(er): dentre todas as arestas e da lista Lr, é

escolhida aquela que possuir o menor αT . Em caso de empate escolher aquela que

possuir o menor σT (e), ∀e ∈ Lr.

A avaliação de uma possível troca é feita de maneira análoga. Seja T ′ a árvore geradora

de G que é obtida de T pela troca de uma aresta ec ∈ T por uma aresta er ∈ G\T . Dessa
forma, tal troca é considerada vantajosa se:

� αT ′(er) < αT (ec), ou

� αT ′(er) = αT (ec) e σT ′(er) < σT (ec), onde er ∈ Lr e ec ∈ Lc.

A justi�cativa dos critérios acima é baseada no �nível de infração� dos vértices inciden-

tes às arestas avaliadas: se um vértice é rami�cação, ele é mais infrator do que outro que

não é rami�cação. Como critério de desempate, quanto mais alto o grau de um vértice,

mais infrator considera-se aquele vértice.

2.1.3.1 Análise do Algoritmo de Re�namento Iterativo

Essa seção será dedicada à análise do algoritmo RI visto na Seção 2.1.3 e levará em

consideração alguns aspectos observados na sua construção. Essa avaliação servirá como

base para a formulação da nossa proposta, portanto tal análise torna-se essencialmente

necessária nesse momento. Didaticamente, organizamos essa avaliação em 3 aspectos que

chamaram a nossa atenção e para cada um deles fazemos algumas considerações.

Aspecto 1: Os dois primeiros passos do algoritmo RI, considera que, dado um grafo

conexo G = (V,E), é gerado um grafo conexo e ponderado G′ = {V,E,w}, w : E → W ,
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onde W = {x ∈ ℜ | 0 ≤ x ≤ 1}. Em seguida, utilizando o método de Kruskal é obtida

uma árvore T de G′ para ser a solução inicial. Os demais passos serão re�namentos em

T com sucessivas trocas de arestas visando minimizar a quantidade de suas rami�cações.

Análise 1: O aspecto 1 do algoritmo RI nos remetem à re�exão das seguintes ques-

tões:

� Por que gerar uma solução inicial com um custo computacional relativamente caro?

� Por que a árvore geradora inicial tem custo mínimo, se os custos das arestas foram

atribuídos de forma aleatória?

Além disso, observamos que durante a fase de re�namento, não são considerados os

pesos atribuídos às arestas em G′, já que eles foram necessários somente para a fase de

geração da solução inicial, em razão de utilizar o método de Kruskal.

Tudo isso nos parece um tanto quanto custoso, considerando a complexidade do algo-

ritmo de Kruskal que é O(|E| log |V |) conforme pode ser visto em [6]. Entendemos que

a solução inicial é apenas o ponto de partida que ainda será re�nada pelo algoritmo para

que se possa encontrar uma solução factível para o problema. É natural também pensar

que se conseguirmos uma boa solução inicial a um baixo custo, estaremos mais próximos

da solução �nal. Ainda assim, a e�cácia da heurística deve estar fundamentalmente na

sua capacidade de re�namento, buscando o melhor resultado possível. Acreditamos que se

otimizarmos esses primeiros passos de uma forma a obter uma solução inicial mais barata,

utilizando por exemplo a busca em profundidade, estaremos melhorando o tempo desse

passo, o que em alguns casos poderá trazer valiosos ganhos de performance para modelos

que exigem alto tempo computacional para execução.

Aspecto 2: As heurísticas utilizadas para as escolhas das arestas de corte (ec) e

reposição (er), consideram os parâmetros alfa(αT ) e sigma(σT ) de�nidos na Seção 2.1.3,

da seguinte forma:

� escolha da aresta de corte: dentre todas as arestas e da lista Lc, é escolhida

aquela que possuir o maior αT (e). Em caso de empate escolher aquela que que

possuir o maior σT (e);

� escolha da aresta de reposição: dentre todas as arestas e da lista Lr, é escolhida

aquela que possuir o menor αT . Em caso de empate escolher aquela que possuir o

menor σT (e).
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Análise 2: Analisaremos separadamente a lógica de funcionamento dos parâmetros

alfa e sigma:

� Alfa: Parece razoável pensar em escolher para sair da árvore a aresta que possuir

maior alfa, uma vez que estaríamos escolhendo a aresta mais infratora na árvore

naquele momento. Seguindo o mesmo raciocínio, escolher para entrar na árvore a

aresta e que tem o menor αT (e) também faz sentido, uma vez que escolheremos

a aresta que trará menor impacto para a árvore em termo de aumento de grau

dos vértice onde tal aresta incidirá. Consideremos ainda, que para a escolha da

aresta de corte, os valores alfa e sigma são calculados antes da remoção da aresta.

Já para a escolha da aresta de reposição, o cálculo é feito depois da inserção, ou

seja, após a aresta ser inserida. Assim, quando for inserida uma aresta que tenha

em seus extremos vértices que já eram rami�cações, isso não incorrerá no aumento

de rami�cações da árvore. Por outro lado, caso esses mesmos vértices incidentes

tenham grau igual a 2 por exemplo, aumentaríamos em 2 unidades a quantidade de

rami�cações na árvore.

� Sigma: Conforme visto na Seção 2.1.3, sigma foi de�nido como sendo o somatório

dos graus dos vértices onde uma aresta incide. Diante disso, fazemos o seguinte

questionamento: Por que utilizar apenas o somatório dos graus dos vértices que a

aresta incide, sem avaliar o quanto esses vértices estão próximos de deixarem de ser

rami�cações? Vejamos com um exemplo, como a escolha de uma aresta candidata

a corte, sem considerar tal aspecto, poderia in�uenciar o resultado �nal.

Figura 2.1: Exemplo de escolha de arestas

Pela de�nição de sigma e considerando o exemplo da Figura 2.1 onde queremos es-

colher uma aresta de corte entre as duas candidatas, ao compararmos os valores de alfa

e sigma, percebemos que ambas as arestas são igualmente infratoras, já que possuem os

mesmos valores 2 e 20 respectivamente. Note que haveria um empate, tanto pela avali-

ação de alfa quanto por sigma. No entanto, é claramente visível que escolher a aresta

(z,w) seria melhor, pois estaríamos eliminando uma rami�cação (vértice z ). Isso nos faz
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acreditar que o critério sigma também precisa ser revisto com muito mais atenção e talvez

uma outra forma de avaliação de arestas possa trazer melhores resultados.

Ainda em relação ao critério sigma, outro aspecto nos chamou a atenção. Como o

objetivo do problema é minimizar a quantidade de rami�cações, devemos escolher arestas

que ao saírem da árvore "salvem" ou contribuam de alguma forma para a "salvação"

dos vértices que ela deixará de incidir. Os termos salvem/salvação estão sendo utilizados

aqui para indicar que uma rami�cação será eliminada da árvore. No entanto, a heurística

utilizada pelo algoritmo RI escolhe para sair, a aresta de maior sigma o que prioriza

vértices de grau alto, que eventualmente poderiam sequer ter salvação e nesse caso o ideal

seria deixá-los com o maior grau possível.

Sabendo que a avaliação de alfa e sigma, para a escolha da aresta de corte, é feita

antes da troca e para a reposição é feita depois, consideramos o quanto valeria a pena

veri�car a topologia da árvore, em relação a quantidade de rami�cações antes e depois da

escolha, tanto para a aresta de corte quanto para a aresta de reposição. Suspeitando ser

promissora essa alteração, apreciaremos esse aspecto na nossa proposta.

Aspecto 3: Durante a fase de re�namento da solução inicial, o algoritmo tenta

minimizar a quantidade de rami�cações em T. Para isso é criada a lista de corte(Lc)

baseada em cada topologia de T, considerando as rami�cações existentes na árvore a cada

iteração. Essa lista será percorrida e em cada iteração, será escolhida a melhor aresta de

corte ec = (u∗, v∗), de acordo com os critérios da heurística. Após escolhida a aresta(ec), é

criada a lista de arestas candidatas a reposição (Lr) de acordo com as arestas existentes no

grafo G. Dessa lista é escolhida a aresta er = (u′, v′), com base nos critérios da heurística

de reposição, que irá trocar ec por er em T.

Análise 3: Note que a escolha de er depende de ec, ou seja, primeiro é escolhida a

aresta ec em Lc, e para substitui-la, será selecionada a aresta er em Lr. Embora possa

haver uma boa heurística, para ambos os casos, a troca quando realizada modi�cará a

topologia da árvore T para a próxima iteração. Isso signi�ca que outras possibilidades

envolvendo Lc e Lr, deixarão de ser avaliadas podendo haver comprometimento da solução

�nal.

Considerando esse raciocínio, na proposta original, não há qualquer garantia de es-

colha da melhor troca em cada iteração, e uma vez feita tal troca, não mais é possível

voltar à topologia anterior da árvore. Avaliaremos nas nossas heurísticas esse aspecto, pois

acreditamos ser um dos mais relevantes e que poderá trazer resultados mais promissores

para o PAGNMR.
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2.2 Algoritmo Aproximativo

Outra abordagem para o PAGNMR conhecida é através da utilização de algoritmos aproxi-

mativos. Diferentemente dos métodos heurísticos, os algoritmos aproximativos encontram

soluções garantindo matematicamente fatores de aproximação para limites inferiores ou

superiores para o pior caso de problemas, na busca por soluções que atendam a função

sua objetivo. As heurísticas vistas até aqui apresentaram soluções para o PAGNMR com

o objetivo de minimizar a quantidade de rami�cações em uma árvore geradora T de um

dado grafo G. Considerando a formulação original do PAGNMR e o conhecimento de

que trata-se de uma generalização do problema do caminho hamiltoniano, a abordagem

através de algoritmos aproximativos torna-se inadequada, uma vez que a solução ótima

para o problema do caminho hamiltoniano é a solução "perfeita" para o PAGNMR, ou

seja, teríamos OPT = 0, levando a uma situação intratável matematicamente que é a

divisão por zero, ao calcularmos o fator de aproximação. Essa situação gerou uma nova

abordagem para o problema, como será visto na seção seguinte.

2.2.1 Abordagem MPST

A �m de contornar a situação intratável matematicamente descrita no �nal na seção an-

terior e, assim, tornar possível a abordagem do PAGNMR com algoritmos aproximativos,

[5] propôs uma reformulação para o problema, rede�nindo a função objetivo. Notou-se

que ao aumentar a quantidade de nós com grau igual a 1 ou 2 em uma árvore, teria-se

como consequência direta, a diminuição da quantidade de nós com grau maior ou igual a

3. De fato, uma solução obtida dessa forma também resolve, de outro modo, o PAGNMR.

Essa proposta trouxe o conceito de path nodes, que são os vértices de uma árvore com

grau igual a 1 ou 2.

A formulação para o PAGNMR considerando a abordagem com algoritmo aproxima-

tivo �cou assim de�nida: dado um grafo conexo G = (V,E), não direcionado, sem peso

em suas arestas, encontrar uma árvore geradora T de G, que possua a maior quantidade

de path nodes. Essa formulação foi chamada de Maximum Path-Nodes Spanning Tree -

MPST.

Perceba que, embora parecendo diferente das demais, essa abordagem também faz

sentido para o PAGNMR, pois ao maximizarmos os vértices que não são rami�cações

em uma árvore, estaremos naturalmente minimizando as suas rami�cações e portanto,

também resolvendo o PAGNMR original, mesmo que usando outra estratégia. Note que
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essa reformulação torna-se mais adequada para utilização de algoritmos aproximativos já

que elimina a condição intratável matematicamente descrita acima, quando OPT = 0.

De acordo com [5], uma árvore geradora qualquer fornece uma solução para o MPST,

cujo valor está no máximo a 50% do valor ótimo (aproximação trivial), uma vez que

pelo menos metade dos seus nós tem grau no máximo igual a 2. Vejamos abaixo essa

demonstração.

Vamos mostrar que toda árvore tem pelo menos n/2 nós de grau 1 ou 2, i.e., NP ≥ n/2

ou equivalentemente R < n/2.

Prova: Seja NP o número de path nodes, i.e., nós de grau 1 ou 2. Seja R o número

de rami�cações, i.e., nós de grau ≥ 3

Suponhamos, por absurdo, que R ≥ n/2

n = R +NP

NP = n−R

2m =
∑
v∈T

d(v)

2n− 2 =
∑

d(R) +
∑

d(NP )

∑
d(R) +

∑
d(NP ) ≥ 3R + (n−R)1

2n− 2 ≥ 3R + (n−R)

2n− 2 ≥ 2R + n

n− 2 ≥ 2R

R ≤ n/2− 1)

mas por hipótese, R ≥ n/2. (absurdo). Logo vale o resultado segue.

A principal contribuição de [5] foi construir um algoritmo aproximativo que melhorou o

fator de aproximação trivial do MPST para 6/11-aproximativo, considerando um problema

de maximização, conforme sua demonstração. Em nossa pesquisa, implementamos esse

algoritmo com o objetivo de comparar os seus resultados com aqueles obtidos com as

nossas heurísticas e assim avaliarmos o desempenho de cada um deles na solução do

PAGNMR.
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2.2.2 Algoritmo Aproximativo MPST

Conforme apresentado na seção anterior, toda árvore geradora é 1/2-aproximativo, uma

vez que pelo menos metade dos seus nós tem grau igual a 1 ou 2. O pior caso ocorre quando

temos árvores geradoras que consistem de somente nós folhas (d(v) = 1) e nós cúbicos

(d(v) = 3) e a solução ótima é um caminho hamiltoniano ou uma estrela(uma árvore com

um nó interno e k-folhas) com um nó de alto grau. Esse fator de aproximação poderia ser

melhorado se houvesse uma garantia de que uma certa fração de nós não-cúbicos, presente

na solução ótima, também fossem não-cúbicos na solução �nal.

Uma k-�ip factível é uma troca de k arestas em T com o mesmo número de arestas

em E(G) − E(T ) de maneira que o grafo resultante T ′ seja uma árvore geradora de G.

Desse modo, de�niu-se uma medida de melhoria para o algoritmo baseado em k-�ip da

seguinte maneira: um k-�ip melhora a árvore se houver um incremento da quantidade de

path nodes, ou em mantendo-se constante o número de path nodes, o número de nós

cúbicos diminuir. O algoritmo foi apresentado simpli�cadamente como segue abaixo:

Algoritmo Aproximativo: iniciando com uma árvore geradora arbitrária, execute

2̄−flips em T , enquanto T estiver melhorando. Onde k̄−flips representa qualquer l-�ips
com 1 ≤ l ≤ k.

Pode-se notar que não há exigência de uma solução inicial gerada a partir de um

método de busca em árvore especí�co, como busca em largura ou profundidade. De posse

da solução inicial, o algoritmo executa uma busca local em T e realiza até 2̄−flips a cada
iteração, enquanto a medida de melhoria seja possível e alcançada em T .

A listagem do pseudocódigo do algoritmo não foi encontrada em [5], desta forma a

implementação que �zemos, bem como o pseudocódigo apresentado nessa seção, foram

baseados na nossa análise e compreensão da referida pesquisa.

O procedimento OneFlip() realiza 1-�ip, ou seja, uma troca simples dentre as possíveis

para cada topologia de T , fazendo uma busca local, enquanto essas trocas estiverem

melhorando a árvore T . Já o procedimento TwoFlip(), realiza até duas trocas de arestas

dentre as possíveis, ou seja, 2̄−flips, também utilizando-se de uma busca local, enquanto

cada troca estiver melhorando a árvore T . Claramente pode ser visto pelos Algoritmos 5

e 6, que o procedimento TwoFlip() é assintoticamente maior que o OneFlip().

Podemos encontrar na literatura outras pesquisas que utilizam algoritmos aproxima-

tivos associados à busca local para resolver problemas de árvores geradoras. Um dos mais

relevantes está em [11], que é uma aproximação 1-aditiva para o problema de grau máximo
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em árvore geradora. Outros trabalhos sobre o tema podem ser encontrados em [20], [23] e

[21]. Já em [29], é possível encontrar uma combinação de métodos matemáticos exatos e

não-exatos que buscam obter melhores resultados para problemas em árvores geradoras,

dentre eles o de minimizar rami�cações. Por essa razão, um dos aspectos levados em

consideração foi a densidade do grafo, mais uma vez con�rmando a in�uência que ela tem

na solução de problemas de árvores geradoras, particularmente no PAGNMR.

Algoritmo 4 Algoritmo Aproximativo MPST
Entrada: Um Grafo G Conexo
Saída: Uma árvore geradora T de G com poucas rami�cações

1: obtenha árvore geradora T de G
2: improving← falso

3: repita
4: One�ip()
5: até improving = falso

6: improving← falso

7: repita
8: Two�ip()
9: até improving = falso

10: retorne Tmelhor

Algoritmo 5 Procedimento OneFlip()
1: determine a lista Lc

2: para todo ec ∈ Lc faça
3: determine a lista Lr de ec
4: para todo er ∈ Lr faça
5: se TrocaVantajosa(ec, er, T ) então
6: improving = Verdadeiro

7: Final:
8: �m se
9: �m para
10: �m para
11: Final:

2.2.2.1 Avaliação do Algoritmo Aproximativo MPST

O algoritmo aproximativo apresentado na Seção 2.2.2 teve como contribuição principal

melhorar o fator de aproximação do problema MPST de 1/2-aproximativo para 6/11-

aproximativo.

A nossa abordagem para o PAGNMR é heurística e para isso tomamos por base o algo-

ritmo RI. Ainda assim, considerando uma pesquisa recente e seus resultados, �zemos uma
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Algoritmo 6 Procedimento TwoFlip()
1: determine a lista Lc1 de T
2: para todo ec1 ∈ Lc1 faça
3: subtree1 = primeiraTree(ec1, G)
4: subtree2 = segundaTree(ec1, G)
5: determine a lista Lc2 de subtree1
6: para todo ec2 ∈ Lc2 faça
7: determine a lista Lr1 de subtree1 para substituir ec2
8: para todo er1 ∈ Lr1 faça
9: determine a lista Lr2 de subtree1 para substituir ec1
10: para todo er2 ∈ Lr2 faça
11: se TrocaVantajosa(ec1, er1, ec2, er2, T ) então
12: improving = Verdadeiro

13: Final:
14: �m se
15: �m para
16: �m para
17: �m para
18: determine a lista Lc2 de subtree2
19: para todo ec2 ∈ Lc2 faça
20: determine a lista Lr1 de subtree2 para substituir ec2
21: para todo er1 ∈ Lr1 faça
22: determine a lista Lr2 de subtree2 para substituir ec1
23: para todo er2 ∈ Lr2 faça
24: se TrocaVantajosa(ec1, er1, ec2, er2, T ) então
25: improving = Verdadeiro

26: Final:
27: �m se
28: �m para
29: �m para
30: �m para
31: �m para
32: Final:

análise do algoritmo aproximativo MPST. Conforme visto na Seção 2.2.2, não há qual-

quer exigência para obtenção da solução inicial. A �m de buscarmos melhor desempenho,

sugerimos a utilização de um método de baixo custo computacional para encontrar a so-

lução inicial. Os nossos testes, conforme será visto no Capítulo 3, mostraram que dentre

os métodos testados � busca em largura, busca em profundidade e kruskal � os melho-

res resultados foram obtidas quando utilizada uma árvore inicial gerada com a busca em

profundidade. Por essa razão, foi escolhido esse método de busca para avaliação desse

algoritmo aproximativo.

A fase de re�namento é baseada em busca local enquanto a árvore estiver melhorando

de acordo com o aumento de path nodes ou de nós cúbicos. Mecanismos baseados em
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busca local tendem a se satisfazerem mais rápido quando encontram um mínimo local,

sem necessariamente, avaliar todas as possibilidades daquela topologia. A desvantagem

é que outras possíveis soluções melhores podem deixar de ser avaliadas. Uma alternativa

para evitar situações como essa, seria através de stratégias que permitissem a fuga desses

mínimos locais.

Outro aspecto importante observado na fase de re�namento é que o tempo de execu-

ção observado nos testes foi bem superior aos demais algoritmos para a grande maioria

dos casos. Esse tempo aumenta principalmente quando ocorrem 2-�ips nas sucessivas ite-

rações, o que é justi�cado, provavelmente, pela complexidade do algoritmo. Ainda assim

o algoritmo MPST é executado em tempo polinomial. A �m de avaliarmos empiricamente

o tempo médio de execução dos principais métodos apresentados nessa tese, veremos na

Seção 4.4.4 uma estimativa desses tempos obtidos em uma simulação especí�ca para esse

objetivo.

Nesse capítulo vimos as principais e mais recentes pesquisas relacionadas ao PAGNMR.

Duas delas se tornaram mais relevantes para a nossa tese: a primeira foi proposta em

[30], que utilizou heurística e a segunda em [5], foi baseada em algoritmo aproximativo.

No próximo capítulo apresentaremos a nossa contribuição para o PAGNMR, que é uma

abordagem heurística.



Capítulo 3

Heurísticas Propostas

Nesse capítulo apresentaremos nossas propostas para abordagem do PAGNMR. A estra-

tégia fundamentou-se em pesquisas aprofundadas sobre o problema e na implementação

e análise das principais propostas vistas no Capítulo 2. Para isso, foram implementados

o algoritmo RI apresentado na Seção 2.1.3 e o algoritmo aproximativo na Seção 2.2.2. Os

resultados gerados serviram de parâmetro de comparação com os obtidos por nossas heu-

rísticas. Nas seções seguintes apresentaremos em detalhes as heurísticas mais promissoras

que desenvolvemos nessa tese, assim como o embasamento teórico para a sua concepção.

Com base na análise do algoritmo RI e das considerações feitas na Seção 2.1.3.1, onde

apontamos aspectos que indicam haver possibilidades de obtenção de melhores resultados,

apresentaremos novas heurísticas para o PAGNMR. Nosso objetivo é encontrar heurísticas

que gerem melhores resultados que aqueles até então conhecidos.

São duas as novas heurísticas que propomos, sendo elas:

� Heurística de 4 Critérios (H4C): Nessa heurística utilizamos 4 (quatro) crité-

rios (beta(β), gama(γ), sigma(σ) e sigma′(σ′)). Foi mantida a estrutura básica do

algoritmo RI em sua forma original, entretanto substituindo o método de obtenção

da solução inicial de Kruskal pela busca em profundidade.

� Heurística Baseada na Melhor Troca (HBMT): Nessa heurística apresen-

tamos um novo algoritmo baseado na melhor troca de arestas em cada iteração.

Mantivemos os 4 critérios, de certa forma semelhantes a H4C, entretanto a lógica

foi adaptada para considerar um par de arestas ao invés de arestas isoladas.
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3.1 Heurística de 4 Critérios - H4C

Com base nas Análises 1 e 2 da Seção 2.1.3.1, propomos uma nova heurística que

acreditamos ser mais e�caz em relação à proposta de [30]. A proposta H4C foi publicada

em [2], sendo a primeira contribuição dessa pesquisa.

Foram feitas duas modi�cações na proposta original, sendo a primeira na forma de

obtenção da solução inicial e outra com a inclusão de novos parâmetros e critérios. Nas

seções seguintes apresentaremos em detalhes cada uma dessas alterações.

3.1.1 Alteração da Solução Inicial

Como ponto de partida, o algoritmo RI original adotou o algoritmo de Kruskal, de com-

plexidade O(m log n), para obtenção da solução inicial. Para executá-lo, é necessário

atribuir pesos aleatórios às arestas do grafo. Como já dissemos, Não vemos, no entanto,

justi�cativa para partir de uma árvore geradora inicial de custo mínimo, se os pesos em

questão são, de todo modo, escolhidos aleatoriamente. Alteramos, portanto, o primeiro

passo do algoritmo, que passa a efetuar uma simples busca em profundidade, de com-

plexidade linear O(n +m), determinando como solução inicial a árvore de profundidade

obtida. Não observamos qualquer prejuízo na qualidade das soluções encontradas.

Para isso, �zemos várias simulações em grafos comparando as árvores geradas somente

pelos métodos "originais" de busca em largura, profundidade e Kruskal, com o objetivo

especí�co de veri�car qual deles obteria as árvores com o menor número de rami�cações,

o que interessa diretamente para o nosso problema. Ou seja, nessas simulações não estão

sendo utilizados quaisquer métodos heurísticos ou aproximativos discutido nessa tese,

mas tão somente a aplicação simples e direta de alguns métodos tradicionais de busca em

árvore. Os resultados mostraram que as árvores geradas e que atendem a esse objetivo,

foram aquelas obtidas a partir da busca em profundidade.

Os testes realizados utilizaram dois modelos de grafos, sendo que para cada um deles

foram feitas variações da quantidade de grafos, vértices e densidade de arestas. Os modelos

testados foram:

� Modelos de Grafos G(n,p): São grafos aleatórios gerados conforme os parâmetros

citados acima e descrito na próxima seção;

� Modelos de Grafos G(n,p) Hamiltonianos: São grafos semelhantes aos gra-

fos aleatórios G(n,p), com a diferença de que estes foram gerados com a condição
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especial de garantir a existência de pelo menos um caminho hamiltoniano e não

necessariamente um ciclo hamiltoniano, como poderia sugerir tal terminologia.

Assim, os testes envolveram os seguintes modelos, tanto na con�guração G(n,p) quanto

G(n,p) hamiltoniano:

� 5.000 Grafos, 50 vértices, com densidade de 20%;

� 10.000 Grafos, 30 vértices, com densidade de 5%;

� 30.000 Grafos, 15 vértices, com densidade de 10%.

� Totalizando 90.000 grafos

Os resultados mostrados nas tabelas abaixo foram encontrados obedecendo a seguinte

metodologia: Dado um modelo M de grafos composto por uma quantidade Q de grafos,

cada um deles com n vértices e densidade D, submetemos cada grafo aos métodos de

geração de árvore de busca em largura, busca em profundidade e Kruskal. Para cada grafo

G contabilizamos a quantidade de rami�cações gerada na árvore T . O método que gerou

a árvore com a menor quantidade de rami�cações foi denominado vencedor nessa disputa.

Quando ocorreram empates em mais de um deles, considerando a menor quantidade de

rami�cações para os três métodos naquele grafo, todos aqueles que empataram também

foram considerados vencedores, sendo portanto contabilizado a vitória para cada um deles.

Tabela 3.1: Árvores de 5.000 Grafos / 50 Vértices / Densidade 20%

G(n,p) Hamiltoniano

Método % de Vitórias Método % de Vitórias
Busca em Largura 6% Busca em Largura 0%

Busca em Profundidade 97% Busca em Profundidade 100%
Kruskal 3% Kruskal 0%

Tabela 3.2: Árvores de 10.000 Grafos / 30 Vértices / Densidade 5%

G(n,p) Hamiltoniano

Método % de Vitórias Método % de Vitórias
Busca em Largura 30% Busca em Largura 0%

Busca em Profundidade 74% Busca em Profundidade 100%
Kruskal 26% Kruskal 0%
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Tabela 3.3: Árvores de 30.000 Grafos / 15 Vértices / Densidade 10%

G(n,p) Hamiltoniano

Método % de Vitórias Método % de Vitórias
Busca em Largura 40% Busca em Largura 0%

Busca em Profundidade 72% Busca em Profundidade 100%
Kruskal 42% Kruskal 0%

Como podemos ver nos resultados das Tabelas 3.1, 3.2 e 3.3 a busca em profundidade

obteve melhores resultados que as buscas em largura e Kruskal em todos os modelos

testados. Para os modelos de grafos G(n,p) com densidade 20%, a busca em profundidade

conseguiu um resultado bem superior (97%) aos demais métodos, mostrando assim o

seu bom desempenho para grafos mais densos. Já para os modelos com densidade 5% e

10% a variação de vitórias seguiu a variação da densidade, ou seja, o número de vitórias

dos três métodos aumentou quando a densidade dos grafos também aumentou. Além

disso, percebemos que para os modelos G(n,p) hamiltoniano, a busca em profundidade

foi a vencedora em 100% dos casos de todos os modelos. Esse resultado sugere que,

para grafos que admitem caminho hamiltoniano, a utilização de somente a busca em

profundidade já seria e�caz para o PAGNMR. Portanto não seria necessário o uso de

heurísticas ou algoritmos aproximativos. Por outro lado, essa conclusão preliminar só

poderia ser aplicada para os casos onde já soubéssemos antecipadamente que o grafo

admite caminho hamiltoniano, o que na maioria da vezes não sabemos e portanto recaímos

no problema clássico que é NP-Completo.

Portanto mais uma vez �ca justi�cado o uso de métodos não exatos para o PAGNMR.

Precisávamos desse resultado para justi�carmos a escolha da busca em profundidade como

o método utilizado na obtenção da solução inicial para as nossas heurísticas. Poderíamos

escolher, antagonicamente, o pior entre os três métodos para gerar a solução inicial. No

entanto, optamos pelo melhor dentre eles, acreditando que partindo de uma solução barata

e razoavelmente boa, nossas heurísticas poderiam ser melhor avaliadas, pois em tese,

estaremos diante de árvores mais difíceis de se reduzir a quantidade de rami�cações.

Desse modo, esperamos que os resultados obtidos sejam mais promissores.
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3.1.2 Parâmetros e Critérios de Re�namento

Mesmo mantendo a estrutura original do algoritmo RI de [30], inserimos novos parâme-

tros na heurística H4C, para que fosse possível avaliarmos a topologia da árvore antes e

depois da escolha de cada aresta, tanto para escolha da aresta de corte quanto para a

de reposição. Quando uma aresta é removida ou inserida em uma árvore, naturalmente

há uma mudança na sua topologia que poderá fazer uma diferença signi�cativa para as

próximas iterações e talvez até interferir na qualidade da solução �nal. Por esse motivo,

propomos medir antecipadamente o impacto que essa alteração provocará na árvore e

assim decidirmos melhor que aresta escolher para sair e entrar, diante dessa expectativa

de mudança na árvore para uma dada troca. Essa proposta alterou principalmente o pri-

meiro parâmetro(alfa) da heurística original. Além disso, introduzimos outros parâmetros

de desempate que contribuirão para melhorar a e�cácia da nossa heurística.

Para a implementação de novos critérios de escolha das arestas de corte e reposição,

de�nimos os seguintes parâmetros, onde T é novamente uma árvore geradora do grafo de

entrada G, e e = (u, v), uma aresta de T .

� Beta � βT (e): indica a diferença entre a quantidade de rami�cações que existem

no conjunto {u, v} com e sem a presença da aresta e. Isto é, o número de vértices

adjacentes a e (em G) que são rami�cações em T − e, menos o número de vértices

adjacentes a e (em G) que são rami�cações em T + e. Assim, o valor de beta

é calculado fazendo-se a diferença entre o valor de alfa depois e antes, seja da

inserção ou remoção de uma aresta. Perceba que estamos aplicando o conceito de

alfa a vértice e não a aresta como na proposta original. De outro modo temos:

βT (e) =
∑

y∈{u,v}

α(y)depois −
∑

y∈{u,v}

α(y)antes

onde α(y) = 1 para d(y) ≥ 3 e α(y) = 0 para d(y) ≤ 3

� Gama � γT (e): assume o valor dT (u) ou dT (v), o que estiver mais à esquerda na

sequência 3, 4, 5, ..., n− 1, 2, 1.

� Sigma � σT (e):

σT (e) = (
∑

e∈{u,v}

d(e))− 2
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� Sigma' � σ′
G(e):

σ′
G(e) = (

∑
e∈{u,v}

d(e))− 2

Note que os parâmetros são considerados lexicogra�camente, ou seja, para k ≥ 2, o

k-ésimo parâmetro da lista só é considerado se houver empate do primeiro ao (k−1)-ésimo

parâmetro, de�nindo-se o resultado da comparação pelo primeiro parâmetro, na ordem

dada, segundo o qual não houver empate. Valendo-se desses novos parâmetros, as arestas

passam a ser avaliadas como descrevemos a seguir:

� escolha da aresta de corte: dentre todas as arestas da lista Lc, é escolhida aquela

que possuir o menor βT , depois γT mais à esquerda na sequência 3, 4, 5, ..., n−1, 2, 1,
depois menor σT , e �nalmente menor σG;

� escolha da aresta de reposição: dentre todas as arestas da lista Lc, é escolhida

aquela que possuir o menor βT , depois γT mais à esquerda na sequência 3, 4, 5, ..., n−
1, 2, 1, depois maior σT , e �nalmente maior σG.

Para a avaliação de uma possível troca, seja mais uma vez T ′ a árvore geradora de G

que é obtida de T pela troca de uma aresta ec ∈ T por uma aresta er ∈ G \ T . Tal troca
é considerada vantajosa se:

�

∑
x∈V (G) βT ′(x) <

∑
x∈V (G) βT (x), ou seja, a troca implicou em redução do número

total de rami�cações; ou

� houve empate no critério anterior, e γT ′(er) está mais à esquerda do que γT (ec) na

sequência 3, 4, 5, ..., n− 1, 2, 1; ou

� houve empate nos critérios anteriores, e σT ′(er) > σT (ec); ou

� houve empate nos critérios anteriores, e σ′
G(er) > σ′

G(ec).

Justi�camos a seguir a escolha dos novos critérios.

O critério beta indica precisamente uma melhora na função objetivo. Note que um

valor negativo para βT (e) indica que o número de rami�cações em T diminui com a

remoção de e. Isso parece mais e�caz que considerar apenas o cálculo de alfa isoladamente,

como na heurística original.

Para ilustrar, considere a seguinte situação envolvendo a escolha da aresta de corte

em T dentre as candidatas, sendo e1 = (x, y) e e2 = (z, w):
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Figura 3.1: Exemplo de escolha de arestas utilizando beta

Pela heurística original RI, e avaliando primeiramente o critério alfa por ela utilizado,

as arestas estariam empatadas, pois αT (e1) = αT (e2) = 2. O segundo critério, sigma,

desempataria a favor da segunda aresta, pois σT (e2) > σT (e1). No entanto, a remoção

da aresta e2 não reduziria o número de rami�cações (β(e2) = 0), ao passo que a remoção

da aresta e1 traria ganho imediato para a árvore, reduzindo em uma unidade o número

de rami�cações (β(e1) = −1). Perceba que só foi possível medir esse ganho avaliando

a variação da quantidade de rami�cações da árvore, o que é dado precisamente pelo

parâmetro beta. Segundo esse parâmetro, a aresta e1 seria a escolhida.

De forma intuitiva, o parâmetro gama permite priorizar arestas de corte e reposição

que façam a árvore se aproximar mais rapidamente de uma situação em que possa se

ver livre de rami�cações que ainda possua. Quanto mais à esquerda estiver o grau dT (v)

de um vértice v na sequência 3, 4, 5, ..., n − 1, 2, 1, mais próximo v está de deixar de ser

uma rami�cação de T . O critério gama proposto observa portanto, dentre os vértices

incidentes a uma aresta, qual deles está mais próximo de deixar de ser uma rami�cação,

e utiliza apenas o grau desse vértice (e não de ambos os vértices) como parâmetro para

aquela aresta.

Quanto ao parâmetro σT , que dá a soma dos graus em T dos vértices incidentes

a uma aresta, nosso critério prioriza a saída de arestas com σT baixo e a entrada de

arestas com σT alto. Esse critério opera, portanto, de forma exatamente antagônica ao

critério utilizado no algoritmo original de [30], conforme a Análise 2 apresentada na

Seção 2.1.3.1. Se o objetivo é minimizar a quantidade de rami�cações, entendemos que

seja mais intuitivo escolher uma aresta que, ao sair da árvore, mais aproxime os vértices

que a ela incidiam, de uma situação em que deixem de ser rami�cações. Nossa percepção

é a de que tende a ser ine�caz remover arestas cujos extremos tenham graus muito altos (e

que di�cilmente deixarão de ser rami�cações com o desenrolar do algoritmo, de qualquer

maneira), mais valendo bene�ciar aqueles vértices que tem maiores chances de deixarem

de ser rami�cações por já apresentarem graus relativamente baixos. Esse é, em suma, o

mesmo raciocínio utilizado no critério gama, mas considerando agora ambos os vértices
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incidentes à aresta em questão. Note que o parâmetro sigma só será observado se tiver

havido empate no parâmetro gama, em que apenas o vértice de cada aresta que está mais

à esquerda na sequência (mais próximo de deixar de ser rami�cação), é considerado.

Finalmente, o parâmetro σ′
G é calculado de forma análoga ao anterior, com a diferença

de que em σ′
G(e) consideramos os graus dos vértices incidentes a e no grafo G, ao invés

dos graus daqueles vértices na árvore T , como em σT (e). Para a escolha da aresta de

corte, selecionamos em Lc aquela que tiver o menor σ′
G. Isso se justi�ca pelo fato de

que um vértice v com grau baixo em G, incide provavelmente a um número pequeno de

arestas de G \T . Removendo uma aresta incidente a v, aumentamos o número de arestas

�livres� incidentes a v, isto é, arestas que poderão mais à frente ser usadas como aresta

de reposição. Se escolhêssemos, por outro lado, remover arestas incidentes a vértices com

grau alto em G, o aumento de uma unidade no número de arestas de G \ T incidentes

àqueles vértices seria menos signi�cativo, uma vez que já havia um bom número de tais

arestas. Para a escolha da aresta de reposição, escolhemos em Lr aquela de maior σG, por

raciocícnio análogo.

3.1.3 Algoritmo de Re�namento Iterativo - Versão H4C

Considerando os aspectos funcionais analisados no Algoritmo 3 e as alterações propostas

pela heurística H4C, apresentamos abaixo o pseudocódigo da versão H4C do algoritmo

de re�namento iterativo.

3.1.3.1 Análise da Complexidade do Algoritmo H4C

Apresentamos nessa seção a análise da complexidade assintótica do Algoritmo de Re�-

namento Iterativo - Versão H4C, Algoritmo 7 da Seção 3.1.3. Um aspecto importante a

ser dito para um melhor entendimento dessa análise, é que a estrutura de dados utilizada

para armazenamento dos grafos e árvores, em todo o experimento dessa tese, foi a matriz

de adjacência de ordem NxN . Outras estruturas poderiam ser utilizadas, como por exem-

plo, lista de adjacência. Entretanto, o nosso objetivo era comprovar computacionalmente

que as heurísticas executavam em tempo polinomial, daí a razão de não termos focado na

estrutura utilizada e sim nos resultados. Dessa forma e, considerando ainda que os grafos

são não direcionados, o tempo para percorrer todas as arestas de um grafo G é no mínimo

O((n2 − n)/2), o que usando lista de adjacência seria menor.
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Algoritmo 7 Algoritmo de Re�namento Iterativo - Versão H4C
Entrada: Um Grafo G Conexo
Saída: Uma árvore geradora T de G com poucas rami�cações

1: obtenha pela busca em profundidade uma árvore geradora T de G
2: Tmelhor ← T
3: repita
4: substituição_feita← falso

5: obtenha em T a lista Lc com todas as possíveis arestas de corte
6: enquanto substituição_feita = falso e Lc ̸= ∅ faça
7: escolha a melhor aresta de corte (uc, vc) dentre as arestas em Lc

8: T ← T − (uc, vc)
9: remova (uc, vc) de Lc

10: obtenha em G a lista Lr com todas as possíveis arestas de reposição
11: escolha a melhor aresta de reposição (ur, vr) dentre as arestas em Lr

12: T ← T + (ur, vr)
13: se a troca de (uc, vc) por (ur, vr) é vantajosa então
14: Tmelhor ← T
15: substituição_feita← verdadeiro

16: senão
17: T ← T − (ur, vr)
18: �m se
19: se substituição_feita = falso então
20: T ← T + (uc, vc)
21: �m se
22: �m enquanto
23: até substituição_feita = falso

24: retorne Tmelhor

Portanto, sabemos que a ordem de complexidade encontrada nas nossas análises po-

deria ser menor, entretanto os resultados obtidos para o objetivo do problema estudado,

permaneceriam inalterados. Também consideremos as seguintes de�nições:

� Seja Lc ∈ T , a lista de arestas candidatas a corte, obtida em cada iteração a partir

de todas as arestas incidentes em rami�cações de T , cujos graus dos seus vértices

sejam superiores a 1, uma vez que, arestas das quais algum de seus vértices tenham

grau igual a 1 não podem sair da árvore, sob pena da perda de conexidade de T ;

� Seja ec = (uc, vc) ∈ Lc, uma aresta de corte candidata a sair da árvore;

� Seja Lr ∈ G, a lista de arestas candidatas a reposição, capazes de reconectar a

árvore T após o corte da aresta ec;

� Seja er = (ur, vr) ∈ Lr, a aresta de reposição escolhida para reconectar a árvore T .
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Vejamos a seguir a análise do algoritmo linha a linha, para em seguida encontrarmos

a complexidade assintótica.

Linha 1: Complexidade da busca em profundidade: O(m+ n).

Linha 2: Atribuição simples (tempo constante): O(1).

Linha 3: Laço repita. Cada aresta do grafo só pode ser escolhida como aresta de

corte uma única vez. Portanto, o número total de iterações será O(m).

Linha 4: Atribuição simples (tempo constante): O(1).

Linha 5: Obter Lc em T . São percorridos todos os n vértices de T para se obter a

lista de rami�cações com d(v) > 2, o que consome um tempo máximo de ⌊n/2⌋− 1. Para

cada rami�cação de T , veri�ca-se suas arestas incidentes. Aquelas cujo outro extremo

tem grau superior a 1 serão inseridas na lista Lc (se ainda não foram), o que equivale no

pior caso a n arestas. Assim, o custo assintótico será: (⌊n/2⌋ − 1) ∗ n), ou seja, O(n2).

Linha 6: Laço enquanto. O pior caso ocorre quando toda a lista Lc é percorrida, ou

seja, quando Lc é composta por todas as m arestas de T , logo será n − 1, considerando

que m = n− 1 em T .

Linha 7: Percorre toda a lista Lc para escolher a melhor aresta de corte(ec), segundo

os critérios da heurística, o que corresponde no pior caso a um tempo na ordem de O(n−1).

Linha 8: Atribuição simples (tempo constante): O(1).

Linha 9: Atribuição simples (tempo constante): O(1).

Linha 10: Obter Lr em G. Veri�ca em cada vértice dos segmentos T1 e T2 (gerados

pelo corte de ec) opções de reconexão de T , considerando as arestas em G. Para isso, as

arestas de cada vértice dos segmentos T1 e T2 em G \T serão avaliadas, o que consumirá

um tempo no pior caso de (n/2)2 − 1, ou seja, O(n2).

Linha 11:. Em cada aresta de Lr, criada no passo anterior, serão calculados os

parâmetros alfa e sigma. Para isso será necessário contabilizar o grau de cada vértice, o

que é feito visitando os n vértices de T . logo teremos: ((n/2)2 − 1) ∗ n, ou seja, O(n3).

Linhas 12 a 20: Tempo constante: O(1).

Diante dessa análise, chegamos a expressão abaixo:

T (n) = (m+ n) +m[n2 + (n− 1)[(n− 1) + n2 + n3]]

T (n) = (m+ n) + (n− 1)[n2 + (n− 1)2 + n3 − n2 + n4 − n3]]
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T (n) = (m+ n) + (n− 1)[(n− 1)2 + n4]

O que pode ser simpli�cado para:

T (n) = O(m+ n) +O(n5)

Logo, a complexidade assintótica do algoritmo H4C é:

T (n) = O(n5)

3.1.4 Exemplo Passo a Passo de H4C

Veremos nessa seção um exemplo e o passo a passo do Algoritmo 7, que ilustra como a

heurística H4C funciona. Para isso, seja um grafo conexo G = (V,E), não direcionado e

sem pesos em suas arestas, conforme a Figura 3.2(a), no qual desejamos encontrar uma

árvore geradora T de G que possua a menor quantidade possível de rami�cações.

Figura 3.2: Exemplo H4C

Partindo do Algoritmo 3 apresentado na Seção 2.1.3 e considerando as modi�cações

propostas nas Seções 3.1.1 e 3.1.2, o primeiro passo foi obter a árvore geradora T de G.

A Figura 3.2(b) mostra a árvore T inicial, obtida através da busca em profundidade. A

escolha desse método de busca está justi�cada na Seção 3.1.1. Perceba que a árvore inicial

possui 3 rami�cações representadas pelos vértices 3, 7 e 9 em destaque na �gura.

Em cada iteração, conforme visto na Seção 3.1.2, será escolhida uma aresta ec ∈ Lc

que melhor atender, lexicogra�camente, a um dos quatro critérios(beta, gama, sigma e

sigma′) de�nidos pela heurística. Ou seja, será selecionada a aresta ec dentre todas de

Lc, com o menor valor de beta e em caso de empate, menor gama, depois menor sigma

e por último menor sigma′. Após a escolha de ec, será gerada a lista Lr de onde será

escolhida dentre todas, a melhor aresta er, considerando o menor valor de beta e em caso

de empate, menor gama, depois maior sigma e por último maior sigma′.
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Veremos a seguir as iterações executadas nesse exemplo.

Iteração 1: O primeiro passo é obter a lista Lc. A Tabela 3.4 mostra as arestas

candidatas com os respectivos valores dos parâmetros beta, gama, sigma e sigma′. Estão

sendo exibidos, adicionalmente, os valores de alfa, para que possamos também comparar

H4C com a heurística original, que utiliza tal parâmetro.

Tabela 3.4: Iteração 1 de H4C - Lista de Arestas Candidatas a Corte

Aresta Beta Gama Sigma Sigma′ Alfa

(3, 8) 0 4 3 5 1
(3, 9) -1 3 5 5 2
(7, 9) -2 3 4 5 2
(7,10) -1 3 3 4 1

O primeiro critério utilizado por H4C é beta, que prioriza a escolha de uma aresta que

ao sair da árvore contribua com a maior perda de rami�cações, o que é calculado através

da variação de alfa antes e depois do corte da aresta. Como pode ser visto na Tabela 3.4,

o corte da aresta (7,9) reduz duas rami�cações em T (beta(7,9) = −2). Como não houve

empate no parâmetro beta, não se faz necessário avaliar os outros parâmetros.

Nessas mesmas condições, caso a escolha fosse feita pela heurística original, que utiliza

os parâmetros alfa e sigma, haveria um empate em alfa entre as arestas (3,9) e (7,9),

sendo desempatado com o maior sigma, o que levaria a escolha da aresta (3,9), que possui

sigma igual a 5 contra 4 da aresta (7,9). Note que se a escolha fosse feita utilizando a

heurística original, haveria a redução, a priori, de apenas uma rami�cação, ao passo que

com H4C houve um ganho de duas rami�cações em T , portanto, para este caso H4C faria

uma escolha melhor.

Após o corte da aresta (7,9), teremos dois segmentos de árvore, chamados T1 e T2,

que precisam ser reconectados através da inserção de uma aresta. O próximo passo será

criar a lista de arestas candidatas à reposição representada por Lr com seus respectivos

parâmetros. Veja na Tabela 3.5.

Tabela 3.5: Iteração 1 de H4C - Lista de Arestas Candidatas a Reposição

Aresta Beta Gama Sigma Sigma′ Alfa

(7, 8) 1 3 3 5 1
(2, 8) 0 2 2 3 0
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De acordo com os critérios de escolha para a aresta de reposição e, conforme pode ser

visto na Tabela 3.5, a aresta (2,8) é a que melhor atende aos critérios por ter o menor

beta (que é zero). Isso signi�ca que a inserção dessa aresta não aumenta a quantidade de

rami�cações em T . Perceba ainda, que essa troca é vantajosa, pois a retirada da aresta

(7,9) reduziu duas rami�cações em T , enquanto que a inserção da aresta (2,8) não

aumenta a quantidade de rami�cações e portanto a troca é realizada, deixando a árvore

conforme a Figura 3.3, de onde uma nova iteração se iniciará.

Figura 3.3: Árvore T após a Iteração 1 de H4C

Iteração 2: Partindo da nova árvore T da Figura 3.3, é gerada a lista Lc. A Tabela

3.6 mostra as arestas candidatas a corte com os seus respectivos valores dos parâmetros

beta, gama, sigma e sigma′.

Tabela 3.6: Iteração 2 de H4C - Lista de Arestas Candidatas a Corte

Aresta Beta Gama Sigma Sigma′ Alfa

(3, 8) 0 4 4 5 1
(3, 9) 0 4 4 5 1

Veja na Tabela 3.6 através dos valores dos parâmetros, que ambas as arestas são igual-

mente elegíveis, pois possuem exatamente os mesmos valores para todos os parâmetros

da heurística. Diante desse empate, qualquer uma delas poderia ser escolhida e a partir

daí buscar uma aresta para reconectar a árvore T .

Pela Figura 3.3 podemos notar visualmente, que seja para escolha ec = (3,8) ou ec

= (3,9), a única opção de reconectar a árvore garantindo a sua aciclicidade, é através da

aresta (7,9), cujos valores dos seus parâmetros são:

beta = 0, gama = 4 sigma = 4 sigma′ = 5 e alfa = 1.

Observe os valores de todos os parâmetros e perceba que tanto os da aresta (3,8)

quanto da aresta (3,9) são exatamente os mesmos que os da aresta (7,9), o que indica

não haver vantagem em nenhuma dessas trocas. Dessa maneira, o algoritmo encerra sua
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a fase de re�namento, pois não consegue mais melhorar a árvore em termos de redução

de rami�cação.

A Figura 3.4 traz a árvore T �nal com apenas uma rami�cação, o vértice 3, em

relação à árvore inicial que tinha 3 rami�cações. Interpretamos esse desempenho da

heurística H4C como sendo excelente , tanto por ter alcançado a solução ótima para esse

caso, já que o vértice 3 não pode deixar de ser rami�cação, quanto por ter conseguido um

resultado melhor que a heurística original, que termina esse exemplo com 2 rami�cações.

Figura 3.4: Árvore T Final do Exemplo H4C

3.2 Heurística Baseada na Melhor Troca - HBMT

A heurística H4C apresentada na seção anterior, manteve a estrutura básica do algoritmo

RI visto na Seção 2.1.3. Conforme dito noAspecto 3 da Seção 2.1.3.1, a escolha da aresta

de corte independente da escolha da aresta de reposição, pode modi�car o resultado

da solução, já que a topologia da árvore muda a cada troca de arestas. Ou seja, ao

realizarmos uma troca sem avaliarmos todas as opções existentes, há uma probabilidade

de fazermos uma troca que não seja a melhor para aquela topologia da árvore, além de

poder comprometer as próximas iterações e até mesmo o resultado.

Por essa razão, suspeitamos encontrar uma heurística ainda mais promissora que a

H4C, com base no Algoritmo 8. Nas próximas seções apresentaremos uma nova heurística,

onde utilizamos o conceito de articulação e criamos novos critérios para avaliação de trocas

de arestas.

3.2.1 Avaliação de Articulações

Uma articulação ou vértice de corte em um grafo, é de�nido como sendo um vértice que

ao ser removido, aumenta o número de componentes do grafo [25]. Os vértices 2 e 5 em

destaque na Figura 3.5 são articulações, pois a remoção do vértice 2 aumenta o número
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de componentes de 1 para 2. Do mesmo modo que, caso haja a remoção do vértice 5,

passamos a ter 4 componentes no lugar de 1.

Figura 3.5: Exemplo de Articulação

A ideia de avaliar a existência de articulações no grafo G foi importante na nossa pro-

posta, já que, por de�nição do PAGNMR, todos os vértices de G precisam estar presentes

na árvore geradora T de G. Assim, se um vértice v é uma articulação em G, não podemos

remover qualquer aresta incidente a ele, sob pena da perda de conexidade de G e dessa

forma ferir a de�nição do PAGNMR. No entanto, nós estamos interessados somente nas

articulações que ao serem removidas, criam 3 (três) ou mais componentes, pois a presença

desses vértices em G, traz como consequência direta, a presença de uma rami�cação em

T . Portanto, consideramos tais vértices sem "salvação" na solução do PAGNMR e por

essa razão, as arestas incidentes a eles perdem naturalmente prioridade na escolha para

saírem da árvore. Na verdade, tais arestas não poderão ser removidas da árvore. Essa

avaliação é considerada pelo parâmetro SwapGama descrito na próxima seção.

3.2.2 Parâmetros e Critérios de Re�namento

HBMT escolhe a melhor troca dentre todas as possíveis para cada topologia da árvore.

Para essa escolha, utilizamos os mesmos 4 (quatro) critérios adotados pela H4C. Entre-

tanto, a forma de avaliação das arestas foi completamente modi�cada, assim como os

nomes dos parâmetros, para alinhar com a formulação do novo algoritmo, que passa a

considerar trocas ao invés de arestas simples e independentes, no cálculo de ganhos na

árvore.

Para facilitar o entendimento sobre cada parâmetro, tomemos por base as de�nições

do exemplo abaixo e sua ilustração na Figura 3.6. O grafo G possui todas as arestas

enquanto a árvore T possui todas as arestas de G menos a aresta tracejada. Além disso

consideremos:
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� Seja S a troca da aresta ec = (2, 3) ∈ T pela aresta er = (6, 7) ∈ G \ T ;

� Sejam dT (2) = 3 e dT (3) = 4;

� Sejam dT (6) = 1, dT (7) = 1 e dG(6) = 2, dG(7) = 2;

� Seja X = {2, 3, 6, 7}, o conjunto de vértices diferentes em que tais arestas incidem.

Figura 3.6: Exemplo de Troca HBMT

A seguir apresentaremos a de�nição dos parâmetros SwapBeta, SwapGama, Swap-

Sigma e SwapSigma ′ utilizados pela heurística HBMT.

SwapBeta(S): indica a variação de rami�cações antes e depois de realizada a troca

S. O resultado do cálculo representa a variação do número de rami�cações na árvore T ,

caso essa troca seja feita. De outra forma, podemos formalizar como segue:

SwapBeta(S) =
∑
y∈X

α(y)depois −
∑
y∈X

α(y)antes

onde α(y) = 1 para d(y) ≥ 3 e α(y) = 0 para d(y) ≤ 3

Para exempli�car, dadas as arestas ilustradas na Figura 3.6, temos:

SwapBeta(S)antes = α(2)antes + α(3)antes + α(6)antes + α(7)antes = 1+ 1+ 0+ 0 = 2

SwapBeta(S)depois = α(u)depois + α(v)depois + α(z)depois + α(w)depois = 0+1+0+0 = 1

SwapBeta(S) = 1 - 2 = -1

Haveria portanto uma redução de duas rami�cações na árvore T caso a troca S seja

feita. Perceba que aplicamos mais uma vez o conceito de alfa a vértice e não a aresta,

como na proposta de [30].

SwapGama(S): De maneira semelhante ao critério SwapBeta, o cálculo da variação

de SwapGama também é feito antes e depois da troca S. SwapGama assume um dos va-

lores do conjunto {dT (u), dT (v), dT (z), dT (w)}, o que estiver mais à esquerda na sequência

de valores {3, 4, 5, ..., n-1, 2, 1}. De acordo com o parâmetro SwapGama, será escolhido
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aquele vértice que está mais próximo de se "salvar", apenas reduzindo o seu grau ou até

mesmo uma rami�cação em T . Nesse último caso, quando o grau do vértice escolhido

�car menor que 3. É nesse parâmetro que aplicamos o conceito de articulação com três

ou mais componentes, para eliminar da disputa aqueles que não terão a menor chance de

deixar de ser rami�cação em T . A eliminação de uma articulação na disputa da escolha

de uma troca, não implica que a aresta incidente a ela perca a disputa, já que o outro

vértice da aresta continua disputando com os demais vértices da outra aresta, podendo

ser o vencedor e portanto favorecendo a aresta.

Para ilustrar o funcionamento desse parâmetro, continuemos com o mesmo exemplo

acima, mas considerando nesse momento que o vértice v seja uma articulação em G com

mais de 3 componentes, portanto, v não participará da disputa. Assim teríamos:

SwapGama(S) = um dos valores do conjunto {dT (2), dT (3), dT (6), dT (7)}, o que esti-
ver mais a esquerda na sequência {3, 4, 5,..., n-1, 2, 1}. Mas o vértice 3 é uma articulação

em G, logo não participa da disputa e portanto assim teremos:

SwapGama(S)antes{3, 1, 1} = 3

SwapGama(S)depois = {2, 2, 2} = 2

Logo, SwapGama(S) = 2− 3 = −1

SwapSigmaT (S): Representa a diferença de sigma das arestas envolvidas antes

e depois da troca S em T . Para isso, calculamos o valor de sigma da aresta candi-

data a sair(ec) da árvore, fazemos a troca ec<�>er e recalculamos sigma da aresta

substituta(er). Por �m, é feita a diferença entre sigma antes e depois da troca. Todos

esses cálculos são realizados com base em T . De maneira formal de�nimos:

SwapSigmaT (S) = σT (er)depois − σT (ec)antes

Vejamos um exemplo considerando o mesmo exemplo da Figura 3.6:

SigmaT (2, 3)antes = 7− 1 = 5 e SigmaT (6, 7)depois = 4− 2 = 2, logo:

SwapSigmaT (S) = 2− 5 = −3.

Esse resultado de SwapSigmaT (S), pode indicar uma eliminação de duas rami�cações

ou uma redução de grau em T , que aproxime um vértice a deixar de ser rami�cação nas

próximas iterações, o que de certa forma, pode representar uma melhora em T para a

solução do problema.
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SwapSigma′
G(S): é semelhante ao SwapSigmaT em todos os aspectos, com a

diferença de que os valores de sigma ′ são calculados no grafo G e não na árvore T . Assim

de maneira análoga, de�nimos:

SwapSigma′G(S) = σG(er)depois − σG(ec)antes

Ainda seguindo o mesmo exemplo ilustrado na Figura 3.6, teremos:

Sigma′G(2, 3)antes = 7− 1 = 5 e Sigma′G(6, 7)depois = 4− 2 = 2, logo:

SwapSigma′G(S) = 2− 5 = −3.

De posse dos parâmetros de�nidos acima e de uma lista de possíveis trocas para uma

dada topologia da árvore T , será considerada como uma melhor troca, aquela que atender

a pelo menos um dos seguintes critérios, lexicogra�camente:

� menor SwapBeta. Em caso de empate, o desempate ocorrerá avaliando os outros

critérios;

� menor SwapGama; ou

� menor SwapSigma; ou

� menor SwapSigma′.

Para qualquer um dos 4 critérios acima, sempre que o resultado for negativo, interpre-

taremos como ganho na troca, pois o árvore estará diminuindo o número de rami�cações

ou se aproximando dessa redução nas próximas iterações.

Passamos a justi�car a escolha dos parâmetros de HBMT. Na Seção 3.1 apresenta-

mos a heurística H4C em alternativa para o algoritmo iterativo original, com a criação

de 4 parâmetros chamados de beta, gama, sigma e sigma′ e os apresentamos na Seção

3.1.2. Os resultados que ainda serão vistos no Capítulo 4, mostrarão que H4C obteve

melhores resultados que a heurística de [31]. Na Seção 2.1.3.1 apresentamos a Analise

3 do algoritmo RI que serviu de motivação principal para proposta do AIBMT, que será

apresentado na próxima seção.

Diante dessas motivações e buscando melhores resultados, mantivemos os mesmos pa-

râmetros utilizados em H4C, apropriando seu funcionamento para considerar trocas e não

escolhas isoladas de arestas. Assim sendo, as justi�cativas para beta, gama, sigma e sigma′

são, de certa forma, semelhantes para SwapBeta, SwapGama, SwapSigma e SwapSigma'.
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3.2.3 Algoritmo Iterativo Baseado na Melhor Troca - AIBMT

Visando encontrar uma heurística mais promissora que aquelas apresentadas nessa pes-

quisa e considerando a Análise 3 vista na Seção 2.1.3.1, propomos um novo algoritmo

de re�namento iterativo, que tem a sua de�nição básica como segue: Dada uma árvore

geradora T de G, para cada iteração em T , escolher a melhor troca (par de arestas), den-

tre todas as possibilidades daquela topologia. Em função dessa forma de funcionamento,

nós o chamamos de Algoritmo Iterativo Baseado na Melhor Troca - AIBMT. Nós chama-

mos de AIBMT o algoritmo que implementa a lógica da proposta e HBMT a heurística

utilizada pelo algoritmo através de seus parâmetros SwapBeta, SwapGama, SwapSigma e

SwapSigma′.

Com base na lógica do algoritmo, em cada topologia da árvore T serão avaliados os

ganhos que a nova árvore T ′ terá após a troca envolvendo um par de arestas, calculados

de acordo com os critérios adotados pela heurística. Perceba que essa formulação é com-

pletamente diferente do algoritmo RI original, onde de acordo com a sua estrutura básica,

primeiro escolhe-se uma aresta de corte e só depois, para tal aresta removida, é escolhida

a de reposição, sem que haja avaliação sobre qualquer ganho nessa troca em relação a

outras potencialmente existentes naquela iteração.

Conforme pode ser visto no Algoritmo 8, dado um grafo conexo G = (V,E), não

direcionado, não ponderado, na Linha 1 é obtida a lista de vértices que são articulações.

Na Linha 2 geramos a solução inicial T com base na busca em profundidade. A partir daí

inicia-se o re�namento dessa solução inicial. Consideremos ainda as seguintes de�nições:

� Seja Lc ∈ T , a lista de arestas candidatas a corte, obtida em cada iteração a partir

de todas as arestas incidentes em rami�cações de T , cujos graus dos seus vértices

sejam superiores a 1, uma vez que, arestas em que algum de seus vértices tenham

grau igual a 1 não poderão sair da árvore, sob pena da perda de conexidade de T ;

� Seja ec = (uc, vc) ∈ Lc, uma aresta de corte candidata a sair da árvore, segundo os

critérios adotados pela heurística;

� Seja Lr ∈ G, a lista de arestas candidatas a reposição, capazes de reconectar a

árvore T após o corte da aresta ec;

� Seja er = (ur, vr) ∈ Lr, a aresta de reposição escolhida para reconectar a árvore T ;
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� Seja Si = ec<��>er, uma troca candidata a ser realizada em T , considerando os

valores dos parâmetros SwapBeta, SwapGama, SwapSigma e SwapSigma′ calculados

na troca Si.

Algoritmo 8 Algoritmo Iterativo Baseado na Melhor Troca - AIBMT
Entrada: Um Grafo G Conexo
Saída: Uma árvore geradora T de G com poucas rami�cações

1: encontrar e guardar as articulações de G em uma lista A
2: obtenha pela busca em profundidade uma árvore geradora T de G
3: Tmelhor ← T
4: repita
5: substituição_feita← falso

6: BestSwap← null

7: determine a lista Lc com todas as possíveis arestas candidatas a corte
8: enquanto Lc ̸= ∅ faça
9: T ← T − (uc, vc)
10: determine a lista Lr com todas as possíveis arestas de reposição
11: T ← T + (uc, vc)
12: enquanto Lr ̸= ∅ faça
13: CandidataSwap← (uc, vc), (ur, vr)
14: se MelhorTroca(CandidataSwap,BestSwap) então
15: BestSwap← CandidataSwap
16: �m se
17: �m enquanto
18: se BestSwap <> null E TrocaVantajosa(BestSwap) então
19: Swap(BestSwap)
20: Atualiza Tmelhor

21: substituição_feita← verdadeiro

22: �m se
23: �m enquanto
24: até substituição_feita = falso

25: retorne Tmelhor

Na linha 7 é determinada a lista Lc, tomando-se por base T , contendo todas as

arestas candidatas a corte. São elegíveis para compor tal lista, todas as arestas incidentes

em alguma rami�cação, cujos seus vértices tem grau maior que 1 em G. Essa restrição

de grau em G é importante para não incluir em Lc, arestas que, embora sejam incidentes

em alguma rami�cação, não podem ser removidas de T sob pena da perda de conexidade

da árvore.

Entre as linhas 8 e 17, para cada aresta ec ∈ Lc é obtida a lista Lr ∈ G (linha

10), contendo todas as arestas possíveis de reconectar a árvore T , considerando a saída

da aresta ec, onde para cada par (ec, er) são calculados os parâmetros da heurística para
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encontrar a melhor troca naquela iteração. O procedimento MelhorTroca pode ser visto

no Algoritmo 9.

Caso tenha sido encontrada uma troca possível, é veri�cada na linha 18 se tal troca

é de fato vantajosa, o que é feito aplicando-se mais uma vez os parâmetros da heurística

para essa troca. Se con�rmada que a troca é vantajosa, será efetivamente realizada em T

na linha 19, com a atualização de T na linha 20. Esse processo é repetido até que não

mais seja feita alguma troca, o que é veri�cado na linha 24.

Algoritmo 9 Procedimento MelhorTroca(Candidata,Best)
Entrada: Duas Trocas Candidatas
Saída: Melhor entre as duas Troca

1: se SwapBeta(Candidata) < SwapBeta(Best) então
2: retorne Candidata
3: senão
4: se SwapBeta(Candidata) = SwapBeta(Best) então
5: se SwapGama(Candidata) < SwapGama(Best) então
6: retorne Candidata
7: senão
8: se SwapGama(Candidata) = SwapGama(Best) então
9: se SwapSigma(Candidata) < SwapSigma(Best) então
10: retorne Candidata
11: senão
12: se SwapSigma(Candidata) = SwapSigma(Best) então
13: retorne Candidata
14: senão
15: se SwapSigma′(Candidata) < SwapSigma′(Best) então
16: retorne Candidata
17: �m se
18: �m se
19: �m se
20: �m se
21: �m se
22: �m se
23: �m se
24: retorne best

3.2.3.1 Análise da Complexidade do Algoritmo AIBMT

A exemplo de como �zemos para o algoritmo da heurística H4C, faremos nessa seção

a análise da complexidade assintótica do AIBMT. Para tanto, considere o pseudocódigo

apresentado na Seção 3.2.3. Mais uma vez frisamos que a estrutura de dados utilizada para

armazenamento dos grafos e árvores, foi a matriz de adjacência e assim os comentários

feitos na Seção 3.1.3.1 também valem para a análise feita nessa seção.
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Vejamos a seguir a análise linha a linha do algoritmo para encontrarmos a sua com-

plexidade assintótica.

Linha 1: Para marcar os vértices que são articulação com grau maior que 3, faz-

se uma busca em profundidade a partir de cada vértice v ∈ T , percorrendo todos os

vértices adjacentes de v. Assim, o tempo total é o mesmo já conhecido para a busca em

profundidade: O(m+ n)

Linha 2: Complexidade da busca em profundidade: O(m+ n).

Linha 3: Atribuição simples (tempo constante): O(1).

Linha 4: Laço repita. Cada aresta do grafo só pode ser escolhida como aresta de

corte uma única vez. Portanto, o número total de iterações será O(m).

Linha 5: Atribuição simples (tempo constante): O(1).

Linha 6: Atribuição simples (tempo constante): O(1).

Linha 7: Obter Lc em T . São percorridos todos os n vértices de T para se obter a

lista de rami�cações com d(v) > 2, o que consome um tempo máximo de ⌊n/2⌋− 1. Para

cada rami�cação de T , veri�ca-se suas arestas incidentes. Aquelas cujo outro extremo

tem grau superior a 1 serão inseridas na lista Lc (se ainda não foram), o que equivale no

pior caso a n arestas. Assim, o custo assintótico será: (⌊n/2⌋ − 1) ∗ n), ou seja, O(n2).

Linha 8: Laço enquanto. O pior caso ocorre quando toda a lista Lc é percorrida, ou

seja, quando Lc é composta por todas as m arestas de T , logo será n − 1, considerando

que m = n− 1 em T .

Linha 9: Elimina ec = (uc, vc). Atribuição simples (tempo constante): O(1).

Linha 10: Obter Lr em G para substituir ec. Veri�ca-se em cada vértice dos

segmentos T1 e T2 as opções de reconexão de T , considerando as arestas em G. Para

isso, as arestas de cada vértice dos segmentos T1 e T2 em G \ T serão avaliadas, o que

consumirá no pior caso um tempo (n/2)2 − 1, ou seja, O(n2).

Linha 11: Repõe ec = (uc, vc) em T . Atribuição simples (tempo constante): O(1)

Linha 12: Laço enquanto. O pior caso ocorre para um grafo completo, quando toda

a lista Lr é composta por todas as m arestas er de G, menos Ec, que nesse caso não pode

ser uma candidata. Assim o tempo máximo de repetições será dado por (n2 − n)/2 − 1,

ou seja, O(n2).

Linha 13: Atribuição simples (tempo constante): O(1).
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Linha 14:. Em cada troca ec<�>er, serão calculados os parâmetros SwapBeta,

SwapGama, SwapSigma e SwapSigma′, o que é feito visitando-se todos os n vértices de

T . logo teremos: ((n/2)2 − 1) ∗ n, ou seja, O(n3).

Linhas 15 a 22: Tempo constante: O(1).

Diante dessa análise, chegamos na seguinte expressão:

T (n) = (m+ n) + (m+ n) +m[n2 + (n− 1)[n2 + n2[n3]]]

T (n) = (m+ n) + (m+ n) +m[n2 + (n− 1)[n2 + n5]]

T (n) = (m+ n) + (m+ n) + (n− 1)[n2 + n3 − n2 + n6 − n5]

O que pode ser simpli�cado para:

T (n) = O(m+ n) +O(n7)

Logo, a complexidade assintótica do algoritmo AIBMT é:

T (n) = O(n7)

3.2.4 Exemplo Passo a Passo de HBMT

Vejamos agora um exemplo passo a passo do funcionamento da heurística HBMT. Para

isso, seja um grafo conexo G = (V,E), não direcionado e sem pesos em suas arestas,

conforme a Figura 3.7(a). Desejamos encontrar uma árvore geradora T de G que possua

a menor quantidade possível de rami�cações.

Figura 3.7: Exemplo HBMT
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Conforme visto no Algoritmo 8, o primeiro passo será encontrar em G as articulações

com 3 ou mais componentes. Como pode ser facilmente visto na Figura 3.7(a), o grafo

G não possui articulações, o que aumenta a probabilidade da existência de um caminho

hamiltoniano. Em seguida, será obtida, através da busca em profundidade, a árvore

T inicial representada na Figura 3.7(b). Perceba que T possui 2 (duas) rami�cações

(vértices 7 e 9). Os passos seguintes serão iterações de re�namento da solução inicial

com o objetivo de tentar reduzir as rami�cações de T ao menor número possível.

No início de cada iteração, será criada a lista Lc e para cada aresta ec é criada a lista

Lr. No núcleo principal do algoritmo, para cada troca candidata Si = ec<��>er, serão

calculados os valores dos parâmetros SwapBeta, SwapGama, SwapSigma e SwapSigma′ da

troca, de onde será escolhida ao �nal de cada iteração, dentre todas as trocas avaliadas,

aquela que melhor atender aos critérios de�nidos pela heurística.

As disputas ocorrerão entre pares de trocas de arestas, representadas por Candida-

taSwap e BestSwap, que conforme já explicado na Seção 3.2.2, será considerada a melhor

troca, aquela que possuir os menores valores de cada parâmetro, sendo que o cálculo é

feito de maneira lexicográ�ca, iniciando com o primeiro parâmetro SwapBeta e em caso

de empate, desempatando com os demais SwapGama, SwapSigma e SwapSigma′.

A primeira troca candidata será momentaneamente a BestSwap, tendo o valor de

todos os seus parâmetros já calculados. A partir daí, as demais trocas candidatas, cha-

madas de CandidataSwap, serão comparadas com BestSwap, de maneira que o valor do

parâmetro seguinte só será calculado quando houver um empate no anterior. Por exemplo,

o valor do parâmetro SwapGama da troca CandidataSwap só será calculado, se ocorrer

um empate no parâmetro SwapBeta da troca BestSwap.

Ao �nal de cada iteração terá sido selecionada a melhor troca representada por

BestSwap. Entretanto, somente será efetivada a troca em T , se a mesma for vanta-

josa, o que será evidenciado por algum dos parâmetros da heurística. Veremos no que

segue o detalhamento das iterações desse exemplo.

Iteração 1: A Tabela 3.7 traz todas as possíveis trocas dessa iteração, assim como

os respectivos valores dos parâmetros da heurística.

Pela Tabela 3.7 e considerando o que dissemos acima, a troca 1 é escolhida inicial-

mente como sendo a BestSwap, para a qual são calculados os valores de todos os seus

parâmetros, de onde temos:

SwapBeta = −1, SwapGama = −1, SwapSigma = −1, e SwapSigma′ = −1.
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Tabela 3.7: Iteração 1 de HBMT - Lista de Trocas Candidatas

Seq Troca SwBeta SwGama SwSigma SwSigma′ Melhor

1 (7,4) <�> (4,5) -1 -1 -1 -1 X
2 (7,4) <�> (3,4) -1 -1 -1 1
3 (7,9) <�> (3,4) -1 0 - -
4 (7,9) <�> (4,5) -1 0 - -
5 (9,1) <�> (9,3) 0 - - -
6 (9,1) <�> (4,3) 0 - - -
7 (9,1) <�> (6,3) 0 - - -
8 (9,5) <�> (4,5) 0 - - -
9 (9,10) <�> (3,6) 0 - - -

Em seguida, BestSwap será comparada com a CandidataSwap(troca 2), onde o

desempate ocorre somente no parâmetro SwapSigma′, quando a troca 1 é favorecida e

segue na disputa. A troca 1 será então comparada com a troca 3, de onde se tem o

desempate favorável à troca 1 no parâmetro SwapGama. O mesmo ocorre na compara-

ção da troca 1 com a troca 4. A próxima comparação será da troca 1 com a troca

5, onde percebe-se que logo no primeiro parâmetro a troca 1 mantém-se vitoriosa na

disputa, não sendo portanto necessário calcular os demais parâmetros. O mesmo ocorreu

na comparação com as trocas 6, 7, 8 e 9.

Perceba pelo valor do parâmetro SwapBeta da troca (7,4)<�>(4,5), que de fato

ela reduz uma rami�cação (vértice 7) em T , sendo portanto uma troca vantajosa. As-

sim, ao �nal da iteração 1, a árvore T �cará conforme a Figura 3.8(a), passando então

para a iteração 2.

Iteração 2: Veja na Tabela 3.8 todas as possíveis trocas dessa iteração, assim como

os respectivos valores dos parâmetros SwapBeta, SwapGama, SwapSigma e SwapSigma′.

Tabela 3.8: Iteração 2 de HBMT - Lista de Trocas Candidatas

Seq Troca SwBeta SwGama SwSigma SwSigma′ Melhor

1 (9,1) <�> (4,3) 0 -1 -2 0
2 (9,1) <�> (9,3) 0 0 - -
3 (9,1) <�> (6,3) 0 -1 -2 -1
4 (9,5) <�> (3,4) 0 -1 -2 0
5 (9,5) <�> (7,4) 1 - - -
6 (9,7) <�> (4,7) 0 -1 -2 -2 X
7 (9,10) <�> (3,6) 0 -1 -2 -1
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Assim como ocorre no inicio de cada iteração, a troca 1 é escolhida provisoriamente

para ser a bestSwap. Na comparação com a troca 2, o desempate é favorável à troca

1 pelo parâmetro SwapGama, seguindo na disputa com as próximas trocas candidatas.

Na disputa da troca 1 com a troca 3, a vitória foi da troca 3 com desempate no

parâmetro SwapSigma′, �cando a troca 3 sendo a BestSwap até o momento e seguindo

na disputa. Na comparação com a troca 4, a vitória mais uma vez é da troca 3,

com desempate no parâmetro SwapSigma′. A próxima comparação da troca 3 será

com a troca 5, que logo perde a disputa no primeiro parâmetro, SwapBeta. A troca

3 segue na disputa, desta vez com a troca 6. Note que somente o último parâmetro

é diferente, sendo SwapSigma′(troca 3) = −1 e SwapSigma′(troca 6) = −2. Pelo

critério adotado, a troca 6 passa a ser a BestSwap, que vence a disputa com a troca

7, no último parâmetro.

Figura 3.8: Iterações de HBMT

Note na Figura 3.8(b), que a troca (9,7)<�>(4,7), embora não reduzindo nenhuma

rami�cação em T , ainda assim é vantajosa, já que reduz em uma unidade o grau do

vértice 9 (rami�cação), que passa a ter grau igual a 3. De fato essa redução de grau

pode ser muito vantajosa, pois deixa o vértice 9 muito próximo de ser "salvo". Para

isso, basta que na próxima iteração ocorra outra redução em seu grau. Caso isso ocorra,

haverá a redução de mais uma rami�cação na árvore T . Vejamos a iteração 3.
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Iteração 3: Pela Figura 3.8(b), é possível visualizar que ainda há uma rami�cação em

T (vértice 9). O algoritmo AIBMT continua executando na tentativa de eliminar essa

rami�cação ou encontrar um ponto de parada, quando não mais conseguir essa redução

ou qualquer outra melhoria na árvore. A exemplo do que vimos nas iterações 1 e 2,

veja na Tabela 3.9 todas as possíveis trocas dessa iteração, com os respectivos valores de

SwapBeta, SwapGama, SwapSigma e SwapSigma′.

Tabela 3.9: Iteração 3 de HBMT - Lista de Trocas Candidatas

Seq Troca SwBeta SwGama SwSigma SwSigma′ Melhor

1 (9,1) <�> (9,3) 0 0 0 2
2 (9,1) <�> (4,3) 0 0 0 0
3 (9,1) <�> (6,3) -1 -1 -1 -1 X
4 (9,5) <�> (9,7) 1 - - -
5 (9,5) <�> (3,4) 0 - - -
6 (9,10) <�> (3,6) -1 -1 -1 -1

O processo de comparação e escolha da aresta vencedora é semelhante ao que já foi

explicado nas iterações 1 e 2 acima. Por essa razão e para não sermos repetitivos,

seremos mais objetivos na explicação dessa iteração. Conforme pode ser visto na Tabela

3.9, após as sucessivas comparações, a troca vencedora foi a (9,1)<�>(6,3). Essa

troca é vantajosa, já que reduz uma rami�cação na árvore T e portanto será realizada,

resultando na árvore da Figura 3.8(c).

Como não há mais nenhuma rami�cação em T , o algoritmo encerra a sua execução.

Perceba que nesse caso, a heurística conseguiu encontrar a solução ótima, o que corres-

ponde a um caminho hamiltoniano.

Nesse capítulo foram apresentadas as nossas contribuições para a solução do PAGNMR.

Nossa proposta foi baseada em heurística e para tanto, apresentamos duas propostas, sendo

a primeira um incremento da heurística original de [30]com a inclusão de novos parâme-

tros e critérios e a segunda um novo algoritmo e de avaliação de trocas. Apresentamos

exemplos de funcionamento de cada um desses algoritmos, onde pode ser visto como eles

funcionam na prática. No capítulo seguinte, apresentaremos os resultados obtidos em

nossos experimentos, onde compararemos tanto as nossas propostas entre si quanto como

com as heurísticas de [30] e com o algoritmo aproximativo de [5].



Capítulo 4

Resultados

Nesse capítulo serão apresentados os resultados obtidos através da implementação das

propostas descritas no Capítulo 3. O nosso objetivo é veri�car o quanto promissoras

nossas heurísticas são para o PAGNMR, o que pretendemos evidenciar pelos resultados

encontrados nesse experimento.

Na Seção Metodologia explicaremos como foram feitas as simulações e as considera-

ções necessárias ao entendimento da solução proposta. Em seguida, na Seção Tecnologia

falaremos da linguagem e ambiente de desenvolvimento, bem como demais recursos de

softwares utilizados para a obtenção e tratamento dos resultados. Em seguida descreve-

mos os modelos de grafos utilizados nas simulações. A última seção é a de resultados

computacionais e análises, onde apresentaremos os números seguidos das análises para

cada modelo de grafo veri�cado.

4.1 Metodologia

O trabalho de [31] obteve melhores resultados quando comparado com aqueles de [4], que

apresenta soluções para o PAGNMR através de heurísticas baseadas em ponderação de

arestas, coloração de vértice e ainda um terceiro método que combina as duas técnicas.

Considerando que trata-se de uma pesquisa recente e de bons resultados, tomamos como

ponto de partida, a pesquisa de [30] para servir de parâmetro de referência para medir à

e�cácia das nossas heurísticas apresentadas no Capítulo 3. Ao longo da pesquisa nos depa-

ramos com o trabalho de [5], que é posterior ao de [30], também relacionado ao PAGNMR,

entretanto com outra formulação e abordagem utilizando algoritmo aproximativo. Assim,

os nossos resultados serão comparados com esses dois trabalhos, uma vez que até então

eles representam o estado da arte para o PAGNMR, além do fato serem duas abordagens
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diferentes e portanto nos dando mais segurança e embasamento teórico para as nossas

conclusões.

O primeiro passo da nossa metodologia foi gerar os grafos utilizados no experimento.

Para isso, implementamos um algoritmo que gera aleatoriamente o que chamamos de

modelos de grafos, a partir dos seguintes parâmetros de entrada: quantidade, número de

vértices e densidade dos grafos. Esses modelos foram armazenados em arquivos textos

para serem processados pelas principais propostas apresentadas nessa tese.

Em seguida, foi implementado o algoritmo RI visto na Seção 2.1.3. Para garantirmos

uma comparação �dedigna entre os resultados de cada um, mantivemos a mesma forma

de funcionamento original descrita em cada algoritmo, como por exemplo no caso de [30],

a obtenção da solução inicial através do algoritmo de Kruskal. Outro aspecto importante

a ser ressaltado é sobre a escolha do vértice raiz que inicia o algoritmo para solução

inicial. A árvore inicial gerada dependerá de qual vértice será escolhido como raiz e

essa escolha poderá impactar na solução �nal. Pelas características de complexidade do

problema já explicadas, torna-se inviável em termos de tempo, analisar todos os vértices e

soluções iniciais geradas, além de não ser o objetivo do nosso problema. Por essas razões,

optamos por �xar o vértice 1 de cada grafo como sendo a raiz da árvore, em todo o

experimento para qualquer que seja o método utilizado e, a partir desse vértice, geramos

a árvore T inicial. Além disso, garantimos que todos os métodos implementados nessa

tese partiram da mesma solução inicial T , exceto para a heurística de [30], que conforme

já dissemos, utiliza o algoritmo de Kruskal e portanto gera uma árvore inicial diferente

daquelas geradas pelas nossas heurísticas, que utilizam a busca em profundidade. O nosso

objetivo com isso foi garantir uma comparação justa entre as propostas.

De posse de um modelo, para cada grafo G, geramos a árvore T inicial e a sub-

metemos a cada um dos métodos do experimento. Para avaliarmos a e�cácia de cada

método, contabilizamos na árvore �nal Tbest a quantidade de rami�cações. Ao compa-

rarmos dois métodos quaisquer, consideramos vencedor naquele grafo aquele que obteve

a menor quantidade de rami�cações. Contabilizamos também as ocorrências de empa-

tes quando a quantidade de rami�cações obtidas foi a mesma em ambos. A escolha de

comparação dois a dois teve como objetivo encontrar ao �nal aquele método que fosse

o melhor entre todos, veri�cando as diferenças reais de vitórias, derrotas e empates de

cada método comparado. Poderíamos, de outro modo, comparar todos juntos, o que tam-

bém nos levaria ao resultado desejado. No entanto as diferenças entre cada disputa (dois

métodos) não estaria tão explícita como está no nosso experimento.
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4.2 Tecnologia

Para implementação das heurísticas e do algoritmo aproximativo, utilizamos as seguintes

ferramentas:

� Linguagem de Desenvolvimento: Java versão 1.5. A escolha levou em conside-

ração o conhecimento prévio da linguagem bem como os recursos que a linguagem

oferece, especialmente produtividade.

� Ambiente: Foi utilizada a plataforma Eclipse versão 3.4.1, por ser um ambiente

que oferece uma boa interface para desenvolvimento e excelente produtividade, além

ser perfeitamente adequado para utilização com a linguagem Java.

� Excel: A saída do processamento da implementação gerou um arquivo no formato

.csv, contendo em cada coluna a quantidade de rami�cações para cada heurística

executada. O arquivo foi importado para uma planilha Excel, onde os dados foram

tratados e comparados pelos métodos.

4.3 Descrição dos Modelos de Grafos Utilizados

Os modelos testados no experimento variaram o tipo, quantidade de grafos, número de

vértices e a densidade de cada grafo. Pelas características do problema, um caso particular

do problema de caminho hamiltoniano, esperamos que o crescimento da densidade dos

grafos aumente as chances de encontrarmos uma solução ótima, nesse caso uma solução

que não tenha nenhuma rami�cação, já que quanto mais denso é um grafo, maior será a

probabilidade de existir um caminho hamiltoniano nesse grafo, como pode ser visto em

[9]. Para esses casos, esperamos que as heurísticas encontrem a solução ótima, ou seja,

árvores sem nenhuma rami�cação. Estamos chamando de modelos de grafos, um conjunto

M formado por X grafos G, onde cada grafo tem uma quantidade Q de vértices e uma

densidade D de arestas, podendo ser assim de�nido:

M = {G = (V,E)} onde ∀ G possui os mesmos Q e D

Seguindo o modelo de grafos randômicos ou aleatórios de [17], utilizamos 4 (quatro)

modelos de grafos e para cada um deles variamos a densidade em 5%, 10%, 20% e 30%.

Para cada modelo geramos 2 (dois) tipos de grafos, sendo grafos aleatórios G(n,p) e grafos

aleatórios G(n,p) hamiltonianos. Esse último foi gerado de tal forma a garantir a existência
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de pelo menos um caminho hamiltoniano em cada grafo e não necessariamente um ciclo

hamiltoniano, como poderia sugerir tal terminologia, conforme já dito na Seção 3.1.1

Os modelos gerados para o experimento foram:

1. 500 Grafos G(n,p) com 100 Vértices, totalizando 2.000 grafos

2. 500 Grafos G(n,p) hamiltonianos com 100 Vértices, totalizando 2.000 grafos

3. 5.000 Grafos G(n,p) com 50 Vértices, totalizando 20.000 grafos

4. 5.000 Grafos G(n,p) hamiltonianos com 50 Vértices, totalizando 20.000 grafos

5. 10.000 Grafos G(n,p) com 30 Vértices, totalizando 40.000 grafos

6. 10.000 Grafos G(n,p) hamiltonianos com 30 Vértices, totalizando 40.000 grafos

7. 25.000 Grafos G(n,p) com 15 Vértices, totalizando 100.000 grafos

8. 25.000 Grafos G(n,p) hamiltonianos com 15 Vértices, totalizando 100.000 grafos

Dessa forma foi possível gerar 32 (trinta e dois) modelos diferentes, totalizando em

todo o experimento 324.000 (trezentos e vinte e quatro mil) grafos, quando somados.

Por �m, comparamos os resultados obtidos pelas principais heurísticas e algoritmo

aproximativo apresentados nessa tese, a �m de encontrar aquele que seja o mais promis-

sor para o PAGNMR, ou seja, com o menor número de rami�cações. Inicialmente iremos

comparar entre si as nossas duas heurísticas propostas, quais sejam, H4C e HBMT apre-

sentadas na Seção 3, para elegermos a mais promissora. Em seguida, passamos a comparar

a melhor delas com a heurística de [30] e com o algoritmo aproximativo de [5]. Diante dos

resultados encontrados em todas essas comparações, esperamos ao �nal eleger aquela que

encontrar a menor quantidade de rami�cações para os modelos propostos, sendo portanto

considerada a mais promissora dessa pesquisa para o PAGNMR. Além disso, faremos na

Seção 4.4.4, uma análise do tempo médio de execução de cada um desses métodos para

medirmos os seus desempenhos.
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4.4 Resultados Computacionais e Análises

Conforme a metodologia apresentada na seção anterior, os modelos de grafos utilizados

variaram em quantidade de grafos, vértices e densidade. Dentre esses parâmetros, a densi-

dade é o que pode afetar signi�cativamente os resultados, pelo fato de que, quanto maior a

densidade em um grafo maior será a probabilidade de existir caminho hamiltoniano nesse

grafo, conforme foi demonstrado em [9]. Considerando esse aspecto, bem como evitar que

sejamos repetitivos nessa análise, iremos comparar, na maioria dos casos, os modelos com

densidades extremas de 5% e 30%. A escolha dessas densidades considerou a inspeção das

soluções obtidas em cada modelo testado e a con�rmação de um padrão nos resultados

de acordo com a variação da densidade. Escolhendo os extremos esperamos minimizar

eventuais distorções nas análises, já que quanto maior a densidade, menor foi a diferença

de vitórias entre cada par de métodos avaliados. Ainda assim, todos os resultados desse

experimento poderão ser encontrados nos Apêndices A ao Q, no �nal dessa tese.

4.4.1 Heurística H4C X Heurística HBMT

Nessa seção faremos uma análise comparativa de nossas duas heurísticas desenvolvidas

nessa pesquisa. Os resultados estão listados nas Tabelas 4.1 a 4.5. A análise mostra que a

heurística HBMT obteve maior número de vitórias que H4C, em todos os modelos testados.

Podemos ver nas tabelas que a diferença entre elas em número de vitórias, diminui quando

a densidade varia de 5% para 30%, enquanto o número de empates aumenta. Para ilustrar

essa constatação, observe na Tabela 4.2, onde HBMT obteve 2.767 (55,34%) de vitórias

com densidade de 5% e 1.145 (22,90%) com densidade de 30%. Em contrapartida, o

número de empates passou de 1.741 (34,82%) para 3.845 (76,90%).

Note que a heurística HBMT venceu em todos os modelos. Além disso, percebemos

que quando a densidade variou de 5% para 30%, o número de vitórias de HBMT diminuiu,

ao mesmo tempo o número de empates cresceu. Isso só não aconteceu no modelo com

25.000 grafos, onde tivemos um número signi�cativo de empates (94,20%) e uma perfor-

mance de HBMT ligeiramente superior (4,30%) a de H4C (1,50%). Entretanto, HBMT

mostrou-se superior em todos os modelos. O número de empates foi muito alto com a

densidade de 30% em todos os modelos, equilibrando a performance entre as heurísticas.

Esse resultado está de acordo com o que esperávamos, especialmente para os modelos

com densidade de 30%, onde a probabilidade de existência de caminho hamiltoniano nesses

grafos é maior, favorecendo soluções sem rami�cações.
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Tabela 4.1: H4C x HBMT - Modelo G(n,p) com 500 Grafos e 100 Vértices

5% Densidade 30% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 47 9,40% Vitorias H4C 1 0,20%

Vitorias HBMT 332 66,40% Vitorias HBMT 112 22,40%
Empates 121 24,20% Empates 387 77,40%

Total 500 100,00% Total 500 100,00%

Tabela 4.2: H4C x HBMT - Modelo G(n,p) com 5.000 Grafos e 50 Vértices

5% Densidade 30% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 492 9,84% Vitorias H4C 10 0,20%

Vitorias HBMT 2.767 55,34% Vitorias HBMT 1.145 22,90%
Empates 1.741 34,82% Empates 3.845 76,90%

Total 5.000 100,00% Total 5.000 100,00%

A �m de avaliarmos com mais segurança a e�cácia das duas heurísticas, compilamos

os resultados dos 4 (quatro) modelos com os 164.000 (cento e sessenta e quatro mil) grafos.

Somamos todos os resultados obtidos em cada modelo incluindo vitórias e empates, como

pode ser visto na Tabela 4.5. O resultado mostrou que a heurística HBMT obteve 42.735

(26,38%) vitórias enquanto que H4C 3.542 (2,19%) vitórias e ocorreram ainda 115.723

(71,43%) empates. O alto número de empates foi fortemente in�uenciado pelos grafos

com densidade de 30%, em função da provável existência de caminhos hamiltonianos

nesses grafos. Esses resultados nos mostram que a HBMT foi vitoriosa ou empatou em

97,81% dos grafos.

O mesmo experimento também foi realizado para os modelos de grafos que chamamos

de G(n,p) hamiltonianos, para os quais foi garantida na sua geração, a existência de

pelo menos um caminho hamiltoniano em cada grafo. O resultado mostrou que as duas

heurísticas conseguiram encontrar o caminho hamiltoniano em 100% dos grafos, como

pode ser visto na Tabela 4.5, o que para nós está sendo interpretado como uma evidência

da e�cácia de ambas. Os resultados de todos os modelos dessa comparação de H4C com

HMBT podem ser encontrados nos Apêndices A ao D.

Considerando os resultados gerados pelo experimento na disputa entre H4C e HBMT,

vimos que HBMT foi melhor, o que foi evidenciado com o maior número de vitórias

em relação a H4C. Por essa razão e por estarmos buscando nessa tese a heurística mais

promissora para o PAGNMR, nas próximas seções continuaremos nossas comparações.
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Tabela 4.3: H4C x HBMT - Modelo G(n,p) com 10.000 Grafos e 30 Vértices

5% Densidade 30% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 1.094 10,94% Vitorias H4C 13 0,13%

Vitorias HBMT 3.049 30,49% Vitorias HBMT 2.313 23,13%
Empates 5.857 58,57% Empates 7.674 76,74%

Total 10.000 100,00% Total 10.000 100,00%

Tabela 4.4: H4C x HBMT - Modelo G(n,p) com 25.000 Grafos e 15 Vértices

5% Densidade 30% Densidade

H4C X HBMT H4C X HBMT

Vitorias H4C 375 1,50% Vitorias H4C 60 0,24%
Vitorias HBMT 1.063 4,25% Vitorias HBMT 5.519 22,08%

Empates 23.562 94,25% Empates 19.421 77,68%

Total 25.000 100,00% Total 25.000 100,00%

4.4.2 Heurística HBMT X Heurística Original

Diante dos resultados obtidos na seção anterior e buscando alcançar o nosso objetivo de

encontrar a melhor heurística, iremos nessa seção comparar a heurística HBMT com a

heurística de [30]. Faremos essa análise seguindo a mesma metodologia utilizada na Seção

4.4.1, considerando os mesmos modelos com as densidades de 5% e 30%. É importante

ressaltar que nessa comparação, para a heurística original de [30], mantivemos a escolha

da solução inicial utilizando o algoritmo de Kruskal, enquanto que para a HBMT uti-

lizamos a busca em profundidade, em razão dos melhores resultados encontrados pelo

experimento apresentado na Seção 3.1, onde comparamos, além desses dois métodos, a

busca em largura.

Tabela 4.5: H4C x HBMT - Todos os Modelos G(n,p) e G(n,p) Hamiltonianos

Modelo G(n,p) Modelo G(n,p) Hamiltoniano

H4C X HBMT H4C X HBMT

Vitorias H4C 3.542 2,19% Vitorias H4C - 0,00%
Vitorias HBMT 42.735 26,38% Vitorias HBMT - 0,00%

Empates 115.723 71,43% Empates 162.000 100,00%

Total 162.000 100,00% Total 162.000 100,00%
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Tabela 4.6: HBMT x Original - Modelo G(n,p) com 500 Grafos e 100 Vértices

5% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 345 69,00% Vitorias HBMT 5 1,00%
Vitorias Original 83 16,60% Vitorias Original 9 1,80%

Empates 72 14,40% Empates 486 97,20%

Total 500 100,00% Total 500 100,00%

Tabela 4.7: HBMT x Original - Modelo G(n,p) com 5.000 Grafos e 50 Vértices

5% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 3.948 78,96% Vitorias HBMT 121 2,42%
Vitorias Original 411 8,22% Vitorias Original 126 2,52%

Empates 641 12,82% Empates 4.753 95,06%

Total 5.000 100,00% Total 5.000 100,00%

Tabela 4.8: HBMT x Original - Modelo G(n,p) com 10.000 Grafos e 30 Vértices

5% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 7.893 78,93% Vitorias HBMT 441 4,41%
Vitorias Original 491 4,91% Vitorias Original 221 2,21%

Empates 1.616 16,16% Empates 9.338 93,38%

Total 10.000 100,00% Total 10.000 100,00%

Observe os resultados listados nas Tabelas 4.6 e 4.9. Na Tabela 4.6 com densidade 5%,

tivemos 345 (69,00%) vitórias de HBMT contra 83 (16,60%) da original e 72 (14,40%) de

empates. Já com densidade 30% tivemos 5 (1,00%) vitórias de HBMT contra 9 (1,80%) da

original e 486 (97,20%) de empates. Na Tabela 4.9 com densidade 5%, a heurística HBMT

foi vitoriosa em 9.472 (37,89%) grafos contra apenas 260 (1,04%) da original e houveram

15.268 (61,07%) de empates. Com a densidade 30% foram 3.135 (12,54%) vitórias de

HBMT contra 656 (2,62%) da original e ainda tivemos 21.209 (84,84%) de empates. Note

nestes resultados que HBMT foi melhor.

Tomamos por base esses dois modelos por serem bem diferentes em quantidade de

grafos e em número de vértices, a �m de compararmos os resultados para cenários distintos.

Entretanto, não podemos considerar apenas esses modelos para concluir sobre o melhor

desempenho das duas heurísticas no experimento, uma vez que, outros modelos foram

testados. Observe nas Tabelas 4.6 e 4.7 com 500 e 5.000 grafos respectivamente, com a
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Tabela 4.9: HBMT x Original - Modelo G(n,p) com 25.000 Grafos e 15 Vértices

5% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 9.472 37,89% Vitorias HBMT 3.135 12,54%
Vitorias Original 260 1,04% Vitorias Original 656 2,62%

Empates 15.268 61,07% Empates 21.209 84,84%

Total 25.000 100,00% Total 25.000 100,00%

densidade 30% tivemos uma pequena vitória da heurística original, o que já não aconteceu

para o modelo com 25.000 grafos.

Visando minimizarmos eventuais distorções dos resultados encontrados em modelos

isolados, reunimos todos eles para compararmos os resultados das duas heurísticas, so-

mando todas as vitórias e empates de cada uma delas.

A Tabela 4.10 mostra que a heurística HBMT obteve 57.699 (35,62%) vitórias contra

apenas 8.966 (5,3%) da heurística original e 95.335 (58,85%) empates. Observamos mais

uma vez, que a densidade foi o principal in�uenciador nos resultados. Percebemos que o

número de vitórias de HBMT diminuiu quando a densidade aumentou, ao mesmo tempo

que o número de empates também cresceu. Isso nos faz suspeitar que elas podem ter

performances semelhantes para grafos muito densos.

Tabela 4.10: HBMT x Original - Todos os Modelos G(n,p)

HBMT X Original

Vitorias HBMT 57.699 35,62%
Vitorias Original 8.966 5,53%

Empates 95.335 58,85%

Total 162.000 100,00%

Os resultados apresentados nessa seção até então referem-se a modelos de grafosG(n,p),

onde não podemos garantir a existência de caminho hamiltoniano, que nesse caso repre-

sentaria a solução ótima para o problema. Nós realizamos o experimento também para

modelos com grafos G(n,p) hamiltonianos para veri�carmos a performance das duas heu-

rísticas para situações, onde sabemos antecipadamente, que existe pelo menos um caminho

hamiltoniano.

A Tabela 4.11 mostra que a heurística HBMT encontrou a solução ótima em 100%

dos grafos de todos os modelos, enquanto a heurística original em apenas 68,32%. Esse

resultado foi in�uenciado diretamente pela solução inicial, pois para a heurística HBMT
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partimos de uma solução obtida pela busca em profundidade e na heurística original

foi utilizado Kruskal. Fizemos também outros experimentos, que não estão apresentados

nessa tese, a �m de con�rmamos a nossa suspeita e os resultados mostraram que, quando a

busca em profundidade foi utilizada como solução inicial na heurística original em grafos

hamiltonianos, a solução ótima também foi encontrada em 100% dos casos, a exemplo

do que aconteceu com HBMT. Isso nos faz suspeitar que para grafos com existência de

caminho hamiltoniano, talvez seja melhor utilizar somente a busca em profundidade como

solução inicial para a heurística original de [30] ao invés do algoritmo de Kruskal.

Todos os resultados dos modelos testados nessa seção podem ser encontrados nos

Apêndices E ao L.

Tabela 4.11: HBMT x Original - Todos os Modelos Hamiltonianos

Heurística Solução Ótima

HBMT 162.000 100,00%
Original 110.683 68,32%

Analisando todos os modelos dessa comparação, percebemos que a heurística HBMT

foi vitoriosa na grande maioria deles, sendo que os melhores resultados ocorreram para a

densidade 5%, o que é que signi�ca representa um bom resultado, já que a di�culdade do

PAGNMR está em grafos de baixa densidade e com grande quantidade de vértices, onde

a probabilidade de existência de caminho hamiltoniano é menor.

4.4.3 Heurística HBMT X Algoritmo Aproximativo

Conforme já mencionamos na Seção 4.1 e considerando que a heurística HBMT mostrou-se

a melhor até então, iremos compará-la nessa seção com a proposta de [5] que é baseada em

algoritmo aproximativo. Embora tratando-se de uma outra abordagem (não heurística)

para o PAGNMR, consideramos importante essa comparação para avaliarmos a perfor-

mance da nossa proposta frente essa abordagem, bem como para embasarmos mais ainda

nossas conclusões e fortalecermos a nossa contribuição.

Continuaremos seguindo a mesma metodologia utilizadas nas seções anteriores, para

que os resultados possam ser comparados de forma justa. Assim manteremos os mesmos

modelos de�nidos, assim como a forma da análise com o foco nas densidades de 5% e

30%. Consideraremos nessa análise, as Tabelas 4.13 e 4.15.

Observe que na Tabela 4.13 com densidade 5%, tivemos 2.405 (48,10%) vitórias de

HBMT contra 1.059 (21,18%) do algoritmo aproximativo e 1.536 (30,72%) de empates.
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Tabela 4.12: HBMT x Aproximativo - Modelo G(n,p) com 500 Grafos e 100 Vértices

5% Densidade 30% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 313 62,60% Vitorias HBMT 114 22,80%

Vitorias Aproximativo 86 17,20% Vitorias Aproximativo 3 0,60%

Empates 101 20,20% Empates 383 76,60%

Total 500 100,00% Total 500 100,00%

Tabela 4.13: HBMT x Aproximativo - Modelo G(n,p) com 5.000 Grafos e 50 Vértices
5% Densidade 30% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 2.405 48,10% Vitorias HBMT 1.191 23,82%

Vitorias Aproximativo 1.059 21,18% Vitorias Aproximativo 14 0,28%

Empates 1.536 30,72% Empates 3.795 75,90%

Total 5.000 100,00% Total 5.000 100,00%

Com densidade 30% tivemos 1.191 (23,82%) vitórias de HBMT contra 14 (0,28%) do

algoritmo aproximativo e 3.795 (75,90%) de empates. Ou seja, nessa primeira comparação

tivemos vitória de HBMT.

Já na Tabela 4.15 com densidade 5%, o algoritmo aproximativo venceu em 821 (3,28%)

grafos contra 643 (2,57%) vitórias da heurística HBMT e tivemos ainda 23.536 (94,14%)

de empates, ou seja, uma pequena vitória do algoritmo aproximativo. Já com densidade

30%, foram 5.766 (23,06%) vitórias de HBMT contra apenas 93 (0,37%) do algoritmo

aproximativo e 19.141 (76,56%) de empates.

Portanto, para os modelos com densidade 5% com 5.000 grafos, tivemos vitória de

HBMT e para modelos com densidade de 5% com 25.000 grafos o algoritmo aproxima-

tivo foi vencedor. Já para modelos com densidade 30%, HBMT foi sempre superior em

qualquer quantidade de grafos testados.

Com base nos resultados acima e buscando entender melhor essa inversão de perfor-

mance, avaliamos também os modelos com densidade 10% e 20% e percebemos que a

performance de HBMT melhora quando a densidade aumenta e piora quando a densidade

diminui. Já com o algoritmo aproximativo ocorre exatamente o contrário. Esse compor-

tamento do algoritmo aproximativo pode ser explicado pelo fato de que quanto menor for

a densidade de um grafo G, menos opções de trocas de arestas existem, o que favorece o

seu mecanismo de busca local e contribui para que o critério de melhoria de�nido pelo

algoritmo, seja tão e�ciente quanto HBMT, que diferentemente, escolhe a melhor troca

em cada iteração.
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Tabela 4.14: HBMT x Aproximativo - Modelo G(n,p) com 10.000 Grafos e 30 Vértices
5% Densidade 30% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 2.310 23,10% Vitorias HBMT 2.400 24,00%

Vitorias Aproximativo 2.428 24,28% Vitorias Aproximativo 15 0,15%

Empates 5.262 52,62% Empates 7.585 75,85%

Total 10.000 100,00% Total 10.000 100,00%

Tabela 4.15: HBMT x Aproximativo - Modelo G(n,p) com 25.000 Grafos e 15 Vértices
5% Densidade 30% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 643 2,57% Vitorias HBMT 5.766 23,06%

Vitorias Aproximativo 821 3,28% Vitorias Aproximativo 93 0,37%

Empates 23.536 94,14% Empates 19.141 76,56%

Total 25.000 100,00% Total 25.000 100,00%

Por outro lado, quando a densidade aumenta, as opções de trocas de arestas em G

também crescem. Como a heurística HBMT analisa todas as possíveis trocas em cada

topologia de T , as chances de encontrar a melhor escolha são muito boas, fazendo-a mais

e�caz. Já o algoritmo aproximativo, "contenta-se" com a primeira boa troca, que pode

não ser a melhor naquela topologia, perdendo a chance de melhorar a árvore nas próximas

iterações.

A exemplo do que �zemos nas seções anteriores, reunimos os resultados de todos os

modelos de grafos G(n,p) e G(n,p) hamiltoniano, comparando os dois métodos somando

todas as vitórias, derrotas e empates de cada um. Os resultados podem ser vistos na

Tabela 4.16.

Tabela 4.16: HBMT x Aproximativo - Todos os Modelos G(n,p) e G(n,p) Hamiltonianos
Modelo G(n,p) Modelo G(n,p) Hamiltoniano

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 41.125 25,39% Vitorias HBMT - 0,00%

Vitorias Aproximativo 8.139 5,02% Vitorias Aproximativo - 0,00%

Empates 112.736 69,59% Empates 162.000 100,00%

Total 162.000 100,00% Total 162.000 100,00%

Note na Tabela 4.16 com modelos G(n,p), que a heurística HBMT obteve 41.125

(25,39%) vitórias contra apenas 8.139 (5,02%) do algoritmo aproximativo e 112.736 (69,59%)

empates. Percebemos também nessa comparação, que a densidade mais uma vez foi in-

�uenciou decisivamente os resultados, o que pode ser evidenciado pelas análises dessa

seção. Veja que nos resultados da heurística HBMT, quando a densidade aumentou, o

número de empates também aumentou, enquanto que o número de vitórias diminuiu. No

algoritmo aproximativo aconteceu o contrário, pois o número de vitórias diminuiu quando

a densidade aumentou. Diante desses resultados suspeitamos que há uma tendência de



4.4 Resultados Computacionais e Análises 68

empate entre as duas propostas, para grafos de baixíssima densidade.

Ainda na Tabela 4.16 com modelos G(n,p) hamiltonianos, podemos ver que ambos os

métodos encontraram em 100% de todos os grafos, a solução ótima com zero rami�cações,

ou seja, um caminho hamiltoniano. Esse resultado era de certa forma esperado, pois a

exemplo do que vimos na Seção 4.4.1, utilizamos a busca em profundidade como solução

inicial e portanto, tal resultado deve-se principalmente pela escolha dessa busca.

Pelos resultados apresentados nessa seção, podemos concluir que HBMT obteve me-

lhores resultados que o algoritmo aproximativo em termos de quantidade de rami�cações

geradas na árvore �nal. Vimos que, para densidades menores e maiores volumes de grafos,

houve uma tendência de empates, sendo que para densidades maiores, HBMT foi mais

e�caz.

Todos os resultados dos modelos testados nessa seção podem ser encontrados nos

Apêndices M ao P.

4.4.4 Estimativa do Tempo Médio de Execução

Nas Seções 3.1.3.1 e 3.2.3.1, �zemos a análise de complexidade assintótica dos algoritmos

utilizados pelas heurísticas H4C e HBMT, respectivamente, com o foco no tempo de

execução para o pior caso de cada grafo. Nessa seção, estamos interessados em fazer

uma estimativa dos tempos médios de execução dos algoritmos utilizados no experimento

dessa tese, quais sejam: heurística original de [30], algoritmo aproximativo de [5] e dos

algoritmos desenvolvidos com nossas heurísticas H4C e HBMT. O objetivo é comparar o

tempo médio com o tempo esperado para o pior caso, calculado pela análise assintótica

dos respectivos métodos.

Para isso, realizamos o seguinte experimento: seguindo uma metodologia semelhante a

que utilizamos para obter os resultados apresentados nesse capítulo, de�nimos um modelo

contendo 10.000 grafos com densidade 20%. Em cada modelo, variamos a quantidade de

vértices fazendo n = 10, n = 20, n = 30, n = 40 e n = 50, totalizando 150.000 grafos, e

para cada modelo contabilizamos o tempo total de execução de cada grafo. Nosso objetivo

era veri�car o impacto do aumento do tempo de execução total de cada modelo em relação

à variação de n.

Utilizamos os resultados de 3 execuções em cada um desses modelos, ou seja, para cada

execução de 10.000 grafos com n vértices �zemos 3 medições, de onde obtivemos a média

do tempo total de execução. Na Tabela 4.17 podemos ver os resultados encontrados:
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Tabela 4.17: Tempo Médio de Execução em Segundos

n Original H4C HBMT Aproximativo

10 0,93 0,56 2,14 1,90
20 5,62 2,73 10,96 77,73
30 17,11 5,47 23,90 541,99
40 43,05 9,69 45,39 1.934,28
50 90,60 14,77 73,10 4.861,27

Conforme pode ser visto na Tabela 4.17, o tempo de execução em todos os algoritmos

aumentou sempre que n cresceu. Isso está de acordo com o esperado, uma vez que o

tamanho da entrada in�uencia o tempo total de execução. Percebemos ainda que dos 4

algoritmos, o que obteve o menor tempo médio de execução foi com a heurística H4C,

em todos os modelos testados. Isso de certa forma, nos surpreendeu, uma vez que o

algoritmo base de H4C é o mesmo da heurística original, que possui a mesma complexidade

assintótica de H4C. A redução signi�cativa desse tempo, está sendo interpretada como

um indício de que os critérios utilizados pela heurística H4C, além de gerarem melhores

resultados que a original, ainda executou em média, em menor tempo, o que representa

um ótimo resultado.

Podemos ver também que os tempos médios de execução de HBMT foram superiores

que H4C, o que consideramos coerente com o esperado, uma vez que a complexidade

assintótica de HBMT (O(n7)) é superior a de H4C (O(n5)). Além disso, vimos ainda que

o algoritmo aproximativo teve o maior tempo médio de execução, o que já esperávamos,

considerando a sua implementação, pois como dissemos na Seção 2.2.2.1, embora não

tenhamos calculado a sua complexidade assintótica, suspeitávamos que o tempo médio

de execução fosse bem superior que os demais algoritmos, o que de fato se con�rmou,

indicando que a sua complexidade assintótica provavelmente deva ser bem superior que a

do algoritmo AIBMT.

No experimento descrito acima, nós mantivemos em cada modelo a mesma quantidade

de grafos com a mesma densidade, variando apenas a quantidade n de vértices. O objetivo

era veri�car a variação do aumento do tempo em relação ao aumento de n. Veja os

resultados na Tabela 4.18, onde o tempo de cada modelo para n = 20, n = 30, n = 40 e

n = 50, foi comparado com o tempo para n = 10.

Observe na Tabela 4.18, que quando n = 20, o tempo de execução do algoritmo da

heurística original foi 6 vezes superior a execução para n = 10. Já para as heurísticas

H4C e HBMT o tempo foi 5 vezes maior, enquanto que o algoritmo aproximativo teve o
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Tabela 4.18: Variação do Tempo em Relação ao Modelo com n = 10

n Original H4C HBMT Aproximativo

10 �> 20 6 5 5 41
10 �> 30 18 10 11 285
10 �> 40 46 17 21 1.018
10 �> 50 97 26 34 2.558

maior tempo de todos, 41 vezes. Perceba na mesma tabela a variação de tempo quando

n cresce e veja que a ordem de grandeza do tempo também cresce, o que está de acordo

com o esperado, conforme já dito anteriormente.

Comparando os tempos de H4C com HBMT, considerando que elas tem complexidade

assintótica diferentes, o tempo médio de HBMT foi bem menor que o tempo do pior caso

de H4C, sendo inclusive igual para n = 20 e praticamente o mesmo para n = 30. Já para

n = 40 e n = 50 o tempo médio de HBMT foi inferior ao dobro do tempo de H4C. Além

disso, con�rmamos mais uma vez o quanto foi alto o tempo do algoritmo aproximativo

em relação aos demais, especialmente quando n = 50, onde o tempo médio foi 2.558 vezes

maior que o tempo para n = 10, o que é uma ordem de grandeza muito superior que a dos

demais algoritmos. Dos três primeiros, o pior tempo médio foi o da heurística original, 97

vezes maior. Comparando esse tempo com o do algoritmo aproximativo, percebemos que

o aproximativo ainda foi 26 vezes maior que o tempo médio da heurística original e 75

vezes maior que o tempo médio de HBMT, con�rmando mais uma vez o que esperávamos.

Outro aspecto interessante revelado por essa estimativa, foi o a variação do tempo

médio de H4C com o aumento de n. Pela Tabela 4.18 percebemos que parece haver um

comportamento quadrático, ou seja O(n2). Quando o tamanho da entrada dobra (de

10 para 20), o tempo é multiplicado por 4 (aproximadamente). Quando o tamanho da

entrada é multiplicado por 4 (de 10 para 40), o tempo é multiplicado por 16 (aproximada-

mente). Podemos perceber que, embora nossas análises � provavelmente não totalmente

justas � indiquem que a heurística H4C, no pior caso, roda dentro do limite de tempo

O(n5), empiricamente observamos um comportamento quadrático do seu tempo médio de

execução (para as instâncias consideradas).

Nesse capítulo foram apresentados os resultados obtidos pelos experimentos de nossas

heurísticas H4C e HBMT. Vimos que a heurística HBMT obteve excelente desempenho em

relação à redução de rami�cações, quando comparada com a heurística original de [30],

H4C e também com o algoritmo aproximativo de [5]. Quanto ao tempo médio, considera-

mos bom para os resultados obtidos pela heurística, dada a sua lógica de funcionamento.



Capítulo 5

Conclusão e Trabalhos Futuros

5.1 Conclusão

Problemas da classe NP-Completo são de fato um grande desa�o para a pesquisa e pro-

vavelmente continuarão sendo ainda por algum tempo. Assim sendo, as soluções de pro-

blemas voltados especialmente para aplicações práticas, onde se enquadra o PAGNMR,

provavelmente deverão ser obtidas com base em métodos não exatos como heurísticas

e algoritmos aproximativos, desde que tais soluções supram de maneira satisfatória as

necessidades práticas exigidas por problemas dessa classe.

Nessa pesquisa apresentamos a origem e motivação do PAGNMR, bem como sua

NP-Di�culdade. O problema foi assim de�nido: dado um grafo conexo G = (V,E), não

direcionado e sem pesos em suas arestas, encontrar uma árvore geradora T de G, que

possua a menor quantidade possível de vértices com grau maior ou igual a 3 em T (dT (v) ≥
3). Demonstrou-se que ele estende claramente o clássico problema de encontrar o caminho

hamiltoniano, pois para alguns casos a solução ótima para o PAGNMR seria o caso em

que todos os vértices possuem grau ≤ 2, o que corresponderia a um caminho hamiltoniano

em G. Sabe-se que o problema de determinar se G possui caminho hamiltoniano é NP-

Completo.

Vimos a modelagem matemática para o PAGNMR, apresentamos alguns problemas

relacionados e detalhamos as principais pesquisas que motivaram nossa tese. Tomamos por

base a proposta de [31] e propusemos novas heurísticas, onde criamos outros critérios para

o algoritmo RI, bem como um novo algoritmo de re�namento iterativo. Comparamos a

nossa heurística mais promissora, com as propostas de [31] e com o algoritmo aproximativo

de [5].
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Apresentamos duas heurísticas: Em H4C, mantivemos o algoritmo RI e criamos novos

parâmetros heurísticos. Em HBMT, utilizamos o conceito de articulação, propomos o

algoritmo AIBMT, que garante a realização da melhor troca na árvore T em cada iteração

e melhoramos ainda mais os parâmetros e critérios da heurística. Em ambas as propostas,

optamos pela busca em profundidade como método de escolha da solução inicial a ser

re�nada. Essa escolha baseou-se em testes que envolveram também a busca em largura

e o algoritmo de Kruskal e teve como objetivo, escolher dentre os três métodos, aquele

que encontrasse a melhor árvore geradora, considerando para isso o menor número de

rami�cações em cada árvore gerada.

Considerando um conjunto razoável de modelos de grafos bem variados em termos de

quantidade, número de vértices e densidade, comparamos as heurísticas H4C e HBMT,

visando encontrar a mais promissora entre elas. Nessa disputa, os resultados mostraram

que a heurística HBMT obteve melhores resultados. Diante disso, passamos a comparar

HBMT com as propostas de [31] e [5]. Nessas comparações, constatamos mais uma vez que

a heurística HBMT foi melhor em ambas as disputas, o que sugere uma boa performance

para o PAGNMR.

Vimos que a complexidade assintótica do Algoritmo AIMBT é O(n7), enquanto que a

do algoritmo RI implementando a heurística H4C é O(n5). Fizemos a estimativa do tempo

médio de execução da heurística original, H4C, HBMT e do algoritmo aproximativo,

onde constatamos que H4C obteve o menor tempo e o algoritmo aproximativo o maior.

Ainda em relação ao tempo de execução, vimos que mesmo com o aumento da ordem

de complexidade do AIBMT em relação ao algoritmo RI, o tempo médio não cresceu na

mesma proporção, além do AIBMT ter obtido os melhores resultados médios dentre todos

os métodos testados.

Como parte dessa pesquisa publicamos o trabalho [2], onde apresentamos os resultados

obtidos com a heurística H4C.

Diante das pesquisas realizadas durante o desenvolvimento dessa tese, assim como das

nossas contribuições diretas com base em heurísticas e da complexidade do PAGNMR,

conseguimos encontrar heurísticas que apresentaram melhores resultados. Através dos

experimentos práticos, chegamos à evidências de que elas são promissoras, especialmente

a HBMT, que obteve os melhores resultados com um tempo médio de execução aceitável.
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5.2 Trabalhos Futuros

Conforme vimos ao longo dessa tese e considerando que o PAGNMR é um problema

cuja solução ótima ainda não é conhecida, acreditamos que muitas pesquisas com base

em heurísticas e algoritmos aproximativos devem surgir e aprimorar mais ainda o que já

foi feito até aqui. A seguir apresentamos algumas ideias a serem desenvolvidas para o

PAGNMR como continuidade a essa pesquisa.

Proposta 1: A heurística HBMT, levou em consideração a existência de articulações

de 3 ou mais componentes no grafo G e de posse dessa informação, o re�namento da

árvore T inicial foi otimizado, já que tais vértices, inevitavelmente serão rami�cações na

solução �nal. Adicionalmente, poderíamos identi�car a existência de pontes em G para

descartar trocas que envolvam tais arestas, uma vez que elas obrigatoriamente farão parte

da solução �nal. Acreditamos que isso poderá otimizar a solução em termos de tempo.

Proposta 2: Além do número de articulações de 3 ou mais componentes conexas do

grafo dado, que outras propriedades podem ser utilizadas como limites inferiores para o

número mínimo de rami�cações? O estudo dessas propriedades pode indicar re�namentos

interessantes às heurísticas apresentadas.

Proposta 3: Utilizar metaheurísticas para buscar melhorar mais ainda o resultado

encontrado pela HBMT. Além disso, contabilizar a quantidade de iterações necessárias

para se chegar ao resultado �nal em cada heurística. Aqui poderia ser criada uma função

de ponderação para indicar qual a melhor delas, considerando, o número de vitórias,

tempo de processamento e número de iterações para avaliar os resultados;

Proposta 4: Buscar construir algoritmos aproximativos para o PAGNMR que dimi-

nuam mais ainda o fator de aproximação de 6/11 alcançado por [5].
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APÊNDICE A -- Resultados H4C x HBMT - 500

Grafos G(n,p)

5% Densidade 10% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 47 9,4% Vitorias H4C 18 3,6%

Vitorias HBMT 332 66,4% Vitorias HBMT 317 63,4%
Empates 121 24,2% Empates 165 33,0%

Total 500 100,0% Total 500 100,0%

20% Densidade 30% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 2 0,4% Vitorias H4C 1 0,2%

Vitorias HBMT 207 41,4% Vitorias HBMT 112 22,4%
Empates 291 58,2% Empates 387 77,4%

Total 500 100,0% Total 500 100,0%

Todas as Densidades

H4C X HBMT
Vitorias H4C 68 3,4%

Vitorias HBMT 968 48,4%
Empates 964 48,2%

Total 2.000 100,0%
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APÊNDICE B -- Resultados H4C x HBMT - 5.000

Grafos G(n,p)

5% Densidade 10% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 492 9,8% Vitorias H4C 163 3,3%

Vitorias HBMT 2.767 55,3% Vitorias HBMT 2.805 56,1%
Empates 1.741 34,8% Empates 2.032 40,6%

Total 5.000 100,0% Total 5.000 100,0%

20% Densidade 30% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 26 0,5% Vitorias H4C 10 0,2%

Vitorias HBMT 2.178 43,6% Vitorias HBMT 1.145 22,9%
Empates 2.796 55,9% Empates 3.845 76,9%

Total 5.000 100,0% Total 5.000 100,0%

Todas as Densidades

H4C X HBMT
Vitorias H4C 691 3,5%

Vitorias HBMT 8.895 44,5%
Empates 10.414 52,1%

Total 20.000 100,0%
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APÊNDICE C -- Resultados H4C x HBMT - 10.000

Grafos G(n,p)

5% Densidade 10% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 1.094 10,9% Vitorias H4C 327 3,3%

Vitorias HBMT 3.049 30,5% Vitorias HBMT 4.914 49,1%
Empates 5.857 58,6% Empates 4.759 47,6%

Total 10.000 100,0% Total 10.000 100,0%

20% Densidade 30% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 61 0,6% Vitorias H4C 13 0,1%

Vitorias HBMT 4.334 43,3% Vitorias HBMT 2.313 23,1%
Empates 5.605 56,1% Empates 7.674 76,7%

Total 10.000 100,0% Total 10.000 100,0%

Todas as Densidades

H4C X HBMT
Vitorias H4C 1.495 3,7%

Vitorias HBMT 14.610 36,5%
Empates 23.895 59,7%

Total 40.000 100,0%
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APÊNDICE D -- Resultados H4C x HBMT - 25.000

Grafos G(n,p)

5% Densidade 10% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 375 1,5% Vitorias H4C 576 2,3%

Vitorias HBMT 1.063 4,3% Vitorias HBMT 3.488 14,0%
Empates 23.562 94,2% Empates 20.936 83,7%

Total 25.000 100,0% Total 25.000 100,0%

20% Densidade 30% Densidade

H4C X HBMT H4C X HBMT
Vitorias H4C 277 1,1% Vitorias H4C 60 0,2%

Vitorias HBMT 8.192 32,8% Vitorias HBMT 5.519 22,1%
Empates 16.531 66,1% Empates 19.421 77,7%

Total 25.000 100,0% Total 25.000 100,0%

Todas as Densidades

H4C X HBMT
Vitorias H4C 1.288 1,3%

Vitorias HBMT 18.262 18,3%
Empates 80.450 80,5%

Total 100.000 100,0%
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APÊNDICE E -- Resultados HBMT x Original 500

Grafos G(n,p)

5% Densidade 10% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 345 69,0% Vitorias HBMT 165 33,0%
Vitorias Original 83 16,6% Vitorias Original 134 26,8%

Empates 72 14,4% Empates 201 40,2%

Total 500 100,0% Total 500 100,0%

20% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 34 6,8% Vitorias HBMT 5 1,0%
Vitorias Original 55 11,0% Vitorias Original 9 1,8%

Empates 411 82,6% Empates 486 97,2%

Total 500 100,0% Total 500 100,0%

Todas as Densidades

HBMT X Original
Vitorias HBMT 549 27,5%
Vitorias Original 281 14,1%

Empates 1.170 58,5%

Total 500 100,0%
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APÊNDICE F -- Resultados HBMT x Original 500

Grafos G(n,p)Hamiltonianos

5% Densidade 10% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 4.575 91,5% Vitorias HBMT 2.647 52,9%
Vitorias Original - 0,0% Vitorias Original - 0,0%

Empates 425 8,5% Empates 2.353 47,1%

Total 500 100,0% Total 500 100,0%

20% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 498 10,0% Vitorias HBMT 75 1,5%
Vitorias Original - 0,0% Vitorias Original - 0,0%

Empates 4.502 90,0% Empates 4.925 98,5%

Total 500 100,0% Total 500 100,0%

Todas as Densidades

HBMT X Original
Vitorias HBMT 748 37,4%
Vitorias Original - 0,0%

Empates 1.252 62,6%

Total 2.000 100,0%
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APÊNDICE G -- Resultados HBMT x Original 5.000

Grafos G(n,p)

5% Densidade 10% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 3.948 79,0% Vitorias HBMT 2.430 48,6%
Vitorias Original 411 8,2% Vitorias Original 942 18,8%

Empates 641 12,8% Empates 1.628 32,6%

Total 5.000 100,0% Total 5.000 100,0%

20% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 622 12,4% Vitorias HBMT 121 2,4%
Vitorias Original 472 9,4% Vitorias Original 126 2,5%

Empates 3.906 78,1% Empates 4.753 95,1%

Total 5.000 100,0% Total 5.000 100,0%

Todas as Densidades

HBMT X Original
Vitorias HBMT 7.121 35,6%
Vitorias Original 1.951 9,8%

Empates 10.928 54,6%

Total 20.000 100,0%
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APÊNDICE H -- Resultados HBMT x Original 5.000

Grafos G(n,p)Hamiltonianos

5% Densidade 10% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 4.575 91,5% Vitorias HBMT 2.647 52,9%
Vitorias Original - 0,0% Vitorias Original - 0,0%

Empates 425 8,5% Empates 2.353 47,1%

Total 5.000 100,0% Total 5.000 100,0%

20% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 498 10,0% Vitorias HBMT 75 1,5%
Vitorias Original - 0,0% Vitorias Original - 0,0%

Empates 4.502 90,0% Empates 4.925 98,5%

Total 5.000 100,0% Total 5.000 100,0%

Todas as Densidades

HBMT X Original
Vitorias HBMT 7.795 39,0%
Vitorias Original - 0,0%

Empates 12.205 61,0%

Total 20.000 100,0%
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APÊNDICE I -- Resultados HBMT x Original 10.000

Grafos G(n,p)

5% Densidade 10% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 7.893 78,9% Vitorias HBMT 6.159 61,6%
Vitorias Original 491 4,9% Vitorias Original 1.177 11,8%

Empates 1.616 16,2% Empates 2.664 26,6%

Total 10.000 100,0% Total 10.000 100,0%

20% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 2.083 20,8% Vitorias HBMT 441 4,4%
Vitorias Original 901 9,0% Vitorias Original 221 2,2%

Empates 7.016 70,2% Empates 9.338 93,4%

Total 10.000 100,0% Total 10.000 100,0%

Todas as Densidades

HBMT X Original
Vitorias HBMT 16.576 41,4%
Vitorias Original 2.790 7,0%

Empates 20.634 51,6%

Total 40.000 100,0%
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APÊNDICE J -- Resultados HBMT x Original 10.000

Grafos G(n,p)Hamiltonianos

5% Densidade 10% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 8.447 84,5% Vitorias HBMT 5.473 54,7%
Vitorias Original - 0,0% Vitorias Original - 0,0%

Empates 1.553 15,5% Empates 4.527 45,3%

Total 10.000 100,0% Total 10.000 100,0%

20% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 1.307 13,1% Vitorias HBMT 243 2,4%
Vitorias Original - 0,0% Vitorias Original - 0,0%

Empates 8.693 86,9% Empates 9.757 97,6%

Total 10.000 100,0% Total 10.000 100,0%

Todas as Densidades

HBMT X Original
Vitorias HBMT 15.470 38,7%
Vitorias Original - 0,0%

Empates 24.530 61,3%

Total 40.000 100,0%
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APÊNDICE K -- Resultados HBMT x Original 25.000

Grafos G(n,p)

5% Densidade 10% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 9.472 37,9% Vitorias HBMT 12.163 48,7%
Vitorias Original 260 1,0% Vitorias Original 1.155 4,6%

Empates 15.268 61,1% Empates 11.682 46,7%

Total 25.000 100,0% Total 25.000 100,0%

20% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 8.683 34,7% Vitorias HBMT 3.135 12,5%
Vitorias Original 1.873 7,5% Vitorias Original 656 2,6%

Empates 14.444 57,8% Empates 21.209 84,8%

Total 25.000 100,0% Total 25.000 100,0%

Todas as Densidades

HBMT X Original
Vitorias HBMT 33.453 33,5%
Vitorias Original 3.944 3,9%

Empates 62.603 62,6%

Total 100.000 100,0%
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APÊNDICE L -- Resultados HBMT x Original 25.000

Grafos G(n,p)Hamiltonianos

5% Densidade 10% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 11.915 47,7% Vitorias HBMT 10.392 41,6%
Vitorias Original - 0,0% Vitorias Original - 0,0%

Empates 13.085 52,3% Empates 14.608 58,4%

Total 25.000 100,0% Total 25.000 100,0%

20% Densidade 30% Densidade

HBMT X Original HBMT X Original
Vitorias HBMT 3.916 15,7% Vitorias HBMT 1.081 4,3%
Vitorias Original - 0,0% Vitorias Original - 0,0%

Empates 21.084 84,3% Empates 23.919 95,7%

Total 25.000 100,0% Total 25.000 100,0%

Todas as Densidades

HBMT X Original
Vitorias HBMT X Normal
Vitorias Original 27.304 27,3%

Empates - 0,0%

Total 100.000 100,0%
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APÊNDICE M -- Resultados HBMT x Aproximativo

500 Grafos G(n,p)

5% Densidade 10% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 313 62,6% Vitorias HBMT 273 54,6%

Vitorias Aproximativo 86 17,2% Vitorias Aproximativo 26 5,2%

Empates 101 20,2% Empates 201 40,2%

Total 500 100,0% Total 500 100,0%

20% Densidade 30% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 233 46,6% Vitorias HBMT 114 22,8%

Vitorias Aproximativo 7 1,4% Vitorias Aproximativo 3 0,6%

Empates 260 52,0% Empates 383 76,6%

Total 500 100,0% Total 500 100,0%

Todas as Densidades

HBMT X Aproximativo
Vitorias HBMT 933 46,7%

Vitorias Aproximativo 122 6,1%
Empates 945 47,3%

Total 500 100,0%
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APÊNDICE N -- Resultados HBMT x Aproximativo

5.000 Grafos G(n,p)

5% Densidade 10% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 2.405 48,1% Vitorias HBMT 2.706 54,1%

Vitorias Aproximativo 1.059 21,2% Vitorias Aproximativo 312 6,2%

Empates 1.536 30,7% Empates 1.982 39,6%

Total 5.000 100,0% Total 5.000 100,0%

20% Densidade 30% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 2.293 45,9% Vitorias HBMT 1.191 23,8%

Vitorias Aproximativo 57 1,1% Vitorias Aproximativo 14 0,3%

Empates 2.650 53,0% Empates 3.795 75,9%

Total 5.000 100,0% Total 5.000 100,0%

Todas as Densidades

HBMT X Aproximativo
Vitorias HBMT 8.595 43,0%

Vitorias Aproximativo 1.442 7,2%
Empates 9.963 49,8%

Total 20.000 100,0%
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APÊNDICE O -- Resultados HBMT x Aproximativo

10.000 Grafos G(n,p)

5% Densidade 10% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 2.310 23,1% Vitorias HBMT 4.593 45,9%

Vitorias Aproximativo 2.428 24,3% Vitorias Aproximativo 809 8,1%

Empates 5.262 52,6% Empates 4.598 46,0%

Total 10.000 100,0% Total 10.000 100,0%

20% Densidade 30% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 4.394 43,9% Vitorias HBMT 2.400 24,0%

Vitorias Aproximativo 130 1,3% Vitorias Aproximativo 15 0,2%

Empates 5.476 54,8% Empates 7.585 75,9%

Total 10.000 100,0% Total 10.000 100,0%

Todas as Densidades

HBMT X Aproximativo
Vitorias HBMT 13.697 34,2%

Vitorias Aproximativo 3.382 8,5%
Empates 22.921 57,3%

Total 40.000 100,0%
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APÊNDICE P -- Resultados HBMT x Aproximativo

25.000 Grafos G(n,p)

5% Densidade 10% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 643 2,6% Vitorias HBMT 3.104 12,4%

Vitorias Aproximativo 821 3,3% Vitorias Aproximativo 1.746 7,0%

Empates 23.536 94,1% Empates 20.150 80,6%

Total 25.000 100,0% Total 25.000 100,0%

20% Densidade 30% Densidade

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 8.387 33,5% Vitorias HBMT 5.766 23,1%

Vitorias Aproximativo 533 2,1% Vitorias Aproximativo 93 0,4%

Empates 16.080 64,3% Empates 19.141 76,6%

Total 25.000 100,0% Total 25.000 100,0%

Todas as Densidades

HBMT X Aproximativo
Vitorias HBMT 17.900 17,9%

Vitorias Aproximativo 3.193 3,2%
Empates 78.907 78,9%

Total 100.000 100,0%
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APÊNDICE Q -- Resultado Geral do Experimento

Todos os Modelos G(n,p) Todos os Modelos Hamiltonianos

H4C X HBMT H4C X HBMT

Vitorias H4C 3.542 2,19% Vitorias H4C - 0,00%
Vitorias HBMT 42.735 26,38% Vitorias HBMT - 0,00%

Empates 115.723 71,43% Empates 162.000 100,00%

Total 162.000 100,00% Total 162.000 100,00%

Todos os Modelos G(n,p) Todos os Modelos Hamiltonianos

HBMT X Original HBMT X Original

Vitorias HBMT 57.699 35,62% Vitorias HBMT 51.317 31,68%
Vitorias Original 8.966 5,53% Vitorias Original - 0,00%

Empates 95.335 58,85% Empates 110.683 68,32%

Total 162.000 100,00% Total 162.000 100,00%

Todos os Modelos G(n,p) Todos os Modelos Hamiltonianos

HBMT X Aproximativo HBMT X Aproximativo

Vitorias HBMT 41.125 25,39% Vitorias HBMT - 0,00%

Vitorias Aproximativo 8.139 5,02% Vitorias Aproximativo - 0,00%

Empates 112.736 69,59% Empates 162.000 100,00%

Total 162.000 100,00% Total 162.000 100,00%


