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Resumo

Na área de mineração de dados, a tarefa de classi�cação, que tem como objetivo estimar a
classe à qual pertence uma nova instância a partir dos valores de seus atributos, é uma das
mais estudadas e aplicadas. Uma das formas de melhorar o desempenho do processo de
classi�cação é realizar uma seleção dos atributos disponíveis na base de dados, mantendo
os atributos que representam a informação útil e descartando aqueles que não contribuem
e que podem até mesmo prejudicar o desempenho dessa tarefa.

Esta tese propõe duas contribuições para o problema de seleção de atributos. A
primeira delas trata de medidas de relevância para atributos multivalorados, que são
atributos caracterizados por poderem assumir mais de um valor para uma mesma instância
da base de dados. As medidas de relevância propostas até hoje não se adequam a atributos
com tal característica, porém, em muitas bases de dados reais encontradas atualmente,
esses atributos estão presentes, reforçando a necessidade de se quanti�car a capacidade
dos mesmos em contribuir para a tarefa de classi�cação. Experimentos realizados com
atributos reais e sintéticos mostraram que as medidas propostas se apresentam como bons
indicadores da relevância de atributos multivalorados.

A segunda contribuição refere-se a uma heurística para realizar seleção de atributos
em bases de dados com dimensionalidade muito alta (centenas ou milhares de atributos),
já que realizar a seleção com a maioria dos algoritmos tradicionais torna-se um pro-
cesso inviável por conta do alto custo computacional. Algumas variações do algoritmo
proposto foram comparadas com outras estratégias que se propõem a resolver o mesmo
problema. Os resultados mostraram que a heurística apresentada produz soluções que ge-
ram acurácias em geral melhores do que os outros algoritmos comparados, com um custo
computacional bastante reduzido.

Palavras-chave: atributos multivalorados, bases de dados com alta dimensionalidade,
classi�cação, medidas de relevância, seleção de atributos.



Abstract

One of the most studied and applied tasks in data mining is the classi�cation task, which
aims at estimating the class of an instance based on the available set of attributes. One
method to improve the performance of the classi�cation process is to perform an attri-
bute selection procedure, keeping the attributes that represent the useful information and
discarding those that do not contribute and can even harm the performance of that task.

This thesis proposes two contributions to the attribute selection problem. The
�rst contribution presents three relevance measures for multivalued attributes, which are
attributes that take multiple values simultaneously for the same instance in the dataset.
Most of the existing attribute selection methods can only handle simple attribute types,
such as categorical and numerical. However, many real datasets have multivalued attri-
butes, reinforcing the need to measure their ability to contribute to the classi�cation task.
In order to evaluate the proposed measures, experiments were conducted with real and
synthetic attributes. The results show that the proposed measures are good indicators
about the relevance of multivalued attributes for classi�cation.

The second contribution concerns an heuristic to perform attribute selection in high
dimensional datasets (hundreds or thousands of attributes) as the computational cost
using traditional algorithms is prohibitive. Some variations of the proposed algorithm
were compared with other approaches from the literature. The results show that the
proposed heuristic generates solutions which produces good accuracy values with a much
lower computational cost than the other approaches.

Keywords: attribute selection, classi�cation, high dimensional datasets, multivalued
attributes, relevance measures.
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Capítulo 1

Introdução

Na área de mineração de dados, a tarefa de classi�cação, que tem como objetivo estimar

a classe à qual pertence uma nova instância a partir dos valores de seus atributos, é uma

das mais estudadas e aplicadas. Uma das formas de melhorar o desempenho do processo

de classi�cação é realizar uma seleção dos atributos disponíveis na base de dados, descar-

tando aqueles que não contribuem e que podem até mesmo prejudicar o desempenho dessa

tarefa. A seleção de atributos geralmente faz parte do pré-processamento da mineração

de dados, e pode ser de�nida como um processo de escolha de um subconjunto adequado

de atributos, que representa a informação importante contida nos dados, segundo algum

critério especí�co [Liu & Motoda, 1998]. Com a utilização de técnicas de seleção de atri-

butos, é possível: (a) melhorar o desempenho dos classi�cadores, eliminando os atributos

que não agregam valor à investigação da base e aqueles que deterioram os resultados,

(b) simpli�car os modelos de classi�cação, reduzindo o custo computacional de criação e

execução desses modelos e fornecendo um melhor entendimento dos resultados obtidos, e

(c) reduzir o tamanho da base de dados a ser processada.

Como o espaço de busca para realizar a seleção do subconjunto adequado de atri-

butos cresce exponencialmente em relação ao número de atributos, realizar uma busca

exaustiva é um processo inviável. Por isso, várias estratégias aproximativas já foram

propostas e são utilizadas para a solução desse problema. Algoritmos de seleção de atri-

butos são compostos pela combinação de: um método de busca e uma estratégia para

medir a qualidade da solução candidata [Liu & Yu, 2005]. Excluindo-se os métodos em-

bedded, que realizam a seleção de atributos dentro do próprio algoritmo de mineração

de dados, existem alguns tipos distintos de estratégias de busca executadas na fase de

pré-processamento, tais como: ranqueamento, busca sequencial, busca incremental e me-

taheurísticas [Bermejo et al., 2011].
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As estratégias de busca baseadas em ranqueamento levam em consideração apenas

o mérito individual de cada atributo em relação à classe em questão [Blum & Langley, 1997,

Guyon & Elissee�, 2003]. Uma vez ranqueados os atributos, os k primeiros da lista são

selecionados para compor a solução. Esses algoritmos são muito rápidos (complexidade li-

near em relação à dimensionalidade da base de dados), porém, o fato de a correlação entre

os atributos não ser levada em consideração pode comprometer a qualidade da solução.

Além disso, de�nir o valor do parâmetro k torna-se outro problema.

Os algoritmos de busca sequencial funcionam de uma forma bastante simples: a

cada iteração, um atributo selecionado é incluído (SFS � Sequential Forward Selection) ou

excluído (SBS � Sequential Backward Selection) da solução candidata [Kittler, 1978]. A

avaliação de cada conjunto candidato gerado pode ser feita por meio de alguma medida de

avaliação de conjuntos de atributos ou utilizando-se a estratégia wrapper, isto é, utilizando

o próprio classi�cador para avaliar o conjunto de atributos por meio do desempenho

preditivo obtido. A cada iteração são avaliados O(n) candidatos, onde n é o número de

atributos da base de dados.

Os algoritmos de busca incremental também se caracterizam por incluir um atri-

buto a cada iteração, porém, nesses algoritmos, um ranqueamento prévio dos atributos

é realizado, baseado nas características individuais de cada um. Assim, a cada iteração,

o atributo no topo do ranking é selecionado e apenas um subconjunto candidato (gerado

pela inclusão de tal atributo) é avaliado, com o objetivo de veri�car se a referida inclusão

contribuiu para a qualidade da solução [Ruiz et al., 2006, Bermejo et al., 2009].

Metaheurísticas como GRASP [Feo & Resende, 1995, Resende & Ribeiro, 2014],

Tabu Search [Glover & Laguna, 1997], Algoritmos Genéticos [Goldberg, 1989] e Memé-

ticos [Moscato, 2003] também têm sido utilizadas nesse contexto. Em geral, esses al-

goritmos conseguem atingir soluções melhores do que as estratégias citadas anterior-

mente. Porém, o custo computacional é normalmente alto quando as bases de da-

dos a serem mineradas possuem um número muito grande de atributos. Algumas pro-

postas de seleção de atributos que utilizam metaheurísticas podem ser encontradas em

[Yang & Honavar, 1998, Inza et al., 2000, Yusta, 2009, Esseghir, 2010]. Porém, essas pro-

postas foram aplicadas a bases de dados consideradas pequenas, com menos de 100 atri-

butos. Em [Bermejo et al., 2011], é apresentado um algoritmo que diminui o número de

avaliações wrapper, com o objetivo de minimizar o custo computacional e viabilizar sua

aplicação em bases de dados com dimensionalidade muito alta (centenas ou milhares de

atributos).
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Uma das contribuições desta Tese é uma heurística para realizar seleção de atri-

butos em bases de dados com dimensionalidade muito alta. O objetivo da proposta é

apresentar uma solução simples, de baixo custo computacional, que viabilize a seleção de

atributos em tais bases de dados. O algoritmo combina uma fase de construção, onde uma

solução candidata é gerada, e uma busca local com o objetivo de aprimorá-la. Como o

contexto de aplicação da proposta envolve bases com um número muito grande de atribu-

tos, o algoritmo realiza, numa etapa que antecede à construção da solução candidata, uma

poda na lista de atributos, com o objetivo de reduzir o universo a ser explorado e, conse-

quentemente, reduzir o custo computacional. Essa poda se baseia na qualidade individual

dos atributos da base de dados, sendo mantidos, nas fases seguintes do procedimento de

seleção, apenas um certo percentual de atributos. Nos experimentos computacionais, fo-

ram avaliados os resultados da proposta, em termos de custo computacional e qualidade

da solução. Ainda na tentativa de encontrar melhores soluções, foi analisado o resultado

da aplicação da estratégia path relinking [Glover, 1996] como técnica de intensi�cação da

busca.

A avaliação das soluções candidatas pode ser feita de duas formas: nas estratégias

do tipo �lter, são utilizadas medidas de qualidade para avaliar os atributos ou subconjun-

tos de atributos; nas estratégias do tipo wrapper, o próprio classi�cador é utilizado para

avaliar a solução candidata, baseando-se no desempenho preditivo resultante.

Com relação às medidas de qualidade para avaliar atributos ou subconjuntos de

atributos, várias propostas já foram apresentadas na literatura. Essas medidas têm o

objetivo de avaliar o grau de importância de um atributo ou conjunto de atributos na

tarefa de prever o valor do atributo classe, e podem ser divididas em cinco categorias

[Liu & Motoda, 1998]: (a) medidas de informação, que levam em consideração o ganho

de informação do atributo, isto é, sua capacidade de reduzir a incerteza (ou entropia) em

relação à estimativa da classe; (b) medidas de distância, que levam em consideração a

capacidade do atributo de separar instâncias de classes distintas e não separar aquelas de

mesma classe; (c) medidas de dependência (ou correlação), que levam em consideração o

grau de associação entre duas variáveis e, assim, podem ser utilizadas para determinar o

quanto um atributo está relacionado com o atributo classe; (d) medidas de consistência,

cujo objetivo é encontrar o subconjunto mínimo de atributos que satisfaça a proporção

de inconsistência permitida e de�nida pelo usuário (uma inconsistência equivale a duas

instâncias com os mesmos valores para todos os atributos, mas pertencentes a classes

diferentes); e (e) medidas de precisão, que utilizam um classi�cador para calcular com

que precisão determinado subconjunto de atributos consegue predizer a classe.
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Porém, as inúmeras medidas de relevância existentes atualmente na literatura �

que se encaixam nas categorias citadas acima � foram desenvolvidas para atributos mo-

novalorados, isto é, atributos categóricos ou contínuos que podem assumir um único valor

para cada instância da base de dados. Entretanto, existe um tipo de atributo, deno-

minado multivalorado, que se caracteriza por poder assumir múltiplos valores para uma

mesma instância. Em [Tasca, 2008], foi apresentada uma primeira proposta de medida

de relevância especí�ca para tais atributos, mas que ainda apresenta algumas limitações,

já que só pode ser aplicada a bases de dados com classe binária, isto é, com apenas dois

valores para o atributo classe.

Uma outra contribuição desta Tese corresponde a uma proposta de ampliar o es-

copo do estudo realizado em [Tasca, 2008], apresentando outras três medidas que possam

ser utilizadas não apenas em bases com classes binárias, mas também em bases multiclasse

(com mais de dois valores para o atributo classe). A primeira delas é uma extensão da

medida proposta em [Tasca, 2008]. As outras duas medidas são adaptações de medidas

bastante conhecidas e utilizadas no contexto de seleção de atributos monovalorados (ganho

de informação e taxa de ganho), viabilizando a aplicação para atributos multivalorados.

A Tese está organizada da seguinte forma: o Capítulo 2 apresenta os principais

conceitos sobre seleção de atributos, incluindo técnicas de busca e critérios de avaliação de

candidatos. As três novas medidas de relevância propostas para atributos multivalorados

são descritas no Capítulo 3 e os experimentos para validar tais medidas são apresenta-

dos no Capítulo 4. No Capítulo 5, é proposta uma heurística de seleção de atributos

desenvolvida para o contexto de bases de dados de grande dimensionalidade e o Capítulo

6 apresenta os experimentos para avaliar tal heurística. As conclusões e considerações

�nais do trabalho são apresentadas no Capítulo 7.



Capítulo 2

Seleção de Atributos

2.1 Introdução

Seleção de atributos (SA) é um processo que geralmente antecede a etapa de mineração

de dados, e pode contribuir de forma signi�cativa para: (a) melhorar o desempenho dos

classi�cadores, já que atributos que não agregam valor à classi�cação ou que deterioram os

resultados são eliminados, (b) simpli�car os modelos de classi�cação, como consequência

da redução do número de atributos, o que contribui para um melhor entendimento e

análise dos resultados obtidos e ainda para a redução do custo computacional, e (c)

reduzir o tamanho da base de dados a ser processada, o que contribui, mais uma vez,

para a redução do custo de processamento.

Assim, o principal objetivo da SA é identi�car o conjunto de atributos que repre-

senta, para determinado contexto, a informação útil contida nos dados. Existem diferen-

tes critérios para se determinar a importância de um atributo. Uma de�nição, segundo

[Liu & Motoda, 1998], pode ser assim descrita: um atributo é dito importante se, quando

removido, a medida de importância considerada em relação aos atributos restantes é de-

teriorada.

Um dos principais desa�os da SA é que não basta identi�car a importância de

atributos de forma isolada, pois um atributo que, individualmente, não seja considerado

importante para a classi�cação, pode apresentar signi�cativa contribuição quando combi-

nado com outro atributo ou conjunto de atributos [Guyon & Elissee�, 2003].

O problema de SA consiste em descobrir o subconjunto de atributos, dentre aqueles

disponíveis na base de dados, que maximize uma determinada medida de qualidade. Essa

medida expressa o quão importante ou útil é o subconjunto de atributos para a tarefa de
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classi�cação.

Assim, o problema de SA pode ser formalizado da seguinte maneira:

� Seja E um conjunto de n atributos, representado por E = {A1, A2, ..., An}.

� Seja C /∈ E um atributo adicional denominado �classe�.

� Seja S = {S1, S2, ..., Sk}, 0 < k ≤ n, um subconjunto de E que representa uma

solução do problema.

� Seja M(S,C) uma função de mérito que avalia a qualidade de S em discriminar C.

� O problema de seleção de atributos consiste em determinar um subconjunto S de

E de forma a maximizar a função M em relação a C.

O conjunto solução S = {S1, S2, ..., Sk} pode ser representado por um vetor de n

elementos [v1, v2..., vn], onde vi = 1 se Ei ∈ S e vi = 0 se Ei /∈ S.

As contribuições apresentadas nesta Tese tentam resolver aspectos distintos do

problema apresentado: a heurística de seleção de atributos proposta, que será detalhada

no Capítulo 5, visa a e�ciência no processo de se encontrar um subconjunto S ⊆ E

de forma a maximizar a função de mérito M . Já as medidas de relevância propostas,

detalhadas no Capítulo 3, têm relação com a de�nição de uma função de mérito M que

possa considerar atributos multivalorados.

De acordo com a maneira utilizada para descobrir quais atributos da base são

os mais importantes para a mineração, as técnicas de SA podem ser agrupadas em três

abordagens principais: embedded, �lter e wrapper [Lee, 2005].

Na abordagem embedded, a SA é realizada dentro do próprio algoritmo de clas-

si�cação. Essa abordagem é comumente utilizada pelos algoritmos de classi�cação que

induzem árvores de decisão. O próprio algoritmo de indução se encarrega de selecionar

os atributos que farão parte da árvore de decisão.

Na abordagem �lter, a seleção ocorre na etapa de pré-processamento e é totalmente

independente do algoritmo de classi�cação. Nesse tipo de seleção, são utilizadas medidas

para selecionar um grupo de atributos considerado relevante, segundo algum critério,

enquanto os outros são descartados. Assim, apenas o grupo de atributos selecionados será

considerado na fase de mineração.
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Na abordagem wrapper, a SA também ocorre em uma etapa de pré-processamento,

mas, nesse caso, o próprio algoritmo de classi�cação que será utilizado na mineração é

considerado como ferramenta para a seleção. Esse tipo de seleção avalia os subconjuntos

de atributos candidatos utilizando o algoritmo de classi�cação. O desempenho preditivo

do classi�cador gerado é utilizado para avaliar o subconjunto de atributos em questão.

Assim, vários subconjuntos são analisados e aquele que resultou no melhor classi�cador é

escolhido como o melhor subconjunto.

A abordagem wrapper é considerada e�caz do ponto de vista de acurácia preditiva,

já que o próprio algoritmo que será utilizado na mineração identi�ca o subconjunto de

atributos relevantes, de acordo com a acurácia obtida. Porém, o custo computacional

desse método é muito alto, pois o algoritmo de classi�cação deve ser executado várias

vezes, para cada suconjunto candidato a ser avaliado.

Nos últimos anos, diversas propostas de SA que utilizam conceitos híbridos (�lter-

wrapper) vêm sendo apresentadas. Tais propostas têm como principal objetivo reduzir o

custo computacional das soluções wrapper, através da redução do número de avaliações

necessárias. A Seção 2.4 apresenta uma breve descrição de alguns desses trabalhos.

Independentemente da abordagem utilizada, as técnicas de SA possuem dois com-

ponentes principais: (a) um método de busca, que de�ne a forma como o espaço de busca

vai ser percorrido, determinando os subconjuntos de atributos que serão avaliados e (b)

uma medida de avaliação desses subconjuntos.

As duas próximas seções apresentam uma revisão dos principais métodos de busca

e medidas de avaliação de soluções candidatas.

2.2 Métodos de Busca

Quando a medida escolhida para o processo de SA avalia atributos individualmente,

utiliza-se o método de ranqueamento para gerar o conjunto solução. Os atributos da

base de dados são ordenados com base no seu �tness, isto é, no valor da referida medida

de avaliação, do melhor para o pior. Assim, o subconjunto resultante da SA pode ser de-

�nido das seguintes maneiras: (i) a partir da escolha de um número �xo de atributos do

ranking, (ii) a partir de um percentual dessa lista ordenada, ou ainda (iii) selecionando-se

todos os atributos do ranking cujo valor de �tness esteja acima de determinado limiar

(threshold). A escolha desses parâmetros que de�nem o ponto de corte do ranking pode

ser uma tarefa não trivial.
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Quando as soluções candidatas são representadas por subconjuntos de atributos,

deve ser de�nida uma estratégia segundo a qual o espaço de busca será percorrido de

forma a encontrar boas soluções. Nesse caso, a seleção de um subconjunto de atributos

pode ser vista como um problema de busca.

Cada solução num espaço de busca no contexto de SA corresponde a um subcon-

junto de atributos. Existem 2n diferentes combinações de atributos em uma base com n

atributos, e sabe-se que avaliar todas essas possibilidades requer um custo computacional

proibitivo. Por essa razão, são de�nidas estratégias para se percorrer o espaço de busca,

partindo-se de uma solução inicial S e visitando soluções denominadas vizinhas de S,

geradas a partir de modi�cações em S, de�nidas previamente. Para determinada solução

no espaço de busca, as soluções vizinhas podem ser obtidas, por exemplo, pela remoção

ou inserção de um atributo na solução corrente.

A Figura 2.1 ilustra as soluções de um espaço de busca, envolvendo quatro atri-

butos. Os quadros pretos representam a inclusão de um atributo na solução e os quadros

brancos representam sua exclusão. Uma busca exaustiva por todas as soluções possíveis

envolveria a avaliação de 16 soluções (24).

Figura 2.1: Exemplo de soluções em um espaço de busca [Molina et al., 2002]

A seguir, são descritos alguns métodos de busca como alternativa à exploração do

espaço de forma exaustiva.

2.2.1 Busca Gulosa

Uma busca é considerada gulosa (greedy) quando seleciona sempre a melhor solução, entre

as possíveis soluções da vizinhança, durante o processo de exploração do espaço de busca.

Esse tipo de heurística é simples e de fácil implementação, mas não garante que se atinja

a solução ótima.

A heurística gulosa denominada hill-climbing funciona da seguinte maneira: a cada

iteração, todos os vizinhos da solução corrente são gerados a partir de alguma modi�cação
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nessa solução. Geralmente, essa modi�cação é dada pela inserção ou exclusão de um

atributo no subconjunto de atributos que representa a solução atual. Para cada vizinho

gerado, uma função de avaliação é aplicada de forma a determinar seu valor de �tness. O

vizinho que possui o melhor �tness é escolhido para se tornar a solução atual. O algoritmo

termina quando as inclusões/exclusões dos atributos restantes não acarretam na melhoria

do �tness da solução corrente. As buscas sequenciais se encaixam nesse contexto. Essa

técnica reduz a complexidade de O(2n) para O(n2). A exploração do espaço de busca

pode ocorrer em duas direções: (a) forward : a busca inicia com um conjunto vazio e vai

adicionando um novo atributo ao subconjunto a cada iteração; (b) backward : a busca

inicia com um conjunto com todos os atributos, e vai removendo um a um para gerar

novos subconjuntos.

A busca no sentido forward, comumente conhecida como Sequential Forward Selec-

tion (SFS), pode ser utilizada para encontrar atributos importantes, já que o subconjunto

resultante é pequeno e é formado principalmente por atributos com maior relevância. A

desvantagem desse método é que a inclusão de um atributo relevante a um subconjunto

incompleto, pode não resultar em um aumento do �tness desse subconjunto e, nesse caso,

esse atributo será descartado.

Alguns defendem a busca no sentido backward, argumentando que a busca forward

encontra subconjuntos mais fracos, porque a importância dos atributos não é avaliada no

contexto de outros atributos, que ainda não foram incluídos. Em [Guyon & Elissee�, 2003],

é reportado um experimento que ilusta essa situação. Por outro lado, apesar de a busca

backward contribuir para a avaliação de atributos em conjunto com outros, os subconjun-

tos resultantes são maiores. Além disso, avaliar subconjuntos maiores demanda um custo

computacional maior. Portanto, a busca nessa direção é mais custosa.

Algoritmos incrementais também se encaixam no contexto de busca gulosa. Porém,

essas estratégias utilizam um ranking prévio para delinear a escolha do atributo que vai

ser incluído a cada iteração. Assim, esses algoritmos são ainda mais rápidos que os

sequenciais, já que, a cada passo, são avaliados apenas O(1) candidatos, diferentemente

da busca sequencial que testa todas as possíveis inserções (O(n)).

2.2.2 Busca Randômica

Buscas randômicas são técnicas não determinísticas para encontrar bons subconjuntos de

atributos no espaço de busca. A ideia desse tipo de estratégia é utilizar a aleatoriedade

para escapar de ótimos locais. O maior desa�o é controlar o processo de busca de forma a
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convergir para uma boa solução. Essas técnicas geralmente obtém resultados satisfatórios,

mas seu custo computacional pode se tornar muito alto dependendo do critério de parada

estabelecido. As metaheurísticas se encaixam no contexto de buscas randômicas.

Algoritmos Genéticos [Goldberg, 1989], por exemplo, utilizam uma busca rando-

mizada inspirada no princípio da seleção natural e sobrevivência do mais apto, declarado

em 1859 pelo naturalista e �siologista inglês Charles Darwing. Tal princípio de�ne que

�quanto melhor um indivíduo se adaptar ao seu meio ambiente, maior será sua chance de

sobreviver e gerar descendentes�. No contexto de SA, tais indivíduos são representados

pelos subconjuntos de atributos. Operadores genéticos, como recombinação (cross-over)

e mutação, são aplicados aos indivíduos considerados mais aptos de uma população para

gerar novos indivíduos (subconjuntos). A aptidão dos indivíduos é baseada em um valor

de �tness, que representa seu grau de evolução.

2.3 Medidas de Avaliação de Candidatos

Medidas de avaliação de soluções candidatas (ou medidas de relevância), se aplicam a

algoritmos de SA que utilizam a abordagem �lter. Essas medidas podem ser divididas em

duas categorias: medidas que avaliam atributos individualmente e medidas de avaliação

de subconjuntos de atributos. A seguir, são descritas algumas das principais medidas de

relevância encontradas na literatura, começando pelas que avaliam atributos individual-

mente.

2.3.1 Ganho de Informação

O ganho de informação (Information Gain � IG) [Quinlan, 1993] de determinado atributo

A em relação ao atributo classe C é representado pela redução da incerteza sobre o valor

de C quando o valor de A é conhecido. A incerteza sobre o valor de C é medida pela

sua entropia, H(C), conforme a Equação 2.1, onde p(c) representa a probabilidade de

ocorrência da classe c. A incerteza sobre o valor de C quando o valor de A é conhecido é

dada pela entropia condicional de C dado A, H(C|A), conforme a Equação 2.2.

H(C) = −
∑
c∈C

p(c)log2p(c) (2.1)
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H(C|A) = −
∑
a∈A

p(a)
∑
c∈C

p(c|a)log2p(c|a) (2.2)

A Equação 2.3 mostra o cálculo do ganho de informação do atributo A, IG(A).

IG(A) = H(C)−H(C|A) (2.3)

2.3.2 Taxa de Ganho

O valor do ganho de informação pode �car equivocadamente alto quando o atributo em

questão possui um número muito grande de valores. A medida de taxa de ganho (Gain

Ratio � GR) [Quinlan, 1993] surgiu para tentar minimizar esse problema, normalizando

o valor do ganho de informação de um atributo com o valor de sua entropia, conforme é

mostrado na Equação 2.4.

GR(A) =
IG(A)

H(A)
=
H(C)−H(C|A)

H(A)
(2.4)

2.3.3 Incerteza Simétrica

A métrica de incerteza simétrica (Symmetrical Uncertainty � SU ) [Wu & Zhang, 2004]

foi desenvolvida com o mesmo propósito da taxa de ganho, isto é, uma tentativa de

normalizar o ganho de informação de um atributo em relação à classe. Essa medida é

apresentada pela Equação 2.5.

SU(A) = 2 ∗ IG(A)

H(A) +H(C)
= 2 ∗ H(C)−H(C|A)

H(A) +H(C)
(2.5)

2.3.4 Chi-Square

A métrica Chi-Square (X2) [Han et al., 2011] quali�ca um atributo individualmente a

partir de um teste estatístico, que determina sua correlação com a classe. Quanto maior

o valor de X2, mais provável é a correlação entre o atributo e a classe. A Fórmula 2.6

apresenta o cálculo dessa medida.
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X2(A) =
k∑

i=1

m∑
j=1

Observadasij − Esperadasij
Esperadasij

, (2.6)

onde Observadasij e Esperadasij representam as frequências observadas e esperadas,

respectivamente. As frequências observadas são obtidas diretamente da base de dados,

por meio da razão entre o número de instâncias em que ocorre o valor ai (1 ≤ i ≤ k) do

atributo A simultaneamente com o valor cj (1 ≤ j ≤ m) da classe, e o número total de

instâncias da base. As frequências esperadas são calculadas conforme a Fórmula 2.7.

Esperadasij =
count(ai) ∗ count(cj)

T
, (2.7)

onde T é o número total de instâncias da base, count(ai) corresponde ao número de

instâncias onde ocorre o valor ai do atributo A e count(cj) é o número de instâncias que

percentem à classe cj.

2.3.5 Relief

Relief [Kira & Rendell, 1992] é um algoritmo que ordena os atributos baseados em sua

capacidade de diferenciar instâncias de classes distintas. De�ne-se um número de instân-

cias t que serão selecionadas aleatoriamente da base de treinamento. A cada iteração (até

que o total t seja atingido), o algoritmo seleciona aleatoriamente uma instância da base e

localiza seu vizinho mais próximo da mesma classe (chamado de hit) e seu vizinho mais

próximo da classe oposta (chamado de miss). Relief só se aplica a bases de dados de

classes binárias. Os valores dos atributos desses vizinhos mais próximos são comparados

com os valores dos atributos da instância selecionada e são utilizados para atualizar os

valores de peso de relevância de cada atributo, armazenados em um vetor de pesos W .

A ideia é que um atributo útil deve diferenciar instâncias de classes distintas e ter os

mesmos valores que as instâncias de mesma classe. O valor de peso W [A] do atributo A

é atualizado a cada instância selecionada e re�ete sua capacidade de distinguir os valores

da classe. Assim, para cada instância I, o valor de peso (relevância) do atributo A é

atualizado de acordo com a Fórmula 2.8.

W [A] = W [A]− dist(A, I,H)2

t
+
dist(A, I,M)2

t
, (2.8)

onde dist é uma função que calcula a diferença entre duas instâncias considerando o

atributo A, I é a instância selecionada aleatoriamente, H representa o hit mais próximo,
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M representa omiss mais próximo e t é o número de instâncias selecionadas aleatoriamente

da base de treinamento. Ao �nal do processamento, o vetor W armazena, em cada uma

de suas posições, os valores de relevância de todos os atributos da base de dados.

A seguir, são apresentadas algumas medidas capazes de avaliar conjuntos de atri-

butos.

2.3.6 Correlation-based Feature Selection (CFS)

A medida CFS do subconjunto S é calculada segundo uma heurística que leva em consi-

deração a utilidade dos atributos de S individualmente para predizer a classe, por meio

do nível de correlação entre esses atributos e a classe. A medida também leva em consi-

deração o grau de correlação entre os atributos de S. Assim, atributos que são altamente

correlacionados com a classe e que possuem baixa correlação entre si, são considerados

mais relevantes. A relevância de um subconjunto de atributos S, |S|=k, segundo a medida

CFS pode ser de�nida como [Hall, 1998]:

CFS(S) =
k ∗ rcf√

k + k ∗ (k − 1) ∗ rff
, (2.9)

onde rcf representa a média de correlação entre os atributos e a classe e rff representa

a média de correlação entre os atributos de S. Essa correlação entre duas variáveis x

e y pode ser calculada por meio do coe�ciente de correlação de Pearson, conforme a

Fórmula 2.10 [Press et al., 1992]:

rxy =
cov(x, y)√

var(x) ∗ var(y)
, (2.10)

onde o numerador representa a covariância das variáveis e denominador representa o

produto dos seus desvios padrões.

O valor absoluto de r varia de zero (se não existir nenhuma correlação entre as

duas variáveis x e y) a um (caso as duas variáveis sejam linearmente dependentes).

O numerador da Equação 2.9 pode ser visto como um indicador do poder preditivo

do conjunto S de atributos. O denominador indica o grau de redundância existente entre

os atributos.
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2.3.7 Consistency-based Feature Selection

Um subconjunto de atributos é dito consistente se, para todas as instâncias com a mesma

combinação de valores para esses atributos, a classe é a mesma. Por outro lado, se

pelo menos duas instâncias com os mesmos valores de atributos pertencerem a classes

diferentes, esse subconjunto é considerado inconsistente.

A medida baseada em consistência, descrita na Fórmula 2.11, avalia a quali-

dade de um subconjunto de atributos com base no nível de consistência desse subcon-

junto [Liu & Setiono, 1996].

Consistency(S) = 1−

j∑
i=0

|Di| − |Mi|

T
, (2.11)

onde S é um subconjunto de atributos, j é o número de combinações distintas dos valores

dos atributos de S, |Di| é o número de ocorrências da combinação i dos valores dos

atributos, |Mi| é a cardinalidade da classe majoritária para a combinação i de valores e

T é o número total de instâncias na base de dados.

A segunda parcela da Fórmula 2.11 representa o grau de inconsistência da base. Se

o somatório
∑
|Di|− |Mi| for pequeno, signi�ca que as ocorrências da mesma combinação

em geral possuem a mesma classe. Consequentemente, menor será o número de ocorrências

inconsistentes, isto é, uma mesma combinação de valores ocorrendo em classes distintas.

2.4 Trabalhos Relacionados

Em bases de dados com alta dimensionalidade, realizar seleção de atributos com méto-

dos que utilizam a abordagem wrapper pode levar a um custo computacional proibitivo.

Até mesmo alguns métodos que utilizam a abordagem �lter baseados na avaliação da

relevância/redundância podem levar a tempos computacionais muito elevados em bases

com essas características [Ferreira & Figueiredo, 2012]. Por esse motivo, alternativas para

SA vêm sendo apresentadas, na tentativa de reduzir o custo computacional e viabilizar o

processo de seleção nessas bases de dados.

Em [Ruiz et al., 2006], foi proposto um algoritmo incremental bastante e�ciente

em termos de tempo computacional e que produzia boas acurácias. Porém, esse método

possui duas desvantagens: a primeira delas é que ele se baseia num ranqueamento prévio

invariável, que leva em consideração a relevância dos atributos individualmente. Porém,
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um atributo pode se tornar relevante quando considerado em conjunto com outros. Como

consequência, um atributo que individualmente tenha sido considerado irrelevante, pode

se tornar útil quando combinado com outro(s) atributo(s). A segunda desvantagem é

que para ter certeza de que todos atributos potencialmente relevantes foram analisados, o

ranking completo deve ser explorado. Para tentar minimizar o primeiro problema citado,

surgiram algumas propostas de algoritmos que utilizam o conceito incremental, mas que

gerenciam de alguma forma a questão da possível interação entre os atributos (IWSSr

[Bermejo et al., 2009], BARS [Ruiz et al., 2008]). Porém, como são propostas com maior

complexidade computacional (O(n2), onde n é o número de atributos disponíveis na base

de dados), tornam-se inviáveis para serem aplicadas em bases cujo valor de n é muito

elevado.

Uma proposta de seleção de atributos baseada em GRASP [Feo & Resende, 1995,

Resende & Ribeiro, 2014], que combina métodos �lter e wrapper, foi apresentada em

[Esseghir, 2010]. Porém, como foram utilizadas técnicas convencionais nas duas fases

de cada iteração do GRASP � isto é, na construção da solução e na busca local � essa

proposta torna-se inviável para ser aplicada em bases com alta dimensionalidade por

causa de seu alto custo computacional. Os experimentos realizados nesse estudo utili-

zaram apenas bases de dados com no máximo 279 atributos. A proposta apresentada

em [Bermejo et al., 2011] também é baseada na metaheurística GRASP, mas utiliza uma

estratégia que diminui o número de avaliações wrapper, o que viabiliza a utilização em

bases com dimensionalidade alta.

Nesse trabalho apresentado em [Bermejo et al., 2011], foi realizado um compara-

tivo entre o GRASP proposto e algoritmos do estado da arte para seleção de atributos,

a saber: IWSS ([Ruiz et al., 2006]; [Flores et al., 2008]), IWSSr ([Bermejo et al., 2009]),

BARS ([Ruiz et al., 2008]), Linear Forward Selection (LFS) ([Gutlein et al., 2009]), Fast

Correlation-Based Filter (FCBF) ([Yu & Liu, 2003]) e Principal Component Analysis

(PCA) ([Jolli�e, 1986]). As acurácias obtidas foram equivalentes, mas o custo compu-

tacional do GRASP proposto se apresentou bastante reduzido quando comparado com

os algoritmos tradicionais. O algoritmo foi avaliado com algumas estratégias de busca

local diferentes, e a que apresentou os melhores resultados foi a busca hill climbing. A

nomenclatura utilizada para o GRASP proposto é denotada pelo tipo de busca utilizado,

seguido de um *. Assim, tal estratégia foi nomeada de HC*. Como esse algoritmo se

propõe a resolver o mesmo problema apresentado nesta Tese (SA em bases de dados com

alta dimensionalidade), HC* é uma das estratégias escolhidas para compor um compa-

rativo entre as estratégias de SA, apresentado no Capítulo 6. A função de avaliação
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dos atributos utilizada em HC* para gerar o ranking inicial é a incerteza simétrica, e o

número de iterações do GRASP foi �xado em 50. As bases de dados utilizadas nos ex-

perimentos apresentados em [Bermejo et al., 2011] são exatamente as mesmas utilizadas

nos experimentos desta Tese, inclusive com o mesmo particionamento.

Recentemente, o trabalho apresentado em [Bermejo et al., 2014] propõe a incor-

poração do classi�cador Naive Bayes no algoritmo de SA, ao invés de usá-lo como uma

caixa-preta apenas para avaliar as soluções candidatas. Em aplicações wrapper tradici-

onais, a avaliação de cada candidato requer a construção de um novo modelo de clas-

si�cador na base de treinamento. Nessa proposta, a cada novo atributo incorporado à

solução corrente, não existe a necessidade de reconstruir totalmente um novo modelo. O

aprendizado consiste simplesmente em estimar a tabela de probabilidade condicional para

o novo atributo, o que reduz de forma signi�cativa o custo computacional do algoritmo.

A ferramenta WEKA [Hall et al., 2009] disponibiliza diversos algoritmos de seleção

de atributos. Os principais foram utilizados em um comparativo com a heurística proposta

nesta Tese, apresentado na Seção 6.7, e serão descritos a seguir.

Algoritmo GreedyStepwise

A conhecida estratégia de busca hill climbing realiza alterações locais ao conjunto

de atributos corrente. Uma alteração local pode ser representada pela simples inclusão ou

remoção de um único atributo do conjunto solução. GreedyStepwise (GRS) é um algoritmo

que executa uma busca gulosa, no sentido forward ou backward, através do espaço de busca

dos subconjuntos de atributos. A busca pode iniciar a partir de uma solução vazia, uma

solução que contém todos os atributos ou em algum ponto arbitrário do espaço de busca.

O algoritmo termina quando todas as inclusões/exclusões de atributos resultam em uma

diminuição no valor de �tness da solução candidata [Hall et al., 2015].

Algoritmo BestFirst

O algoritmo BestFirst (BSF) [Ginsberg, 1994, Russell & Norvig, 2003] realiza uma

busca gulosa pelo espaço dos subconjuntos de atributos com a possibilidade de retrocesso

(backtracking). A ideia é selecionar o atributo mais promissor que ainda não foi avaliado.

O nível de backtracking é controlado por um parâmetro que de�ne o número de soluções

possíveis a considerar sem que tenha havido melhora na qualidade. BestFirst pode iniciar

com uma solução vazia e avançar no sentido forward ou iniciar com uma solução que

contém todos os atributos e proceder no sentido backward. É possível, ainda, iniciar de

qualquer ponto do espaço (qualquer solução viável) e realizar a busca nas duas direções,
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considerando todas as possíveis inserções e remoções de atributos individuais da referida

solução [Hall et al., 2015].

Algoritmo LinearForwardSelection

Na estratégia clássica Sequential Forward Selection, o número de avaliações cresce

quadraticamente com o número de atributos. O número de avaliações em cada passo é

igual ao número de atributos restantes que ainda não pertencem ao subconjunto selecio-

nado. Esse crescimento quadrático pode ser problemático para bases de dados com muitos

atributos. Tentando minimizar esse problema, em [Gutlein et al., 2009], foi proposta uma

técnica para reduzir o número de inserções de atributos em cada passo. Tal algoritmo, de-

nominado LinearForwardSelection (LFS), é uma extensão do BestFirst. Nessa proposta,

o número de atributos que são considerados em cada passo é limitado, de forma que não

possa exceder um valor determinado como parâmetro. Essa estratégia reduz o número de

avaliações de soluções candidatas e consequentemente reduz o seu custo computacional

[Hall et al., 2015].

Algoritmo SubsetSizeForwardSelection

SubsetSizeForwardSelection (SSF) é um algoritmo que determina o tamanho do

subconjunto a ser atingido na busca Sequential Forward Selection, com o objetivo de

evitar over�tting. Assim, a busca é forçada a terminar quando o conjunto solução atinge

um valor pré-estabelecido. Em [Gutlein et al., 2009], é apresentado um estudo que mostra

que essa estratégia gera conjuntos menores e consegue manter acurácias comparáveis às

obtidas pela estratégia LinearForwardSelection.

Algoritmo GeneticSearch

O algoritmo GeneticSearch (GSC) executa uma busca usando o algoritmo genético

descrito em [Goldberg, 1989]. A ideia é utilizar uma população de soluções concorrentes �

que evoluem ao longo do tempo � para convergir para soluções ótimas ou aproximadamente

ótimas em níveis globais. O algoritmo é um processo iterativo onde cada geração que

se sucede é produzida a partir da aplicação de operadores genéticos, como crossover e

mutação, nos membros da população antecessora.



Capítulo 3

Medidas de Relevância para Atributos

Multivalorados

No contexto convencional de mineração de dados, onde a base a ser investigada é repre-

sentada por uma única tabela ou arquivo sequencial, a maioria dos algoritmos e medidas

de relevância disponíveis para realizar a seleção de atributos leva em consideração ape-

nas atributos monovalorados, sejam categóricos ou contínuos. Porém, muitas bases de

dados de domínios reais encontradas atualmente possuem atributos multivalorados, que

são caracterizados por poderem assumir vários valores simultaneamente para uma mesma

instância da base. São exemplos de atributos multivalorados: os tipos de livros que uma

pessoa lê, as áreas de pesquisa de um professor, entre outros.

Num banco de dados relacional, que se caracteriza pelo armazenamento dos dados

em múltiplas tabelas, os atributos monovalorados normalmente são armazenados em uma

tabela principal, juntamente com a identi�cação das instâncias relacionadas a eles. Já os

atributos multivalorados são implementados por meio da construção de outras tabelas,

relacionadas à tabela principal através de chaves estrangeiras.

Atributos com essa característica podem contribuir ou não para a tarefa de classi-

�cação, dependendo da sua correlação com a classe. Saber, por exemplo, quais tipos de

livros uma pessoa compra (atributo multivalorado) pode ser importante para descobrir

se ela tem ou não �lhos; mas pode não trazer informação útil para descobrir se a pessoa

utiliza ou não cartão de crédito. Assim, torna-se importante tratar esse tipo de atributo

para que seja possível descobrir sua importância para a classi�cação.

Até 2008, não haviam sido encontrados na literatura trabalhos que tratassem es-

peci�camente da seleção de atributos multivalorados ou medidas para determinar sua

importância. Em [Hall & Holmes, 2003], é utilizada uma técnica que transforma os k
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valores do domínio do atributo multivalorado em k atributos binários, permitindo, as-

sim, que algoritmos de seleção convencionais possam ser utilizados. Mas essa técnica traz

um problema para a mineração, pois aumenta signi�cativamente a dimensionalidade do

espaço original.

Na tentativa de contribuir para o processo de seleção de atributos multivalorados,

foi apresentada, na Dissertação de Mestrado defendida em 2008 [Tasca, 2008], uma medida

de relevância para esse tipo de atributo, levando em consideração sua capacidade de

determinar a classe. A ideia dessa medida, apresentada na próxima seção, é utilizar as

probabilidades de cada classe ocorrer, considerando os valores do domínio do atributo

multivalorado em questão, e fornecer um indicador da capacidade desse atributo de�nir

a classe em estudo.

3.1 Medida de Probabilidades

Em [Tasca, 2008, Tasca et al., 2009], foi proposta uma medida de relevância para atributos

multivalorados que se aplica apenas a problemas de classi�cação binária. A proposta da

medida de relevância foi baseada na média das diferenças de probabilidades de cada uma

das classes ocorrer, dado cada valor do domínio do atributo multivalorado. Assim, se a

probabilidade de uma das classes ocorrer for signi�cantemente maior do que a da outra

classe, a partir do conhecimento dos valores de um atributo multivalorado X, isso indica

que esse atributo tem uma boa capacidade de descrever a classe. Por outro lado, quando

as probabilidades de cada uma das classes ocorrer forem muito próximas, dados os valores

de X, pode-se dizer que conhecer esse atributo não faz muita diferença para predizer a

classe, ou seja, ele não é considerado importante para a classi�cação.

Seja x um valor do domínio de um atributo multivalorado X e c um valor do

atributo classe C. A probabilidade da classe c ocorrer, dado o valor x, é de�nida na

Fórmula 3.1.

P (c|x) = P (x ∧ c)/P (x) (3.1)

Essa probabilidade pode ser estimada a partir da base de dados, contando-se o

número de instâncias pertencentes à classe c para as quais o atributo multivalorado possui

o valor x dividido pelo número total de instâncias (de qualquer classe) que possuem o valor

x no atributo multivalorado.

Supondo uma base binária cujo atributo classe C possui dois valores a e b, a partir

da Fórmula 3.1 são de�nidos, nas Fórmulas 3.2 e 3.3, dois vetores de probabilidades, Pa
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e Pb, respectivamente:

Pa[i] = P (a|xi), 1 ≤ i ≤ n, (3.2)

Pb[i] = P (b|xi), 1 ≤ i ≤ n, (3.3)

onde x1, x2, ..., xn representam os n valores do domínio do atributo multivalorado.

A partir da diferença entre esses vetores, de�ne-se, na Fórmula 3.4, o vetor PD de

diferenças.

PD[i] = |Pa[i]− Pb[i]|, 1 ≤ i ≤ n (3.4)

A medida de relevância de atributos multivalorados RMULT é de�nida, na Fór-

mula 3.5, calculando-se a média ponderada dos valores do vetor de diferenças. Essa

ponderação é importante para dar maior peso aos valores que aparecem mais vezes na

base e menor peso àqueles que aparecem pouco.

RMULT (X) =

n∑
i=1

PD[i].count(xi)

n∑
i=1

count(xi)
, (3.5)

onde count(xi) representa a quantidade de vezes que o valor xi aparece na base.

O resultado dessa medida igual a um re�ete a relevância máxima de um atributo

multivalorado. Esse valor vai ocorrer quando, para todo valor xi, PD[i] for igual a um. Em

outras palavras, para qualquer um dos valores do atributo multivalorado, a probabilidade

de uma das classes ocorrer será de 100% enquanto que a probabilidade da outra classe

ocorrer será de 0%. Nesse contexto, pode-se dizer que conhecer o valor desse atributo

para uma determinada instância é de fato importante para descobrir a sua classe.

Por outro lado, se o valor da medida é igual a zero, o que acontece quando o

numerador da Fórmula 3.5 é zero, signi�ca que as probabilidades de cada uma das classes

ocorrer, para cada valor xi desse atributo, são iguais, ou seja, conhecer esse atributo não

faz qualquer diferença para a classi�cação.

A seguir, é apresentado um exemplo do cálculo da medida RMULT de dois atribu-

tos multivalorados X e Y , de�nidos sobre o mesmo domínio {comédia, �cção, mistério,

romance}. Suponha que a base de dados do exemplo seja formada por sete instâncias,

duas da classe 1 e cinco da classe 2. Cada instância representa uma pessoa e os atributos
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Tabela 3.1: Exemplo de dois atributos multivalorados em uma base binária

Id Atributo multivalorado X Atributo multivalorado Y Classe
P1 {mistério} {mistério, �cção} 1
P2 {mistério, romance} {mistério, �cção} 1
P3 {mistério, comédia} {comédia} 2
P4 {romance} {comédia, romance} 2
P5 {comédia, romance} {comédia, romance} 2
P6 {mistério, comédia, romance} {romance, �cção} 2
P7 {�cção, comédia} {romance} 2

multivalorados X e Y representam, por exemplo, os tipos de �lmes e tipos de livros de

interesse dessas pessoas, respectivamente. A Tabela 3.1 apresenta os valores dos atributos

X e Y e o atributo classe. As ocorrências de cada um dos valores do domínio de X e Y

estão representadas na Tabela 3.2.

Tabela 3.2: Ocorrência dos valores do domínio de X e Y na base binária exemplo

Atributo X Atributo Y
Item Ocorrências Ocorrências Ocorrências Ocorrências Ocorrências Ocorrências

na base na classe 1 na classe 2 na base na classe 1 na classe 2
mistério 4 2 2 2 2 0
romance 4 1 3 4 0 4
comédia 4 0 4 3 0 3
�cção 1 0 1 3 2 1

Calculando as probabilidades das classes 1 e 2 para cada valor do domínio de X,

obtém-se: P1(X)=[2/4, 1/4, 0, 0] e P2(X)=[2/4, 3/4, 1, 1]. O vetor PD(X)=[0, 2/4, 1, 1]

é obtido a partir das diferenças entre P1(X) e P2(X).

Para o atributo Y , obtém-se: P1(Y )=[1, 0, 0, 2/3], P2(Y )=[0, 1, 1, 1/3] e PD(Y )=[1,

1, 1, 1/3].

Utilizando os valores dos vetores PD de cada atributo e as quantidades de ocorrên-

cias de cada item na base, pode-se calcular os valores da medida de relevância de X e Y ,

aplicando-se a Fórmula 3.5, conforme indicado a seguir.

RMULT (X) = (0∗4)+(2/4∗4)+(1∗4)+(1∗1)
4+4+4+1

= 7
13

= 0, 538.

RMULT (Y ) = (1∗2)+(1∗4)+(1∗3)+(1/3∗3)
2+4+3+3

= 10
12

= 0, 833.

O resultado indica que o atributo Y é mais relevante que o atributoX. De fato, pelo

exemplo apresentado, os valores de X encontram-se mais espalhados entre as instâncias

das duas classes. Já os valores do atributo Y descrevem melhor a classe: o valor mistério

aparece somente em instâncias da classe 1. Os valores comédia e romance aparecem
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somente em instâncias da classe 2. Apenas o valor �cção aparece em instâncias das duas

classes.

Essa medida foi testada em diversas bases de dados reais e sintéticas, e se apre-

sentou como um bom indicador da relevância de atributos multivalorados. Porém, ela

apresenta algumas limitações, já que pode ser utilizada somente em problemas de classi-

�cação binária. Assim, com o objetivo de resolver essa limitação e ampliar o escopo da

solução, nesta Tese propõem-se três novas medidas de relevância para atributos multi-

valorados, que podem ser utilizadas no contexto multiclasse, ou seja, em bases de dados

com classes de�nidas por mais de dois valores de rótulo. Das três novas propostas apre-

sentadas, a primeira delas, MPDP , já publicada em [Tasca et al., 2013], baseia-se na

medida RMULT , de�nida em [Tasca, 2008] e apresentada novamente nesta seção. As ou-

tras duas medidas, IGMv e GRMv, já publicadas em [Tasca et al., 2014], baseiam-se nas

já conhecidas medidas para atributos monovalorados InfoGain e GainRatio.

As três próximas seções apresentam as novas medidas propostas nesta Tese.

3.2 MPDP - Medida de Probabilidades com Desvio Pa-
drão

Conforme mostrado na Seção 3.1, a medida RMULT é baseada nas probabilidades de cada

classe ocorrer, dados os valores do domínio do atributo multivalorado. A ideia dessa

medida é valorizar atributos cujos valores de seus domínios sejam capazes de descrever

melhor a classe, o que pode ser observado por meio da diferença de probabilidades de cada

classe ocorrer quando esses valores são observados. Se essa diferença é grande, signi�ca

que algumas classes têm maior probabilidade de ocorrência do que outras, o que indica

que o valor observado pode ser útil para predizer a classe.

Porém, em bases cujas classes possuem mais de dois valores, não é possível sim-

plesmente calcular a diferença entre as probabilidades de duas classes. Assim, a ideia

da medida MPDP é avaliar, para cada valor do domínio do atributo multivalorado, o

desvio padrão da média das probabilidades de ocorrências de cada classe, dado o valor do

domínio do atributo multivalorado. Se o desvio é grande, signi�ca que uma das classes

tem maior probabilidade de ocorrência do que as outras, o que indica que aquele valor do

domínio do atributo pode separar bem as diferentes classes.

Da mesma forma que em RMULT , na medida MPDP também são calculados ve-

tores de probabilidades para cada valor que o atributo classe pode assumir. Porém, nesse
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caso, é possível ter mais de dois vetores, já que podem existir vários valores de classe.

Assim, a partir da Fórmula 3.1, são de�nidos m vetores Pj, 1 ≤ j ≤ m, onde m é o

número de valores do domínio do atributo classe:

Pj[i] = P (j|xi), 1 ≤ i ≤ n, (3.6)

onde x1, x2, ..., xn representam os n valores do domínio do atributo multivalorado.

A partir dos m vetores gerados, calcula-se o desvio padrão da média dos valores de

índice i dosm vetores, gerando um vetor de desvios padrão PDP , de�nido pela Fórmula 3.7.

PDP [i] = DesvioPadrão(P1[i], P2[i], ..., Pm[i]), 1 ≤ i ≤ n (3.7)

A medida de relevância de atributos multivalorados MPDP é de�nida, na Fór-

mula 3.8, calculando-se a média ponderada dos valores do vetor de desvios padrão PDP .

Essa ponderação é importante para dar maior peso aos valores que aparecem mais vezes

na base e menor peso àqueles que aparecem pouco.

MPDP (X) =

n∑
i=1

PDP [i].count(xi)

n∑
i=1

count(xi)
, (3.8)

onde count(xi) representa a quantidade de vezes que o valor xi aparece na base.

A seguir, é apresentado um exemplo do cálculo da medida MPDP de dois atri-

butos multivalorados X e Y de�nidos sobre o mesmo domínio {comédia, �cção, mistério,

romance}. Suponha que a base de dados do exemplo seja formada por sete instâncias,

duas da classe 1, uma da classe 2 e quatro da classe 3. Como no exemplo anterior, cada

instância representa uma pessoa e os atributos multivalorados X e Y representam, por

exemplo, os tipos de �lmes e tipos de livros de interesse dessas pessoas, respectivamente.

Os atributos multivalorados X e Y e o atributo classe estão representados na Tabela 3.3.

As ocorrências de cada um dos valores do domínio de X e Y estão representadas na

Tabela 3.4.

Calculando as probabilidades das classes para cada valor do domínio de X, obtém-

se: P1(X)=[2/4, 1/4, 0, 0], P2(X)=[1/4, 0, 1/4, 0] e P3(X)=[1/4, 3/4, 3/4, 1]. O vetor

PDP (X)=[0,14, 0,38, 0,38, 0,58] é obtido pelo cálculo dos desvios padrão de cada posição

dos vetores de probabilidades das classes.

Para o atributo Y , obtém-se: P1(Y )=[1, 0, 0, 2/3], P2(Y )=[0, 0, 1/3, 0], P3(Y )=[0,
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Tabela 3.3: Exemplo de dois atributos multivalorados em uma base multiclasse

Id Atributo multivalorado X Atributo multivalorado Y Classe
P1 {mistério} {mistério, �cção} 1
P2 {mistério, romance} {mistério, �cção} 1
P3 {mistério, comédia} {comédia} 2
P4 {romance} {comédia, romance} 3
P5 {comédia, romance} {comédia, romance} 3
P6 {mistério, comédia, romance} {romance, �cção} 3
P7 {�cção, comédia} {romance} 3

Tabela 3.4: Ocorrência dos valores do domínio de X e Y na base multiclasse exemplo

Atributo X Atributo Y
Item Ocorrências Ocorrências Ocorrências Ocorrências Ocorrências Ocorrências Ocorrências Ocorrências

na base na classe 1 na classe 2 na classe 3 na base na classe 1 na classe 2 na classe 3
mistério 4 2 1 1 2 2 0 0
romance 4 1 0 3 4 0 0 4
comédia 4 0 1 3 3 0 1 2
�cção 1 0 0 1 3 2 0 1

1, 2/3, 1/3] e PDP (Y )=[0,58, 0,58, 0,33, 0,33].

Utilizando os valores dos vetores PDP de cada um dos atributos e as quantidades

de ocorrências de cada item do domínio de X e Y na base, pode-se calcular os valores da

medida de relevância de X e Y , aplicando-se a Fórmula 3.8, conforme indicado a seguir.

MPDP (X) = (0,14∗4)+(0,38∗4)+(0,38∗4)+(0,58∗1)
4+4+4+1

= 4,18
13,0

= 0, 322.

MPDP (Y ) = (0,58∗2)+(0,58∗4)+(0,33∗3)+(0,33∗3)
2+4+3+3

= 5,46
12,0

= 0, 455.

Como o valor da medida MPDP para o atributo Y é maior do que o valor para

o atributo X, considera-se que Y possui maior relevância para a estimativa da classe,

considerando a base de dados utilizada como exemplo.

3.3 IGMv - Ganho de Informação para Atributos Mul-
tivalorados

A medida IGMv proposta nesta Tese é uma adaptação para atributos multivalorados

da conhecida medida de ganho de informação (InfoGain) [Quinlan, 1993] para atributos

monovalorados. A medida InfoGain, aplicada a um atributo monovalorado, baseia-se na

diferença entre a entropia do atributo classe e a entropia do atributo classe considerando

a distribuição dos valores do atributo em questão. Em um conjunto de dados, a entropia é
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uma medida da falta de homogeneidade dos dados em relação à sua classi�cação, ou seja,

quanto menor a entropia, menor a aleatoriedade da variável objetivo (que nesse contexto

é representada pelo atributo classe). Assim, quando a observação de um atributo reduz

de forma signi�cativa a entropia da classe, signi�ca que esse atributo possui informação

relevante para estimar essa classe.

Seja X um atributo monovalorado e C o atributo classe. As Fórmulas 3.9 e 3.10

de�nem a entropia de C antes e depois de se observar o atributo X, respectivamente.

H(C) = −
∑
c∈C

p(c)log2p(c) (3.9)

H(C|X) = −
∑
x∈X

p(x)
∑
c∈C

p(c|x)log2p(c|x) (3.10)

O ganho de informação de um atributo X, IG(X), é dado pela diferença entre a

entropia da classe e a entropia da classe a partir do conhecimento de X:

IG(X) = H(C)−H(C|X). (3.11)

Quanto maior a aleatoriedade dos valores de C antes de observar X (representada

por H(C)) e menor essa aleatoriedade após a observação de X (representada por H(C|X),

maior é a informação útil contida em X para estimar a classe C.

Na Fórmula 3.10, o valor p(x) é obtido como a razão entre o número de instâncias

para as quais X assume o valor x e o número total de instâncias da base. Essa razão

está de acordo com o segundo axioma da teoria de probabilidades, isto é,
∑
x∈X

p(x) = 1,

porque os valores dos atributos são mutuamente exclusivos e cobrem todos os casos.

Entretanto, o uso dessa mesma fórmula para atributos multivalorados poderia levar à

violação do segundo axioma porque a soma do número de ocorrências de todos os valores

dos atributos pode ser maior que o número total de instâncias e, assim,
∑
x∈X

p(x) > 1.

Para adaptar a medida de ganho de informação para atributos multivalorados,

propõe-se a substituição de p(x) por w(x) na Fórmula 3.10, onde w(x) é a razão entre o

número total de ocorrências de x e o número total de ocorrências de todos os valores do

domínio de X. Essa substituição adapta o fator p(x) que representa o peso do valor de x

no cálculo de H(C|X), para o caso de atributos multivalorados.

Assim, propõe-se que o ganho de informação para atributos multivalorados seja
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de�nido da seguinte forma:

IGMv(X) = H(C)−H ′(C|X), (3.12)

onde

H ′(C|X) = −
∑
x∈X

w(x)
∑
c∈C

p(c|x)log2p(c|x). (3.13)

Um exemplo do cálculo da medida IGMv é apresentado ao �nal da próxima seção,

juntamente com o cálculo da medida GRMv.

3.4 GRMv - Taxa de Ganho para Atributos Multivalo-
rados

Estudos mostram que a medida de ganho de informação possui uma tendência favorável

a atributos com um domínio muito grande, o que pode ser problemático em alguns casos

[Harris, 2002]. Nem sempre atributos com muitos valores são úteis para a classi�cação.

Um exemplo clássico é o caso de atributos identi�cadores das instâncias. A entropia desses

atributos é zero e, consequentemente, o valor do ganho de informação �ca equivocada-

mente alto. A medida denominada taxa de ganho (GainRatio) surgiu para tentar resolver

esse problema. Para evitar que essa mesma situação ocorra no contexto multivalorado,

nesta Tese também é apresentada uma adaptação da medida da taxa de ganho para esse

tipo de atributo.

A ideia da medida GainRatio, para atributos monovalorados, é normalizar o valor

do ganho de informação de um atributo monovalorado com o valor da entropia do atributo.

Assim, o cálculo do GainRatio de um atributo monovalorado X, GR(X), é calculado da

seguinte forma:

GR(X) = IG(X)/H(X). (3.14)

A entropia H(X) do atributo X é de�nida por:

H(X) = −
∑
x∈X

p(x)log2p(x). (3.15)

Da mesma forma como ocorre com o cálculo do ganho de informação para multi-

valorados, para calcular o valor de GRMv, propõe-se substituir p(x) por w(x) em H(X)
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para obter H ′(X) e, assim, a taxa de ganho para atributos multivalorados é de�nida como:

GRMv(X) = IGMv(X)/H ′(X). (3.16)

A Tabela 3.3 é utilizada novamente para explicar como ocorre o cálculo das me-

didas IGMv e GRMv. Com base nesses dados, p(c), c ∈ Classe, é calculada de forma

equivalente a como é feito para atributos monovalorados, isto é, p(1) = 2/7, p(2) = 1/7

e p(3) = 4/7. A Tabela 3.5 apresenta os valores utilizados no cálculo da entropia do

atributo classe, obtidos a partir dos dados da base exemplo.

Tabela 3.5: Valores utilizados para o cálculo da entropia do atributo classe

p(c) log2p(c) p(c) ∗ log2p(c)
c=1 0,29 -1,81 -0,52
c=2 0,14 -2,81 -0,40
c=3 0,57 -0,81 -0,46
H(C) = 1,379

De maneira análoga, p(c|x) é calculada, para cada valor x em X, como é feito tam-

bém para atributos monovalorados. Por exemplo, para o atributo X, p(1|mistério) = 2/4,

p(2|mistério) = 1/4 e p(3|mistério) = 1/4. Os detalhes desses valores são apresentados

na Tabela 3.6, bem como os valores de probabilidades p(c|y) para o atributo Y .

Tabela 3.6: Valores utilizados para o cálculo da entropia do atributo classe, dado cada
valor do domínio para X e Y

Atributo multivalorado X
p(c|x) log2p(c|x) p(c|x) ∗ log2p(c|x)

mistério romance comédia �cção mistério romance comédia �cção mistério romance comédia �cção
c=1 0,50 0,25 0,00 0,00 -1,00 -2,00 0,00 0,00 -0,50 -0,50 0,00 0,00
c=2 0,25 0,00 0,25 0,00 -2,00 0,00 -2,00 0,00 -0,50 0,00 -0,50 0,00
c=3 0,25 0,75 0,75 1,00 -2,00 -0,42 -0,42 0,00 -0,50 -0,31 -0,31 0,00

Atributo multivalorado Y
p(c|y) log2p(c|y) p(c|y) ∗ log2p(c|y)

mistério romance comédia �cção mistério romance comédia �cção mistério romance comédia �cção
c=1 1,00 0,00 0,00 1,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
c=2 0,00 0,00 0,25 0,00 0,00 0,00 -2,00 0,00 0,00 0,00 -0,50 0,00
c=3 0,00 1,00 0,75 0,00 0,00 0,00 -0,42 0,00 0,00 0,00 -0,31 0,00

Calculando o fator w(x) para cada valor x em X, tem-se w(mistério) = 4/13,

w(romance) = 4/13, w(comédia) = 4/13 e w(�cção) = 1/13. O denominador dessas

frações corresponde ao número total de ocorrências de todos os valores do domínio de

X que, nesse exemplo, é 13. Os valores do fator w(y) podem ser calculados de maneira
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análoga, levando-se em consideração a ocorrência dos valores do domínio para o atributo

Y .

Aplicando, na Fórmula 3.13, os valores da Tabela 3.5 e os valores w(x) e w(y), tem-

se que H ′(C|X) = 0,961 e H ′(C|Y ) = 0,295. Assim, os valores de ganho de informação

para os atributos multivalorados X e Y podem ser obtidos a partir da Fórmula 3.12:

IGMv(X) = 0,418 e IGMv(Y ) = 1,084.

Considerando que H ′(X) = 1,854 e H ′(Y ) = 1,936, os valores da taxa de ganho

para os atributos multivalorados X e Y podem ser obtidos a partir da Fórmula 3.16:

GRMv(X) = 0,225 e GRMv(Y ) = 0,560.

O resultado aponta que o atributo Y é considerado mais relevante do que X, tanto

pela medida IGMv quanto pela medida GRMv.

No próximo capítulo, são apresentados os experimentos computacionais realizados

para avaliar as medidas propostas. Foram realizados experimentos com diversas bases,

submetidas a classi�cadores multirrelacionais. As acurácias resultantes da classi�cação

foram observadas em conjunto com as medidas de relevância calculadas para os atributos

multivalorados utilizados na classi�cação. Procurou-se observar que medidas de relevância

que indicam melhores atributos devem estar relacionadas com melhores acurácias e vice-

versa.



Capítulo 4

Medidas de Relevância:

Experimentos Computacionais

Para avaliar as medidas de relevância propostas, foram realizados experimentos com as

seguintes bases de dados reais, compostas por atributos mono e multivalorados. As bases

KDD e EBook foram utilizadas anteriormente em trabalhos sobre mineração multirrela-

cional [Perlich & Provost, 2006]. Pnad88, Censo2010 e IBGE foram obtidas do site do

IBGE [IBGE, 2008]. Hypothyroid2 foi adaptada da base original Hypothyroid, obtida do

repositório público da UCI [Bache & Lichman, 2013]. A escolha das bases de dados foi

condicionada à existência de atributos multivalorados ou à possibilidade de geração de

atributos multivalorados a partir de grupos de atributos binários. Os detalhes sobre essas

bases são apresentados na Tabela 4.1.

O primeiro grupo de bases, cujos nomes terminam com o su�xo �-b� representam

as bases binárias, isto é, as bases cujos atributos classe possuem apenas dois valores. O

segundo grupo de bases, cujos nomes terminam com o su�xo �-m� representam as bases

multiclasse, isto é, aquelas cujos atributos classe possuem mais de dois valores.

Para algumas bases de dados, foram selecionados mais de um atributo classe, ge-

rando, desta forma, mais de um contexto de análise. A base Ebook, por exemplo, ora

foi analisada considerando a classe como sendo o atributo Sex, e ora foi analisada consi-

derando a classe como sendo o atributo Kids. Para a base Pnad88, foram selecionados

três atributos como classe: Televisão, Esgoto e Lixo. Como foram necessários alguns

ajustes para o uso de cada um desses atributos (como a eliminação das instâncias cujos

valores das classes eram inde�nidos), bases com quantidades distintas de instâncias foram

geradas, o que explica os diferentes nomes (Pnad88-4, Pnad88-5 e Pnad88-6). A mesma

observação vale para a base KDD, que se apresenta como KDD-m para a classe Wear e
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como KDD2A-m para a classe Dress.

Tabela 4.1: Bases de dados reais utilizadas nos experimentos
Bases de Dados Binárias Número de Número de Atributos
(Classe: % de distribuição) instâncias atributos multivalorados

monovalorados (tamanho do domínio)
Ebook-b 808 3 book (5755)
(Sex: 75,0 / 25,00) category (5)
Ebook-b 808 3 book (5755)
(Kids: 59,4 / 40,6) category (5)
IBGE-b 186 7 produto (390)
(Sexo: 72,6 / 27,4) categoria (29)
Pnad88-4-b 1092 3 mv1 (5)
(Televisão: 61,4 / 38,6) mv2 (5)
KDD-b 670 47 product (168)
(Children: 59,2 / 40,8) collection (61)
Hypothyroid2-b 513 3 mv1 (9)
(BinaryClass: 50,3 / 49,7) mv2 (9)
Censo2010-b 17835 16 ativ (200)
(Radio: 60,6 / 39,4) ocup (363)

Bases de Dados Multiclasse Número de Número de Atributos
(Classe: % de distribuição) instâncias atributos multivalorados

monovalorados (tamanho do domínio)
EBook-m 1180 3 book (6852)
(Sex: 51,4 / 17,1 / 31,5) category (5)
Pnad88-5-m 1023 7 mv1 (5)
(Esgoto: 26,2 / 26,1 / 13,7 / 21,2 / 12,8) mv2 (5)
Pnad88-6-m 984 7 mv1 (5)
(Lixo: 48,6 / 28,7 / 22,5) mv2 (5)
Hypothyroid2-m 513 3 mv1 (9)
(Class: 49,7 / 16,6 / 33,7) mv2 (9)
KDD-m 564 10 product (159)
(Wear: 17,7 / 22,9 / 37,8 / 21,6) collection (58)
KDD2A-m 542 10 product (124)
(Dress: 17,1 / 46,1 / 16,8 / 36,0) collection (58)

Conforme mencionado no Capítulo 3, atributos multivalorados são implementados

por meio da construção de tabelas secundárias relacionadas a uma tabela principal, mo-

delo que caracteriza um banco de dados relacional. Assim, para possibilitar a realização

da tarefa de classi�cação utilizando um banco de dados com essa característica, são ne-

cessários classi�cadores denominados relacionais, isto é, preparados para ler informações

de diversas tabelas.

Para os experimentos descritos neste capítulo, foram calculadas as acurácias, ob-

tidas por meio de um classi�cador relacional, considerando bases com atributos multi-

valorados. Esses valores de acurácias foram observados em conjunto com os valores das

medidas de relevância dos respectivos atributos multivalorados. Espera-se que atributos

associados a valores mais altos de medidas gerem acurácias mais altas e vice-versa.

A ferramenta de mineração de dados utilizada para executar o classi�cador foi o
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RelWEKA [Wosnica, 2007]. A escolha dessa ferramenta foi motivada pela sua adequação

ao tipo de base de dados utilizado nos experimentos, que considera múltiplos arquivos por

causa dos atributos multivalorados. Foram testados dois classi�cadores relacionais dispo-

níveis no RelWEKA: SVM e RelIbk, que é uma versão do k-NN. Como o comportamento

dos resultados desses dois classi�cadores foi muito semelhante, apenas os valores do k-NN

serão apresentados, com o objetivo de tornar as análises mais claras e simples de serem

interpretadas.

A partir de experimentos preliminares realizados com k=1 e k=3 para o k-NN,

o parâmetro k foi �xado em três, por apresentar melhores resultados. Para calcular a

distância entre as instâncias no algoritmo k-NN, foram utilizadas três medidas: Average

Linking, Tanimoto e RIBL. Os resultados com as três medidas foram bastante similares.

Assim, para simpli�car as análises e facilitar a visualização dos resultados, apenas os valo-

res obtidos com a medida Tanimoto serão apresentados, pois, em alguns casos, a diferença

das acurácias obtidas a partir dos atributos comparados não apresentou signi�cância es-

tatística para as outras duas medidas de distância. Dessa forma, a medida Tanimoto

apresentou-se mais adequada para ser aplicada na comparação entre os atributos.

Tanto os valores das acurácias quanto os valores das medidas de relevância apre-

sentados foram calculados utilizando validação cruzada com dez partições. E para decidir

se a diferença de acurácia média entre dois atributos multivalorados possuía signi�cância

estatística, foi utilizado o teste t de Student, com nível de con�ança de 95% (α = 0.05).

4.1 Analisando os Atributos Multivalorados de Forma
Isolada

O primeiro experimento realizado teve como objetivo avaliar cada atributo multivalorado

isoladamente, sem a in�uência de outros atributos da base. Foi analisado se cada me-

dida de relevância (MPDP , IGMv e GRMv), para cada atributo, era compatível com

os valores de acurácia obtidos quando tais atributos eram submetidos isoladamente ao

classi�cador. Espera-se que medidas de relevância mais altas estejam associadas a acu-

rácias mais altas e vice-versa. Comparando dois atributos multivalorados A e B, quando

A possui valor de medida de relevância superior ao de B, espera-se que a acurácia obtida

utilizando o atributo A para gerar o classi�cador seja superior à acurácia obtida com B.

A Tabela 4.2 exibe os resultados deste experimento. A primeira coluna apresenta

as bases de dados analisadas. A segunda coluna mostra os dois atributos multivalorados
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analisados para cada base de dados. As colunas identi�cadas porMPDP , IGMv eGRMv

reportam os valores das respectivas medidas de relevância correspondentes aos atributos

multivalorados. A coluna identi�cada por Acc % indica os valores de acurácia obtidos

para cada atributo multivalorado. As acurácias foram obtidas a partir do classi�cador

k-NN com k = 3 e a medida de distância Tanimoto. A última coluna da tabela apresenta

uma análise sobre a comparação entre a acurácia e as medidas de relevância de cada par

de atributos, em cada base de dados. A notação atr1>atr2 indica que as medidas de

relevância do atributo atr1 são maiores do que as medidas de relevância de atr2. E a

notação Acc(atr1 )>Acc(atr2 ) indica que a acurácia obtida com o atributo atr1 é maior

do que a acurácia obtida com o atributo atr2.

Tabela 4.2: Medidas de relevância e acurácias para os atributos multivalorados analisados
Base de Dados Atributo MPDP IGMv GRMv Acurácia Resultado

Multival. (Acc %)
EBook-m book 0,399 0,752 0,064 60,17 book>category

category 0,210 0,071 0,048 51,78 Acc(book)>Acc(category)
Pnad88-5-m mv1 0,109 0,145 0,063 40,76 mv1>mv2

mv2 0,084 0,045 0,020 30,89 Acc(mv1 )>Acc(mv2 )
Pnad88-6-m mv1 0,182 0,100 0,043 60,67 mv1>mv2

mv2 0,151 0,019 0,008 55,18 Acc(mv1 )>Acc(mv2 )
Hypothyroid2-m mv1 0,173 0,032 0,016 54,77 mv1>mv2

mv2 0,169 0,011 0,008 47,37 Acc(mv1 )>Acc(mv2 )

KDD-m product 0,255 0,668 0,102 39,00 product>collection
collection 0,200 0,383 0,076 42,02 Acc(product)<Acc(collection)1

KDD2A-m product 0,206 0,540 0,085 42,43 product>collection
collection 0,172 0,329 0,066 40,59 Acc(product)>Acc(collection)1

1Diferença de acurácias sem signi�cância estatística

Para as bases EBook-m, Pnad88-5-m, Pnad88-6-m e Hypothyroid2-m, existe sig-

ni�cância estatística na diferença entre as acurácias dos dois atributos. Em todas essas

bases, as medidas de relevância foram consistentes, indicando com valores superiores aque-

les atributos que apresentaram acurácias maiores na classi�cação. Por exemplo, na base

EBook-m, o valor da medida MPDP é 0,399 para o atributo book e 0,210 para o atri-

buto category, o que indica que book possui mais informação útil para estimar a classe.

Essa informação é representada na coluna Resultado pela notação �book>category�. O

valor de acurácia obtido no classi�cador com a utilização do atributo book (60,17%) foi

maior do que a acurácia obtida para o atributo category (51,78%), informação que está

representada na coluna Resultado pela notação �Acc(book)>Acc(category)�. Para as duas

últimas bases de dados � KDD-m e KDD2A-m � não existe signi�cância estatística na

diferença entre as acurácias obtidas com os dois atributos multivalorados analisados. Isso

quer dizer que, para esses dois casos, não é possível a�rmar que um dos atributos gera

acurácia superior ao outro quando cada um deles é submetido ao classi�cador.
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É importante ressaltar que, em todos os casos, o comportamento das três medidas

de relevância foi coerente, isto é, se o atributo A foi considerado melhor do que B, isso

ocorreu para todas as medidas. Além disso, em todos os casos onde existe signi�cância

estatística na diferença de acurácias, os atributos com maiores valores de medidas também

apresentaram as melhores acurácias.

4.2 Analisando a Contribuição dos Atributos Multiva-
lorados a um Conjunto de Monovalorados

O experimento apresentado na Tabela 4.3 mostra a análise da acurácia obtida quando

o conjunto de atributos submetido ao classi�cador é uma combinação de um conjunto

de atributos monovalorados e um atributo multivalorado. Sejam A e B dois atributos

multivalorados onde A possui uma medida de relevância superior à medida de B. Seja S

um conjunto de atributos monovalorados. O experimento tem como objetivo observar a

contribuição de A e B ao conjunto S, em termos de acurácia. Espera-se, como resultado,

que a acurácia obtida com o conjunto A∪S seja maior do que a acurácia obtida com B∪S,
já que A é considerado mais relevante para a classi�cação em questão. Em outras palavras,

um resultado coerente para este experimento seria a obtenção de Acc(A∪S) > Acc(B∪S).

A Tabela 4.3 apresenta a acurácia e as medidas de relevância para as bases de dados

avaliadas. A coluna identi�cada por �Acc %� apresenta os valores de acurácia obtidos pelo

classi�cador RelIbk (com k = 3 e medida Tanimoto). O identi�cador �S� representa o

conjunto de atributos monovalorados. Para a base Ebook-m, S={mail, kids, auto}; para a

base Pnad88-5-m, S={instalação-sanit, lixo, televisão, cobertura, total-pessoas, ilumina-

ção, rádio}; para a base Pnad88-6-m, S={instalação-sanit, esgoto, televisão, cobertura,

total-pessoas, iluminação, rádio}; para a base Hypothyroid2-m, S={age, sex, referral-

source}; para as bases KDD-m e KDD2A-m, S={availableHomeEquity, numberOfCredi-

tLines, vehicleLifestyle, howOftenDoYouPurchase, otherIndivGender, email, sendEmail,

�nanceRetailActivity, maritalStatus, gender}.

Como se pode observar, nem sempre a inclusão do atributo multivalorado ao con-

junto S representa uma melhora em termos de acurácia. Para as bases de dados Ebook-m,

Pnad88-5-m, Pnad88-6-m e Hypothyroid2-m, a inclusão do atributo com menor valor de

medida de relevância em S causou uma pequena redução na acurácia. Na base Ebook-m,

a acurácia referente ao conjunto S era de 71,19%. A inclusão do atributo category reduziu

essa acurácia para 70,59%. Na base Pnad88-5-m, a inclusão do atributo mv2 em S redu-
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Tabela 4.3: Contribuição dos atributos multivalorados quando combinados com monova-
lorados

EBook-m - Classe: Sex
Atributos utilizados no classi�cador Acc Atributos MPDP IGMv GRMv
S 71,19
S + book 75,25 book 0,399 0,752 0,064
S + category 70,59 category 0,210 0,071 0,048

Pnad88-5-m - Classe: Esgoto
Atributos utilizados no classi�cador Acc Atributos MPDP IGMv GRMv
S 52,69
S + mv1 53,76 mv1 0,109 0,145 0,063
S + mv2 51,91 mv2 0,084 0,045 0,020

Pnad88-6-m - Classe: Lixo
Atributos utilizados no classi�cador Acc Atributos MPDP IGMv GRMv
S 55,59
S + mv1 56,20 mv1 0,182 0,100 0,043
S + mv2 55,28 mv2 0,151 0,019 0,008

Hypothyroid2-m - Classe: Class
Atributos utilizados no classi�cador Acc Atributos MPDP IGMv GRMv
S 42,89
S + mv1 43,66 mv1 0,173 0,032 0,016
S + mv2 41,13 mv2 0,169 0,011 0,008

KDD-m - Classe: Wear
Atributos utilizados no classi�cador Acc Atributos MPDP IGMv GRMv
S 38,48
S + product 39,181 product 0,255 0,668 0,102
S + collection 39,181 collection 0,200 0,383 0,076

KDD2A-m - Classe: Dress
Atributos utilizados no classi�cador Acc Atributos MPDP IGMv GRMv
S 41,88
S + product 41,701 product 0,206 0,509 0,080
S + collection 42,441 collection 0,172 0,312 0,062

1Diferença de acurácias sem signi�cância estatística considerando os dois atributos
multivalorados

ziu a acurácia de 52,69% para 51,91%. Na base Pnad88-5-m, a inclusão do atributo mv2

em S reduziu a acurácia de 55,59% para 55,28%. E na base Hypothyroid2-m, a inclusão

do atributo mv2 em S reduziu a acurácia de 42,89% para 41,13%.

Por outro lado, a inclusão do atributo com maior valor de medida de relevância ao

conjunto S causou uma melhora na acurácia de S. Essa contribuição foi representada pelo

atributo book na base Ebook-m e pelos atributos denominadosmv1 nas bases Pnad88-5-m,

Pnad88-6-m e Hypothyroid2-m. Os resultados foram coerentes em todos os casos, isto é,

os atributos considerados mais relevantes geraram acurácias maiores quando combinados

com o conjunto inicial S.

Para a base KDD-m, as medidas de relevância indicam que o atributo product é

melhor que collection, apesar da contribuição de ambos ao conjunto S ter sido exatamente

a mesma. Na base KDD2A-m, o resultado das medidas foi contraditório em relação ao de
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acurácia. Apesar de as medidas apontarem uma superioridade em termos de qualidade

do atributo product em relação a collection, a contribuição deste último ao conjunto S

foi maior. Porém, essas duas bases de dados não apresentam signi�cância estatística na

diferença entre as acurácias dos dois atributos avaliados. Assim, não se pode a�rmar se

um dos atributos apresenta melhor contribuição ao conjunto S do que o outro.

A partir dos resultados apresentados, é possível concluir que as medidas MPDP ,

IGMv e GRMv apresentaram comportamento esperado e podem ser úteis para a SA

quando atributos multivalorados estão disponíveis para gerar um modelo de classi�cação.

4.3 Comparando Atributos Mono e Multivalorados em
um Ranking Único

As medidas de relevância propostas nesta Tese também podem ser utilizadas no contexto

monovalorado. No caso da medida MPDP , os cálculos dos vetores de probabilidades

Pj, do vetor de desvio padrão PDP e do valor �nal da medida são realizados da mesma

maneira. A diferença é que, no contexto monovalorado, todos os conjuntos de itens de

cada instância são formados por um único elemento. Ou seja, o somatório dos valores

de count(xi) na Fórmula 3.8 vai coincidir com o número total de instâncias. As medidas

IGMv e GRMv, no contexto monovalorado, se reduzem às tradicionais medidas IG e

GR, pois o valor do fator w(x), descrito na Seção 3.3, será igual ao valor de p(x) utilizado

nas fórmulas tradicionais do cálculo de IG e GR.

Assim, espera-se que este trabalho possa contribuir para o processo de SA de uma

forma geral, independente do tipo de atributo. Ou seja, a ideia é não somente oferecer

medidas especí�cas para multivalorados, mas medidas que possam ser utilizadas em bases

com atributos mono e multivalorados, permitindo ranquear esses atributos em uma lista

única, segundo seu grau de importância para a classi�cação.

Inicialmente, deseja-se mostrar que as medidas propostas se aplicam também

ao contexto monovalorado. Conforme mencionado anteriormente, as medidas IGMv e

GRMv, quando aplicadas a atributos monovalorados, se reduzem às conhecidas e tradi-

cionais medidas IG e GR, cuja utilidade tem sido evidenciada na literatura relacionada.

Assim, deseja-se comprovar apenas que a medida MPDP funciona no contexto mono-

valorado. O experimento realizado utilizou atributos monovalorados de cinco bases de

dados, descritas na Tabela 4.4.

Para cada base de dados, a medida MPDP foi calculada para todos os atributos
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Tabela 4.4: Bases de dados com atributos monovalorados
Bases de Dados Binárias Número de Número de
(Classe: % de distribuição) instâncias atributos

monovalorados
KDD-b 670 47
(Children: 59,2 / 40,8)
Flags 194 10
(Religion: 53,1 / 46,9)
Vote 435 16
(Class: 61,4 / 38,6)
Chess 3196 36
(Class: 52,2 / 47,8)
Molecular Biology Promoters 106 57
(Class: 50,0 / 50,0)

monovalorados e, a partir dos valores obtidos, foi gerado um ranking RMPDP . Com

base nesse ranking, grupos de atributos Mq e Pq foram selecionados, onde Mq contém

um percentual q de atributos do topo do ranking e Pq contém o mesmo percentual de

atributos das últimas posições do ranking. Os valores de q variaram de acordo com

o total de atributos disponíveis. Os detalhes da geração desses grupos são descritos a

seguir:

� Na base KDD-b, foram gerados cinco grupos de atributos M42, M34, M25, M17 e

M8, formados por cerca de 42, 34, 25, 17 e 8% dos primeiros atributos do ranking,

respectivamente, e cinco grupos de atributos P42, P34, P25, P17 e P8, com os mesmos

percentuais de atributos, porém utilizando as últimas posições do ranking.

� Na base Flags, foram gerados quatro grupos de atributos M40, M30, M20 e M10,

com 40, 30, 20 e 10% dos primeiros atributos do ranking, respectivamente, e quatro

grupos P40, P30, P20 e P10, com os mesmos percentuais dos últimos atributos do

ranking.

� Na base Vote, foram gerados quatro grupos de atributos M37, M31, M25 e M19 com

cerca de 37, 31, 25 e 19% dos primeiros atributos do ranking, respectivamente, e

quatro grupos P37, P31, P25 e P19, com os mesmos percentuais dos últimos atributos

do ranking.

� Na base Chess, foram gerados quatro grupos de atributosM44, M33, M22 eM11 com

cerca de 44, 33, 22 e 11% dos primeiros atributos do ranking, respectivamente, e

quatro grupos P44, P33, P22 e P11, com os mesmos percentuais dos últimos atributos

do ranking.

� Na base Molecular Biology Promoters, foram gerados quatro grupos de atributos
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M35,M26,M17 eM9 com cerca de 35, 26, 17 e 9% dos primeiros atributos do ranking,

respectivamente, e quatro grupos P35, P26, P17 e P9, com os mesmos percentuais dos

últimos atributos do ranking.

Esses grupos de atributos foram submetidos ao classi�cador k-NN (com k=3).

Deseja-se veri�car se as acurácias associadas aos grupos Mq são maiores do que aquelas

associadas aos grupos Pq, con�rmando, assim, que a medidaMPDP é válida para indicar

a qualidade de atributos monovalorados.

Os grá�cos da Figura 4.1 exibem os resultados para este experimento. O eixo y

indica os valores das acurácias obtidos para os grupos de atributos avaliados, distribuídos

no eixo x. As barras azuis representam as acurácias dos grupos Mq e as barras vermelhas

representam as acurácias dos grupos Pq. Em todos os casos, os grupos formados pelos

atributos mais relevantes, segundo a medida MPDP , geraram acurácias melhores dos

que os grupos formados por atributos menos relevantes.

Uma vez evidenciado que as medidas propostas funcionam também para atributos

monovalorados, o experimento seguinte tem como objetivo avaliar o desempenho das me-

didas de relevância quando atributos mono e multivalorados são comparados num único

ranking. A validade dos rankings gerados é veri�cada por meio da comparação do ran-

king das medidas com o ranking de acurácias. Espera-se que medidas maiores estejam

associadas a acurácias maiores e vice-versa.

Para realizar este experimento, foram utilizadas duas bases de dados reais: Pnad88-

5-m e Pnad88-6-m, descritas no início deste capítulo. As outras quatro bases multi-

classe não foram utilizadas nesta avaliação, pelos seguintes motivos: as bases EBook-m

e Hypothyroid2-m possuem apenas três atributos monovalorados, o que di�culta a ope-

racionalização do experimento, que requer uma quantidade maior de atributos para a

obtenção de resultados mais consistentes. Nas bases KDD-m e KDD2A-m, a diferença

de acurácias entre os dois atributos multivalorados não apresenta signi�cância estatística.

Assim, o experimento de comparação de rankings não seria conclusivo para esses casos.

As seguintes etapas foram executadas:

� Para cada base de dados, foram gerados três rankings RMPDP , RIGMv e RGRMv,

com todos os atributos da base (mono e multivalorados), que representam uma lista

dos atributos segundo seu grau de importância para as medidas MPDP , IGMv e

GRMv, respectivamente.
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Figura 4.1: Comparação das acurácias referentes aos grupos de melhores (Mq) e piores
(Pq) atributos segundo a medida MPDP

� Em cada um desses três rankings, foi selecionado um grupo inicial g1 de atributos,

posicionados aproximadamente no meio do ranking. Não houve restrição a respeito

do tipo de atributo (mono ou multivalorado) para compor o conjunto g1.

� Para cada um dos três grupos g1 selecionados, utilizando-se o classi�cador k-NN

com k = 3, foi calculada a acurácia relativa ao respectivo conjunto de atributos.

� Para cada um dos três rankings, atributos aleatórios foram selecionados para serem

incorporados ao conjunto g1, gerando novos conjuntos. Espera-se que atributos nas

melhores posições do ranking apresentem maiores contribuições ao conjunto g1, em

termos de acurácia, do que aqueles que aparecem em posições menos favorecidas.

� Mais uma vez, utilizando-se o mesmo classi�cador, a acurácia associada a cada um
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desses novos grupos foi calculada.

A Tabela 4.5 apresenta o ranking dos atributos da base Pnad88-5-m segundo a

medida IGMv. Como o comportamento dos resultados foi muito semelhante para as três

medidas, serão apresentados apenas os valores para IGMv, com o objetivo de simpli�car

as análises. A primeira coluna da tabela descreve o nome dos atributos, a segunda coluna

informa se o atributo é monovalorado (MN) ou multivalorado (MV) e a terceira coluna

exibe o valor da medida de relevância correspondente.

Tabela 4.5: Ranking de atributos da base Pnad88-5-m com base na medida IGMv
Atributo Tipo IGMv
instalação-sanit MN 0,5540
lixo MN 0,2985
televisão MN 0,1681
mv1 MV 0,1458
cobertura MN 0,1041
total-pessoas MN 0,0741
iluminação MN 0,0700
rádio MN 0,0601
mv2 MV 0,0450

A Tabela 4.6 descreve os grupos de atributos que foram testados e suas respectivas

acurácias geradas pelo classi�cador. O conjunto inicial de atributos g1 foi formado pelos

atributos total-pessoas e iluminação, posicionados na região central do ranking. Os outros

grupos foram formados pela inclusão de um outro atributo a esse conjunto inicial. Espera-

se que atributos melhores posicionados no ranking gerem uma contribuição maior ao grupo

g1 do que atributos posicionados no �nal do ranking.

Tabela 4.6: Grupos de atributos da base Pnad88-5-m
Grupo Atributos Acurácia
g1 total-pessoas, iluminação 29,33
g2 g1 + instalação-sanit 42,03
g3 g1 + lixo 42,33
g4 g1 + televisão 33,33
g5 g1 + mv1 39,98
g6 g1 + cobertura 33,63
g7 g1 + rádio 31,57
g8 g1 + mv2 33,04

A Figura 4.2 apresenta os valores de acurácias já descritos na Tabela 4.6, para

facilitar a visualização e análise. O grupo g1 não é considerado, pois deseja-se observar

apenas o comportamento da inclusão de cada atributo no conjunto inicial. É possível notar

que o comportamento das acurácias, à medida que atributos menos cotados no ranking

são incluídos a g1, não é exatamente uniforme. Mas a linha de tendência mostra que
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existe uma tendência coerente de queda de acurácia quando atributos menos relevantes

são utilizados pelo classi�cador.
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Base Pnad88-6-m Figura 4.2: Acurácias para os diferentes grupos de atributos da base Pnad88-5-m

A Tabela 4.7 apresenta o ranking dos atributos da base Pnad88-6-m segundo a

medida IGMv. Mais uma vez, somente os resultados dessa medida serão apresentados,

já que os outros rankings foram bem semelhantes. A Tabela 4.8 descreve os grupos de

atributos que foram testados e suas respectivas acurácias geradas pelo classi�cador. O

conjunto inicial de atributos g1 foi formado pelos atributos cobertura, iluminação e total-

pessoas, posicionados na região central do ranking. Os outros grupos foram formados pela

inclusão de um outro atributo a esse conjunto inicial, conforme executado no experimento

anterior.

Tabela 4.7: Ranking de atributos da base Pnad88-6-m com base na medida IGMv
Atributo Tipo IGMv
esgoto MN 0,2733
mv1 MV 0,1005
televisão MN 0,0872
cobertura MN 0,0555
iluminação MN 0,0496
total-pessoas MN 0,0257
rádio MN 0,0231
mv2 MV 0,0189
instalação-sanit MN 0,0096

Tabela 4.8: Grupos de atributos da base Pnad88-6-m
Grupo Atributos Acurácia
g1 cobertura, iluminação, total-pessoas, 49,19
g2 g1 + esgoto 57,11
g3 g1 + mv1 54,98
g4 g1 + televisão 54,57
g5 g1 + rádio 49,70
g6 g1 + mv2 50,71
g7 g1 + instalação-sanit 51,22

A Figura 4.3 apresenta os resultados para a base Pnad88-6-m. Mais uma vez, a
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tendência linear é coerente com o ranking da medida de relevância. A qualidade dos

subconjuntos de atributos vai degradando à medida que atributos menos relevantes são

acrescentados ao conjunto de atributos inicial.
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Figura 4.3: Acurácias para os diferentes grupos de atributos da base Pnad88-6-m

4.4 Atributos Multivalorados Sintéticos

Com o objetivo de realizar experimentos de forma mais controlada, foram criados, nas

bases de dados reais utilizadas nos experimentos anteriores, atributos multivalorados sin-

téticos, gerados a partir de atributos multivalorados reais.

SejaM um atributo multivalorado e seja D = {d1, d2, ..., dk} o domínio dos valores

de M . Por exemplo, para o atributo M=Disciplinas-lecionadas-por-um-professor, seu

domínio poderia ser D = {português, matemática, história, geogra�a, literatura}. Seja B
uma base de dados formada por n instâncias Ij, 1 ≤ j ≤ n. A representação do atributo

multivaloradoM para uma instância Ij se faz por meio de um subconjuntoMj ⊆ D. Para

o exemplo dado, Mj poderia ser {português, matemática}.

Assim, partindo-se de um atributo multivalorado real M , dois tipos de operações

foram de�nidas nos conjuntos de itens Mj das instâncias (isto é, nos atributos multivalo-

rados reais) a �m de gerar novos atributos: (a) operação de troca: consiste em trocar um

item presente no conjunto que representa o atributo multivalorado de uma instância Ij por

um elemento não pertencente ao conjunto, com o objetivo de �embaralhar� a informação

e gerar atributos mais aleatórios e, consequentemente, menos relevantes; (b) operação de

inserção: consiste em inserir um mesmo item nos conjuntos dos atributos multivalorados

em instâncias com um mesmo rótulo de classe, com o objetivo de acrescentar informação

útil para a classi�cação, gerando atributos mais relevantes.

O objetivo das operações de troca e inserção é modi�car, de forma controlada,
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as correlações entre os valores do atributo multivalorado e o atributo classe. Operações

de troca embaralham as informações e, consequentemente, reduzem a correlação entre

o atributo multivalorado e a classe, caso exista. Por outro lado, operações de inserção

aumentam a correlação entre o atributo multivalorado e a classe, uma vez que insere,

nos conjuntos de valores do atributo multivalorado, para instâncias de mesma classe,

informação útil para predizê-la.

4.4.1 Operação de Troca

Sejam B uma base de dados e M um atributo multivalorado de B com domínio D. A

operação de troca está de�nida no pseudocódigo da Figura 4.4. O parâmetro p, 0 < p ≤
100, de�ne o número de trocas que será realizado, como sendo p∗|B|/100. Por exemplo: se

p for �xado em 100 e a base de dados B for composta por 500 instâncias, serão realizadas

500 operações de troca.

Na linha 02 do procedimento, um número numTrocas de instâncias Ij a serem

selecionadas da base B é de�nido com base em p. Essas instâncias são selecionadas

aleatoriamente, uma por vez (linha 04). Na linha 06, é feita a seguinte veri�cação: se a

instância escolhida possui em seu atributo multivalorado Mj todos os itens do domínio

D, isto é, |Mj| = |D|, não faz sentido realizar uma troca e essa instância é, nesse caso,

descartada sem que nenhuma alteração tenha sido realizada em Mj. Para cada instância

selecionada que passou pela veri�cação da linha 06, uma troca de itens é realizada no

conjunto Mj, que representa o atributo multivalorado, da seguinte forma: nas linhas 10

e 11, um item dins é selecionado aleatoriamente de D −Mj, para ser inserido em Mj e

outro item ddel do conjunto Mj é selecionado aleatoriamente para ser removido de Mj.

Na linha 12, a troca é realizada. Como o número de operações de troca de�nido pelo

parâmetro p pode exceder o número de instâncias da base, uma mesma instância pode ser

selecionada várias vezes para participar de uma operação de troca, assim como um item

que foi removido de Mj em uma operação anterior pode voltar a compor esse conjunto e

outro item que foi incluído anteriormente pode vir a ser removido.

As operações de troca embaralham os valores do atributo multivalorado porque

itens que originalmente eram mais frequentes em determinada classe, contribuindo para

o processo de classi�cação, podem ser espalhados entre as instâncias de outras classes.

Além disso, padrões de combinação de itens são desfeitos com essas operações.

Os experimentos realizados tiveram como meta gerar atributos com graus diferentes

de correlação com a classe. Assim, para cada atributo original M , foram gerados quatro
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procedimento Troca(B, M , D, p)
01. n← número de instâncias de B;
02. numTrocas← número de trocas a serem realizadas, ou seja, dn ∗ p/100e;
03. enquanto i ≤ numTrocas faça
04. Ii ← instância aleatória de B;
05. Mi ← conjunto de itens do atributo multivalorado M referente à instância Ii;
06. se |Mi| = |D| então
07. descarta Ii e sai da iteração corrente sem incrementar i;
08. �m se;
09. D′ ← itens de D que não pertencem a Mi, ou seja, D −Mi;
10. dins ← item aleatório de D′ pra ser inserido em Mi;
11. ddel ← item aleatório de Mi pra ser removido de Mi;
12. Mi ← Mi − {ddel} ∪ {dins};
13. i++;
14. �m enquanto;
�m.

Figura 4.4: Pseudocódigo da operação de troca

novos atributos, nomeados de at100, at200, at300 e at400, por meio da variação do parâmetro

p com os valores 100, 200, 300 e 400, respectivamente. Isto é, para uma base de dados

com 1000 instâncias, por exemplo, foram realizadas 1000, 2000, 3000 e 4000 operações de

troca para gerar os respectivos atributos.

Considerando que acc(at100) representa a acurácia do atributo at100 e que rel(at100)

representa a medida de relevância do mesmo atributo, espera-se, com os experimentos, que

acc(at100) > acc(at200) > acc(at300) > acc(at400) e que rel(at100) > rel(at200) > rel(at300) >

rel(at400).

4.4.2 Operação de Inserção

O objetivo da operação de inserção é aumentar a correlação do atributo multivalorado

com a classe, tornando-o mais descritivo da classe. Para cada rótulo c do atributo classe

C, é escolhido um item aleatório d do domínio D. Esse item d é inserido no conjunto

Mj de um número determinado de instâncias de B que pertencem à classe c, no caso de

d ainda não pertencer a Mj. Quanto maior o número de instâncias cujos conjuntos Mj

foram modi�cados por essa alteração, maior será a correlação de M com a classe C, já

que instâncias de mesmo rótulo passaram a ter uma maior semelhança nos valores de seus

conjuntos Mj.

O experimento realizado considerou diferentes percentuais para a quantidade de

instâncias a serem modi�cadas pela operação de inserção. A partir do atributo multi-

valorado original, foram gerados quatro novos atributos, nomeados de ai10, ai40, ai70 e
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ai100, utilizando os percentuais 10, 40, 70 e 100%, respectivamente. Assim, para gerar o

atributo ai10, 10% das instâncias de cada rótulo devem ter um mesmo item incluído em

seu conjunto Mj. Já para o atributo ai100, 100% das instâncias de cada rótulo devem

ter um mesmo item inserido em seu conjunto. Para uma determinada instância, caso

o item a ser inserido já faça parte do seu conjunto, nenhuma modi�cação é realizada

nesse conjunto. Espera-se, então, que acc(ai10) < acc(ai40) < acc(ai70) < acc(ai100) e que

rel(ai10) < rel(ai40) < rel(ai70) < rel(ai100).

4.5 Experimentos com Atributos Sintéticos

4.5.1 Atributos Sintéticos em Bases Binárias

As operações de troca e inserção foram, inicialmente, aplicadas sobre atributos multivalo-

rados de bases binárias, isto é, aquelas com apenas dois valores para o atributo classe. As

�guras apresentadas nesta seção possuem o seguinte formato: o conjunto de barras mais

à esquerda representa os valores de acurácia para os atributos multivalorados avaliados.

Os três conjuntos de barras mais à direita, rotulados no eixo x por �MPDP �, �IGMv�

e �GRMv� representam os valores das medidas de relevância para o mesmo grupo de

atributos. A barra na cor vermelha representa o atributo multivalorado original. As bar-

ras em tons de azul representam os atributos sintéticos gerados a partir de operações de

troca. E as barras em tons de laranja representam os atributos sintéticos gerados a partir

de operações de inserção. Espera-se obter, com este experimento, um comportamento

semelhante entre as barras que representam as acurácias e aquelas que representam as

medidas de relevância, o que con�gura uma coerência entre esses valores.

A primeira base de dados analisada foi a Ebook-b (classe Sex). Essa base possui

808 instâncias, divididas da seguinte forma: 202 (25%) pertencem à classe 1 e 606 (75%)

percentem à classe 2. A documentação desses dados não apresenta o signi�cado dos va-

lores {1,2} para a classe Sex. Os grá�cos das Figuras 4.5 e 4.6 apresentam os resultados

para os atributos multivalorados book e category, respectivamente. O atributo book já

apresentava originalmente um resultado satisfatório, isto é, gerava uma acurácia superior

ao percentual da classe mais frequente quando utilizado de forma isolada no classi�cador.

Diferentemente do atributo original category, que produz uma acurácia praticamente igual

ao percentual da classe mais frequente. É possível notar que a troca de itens teve um

efeito mais signi�cativo no atributo book do que no atributo category, tanto em termos de

acurácia quanto em termos das medidas de relevância. Isso parece ter ocorrido por dois
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Figura 4.5: Base Ebook-b � Comparação entre o atributo book e atributos sintéticos
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Figura 4.6: Base Ebook-b � Comparação entre o atributo category e atributos sintéticos

motivos: primeiro, porque o atributo category gera uma acurácia muito baixa, ou seja,

não parece ter nenhum tipo de informação útil para a classi�cação. Assim, embaralhar

seus itens não faz diferença. Segundo, porque os conjuntos de itens do atributo category

possuem, em média, 1,6 item por instância. Assim, realizar uma quantidade maior de

trocas não caracteriza um embaralhamento, mas simplesmente a troca de um item (que

neste caso já é ruim) por outro. Já o atributo book possui conjuntos com maior quan-

tidade de itens (média de 20,3) e, à medida que tem seus itens embaralhados em maior

quantidade, vai perdendo a informação útil que possuía para a classi�cação. A operação

de inserção foi bem mais efetiva no atributo category, aumentando signi�cativamente a

acurácia e as medidas de relevância. No atributo book o efeito da operação de inserção foi

mais sutil. O motivo desse comportamento é, novamente, a característica de cada um dos

atributos. O atributo category tem, em média, 1,6 item por instância e incluir um item

nesses conjuntos signi�ca modi�cá-los em um percentual signi�cativo. Já o atributo book

possui conjuntos com uma média de 20,3 itens por instância e, assim, incluir um único

item num conjunto desse tamanho não os torna tão diferentes.

A segunda base de dados analisada foi a Pnad88-4-b (classe Televisão), e os resul-

tados são apresentados nas Figuras 4.7 e 4.8. Essa base possui 1092 instâncias, divididas
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Figura 4.7: Base Pnad88-4-b � Comparação entre o atributo mv1 e atributos sintéticos
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Figura 4.8: Base Pnad88-4-b � Comparação entre o atributo mv2 e atributos sintéticos

da seguinte forma: 421 (38,55%) pertencem à classe 1 (tem televisão) e 671 (61,45%) per-

tencem à classe 3 (não tem televisão). Os dois atributos multivalorados analisados geram

acurácias satisfatórias, acima do percentual da classe mais frequente. O tamanho médio

dos conjuntos do atributo mv1 é 2,84 e o do atributo mv2 é 3,63 itens por instância. Ou

seja, são atributos com tamanhos médios de conjuntos semelhantes. A operação de troca

em ambos os atributos foi coerente, mas não causou grandes alterações de valores. O

motivo desse comportamento é que o domínio desses atributos é de apenas cinco itens.

Assim, à medida em que o número de trocas vai aumentando, é possível que operações

realizadas anteriormente sejam desfeitas por outras trocas, já que não existem muitas

opções do domínio e dos conjuntos de itens das instâncias para serem sorteadas. Como

o número de trocas variou entre 100 e 400%, é fato que muitas instâncias foram sorte-

adas mais de uma vez para participarem da operação de troca. A operação de inserção

foi mais efetiva do que a troca, em ambos os atributos, pelo mesmo motivo relatado na

base Ebook-b. Os conjuntos são pequenos e a inserção de um item causa uma diferença

signi�cativa para torná-los mais descritivos da classe.

A terceira base analisada foi a KDD-b (classe Children), com 670 instâncias divi-

didas da seguinte forma: 273 (40,75%) pertencem à classe yes e 397 (59,25%) pertencem
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Figura 4.9: Base KDD-b � Comparação entre o atributo product e atributos sintéticos
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Figura 4.10: Base KDD-b � Comparação entre o atributo collection e atributos sintéticos

à classe no. Os dois atributos multivalorados analisados possuem tamanho médio de con-

juntos semelhante: product com tamanho médio igual a 1,37 e collection com cerca de

1,21 item por instância. Ambos os atributos possuem relevância baixa para a classi�cação,

gerando acurácias bem próximas ao percentual da classe mais frequente. Os resultados

do experimento com essa base são apresentados nas Figuras 4.9 e 4.10. As operações

de troca tiveram um efeito menos signi�cativo que as inserções, mas ambas as operações

apresentaram coerência entre o comportamento da acurácia e das medidas de relevância.

Apesar de o tamanho médio dos conjuntos de itens ser bem pequeno, nessa base as trocas

foram efetivas � diferentemente do que ocorreu na base EBook-b � porque o domínio dos

atributos da base KDD-b é maior (168 para o atributo product e 61 para collection). Como

a operação de troca é totalmente aleatória, isto é, não controla se o item que está sendo

inserido no conjunto de uma instância de determinada classe é mais frequente em outra

classe (com o intuito de separar, de fato, as instâncias de mesma classe), é mais provável

que se obtenha um embaralhamento e�ciente quando se utiliza um domínio maior, pois

maiores são as chances de se escolher um item que ocorre mais em outra classe. No caso

da base EBook-b, o domínio de category é muito pequeno (apenas 5 itens), o que di�culta

um embaralhamento real, pois à medida em que mais trocas vão sendo realizadas, um

mesmo item do domínio pode entrar e sair do conjunto de itens de uma instância diversas
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vezes.

A quarta base binária analisada foi a Hypothyroid2-b (classe BinaryClass), com

513 instâncias divididas da seguinte forma: 255 (49,71%) pertencem à classe negative

e 258 (50,29%) pertencem à classe hypothyroid. As Figuras 4.11 e 4.12 apresentam

os resultados deste experimento. Os dois atributos multivalorados analisados mv1 e mv2

possuem conjuntos pequenos: média de 3,08 e 2,13 itens por instância, respectivamente. O

atributo mv1 se apresenta útil para a classi�cação, pois gera acurácia acima do percentual

da classe mais frequente. Já o atributo mv2 gera uma acurácia bastante baixa. As

operações de troca tiveram o efeito esperado quando aplicadas a mv1, embaralhando

os itens e degradando a qualidade da informação. Já para mv2, as trocas chegaram a

melhorar a qualidade do atributo em alguns casos. Esse atributo originalmente gerava

acurácia menor do que o percentual da classe majoritária e os conjuntos são pequenos.

Assim, não é surpresa que a troca de itens ruins por outros quaisquer poderia melhorar de

alguma forma a qualidade da informação do atributo. As operações de inserção tiveram

um efeito mais forte do que as trocas, novamente pelos mesmos motivos relatados em

outras bases de dados. Os conjuntos são pequenos e a inserção de um item causa uma
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Figura 4.11: Base Hypothyroid2-b � Comparação entre o atributo mv1 e atributos sinté-
ticos
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Figura 4.12: Base Hypothyroid2-b � Comparação entre o atributo mv2 e atributos sinté-
ticos
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diferença signi�cativa para torná-los mais descritivos da classe.

Duas outras bases de dados �zeram parte deste experimento: Ebook-b (classe

Kids) e IBGE-b (classe Sexo). Os resultados foram semelhantes aos apresentados nesta

subseção e, para não tornar as análises muito repetitivas, já que as justi�cativas para o

comportamento dos grá�cos é a mesma, esses resultados não serão reportados.

Os resultados com as bases binárias foram coerentes. Atributos com menores

valores de medidas apresentaram menores valores de acurácia e vice-versa. A próxima

seção apresenta os resultados do experimento equivalente, porém com bases multiclasse.

4.5.2 Atributos Sintéticos em Bases Multiclasse

A aplicação de trocas e inserções foi executada, também, em bases de dados multiclasse.

Nesta subseção são reportados os resultados desse experimento.

Nas Figuras 4.13 e 4.14 são apresentados, respectivamente, os resultados da com-

paração dos atributos product e collection com os atributos sintéticos para a base KDD-m

(classe WhichDoYouWearMostFrequent). Essa base possui 564 instâncias divididas da
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Figura 4.13: Base KDD-m � Comparação entre o atributo product e atributos sintéticos
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Figura 4.14: Base KDD-m � Comparação entre o atributo collection e atributos sintéticos
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seguinte forma: 17,73% pertencem à classe trouser-socks, 22,87% pertencem à classe ho-

siery, 37,77% pertencem à classe casual-socks e 21,63% pertencem à classe athletic-socks.

Os atributos product e collection possuem conjuntos pequenos, com 1,37 e 1,21 item por

instância, respectivamente. Nota-se que a execução de operações de troca degrada a qua-

lidade dos atributos, mas o aumento do número de trocas não modi�ca muito os valores

das medidas e acurácias. Os conjuntos são pequenos (menos de dois itens por instância,

em média). Ou seja, trocar um item uma vez ou várias vezes, não faz nenhuma diferença,

isto é, aumentar o número de trocas não tem o efeito de embaralhar mais o conjunto,

mas simplesmente mudar um item já trocado por outro. Além disso, quando o número de

trocas aumenta muito, as chances de as mesmas instâncias serem selecionadas várias vezes

para uma troca aumentam, e itens originais dos conjuntos podem acabar voltando para

suas posições quando várias trocas são executadas. É o que parece ter ocorrido nesta base,

pois a realização de 400% de trocas gerou uma ligeira melhora em relação a um número

inferior de trocas.

As operações de inserção causaram uma melhora signi�cativa nos dois atributos,

chegando a atingir a acurácia máxima para o atributo product. Os conjuntos possuem

menos de dois itens por instância e a inserção de um item que descreve bem a classe causa

uma mudança signi�cativa na capacidade do conjunto de descrevê-la.

As Figuras 4.15 e 4.16 apresentam os resultados para a base multiclasse EBook-

m (classe Sex). Essa base possui 1180 instâncias, divididas da seguinte forma: 51,36%

pertencem à classe 1, 17,12% pertencem à classe 2 e 31,53% pertencem à classe 3. A

documentação desses dados não apresenta o signi�cado dos valores {1,2,3} para a classe

Sex. O comportamento do grá�co e a análise são semelhantes aos da versão binária

desta classe. O atributo book é ligeiramente mais sensível às operações de troca por

possuir conjuntos maiores. O atributo category, além de ter conjuntos bem pequenos,
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Figura 4.15: Base EBook-m � Comparação entre o atributo book e atributos sintéticos
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Figura 4.16: Base EBook-m � Comparação entre o atributo category e atributos sintéticos

já apresentava acurácia em torno do percentual da classe mais frequente, e as trocas

não geram o efeito de embaralhamento. As inserções apresentam efeito mais forte no

atributo category porque a inserção de um item em conjuntos com menos de dois itens,

na média, representa uma contribuição signi�cativa, diferentemente do atributo book, onde

a informação do item inserido �ca diluída por conta do tamanho do conjunto (média de

mais de 20 itens).

As Figuras 4.17 e 4.18 apresentam os resultados para a base Pnad88-5-m (classe

Esgoto). Essa base possui 1023 instâncias, divididas da seguinte forma: 26,20% pertencem

à classe 0 (rede geral), 26,10% pertencem à classe 2 (fossa séptica), 13,69% pertencem à

classe 4 (fossa rudimentar), 21,21% pertencem à classe 6 (outro) e 12,81% pertencem à

classe 8 (não tem esgotamento sanitário). A diferença de qualidade dos atributos multi-

valorados originais mv1 e mv2 é visível. mv1 produz uma acurácia bem maior. A média

de tamanho dos conjuntos de itens dos atributos mv1 e mv2 é, respectivamente, 2,86 e

4,04 itens por instância. A execução de operações de troca teve um efeito bem mais signi-

�cativo no atributo mv1, já que esse atributo possui informação útil para a classi�cação.

Logo na primeira sequência de operações de troca (mv1 -t100), a qualidade caiu signi�ca-

tivamente. O aumento no número de trocas não surtiu tanto efeito porque os conjuntos

são pequenos e o domínio também (apenas cinco itens no total). Assim, um número maior

de trocas pode acabar desfazendo trocas realizadas anteriormente. As trocas não foram

tão efetivas no atributo mv2 pois a acurácia desse atributo já era originalmente ruim, em

torno do percentual da classe mais frequente.

As operações de inserção apresentaram um efeito mais forte no atributo mv1 do

que no mv2, pois o primeiro atributo tem conjuntos menores. Dessa forma, o tamanho

do conjunto que representa o complemento de mv1 em relação ao domínio é maior, pro-

porcionando maior diversidade nas opções de seleção de itens para serem utilizados na

inserção. Já o atributo mv2 tem, em média, 4,04 itens por instância, e o domínio possui
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Figura 4.17: Base Pnad88-5-m � Comparação entre o atributo mv1 e atributos sintéticos
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Figura 4.18: Base Pnad88-5-m � Comparação entre o atributo mv2 e atributos sintéticos

um total de cinco itens. Ou seja, quando determinado item do domínio é escolhido para

ser inserido nos conjuntos das instâncias de mesma classe, a maioria delas provavelmente

já tem esse item em seu conjunto, e não sofre nenhuma modi�cação. Por esse motivo, a

qualidade dos atributos sintéticos não mudou muito com as inserções.

Os resultados para a base Pnad88-6-m (classe Lixo) são apresentados nas Figu-

ras 4.19 e 4.20. Essa base possui 984 instâncias, divididas da seguinte forma: 48,58% per-

tencem à classe 0 (lixo coletado), 28,96% pertencem à classe 2 (lixo queimado) e 22,46%

pertencem à classe 6 (lixo descartado em terreno baldio). Nesse caso, os dois atributos

analisados possuem alguma informação útil para a classi�cação, pois conseguem atingir

acurácias mais altas do que o percentual da classe mais frequente. Assim, executar opera-

ções de troca em ambos os atributos originais degradou de forma signi�cativa a qualidade

dos mesmos. Da mesma forma como já mencionado anteriormente, como o tamanho dos

conjuntos é pequeno (2,89 e 4,05 itens por instâncias para os atributos mv1 e mv2, res-

pectivamente), aumentar o número de trocas não faz muita diferença. As operações de

inserção causaram melhoras em ambos os atributos. Novamente, como já mencionado,

como o tamanho médio dos conjuntos de mv1 é menor, a inclusão de um item afeta um

número maior de instâncias, causando variações mais signi�cativas.
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Figura 4.19: Base Pnad88-6-m � Comparação entre o atributo mv1 e atributos sintéticos
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Figura 4.20: Base Pnad88-6-m � Comparação entre o atributo mv2 e atributos sintéticos

As Figuras 4.21 e 4.22 apresentam os resultados para a base Hypothyroid2-m

(classe Class). Essa base possui 513 instâncias, divididas da seguinte forma: 49,71%

pertencem à classe negative, 16,57% pertencem à classe primary-hypothyroid e 33,72%

pertencem à classe compensated-hypothyroid. Os dois atributos multivalorados dessa base

possuem o mesmo tamanho de domínio (9 itens), e tamanho médio de conjuntos igual a

3,08 para mv1 e 2,12 para mv2. As medidas de relevância, bem como a acurácia, para

mv1 indicam que este atributo é mais útil para a classi�cação do que mv2, que apresenta

acurácia abaixo do percetual da classe mais frequente quando submetido isoladamente

ao classi�cador. Em consequência desse fato, as operações de troca são mais efetivas no

atributo mv1, pois o embaralhamento dos itens faz com que a informação útil contida nos

conjuntos seja perdida. Já para o atributo mv2, as trocas não causaram muitas modi�-

cações nos valores de acurácia e medidas de relevância. O atributo original já era ruim

e os sintéticos gerados a partir dele também se apresentaram como atributos de baixa

qualidade. Já as operações de inserção causaram um efeito expressivo em ambos os atri-

butos. Os dois conjuntos de itens são pequenos e a inclusão de um item nos conjuntos

das instâncias da mesma classe tiveram um efeito signi�cativo.

A aplicação de operações de troca e inserção nos atributos originais, gerando atri-
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Figura 4.21: Base Hypothyroid2-m � Comparação entre o atributo mv1 e atributos sin-
téticos
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Figura 4.22: Base Hypothyroid2-m � Comparação entre o atributo mv2 e atributos sin-
téticos

butos sintéticos, possibilitou a execução de um experimento mais controlado. As trocas,

de maneira geral, embaralharam e pioraram a qualidade dos atributos, o que pode ser

percebido na queda dos valores das medidas de relevância e das acurácias. As operações

de inserção melhoraram a qualidade dos atributos, elevando tanto os valores das medidas

de relevância quanto os valores de acurácia.

Os resultados mostram que existe, de fato, uma coerência entre o comportamento

da acurácia e das medidas de relevância quando os atributos originais sofrem alterações em

relação à sua correlação com a classe. Atributos com menor correlação apresentaram me-

nor medida de relevância e, consequentemente, resultaram em menor acurácia gerada pelo

classi�cador. Por outro lado, atributos com maior correlação com a classe apresentaram

maior medida de relevância e melhor acurácia como resultado da classi�cação.
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4.6 Estudo Comparativo entre as Medidas de Relevân-
cia Propostas

Um estudo comparativo entre as três medidas propostas foi realizado com o intuito de

identi�car se alguma delas se mostra mais e�ciente para determinar a qualidade dos

atributos.

Nos experimentos com atributos sintéticos, foram utilizadas bases com dois atri-

butos originais e oito sintéticos, num total de dez atributos. A partir dessas bases, foi

possível gerar dois tipos de ranking : um com valores de acurácia e outros três rankings

com os valores das medidas de relevância. Para avaliar qual das medidas se mostrou mais

e�ciente, o ranking de acurácias foi comparado com cada um dos rankings de medidas.

O resultado ideal seria aquele onde a posição de todos os atributos é a mesma nos dois

rankings comparados. Para que fosse possível fazer essa avaliação, foram utilizadas duas

medidas de dependência estatística. A primeira delas é o coe�ciente de correlação tau de

Kendall [Kendall & Gibbons, 1990], utilizado para medir a associação entre duas variá-

veis aleatórias. Essa medida se baseia nos postos dos dados, e não em seus valores de fato.

O posto de um elemento de um vetor corresponde à sua posição no vetor com os dados em

ordem crescente. O coe�ciente de correlação tau de Kendall é de�nido na Fórmula 4.1:

τK =
nc − nd

1
2
n(n− 1)

, (4.1)

onde n é o tamanho do ranking, nc é o número de pares concordantes e nd o número

de pares discordantes do conjunto de dados. Assim, se os dois rankings comparados

forem exatamente iguais, τK = 1. Por outro lado, se nenhum dos pares for concordante,

τK = −1.

A outra medida utilizada para comparar os rankings � o coe�ciente de correlação

de Spearman [Daniel, 1990, Zar, 2010] � corresponde à aplicação do coe�ciente de corre-

lação de Pearson (já de�nido anteriormente pela Fórmula 2.10) nos dados convertidos em

postos. Esse coe�ciente veri�ca se há dependência linear entre os postos dos valores obser-

vados, o que corresponde a veri�car, no problema em questão, se os valores das medidas

crescem quando a acurácia cresce ou se os valores das medidas diminuem à medida que

os valores de acurácias aumentam. O coe�ciente de Spearman é de�nido na Fórmula 4.2:

ρS = 1− 6

∑
d2i

n(n2 − 1)
, (4.2)
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onde di é a diferença entre os postos dos valores correspondentes aos dois rankings anali-

sados.

Apesar de ambos os coe�cientes serem baseados nos postos dos dados, e não em

seus valores, esses coe�cientes possuem interpretações diferentes. O coe�ciente de Spe-

arman é considerado como o coe�ciente de correlação comum de Pearson em termos da

proporção de variabilidade representada, enquanto que o coe�ciente de Kendall pode ser

interpretado como a probabilidade de que dois pontos sorteados da distribuição conjunta

sejam concordantes. Uma análise comparativa detalhada entre esses dois coe�cientes pode

ser encontrada em [Xu et al., 2013].

A Tabela 4.9 apresenta os resultados dos coe�cientes de Kendall e Spearman para

as bases binárias. As três primeiras colunas de valores apresentam os resultados para o

coe�ciente de Kendall, obtidos na comparação do ranking das acurácias (RA) com cada

um dos rankings (RMPDP , RIGMv e RGRMv) gerados com as medidas MPDP , IGMv

e GRMv. As três últimas colunas correspondem aos resultados para o coe�ciente de

Spearman. Valores maiores indicam maior correlação entre os dois rankings comparados.

Os maiores valores para cada base de dados (e para cada coe�ciente) foram marcados

em negrito. A última linha apresenta o número de vezes em que cada uma das medidas

obteve o melhor resultado.

Tabela 4.9: Comparativo entre os rankings de acurácia com os rankings das medidas de
relevância para bases binárias

Kendall τK Spearman ρS
Base de dados/Classe RA ×RMPDP RA ×RIGMv RA ×RGRMv RA ×RMPDP RA ×RIGMv RA ×RGRMv

EBook-b/Sex 0,8129 0,7661 0,6374 0,9544 0,8684 0,7263
EBook-b/Kids 0,6608 0,7193 0,8363 0,8175 0,8123 0,9561
IBGE-b/Sexo 0,3072 0,5033 0,5033 0,5108 0,6120 0,6182
Pnad88-4-b/Televisão 0,6340 0,7908 0,8039 0,9360 0,9340 0,9340
KDD-b/Children 0,7255 0,7124 0,7386 0,8514 0,8514 0,8824
Hypothyroid2-b/BinaryClass 0,7386 0,7778 0,7386 0,9009 0,9216 0,9298

Contador de melhor resultado 1 2 4 2 0 4

Para o coe�ciente de Kendall, a medidaMPDP obteve o melhor valor apenas para

a base Ebook-b/Sex. A medida IGMv apresentou o melhor coe�ciente para duas bases

(IBGE-b/Sexo e Hypothyroid2-b/BinaryClass). Já a medida GRMv obteve o melhor

coe�ciente em quatro das seis bases de dados analisadas, indicando que o ranking RGRMv

é o que apresenta a maior semelhança com o ranking de acurácias RA, segundo esta

medida estatística.

Para o coe�ciente de Spearman, a medida MPDP apresentou o melhor resultado

para duas bases de dados (Ebook-b/Sex e Pnad88-4-b/Televisão). A medida GRMv

obteve os melhores resultados para as outras quatro bases de dados. Para este coe�ciente,
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IGMv não obteve o melhor valor em nenhuma das seis bases.

A Tabela 4.10 apresenta os resultados dos coe�cientes de Kendall e Spearman

para as bases multiclasse. Como se pode observar, a medida GRMv teve um desempenho

melhor que o das outras medidas para os dois coe�cientes analisados. Para todas as bases

de dados, GRMv apresentou o melhor resultado, empatando com IGMv apenas nas

bases Pnad88-6-m/Lixo e Hypothyroid2-m/Class para o coe�ciente Kendall. Em bases

multiclasse, a medida MPDP não apresentou o melhor resultado em nenhuma das bases

de dados.

Tabela 4.10: Comparativo entre os rankings de acurácia com os rankings das medidas de
relevância para bases multiclasse

Kendall τK Spearman ρS
Base de dados/Classe RA ×RMPDP RA ×RIGMv RA ×RGRMv RA ×RMPDP RA ×RIGMv RA ×RGRMv

KDD-m/Wear 0,7124 0,6732 0,7516 0,8596 0,7977 0,8638
Ebook-m/Sex 0,6078 0,6078 0,8562 0,7234 0,7255 0,9670
Pnad88-5-m/Esgoto 0,8301 0,8562 0,8693 0,9505 0,9546 0,9794
Pnad88-6-m/Lixo 0,5948 0,6078 0,6078 0,7461 0,7420 0,7523
Hypothyroid2-m/Class 0,6863 0,7124 0,7124 0,8473 0,8617 0,8700
Contador de melhor resultado 0 2 5 0 0 5

Apesar de as três medidas de relevância propostas terem se mostrado válidas para a

aplicação em processos de seleção de atributos, a medida GRMv apresentou um desempe-

nho superior (para os dois coe�cientes de correlação utilizados na análise), mostrando-se

mais e�ciente tanto para bases binárias quanto para bases multiclasse.



Capítulo 5

Uma Heurística Baseada em Busca Local

para o Problema de Seleção de Atributos

A seleção de atributos para a classi�cação pode ser considerada como um problema de

busca no contexto de otimização combinatória, onde cada solução do espaço de busca

especi�ca um subconjunto distinto dos atributos disponíveis e o objetivo é a maximização

da função de mérito associada à solução[Blum & Langley, 1997]. Como o espaço de busca

cresce exponencialmente em relação ao número de atributos, faz-se necessária a utilização

de heurísticas combinadas com métricas que estimam a utilidade dos atributos, de modo

a poder medir a qualidade dos possíveis subconjuntos explorados.

Uma heurística é qualquer método aproximativo projetado com base nas propri-

edades estruturais ou nas características das soluções dos problemas, com complexidade

reduzida em relação à dos algoritmos exatos. Heurísticas de busca se caracterizam por

de�nir transformações sucessivas de estados (soluções candidatas) em uma certa ordem

de geração e percurso, e fornecem, em geral, soluções viáveis de boa qualidade.

Uma das contribuições deste trabalho aborda o problema de SA através da uti-

lização de uma heurística baseada em busca local. A ideia da proposta é explorar um

algoritmo simples e e�ciente, que possibilite a realização de SA num tempo aceitável

em bases de dados com dimensionalidade muito alta, ou seja, centenas ou milhares de

atributos. Muitos dos algoritmos tradicionais de seleção disponíveis na literatura não se

adequam a esse tipo de base de dados, por causa do custo computacional proibitivo.

O princípio do algoritmo proposto é a combinação de um método construtivo com

uma busca local, que explora o espaço de busca a partir da solução construída na primeira

fase, a �m de encontrar soluções de melhor qualidade.
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As Seções 5.1 e 5.2 apresentam conceitos sobre algoritmos construtivos e busca

local, que compõem a proposta de seleção de atributos apresentada na Seção 5.3.

5.1 Algoritmos Construtivos

Dado um problema de otimização, um algoritmo construtivo [Campello & Maculan, 1994]

tem como objetivo gerar uma solução viável para o problema. Apenas a viabilidade da

solução deve ser garantida, isto é, em princípio, não existe nenhuma exigência em relação

à otimalidade da solução construída pelo algoritmo.

Algoritmos construtivos são procedimentos que partem de uma solução vazia e, a

cada iteração, acrescentam um elemento à solução parcial construída, baseados em alguma

heurística. Esses algoritmos não possuem nenhum esquema de backtracking, ou seja, uma

vez escolhido um elemento para ser incorporado à solução atual, não é possível retirá-lo.

O algoritmo termina quando todos os elementos são avaliados ou quando algum critério

de parada de�nido tenha sido atingido.

Quando combinados com outras heurísticas para compor estratégias mais so�stica-

das, os métodos construtivos podem incorporar algumas características especiais. A etapa

construtiva da metaheurística GRASP [Feo & Resende, 1995, Resende & Ribeiro, 2014],

por exemplo, realiza a escolha do próximo elemento a ser incorporado à solução atual

de forma aleatória, a partir de uma lista de candidatos denominada Lista Restrita de

Candidatos (LRC). A cada iteração do construtivo, um ranking dos elementos é gerado,

baseado no �tness individual de cada um, cujo valor é calculado segundo alguma função

de avaliação. Assim, uma das maneiras de de�nir a LRC para um problema de maxi-

mização é: fazem parte da lista restrita os elementos cujo �tness pertence ao intervalo

[max − α ∗ (max −min),max], onde min e max são o menor e o maior valor de �tness

do ranking, respectivamente, e α é um parâmetro de entrada que controla o tamanho da

lista. Esse ranking representa o aspecto guloso do algoritmo. E a seleção aleatória da

LRC representa o aspecto probabilístico do algoritmo. Assim, para α = 0, o algoritmo

se comporta de forma totalmente gulosa, ou seja, o melhor elemento do ranking é sempre

escolhido. Para α = 1, o algoritmo torna-se totalmente aleatório, já que a LRC será

formada por todos os elementos ainda não selecionados. Quando o elemento selecionado

melhora a qualidade da solução corrente, ele é mantido. Caso contrário, é descartado.

A utilização de uma lista restrita de candidatos contribui para a obtenção de solu-

ções de melhor qualidade, pois essa estratégia cria um aspecto probabilístico ao algoritmo,
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aumentando a diversidade das soluções diante de inúmeras execuções da fase construtiva

[Resende & Ribeiro, 2014]. Apesar de a heurística proposta nesta Tese não representar

originalmente um GRASP, o algoritmo construtivo usa o recurso de lista restrita de can-

didados.

5.2 Busca Local

Algoritmos de busca local partem de uma solução inicial viável, tentando melhorá-la por

meio da exploração do espaço de busca com base na de�nição de vizinhanças.

Seja V um conjunto discreto de soluções. Vizinhança é um termo que introduz

a noção de proximidade entre as soluções em V . Uma vizinhança é um mapeamento

N : V → 2V que leva uma solução de V em um subconjunto desse mesmo conjunto de

soluções. N(v) = {v1, v2, ..., vk}, k ≥ 1, representa a vizinhança de v.

As regras que de�nem uma vizinhança podem variar, isto é, podem existir diver-

sas de�nições de vizinhança. Algumas metaheurísticas podem usar, por exemplo, vá-

rias vizinhanças distintas alternadamente e até mesmo realizar modi�cações na de�nição

original de vizinhança, excluindo alguns movimentos possíveis e acrescentando outros

[Resende & Ribeiro, 2014].

Uma vez de�nida a vizinhança a ser explorada, a busca local avalia os vizinhos da

solução atual, tentando encontrar soluções cujo valor da função mérito sejam inferiores (no

caso de problemas de minimização) ou superiores (no caso de problemas de maximização).

Existem duas estratégias básicas para a busca local: (a) melhoria iterativa: dada a solução

atual, selecionar a primeira solução aprimorante na vizinhança, ou seja, a primeira solução

encontrada que seja melhor do que a solução atual; (b) descida mais rápida: dada a solução

atual, selecionar a melhor solução aprimorante na vizinhança, ou seja, a solução escolhida

é a melhor entre todos os vizinhos da solução atual. Assim, de acordo com a estratégia

de�nida, a solução escolhida passa a ser a solução atual e uma nova iteração se inicia com

a exploração de sua vizinhança.

A busca local é executada até que algum critério de parada seja satisfeito.
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5.3 A Heurística CSBL

A heurística de SA proposta é formada pela combinação de um algoritmo construtivo e

uma busca local. O nome CSBL vem de CS (construtivo) e BL (busca local).

O objetivo da fase construtiva do algoritmo CSBL é selecionar um subconjunto do

conjunto E de atributos da base de dados, a �m de obter uma solução viável S que possa

ser utilizada como ponto de partida da busca local. O princípio adotado para o algoritmo

construtivo segue a linha tradicional de algoritmos construtivos. A cada iteração, um

atributo ei do conjunto E de atributos da base é selecionado e incorporado à solução

corrente S, gerando uma nova solução candidata S ′. O valor de mérito M dessa nova

solução é calculado segundo alguma métrica de qualidade de�nida preliminarmente. Se

a solução S ′ for melhor que S, o atributo ei permanece na solução e uma nova iteração

é iniciada a partir de S ′. Caso contrário, o atributo ei é descartado e uma nova iteração

se inicia a partir da solução S. Ao término da fase construtiva, uma solução candidata

viável é fornecida.

A busca local tenta aprimorar a solução S gerada na fase construtiva por meio da

busca de vizinhos melhores na vizinhança N(S). Nesta Tese, foram testados dois tipos

de vizinhança, denominadas N1(S) e N2(S). A vizinhança N1(S) pode ser de�nida da

seguinte forma: para cada solução, seus vizinhos são gerados a partir da troca de cada

um dos bits da solução inicial, um a um. Essa vizinhança mistura inserção (quando um

bit 0 é trocado por 1) e remoção (quando um bit 1 é trocado por 0), e gera um número k

de vizinhos igual ao número de atributos da base.

Dada uma solução S representada pelo vetor [0,0,1,0,1,0,1], os vizinhos de S, de

acordo com a vizinhança N1(S), seriam representados pelo seguinte conjunto de veto-

res: N1(S) = {[1,0,1,0,1,0,1], [0,1,1,0,1,0,1], [0,0,0,0,1,0,1], [0,0,1,1,1,0,1], [0,0,1,0,0,0,1],

[0,0,1,0,1,1,1], [0,0,1,0,1,0,0]}.

Para a vizinhança N2(S), cada vizinho é obtido por meio da troca de um par de

bits (0,1) por (1,0) ou pela troca de um par (1,0) por (0,1). Essa troca signi�ca remover

um atributo e inserir outro na solução S, e a quantidade de vizinhos gerados depende do

número total de combinações de pares de bits diferentes.

Dada uma solução S representada pelo vetor [0,0,1,0,1,0,1], os vizinhos de S, de

acordo com a vizinhança N2(S), seriam representados pelo seguinte conjunto de veto-

res: N2(S) = { [1,0,0,0,1,0,1], [1,0,1,0,0,0,1], [1,0,1,0,1,0,0], [0,1,0,0,1,0,1], [0,1,1,0,0,0,1],

[0,1,1,0,1,0,0], [0,0,0,1,1,0,1], [0,0,0,0,1,1,1], [0,0,1,1,0,0,1], [0,0,1,1,1,0,0], [0,0,1,0,0,1,1],
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[0,0,1,0,1,1,0].

Numa primeira proposta de busca local, as duas vizinhanças, N1(S) e N2(S),

foram implementadas de forma combinada, seguindo a seguinte lógica de utilização: per-

correr a vizinhança N1(S) até que nenhum vizinho melhor seja encontrado. Mudar para

a vizinhança N2(S) e percorrer os vizinhos até que nenhum melhor seja encontrado. Vol-

tar, então, para a vizinhança N1(S). A busca local só termina quando não se obtém

melhora em nenhuma das duas vizinhanças. Porém, analisando as soluções geradas nas

duas vizinhanças, foi possível observar que a vizinhança N2(S) apresentava alto custo

computacional e, na maioria das vezes, não conseguia gerar nenhuma solução que supe-

rasse as que já haviam sido visitadas em N1(S). Por esse motivo, a vizinhança N2(S)

foi descartada e passou-se a utilizar somente N1(S) (que, por questões de simplicidade,

passa a se chamar apenas N(S)).

Ainda que utilizando apenas um tipo de vizinhança, a busca local é um processo

caro e só vale a pena ser executada se apresentar uma contribuição signi�cativa na qua-

lidade das soluções. Uma análise das soluções geradas nas etapas de construção e busca

local foi realizada, a �m de observar tal contribuição. A busca local apresenta um grau

de contribuição variado dependendo da base de dados. Porém, de forma geral, considera-

se que vale a pena executar esse procedimento, mesmo a um custo elevado. O grá�co

da Figura 5.1 apresenta uma amostra dessa análise, para a base de dados Lymphoma.

Foram executadas 100 iterações independentes do construtivo seguido da busca local, e

cada uma dessas iterações foi plotada no eixo x do grá�co. O eixo y indica os valores

de acurácia. Os pontos representados por uma cruz azul apresentam os valores obtidos

na fase construtiva. Os pontos representados por um quadrado vermelho apresentam os

valores obtidos após a busca local. Nota-se que, nessa base de dados, a contribuição da

busca local é signi�cativa, chegando a um aumento médio de cerca de 8% na acurácia das

soluções.

Como o principal objetivo do algoritmo proposto é viabilizar a seleção de atributos

em bases com alta dimensionalidade, onde muitos métodos tradicionais não são aplicáveis,

foram consideradas algumas questões importantes para que a proposta tivesse baixo custo

computacional e ao mesmo tempo gerasse boas soluções.

A primeira estratégia utilizada foi a realização de uma poda na lista original dos

atributos, descartando certo percentual dos atributos considerados menos importantes se-

gundo uma medida de avaliação individual. A poda reduz de forma signi�cativa o número

de atributos a serem considerados pelo algoritmo, o que diminui o custo computacional.
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Figura 5.1: Diferença de acurácias obtidas pelo construtivo e pela busca local

Além disso, descartar atributos menos relevantes reduz as chances de over�tting, o que

pode causar uma melhora na acurácia, em alguns casos [Loughrey & Cunningham, 2005].

O over�tting acontece porque combinações de atributos irrelevantes podem parecer rele-

vantes no conjunto de treinamento por �azar� (já que o conjunto de treinamento representa

apenas uma amostra dos dados). Quanto mais combinações são consideradas, maiores são

as chances de selecionar várias combinações irrelevantes que pareceram relevantes nos da-

dos de treinamento. Ao eliminar atributos com a poda, a possibilidade desse fato ocorrer

é reduzida.

Uma outra estratégia utilizada para a redução do custo computacional foi a exe-

cução de uma única iteração da heurística. Geralmente, algoritmos não determinísticos

são executados várias vezes para atingirem boas soluções. Porém, a heurística proposta

se mostrou bastante e�ciente para gerar soluções de boa qualidade, mesmo partindo de

uma única solução gerada pela fase construtiva.

O pseudocódigo da proposta é apresentado na Figura 5.2. O parâmetro T repre-

senta a base de dados de treinamento. Na linha 01, o conjunto de atributos E da base

de dados é organizado em um ranking E ′, do maior para o menor valor de �tness. A

função de avaliação utilizada para calcular o �tness individual dos atributos é o ganho de

informação [Quinlan, 1993], por ser uma medida bastante utilizada no contexto de SA.

Na linha 02, o número de atributos k que será considerado pelo algoritmo é calculado de

acordo com os parâmetros p e pV alor, que de�nem o tipo de poda escolhido. A poda pode

ser baseada em um percentual (quando p=percentual) e, nesse caso, o parâmetro pV alor

de�ne o percentual de atributos do topo do ranking a ser mantido; ou pode descartar

os atributos cujo �tness está abaixo de determinado threshold (quando p=threshold) e

pV alor apresenta o limite escolhido para o corte do ranking. A linha 03 executa a poda.

R é uma lista que representa um ranking reduzido e é preenchido com os primeiros k
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atributos do ranking E ′. Essa etapa acelera a execução do algoritmo, já que um número

reduzido de atributos (k) é considerado nas fases de construção e busca local.

procedimento CSBL(E, T, p, pV alor, α)
//Inicialização
01. E′ ← ranking dos atributos de E;
02. k ← número de atributos a serem mantido, baseado em p e pV alor;
03. R← primeiros k atributos de E′ //(poda);

//Construção
04. S ← φ;
05. f(S)← 0;
06. enquanto R <> φ faça

07. Gera LRC a partir de R com base em α;
08. e← atributo selecionado aleatoriamente da LRC;
09. S′ ← e ∪ S;
10. f(S′)← avaliação(S′, T );
11. se f(S′) > f(S) então
12. S ← S′;
13. �m se;
14. R← R− {e};
15. �m enquanto;

//Busca Local
16. repita

17. melhora ← false;
18. para cada Si ∈ N(S) faça
19. f(Si)← avaliação(Si, T );
20. se f(Si) > f(S) então
21. S ← Si;
22. melhora ← true;
23. �m se

24. �m para

25. enquanto melhora = true;
26. retorna S;
�m.

Figura 5.2: Pseudocódigo da heurística CSBL

Na linha 04, S é inicializado com o conjunto vazio. O loop representado pelas

linhas de 06 a 15 realiza a construção da solução inicial, testando, a cada iteração, um

elemento do ranking R.

Na linha 07, a lista restrita de candidatos (LRC) é gerada, com base no valor do

parâmetro α. A LRC contém uma parte dos atributos de R, cujos �tness pertencem ao

intervalo [max − α ∗ (max − min),max], conforme de�nido na Seção 5.1. Na linha 08,

um atributo e é selecionado aleatoriamente da LRC para ser incorporado, na linha 09,

à solução corrente S. Na linha 10, a nova solução S ′ é avaliada pela estratégia wrapper
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na base de treinamento T , utilizando o classi�cador Naive Bayes, com validação cruzada

interna com cinco partições (5-fold cross-validation). Assim, o �tness da solução atual

corresponde à acurácia obtida pelo classi�cador.

Nas linhas 11 a 13, o �tness da nova solução S ′ é comparado com o �tness de S.

Se S ′ supera S em termos de qualidade, ela passa a ser a solução corrente. O último passo

da iteração é representado pela linha 14, quando o atributo avaliado e é removido de R.

Na busca local (linhas 16 a 26), a solução S gerada pela fase construtiva é se-

lecionada como ponto de partida. Utilizando a estratégia de descida mais rápida, em

cada iteração da busca local, todos os vizinhos de S são avaliados. Se o melhor vizinho

Si ∈ N(S) tiver �tness superior ao de S, uma nova iteração é iniciada, partindo-se desse

vizinho Si como solução atual.

A vizinhança N(S) utilizada é formada por todos os k subconjuntos {S1,S2,..., Sk},

k=|R|, onde o i-ésimo bit Si[i], 1 ≤ i ≤ k, é invertido. Em outras palavras, se S[i]=0,

então Si[i]=1 e vice-versa. Esse tipo de vizinhança leva em consideração tanto as inserções

(quando S[i] é invertido de 0 para 1) quanto as remoções (quando S[i] é invertido de 1

para 0) dos atributos de S.

Quando nenhum dos vizinhos Si ∈ N(S) apresenta f(Si) > f(S), a busca local

termina e retorna, na linha 26, a solução de melhor �tness encontrada.

A partir da estrutura básica do CSBL, foram criadas algumas variações dessa

estratégia inicial, apresentadas nas Seções 5.4, 5.5 e 5.6. Para simpli�car a apresentação

de tais propostas, o conjunto de comandos do procedimento CSBL que compõem as etapas

de construção e busca local (isto é, linhas 05 a 26) será chamado, a partir desse ponto do

texto, de etapasCSBL.

5.4 CSBL-Nx

Na tentativa de percorrer de forma mais ampla o espaço de busca do problema em questão,

uma nova estratégia foi elaborada, denominada CSBL-Nx, que corresponde à execução

do CSBL um número x de iterações. A execução de x iterações de uma fase construtiva

seguida de uma busca local caracteriza a metaheurística GRASP.

O objetivo dessa estratégia foi fazer uso do fator randômico do algoritmo, tentando

partir de pontos diversos do espaço de busca � por meio da geração de várias soluções

pela fase construtiva � e explorar a vizinhança dessas diversas soluções. Nesse caso, a
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solução �nal retornada pelo algoritmo é a melhor solução encontrada entre as x iterações

realizadas.

O pseudocódigo da heurística CSBL-Nx é apresentado na Figura 5.3.

procedimento CSBL-Nx(E, T, p, pV alor, α, x)
01. Inicialização (linhas 01 a 03 do CSBL)
02. S ← φ;
03. para i de 1 até x faça

04. S′ ← etapasCSBL ;
05. se f(S′) > f(S) então
06. S ← S′;
07. �m se;
08. �m para

09. retorna S;
�m.

Figura 5.3: Pseudocódigo da heurística CSBL-Nx

5.5 CSBL-Nwhile

Na versão CSBL-Nwhile, as fases de construção e busca local são executadas enquanto

soluções de melhor �tness são encontradas. O algoritmo termina quando a solução gerada

pela iteração i não apresenta uma melhora em relação à melhor solução encontrada nas

(i − 1) iterações anteriores. Assim, o número de iterações é variável, diferentemente da

estratégia CSBL-Nx, apresentada anteriormente.

O pseudocódigo da heurística CSBL-Nwhile é apresentado na Figura 5.4.

procedimento CSBL-Nwhile(E, T, p, pV alor, α)
01. Inicialização (linhas 01 a 03 do CSBL)
02. S′ ← φ;
03. repita

04. S ← S′;
05. S′ ← etapasCSBL;
06. enquanto f(S′) > f(S);
07. retorna S;
�m.

Figura 5.4: Pseudocódigo da heurística CSBL-Nwhile

5.6 CSBL-N2PR

A estratégia CSBL-N2PR utiliza a técnica path relinking como estratégia de intensi�cação

de busca, com o objetivo de encontrar soluções de maior qualidade.
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A técnica de path relinking foi inicialmente proposta por Glover [Glover, 1996]

como uma estratégia de intensi�cação na busca por soluções no contexto de tabu search

ou scatter search [Glover, 2000, Glover et al., 2000]. A ideia básica do path relinking é

explorar trajetórias que conectam duas soluções de elite, partindo de uma solução ini-

cial Si em direção a uma solução �nal Sg, conhecida como solução guia. No entanto,

várias estratégias envolvendo path relinking tem sido consideradas e combinadas, como

forward, backward, mixed, truncated, entre outras [Ribeiro & Resende, 2012]. Todas essas

estratégias envolvem uma relação de custo-benefício entre o tempo de processamento e a

qualidade das soluções.

O procedimento tradicional de geração da trajetória gerada pelo path relinking

funciona da seguinte maneira: para cada par de soluções Si e Sg do conjunto de soluções

elite, (a) identi�car as diferenças entre Si e Sg; (b) executar um procedimento de busca

local a partir de Si, usando cada uma das diferenças identi�cadas, para gerar os vizinhos

de Si. Isto é, para cada atributo ej que faz parte de Si e não faz parte de Sg, um novo

vizinho é gerado a partir da remoção de ej da solução Si. E para cada atributo ej que não

faz parte de Si e faz parte de Sg, um novo vizinho é gerado a partir da inserção de ej na

solução Si; (c) utilizando a estratégia de descida mais rápida, selecionar o melhor vizinho

gerado e tomá-lo como a solução atual. Nesse ponto, passa-se a comparar a solução

corrente com a solução guia, realizando novamente o procedimento de geração de vizinhos

a partir das diferenças entre elas. Essa operação é realizada até a geração de vizinhos de

alguma solução atingir Sg, o que determina o �m da trajetória de soluções. (d) Ao �nal,

veri�car a existência, nessa trajetória, de soluções melhores do que as extremidades do

caminho. A Figura 5.5 ilustra a execução do path relinking.

Solução Inicial Solução Guia 

Figura 5.5: Ilustração do Path Relinking

A direção em que a trajetória entre Si e Sg é traçada pode ser de�nida de diferentes

formas. As maneiras mais tradicionais são forward, quando parte-se de uma solução pior

em direção a uma solução melhor; e backward, quando se parte de uma solução melhor

em direção a uma solução de pior qualidade. É possível, ainda, executar o path relinking



5.6 CSBL-N2PR 82

nas duas direções, aumentando ainda mais as chances de se encontrar soluções melhores.

A proposta CSBL-N2PR executa duas iterações de etapasCSBL (isto é, construção

seguida de busca local), produzindo duas soluções S1 e S2. Posteriormente, a técnica de

path relinking é executada usando essas duas soluções como entrada, produzindo uma

terceira solução S ′. Se S ′ é melhor que uma das soluções anteriores (S1 e S2), uma nova

execução de etapasCSBL é realizada, e o resultado é submetido ao path relinking com

S ′. Esse procedimento se repete até que a solução produzida pelo path relinking não

melhore a qualidade das soluções anteriores. O caminho entre as soluções de entrada do

path relinking é explorado nas duas direções (forward e backward).

A Figura 5.6 apresenta o pseudocódigo da estratégia CSBL-N2PR. Na linha 01, é

gerado o ranking inicial dos atributos e realizada a etapa de poda, assim como ocorre na

versão CSBL.

procedimento CSBL-N2PR(E, T, p, pV alor, α)
01. Inicialização (linhas 01 a 03 do CSBL);
02. S1← etapasCSBL;
03. S2← etapasCSBL;
04. S′ ← pathRelinking(S1, S2);
05. enquanto f(S′) > max(f(S1), f(S2)) faça
06. S1← S′;
07. S2← etapasCSBL;
08. S′ ← pathRelinking(S1, S2);
09. �m enquanto;
10. retorna a melhor solução entre S1 e S2;
�m.

Figura 5.6: Pseudocódigo da heurística de seleção de atributos CSBL-N2PR

Nas linhas 02 e 03, as duas soluções iniciais são geradas e submetidas, na linha

04, à técnica de path relinking. Na linha 05, o �tness da solução resultante S ′ do path

relinking é comparado com os valores de �tness das soluções anteriores S1 e S2. Se houve

melhora na qualidade das soluções, a solução S ′ substitui a solução S1 (linha 06) e uma

nova solução é gerada a partir de uma execução de etapasCSBL, como a solução S2

(linha 07). Assim, na linha 08, as soluções S1 e S2 são submetidas ao path relinking,

gerando um novo resultado S ′.

Quando o path relinking não consegue encontrar uma solução de melhor qualidade

na trajetória entre S1 e S2, o algoritmo termina e retorna, na linha 10, a melhor solução

entre as extremidades da última trajetória avaliada.

A aplicação do path relinking a soluções que correspondem a conjuntos de atributos

funciona da seguinte maneira. Toma-se a solução corrente S como a solução inicial Si do
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path relinking. Cada bit i do vetor que representa a solução atual S é comparado com

o bit correspondente da solução guia Sg. Cada bit i representa se o i-ésimo atributo

pertence (valor do bit=1) ou não pertence (valor do bit=0) à solução S. Se o valor do

bit é diferente nas duas soluções comparadas, então ele é trocado na solução atual S e a

nova solução S ′ gerada tem seu �tness calculado. Depois de percorrer todas as posições

do vetor correspondente à solução atual S, realizando as trocas de bits quando necessário,

a solução atual passa a ser a melhor solução gerada com essas trocas em S. Uma nova

iteração é iniciada, então, percorrendo novamente todos as posições do vetor solução S,

comparando com a solução guia Sg. O processo termina quando S é igual a Sg, isto é,

nenhuma troca de bit diferente é possível. Essa situação indica que a trajetória entre Si e

Sg foi percorrida por completo. A solução resultante do path relinking é a melhor solução

encontrada na trajetória percorrida. A Figura 5.7 ilustra o processo de geração de uma

trajetória entre duas soluções Si e Sg através de path relinking.

Na linha 07, a função trocaBit copia a solução S para a variável S ′, com o bit i

invertido. A solução S ′′ é atualizada na linha 09, e guarda a melhor solução gerada a

partir das modi�cações realizadas em S. A variável S∗ é atualizada na linha 11 e tem a

função de armazenar a melhor solução encontrada em toda a trajetória.

procedimento pathRelinking(Si, Sg)
01. S ← Si;
02. S′′ ← φ;
03. S∗ ← max(Si, Sg);
04. enquanto S 6= Sg faça
05. para i de 1 até |S| faça
06. se S[i] 6= Sg[i] então
07. S′ ← trocaBit(S[i]);
08. se f(S′) > f(S′′) então
09. S′′ ← S′;
10. se f(S′′) > f(S∗) então
11. S∗ ← S′′;
12. �m se;
13. �m se;
14. �m se;
15. �m para;
16. S ← S′′;
17. �m enquanto;
18. retorna S∗;
�m.

Figura 5.7: Pseudocódigo do procedimento de path relinking



Capítulo 6

Heurística de Seleção de Atributos:

Experimentos Computacionais

Este capítulo apresenta os resultados dos experimentos computacionais realizados com a

heurística de SA proposta nesta Tese. O capítulo está organizado da seguinte maneira.

Inicialmente, são descritos o ambiente de execução e as bases de dados utilizadas nos

experimentos. As Seções 6.2 e 6.3 tratam dos parâmetros que de�nem a poda na lista de

atributos e do parâmetro α utilizado na fase construtiva. Esses parâmetros são calibrados

e seus valores são �xados para os experimentos seguintes. Na Seção 6.4, são apresenta-

das duas variações do CSBL levando em consideração a execução de várias iterações do

algoritmo. A Seção 6.5 apresenta os resultados da heurística CSBL-N2PR, que utiliza a

técnica de path relinking. Na Seção 6.6, é apresentado um comparativo entre as variações

da heurística proposta e, �nalmente, a Seção 6.7 apresenta um comparativo entre a melhor

versão da estratégia proposta e alguns algoritmos disponíveis na literatura.

6.1 Ambiente de Execução e Bases de Dados

A heurística proposta nesta Tese foi implementada em Java. A escolha da linguagem

foi condicionada ao fato de estarem sendo utilizadas bibliotecas da ferramenta WEKA,

disponíveis em código aberto, para realizar os cálculos do ganho de informação dos atri-

butos e a avaliação dos candidatos por meio de chamadas ao classi�cador escolhido para

os experimentos. Além disso, o fato de utilizar a mesma linguagem de programação das

estratégias disponíveis no WEKA torna a comparação com esses algoritmos, em termos

de tempo computacional, mais justa.

Os testes computacionais foram executados em um computador com um processa-
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dor IntelrCoreTM i5 CPU M 480 @ 2.67GHz, com 8 GB de memória RAM e Sistema

Operacional de 64 bits, Windows 7 Home Premium.

As bases de dados utilizadas nos experimentos foram obtidas de repositórios pú-

blicos e são bases com centenas ou milhares de atributos. A Tabela 6.1 apresenta essas

bases, o número total de atributos disponíveis e o número de instâncias em cada uma

delas.

Tabela 6.1: Bases de dados utilizadas nos experimentos

Base de Dados Quantidade Número de
de atributos instâncias

Colon 2001 62
Leukemia 7130 72
Dlbcl 4027 47
Lymphoma 4027 96
Madelon 500 2600
Dexter 19999 600
Lung 12534 181
Prostate 12600 136
Gisette 5000 6000

Alguns trabalhos publicados na literatura sobre o tema em questão utilizaram as

bases de dados apresentadas na Tabela 6.1. Por esse motivo, essas bases foram escolhidas

para comporem os experimentos, de forma que pudesse ser feita uma comparação com

propostas apresentadas anteriormente.

A avaliação das estratégias foi feita utilizando-se validação cruzada com dez parti-

ções [Blum et al., 1999]. Em todos os experimentos, foram utilizadas as mesmas partições

das bases de dados. A execução de cada iteração do experimento equivale a utilizar a i-

ésima partição, 1 ≤ i ≤ 10, como base de teste e as outras nove como base de treinamento.

Cada iteração i gera um resultado ri, e o resultado �nal do experimento equivale à média

dos dez resultados parciais. As bases de dados foram particionadas utilizando-se o �ltro

StratifiedRemoveFolds da ferramenta WEKA, com a parametrização default.

Entretanto, como o algoritmo utiliza uma função aleatória para selecionar os atri-

butos na lista de candidatos da fase construtiva, foram realizadas dez execuções inde-

pendentes de cada experimento, com dez sementes diferentes (a semente inicial das dez

iterações foi de�nida com o valor igual a zero). Assim, todos os resultados reportados

neste capítulo (acurácia e custo computacional) correspondem à média de dez execuções

independentes na referida base de dados, cada uma delas utilizando validação cruzada
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com dez partições.

Os algoritmos convencionais de SA não são aplicáveis a bases de dados com di-

mensionalidade muito alta, pois o custo computacional é inviável. A heurística proposta

neste trabalho apresenta um algoritmo simples, que viabiliza a seleção de atributos neste

contexto. Para de�nir, nos experimentos realizados, o que seria um tempo aceitável de

espera para a execução de um algoritmo, foi considerado o limite de dez horas para a

execução em uma partição da base de dados. Assim, quando houver o registro de que um

algoritmo �não tem valor� (NV) para determinada base, signi�ca que o tempo limite foi

atingido e a execução foi interrompida.

6.2 Podas na Lista de Atributos

A primeira etapa do algoritmo CSBL compreende a realização de uma poda na lista

original dos atributos. Como a heurística apresentada se propõe a realizar SA em bases

de dados com alta dimensionalidade, a etapa de poda incorporada ao algoritmo se mostra

bastante importante, pois reduz de forma signi�cativa o universo a ser explorado nas

etapas de construção e busca local. O custo de avaliar as soluções candidatas, nessas duas

etapas, torna-se proibitivo quando o número de atributos é muito grande. Além disso,

remover atributos menos importantes reduz as chances de over�tting, o que pode causar

uma melhora na acurácia, em alguns casos [Loughrey & Cunningham, 2005].

As podas consistem em descartar, previamente ao processo de seleção, atributos

avaliados como menos importantes. Essa importância individual foi baseada na medida

de ganho de informação, conforme já mencionado no Capítulo 5. Foram realizados dois

tipos de podas, descritos a seguir:

� Poda no ranking com threshold : nessa versão, após gerar o ranking de atributos

utilizando o ganho de informação, todos os atributos com �tness menor ou igual a

um determinado threshold, são removidos da base. Assim, tanto a fase construtiva

quanto a busca local só consideram os atributos com �tness superior ao limite es-

tabelecido. O valor do threshold foi �xado em zero, ou seja, são utilizados apenas

os atributos com ganho de informação maior que zero.

� Poda no ranking com percentual: nessa versão, é determinado um percentual p de

atributos a serem considerados pela heurística. Assim, após ordenar os atributos

pelo seu �tness individual, apenas os p% primeiros atributos do ranking permanecem
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na base e são considerados pela fase de construção e busca local. Foram testadas

podas percentuais de 2, 5, 10 e 20%. Porém, a última delas apresentou um custo

computacional muito elevado, tornando-se inviável para ser aplicada em contextos

de bases com alta dimensionalidade. Em alguns casos, o tempo limite estipulado

para a execução de cada partição foi ultrapassado, tornando inviável a utilização

da poda de 20%. Por esse motivo, essa poda foi descartada e, para simpli�car a

análise, seus valores não serão reportados.

A Tabela 6.2 apresenta o tempo gasto para a execução do algoritmo CSBL e a

redução de tempo obtida com a aplicação das podas. Cada bloco de valores representa

a execução do CSBL com um valor diferente do parâmetro α (que controla o tamanho

da lista restrita de candidatos na etapa de construção). A primeira coluna de valores

reporta o tempo despendido para a execução do algoritmo nas bases completas, isto é,

sem aplicação de poda, que representa o algoritmo baseline deste experimento. As outras

colunas reportam o tempo gasto quando cada poda avaliada foi aplicada (coluna Tempo)

e a diferença percentual de tempo entre a execução do algoritmo com a referida poda e a

execução do algoritmo baseline (coluna Dif%). Para o cálculo dessa diferença percentual,

considera-se a Equação 6.1.

Dif% =
V alor do algoritmo proposto− V alor do baseline

V alor do baseline
(6.1)

Assim, quando Dif% apresentar um valor negativo, signi�ca que o valor do algo-

ritmo proposto representa uma redução em relação ao valor do baseline. Por outro lado,

Dif% positivo signi�ca um aumento do valor do algoritmo proposto em relação ao baseline.

Por exemplo, na Tabela 6.2, a primeira linha de valores, que se refere ao algoritmo CSBL

com α=0,0 aplicado à base Colon, mostra que a realização da poda IG>0 representa uma

redução de 90,21% no tempo de execução do algoritmo em relação à execução do mesmo

algoritmo sem poda, nessa base.

Os valores de tempo reportados representam o tempo de CPU médio (em minutos)

para a execução de uma partição. A última linha de cada bloco da tabela apresenta a

média de valores das bases de dados, com exceção da base Gisette, já que para essa base o

algoritmo sem poda ultrapassa o tempo limite. Mesmo para as colunas que representam

o tempo de execução com alguma poda, apesar de o valor para Gisette ser apresentado

na tabela, a média não considera esse valor.

Nota-se que a redução de tempo quando as podas são realizadas é bastante signi�-

cativa. A poda que menos reduz o custo, em média, é a poda IG>0, porque o número de
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Tabela 6.2: Tempo de CPU médio para a execução do CSBL com variações de poda

CSBL α=0,0
Base de Sem poda podaIG>0 poda 2% poda5% poda10%
Dados Tempo Tempo Dif% Tempo Dif% Tempo Dif% Tempo Dif%
Colon 0,2315 0,0227 -90,21 0,0123 -94,69 0,0179 -92,27 0,0318 -86,26
Leukemia 0,7229 0,0885 -87,76 0,0246 -96,60 0,0393 -94,56 0,0719 -90,06
Dlbcl 0,2542 0,0301 -88,18 0,0090 -96,45 0,0156 -93,86 0,0300 -88,20
Lymphoma 2,8286 2,4082 -14,86 0,1040 -96,32 0,1851 -93,45 0,4832 -82,92
Madelon 3,3575 0,0686 -97,96 0,0291 -99,13 0,0931 -97,23 0,2557 -92,38
Dexter 88,3914 1,1976 -98,65 1,5847 -98,21 4,2719 -95,17 9,6848 -89,04
Lung 2,5075 0,9857 -60,69 0,0925 -96,31 0,1574 -93,72 0,2721 -89,15
Prostate 9,4872 2,3482 -75,25 0,1972 -97,92 0,5084 -94,64 1,3271 -86,01
Gisette NV 281,6669 NV 2,0661 NV 11,4116 NV 76,6032 NV
Média 13,4726 0,8937 -76,69 0,2567 -96,95 0,6611 -94,36 1,5196 -88,00

CSBL α=0,1
Base de Sem poda podaIG>0 poda 2% poda5% poda10%
Dados Tempo Tempo Dif% Tempo Dif% Tempo Dif% Tempo Dif%
Colon 0,2300 0,0280 -87,81 0,0119 -94,82 0,0190 -91,75 0,0319 -86,13
Leukemia 0,7248 0,0964 -86,70 0,0242 -96,66 0,0461 -93,64 0,0665 -90,82
Dlbcl 0,2585 0,0349 -86,49 0,0094 -96,37 0,0184 -92,87 0,0282 -89,08
Lymphoma 4,6965 2,7287 -41,90 0,0847 -98,20 0,2496 -94,69 0,4811 -89,76
Madelon 3,3923 0,0622 -98,17 0,0279 -99,18 0,0805 -97,63 0,2154 -93,65
Dexter 119,7304 1,5865 -98,67 2,0648 -98,28 5,6708 -95,26 12,7598 -89,34
Lung 2,4330 1,0116 -58,42 0,0960 -96,06 0,1633 -93,29 0,2822 -88,40
Prostate 10,9583 2,7426 -74,97 0,2154 -98,03 0,5800 -94,71 1,3554 -87,63
Gisette NV 412,1942 NV 2,5960 NV 10,1550 NV 60,7563 NV
Média 17,8030 1,0364 -79,14 0,3168 -97,20 0,8535 -94,23 1,9026 -89,35

CSBL α=0,2
Base de Sem poda podaIG>0 poda 2% poda5% poda10%
Dados Tempo Tempo Dif% Tempo Dif% Tempo Dif% Tempo Dif%
Colon 0,2651 0,0191 -92,80 0,0102 -96,15 0,0174 -93,43 0,0319 -87,95
Leukemia 0,6478 0,0708 -89,06 0,0193 -97,02 0,0370 -94,29 0,0681 -89,49
Dlbcl 0,2592 0,0238 -90,81 0,0079 -96,97 0,0154 -94,07 0,0295 -88,61
Lymphoma 4,1320 2,3504 -43,12 0,0837 -97,97 0,2491 -93,97 0,4413 -89,32
Madelon 3,5148 0,0475 -98,65 0,0232 -99,34 0,0737 -97,90 0,1669 -95,25
Dexter 90,8667 1,5586 -98,28 2,0959 -97,69 4,9407 -94,56 9,7578 -89,26
Lung 2,6382 0,9017 -65,82 0,0837 -96,83 0,1462 -94,46 0,2590 -90,18
Prostate 8,9059 2,5082 -71,84 0,1846 -97,93 0,4996 -94,39 1,0337 -88,39
Gisette NV 327,2725 NV 2,2308 NV 13,2859 NV 62,5670 NV
Média 13,9037 0,9350 -81,30 0,3136 -97,49 0,7474 -94,63 1,4735 -89,81

CSBL α=0,3
Base de Sem poda podaIG>0 poda 2% poda5% poda10%
Dados Tempo Tempo Dif% Tempo Dif% Tempo Dif% Tempo Dif%
Colon 0,3223 0,0222 -93,10 0,0096 -97,02 0,0181 -94,39 0,0341 -89,41
Leukemia 0,7145 0,0729 -89,79 0,0201 -97,19 0,0386 -94,60 0,0681 -90,47
Dlbcl 0,2607 0,0245 -90,62 0,0081 -96,89 0,0162 -93,78 0,0293 -88,75
Lymphoma 4,6669 2,4257 -48,02 0,0953 -97,96 0,2117 -95,46 0,4532 -90,29
Madelon 3,1451 0,0491 -98,44 0,0242 -99,23 0,0763 -97,57 0,1880 -94,02
Dexter 142,6682 1,6665 -98,83 1,7806 -98,75 4,3824 -96,93 9,1154 -93,61
Lung 2,8901 0,9907 -65,72 0,0838 -97,10 0,1557 -94,61 0,2597 -91,01
Prostate 11,9351 2,1770 -81,76 0,1908 -98,40 0,5257 -95,60 1,1733 -90,17
Gisette NV 497,3276 NV 2,7831 NV 21,4791 NV 56,4244 NV
Média 20,8254 0,9286 -83,29 0,2766 -97,82 0,6781 -95,37 1,4152 -90,97

CSBL α=1,0
Base de Sem poda podaIG>0 poda 2% poda5% poda10%
Dados Tempo Tempo Dif% Tempo Dif% Tempo Dif% Tempo Dif%
Colon 0,4617 0,0288 -93,77 0,0099 -97,86 0,0210 -95,46 0,0474 -89,74
Leukemia 1,1098 0,1537 -86,15 0,0240 -97,84 0,0573 -94,84 0,1099 -90,10
Dlbcl 0,5506 0,0533 -90,32 0,0094 -98,30 0,0208 -96,22 0,0420 -92,38
Lymphoma 6,2329 3,4638 -44,43 0,0914 -98,53 0,2453 -96,07 0,4544 -92,71
Madelon 6,8811 0,0628 -99,09 0,0256 -99,63 0,1139 -98,35 0,2561 -96,28
Dexter 203,9303 4,3676 -97,86 6,0588 -97,03 13,9209 -93,17 25,6322 -87,43
Lung 5,7091 2,3445 -58,93 0,1044 -98,17 0,2217 -96,12 0,4181 -92,68
Prostate 11,2294 2,3361 -79,20 0,2201 -98,04 0,5753 -94,88 1,1466 -89,79
Gisette NV 299,5911 NV 2,7676 NV 21,0621 NV 93,4120 NV
Média 29,5131 1,6013 -81,22 0,8179 -98,17 1,8970 -95,64 3,5133 -91,39

atributos com ganho de informação maior que zero é grande em algumas bases de dados.

A Tabela 6.3 ilustra essa situação e apresenta, para cada base de dados, a quantidade

média (entre as dez partições) de atributos com algum ganho de informação, e o percen-
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tual que essa quantidade representa em relação ao total de atributos. É possível notar,

na terceira coluna de valores, que seis das nove bases de dados possuem um percentual

de atributos com IG>0 superior àqueles praticados pelas podas percentuais (isto é, 2,

5 e 10%). Assim, quando a poda IG>0 é aplicada, o universo de atributos considerado

pelo algoritmo é maior do que quando as podas percentuais são aplicadas, o que explica

o maior custo do algoritmo com a poda IG>0.

Tabela 6.3: Quantidade de atributos com ganho de informação maior que zero

Base de Dados Total de Média de atrs % médio com Total de
atributos com IG>0 IG>0 instâncias

Colon 2001 131,9 6,60% 62
Leukemia 7130 917,3 12,87% 72
Dlbcl 4027 414,6 10,30% 47
Lymphoma 4027 2048,0 50,87% 96
Madelon 500 17,5 3,50% 2600
Dexter 19999 302,0 1,51% 600
Lung 12534 4588,4 36,61% 181
Prostate 12600 2382,6 18,91% 136
Gisette 5000 1641,9 32,84% 6000

A próxima análise realizada teve como objetivo avaliar o efeito das podas na qua-

lidade das soluções. A Tabela 6.4 apresenta a diferença percentual em termos de acurácia

entre a execução da SA com as diversas podas e a seleção sem poda (baseline do expe-

rimento). As duas primeiras colunas de valores reportam as acurácias máximas (Acc %

Máx) e médias (Acc % Média) obtidas pela execução do algoritmo baseline. Nas outras

colunas, são apresentadas as diferenças entre os valores médios de acurácias (Dif% Média

Sol) e os valores máximos de acurácias (Dif% Melhor Sol) obtidos nas dez execuções com

diferentes sementes. Cada bloco de valores representa a execução do CSBL com um valor

diferente do parâmetro α.

A última linha de cada bloco da tabela apresenta a média de valores das bases

de dados, com exceção da base Gisette, já que para essa base não foi possível calcular a

diferença de acurácia porque a execução sem poda ultrapassou o tempo limite. É possível

notar que, na maioria das vezes, houve ganho em qualidade quando as podas foram

realizadas. As poucas reduções ocorreram, na maioria das vezes, nos valores médios das

podas 2 e 10%. De qualquer forma, são reduções bem pequenas, não ultrapassando uma

queda de 0,85% na acurácia média em nenhum dos casos.

Apenas para ilustrar os valores de acurácias obtidos, que deram origem às dife-

renças de percentuais reportadas na Tabela 6.4, a Tabela 6.5 apresenta os resultados da

execução do algoritmo CSBL (com os diferentes valores de α) para cada base de dados.
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Tabela 6.4: Percentual médio de diferença de acurácia em relação ao baseline (sem poda)

CSBL α=0,0
Sem poda podaIG>0 poda2% poda5% poda10%

Base de Acc % Acc % Dif% Dif% Dif% Dif% Dif% Dif% Dif% Dif%
Dados Máx Média Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol
Colon 77,86 76,91 1,83 1,06 2,13 0,62 1,84 0,93 1,53 -0,05
Leukemia 94,46 93,75 0,00 -0,27 0,00 -0,27 0,00 -0,27 0,00 -0,27
Dlbcl 85,00 85,00 2,35 1,34 -0,59 -1,60 2,35 1,34 2,35 1,34
Lymphoma 81,33 81,33 -1,23 -1,23 -1,23 -1,23 -1,09 -1,09 -1,09 -1,09
Madelon 60,58 60,54 1,07 1,14 1,01 1,07 0,63 -0,56 0,63 0,10
Dexter 87,83 87,50 1,90 1,93 2,09 2,01 2,28 1,28 1,71 0,79
Lung 97,25 97,25 0,00 -0,65 0,00 -0,65 0,00 -0,90 0,00 -0,90
Prostate 80,22 79,86 0,00 -1,01 0,75 -0,44 1,65 -0,38 1,71 -0,94
Gisette NV NV NV NV NV NV NV NV NV NV
Média 0,74 0,29 0,52 -0,06 0,96 0,04 0,86 -0,13

CSBL α=0,1
Sem poda podaIG>0 poda2% poda5% poda10%

Base de Acc % Acc % Dif% Dif% Dif% Dif% Dif% Dif% Dif% Dif%
Dados Máx Média Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol
Colon 84,29 80,95 -3,67 -0,88 -5,37 -4,12 -0,56 -0,46 -1,98 -0,79
Leukemia 95,71 95,71 0,19 -0,88 0,00 -1,49 1,49 -0,51 1,49 -0,51
Dlbcl 87,00 84,75 4,60 3,92 2,30 2,40 4,60 4,59 2,87 3,00
Lymphoma 82,44 80,78 7,14 0,81 1,08 -0,75 -0,13 -1,49 1,08 -1,90
Madelon 60,31 60,00 0,76 1,11 1,59 1,65 0,70 0,42 0,90 0,34
Dexter 88,00 87,82 2,08 1,04 2,65 0,64 1,14 0,31 0,38 0,20
Lung 98,33 98,07 1,13 0,44 0,57 -0,04 1,13 0,35 1,16 0,67
Prostate 83,90 81,59 2,56 -0,94 3,41 0,97 0,79 -0,93 0,79 -2,60
Gisette NV NV NV NV NV NV NV NV NV NV
Média 1,85 0,58 0,78 -0,09 1,14 0,28 0,84 -0,20

CSBL α=0,2
Sem poda podaIG>0 poda2% poda5% poda10%

Base de Acc % Acc % Dif% Dif% Dif% Dif% Dif% Dif% Dif% Dif%
Dados Máx Média Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol
Colon 82,14 78,93 2,33 4,04 -3,19 -2,86 2,33 4,68 2,62 1,97
Leukemia 94,46 94,38 2,84 0,04 1,32 0,82 2,87 1,66 1,33 0,01
Dlbcl 91,50 89,25 7,10 3,24 -0,55 -1,00 2,19 0,28 0,55 -0,76
Lymphoma 83,44 81,89 0,00 -3,53 1,34 -3,35 -0,26 -1,99 -1,19 -1,49
Madelon 61,00 60,75 0,20 0,02 0,13 0,97 1,07 1,09 0,32 0,30
Dexter 89,17 88,17 -0,19 0,19 0,56 0,08 0,00 0,59 0,00 0,32
Lung 98,92 98,63 1,09 -0,13 0,53 0,11 1,09 0,51 1,09 0,27
Prostate 82,86 81,10 4,84 0,54 -0,53 -1,60 3,78 -0,04 -0,74 -0,94
Gisette NV NV NV NV NV NV NV NV NV NV
Média 2,28 0,55 -0,05 -0,85 1,63 0,85 0,50 -0,04

CSBL α=0,3
Sem poda podaIG>0 poda2% poda5% poda10%

Base de Acc % Acc % Dif% Dif% Dif% Dif% Dif% Dif% Dif% Dif%
Dados Máx Média Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol
Colon 82,38 80,12 4,05 1,34 4,04 1,93 0,00 -0,83 4,33 4,05
Leukemia 91,79 91,70 5,83 2,94 4,28 1,93 4,27 3,55 4,47 2,18
Dlbcl 91,00 90,00 0,00 -2,78 5,49 0,24 4,95 1,51 4,40 -1,27
Lymphoma 83,67 83,55 -0,53 -3,99 -2,92 -4,73 -0,27 -5,15 -1,47 -5,94
Madelon 61,15 60,29 1,45 1,75 0,26 1,12 1,25 1,33 0,63 1,12
Dexter 89,00 88,42 0,93 -0,15 0,37 -0,61 -0,19 -1,12 0,19 -1,26
Lung 99,44 98,63 0,00 0,11 0,00 0,19 0,00 -0,04 0,03 -0,04
Prostate 82,42 81,62 2,73 1,63 0,00 -1,85 1,60 0,32 4,26 0,93
Gisette NV NV NV NV NV NV NV NV NV NV
Média 1,81 0,11 1,44 -0,22 1,45 -0,05 2,10 -0,03

CSBL α=1,0
Sem poda podaIG>0 poda2% poda5% poda10%

Base de Acc % Acc % Dif% Dif% Dif% Dif% Dif% Dif% Dif% Dif%
Dados Máx Média Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol Melhor Sol Média Sol
Colon 83,81 83,10 0,29 -6,67 -1,71 -3,32 -0,29 -6,06 -5,12 -7,16
Leukemia 93,04 92,33 0,18 -2,52 4,60 0,35 5,94 3,64 4,41 -0,69
Dlbcl 85,50 84,00 9,36 2,89 11,70 4,34 7,02 4,85 14,62 6,21
Lymphoma 83,67 80,17 -0,27 0,60 -0,41 -0,39 0,66 2,32 -2,67 -0,41
Madelon 60,50 60,37 2,99 0,93 2,73 1,18 2,73 1,73 1,40 0,71
Dexter 87,83 84,58 0,19 2,72 0,39 2,23 0,57 2,78 0,57 3,06
Lung 97,81 97,52 -0,03 -1,18 1,67 0,19 2,24 -0,05 0,54 0,02
Prostate 79,34 73,13 -6,23 -1,16 3,74 7,33 3,81 7,22 -2,56 2,22
Gisette NV NV NV NV NV NV NV NV NV NV
Média 0,81 -0,55 2,84 1,49 2,84 2,05 1,40 0,49
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Os valores marcados em negrito representam as acurácias obtidas com podas que apresen-

taram algum ganho de qualidade em relação à execução sem poda. Como não foi possível

executar o algoritmo sem poda para a base Gisette, todos os valores com podas foram

marcados em negrito, para reforçar que as podas viabilizam a seleção de atributos nessa

base.

Os experimentos comprovam que a aplicação de podas em bases de dados com

dimensionalidade muito alta viabiliza a seleção de atributos nesse contexto, sem compro-

meter a qualidade das soluções. Assim, pode-se considerar que a aplicação de podas é

viável e, em alguns casos, necessária para que se consiga obter algum resultado em termos

de SA no contexto em questão.

Para realizar um comparativo entre as podas avaliadas, foi elaborado um ranking,

onde a poda que obteve o melhor resultado para determinada base recebe a posição 1,0

no ranking e a poda que obteve o pior resultado recebe a posição 4,0 � já que são quatro

podas avaliadas. Os empates são tratados utilizando-se a média entre as posições em que

os valores repetidos se enquadrariam no ranking. A Tabela 6.6 apresenta um exemplo da

construção desse ranking utilizando os valores de acurácias obtidos com a execução do

algoritmo CSBL com α=0,0. Para a base Colon, por exemplo, a melhor acurácia obtida

(77,72%) foi com a poda IG>0. Assim, essa poda recebe a posição 1,0 no ranking. A

pior acurácia para essa base (76,87%) foi obtida com a poda 10%, que recebe, assim, a

posição 4,0 no ranking. Para a base Leukemia, ocorreram dois empates. As duas melhores

acurácias recebem a posição 1,5 no ranking, que representa a média entre as posições 1,0

e 2,0. E as duas piores acurácias recebem a posição 3,5 � que representa a média entre as

posições 3,0 e 4,0.

A última linha da tabela apresenta o somatório das posições obtidas para todas as

bases de dados. Assim, o melhor resultado seria o somatório igual a 9,0 � que indicaria

que a poda da referida coluna obteve a posição 1,0 no ranking para todas as nove bases

de dados. Em contrapartida, o pior resultado seria 36,0 � representando a soma de nove

posições iguais a 4,0.

A Tabela 6.7 apresenta o resultado desse comparativo, utilizando o algoritmo CSBL

com variações no parâmetro α. Cada valor representa o somatório das posições do ranking

referentes a todas as base de dados, utilizando o algoritmo (linha) e a poda (coluna) em

questão. A primeira linha de valores da Tabela 6.7 equivale à última linha da Tabela 6.6.

Entre as podas avaliadas, as que apresentaram os melhores resultados em termos

de acurácia foram as podas IG>0 e 5%. Os valores em negrito na Tabela 6.7 representam
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Tabela 6.5: Acurácias obtidas com a execução do CSBL (comparando diferentes podas)

CSBL α=0,0
Base de Dados Sem poda podaIG>0 poda2% poda5% poda10%

Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc %
Máx Média Máx Média Máx Média Máx Média Máx Média

Colon 77,86 76,91 79,29 77,72 79,52 77,38 79,29 77,62 79,05 76,87
Leukemia 94,46 93,75 94,46 93,49 94,46 93,49 94,46 93,50 94,46 93,50
Dlbcl 85,00 85,00 87,00 86,14 84,50 83,64 87,00 86,14 87,00 86,14
Lymphoma 81,33 81,33 80,33 80,33 80,33 80,33 80,44 80,44 80,44 80,44
Madelon 60,58 60,54 61,23 61,23 61,19 61,19 60,96 60,20 60,96 60,60
Dexter 87,83 87,50 89,50 89,19 89,67 89,26 89,83 88,62 89,33 88,19
Lung 97,25 97,25 97,25 96,62 97,25 96,62 97,25 96,38 97,25 96,38
Prostate 80,22 79,86 80,22 79,06 80,82 79,51 81,54 79,56 81,59 79,11
Gisette NV NV 94,80 94,68 89,72 89,67 92,47 92,10 94,17 93,83

CSBL α=0,1
Base de Dados Sem poda podaIG>0 poda2% poda5% poda10%

Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc %
Máx Média Máx Média Máx Média Máx Média Máx Média

Colon 84,29 80,95 81,19 80,24 79,76 77,62 83,81 80,58 82,62 80,31
Leukemia 95,71 95,71 95,89 94,87 95,71 94,28 97,14 95,23 97,14 95,23
Dlbcl 87,00 84,75 91,00 88,07 89,00 86,79 91,00 88,64 89,50 87,29
Lymphoma 82,44 80,78 88,33 81,43 83,33 80,17 82,33 79,57 83,33 79,24
Madelon 60,31 60,00 60,77 60,67 61,27 60,99 60,73 60,25 60,85 60,20
Dexter 88,00 87,82 89,83 88,74 90,33 88,38 89,00 88,10 88,33 88,00
Lung 98,33 98,07 99,44 98,50 98,89 98,03 99,44 98,41 99,47 98,73
Prostate 83,90 81,59 86,04 80,82 86,76 82,39 84,56 80,83 84,56 79,47
Gisette NV NV 95,13 94,86 89,60 89,21 92,20 91,96 94,19 93,91

CSBL α=0,2
Base de Dados Sem poda podaIG>0 poda2% poda5% poda10%

Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc %
Máx Média Máx Média Máx Média Máx Média Máx Média

Colon 82,14 78,93 84,05 82,11 79,52 76,67 84,05 82,62 84,29 80,48
Leukemia 94,46 94,38 97,14 94,41 95,71 95,15 97,17 95,94 95,71 94,39
Dlbcl 91,50 89,25 98,00 92,14 91,00 88,36 93,50 89,50 92,00 88,57
Lymphoma 83,44 81,89 83,44 79,00 84,56 79,14 83,22 80,25 82,44 80,66
Madelon 61,00 60,75 61,12 60,76 61,08 60,85 61,65 61,41 61,19 60,93
Dexter 89,17 88,17 89,00 88,33 89,67 88,24 89,17 88,69 89,17 88,45
Lung 98,92 98,63 100,0 98,50 99,44 98,73 100,0 99,13 100,0 98,89
Prostate 82,86 81,10 86,87 81,54 82,42 79,80 85,99 81,07 82,25 80,34
Gisette NV NV 95,67 95,50 90,45 90,17 92,48 92,33 94,26 93,94

CSBL α=0,3
Base de Dados Sem poda podaIG>0 poda2% poda5% poda10%

Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc %
Máx Média Máx Média Máx Média Máx Média Máx Média

Colon 82,38 80,12 85,71 81,19 85,71 81,67 82,38 79,45 85,95 83,37
Leukemia 91,79 91,70 97,14 94,39 95,71 93,47 95,71 94,95 95,89 93,70
Dlbcl 91,00 90,00 91,00 87,50 96,00 90,21 95,50 91,36 95,00 88,86
Lymphoma 83,67 83,55 83,22 80,22 81,22 79,60 83,44 79,25 82,44 78,59
Madelon 61,15 60,29 62,04 61,34 61,31 60,96 61,92 61,09 61,54 60,96
Dexter 89,00 88,42 89,83 88,29 89,33 87,88 88,83 87,43 89,17 87,31
Lung 99,44 98,63 99,44 98,74 99,44 98,82 99,44 98,59 99,47 98,59
Prostate 82,42 81,62 84,67 82,95 82,42 80,11 83,74 81,88 85,93 82,38
Gisette NV NV 95,67 94,90 90,63 90,17 92,58 92,23 94,20 94,02

CSBL α=1,0
Base de Dados Sem poda podaIG>0 poda2% poda5% poda10%

Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc %
Máx Média Máx Média Máx Média Máx Média Máx Média

Colon 83,81 83,10 84,05 77,55 82,38 80,34 83,57 78,06 79,52 77,14
Leukemia 93,04 92,33 93,21 90,00 97,32 92,65 98,57 95,69 97,14 91,69
Dlbcl 85,50 84,00 93,50 86,43 95,50 87,64 91,50 88,07 98,00 89,21
Lymphoma 83,67 80,17 83,44 80,65 83,33 79,86 84,22 82,03 81,44 79,84
Madelon 60,50 60,37 62,31 60,93 62,15 61,08 62,15 61,41 61,35 60,79
Dexter 87,83 84,58 88,00 86,88 88,17 86,47 88,33 86,93 88,33 87,17
Lung 97,81 97,52 97,78 96,36 99,44 97,70 100,00 97,47 98,33 97,54
Prostate 79,34 73,13 74,40 72,28 82,31 78,49 82,36 78,41 77,31 74,76
Gisette NV NV 94,29 94,26 90,92 90,64 92,28 92,23 94,05 93,82

a melhor poda para cada α avaliado.

A poda IG>0 é bastante custosa, já que algumas bases possuem um número muito

grande de atributos com ganho de informação maior que zero. Por esse motivo, uma opção
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Tabela 6.6: Acurácias médias obtidas com o algoritmo CSBL α=0,0 e ranking das podas

Acurácias % médias Ranking das podas
Base de Dados podaIG>0 poda2% poda5% poda10% podaIG>0 poda2% poda5% poda10%
Colon 77,72 77,38 77,62 76,87 1,0 3,0 2,0 4,0
Leukemia 93,49 93,49 93,50 93,50 3,5 3,5 1,5 1,5
Dlbcl 86,14 83,64 86,14 86,14 2,0 4,0 2,0 2,0
Lymphoma 80,33 80,33 80,44 80,44 3,5 3,5 1,5 1,5
Madelon 61,23 61,19 60,20 60,60 1,0 2,0 4,0 3,0
Dexter 89,19 89,26 88,62 88,19 2,0 1,0 3,0 4,0
Lung 96,62 96,62 96,38 96,38 1,5 1,5 3,5 3,5
Prostate 79,06 79,51 79,56 79,11 4,0 2,0 1,0 3,0
Gisette 94,68 89,67 92,10 93,83 1,0 4,0 3,0 2,0

Somatório das posições 19,5 24,5 21,5 24,5

Tabela 6.7: Somatório das posições do ranking entre as podas avaliadas

Somatório das posições do ranking
Algoritmo podaIG>0 poda2% poda5% poda10%

CSBL α=0,0 19,5 24,5 21,5 24,5
CSBL α=0,1 18,0 26,0 20,5 25,5
CSBL α=0,2 23,0 30,0 14,0 23,0
CSBL α=0,3 16,0 25,0 23,0 26,0
CSBL α=1,0 28,0 21,0 17,0 24,0

para tentar o melhor custo benefício, seria realizar uma poda híbrida entre as melhores

podas, conforme segue:

� Poda IG>0&5%: poda híbrida entre as podas IG>0 e 5%, utilizando a seguinte

regra: veri�car o percentual de atributos da base representado pela poda IG>0.

Se esse percentual for menor que 5%, proceder com a poda IG>0. Caso contrário,

proceder a poda de 5%. Conforme já apresentado na Tabela 6.3, apenas duas bases

de dados (Madelon e Dexter) possuem menos de 5% dos atributos com ganho de

informação maior que zero. Assim, a utilização da poda híbrida equivale à execução

da poda IG>0 para as bases Madelon e Dexter e da poda 5% para as demais bases

de dados.

A Tabela 6.8 apresenta o somatório das posições do ranking entre todas as podas

avaliadas, incluindo, agora, a poda híbrida, que obtém os melhores resultados em termos

de qualidade para os valores de α iguais a 0,0 e 0,1.
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Tabela 6.8: Somatório das posições do ranking entre as podas avaliadas, incluindo a poda
híbrida

Somatório das posições do ranking
poda poda poda poda poda

Algoritmo IG>0 2% 5% 10% IG>0&5%
CSBL α=0,0 24,0 31,5 27,0 30,5 22,0
CSBL α=0,1 23,0 32,0 26,0 32,0 22,0
CSBL α=0,2 28,0 38,0 17,5 28,0 23,5
CSBL α=0,3 19,0 31,0 28,5 32,0 24,5
CSBL α=1,0 35,0 26,0 20,5 29,0 24,5

6.3 O Parâmetro α

Conforme já mencionado na Seção 5.1, o parâmetro α da fase construtiva controla o tama-

nho da lista de candidados, modi�cando, consequentemente, seu aspecto probabilístico.

Foram testados os seguintes valores de α: 0,0 (guloso), 0,1, 0,2, 0,3 e 1,0 (alea-

tório). Os valores extremos foram utilizados apenas para veri�car como o algoritmo se

comportaria de forma totalmente gulosa ou aleatória. Para os valores intermediários, ini-

cialmente foram avaliados α=0,1 e 0,2. Como o segundo apresentou resultados melhores,

foram avaliados α=0,25 e 0,3. A curva de acurácias mostrava uma tendência de piora

na qualidade das soluções para esses valores de α maiores que 2,0. Por isso não foram

considerados outros valores maiores do que 0,3.

Para comparar os valores avaliados, a �m de identi�car aquele que apresenta os

melhores resultados, foi computado o somatório das posições do ranking entre os valores

testados. A Tabela 6.9 apresenta os resultados para essa análise. O valor de α que

apresenta as melhores acurácias é 0,2.

Tabela 6.9: Somatório das posições do ranking entre os cinco valores de α avaliados

Somatório das posições do ranking
Algoritmo α=0,0 α=0,1 α=0,2 α=0,3 α=1,0

CSBL podaIG>0 31,0 22,0 22,0 21,0 39,0
CSBL poda2% 29,0 26,0 24,0 25,0 31,0
CSBL poda5% 37,0 30,0 13,5 25,0 29,5
CSBL poda10% 35,0 28,0 16,0 21,0 35,0

A Tabela 6.10 apresenta as acurácias (máximas e médias) obtidas para cada base

de dados utilizando-se o algoritmo CSBL com variações no parâmetro α. Cada bloco de

valores representa um tipo diferente de poda realizado na base de dados. Os maiores

valores de acurácias médias para cada base de dados foram marcados em negrito.
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Tabela 6.10: Acurácias obtidas com a execução do CSBL (comparando diferentes valores
do parâmetro α)

CSBL com podaIG>0
α=0,0 α=0,1 α=0,2 α=0,3 α=1,0

Base de Dados Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc %
Máx Média Máx Média Máx Média Máx Média Máx Média

Colon 79,29 77,72 81,19 80,24 84,05 82,11 85,71 81,19 84,05 77,55
Leukemia 94,46 93,49 95,89 94,87 97,14 94,41 97,14 94,39 93,21 90,00
Dlbcl 87,00 86,14 91,00 88,07 98,00 92,14 91,00 87,50 93,50 86,43
Lymphoma 80,33 80,33 88,33 81,43 83,44 79,00 83,22 80,22 83,44 80,65
Madelon 61,23 61,23 60,77 60,67 61,12 60,76 62,04 61,34 62,31 60,93
Dexter 89,50 89,19 89,83 88,74 89,00 88,33 89,83 88,29 88,00 86,88
Lung 97,25 96,62 99,44 98,50 100,00 98,50 99,44 98,74 97,78 96,36
Prostate 80,22 79,06 86,04 80,82 86,87 81,54 84,67 82,95 74,40 72,28
Gisette 94,80 94,68 95,13 94,86 95,67 95,50 95,67 94,90 94,29 94,26

CSBL com poda 2%
α=0,0 α=0,1 α=0,2 α=0,3 α=1,0

Base de Dados Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc %
Máx Média Máx Média Máx Média Máx Média Máx Média

Colon 79,52 77,38 79,76 77,62 79,52 76,67 85,71 81,67 82,38 80,34
Leukemia 94,46 93,49 95,71 94,28 95,71 95,15 95,71 93,47 97,32 92,65
Dlbcl 84,50 83,64 89,00 86,79 91,00 88,36 96,00 90,21 95,50 87,64
Lymphoma 80,33 80,33 83,33 80,17 84,56 79,14 81,22 79,60 83,33 79,86
Madelon 61,19 61,19 61,27 60,99 61,08 61,34 61,31 60,96 62,15 61,08
Dexter 89,67 89,26 90,33 88,38 89,67 88,24 89,33 87,88 88,17 86,47
Lung 97,25 96,62 98,89 98,03 99,44 98,73 99,44 98,82 99,44 97,70
Prostate 80,82 79,51 86,76 82,39 82,42 79,80 82,42 80,11 82,31 78,49
Gisette 89,72 89,67 89,60 89,21 90,45 90,17 90,63 90,17 90,92 90,64

CSBL com poda 5%
α=0,0 α=0,1 α=0,2 α=0,3 α=1,0

Base de Dados Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc %
Máx Média Máx Média Máx Média Máx Média Máx Média

Colon 79,29 77,62 83,81 80,58 84,05 82,62 82,38 79,45 83,57 78,06
Leukemia 94,46 93,50 97,14 95,23 97,17 95,94 95,71 94,95 98,57 95,69
Dlbcl 87,00 86,14 91,00 88,64 93,50 89,50 95,50 91,36 91,50 88,07
Lymphoma 80,44 80,44 82,33 79,57 83,22 80,25 83,44 79,25 84,22 82,03
Madelon 60,96 60,20 60,73 60,25 61,65 61,41 61,92 61,09 62,15 61,41
Dexter 89,83 88,62 89,00 88,10 89,17 88,69 88,83 87,43 88,33 86,93
Lung 97,25 96,38 99,44 98,41 100,0 99,13 99,44 98,59 100,0 97,47
Prostate 81,54 79,56 84,56 80,83 85,99 81,07 83,74 81,88 82,36 78,41
Gisette 92,47 92,10 92,20 91,96 92,48 92,33 92,58 92,23 92,28 92,23

CSBL com poda 10%
α=0,0 α=0,1 α=0,2 α=0,3 α=1,0

Base de Dados Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc % Acc %
Máx Média Máx Média Máx Média Máx Média Máx Média

Colon 79,05 76,87 82,62 80,31 84,29 80,48 85,95 83,37 79,52 77,14
Leukemia 94,46 93,50 97,14 95,23 95,71 94,39 95,89 93,70 97,14 91,69
Dlbcl 87,00 86,14 89,50 87,29 92,00 88,57 95,00 88,86 98,00 89,21
Lymphoma 80,44 80,44 83,33 79,24 82,44 80,66 82,44 78,59 81,44 79,84
Madelon 60,96 60,60 60,85 60,20 61,19 60,93 61,54 60,96 61,35 60,79
Dexter 89,33 88,19 88,33 88,00 89,17 88,45 89,17 87,31 88,33 87,17
Lung 97,25 96,38 99,47 98,73 100,00 98,89 99,47 98,59 98,33 97,54
Prostate 81,59 79,11 84,56 79,47 82,25 80,34 85,93 82,38 77,31 74,76
Gisette 94,17 93,83 94,19 93,91 94,26 93,94 94,20 94,02 94,05 93,82

Os experimentos apresentados nas duas últimas seções tiveram como objetivo cali-

brar os parâmetros relacionados à poda de atributos e ao valor de α. Foi possível observar

que os melhores resultados concentram-se na combinação da poda 5% com α=0,2. Assim,

para simpli�car as análises, esses serão os valores utilizados nas execuções dos próximos

experimentos.
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6.4 Variação no Número de Iterações

6.4.1 CSBL-Nx

Já que nesta seção será utilizada a nomenclatura CSBL-Nx para a estratégia que executa

x iterações da heurística CSBL, esta versão inicial do algoritmo proposto será chamada, a

partir deste ponto, de CSBL-N1, apenas para enfatizar o fato de que uma única iteração

é realizada.

A Tabela 6.11 exibe os resultados do experimento com o algoritmo CSBL-Nx,

utilizando os valores 1, 2, 5, 10, 30 e 50 para o parâmetro x, que representa o número de

iterações em que o CSBL será executado. Vale lembrar que �xou-se a poda em 5% e o

parâmetro α em 0,2. A primeira coluna identi�ca as bases de dados. A coluna rotulada

por CSBL-N1 apresenta os valores médios de acurácias obtidos com a execução da versão

básica da heurística, isto é, uma única iteração. Essa versão é de�nida como baseline deste

experimento. As colunas seguintes apresentam os valores de acurácia média (Acc %) para

cada variação da heurística, bem como a diferença percentual da acurácia média obtida

em relação à acurácia obtida pelo baseline. Para a base Colon, por exemplo, o algoritmo

CSBL-N2 apresenta uma redução de 1,24% na acurácia, em relação ao versão CSBL-N1.

A última linha da tabela apresenta a diferença percentual média de cada estratégia em

relação ao baseline, considerando todas as bases de dados.

Tabela 6.11: Acurácias médias obtidas com o algoritmo CSBL-Nx

Variação do parâmetro x em CSBL-Nx
CSBL-N1 CSBL-N2 CSBL-N5 CSBL-N10 CSBL-N30 CSBL-N50

Base de Dados Acc% Acc% Dif% Acc% Dif% Acc% Dif% Acc% Dif% Acc% Dif%
Colon 80,52 79,52 -1,24 80,14 -0,47 81,09 0,71 80,43 -0,12 78,09 -3,02
Leukemia 94,89 93,07 -1,92 93,39 -1,58 93,39 -1,58 93,39 -1,58 94,46 -0,45
Dlbcl 88,20 84,60 -4,08 83,80 -4,99 83,40 -5,44 83,40 -5,44 83,33 -5,52
Lymphoma 80,47 80,13 -0,42 80,60 0,17 81,02 0,69 81,24 0,96 80,18 -0,35
Madelon 60,86 59,96 -1,48 60,02 -1,39 60,26 -0,99 60,24 -1,01 60,26 -0,99
Dexter 87,92 87,84 -0,09 88,17 0,28 88,21 0,33 90,21 2,61 88,31 0,45
Lung 98,57 96,91 -1,68 96,59 -2,01 96,59 -2,01 96,59 -2,01 96,70 -1,90
Prostate 79,85 82,70 3,58 81,63 2,23 82,37 3,17 84,93 6,37 84,94 6,38
Gisette 92,21 92,32 0,12 92,60 0,42 92,65 0,47 92,44 0,25 92,83 0,67
Média Dif% -0,80 -0,82 -0,52 0,00 -0,53

Ao contrário do que seria esperado, o fato de executar o algoritmo um número maior

de iterações não acarretou no aumento da qualidade das soluções para todas as bases de

dados. Quando se executa uma heurística várias vezes, soluções de melhor qualidade

encontradas em novas iterações vão substituindo as anteriores. Assim, espera-se que o

resultado da execução de várias iterações seja no mínimo igual àquele obtido com uma
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única iteração. Porém, no contexto de SA, pode haver uma diferença de comportamento

dos resultados entre as bases de teste e treinamento. O algoritmo de seleção procura pelo

melhor subconjunto de atributos que maximize a acurácia do classi�cador, tomando como

base os dados do treinamento. Uma vez de�nido esse subconjunto solução, a base de teste

é utilizada para calcular a acurácia �nal, que é reportada nos resultados dos experimentos.

Assim, quando se executa o algoritmo de seleção várias vezes com o objetivo de encontrar

soluções de melhor qualidade, é possível perceber, na base de treinamento, que as soluções

geradas são melhores ou, no mínimo, iguais à solução da primeira iteração. Porém, quando

o subconjunto solução é submetido ao classi�cador com a base de teste, a acurácia gerada

pode ser pior do que aquela encontrada na base de treinamento. Por esse motivo, pode

parecer estranho que a qualidade das soluções não tenha melhorado com o aumento do

número de iterações. Na base de treinamento, foi possível notar ganhos em termos de

qualidade em todas as bases de dados à medida em que mais iterações da heurística eram

executadas. Porém, como essa melhoria não ocorre necessariamente na base de teste,

faz-se necessária uma análise caso a caso.

As bases Colon, Leukemia, Dlbcl e Lymphoma possuem um número muito pequeno

de instâncias (62, 72, 47 e 96, respectivamente). Quando essas bases são divididas em 10

partições para viabilizar a validação cruzada, as partições de teste �cam muito pequenas

(menos de 10 instâncias). Assim, quando o classi�cador erra ao estimar a classe de

uma única instância na base de teste, esse erro representa um percentual signi�cativo

na acurácia total. Por esse motivo, se ocorrerem mais erros do classi�cador quando

forem consideradas as soluções geradas pelas versões do CSBL-Nx com várias iterações,

as acurácias serão piores do que aquelas obtidas com a solução gerada pelo CSBL-N1, o

que faz parecer que o aumento do número de iterações não contribui para a melhoria da

qualidade das soluções. Se fossem observados os valores obtidos na base de treinamento,

a melhora na qualidade das soluções seria percebida, como é de se esperar.

A base Madelon, apesar de ser composta por muitas instâncias (2600), possui 500

atributos no total, e com a poda de 5%, apenas 25 atributos são utilizados pelo algoritmo

de seleção. Isso faz com que o espaço de busca �que mais limitado, não acarretando em

melhoria com o aumento das iterações.

As bases Lung e Prostate possuem características bem semelhantes (cerca de 12500

atributos e número de instâncias igual a 181 e 136, respectivamente). A base Lung não

apresenta melhorias na acurácia porque as acurácias com uma única iteração já são muito

altas, chegando a 100% em algumas partições. Portanto, não faz sentido executar muitas
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iterações do algoritmo. A base Prostate já não atinge acurácias tão altas com uma única

iteração. E, como possui muitos atributos, é bene�ciada pelo aumento no número de

iterações.

As bases Dexter e Gisette possuem muitos atributos (19999 e 5000, respectiva-

mente) e muitas instâncias (600 e 6000), sendo, assim, bene�ciadas pelo aumento do

número de iterações.

O custo da execução de muitas iterações do algoritmo é bastante elevado, conforme

mostra a Tabela 6.12. E, conforme observado anteriormente, o benefício em termos de

ganho de qualidade é pequeno para a maioria das bases de dados. Assim, a decisão de se

optar por uma busca mais ampla depende da característica da base de dados e do quão

relevante é a questão do tempo despendido para a execução do algoritmo. No contexto de

mineração de dados, onde a etapa de SA geralmente faz parte de um pré-processamento

e não requer uma resposta tão imediata, aguardar algumas horas por um resultado que

possa apresentar melhorias na qualidade das soluções, pode ser uma estratégia viável.

Tabela 6.12: Aumento do custo (tempo CPU) com a variação do parâmetro x

Variação do parâmetro x em CSBL-Nx
CSBL-N1 CSBL-N2 CSBL-N5 CSBL-N10 CSBL-N30 CSBL-N50

Base de Dados t CPU t CPU Dif% t CPU Dif% t CPU Dif% t CPU Dif% t CPU Dif%
Colon 0,0153 0,0256 66,97 0,0515 236,16 0,0973 535,38 0,3205 1991,91 0,5583 3544,26
Leukemia 0,0307 0,0594 93,74 0,1280 317,21 0,2386 677,77 0,8527 2679,34 1,5878 5075,47
Dlbcl 0,0126 0,0227 80,60 0,0488 288,24 0,0942 648,81 0,3403 2604,93 0,6316 4920,93
Lymphoma 0,2044 0,3465 69,51 0,8769 328,93 1,7785 769,94 6,8225 3237,16 13,1671 6340,55
Madelon 0,0584 0,1192 104,01 0,2332 299,14 0,4038 591,17 1,1817 1922,70 1,9454 3229,97
Dexter 3,3895 6,5777 94,06 18,4554 444,49 35,9899 961,81 136,5803 3929,54 173,0743 5006,23
Lung 0,1036 0,1989 91,88 0,3963 282,36 0,7642 637,38 2,2102 2032,55 5,3244 5037,37
Prostate 0,3588 0,8195 128,42 1,7067 375,72 3,5637 893,33 10,2947 2769,53 24,8796 6834,88
Gisette 13,8982 22,0034 58,32 45,1860 225,12 98,6875 610,07 293,4739 2011,60 479,8762 3352,79
Média Dif% 87,50 310,82 702,85 2575,47 4815,83

Ainda em relação às variações no número de iterações do algoritmo CSBL, optou-se

por executar um experimento onde o número de iterações não recebeu um valor �xo. A

nova estratégia, nomeada de CSBL-Nwhile, é descrita na próxima seção.

6.4.2 CSBL-Nwhile

A Tabela 6.13 apresenta um comparativo entre CSBL-Nwhile e CSBL-N1. As colunas

rotuladas com os nomes dos algoritmos apresentam os valores médios de acurácia obtidos

para cada base de dados, com a utilizaçao da respectiva estratégia. As colunas rotuladas

por Dif% apresentam a diferença percentual entre o desempenho das estratégias CSBL-

Nwhile e CSBL-N1. O fato de não �xar o número de iterações gerou uma ligeira melhora
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na acurácia média em apenas duas bases de dados (Prostate e Gisette). Na maioria das

vezes, CSBL-N1 mostrou-se mais vantajoso tanto em termos de qualidade quanto em

termos de custo, já que executa apenas uma iteração.

O número médio de iterações executadas pelo algoritmo CSBL-Nwhile, para todas

as bases de dados, �cou entre 2 e 3, conforme mostra o grá�co da Figura 6.1. Por esse

motivo, obviamente, o custo dessa estratégia é mais alto do que CSBL-N1, em todos os

casos.

Tabela 6.13: Comparativo entre CSBL-N1 e CSBL-Nwhile

Acurácia Máxima Acurácia Média Tempo CPU
Base de Dados CSBL-N1 CSBL-Nwhile Dif% CSBL-N1 CSBL-Nwhile Dif% CSBL-N1 CSBL-Nwhile Dif%
Colon 84,05 84,29 0,29 82,62 81,63 -1,19 0,0174 0,0412 136,76
Leukemia 97,17 95,71 -1,50 95,94 94,54 -1,46 0,0370 0,0887 139,78
Dlbcl 93,50 92,00 -1,60 89,50 89,07 -0,48 0,0154 0,0363 135,82
Lymphoma 83,22 81,22 -2,40 80,25 79,95 -0,38 0,2491 0,8216 229,80
Madelon 61,65 60,81 -1,36 61,41 60,36 -1,70 0,0737 0,2436 230,43
Dexter 89,17 88,83 -0,38 88,69 87,95 -0,83 4,9407 17,4228 252,64
Lung 100,00 99,44 -0,56 99,13 98,66 -0,47 0,1462 0,3416 133,72
Prostate 85,99 83,79 -2,56 81,07 81,34 0,34 0,4996 1,8134 262,97
Gisette 92,48 92,68 0,22 92,33 92,43 0,11 13,2859 27,8607 109,70
Média Dif% -1,10 -0,67 181,29
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Figura 6.1: Número médio de iterações executadas pelo algoritmo CSBL-Nwhile

A tentativa de executar do algoritmo CSBL um número variável de iterações en-

quanto soluções melhores são encontradas não apresentou resultados satisfatórios. Não

foram obtidas soluções de melhor qualidade e o tempo médio despendido aumenta em

mais de 180%, considerando todas as bases de dados. O algoritmo CSBL se mostrou

bastante e�ciente logo na primeira iteração (estratégia CSBL-N1).

6.5 Intensi�cação na Busca

A Tabela 6.14 apresenta um comparativo entre as heurísticas CSBL-N1 e CSBL-N2PR

(que utiliza path relinking como estratégia de intensi�cação na busca). São apresentadas
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as acurácias máximas, as acurácias médias e o tempo de CPU para cada algoritmo. As co-

lunas rotuladas por Dif% apresentam a diferença percentual do desempenho da estratégia

CSBL-N2PR em relação ao da CSBL-N1.

Tabela 6.14: Comparativo entre CSBL-N1 e CSBL-N2PR

Acurácia Máxima Acurácia Média Tempo CPU
Base de Dados CSBL-N1 CSBL-N2PR Dif% CSBL-N1 CSBL-N2PR Dif% CSBL-N1 CSBL-N2PR Dif%
Colon 84,05 84,05 0,00 82,62 82,14 -0,58 0,0174 0,0354 103,15
Leukemia 97,17 95,71 -1,50 95,94 94,57 -1,43 0,0370 0,0706 90,86
Dlbcl 93,50 91,00 -2,67 89,50 87,07 -2,71 0,0154 0,0297 93,33
Lymphoma 83,22 82,44 -0,94 80,25 79,35 -1,13 0,2491 0,7419 197,81
Madelon 61,65 60,81 -1,37 61,41 60,30 -1,81 0,0737 0,2307 212,92
Dexter 89,17 89,00 -0,19 88,69 87,67 -1,15 4,9407 17,2213 248,56
Lung 100,00 100,00 0,00 99,13 98,97 -0,16 0,1462 0,2604 78,11
Prostate 85,99 85,22 -0,90 81,07 83,28 2,73 0,4996 1,4620 192,63
Gisette 92,48 93,07 0,64 92,33 93,07 0,80 13,2859 82,7058 522,51
Média Dif% -0,77 -0,61 193,32

A aplicação da técnica de path relinking contribuiu para a melhoria da qualidade

das soluções (acurácias médias) em apenas duas bases de dados (Prostate e Gisette).

Essa técnica explora o espaço de busca de forma mais intensa e, geralmente, se espera

uma melhoria na qualidade das soluções encontradas. Porém, conforme já mencionado

anteriormente, o comportamento dos resultados nas bases de teste e treinamento podem

ser diferentes. Nos experimentos com a aplicação do path relinking, foi possível notar

ganhos em termos de qualidade em todas as bases de dados no ambiente de treinamento.

Porém, como essa melhoria não ocorre necessariamente na base de teste, faz-se necessária

uma análise caso a caso.

As bases Colon, Leukemia, Dlbcl, Madelon e Lung possuem soluções bastante

pequenas, em torno de seis atributos. Assim, partindo de uma solução pequena em

direção a outra solução pequena, o caminho a ser explorado não é muito extenso, já

que o path relinking testa as soluções intermediárias aplicando movimentos, um a um,

onde existem diferenças entre as soluções início e guia. Como a busca local aplicada no

algoritmo CSBL avalia a troca de cada bit, um a um, é muito provável que muitas das

soluções encontradas na trajetória entre as duas soluções do path relinking já tenham sido

testadas. Dessa forma, é pouco provável que a intensi�cação consiga encontrar alguma

solução diferente e de melhor qualidade.

A base Lymphoma, apesar de gerar soluções maiores (em torno de 16 atributos),

sofre com o problema do baixo número de instâncias. Na base de treinamento, a aplicação

do path relinking melhora a qualidade das soluções em cerca de 1,38%. Porém, como a base

de teste é muito pequena (menos de 10 instâncias), o erro do classi�cador na estimativa
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de uma única instância representa quase 10% de erro na acurácia, o que compromete o

resultado �nal.

A base Dexter possui muitas instâncias, muitos atributos e as soluções possuem em

torno de 35 atributos, o que gera maiores possibilidades de soluções diferentes no caminho

do path relinking. A princípio, o fato de a intensi�cação na busca não apresentar melhoria

na qualidade das soluções para essa base, parece ser incoerente. Porém, apesar de possuir

quase vinte mil atributos, apenas 1,5% deles possui algum ganho de informação. Como

a poda utilizada nos experimentos faz uso de 5% dos atributos, a maioria dos atributos

que participam do processo de seleção possui ganho de informação zerado. Já que a fase

de construção utiliza uma lista de candidatos que aumenta as chances dos atributos com

maior ganho de informação, é bem provável que esses 1,5% dos atributos considerados mais

relevantes façam parte da maioria das soluções geradas, que serão utilizadas como solução

inicial e guia. Assim, muitos dos movimentos realizados pelo path relinking, executam a

inclusão de atributos sem nenhum ganho à solução atual, o que acaba não contribuindo

para a melhoria na qualidade da mesma.

As bases Prostate e Gisette também geram soluções maiores (em torno de 18 e

52 atributos, respectivamente) e possuem um percentual de atributos com algum ganho

de informação maior do que os 5% utilizados na poda, aumentando as possibilidades

de se executar um movimento útil no path relinking, ou seja, um movimento que gera

uma solução melhor do que as já encontradas até o momento. Essas duas bases foram

bene�ciadas pelo uso da intensi�cação na busca.

Em relação à diferença de custo computacional em termos de tempo de CPU entre

essas duas estratégias, em algumas bases de dados o tempo não chega a dobrar com a

aplicação do path relinking. Já em outras, o tempo gasto aumenta consideravelmente,

como ocorreu com a base Gisette, que teve um aumento no tempo em mais de 520%.

6.6 Comparativo entre as Estratégias Avaliadas

Esta seção apresenta um comparativo entre as estratégias avaliadas, a saber: CSBL-N1,

CSBL-Nwhile e CSBL-N2PR, todas elas utilizando α=0,2 e poda de 5%.

Conforme mencionado na Seção 2.4, o algoritmo de seleção de atributos HC*, apre-

sentado em [Bermejo et al., 2011], se propõe a resolver o mesmo problema das heurísticas

apresentadas nesta Tese. Assim, os valores de acurácias e tempo computacional despen-

dido pelo algoritmo HC* serão incluídos no comparativo entre as estratégias avaliadas.
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A Tabela 6.15 apresenta os valores de acurácia obtidos com cada uma das estra-

tégias analisadas e, entre parênteses, a posição que cada estratégia ocupa no ranking que

compara os quatro algoritmos, para cada base. As maiores acurácias (médias), isto é, as

que ocupam as posições de número 1 no ranking, foram marcadas em negrito. Para todas

as bases de dados, a melhor acurácia média foi obtida por uma das estratégias apresenta-

das nesta Tese. As duas últimas linhas da tabela apresentam o somatório (SR) e a média

(R) das posições do ranking, mostrando que a estratégia CSBL-N1 foi a que apresentou

os melhores resultados em termos de qualidade das soluções.

Tabela 6.15: Acurácias médias obtidas pelas estratégias avaliadas

Base de Dados HC* CSBL-N1 CSBL-Nwhile CSBL-N2PR

Colon 81,13(4) 82,62(1) 81,63(3) 82,14(2)
Leukemia 92,64(4) 95,94(1) 94,54(3) 94,57(2)
Dlbcl 86,17(4) 89,50(1) 89,07(2) 87,07(3)
Lymphoma 74,90(4) 80,25(1) 79,95(2) 79,35(3)
Madelon 60,85(2) 61,41(1) 60,36(3) 60,30(4)
Dexter 83,47(4) 88,69(1) 87,95(2) 87,67(3)
Lung 95,69(4) 99,13(1) 98,66(3) 98,97(2)
Prostate 77,87(4) 81,07(3) 81,34(2) 83,28(1)
Gisette 93,06(2) 92,33(4) 92,43(3) 93,07(1)

Soma Ranking (SR) 32 14 23 21
Média Ranking (R) 3,56 1,56 2,56 2,33

Para analisar se a diferença entre os algoritmos possui signi�cância estatística,

foi aplicado o teste não paramétrico de Friedman [Friedman, 1940], que possibilita a

comparação de vários algoritmos sendo executados sobre várias bases de dados. Esse teste

possui, como hipótese nula, que os algoritmos são equivalentes em termos de acurácia.

Se a hipótese nula é rejeitada, pode-se concluir que pelo menos dois dos algoritmos são

signi�cativamente diferentes, e o pós-teste de Nemenyi pode ser aplicado para identi�car

essas diferenças [Dem²ar, 2006].

A aplicação do teste de Friedman entre os quatro algoritmos analisados rejeitou

a hipótese nula de que eles são equivalentes em termos de acurácia, com um nível de

signi�cância de 5%. Assim, procedeu-se a realização do pós-teste de Nemenyi, utilizando

o valor de diferença crítica igual a 1,5634. O desempenho dos dois algoritmos é signi�-

cativamente diferente se a diferença de seus rankings médios for maior que essa diferença

crítica, o que acontece, nesse caso, entre os algoritmos HC* e CSBL-N1.

Apesar de executar uma única iteração, CSBL-N1 mostra-se mais e�ciente do que

HC*, que executa 50 iterações do GRASP. Uma possível explicação para esse fato é que

o algoritmo HC* utiliza uma quantidade �xa de 100 atributos para todas as bases de
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dados na etapa de poda. Já o algoritmo CSBL-N1 faz uso de um percentual de atributos.

Assim, nas bases de dados maiores, a quantidade de atributos disponíveis para compor as

soluções candidatas é maior, ampliando o espaço de busca e possibilitando a descoberta

de soluções melhores. Além disso, a busca local do CSBL-N1 é mais exaustiva, levando

em consideração a troca de todos os bits do vetor de soluções. Já o algoritmo HC*, com

o objetivo de reduzir o número de chamadas wrapper, realiza a busca local utilizando

apenas alguns atributos contidos em um conjunto elite que vai sendo atualizado ao longo

das iterações.

Para que fosse possível realizar uma comparação justa em relação ao tempo de CPU

das heurísticas propostas e do algoritmo HC*, a execução de todos eles deveria ser reali-

zada no mesmo ambiente, sob as mesmas condições. Porém, o código original do algoritmo

não foi dispobinilizado pelo autor e a implementação do mesmo não se tornou possível

por problemas de inconsistências entre informações publicadas em [Bermejo et al., 2011] e

informações obtidas diretamente dos autores. Por esse motivo, a comparação foi realizada

utilizando-se o número de avaliações wrapper. Conforme mencionado no próprio artigo

[Bermejo et al., 2011], a etapa mais custosa nesses algoritmos de seleção que utilizam a

estratégia wrapper é a chamada ao classi�cador. Assim, os algoritmos que realizam uma

quantidade menor de avaliações são, consequentemente, mais rápidos.

Como já era de se esperar, a estratégia CSBL-N1 apresenta o melhor desempenho

em todos os casos, já que executa apenas uma iteração da construção e busca local e não

faz uso de nenhuma técnica de intensi�cação. Em sete das nove bases de dados, HC*

apresentou o pior desempenho em relação ao custo, �cando com a segunda e terceira posi-

ções do ranking apenas para as bases Dexter e Prostate, respectivamente. A Tabela 6.16

apresenta o comparativo em termos do número de avaliações wrapper. As três estratégias

apresentadas nesta Tese conseguem obter acurácias melhores a um custo mais reduzido

do que a estratégia HC*.

Todas as estratégias avaliadas neste comparativo apresentaram um resultado bas-

tante satisfatório em relação à redução do número de atributos das bases de dados. As

soluções geradas pelos algoritmos HC*, CSBL-N1, CSBL-Nwhile e CSBL-N2PR são for-

madas por um conjunto de atributos que representam, em média, 0,26%, 0,43%, 0,47% e

0,42% do total de atributos das bases, respectivamente. A Tabela 6.17 apresenta os va-

lores percentuais referentes ao tamanho das soluções geradas pelas estratégias avaliadas,

para cada base de dados. Para a base Colon, por exemplo, que possui um total de 2000

atributos, a solução gerada pelo algoritmo CSBL-N1 é um subconjunto que representa
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Tabela 6.16: Número de avaliações wrapper realizadas pelas estratégias avaliadas

Base de Dados HC* CSBL-N1 CSBL-Nwhile CSBL-N2PR

Colon 5065,2 (4) 228,6 (1) 542,8 (2) 554,1 (3)
Leukemia 5472,0 (4) 712,0 (1) 1485,0 (2) 1506,7 (3)
Dlbcl 5206,1 (4) 404,9 (1) 867,2 (2) 875,5 (3)
Lymphoma 5608,6 (4) 542,7 (1) 1352,4 (2) 1572,1 (3)
Madelon 5076,8 (4) 67,1 (1) 182,8 (2) 226,9 (3)
Dexter 5543,2 (2) 3028,6 (1) 8014,3 (3) 8966,9 (4)
Lung 5940,1 (4) 1254,0 (1) 2508,0 (2) 2582,7 (3)
Prostate 5252,4 (3) 1953,0 (1) 5184,0 (2) 5574,6 (4)
Gisette 7206,2 (4) 1125,0 (1) 2830,5 (2) 6261,5 (3)
Soma Ranking (SR) 33 9 19 29
Média Ranking (R) 3,67 1,00 2,11 3,22

apenas 0,39% do total de atributos, em média. Esse valor equivale uma solução com

aproximadamente 7,8 atributos.

Tabela 6.17: Tamanho das soluções geradas, em termos percentuais

Base de Dados Qtd Total HC* CSBL-N1 CSBL-Nwhile CSBL-N2PR
Atributos (%) (%) (%) (%)

Colon 2000 0,15 0,39 0,42 0,42
Leukemia 7129 0,04 0,09 0,09 0,09
Dlbcl 4026 0,05 0,15 0,16 0,15
Lymphoma 4026 0,15 0,41 0,43 0,40
Madelon 500 1,52 1,40 1,55 1,38
Dexter 19999 0,08 0,18 0,24 0,23
Lung 12533 0,02 0,04 0,04 0,04
Prostate 12600 0,04 0,14 0,14 0,12
Gisette 5000 0,32 1,05 1,12 0,98
Média (%) 0,26 0,43 0,47 0,42

6.7 Comparativo Entre a Heurística Proposta e Estra-
tégias da Ferramenta WEKA

Foram selecionados, na ferramenta de mineração de dados WEKA [Hall et al., 2009], cinco

algoritmos de SA que também utilizam a estratégia wrapper, para serem comparados com

a estratégia CSBL-N1: GreedyStepwise, BestFirst, LinearForwardSelection, SubsetSize-

ForwardSelection e GeneticSearch. Foram testadas algumas combinações de parâmetros

desses algoritmos, e a melhor delas � em termos de qualidade de soluções � foi escolhida

para ser comparada com o CSBL-N1. As próximas subseções descrevem com detalhes

os experimentos com os algoritmos analisados. Nas tabelas 6.18, 6.19, 6.20, 6.21 e 6.22,

a primeira linha apresenta os valores default considerados pela ferramenta WEKA. As
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linhas seguintes apresentam as variações nessa parametrização inicial. Cada alteração

realizada na con�guração default foi destacada em negrito.

6.7.1 Algoritmo GreedyStepwise

A Tabela 6.18 descreve os parâmetros utilizados nos experimentos com o algoritmo Gre-

edyStepwise, que tiveram seus valores modi�cados. Os parâmetros que não estão descritos

tiveram seus valores default mantidos em todas as versões. O parâmetro conservative-

ForwardSelection de�ne o critério de parada da busca. Para o opção FALSE, a busca

termina quando nenhuma inserção de atributo é capaz de melhorar a qualidade da so-

lução atual. Já para a opção TRUE, o algoritmo continuará acrescentando atributos

enquanto a qualidade da solução atual não piorar.

O parâmetro getSearchBackwards de�ne a direção da busca. Quando seu valor é

FALSE, a busca parte de uma solução vazia e percorre no sentido forward (acrescentando

atributos). Quando seu valor é TRUE, a busca parte de uma solução com todos os

atributos e vai removendo atributos até que o critério de parada seja atingido.

Tabela 6.18: Variações do algoritmo GreedyStepwise (GRS)
Algoritmo Parâmetros
GRS1 conservativeForwardSelection=FALSE

(default) getSearchBackwards=FALSE
GRS2 conservativeForwardSelection=TRUE

getSearchBackwards=FALSE
GRS3 conservativeForwardSelection=FALSE

getSearchBackwards=TRUE

Das três variações de parâmetros utilizadas, apenas a versão GRS1 (com a para-

metrização default) teve uma execução viável para o grupo de bases de dados testado.

As versões GRS2 e GRS3 não conseguiram executar nem mesmo uma única partição de

uma base de dados numa janela de tempo de 10 horas, limite máximo estabelecido para

aguardar por uma partição. Vale lembrar que cada base de dados está dividida em 10

partições.

Em GRS2, o parâmetro conservativeForwardSelection foi modi�cado para o valor

TRUE, o que determina (em conjunto com uma busca no sentido forward) que os atributos

serão incluídos no melhor conjunto solução enquanto o mérito da solução não piore. Em

GRS3, o sentido da busca foi alterado para backward.



6.7 Comparativo Entre a Heurística Proposta e Estratégias da Ferramenta WEKA 106

6.7.2 Algoritmo BestFirst

A Tabela 6.19 descreve os parâmetros utilizados nos experimentos com o algoritmo Best-

First. O parâmetro getDirection de�ne a direção da busca, que pode ser forward, backward

ou nos dois sentidos (bi-directional).

O parâmetro getSearchTermination de�ne o número de soluções consecutivas que

podem ser geradas com qualidade inferior à da solução atual, sem que a busca seja inter-

rompida.

Tabela 6.19: Variações do algoritmo BestFirst (BSF)
Algoritmo Parâmetros
BSF1 getDirection=1 (forward)

(default) getSearchTermination=5
BSF2 getDirection=0 (backward)

getSearchTermination=5
BSF3 getDirection=2 (bi-directional)

getSearchTermination=5
BSF4 getDirection=1 (forward)

getSearchTermination=1
BSF5 getDirection=1 (forward)

getSearchTermination=10

Das variações do algoritmo BestFirst, apenas a versão BSF2 não apresentou uma

execução viável, pois o limite máximo de 10 horas para a execução de uma única parti-

ção foi excedido e o processamento foi interrompido. Das outras versões executadas, a

que apresentou os melhores resultados em termos de acurácia foi a versão BSF1, com a

parametrização default.

6.7.3 Algoritmo LinearForwardSelection

A Tabela 6.20 descreve os parâmetros utilizados nos experimentos com o algoritmo Li-

nearForwardSelection. O parâmetro getForwardSelectionMethod de�ne que a busca pode

ser no sentido forward, isto é, a busca parte de uma solução vazia e continua inserindo

atributos à solução atual enquanto soluções de melhor qualidade são encontradas; ou �o-

ating forward, que também parte de uma solução vazia e percorre o espaço de busca no

sentido forward, porém, nesse caso, após cada inserção, a busca executa passos no sentido

backward (testa a remoção de atributos da solução atual) enquanto a qualidade da solução

melhorar.

O parâmetro getSearchTermination é de�nido da mesma forma como no algoritmo

BestFirst.



6.7 Comparativo Entre a Heurística Proposta e Estratégias da Ferramenta WEKA 107

O parâmetro getType de�ne o tipo da busca. A opção �xed-set determina que um

número �xo k de atributos será selecionado, enquanto que a opção �xed-width permite

que o valor de k seja incrementado a cada iteração. O valor de k é determinado pelo

parâmetro getNumUsedAttributes.

Tabela 6.20: Variações do algoritmo LinearForwardSelection (LFS)
Algoritmo Parâmetros
LFS1 getForwardSelectionMethod=0 (forward), getNumUsedAttributes=50,

(default) getSearchTermination=5, getType=0 (�xed-set)
LFS2 getForwardSelectionMethod=1 (�oating forward), getNumUsedAttributes=50,

getSearchTermination=5, getType=0 (�xed-set)
LFS3 getForwardSelectionMethod=0 (forward), getNumUsedAttributes=50,

getSearchTermination=1, getType=0 (�xed-set)
LFS4 getForwardSelectionMethod=0 (forward), getSearchTermination=10

getNumUsedAttributes=50, getType=0 (�xed-set)
LFS5 getForwardSelectionMethod=0 (forward), getNumUsedAttributes=50,

getSearchTermination=5, getType=1 (�xed-width)
LFS6 getForwardSelectionMethod=0 (forward), getNumUsedAttributes=100,

getSearchTermination=5, getType=0 (�xed-set)
LFS7 getForwardSelectionMethod=0 (forward), getNumUsedAttributes=200,

getSearchTermination=5, getType=0 (�xed-set)

Todas as versões do algoritmo LinearForwardSelection tiveram uma execução viá-

vel para as bases de dados utilizadas nos experimentos. As versões LFS1 e LFS4 tiveram

o mesmo desempenho em relação à qualidade das soluções. Em um ranking que com-

para todas as versões de parametrização, para todas as bases de dados, LFS1 e LFS4

obtiveram um empate no seu posicionamento. Porém, a versão LFS1 (parametrização

default) apresentou menor custo computacional. Por isso, essa será a versão considerada

no comparativo com os outros algoritmos.

6.7.4 Algoritmo SubsetSizeForwardSelection

A Tabela 6.21 descreve os parâmetros utilizados nos experimentos com o algoritmo Subset-

SizeForwardSelection. O parâmetro getNumUsedAttributes de�ne o número de atributos

do topo do ranking que serão considerados pelo processo de busca. Neste experimento,

foi utilizado apenas o tipo �xed-set, conforme já de�nido no algoritmo LinearForwardSe-

lection.

O parâmetro getSubsetSiteEvaluator é utilizado para de�nir a forma de avaliação

de subconjuntos que será utilizada para a de�nição do tamanho do subconjunto solução.

Todas as versões do algoritmo SubsetSizeForwardSelection tiveram uma execução

viável para as bases de dados utilizadas nos experimentos. A versão SSF5 foi a que

apresentou a melhor performance em relação à qualidade das soluções.
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Tabela 6.21: Variações do algoritmo SubsetSizeForwardSelection (SSF)
Algoritmo Parâmetros
SSF1 getNumUsedAttributes=50

(default) getSubsetSiteEvaluator=null
SSF2 getNumUsedAttributes=100

getSubsetSiteEvaluator=null
SSF3 getNumUsedAttributes=50

getSubsetSiteEvaluator=CfsSubsetEval
SSF4 getNumUsedAttributes=50

getSubsetSiteEvaluator=wrapper NaiveBayes
SSF5 getNumUsedAttributes=100

getSubsetSiteEvaluator=wrapper NaiveBayes

6.7.5 Algoritmo GeneticSearch

A Tabela 6.22 descreve os parâmetros utilizados nos experimentos com o algoritmo Ge-

neticSearch. O parâmetro getMaxGenerations de�ne o número de gerações que serão

avaliadas pelo algoritmmo. E o parâmetro getPopulationSize de�ne o número de indiví-

duos (que correspondem a conjuntos de atributos) em uma população.

A probabilidade de cross-over foi �xada em 0,6 e a de mutação em 0,033, que

correspondem aos valores default da ferramenta WEKA.

Tabela 6.22: Variações do algoritmo GeneticSearch (GSC)
Algoritmo Parâmetros
GSC1 getMaxGenerations=20

(default) getPopulationSize=20
GSC2 getMaxGenerations=10

getPopulationSize=20
GSC3 getMaxGenerations=40

getPopulationSize=20
GSC4 getMaxGenerations=20

getPopulationSize=10
GSC5 getMaxGenerations=20

getPopulationSize=50

Nenhuma das versões de parametrização utilizadas foram viáveis para as bases de

dados com grande dimensionalidade. Para as duas maiores bases (Dexter e Gisette), os

experimentos não puderem ser concluídos com algoritmos genéticos, pois o tempo limite

estabelecido para este experimento foi ultrapassado. Por essa razão, os resultados para

esse algoritmo não serão reportados no comparativo.

6.7.6 Resultados Experimentais

Conforme observado, as melhores versões dos algoritmos avaliados na ferramenta WEKA,

em termos de qualidade das soluções, foram aquelas que utilizaram a parametrização
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default da ferramenta, com exceção do algoritmo SubsetSizeForwardSelection, que teve

seu melhor desempenho com algumas mudanças nos valores padrão dos parâmetros. Essas

serão, então, as versões utilizadas no comparativo com a estratégia CSBL-N1.

A primeira análise realizada para comparar os algoritmos, foi a observação dos

valores de acurácias obtidos a partir da utilização dos subconjuntos selecionados por cada

uma das propostas, em um classi�cador (Naive Bayes). Seguindo a mesma estratégia

aplicada aos experimentos com variações do CSBL, foi realizada validação cruzada com

dez partições, utilizando as mesmas partições das bases de dados para todos os algoritmos.

A Tabela 6.23 apresenta os valores de acurácia obtidos para cada base de dados

quando os conjuntos de atributos gerados por cada um dos algoritmos avaliados foram

submetidos ao classi�cador. Os valores entre parênteses representam a posição que cada

algoritmo ocupa no ranking que compara os quatro algoritmos, para cada base. A última

linha apresenta a soma das posições desses rankings para as nove bases de dados apre-

sentadas na Seção 6.1. Mais uma vez, CSBL-N1 obteve o melhor desempenho entre os

algoritmos avaliados, obtendo a menor soma de posições dos rankings (SR).

Tabela 6.23: Comparativo entre as estratégias avaliadas, em termos de acurácia

Base de Dados GRS BSF LFS SSF CSBL-N1

Colon 80,48 (4,5) 80,48 (4,5) 83,81 (1,0) 83,81 (2,0) 82,62 (3,0)
Leukemia 88,57 (4,5) 88,57 (4,5) 91,61 (2,0) 90,00 (3,0) 95,94 (1,0)
Dlbcl 77,50 (5,0) 80,00 (4,0) 88,00 (2,5) 88,00 (2,5) 89,50 (1,0)
Lymphoma 79,11 (2,0) 78,00 (3,0) 74,89 (4,0) 70,67 (5,0) 80,25 (1,0)
Madelon 61,27 (2,0) 61,19 (4,0) 60,12 (5,0) 61,23 (3,0) 61,41 (1,0)
Dexter 81,33 (5,0) 81,67 (4,0) 84,33 (3,0) 85,17 (2,0) 88,69 (1,0)
Lung 94,53 (4,5) 94,53 (4,5) 97,25 (2,0) 95,58 (3,0) 99,13 (1,0)
Prostate 70,55 (5,0) 71,92 (3,0) 73,46 (2,0) 70,60 (4,0) 81,07 (1,0)
Gisette 93,83 (1,0) 93,80 (2,0) 88,25 (5,0) 89,03 (4,0) 92,33 (3,0)
Soma Ranking (SR) 33,50 33,50 26,50 28,50 13,00
Média Ranking (R) 3,72 3,72 2,94 3,17 1,44

Da mesma maneira como foi realizado na Seção 6.6, o teste de Friedman foi aplicado

para veri�car a signi�cância estatística entre as diferenças de acurácias. Mais uma vez, a

hipótese nula de que os algoritmos são equivalentes em termos de acurácia foi rejeitada,

com nível de signi�cância de 5%. Assim, aplicou-se o pós-teste de Nemenyi para identi�car

as diferenças. O teste indicou signi�cância estatística na diferença entre os algoritmos GRS

e CSBL-N1 e também entre BSF e CSBL-N1.

A Tabela 6.24 exibe a comparação dos algoritmos em relação ao tempo computa-

cional. Os valores representam o tempo de CPU médio, em minutos, para executar uma

partição. O algoritmo CSBL-N1 também obteve os melhores resultados. Entre as nove
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bases de dados avaliadas, CSBL-N1 obteve a primeira posição do ranking em sete delas,

e a terceira posição nas outras duas bases.

Tabela 6.24: Comparativo entre as estratégias avaliadas, em termos de tempo computa-
cional

Base de Dados GRS BSF LFS SSF CSBL-N1

Colon 0,392 (4,0) 1,184 (5,0) 0,075 (2,0) 0,081 (3,0) 0,017 (1,0)
Leukemia 1,419 (4,0) 2,722 (5,0) 0,344 (3,0) 0,306 (2,0) 0,037 (1,0)
Dlbcl 0,615 (4,0) 1,149 (5,0) 0,134 (2,0) 0,140 (3,0) 0,015 (1,0)
Lymphoma 3,881 (4,0) 7,925 (5,0) 0,298 (2,0) 0,542 (3,0) 0,249 (1,0)
Madelon 2,085 (4,0) 7,911 (5,0) 1,232 (3,0) 0,939 (2,0) 0,074 (1,0)
Dexter 267,951 (4,0) 431,58 (5,0) 3,260 (1,0) 4,119 (2,0) 4,941 (3,0)
Lung 3,647 (4,0) 8,905 (5,0) 1,149 (3,0) 0,982 (2,0) 0,146 (1,0)
Prostate 10,726 (4,0) 28,604 (5,0) 1,036 (2,0) 1,044 (3,0) 0,500 (1,0)
Gisette 504,668 (4,0) 808,300 (5,0) 3,575 (2,0) 3,243 (1,0) 13,286 (3,0)
Soma Ranking (SR) 36,00 45,00 20,00 21,00 13,00
Média Ranking (R) 4,00 5,00 2,22 2,33 1,44

Em relação ao tamanho das soluções geradas, o algoritmo CSBL-N1 apresentou

um resultado bastante satisfatório, conforme já relatado em experimento anterior, gerando

soluções formadas por um conjunto de atributos que representa, em média, 0,43% do total

de atributos da base. Os algoritmos GRS, BSF, LFS e SSF geraram, respectivamente,

soluções com tamanho médio de 0,28%, 0,37%, 0,49% e 0,19% do total de atributos. A

Tabela 6.25 apresenta os valores percentuais referentes ao tamanho das soluções geradas

pelas estratégias avaliadas, para cada base de dados.

Já o algoritmo GSC não é muito e�ciente para reduzir a base. As soluções geradas,

nas bases onde foi possível executá-lo, reduzem a quantidade de atributos em pouco menos

da metade, isto é, bases com centenas ou milhares de atributos continuam com uma

dimensionalidade bastante alta após uma seleção de atributos desse tipo.

Tabela 6.25: Tamanho das soluções geradas, em termos percentuais

Base de Dados Qtd Total GRS BSF LFS SSF CSBL-N1
Atributos (%) (%) (%) (%) (%)

Colon 2000 0,24 0,35 0,34 0,19 0,39
Leukemia 7129 0,04 0,04 0,05 0,05 0,09
Dlbcl 4026 0,08 0,09 0,12 0,10 0,15
Lymphoma 4026 0,17 0,19 0,21 0,20 0,41
Madelon 500 1,30 1,92 3,32 0,96 1,40
Dexter 19999 0,11 0,16 0,10 0,07 0,18
Lung 12533 0,02 0,02 0,02 0,02 0,04
Prostate 12600 0,05 0,07 0,06 0,05 0,14
Gisette 5000 0,46 0,52 0,18 0,11 1,05
Média (%) 0,28 0,37 0,49 0,19 0,43
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Pode-se concluir, através dos resultados experimentais, que o algoritmo CSBL-N1

teve um desempenho superior em relação aos outros algoritmos analisados, tanto em ter-

mos de qualidade das soluções, quanto em termos de custo computacional. Trabalhos

futuros poderiam ser desenvolvidos para estender esta pesquisa, analisando: (a) alterna-

tivas para a medida de qualidade utilizada para gerar o ranking inicial de atributos e (b)

novos tipos de vizinhanças para a busca local.



Capítulo 7

Conclusão

Nesta Tese, foram apresentadas duas contribuições distintas dentro do contexto de seleção

de atributos: medidas de relevância aplicáveis a atributos multivalorados e uma heurística

de seleção baseada em busca local. As conclusões e propostas de trabalhos futuros para

cada uma dessas contribuições são apresentadas nas seções a seguir.

7.1 Medidas de Relevância para Atributos Multivalo-
rados

Como primeira contribuição desta Tese, foram propostas três medidas de relevância para

atributos multivalorados, cujo objetivo é medir a importância de tais atributos para

a classi�cação. A primeira delas, MPDP , baseia-se na medida RMULT , de�nida em

[Tasca, 2008], que possibilita quanti�car a qualidade de atributos multivalorados em ba-

ses de dados binárias. A medida MPDP é elaborada a partir de modi�cações na fórmula

da medida RMULT , de forma a aumentar o escopo de aplicação, possibilitando a utilização

tanto em bases binárias quanto em bases multiclasse. As outras duas medidas, IGMv e

GRMv, baseiam-se nas já conhecidas medidas para atributos monovalorados InfoGain

e GainRatio. Como não foram encontradas na literatura outras medidas apresentadas

com o propósito especí�co de tratar atributos dessa natureza, não foi possível realizar um

estudo comparativo com outros trabalhos. Os experimentos realizados com as medidas

propostas tiveram como objetivo validá-las e veri�car se as mesmas se apresentam como

ferramentas úteis para selecionar atributos importantes para a tarefa de classi�cação.

Para realizar essa análise, foi utilizado um classi�cador relacional baseado no al-

goritmo k-NN, em conjunto com a medida de distância Tanimoto, capaz de lidar com

conjuntos de itens que, no caso, representam os atributos multivalorados. Assim, foi pos-
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sível gerar acurácias para diferentes cenários: utilizando atributos multivalorados isolados

e também combinados com outros atributos (mono ou multivalorados) no classi�cador.

A análise dos atributos multivalorados isoladamente mostrou que as medidas de

relevância podem ser utilizadas para comparar e classi�car atributos, já que atribuem va-

lores mais altos para aqueles atributos que geram acurácias melhores no classi�cador. A

análise da combinação dos atributos multivalorados com outros atributos (mono ou mul-

tivalorados) teve como objetivo avaliar a contribuição desses atributos quando inseridos

num conjunto qualquer. Foi possível observar que atributos cujas medidas de relevância

são mais altas apresentam uma contribuição maior em termos de acurácia. Veri�cou-se

também que atributos com medidas baixas chegaram até a degradar o valor de acurácia

associado ao conjunto de atributos ao qual foi inserido.

Um experimento realizado apenas com atributos monovalorados mostrou que as

três medidas propostas também podem ser aplicadas a esse tipo de atributo. IGMv e

GRMv, na verdade, se reduzem às tradicionais medidas de ganho de informação e taxa

de ganho quando aplicadas no contexto monovalorado. Dessa forma, mostrou-se que é

possível utilizar as medidas propostas nesta Tese para classi�car um conjunto composto

de atributos mono e multivalorados simultaneamente.

Os experimentos foram realizados com atributos reais e sintéticos, e foi possível

observar que as três medidas propostas apresentaram resultados coerentes. Em geral,

atributos com medidas de relevância mais altas estavam associados a acurácias mais altas

e vice-versa. Dessa forma, evidenciou-se que as medidas propostas se apresentam como

bons indicadores da relevância de atributos multivalorados.

As medidas MPDP , IGMv e GRMv levam em consideração a qualidade dos

atributos multivalorados isoladamente. Uma pesquisa futura poderia ser realizada para

estudar um tipo de medida que levasse em consideração a correlação entre os atributos do

conjunto utilizado para predizer a classe. Algumas vezes, atributos isolados não represen-

tam informação útil para a classi�cação. Porém, combinados a outros atributos, podem

apresentar contribuições signi�cativas para o processo preditivo. Por isso a motivação de

tentar capturar a informação útil gerada pela combinação de dados.

7.2 Heurística de Seleção de Atributos

Como segunda contribuição desta Tese, foi apresentado um algoritmo de seleção de atri-

butos que incorpora uma fase de poda seguida da combinação de um procedimento cons-
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trutivo e uma busca local. O principal objetivo da proposta é apresentar um algoritmo

que possa ser aplicado em bases de dados de alta dimensionalidade, isto é, com centenas

ou milhares de atributos, já que a maioria dos algoritmos tradicionais de seleção não se

aplica a esse tipo de base, principalmente se forem utilizadas abordagens wrapper, por

apresentarem alto custo computacional.

O algoritmo apresentado preza pela simplicidade e e�ciência, gerando soluções que

produzem boas acurácias e reduzem de forma signi�cativa o número de atributos da base,

a um custo computacional bastante reduzido.

Foram avaliadas algumas variações do algoritmo proposto. A melhor versão obtida

� CSBL-N1 � foi comparada com alguns algoritmos de seleção de atributos da ferramenta

WEKA e com um algoritmo baseado em GRASP, que também se propõe a resolver o

problema de seleção de atributos em bases de alta dimensionalidade, com baixo custo

computacional. Os resultados mostraram que o algoritmo CSBL-N1 produz soluções que

geram acurácias em geral melhores do que os outros algoritmos comparados, com um

custo computacional bastante reduzido em relação às outras propostas.

Uma ideia para propostas futuras é investigar algumas variações do algoritmo,

como a alteração da medida de relevância utilizada para gerar o ranking inicial de atri-

butos e outros tipos de vizinhança para a busca local. Considera-se importante, também,

avaliar a performance do CSBL-N1 em comparação com outras propostas atuais, como a

recentemente apresentada em [Moshki et al., 2015], e que utiliza uma versão estendida de

um algoritmo baseado em simulated annealing para a fase de busca local.

Além da avaliação de variações pontuais na heurística proposta, novos desa�os

vem surgindo no contexto de seleção de atributos em bases de dados com alta dimen-

sionalidade, como questões relacionadas a escalabilidade, processamento distribuído e

processamento em tempo real [Bolón-Canedo et al., 2015], à medida em que o conceito

de dimensionalidade alta passa a considerar até trilhões de atributos.



Referências

[Bache & Lichman, 2013] Bache, K. & Lichman, M., (2013). UCI machine learning repo-
sitory.

[Bermejo et al., 2009] Bermejo, P., Gámez, J. A., & Puerta, J. M., (2009). Incremen-
tal wrapper-based subset selection with replacement: An advantageous alternative to
sequential forward selection. In Proceedings of IEEE Symposium on Computational
Intelligence and Data Mining, CIDM'09 (367�374).

[Bermejo et al., 2011] Bermejo, P., Gámez, J. A., & Puerta, J. M. A GRASP algorithm
for fast hybrid (�lter-wrapper) feature subset selection in high-dimensional datasets.
Pattern Recognition Letters, 32, 701�711, (2011).

[Bermejo et al., 2014] Bermejo, P., Gámez, J. A., & Puerta, J. M. Speeding up incre-
mental wrapper feature subset selection with naive bayes classi�er. Knowledge-Based
Systems, 55, 140�147, (2014).

[Blum et al., 1999] Blum, A., Kalai, A., & Langford, J., (1999). Beating the hold-out:
Bounds for k-fold and progressive cross-validation. In Proceedings of the 12th Annual
Conference on Computational Learning Theory, COLT'99 (203�208). New York, NY,
USA: ACM.

[Blum & Langley, 1997] Blum, A. L. & Langley, P. Selection of relevant features and
examples in machine learning. Arti�cial Intelligence, 97, 245�271, (1997).

[Bolón-Canedo et al., 2015] Bolón-Canedo, V., Sánchez-Maroño, N., & Alonso-Betanzos,
A., (2015). Feature Selection for High-Dimensional Data. Springer International Pu-
blishing.

[Campello & Maculan, 1994] Campello, R. & Maculan, N., (1994). Algoritmos e heuris-
ticas: desenvolvimento e avaliação de performance. EDUFF.

[Daniel, 1990] Daniel, W., (1990). Applied nonparametric statistics. The Duxbury ad-
vanced series in statistics and decision sciences. PWS-Kent Publishers.

[Dem²ar, 2006] Dem²ar, J. Statistical comparisons of classi�ers over multiple data sets.
Journal of Machine Learning Research, 7, 1�30, (2006).

[Esseghir, 2010] Esseghir, M. A. E�ective wrapper-�lter hybridization through GRASP
schemata. Journal of Machine Learning Research - Proceedings Track, 10, 45�54,
(2010).

[Feo & Resende, 1995] Feo, T. & Resende, M. Greedy randomized adaptive search pro-
cedures. Journal of Global Optimization, 6, 109�133, (1995).



Referências 116

[Ferreira & Figueiredo, 2012] Ferreira, A. J. & Figueiredo, M. A. E�cient feature se-
lection �lters for high-dimensional data. Pattern Recognition Letters, 33, 1794�1804,
(2012).

[Flores et al., 2008] Flores, M. J., Gámez, J. A., & Mateo, J. L. Mining the ESROM: A
study of breeding value classi�cation in manchego sheep by means of attribute selection
and construction. Computers and Electronics in Agriculture, 60, 167�177, (2008).

[Friedman, 1940] Friedman, M. A comparison of alternative tests of signi�cance for the
problem of m rankings. The Annals of Mathematical Statistics, 11, 86�92, (1940).

[Ginsberg, 1994] Ginsberg, M., (1994). Essentials of Arti�cial Intelligence. San Francisco,
CA, USA: Morgan Kaufmann Publishers Inc.

[Glover, 1996] Glover, F., (1996). Tabu search and adaptive memory programing: Ad-
vances, applications and challenges. In Interfaces in Computer Science and Operations
Research (1�75).: Kluwer Academic Publishers.

[Glover, 2000] Glover, F., (2000). Multi-start and strategic oscillation methods: Principles
to exploit adaptive memory. Kluwer Academic Publishers.

[Glover & Laguna, 1997] Glover, F. & Laguna, M., (1997). Tabu Search. Norwell, MA,
USA: Kluwer Academic Publishers.

[Glover et al., 2000] Glover, F., Laguna, M., & Martí, R. Fundamentals of scatter search
and path relinking. Control and Cybernetics, 39, 653�684, (2000).

[Goldberg, 1989] Goldberg, D., (1989). Genetic Algorithms in Search, Optimization and
Machine Learning. Boston, USA: Addison Wesley.

[Gutlein et al., 2009] Gutlein, M., Frank, E., Hall, M., & Karwath, A., (2009). Large-scale
attribute selection using wrappers. In Proceedings of IEEE Symposium on Computati-
onal Intelligence and Data Mining, CIDM'09 (332�339).

[Guyon & Elissee�, 2003] Guyon, I. & Elissee�, A. An introduction to variable and fea-
ture selection. Journal of Machine Learning Research, 3, 1157�1182, (2003).

[Hall, 1998] Hall, M., (1998). Correlation-based feature subset selection for machine lear-
ning. PhD thesis, University of Waikato, Hamilton, New Zeland.

[Hall et al., 2015] Hall, M., Frank, E., Holmes, G., Pfahringer, B., Reutemann,
P., & Witten, I., (Acessado em maio/2015). WEKA software documentation:
http://weka.sourceforge.net/doc.stable/.

[Hall et al., 2009] Hall, M., Frank, E., Holmes, G., Pfahringer, B., Reutemann, P., &
Witten, I. H. The WEKA data mining software: an update. SIGKDD Explorations
Newsletters, 11, 10�18, (2009).

[Hall & Holmes, 2003] Hall, M. A. & Holmes, G. Benchmarking attribute selection te-
chniques for discrete class data mining. IEEE Transactions on Knowledge and Data
Engineering, 15, 1437�1447, (2003).



Referências 117

[Han et al., 2011] Han, J., Kamber, M., & Pei, J., (2011). Data Mining: Concepts and
Techniques. San Francisco, CA, USA: Morgan Kaufmann Publishers Inc., 3rd edition.

[Harris, 2002] Harris, E., (2002). Information gain versus gain ratio: A study of split
method biases. In Proceedings of International Symposium on Arti�cial Intelligence
and Mathematics, ISAIM'02.

[IBGE, 2008] IBGE, (Acessado em 2008). Instituto Brasileiro de Geogra�a e Estatística:
http://loja.ibge.gov.br/.

[Inza et al., 2000] Inza, I., Larrañaga, P., Etxeberria, R., & Sierra, B. Feature subset
selection by bayesian network-based optimization. Arti�cial Intelligence, 123, 157�184,
(2000).

[Jolli�e, 1986] Jolli�e, I., (1986). Principal Component Analysis. Springer Verlag.

[Kendall & Gibbons, 1990] Kendall, M. & Gibbons, J., (1990). Rank correlation methods.
A Charles Gri�n Book. E. Arnold.

[Kira & Rendell, 1992] Kira, K. & Rendell, L. A., (1992). A practical approach to feature
selection. In Proceedings of the 9th International Workshop on Machine Learning, ML92
(249�256). San Francisco, CA, USA: Morgan Kaufmann Publishers Inc.

[Kittler, 1978] Kittler, J. Feature set search algorithms. Pattern Recognition and Signal
Processing, (41�60)., (1978).

[Lee, 2005] Lee, H., (2005). Seleção de atributos importantes para a extração de conheci-
mento de bases de dados. PhD thesis, USP - São Carlos, São Paulo.

[Liu & Motoda, 1998] Liu, H. & Motoda, H., (1998). Feature Selection for Knowledge
Discovery and Data Mining. USA: Kluwer Academic Publishers.

[Liu & Setiono, 1996] Liu, H. & Setiono, R., (1996). A probabilistic approach to feature
selection - a �lter solution. In Proceedings of the 13th International Conference on
Machine Learning, ICML'96 (319�327).: Morgan Kaufmann Publishers Inc.

[Liu & Yu, 2005] Liu, H. & Yu, L. Toward integrating feature selection algorithms for
classi�cation and clustering. IEEE Transactions on Knowledge and Data Engineering,
17, 491�502, (2005).

[Loughrey & Cunningham, 2005] Loughrey, J. & Cunningham, P., (2005). Over�tting
in wrapper-based feature subset selection: The harder you try the worse it gets. In
M. Bramer, F. Coenen, & T. Allen (Eds.), Research and Development in Intelligent
Systems XXI (33�43). Springer London.

[Molina et al., 2002] Molina, L., Belanche, L., & Nebot, A., (2002). Feature selection
algorithms: a survey and experimental evaluation. In Proceedings of IEEE International
Conference on Data Mining, ICDM'02 (306�313).

[Moscato, 2003] Moscato, P., (2003). A gentle introduction to memetic algorithms. In
Handbook of Metaheuristics (105�144).: Kluwer Academic Publishers.



Referências 118

[Moshki et al., 2015] Moshki, M., Kabiri, P., & Mohebalhojeh, A. Scalable feature se-
lection in high-dimensional data based on GRASP. Applied Arti�cial Intelligence, 29,
283�296, (2015).

[Perlich & Provost, 2006] Perlich, C. & Provost, F. Distribution-based aggregation for
relational learning from identi�er attributes. Machine Learning, 62, 65�105, (2006).

[Press et al., 1992] Press, W. H., Teukolsky, S. A., Vetterling, W. T., & Flannery, B. P.,
(1992). Numerical Recipes in C (2Nd Ed.): The Art of Scienti�c Computing. New
York, NY, USA: Cambridge University Press.

[Quinlan, 1993] Quinlan, J. R., (1993). C4.5: programs for machine learning. San Fran-
cisco, CA, USA: Morgan Kaufmann Publishers Inc.

[Resende & Ribeiro, 2014] Resende, M. & Ribeiro, C. GRASP: Greedy Randomized Adap-
tive Search Procedures, (2014), chapter 11, (287�312). Springer, 2nd edition.

[Ribeiro & Resende, 2012] Ribeiro, C. C. & Resende, M. G. Path-relinking intensi�cation
methods for stochastic local search algorithms. Journal of Heuristics, 18, 193�214,
(2012).

[Ruiz et al., 2006] Ruiz, R., Riquelme, J. C., & Aguilar-Ruiz, J. S. Incremental wrapper-
based gene selection from microarray data for cancer classi�cation. Pattern Recognition,
39, 2383�2392, (2006).

[Ruiz et al., 2008] Ruiz, R., Riquelme, J. C., & Aguilar-Ruiz, J. S. Best agglomerative
ranked subset for feature selection. Journal of Machine Learning Research, (4), 148�
162, (2008).

[Russell & Norvig, 2003] Russell, S. J. & Norvig, P., (2003). Arti�cial Intelligence: A
Modern Approach. Pearson Education, 2nd edition.

[Tasca, 2008] Tasca, M., (2008). Uma proposta de medida de relevância de atributos
multivalorados para classi�cação. Master's thesis, UFF - Niterói, Niterói-RJ.

[Tasca et al., 2009] Tasca, M., Plastino, A., & Zadrozny, B. Uma proposta de medida
de relevância de atributos multivalorados para classi�cação. Anais do V Workshop de
Algoritmos e Aplicações em Mineração de Dados realizado em conjunto com o XXIV
Simpósio Brasileiro de Banco de Dados, (2009).

[Tasca et al., 2013] Tasca, M., Zadrozny, B., & Plastino, A. A relevance measure for
multivalued attributes. Journal of Information and Data Management, 4, 421�436,
(2013).

[Tasca et al., 2014] Tasca, M., Zadrozny, B., & Plastino, A., (2014). Relevance measures
for multivalued attributes in multiclass datasets. In A. L. Bazzan & K. Pichara (Eds.),
Advances in Arti�cial Intelligence � IBERAMIA 2014, Lecture Notes in Computer
Science (344�355). Springer International Publishing.

[Wosnica, 2007] Wosnica, A. Relational WEKA. http://cui.unige.ch/woznica/rel_weka/,
(2007).



Referências 119

[Wu & Zhang, 2004] Wu, Y. & Zhang, A., (2004). Feature selection for classifying high-
dimensional numerical data. In Proceedings of IEEE Computer Society Conference on
Computer Vision and Pattern Recognition, volume 2 of CVPR'04 (251�258).

[Xu et al., 2013] Xu, W., Hou, Y., Hung, Y. S., & Zou, Y. A comparative analysis of
spearman's rho and kendall's tau in normal and contaminated normal models. Signal
Processing, 93(1), 261�276, (2013).

[Yang & Honavar, 1998] Yang, J. & Honavar, V. G. Feature subset selection using a
genetic algorithm. IEEE Intelligent Systems, 13, 44�49, (1998).

[Yu & Liu, 2003] Yu, L. & Liu, H., (2003). Feature selection for high-dimensional data: A
fast correlation-based �lter solution. In Proceedings of the 20th International Conference
on Machine Learning (856�863).: AAAI Press.

[Yusta, 2009] Yusta, S. C. Di�erent metaheuristic strategies to solve the feature selection
problem. Pattern Recognition Letters, 30, 525�534, (2009).

[Zar, 2010] Zar, J., (2010). Biostatistical Analysis. Prentice Hall.


