
UNIVERSIDADE FEDERAL FLUMINENSE

RIAN GABRIEL SANTOS PINHEIRO

Relação entre Biclusterização por Edição de Arestas e

Formação de Células de Manufatura

NITERÓI

2016



UNIVERSIDADE FEDERAL FLUMINENSE

RIAN GABRIEL SANTOS PINHEIRO

Relação entre Biclusterização por Edição de

Arestas e Formação de Células de Manufatura

Tese de Doutorado apresentada ao Programa
de Pós-Graduação em Computação da Uni-
versidade Federal Fluminense como requisito
parcial para obtenção do Grau de Doutor em
Computação. Área de concentração: Algo-
ritmos e Otimização.

Orientador:

Luiz Satoru Ochi

Coorientador:

Prof. Fábio Protti

NITERÓI
2016



Relação entre Biclusterização por Edição de Arestas e Formação de Células

de Manufatura

Rian Gabriel Santos Pinheiro

Tese de Doutorado apresentada ao Programa
de Pós-Graduação em Computação da Uni-
versidade Federal Fluminense como requisito
parcial para obtenção do Grau de Doutor em
Computação. Área de concentração: Algo-
ritmos e Otimização.

Aprovada por:

Prof. Luiz Satoru Ochi / IC-UFF (Presidente)

Prof. Prof. Fábio Protti / IC-UFF

Profa. Simone de Lima Martins / IC-UFF

Prof. Yuri Abitbol de Menezes Frota / IC-UFF

Prof. Luidi Gelabert Simonetti / COPPE-UFRJ

Prof. Ruslan Sadykov / INRIA Bordeaux

Niterói, 1 de fevereiro de 2016 .



Ficha Catalográfica elaborada pela Biblioteca da Escola de Engenharia e Instituto de Computação da UFF

P654 Pinheiro, Rian Gabriel Santos 

Relação entre biclusterização por edição de arestas e formação de 

células de manufatura / Rian Gabriel Santos Pinheiro. – Niterói, RJ : 

[s.n.], 2016. 

72 f. 

Tese (Doutorado em Computação) - Universidade Federal 

Fluminense, 2016. 

Orientadores: Luiz Satoru Ochi, Fábio Protti. 

1. Algoritmo. 2. Heurística. 3. Problema de Formação de Células 

de Manufatura. I. Título. 

CDD 005.136 



Agradecimentos

Agradeço inicialmente a Rosane, minha mãe e amiga, pela contribuição educacional,

pelas palavras de incentivo e pelas orientações.

Agradeço à minha família: Ronaldo, Marlene, Diego, Luiza, Camila e Isabella.

A Sandra e Helena, madrinha e tia que sempre estiveram presentes me dando força e

orientação nas minhas escolhas.

Agradeço aos meus orientadores, Prof. Satoru e Prof. Fábio, pela amizade, pelos con-

selhos e por ajudar na minha formação acadêmica.

Ao Prof. Luidi e ao Prof. Anand pelas contribuições neste trabalho.

Aos amigos: Ivan, Paulo, Uérverton e Bruno pelo apoio, principalmente na defesa.

Aos amigos e colegas da UFRPE, em especial Bruno, Jean e Diogo.

Ao Prof. Alejandro e à Profa. Eliana pela inspiração, incentivo e apoio.

Aos amigos de Maceió.

A CAPES pelo apoio financeiro.

Rian Gabriel



Resumo

O Problema de Biclusterização por Edição de Arestas (PBEA) é um pro-
blema NP-difícil em que, dado um grafo bipartido G = (V, U, E) e um inteiro k ≥ 0,
deseja-se adicionar ou remover no máximo k arestas de forma a tornar G uma união dis-
junta de subgrafos bipartidos completos (bicliques). Este trabalho propõe a aplicação do
PBEA na resolução do Problema de Formação de Células de Manufatura (PFCM). Desen-
volvemos um método exato para o PBEA com um novo algoritmo de separação baseado
em programação dinâmica e três novos pré-processamentos para o PBEA derivados de re-
sultados teóricos. Outras contribuições deste trabalho são duas novas abordagens exatas
para o PFCM com base em formulações matemáticas para o PBEA. Ambas as aborda-
gens usam a medida de eficácia de agrupamento como função objetivo. Além disso, duas
heurísticas híbridas GRASP foram propostas para o PBEA e para o PFCM, respecti-
vamente. Experimentos computacionais realizados em instâncias do PFCM encontrados
na literatura mostram que os métodos propostos para o PFMC são capazes de provar a
otimalidade de soluções previamente desconhecidas (no caso dos métodos exatos), além
de encontrar soluções de alta qualidade em um baixo tempo de execução (no caso de
métodos heurísticos).

Palavras-chave: Clusterização. Edição de Arestas. Método Exato



Abstract

This work investigates the Bicluster Graph Editing Problem (BGEP) and how it can
be applied to solve the Manufacturing Cell Formation Problem (MCFP). We develop an
exact method for the BGEP with a new special separation algorithm based on dynamic
programming. We also describe three new preprocessing procedures for the BGEP derived
from theoretical results. Other contributions of this work are two new exact approaches
for the MCFP based on mathematical formulations for the BGEP. Both approaches use
the grouping efficacy measure as the objective function. We also propose two algorithms
based on coupling an exact method to a GRASP heuristic for the BGEP and the MCFP,
respectively. Computational experiments performed on instances of the MCFP found in
the literature show that our methods for the MCFP are able to prove several previously
unknown optima (in the case of exact methods) and find high-quality solutions in practical
runtime (in the case of heuristics methods).

Keywords: Clusterization. Graph Editing. Exact Method.
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Capítulo 1

Introdução

Neste capítulo são descritos os dois problemas estudados neste trabalho: o Problema

de Biclusterização por Edição de Arestas (PBEA) e o Problema de Forma-

ção de Células de Manufatura (PFCM). Primeiramente, descreve-se o PBEA, jun-

tamente com uma revisão bibliográfica e diversas aplicações. A seguir, o PFCM é descrito

e relacionado com o PBEA. Uma variante do PBEA, o k-MINBCP, também é discutida.

Por fim, a estrutura do trabalho é apresentada.

1.1 O Problema de Biclusterização por Edição de Ares-

tas

O PBEA é um problema NP-completo em que, dado um grafo bipartido G = (U, V, E)

e um inteiro k ≥ 0, onde V e U são conjuntos não vazios de vértices e E é um conjunto

de arestas, o objetivo é adicionar ou remover no máximo k arestas de forma a tornar G

uma união disjunta de subgrafos bipartidos completos maximais (bicliques). As arestas

adicionadas têm sempre um extremo em U e o outro em V .

Do ponto de vista prático, pode-se citar várias aplicações do PBEA: análise de dados

biológicos, projetos de redes multicast, mineração de dados e formação de células de ma-

nufatura (proposta neste trabalho). Do ponto de vista teórico, por ser NP-completo [3],

encontrar uma forma viável de resolver o PBEA já corresponde a um desafio. Além disso,

o fato do problema ser pouco explorado na literatura acrescenta uma motivação extra por

haver muito trabalho a ser desenvolvido.

Um problema semelhante ao PBEA é o Cluster Graph Editing Problem, primei-

ramente estudado por Gupta & Palit [41]. Ele consiste em tornar G uma união disjunta

de subgrafos completos (cliques), onde o grafo de entrada G não é necessariamente bipar-

tido [7]. Ambos são casos de problemas de particionamento em grafos. Vários tipos de

algoritmos de particionamento são descritos por Pothen [75] e são aplicados em diversas

áreas da ciência da computação. Já Alpert & Kahng [2] mostram como explorar o espaço

1



1.1. O Problema de Biclusterização por Edição de Arestas 2

de soluções viáveis através de algoritmos gulosos, buscas locais, simulated annealing e

algoritmos evolucionários. No entanto, pouca coisa é apresentada para resolver o PBEA.

O conceito de biclusterização foi introduzido em meados da década de 70 [42], mas o

primeiro uso do termo se deu no contexto da biologia computacional com o trabalho de

Cheng & Church [22]. Desde então, algoritmos têm sido propostos e utilizados neste e em

outros campos de aplicação [1, 9, 31].

Nomes como co-clusterização, clusterização bidimensional, entre outros, são frequente-

mente utilizados na literatura para se referir ao mesmo problema. Em suma, este conceito

denota a existência de submatrizes “significativas” em uma dada matriz, ou seja, um sub-

conjunto de linhas e de colunas que possuem padrões únicos baseados em um certo método

de classificação.

No entanto, existem diversas formulações e contextos para o problema de biclusteriza-

ção. É possível representar a matriz através de um grafo bipartido, considerando as linhas

e colunas como vértices, no qual cada conjunto de vértices (linhas e colunas) pertencem

a partes diferentes da mesma bipartição.

Em um grafo bipartido sem pesos, um bicluster ideal é um subgrafo bipartido completo

(biclique). A presença de bicliques indicaria um alto grau de similaridade entre os dados

agrupados. Em especial, chama-se de grafo bicluster (ou biclusterizado) o grafo bipartido

no qual cada uma de suas componentes conexas forma uma biclique.

Neste trabalho, é focada a versão de otimização do PBEA, definido formalmente em

Amit [3] na sua versão de decisão:

Problema de Biclusterização por Edição de Arestas

INSTÂNCIA: Um grafo bipartido G = (U, V, E) e um inteiro k ≥ 0.

QUESTÃO: É possível realizar no máximo k edições de arestas (remoções e adições entre

U e V ) de forma a tornar G um grafo bicluster?

1 2 3 4

6 7 8

5U

V

(a) Instância.

1 2 3 4

6 7 8

5U

V

(b) Solução.

Figura 1.1: Exemplo do PBEA.

A Figura 1.1 mostra um exemplo de um grafo onde uma adição, aresta (3, 6), e uma

remoção, aresta (3, 8), tornam-o um grafo biclusterizado. Observe que esta não é a solução

ótima, uma vez que bastaria uma edição, remover a aresta (3, 7), para torná-lo um grafo

biclusterizado. Além disso, considera-se um único vértice como uma biclique, representada

na figura pelo vértice 5.
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A demonstração de Amit [3] de que o PBEA (em sua versão de decisão) é um problema

NP-completo é feita a partir de uma redução polinomial do problema 3-Exact 3-Cover;

no mesmo trabalho, propõe-se uma formulação em programação inteira binária e um

algoritmo 11-aproximado para o problema. Já o trabalho de Protti et al. [76] propõe um

algoritmo que usa uma nova estratégia baseada em técnicas de decomposição modular. O

algoritmo resolve o problema em tempo O(4k + n+m), em que k é o número de edições

no grafo, n é o número de vértices e m o número de arestas. Com base no trabalho de

Amit [3], Guo et al. [40] propõem um algoritmo randômico 4-aproximado.

Com relação às meta-heurísticas, Pinheiro et al. [73] e Sousa Filho et al. [85] abordam

o problema através do método GRASP. Sousa Filho et al. [85] comparam seu GRASP com

as heurísticas da literatura e propõem uma regra de redução. Já no trabalho de Pinheiro

et al. [73], o GRASP é comparado com um método exato adicionado ao pré-processamento

descrito neste trabalho. Posteriormente, Pinheiro et al. [72] apresentam a relação entre o

PBEA e o PFCM. Em Pinheiro et al. [71], o algoritmo é estendido para qualquer outro

problema de Programação Linear-Fracionária Inteira.

Outras variações do problema são apresentadas por Amit [3]. Algumas variações

tornam-se polinomiais, como encontrar a biclique com a máxima soma de pesos em seus

vértices. Porém, a maioria continua na classe NP-completo, como:

• encontrar uma biclique cujas partições possuam cardinalidades a e b respectiva-

mente;

• encontrar uma biclique com partes cujas cardinalidades sejam maiores que um dado

inteiro k;

• encontrar uma biclique com mais que k arestas;

• encontrar a biclique com a máxima soma de pesos em suas arestas;

• encontrar k bicliques, considerando apenas adições de arestas, de forma que cada

vértice i em U apareça em apenas um cluster (biclique).

Dentre essas variantes, o k-MINBCP (último item) será abordado na Seção 1.3.

1.1.1 Algumas Aplicações para o PBEA

O PBEA pode ser aplicado para resolver qualquer problema que tenha como objetivo

uma biclusterização com ambas as partes (U e V ) exclusivas. Nesta seção, algumas

aplicações para o problema serão introduzidas; dentre elas, a análise de dados biológicos

— que é a principal e mais estudada aplicação — e o problema de formação de células de

manufatura (aplicação proposta neste trabalho).
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Análise de Dados Biológicos

O conceito de agrupamento de dados em clusters surge em muitos contextos e discipli-

nas diferentes. A modelagem através do PBEA produz boas soluções para um problema

de biologia computacional que consiste em encontrar um bom agrupamento de genes que

satisfaça a um critério de homogeneidade, ou seja, genes dentro de um agrupamento de-

vem ter uma alta semelhança entre si, e a separação entre os agrupamentos deve ser bem

definida [22, 57, 91].

A análise de dados biológicos tem como entrada uma matriz gene (linha) × carac-

terística ou fenótipo (coluna). As características podem ser de indivíduos diferentes ou

até de diferentes condições experimentais do mesmo indivíduo, como por exemplo tecidos

diferentes: um canceroso e um saudável. A linha de um determinado gene é chamada de

padrão de expressão do referido gene. Já a coluna é chamada de perfil de expressão da

condição.

A matriz gene × característica é uma poderosa fonte de informação para obter dados

biológicos. O principal objetivo neste tipo de estudo é obter uma melhor compreensão das

funções dos genes. Para isso, utiliza-se a ideia de que os genes com padrões de expressão

semelhantes tendem a ter uma funcionalidade semelhante. Com isso, é possível identificar

perfis de doenças, decifrar mecanismos de regulação do organismo, realizar genotipagem

(processo laboratorial para definir genótipos), desenvolver drogas etc.

Com a matriz gene × característica cria-se um grafo bipartido onde os genes e as

características serão as partes da bipartição. Isto transforma o problema do agrupamento

de genes no PBEA.

Projeto de Redes Multicast

Uma sessão de multicast é definida como um subconjunto de clientes que requerem

a mesma informação. Cada cliente pode exigir várias sessões multicast. A principal

limitação é que uma rede de telecomunicações não pode controlar muitas sessões multicast

ao mesmo tempo. A solução encontrada é agrupar as sessões em um número limitado de

grupos.

Um exemplo de sessão multicast é TV sobre IP. Neste exemplo, um subconjunto de

clientes pode requerer o mesmo canal ou o mesmo subconjunto de canais, durante um

dado período de tempo. Faure et al. [31] mostram que uma variante do PBEA auxilia

no projeto de uma rede multicast. Neste problema, as partes da bipartição são formadas

pelos conjuntos de clientes e sessões.



1.2. Problema de Formação de Células de Manufatura 5

Mineração de Dados

Dados são normalmente armazenados em uma base de dados (ou uma matriz de dados)

na qual cada registro possui uma coluna de atributos [1]. Em aplicações com centenas ou

milhares de registros, uma alternativa para descobrir novas informações e conhecimento

se dá através da biclusterização.

Imagine itens a serem vendidos em um supermercado. O objetivo é a descoberta de

padrões ocultos. Descobrir compras semelhantes pode ajudar ao supermercado a melhor

dispor seus produtos, identificar padrões de seus clientes, criar regras de associação que

ajudem em promoções etc. Todas essas informações não seriam perceptíveis já que muitos

dos padrões de compra não são aparentes.

Ao dispor de uma matriz compra × item (registro da compra × item comprado),

um algoritmo de biclusterização pode nos dar uma boa visão das relações ocultas nos

dados. Diferentemente do uso de algoritmos de clusterização, em que cada compra é

avaliada usando todos os seus itens, a biclusterização apresenta, neste caso, melhores

resultados que uma clusterização, já que nela nem todos os itens de uma compra podem

estar contribuindo para esse cluster.

Da mesma forma que a aplicação para um supermercado, é possível fazer uma associa-

ção com classificação de documentos, onde se obtém uma matriz documentos × palavras

[9]. A classificação em si ocorre de forma semelhante à aplicação de dados biológicos

descrita anteriormente.

1.2 Problema de Formação de Células de Manufatura

Uma manufatura celular é uma aplicação do conceito de Tecnologia de Grupo. Ela

se propõe a identificar e agrupar partes similares com o objetivo de otimizar o processo

de manufatura. Seu conceito foi proposto originalmente por Flanders [33] em 1924, e

difundido por Mitrofanov [64] em 1966.

Em 1971, Burbidge [13] propôs uma das primeiras técnicas para a criação de um

sistema de manufatura celular, a análise de fluxo de produção. A partir deste trabalho, o

modelo de manufatura foi utilizado como uma estratégia eficiente com grandes vantagens

de utilização. As principais vantagens de uma indústria adotar a formação de células de

manufatura são: redução do tempo necessário para preparar a máquina para a produção;

redução do tempo de fabricação; redução nos custos de transporte das matérias-primas;

simplificação do fluxo de produção; e melhoria na qualidade dos produtos.

Pode-se representar um sistema de manufatura por uma matriz binária parte × má-

quina em que seus elementos possuem valor 1 se a parte é fabricada pela máquina, e 0

caso contrário. O objetivo do PFCM é formar células nas quais são agrupadas máquinas

dedicadas à produção de uma família de partes. E assim, obter células com um alto
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nível de similaridade entre as partes e as máquinas utilizadas em sua fabricação. Como

consequência disso, obtém-se uma redução no número de deslocamentos de partes entre

células e um melhor aproveitamento das máquinas na célula.

Para se obter essas células, fazem-se permutações entre as linhas e colunas da matriz

a fim de formar submatrizes de 1’s na diagonal principal e submatrizes de 0’s fora. A

Figura 1.2 mostra um exemplo de uma célula de manufatura à esquerda e a clusterização

formada pelas permutações à direita.

M1 M2 M3 M4 M5

P1 0 1 1 0 1
P2 1 0 0 1 0
P3 0 1 1 0 0
P4 1 0 0 1 0
P5 1 0 0 0 1
P6 1 0 1 1 0
P7 0 0 1 0 1

⇒

M2 M3 M5 M1 M4

P1 1 1 1 0 0
P3 1 1 0 0 0
P7 0 1 1 0 0

P2 0 0 0 1 1
P4 0 0 0 1 1
P5 0 0 1 1 0
P6 0 1 0 1 1

Figura 1.2: Exemplo de uma resolução do PFCM.

1.2.1 Literatura do PFCM

O PFCM é um problema que tem sido muito explorado, principalmente nas últimas

três décadas. Além da forma em que foi apresentado, o PFCM pode ser generalizado

e acrescido de outros fatores que o tornam mais realista. Por exemplo, acrescentar ao

modelo novas restrições, como: operações que são requisitadas, tempo de preparo e pro-

cessamento de cada operação. Em 1998, Selim et al. [83] fizeram uma revisão da literatura

tendo como foco principal o problema generalizado. Posteriormente, em 2010, Papaioan-

nou & Wilson [69] atualizaram a revisão de literatura. Nestes trabalhos, são apresentadas

as principais técnicas empregadas ao longo dos anos, dentre elas:

• algoritmos descritivos;

• técnicas de clusterização;

• técnicas de particionamento em grafos;

• técnicas de inteligência artificial, tais como:

– lógica fuzzy

– redes neurais

– simulated annealing
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• metaheurísticas, tais como:

– algoritmos evolucionários

– colônia de formigas

– busca tabu.

Com relação à variante estudada neste trabalho e apresentada anteriormente, os pri-

meiros algoritmos nessa linha foram o ZODIAC e o GRAPHICS [19, 86]. Com relação

a meta-heurísticas, o principal trabalho foi publicado em 2004 por Goncalves & Resende

[37]. Nele, apresenta-se uma técnica que combina algoritmo genético com uma heurística

de busca local. Alguns de seus resultados ainda são os melhores, juntamente com os

trabalhos de Wu et al. [95], de Pailla et al. [68] e de Martins et al. [59].

No que diz respeito às formulações matemáticas do problema, com exceção de ape-

nas uma, todas as formulações encontradas são não lineares. A única formulação linear

encontrada na literatura é a de Boctor [10]; porém, ela possui uma função objetivo não

linear que foi linearizada. Além disso, ela considera apenas os 1’s fora das células. Por

esses motivos, este trabalho não será comparado com o método proposto. Na Seção 1.2.3,

encontra-se uma discussão mais aprofundada sobre as funções objetivo.

Vale ressaltar que, no desenvolvimento desta tese, não foi encontrado nenhum trabalho

que resolvesse de forma exata as instâncias da literatura. Apenas no período final de

desenvolvimento deste trabalho, Bychkov et al. [14], independentemente, resolveram 14

das 35 instâncias da literatura utilizando uma formulação diferente.

1.2.2 Tamanho da Célula

Alguns trabalhos definem um valor máximo para o tamanho da célula. Sua finalidade

é manter as operações sob controle ou, no pior caso, limitar o espaço disponível. A

grande maioria dos trabalhos proíbe toda célula de possuir menos que duas partes ou duas

máquinas; a esta célula dá-se o nome de singleton. No entanto, não existe um consenso

com relação ao tamanho das células. ZODIAC e GRAPHICS, por exemplo, proíbem

singletons, assim como Goncalves & Resende [37]. Outros trabalhos não consideram

nenhuma limitação de tamanho mínimo, permitindo até a existência de células vazias,

como é o caso do trabalho de Pailla et al. [68]. Há autores que ficam no meio termo,

como por exemplo James et al. [44], que permitem singletons e proíbem células vazias. O

principal problema dessa divergência é que muitos trabalhos não comentam qual modelo

estão utilizando e até mesmo comparam com trabalhos que utilizam modelos diferentes.
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1.2.3 Funções Objetivo do PFCM

No decorrer dos anos, diferentes formas de avaliar uma solução do problema foram

propostas, todas sempre se baseando nas seguintes definições:

• N1 é o número total de 1’s na matriz, ou seja, o número de relações parte–máquina;

• Nout
1 é o número total de 1’s fora dos biclusters, ou seja, o número de partes que são

utilizadas em máquinas de biclusters diferentes;

• N in
0 é o número total de 0’s dentro dos biclusters, ou seja, o número de máquinas

subutilizadas no bicluster.

No primeiros trabalhos sobre o tema, como a formulação de Boctor [10], apenas Nout
1

era utilizado. Isto ocorre até o trabalho de Chandrasekharan & Rajagopalan [17], no qual

os autores argumentam que, além de minimizar Nout
1 , também era preciso minimizar N in

0 .

Muitas medidas de qualidade de solução foram propostas no decorrer dos anos. O

trabalho de Sarker & Khan [80] faz uma avaliação destas métricas. Dentre as principais

métricas encontradas na literatura destacam-se: Eficiência de Agrupamento [18]; Eficácia

de Agrupamento [49]; Índice de Capacidade de Agrupamento [43]; e Medida de Agrupa-

mento [63].

A abordagem utilizada nos trabalhos atuais é a Eficácia de Agrupamento µ, proposta

por Kumar & Chandrasekharan [49]. Pode-se defini-la como:

µ =
N1 −Nout

1

N1 +N in
0

. (1.1)

Observe que o objetivo é maximizar a eficácia; assim, quanto mais próximo de 1 for este

índice, melhor será o agrupamento. Com isso, formalizando, pode-se definir o PFCM da

seguinte maneira:

Problema de Formação de Células de Manufatura

INSTÂNCIA: Uma matriz binária M e um inteiro 0 ≤ µ′ ≤ 1.

QUESTÃO: É possível realizar permutações entre as linhas e colunas de M , respeitando

as restrições de tamanho, a fim de formar submatrizes em que a eficácia de agrupamento

seja maior ou igual que µ′?

1.3 k-Clustering Minimum Biclique Completion Pro-

blem

Outro problema que foi estudado nesta tese é o k-Clustering Minimum Biclique Com-

pletion Problem (k-MINBCP) que consiste em encontrar k clusters no qual cada vértice i

em U aparece em apenas um cluster. Já um vértice j em V aparece nos clusters em que
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ao menos um de seus vizinhos aparece. A função objetivo minimiza o número de arestas

adicionadas à solução.

1

2

3

6

7

8

5

4

9

(a) Instância com k = 2

9

(b) Clusterização

9

(c) Solução

Figura 1.3: Gualandi et al. [39]

Na Figura 1.3a, o grafo bipartido G = (U, V, E) com U = {1, . . . , 4}, V = {5, . . . , 9}

e k = 2 é a instância do problema. Para se obter uma solução primeiramente deve-se

obter uma clusterização em U . A Figura 1.3b mostra uma clusterização formada por

U1 = {1, 2} e U2 = {3, 4}. As arestas azuis são induzidas por U1 enquanto que as

vermelhas são induzidas por U2. Note que o vértice 9 pertence aos dois clusters, uma

vez que o particionamento é apenas em U . Por fim, para formar o grafo bicluster deve-se

adicionar as arestas faltantes, no caso as arestas: (1, 9), (2, 5), (2, 7) e (3, 9). Como mostra

a Figura 1.3c. Como foram adicionadas quatro arestas, o custo total da solução é igual a

quatro.

Este problema foi introduzido em Faure et al. [31] como Multicast Cover Problem.

Neste trabalho o problema foi resolvido por Programação Linear Inteira. Ele consiste em

uma variante do BEGP adaptada para um projeto de uma rede multicast. Posteriormente,

Gualandi et al. [39] propuseram um algoritmo Branch-and-Price para o problema.

1.4 Contribuições da Tese

A principal contribuição da tese é, sem dúvida, a relação entre o PBEA e o PFCM. A

partir desta relação são propostos:

• algoritmo Branch-and-Cut (B&C) para o PBEA com:

– algoritmo de separação;

– pré-processamentos;
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• três algoritmos exatos para o PFCM;

• nova formulação linear-fracionária para o PFCM;

• formulação linear para o PFCM;

• algoritmo heurístico híbrido (matheuristic) para o PBEA;

• algoritmo heurístico híbrido (matheuristic) para o PFCM;

• algoritmo heurístico para uma variante do PBEA.

1.5 Estrutura do Trabalho

A continuação deste trabalho está organizada da seguinte maneira:

• Capítulo 2: apresenta os fundamentos dos métodos exatos e heurísticos;

• Capítulo 3: apresenta métodos exatos para o PBEA e para o PFCM (estes últimos

baseados na relação entre o PBEA e o PFCM);

• Capítulo 4: contém a proposta de um algoritmo híbrido para a resolução do PBEA

e do PFCM;

• Capítulo 5: contém a proposta de um pré-processamento para a resolução do PBEA;

• Capítulo 6: exibe e discute os resultados computacionais;

• Capítulo 7: apresenta conclusões e trabalhos futuros.



Capítulo 2

Fundamentos

Este capítulo apresenta um resumo dos conceitos necessários para um melhor entendi-

mento deste trabalho. O capítulo está organizado da seguinte forma: a Seção 2.1 apresenta

conceitos importantes sobre programação matemática, juntamente com os conceitos fun-

damentais sobre otimização que posteriormente serão adotados nos métodos propostos.

A seguir, a Seção 2.2 introduz os conceitos sobre algoritmos heurísticos.

2.1 Programação Matemática

Muitos problemas práticos e teóricos em ciência da computação, engenharia, pesquisa

operacional e diversas outras áreas podem ser formuladas como um problema de pro-

gramação matemática ou, simplesmente, um problema de otimização. Para resolver um

desses problemas, deve-se maximizar ou minimizar uma determinada função com uma ou

várias variáveis, de forma que todas as restrições se satisfaçam; estas, por sua vez, são

modeladas sob a forma de equações ou desigualdades. Rao [77] define otimização como o

ato de encontrar a melhor solução nas circunstâncias dadas.

2.1.1 Problema de Otimização

Um Problema de Otimização pode ser descrito da seguinte forma:

max f(x)

s. a gi(x) ≤ 0, i = 1, . . . , m.

em que f : Rn → R e gi : R
n → R (i = 1, . . . , m). Note que, neste caso, todas as funções

são contínuas. Uma solução é dita viável se ela satisfaz a todas as restrições, ou seja,

todas as inequações gi(x) ≥ 0 são válidas. A função objetivo f associa para toda solução

um número real que indica o valor ou a qualidade da solução.

11
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Definição 1 (Ótimo global). Considere que S é o conjunto das soluções viáveis. Uma

solução s∗ ∈ S é um ótimo global se não há nenhuma outra solução que possua melhor

valor (maior ou menor) da função objetivo; em outras palavras, considerando um problema

de maximização, tem-se que ∀s ∈ S, f(s∗) ≥ f(s).

Definição 2 (Ótimo local [90]). Seja N : S → 2S uma função de vizinhança que mapeia

cada solução s ∈ S em um conjunto de soluções N(s) ⊂ S. Uma solução s′ ∈ S é um

ótimo local (ou uma solução sub-ótima) se não há nenhuma outra solução de melhor

qualidade em sua vizinhança. Por exemplo, considerando um problema de maximização,

tem-se que ∀s ∈ N(s′), f(s′) ≥ f(s). Em particular, a vizinhança de uma solução s em

um espaço contínuo é uma bola com centro s e raio igual a ǫ, sendo ǫ ≥ 0.

Note que todo ótimo global é também um ótimo local e que o inverso pode ser falso.

Da mesma forma, mais de um ótimo global pode existir. Com isso, pode-se dizer que o

principal objetivo em um problema de otimização é achar um ótimo global. A Figura 2.1

ilustra uma função contínua f e seus ótimos locais e global.

x

y

f(x)

Máximos locais Máximo global

Figura 2.1: Máximos locais e o máximo global.

Diferentes modelos de Programação Matemática podem ser usados para modelar e

resolver diferentes problemas de otimização. Basicamente, eles podem ser divididos em

Linear e Não Linear; ou em modelos de Programação Contínua, Mista e Inteira. Nesta

tese serão abordadas técnicas de Programação Linear Inteira e Programação Linear-

Fracionária Inteira para a resolução do PBEA e do PFCM, respectivamente.
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2.1.2 Problema de Programação Linear

Um Problema de Programação Linear (PPL) pode ser definido sob a seguinte forma:

max

n
∑

i=0

cixi (2.1)

s. a
n

∑

i=0

aijxi ≤ bj j = 1, 2, . . . , m (2.2)

xi ≥ 0 (2.3)

em que ci , aij e bj são dados (números reais) e xj representam as variáveis de decisão. A

função linear a ser maximizada (2.1) é denominada função objetivo. Já as restrições (2.2)

determinam o domínio do problema. Por fim, as restrições (2.3) são conhecidas como

restrições de não negatividade ou triviais.

A Programação Linear (PL) é, sem dúvida, uma das mais difundidas. Os estudos

iniciam-se por volta de 1824, quando Fourier utilizou a ideia de PL para solucionar siste-

mas de desigualdades lineares. No entanto, o primeiro algoritmo para a resolução de um

problema de PL foi proposto por Dantzig [27] em 1947. Tal algoritmo foi denominado mé-

todo simplex. Apesar de ter bons resultados práticos no caso médio, o algoritmo simplex

possui complexidade exponencial no pior caso. Em 1978, Khachiyan propôs o método dos

elipsóides, e mostrou que seu algoritmo possui complexidade polinomial. Outro algoritmo

polinomial é o método de pontos interiores proposto por Karmarkar [45] em 1984.

2.1.3 Problema de Programação Linear Inteira

Um problema de Programação Inteira (PI) pode ser representado da seguinte

forma genérica:

max cTx (2.4)

s. a Ax ≤ b (2.5)

x ∈ Z
n. (2.6)

em que x é um vetor de variáveis de decisão. O objetivo é maximizar a função cTx,

enquanto que as variáveis devem atender ao conjunto de restrições lineares (2.5). A

dificuldade em resolver um problema de PI da forma (2.4) – (2.6) encontra-se nas restrições

de integralidade (2.6), que tornam o problema NP-difícil [46].

Uma tentativa de resolver o problema acima é omitir a restrição de integralidade (2.6);

dessa forma obtém-se o problema relaxado. A solução relaxada pode ser obtida em tempo

polinomial através de PL. Essa solução pode ser fracionária ou inteira, mas, de qualquer

forma, a PL fornece um limite dual (ou limite superior) para o problema de maximização
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da PI. No caso de a solução ser inteira, observe que o problema de PI também foi resolvido.

O fato de que pode-se resolver um problema de PL em tempo polinomial, e que sua

resolução sempre fornece um limite dual, possibilita a utilização da PL em algoritmos

de enumeração, como o Branch-and-Bound (B&B) e suas variantes. Para se resolver

um problema de PL utiliza-se, normalmente, o algoritmo Simplex de Dantzig [26], que é

exponencial no pior caso. Entretanto, ele apresenta no caso médio resultados melhores

que os demais algoritmos.

2.1.3.1 Branch-and-Bound

O Branch-and-Bound (B&B) é um método exato utilizado para resolver problemas de

programação inteira [93]. O primeiro algoritmo B&B para PI foi proposto por Land &

Doig [54] em 1960. Três anos depois, Little et al. [55] apresentaram uma aplicação com-

putacional bem-sucedida do B&B para o Problema do Caixeiro-Viajante (PCV).

Eles foram os primeiros a chamar o método de B&B [4].

Neste método, o problema é dividido em subproblemas com domínios disjuntos. Cada

um deles é representado por um nó em uma estrutura de árvore. A cada iteração, são

calculados limites primal e dual em um nó da árvore e é executada a ramificação do

problema em dois novos subproblemas. Esses limites são utilizados para eliminar gran-

des subconjuntos de candidatos infrutíferos. Eles podem ser obtidos, por exemplo, pela

solução relaxada e por uma solução heurística, respectivamente.

O método começa resolvendo a relaxação de uma determinada instância do problema,

por exemplo:

max cTx s. a x ∈ S, (2.7)

na qual S é um conjunto de restrições que podem ser representadas por Ax ≤ b. Com

a relaxação resolvida, encontra-se a solução x∗. Se x∗ for uma solução inteira então o

problema está resolvido. Caso contrário, o algoritmo escolhe uma variável x∗
j com valor

fracionário. Como o valor de x∗
j é fracionário, faz-se:

β ′ = ⌊x∗
j⌋ e β ′′ = ⌈x∗

j⌉. (2.8)

Com isso, o algoritmo faz a ramificação e o problema original (2.7) se transforma em

dois subproblemas:

max cTx s. a x ∈ S e x∗
j ≤ β ′ (2.9)
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e

max cTx s. a x ∈ S e x∗
j ≥ β ′′. (2.10)

Isso se repete para cada nó da árvore, e dessa forma, a cada etapa do B&B, novos nós são

criados. A Figura 2.2 mostra o problema inicial (2.7) como a raiz da árvore. Em seguida,

a mesma foi dividida em dois subproblemas (2.9) e (2.10).

S

x∗
1 ≤ β ′

1 x∗
1 ≥ β ′

1

x∗
1x ≤ β ′

1

x∗
2x ≤ β ′

2

x∗
1 ≤ β ′

1

x∗
2 ≥ β ′′

2

x∗
1 ≤ β ′

1

x∗
2 ≥ β ′′

2

x∗
3 ≤ β ′

3

x∗
1 ≤ β ′

1

x∗
2 ≥ β ′′

2

x∗
3 ≥ β ′′

3

Figura 2.2: Árvore do Branch-and-Bound [4].

Se o algoritmo continuasse dessa forma, obteria apenas uma simples enumeração. O

que diferencia o B&B de uma enumeração são as podas. Com as podas elimina-se uma

grande quantidade de soluções sem nem mesmo avaliá-las. As podas podem ser:

• por otimalidade, quando os limites inferior e superior de um ramo são iguais, ou

seja, a solução ótima deste subproblema foi encontrada, não havendo necessidade

de examiná-la;

• por limite, quando o limite superior de um nó é menor (maximização) que o limite

inferior do problema, e conclui-se que o ótimo do problema não se encontra neste

ramo;

• por inviabilidade, quando não existe solução no ramo.

Terminada a poda, o algoritmo faz uma nova iteração, sempre seguindo essa ordem:

escolhe um nó, resolve a relaxação, obtém os limites primais e duais, realiza a poda ou

faz a ramificação e inicia uma nova iteração. Esse processo continua até que todos os nós

sejam avaliados.
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2.1.3.2 Método de Planos de Corte

Um método de planos de corte consiste em uma busca iterativa com o objetivo de

refinar um conjunto viável ou função objetivo por meio de inequações lineares, chamadas

cortes [93]. Em 1954, Dantzig et al. [25] resolveram o “problema das 49 cidades”. Este

problema consiste em resolver o PCV formado pelas 48 capitais dos EUA mais a capital do

país, Washington. Dantzig et al. reduziram o problema para 42 cidades e resolveram-no

usando o primeiro algoritmo de plano de corte.

Gomory [35, 36] obteve grandes resultados com algoritmos de planos de corte fracio-

nários. Outro importante resultado teórico é o trabalho de Chvátal [23], onde propõe-se

o procedimento de Chvátal-Gomory e prova-se que toda inequação válida pode ser encon-

trada aplicando o procedimento proposto um número finito de vezes.

A ideia de um algoritmo de plano de corte consiste em resolver a relaxação e obter

uma solução x∗; se a solução for fracionária, deve-se adicionar novas restrições (cortes) que

tornem a solução fracionária inviável. Para encontrar uma nova restrição, é necessário

conhecer a priori uma família F de inequações válidas para o problema. Conhecendo

F e x∗, o algoritmo responsável por encontrar uma equação violada por x∗ é chamado

de algoritmo de separação. Se o algoritmo de separação encontra uma restrição violada,

deve-se adicioná-la à formulação do problema e resolver novamente a relaxação linear.

Esse ciclo continua até que se encontre uma solução inteira ou o algoritmo de separação

não encontre um novo corte.

Caso o plano de corte termine sem uma solução inteira, a formulação composta pelo

problema original juntamente com todas as restrições adicionadas pelo plano de corte

podem servir de entrada para um algoritmo B&B.

2.1.3.3 Branch-and-Cut

Com o surgimento do B&B e dos métodos de planos de corte, o progresso dos métodos

de resolução de problemas de PI havia ficado limitado, até que, no meio dos anos 80, foi

apresentada uma solução chamada Branch-and-Cut (B&C). Seu nome foi introduzido por

Padberg & Rinaldi [67], apesar de já existirem trabalhos anteriores.

O B&C é uma generalização do B&B. É a união dos conceitos de B&B com planos

de corte. Consiste em um B&B em que, a cada iteração, é executado um algoritmo de

separação. Este algoritmo tem como objetivo encontrar novas restrições (cortes) que são

adicionadas aos subproblemas, deixando assim o problema mais restrito e, consequente-

mente, mais próximo da solução inteira.
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2.1.4 Problema de Programação Fracionária Contínua

Antes de definir os modelos de Programação Fracionária, seguem algumas definições

que auxiliarão em um melhor entendimento.

Definição 3. Dado um conjunto de m pontos x1, x2, . . . , xm ∈ Rn, um ponto z ∈ Rn

é uma combinação convexa dos pontos (x1, . . . , xm) se existe λ ∈ Rm que satisfaça: (i)

λi ≥ 0, i = 1, 2 . . . , m; (ii)
∑m

i=1 λi = 1, onde z =
∑m

i=1 λixi.

Definição 4. Um conjunto S ⊂ Rn é dito convexo se qualquer combinação convexa de

quaisquer dois pontos de S também está em S. Ou seja, se qualquer linha reta que liga

dois pontos de S estiver completamente contida nele.

Lema 1. Uma função f : S → R definida em um conjunto convexo S é quase-convexa

em S se, e somente se, para todo x, y ∈ S e λ ∈ [0, 1] vale

f(λx+ (1− λ)y) ≤ max
{

f(x), f(y)
}

.

Lema 2. Se f : S → R definida em um conjunto convexo S é quase-convexa em S então

qualquer máximo local também é um máximo global.

Sejam S ⊂ Rn e g, h : S → R funções contínuas em que h(x) > 0 para todo x ∈ S.

Um problema de programação fracionária contínua é definido da seguinte forma

max f(x) =
g(x)

h(x)

s. a x ∈ S.

Uma classe importante da Programação Fracionária Contínua é a Programação Fra-

cionária Côncava. Para os problemas pertencentes a esta classe, o conjunto das soluções

viáveis S é convexo e as funções g e h são respectivamente côncava e convexa. Adicional-

mente, g é não negativa ou h é afim [6]. Note que h continua positiva em S.

Um caso específico da Programação Fracionária Concava é a Programação Linear-

Fracionária (PLF). Como o nome sugere, g e h são afins e S é convexo. Formalmente,

um problema de PLF pode ser definido como um problema de otimização no qual a função

objetivo é uma razão de duas funções afins e o espaço de soluções é um poliedro. Neste

caso, a função objetivo é quase-convexa, o que implica que a solução ótima será obtida em

um ponto extremo do poliedro [6]. Este resultado pode ser deduzido utilizando os Lemas

1 e 2.

2.1.4.1 Transformação de Charners-Cooper

Devido à característica mencionada, a PLF tem sido muito estudada na literatura

e muitas soluções foram propostas. Entre elas, destaca-se a transformação de Charnes
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& Cooper [21] que transforma um PLF em um PPL. Neste caso, a solução do PPL

corresponde à transformação inversa da solução do PLF.

Considere o seguinte problema:

max f(x) =
g(x)

h(x)
=

cTx+ α

dTx+ β

s. a Ax ≤ b.

Considerando que S é não vazio, a transformação Charnes-Cooper é dada pela criação de

um novo vetor de variáveis y ∈ Rn, através da expressão

y =
1

dTx+ β
· x,

além da criação da variável t ∈ R, dada por

t =
1

dTx+ β
.

Dessa forma, o problema de PLF original é equivalente ao seguinte problema:

max cTy + αt

s. a Ay ≤ bt

dTy + βt = 1

t ≥ 0.

Com isso, as soluções das variáveis y e t podem ser transformadas na solução do problema

original através de

x =
1

t
y.

Se o problema original exige que as variáveis x sejam inteiras, deve-se, então, adicionar

a condição de que 1
t
y deve ser inteiro. Isto torna difícil a utilização desta transformação

em problemas de Programação Linear-Fracionária Inteira (PLFI).

2.1.4.2 Algoritmo de Dinkelbach

Outra maneira de solucionar um problema de PLF é através do Algoritmo de Dinkel-

bach [29]. Este algoritmo é bem similar ao método de Newton. Sua ideia fundamental

consiste em sucessivas resoluções de subproblemas de PL.

Considere o seguinte problema de PLF: max{ g(x)
h(x)
| x ∈ S}. Para resolvê-lo através do
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algoritmo de Dinkelbach serão criados subproblemas parametrizados

P (qk) : max g(x)− qk h(x)

s. a x ∈ S.

Sejam xk e F (qk), respectivamente, a solução ótima e o valor ótimo do problema parame-

trizado P (qk). O algoritmo de Dinkelbach é definido como segue:

1. escolha x0 ∈ S, defina q1 =
g(x0)
h(x0)

, e faça k = 1;

2. resolva P (qk) e obtenha xk e F (qk);

3. se F (qk) < ε (tolerância), pare e retorne xk como a solução ótima do problema

principal;

caso contrário, defina qk+1 =
g(xk)
h(xk)

, incremente k, substitua qk por qk+1 e vá para o

Passo 2.

O critério de parada do algoritmo se dá pelo valor de F (qk). O Teorema 1 mostra que,

de fato, se F (qk) = 0 então xk é a solução do problema original.

Teorema 1. [97] Seja P um o problema de PLF e sua parametrização P (q). Então,

F (q∗) = 0, com q∗ = g(x∗)
h(x∗)

, se e somente se x∗ é solução ótima de P .

Demonstração.

(⇒) Seja x∗ ∈ S a solução ótima de P (q∗) e F (q∗) = g(x∗) − q∗h(x∗) = 0. Por ser uma

solução ótima tem-se que

g(x)− q∗h(x) ≤ g(x∗)− q∗h(x∗) = 0, ∀x ∈ S.

Com isso, q∗ = g(x∗)
h(x∗)

. Substituindo q∗ na inequação acima obtém-se

g(x)−
g(x∗)

h(x∗)
h(x) ≤ 0 para todo x ∈ S.

Como h(x) > 0 para todo x ∈ S, e dividindo a inequação por h(x), obtém-se

g(x)

h(x)
≤

g(x∗)

h(x∗)
.

Logo, x∗ também é a solução ótima de P : max{ g(x)
h(x)
| x ∈ S}.

(⇐) Sejam x∗ a solução ótima de P : max{ g(x)
h(x)
| x ∈ S} e q∗ = g(x∗)

h(x∗)
o valor ótimo. Então

temos que

q∗ =
g(x∗)

h(x∗)
≥

g(x)

h(x)
para todo x ∈ S.
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Logo,

g(x)

h(x)
−

g(x∗)

h(x∗)
≤ 0.

Como h(x) > 0 e q∗ = g(x∗)
h(x∗)

, dividindo as inequações por h(x) e por h(x∗), e substituindo

q∗ obtém-se que

g(x)− q∗h(x) ≤ 0.

Em outras palavras, 0 é um limite superior para o problema P (q∗). Como

g(x∗)− q∗h(x∗) = 0,

isto implica que x∗ é solução ótima de P (q∗); logo F (q∗) = 0. �

Corolário 1. O Algoritmo de Dinkelbach retorna xk como a solução ótima do problema

de PLF.

O Algoritmo de Dinlkelbach é extremamente popular não apenas por sua simplicidade

mas também por ser aplicável a todos os tipos de programação fracionária convexa —

não apenas a linear. Claramente, nestes casos, a eficiência computacional do algoritmo

irá depender principalmente da eficiência do cálculo de cada subproblema paramétrico.

Com relação à convergência do método, uma análise de convergência pode ser encontrada

no trabalho de Crouzeix & Ferland [24].

2.1.5 Problema de Programação Linear-Fracionária Inteira

Em muitas aplicações, as variáveis de um problema de PLF ficam restritas a

um conjunto discreto. Um problema desta classe é então denominado de problema

de Programação Linear-Fracionária Inteira (PLFI). Exemplos de aplicações de

PLFI são muito comuns principalmente na área de economia; um exemplo disso é encon-

trar a maior razão entre receitas por bens envolvidos.

Da mesma forma, define-se um problema de PLFI de modo que o conjunto de soluções

viáveis é um subconjunto de Zn. Um problema Programação Linear-Fracionária 0–1

(também chamado de Programação Hiperbólica 0–1 [38]) é definido como:

max
g(x)

h(x)

s. a x ∈ Ω ⊆ {0, 1}n.

Dentre os principais problemas dessa classe destacam-se: Corte Fracionário de

Valores, Árvore Geradora de Razão Mínima, Mochila Fracionária, Locali-
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zação Fracionária e Corte Médio Máximo [6]. Da mesma forma que na PI, alguns

problemas de PLFI possuem certas características estruturais que tornam sua resolução

simples.

Em 1979, Megiddo [62] resolve o problema da Árvore Geradora de Razão Mí-

nima em tempo polinomial. Para isso, ele propôs um método que resolve sistematicamente

uma sequência de subproblemas parametrizados. Apesar de semelhante, a abordagem de

Megiddo funciona de forma diferente do Algoritmo de Dinkelbach.

2.1.5.1 Algoritmo de Dinkelbach para a resolução de Problemas de PLFI

Alguns trabalhos mostram que é possível utilizar o Algoritmo de Dinkelbach para

resolver problemas de PLFI. Nestes casos, os subproblemas são problemas de PI e podem

ser resolvidos usando usando técnicas como o B&B, por exemplo.

Ródenas et al. [79] explicam que, se o domínio Ω tem um número finito de pontos,

então o algoritmo irá convergir em um número finito de iterações, uma vez que a função

objetivo decresce estritamente a cada iteração.

Uma análise do Algoritmo de Dinkelbach em Problemas de PLFI pode ser encontrada

no trabalho de Matsui et al. [60]. Os autores mostram que a existência de um algoritmo

polinomial para a PI (com função objetivo linear) torna a PLFI também polinomial.

Mais recentemente, Pochet & Warichet [74] e You et al. [97] resolveram um problema

de agendamento cuja função objetivo é fracionária. Já Bradley & Arntzen [12] utilizam

o algoritmo de Dinkelbach para maximizar a razão entre produção e o valor médio da

capacidade e do inventário empregado em uma indústria.

A convergência do Algoritmo de Dinkelbach na PLFI depende do espaço de soluções

ter um número finito de pontos [38]. O Teorema 2 mostra a convergência do algoritmo.

Como relação à sua otimalidade, note que o Teorema 1 também é válido para os casos em

que as variáveis são inteiras.

Lema 3. Sejam xi e xi+1 dois pontos obtidos pelo algoritmo de Dinkelbach em duas

iterações seguidas. Se f(xi+1) = f(xi) então xi+1 é uma solução ótima.

Prova. Sabe-se que qi+1 = f(xi) =
g(xi)
h(xi)

. Então o problema na iteração i + 1 consiste

em

max g(x)− qi+1h(x) = g(x)−
g(xi)

h(xi)
h(x)

Como a xi+1 = xi tem-se que

g(xi)−
g(xi)

h(xi)
h(xi) = 0.

Logo, pelo Teorema 1, xi é solução ótima. �
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Teorema 2. (Grunspan & Thomas [38]) Seja P um problema de PLFI cujo espaço de

soluções viáveis S contém um número finito de pontos. O algoritmo de Dinkelbach aplicado

a P obtém a solução ótima em um número finito de passos.

Prova. A convergência do algoritmo depende de Ω conter um número finito de pontos

inteiros. Assuma que S possui k pontos inteiros. Por construção o algoritmo gera uma

sequência de pontos (xi) na qual f(xi) ≤ f(xi+1), para todo i. Se o algoritmo encontra

dois pontos tais que f(xj) = f(xj+1), de acordo com o Lema 3 tem-se que zj+1(xj+1) = 0,

e pelo Teorema 1 vem que xj é uma solução ótima para o PLFI. No pior caso, o algoritmo

irá gerar k pontos inteiros f(x1) < f(x2) < · · · < f(xk). Como f(xi) ≤ f(xi+1) para

todo i, e xk é o ultimo ponto, na próxima iteração tem-se que xk+1 = xk, o que implica

f(xk+1) = f(xk) e, consequentemente, zk+1(xk+1) = 0. �

2.2 Meta-heurísticas e Matheuristics

Os algoritmos que não garantem que a solução é exata são chamados de algoritmo

aproximados. Basicamente, tais algoritmos são divididos em: algoritmos de aproximação

e heurísticas. Os algoritmos de aproximação oferecem garantias com relação à qualidade

das soluções encontradas. Para isso, eles são, geralmente, desenvolvidos especificamente

para o problema tratado. No entanto, na maioria das vezes, a qualidade das aproximações

fica distante da qualidade das soluções ótimas [90].

Já as heurísticas não oferecem nenhuma garantia com relação à qualidade das solu-

ções. Geralmente, as heurísticas se dividem em heurísticas específicas e meta-heurísticas.

Como o nome diz, a primeira classe é desenvolvida especialmente para o problema abor-

dado. Já as meta-heurísticas podem ser vistas como frameworks utilizados na resolução

de problemas específicos. Diferentemente das heurísticas específicas, as meta-heurísticas

são aplicadas a problemas gerais e provêm de mecanismos de escape de ótimos locais (não

globais). Dentre as meta-heurísticas mais utilizadas destacam-se: algoritmos genéticos,

programação genética, simulated annealing, colônia de formigas, VNS, ILS, GRASP e

busca tabu. Cada método tem sua peculiaridade e uma forma diferente de escape de

ótimos locais. Para mais detalhes, veja os trabalhos de Talbi [90] e Gendreau & Potvin

[34].

O termo matheuristics descreve a integração entre a programação matemática e as

meta-heurísticas. No caso desta tese, técnicas de programação matemática serão in-

corporadas à meta-heurística proposta. Mais detalhes sobre matheuristics podem ser

encontrados no trabalho de Maniezzo et al. [58].



Capítulo 3

Métodos Exatos

Nesta capítulo serão abordados métodos exatos tanto para o PBEA quanto para o

PFCM. Primeiramente, é apresentado um algoritmo Branch-and-Cut para o PBEA jun-

tamente com um algoritmo de separação. Em seguida, é apresentado um método exato

iterativo para o PFCM que utiliza o PBEA como base e um novo modelo linear para o

problema. Por fim, é apresentada uma generalização do método iterativo para uma classe

de problemas linear-fracionários.

3.1 Método Exato para o BGEP

Nesta seção é proposto um algoritmo de Branch-and-Cut para o PBEA. A formula-

ção matemática utilizada foi proposta por Amit [3], e a ideia fundamental se baseia no

fato do grafo P4 (um caminho com quatro vértices, apresentado na Figura 3.1) ser um

subgrafo proibido para uma solução do PBEA. Em outras palavras, um grafo bipartido

G é biclusterizado se e somente se G não contem P4 como um subgrafo induzido. Para

fundamentar a ideia, será provado o seguinte Teorema 3.

i

k

l

j

Figura 3.1: Grafo P4.

Teorema 3. Um grafo bipartido G = (U, V, E) é um grafo bicluster se, e somente se, não

conter subgrafos induzidos P4 como subgrafos proibidos.

Prova. (⇒) Um grafo biclusterizado G não pode conter um P4 = (v1, v2, v3, v4), pois o

fato dos 4 vértices pertencerem à mesma componente conexa juntamente com o fato de

não existir aresta entre v1 e v4 contradiz o fato de G ser um grafo biclusterizado.

23
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(⇐) Assuma que G é bipartido e não contém P4 induzido. Para cada componente

conexa B, se |U ∩ B| < 2 ou |V ∩ B| < 2, é fácil ver que B é uma biclique. Para os

casos em que |U ∩ B| ≥ 2 e |V ∩ B| ≥ 2, assuma que não existe uma aresta em B entre

os vértices v1 e vk pertencentes a partes diferentes, onde assume-se que a distância entre

eles é k− 1. Como eles pertencem à mesma componente conexa então existe um caminho

mínimo Pk = (v1, . . . , vk) com k ≥ 4. Absurdo, pois P4 é um subgrafo induzido de Pk e G

não contém P4 induzido por hipótese, isto é, existe aresta entre qualquer par de vértices

de partes diferentes em B (B é uma biclique). �

O modelo matemático para o PBEA é descrito em Amit [3] e sua formulação é a

seguinte:

min
∑

+(ij)

(1− yij) +
∑

−(ij)

yij (3.1)

s. a yil + ykj + ykl ≤ 2 + yij ∀ i 6= k ∈ U e j 6= l ∈ V (3.2)

yij ∈ {0, 1} ∀ i ∈ U e j ∈ V (3.3)

em que: (a) yij são variáveis binárias em que yij = 1 se e somente se a solução contém a

aresta ij; (b) +(ij) = {ij | ij ∈ E} é o conjunto de arestas; (c) −(ij) = {ij | ij /∈ E}

é o conjunto de não-arestas. A função objetivo (3.1) conta quantas edições de arestas

foram feitas. No caso, as duas somas representam o número de remoções e adições,

respectivamente. As restrições (3.2) eliminam os subgrafos induzidos isomórficos a P4.

Por fim, as restrições (3.3) definem o domínio das variáveis.

3.1.1 Branch-and-Cut

O algoritmo de Branch-and-Cut combina a ideia do algoritmo de Branch-and-Bound

com o algoritmo de planos de corte. No caso, o algoritmo de planos de corte é aplicado a

cada nó da árvore de Branch-and-Bound [93].

Note que o número de restrições (3.2) na formulação é |U |2|V |2. Testes preliminares

mostraram que não é aconselhável considerar todas essas restrições. O uso de todas as

restrições é computacionalmente caro para os métodos exatos, especialmente em instâncias

grandes. Dessa forma, a solução proposta consiste em começar o algoritmo sem estas

restrições e adicioná-las à medida que elas forem violadas. Para isso, foi proposto um

algoritmo de separação na Seção 3.1.2.

No trabalho de Pinheiro et al. [72], a eficiência deste algoritmo foi demostrada através

da comparação com o algoritmo utilizado pelo solver de Programação Linear Inteira, no

caso o CPLEX , em que todas as restrições são adicionadas no decorrer do algoritmo de
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Branch-and-Cut. Dessa forma, o próprio software fica responsável pelo gerenciamento das

restrições.

3.1.2 Algoritmo de Separação

Nesta seção, é proposto um algoritmo de separação para o PBEA. Seu objetivo é

encontrar a restrição mais violada para cada par de vértices (i, j), i ∈ V e j ∈ U , e

adicioná-la ao modelo. A ideia consiste em utilizar um grafo bipartido completo auxiliar

G′(U, V, E), em que cada aresta ij possui um peso não-negativo definido pelo valor y∗ij
obtido pela relaxação linear. Note que algumas arestas poderão ter peso nulo.

Após a construção de G′, o Algoritmo 3.1 utiliza programação dinâmica para encontrar

as restrições. Para isso, o custo máximo de um caminho entre i e j com s − 1 vértices

internos, representado por dsij , é calculado. Os valores d1ij são inicializados com o valor

da relaxação linear y∗ij . A relação de recorrência da programação dinâmica é apresentada

abaixo:

dsij =







max
l
{ds−1

il + d1lj}, para 1 < s ≤ 3;

y∗ij, se s = 1.
(3.4)

Observe o código do Algoritmo 3.1. Na linha 2 do algoritmo, d1ij é inicializado com

o valor da relaxação linear y∗ij. Na linha 3, para cada par de vértices (i, j), o custo

máximo entre eles considerando caminhos com um único vértice é calculado (d2ik
′). Além

disso, o vértice interno deste caminho é guardado na variável l′ik. De forma similar à

linha 3, a linha 4 calcula o segundo custo máximo. A linha 5 verifica, para todo vértice

i, k ∈ U (i 6= k) e j ∈ V , se j pertence ao caminho de custo máximo. Caso pertença, o

algoritmo escolhe o segundo maior caminho. Neste caso, d2ikj representa o custo máximo

entre i e k utilizando um caminho que evita o vértice j, e lik representa o vértice interno

correspondente. A linha 6 calcula o custo máximo entre i e j utilizando dois vértices

internos, e guarda o valor em d3ij, que representa o “P4 de custo máximo”, e a variável kij
guarda o vértice interno k. Finalmente, na linha 7, para cada par de vértices (i, j), se a

restrição correspondente for violada (d3ij − d1ij > 2) então o corte yil + ykj + ykl ≤ 2 + yij

para k = kij e l = likij é adicionado ao modelo.

Note que a complexidade computacional da programação dinâmica é O(|U |2|V |).

A Figura 3.2 ilustra um exemplo, envolvendo 5 vértices, da execução da programação

dinâmica para a obtenção do corte mais violado para os vértices dados. No exemplo, é

considerado o par (1, 5).

Primeiramente, todos os valores d1ij são inicializados. Note que a entrada pode ter

valores fracionários ou inteiros. Por simplicidade, o exemplo considerado possui apenas

valores inteiros. No próximo passo, cada valor de d2ikj — caminho de i até k com apenas
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Algoritmo 3.1 Algoritmo de Separação

Entrada: relaxação y∗

Saida: o conjunto de corte violados da forma yil + ykj + ykl ≤ 2 + yij

1: função Separação(relaxação y∗)

2: ∀i ∈ U e j ∈ V d1ij = y∗ij

3: ∀i, k ∈ U (i 6= k) d2ik
′ = max

l∈V
{d1il + d1lk} l′ik = argmax

l∈V
{d1il + d1lk}

4: ∀i, k ∈ U (i 6= k) d2ik
′′ = max

l∈V \{l′
ik
}
{d1il + d1lk} l′′ik = argmax

l∈V \{l′
ik
}

{d1il + d1lk}

5: ∀i, k ∈ U (i 6= k) e j ∈ V d2ikj =

{

d2ik
′, se j 6= l′ik

d2ik
′′, se j = l′ik

lik =

{

l′ik, se j 6= l′ik
l′′ik, se j = l′ik

6: ∀i ∈ U e j ∈ V d3ij = max
k∈U\{i}

{d2ikj + d1kj} kij = argmax
k∈U\{i}

{d2ikj + d1kj}

7: ∀i ∈ U e j ∈ V se d3ij − d1ij > 2 adicione o corte yil + ykj + ykl ≤ 2 + yij
( para k = kij e l = likij)

8: fim função
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1

2

3

4

5

1
0
1
1
0
1

P2 P3 P4 d315 − d115
d114 = 1
d115 = 0 d2125 = 2 (1, 4, 2, 5) : d2

125
+ d1

25
= 3 3− 0 = 3

d124 = 1
d125 = 1 d2135 = 1 (1, 4, 3, 5) : d2135 + d135 = 2
d134 = 0
d135 = 1

Figura 3.2: Exemplo da Programação Dinâmica para o par (1, 5).

um vértice interno — é determinado utilizando a informação obtida no passo anterior. No

exemplo, há apenas dois caminhos começando pelo vértice 1, que são (1, 4, 2) e (1, 4, 3).

Note que o vértice 5 deve ser evitado como um vértice interno, uma vez que ele é o destino.

No cálculo do P4 de custo máximo é utilizado o P3 associado. No exemplo, o P4 de custo

máximo é (1, 4, 2, 5) — destacado na Figura 3.2. Por fim, verifica-se se a restrição obtida

está violada. No exemplo d315−d
1
15 = 3 > 2; dessa forma, a restrição y14+y25+y24 ≤ 2+y15

está violada e ela é adicionada ao modelo.

Em resumo, o algoritmo de separação associado às restrições (3.2) pode ser visto como

um problema de encontrar um 3-caminho (caminho com exatamente três arestas) de custo

máximo em um grafo bipartido, o qual pode ser resolvido em tempo polinomial através

de um algoritmo de programação dinâmica — para mais detalhes veja Bellman [8].

3.2 Métodos Exatos para o PFCM

Dada uma entrada do PFCM, pode-se definir um grafo de entrada G para o PBEA

considerando U como o conjunto dos produtos, V como o conjunto de máquinas, e E como

o conjunto de arestas tal que ij é uma aresta de G se e somente se a posição (i, j) da

matriz de entrada do PFCM vale 1. Da mesma forma, uma entrada do PBEA com entrada

G pode ser transformada em uma matriz de entrada máquinas–produtos do PFCM.

Os dois problemas, de fato, são bastante similares; no entanto, o fato de que biclus-

ters não possuem limitação de tamanho faz com que uma nova variante do PBEA seja

definida, o Problema de Biclusterização por Edição de Arestas com Single-

ton (PBEAS). Define-se o PBEAS como uma variante com restrições de tamanho para

o PBEA, onde cada bicluster de G deve possuir ao menos sr vértices em U e sc vértices

em V . Na transformação do PBEAS para o PFCM, sr é o tamanho mínimo de linhas nas

células, e sc é o tamanho mínimo de colunas nas células.
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Dessa forma, é proposta a seguinte formulação para o PBEAS:

min
∑

+(ij)

(1− yij) +
∑

−(ij)

yij (3.5)

s. a yil + ykj + ykl ≤ 2 + yij ∀i, k ∈ U e j, l ∈ V (3.6)
∑

j∈V

yij ≥ sc ∀i ∈ U (3.7)

∑

i∈U

yij ≥ sr ∀j ∈ V (3.8)

yij ∈ {0, 1} ∀i ∈ U e j ∈ V. (3.9)

O Lema 4 faz a transformação entre o PBEAS e o PFCM.

Lema 4. Há uma transformação bijetiva entre o conjunto de soluções viáveis do PBEAS

e o conjunto soluções viáveis do PFCM, de forma que, em cada par de soluções viáveis os

tamanhos dos biclusters e células são preservados.

Demonstração. Considere uma instância do PBEAS, ou seja, uma grafo bipartido G com

as partes U e V . A matriz produto–máquina M correspondente do PFCM é mostrada

nas Figuras 3.3a e 3.3c. Sejam B e C os conjuntos de soluções viáveis do PBEAS e do

PFCM, respectivamente, associados a G e M .

Seja f : B → C a transformação da solução G′ em B para a solução M ′ em C definida

a seguir. Se os vértices i ∈ U e j ∈ V pertencem à mesma biclique em G′, então o produto

i e a máquina j são alocados na mesma célula em M ′, como mostram as Figuras 3.3b

e 3.3d. Dessa forma, cada solução em B é mapeada em uma única solução em C.

De forma similar, seja g : C → B a função inversa da transformação f que mapeia cada

solução M ′ em C em uma solução G′ em B, do seguinte modo: se o produto i e a máquina

j estão alocados na mesma célula então os vértices correspondentes i e j pertencem à

mesma biclique em G′.

Uma vez que f e g são funções injetivas, há uma transformação bijetiva entre B

e C. Além disso, se G′ e M ′ são soluções viáveis correspondentes, é fácil ver que a

biclique B em G′ corresponde a uma célula contendo exatamente |V (B) ∩ U | produtos,

|V (B) ∩ V | máquinas, e |E(B)| entradas; assim como uma célula com pm entradas em

M ′ (correspondente a uma submatrix com p produtos e m máquinas) corresponde a uma

biclique com exatamente p+m vértices e pm arestas. �

Note que uma solução ótima G∗ do PBEA não corresponde necessariamente a uma

solução ótima do PFCM, uma vez que as funções objetivo são diferentes; entretanto, G∗

corresponde a uma solução viável de PFCM. Por exemplo, a Figura 3.3b mostra uma

solução ótima do PBEA, mas na Figura 3.3d a solução correspondente do PFCM não é

ótima. Isto ocorre porque uma remoção de aresta corresponde a um ‘1’ fora da célula,
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enquanto que uma adição de aresta corresponde a um ‘0’ dentro de uma célula. Assim,

para o PBEA, adições e remoções tem o mesmo peso, mas para o PFCM, um ‘0’ dentro

é preferível a um ‘1’ fora (considerando a função objetivo (1.1)). Na Figura 3.3a, por

exemplo, a adição da aresta entre os vértices 5 e 8 é melhor que a remoção da aresta entre

4 e 9, nos termos da solução correspondente do PFCM.

1 2 3 4

6 7 8

5

9

(a) Instância do PBEAS.

1 2 3 4

6 7 8

5

9

(b) Solução do PBEAS.

6 7 8 9

1 1 1 0 0

2 1 1 0 0

3 0 1 0 0

4 0 0 1 1

5 0 0 0 1

(c) Instância do PFCM.

6 7 8 9

1 1 1 0 0

2 1 1 0 0

3 0 1 0 0

4 0 0 1 1

5 0 0 0 1

(d) Solução do PFCM.

Figura 3.3: Exemplo de correspondência entre o BGEPS e o MCFP.

3.2.1 Método Iterativo

Esta seção apresenta um algoritmo exato iterativo para o PFCM. No Lema 5 são

descritos limites primal e dual para o PFCM considerando como função objetivo a eficácia

de agrupamento µ (veja Equação (1.1)). A seguir, é definida a versão parametrizada do

PBEAS que será utilizada no algoritmo exato.

Lema 5. Seja b∗ = a∗ + d∗ o valor da solução ótima do PBEA para uma instância G,

em que a∗ e d∗ são o número de adições e o número de remoções, respectivamente, e seja

M uma instância do PFCM correspondente a G. Então m/(m + a∗ + d∗) é um limite

superior e (m−d∗)/(m+a∗) é um limite inferior para o valor da solução ótima do PFCM

com entrada M , em que m = |E(G)|.

Demonstração. Seja µ(a, d) = (m− d)/(m+ a) a função objetivo do PFCM com entrada

M , em que d e a denotam, respectivamente, o número de 1’s fora das células e de 0’s

dentro das células na solução. Suponha também que a + d = k, para uma constante

positiva k.
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Tomando µ(a, d) como uma função f(a) de a, obtém-se

µ(a, d) =
m− d

m+ a
=

m− (k − a)

m+ a
= f(a).

Calculando a derivada,

df

da
=

(m+ a)− 1(m− k + a)

m2 + 2ma+ a2
=

k

m2 + 2ma + a2
> 0.

Um vez que df
da

> 0 para todo a, f(a) é uma função crescente . Uma vez que k ≥ a,

tem-se que f(k) ≥ f(a). Além disso,

m

m+ d+ a
≥

m− d

m+ a
.

Em outras palavras, no melhor dos casos, as k operações de edição de arestas poderiam

corresponder a a = k adições de arestas e d = 0 remoções de arestas, uma vez que quando

a cresce, f(a) também cresce.

Agora, considerando que µ′(a, d) = a+d é o valor de uma solução viável para o PBEA,

segue-se que a∗ + d∗ ≤ a+ d e

m

m+ d∗ + a∗
≥

m

m+ d+ a
>

m− d

m+ a
.

Com isso, foi provado que m/(m+ a∗ + d∗) é um limite superior para o valor da solução

ótima do PFCM.

Mostrar que (m−d∗)/(m+a∗) é um limite inferior é simples, uma vez que b∗ = a∗+d∗

é o valor de uma solução viável para o PBEA. Usando o Lema 4, o valor da solução

correspondente para o PFCM é µ(a∗, d∗) = (m−d∗)/(m+a∗), e esta solução corresponde

a uma solução viável. �

A versão parametrizada do PBEAS, o PBEAS Parametrizado (PBEAS(λ)), con-

siste em encontrar uma solução para o PBEAS com exatamente λ edições de arestas, na

qual o número de remoções é minimizado. A formulação do PBEAS(λ) é descrita a seguir:

min
∑

+(ij)

(1− yij) (3.10)

s. a yil + ykj + ykl ≤ 2 + yij ∀i, k ∈ U and j, l ∈ V (3.11)
∑

j∈V

yij ≥ sc ∀i ∈ U (3.12)
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∑

i∈U

yij ≥ sr ∀j ∈ V (3.13)

∑

+(ij)

(1− yij) +
∑

−(ij)

yij = λ (3.14)

∑

+(ij)

(1− yij) ≤ Uopt − 1 (3.15)

xij ∈ {0, 1} ∀i ∈ U e j ∈ V. (3.16)

Nesta formulação, encontra-se dentre todas as soluções com λ edições, aquela com o

menor número de remoções. Como no algoritmo proposto resolve-se o PBEAS(λ) várias

vezes, foi adicionada a restrição (3.15) que acelera o processo, reduzindo o espaço de

busca. Sem essa restrição, a resolução de algumas instâncias seriam inviável. Nesse caso,

Uopt corresponde ao menor número de remoções já encontrado pelo algoritmo (1’s fora da

célula).

O método exato iterativo para o PFCM é descrito no Algoritmo 3.2. A ideia é realizar

diversas chamadas do PBEAS(λ), e a cada iteração encontrar a solução com menor número

de remoções.

A corretude do Algoritmo 3.2 é mostrado no teorema a seguir.

Teorema 4. O Algoritmo ECM (Algoritmo 3.2) retorna o valor de uma solução ótima

para o PFCM.

Demonstração. O Algoritmo 3.2 procura o valor da solução ótima iterativamente através

de chamadas do PBEAS(λ), começando com o número de edições obtido pelo PBEAS. A

cada iteração, novos limites são calculados (variáveis LB e UB). O algoritmo segue até

que o limite superior seja igual ao inferior, significando que não há uma solução melhor.

Pelo Lema 5, as linhas 4, 5 e 14 de fato calculam limites inferiores e superiores. Resta

mostrar que a linha 17 realmente calcula um limite superior.

Como o valor de uma solução ótima G∗ para o PBEAS não é necessariamente ótimo

para o PFCM, há casos em que uma solução ótima M∗ do PFCM corresponde a uma

solução no PBEAS com mais edições do que a solução ótima G∗. Dessa forma, para

encontrar µ∗, utiliza-se o PBEAS(λ), já que sua função objetivo retorna a solução com o

maior número de adições entre todas as soluções com exatamente λ edições.

Na linha 9, é feita uma chamada para o PBEAS(λ) com λ = a∗ + d∗ + cont operações

de edição, e novos valores de a e d são calculados. Assim, a linha 17 realmente define um

novo limite superior, já que se existisse uma solução com valor entre o novo limite e o

limite antigo, o algoritmo já a teria encontrado em uma iteração anterior. Por fim, como

o limite superior decresce a cada iteração, conclui-se que o Algoritmo 3.2 está correto. �
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Algoritmo 3.2 Método Exato Iterativo para o PFCM

Entrada: instância M
Saída: número de adições de arestas (a∗) e remoções (d∗) na solução ótima

1: função ECM(instância M)
2: Seja G uma instância do PBEAS correspondente a M
3: (a∗, d∗)← BGEPS[G] ⊲ Resolva o PBEAS para a entrada G, obtendo a∗ adições

e d∗ remoções
4: UB ← m

m+a∗+d∗

5: LB ← m−d∗

m+a∗

6: Uopt ← d∗ ⊲ limite de remoções encontrado até o momento
7: cont← 0
8: enquanto UB > LB faça
9: (a, d)← BGEPS(a∗ + d∗ + cont)[G] ⊲ Resolva o PBEAS(λ) com

λ = a∗ + d∗ + cont para a instância G
10: se Uopt > d então
11: Uopt ← d
12: fim se
13: se m−d

m+a
> LB então

14: LB ← m−d
m+a

15: (a∗, d∗)← (a, d)
16: fim se
17: UB ← m

m+a+d

18: cont← cont + 1
19: fim enquanto
20: retorne (a∗, d∗)
21: fim função
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3.2.2 Algoritmo de Dinkelbach aplicado ao PCFM

De acordo com o Lema 4, sabe-se que o PBEA e o PFCM possuem o mesmo espaço de

soluções. Com isso, as restrições da formulação do PBEA podem ser utilizadas em uma

nova formulação para o PFCM. Falta apenas adaptar a função objetivo de acordo com a

eficácia de agrupamento descrita na Seção 1.2.3. Sabendo que Nout
1 =

∑

+(ij) (1− yij) e

N in
0 =

∑

−(ij) yij , é proposta uma nova formulação fracionária para o PFCM.

max
m−

∑

+(ij) (1− yij)

m+
∑

−(ij) yij
(3.17)

s. a yil + ykj + ykl ≤ 2 + yij ∀i, k ∈ U e j, l ∈ V (3.18)
∑

j∈V

yij ≥ sc ∀i ∈ U (3.19)

∑

i∈U

yij ≥ sl ∀j ∈ V (3.20)

yij ∈ {0, 1} ∀i ∈ U e j ∈ V. (3.21)

Como visto na Seção 2.1.4.2, o algoritmo de Dinkelbach resolve um problema de PLFI

através da resolução de vários subproblemas de PI do tipo:

P (qk) : max g(x)− qk h(x)

s. a x ∈ S.

No caso do PFCM, os subproblemas serão da forma:

P (qk) : max m−
∑

+(ij)

(1− yij)− qk(m+
∑

−(ij)

yij)

s. a y ∈ S.

3.2.3 Formulação Linear

Com base neste modelo linear-fracionário proposto na Seção 3.2.2, nesta seção é pro-

posta uma formulação linear para o PFCM. A ideia do modelo consiste em adicionar uma

variável binária xra que assume o valor 1 se e somente se a solução contém r remoções e

a adições. Cada variável xra é associada ao custo cra = m−r
m+a

na função objetivo. Sejam

lc e lb os limites inferiores do PFCM e do PBEA, respectivamente; lc pode ser obtido

heuristicamente, enquanto que lb pode ser, por exemplo, o valor da relaxação linear do

PBEA.
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A formulação linear é definida como:

max
∑∑

∀ a≤|U ||V |−m
∀ r≤m

(cra xra) (3.22)

s. a yik + ylj + ylk ≤ 2 + yij ∀ i, l ∈ U e k, j ∈ V (3.23)
∑∑

∀ a≤|U ||V |−m
∀ r≤m

xra = 1 (3.24)

∑∑

∀ a≤|U ||V |−m
∀ r≤m

(r xra) =
∑

−(ij)

yij (3.25)

∑∑

∀ a≤|U ||V |−m
∀ r≤m

(a xra) =
∑

+(ij)

(1− yij) (3.26)

∑∑

∀ a≤|U ||V |−m
∀ r≤m

craxra ≥ lc (3.27)

∑∑

∀ a≤|U ||V |−m
∀ r≤m

(r + a)xra ≥ lb (3.28)

xra ∈ {0, 1} ∀ a ≤ |U ||V | −m e ∀ r ≤ m (3.29)

yij ∈ {0, 1} ∀ i ∈ U e j ∈ V (3.30)

A função objetivo (3.22) calcula o máximo custo cra = m−r
m+a

. As restrições (3.23)

eliminam os subgrafos induzidos isomórficos a P4. As restrições (3.24) indicam que exata-

mente uma variável xra deve assumir o valor 1. As restrições (3.25) e (3.26) impõem que

o número de remoções e adições devem ser r e a, respectivamente. As restrições (3.27)

e (3.28) definem que a função objetivo e o número de edições devem ser maiores que os

limites inferiores. Por fim, as restrições (3.29) e (3.30) definem o domínio das variáveis.

3.3 Generalização do Algoritmo Iterativo

Nesta seção é apresentada uma generalização do algoritmo iterativo da Seção 3.2.1

(veja Pinheiro et al. [71]). Nesta generalização, o algoritmo resolverá uma classe de

problemas de programação linear-fracionária; neste caso, serão problemas com funções

objetivo nas quais os contradomínios do numerador e do denominador são um subconjunto

dos inteiros.

O algoritmo proposto consiste em particionar o espaço de busca e executar iterati-

vamente um algoritmo exato em cada uma das partes, atualizando os limites inferior e

superior do problema principal até que eles se encontrem, provando assim sua otimalidade.

Considere o problema de PLFI denotado por P . Podemos criar o seguinte problema
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de Programação Inteira P ′:

P ′ : min h(x)− g(x), para x ∈ S ⊂ Z
n.

Veja que uma solução ótima de P ′ não é necessariamente ótima para P .

Sejam k∗ o valor da solução ótima de P ′ e x∗ uma solução ótima de P ′; dessa forma

k∗ = h(x∗) − g(x∗). Para um k ∈ Z fixo, tem-se que k = h − g, onde h e g representam

os valores de h(x) e g(x) para todo x ∈ {y | h(y)− g(y) = k}. Dessa forma f(x) pode ser

calculada em função de h:

f(h) =
h− k

h
.

Calculando a derivada,

f ′(h) =
h− (h− k)

h2
=

k

h2
.

Se k > 0, a derivada é positiva. Assim, quanto maior h, maior será o valor de f(h).

Seja então P (k) a versão parametrizada de P , ou seja, uma versão em que se procura,

dentre todas as soluções de P , a que possui o maior valor da função objetivo e atende a

restrição h(x) − g(x) = k. A formulação de P (k) para o caso em que k > 0 é definida

como

P (k) : maxh(x)

s. a h(x)− g(x) = k

x ∈ S.

Para os casos em que k < 0 a formulação será definida como

P (k) : max g(x)

s. a h(x)− g(x) = k

x ∈ S.

Além disso, seja S(k) o domínio de P (k). Ou seja, a divisão de S em todos os possíveis

S(k) formam uma partição.

Seja x∗
k a solução de P (k). Pode-se concluir que ela é um limite inferior para o problema

geral. Isso é fácil de ver, pois se x∗
k é solução de P (k), também será uma solução de P .

Para calcular um limite superior do problema, pode-se utilizar a seguinte estratégia. Para

os casos em que k > 0, seja ℓ′ ≤ g(x) o menor valor possível para g, para todo x ∈ S.
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Define-se ℓ = max(ℓ′, 1) e xℓ a solução na qual g(xℓ) = ℓ. Então,

f(xℓ) =
g(xℓ)

h(xℓ)
=

ℓ

k + ℓ

será um limite superior para a parte S(k) e também para qualquer parte S(k′) com k′ > k.

Para os casos em que k < 0, tem-se que h(x) ≥ 1, já que h possui o contradomínio

discreto e por definição h(x) > 0 para todo x. Nesses casos, o objetivo é maximizar

g e consequentemente minimizar h. Como h(xℓ) = 1 é um limite para h, temos então

que f(xℓ) =
1−k
1

é um limite superior para a parte S(k). Da mesma forma que no caso

anterior, o limite decai até k atingir o valor zero. A Figura 3.4 mostra o comportamento

dos limites superiores de acordo com o valor de k.

Com os limites e os subproblemas já definidos, pode-se então apresentar um pseudo-

código do algoritmo ExIt (Exato Iterativo), representado pelo Algoritmo 3.3. O Algoritmo

ExIt busca a solução ótima do problema P através de execuções de sua versão parametri-

zada. Para isso, primeiramente, se obtém k como a solução de P ′. A partir deste valor,

iterativamente, se obtém o valor de P (k) e se incrementa k. A cada iteração atualizam-se

os valores dos limites superior e inferior. Isso ocorre até que os limites se encontrem,

significando que a partir desse ponto não existe nenhuma solução melhor. O Teorema 5

prova que o ExIt retorna uma solução ótima do PLFI.

k*

LS

k

Figura 3.4: Limite Superior por k

Teorema 5. O Algoritmo ExIt retorna uma solução ótima do problema P .

Demonstração. A ideia do algoritmi ExIt (Algoritmo 3.3) consiste em buscar a solução

ótima iterativamente através de execuções de sua versão parametrizada, tendo como início

o número k retornado por P ′. A cada iteração novos limites são calculados. Isso ocorre

até que os limites se encontrem, significando que a partir desse ponto não existe nenhuma

solução melhor.

Sabe-se que as linhas 8, 9, 14, 24, 25 e 29 do Algoritmo 3.3 realmente calculam os
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Algoritmo 3.3 Algoritmo ExIt (Exato Iterativo)

1: função ECM(instância i, limite ℓ)
2: x∗ ← P ′(i) ⊲ Resolve P ′ para a instância i
3: se x∗ = ∅ então
4: retorne ∅
5: fim se
6: k ← h(x∗)− g(x∗)
7: se k < 0 então
8: LS− ← 1− k
9: LI− ← f(x∗)

10: enquanto LS > LI faça
11: x∗

k ← P (i, k) ⊲ Resolve P (k) para instância i
12: se f(x∗

k) > f(x∗) então
13: x∗ ← x∗

k

14: LI− ← f(x∗)
15: fim se
16: LS− ← 1− k
17: k ← k + 1
18: fim enquanto
19: se f(x∗) < 1 e P (i, 0) 6= ∅ então
20: x∗ ← P (i, 0) ⊲ Resolve P (0) para instância i
21: fim se
22: k ← 1
23: fim se
24: LS+ ←

ℓ
k+ℓ

25: LI+ ← f(x∗)
26: enquanto LS+ > LI+ faça
27: x∗

k ← P (i, k) ⊲ Resolve P (k) para instância i
28: se f(x∗

k) > f(x∗) então
29: LI+ ← f(x∗

k)
30: x∗ ← x∗

k

31: fim se
32: LS+ ←

ℓ
ℓ+k

33: k ← k + 1
34: fim enquanto
35: retorne x∗

36: fim função
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limites inferior e superior. Falta então mostrar que as linhas 16 e 32 calculam de fato um

limite superior e que o algoritmo para.

Mesmo já sendo uma boa solução, a solução ótima de P ′ não é necessariamente ótima

para P . Neste caso, o ótimo de P pode possuir um valor k maior que o de P ′. Para

encontrá-lo, utilizam-se as chamadas de P (k). Da forma como foi definida a função

objetivo de P (k), obtém-se como retorno a solução com melhor função objetivo f dentre

todas as soluções na parte S(k) .

As linhas 16 e 32 calculam de fato um limite superior, pois se existisse uma solução

acima deste novo limite e abaixo do antigo, o algoritmo já a teria encontrado em uma

iteração anterior através de uma chamada de P (k). Como o limite superior (variável LS)

diminui a cada iteração, conclui-se que o algoritmo converge. �



Capítulo 4

Algoritmos Híbridos

Neste capítulo apresenta-se a proposta de um algoritmo GRASP+SP (GRASP + Set

Partitioning) para o PBEA e um algoritmo GRASP+FSP (GRASP + Fractionary Set

Partitioning) para o PFCM. Primeiramente serão definidos o método construtivo e a busca

local do GRASP e por fim os módulos exatos.

4.1 GRASP

Greedy Randomized Adaptive Search Procedure (GRASP) é uma meta-heurística em

que cada iteração consiste de duas fases: uma para a construção de uma solução inicial e

outra que busca melhores soluções a partir desta [32]. A solução geral é atualizada sempre

que a fase de busca encontrar uma solução melhor que todas as outras já encontradas.

O processo é repetido até um certo número de iterações ou até um critério de parada

estabelecido ser satisfeito. Nos últimos anos, o GRASP tem sido aplicado com sucesso

em uma grande variedade de problemas de otimização [78].

Neste trabalho, os métodos construtivo e de busca local serão baseados no trabalho

de Pinheiro et al. [73]. A entrada consiste de um grafo bipartido sem pesos G = (U, V, E)

com m = |U | e n = |V |. Inicialmente, transforma-se G em uma clique C = (U, F ) com

pesos pij , ou seja, um grafo composto pelos vértices do conjunto U do grafo G e um

conjunto de arestas F que ligam cada um desses vértices a todos os outros, com pesos

pij tal que i, j ∈ U . Cada peso estará representando a quantidade de vértices de V que

são vizinhos de apenas um dentre i e j (cada um destes vértices é vizinho de um, mas

não o é do outro). Os pesos pij podem ser representados matematicamente da forma

pij =
∑n

k=1 |eik − ejk|, onde (i, k), (j, k) ∈ U × V , e cada um dos valores eik, ejk possui

valor 1 se a aresta correspondente existir, e 0 caso contrário.

Com base na clique C obtém-se a árvore geradora mínima T . Nesta árvore, cada

aresta conterá os pares de vértices de U mais similares entre si quanto à sua vizinhança.

Portanto, estes vértices têm uma grande chance de estarem na mesma biclique.
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Esta árvore T fornecerá sementes para a criação das soluções iniciais no GRASP,

explicado com detalhes na Seção 4.1.1. Em seguida, inicia-se uma busca por melhores

soluções com base nesta solução inicial encontrada, através do processo apresentado na

Seção 4.1.2. O Algoritmo 4.1 apresenta a visão geral da heurística.

Algoritmo 4.1 Visão geral do algoritmo GRASP

1: função GRASP(G)
2: enquanto (condição de parada não for satisfeita) faça
3: sol = construtivo()
4: sol = busca_local(sol)
5: se sol < best então
6: best = sol
7: fim se
8: fim enquanto
9: retorne best

10: fim função

4.1.1 Método Construtivo

Dada como entrada a árvore geradora mínima T , as soluções iniciais de cada iteração

do GRASP são construídas com base em remoções aleatórias das arestas desta árvore.

Na floresta geradora resultante, cada árvore definirá um agrupamento Ui para compor a

biclique.

Com base nisso, para cada vértice de V verificam-se a qual subconjunto de Ui deverá

associar-se, de maneira a conter o menor número de “erros”, isto é, ao associar o vértice

em questão um dos conjuntos Ui verifica-se quantas remoções e adições de arestas são

necessárias para que este vértice se ligue com todos os vértices de Ui, e apenas estes.

O agrupamento de U em que seja necessário o menor número de edições será o ideal.

Em seguida, combina-se U e V para formarmos a biclusterização {U, V } ligando as arestas

apenas quando existirem no grafo G. No Algoritmo 4.2 é apresentado o método constru-

tivo. Note que, a lista restrita de candidados GRASP pode ser vista como o conjunto de

arestas da árvore geradora mínima na qual o corte aleatório pode ser executado.

4.1.2 Busca Local

Após o método construtivo, inicia-se o método de busca local baseado no VND. Tendo

como entrada um solução inicial, a busca local tenta melhorar a solução através da explo-

ração do espaço de soluções. Dado um conjunto de estruturas de vizinhança, o método

de busca local explora o espaço de soluções trocando sistematicamente as estruturas de

vizinhança. O método aceita somente soluções que melhorem a solução corrente. Nestes

casos, o método volta à primeira estrutura de vizinhança e inicia uma nova busca. Na
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Algoritmo 4.2 Método Construtivo
1: função Construtivo(T, k)
2: enquanto E(T ) 6= ∅ faça
3: µ← {∞, · · · ,∞}

1×|E(T)|

4: for all i ∈ E(T ) faça
5: Ti ← T − {i}
6: construa Ui a partir de Ti ⊲ uma biclique para cada componente conexa de Ti

7: construa Vi ideal a partir de Ui ⊲ Vi que tem o menor número de erros, dado Ui

8: Ci ← BiCluster(Ui, Vi) ⊲ combina os agrupamentos Ui e Vi para gerar a biclique Ci

9: µi ← NumEdições(Ci)
10: fim para
11: escolha C̃ aleatoriamente entre os k melhores Ci ⊲ baseado nos valores em µ

12: atualiza T com base no C̃ escolhido
13: se µ̃ < µ∗ então
14: C∗ ← C̃

15: fim se
16: fim enquanto
17: retorne C∗

18: fim função

nossa implementação, diferentemente do VND, as estruturas de vizinhança foram orde-

nadas aleatoriamente, como mostra o Algoritmo 4.3.

O VND com vizinhança aleatória já foi utilizado com êxito nos seguintes trabalhos:

Silva et al. [84], Penna et al. [70], Subramanian et al. [89], Martins et al. [59] e Bastos

et al. [7].

O Método baseado no VND proposto utiliza três estruturas de vizinhança: “Reagrupe”;

“Mude de Biclique” e “Troque de Vértice”. Elas são apresentadas a seguir.

Reagrupe: Dado os grupos de vértices formados pela intersecção de uma das partes, U

por exemplo, com cada biclique B da solução atual, a vizinhança Reagrupe aloca

os vértices da outra parte, no caso V , a um grupo de vértices de forma a minimizar

o número de edições.

Mude de Biclique: Esta vizinhança move um vértice de uma biclique para outra.

Troque de Vértice: Esta vizinhança troca dois vértices (da mesma parte) de uma bi-

clique para a outra.

4.1.3 Particularidades para cada problema

O algoritmo descrito até aqui pode ser aplicado aos três problemas abordados nesta

tese, PBEA, PFCM e k-MINBCP. A única diferença é a forma em que os elementos

da segunda parte (conjunto de vértices V ou conjuntos de partes P ) serão alocados aos

elementos da primeira parte. Esta alocação dependerá das restrições e da função objetivo

do problema.
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Algoritmo 4.3 VND com ordem aleatórias
1: função VND(A)
2: inicialize V randomicamente
3: k ← 1
4: µ∗ ← µ(A)
5: repeat
6: A′ ← V k(A)
7: se µ(A′) > µ∗ então
8: A∗ ← A′

9: k ← 1
10: senão
11: k ← k + 1
12: fim se
13: until k = kmax

14: retorne A∗

15: fim função

4.2 Módulo Híbrido baseado no Set Partitioning para

o PBEA

Nesta seção, é proposto um método exato de refinamento baseado no Set Partitio-

ning (SP). Tendo como entrada um conjunto de soluções intermediárias válidas geradas

por uma heurística do PBEA, o refinamento retorna uma solução formada pela melhor

combinação do conjunto de entrada.

No contexto de matheuristics, métodos que utilizam o SP foram utilizados em di-

versos problemas de otimização combinatória como Roteamento de Veículos [89] e

Clusterização por Edição de Arestas [7]. No entanto, ao conhecimento do autor,

nenhuma matheuristic foi aplicada ao PBEA nem ao PFCM.

Em outras palavras, considere que uma heurística H aplicada a uma entrada G ge-

rou um conjunto S formado pelas soluções intermediárias válidas S = {G1, G2, . . . , Gk}

e que cada solução intermediária pode ser particionada em um conjunto de bicliques

{B1
i , . . . , B

ni

i }. A união de todas essas bicliques será definida como: B = {B1, B2, . . . , Bℓ}.

Note que cada biclique Bi é candidata a estar na solução final. Além disso, note que todas

as bicliques repetidas de B podem ser descartadas.

A ideia do refinamento consiste em selecionar um conjunto de bicliques de B que

formem uma partição de V (G) ∪ U(G). Seja Bi ⊆ B o conjunto de todas as bicliques

que contenham o vértice i. Define-se yj como uma variável binária associada à biclique

Bj ∈ B, e cj = custo(Bj) é definido como o custo relativo à biclique Bj . Com isso, o

refinamento retorna a solução encontrada pelo seguinte PI:
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min.
ℓ

∑

j=1

cjyj (4.1)

s. a
∑

Bj∈Bi

yj = 1 ∀i ∈ V (G) ∪ U(G) (4.2)

yj ∈ {0, 1} 1 ≤ j ≤ ℓ (4.3)

A Função Objetivo (4.1) minimiza a soma dos custos da solução. A Restrição (4.2)

garante que cada vértice i ∈ V (G)∪U(G) deve pertencer a exatamente uma única biclique

do conjunto Bi. Por fim, a Restrição (4.3) define o domínio das variáveis.

Note que a função objetivo minimiza o número de operações nas arestas das possíveis

soluções do PBEA contidas no conjunto B.

Algoritmo 4.4 GRASP+SP

1: função GRASP+SP(G)
2: enquanto (condição de parada não for satisfeita) faça
3: sol = construtivo()
4: sol = VND(sol) ⊲ Busca Local
5: adicione as bicliques da solução no Pool
6: se sol < best então
7: best = sol
8: fim se
9: fim enquanto

10: modeloSP = criarModelo(Pool)
11: sol = solver(modeloSP)
12: sol = VND(sol)
13: se sol < best então
14: best = sol
15: fim se
16: retorne best
17: fim função

O Algoritmo 4.4 apresenta um pseudocódigo do algoritmo proposto. Note que a heu-

rística construtiva, a busca local e o critério de parada são os mesmos do Algoritmo 4.1.

As diferenças se encontram nas seguintes linhas: na linha 5, em que as bicliques da so-

lução corrente são adicionadas ao pool de Bicliques; na linha 10, em que o modelo Set

Partitioning é criado de acordo com as bicliques contidas no pool ; na linha 11, em que o

modelo de Programação Linear Inteira é resolvido; e por fim na linha 12, na qual a busca

local é chamada para uma última tentativa de melhorar a solução
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4.3 Módulo Híbrido baseado no Set Partitioning para

o PFCM

Da mesma forma que na seção anterior, um módulo híbrido pode ser acoplado à

heurística para aprimorar a solução do PFCM. Note que, como mencionado no início do

capítulo, apesar da solução do problema ser uma matriz, a representação no algoritmo

será feita através de grafos bipartidos. Assim como fizemos na seção anterior, cria-se o

conjunto B = {B1, B2, . . . , Bℓ} com todas as bicliques candidatas, e define-se Bi ⊆ B

como o conjunto de todas as bicliques que contenham o vértice i. Como antes, a variável

binária yj é associada à biclique Bj ∈ B. A diferença com relação ao modelo anterior

é que se calcula o custo relativo à biclique Bj separadamente através da quantidade de

adições aj = adi(Bj) e da quantidade de remoções rj = rem(Bj) da biclique Bj . Com

isso, o refinamento retorna a solução encontrada pelo seguinte PI:

max
∑∑

∀ a≤|U ||V |−m
∀ r≤m

(cra xra) (4.4)

s.a
∑∑

∀ a≤|U ||V |−m
∀ r≤m

xra = 1 (4.5)

∑

j∈Bi

yj = 1 ∀i ∈ V (G) ∪ U(G) (4.6)

∑∑

∀ a≤|U ||V |−m
∀ r≤m

(r xra) =
∑

Bj∈Bi

rjyj ∀i ∈ V (G) ∪ U(G) (4.7)

∑∑

∀ a≤|U ||V |−m
∀ r≤m

(a xra) =
∑

Bj∈Bi

ajyj ∀i ∈ V (G) ∪ U(G) (4.8)

xra ∈ {0, 1} ∀ a ≤ |U ||V | −m e ∀ r ≤ m (4.9)

yj ∈ {0, 1} 1 ≤ j ≤ ℓ. (4.10)

A Função Objetivo (4.4) maximiza a eficácia de agrupamento (Seção 1.2.3) definida

pela constante cra = m−r
m+a

, em que m é o número de arestas da instância. A Restrição (4.5)

garante que apenas uma variável xra assuma valor 1. A Restrição (4.6) garante que cada

vértice i ∈ V (G) ∪ U(G) deve pertencer a exatamente uma única biclique do conjunto

Bi. As Restrições (4.7) e (4.8) garantem que o número de remoções e adições sejam r e

a, respectivamente. As Restrições (4.9) e (4.10) definem o domínio das variáveis.



Capítulo 5

Pré-processamentos

Neste capítulo serão abordados três pré-processamentos: um pré-processamento que

fixa e/ou gera novas restrições para o PBEA; uma pré-processamento que identifica bi-

cliques que serão componentes conexas na solução ótima do PBEA; além de um cálculo

para um limite dual para o PBEA.

5.1 Pré-Processamento Distância

Nesta seção é proposto um pré-processamento que fixa e/ou gera novas restrições para

o PBEA. O pré-processamento é uma aplicação direta do Teorema 6, apresentado a seguir.

Teorema 6. Sejam a e b vértices do grafo bipartido G(V, U, E) e seja d(a, b) a distância

entre a e b em G. Se d(a, b) ≥ 4 então existe uma solução ótima na qual a e b pertencem

a bicliques distintas.

Demonstração. A prova consiste em mostrar que, quando d(a, b) ≥ 4, o custo de manter

a e b na mesma biclique é maior ou igual ao custo de separá-los em bicliques distintas.

Para o caso em que d(a, b) = ∞, note que a e b pertencem a componentes conexas

distintas no grafo G. Dessa forma, irão pertencer a bicliques distintas em qualquer solução

ótima. Dessa forma, assuma que d(a, b) < ∞ e existe uma solução ótima G∗ na qual os

vértices a e b pertencem à biclique B, na qual V (B) = X∪Y , X ⊆ V e Y ⊆ U . Considere

também que N(a) denota a vizinhança de a, N2(a) = {v ∈ V ∪ U | d(a, v) = 2},

Na = N(a) ∩ V (B) e Nb = N(b) ∩ V (B).

A prova será dividida em dois casos: a, b ∈ X (Caso 1) e a ∈ X, b ∈ Y (Caso 2).

Caso 1: Neste caso, note que Na ⊆ Y e Nb ⊆ Y . Além disso, como d(a, b) ≥ 4 então

Na ∩Nb = ∅.

Seja N0 = {y ∈ Y | ay, by /∈ E}. Note que N0 ∪Na ∪Nb é uma partição de Y .

Sem perda de generalidade, assuma que |Na| ≥ |Nb|. Considere outra solução G∗∗

construída de G∗ de forma que a biclique B é substituída por duas bicliques B′ e B′′

45



5.1. Pré-Processamento Distância 46

em que V (B′) = V (B) \ {b} e V (B′′) = {b} (as demais bicliques em G∗∗ são as mesmas

em G∗). Sejam c∗ e c∗∗, respectivamente, os valores das soluções G∗ e G∗∗. Analisando

c∗∗ em termos de c∗, tem-se que, para construir G∗∗ a partir de G∗, simplesmente foram

removidas as arestas entre b e Y = Na ∪ Nb ∪ N0. Além disso, note que, em G, não

existem arestas entre b e N0 ∪ Na, e existem todas as arestas entre b e N(b). Assim,

c∗∗ = c∗−|N0|− |Na|+ |Nb|. Como |Na| ≥ |Nb|, isso implica que c∗∗ ≤ c∗, ou seja, o custo

de manter a e b em bicliques distintas não é maior que o custo de mantê-las na mesma

biclique.

Caso 2: Neste caso Na ⊆ Y e Nb ⊆ X. Além disso, como d(a, b) ≥ 4, não há arestas

entre Na e Nb no grafo de entrada G.

Sejam Na
0 = {y ∈ Y | ay /∈ E} e N b

0 = {x ∈ X | bx /∈ E}. Então {a} ∪Nb ∪N b
0 é um

subconjunto de X, e {b} ∪Na ∪Na
0 é um subconjunto de Y .

Seja b′ ∈ Nb. A prova do Caso 2 é baseada no fato de que d(a, b′) ≥ 4 para todo b′.

Isto é explicado pelos seguintes fatos. Um vez que a, b′ ∈ U , d(a, b′) é par. Além disso,

d(a, b′) 6= 2, pois de outro modo existiria uma caminho induzido aa′b′b com a′ ∈ N(a),

contradizendo o fato de que d(a, b) ≥ 4.

Agora, uma vez que a, b′ ∈ X, pode-se utilizar o Caso 1 para concluir que a substituição

de B por um par de bicliques B′ e B′′ na qual V (B′) = V (B) \ {a} e V (B′′) = {a} (ou

V (B′) = V (B)\{b′} e V (B′′) = {b′}) produz a solução G∗∗ com um valor que não é maior

que o valor de G∗. Se esta hipótese ocorre, então a prova segue, já que a e b pertencem

a bicliques distintas. Caso contrário, basta aplicar novamente o Caso 1 na biclique B′.

Este processo continuará até se encontrar a uma solução G∗
1 com valor não superior ao

valor de G∗ tal que a e b pertencem à mesma biclique B1 com V (B1) ∩ U = {a} ∪ N b
0 e

V (B1) ∩ V = {b} ∪Na ∪Na
0 . Note que não há arestas no grafo de entrada G entre b e os

vértice em V (B1).

Para concluir a prova, considere outra solução G∗∗ obtida de G∗
1 na qual a biclique B1

é substituída por duas bicliques B′
1 e B′′

1 em que V (B′
1) = V (B1) \ {b} e V (B′′

1 ) = {b}, de

forma similar ao Caso 1; em outras palavras, a construção de G∗∗ simplesmente consiste

em remover as arestas entre b e {a} ∪ N b
0 . É fácil ver que os valores c∗1, c

∗∗ de G∗
1, G

∗∗,

respectivamente, satisfazem c∗∗ = c∗1 − 1− |N b
0 |. Isto conclui o Caso 2.

Para cada caso acima, foi apresentada uma nova solução em que a e b pertencem a

bicliques distintas, e cujo custo não aumenta. Com isso, o teorema segue. �

Utilizando o teorema anterior, após o cálculo da distância entre cada par de vértices,

variáveis (da formulação (3.1)–(3.3)) podem ser fixadas ou cortes podem ser gerados da

seguinte forma: se os vértices i e j são de partes diferentes e d(i, j) > 3 então variável

yij é fixada com o valor 0. Se i e j são da mesma parte, por exemplo U , então o corte

yik + yjk ≤ 1 será gerado para todo k ∈ V .
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5.2 Pré-Processamento Corte

Nesta seção é proposto um pré-processamento que identifica bicliques que serão com-

ponentes conexas na solução ótima do PBEA. O pré-processamento é uma aplicação direta

do Teorema 7, apresentado a seguir.

Para o entendimento do teorema, considere as seguintes notações. Sejam X ⊆ V

e Y ⊆ U ; a função rem(X, Y ) = |{xy ∈ E | x ∈ X e y ∈ Y }| representa o custo

da remoção de todas as arestas em E entre os conjuntos X e Y . Da mesma forma,

add(X, Y ) = |X||Y | − rem(X, Y ) representa o custo de adicionar as arestas restantes

entre X e Y no intuito de criar a biclique B com os vértices V (B) = X ∪ Y . Nos casos

em que X = {x}, será utilizada a notação add(x, Y ) e rem(x, Y ) no lugar de add({x}, Y )

e rem({x}, Y ); da mesma forma. utilizamos esta notação para os casos em que Y = {y}.

Por fim, N(B) representa os vértices que possuem pelo menos um vizinho em B e não

estão em B.

Teorema 7. Sejam a biclique B e o corte C contidos em um grafo bipartido G(U, V, E),

onde C = {uv | u ∈ B e v ∈ N(B)} e tmin = |B ∩ U | < |B ∩ V |. Se tmin > |C| e

add(i, B) > rem(i, B) para todo i ∈ N(B) então existirá uma solução ótima em que B

será uma componente conexa.

Demonstração. Suponha que a solução ótima tenha uma biclique da forma B ∪ NB, tal

que NB ⊆ N(B). O custo c1 para formar B ∪NB é definido por:

add(B,NB) + rem(B,N(B) \NB) + rem(NB, (U ∪ V ) \B).

Porém, o custo c2 para formar B é apenas:

rem(B,N(B)) = |C|.

Como add(i, B) > rem(i, B) para todo i ∈ N(B), segue que

add(B,NB) + rem(B,N(B) \NB) > rem(B,N(B)).

Agora suponha que a solução ótima é da forma B′ ∪NB em que B′ ⊆ B. O custo de

B′ ∪ NB vale pelo menos tmin, ou seja, o custo de particionar B é pelo menos o menor

lado; mas como tmin > |C| o custo de formar B sozinho é menor. �

Com o Teorema 7, pode-se determinar algumas bicliques que podem ser removidas

do grafo de entrada. Para identificá-las, é proposto o seguinte modelo matemático que

encontra a maior biclique (em número de arestas) que atende ao teorema.
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max
∑

i∈U

∑

j∈V

xij (5.1)

yi ≤
∑

j∈V

xij ∀i ∈ U (5.2)

yj ≤
∑

i∈U

xij ∀j ∈ V (5.3)

yi + yj − xij ≤ 1 ∀ ij ∈ E (5.4)

xij − yi ≤ 0 ∀ ij ∈ E (5.5)

xij − yj ≤ 0 ∀ ij ∈ E (5.6)

xij = 0 ∀ ij /∈ E (5.7)

(1 + δ(i))yi +
∑

(ij)/∈E

yj ≥
∑

(ij)∈E

yj + 1 ∀i ∈ U (5.8)

(1 + δ(j))yj +
∑

(ij)/∈E

yi ≥
∑

(ij)∈E

yj + 1 ∀j ∈ V (5.9)

vi ≥
∑

(ij)∈E

yj − δ(i)yi ∀i ∈ U (5.10)

vj ≥
∑

(ij)∈E

yi − δ(j)yj ∀j ∈ V (5.11)

∑

i∈U

vi +
∑

j∈V

vj ≤
∑

j∈V

yj (5.12)

∑

i∈U

vi +
∑

j∈V

vj ≤
∑

i∈V

yi (5.13)

xij , yi, yj ∈ B ∀ (i, j) ∈ U × V (5.14)

vi, vj ∈ N ∀ (i, j) ∈ U × V (5.15)

Nesta formulação são utilizadas três tipos de variáveis: xij , que representa se a aresta

ij pertence ou não à solução final; yi, que representa se o vértice i pertence ou não à

solução final; e vi, que é uma variável inteira que representa o “corte” no vértice i. A

seguir, a função de cada restrição será detalhada.

(5.1) Função Objetivo, maximiza o número de arestas.

(5.2) Se, na solução, não há aresta contendo o vértice i ∈ U então yi vale 0.

(5.3) Mesmo significado que o anterior, para o vértice j ∈ V

(5.4) Se i e j estão numa biclique então a aresta ij também estará.

(5.5) Se a aresta ij está na solução então o vértice i também estará.
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(5.6) Se a aresta ij está na solução então o vértice j também estará.

(5.7) Se a aresta não pertence ao grafo original xij já vale 0.

(5.8) Representa a restrição add(i, B) > rem(i, B), onde add é o 1º somatório e rem é

o 2º. Aqui, δ é o grau do vértice, que “elimina” a restrição se o vértice pertencer à

biclique (yi = 1).

(5.9) Mesmo significado que o anterior, para a outra partição.

(5.10) O corte em j, representado por vj, deve ser no mínimo rem. Se j estiver na biclique

a diferença pelo grau “elimina” a restrição.

(5.11) Mesmo significado que o anterior, para a outra partição.

(5.12) O valor do corte deve ser menor que tmin.

(5.13) Mesmo significado que o anterior, para a outra partição.

5.3 Cálculo do Limite Dual

Nesta seção é proposto um pré-processamento que calcula um limite dual para o PBEA.

O cálculo do limite dual é uma aplicação direta do Teorema 7, cuja ideia é quebrar o grafo

de entrada G em dois subgrafos G1 e G2. Para melhor entendimento, considere cT (G
′)

como o número de edições de arestas de G′ considerando o grafo original, c1(G′
1) como

o número de edições de arestas considerando o grafo G1 e, de forma semelhante, c2(G′
2)

como o número de edições de arestas considerando o grafo G2.

Teorema 8. Seja G um grafo bipartido, com valor ótimo do PBEA igual a cT (G
∗). Então,

para toda divisão de G em G1 e G2 (V (G1)∩V (G2) = ∅), vale cT (G
∗) ≥ c1(G

∗
1)+ c2(G

∗
2),

onde c1(G
∗
1) e c2(G

∗
2) são os valores das soluções ótimas para as instâncias G1 e G2,

respectivamente.

Demonstração. Seja G∗ a solução ótima do PBEA para a entrada G. Seja também uma

separação qualquer de G em G1 e G2, e C o conjuntos de arestas que ligam vértices de

G1 a G2.

Para provar o teorema serão criadas duas soluções G′
1 e G′

2 para cada uma das ins-

tâncias separadas. Cada uma delas corresponde a um subgrafo induzido de G∗, no caso

G′
1 = G∗[V (G1)] e G′

2 = G∗[V (G2)].

Note que:

cT (G
∗) ≥ c1(G

′
1) + c2(G

′
2),
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já que algumas arestas de C poderão ser removidas na solução G∗ e não existirão nos dois

subproblemas.

Além, disso as soluções G′
1 e G′

2 não são ótimas para seus respectivos problemas. Dessa

forma:

cT (G
∗) ≥ c1(G

′
1) + c2(G

′
2) ≥ c1(G

∗
1) + c2(G

∗
2),

onde G∗
1 e G∗

2 são as respectivas soluções ótimas. �

Todo o processo da prova pode ser observado através da Figura 5.1. Primeiramente,

o cálculo parte da instância e de uma partição em dois subgrafos, representados pela

Figura 5.1a. A solução ótima dessa instância pode ser vista na Figura 5.1b. Uma vez

obtidos os dois grafos G1 e G2 (Figura 5.1c), podemos obter soluções viáveis G′
1 e G′

2 para

cada sub-problema (ver Figura 5.1d), através dos subgrafos induzidos de G∗. Note que

G′
1 e G′

2 podem não ser soluções ótimas para as instâncias G1 e G2, respectivamente. As

soluções ótimas podem ser vistas na Figura 5.1e.
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U V

G1

G2

(a) Instância.

U V

G�

(b) Solução ótima.

U V

G1

G2

(c) Particionamento em G1 e G2.

U V

���

���

(d) G∗ induzido em G1 e G2.

U V

���

���

(e) Soluções ótimas de G1 e G2.

Figura 5.1: Exemplo do cálculo dual.



Capítulo 6

Resultados Computacionais

Neste capítulo os resultados computacionais referentes ao PBEA e ao PFCM serão

apresentados.

6.1 Ferramentas

Como ferramenta utiliza-se o CPLEX, que é um dos pacotes de software de otimização

linear mista mais utilizado na literatura. O CPLEX é responsável por gerenciar todo o

processo do B&C, inclusive:

• escolhas de variáveis para o branch;

• executar o algoritmo de separação;

• adicionar os cortes gerados pelo pré-processamento.

Todos os métodos desenvolvidos foram implementados em C++ . Os métodos exatos foram

executados em uma máquina Intel Core i7-2600 com 3,40GHz e 32 GB de memória RAM

no sistema operacional Arch Linux 3.3.4 e os heurísticos em uma máquina Intel Core

i7-4500U com 1,80GHz e 16GB de memória RAM no sistema operacional Arch Linux

4.2.3.

6.2 Resultados Experimentais dos Pré-processamentos

Primeiramente, serão comparados o algoritmo de separação do CPLEX (quando todas

as restrições são adicionadas e o software é o responsável pelo gerenciamento) com o algo-

ritmo proposto na Seção 3.1.2. Para evitar disparidades entre os resultados de instâncias

grandes e pequenas, foram comparadas as médias geométricas dos cenários. A média

geométrica de um conjunto de dados {t1, t2, . . . , tn} é definida como:

G = η
√

t1t2 · · · tη. (6.1)

52
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A Tabela 6.1 apresenta o resultado da comparação entre o Algoritmo de Sepração

proposto na Seção 3.1.2 e o Algoritmo de Separação do CPLEX. Cada linha na tabela

mostra o resultado para instâncias geradas aleatoriamente com o mesmo valor de p, no

modelo G(n1, n2, p) em que p é a probabilidade de existência de cada aresta, e os valores n1

e n2 representam as cardinalidades das partes. Note que a esperança do número de arestas

no grafo é n1n2p. No total, 30 instâncias foram geradas aleatoriamente. Da esquerda para

a direita, as colunas da tabela mostram: a densidade da instância, a média geométrica dos

tempos computacionais (em segundos) e o número de cenários com o melhor tempo (#G∗)

de cada algoritmo de separação. Note que o algoritmo de separação proposto melhora o

tempo de convergência do algoritmo Branch-and-Cut.

Densidade M. Geo. CPLEX M. Geo. P. Din #G∗ CPLEX #G∗ P. Din
0,2 16,7 47,5 1 4
0,4 63,0 55,6 7 8
0,6 5,2 5,8 3 2
0,8 0,8 0,3 5 0

Total 15,92 16,33 16 14

Tabela 6.1: Comparação do algoritmo de separação aplicado em 30 instâncias aleatórias.

Com relação ao pré-processamento descrito na Seção 5.1 para o PBEA, os resultados

são apresentados na Tabela 6.2. Da esquerda para a direita, as colunas representam: a

densidade da instância, a média do percentual de variáveis fixadas pelo pré-processamento,

e a média do percentual de corte gerado pelo pré-processamento (o número máximo de

cortes é n1n2(n2 − 1)/2 + n2n1(n1 − 1)/2).

Densidade Média do perc. de variáveis fixadas Média do perc. de corte gerados
0.2 19% 51%
0.4 1% 11%
0.6 0% 0%
0.8 0% 0%

Tabela 6.2: Impacto do Pré-processamento.

Note que, quanto mais densa a instância, a efetividade do pré-processamento diminui.

Isto se deve ao fato de que, em instâncias esparsas, a probabilidade de dois vértices estarem

a distância pelo menos 4 (ver Teorema 6) é menor que em uma instância densa.

Com relação ao cálculo do limite dual para o PBEA (Seção 5.3), o algoritmo foi testado

nas 35 instâncias do PFCM, e em 7 delas obteve resultado melhor que a relaxação linear.

O corte escolhido como entrada foi gerado aleatoriamente de acordo com uma solução

heurística — uma biclique da solução pode ir para um lado do corte ou para o outro com

a mesma probabilidade. Propõe-se utilizar o corte mínimo do grafo em trabalhos futuros.

No que diz respeito ao pré-processamento da Seção 5.2 para o PBEA, ele se mostrou

eficaz em instâncias esparsas, porém sem muita efetividade para as instâncias densas.

Propõe-se estendê-lo aos casos em que a biclique não está completa (“quasi-biclique”).
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6.3 Resultados Experimentais dos Algoritmos Exatos

para o PFCM

O PFCM tem sido explorado pela literatura por muitos anos, e diversos trabalhos

propuseram instâncias para este problema. Neste trabalho, foram utilizadas 35 instâncias

disponibilizadas por Goncalves & Resende [37]. Estas instâncias foram utilizadas pela

grande maioria dos trabalhos encontrados na literatura. Ao conhecimento do autor, este

foi o primeiro trabalho exato aplicado a estas instâncias. A Tabela 6.3 lista as 35 instâncias

utilizadas, juntamente com o seu tamanho e fonte.

Tabela 6.3: Instâncias do PFCM utilizadas nos experimentos.

Instâncias Tamanho Fonte

King1982 05× 07 King & Nakornchai [47]
Waghodekar1984 05× 07 Waghodekar & Sahu [92]
Seiffodini1989 05× 18 Seifoddini [82]
Kusiak1992 06× 08 Kusiak & Cho [52]
Kusiak1987 07× 11 Kusiak & Chow [53]
Boctor1991 07× 11 Boctor [10]
Seiffodini1986 08× 12 Seifoddini & Wolfe [81]
Chandrasekaran1986a 08× 20 Chandrasekharan & Rajagopalan [18]
Chandrasekaran1986b 08× 20 Chandrasekharan & Rajagopalan [17]
Mosier1985a 10× 10 Mosier & Taube [65]
Chan1982 10× 15 Chan & Milner [16]
Askin1987 14× 23 Askin & Subramanian [5]
Stanfel1985 14× 24 Stanfel [88]
McCornick1972a 16× 24 McCormick et al. [61]
Srinivasan1990 16× 30 Srinivasan et al. [87]
King1980 16× 43 King [48]
Carrie1973a 18× 24 Carrie [15]
Mosier1985b 20× 20 Mosier & Taube [66]
Kumar1986 20× 23 Kumar et al. [50]
Carrie1973b 20× 35 Carrie [15]
Boe1991 20× 35 Boe & Cheng [11]
Chandrasekharan1989_1 24× 40 Chandrasekharan & Rajagopalan [20]
Chandrasekharan1989_2 24× 40 Chandrasekharan & Rajagopalan [20]
Chandrasekharan1989_3-4 24× 40 Chandrasekharan & Rajagopalan [20]
Chandrasekharan1989_5 24× 40 Chandrasekharan & Rajagopalan [20]
Chandrasekharan1989_6 24× 40 Chandrasekharan & Rajagopalan [20]
Chandrasekharan1989_7 24× 40 Chandrasekharan & Rajagopalan [20]
McCormick1972b 27× 27 McCormick et al. [61]
Carrie1973c 28× 46 Carrie [15]
Kumar1987 30× 51 Kumar & Vannelli [51]
Stanfel1985_1 30× 50 Stanfel [88]
Stanfel1985_2 30× 50 Stanfel [88]
King1982 30× 90 King & Nakornchai [47]
McCormick1972c 37× 53 McCormick et al. [61]
Chandrasekharan1987 40× 100 Chandrasekharan & Rajagopalan [19]

A Tabela 6.4 mostra o resultado para o PFCM sem as restrições de singleton. A tabela

compara o ótimo com o melhor resultado da literatura. Além disso, também compara o

ótimo do PBEA com o número de edições do resultado ótimo do PFCM. Na última coluna

tem-se o último parâmetro no qual o PBEAS(λ) foi executado.

Os trabalhos com os melhores resultados são:

Wu et al. [95]: método de coeficientes de similaridade com função de Boltzmann e ope-

rador de mutação;
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Pailla et al. [68]: simulated annealing ;

Elbenani et al. [30]: algoritmo genético híbrido.

O algoritmo encontrou o ótimo em 27 de 35 instâncias. Em 3 instâncias, as soluções

ótimas são melhores que as soluções encontradas pelas meta-heurísticas da literatura

(King1980, Kumar1987 e Stanfel1985_1). Com relação à diferença de edições entre o

ótimo do PBEA com o ótimo do PFCM, ela é em média 1,13 .

Instância Literatura Ótimo Nout
1

+N in
0

Ótimo PBEA Número de iterações

King1982 75 75 4 4 19
Waghodekar1984 69.57 69.56 7 7 12
Seiffodini1989 80.85 80.85 9 9 12
Kusiak1992 79.17 79.17 5 5 6
Kusiak1987 60.87 60.87 9 9 16
Boctor1991 70.83 70.83 7 7 24
Seiffodini1986 69.44 69.44 11 11 17
Chandrasekaran1986a 85.25 85.25 9 9 31
Chandrasekaran1986b 58.72 58.72 45 43 65
Mosier1985a 75 75 7 7 8
Chan1982 92 92 4 4 4

Askin1987 74.24 74.24 17 17 22
Stanfel1985 72.86 72.86 19 18 23
McCornick1972a 53.33 53.33 42 42 86
Srinivasan1990 69.92 69.92 40 39 61
King1980 57.96 58.04 60 59 102
Carrie1973a 57.73 57.73 41 40 65
Mosier1985b 43.97
Kumar1986 50.81 50.81 61 60 114
Carrie1973b 79.38 79.38 33 32 36
Boe1991 58.79 58.79 75 70 114
Chandrasekharan1989_1 100 100 0 0 0

Chandrasekharan1989_2 85.11 85.11 21 21 52
Chandrasekharan1989_3-4 73.51 73.51 40 39 67
Chandrasekharan1989_5 53.29 53.29 71 64 117
Chandrasekharan1989_6 48.95
Chandrasekharan1989_7 46.58
McCormick1972b 54.82
Carrie1973c 47.68
Kumar1987 62.86 63.04 51 51 76
Stanfel1985_1 59.66 59.77 70 67 104
Stanfel1985_2 50.83
King1982 47.93
McCormick1972c 61.16
Chandrasekharan1987 84.03 84.03 73 73 106

Tabela 6.4: Resultado do algoritmo exato iterativo para o PFCM sem restrição de tama-
nho.

Nas duas tabelas, houveram divergências entre os valores de algumas soluções heurís-

ticas da literatura e as soluções exatas encontradas neste trabalho. Isso se deve por conta

de prováveis erros de digitação.

A Tabela 6.5 mostra resultados do algoritmo exato iterativo aplicado ao PFCM com

restrição de tamanho, de maneira similar à Tabela 6.4. Os valores com melhores resultados

foram obtidos dos seguintes trabalhos:

Wu et al. [94]: simulated annealing ;

Wu et al. [96]: algoritmo water flow-like;
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Goncalves & Resende [37]: algoritmo evolucionário.

O método proposto encontrou o ótimo em 27 das 35 instâncias. Note que os valores

da terceira e quarta coluna foram próximos, com diferença média de apenas 1,81. Além

disso, em 17 dos 27 ótimos os valores coincidem, o que mostra que a solução do PBEAS

corresponde a uma boa solução para o PFCM.

Instância Literatura Ótimo Nout
1

+N in
0

Ótimo PBEAS Número de iterações

King1982 73.68 73.68 5 5 19
Waghodekar1984 62.50 62.50 9 9 15
Seiffodini1989 79.59 79.59 10 10 12
Kusiak1992 76.92 76.92 5 5 26
Kusiak1987 53.13 53.13 15 15 21
Boctor1991 70.37 70.37 7 7 24
Seiffodini1986 68.30 68.30 13 13 25
Chandrasekaran1986a 85.25 85.25 9 9 33
Chandrasekaran1986b 58.72 58.72 45 43 69
Mosier1985a 70.59 70.59 10 10 10

Chan1982 92.00 92.00 4 4 4

Askin1987 69.86 69.86 22 21 28
Stanfel1985 69.33 69.33 23 22 28
McCornick1972a 51.96 51.96 49 46 83
Srinivasan1990 67.83 67.83 46 46 75
King1980 55.90 56.52 70 68 103
Carrie1973a 54.46 54.46 51 47 75
Mosier1985b 42.96
Kumar1986 49.65 49.65 71 64 115
Carrie1973b 76.54 76.54 37 37 42
Boe1991 58.15 58.15 77 73 116
Chandrasekharan1989_1 100.00 100.00 0 0 0

Chandrasekharan1989_2 85.11 85.11 21 21 52
Chandrasekharan1989_3-4 73.51 73.51 39 39 67
Chandrasekharan1989_5 51.97 51.97 73 70 127
Chandrasekharan1989_6 47.37
Chandrasekharan1989_7 44.87
McCormick1972b 54.27
Carrie1973c 46.06
Kumar1987 58.58 58.94 62 60 93
Stanfel1985_1 59.66 59.65 71 71 105
Stanfel1985_2 50.51
King1982 42.64
McCormick1972c 59.85
Chandrasekharan1987 84.03 84.03 73 73 106

Tabela 6.5: Resultado do algoritmo exato iterativo para o PFCM com tamanho mínimo
2× 2 em cada célula.

Na Tabela 6.6 são comparados os tempos computacionais obtidos pela aplicação dos

dois métodos exatos propostos para o PFCM. O algoritmo de Dinkelbach descrito na

Seção 3.2.2 obtém tempos melhores que os demais, salvo por algumas exceções. No

entanto, em alguns casos o algoritmo não consegue resolver o problema.

A Tabela 6.7 mostra o limite dual encontrado ao fim da execução do modelo linear

nas instâncias com ótimos desconhecidos, o melhor valor heurístico obtido e o gap.
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Instância Modelo Linear Modelo Iterativo Alg. de Dinkelbach

King1982 0,01 0,16 0,02
Waghodekar1984 0,01 0,07 0,01
Seifoddini1989 0,03 0,09 0,02
Kusiak1992 0,01 0,02 0,01
Boctor1991 0,01 0,14 0,01
Kusiak1987 0,06 0,29 0,04
Seifoddini1986 0,03 0,18 0,04
Chandrasekharan1986a 0,04 2,06 0,06
Chandrasekharan1986b 4,94 81,46 5,28
Mosier1985a 0,01 0,03 0,04
Chan1982 0,02 0,01 0,05
Askin1987 0,09 0,49 0,38
Stanfel1985 0,11 0,49 0,4
McCormick1972 144,91 600,98 68,13
Srinivasan1990 0,54 7,24 1,17
King1980 125,62 1156,23 137,63
Carrie1973 42,32 87,13 12,44
Mosier1985b – – –
Kumar1986 1771,99 23928,70 4391,3
Boe1991 305,48 2145,24 146,08
Carrie1973 14,55 1,78 1,72
Chandrasekharan1989_1 0,15 0,02 2,41
Chandrasekharan1989_2 0,44 10,08 2,45
Chandrasekharan1989_3-4 0,78 17,46 2,74
Chandrasekharan1989_5 48743,90 371233,00 –
Chandrasekharan1989_6 – – –
Chandrasekharan1989_7 – – –
McCormick1972 – – –
Carrie1973 – – –
Kumar1987 41,53 183,71 14,09
Stanfel1985_1 2622,06 13807,50 146,65
Stanfel1985_2 – – –
King1982 – – –
McCormick1972 – – –
Chandrasekharan1987 18,22 325,53 –
Média (instâncias resolvidas por
todos os algoritmos)

203,03 1681,26 197,33

Tabela 6.6: Comparação dos tempos computacionais (em segundos) dos métodos exatos
para o PFCM.

Instância Limite Dual Melhor valor Heurístico Gap (em %)

Mosier1985b 52,96 43,97 16,98
Chandrasekharan1989_6 56,62 48,95 11,69
Chandrasekharan1989_7 56,32 46,26 17,86

McCormick1972 59,94 54,82 8,54
Carrie1973 62,10 47,84 22,96

Stanfel1985_2 58,28 50,84 12,76
King1982 63,12 48,29 23,49

McCormick1972 66,45 61,16 7,96

Tabela 6.7: Limite dual encontrado obtido na Formulação Linear.
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6.4 Resultados Experimentais das Heurísticas Híbridas

A seguir apresentamos os resultados dos algoritmos GRASP e GRASP+FSP para o

PFCM. O critério de parada de ambos os algoritmos foi dado pelo limite de 100 iterações,

e o número de execuções foi 10.

A Tabela 6.8 mostra o resultado dos algoritmos heurísticos para o PFCM sem as

restrições de singleton. Da esquerda para a direita, as colunas representam: a instância, o

melhor valor encontrado na literatura, o valor exato encontrado pelo algoritmo proposto,

o melhor valor encontrado pelo GRASP, o melhor valor encontrado pelo GRASP+FSP, o

gap médio do GRASP e o gap médio do GRASP+FSP.

Note que o gap do melhor resultado foi 0% em todos os casos — considerando o

resultado exato ou o melhor resultado da literatura. O GRASP obteve 7 soluções melhores

que a literatura, sendo que em 3 delas o exato também foi melhor que as meta-heurísticas

da literatura. Já o GRASP+FSP obteve melhores resultados que o GRASP em 2 soluções;

além disso, obteve também uma melhor convergência: com exceção de uma instância,

todos os gaps médios do GRASP+FSP foram 0%. Já com o GRASP, 3 instâncias tiveram

o gap médio diferente de 0%.

A Tabela 6.9 mostra o resultado os tempos computacionais dos algoritmos heurísticos

para o PFCM sem as restrições de singleton. Para o algoritmo GRASP+FSP, o tempo

limite do módulo exato foi definido como 10% do tempo obitido na primeira parte do

GRASP. Note que os tempos, mesmo com módulo exato, foram bem abaixo do tempo

obitido pelos algoritmos exatos.

6.5 Resultados Heuríticos para o k-MINBCP

Nesta seção, são apresentados os resultados heurísticos aplicados ao k-MINBCP, des-

crito na Seção 1.3. A Tabela 6.10 mostra a instância, o ótimo encontrado pela literatura

e o resultado do GRASP proposto. As instâncias1 e os ótimos foram disponibilizados

no trabalho de Gualandi et al. [39]. Note que, em todas as instâncias, o valor ótimo foi

encontrado, o que mostra a eficácia do método proposto nas variantes do PBEA.

1http://www-dimat.unipv.it/~gualandi/resources/bicliques-data.tar.gz

http://www-dimat.unipv.it/~gualandi/resources/bicliques-data.tar.gz
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Tabela 6.8: Resultado dos Algoritmos Heurísticos sem restrição de Sigleton.

Instância Literatura Exato GRASP GRASP+FSP Gap Médio GRASP Gap Médio GRASP+FSP

King1982* 75 75 75 75 0.000% 0.000%
Waghodekar1984 69.57 69.56 69.57 69.57 0.000% 0.000%
Seiffodini1989 80.85 80.85 80.85 80.85 0.000% 0.000%
Kusiak1992 79.17 79.16 79.17 79.17 0.000% 0.000%
Kusiak1987 60.87 60.86 60.87 60.87 0.000% 0.000%
Boctor1991 70.83 70.83 70.83 70.83 0.000% 0.000%
Seiffodini1986 69.44 69.44 69.44 69.44 0.000% 0.000%
Chandrasekaran1986a 85.25 85.24 85.25 85.25 0.000% 0.000%
Chandrasekaran1986b 58.72 58.71 58.72 58.72 0.000% 0.000%
Mosier1985a 75 75 75 75 0.000% 0.000%
Chan1982 92 92 92 92 0.000% 0.000%
Askin1987 74.24 74.24 74.24 74.24 0.000% 0.000%
Stanfel1985 72.86 72.85 72.86 72.86 0.000% 0.000%
McCornick1972a 53.33 53.33 53.33 53.33 0.000% 0.000%
Srinivasan1990 69.92 69.92 69.92 69.92 0.000% 0.000%
King1980 57.96 58.04 58.04 58.04 0.000% 0.000%
Carrie1973a 57.73 57.73 57.73 57.73 0.000% 0.000%
Mosier1985b 43.26 43.97 43.97 0.000% 0.000%
Kumar1986 50.81 50.80 50.81 50.81 0.000% 0.000%
Carrie1973b 79.38 79.38 79.38 79.38 0.000% 0.000%
Boe1991 58.79 58.79 58.79 58.79 0.003% 0.001%
Chandrasekharan1989_1 100 100 100 100 0.000% 0.000%
Chandrasekharan1989_2 85.11 85.10 85.11 85.11 0.000% 0.000%
Chandrasekharan1989_3-4 73.51 73.50 73.51 73.51 0.000% 0.000%
Chandrasekharan1989_5 53.29 53.29 53.29 53.29 0.000% 0.000%
Chandrasekharan1989_6 48.63 48.95 48.95 0.002% 0.000%
Chandrasekharan1989_7 46.15 46.26 46.26 0.000% 0.000%
McCormick1972b 54.82 54.82 54.82 0,004% 0.000%
Carrie1973c 47.68 47.83 47.84 0.000% 0.000%
Kumar1987* 62.86 63.04 63.04 63.04 0.000% 0.000%
Stanfel1985_1* 59.66 59.77 59.77 59.77 0.000% 0.000%
Stanfel1985_2 50.83 50.84 50.84 0.000% 0.000%
King1982 47.93 48.15 48.29 0.000% 0.000%
McCormick1972c 61.16 61.16 61.16 0.000% 0.000%
Chandrasekharan1987 84.03 84.03 84.03 84.03 0.000% 0.000%
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Tabela 6.9: Tempo Computacional dos Algoritmos Heurísticos sem restrição de Sigleton
em segundos.

Instância Tempo Médio GRASP Tempo Médio GRASP+FSP

King1982 0.0001 0.0001
Waghodekar1984 0.0008 0.0008
Seiffodini1989 0.0011 0.0012
Kusiak1992 0.0014 0.0016
Kusiak1987 0.0050 0.0055
Boctor1991 0.0045 0.0050
Seiffodini1986 0.0115 0.0127
Chandrasekaran1986a 0.0154 0.0169
Chandrasekaran1986b 0.0174 0.0191
Mosier1985a 0.0218 0.0240
Chan1982 0.0230 0.0253
Askin1987 0.2856 0.3142
Stanfel1985 0.2809 0.3090
McCornick1972a 0.6354 0.6989
Srinivasan1990 0.7496 0.8246
King1980 1.2504 1.3755
Carrie1973a 1.2792 1.4071
Mosier1985b 1.7734 1.9508
Kumar1986 2.2112 2.4323
Carrie1973b 2.9190 3.2109
Boe1991 3.4562 3.8019
Chandrasekharan1989_1 5.5378 6.0916
Chandrasekharan1989_2 8.7822 9.6604
Chandrasekharan1989_3-4 9.3731 10.3104
Chandrasekharan1989_5 11.8168 12.9984
Chandrasekharan1989_6 12.1615 13.3777
Chandrasekharan1989_7 12.1054 13.3159
McCormick1972b 14.9195 16.4114
Carrie1973c 31.2864 34.4150
Kumar1987* 39.5737 43.5310
Stanfel1985_1* 50.1857 55.2042
Stanfel1985_2 51.4579 56.6037
King1982 93.4798 102.8278
McCormick1972c 112.3554 123.5910
Chandrasekharan1987 360.3341 396.3675
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Tabela 6.10: Resultado dos Algoritmos Heurísticos para o k-MINBCP.

Instância Ótimo GRASP Instância Ótimo GRASP
10-2 2 2 50-2 3 3
10-3 5 5 50-3 16 16
12-2 2 2 50-4 30 30
12-3 5 5 50-5 19 19
12-4 6 6 50-6 28 28
15-2 2 2 50-7 47 47
15-3 6 6 50-8 34 34
15-4 6 6 60-2 4 4
15-5 9 9 60-3 20 20
20-2 2 2 60-4 18 18
20-3 7 7 60-5 38 38
20-4 9 9 60-6 23 23
20-5 12 12 60-7 27 27
20-6 12 12 60-8 45 45
30-2 3 3 80-2 5 5
30-3 11 11 80-3 10 10
30-4 15 15 80-4 38 38
30-5 11 11 80-5 46 46
30-6 12 12 80-6 35 35
30-7 16 16 80-7 54 54
30-8 16 16 80-8 68 68
40-2 3 3 100-2 5 5
40-3 14 14 100-3 11 11
40-4 14 14 100-4 44 44
40-5 27 27 100-5 52 52
40-6 24 24 100-6 64 64
40-7 18 18 100-7 60 60
40-8 20 20 100-8 60 60



Capítulo 7

Conclusões e Trabalhos Futuros

O trabalho mostra que a resolução do PBEA através de métodos exatos é satisfató-

ria em instâncias de até 140 vértices (como a instância “Chandrasekharan1987”). Além

disso, o algoritmo de separação proposto apresenta desempenho superior ao utilizado pelo

CPLEX. O pré-processamento apresentou fixações em poucos casos. Isso ocorre pois

as instâncias utilizadas são densas, diferentemente do que teria ocorrido com instâncias

esparsas. Em compensação, conseguiu gerar uma grande quantidade de cortes.

Com relação ao PFCM, foi apresentado que sua relação com o PBEA representa uma

nova abordagem que trará bons resultados práticos e teóricos. Nesta abordagem, foram

obtidas as soluções ótimas de instâncias criadas há quase 40 anos. Além disso, fica claro

que a utilização de uma função objetivo linear para o PFCM apresenta bons resultados.

Com relação aos métodos heurísticos, vale ressaltar que o gap do melhor resultado

foi 0% em todos os casos — considerando o resultado exato ou o melhor resultado da

literatura. Além disso, tanto o GRASP quanto o algoritmo GRASP+FSP obtiveram

soluções melhores que a literatura, com um gap médio de 0% em quase todas as instâncias.

Além disso, sua eficácia foi validada em uma variante do PBEA, o k-MINBCP.

Dentre as contribuições deste trabalho podemos citar:

• algoritmo B&C para o PBEA com:

– algoritmo de separação

– pré-processamentos

• relação do PBEA com o PFCM;

• algoritmo exato para o PFCM;

• nova formulação linear-fracionária para o PFCM e sua linearização;

• algoritmo heurístico híbrido para o PFCM;

• resolução exata da maioria das instâncias do PFCM;
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• apresentação do impacto da utilização de uma função objetivo linear no PFCM;

• algoritmo heurístico para o k-MINBCP.

Vale ressaltar a dificuldade encontrada em examinar os trabalhos da literatura sobre

o PFCM, um vez que muitos deles não explicam detalhes da formulação utilizada, prin-

cipalmente com relação ao tamanho mínimo da célula. Outros problemas foram os erros

de digitação nas instâncias encontradas em alguns trabalhos.

Para trabalhos futuros, serão pesquisadas novas variantes para o problema, em que os

algoritmos propostos poderão ser aplicados, juntamente com a possibilidade de utilizar

o corte mínimo do grafo no cálculo do limite dual. Além disso, pretende-se estender o

pré-processamento da Seção 5.2 aos casos em que a biclique não está completa (“quasi-

biclique”).

7.1 Resolvendo Outros Tipos de Problemas de Células

de Manufatura

No projeto de formação de células de manufatura, vários fatores de produção podem

ser levados em consideração simultaneamente. Com base nos fatores de produção mais

utilizados na literatura recente, Defersha & Chen [28] e Liu et al. [56] discutem uma

grande variedade de características/restrições que podem ser incorporadas ao problema.

Os métodos propostos neste trabalho são baseados na aplicação do algoritmo para o PBEA

na resolução do PFCM. Ao considerar estes fatores, precisamos incorporar ao PBEA novos

dados adicionais.

Neste sentido, pode-se classificar cada uma dessas características em dois grupos: as

que permitem uma adaptação direta no modelo do PBEA (resolvendo o problema com

pequenos ajustes no algoritmo), e as que admitem uma adaptação parcial (resolvendo

inicialmente o subproblema relativo ao novo fator de produção, e em seguida utilizando

o resultado como entrada do algoritmo baseado no PBEA).

A seguir, é apresentada uma relação dos principais fatores de produção encontrados na

literatura, e uma ideia geral de como realizar essa adaptação utilizando os algoritmos pro-

postos, baseados no PBEA. Para isso, eles foram separados de acordo com a classificação

acima.

1. Problemas que permitem a adaptação direta do modelo PBEA com peque-

nas modificações:

a - custo/tempo de operação:

acrescente custos nas arestas.
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b - capacidade nas células ou famílias de partes/máquinas:

acrescente restrições limitando o tamanho das bicliques.

c - capacidade das máquinas e demanda por produto:

acrescente custos nos vértices.

d - restrições de proximidade das máquinas:

dada a distância entre cada par vértices, estabeleça restrições que proíbam a presença

de pares de vértices na mesma biclique.

Com relação ao segundo tipo de problemas, deve-se primeiramente resolver o sub-

problema — considerando a nova característica de produção — e, em seguida, utilizar a

solução obtida como entrada para um algoritmo baseado no modelo PBEA. A seguir são

apresentas as características junto com as propostas de adaptação sugeridas.

2. Problemas que permitem uma adaptação parcial:

a - fatores além do contexto de máquinas e partes: alocação de operadores,

custos de ferramentas, tipos de ferramentas:

primeiramente, resolva o problema associado com os operadores/ferramentas, isto é,

decida quais operadores/ferramentas serão alocados em cada máquina; em seguida,

resolva o PFCM utilizando o resultado da alocação como entrada do algoritmo PBEA.

b - fatores que não possuem como o objetivo final a formação de bicliques

perfeitas: múltiplos planos de processos (cada parte possui várias possíveis

sequências de operações):

resolva o problema da escolha da sequência de operações para cada parte, e então

utilize o algoritmo para o PBEA a fim de minimizar os movimentos das partes.

c - fatores que necessitam de estruturas extras: disposição das máquinas (pro-

blema espacial), balanceamento de carga e divisão dos lotes de produção

(fluxo de operações entre as máquinas):

nestes casos, é necessário que a resolução seja integrada (não pode ser separada em

dois subproblemas), o que impossibilita o uso “puro” do PBEA.

Note que, em alguns destes casos, a solução ótima encontrada por este método de duas

fases não é, necessariamente, o ótimo do problema original.
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