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Resumo

A habilidade de reconhecer padrões visuais é essencial para o desempenho de tarefas do
dia-a-dia. Desde sua criação até os dias atuais, os computadores foram desenvolvidos e me-
lhorados para nos auxiliar em atividades, incluindo-se desafios que exijam discernimento
visual. Sistemas computacionais com habilidades de visão foram projetados e aplicados
em diversas áreas, como na indústria para automação de processos e montagens, mape-
amento de ambientes e posicionamento automatizado para a robótica, reconhecimento
facial para controle de acesso, dentre outras.

Independentemente do desafio visual proposto, a tarefa mais elementar, ainda que
complexa, envolve o ato de identificar e reconhecer objetos ou partes de um. Diversas
técnicas foram propostas e estão disponíveis na literatura para resolver este problema.
Porém, todas apresentam limitações quanto ao reconhecimento de uma mesma região
sob diferentes perspectivas. As soluções existentes na literatura reconhecem o poder
discriminativo de junções em imagens. No entanto, não incorporam em suas abordagens
informações geométricas intrínsicas à morfologia de uma junção. A utilização da geometria
das junções possui motivação biológica ao se basear no próprio sistema visual humano e,
também, pois as junções de um objeto são bem localizadas e podem ser identificadas,
ainda que tais objetos se encontrem em cenas completamente distintas.

A abordagem proposta neste trabalho se fundamenta na formalização matemática de
junções em imagens contínuas e na formulação de monômios invariantes à transformações
projetivas para serem aplicados sobre a geometria das junções extraídas de imagens di-
gitais, assim como uma estratégia para representar uma imagem a partir de histogramas
baseados nos valores invariantes calculados para suas junções. A palavra invariante deve
ser reforçada, pois implica na não modificação de um valor independentemente da trans-
formação projetiva aplicada, o que se diferencia da afirmação de que o comportamento
é invariante, como ocorre com regiões e texturas. Tradicionalmente, as técnicas para
descrever características e regiões interessantes se baseiam somente em informações de
variações de intensidade e magnitude, como no uso de regiões e texturas, o que pode ser
um fator limitante para reconhecer objetos sob transformações afins e projetivas.

Os experimentos realizados mostram a viabilidade da estratégia proposta. Eles abran-
gem tanto um conjunto de imagens transformadas artificialmente quanto transformações
obtidas em situações reais, onde as imagens são capturadas em pontos de vista diferentes
de uma mesma cena.

Palavras-chave: detecção de características visuais, descrição de características visuais,
comparação de características visuais, junção, invariante, monômios invariantes,teoria de
invariantes, teorema de Cayley-Hamilton, transformação de similaridade, transformação
afim, transformação projetiva.



Abstract

The hability to recognize visual patterns is essential to complete our most common daily
tasks. Since the beginning, computers have been developed and enhanced to support us in
our activities, including those requiring visual capabilities. Computational vision systems
were developed and applied to a countless number of problems including autonomous
processes and assembly in industry, mapping and positioning automated by robots inside
unknown places, face recognition to provide security and access control, among others.

Regardless of the visual challenge, the most basic task, but complex as well, is the
identification, recognition and classification of objects or parts of them. A range of solu-
tions were proposed and are available in the literature that solves this problem but, they
all present limitations to recognize the same region under different perspectives. Some
of them use junctions to determine whether a region is distinct from others, but their
geometric properties are overlooked. The use of junction’s geometry has motivation in
biology, based on our own visual system, and because they are well localized and could
be identified, even when they were in a different scene configuration.

The main goal of this dissertation is to present the mathematical formalization of con-
tinuous junctions into images and the formulation of monomials invariant under projective
transformations which could be calculated from the geometry of junctions extracted from
digital images and a strategy to describe images using histograms based on invariant
values calculated from that junctions. The word invariant has a point. It means that
a value does not change even when the junction is transformed by the application of a
homography. As a matter of fact, it is not the same as to affirm that something has the
same behaviour, as usually occurs with regions and textures. Even thought regions are
considered well localized, the lack of using geometry information of the inside objects, as
the most of the solutions used to consider, could make the recognition, under affine and
projective transformation, a harder task to achieve.

The experiments show the feasibility of the proposed approach. They consider a set
of images transformed artificially and transformed by changing camera’s position, using
a set of images trully taken under different points of view of the same scene.

Keywords: visual features detection, visual features description, visual features mat-
ching, junction, invariant, invariant monomials, invariant theory, Cayley-Hamilton the-
orem, homography, similarity transformation, affine transformation, projective transfor-
mation.
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Capítulo 1

Introdução

A habilidade de reconhecer padrões visuais é essencial para o desempenho de tarefas do
dia-a-dia. Por exemplo, a procura por objetos perdidos em meio à outros, a identificação
do humor das pessoas a partir de seus gestos, a escolha de um livro em uma estante
e até mesmo a própria leitura do livro exigem do cérebro humano uma resposta veloz
e condizente com a atividade exercida em determinado momento. Do início do século
XX até os dias de hoje, os computadores foram criados e desenvolvidos para auxiliar as
pessoas em suas atividades e, mais recentemente, incluindo-se incontáveis desafios que
exigem discernimento visual.

Tarefas visuais consideradas corriqueiras para o sistema visual humano exigem com-
plexas pesquisas para que sejam realizadas por um sistema automatizado. Podem ser
destacadas algumas aplicações, tais como atividades industriais para supervisão e con-
trole de processos, execução de procedimentos de montagem automatizada que exigem
atenção total e cálculos complexos [18, 57, 58], detecção automatizada de células não sau-
dáveis em mamografias [11, 18], análise automatizada do ambiente por rovers ou drones
em locais de difícil acesso ou inóspitos para seres humanos [58, 60], melhora na experiência
do expectador amante de esportes nas transmissões dos jogos [30, 45, 51], reconhecimento
facial para segurança e controle de acesso [26, 41], dentre muitas outras. Sejam quais fo-
rem os desafios visuais, a atividade mais elementar, ainda que complexa, envolve o ato de
identificar e reconhecer objetos ou partes de um, dada uma cena com excessiva informa-
ção. Até mesmo o cérebro não é capaz de processar toda a informação visual existente em
uma única cena, tendo desenvolvido, ao longo de toda a evolução, um complexo sistema
de atenção com o objetivo de focar em informações úteis. Da mesma maneira, os sistemas
computacionais, em suas atividades visuais, devem ser capazes de detectar características
suficientes para representar as informações úteis da imagem.



1.1 Proposta de Dissertação 2

Pesquisas recentes realizadas nas áreas de Psciologia, Neurociência e Atenção Visual
demonstram que o contorno total dos objetos é mais do que suficiente para que o sistema
visual humano reconheça o objeto. De fato, apenas os pontos de inflexão e seus contornos
em direções diferentes são suficientes para inferir que tipo de objeto está em análise [12].
Esses pontos de encontro de bordas e suas ramificações são denominados junções.

Este trabalho apresenta técnicas para detectar e descrever junções de maneira inva-
riante à diferentes transformações. Este desafio é de suma importância para a solução de
problemas complexos por sistemas visuais automatizados, como, por exemplo, o processo
de reconhecimento visual de objetos. A Figura 1.1 apresenta o processo seguido pela téc-
nica desenvolvida nesta dissertação para caracterização de regiões de imagens por meio
de descritores baseados em junções, compostos de histogramas de valores invariantes à
diferentes transformações. Na Figura 1.1, os procedimento em azul representam os pas-
sos efetivamente desenvolvidos e os procedimentos em cinza representam os passos cujas
implementações utilizadas advém de técnicas em seu estado-da-arte.

1.1 Proposta de Dissertação

Detectar e extrair características a partir de uma imagem representam desafios distintos
da etapa de representá-la ou descrevê-la computacionalmente. Ambas possuem suas difi-
culdades. A extração deve lidar com os problemas causados pela rasterização da imagem
e ruídos introduzidos no processo de captura por uma câmera. A descrição se responsabi-
liza por representar a característica de tal maneira que variações causadas pelos diferentes
posicionamentos da câmera não interfiram na identificação de um mesmo objeto sob pon-
tos de vista distintos. Além do mais, a propagação das incertezas inerentes à detecção
podem interferir substancialmente na descrição final, o que torna este um problema à ser
tratado nas duas etapas.

O grupo de transformações provocadas pela variação de pontos de vista de um ex-
pectador é denominado como o grupo das transformações lineares projetivas e representa
um grande desafio para as soluções descritoras de características visuais. As soluções
existentes na literatura baseiam-se pouco em informações geométricas presentes em suas
estratégias para descrever características visuais, saturando suas representações em função
de variações de intensidade e cores, o que provavelmente torna a invariância verdadeira
à transformações afim e projetivas algo muito complexo de se alcançar. A proposição
principal deste trabalho estabelece que:



1.1 Proposta de Dissertação 3

É possível representar sistematicamente porções de imagens a partir de valores
calculados somente por informações geométricas extraídas de suas junções, de
tal maneira que esses valores sejam invariantes sob o grupo de transformações
projetivas.

A utilização de junções tem motivação biológica ao simular parte do comportamento
do sistema visual humano e também motivação qualitativa, pois as junções de um objeto
são bem localizadas e podem ser utilizadas em pareamentos e correspondências, ainda que
tais objetos se encontrem em cenas completamente distintas.

O termo valores invariantes possui denotação de impacto, pois indica que são inalte-
rados independente da transformação aplicada. Perceba que é diferente afirmar que algo
possui comportamento invariante, o que usualmente se associa à texturas e variações de
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Figura 1.1: O procedimento para encontrar centros de junções utiliza técnicas para de-
tecção de cantos cujos resultados representam localizações de pixels, interpretados neste
trabalho como o vértice central de junções significativas. Em seguida, é realizada a detec-
ção das junções discretas, i.e., junções como conjuntos de segmentos digitais. O processo
segue para conversão das junções discretas em junções contínuas, i.e., cujas ramificações
são segmentos de reta exatos e o vértice central é a intersecção de tais segmentos. As jun-
ções contínuas são utilizadas como entrada para cálculo de valores invariantes para cada
uma, que contribuem para a construção de um histograma de valores invariantes, aqui de-
nominado assinatura de junção. As assinaturas de junção são as características finais que
devem ser comparadas quando se deseja verificar se duas imagens estão correlacionadas
por uma transformação linear projetiva.
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intensidade [65]. Com base na Teoria de Invariantes (Capítulo 4), neste trabalho foram
formulados monômios invariantes para junções sob diferentes grupos de transformações,
incluindo as de similaridade, afins e projetivas (Capítulo 5). Os monômios invariantes
propostos foram incorporados como parte de um sistema descritor que acumula os valores
calculados num histograma que se comporta como uma assinatura de junção da imagem
em questão (Capítulo 6). Os fundamentos e trabalhos relacionados estão apresentados
nos Capítulos de 2 à 4. O Capítulo 7 apresenta uma análise da robustez dos descritores
propostos e dos resultados obtidos.

Junções extraídas diretamente de imagens digitais podem apresentar problemas quanto
à discretização, o que pode levar a modificação de sua geometria, justificando a decisão
de utilizar junções contínuas onde apenas o vértice central e os vértices finais de ramifica-
ção são preservados. Ao final do processo proposto, monômios invariantes são calculados
sobre a geometria das junções e, por fim, contribuem para a assinatura da junção.

1.2 Resultados e Contribuições

Dentre as contribuições deste trabalho, destacam-se:

• Derivações de monômios invariantes à transformações de similaridade, afim e pro-
jetivas, sobre junções contínuas;

• Procedimentos para decomposição de regiões de interesse em termos de junções
contínuas;

• Estratégias para composição de descritores invariantes para regiões de interesse em
imagens.

Os experimentos realizados foram desenvolvidos para mostrar a viabilidade da es-
tratégia proposta, a partir do processamento de um conjunto de imagens transformadas
artificialmente e de um conjunto de imagens capturadas de pontos de vista diferentes em
cenas reais (Capítulo 7). Os resultados obtidos são promissores, indicando que a aplicação
prática dos descritores é plausível.



Capítulo 2

Trabalhos Relacionados

Este capítulo apresenta o estado-da-arte das técnicas atuantes no problema de detecção
e descrição de características visuais invariantes, com foco especial em descritores de
características locais.

O processo de reconhecimento de padrões visuais se divide em detectar, descrever e
comparar características visuais. As abordagens relacionadas à detecção, apresentadas na
Seção 2.1, devem partir da definição prévia de quais características visuais são interessan-
tes para serem descritas posteriormente. Algumas técnicas se baseiam em informações de
intensidade, enquanto que outras são baseadas em contornos. Cada abordagem com suas
vantagens e desvantagens.

Uma vez detectadas e extraídas, é preciso transcrever computacionalmente cada uma
das características visuais, para que essas possam ser comparadas automaticamente. Téc-
nicas que se propõem à descrever características locais, apresentadas na Seção 2.2, não
devem produzir diferentes resultados diante dos mesmos objetos ainda que sob diferentes
transformações causadas pelas variações de pontos de vista. A definição de uma estraté-
gia de detecção e descrição implica em estabelecer a robustez do descritor à determinadas
transformações. O pareamento entre imagens sob diferentes transformações é uma neces-
sidade para o funcionamento correto de diversas soluções em Visão Computacional. Por
fim, conforme descrito na Seção 2.3, as características descritas para uma imagem devem
ser comparadas com características advindas de outras imagens a fim de determinar o
quão semelhantes elas são.
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2.1 Detectores de Características

A detecção de características está diretamente relacionada com a estratégia de descrição.
Porém, são procedimentos que podem ser apresentados de forma independente. As prin-
cipais estratégias de descrição são baseadas na geometria de um contorno ou intensidades
de uma região e, assim, os detectores também serão classificados. As características à
serem detectadas ainda podem advir de elementos pontuais de uma cena específica (i.e.,
características locais) ou da cena como um todo (i.e., características globais).

Características globais são muito sensíveis à ruídos de qualquer tipo e à diversos ou-
tros fatores como alterações de escala, oclusão de objetos, mudanças de pontos de vista,
variações de iluminação, dentre outras. No entanto, exigem menos esforço computacional.
Este tipo de característica costuma ser usada em ambientes de automação industrial onde
a iluminação é controlada e, comumente, o único objeto em cena é o que se deseja des-
crever de fato. Algumas soluções se baseiam em histogramação dos sinais de intensidade
da imagem [5]. Algumas abordagens calculam momentos invariantes da imagem [44] e
outras descrevem contornos inteiros de um objeto [7, 8, 47]. As transformadas sob bases
ortonormais distintas das euclidianas (e.g., transformada de Fourier [16], de Haar [27],
Harmônica Esférica [43]) também geram vetores de coeficientes que podem ser considera-
das características globais de uma imagem.

Os detectores de características locais focam em elementos pontuais presentes na
imagem e também podem ser interpretados como uma representação esparsa da imagem.
Em geral, buscam por pontos de inflexão nos contornos da imagem. Além da motivação
biológica, esses pontos são mais discriminativos do que regiões lisas ou até mesmo bordas
contínuas, conforme mostra a Figura 2.1. Dentre os detectores mais conhecidos destacam-
se o detector de cantos e junções de borda de Moravec [46] e Harris [28], que correlacionam
as informações da vizinhança de um ponto para concluir se o mesmo pertence à uma
borda, canto ou uma região lisa. Outras técnicas se baseiam em convoluções da região
de interesse, como a Laplaciana de uma Gaussiana [35], a Diferença entre Gaussianas
utilizada por Lowe [40] e, também, a Diferença entre Hessianas aplicada por Bay [36, 37].
Essas técnicas são especializadas em identificar pontos interessantes que não se limitam à
estruturas simples, tais como, bordas, cantos e junções.
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(a) (b)

Figura 2.1: Duas fotografias de uma geleira sob um deslocamento de pontos de vista para
demonstrar a distinguibilidade de cantos. Os quadrados vermelhos em ambas as imagens
destacam as mesmas regiões de interesse, as quais os descritores deveriam correlacioná-
las: uma parte do céu, uma borda de geleira e um pico de montanha. Perceba que a
região de céu aberto se confunde com qualquer área do céu nas fotografias, o que a torna
muito ruim para se considerar uma característica. A borda de geleira já possui uma
distinguibilidade maior que a do céu aberto mas é fácil perceber que este pedaço de borda
ainda se confundiria com outros pedaços de borda de geleira. As descontinuidades do pico
de montanha é o que a torna uma região tão distinta.

2.2 Descritores de Características

A descrição invariante para um único ponto é inviável em aplicações práticas. Por isso,
os descritores que utilizam detectores de pontos, em geral, descrevem correlações entre
as intensidades de uma região em torno de um ponto, especialmente denominada como
uma região de interesse [65]. A detecção de contornos de objetos inteiros, usualmente em
locais onde há controle de iluminação e de ruídos externos, se destina à descritores de
parâmetros intrínsicos da geometria do contorno, denominada como contorno de contexto
ou contorno de interesse [7]. Descritores de contorno são apresentados na Subseção 2.2.4.

Descritores que se baseiam em regiões de interesse podem ser classificados de acordo
com sua estratégia principal para descrição. Lowe e Bay et al. foram responsáveis pela cri-
ação, respectivamente, dos trabalhos, Scale-Invariant Feature Desciptor (a.k.a., SIFT) [39]
e Speed-Up Robust Features (a.k.a., SURF) [6]. A partir daí, diversas melhorias foram
propostas, tanto em eficiência quanto em representatividade, sobre essas técnicas. Recen-
temente, uma estratégia inovadora foi proposta por Calonder, denominada Binary Robust
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Independent Elementary Features (a.k.a., BRIEF) [13], que objetiva descrever regiões de
interesse em sequências binárias. A vantagem do uso de sequências binárias está na etapa
posterior, de comparação, que é executada de maneira mais eficiente que as utilizadas no
SIFT e SURF.

Os descritores de contorno fundamentam-se na representação geométrica dos objetos
e no cálculo de propriedades específicas, como, por exemplo, distância dos pontos de
borda até seu centro de massa, excentricidade de seções cônicas que melhor se ajustam e
proporções entre áreas, dentre outras.

2.2.1 Descritores derivados do SIFT

O método para detectar e descrever características SIFT [39] foi projetado para proporcio-
nar invariância à transformações euclidianas (i.e., rotações, translação e escala uniforme),
definidas na Seção 3.3. Posteriormente, diversos autores propuseram melhorias para a téc-
nica, tanto para aumentar a eficiência computacional quanto para estender sua robustez
para outras transformações [10, 33, 67].

SIFT opera sobre imagens em tons de cinza. Para obter invariância à modificações de
escala, técnicas baseadas em SIFT utilizam como detector de características a Diferença
entre Gaussianas numa pirâmide de aplicações sucessivas de filtro gaussiano sob diferen-
tes desvios padrão, uma aproximação mais eficiente do filtro laplaciano, para detectar
extremos no espaço de escalas.

Para descrever uma região de interesse na imagem, Lowe propôs uma janela de ta-
manho 16 × 16 pixels onde, para cada pixel, é calculada a magnitude e orientação do
gradiente. Esses dados são aglomerados em quatro histogramas de orientação cujas en-
tradas representam angulações múltiplas de 45°, como ilustrado na Figura 2.2. Perceba
que, ao dividir a região em dezesseis subregiões de tamanho 4× 4 pixels e num total de 8
angulações possíveis para os mapas de orientação, teremos uma característica composta
por 128 coeficientes.

Trabalhos posteriores [24, 33] objetivam alterar o domínio das características, redu-
zindo sua dimensionalidade e optimizando, assim, a etapa seguinte de comparação. Ke et
al. [33], por exemplo, utiliza a técnica de análise dos componentes principais para redu-
zir a dimensionalidade das características originais de 128 para apenas 20 coeficientes.
Algumas variantes estendem a técnica original para imagens coloridas [1], enquanto que
outras estendem o SIFT para prover invariância à diferentes transformações. Um exemplo



2.2 Descritores de Características 9

(a) Orientações do gradiente em cada pixel. (b) Soma das magnitudes em direções fixadas.

Figura 2.2: Processo de descrição de uma região de interesse 8× 8 pelo SIFT. A imagem
(a) mostra as direções dos gradientes em cada ponto numa subregião 4× 4, enquanto que
(b) apresenta a soma das magnitudes da mesma subregião em 8 direções fixadas. Esta
subregião poderá ser descrita por 32 valores numéricos. A região total proposta por Lowe,
que utiliza regiões 16× 16, necessita de 128 valores para ser descrita.

interessante dessa variação é o ASIFT [67], que aplica SIFT diversas vezes em diferentes
transformações afins simulada da imagem de entrada, levando à construção de descritores
invariantes à transformações afins.

2.2.2 Descritores derivados do SURF

SURF [6] surgiu como uma alternativa mais computacionalmente eficiente que o SIFT.
Ele provê invariância às transformações euclidianas e seu uso prático demonstra robustez
à pequenas mudanças de pose da cena.

Bay et al. propõem uma detecção de regiões interessantes a partir da identificação de
extremos locais, num espaço de escala, semelhante ao detector de cantos de Harris modi-
ficado para detectar pontos em regiões ainda que sob transformações afim. No entanto,
o SURF utiliza o determinante hessiano da vizinhança para selecionar os pontos mais
relevantes. Pesquisas apontam o detector hessiano afim de regiões interessantes como o
mais estável [36, 37], quando comparados à Diferença de Gaussianas utilizado pelo SIFT.

Após a identificação das regiões, Bay et al. propõem a definição de um entorno cir-
cular, com raio parametrizado. Dos pontos pertencentes à esta região os autores utilizam
uma transformada de Haar [4] sobre a segunda derivada da imagem de intensidades para
identificar as direções preferenciais. Em cada direção possível, as orientações são soma-
das para formar vetores de orientação, onde o de maior comprimento é tomado como a
orientação preferencial de toda a região.

A transformada de Haar, assim como a transformada de Fourier, permite a represen-
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tação de uma função sobre bases de funções ortonormais, sendo caracterizada por obter
sinais discretos como resultado.

2.2.3 Descritores derivados do BRIEF

Os descritores binários surgiram como uma alternativa compacta para a descrição de
características em imagens. Além da simplicidade, BRIEF [13] apresenta características
com alto poder discriminativo, descritas à partir de sequências binárias, podendo ser
comparadas facilmente através de distâncias binárias, como a distância de Hamming.
Segundo Calonder et al. [13], BRIEF apresenta uma alta sensibilidade à distorções e
ruídos.

O método foi desenvolvido com base em trabalhos anteriores [50], que provam a pos-
sibilidade de se descrever as características de uma imagem à partir de um conjunto de
comparações entre intensidades, dando origem à sequências binárias obtidas dos resulta-
dos dessas comparações.

Seja

binnd
(p) =

nd∑
i=1

2i−1patch(p; ai,bj), (2.1)

onde binnd
é uma função responsável por sequênciar valores, nd é a cardinalidade desejada

para a sequência gerada, p denota um padrão de comparação de intensidades pré-definido,
ai e bi caracterizam o i-ésimo par do padrão p cujas intensidades serão comparadas e patch
é a função responsável por comparar ai e bi, retornando um valor binário como resposta:

patch(p; a,b) =
 1 se p(a) < p(b);

0 c.c.
. (2.2)

O padrão de comparação p em uma dada região, à princípio, não precisa respeitar nenhum
modelo específico.

Diferentes pares de pontos são sorteados pelos autores, respeitando distribuições de
probabilidade, os pares sorteados podem ser vistos na Figura 2.3. Calonder et. al. reali-
zaram testes para verificar os mapas de comparação que apresentariam a maior taxa de
acerto em um conjunto conhecido de imagens. Entretanto, nenhum obteve uma vantagem
conclusiva para ser definido como o mais adequado.

Ao se estabelecer uma nova estratégia para descrição de características, que mostrou
ser bastante simples e eficiente, diversos trabalhos foram desenvolvidos à partir do BRIEF
na intenção de melhorar as características da técnica ou embutir uma nova invariância
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Figura 2.3: Mapas de comparação entre pixels. Cada mapa possui pares de pixels sorte-
ados sob uma distribuição especificada e cada segmento de reta interliga dois pixels que
formarão um par cujas intensidades serão comparadas. Da esquerda para a direita, as dis-
tribuições de probabilidade aplicadas foram: uniforme, gaussiana com σ = 0.25 para p1 e
p2, gaussiana em a1 com σ = 0.25 e em a2 com σ = 0.01, randômico e, o último, tomando
um dos pontos como o centro da região. Imagem adaptada do artigo original [13].

à transformações. Daí surgiram técnicas implementando, assim como o SIFT, a detec-
ção de pontos interessantes dentro de um espaço de escala [49], adicionando invariância
à rotações [34] e, o estabelecimento de um padrão circular de comparação entre pontos
de uma região [55]. Os padrões circulares, chamados BRISK e FREAK, ilustrados pela
Figura 2.4, auxiliam na determinação da direção preferencial do gradiente naquela re-
gião, tornando possível estabelecer uma posição canônica para a região, alcançando-se a
invariância também à rotações sobre o plano.

2.2.4 Descritores baseados em contorno

Os descritores baseados em contorno existentes na literatura buscam informações de po-
sicionamento geométrico dos pixels do contorno para gerar as chamadas assinaturas ou
vetores de características do formato à ser analisado. Tais soluções são classificadas em:
(i) descritores de silhuetas, (ii) descritores de aparência e (iii) descritores de formato.

(a) Padrão circular BRISK. (b) Padrão circular FREAK.

Figura 2.4: Padrões circulares para comparação de intensidades: A imagem (a) apre-
senta o padrão BRISK, proposto como uma extensão do BRIEF, provendo invariância
à rotações [34]. A imagem (b) apresenta o padrão circular FREAK, estratégia baseada
em pesquisas sobre a biologia do olho humano [49]. Em ambos, os círculos em vermelho
indicam a região de aplicação de um filtro passa-baixa.
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Descritores de silhuetas tem por característica aproximar toda a região definida pelo
contorno do objeto em questão, por geometrias conhecidas, tais como retângulos, círculos
e elipses, a fim de obter parâmetros intrínsicos, como o eixo medial [23, 61], divisão da área
total em triângulos formados por sucessivos pontos de contorno e seu centróide onde cada
quantitativo de área seria o descritor da dupla de pontos [2, 3], dentre outras. Algumas
soluções desta categoria propõem a descrição da silhueta em coeficientes da transformada
de Fourier, garantidamente invariantes à isometrias [17, 52, 68].

As técnicas classificadas como descritoras de aparência foram propostas posterior-
mente, utilizando os mesmos conceitos das descritoras de silhuetas, porém, medindo di-
retamente valores de intensidade e cores da região interior do contorno do objeto. A
identificação de semelhanças entre dois objetos pode ser realizada através de uma análise
de componentes principais e medindo a distância entre seus centros de massa [48, 64];

A última classificação, descritores de formato, é referente à técnicas que se baseiam
no conjunto de pixels que compõem o contorno. Diferentemente das anteriores, soluções
dessa categoria não são sensíveis à diferenças de iluminação por fazerem uso apenas de
informações geométricas dos pontos de borda. Esta abordagem se mostra bastante eficaz
no reconhecimento de caracteres e de formatos isolados em condições onde a segmentação
total dos objetos é possível [3, 23, 68].

2.3 Comparador de Características

Descritores derivados do SIFT, SURF e BRIEF constroem características visuais a partir
de valores numéricos vetorizados, permitindo a aplicação de técnicas para cálculo de
distâncias entre vetores numéricos (e.g., distância euclidiana, geométrica, de Hamming,
dentre outras).

Os descritores de características baseados em contornos, comumente, utilizam histo-
gramas acumuladores de assinaturas dos pixels de contorno. Na etapa de comparação
de características deve então se utilizar técnicas que servem à este fim, tais como, Qui-
Squared’s Distance [21], Earth-Mover’s Distance [56], dentre outras.

Como será detalhado no Capítulo 6, este trabalho utiliza histogramas como objeto
matemático para descrever junções em imagens raster e aplica o método Earth-Mover’s
distance para cálculo de distância entre histogramas.
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2.4 Discussão

Os métodos para identificação e extração de características podem ser globais (i.e., que
consideram informações do contexto total da imagem) ou locais (i.e., que consideram
propriedades geométricas ou de intensidade de uma região da imagem). No preâmbulo
deste capítulo foi explicitada a falta de representatividade e robustez das características
globais, enquanto que no decorrer da Seção 2.1, o estado-da-arte de técnicas locais foi
apresentado.

Dos detectores de características locais, os métodos ainda podem ser subclassificados
entre os que utilizam informações geométricas e os que utilizam informações de intensi-
dade. Ambas as abordagens possuem suas vantagens e desvantagens e a escolha entre
uma delas dependerá da estratégia que se deseja utilizar para descrever as características
encontradas. As técnicas baseadas em intensidade são comuns dentre os descritores de
características mais conhecidos da literatura, como o SIFT e o SURF (Seção 2.2), pois os
mesmos descrevem orientações em uma região de interesse.

As técnicas SIFT e SURF disputam entre si em termos de robustez das características
que descrevem, enquanto que os descritores binários se apresentam como uma alternativa
simples e eficiente, porém, bastante sensíveis à distorções e ruídos. É importante notar que
os descritores em seu estado-da-arte, mesmo os binários, dependem de estratégias distintas
para se obter invariância à diferentes transformações de regiões, como, por exemplo, a
pirâmide de escalas para a escala uniforme e detecção de orientação preferencial para
invariância à rotações, tornando o processo complexo como um todo.

Não há dúvidas sobre a importância das informações de intensidade e gradiente obti-
das à partir de uma vizinhança de interesse para descrever adequadamente a mesma. Mas
apesar das regiões de interesse serem consideradas características locais, os descritores não
levam em consideração a estrutura dos objetos em seu interior, tornando a invariância à
transformações afins e projetivas computacionalmente complicada de se obter. Até mesmo
as técnicas estabelecidas para descrever contornos, também locais, consideram contornos
inteiros como característica, o que limita a solução para objetos de formato específico que
possa ser totalmente segmentado do restante da cena. Além do que, esta última ainda
possui limitações quanto à garantir invariância sob transformações afins e projetivas.

Diferentemente das estratégias propostas para descrever regiões vistos nesse capítulo,
informações geométricas sobre estruturas interiores podem ser utilizadas para alcançar
invariância à transformações de similaridade, afim e projetivas, como será demonstrado
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ao longo deste trabalho. A técnica defendida neste trabalho propõe a simplificação do
processo, tomando junções como características principais para a obtenção de valores
escalares invariantes por junção ajustada à região de interesse e, invariante à transfor-
mações de determinado grupo. Perceba que, de maneira distinta, a solução proposta
fundamenta-se na representação de topologias localizadas e não de contornos inteiros.



Capítulo 3

Conceitos sobre Características Visuais,
Geometria Projetiva e Transformações
Lineares

Este capítulo tem por objetivo introduzir o que são características visuais e o que as faz
serem consideradas interessantes (Seção 3.1). Na Seção 3.2 são apresentadas bases concei-
tuais que permitem a representação geométrica de informações extraídas de uma imagem.
A Seção 3.3 demonstra, brevemente, como as geometrias são afetadas diante das diferen-
tes transformações existentes, não abstendo-se de apresentar, ainda, as propriedades que
tornem as geometrias invariantes.

3.1 Características Visuais de Interesse

Por definição, uma característica visual é uma propriedade, um detalhe ou uma qualidade
capaz de distinguir um objeto sob análise, enquanto que uma imagem é uma represen-
tação visual de um aspecto particular de uma cena que, por sua vez, pode vir a possuir
incontáveis características visuais.

Não seria viável, nem para os computadores nem para o cérebro humano, interpretar
todo e qualquer tipo de característica visual presente numa cena e, por isso, são neces-
sários alguns direcionamentos prévios. A evolução moldou um sistema de atenção visual
complexo para que o cérebro fosse capaz de focar nas características interessantes, com
o mínimo de desgaste neurológico. Especialistas acreditam que esse complexo sistema de
filtragem se manifesta de duas formas [12, 19, 31]. A primeira, do inglês bottom-up, esta-
belece a atenção a partir dos sensores físicos que captam a cena, à exemplo da biologia do
olho, que conduz o foco para a região central. A segunda, do inglês top-down, manifesta a



3.1 Características Visuais de Interesse 16

atenção como uma imposição dos objetivos da atividade à ser finalizada, por exemplo, ao
se buscar um objeto vermelho numa caixa com outros objetos de cores variadas. Sistemas
computacionais de visão baseados na biologia natural, em sua maioria, fundamentam suas
soluções em filtragens bottom-up.

A retina, i.e., região do globo ocular onde a cena visualizada projeta-se, é composta
por células especializadas e sensíveis à propriedades luminosas específicas. Dentre tais
células estão os bastonetes e os cones que são sensíveis, respectivamente, à intensidade
luminosa e às cores e nitidez. As informações captadas que codificam formato, cores e
noções de movimento são guiadas para o córtex visual central, presente na parte de trás
do cérebro [29, 31, 66].

Existem muitas pesquisas e teorias nas áreas de Psicologia, Neurociência e Atenção
Visual que têm por objetivo determinar a importância de cada informação captada para
tarefas específicas. Para as atividades de reconhecimento e classificação de objetos, em
especial, constatou-se que o o formato, ou seja, o contorno dos objetos são mais do que
suficientes para que o cérebro infira que tipo de objeto está em cena. Mais do que isso,
as junções de borda, por si só, já seriam suficientes [63], justificando o uso de junções
como características de alto interesse. A Figura 3.1 ilustra, objetivamente, o contorno
de objetos conhecidos (à esquerda) e apenas com as junções de contorno (ao centro) e
suas versões apenas com as bordas contínuas (à direita). Perceba como é mais natural
identificar o objeto a partir de suas junções.

Figura 3.1: Na coluna mais à esquerda, seguem formatos de objetos conhecidos: uma
taça e uma tesoura. Na coluna central, suas junções, ignorando-se as bordas contínuas,
e na coluna mais à direita, seus contornos, ignorando-se as junções. Perceba como é
mais natural inferir o objeto sob análise quando consideradas apenas as junções de borda.
Imagens originais de Biedermen [9].
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Uma vez definido o que é interessante para ser encontrado será necessário detectar e
transcrever as características de tal maneira que sistemas automatizados sejam capazes
de compará-las. Tradicionalmente, dada uma característica de interesse, a transcrição
pode ser fundamentada sobre informações e propriedades presentes em sua região vizinha
(i.e., orientações e magnitude de gradientes, geometrias, intensidades e cores, etc.). Este
processo de transcrição é usualmente conhecido como descrição de características. O
descritor é o representante da característica.

3.2 Estruturas Geométricas em Imagens

Seja
I(x, y) : R2 → R, (3.1)

uma função que denota uma imagem contínua de intensidades avaliado em um ponto
a = (x, y). Os contornos materializados em I são, de fato, variações bruscas de intensidade,
dada uma direção em x ou em y. Seja, então,

∇I(x, y) =
(
∂I
∂x
,
∂I
∂y

)
, (3.2)

onde ∇I denota o gradiente calculado no ponto a.

A definição formal das funções de imagem estabelecem que um ponto a = (x, y)
qualquer deve pertencer ao espaço planar R2 e são representações bidimensionais de uma
cena com três dimensões. À este espaço bidimensional com uma dimensão homogênea
extra w, denominamos espaço projetivo P2. Por conveniência, o plano π paralelo aos
eixos x e y, posicionado em w = 1, denomina-se plano homogêneo (Figura 3.2). As
Seções 3.2.1 à 3.2.3 apresentam as representações algébricas das primitivas geométricas
de interesse, definidos sob o espaço P2, para esta dissertação.

A interpretação de informações visuais em termos de elementos geométricos conhe-
cidos (i.e., direções, pontos, retas, seções cônicas, etc.) e definidos sobre o espaço P2 é
bastante útil, pois representa de maneira natural as diferentes transformações projetivas
(ou homografias).

3.2.1 Pontos finitos e direções em P2

Seja o vetor u ∈ P2, representado pelo trio ordenado u = (x, y, w)>. Geometricamente, u
pode ser interpretado como um ponto próprio (ou finito) quando w 6= 0 ou ponto impróprio
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Figura 3.2: Interpretação geométrica de vetores em P2 como pontos no plano projetivo π
para w = 1. Pontos e direções são escaláveis em P2, o que significa que u = (x, y, w)> ≡
(kx, ky, kw)>, para k 6= 0. Quando k = 1

w
, para w 6= 0, essa operação é denominada

normalização pela coordenada homogênea.

(ou direção) quando w = 0. Pontos e direções são escaláveis em P2, o que significa que
u = (x, y, w)> ≡ (kx, ky, kw)>, para k 6= 0.

O conceito de plano projetivo homogêneo é, comumente, aplicado para representar o
plano de imagem onde os elementos se encontram originalmente. Os vetores que definem
o plano π possuem coordenada homogênea w = 1. Ao se aplicar uma transformação
projetiva, eventualmente, tais vetores são mapeados para elementos com coordenada ho-
mogênea w′ distinta. Se w′ 6= 0, então basta dividir todas as coordenadas por w′ e o
mesmo é reprojetado para o plano π. Se w′ = 0 então o vetor resultante é interpretado
como uma direção, ou como se o mesmo fosse um ponto infinitamente distante da origem.

3.2.2 Retas em P2

Retas respeitam à equação geral a x+ b y + c = 0 e também são representadas como
vetores r = (a, b, c)> ∈ P2. Retas são escaláveis em P2, o que significa que r = (a, b, c)> ≡
(ka, kb, kc)>. Ou seja, independentemente da escala k 6= 0, o vetor codificaria a mesma
reta. Geometricamente, uma reta em P2 representa a intersecção entre o plano homogêneo
e o plano de normal (a, b, c)> e que passa pela origem do espaço vetorial tridimensional
P2, conforme ilustra a Figura 3.3. Na Figura 3.3a, dois pontos p e q são apresentados
sobre o plano homogêneo. A reta r que contém p e q é dada por r = p×q, onde × indica
o produto vetorial entre os pontos p e q, Como resultado, r é o vetor perpendicular tanto
à p quanto à q, ou seja, o vetor normal ao plano expandido pelos vetores p e q.
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Figura 3.3: Interpretação geométrica de uma reta em P2. Dados dois vetores p e q em
P2, a reta r que contém ambos os pontos é dada pela intersecção do plano homogêneo e
ao plano expandido pelos vetores p e q. Perceba que r = p×q, onde × indica o produto
vetorial, ou seja, r é o vetor normal ao plano expandido.

3.2.3 Seções cônicas em P2

As seções cônicas representam um conjunto de curvas algébricas de segundo grau e que são
classificadas em próprias ou degeneradas, caso essas sejam irredutíveis. As cônicas próprias
se materializam em grupos de elipses, hipérboles, parábolas e círculos. As degeneradas
também podem ser agrupadas em retas coincidentes, retas paralelas, retas concorrentes
ou pontos [63]. A Figura 3.4 apresenta os diferentes tipos de seções cônicas, as cônicas da
linha superior, da esquerda para a direita, um círculo, uma hipérbole, uma elipse e uma
parábola, representam todos os tipos de cônicas próprias e a linha inferior, da esquerda
para a direita, duas retas coincidentes, duas retas paralelas, duas retas concorrentes e um
ponto, representam todos os grupos de cônicas degeneradas.

As seções cônicas podem ser definidas pela união de todos os pontos que as formam
(i.e., representação primal) e, de maneira análoga, também podem ser definidas pela união
de todas as retas tangentes aos pontos que formam a cônica (i.e., representação dual),
o que caracteriza um envelope de cônicas. Cônicas primais e duais são duas maneiras
distintas de se interpretar uma seção cônica. A Figura 3.5 ilustra uma mesma elipse em
sua representação primal e, também, em sua representação dual.

As seções cônicas respeitam a equação

a11x
2 + a12xy + a22y

2 + a13xw + a23yw + a33w
2 = 0, (3.3)

onde p = (x, y, w)> é um ponto que pertence à seções cônicas em P2. Em notação
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Figura 3.4: Na linha superior, da esquerda para a direita, seções cônicas próprias: um
círculo, uma hipérbole, uma elipse e uma parábola. Na linha inferior, da esquerda para
a direita, seções cônicas degeneradas: duas retas coincidentes, duas retas paralelas, duas
retas concorrentes e um ponto.

matricial, a Equação 3.3 é escrita como

p> · A · p =
(
x y w

)
·


a11

a12
2

a31
2

a12
2 a22

a32
2

a31
2

a32
2 a33

 ·

x

y

w

 = 0, (3.4)

onde a11, a12 e a22 não são simultaneamente iguais à zero. As matrizes A associadas
à seções cônicas podem ser multiplicadas por um valor escalar, não alterando a inter-
pretação geométrica das mesmas, o que significa que A ≡ kA, para k 6= 0. Logo, sem
perda de representação, é possível determinar um k = 1

aij
, para aij 6= 0, diminuindo o

número mínimo de coeficientes necessários para definir unicamente uma seção cônica para
5 coeficientes. A notação matricial facilita a interpretação de algumas propriedades em
termos de operadores matriciais (e.g., determinantes, traços, etc.). Matrizes associadas
que possuem determinante nulo não são inversíveis e representam cônicas degeneradas.

(a) (b)

Figura 3.5: Uma única elipse representada em sua forma primal (a) e dual (b). A primal
cujo contorno é dado pelos pontos de borda da cônica e a dual cujo contorno é dado por
todas as tangentes dos pontos da primal.
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Entende-se por discriminante de uma cônica o valor calculado por

dsc(A) = det
 a11 a12

a12 a22

 , (3.5)

onde A denota a matriz simétrica associada à cônica. O valor resultante do discriminante
indica o tipo da cônica associada, como segue:

• Se dsc(A) < 0, A é uma elipse;

• Se dsc(A) > 0, A é uma hipérbole;

• Se dsc(A) = 0, A é uma parábola.

3.2.4 Feixe e rede de cônicas

Cônicas próprias ou degeneradas, podem ser combinadas linearmente para dar origem à
uma nova matrizM associada à uma seção cônica, formando assim um feixe de cônicas [59,
63]:

A = k1C1 + k2C2 + . . .+ knCn, (3.6)

onde Ci são matrizes associadas à cônicas e ki ∈ R, para ki 6= 0.

De maneira análoga, cônicas duais também podem ser combinadas linearmente para
dar origem à novas cônicas duais. A operação é similar à definida para cônicas primais
na Equação 3.6. No entanto, são conceitualmente distintas e são nomeadas de forma
distinta, também. A combinação de cônicas duais é denominada rede de cônicas [59] e
é fundamental para entender parte da motivação que deu origem a um dos monômios
invariantes propostos no Capítulo 5.

3.2.5 Equivalência entre pontos e cônicas duais

Uma equivalência entre pontos finitos no espaço projetivo P2 e matrizes simétricas asso-
ciadas à cônicas duais no espaço das cônicas duais R3×3 pode ser definida como segue:

T(u) : u ∈ P2 →


x2 xy xw

xy y2 yw

xw yw w2

 ∈ R3×3, (3.7)

onde u = (x, y, w)>.
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Essa equivalência será utilizada no Capítulo 5 para mapear os pontos finitos que
delimitam junções para o espaço dual das matrizes associadas à seções cônicas.

3.3 Transformações Lineares Projetivas

Transformações geométricas são operações aplicadas sobre primitivas geométricas que
permitem mapear a disposição dos elementos pertencentes à um domínio para um outro,
igual ou distinto. O grupo de transformações ditas lineares projetivas em P2 é composto
por operações que mapeiam elementos pertencentes à um plano projetivo em outro através
da aplicação de uma sequência finita de projeções.

Em álgebra matricial, uma transformação projetiva H, em P2, pode ser descrita por
uma matriz 3× 3

H =


h11 h12 h13

h21 h22 h23

h31 h32 h33

 , (3.8)

onde H é uma matriz com determinante não nulo.

Tranformações lineares projetivas são classificadas em diversos subgrupos conside-
rando suas propriedades geométricas. Conforme ilustrado na Figura 3.6, o grupo mais
geral de transformações lineares projetivas ainda pode ser especializado e subdividido em
outros grupos com características bem definidas, como os grupos isométrico, de similari-
dade e afim, descritos nas seções que se sucedem.

3.3.1 Grupo das isometrias (transformações rígidas)

São transformações que preservam a forma geral e a escala dos objetos envolvidos. Os
axiomas definidos pela geometria euclidiana são preservados e, por isso, também são
conhecidas como transformações euclidianas. São elas, as rotações, translações e reflexões.
Ao preservar o formato e tamanho originais dos objetos, pode-se garantir que distâncias
entre pontos e angulações entre vetores ou retas são ditas grandezas invariantes sobre
transformações rígidas, assim como a área de estruturas geométricas.

3.3.2 Grupo das similaridades (transformações de similaridade)

Este grupo inclui as transformações capazes de modificar o tamanho dos objetos envol-
vidos, no entanto, sem alterar o formato dos mesmos. Tais transformações, além de
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Figura 3.6: Hierarquia do grupo de transformações projetivas. O grupo mais interno re-
presenta o grupo isométrico. O grupo de similaridade, além de incluir o grupo isométrico,
considera também a escala uniforme. O grupo afim engloba o grupo de similaridades
e, ainda, as transformações de cisalhamento e escalas não-uniformes. O grupo projetivo
considera a mudança perspectiva, além do grupo afim.

incluírem as isométricas, se caracterizam pela inclusão da escala uniforme de um objeto.

Apesar de não preservarem a distância entre pontos, a razão entre distâncias, assim
como as angulações, são grandezas invariantes sob este grupo de transformações.

3.3.3 Grupo afim (transformações afins)

As transformações afins formam um subgrupo especial das transformações projetivas que,
além de permitir transformações de similaridade e euclidianas, permitem a distorção do
formato dos objetos em cena, incorporando transformações de cisalhamento e escalas
não-uniforme.

Transformações afins aplicadas sobre um plano projetivo qualquer mantém o parale-
lismo entre retas assim como a razão entre distâncias entre pontos pertencentes à retas
paralelas, pontos de inflexão entre retas e razão entre áreas.
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3.3.4 Grupo projetivo (transformações projetivas)

Além de englobar todos os outros grupos, o grupo projetivo inclui as transformações que
mapeiam elementos geométricos em P2 para um plano projetivo diferente. Note que, como
ilustrado na Figura 3.7, uma transformação projetiva completa pode ser visualizada como
a aplicação de uma sequência finita de projeções de um plano sobre outro, dado pontos
em comum de convergência.

Pode ser percebido, a partir da Figura 3.7, que ao se aplicar sequências de projeções
de planos sobre planos a colinearidade dos pontos será mantida mesmo que as distâncias
entre eles não o sejam. No entanto, a relação cruzada (do inglês cross-ratio) das distâncias
entre pontos colineares se mantém invariante sobre qualquer transformação projetiva [59].
A relação cruzada, também denominada razão anarmônica, entre quatro pontos colineares
a, b, c e d (Figura 3.7), é dada pela fórmula:

{a,b; c,d} = ‖a− c‖
‖b− d‖

‖b− c‖
‖a− d‖

, (3.9)

onde ‖x− y‖ denota a distância euclidiana orientada entre os pontos x e y.

O conceito de relação cruzada pode ser aplicado não somente sobre quatro pontos
colineares, mas, também, sobre o conjunto de quatro retas concorrentes sobre o plano.
Seja o conjunto de quatro retas p, q, r e s coplanares e concorrentes em um ponto o. A
quinta reta l de referência deve ser fixada de tal forma que interceccione todas as outras
em pontos distintos de o (Figura 3.7). Sobre os pontos de intersecção das retas com a

𝜋′ 

𝜋 

𝜋′′ 

𝑝′′ 

𝑝 

𝑝′ 

Figura 3.7: Diferentes posicionamentos de um plano projetivo π em P2. Em cada plano
projetivo, os mesmos pontos p assumem configurações distintas, perceba que a colineari-
dade do trio de pontos se mantém.
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Figura 3.8: Dado um ponto de convergência o e quatro outros pontos a, b, c e d, a
relação cruzada {a, b; c, d} das distâncias entre os pontos é invariante à transformações
projetivas.

reta de referência, a relação cruzada segue como na Equação 3.9.

3.3.5 Aplicação de transformações

Transformações são aplicáveis sobre os elementos geométricos apresentados na Seção 3.2
através de multiplicações matriciais. Seja H uma matriz de transformação projetiva,
temos:

u′ = Hu, onde u é um ponto. (3.10a)

l′ = H−>l, onde l é uma reta. (3.10b)

A′ = H−> · A · H−1, onde A é matriz associada à uma cônica primal. (3.10c)

A′ = H · A · H>, onde A é matriz associada à uma cônica dual. (3.10d)

3.4 Discussão

Este capítulo apresentou alguns conceitos e princípios básicos para o entendimento da pro-
posição desta dissertação. A motivação para utilizar somente estruturas de junção como
características suficientes para descrever uma parte de interesse da imagem foi baseada
em pesquisas anteriores sobre o funcionamento do sistema visual humano e nos monômios
invariantes à transformações de similaridade, afim e projetivas propostos, cujas derivações
estão formalizadas no Capítulo 5.

Além do conceito de características interessantes, foi introduzido o espaço projetivo
P2, onde elementos geométricos conhecidos, como pontos, direções, retas e seções cônicas
podem ser utilizados para representar informações visuais estraídas da imagem. Por fim,
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foi realizada uma breve apresentação sobre os diferentes grupos de transformações lineares
projetivas passíveis de serem induzidas por uma câmera, e como estas afetam os elementos
geométricos listados.



Capítulo 4

Teoria de Invariantes

Este capítulo apresenta conceitos específicos da teoria de invariantes, o suficiente para
possibilitar o entendimento das formulações propostas neste trabalho. Em especial, será
abordada uma das muitas linhas de pesquisa sobre derivação de invariantes, que tem
por conceito básico a aplicação do Teorema de Cayley-Hamilton [14, 59] sobre matrizes
simétricas.

A Seção 4.1 apresenta o Teorema de Cayley-Hamilton que estabelece que toda matriz
possui coeficientes característicos, i.e., quantificações, que compõem o polinômio carac-
terístico de uma matriz. Na Seção 4.2 é demonstrada uma extensão do teorema para
múltiplas matrizes, quando combinadas. Na Seção 4.3 passam a ser consideradas ape-
nas matrizes simétricas, pois ao definir as transformações sobre matrizes simétricas como
transformações sobre seções cônicas é possível combinar os coeficientes característicos
para obter invariância à diversos grupos de transformações, combinação esta definida na
Seção 4.4.

4.1 Teorema de Cayley-Hamilton

Seja

M =



m11 m12 · · · m1n

m21 m22 · · · m2n
... ... . . . ...

mn1 mn2 · · · mnn

 (4.1)

uma matriz quadrada n×n e com determinante diferente de zero. O Teorema de Cayley-
Hamilton estabelece que toda matrizM possui suas próprias grandezas representativas,
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derivadas a partir da equação

cht (kI,M) = det (M− kI) , (4.2)

onde I representa a matriz identidade n×n, k é um coeficiente linear ainda desconhecido
e det denota a operação de determinante aplicada sobre matrizes.

O polinômio que se desenrola a partir da Equação 4.2 é tido como o polinômio carac-
terístico da matrizM. Ao se estender

cht (kI,M) = kn − c1k
n−1 + · · ·+ (−1)ncn, (4.3)

onde c1, c2, · · · , cn são coeficientes lineares, também denominados coeficientes caracterís-
ticos da matriz M. Os coeficientes característicos são representações quantitativas da
matriz M. Se transformações em M forem definidas assim como para matrizes asso-
ciadas à seções cônicas, então os coeficientes característicos seriam ditos invariantes à
transformações isométricas.

Exemplo 1 (Derivação do polinômio característico e dos coeficientes característicos as-
sociados à uma matriz 2 × 2).

Seja a matriz

M =
 m11 m12

m21 m22

 .

O polinômio característico associado é dado por:

cht (kI,M) = k2 − (m11 +m22)k + (m11m22 −m12m21).

Portanto, os três coeficientes característicos são

c0 = (m11m22 −m12m21)k0 = det (M) k0,

c1 = (m11 +m22)k1 = tr (M) k1,

c2 = k2,

onde tr define a operação de traço aplicada sobre matrizes.
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4.2 Adaptação para Múltiplas Matrizes

O polinômio característico também pode ser associado à combinação linear de mais de
uma matriz, dada sua adaptação

chtn (k1I,M1, k2I,M2, · · · , knI,Mn)

= det (k1I ·M1 + k2I ·M2 + · · ·+ knI ·Mn)

=f1c1 + · · ·+ kpi1
1 kpi2

i2 · · · kpin
n︸ ︷︷ ︸

fi

ci + · · ·+ fncn, (4.4)

onde fi denota uma combinação entre os fatores combinatórios de entrada k1, k2, · · · , kn
e pi1, pi2, · · · , pin denotam escalares apenas para demonstração da fórmula geral.

Exemplo 2 (Derivação do polinômio característico e dos coeficientes característicos as-
sociados à duas matrizes 3 × 3).

Sejam as matrizes

M =


m11 m12 m13

m21 m22 m23

m31 m32 m33

 , N =


n11 n12 n13

n21 n22 n23

n31 m32 n33

 .

O polinômio característico associado é dado por chtn (k1I,M, k2I,N ).

Portanto, os quatro coeficientes característicos são

c0f0 = det (M1)
f0︷ ︸︸ ︷
k3

1k
0
2 ,

c1f1 = tr
(
M−1

1 · M2
)

det (M2)
f1︷ ︸︸ ︷
k2

1k
1
2 ,

c2f2 = tr
(
M−1

2 · M1
)

det (M1)
f2︷ ︸︸ ︷
k1

1k
2
2 ,

c3f3 = det (M2)
f3︷ ︸︸ ︷
k0

1k
3
2 .
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4.3 Coeficientes Característicos de Matrizes Simétricas

Ao se considerar apenas matrizes simétricas 3 × 3, é possível definir a aplicação de uma
homografia H de maneira análoga à aplicação sobre seções cônicas (ver Equação 3.10c).
Definido como transformações serão aplicadas sobre as matrizes de entrada, é possível
verificar a invariância dos coeficientes característicos sob rotações. A translação, como
mudança de ponto referencial para a origem do plano projetivo, é assumida como uma
operação realizada previamente, o que permite que a invariância ocorra sob o grupo de
transformações rígidas.

Seja a transformação rígida

R =


r11 r12 0
r21 r22 0
0 0 1

 , tal que det (R) = 1, (4.5)

aplicada sobre a matriz simétricaM, a invariância dos coeficientes característicos segue:

c0 = det
(
R−> · M · R−1

)
= det

(
R>

)−1
det (M) det (R)−1

= det (M) , pois det (R) = 1.

(4.6a)

c1 = tr
(
R−> · M · R−1

)
= tr

(
M ·

(
R> · R

)−1
)

= tr (M) ,

A propriedade distributiva da operação de determinante sobre a multiplicação de
matrizes e a invariância cíclica de multiplicações no traço associadas ao valor unitário do
determinante das transformações rígidas permite provar que coeficientes característicos
são valores invariantes sob o grupo de transformações rígidas.

Perceba que, quando o determinante de uma homografia que opere sobre as matrizes
de entrada for diferente de 1, esses coeficientes deixam de ser invariantes. No entanto, é
possível verificar que taxas entre os coeficientes podem ser suficientes para prover invari-
ância à transformações de similaridade. Seja o invariante sob similaridades

Λ = dsc (M)
tr (M)2 , (4.7)



4.4 Composição de Coeficientes Característicos 31

onde dsc denota a operação de discriminante de uma matriz simétrica apresentado pela
Equação 3.5 e tr representa a operação de traço matricial, ambas estão relacionadas aos
coeficientes característicos.

Seja a transformação de similaridade

S · R =


s 0 0
0 s 0
0 0 1

 ·

r11 r12 0
r21 r22 0
0 0 1

 , (4.8)

onde s 6= 0 é um fator uniforme de escala e R é uma matriz de rotação (Equação 4.5),
aplicando a transformação definida na matriz simétricaM na Equação 4.3, vemos que os
coeficientes característicos são afetados como segue:

c0 =dsc
(
(S · R)−> · M · (S · R)−1

)
=dsc

((
R−1 · S−1

)>
· M ·

(
R−1 · S−1

))
=dsc

(
R−1 · S−1

)
dsc (M) dsc

(
R−1 · S−1

)
=dsc

(
S−1

)2
dsc (M)

=dsc
(
S−1

)2
dsc (M)

= 1
s4 dsc (M) ,

(4.9)

c1 = tr
(
(S · R)−> · M · (S · R)−1

)
= tr

(
M · (S · R)−1 · (S · R)−>

)
= tr

(
M ·

(
R−1 · S−1 · S−> · R−>

))
= tr

(
M · S−1 · S−1

)
= 1
s2 tr (M) , pois S é diagonal.

Portanto, apenas uma razão entre c0 e c1, como apresentada pela Equação 4.7 é capaz de
anular os efeitos da escala, tornando-a invariante à transformações de similaridade.

4.4 Composição de Coeficientes Característicos

A composição de coeficientes característicos pode ser realizada por análise dos efeitos que
grupos específicos de transformações causam sobre as operações de determinante e traço,
assim como foi formulado o invariante sob similaridades da Equação 4.7 [59].
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É possível, também, derivar invariantes de maneira mais sistemática, pois qualquer
polinômio composto por coeficientes característicos é um polinômio característico [20, 32,
54]. Então, por conveniência, segue o produtório de todos os coeficientes característicos

n∏
i=0

(fici)ai , (4.10)

onde os ai são potências ainda desconhecidas associadas aos coeficientes característicos ci
e seus fatores combinatórios fi. Os elementos ai são variáveis, pois o produtório é geral
e pode derivar diferentes polinômios dependendo dos valores de ai. O problema é que
nem todos os polinômios gerados são invariantes devido aos coeficientes combinatórios fi
apresentados pela Equação 4.4. Tais fatores precisam ser considerados, pois interferem
no resultado final dos coeficientes com particularidades da combinação especificada.

O produtório da Equação 4.10 é uma expressão geral capaz de formar polinômios em
função dos coeficientes característicos. O interesse está voltado para aqueles polinômios
cujos fatores combinatórios, i.e., os fatores fi, são eliminados efetivamente do produtório.
Logo,

n∏
i=0

(fici)ai =
n∏
i=0

kpi1
1 kpi2

2 · · · kpin
n︸ ︷︷ ︸

fi

ci


ai

=
n∏
i=0

cai
i , (4.11)

onde essa igualdade somente será possível se, simultaneamente:

p01 + p11 + · · ·+ pi1 + · · ·+ pn1 = 0

p02 + p12 + · · ·+ pi2 + · · ·+ pn2 = 0
... ... ...

p0n + p1n + · · ·+ pin + · · ·+ pnn = 0

, (4.12)

onde pij denota uma potência escalar relativa ao elemento kj.

Para eliminar os fatores ki, num produtório, é necessário que suas potências somadas
sejam iguais à zero, conforme ilustrado pelo Exemplo 3.

Exemplo 3 (Coeficientes característicos sobre duas matrizes 3 × 3).

Sejam as matrizes simétricasM e N , ambas 3× 3. O polinômio característico associado
à combinação entreM e N advém de

chtn (k1I,M, k2I,N ) = det (M) k3
1 + tr

(
M−1 · N

)
det (M) k2

1k2

+ tr
(
N−1 · M

)
det (N ) k1k

2
2 + det (N ) k3

2.
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Portanto, os quatro coeficientes característicos são

c0f0 = det (M)
f0︷ ︸︸ ︷
k3

1k
0
2

c1f1 = tr
(
M−1 · N

)
det (M)

f1︷ ︸︸ ︷
k2

1k
1
2

c2f2 = tr
(
N−1 · M

)
det (N )

f2︷ ︸︸ ︷
k1

1k
2
2

c3f3 = det (N )
f3︷ ︸︸ ︷
k0

1k
3
2 .

Os fatores ki associados aos coeficientes característicos são particularidades de uma com-
binação específica e, de fato, precisam ser eliminados completamente diante do monômio
da Equação 4.10 para que sejam considerados verdadeiramente invariantes

n∏
i=0

(fici)ai =
(
k3

1k
0
2c0
)a0 (

k2
1k

1
2c1
)a1 (

k1
1k

2
2c2
)a2 (

k0
1k

3
2c3
)a3

=
(
k3a0

1 k0a0
2 ca0

0

) (
k2a1

1 k1a1
2 ca1

1

) (
k1a2

1 k2a2
2 ca2

2

) (
k0a3

1 k3a3
2 ca3

3

)
=k3a0

1 ca0
0 k

2a1
1 ka1

2 c
a1
1 k

a2
1 k

2a2
2 ca2

2 k
3a3
2 ca3

3 .

Se a influência dos fatores particulares ki deve ser anulada do produtório, diante de uma
multiplicação com potências, perceba que a soma das potências deve ser nula, tanto para
as potências de k1 quanto para as potências de k2, simultaneamente. Portanto,

3a0 + 2a1 + a2 = 0

a1 + 2a2 + 3a3 = 0
.

As duas soluções linearmente independentes para o sistema apresentado são: a0 = 1,
a1 = −2, a2 = 1, a3 = 0 e a0 = 0, a1 = 1, a2 = −2, a3 = 1. Logo, dois monômios
característicos linearmente independentes entre si são obtidos:

Γ = c0c2

c2
1

e Υ = c1c3

c2
2
.

Para a combinação específica de duas matrizes simétricas, M e N estas podem ser
interpretadas como seções cônicas e as transformações são aplicadas de maneira análoga.
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Os monômios característicos

Γ = c0c2

c2
1

= tr (N−1 · M) det (N )
tr (M−1 · N )2 det (M)

(4.13a)

e
Υ = c1c3

c2
2

= tr (M−1 · N ) det (M)
tr (N−1 · M)2 det (N )

, (4.13b)

cujos processos de derivação foram apresentados pelo Exemplo 3, são geometricamente
provados invariantes sob transformações projetivas em [25].

4.5 Discussão

Este capítulo introduziu uma das muitas linhas de pesquisa sobre a Teoria de Invariantes,
apresentando definições iniciais e teoremas estabelecidos para quantizar matrizes. O Te-
orema de Cayley-Hamilton, aplicado sobre matrizes quadradas, introduziu os coeficientes
característicos como sendo grandezas invariantes obtidas de operações de determinante e
traço. Especificamente, para matrizes simétricas 3× 3, verificou-se sua invariância sob a
aplicação de transformações rígidas.

Ao aprofundar um pouco mais sobre os efeitos da aplicação de transformações sobre
matrizes simétricas, mostrou-se que é possível combinar os coeficientes característicos para
alcançar invariância às transformações de similaridade. Também foi mostrado que uma
única matriz não possui pistas suficientes para permitir a formulação de um invariante
projetivo, sendo necessária a combinação de duas matrizes simétricas 3× 3 para obter tal
invariante.

Os invariantes sobre pares de seções cônicas, i.e., matrizes simétricas, já são aplicados
para resolver problemas de reconhecimento de padrões visuais [20]. No entanto, não
foram especializados para estruturas interessantes em imagens, tais como as junções.
No Capítulo 5 é proposta uma abordagem estável e de comportamento previsível sobre
matrizes obtidas à partir da estrutura de junções.



Capítulo 5

Monômios Invariantes sobre Junções

A literatura apresenta soluções detectoras de características visuais em centros de junções
como referências para caraterísticas representativas (Capítulo 2). No entanto, as aborda-
gens existentes para descrever o vértice central de uma junção desprezam as propriedades
geométricas intrínsicas à morfologia da junção, limitando-se à assinaturas de orientação e
magnitude de gradientes da região vizinha ao vértice.

Neste capítulo são formalizadas as junções como estruturas exatas, desconsiderando
pormenores de discretização e ruídos inerentes ao processo de formação da imagem, a fim
de viabilizar a análise de comportamento das junções sob diferentes transformações line-
ares. A fundamentação teórica sobre invariantes, apresentada no Capítulo 4, combinada
à uma análise contundente dos efeitos de homografias permite a formulação de monômios
invariantes especificamente para estruturas de junção.

A formalização matemática de junção e sua representação a partir de matrizes é des-
crita na Seção 5.1. As Seções 5.2 à 5.5 detalham a formulação dos monômios invariantes,
respectivamente, à transformações de similaridade, à transformações afins e à transfor-
mações projetivas.

5.1 Formalização de Junções

Seja a junção contínua

Jn = {p|p ∈ p0pk,∀k ∈ {1, 2, . . . , n}}, (5.1)

como um conjunto formado por pontos p = (x, y)>, pertencentes à ramificações p0pk,
onde p0 denota o vértice central da junção e os pontos pk indicam os vértices delimitadores
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de ramificação. Uma junção pode assumir n ∈ {2, 3, . . . } ramificações. Porém, aqui serão
limitadas à quatro por restrições impostas em capítulos futuros, pelo uso de imagens
digitais em retículo quadrado.

Os vértices centrais sempre serão finitos. Entretanto, a definição mais elementar
de junção estabelece que uma ramificação pode ser, simplesmente, uma direção (i.e.,
ponto impróprio). Por isso, classifica-se como junção própria ou junção imprópria aquelas
junções que possuem vértices delimitadores, respectivamente, próprios ou impróprios.

O total de ramificações, ou grau n, também é um fator característico para a estrutura
de uma junção, já que junções de graus mais elevados são mais dessemelhantes quando
especificado um grupo de transformações. Por exemplo, à partir de uma transformação
afim, é possível fazer um mapeamento entre quaisquer junções com duas ramificações, o
que restringe a dessemelhança para o grupo homotético de transformações. Estabelece-se,
então, que uma junção com grau n será denotada como n-junção ou Jn.

Junções, ainda, podem ser classificadas de acordo com seu formato, de acordo com
a disposição das ramificações. As 2-junções podem assumir o formato de um L. As 3-
junções assumem formatos de Y, T ou ↗. As 4-junções se formatam em X ou K. A
Figura 5.1 ilustra todos os tipos de junção e suas classificações.

(a) L-junção (b) Y-junção (c) T-junção

(d) ↗-junção (e) X-junção (f) K-junção

Figura 5.1: Diferentes classificações de junções por formato. As classificações por formato
variam dentre (a) L-junção, (b) Y-junção, (c) T-junção, (d) ↗-junção, (e) X-junção e
(f) K-junção.

Para a posterior aplicação dos monômios formulados, são assumidas como entrada
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matrizes simétricas, propriedade esta essencial para descrever invariantes segundo os con-
ceito apresentados no Capítulo 4.

5.2 Invariante sobre Similaridades para 2-Junções

O grande trunfo das formulações expostas no Capítulo 4 é o aproveitamento das particu-
laridades das matrizes simétricas de entrada. Alguns monômios invariantes necessitam de
duas ou mais matrizes combinadas para preencherem os graus de liberdade em transfor-
mações afins e projetivas, por exemplo. Para o caso de transformações de similaridade,
o monômio invariante Λ, apresentado pela Equação 4.7, necessita de apenas uma matriz
simétrica como entrada.

Seja
Q1,2 = D1 +D2 +D0, (5.2)

onde Q1,2 é a rede de cônicas ou rede de matrizes simétricas associada aos vértices delimi-
tadores de J2 e Di denota a matriz associada à cônica dual equivalente ao vértice pi ∈ P2

(Equação 3.7).

Transformações aplicadas sobre os vértices delimitadores de J2 afetam a matriz simé-
trica associada Q1,2 da mesma maneira que afetam cônicas duais (ver Equação 3.10d).
Perceba que

Q′1,2 = H · D1 · H> +H · D2 · H> +H · D0 · H>

= H · Q1,2 · H>. (5.3)

Portanto, um monômio invariante à transformações de similaridade para junções segue
pela aplicação direta da matriz Q1,2 (Equação 5.2) na Equação 4.7.

Tratando-se de transformações de similaridade, é sabido que a simples razão entre
distâncias representa um quantitativo invariante, o que possibilita calcular razões entre
os comprimentos de seus ramos. Isso bastaria para alcançar a invariância mas não se-
ria suficiente para distinguir um par de 2-junção, pois o ângulo entre as ramificações é
uma característica importante para a estrutura de uma junção. Formulemos, portanto, o
invariante proposto sobre similaridades para junções,

γ = cos (∠p1p0p2) d1

d2
, (5.4)

onde p0 denota o vértice central da junção, p1 e p2 denotam os vértices delimitadores de
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ramificação, d1 e d2 são as distâncias, respectivamente, entre p0 e p1 e entre p0 e p2 e por
fim, ∠p1p0p2 representa o ângulo interno entre p0p1 e p0p2.

Independentemente de qualquer rotação 2D aplicada sobre a junção, os efeitos se-
rão aplicados igualmente sobre os vértices delimitadores, o que mantém o ângulo interno
constante entre eles. Transformações de escala uniforme podem afastar os vértices delimi-
tadores do vértice central. No entanto, não modificarão a angulação entre eles. Rotações
não são suficientes para modificar a distância entre cada vértice delimitador e o vértice
central, apenas uma escala uniforme, no âmbito das similaridades. Apesar disso, por ser
uniforme, a escala vai afastar ambos os vértices na mesma proporção, o que torna a razão
entre distãncias, uma grandeza constante. A translação é anulada ao tomar p0 como a
origem do sistema de coordenadas.

5.3 Invariante Afim sobre 3-Junções

O invariante afim proposto apresenta-se como segue:

β123 =
det

(
Q{1,2}

)
tr
(
Q−1
{2,3} · Q{1,2}

)2
det

(
Q{2,3}

) , (5.5)

onde Q{i,j} representa a matriz simétrica construída a partir Equação 5.2, utilizando
apenas os vértices i e j. A invariância afim será alcançada pela combinação de duas
matrizes simétricas, onde a fundamentação remete-se à intersecção de seções cônicas.

Considerar ao menos duas matrizes simétricas implica, segundo os conceitos definidos,
na total impotência de se distinguir quaisquer 2-junções em âmbito afim. Em uma análise
sucinta, de fato, uma 2-junção possui três vértices e um mapeamento afim é cabível entre
quaisquer três pontos. Portanto, invariantes afim somente serão válidos para junções com,
ao menos, três ramificações.

Os três ramos podem ser permutados e, efetivamente, gerar seis valores invariantes.
As matrizes simétricas geradas, no entanto, também possuem simetria em relação à ordem
de escolha dos vértices. Ou seja, Q{i,j} ≡ Q{j,i}. Por isso, as ramificações devem seguir
ordenação combinatória, assim gerando apenas três valores invariantes distintos.

É importante ressaltar que as matrizes simétricas criadas são baseadas em seções cô-
nicas, sejam elas primais ou duais, e como visto na Subseção 3.2.3, as equações de seções
cônicas podem ser escaladas por um fator genérico k, diferente de zero, e continuam repre-
sentando a mesma seção cônica. Devido à liberdade de se escalar as matrizes simétricas
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associadas às cônicas, o termo tr
(
Q−1
{2,3} · Q{1,2}

)
por si só não é invariante, dependendo

da razão de determinantes que o acompanha na Equação 5.5.

Seja a transformação afim H aplicada sobre os vértices delimitadores de uma junção
J3, o invariante β123 reage como segue:

β123 =
det

(
H · Q{1,2} · H>

)
tr
(
H−> · Q−1

{2,3} · H−1 · H · Q{1,2} · H>
)2

det
(
H · Q{2,3} · H>

)
=

det (H)2 det
(
Q{1,2}

)
tr
(
H−> · Q−1

{2,3} · H−1 · H · Q{1,2} · H>
)2

det (H)2 det
(
Q{2,3}

)
=

det
(
Q{1,2}

)
tr
(
H−> · Q−1

{2,3} · Q{1,2} · H>
)2

det
(
Q{2,3}

)
=

det
(
Q{1,2}

)
tr
(
Q−1
{2,3} · Q{1,2} · H> · H−>

)2
det

(
Q{2,3}

)
=

det
(
Q{1,2}

)
tr
(
Q−1
{2,3} · Q{1,2}

)2
det

(
Q{2,3}

) .

Perceba que o termo tr
(
Q−1
{2,3} · Q{1,2}

)
suprime a transformação por si só e a razão

entre os determinantes também aparenta ser suficiente para prover invariância. Ao consi-
derar que a matriz simétrica associada à uma seção cônica pode ser escalada por fatores
quaisquer diferentes de zero e diferentes entre si, o invariante β123, considerando k1Q{1,2}

e k2Q{2,3}, é afetado da seguinte forma:

β123 =
det

(
k1Q{1,2}

)
tr
( 1
k2
Q−1
{2,3} · k1Q{1,2}

)2
det

(
k2Q{2,3}

)

=
det

(
k1Q{1,2}

)
tr
(
k1

k2
Q−1
{2,3} · Q{1,2}

)2

det
(
k2Q{2,3}

)

=
k3

1 det
(
Q{1,2}

)
k3

1
k3

2
tr
(
Q−1
{2,3} · Q{1,2}

)
k3

2 det
(
Q{2,3}

)

=
k3

1 det
(
Q{1,2}

)
k3

1
k3

2
tr
(
Q−1
{2,3} · Q{1,2}

)2
k3

2 det
(
Q{2,3}

)

=
det

(
Q{1,2}

)
tr
(
Q−1
{2,3} · Q{1,2}

)2
det

(
Q{2,3}

) ,



5.4 Invariante Projetivo sobre 4-Junções 40

onde k1 e k2 são fatores de escala diferentes de zero e associados, respectivamente, às
matrizes simétricas Q{1,2} e Q{2,3}. Logo, β é um monômio verdadeiramente invariante
à transformações afim. Até o momento, todos os monômios exigiram a permutação dos
três vértices de entrada, o que se simplifica numa trinca β123, β231 e β312 de invariantes
distintos.

A trinca de invariantes afim obtida possui uma característica interessante: os três
valores resultantes, se interpretados como coordenadas num espaço R3, definem as coor-
denadas de pontos contidos em um triângulo. A Figura 5.2 ilustra um plot de pontos
(β123, β231, β312) calculados sobre amostras aleatórias de junção. Note que o domínio se
resume à um triângulo contido em um cubo unitário. A trinca de invariantes, portanto, se
comporta como coordenadas baricêntricas, o que implica em β123 + β231 + β312 = 1. Isto
reduz a trinca para apenas um par de invariantes, pois β123 = 1− β231 + β312.

0.0

0.5

1.0

0.0

0.5

1.0

0.0
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Figura 5.2: Plot de pontos (β123, β231, β312) calculados a partir de 10000 amostras alea-
tórias de junção utilizando a Equação 5.5. O triângulo formado, em azul, representa o
domínio dos invariantes β123, β231, e β312 quando interpretados como coordenadas num
espaço R3. Essa característica implica em β123 = 1 − β231 + β312, reduzindo a trinca de
invariantes para um par.

5.4 Invariante Projetivo sobre 4-Junções

As transformações de similaridade e afim possuem a característica de não afetar a reta
imprópria no espaço P2. Ou seja, pontos impróprios (direções), após transformados, são
mapeados para pontos impróprios por esses grupos de transformações. Quando considera-
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das transformações projetivas, a reta imprópria pode ser mapeada para uma reta própria
e vice-versa. Logo, transformações projetivas afetam a coordenada homogênea de pontos,
o que leva à necessidade de normalização de pontos próprios (i.e., divisão das coordenadas
(x, y, w)> do vetor por w) para a obtenção de sua localização. Os invariantes apresen-
tados nas Seções 5.2 e 5.3 não são robustos à normalizações de pontos próprios, sendo
essa operação desnecessária naqueles contextos. O invariante apresentado nesta seção é
robusto à transformações projetivas e à normalização pela coordenada homogênea.

Apresenta-se, por conseguinte, o invariante projetivo

α = det (P · P)
tr (P · P)3 , (5.6)

onde P é uma matriz gerada em função dos vértices de uma 4-junção, conforme a Equa-
ção 5.7. A multiplicação P · P é aplicada, pois observamos experimentalmente que o
domínio de α aparentou ser computacionalmente mais estável devido à ordem de gran-
deza dos valores gerados. Defina então,

P =
∑
f∈S4

4∏
i=1

(Dfi
· K) , (5.7)

onde S4 denota todas as permutações dos quatro vértices delimitadores; fi é o i-ésimo
vértice da combinação f ∈ S4 corrente; K é uma matriz associada à cônica primal ajustada
sobre o vértice central e todos os quatro vértices fi; e Dfi

denota a seção cônica dual
equivalente ao vértice fi (conforme Equação 3.7).

A normalização da coordenada homogênea implica, na prática, em dividir todas as
coordenadas de um vetor por w 6= 0. Quanto à sua matriz simétrica dual, uma divisão
análoga ocorre. A interferência da normalização pela coordenada homogênea wi sobre os
vértices delimitadores pi é refletida sobre a matriz simétrica Di, definida pela Equação 3.7,
como Di = 1

w2
i
D′i. De maneira análoga, a seção cônica primal K também é afetada

pela normalização, como K = 1
wK
K′. Assim, tome a multiplicação de todas as matrizes

simétricas duais Di:
4∏
i=1

(Dfi
· K) = 1

(w1w2w3w4)2 w4
K

(D′1 · K′ · D′2 · K′ · D′3 · K′ · D′4 · K′) ,

onde K é a matriz associada à seção cônica primal ajustada sobre os quatro vértices
delimitadores e o vértice central. O produtório de matrizes Dfi

· K foi introduzido na
Equação 5.7 com dois objetivos: o primeiro é tornar α independente da ordenação dos
vértices delimitadores da junção; e o segundo é permitir que o produtório de todas as
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permutações de vértices sejam multiplicados pela mesma composição de produtórios de
1
wi
, o que possibilita coletar esse fator escalar multiplicador para fora do somatório da

Equação 5.7.

A homografia H, quando aplicada sobre os vértices da 4-junção, reflete seus efeitos
sobre a matriz P como segue:

P ′ = 1
(w1w2w3w4)2 w4

K

∑
f∈S4

4∏
i=1

(
H · Dfi

· H> · H−> · K · H−1
)

= 1
(w1w2w3w4)2 w4

K

∑
f∈S4

4∏
i=1

(
H · Dfi

· K · H−1
)

= 1
(w1w2w3w4)2 w4

K

∑
f∈S4

4∏
i=1
H · (Dfi

· K) · H−1

=
(

1
(w1w2w3w4)2 w4

K

)
︸ ︷︷ ︸

wall

H · P · H−1. (5.8)

Note como a homografia H e o valor escalar wall são coletados para fora do somatório. A
coleta de H é possível, pois a introdução da multiplicação de Dfi

por K faz com que H>

e H−> se cancelem.

Substituindo a Equação 5.8 na Equação 5.6, temos a prova da invariância de α:

α = det (P ′ · P ′)
tr (P ′ · P ′)3

= det (wallH · P · H−1 · wallH · P · H−1)
tr (wallH · P · H−1 · wallH · P · H−1)3

= (wall)6 det (H · P · H−1 · H · P · H−1)
(wall)6 tr (H · P · H−1 · H · P · H−1)3

= det (H · P · P · H−1)
tr (H · P · P · H−1)3

= det (P · P)
tr (P · P)3 .

5.5 Invariante Projetivo sobre 4-Junções Impróprias

O invariante projetivo sobre junções impróprias é, basicamente, a aplicação da taxa
anarmônica entre quatro direções distintas. Essa taxa obtém como resultado um único
valor λ diretamente relacionado à outros cinco, advindos da variação combinatória entre
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as direções de entrada:

λ,
1
λ
,

1
1− λ, 1− λ, λ

λ− 1 ,
λ− 1
λ

. (5.9)

Seja a 4-junção imprópria J4 cujos vértices delimitadores de ramificação são direções
da, db, dc e dd e seus vértice central é dado por o, conforme a Figura 3.8. Temos, portanto,
as quatro retas ri = o × di. Definida uma reta de referência l não paralela à nenhuma
das retas ri, temos a aplicação do produto vetorial entre os quatro pontos de intersecção
ri × l, exatamente como mostra

{r1 × l, r2 × l; r3 × l, r4 × l} = ‖ (r1 × l− r3 × l) ‖
‖ (r2 × l− r4 × l) ‖

‖ (r2 × l− r3 × l) ‖
‖ (r1 × l− r4 × l) ‖ . (5.10)

Dentre todas as possibilidades existentes de λ (Equação 5.9), apenas um valor será
negativo e contido no intervalo [−1, 0). Portanto, ao identificar este resultado e ignorando
o seu sinal, temos um único valor invariante projetivo para 4-junções impróprias. Em
suma, por este procedimento, a ordem que tomamos os ramos de J4 passa a ser arbitrada
pelo valor de λ.

5.6 Discussão

Este capítulo propôs uma formalização matemática sobre junções contínuas como estru-
turas geométricas de interesse. A definição apresentada pela Equação 5.1 é independente
de ruídos e incertezas de imagens nas quais são aplicados os monômios invariantes.

Os monômios invariantes foram baseados em teorias que assumem, como entrada,
matrizes simétricas com determinante diferente de zero. A Equação 5.2 apresenta uma
maneira de representar junções a partir de matrizes simétricas. Nesta abordagem, cada
vértice pi delimitador de junção é mapeado para o espaço dual de cônicas Di. Esse mapea-
mento leva à seções cônicas degeneradas, i.e., com determinante igual à zero. Entretanto,
podem ser combinadas a partir da aplicação de um conceito denominado rede de cônicas,
o que leva à matrizes simétrica não degenerada.

As Seções 5.2 à 5.4 apresentaram monômios invariantes, i.e., fórmulas cujos resultados
são invariantes à determinados grupos de transformações, respectivamente, transforma-
ções de similaridade, transformações afim e transformações projetivas.

A literatura apresenta outros trabalhos com aplicações em reconhecimento de padrões
visuais que se baseiam na busca e no ajuste de seções cônicas diretamente sobre as silhuetas
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presentes na imagem e aplicação de monômios invariantes. A proposição deste trabalho,
entretanto, visa a transcrição de estruturas locais, como as junções, em valores invariantes
sob diferentes grupos de transformações. Uma proposta inédita, até onde sabemos.



Capítulo 6

Descritor de Junções em Imagens

Junções extraídas diretamente de imagens digitais propagam consigo erros advindos de
ruídos e rasterização. Essas serão denominadas junções discretas. Este capítulo tem
por objetivo expor estratégias para identificar as junções contínuas que se ajustam às
junções discretas, de modo que os monômios invariantes descritos no Capítulo 5 possam
ser empregados na construção de descritores de características locais da imagem, na forma
de histogramas.

Seja
Jn = {B1,B2, . . . ,Bn|n ∈ {2, 3, 4}}, (6.1)

onde Jn denota uma junção discreta composta por um conjunto de n segmentos digitais
Bi. Cada segmento digital Bi corresponde à uma cadeia de pixels aproximadamente
colineares. A Figura 6.1 ilustra três junções discretas: uma 2-junção discreta em (a), uma
3-junção discreta em (b) e uma 4-junção discreta em (c), onde cada um dos seus ramos é
definido por um segmento digital que converge para um pixel central.

(a) (b) (c)

Figura 6.1: Versões discretizadas de uma 2-junção, em (a), uma 3-junção, em (b) e de
uma 4-junção, em (c). Perceba que suas ramificações não são segmentos de reta, são
conjuntos de pixels que formam segmentos digitais.
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Figura 6.2: Resumo do processo de descrição de regiões de interesse. Como entrada,
o algoritmo espera imagens em tons de cinza para que as localizações aproximadas dos
vértices centrais de junções discretas possam ser identificadas. A partir daí, somente serão
utilizadas imagens binárias de borda. Um dos três métodos descritos pelas Seções 6.1, 6.2
e 6.3 deverá ser executado para que um conjunto de junções discretas seja montado e suas
versões contínuas devidamente identificadas para cada junção discreta. Por fim, para
cada junção discreta, uma assinatura de junção é gerada de acordo com os monômios
apresentados no Capítulo 5, calculados sobre as representações contínuas.

Junções que se encaixem perfeitamente na definição dada pela Equação 6.1 são difíceis
de serem identificadas em imagens reais [42]. As junções utilizadas para calcular os valores
invariantes dependem de detectores de junção com precisão elevada, um problema cuja
solução está em aberto na literatura.

Este capítulo é dedicado às alternativas desenvolvidas neste trabalho para contornar
as interferências e ruídos de discretização em imagens digitais. Técnicas para identificação
de junções, e.g., operador de Harris [28], detector FAST [50] e o detector de autovalor
mínimo [62], identificam localizações aproximadas para os vértices centrais e podem ser
utilizadas como ponto de partida na extração de junções discretas. Neste trabalho foi
utilizado o detector de autovalor mínimo, pois seu resultado aparentou identificar mais
centros de junção que os outros. O objetivo é analisar o máximo possível de junções
válidas.
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Todo o processo proposto para descrição de regiões de interesse em termos de suas
junções segue conforme ilustrado pela Figura 6.2. Como entrada, o processo recebe uma
imagem em tons de cinza, pois os detectores de vértices centrais utilizados necessitam de
informações de orientação e magnitude do gradiente. Uma vez determinados os vértices
centrais, o restante dos procedimentos se baseia em imagens binárias de borda.

Seja
B(u, v) : Z2 → {0, 1}, (6.2)

onde B(u, v) denota uma imagem binária de bordas onde os valores de intensidade são
restritos à 1, onde há bordas, e 0, onde não há, e o par (u, v) ∈ Z2 definem as coordenadas
de um pixel da imagem.

A Seção 6.1 apresenta a extração de junções discretas para o caso em que junções
possam ser perfeitamente identificadas, ou seja, os segmentos digitais que materializam
as ramificações não podem ser facilmente extraídos. A Figura 6.4a ilustra uma junção
extraída de uma imagem real, cujas ramificações podem ser curvas e a junção contínua que
melhor se ajusta é sobreposta à primeira em 6.4b. Note que há uma quebra no segmento
quando a curvatura excede um determinado limiar. As direções das ramificações são
determinadas pela análise de componentes principais do conjunto de pixels que formam
o segmento digital e o vértice central é ajustado pela localização que melhor descreve a
intersecção das ramificações formadas.

Quando não é possível a identificação perfeita de junções, é proposta uma abordagem
alternativa onde toda a subregião envolta do pixel central c da junção é utilizada. Todo
pixel de borda p da subregião contribue, de certo modo, com o suposto segmento digital
que interliga p e c. Este segmento digital é apenas candidato à ramificação. Ao utilizar
este procedimento, podem surgir mais do que quatro ramificações candidatas. Essas,
então, são combinadas, quatro à quatro, para formar uma coleção de junções possíveis. Os
valores invariantes gerados para cada junção possível são acumulados em um histograma
de junções da subregião de interesse. Esta abordagem está melhor descrita pela Seção 6.2.

Na Seção 6.3 é proposta uma terceira estratégia, não mais baseada em junções próprias
e sim em junções impróprias. Neste caso, a subregião envolta do pixel central aproximado
passa a ser a imagem como um todo. Todos os pixels de borda contribuem para com
histogramas de orientação que codificam direções e acumulam a quantidade de pixels
aproximadamente colineares naquela direção.

Ao final deste capítulo, a Seção 6.4 faz uma análise do domínio do monômio invari-
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ante projetivo utilizando a função acumulada para realizar discretizações. A Seção 6.5
apresenta brevemente a técnica utilizada para comparar assinaturas de junção.

6.1 Identificação de Ramos Digitais Bem Definidos

Uma junção discreta bem definida é aquela em que os pixels que compõem as suas rami-
ficações não se misturam e não são confundidos com pixels de borda de outros elementos
que não a junção em questão. Este tipo de isolamento é raro de ser obtido em imagens
naturais. No entanto, em informação textual, plantas baixas e imagens sintéticas, a estra-
tégia apresentada nesta seção poderá ser utilizada diretamente para calcular descritores
de junções discretas.

Identificado um pixel central c na imagem binária de bordas que se aproxime do ver-
deiro vértice central de uma junção, é iniciada uma varredura recursiva por cada uma
de suas ramificações. Esse percorrimento tem por objetivo interligar os pixels vizinhos e
aproximadamente colineares em n conjuntos que representem as ramificações. Ou seja,
construir Jn definido na Equação 6.1. A varredura de pixels deve parar quando a cur-
vatura do segmento formado até o momento ultrapassar um determinado limiar. Para
este trabalho, uma variante da técnica de detecção de segmentos de reta apresentado por
Lowe foi desenvolvida.

A Figura 6.3 ilustra como cadeias de pixels são quebradas em segmentos de reta pela
técnica original, onde dado um segmento curvilínio completo, o algoritmo busca pelo pixel
mais distante da reta suporte que interliga o primeiro e o último pixel do segmento. Se essa
distância for maior que um determinado limiar, o segmento curvilínio é dividido em dois
e suas partes são analisadas recursivamente. Se a distância não for grande o suficiente, o
algoritmo para. A técnica desenvolvida nesta dissertação não recebe o segmento curvilínio
completo. Durante a varredura recursiva de cada novo pixel, analisa-se se o segmento
formado pode ser dividido ou não. Se puder ser dividido, então significa que o máximo
segmento retilínio foi encontrado e o algoritmo para, conforme mostra a Figura 6.4, onde
uma 4-junção discreta com ramificações curvilíneas é ajustada para uma 4-junção contínua
com um vértice central, em amarelo, e vértices delimitadores, em vermelho.

Para cada Bi ∈ Jn, é realizada uma análise dos componentes principais para deter-
minar a direção preferencial que se ajusta aos pixels de Bi. O vértice delimitador di que
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Figura 6.3: Procedimento para quebra de cadeias de pixels em segmentos retilíneos da
técnica de Lowe [38]. Na imagem superior esquerda, uma cadeia qualquer extraída, onde
logo abaixo é identificado o pixel mais distante da reta suporte formada pelo primeiro
e último vértices da cadeia corrente e neste ponto ocorre uma quebra de continuidade,
conforme mostra a imagem inferior esquerda. O mesmo ocorre na coluna direita da figura
recursivamente para todas as partes quebradas até que, conforme mostra a imagem inferior
direita, a cadeia seja convertida na união de segmentos retilíneos.

melhor se ajusta à ramificação Bi é dado por

di = mi ± 3√ui+vi+ , (6.3)

onde mi denota o ponto médio da ramificação Bi, ui+ representa o maior autovalor de Bi

e vi+ representa o autovetor associado ao autovalor ui+ .

O ponto médio da ramificação é dado por

mi = 1
ni

∑
a∈Bi

a, (6.4)

onde ni indica o total de pixels pertencentes à Bi. Para determinar os autovalores e
autovetores de Bi, é preciso definir a matriz de covariância experimental dos pixels de Bi,

M = 1
n− 1


∑

a∈Bi

ā2
x

∑
a∈Bi

āxāy∑
a∈Bi

āxāy
∑

a∈Bi

ā2
y

 , (6.5)

onde m indica o total de pixels pertencentes à Bi e ā = a−mi.

Seja
det (M− kI) = 0, (6.6)
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(a) (b)

Figura 6.4: Exemplo de conversão de junção discreta em junção cont́inua a partir da
análise de componentes principais sobre os conjuntos de pixels que formam as ramificações.
Perceba que, quando o segmento torna-se curvo demais no momento da varredura, o
algoritmo pára a varredura de novos pixels.

onde k é um coeficiente linear e I é a matriz identidade. A Equação 6.6, quando utilizados
pontos pertencentes à R2, formam uma equação do segundo grau em função de k cujas
soluções representam os autovalores associados à Bi. Portanto,

ui± = 1
2

(
M11 +M22 ±

√
(M11 +M22)2 + 4M2

12

)
, (6.7)

onde ui+ denota o maior autovalor e ui− denota o menor autovalor associados à Bi. Os
autovetores associados são definidos por

vi+ =


M11 +M12 − ui−
M22 +M12 − ui−

0

 (6.8)

O vértice central, inclusive, não está imune aos problemas de discretização e não deve
ser confundido com o pixel c. A localização do vértice central é o ponto que melhor se
ajusta à intersecção de todas as restas suportes ri ajustadas para Bi.

Seja
ri = mi × di, (6.9)

a reta que passa pelo ponto mi e pelo ponto delimitador di. Para cada Bi ∈ J, portanto,
é ajustada uma reta ri. Os coeficientes de cada reta são dispostos por coluna para formar
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a matriz N utilizada para a decomposição em valores singulares da matriz resultante
N · N>. O autovetor associado ao menor autovalor é apontado como a solução que
minimiza a distância algébrica. Este será o vértice central c adotado na junção contínua.

A abordagem apresentada nesta seção faz um mapeamento Jn → Jn e a aplicação dos
monômios invariantes ocorre uma única vez sobre Jn, o que gera um único valor invariante.

6.2 Identificação de Ramos Próprios por Contribuições
em Segmentos Digitais

O conceito de junção estabelece que são necessários, pelo menos, um vértice central e
duas à quatro ramificações, sejam estas delimitadas por pontos próprios ou impróprios
(Equação 5.1). Em teoria, uma ramificação digital pode ser composta inteiramente por
um único ponto, distinto do vértice central, e sempre será possível traçar um segmento
de reta entre o vértice central c e qualquer pixel p. Por isso, é possível definir que o
pixel p selecionado contribui explicitamente para que o segmento digital entre p e c seja
considerado uma ramificação.

Especificado um pixel central c, uma subregião quadrada da imagem binária de bordas
Breg é traçada no seu entorno para limitar o tamanho possível das ramificações. Qualquer
pixel p ∈ Breg pertence à um segmento candidato à ramificação. A contribuição de cada
p é realizada em duas etapas: determinação da sua orientação relativa à c e, em seguida,
determinação de sua distância em relação à c. A discretização ∆ utilizada para determinar
direções possíveis está relacionada com o tamanho h do lado especificado para a subregião
Breg, sendo, portanto, ∆ = π

(2h+1) .

Essencialmente, são criados m = (2h− 2) histogramas de distância, onde m é o total
de compartimentos de uma discretização realizada sobre o intervalo de orientação [0, 2π)
e h denota a a altura definida para a região Breg. Ao identificar qual histograma H

de distância o pixel p pertence, a contribuição ocorre de maneira acumulada em todos
os compartimentos de H até o compartimento que representa a distância entre c e p.
A Figura 6.5 ilustra todo o processo de contribuição de um novo pixel p ∈ Breg que
se encontra à uma distância d e um ângulo θ ao eixo de referência ref. O ângulo θ

identifica qual histograma à ser considerado e a distância d permite que a contribuição
seja acumulada para todos os pixels do segmento entre c e p.

Quando todos os pixels em Breg tiverem contribuído para com o segmento ao qual
pertencem, estará codificado um mapa de segmentos candidatos à ramificação relativos
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Figura 6.5: Contribuição de cada pixel p para com o segmento ao qual pertence relativo
ao pixel c. Para cada pixel p, identifica-se sua angulação θ e distância d em relação ao
eixo de referência ref, ilustrado em (a). Em (b), identifica-se em vermelho o histograma
que receberá a contribuição de acordo com a angulação θ. A distância d permitirá que a
contribuição seja acumulada para todo o segmento existente entre p e c.

ao pixel central c. Entretanto, ainda é preciso identificar os segmentos que, por estarem
muito afastados de c, são descartados por não representarem ramificações de junção. Para
determinar os segmentos que estão muito afastados, é possível avaliar cada histograma de
distância criado.

A contribuição acumulada de distâncias permite que sejam determinadas quebras na
continuidade dos segmentos em uma dada direção θ. Quando a quebra de continuidade
ocorre muito próximo ao pixel c, significa que o segmento em questão não representa uma
ramificação válida e, portanto, é descartado. Se a quebra de continuidade ocorrer à uma
distância mínima determinada, tal distância representa a delimitação máxima do ramo,
tornando-se o vértice delimitador da junção contínua. Para este trabalho, foi adotada uma
distância máxima de 1, i.e., uma tolerância de segmentos afastados em até um pixel a
partir do pixel c. A Figura 6.6 ilustra como os histogramas são interpretados visualmente
na imagem binária de bordas e a identificação das ramificações válidas.

6.3 Identificação de Ramos Impróprios por Contribui-
ções em Histogramas de Orientação

Para identificar junções impróprias, o procedimento é semelhante ao descrito na Seção 6.2,
com a diferença de que a distância dos pixels p ao pixel c não serão necessárias. A
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Figura 6.6: Discriminação dos segmentos digitais a partir do mapa de distâncias: (a)
ilustra uma configuração exemplo de pixels onde existem três segmentos digitais, i.e.,
possíveis ramificações. (b), (c) e (d) demonstram os mapas de distância para cada seg-
mento. A rápida queda das contagens nos mapas (b) e (c) indicam que são segmentos
muito próximo à c e, portanto, ramificações. Quando o segmento se encontra à distância,
a contribuição se caracteriza como ilustrado em (d), com um valor constante por alguns
pixels de distância.

orientação de p relativo ao c, no entanto, será utilizada para montar um histograma
de orientações. Outra diferença está relacionada à subregião Breg utilizada, que agora
considerando a região total da imagem binária de bordas.

Para todo pixel c identificado, será criado um histograma de tamanho m, de acordo
com a discretização do intervalo de ângulações [0, 2π). Na Seção 6.2, para cada comparti-
mento, era traçado um histograma de distância relativa ao pixel p. Para esta abordagem,
os compartimentos angulares serão o próprio histograma final de orientações. A Figura 6.7
ilustra como ocorre o processo de votação do pixel p no mapa de orientações relativas ao
pixel central c: para cada pixel p, identifica-se sua angulação θ em relação ao eixo de re-
ferência ref e, em vermelho, o compartimento que receberá a contribuição é determinado
pelo ângulo θ.

Efetivamente, esse mapa de orientações acumula a quantidade de pixels colineares em
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Figura 6.7: Contribuição de cada pixel p para o mapa de orientações relativas ao eixo
de referência ref. Para cada pixel p, identifica-se sua angulação θ em relação ao eixo
de referência ref, ilustrado em (a). Na Imagem (b), identifica-se em vermelho o com-
partimento que receberá a contribuição de acordo com a angulação θ. A distância não é
uma grandeza útil neste processo. No histograma de orientações apresentado em (b), as
barras em cinza são apenas para indicar que esse histograma já pode ter sido atualizado
anteriormente por outros pixels, apenas a barra verde denota a contribuição do pixel p.

determinada direção a partir do pixel c. Após a montagem do histograma de orientações,
uma estratégia para detecção de máximos locais é aplicada para selecionar as direções
preferenciais. A Figura 6.8 ilustra, dado um pixel de referência, como as direções são
selecionadas ao final do procedimento. Para cada pixel, em preto, contribui para o histo-
grama de orientações, numa angulação θ relativa ao eixo de referência. Perceba que, pixels
colineares contribuem para a mesma orientação, o que provê pesos diferentes para cada
direção. Na etapa posterior de cálculo do invariante, ao combinarmos, quatro a quatro,
as ramificações, direções com pesos menores podem ser filtradas, por questões de eficiên-
cia. O tamanho das setas indica a quantidade de pixels colineares naquela determinada
direção.

6.4 Assinatura de Subregiões

A depender da estratégia utilizada para decompor subregiões em coleções de junções con-
tínuas, eventualmente, uma série de valores invariantes pode ser calculada para uma única
subregião da imagem. Todos esses valores são armazenados em histogramas cujo domínio
varia de acordo com o monômio invariante desejado. À rigor, a única abordagem que não
gera histogramas é a apresentada na Seção 6.1. No entanto, para considerar a incerteza
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(b) Direções com pixels colineares

Figura 6.8: Identificação de junções impróprias: (a) ilustra uma configuração específica
de pixels numa imagem e (b) demonstra as direções preferenciais dos pixels. O tamanho
da seta é proporcional à quantidade de pixels naquela direção.

da localização dos pixels delimitadores, amostras podem ser geradas considerando seus
vértices como variáveis aleatórias sob distribuição uniforme na região 1× 1 envolta loca-
lização identificada. Amostras essas que geram valores invariantes e contribuem para um
histograma.

O intervalo de valores assumidos pelos invariantes varia de acordo com o domínio
do monômio invariante aplicado. O tamanho da assinatura de junção depende da dis-
cretização realizada sobre este domínio. A geração de m amostras aleatórias de junção
é importante para uma análise do domínio do monômio aplicado e, quando os valores
invariantes são dispostos num histograma, observa-se que a distribuição de valores pos-
síveis não é uniforme ao longo do domínio. Especificamente para o monômio invariante
projetivo apresentado pela Equação 5.6, considerando m = 100000 amostras aleatórias,
a Figura 6.10a apresenta a configuração do histograma que acumula os m invariantes
gerados. Perceba como o domínio não é uniforme nos extremos do intervalo.

A análise da função acumulada é importante para a equalização da distribuição total.
A função acumulada equalizada das amostras varia no intervalo entre [0, 1] e a discretiza-
ção neste domínio é mais fiel à configuração uniforme de amostras. Desta forma, quando
um invariante for calculado, este deverá ser equalizado para o seu valor respectivo na
função acumulada, cuja fórmula analítica pode ser derivada.

Seja
α̇ = det (P · P)

tr (P · P)3 = u2
1u

2
2u

2
3

(u2
1 + u2

2 + u2
3)3 , (6.10)

o monômio invariante projetivo da Equação 5.6 reescrito em função dos autovalores u1,
u2, u3 da matriz P · P . Considerando que os autovalores serão normalizados pelo maior
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Figura 6.9: Plot do monômio invariante projetivo α̈ (Equação 6.11) ao variar u2 e u3. A
linha diagonal em vermelho representa os valores invariantes quando u2 = u3, explicitando
a simetria da função.

dentre eles, digamos que seja u1,

α̈ = u2
2u

2
3

(1 + u2
2 + u2

3)3 , (6.11)

onde ui = ui

u1
e portanto −1 ≤ ui ≤ 1. Os limites do monômio α estão definidos no

intervalo entre [0, 1
27). A Figura 6.9 apresenta um plot com todos os valores α̈ possíveis.

A função α̈ é claramente crescente e simétrica quando u2 = u3, conforme ilustra a diagonal,
traçada em vermelho.

A função acumulada da função α̈ para um valor invariante v específico é dado pela
área em vermelho do plot da Figura 6.11a que representa o complementar da área em
vermelho do plot da Figura 6.11b, que pode ser obtida de forma numérica a partir do
cálculo aproximado da área da região, conforme apresentado no script Mathematica©

presente no Apêndice A.

Por fim, com o auxílio da ferramenta Mathematica©, conforme apresentado pelo script
no Apêndica A, foi possível determinar uma fórmula analítica para a função acumulada,
dada por:

cumm (α) = 1− 2
∫ 1

u2
(u− û (u, α)) du, (6.12)
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(a) Histograma das amostras para o invari-
ante α. (b) Histograma no domínio [0, 1]

Figura 6.10: Processo de amostragem e aproximação da função acumulada para discreti-
zação uniforme sobre o intervalo [0, 1]. O gráfico (a) ilustra um histograma dos invariantes
projetivos calculados sobre amostras de 100000 junções aleatórias. O gráfico (b) demons-
tra como a distribuição dos invariantes ficou mais uniforme sobre o intervalo [0, 1] após a
equalização da distribuição.

onde a integral denota a região em vermelho apresentada pela Figura 6.11b e û (u, α)
representa uma função analítica pré-calculada, também disponível no Apêndice A, pois a
equação é muito extensa. A Figura 6.12 demonstra, em vermelho, o domínio de û (u, α).

A integral apresentada pela Equção 6.12 é solucionada analiticamente à partir do cál-
culo aproximado da área da região em vermelho da Figura 6.11b cujo algoritmo Recursive
está disponível no Apêndice A.

A Figura 6.10 ilustra um histograma e a frequência com que os invariantes são criados,
todos no intervalo [0, 1

27), por construção. A discretização neste domínio não é uniforme em
todo o intervalo e pode ser mais fiel à configuração original ao analisar a função acumulada
das amostras que, por definição, varia no intervalo [0, 1]. A discretização da assinatura de
junção ocorre, portanto, no intervalo [0, 1] e a função que mapeia, aproximadamente, o
invariante calculado ao seu valor acumulado é obtida através da equalização pela função
acumulada.

A mesma análise da função acumulada foi realizada para o monômio invariante à
transformações de similaridades, conforme mostra a Figura 6.13. Para o monômio inva-
riante afim, a mesma análise pode ser realizada para cada um dos valores pertencentes à
trinca, no entanto, deixando de se comportar como coordenadas baricêntricas.
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(a) (b)

Figura 6.11: Região do plot da função do monômio invariante projetivo que representa a
função acumulada de α̈ até determinado valor v. Em (a), a região em vermelho indica
α̈ ≤ v. Em (b), a região complementar cuja área é calculada recursivamente, conforme
script Mathematica© presente no Apêndice A.

Figura 6.12: plot do monômio invariante projetivo e da função û, em vermelho.
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6.5 Comparação de Características

As característica interessantes propostas se materializam em formato de histogramas de
invariantes. Neste trabalho, foi utilizada na comparação de histogramas a medida de
distância entre histogramas Earth Mover’s Distance [56], cujo objetivo é indicar o custo
necessário para transformar um histograma A em outro B.

Seja
EMD (A,B,F) =

m∑
i=1

n∑
j=1

fi,jdi,j (6.13)

a função que codifica a distância entre os histogramas A e B, onde F indica a função
de fluxo, di,j indica a ground distance entre os histogramas A e B e m, n representam,
respectivamente, as dimensionalidade dos histogramas A e B. A implementação realizada
assume que m = n, i.e., as características possuem o mesmo número de elementos e as
funções que representam A e B são discretas e unidimensionais. Desta forma, o cálculo
da distância entre dois histogramas unidimensionais discretas A e B é dada pelo resultado
da função EMDd(A, B), apresentada pelo Algoritmo 6.1.

O algoritmo de busca utilizado determina os k vizinhos mais próximos [22], onde k = 3
possíveis pareamentos. Além de calcular a medida de distância definida pela Equação 6.13,
também foi utilizada a média de intensidades da vizinhaça do vértice estabelecido como
central. Quando houver mais de uma associação entre características cujas medidas de
distância estiverem empatadas, com margem de erro em 0.1, a média de intensidades que
mais se aproxima é utilizada como critério de desempate.

Algoritmo 6.1: Earth Mover’s Distance
1 Função EMDd(A, B)
2 emd← 0;
3 para todo i = 1, 2, . . . ,m faça
4 emd← emd+ |(Ai + emd)−Bi|;
5 fim
6 retorna emd;
7 fim

6.6 Discussão

Neste capítulo foram definidas e devidamente discriminadas as junções discretas, com-
posta por conjuntos de pixels. Três são as estratégias propostas neste trabalho para



6.6 Discussão 60

converter junções discretas ou subregiões em junções contínuas. A primeira fazendo uma
análise de componentes principais para cada ramo, inferindo seus vértices delimitadores
e, por fim, seu vértice central melhor ajustado. A segunda, ainda relacionada com junções
próprias, traça um mapa de distâncias de todos os pixels da imagem, concluindo posteri-
ormente quais os que efetivamente compõem uma ramificação. A terceira, para junções
impróprias, inicializa um histograma circular no entorno de um vértice determinado como
central e, para todos os pixels de uma região de interesse, verifica sua orientação e con-
tribui para a montagem do histograma onde, por fim, um detector de máximos seleciona
as orientações onde se encontram mais pontos colineares.

As três diferentes alternativas para conversão de junções discretas em contínuas, a
partir de suas propriedades, possuem vantagens sobre as demais em certos tipos de ima-
gem. A estratégia apresentada na Seção 6.1 é melhor aplicada sobre imagens sintéticas
e bem comportadas, como em letras datilografadas e plantas baixa. A segunda alterna-
tiva, apresentada pela Seção 6.2 de decomposição de subregiões da imagem em termos de
suas junções se aplica melhor em imagens naturais, onde as junções não são facilmente
discriminadas. Por fim, a abordagem utilizada para extrair junções impróprias pode ser
melhor aproveitada em imagens com baixa resolução onde nas quais haja a possibilidade
de haver falhas na continuidade das bordas.

As abordagens propostas para interpretar junções não garantem que para cada junção
haverá somente um valor invariante. Devido à possibilidade de múltiplas ramificações
serem criadas durante o processo, é necessária a combinação, quatro à quatro, entre
os ramos, formando múltiplas junções e, consequentemente, múltiplos invariantes. A
composição dos invariantes pode ser um impeditivo à correta discriminância das junções,
tornando o armazenamento desses valores num histograma um método mais conservador
para descrição de uma região de interesse.

O intervalo de valores assumidos pelos invariantes varia de acordo com o domínio do
monômio invariante aplicado. A alternativa proposta para equalizar as distribuições faz
uso da função acumulada equalizada das amostras. A função acumulada varia no intervalo
[0, 1] e a discretização uniforme neste domínio é

Os histogramas criados devem variar seu domínio de acordo com cada monômio in-
variante. Isso implica na justa discretização do domínio, dando ênfase para os intervalos
mais frequentes. A alternativa proposta parte da amostragem de junções e seus valores
invariantes, revelando seu domínio e permitindo uma análise da sua função acumulada.

A função acumulada normalizada possui características importantes como o seu contra-
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(a) Histograma das amostras para o invariante
sob similaridade. (b) Função acumulada do histograma (a).

(c) Função acumulada ajustada com o auxílio
do Mathematica©.

(d) Histograma dos invariantes no domí-
nio [0, 1].

Figura 6.13: Processo de amostragem e aproximação da função acumulada para discre-
tização uniforme sobre o intervalo [0, 1]. O gráfico (a) ilustra um histograma das de
invariantes sob similaridade calculados sobre amostras de 100000 junções aleatórias. O
gráfico (b) denota sua função acumulada e o gráfico (c), uma aproximação polinomial
da função acumulada. O gráfico (d) demonstra como a distribuição dos invariantes ficou
mais uniforme sobre o intervalo [0, 1].

domínio variando entre [0, 1] e sua configuração que reflete as variações de frequência nas
amostras. Com o auxílio da ferramenta Mathematica©, foi possível determinar a função
acumulada e determinar equações para mapear corretamente os invariantes calculados
para o intervalo da acumulada. A discretização do domínio, por conseguinte, é realizada
sobre [0, 1].



Capítulo 7

Experimentos e Resultados

Este capítulo apresenta os experimentos e uma análise dos resultados obtidos. Os testes
realizados têm por objetivo atestar a robustez dos valores invariantes diante de ruídos ou
possíveis incertezas comuns em imagens digitais e verificar o comportamento dos descri-
tores propostos em imagens naturais, inicialmente com transformações induzidas artifici-
almente e, posteriormente, diante de fotografias de cenas reais capturadas sob pontos de
vista diferentes.

Na Seção 7.1 são definidos os experimentos sobre junções contínuas geradas artifi-
cialmente para demonstrar o comportamento dos valores invariantes diante de possíveis
incertezas nas delimitações das junções e cuja implementação foi realizada inteiramente
através do Mathematica©. A Seção 7.2 apresenta os resultados obtidos diante de imagens
reais confrontadas com si mesmas transformadas artificialmente com o objetivo de mos-
trar a aplicabilidade dos descritores propostos em situações reais. Por fim, a Seção 7.3
apresenta resultados sobre fotografias de cenas reais capturadas sobre diferentes pontos
de vista. Para os experimentos com imagens naturais, a técnica foi desenvolvida em
MATLAB© e codificação em C + +.

7.1 Análise de Robustez dos Invariantes

Os monômios formulados no Capítulo 5 são invariantes em condições exatas. Logo, podem
sofrer variações por causa de ruídos ou incertezas na rasterização das imagens. Se há pouca
ou nenhuma variação no resultado final, os monômios são classificados como robustos.
Queremos avaliar um quão robusto pode ser um descritor construído com os invariantes
propostos no Capítulo 5, conforme os processos de construção de descritores apresentados
no Capítulo 6. Para realizar estes experimentos, foi preciso uma ferramenta para gerar e
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manipular junções estatisticamente, baseadas na definição formal de junção contínua da
Equação 5.1.

Gerar junções contínuas exige a definição de um vértice central e seus n vértices
delimitadores, suficientes para calcular os valores invariantes. Os monômios são provada-
mente invariantes sobre junções contínuas e para analisar sua robustez é preciso induzir
alguma incerteza no processo de criação da junção. Ao considerar cada vértice da junção,
inclusive o central, como variável aleatória distribuída uniformemente em toda a região
quadrangular associada ao pixel de referência, é possível gerar m amostras da mesma
junção induzindo um possível erro de rasterização.

Para m amostras, são gerados m valores invariantes que contribuem para a assina-
tura da junção. A Figura 7.1a apresenta uma 4-junção utilizada como referência, onde
sua assinatura indica que os m = 100000 valores são dispostos numa mesma região do
histograma, conforme apresentado na Figura 7.1b. A Figura 7.1c apresenta uma 4-junção
que diferencia-se da Figura 7.1a apenas pela rotação de um dos seus ramos, em vermelho,
que por consequência, gera uma assinatura distinta da apresentada na Figura 7.1d. A
Figura 7.1e apresenta uma 4-junção que possui um mapeamento projetivo com a 4-junção
apresentada na Figura 7.1a, a região de acúmulo dos valores invariantes do histograma
na Figura 7.1f é similar ao apresentado por na Figura 7.1b. Todos os valores calculados
tomaram como base o monômio invariante projetivo da Equação 5.6.

No processo de captura de uma cena por uma câmera digital, a cena real passa por
uma etapa de discretização. Os efeitos da discretização em imagens digitais podem ser
simulados ao considerar uma etapa de discretização nos experimentos com a aplicação
do algoritmo de Bresenham para rasterização das amostras. A escolha dos vértices deli-
mitadores é realizada através da análise de componentes principais, conforme descreve a
Seção 6.1.

Os monômios invariantes sob transformações afim, definido pela Equação 5.5, ge-
ram um par de invariantes para cada 3-junção. Neste caso, as assinaturas geradas serão
construídas sobre histogramas bidimensionais. Para verificar a invariância sobre trans-
formações afim, foi utilizado o mesmo procedimento para simulação de pontos de vista
apresentado pela técnica ASIFT [67]. A Figura 7.2a apresenta uma 3-junção de referência
submetida à transformações de ponto de vista, rasterizadas novamente pelo algoritmo
de Bresenham e calculados seus pares de invariantes. A Figura 7.2b apresenta os va-
lores calculados, eixo horizontal, para cada nova amostra, eixo vertical. Note que os
valores invariantes se mantém estáveis mesmo com as modificações de pontos de vista.



7.1 Análise de Robustez dos Invariantes 64

(a) 4-junção de referência. (b) Histograma dos valores invariantes calcula-
dos para as amostras de (a).

(c) Um dos ramos da 4-junção em (a), rotacio-
nado 5 graus à esquerda.

(d) Histograma dos valores invariantes calcula-
dos para as amostras de (c).

(e) Uma transformação projetiva aplicada sobre
a 4-junção em (a).

(f) Histograma dos valores invariantes calcula-
dos para as amostras de (e).

Figura 7.1: Experimento para ilustrar a robustez dos valores invariantes. Em (a), uma
4-junção tomada como referência cujas m = 100000 amostras geradas são utilizadas para
calcular m valores invariantes, que contribuem para sua assinatura de junção em (b).
Em (c), uma das ramificações, em vermelho, da 4-junção em (a) é rotacionada 5 graus à
esquerda, o que faz com que os m valores invariantes de suas amostras contribuam numa
região diferente do histograma, conforme apresentado em (d). Em (e), uma transforma-
ção projetiva foi aplicada sobre os vértices da 4-junção em (a), perceba que os m valores
invariantes de suas amostras contribuem numa região semelhante ao histograma (b), con-
forme apresentado em (f). A linha tracejada, em azul, serve apenas como referência para
facilitar a percepção de que as regiões se diferenciam.

Analogamente, o mesmo procedimento é executado para a 3-junção e os resultados são
apresentados pelas Figuras 7.2c e 7.2d.
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Figura 7.2: Experimento para atestar a robustez dos valores invariantes sob transforma-
ções afim. Em (a) é apresentada uma Y-junção de referência submetida à transformações
de pontos de vista e em (b), para cada nova amostra, eixo x, pares de invariantes são
calculados, eixo y. Perceba como os valores calculados se mantém estáveis mesmo com
as modificações de pontos de vista. As imagens (c) e (d) ilustra a execução da mesma
estratégia de amostragem de (a) e (b), no entanto, sobre um T-junção de referência. Note
como a sequência de valores são diferentes entre os invariantes da Y-junção e da T-junção
em (b) e (c). As modificações de pontos de vista foram baseadas nas simulações de pontos
de vista aplicados pelo ASIFT [67].

7.2 Experimentos sobre Imagens Naturais com Trans-
formações Induzidas

Os testes de viabilidade visam a compreensão do comportamento do descritor desenvolvido
sob fotografias reais, porém, ainda sob transformações pré-estabelecidades. As imagens
utilizadas são encontradas na Stanford Mobile Visual Search Dataset [15] ou no banco
de imagens próprio dos desenvolvedores do ASIFT [67]. Outras foram fotografias de
portfólios independentes [53]. A Figura 7.3 apresenta algumas dessas imagens e que serão
os alvos de análises no decorrer desta seção. A Tabela 7.1 apresenta todas as matrizes de
confusão para cada caso específico da Figura 7.3.

Na condução dos testes, para cada imagem selecionada, foi aplicada uma transfor-
mação específica para gerar um banco de imagens transformadas e, posteriormente, tes-
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(a) Caso Kid. (b) Caso Fourviere. (c) Caso Pueblo Bonito.

(d) Caso Michelangelo. (e) Caso OpenCV. (f) Caso La Mexicana.

Figura 7.3: Exemplos de imagens utilizadas para testar a técnica sobre situações reais
com transformações induzidas: (a) o caso Kid, (b) o caso Fourviere, (c) o caso Pueblo
Bonito, (d) o caso Michelangelo, (e) o caso OpenCV e (f) o caso La Mexicana.

tar a aplicação. As transformações utilizadas foram: rotações, escala uniforme, escalas
não-uniformes, cisalhamento e combinações entre elas. A Figura 7.4 ilustra o grupo de
transformações que será exposto nessa dissertação.

O algoritmo de comparação entre assinaturas de junção, citado na Seção 6.5, mede o
esforço necessário para transformar um descritor em outro. Basicamente, ele identifica o
nível de dessemelhança entre histogramas, ou seja, quanto menor o nível de dessemelhança,
mais próximos serão os descritores. Para a aplicação desenvolvida, não houve um estudo
para identificar o valor de dessemelhança que pudesse representar um limiar de corte e,
por isso, uma assinatura pode ser associada a outra muito diferente, caso não haja outra
assinatura mais parecida.

A Figura 7.5 apresenta alguns resultados para o caso Kid, a Figura 7.6 demonstra os
mesmos resultados para o caso Fourvière e a Figura 7.7 ilustra os resultados para o caso
Pueblo Bonito. Para o caso Kid houveram algumas associações incorretas, que podem ser
visualizadas na Figura 7.5a. Por exemplo, a associação entre uma junção do pano e uma
junção do cabelo da criança. No entanto, boa parte das comparações se aglomeravam
corretamente à mesma região da imagem, onde de fato, junções encontradas na região
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C (original) I (original)
C (técnica) 1 85
I (técnica) 2 234

(a) Caso Kid

C (original) I (original)
C (técnica) 3 139
I (técnica) 2 376

(b) Caso Fourvière

C (original) I (original)
C (técnica) 20 291
I (técnica) 1 704

(c) Caso Pueblo Bonito

C (original) I (original)
C (técnica) 10 62
I (técnica) 1 145

(d) Caso Michelangelo

C (original) I (original)
C (técnica) 4 121
I (técnica) 19 338

(e) Caso OpenCV

C (original) I (original)
C (técnica) 9 160
I (técnica) 0 389

(f) Caso La Mexicana

Tabela 7.1: Matriz de confusão sobre cada um dos casos em separado: (a) representa
os experimentos realizados sobre o caso Kid, (b) representa os resultados para o caso
Fourvière, (c) representa o caso Pueblo Bonito, (d) representa o caso Michelangelo, (e) re-
presenta o caso OpenCV e (f) representa o caso La Mexicana. Em todos os casos, há
um elevado número de casos incorretos (I) classificados como corretos (C) pela técnica
proposta em decorrência das inconsistências na detecção. O caso OpenCV em (e) chama
a atenção negativamente, pois classificou muitos pareamentos corretos como incorretos.
Entretanto, ao analisarmos as imagens, são identificadas excessivas simetrias, o que pode
ter confundido o comparador.

da cabeça eram mais parecidas. Para os casos Fourvière e Pueblo Bonito, boa parte das
junções são repetidas por característica das próprias construções, a estrutura de tijolos
de Pueblo Bonito cujas junções são confundidas entre si assim como as esculturas em
formato de flor nas paredes de Fourviére, como exemplos.

A Tabela 7.2 apresenta uma matriz de confusão sobre os resultados obtidos para as
imagens com transformações induzidas. O limiar de distância utilizado para identificar
um pareamento incorreto é de 0, 5 e o critério de desempate dentre vários possíveis pare-
amentos é a média de intensidade da vizinhança 3× 3 do pixel central. Os pareamentos
classificados como incorretos, i.e., descartados pelo critério de desempate, mas estão rela-
cionados pela homografia conhecida, o que indica que o critério precisa ser revisitado ou,
ao menos, mais restritivo.

Alguns problemas foram identificados na implementação da técnica e que podem in-
fluenciar nos resultados incorretos. Junções discretas com ramificações muito pequenas
não foram tratadas e seus invariantes (em todos os monômios apresentados) resultam em
0, o que representa um resultado válido para outras junções. Outro problema recai sobre
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(a) Kid. (b) Kid. (c) Kid.

(d) Fourvière. (e) Fourvière. (f) Fourvière.

(g) Pueblo Bonito. (h) Pueblo Bonito. (i) Pueblo Bonito.

Figura 7.4: Exemplos de transformações induzidas nas imagens de teste. Diversas foram
as transformações induzidas. Especificamente para esta dissertação, foram escolhidas, na
coluna mais à esquerda, uma rotação de 45 graus para os casos Kid, Fourviere e Pueblo
Bonito. Na coluna do meio, um cisalhamento de 0.175 graus para os casos Kid, Fourviere
e Pueblo Bonito e na coluna mais à direita, uma escala não-uniforme de 1.2 sobre o eixo
x e 0.5 sobre o eixo y também para os casos Kid, Fourviere e Pueblo Bonito.
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Correto (original) Incorreto (original)
Correto (técnica) 24 515
Incorreto (técnica) 5 1314

Tabela 7.2: Matriz de confusão sobre todas as imagens transformadas artificialmente
(Caso Kid, Fourvière e Pueblo Bonito, cujos resultados foram somados. A coluna indica
como a técnica classificou os pareamentos identificados e, em linha, como originalmente de-
veriam ser classificadas de acordo com a homografia conhecida entre os pares de imagens.
Os pareamentos classificados como incorretos, i.e., descartados pelo critério de desem-
pate, mas estão relacionados pela homografia conhecida indicam que o critério precisa ser
revisitado ou, ao menos, mais restritivo.

a comparação realizada onde uma junção é correlacionada com outra quando o nível de
semelhança entre seus histogramas é o menor dentre todos os outros e não foi avaliado
um limiar que limitasse esse nível de semelhança. É preciso, também, enfatizar que os
detectores de junção investigados nem sempre são consistentes em encontrar as mesmas
junções em imagens relacionadas por uma transformação de similaridade, afim ou proje-
tiva e, além disso, que os detectores de borda também são sensíveis a tais transformações.

7.3 Experimentos sobre Imagens Naturais de Cenas Cap-
turadas sobre Diferentes Pontos de Vista

Por fim, para atestar a aplicabilidade da técnica em casos reais, um conjunto de imagens
capturadas de pontos de vista diferentes foram descritas e comparadas. Os resultados,
apesar de animadores, ainda carregam consigo inconsistências advindas da detecção das
junções. As Figuras 7.8, 7.9 e 7.10 apresentam resultados de algumas cenas reais captu-
radas de pontos de vista distintos, respectivamente, da pintura A Criação de Adão, de
Michelangelo, um livro do OpenCV e uma revista La Mexicana.

Os testes realizados mostraram que os descritores apresentam robustez até certo ponto
à transformações de ponto de vista. Para o caso da pintura de Michelangelo, os resulta-
dos apresentam falhas nas comparações conforme o ponto de vista se torna mais oblíquo,
devido à falhas na detecção de junções discretas. O mesmo ocorre para os outros casos.
Conforme o ângulo de visualização diminui, as junções discretas tornam-se mais difíceis
de serem identificadas e extraídas corretamente. A Tabela 7.3 apresenta uma matriz de
confusão sobre os resultados obtidos para as imagens capturadas sob diferentes pontos de
vista. O limiar de distância utilizado e o critério de desempate são os mesmos utilizados
nos experimentos sob transformações induzidas. Os pareamentos classificados como incor-
retos, i.e., descartados pelo critério de desempate, mas estão relacionados pela homografia
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(a) Rotação

(b) Cisalhamento

Figura 7.5: Descritores mais semelhantes com transformações induzidas: caso Kid.
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(a) Rotação

(b) Cisalhamento

Figura 7.6: Descritores mais semelhantes com transformações induzidas: caso Fourviere.
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(a) Rotação

(b) Cisalhamento

Figura 7.7: Descritores mais semelhantes com transformações induzidas: caso Pueblo
Bonito.
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Correto (original) Incorreto (original)
Correto (técnica) 23 343
Incorreto (técnica) 20 872

Tabela 7.3: Matriz de confusão sobre todas as imagens capturadas em diferentes pontos
de vista (Caso Michelangelo, La Mexicana e OpenCV, cujos resultados foram somados. A
coluna indica como a técnica classificou os pareamentos identificados e, em linha, como
originalmente deveriam ser classificadas de acordo com a homografia conhecida entre os
pares de imagens. Os pareamentos classificados como incorretos, i.e., descartados pelo
critério de desempate, mas estão relacionados pela homografia conhecida indicam que o
critério precisa ser revisitado ou, ao menos, mais restritivo.

Figura 7.8: Descritores mais semelhantes com transformações livres: caso Michelangelo.

conhecida indicam que o critério precisa ser revisitado ou, ao menos, mais restritivo.

7.4 Discussão

Neste capítulo foram apresentados os experimentos realizados para atestar a robustez dos
valores invariantes formulados e a viabilidade dos descritores propostos em situações mais
próximas da realidade.

Na Seção 7.1, foi realizada uma análise sobre a robustez dos valores invariantes pro-
postos e como as possíveis manipulações da junção surtem efeito nos valores finais. Na
Seção 7.2, foram mostradas algumas fotografias transformadas artificialmente e confron-
tadas entre si através do descritor proposto com resultados interessantes. Por fim, na
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Figura 7.9: Descritores mais semelhantes com transformações livres: caso OpenCV.

Figura 7.10: Descritores mais semelhantes com transformações livres: caso La Mexicana.



7.4 Discussão 75

Seção 7.3, foram realizados testes com imagens reais de cenas capturadas em pontos de
vista diferentes para atestar a viabilidade da técnica em casos reais.

Os experimentos que envolvem manipulação de junções contínuas são consistentes
e, de fato, atestam a estabilidade dos valores invariantes gerados. Os testes posteriores
em imagens reais são animadores, porém, os resultados apresentaram falhas que advém,
principalmente, de problemas na detecção das junções.

Os resultados obtidos não foram sistematicamente confrontados com os resultados de
outras técnicas do estado-da-arte que se propõem à solucionar o mesmo problema, pois
a aplicação prática da teoria proposta apresentou inconsistências que ainda precisam ser
investigadas. Para a técnica proposta, não foi realizado um estudo para se determinar um
limiar mínimo de semelhança para a comparação entre características, o que deixou os
resultados finais suceptíveis à falhas pela falta de um filtro qualitativo. Apesar disso, os
experimentos realizados apresentam bom desempenho computacional, o que caracteriza
a técnica proposta como uma potencial alternativa de pesquisa para a área de detecção e
descrição de características locais.



Capítulo 8

Conclusão

A detecção e descrição de características visuais em imagens são operações fundamentais
para diversas aplicações da área de Computação Visual e Processamento de Imagens
como a classificação de objetos, mapeamento automatizado do ambiente, dentre outras.
As técnicas mais comuns da literatura se baseiam na detecção de regiões de interesse
e análise de intensidade, sem levar em consideração a geometria dos objetos contidos
nelas. Esse tipo de abordagem, apesar de comum, impossibilita ou, ao menos, dificulta o
desenvolvimento de uma operação realmente invariante à transformações de graus maiores,
como as afins e projetivas.

Diversas pesquisas nas áreas de Psicologia e Neurociência demonstram a importância
que as inflexões de borda possuem para o cérebro humano na identificação e classificação
de objetos, o que sugere o desenvolvimento de um descritor simplificado, completamente
baseado sobre junções. Dentre as contribuições propostas nesta dissertação, está a defi-
nição formal de uma série de monômios invariantes à transformações homotéticas, afins
e projetivas, calculadas sobre os pontos delimitadores de junções. No mais, também foi
proposto como descritor um histograma acumulador de todos os valores invariantes en-
contrados. Esse descritor age como uma assinatura invariante de uma região de interesse
da imagem. Os experimentos mostraram que este tipo de estratégia é promissora.

É importante notar que os descritores, em seu estado-da-arte, dependem de estraté-
gias distintas para se obter invariância à diferentes transformações de regiões, como por
exemplo, a pirâmide de escala para obter invariância à escala uniforme e detecção de
orientação preferencial para invariância à rotações, tornando o processo complexo como
um todo. Informações de orientação e magnitude do gradiente podem ser utilizadas para
auxiliar possivelmente o descritor, porém, deixam de ser as informações mais relevantes.
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A proposta deste trabalho é simplificar o processo de detecção, descrição e provimento
de invariância à transformações, de tal maneira que esses procedimentos sejam uniformes.
Para cada junção identificada, valores invariantes são calculados e utilizados para alimen-
tar um histograma de junção. A invariância está embutida no monômio utilizado para
gerar tais valores.

A principal contribuição deste trabalho é a derivação de monômios invariantes sobre
estruturas visuais locais de junção. Os procedimentos descritos no Capítulo 5 mostram que
junções podem ser representadas por um valor escalar que é invariante à transformações
projetivas.

As junções são matematicamente formalizadas, porém, não se manifestam de maneira
tão comportada em imagens digitais. As junções discretas são sensíveis à discretização e
ruídos e muitas vezes impossíveis de serem isoladas localmente. O Capítulo 6 apresentou
maneiras de se identificar e converter junções discretas em junções contínuas, utilizadas
para cálculo dos monômios invariantes. Abordagens são propostas para a detecção e
descrição de junções próprias e impróprias, descritas a partir de um histograma de valores
invariantes para cada junção identificada.

Os monômios formulados são inegavelmente invariantes para junções contínuas, no
entanto, apresentam distúrbios quando calculados diretamente sobre as junções extraí-
das da imagem, devido às dificuldades encontradas para se detectar e delimitar junções.
O descritor proposto como assinatura de junções para uma imagem foi suficiente para
mostrar resultados animadores, entretanto, ainda deve ser melhorado.

A derivação de novos monômios para junções é possível, inclusive com o conhecimento
contido neste documento, por exemplo, combinando mais matrizes simétricas ou derivando
monômios invariantes à múltiplas junções que permitam caracterizar inteiramente um
objeto.

Especificamente neste trabalho, os objetos de interesse são as junções identificadas so-
bre o plano de imagem e um eventual mapeamento projetivo entre as mesmas. Entretanto,
a aplicação dos monômios pode ser estendida para descrever junções em três dimensôes,
como em casos imagens RGB-d capturadas a partir dispositivos especializados.

A caracterização independente de informações de textura pode ser útil para os casos
específicos de objetos abertos, i.e., onde os objetos ao fundo se confundem com o objeto
em questão, como é o caso da estrutura de uma bicicleta. Técnicas em seu estado-da-arte,
baseadas em texturas de regiões, falhariam nestes casos, o que sugere uma solução híbrida.
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A Teoria de Invariantes, no mais, é bastante ampla e possui aplicações práticas em
diversas áreas. Em teoria dos grafos, por exemplo, existem métodos para determinação
de um único valor invariante que represente a estrutura do grafo, porém, falham em
condições específicas. Testes informais indicam que a representação de um grafo à partir
de um histograma invariante, como apresentado neste trabalho, pode ser aplicada para
determinar isomorfismo (inclusive em grafos com pesos em sua arestas ou em dígrafos),
uma abordagem alternativa á busca por um único valor mas que permite uma comparação
eficiente.

A detecção das junções é um desafio que merece atenção especial, pois sem um ajuste
minimamente próximo ao correto das junções, muitas incertezas são propagadas para o
histograma descritor final, o que pode confundir o algoritmo comparador. Além disso,
existem problemas inerentes à esta etapa em específico que não foram consideradas neste
trabalho, como por exemplo, possíveis falhas na detecção das bordas sob transformações
elevadas de escala. A adaptação para o uso dos chamados superpixels pode ser uma linha
interessante de pesquisa a ser trabalhada.
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O objetivo deste script em Mathematica é mostrar a dedução de uma expressão fechada ou uma forma numérica para calcular a função

acumulada utilizada na equalizaçãono intervalo [0, 1] dos valores assumidos pela invariante γ dada por:

Γ[λ1_, λ2_, λ3_] :=
λ12 λ22 λ32

λ12 + λ22 + λ32
3
;

onde λ1, λ2 e λ3 são autovalores de uma matriz quadrada. A função que calcula γ pode ser reescrita de forma normalizada como:

ΓNormed[μ2_, μ3_] :=
μ22 μ32

1 + μ22 + μ32
3
;

onde μ1 =
λ1

λ1
= 1, μ2 =

λ2

λ1
 e μ3 =

λ3

λ1
. Nesse caso, é assumido que λ1 ≠ 0 e λ1 ≥ λ2 ≥ λ3. Observada a simetria da expressão em termos e

μ1  e μ2, e visto que ambos os autovalores normalizados serão elevados a quadrado, podemos, sem perda de generalizada, definir seus

interlados como 0 ≤ μ2, μ3 ≤ 1. Os limites de γ são 0, 1
27
.

{γMin, γMax} = {MinValue[Γ[λ1, λ2, λ3], {λ1, λ2, λ3}, Reals],

MaxValue[Γ[λ1, λ2, λ3], {λ1, λ2, λ3}, Reals]};

ContourPlot[ΓNormed[μ2, μ3], {μ2, 0, +1}, {μ3, 0, +1}, FrameLabel → {"μ2", "μ3"},

PlotLabel → "γ = ΓNormed[μ2,μ3]", PlotLegends → Automatic]
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Dado um valor de γ, teremos μ2 ⩵ μ1 = μ no segmento de reta diagonal definidos pelos pontos (0, 0) a (1, 1). O valor de μ pode ser

calculado pelo Mathematica® a partir de:

Solve[ΓNormed[μ, μ] ⩵ γ, μ]

Após descartar todas as soluções inválidas (i.e., relacionadas aos limites de μ2 e μ3), temos:

μ[γ_] :=

1

4 3

-
1

γ
-2 + 24 γ +

1 - ⅈ 3  (-1 + 24 γ)

-1 + 36 (1 - 6 γ) γ + 24 3 (γ3 (-1 + 27 γ)) 
1/3

-

ⅈ -ⅈ + 3  -1 + 36 (1 - 6 γ) γ + 24 3 (γ3 (-1 + 27 γ)) 
1/3

;

Fixando μ2 = 1, para um dado valor de γ, o valor assumido por μ3 (i.e., μ¨3) pode ser calculado pelo Mathematica® a partir de:

Solve[ΓNormed[1, μ3] ⩵ γ, μ3]

Após descartar todas as soluções inválidas (i.e., soluções complexas e fora dos limites de μ3), temos:

μ3Dot[γ_] :=
1

3

-6 +
(-3)2/3

-9 γ2 + 3 γ3 (-1 + 27 γ) 
1/3

-

(-3)1/3 -9 γ2 + 3 γ3 (-1 + 27 γ) 
1/3

γ
;

A  integral  de  todos  os  segmentos  de  reta  verticais  no  intervalo  no  intervalo  μ2 ∈ [μ[γ], 1]  e  que  compreendem  o  intervalo

μ3 ∈ [μ


3[μ2, γ], μ2] correspondem à metade da área da região do plano de autovalores normalizados que contém pares de autovalores que

levam a invariantes maiores do que γ.  O complemento de duas vezes essa área corresponde à função acumulada desejada, escrita no

Mathematica® como:
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CumulativeΓ[γ_] := 1 - 2 
μ[γ]

1
(μ2 - μ3Hat[μ2, γ]) ⅆμ2;

No intervalor que corresponde aos segmentos verticais, μ3[μ2, γ] retorna o valor onde ΓNormed[μ2, μ3[μ2, γ]] = γ. Os valores que podem

ser retornados por μ3 são obtidos no Mathematica® como:

Solve[ΓNormed[μ2, μ3] ⩵ γ, μ3, Reals]

Após descartar as soluções inválidas em função das restrições geométricas impostas pelos limites de μ2 e μ3 e pelo domínio da integração

em em CumulativeΓ[γ], temos:

μ3Hat[μ2_, γ_] :=

1

2 3


1

γ

(-1)1/6

22/3 ⅈ + 3  27 γ2 μ22 + μ24 + 3 3 γ3 μ24 -4 μ22 + 27 γ 1 + μ22
2


1/3

+

2 γ

3 ⅈ - 3 3 + μ22 3 ⅈ - 3 3 + (-2 ⅈ 21/3 32/3) 

9 γ2 μ22 + μ24 + 3 γ3 μ24 -4 μ22 + 27 γ 1 + μ22
2


1/3

;

O plot abaixo ilustra como é percorrido o contorno da intersecção de γ = ΓNormed[μ2, μ3] para quando γ = 0.03. O ponto à esquerda do

contorno vermelho tem coordenadas (μ[γ], μ[γ]) e o ponto à direita do contorno vemelho é tem coordenadas (1, μ¨3[γ]).

γ0 = 0.03;

Show[ContourPlot[ΓNormed[μ2, μ3], {μ2, 0, +1}, {μ3, 0, +1}, FrameLabel → {"μ2", "μ3"},

PlotLabel → "γ = ΓNormed[μ2,μ3]", PlotLegends → Automatic],

Plot[μ3Hat[μ2, γ0], {μ2, μ[γ0], 1}, PlotStyle → {Red}]]
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Uma maneira de avaliar CumulativeΓ[γ] numericamente é pela função recursiva descrita abaixo, com critério de parada relacionado à

precisão numérica desejada:

NumericCumulativeΓ[γ_, Precision_] :=

1 - 2 Recursive[{{μ[γ], μ[γ]}, {1, μ3Dot[γ]}, {1, 1}}, γ, Precision];

onde:

Recursive[{p1_, p2_, p3_}, γ_, Precision_] := Module{m, q, s},

s = Abs
1

2
(p1〚1〛 (p2〚2〛 - p3〚2〛) + p2〚1〛 (p3〚2〛 - p1〚2〛) + p3〚1〛 (p1〚2〛 - p2〚2〛));

(*Área do triângulo {p1,p2,p3}*)

s + Ifs > 10-Precision,

m =
p1 + p2

2
;

q = {m〚1〛, μ3Hat[m〚1〛, γ]};

Recursive[{p1, q, m}, γ, Precision] + Recursive[{q, p2, m}, γ, Precision], 0

;
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