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Resumo

O presente avanço tecnológico vem permitindo a geração de um grande volume de dados,
não apenas coletados de sensores, mas também em bases de dados abertos governamen-
tais que representam aspectos socioeconômicos e políticos referentes às diversas nações do
globo. Apesar dos inúmeros benefícios trazidos para a comunidade pela oferta de dados
abertos — disponíveis em formatos compreensíveis por especialistas do domínio e/ou es-
pecialista em dados —, o seguinte desafio ainda não foi respondido: — “ Como podemos
apoiar o cidadão na interpretação de conjuntos de dados regionais referentes a aspectos
distintos e na identificação de relações entre esses aspectos ou de padrões de interesse”.
Como a interpretação desses conjuntos de dados não é uma tarefa trivial, a busca por téc-
nicas e metodologias que permitam a interpretação de informações implícitas e dedução
de novos conhecimentos se torna imprescindível. A utilização de técnicas de descoberta
de conhecimentos em base de dados (knowledge discovery in databases - KDD), por meio
da mineração de dados, permite a aquisição de conhecimentos, padrões, ou modelos, com
uma estrutura válida e interpretável. Em particular, algoritmos de aprendizado não-
supervisionado, ou algoritmos de clusterização, para encontrar agrupamentos de dados
semelhantes entre si, têm sido muito utilizados. A clusterização de dados urbanos abraça
muitos exemplos onde o comportamento e análises de padrões em regiões geográficas,
dividido por sub-regiões locais, é necessária, embora haja uma falta de ferramentas para
isso. Aprendizagem não supervisionada oferece vários algoritmos e ferramentas que faci-
litam essas tarefas, embora algoritmos típicos não considerem restrições de contiguidade
espacial, definidas pelas fronteiras entre regiões. Este trabalho propõe novos algoritmos
de clusterização semi-supervisionada, que consideram a restrição de contiguidade espacial,
baseados no K-means e em um algoritmo de clusterização hierárquica. Para a avaliação
dos algoritmos foi realizada uma análise exploratória utilizando um conjunto de dados
governamentais abertos, com base em medidas de critérios relativos. A avaliação dos
experimentos exibiu bons resultados considerando essas medidas, e observou-se que os
algoritmos geraram clusters compactos e com um bom poder de predição.

Palavras-chave: Clusterização com restrição de contiguidade espacial; clusterização
semi-supervisionado; Regionalização;



Abstract

Nowadays, the technological advance has allowed the generation of a large volume of data,
comprising not only data collected from sensors, but also in open government data repre-
senting socio-economic and political aspects for the various nations of the globe. Despite
the numerous benefits brought to the community by open data offerings — which are avai-
lable in formats understandable by domain experts and/or data experts —, the following
challenge has not yet been answered: “How can we support the citizen in the interpreta-
tion of regional datasets relating to different aspects and identifying relationships between
these features or patterns of interest?”. As the interpretation of these data sets is not a
trivial task, the search for techniques and methodologies for the interpretation of implicit
information and introduction of new knowledge becomes essential. The use of techniques
of knowledge discovery in databases (knowledge discovery in databases - KDD), through
data mining, allows the acquisition of knowledge, patterns, or models with a valid and
interpretable structure. In particular, unsupervised learning algorithms — or clustering
algorithms—, to find clusters of items similar to each other, they have long been used.
Urban data clustering embraces many examples where is required the pattern analysis in
geographical regions, divided by local sub-regions, although there is a lack of tools for
such analysis. Unsupervised learning offers several algorithms and tools that facilitate
these tasks, although typical algorithms do not consider restrictions on spatial contiguity,
defined by boundaries between regions. This paper proposes new semi-supervised cluste-
ring algorithms that consider the spatial contiguity constraint, based on K-means and a
hierarchical clustering algorithm. For the evaluation of such algorithms, an exploratory
analysis was performed using a set of open government data, based on relative criteria
measures. The evaluation of the experiments showed good results considering these me-
asures, and it was observed that the algorithms generated compact clusters with good
predictive power.

Keywords: Spatially constrained clustering; Semi-supervising learning; Regionalization.
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Capítulo 1

Introdução

O grande avanço tecnológico atual tem permitido a geração de um grande volume de dados
retratando os mais diversos aspectos como, por exemplo dados socieconômicos e políticos
produzidos em escala mundial [39]. Além disso, avanços nas tecnologias de armazenamento
de dados trouxeram melhorias, tais como velocidade, persistência, capacidade de acesso
e custo mais baixo, ajudando impulsionar a geração de um grande volume de dados.
Essa farta disponibilização de dados torna evidente a necessidade da criação de técnicas e
ferramentas que auxiliem, de forma automática e inteligente, os seres humanos na tarefa
de análise, e, por consequência, na extração de informações úteis de conhecimento desses
dados [70].

No estudo de cidades inteligentes [70], os dados governamentais abertos, isto é, dados
dos governos municipais disponíveis para acesso público, são fundamentais para garantir
a transparência e agregar conhecimento em torno de centros urbanos. A exploração desses
dados é um grande desafio, pois estes são essenciais para fornecer informações aos setores
políticos e administrativos do próprio governo, para que estes promovam a entrega de
serviços de forma mais eficaz, eficiente e sustentável, com o objetivo de manter os seus
cidadãos seguros, saudáveis, prósperos [5]. A destes dados garante também transparência
aos serviços públicos, uma vez que sua análise permite também que os cidadãos e orga-
nizações não-governamentais possam avaliar a qualidade e a corretudo do provimento de
serviços.

Apesar dos inúmeros benefícios trazidos para a comunidade, os mecanismos e plata-
formas atuais de oferta de dados abertos — que ora estão disponíveis em um formatos
compreensíveis por especialistas do domínio e/ou especialista em dados — ainda não res-
pondeu o seguinte desafio: “como podemos apoiar o cidadão na interpretação de conjuntos
de dados urbanos referentes a aspectos distintos e na identificação de relações entre esses
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aspectos ou de padrões de interesse?”. Sabendo-se que interpretar esses conjuntos de da-
dos não é uma tarefa trivial, devido à massiva quantidade de dados brutos, a busca por
técnicas e metodologias acessíveis que permitam a interpretação de informações implícitas
e dedução de novos conhecimentos se torna imprescindível.

Diante desta demanda, uma das áreas bastante pesquisadas e exploradas para a ma-
nipulação de grande volume de dados é aprendizado de máquina [46]. Aprendizado de
Máquina (do inglês, machine learning) é a área de Inteligência Artificial cujo objetivo é o
desenvolvimento de técnicas computacionais que automatiza o processo de aprendizado.
Esta área está voltada com o desenvolvimento de modelos matemáticos e computacionais
que permitem “adquirir conhecimento” utilizando fatos ou premissas disponíveis. Técnicas
de aprendizado de máquina são empregadas na mineração de dados e associadas a técni-
cas de descoberta de conhecimentos em base de dados (knowledge discovery in databases
- KDD) [20], permitindo a aquisição de conhecimentos, padrões, ou modelos, com uma
estrutura válida e interpretável.

Algoritmos de aprendizado de máquina [60], são basicamente divididos em algoritmos
de aprendizado supervisionado e não supervisionado. No aprendizado supervisionado são
induzidos padrões a partir de dados, caso os exemplos contidos nas bases de dados anali-
sadas estejam rotulados com uma classe correspondente. Quando os exemplos não estão
rotulados, são usados algoritmos não-supervisionados. Em geral algoritmos de aprendi-
zado não supervisionado buscam por padrões a partir de conjuntos de dados semelhantes
entre si. Tais subconjuntos que são identificados como tendo um mesmo padrão são
chamados de clusters. Ou seja, os exemplos contidos em um mesmo cluster são mais simi-
lares, segundo alguma medida de similaridade ou dispersão, que os exemplos contidos em
clusters diferentes. Assim, o processo de formação desses clusters, geralmente conhecido
como aglomeração, clusterização ou construção de agrupamentos caracteriza-se como um
processo que agrupa exemplos em clusters de exemplos similares.

1.1 Definição do problema

O aprendizado não-supervisionado, que usa algoritmos de clusterização, está relacionado
ao agrupamento de exemplos não-rotulados, e na identificação de um padrão de acordo
com algum critério pré-estabelecido, que permita definir que um dado conjunto de exem-
plos estão em um mesmo cluster. Cada exemplo, objeto ou instância, é descrito por
um conjunto de atributos ou descritores. Tipicamente, os dados são representados por
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uma matriz, na qual as colunas são os atributos, e as linhas são os exemplos, instâncias
ou objetos. O numero de atributos define a dimensionalidade dos dados. Inicialmente
pode se determinar, quais são os atributos relevantes para descrever os exemplos. Na
abordagem tradicional de clusterização, os clusters são determinados com uma medida de
similaridade entre os exemplos. Essa medida tipicamente é uma função de distância que
envolve dois objetos no espaço dimensional dos dados. Como se trata de uma função de
distância entre dois objetos, quanto menor a distância entre dois exemplos mais similares
eles são considerados. Neste trabalho, somente medidas de distância para o cálculo de
dissimilaridade são utilizados.

No entanto, essa abordagem sofre de algumas limitações consideráveis, pois os re-
sultados de um processo de agrupamento não fornecem nenhum tipo de descrição da
saída dos algoritmo, mas apenas clusters. Entretanto, algumas aplicações necessitam que
se leve em consideração alguma informação adicional para a formação dos clusters, ou
seja, que seja adicionada alguma supervisão, como por exemplo, problemas envolvendo
contiguidade espacial [18]. Diante disso, foram introduzidas técnicas de clusterização
semi-supervisionado no intuito de possibilitar a incorporação interativa do conhecimento
do domínio do problema de regionalização ao processo de agrupamento [35].

Considerando especificamente a aplicação da técnicas de clusterização a dados geo-
gráficos, pode ser desejável a formação de agrupamentos que correspondam a sub-regiões
geográficas. Nesses casos, além de levar em consideração a similaridade entre os objetos
que serão incluídos em um mesmo cluster segundo os atributos utilizados para descrevê-
los, é necessário também que a abordagem leve em consideração a relação de contiguidade
(vizinhança geográfica) entre esses objetos. Até onde pudemos levantar, não há nenhuma
técnica de agrupamento semi-supervisionado baseada em heurísticas tradicionais e de
baixa complexidade, como o K-Means e a Clusterização Hierárquica, que utilize o conhe-
cimento sobre os limites geográficos para orientar o processo de agrupamento.

1.2 Objetivos e metodologia

O objetivo deste trabalho foi investigar uma solução para o problema de regionaliza-
ção, isto é, o processo de análise de clusters sujeito à restrição espacial de contiguidade,
utilizando técnicas de agrupamento semi-supervisionado baseadas em heurísticas tradi-
cionais e de baixa complexidade. Foram propostos dois algoritmos: o primeiro baseado
no K-means [41], nomeado de Regionalized K-means; e o segundo baseado no algoritmo
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hierárquico tradicional aglomerativo [64] Regionalized Hierarchical. A restrição adotada
nesses algoritmos segue o seguinte critério: sub-regiões só pertencem ao mesmo cluster
caso exista uma representação espacial contígua entre esses objetos.

Uma vez implementados os algoritmos, foi realizado uma análise experimental baseada
em um problema prático de regionalização. Foi utilizada uma base de dados socioeconô-
micos referentes à cidade de Chicago, nos Estados Unidos. A administração de Chicago
oferece um portal eletrônico [1] com dados estatísticos sobre o município. Neste estudo,
foram utilizados alguns atributos relacionados a questões socioeconômicas das 77 comu-
nidades de Chicago [37]. A relevância do uso desta base se deve à plataforma conter
um conjunto completo e organizável de dados sobre as comunidades daquele munpicípio,
descrevendo as principais categorias e aspectos urbanos encontrados em centros urbanos.
Além disto, a plataforma de Chicago nos oferece uma API para a análise, extração e
visualização dos dados presentes neste município, características infelizmente carentes em
portais governamentais de cidades brasileiras.

Com os resultados obtidos a partir do empregos dos dois algoritmos propostos, foi
executado um processo de validação e uma análise comparativa baseada em medidas de
avaliação de clusters, de forma a identificar a aplicabilidade de cada um dos algoritmos.

1.3 Organização

Esta dissertação é composta por 5 capítulos além deste introdutório. No Capítulo 2, são
apresentados os principais conceitos relacionados a clusterização, incluindo definições, me-
didas de dissimilaridade e similaridade, e a apresentação dos algoritmos do K-means e do
algoritmo hierárquico. No Capítulo 3, é apresentada uma discussão sobre o problema de
regionalização. No Capítulo 4, são apresentados os algoritmos propostos neste trabalho,
ou seja, os algoritmos Regionalized K-means e Regionalized Hierarchical. No Capítulo 5,
é apresentada um análise experimental da clusterização espacial com restrição de con-
tiguidade utilizando os dois algoritmos propostos deste trabalho. O estudo é realizado
utilizando dados no município de Chicago. Finalmente, no Capítulo 6, são apresentadas
as conclusões deste trabalho, além de sugestões para trabalhos futuros.



Capítulo 2

Conceitos básicos aplicados a clusteriza-

ção

Neste capitulo, são discutidos o processo de clusterização, os critérios para a validação
de resultados, além das abordagem para clusterização semi-supervisionada, em que o
conjunto de dados apresenta algum tipo de informação adicional — uma supervisão —
para a construção dos grupos.

2.1 Considerações Iniciais

A clusterização é uma abordagem de aprendizado não supervisionado, ou seja, agrupam
dados que não apresentam rotulações ou conhecimentos prévios. A área de clusterização
tem como objetivo encontrar uma estrutura de grupos ou (clusters) de dados nos quais
os objetos pertencentes a cada grupo apresentam características segundo os atributos
x
i

· · · x
m

que descrevem os dados. Na literatura, existem diversas definições para o termo
cluster [60].

• Cluster bem separado: Um cluster é um conjunto de objetos ou exemplos tal
que qualquer objeto em um determinado cluster está mais próximo ou mais similar
a cada outro objeto nesse cluster do que a qualquer objeto não pertencente a ele.

• Cluster baseado em centro: Um cluster é um conjunto de objetos ou exemplos
tal que qualquer objeto ou exemplo em um dado cluster está mais próximo ou mais
similar ao centro desse cluster do que ao centro de qualquer outro cluster.

• Cluster Contínuo (vizinho mais próximo ou agrupamento transitivo): Um
cluster é um conjunto de objetos ou exemplos tal que qualquer objeto em um dado
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cluster está mais próximo ou mais similar a um ou mais objetos nesse cluster do
que a qualquer objeto que não pertence a ele.

• Cluster baseado em densidade: Um cluster é uma região densa de objetos
ou exemplos, separada de outras regiões de alta densidade por regiões de baixa
densidade.

• Cluster baseado em similaridade: Um cluster é um conjunto de objetos ou
exemplos que são similares, enquanto objetos ou exemplos em clusters diferentes
não são similares.

Para encontrar os clusters, o processo de agrupamento é realizado em várias etapas,
iniciando-se na preparação dos padrões até a interpretação dos clusters obtidos. O pro-
cesso de agrupamento é explicado nas próxima seção.

2.2 Processo de clusterização

O Processo de clusterização é dividido em várias etapas, com o objetivo de garantir que
os resultados sejam realmente significativos e úteis sem considerar que realmente exista
uma estrutura subjacente nos dados em conformidade com o algoritmo.

As etapas do processo de agrupamento são descritas na Figura 2.1, que contém uma
sequência de etapas: preparação dos dados, definição de medidas de similaridade, uso de
algoritmos de clusterização, validação dos clusters feito pelo algoritmo e interpretação dos
dados.

Caso a interpretação dos dados não esteja satisfeita, o processo de clusterização pode
ser reiniciado a partir da etapa de preparação dos dados, onde é feito uma nova represen-
tação dos dados. Caso esta representação esteja satisfeita, o passo é reiniciado a partir
da etapa de execução de algoritmos de agrupamento, onde é escolhido outros algoritmos
de agrupamento para a formação da partição dos dados.

2.2.1 Preparação dos dados

A preparação dos dados envolve vários aspectos relativos ao seu pré-processamento, e à
forma de representação apropriada dos dados para aplica-los ao algoritmo de agrupamento.

O pré-processamento em análise de agrupamento pode apresentar conversão, nor-
malização e a diminuição no número de atributos por meio de seleção ou extração de
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Figura 2.1: Exemplo de figura

i \ a X1 X2 X3 X4 · · · X
d

1

2

3

4

...
n

Tabela 2.1: Representação da matriz de dados. Ela é composta por i \ a (instância ⇥
atributos) em formato n⇥ d onde n é o número de exemplos e d é o número de atributos.

características [30].

Existem três formas de representação dos dados para os dados serem agrupados:

• Matriz de dados: Na matriz de dados, os objetos são representados por um vetor
de dados multidimensional, onde cada dimensão é relacionada ao seu respectivo
atributo, descrevendo o objeto. Então, tem-se um conjunto de dados representado
por uma tabela T

n⇥d

, onde n (linha) é o número de instâncias e d (coluna) o número
de atributos, como podemos ver na tabela 2.1.

• Matriz de similaridade: A matriz de similaridade representa a similaridade entre
cada par de objetos. Assim, seja uma matriz P

n⇥n

em que n é o número de objetos.
Sejam x

i

e x
j

o i-ésimo e j-ésimo objeto de um conjunto de dados, então P
i,j

recebem
o valor da similaridade entre o x

i

e x
j

. Este é o formato dos dados utilizados neste
trabalho.

• Grafo de similaridade: Os grafos de similaridade é um grafo G(V,A) completo
onde V são vértices e A são arestas de G, tal que A = |V | � 1, para a definição
de grafo completo. Cada nó corresponde a um objeto no conjunto de dados e cada
aresta contém um peso que corresponde a similaridade entre o par de objetos.
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2.2.2 Definição de Medidas

Nesta subseção são apresentadas medidas de proximidade entre objetos dependendo do
tipo de informação que pretende extrair dos dados. A medida escolhida deve considerar
os tipos e as escalas dos atributos que definem os objetos. Em [24], são apresentados
diversas medidas que são mais apropriadas para objetos cujo atributos são todos de um
mesmo tipo. Segundo [29], os atributos apresentam as seguintes características:

• Binários: Representado apenas por dois valores.

• Discretos: Representado por um conjunto finito de valores.

• Contínuos: Pode assumir um número infinito de valores.

As medidas de proximidade d(a, b) devem satisfazer algumas propriedades:

• d(x
i

, x
i

) = 0, 8x
i

(os objetos não apresentam diferenças entre si próprios)

• d(x
i

, x
j

) = d(x
j

, x
i

) (permite a simetria dos objetos)

• d(x
i

, x
j

) � 0 8x
i

e x
j

(permite a positividade do índice de proximidade)

• d(x
i

, x
i

) = 0 somente se x
i

= x
j

• d(x
i

, x
l

) 6 d(x
i

, x
j

) + d(x
j

, x
l

) 8 x
i

, x
j

e x
l

(permite a desigualdade triagular)

As medidas de dissimilaridade satisfazem as propriedades 1, 2 e 3. As medidas de
distância são as que satisfazem todas as propriedades 1 à 5.

As medidas devem considerar os tipos de atributos e por isso as medidas podem ser
de três tipos: atributos qualitativos e atributos quantitativos e atributos heterogêneos.

2.2.2.1 Medidas para atributos quantitativos

Quando se trabalha com medidas para atributos quantitativos, é variado o uso de medidas
em relação a valores contínuos ou racionais; e binários ou nominais.

Para medidas relacionadas a atributos contínuos e racionais, as medidas medidas são
baseadas na métrica de Minkowski (medidas de distâncias), como a distância euclidiana
e a distância Manhattan. A métrica de Minkowski é apresentada na eq 2.1.A variação
de p define as variações da métrica, sendo p 2 [1,1). Quanto menor o valor de p, mais
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robustas são as estimativas (menos sensíveis a outliers). Quando o valor de p = 1, a
métrica de Minkowski é denominada distância Manhattan, e quando o valor de p = 2,
a métrica de Minkowski é denominada distância euclidiana. As variações de escala de
atributos influenciam as métricas de Minkowski, pois atributos com uma escala maior
tendem a dominar outros. A solução é através de técnicas de normalização de atributos
para um intervalo ou variância comum ou aplicação de outros esquemas de ponderação.

d(x
i

, x
j

) =

p

vuut
dX

c=1

|xc

i

� xc

j

|p (2.1)

Em relação às medidas de similaridade, utiliza-se as medidas de correlação como me-
dida de proximidade. Para este trabalho, é descrito duas medidas de correlação: cosseno
(separação angular) e correlação de pearson, que quantificam a correlação de dois objetos
x
i

e x
j

.A separação angular ou cosseno é dada pela Equação 2.2. A correlação de pearson
é dada pela Eq 2.3, na qual esse coeficiente mede o grau de correlação entre dois objetos.
Os valores de muitas medidas variam no intervalo [-1,1], e sua magnitude indica a força
da correlação, enquanto o sinal representa a direção. Quanto mais próximos de -1 ou 1
indicam nenhuma similaridade entre os objetos (ou seja, são correlacionados).

cosseno(x
i

, x
j

) =

dP
c=1

xc

i

xc

j

s
dP

c=1
xc

2

i

dP
c=1

xc

2

i

(2.2)

pearson(x
i

, x
j

) =

dP
c=1

(xc

i

� x̄
i

)(xc

j

� x̄
j

)

s
dP

c=1
(xc

i

� x̄
i

)

2
dP

c=1
(xc

i

� x̄
i

)

2

(2.3)

Onde : x̄
i

=

dX

c=1

xc

i

d
(2.4)

Para dados binários e nominais, as medidas são referenciadas como coeficientes de
similaridades entre dois vetores binários e têm valores entre 0 e 1. O valor 1 indica que os
atributos dos dois vetores são completamente similares, enquanto 0 indica que os atributos
dos vetores não apresentam alguma similaridade.
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O total de número de combinações possíveis entre dados dois vetores A e B é repre-
sentado em quatro derivações:

• N11 representa o número total de atributos, onde o atributo de A apresenta valor 1
e o atributo de B apresenta valor 1;

• N00 representa o número total de atributos, onde o atributo de A apresenta valor 0
e o atributo de B apresenta valor 0;

• N01 representa o número total de atributos, onde o atributo de A apresenta valor 0
e o atributo de B apresenta valor 1;

• N10 representa o número total de atributos, onde o atributo de A apresenta valor 1
e o atributo de B apresenta valor 0;

Cada atributo deve pertencer a uma categoria. Diante disso, uma formulação repre-
sentada na equação 2.5, onde n representa o número total de atributos.

N11 +N00 +N01 +N10 = n (2.5)

Para medidas de correlação para atributos binários, são exemplificados o coeficiente
de casamento, simples J

s

(equação 2.6) e o coeficiente de Jaccard J (equação 2.7).

J
s

=

N00 +N11

N11 +N00 +N01 +N10
=

N00 +N11

n
(2.6)

J =

N11

N11 +N01 +N10
=

N11

n�N00
(2.7)

Em [67], é visto mais detalhes sobre todas essas medidas.

2.2.2.2 Medidas para atributos qualitativos

As medidas para esses tipos de atributos são obtidas através da soma das contribuições
individuais de todos os atributos. Para atributos nominais, uma medida de distância
muito utilizada é a distância de Hamming, como se pode ver na equação 2.8. Em [48] é
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descrito que a distância de Hamming faz a contagem de número de atributos categóricos
nos dois objetos com valores diferentes. De [0, d] é seu intervalo de variação, tal que 0
indica maior similaridade entre os objetos.

d(x
i

, x
j

) =

dX

c=1

b(x
i

, x
j

) (2.8)

b(x
i

, x
j

) =

(
1, se xc

i

6= xc

j

0 caso contrrio
(2.9)

2.2.2.3 Medidas para atributos heterogêneos

Na maioria dos conjuntos de dados presentes em estudo de mineração de dados, os dados
apresentam atributos de tipos diferentes. O objetivo desse tipo de medida é buscar a
similaridade entre os objetos por atributos diferentes, por se adequarem a qualquer um
dos tipos diferentes. Um exemplo clássico de medida de similaridade é apresentado na
Equação 2.10, onde s

ijl

é a contribuição do l-ésimo atributo para a similaridade e p
ijl

é 0
ou 1, condicionado se a comparação do atributo k é válida ou não. Essa equação utiliza
para s

ijl

que pode variar a cada tipo de atributo.

s(x
i

, x
j

) =

dP
l=1

p
ijl

s
ijl

dP
l=1

p
ijl

(2.10)

Mais detalhes para cálculos de atributos heterogêneos é visto em [65].

2.2.3 Agrupamento

Esta etapa está relacionada ao processo de agrupamento, referindo-se principalmente a
escolha do melhor algoritmo de agrupamento. Existem vários tipos de estruturas que
podem ser encontrados por algoritmos de agrupamento, porém cada algoritmo busca
uma única estrutura de um desses tipos que melhor se ajuste aos dados [67]. Assim,
cada estrutura contém uma perspectiva diferente em relação aos dados, onde cada um
está de acordo com uma definição diferente de cluster, como por exemplo: clusterização
particional, hierárquica, fuzzy, dentre outros.
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Em [29] são apresentados duas das principais categorizações de algoritmos de agru-
pamento relacionadas ao tipo de estrutura: agrupamento exclusivo x não exclusivo e
agrupamento hierárquico x particional.

• Agrupamento exclusivo x não exclusivo: Agrupamento exclusivo gera um re-
sultado de uma partição onde cada objeto de uma partição só pertence exatamente
a um cluster. Agrupamento não exclusivo permite que um objeto pertença a vários
clusters. Exemplo de clusterização não exclusiva é um agrupamento fuzzy [9].

• Agrupamento Particional x Hierárquico: O agrupamento exclusivo pode ser
dividido em duas abordagens: agrupamento particional e hierárquico. O agrupa-
mento particional constrói um único particionamento de dados. Já o agrupamento
hierárquico constrói em uma sequência de partições aninhadas. Pode-se visualizar na
Figura 2.4 essa diferença — na Figura 2.2 é exibido um agrupamento hierárquico,
e na Figura 2.3 um agrupamento particional. Esses dois tipos de agrupamento são
utilizados neste trabalho. Na próxima subseção, são descritos dois exemplos de al-
goritmos de clusterização, um para abordagem particional e outra para hierárquica,
relevantes para esta pesquisa.

Figura 2.2: Modelo do algoritmo hi-
erarquico

Figura 2.3: Modelo do algoritmo
particional

Figura 2.4: Algoritmos de clusterização hierárquica e particional, respectivamente.

Nas próximas subseções, são descritos dois algoritmos que serviram de base para o
desenvolvimento deste trabalho.
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2.2.4 O algoritmo K-means

O K-means é um algoritmo que otimiza o critério de agrupamento utilizando uma técnica
iterativa. O passo inicial consiste na criação de uma partição inicial. Após, os objetos
são movidos de uma partição de um cluster a outro com objetivo de melhorar o valor do
critério de agrupamento, no caso o erro médio quadrático.

Os passos seguidos pelo K-Means podem ser visualizados no Algoritmo 1 . Dados
como entrada do algoritmo: (i) um conjunto de objetos S = {x1, ..., xn

}; (ii) um número
K de clusters a serem construídos.

O algoritmo K-Means constrói uma partição p de S formada por K clusters (saída
do algoritmo), onde cada objeto x

i

2 S pertence exclusivamente a um único cluster de p.
Para isso, inicialmente são inicializados os centroides c

k

, k = 1, ..., K, como sendo objetos
x
i

selecionados aleatoriamente da base S (linha 1). Daí, os seguintes passos são repetidos
até que não haja alteração na associação de objetos aos clusters : calcule a distância de
cada objeto x

i

a cada centroide c

k

utilizando uma medida de distância (tipicamente a
distância euclidiana) — linha 5; e relacione cada objeto x

i

ao cluster C
k

cujo centroide
seja o mais próximo ao objeto — linha 6. Após percorrer todos os objetos de S, recalcule
todos os centroides c

k

de todos os clusters, tal que ck = (x̄
k1, ..., x̄kM

), k = 1, ..., K. Em
outras palavras, ck é o ponto médio de todos os objetos pertencentes ao cluster C

k

—
linhas 9 a 11.

A complexidade do algoritmo é O(n·K ·I ·d), onde: I representa o número de iterações
e d o número de atributos. O algoritmo K-Means tem a vantagem de ser bastante eficiente,
traz bons resultados em diversos domínios, porém pode convergir para um ótimo local.
Assim a proposta original do algoritmo, apesar de simples e veloz não garante uma ótima
acurácia.

Para este trabalho, foi utilizado uma versão do K-means desenvolvida pela ferramenta
Weka [26], nomeada K-means++.

Diante disso, no trabalho de [4], mostra que o K-means apresenta uma aproximação
que pode ser arbitrariamente ruim, em relação a função objetivo comparado à clusteriza-
ção ótima. Com isso, o algoritmo K-means++ especifica um procedimento que inicializa
os centroides antes do procedimento geral do K-means, garantindo que a solução é O(log k)

para a solução ótima do K-means.

O algoritmo do K-means++ é apresentado no Algoritmo 2. A construção do algoritmo
depende de uma função de distância D(x), onde calcula a menor distância entre um objeto
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Algoritmo 1 K-means Algorithm
Entrada: Um conjunto de objetos S = {x1,x2, · · · ,xn} ; K: número de clusters.
Saída: Um partição P composta por K clusters disjuntos.
1: Inicializa os centroides c

k

, k = 1, ..., K, como objetos x

i

selecionado aleatoriamente
de S

2: repeat
3: para i 1 to N faça
4: para cada objeto x

i

2 S and cada centroide c

k

faça
5: Calcula a distância entre x

i

e c

k

: d(x
i

, c
k

)

6: x

i

para o mais próximo cluster C
k

de acordo com d(x
i

, c
k

)

7: fim para
8: fim para
9: para k  1 to K faça

10: Recalcula os centroides c

k

=

1
|C

k

|
P

l=1 |Ck

|
P

j=1 Mx
lj

11: fim para
12:

13: until Não houver mudanças na rotulação entre objetos e clusters

e um centroide já escolhido. Pode-se observar que entre a linha 6 – 17 o algoritmo é o
mesmo do K-means original. A grande influência do algoritmo K-Means++ está presente
nas linhas 2 – 5 nas quais são escolhidos os centroides iniciais.

Além do K-means++, a ferramenta Weka disponibiliza um outro algoritmo que apre-
sente um grande poder na inicialização de um algoritmo de clusterização é o algoritmo
canopy [45], que é muito usado durante o pré-processamento no algoritmo do K-means. A
sua função é acelerar a concatenação dos objetos em grandes bases de dados, pois alguns
algoritmos sofrem limitações devido a essa quantidade elevada de dados.

O algoritmo utiliza uma sequência de passos, onde usa dois limiares T1 (distância
solta) e T2 (distância apertada).

1. Inicializa com a base de dados a ser clusterizada.

2. Seleciona e remove um objeto da base de dados, para tornar-se um novo canopy.

3. Para cada objeto a esquerda do conjunto de dados, marque-o como um novo canopy,
se a distância for menor que T1.

4. Se a distância dos objetos é menor que T2, remova-o do conjunto de dados original.

5. Repita o processo a partir do passo 2, até que não apresenta mais objetos a serem
clusterizados.
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Algoritmo 2 Algoritmo K-means++
Entrada: Um conjunto de objetos S = {x1,x2, · · · ,xn} ; K: número de clusters.
Saída: Um partição P composta por K clusters disjuntos.
1: Inicializa os centroides c

k

, k = 1, ..., K, como objetos x

i

selecionado aleatoriamente
de S

2: Selecione um centroide c1, escolhido uniformemente em aleatório na base S
3: repeat
4: Selecione um novo centroide c

i

, escolhendo um x 2 S, com probabilidade
D(x)2P

x2S

D(x)2 .
5: until Apresente k centroides por completo.
6: repeat
7: para i 1 to N faça
8: para Cada objeto x

i

2 S and cada centroide c

k

faça
9: Calcula a distância entre x

i

e c

k

: d(x
i

, c
k

)

10: x

i

para o mais próximo cluster C
k

de acordo com d(x
i

, c
k

)

11: fim para
12: fim para
13: para k  1 to K faça
14: Recalcula os centroides c

k

=

1
|C

k

|
P

l=1 |Ck

|
P

j=1 Mx
lj

15: fim para
16: until Não houver mudanças na rotulação entre objetos e clusters

Esse algoritmo permite que cada objetos individuais podem pertencer a vários cano-
pies. O passo 3 pode ser mais eficiente, utilizando uma métrica de distância aproximada
e rápida. Para o passo 4 é esperado uma métrica com mais acurácia e uma métrica de
distância baixa.

A principal vantagem é o número de instâncias de treino que devem ser comparadas
em cada passo, são reduzidas.

Ambos algoritmos estão disponíveis no WEKA, além de outras técnicas para a inici-
alização de sementes.

2.2.5 Algoritmos Hierárquicos

Os algoritmos hierárquicos tentam decompor diretamente o conjunto de dados em uma
sequência de partições aninhadas que podem ser representado através de uma árvore,
conhecida como dendrograma. Os ramos do dendrograma armazenam a formação do
clusters e a similaridade entre os clusters [27].

Em [17], os algoritmos hierárquicos são divididos em sua abordagens: a abordagem
aglomerativa e a abordagem divisiva, que diferem em como o dendograma é gerado. Algo-
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ritmos aglomerativos (Bottom-up) consideram inicialmente com n elementos em n clusters,
e a cada iteração, o par de grupos mais próximos em um cluster. O algoritmo continua
até que todos os elementos sejam agrupados em um único cluster. Os algoritmos divisivos
(top-down) iniciam com um cluster contendo todos os n elementos e, a cada iteração,
forma os clusters dividindo sucessivamente.

Para as duas abordagens, são utilizadas métricas de integração (linkage metrics), que
são medidas de distância d(C1, C2) entre clusters (C1,C2). Uma métrica de integração é a
distância mínima (single-link), presente na equação 2.11 que mede a distância entre dois
objetos de dois clusters mais próximos. Outro é a ligação média (average-link), presente na
Equação 2.12 que apresenta a distância média entre dois objetos de dois clusters. Outro
tipo de ligação é a ligação máxima (complete-link), presente na equação 2.13 o qual é
distância máxima entre dois objetos de clusters distintos. E por fim, existe a Ward-link
que procura por partições que minimizem a perda associada a cada agrupamento [64],
onde o objetivo é minimizar a soma dos quadrados (ESS

C1) dentro do agrupamento,
presente na equação 2.14. Outras medidas podemos ver em [59].

Existem diversos algoritmos de clusterização hierárquica aglomerativa, como por exem-
plo o BIRCH (Balanced Iterative Reduced and Clustering using Hierarchies) [69], CHA-
MELEON [32]; ROCK(RObust Clustering using linKs) [25].

d(C1, C2) = min d(x
i

, x
j

) : x
i

2 C1, xj

2 C2 (2.11)

d(C1, C2) =
1

n1n2

X

x

i

2C1

X

x

j

2C2

d(x
i

, x
j

) (2.12)

d(C1, C2) = max d(x
i

, x
j

) : x
i

2 C1, xj

2 C2 (2.13)

ESS
C1 =

X

x

i

2C1

x2
i

� 1

n

 
X

x

i

2C1

x
i

!2

(2.14)

Neste trabalho, os algoritmos hierárquicos aglomerativos foram estudados para emba-
sar um dos algoritmos propostos. Todos os algoritmos hierárquicos aglomerativos seguem
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os passos do algoritmo base apresentado no Algoritmo 3.

O Algoritmo 3 segue os seguintes passos : inicializar um agrupamento como um con-
junto de clusters de um único elemento — Passo 1. Iterativamente como os clusters mais
próximos são unidos, até que seja atingido um critério de parada — Passo 2. Para agrupar
os clusters, cada algoritmo considera uma das alternativas de distância ou similaridade
entre os clusters baseadas nas métricas de integração e basicamente é ondem os diversos
algoritmos diferem. Durante a sua construção, cada métrica tem influência direta no fun-
cionamento do algoritmo, gerando decisões locais. Esses algoritmos possuem uma função
objetivo global. No entanto, as grandes vantagens do agrupamento hierárquico são: (i) a
sua flexibilidade em relação à granularidade; (ii) a fácil utilização de qualquer forma de si-
milaridade ou distância; e (iii) a possibilidade de usar qualquer tipo de atributo. O ponto
negativo é que esses algoritmos não trabalham bem com ruídos e outliers ; e dependem da
ordem de entrada dos dados.

Algoritmo 3 O algoritmo hierárquico aglomerativo
Entrada: Uma Matriz de dissimilaridade entre pares de objeto M

n⇥n

Saída: Uma hierarquia de partições.
1: Alocar cada objeto em um cluster
2: enquanto há clusters para agrupar faça
3: Calcular a matriz de distância entre os pares de clusters disponíveis, utilizando

uma métrica de integração
4: Combinar o par de clusters C

i

e C
j

mais próximo,gerando um único cluster C
ij

5: fim enquanto

O tempo de complexidade do algoritmo hierárquico tradicional apresentado no Al-
goritmo 3, descrito nesta seção, é de ⇥(N3

), pois há uma exaustiva busca N ⇥ N na
matriz M , para a maior similaridade em cada N � 1 iterações. Porém, existe uma versão
mais eficiente do algoritmo, baseado em filas de prioridade [42], denominado algoritmo
hierárquico aglomerativo eficiente [14] .

O algoritmo utiliza fila de prioridades como estrutura de dados para a manipulação
de objetos como similaridades. O algoritmo é apresentado no Algoritmo 4. O tempo de
complexidade deste algoritmo é ⇥(N2

logN). Inicialmente as células M [i][j] da matriz
de similaridade N ⇥ N são armazenadas em tuplas < i, j > em filas de prioridade F

p

decrescentes em sua ordem de similaridade, onde cada tupla representa um cluster (como
é um agrupamento aglomerativo inicialmente cada cluster contém somente um objeto da
base de dados). Ou seja, inicialmente F

p

armazena N ⇥ N posições. Além disso, F
p

guarda o números de elementos dos clusters i, j e seu índice.
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Outras informações que F
p

armazena são: c1: índice do cluster 1 e c2: índice do
cluster 2; numC1 representa o número de objetos no cluster 1 e numC2 representa o
número de objetos no cluster 2; e fDist que representa a distância entre o par de clusters.
NnClusterID é uma lista de concatenações onde os clusters são armazenados. Essa lista
inicialmente apresenta tamanho n, onde representa os n-clusters iniciais. No geral, essa
lista guarda toda a estrutura do dendrograma formado, armazenando as ligações entre os
clusters em seus vários níveis.

Merge é um função que calcula a similaridade para potenciais pares < c1, c2 > a se-
rem concatenados, (exemplos de métricas de ligação: ligação máxima (Eq 2.13), ligação
mínima (Eq 2.11), ligação média (Eq 2.12), ligação ward (Eq 2.14) e etc). A cluste-
rização é guardada em uma lista de concatenações NnClusterID. No procedimento
Merge, NnClusterID guarda a concatenação dos objetos iMin1, iMin2, na posição
NnClusterID[max(iMin1, iMin2)], enquanto na posição NnClusterID[min(iMin1, iMin2)],
todos os objetos são deletados.

Isto é exemplo de como uma linha de M é processado (no Algoritmo 4). O laço nas
linhas 1-6 tem uma complexidade ⇥(N2

) e do laço nas linhas 8-23 tem uma complexi-
dade ⇥(N2

logN) para uma implementação de filas de prioridade, que suporta exclusão
e inserção em ⇥(logN). A complexidade média do algoritmo é, portanto, ⇥(N2

logN) .

2.2.6 Validação

A validação é um processo de clusterização que avalia se os clusters são significativos para
o conjunto de dados analisados. Além disso, pode auxiliar na determinação do número
de clusters para o conjunto de dados.

Em geral, a validação de um agrupamento é baseada em índices estatísticos, que
julgam de maneira quantitativa e objetiva, o mérito das estruturas encontradas [29].
Assim, os índices representam a qualidade do agrupamento.

Nesta seção é descrito duas medidas que são utilizadas neste trabalho: a variância
intracluster e a figura de mérito.

2.2.6.1 Variância intracluster

A variância intracluster de uma partição var(P ) é definida na Equação 2.15 [28], onde
c
k

representa os centroides dos clusters. O objetivo deste tipo de validação é medir a
qualidade de um agrupamento em termos de compactação de seus clusters. Os valores
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Algoritmo 4 Algoritmo Hierárquico eficiente utilizando fila de prioridades
Entrada:Um conjunto de objetos S = {x1, ...,xN

}, ; Número de clusters K.; Uma Matriz
de dissimilaridade entre pares de objeto M

n⇥n

; Uma fila de prioridade F
p

Saída: Uma variável nClusterID que gera vários clusters com uma sequência de conca-
tenações. Em outras palavras, uma hierarquia de partições.
1: para i 1 até N faça
2: para j  2 até N faça
3: M [i][j] x

i

· x
j

; . Geração da matriz de similaridades
4: F

p

 < i, j > . A fila F
p

recebe o par de similaridade entre os clusters i e j.
5: fim para
6: fim para
7: Count n
8: enquanto Count < K faça . Usa F

p

para encontrar o melhor par de clusters.
9: t F

p

.poll()
10: enquanto t 6= ; e (nClusterID[t.c1].size() 6= t.numC1 ou

nClusterID[t.c2].size() 6= t.numC2) faça
11: t F

p

.poll()
12: fim enquanto
13: iMin1 = t.c1
14: iMin2 = t.c2
15: merge(iMin1, iMin2, t.fDist, nClusterID)
16: para k  1 até N faça . Atualiza distâncias e a Fila F

p

17: se i 6= iMin1 e nClusterID[i].size() 6= 0 então
18: k1  max(iMin1, i)
19: k2  min(iMin1, i)
20: F

p

.add(< k1, k2 >) . F
p

guarda uma novas tuplas de similaridade com
todos os clusters formados.

21: fim se
22: fim para
23: Count = Count-1
24: fim enquanto

desta medidas estão em [0,+1). Quanto menor o valor da métrica, melhor é a partição.

var(P ) =

vuut
P

C

k

2P

P
x

i

2C
k

d(x
i

, c
k

)

N
(2.15)

Para este trabalho aplicado ao domínio de regionalização, o objetivo desta medida
é importante para a compreensão dos objetos do cluster em relação aos seus centros
dos clusters, auxiliando a análise interna de um cluster, no qual apresenta uma grande
significância neste domínio, como podemos ver em [51].
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2.2.6.2 Figura de mérito

A Figura de Mérito [68] é uma metodologia de avaliação da qualidade de clusters baseadas
no poder preditivo que o cluster gerou. O poder preditivo é dado pela medida de Figura
de mérito (FOM ). A metodologia do FOM é aplicado a todos os atributos, menos um
atributo a. Esse atributo a é utilizado com o objetivo de estimar o poder preditivo do
algoritmo, através da variância interna nos clusters. Com isso, clusters significativos
apresentam uma menor variação do que clusters formados sem sentido. Diante disso,
quanto maior é a similaridade a partir da eliminação do atributo a, maior é o poder
preditivo.

Seja xa

i

o valor do atributo a para o objeto x
i

na matriz de dados xa

(xa

i

, c
r

) , a média
dos valores do atributo x

a

nos objetos pertencentes ao cluster c
r

. Com isso, FOM é dada
pela equação 2.16, para k clusters usando o atributo a.

FOM(xa, P ) =

vuut 1

n

kX

r

X

x

i

2c
k

(xa

i

� x

a

(xa

i

, c
r

))

2 (2.16)

Com isso, utiliza-se esse cálculo para cada um dos d atributos, obtém-se a FOM
agregada, que é uma estimativa do poder preditivo total de um algoritmo sobre todas as
amostras para k clusters, que é visto na Equação 2.17.

FOM(P ) =

dX

a=1

FOM(xa, P ) (2.17)

O valor da FOM apresenta a tendência em diminuir a partir que aumenta o número
de clusters. Para tratar disso, foi proposta uma abordagem de uma FOM ajustada [68],
dada na Equação 2.18.

FOM
ADJ

(P ) =

FOM(P )p
(n� k)/n

(2.18)

Quanto menor o valor de FOM
ADJ

melhor o poder preditivo do algoritmo. Ou seja,
essa metodologia segue uma abordagem preditiva, então assume que o atributo excluído
contém informação dos experimentos utilizados para produzir os clusters.
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A grande desvantagem desta medida é que não é aplicável em base de dados que não
possua nenhum atributo dependente dos outros.

Para o domínio de regionalização, esta medida apresenta um fator importante, princi-
palmente na influência dos atributos para os clusters deste domínio. Os atributos devem
apresentar um alto poder de predição para favorecer a representação dos grupos, estimu-
lando a homogeneidade [66].

2.2.7 Interpretação

A interpretação está relacionada ao processo de examinar cada cluster de acordo com
seus objetos rotulados, descrevendo a natureza do cluster. Nessa etapa, é fundamental o
apoio do especialista do domínio, pois somente com conhecimento a respeito dos dados é
possível determinar se há algum sentido nos clusters contraídos e identificar significados
entres os grupos.

2.3 Agrupamento semi-supervisionado

Ao longo dos anos, o surgimento de propostas que inserem de alguma supervisão aos algo-
ritmos de aprendizagem não supervisionados tornou-se crescente [11]. Em busca de uma
compreensão aprimorada dos modelos gerados pelos dados, a inclusão de uma supervisão
limitada se tornou favorável à geração de modelos próximos a expectativa do usuário ou
do domínio. Diante disso, surgiu o conceito de agrupamento semi-supervisionado onde
são aplicados dados rotulados nos algoritmos tradicionais de agrupamento não supervisi-
onado [55].

A ideia essencial da clusterização semi-supervisionado é usar os objetos rotulados
para obter informações sobre o problema e utiliza-las para auxiliar a guiar o processo de
aprendizado nos exemplos não rotulados [13].

A literatura apresenta três abordagens para incorporar conhecimento ao processo de
clusterização do algoritmo como: por inicialização de sementes [6]; baseada em métricas
[34] e por restrições [16].

Abordagens baseadas em sementes: Algoritmos baseados em inicialização de
sementes está relacionado ao usuário oferecer um número inicial de sementes para a for-
mação de clusters iniciais. Elas tem o objetivo de orientar o algoritmo durante o processo
de agrupamento. Em [6] foi apresentado uma versão modificada do K-means que utilizam
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dados rotulados iniciais como semente, o denominado SEEDED-K-MEANS, descrito na
seção 2.3.

Abordagens baseadas em métricas: A abordagem baseada em métrica utiliza
métricas de distância, porém a métrica é treinada anteriormente para atender os rótulos
ou restrições dos dados rotulados. A literatura apresenta diversas medidas de distância
para algoritmos de clusterização semi-supervisionado baseado em métricas. Um exemplo
é apresentado em [34] no qual utilizado um algoritmo baseado em métrica utilizando a
distância euclidiana, treinada por um algoritmo de caminho mais curto. Outro trabalho
utiliza a divergência KL adaptada ao uso do gradiente descendente [15]. Além desses
trabalhos, em [10] é utilizada Expectation Maximization (EM) para distância de edição
de cadeia apreendida.

Abordagens baseadas em restrição: A abordagem baseadas em restrição é a mais
utilizada na área de clusterização semi-supervisionada na qual está baseado este trabalho.
Esta abordagem está relacionada à modificação do algoritmo de clusterização, objetivando
que a informação fornecida pelo usuário ou domínio do problema guie o algoritmo a um
particionamento mais apropriado. Existem três mecanismos para esse tipo de tarefa:
alteração da função objetivo para atender as restrições [16]; ou o reforço das restrições
durante o processo de clusterização, que pode ser: por 2 objetos pareados, ou seja, (i)
dois objetos que podem estar ou não no mesmo cluster ou não (must-link ou cannot-link)
[63], ou ii) por mais de 2 objetos, como por exemplo o uso de comparações relativas [35].

A seguir são descritos os algoritmos mais comumente usados na literatura na área de
agrupamento semi-supervisionado.

SEEDED-K-MEANS : O Algoritmo SEEDED-K-MEANS é uma variante do K-
means e também particiona o conjunto em K clusters. Porém, a diferença está presente
na construção da restrição, onde o SEEDED-K-MEANS utiliza exemplos inicialmente
rotulados como os centroides iniciais dos clusters (SEED), diferenciando do K-means que
os escolhe aleatoriamente.

O algoritmo exige que, para cada cluster, seja atribuído no mínimo uma semente.
Assim, cada cluster é iniciado como sendo a média das sementes atribuídas pelo usuário.
Os próximos passos são idênticos ao K-means.

COP-K-means : O algoritmo COP-K-means [63] também é uma variação do algo-
ritmo K-means. A sua abordagem diferencia do K-means devido a um conhecimento
adicional, descrito na forma de relação entre os objetos, que é utilizado no processo de
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formação dos clusters. Esse conhecimento está relacionado a fornecer alguns exemplos
que podem ou não ser agrupados em um mesmo cluster relação pode ser definido por:

• Must-link, que especifica que dois exemplos devem pertencer ao mesmo cluster.

• Cannot-link que especifica que dois exemplos não devem pertencer ao mesmo cluster.

Os clusters encontrados pelo COP-K-means devem respeitar todas as relações de
restrições must-link e cannot-link imposta pelos usuários nos exemplos rotulados. Após
a construção dos K clusters cada exemplo do conjunto de exemplos não rotulados é
associado ao cluster mais próximo.

Constrained K-Means: Também baseado no K-means, o Constrained K-means [6]
apresenta uma característica híbrida entre abordagem baseada em sementes e restrições.
É uma melhoria do SEEDED K-Means. A diferença consiste nos passos seguintes a inici-
alização dos centroides, nos quais os objetos que fazem partem do conjunto de sementes,
e que foram inicialmente associados a um dado cluster, não poderão ser associados a um
outro cluster. Assim, os objetos não selecionados como sementes, terão o cluster cor-
respondente re-estimado, diferente do SEED K-means, em que as sementes podem vir
a pertencer a clusters, diferentes dos associados inicialmente. Essa abordagem é mais
apropriada quando as sementes estão livres de ruído.

PCK-Means : [7] É um algoritmo também variante do K-Means. Semelhante ao
COP-K-means, ele também utiliza a estrutura de restrições entre pares tipo Must-link e
Cannot-link no conjunto de dados. A medida de similaridade utilizada nesse algoritmo é
composta pela medida de distância convencional entre dois exemplos, adicionada de dois
fatores que avaliam o custo de violação das restrições conhecidas. O custo de violação de
uma restrição do tipo must-link é dado por: w · l[c

i

6= c
j

] (onde c
i

é um cluster que dado
um objeto x

i

associado a função), ou seja, caso apresentem objetos ligados por must-link
forem associados a dois clusters diferentes. No caso de uma violação do tipo cannot-link
é dado por w · l[l

i

= l
j

], ou seja, caso os objetos estejam associados ao mesmo cluster.
Função l é uma função lógica onde l[true] = 1 e l[false] = 0 e w representa o peso das
restrições.

2.4 Considerais finais

Diferentemente dos trabalho citados, os algoritmos utilizados neste trabalho usam restri-
ções dadas pelo domínio do problema. O domínio trata as restrições como um componente
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importante no processo de clusterização, onde o usuário não tem interferência direta na
construção dos clusters. No capítulo 4 são apresentados tais algoritmos.



Capítulo 3

Clusterização espacial restrita contígua –

Regionalização

Em [22], a análise estatísticas de dados espaciais frequentemente exige a junção de unida-
des espaciais básicas (áreas) em grandes unidades (regiões) para preservar a confidenciali-
dade, minimizar as diferenças populacionais, reduzir os efeitos dos outliers ou imprecisão
dos dados, ou para facilitar a visualização e interpretação desses dados em forma de ma-
pas. A partir desses conceitos, é apresentado neste capítulo, uma descrição geral para
uma área em clusterização voltada para métodos de restrição espacial contígua chamada
"clusterização espacial restrita contígua"(spatial constrained clustering contiguity).

A clusterização espacial restrita contígua (também conhecido como regionalização
analítica ) é uma maneira científica para decidir como agrupar um grande número de
áreas geográficas ou pontos em um número menor de regiões com base em similaridades em
uma ou mais variáveis (ou seja, renda, etnia, condição ambiental , etc.) que o pesquisador
acredita que são importantes para o tópico em questão [47].

A clusterização espacial restrita contígua é bastante estudada em vários setores da
ciência como: estatísticas ambientais geoespaciais, processamento de imagem e economia
geoespacial. Um exemplo de aplicação: se alguém deseja descobrir grupos de culturas
de espécies, uma restrição de adjacência espacial precisa ser adicionada, uma vez que o
contágio do crescimento biológico não pode ser ignorado. Outro exemplo em saúde: se
alguém estiver interessado em encontrar grupos de uma determinada doença (isto é, o
câncer do pulmão) é conveniente levar em consideração adjacência geográfica, uma vez
que a doença pode ser a provocada por um poluente ambiental, o que é muitas vezes
auto-correlacionadas espacialmente e portanto torna essencial a descoberta do padrão de
como a doença se espalha. Outros casos, estão presentes em [54].
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Este trabalho, utiliza-se conceitos para a aplicação de regionalização geográfica. A
Regionalização é o procedimento de agrupamento de objetos-área em regiões contíguas
e homogêneas no espaço. A regionalização é caracterizada por um reparticionamento do
espaço estudado em busca de uma minimização de objetos, resultando em novas áreas
(regiões) com dimensões geográficas mais abrangentes.

Segundo [18], há varias características que são comuns para um método de regionali-
zação:

• Todos os métodos de agregação de áreas têm um número definido de regiões en-
quanto busca a otimização para um critério específico;

• As áreas dentro de uma região devem ser conexas (restrição de contiguidade espa-
cial);

• O número de regiões deve ser menor ou igual ao número de áreas;

• Cada área deve ser marcada para uma única região.

• Cada região deve conter ao menos uma única área.

Baseando-se nesses conceitos, na literatura existem duas abordagens para o processo
de agrupamento geográfico. A primeira está relacionada a técnicas nos quais a restrição
espacial contígua é indiretamente satisfeita. A segunda linha está relacionada a aborda-
gens nas quais a restrição espacial contígua é usada explicitamente aplicada diretamente
durante a construção do algoritmo.

3.1 Algoritmos sem restrição espacial contígua pré e
pós treinamento

Nesta subseção são descritos algoritmos de agrupamento voltados para regionalização
onde a restrição espacial contígua é indiretamente satisfeita antes ou após o processo de
construção da partição.

São caracterizados este procedimento em dois grupos: Métodos que utilizam os al-
goritmos convencionais da literatura e métodos que forçam a contiguidade espacial, com
objetivo de maximizar a compactação regional.

O primeiro grupo é caracterizado por 2 fases, proposta por [52]: a primeira é uma
clusterização convencional, que é voltada para grandes volumes de dados, com intuito de
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agrupar áreas que apresentam características similares em relação ao conjunto de atribu-
tos; a segunda fase é verificada a partir de contiguidade espacial, aplicando a seguinte
regra: Caso as áreas do mesmo cluster estejam geograficamente desconexas, então o algo-
ritmo marca essas regiões como clusters distintos. A vantagens deste recurso é a rápida
avaliação da dependência espacial, verificando a distribuição das áreas no mapa em relação
aos seus clusters, e o quanto estão espalhados no mapa. Outra vantagem é o controle de si-
milaridade entre os objetos de uma mesma região. A grande desvantagem é a dependência
espacial entre as áreas, favorecendo o grande número de clusters.

O segundo grupo é caracterizado com o objetivo de maximizar a compactação entre as
regiões, ou seja, deixar o mais compacto possível. Ela foi introduzida por [31] com o foco
em compactação de maximização regional sobre a minimização das somas do "momento
de inércia", definido pelo produto da população por área e a distância quadrática do
centroide de cada área para o centro da região que é marcada. Esse critério faz com que
áreas com alta densidade demográfica sejam bons candidatos para seleção de centroides
iniciais.

Outra abordagem é o sistema SAGE (Spatial Analysis in a GIS Enviroment) [23], que
apresenta um método que utiliza um procedimento de rotulação baseado no K-means,
sendo o critério de agrupamento formado por uma função objetivo formada por três
componentes independentes: a) homogeneidade: regiões formadas por áreas similares,
desprezando atributos não-espaciais.; compactação: as coordenadas áreas do centroide
das áreas correspondentes aos objetos membros são próximas; igualdade: as somas dos
valores de um determinado atributo, considerando todos os objetos, são semelhantes para
todas as regiões.

A função objetivo do algoritmo de regionalização do SAGE é definida como uma soma
ponderada, dada por:

f
o

= w
h

f
h

+ w
c

fc+ w
i

f
i

(3.1)

onde:

• w
h

, w
c

e w
i

são pesos referentes às três componentes (homogeneidade, compactação
e igualdade).

• f
h

é uma medida de dispersão de um ou mais atributos dos objetos nas regiões;
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É equivalente ao somatório da soma dos quadrados dos desvios médios [8] das k

regiões.

• f
c

é uma medida de dispersão dos objetos em relação aos centros das classes, rele-
vante no espaço geográfico.

• f
i

é uma medida do equilíbrio da distribuição de uma determinada variável pelas
classes, correspondente à soma dos quadrados dos desvios entre o somatório dos va-
lores de um determinado atributo, para os objetos membros das regiões, em relação
ao valor de referência, representado pela soma dos atributos de todos os objetos,
dividido pelo número de grupos.

Essa representação do SAGE, que é baseada em componentes, é criticada por [50],
devido a necessidade de haver uma apropriada padronização nas funções componentes,
pois elas são expressas em unidades distintas. Os autores aconselham que uma estratégia
melhor e simples é selecionar uma das funções componentes como sendo uma função
objetivo, e tratar outros critérios como restrições de igualdade ou desigualdade (exemplos:
maior que, menor que), definindo de forma explícita seus valores, criando funções que
refletem a violação das restrições, semelhante ao das abordagens de agrupamento semi-
supervisionado descrito na seção 2.3.

3.2 Algoritmos adaptados usando restrição espacial con-
tígua

Os modelos exibidos nesta seção, apresentam, em seu processo de solução, técnicas adi-
cionais que garantem a contiguidade espacial de cada região. Ou seja, implica que esses
modelos devem usar informações sobre as relações espacias entre cada área sobre seus
vizinhos. Existem três categorias para representar esses modelos: modelos de otimização
exatos; modelos heurísticos, e híbridos.

3.2.1 Modelos de otimização exatos

Como apresentado em [3], a agregação de m áreas em n regiões espacias contíguas, en-
quanto se otimiza um critério de agregação, não é um problema fácil para resolver otima-
mente.
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Então, o principal desafio para a resolução de problemas de regionalização utilizando
métodos exatos é encontrar uma maneira eficiente de lidar com a restrição de contigui-
dade. Nesta seção, são descritas diferentes estratégias para incorporar a restrição espacial
contígua em modelos de otimização.

Em [19], os autores formularam o problema de regionalização como um modelo misto
de Programação Inteira (MIP). Os conceitos da teoria dos grafos são adaptados, a fim
de lidar com a restrição de contiguidade espacial. Assim, as áreas e seus relacionamentos
vizinhos são representados como um grafo conexo, com nós que representam áreas e arestas
que representam conectividade espacial de primeira ordem entre as áreas.

Outro modelo interessante é o de otimização não-linear formulado por [40], onde ,
com a intenção garantir que N áreas rotuladas a uma região são espacialmente contíguas,
é suficiente para assegurar que a (N � 1) ésima potência da sua matriz de contiguidade
binário não tem termos nulos.

3.2.2 Modelos heurísticos para o problema de regionalização

Essa seção é voltada para modelos heurísticos para o problema de regionalização. O
ponto principal destes tipos de modelos é descobrir, em um tempo razoável, uma solução
o quanto mais possível do ótimo, em que maior parte dos casos é desconhecida.

Existem 4 tipos de heurísticas que podem ser utilizados para o problema de regiona-
lização: Heurísticas baseadas na clusterização hierárquica, onde só uma região contígua
pode ser intercalada; Heurísticas baseadas na seleção de sementes (áreas) iniciais; Heu-
rísticas que iniciam de uma solução viável iniciais e incrementalmente busca melhorias; e
modelos baseados em grafos.

Modelos de clusterização hierárquica adaptativa: Esses modelos buscam o de-
senvolvimento de novas técnicas de clusterização comum hierárquica baseada na solução
de problemas de regionalização. Nestes modelos, os algoritmos de clusterização hierár-
quica aglomerativos são modificados de uma forma em que a intercalação é feita a partir
de regiões (clusters) que estejam conectados.

No início do algoritmo, cada área é uma região isolada. A cada iteração, as áreas vão
se intercalando até um certo tempo gerando um número de regiões. Nesses métodos, duas
características são observadas; uma utiliza técnicas para descobrir padrões espaciais [36],
e outra analisa o comportamento da restrição espacial contígua durante a construção dos
dendrogramas [21].
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Outros trabalhos fazem comparações entre algoritmos hierárquicos aglomerativos quando
acrescentam a restrição espacial contígua [58] [44].

Regionalização baseada em sementes: A principal característica desse tipo de
heurística é que cada região é o resultado da seleção de uma área (semente) e que seus
vizinhos são rotulados para essa região. Esse procedimento pode ser uma vez por tempo,
ou seja, quando a próxima sementes é selecionada após gerar uma região; ou em paralelo,
quando todas as sementes são criadas em uma vez.

O pioneiro desta técnica é [62], para resolver problemas de distritos. Neste método,
uma áreas inicial é escolhida aleatoriamente para se tornar a área-referência. Após, a área
geográfica mais distante da área-referência é usada como inicial semente para a primeira
região. Assim, as áreas não marcadas de contíguas vizinhanças são adicionadas como
sementes na ordem que aumentam as distâncias para a área-referência. O processo de
adição para quando a região satisfaz a condição predefinida, como por exemplo, uma cota
mínima de população, a dimensão da área, renda per capita e etc. Quando a primeira
região é finalizada, a próxima região é designada pela seleção da semente inicial das áreas
não marcadas mais distantes da área de referência. Esta técnica favorece como uma forma
de evitar a criação de enclaves, que são as áreas não marcadas restantes que não pode ser
uma região por eles mesmos. Esses enclaves devem ser atribuídos a uma região já criada.

Outras abordagens foram propostas por [61] e [57]. Ambos trabalhos contribuem
para a seleção de sementes chamada "core areas", na qual a inicialização do algoritmo e
as áreas vizinhas são adicionadas aos cores. O processo para quando todas as áreas são
rotuladas. Porém o método de [57] não considera que que gere uma próxima semente
até que uma região tenha sido concluída, enquanto [61] permite que as regiões cresçam
simultaneamente.

Alteração em uma função viável inicial: Os métodos abordados nesta seção
requerem como entrada uma solução viável inicial, no qual de forma modificado iterativa-
mente durante a busca de melhorias no critério de aglomeração. Um fator comum entre
esses métodos é que cada iteração deve ser viável em termos de restrição de contiguidade
espacial.

Este tipo de método de regionalização foi proposto por [49] para problemas de geração
distritos. O processo inicia-se a partir de uma solução inicial que é viável modificada pela
movimentação de áreas da sua região corrente para outra região vizinha. Várias condições
devem ser satisfeitas antes de permitir que um movimento: em primeiro lugar, a região
do doador (a região atualmente contendo a área a ser transferida) deve ter mais de uma
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área. Em segundo lugar, a região do doador não pode perder a sua contiguidade espacial
após a remoção da área. A proposta dois tipos de movimentos. O básico é mover uma
área no momento. O segundo tipo de movimento envolve áreas comerciais, numa base de
um para um, entre duas regiões vizinhas. Estes movimentos são permitidos somente se
houver uma melhora no critério de agregação. O processo para quando não há melhoria
movimentos podem ser executados. A restrição de contiguidade é testada selecionando
uma área dentro da região. Então áreas vizinhas pertencentes à mesma região é adicionada
até que não haja mais áreas podem ser adicionados. Se todas as áreas, pertencentes à
região pode ser adicionada, em seguida, a região é espacialmente contígua.

Em [12], o autor fez uma contribuição importante para este tipo de modelo. Ele
formula um modelo para o problema de geração de distritos onde movimentos não-
aperfeiçoados são possíveis através da implementação de uma estrutura de Simulated
Annealing (SA) no interior do processo de pesquisa. SA permite melhorar movimentos
não-aperfeiçoados com uma probabilidade que diminui gradualmente ao longo do tempo
iteração. Neste algoritmo, deve ser dado uma especial atenção à definição dos parâme-
tros iniciais relacionados com o cronograma de resfriamento para garantir um trade-off
adequado entre o tempo de execução e uma boa solução.

Modelos Baseados em Teoria dos Grafos: Para essa representação de modelo
heurístico, [43] foi o pioneiro nesta formulação de regionalização baseado em grafos. O
nome do modelo heurístico, chamado de MIDAS-Méthode Itérative d’Agrégation Spatiale,
apresenta uma relação entre suas áreas e a relação espacial contígua como um grafo conexo
G, onde dado dois vértices/áreas a e b apresentem mesma aresta, então geograficamente
a e b compartilham a mesma fronteira. A descrição do algoritmo é resumida em três
passos: primeiro, dado G, é gerado uma árvore geradora mínima T . Segundo, é gerado
um número inicial de partições a partir de T , p� 1 arestas, onde p representa o número
de clusters/regiões a serem criadas. E o terceiro passo, é dado o conjunto de p�1 arestas
apagadas são iterativamente trocadas por uma outra aresta de T não deletada. Essa troca,
que é uma solução viável do vizinho de T , é permitido se a solução leva uma melhora no
critério de aglomeração.

A grande vantagem desta abordagem é que a restrição espacial contígua é mantida
através das interações, sem precisar fazer testes em cada movimento, desde que a remoção
de qualquer combinação P � 1 arestas a partir de qualquer árvore T de G sempre leva a
uma solução viável.
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3.3 Considerações finais

Neste trabalho, esses conceitos são aplicados na proposta de dois algoritmos de cluste-
rização. A importância desta revisão de literatura está no auxilio: na compreensão dos
conceitos iniciais de regionalização na representação dos dados deste trabalho; na escolha
de algoritmos escassos na literatura que gerem modelos flexíveis, além do conhecimento
de modelos que podem ser aplicados a processos pós-regionalização, como por exemplo,
um processo de validação alternativo descrito na seção 4.3.

Porém, a grande dificuldade está presente em uma proposta de comparação entre os
algoritmos deste trabalho e os existentes na literatura devido a alguns fatores: i) Muitos
algoritmos são baseados com o objetivo na minimização de sua respectiva função objetivo,
ou seja, se tornando um problema de otimização. ii) Em sua maioria são heurísticas, ou
seja, ou apresentam tempo de execução aceitável, ou apresenta uma solução ótima para
o problema em todos os casos.



Capítulo 4

Algoritmos de clusterização semi-

supervisionada usando restrições de

contiguidade espacial

A tarefa de clusterização (ou agrupamento) consiste em encontrar um conjunto finito
de grupos (clusters) que apresentem características semelhantes. Porém, devido às limi-
tações do aprendizado não-supervisionado, como por exemplo, a falta de uma descrição
conceitual dos clusters encontrados, ou a problemas em que seu domínio permite adicionar
informação aos objeto para guiar a construção de partições, algoritmos de clusterização
semi-supervisionados, como descritos no capítulo 2, são indicados. No entanto, não é
do conhecimento do autor deste trabalho algoritmos de clusterização semi-supervisionada
que usam restrição de contiguidade espacial para as versões do algoritmo K-means e do
algoritmo aglomerativo hierárquico que estão como modelos deste trabalho.

Neste capítulo são propostos dois algoritmos de clusterização semi-supervisionada com
restrição de contiguidade espacial, sendo um baseado no K-means e outro no algoritmo de
clusterização hierárquica. Ambos geram uma solução de clusterização entre sub-regiões
geográficas, onde cada sub-região é um objeto da base de dados. A restrição adotada
nesse algoritmo segue o seguinte critério: sub-regiões só pertencem ao mesmo grupo caso
exista uma representação espacial contígua entre esses objetos.

Os algoritmos consideram que cada objeto x

i

da base de dados S representa uma área
geográfica, sendo tal área geográfica descrita por j atributos X

j

. A restrição imposta pelo
problema é que cada cluster, só pode conter objetos que apresentem vizinhança geográfica,
também denominada contiguidade espacial. Existem dois tipos de restrições que permitem
a formação de clusters — Vizinhança entre Si e Associatividade de Vizinhanças. Para
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descrever os dois tipos, considere o exemplo ilustrado na Figura 4.1, na qual é apresentada
uma região contendo 16 sub-regiões {e1, ..., e16}. Assim, no tipo Vizinhança entre Si, para
que um cluster seja formado, todos os objetos devem ser vizinhos entre si. Considerando
o exemplo da Figura 4.1, {e1, e2, e5} é um cluster, pois todos os objetos são vizinhos entre
si. Por outro lado, para esse tipo de formação, o conjunto de objetos {e1, e2, e3} não é
considerado um cluster válido, pois e3 não é vizinho de e1. Já no tipo Associatividade de
Vizinhanças, {e4, e8, e12} é um cluster, pois e4 é vizinho de e8 que, por sua vez, é vizinho
de e12. Observe que este tipo de formação de cluster não pode ser considerado no caso
anterior de tipo de formação de clusters.

Considerando esses dois tipos de restrição, os dois algoritmos não-supervisionados
sofreram adaptações, o K-means foi adaptado para uma implementação nomeada como
Regionalized-K-Means; e o algoritmo hierárquico sofreu uma modificação nomeada Regi-
onalized Hierarchical.

Figura 4.1: Divisão regional fictícia

Para a implementação de ambos algoritmos desenvolvidos neste trabalho, foi utilizada
a API da ferramenta WEKA [26]. Nas próximas subseções são apresentados cada um dos
algoritmos, seus pseudocódigos e análises de complexidade.

4.1 Regionalized K-means

Baseado nos conceitos do K-means descritos na Seção 2.2.4, propomos um algoritmo
semi-supervisionado baseado em clusterização espacial contígua, chamado Regionalized
K-Means. A descrição de seu pseudocódigo está presente no Algoritmo 5.

É importante notar que, apesar do K-Means normalmente executar uma seleção ale-
atória dos centroides iniciais, há várias outras técnicas para a inicialização de centroides
que trazem vantagens diferentes [53]. Em nossos experimentos preliminares, Canopy clus-
tering [45] foi a técnica de inicialização de centroide que tem se mostrado mais eficaz,
durante experimentos que são detalhados na seção 5.2.1. Nesta técnica, os dados são
inicialmente divididos em sub-grupos que se sobrepõem e, em seguida, os centroides são
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calculados para estes subconjuntos. Essa técnica, que acelera o processamento de grandes
bancos de dados e mostra grande eficácia, foi escolhida para a implementação do nosso
algoritmo (como indicado em Linha 1).

Assim, para cada objeto x

i

2 S, é preservada a ordem em que o algoritmo percorre
os objetos, ou seja, x

i

é analisado anteriormente que x
i+1. Inicialmente é calculada a

distância entre x

i

e c

k

, e tais distâncias são armazenadas em um vetor de distâncias D

(linhas 6), o qual é ordenado (linha 8). Esse vetor é então percorrido em ordem crescente
de ordenação. O cluster C

k

além da informação do centroide, guarda informações, em
forma de um vetor, sobre possíveis candidatos a pertencer ao cluster. Esses candidatos
são: os elemento que estão no cluster e seus vizinhos. O objeto x

i

somente será associado
ao cluster C

k

se estiver presente nessa lista de candidatos, — tanto o critério vizinhança
entre si quanto associatividade de vizinhanças pode ser utilizado nessa verificação de ser
vizinho (chamada à função EstaNaVizinhanca na linha 35),— ou caso C

k

= ;. Se o objeto
x

i

não for associado a nenhum cluster, ele é armazenado no conjunto ObjetoSemAssoc,
pois pode existir casos em que um elemento não consegue ser rotulado em nenhum cluster,
devido em algumas situações seus vizinhos ainda não haviam sido rotulados previamente
e nem o cluster estava vazio.

A solução desse problema é, portanto, uma nova iteração, apenas com os objetos sem
associação (linhas 22 à 33) gerando a rotulação desses objetos. Assim, para cada objeto
x

o

2 ObjetoSemAssoc, são calculadas as distâncias entre os objetos e os centroides dos
clusters, que são ordenadas em um novo D, e o exemplo é então associado a algum cluster.
A repetição dura até quando ObjetoSemAssoc = ;. A eficácia do algoritmo é garantida
por 2 fatores: i) pois devido a iteração anterior, pelo menos um dos vizinhos dos objetos
sem associação vai estar rotulado. Outro fator ii) é o mapa ser conexo, ou seja sempre vai
ter um x

i

que está rotulado e esse x
i

sempre tem pelo menos um vizinho, o que garante
a rotulação do seu vizinho.

Ao final, os centroides são recalculados e, caso não haja troca de associação de cluster
por parte dos objetos, o algoritmo para a execução (linha 35). Assim sendo, a diferença
entre o K-Means e o Regionalized K-Means está na verificação de vizinhança para inserir
a restrição.

Um exemplo simples de adesão de um objeto-área a um cluster está presente na Figura
4.2, onde é mostrado a divisão regional do Paraná. Foram criados vários clusters de forma
fictícia. Esta figura representa uma iteração do Regionalized K-means em uma etapa com
o objetivo de rotular a sub-região Sul. O seu vetor de distância de similaridades D contém
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em ordem crescente os clusters mais próximos ao objeto SUL. A melhor rotulação para
esse objeto, inicialmente, é para o cluster C1. Porém, seu objeto não está presente na
lista de candidatos relacionados a C1. Diante disso, ele busca o segundo cluster mais
próximo que é C2. O objeto SUL está presente na lista de Candidatos a C2, então o
objeto SUL é rotulado como C2. Caso não estivesse em alguma lista, SUL ficaria sem
rotulação parcialmente e estaria presente no vetor ObjetoSemAssoc. Após, na mesma
iteração o algoritmo avalia o próximo objeto, ou recalcula os centroides caso seja o último
objeto a ser avaliado na iteração.

Figura 4.2: Divisão regional do Paraná com rotulações fictícias

Complexidade: A análise deste algoritmo é divida em três partes: A primeira está
relacionada a inicialização das sementes – linha 1 do algoritmo; e a segunda está relacio-
nada durante a execução do algoritmo – linha 3 à 19; e a terceira parte é a possibilidade
da execução da rotulação do objetos sem rotulação – linhas 20 à 32.

Como o algoritmo é baseado no trabalho de [4] (algoritmo implementado na ferramenta
WEKA), a análise de complexidade inicia-se pelo método de inicialização de sementes.
Como foi utilizado o canopy [45], pelo próprio autor a complexidade é de O(nkf 2/c), onde
f é um fator que estima quantos canopies sobrepõem uns aos outros; e c representa o
número de canopies.

Durante a execução do algoritmo, a complexidade é semelhante a do K-means original.
Então sua complexidade base é O(n ·K · I · d). Porém como há o adicional da restrição,
inicialmente representado por uma ordenação D de clusters apresenta uma complexidade
O(K log(K)) e uma verificação se o objeto pertence ao cluster c

k

O(K), então a com-
plexidade que é inicialmente O(n · K · I · d), torna-se O(n · K · K log(K) · K · I · d) =
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Algoritmo 5 Algoritmo do Regionalized K-Means
Entrada:Um conjunto de objetos S = {x1, ...,xN

}, onde cada x

i

corresponde a uma
área do mapa para ser regionalizado; Número de clusters K.

Saída: Uma partição P composta por K clusters disjuntos, em que todas áreas aglome-
radas são vizinhas.
1: Inicializa os centroides c

k

, k = 1, ..., K, usando a técnica canopy clustering.
2: repeat
3: ObjetoSemAssoc ;
4: para i 1 até N faça . Primeira associação de instâncias para o cluster
5: para k = 1 até K faça
6: D[k] d(x

i

, c
k

) . Calcula as distâncias entre o objeto x

i

e os centroides
c

k

s
7: fim para
8: Ordenar(D);
9: Unassociated True;

10: para k = 1 até K faça
11: se EstaNaVizinhaca(x

i

, C
k

) então
12: Associar x

i

to C
k

;
13: Unassociated False;
14: fim se
15: fim para
16: se Unassociated = True então
17: ObjetoSemAssoc ObjetoSemAssoc [ {x

i

};
18: fim se
19: fim para
20: enquanto ObjetoSemAssoc 6= ; faça . Enquanto os objetos sem associação

x0 2 ObjetoSemAssoc não estiverem rotulados
21: para k  1, ..., K faça
22: D[k] d(x

o

, c
k

); . Calcular as distancias entre os objetos x

o

e cada
centroide c

k

23: fim para
24: Ordene(D);
25: para k  1, ..., K faça;
26: se EstaNaVizinhaca(x

o

, C
k

) então . x

o

é vizinho dos objetos em C
k

27: Associação de x

o

para C
k

;
28: fim se
29: fim para
30: fim enquanto
31: Recalcular cada centroide c

k

=

1
|C

k

|
P

l=1 |Ck

|
P

j=1 Mx
lj

, k = 1, ..., K.
32: until Não haver mudanças na associação de objetos para os clusters
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O(n ·K3
log(K) · I · d).

Como o vetor ObjetoSemAssoc pode não estar vazio, então deve o algoritmo pode exe-
cutar mais um laço. Então, inicialmente seja B seja o tamanho do vetor ObjetoSemAssoc.
No pior caso, esse procedimento vai executar aproximadamente B · B iterações, caso os
objetos x0 iniciais do vetor apresentem rotulações que os objetos x0 finais do vetor B, ou
seja O(B2

).

Então a complexidade do algoritmo, no pior caso é: O(I · {[K3
log(K) ·n · d] + [B2

]}).

4.2 Regionalized Hierarchical

Como descrito na Seção 2.2.5, o algoritmo de agrupamento hierárquico gera, a partir de
uma matriz de proximidade, uma sequência de partições aninhadas. Baseado na abor-
dagem aglomerativa (Bottom-up), foi desenvolvido um algoritmo de clusterização semi-
supervisionado para clusterização hierárquica. O pseudocódigo do algoritmo hierárquico
Regionalized Hierarchical que usa restrição de contiguidade espacial é apresentado no Al-
goritmo 6. Este algoritmo é baseado em uma fila de prioridades armazenando o par de
objetos de cluster com maior similaridade.

A estrutura do algoritmo é semelhante ao algoritmo eficiente sem restrição. A dife-
rença está na introdução da variável lógica hook e uma modificação na implementação
da função Merge. A variação é uma consequência da restrição, pois sua função é permi-
tir a ocorrência da intercalação entre os clusters. Se os grupos apresentam contiguidade
espacial, então pode existir a união, caso contrário, F

p

buscar o próximo par com maior
similaridade para avaliação de uma possível concatenação. O algoritmo de restrição está
presente na função Merge. Para esta versão semi-supervisionada, o procedimento Merge
é uma função que retorna um valor lógico. A implementação é semelhante à versão ori-
ginal. O procedimento só é igual ao original, caso a restrição de contiguidade espacial
seja satisfeita durante a avaliação dos objetos a serem concatenados. A restrição é valida
quando dado dois clusters a serem agrupados(iMin1 e iMin2), o algoritmo seleciona um
objeto do iMin1 e verifica se o objeto de iMin1 é vizinho de algum objeto de iMin2. Caso
seja vizinho,o algoritmo seleciona o cluster com o maior número de elementos, e coleta
os objetos min(iMin1, iMin2) e adiciona aos objetos presentes no cluster max(iMin1,
iMin2), atualizando nClusterID[max(iMin1, iMin2)]. Assim, a variável hook = TRUE,
caso contrário hook = FALSE.

Complexidade do algoritmo: O algoritmo Regionalized Hierarhical apresenta com-
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Algoritmo 6 Algoritmo Regionalized Hierarchical
Entrada:Um conjunto de objetos S = {x1, ...,xN

}, ; Número de clusters K.; Uma Matriz
de dissimilaridade entre pares de objeto M

n⇥n

; Uma fila de prioridade F
p

Saída: Uma variável nClusterID monta agrupamento como uma sequência de concate-
nações. Em outras palavras, uma hierarquia de partições.
1: para i 1 to N faça
2: para j  2 to N faça
3: M [i][j] x

i

· x
j

; . Geração da matriz de similaridades
4: F

p

 < i, j > . A fila F
p

recebe o par de similaridade entre os clusters i e j.
5: fim para
6: fim para
7: Count n
8: enquanto Count < K faça . Usa F

p

para encontrar o melhor par de clusters.
9: t F

p

.poll()
10: enquanto t 6= ; and (nClusterID[t.c1].size() 6= t.numC1 or

nClusterID[t.c2].size() 6= t.numC2) faça
11: t F

p

.poll()
12: fim enquanto
13: iMin1 = t.c1
14: iMin2 = t.c2
15: hook=merge(iMin1, iMin2, t.fDist, nClusterID)
16: se hook= verdadeiro então
17: para k  1 to N faça . Atualiza distâncias e a Fila F

p

18: se i 6= iMin1 and nClusterID[i].size() 6= 0 então
19: k1  max(iMin1, i)
20: k2  min(iMin1, i)
21: F

p

.add(< k1, k2 >) . F
p

guarda uma novas tuplas de similaridade com
todos os clusters formados.

22: fim se
23: fim para
24: Count = Count-1
25: fim se
26: fim enquanto

plexidade semelhante ao algoritmo hierárquico, porém o laço que envolve o processo de
similaridade pode apresentar no pior caso, N iterações a mais. Então, sua complexidade
de tempo é de ⇥(N3

log(N)) para o pior caso, pois a complexidade de tempo da função de
restrição é bem menor do que o procedimento de concatenação. Por fim, a complexidade
se mantém a mesma.
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4.3 Validação do algoritmo

Para garantir a eficácia e a acurácia dos algoritmos de clusterização semi-supervisionada,
houve uma busca por técnicas que garanta a validação dos algoritmos propostos, caso o
usuário deseje fazer uma verificação nos clusters construídos quando necessário. Baseando-
se na representação de [43], são representados os objetos em forma de grafos, onde cada
objeto representa um nó e seus vizinhos representam arestas. A representação de nossos
dados é um grafo conexo, onde cada cluster é representado por uma componente conexa.

Para o problema de regionalização, a representação do mapa é baseado em um grafo,
onde as fronteiras representam as ligações; e as áreas representam os vértices, vista na
Figura 4.3.

Figura 4.3: Representação do modelo de dados para a validação do algoritmo, para o
problema de regionalização

O processo de validação ocorre em duas etapas: primeiro, são guardadas todas as
informações de adjacências entre os nós em um grafo G representado por uma matriz
esparsa de adjacências, onde uma ligação é representado por valor um e uma não-ligação
é representada pelo valor 0. Após, ao gerar o conjuntos de clusters, são verificadas in-
ternamente nos clusters se seus objetos apresentam uma estrutura conexa, ou seja se G

apresenta um conjunto de sub-grafos conexos ( um conjunto de componentes conexas).

O processo de verificação ocorre baseado no Algoritmo 7 [2] que analisa se existe
caminho entre dois vértices. Sendo G que contém um s 2 G, verifica se um vértice
8t 2M , tal que t 6= s, não apresente caminhos. Caso 8t apresente caminho para s então
o grafo é conexo.

Isso é provado, pois caso exista caminhos 8t para s, então G apresenta um sub-grafo
representado por uma árvore geradora mínima. Se M apresenta uma árvore geradora
mínima, então o G é conexo.

No algoritmo 7, o trabalho de verificação ocorre na função reachR. É uma função
recursiva, que visita todos os vértices de todos os caminhos em G que começam em v e
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não passam por todos os vértices cujo rotulo do vetor visitados = 0. O algoritmo é usado
para analisar cada cluster.

Para todos os K clusters, o algoritmo é executado K vezes. Caso apresente uma sub-
grafo conexo M , a estrutura respeita o critério de clusterização espacial restrita contígua,
caso contrário, o modelo não é válido.

Algoritmo 7 Validação de Clusters
Entrada: Um grafo representado por uma matriz de adjacência G. s e t são vértices de
uma aresta; visitado: vetor auxiliar com tamanho igual ao número de vértices.
Saída: true se o cluster apresenta uma componente conexa , false caso contrário retorna
o valor 0.
1: função GraphReach( Grafo M , Vértice s,Vértice t)
2: para v = 0; v < |M |; v ++ faça
3: visitado[v] = 0
4: fim para
5: reachR( M , s, visitado); . A função reachR visita todos os vértices de G que

podem ser alcançados a partir de v sem passar por vértices já visitados.
6: se visitado[t] == 0 então
7: return false;
8: senão
9: return true

10: fim se
11: fim função

4.4 Considerações Finais

No próximo capítulo, é mostrado uma análise experimental, onde são aplicados esses
algoritmos baseados em clusterização semi-supervisionado em um domínio de clusterização
espacial restrita contígua.



Capítulo 5

Análise experimental – Um estudo explo-

ratório usando dados abertos do municí-

pio de Chicago

Neste capítulo, são utilizados os algoritmos propostos de clusterização espacial restrita
contígua em uma análise exploratória envolvendo regionalização. Foram utilizados dados
abertos do município de Chicago.

Os dados foram disponibilizados no portal de dados abertos da cidade de Chicago,
usando a plataforma Socrata. A base selecionada, fornecida pelo Departamento de Saúde
Pública de Chicago [37], agrega informações atualizadas referentes a um total de 27 indi-
cadores de cada área comunitária da cidade (natalidade, mortalidade, doenças infecciosas,
intoxicação por chumbo, aspectos econômicos etc.) que indicam aspectos socieconômicos
das áreas de Chicago. Na primeira etapa do experimento foram utilizados visualizações
disponíveis no portal para realizar uma interpretação preliminar dos dados seleciona-
dos. Na segunda etapa os algoritmos Regionalized K-Means e Regionalized Hierarchical
foram utilizados. Nas próximas seções, é descrito a base de dados e à aplicação delas
nos algoritmos semi-supervisionados apresentando resultados por texto e visuais, além de
comparações entre os algoritmos.

5.1 Descrição da base de dados utilizada

A base de dados com os indicadores socioeconômicos do portal de dados abertos da cidade
de Chicago [1] disponibilizada no portal pelo Departamento de Saúde Pública de Chicago
(CDPH – The Chicago Department of Public Health), [37] reúne informações de fontes
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diversas: Departamento de Saúde Pública de Illinois – IDPH, (dados de nascimento e
certidão de óbito anuais geocodificada), U.S. Census Bureau (estimativas demográficas),
Código Administrativo de Illinois (relato de casos e relatórios de laboratório com a noti-
ficação obrigatória de doenças), entre outras [38]. O portal de dados abertos da cidade
de Chicago foi implementado usando a plataforma Socrata, que oferece recursos de vi-
sualização. Aos dados selecionados podem ser aplicados variados filtros para posterior
apresentação da informação em tabelas. Além disso, o portal oferece várias ferramentas
de visualização como gráficos (de colunas, de pizza, de linhas, de área, de mapa em árvore,
etc.).

Para os experimentos realizados neste trabalho, são selecionados um subconjunto S

da base original, contendo somente os atributos apresentados na Tabela 5.1 — são dois
atributos de identificação de sub-região, ou área (código e nome da comunidade), 12
atributos relativos a indicadores socio-econômicos (enumerados de 1 a 12) e um atributo
que armazena os vizinhos geográficos da área descrita, selecionados dentre os 27 atributos
originais. Nomeamos de Socio-Chicago esse subconjunto da base original. Nessa tabela é
apresentado, para cada atributo, um número de índice e o nome do atributo em português,
e, entre parênteses, o nome original em inglês. Deve ser observado que os dois primeiros
atributos são somente para fins de identificação de cada sub-região e, assim, não são
utilizados no processo de análise de dados, e o último atributo é utilizado para definição
de restrições na execução dos Regionalized-K-Means e Regionalized Hierarchical, já que
ele armazena as informações dos vizinhos geográficos de cada sub-região. Disso, o número
de variáveis utilizadas foi M = 12.

A partir de S (Base Socio-Chicago), foi construído um subconjunto S
0 , por meio da

normalização de S utilizando F (x
ij

) definida na Equação 5.1, onde i = 1, ..., N (número
de objetos no conjunto de dados, ou seja, N = 77 sub-regiões, ou comunidades) e j =

1, ...,M (número de atributos no conjunto de dados, ou seja, M = 12). Esse processo é
indicado quando os atributos da base de dados apresentam intervalos de valores bastante
distintos. Na base Socio-Chicago, a variável taxa de desemprego (que contém a informação
“percentual de pessoas no mercado de trabalho acima de 16 anos”) 2 [0; 40]; já a variável
renda per capita 2 [0; 100.000] dólares. Assim, x0

i

2 [0, 1] é um novo valor do atributo x0
i

pertencente ao conjunto de dados normalizado S
0 ; e min

X

j

e max
X

j

são, respectivamente,
os valores mínimo e máximo do atributo X

j

2 �. O objetivo da normalização é padronizar
todos as variáveis no intervalo entre 0 e 1.
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Índice Nome do Atributo

-

Código da comunidade

(Community Area)

-

Nome da comunidade

(Community Area Name)

1

Expectativa de Vida

(Birth Rate)

2

Taxa de Natalidade

(General Fertility)

3

Expectativa de vida de Jovens

(Teen Birth Rate)

4

Taxa de latrocínios

(Assault/Homicide)

5

Taxa de Pessoas com porte de armas

(Firearm related)

6

Taxa de Mortalidade Infantil

(Infant Mortality Rate)

7

Taxa de pessoas abaixo do nível da pobreza

(Below Poverty Level)

8

Representa o número de pessoas com casa própria

(Crowded Housing)

9

Taxa de pessoas com dependência financeira

(Dependency)

10

Taxa de pessoas sem ensino superior

(No High School Diploma)

11

Renda per capita

(Per Capita Income)

12

Taxa de desemprego

(Unemployment)

13

Representa os vizinhos geográficos de cada região de Chicago.

(Neighborhood)

Tabela 5.1: Atributos do conjunto de dados Socio-Chicago.

x0
ij

= F (x
ij

) =

x
ij

�min
c

ij

max
c

ij

�min
c

ij

(5.1)

Com essas informações sobre os dados facilita a descrição da próxima seção onde são
aplicados esses dados em um estudo com experimentos envolvendo mineração, interpre-
tação e avaliação dos dados.

5.2 Experimentos e Resultados

Nesta seção é descrito um conjunto de experimentos envolvendo os algoritmos de Regio-
nalized Hierarchical e o Regionalized K-Means com suas respectivas variações ao longo de
suas sub-seções sobre as base de dados S

0 .
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Para escolher o número K de clusters para analisar a partição P construída, é utilizado
um índice relativo, denominado Variância Intracluster var [28], para avaliar quantitativa-
mente a qualidade das partições construídas pelo algoritmo Regionalized K-Means. Tam-
bém, é utilizada a figura de mérito (FOM ), com o objetivo de estimar o poder preditivo
do algoritmo, através da variância interna nos clusters.

Além dessas medidas, foi medido o tempo de execução para comparar os dois algo-
ritmos. Os experimentos foram realizados em um macbook, com processador 2.3 GHz
Intel Core i5 e memória com 4 GB 1333 MHz DDR3. O projeto foi desenvolvido usando
a linguagem java.

5.2.1 Análise experimental sobre oRegionalized-K-Means

Parâmetros: O número de clusters K = {2 · · · 6}, distância euclidiana como função de
distância e critério de parada é o número de iterações igual a 500, ou a inexistência de
troca de objeto entre clusters, o que ocorrer primeiro.

A escolha dos valores de K é subjetivo, pois para valores de K > 6, o algoritmo
constrói alguns clusters com apenas 1 elemento. O critério do número de iterações é 500
por padrão da ferramenta WEKA. Pois, para valores maiores que 500, os resultados do
algoritmo continuam os mesmos que para 500 iterações.

Na Seção 4.1, é descrito que a inicialização do algoritmo Regionalized K-Means es-
colhida foi o método canopy. Isto acontece, devido a experimentos realizados sobre o
algoritmo utilizando métodos de inicialização diferentes. Foram utilizadas três técnicas
de inicialização: a aleatória (RANDOM ) que é o método convencional do K-means ; K-
means++, método padrão do WEKA, descrito na seção 2.2.4; e o canopy. Os resultados
dos experimentos entre os métodos de inicialização são visualizados nas Figuras 5.1 e 5.2.

Todos os algoritmos apresentam 50 execuções em cada variação de parâmetro (inici-
alização e número de clusters), e os gráficos gerados exibem a média de seus resultados.

Daí, é gerado um gráfico, tanto para FOM quanto para var, que reflete os melhores
resultados para cada valor de K, visualizados na Figuras 5.1 e 5.2.

O melhor particionamento obtido é o K = 6, para o algoritmo Regionalized K-Means,
pois foi o menor valor obtido para var e FOM, utilizando as três técnicas de inicialização.
Como visto nos gráficos, o método de inicialização do canopy é o mais robusto. O método
apresenta melhor resultado em relação aos outros métodos para todos Ks exceto K = 3.
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Figura 5.1: Gráfico representando a
variança intracluster da partição do
Regionalized K-means com métodos
de inicialização diferentes. O eixo
das ordenadas representa o número
de K e o das abcissas o o valor da
medida.

Figura 5.2: Gráfico representando a
figura de mérito da partição do Re-
gionalized K-means com métodos de
inicialização diferentes. O eixo das
ordenadas representa o número de
K e o das abcissas o o valor da me-
dida.

Figura 5.3: Gráfico de comparação dos resultados das medidas de validação variando os
métodos de inicialização.

Diante disso, analisando exclusivamente o canopy, são gerados dois gráficos indivi-
duais, presentes nas Figuras 5.4 e 5.5 sobre seus dados envolvendo as duas medidas de
validação.

Figura 5.4: Variância intracluster sobre o algoritmo do Regionalized K-means utilizando
o método de inicialização canopy. Os valores representados pelo eixo X correspondem o
número do K, e o eixo Y correspondem os valores da medida.

Esses resultados são bem interessantes, pois os valores estão muito próximos a zero,
representando um bom particionamento como é descrito nas duas medidas, mesmo com
as restrições.

Uma observação interessante é que as duas medidas exibem K = 2 apresentando
melhor resultado do que K = 3, pois comprova que nem sempre aumentando o valor de
K, a medida tende a diminuir o valor. Com o valor de K definido – K = 6 já que o menor
valor obtido em var e FOM, foi feito uma análise sobre os centroides dos clusters para



5.2 Experimentos e Resultados 47

Figura 5.5: Medida de figura de mérito sobre o algoritmo do Regionalized K-means utili-
zando o método de inicialização canopy. Os valores representados pelo eixo X correspon-
dem o número do K, e o eixo Y correspondem os valores da medida.

compreender a relevância dos dados em cada cluster.

Para uma melhor compreensão dos dados, é apresentado uma visualização em mapa da
cidade de Chicago, considerando e construções de partições. Na Figura 5.6 é exibida uma
partição construída com o Regionalized K-means. Observa-se que na partição construída
com Regionalized K-means, as seguintes distribuições de regiões por cluster.

• cluster 1: contendo 50 sub-regiões;

• cluster 2 contendo 6 sub-regiões;

• cluster 3 contendo 8 sub-região;

• cluster 4 contendo 3 sub-regiões;

• cluster 5 contendo 8 sub-regiões;

• cluster 6 contendo 2 sub-regiões;

Diante das duas visualizações, são apresentadas as seguintes considerações, baseadas
em [51] e [66]:

• Homogeneidade: As novas regiões devem ser composta de áreas que são tão se-
melhantes quanto possível em termos de alguma característica que é relevante para
a análise. Nesse estudo sobre dados sociecônomicos, por exemplo, são percebidos
clusters com baixos resultados do atributo taxa de latrocínio está extremamente
ligados com baixos resultados taxa com pessoas com portes de armas, apresentando
uma relação uniforme entre ambos.
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Figura 5.6: Visualização da cluste-
rização no mapa de Chicago utili-
zando o Regionalized-K-Means.

Figura 5.7: Visualização da cluste-
rização no mapa de Chicago utili-
zando o K-means.

• Iqualidade: São notadas que algumas regiões apresentam características similares
a outras, em certos aspectos. Por exemplo, o cluster 1 apresenta características
similares ao cluster 2, como por exemplo.

• Compactação: A visualização do Regionalized-K-Means apresenta grupos com
sub-regiões mais próximas ao centro dos grupos, característica forte dos algoritmos
baseados no K-means ;

Para representação dos clusters construídos, são apresentados na Tabela 5.2 os valores
dos centroides (ponto médio) de cada cluster k = 1, ..., 6. Nesta tabela, tem-se X1 até
X12 representando respectivamente: Birth Rate, General Fertility Rate, Teen Birth Rate,
Assault (Homicide), Firearm related, Infant Mortality Rate, Below Poverty Level, Crowded
Housing, Dependency, No High School Diploma, Per Capita Income, Unemployment. Os
valores apresentados nessa tabela apresentam grande importância na representação de
cada cluster.

Analisando os clusters construídos, com baseados nos valores dos centroides apresen-
tados na Tabela 5.2, são relevados os valores dos centroides maiores que 0.5 e menos que
0.1, pois são valores mais representativos. Assim:

• O cluster 1 apresenta características com alto índices demográfico e dependência
financeira, alta expectativa de vida e pessoas jovens.
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Clusters

descritores de S
0

total

X1 X2 X3 X4 X5 X6 X7 X8 X9 X10 X11 X12

1 0.5015 0.6594 0.5093 0.3516 0.3084 0.4176 0.3572 0.3014 0.6884 0.3966 0.1307 0.3397 50

2 0.691 0.7093 0.5058 0.1513 0.1306 0.2393 0.2653 0.4234 0.4918 0.4851 0.1572 0.1681 6

3 0.5038 0.3432 0.2033 0.0596 0.0483 0.157 0.1662 0.0833 0.1585 0.0625 0.651 0.0416 8

4 0.3615 0.3795 0.2442 0.0768 0.0558 0.2006 0.2258 0.2107 0.2373 0.1577 0.3206 0.1015 3

5 0.2279 0.5225 0.1295 0.0505 0.0776 0.1546 0.0883 0.1394 0.5904 0.1893 0.2779 0.0943 8

6 0.5731 0.6689 0.2946 0.096 0.0498 0.2014 0.271 0.4167 0.5202 0.2858 0.1782 0.0978 2

Tabela 5.2: Centroides de cada cluster com índices j de 1 · · · 12; com valores normali-
zados para cada atributo; e por fim, o número total de comunidades que pertencem a
cada cluster. Os valores representados pela cor azul apresentam um alta significância
do atributo para o respectivo centroide do cluster (valores maiores que 0.5), e os valores
representados pela cor vermelha apresentam uma baixa significância do atributo para o
respectivo centroide do cluster (valores menores que 0.1).

• O cluster 2 é caracterizado por ser uma região com alto índice demográfico e pessoas
com dependência financeira.

• O cluster 3 é marcada pela região mais rica de Chicago, apresentando um alto índice
de renda per capita, com alta de expectativa de vida, porém com baixas taxas de
latrocínios e pessoas com porte de armas, casa própria, taxa de pessoas sem ensino
superior, desemprego.

• O cluster 4 apresenta baixos valores baixos em relação a todos os atributos, em
maior destaque número de latrocínios e pessoas com porte de armas.

• O cluster 5 apresenta altos índices de taxas de fertilidade e pessoas com dependência
financeira, e baixos índices de latrocínios, pessoas com porte de armas e pessoas com
nível abaixo da pobreza.

• O cluster 6 apresenta alta taxa de expectativa de vida e taxa de natalidade e pessoas
com dependência financeira, mas apresenta baixos índices de latrocínios e pessoas
com porte de armas, além de baixo número de desemprego.
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5.2.2 Análise experimental sobre Regionalized Hierarchical

Parâmetros: O número de clusters K = {2 · · · 8}.

A escolha dos valores de K é subjetivo, pois para valores de K > 8, o algoritmo
constrói alguns clusters com apenas 1 elemento.

Os métodos de ligação utilizados nesta pesquisa são: a ligação média (mean), máxima
(complete) e ward, pois essas são medidas em que as formações de todos os seus grupos
apresentam clusters com mais de um objeto. Para a análise, também são utilizados as
medidas da variância intracluster e a medida de figura de mérito, como no Regionalized
K-means.

Utilizando a variância intracluster, foi construído um gráfico de colunas para comparar
o resultados dos valores da variância para cada método de ligação em relação ao seu K

de clusters, visualizados na Figura 5.8. Outro gráfico foi construído para a medida de
FOM

ADJ

, Figura 5.9.

Pode ser visualizado nos gráficos que a métrica de ligação ward apresenta melhor
resultado no aspecto global, apresentando menor para a variância intracluster e FOM

ADJ

com K = 8.

Figura 5.8: Gráfico da variância intracluster do Regionalized Hierarchical, utilizando as
principais métricas de distância. O eixo das ordenadas representa o número de K e o das
abcissas o o valor da medida.

Outro fator interessante é que o número de clusters apresentam grande influência nos
valores das métricas de ligação. É visto que 2  K  4, a métrica de ligação da média
(mean) apresenta melhor resultado local. Entre 4 < K  6, a medida de ligação máxima
(complete) apresenta melhores resultados locais. Para K > 6, a medida de ligação ward
apresenta melhor resultado entre todos os casos possíveis, caracterizando um resultado
global.
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Figura 5.9: Gráfico da figura de mérito do Regionalized Hierarchical, utilizando as prin-
cipais métricas de distância. O eixo das ordenadas representa o número de K e o das
abcissas o o valor da medida.

Foi feita uma análise, utilizando a medida da figura de mérito, mostrada no gráfico
da Figura 5.9, com os melhores resultados reunindo as métricas de ligação. Nota-se que
a influência de um compacto particionamento e sua força de rotulação está presente nos
gráficos, devido a variação da curva de decrescimento no valor entre cada K.

Dado que K = 8 apresenta o melhor resultado, foi gerada uma visualização do mapa
de Chicago, utilizando o algoritmo semi-supervisionado do Regionalized Hierarchical, apre-
sentada na Figura 5.13, juntamente com a visualização do agrupamento feito pelo algo-
ritmo hierárquico tradicional na Figura 5.14. Percebe-se uma distribuição homogênea;
diferente da Figura 5.14, que não apresenta nenhuma representação contígua. Os resul-
tados referente ao número de objetos em cada cluster é visto na Tabela 5.3.

Com esta figura, é notório a compactação da visualização e a distribuição de objetos
do cluster. A confiabilidade desse resultado, deve-se ao baixo valor da figura de mérito,
favorecendo uma predição mais confiável.

Diante disso, é gerado um gráfico analisando os melhores resultados de suas medidas.
Presente nas Figuras 5.10 e 5.11.

5.2.3 Comparações entre o Regionalized K-means e Regionalized
Hierarchical

Os algoritmos foram comparados considerando o melhor resultado de suas variações pre-
sentes neste trabalho. Para o caso do Regionalized K-means, a variação é presente na
inicialização nas sementes. Para o Regionalized Hierarchical, a variação ocorre nas métri-
cas de ligação. As medidas utilizadas continuam sendo a figura de mérito e a variância
intracluster, além do tempo de execução.
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Clusters número de objetos por K (%) do total

1 29 38%

2 4 5%

3 4 5%

4 5 6%

5 10 13%

6 5 6%

7 17 22%

8 3 4%

Tabela 5.3: Resultados dos clusters referente ao número de objetos em cada cluster.

Figura 5.10: Gráfico dos melhores
resultados entre as medidas de li-
gação do Regionalized Hierarchical
para var.

Figura 5.11: Gráfico dos melhores
resultados entre as medidas de li-
gação do Regionalized Hierarchical
para FOM .

Figura 5.12: Visualização das medidas do Regionalized Hierarchical.

Em relação às medidas variância intracluster e figura de Mérito, foi escolhido K =

[0, 6]. Para o algoritmo Regionalized Hierarchical, a medida de distância escolhida entre
2  K  4, é a métrica de ligação da media (Mean); e entre 4 < K  6, é a métrica
de ligação máxima (complete). Para o algoritmo Regionalized K-Means, a análise é feita
variando os métodos de inicialização. Para o K = 3, o método de inicialização é o Random.
Para K 6= 3, o método de inicialização é o canopy.

Os resultados da avaliação são vistas nas Figuras 5.16 e 5.17.

Em relação à variância intracluster, o Regionalized K-means apresenta melhores resul-
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Figura 5.13: Gráfico da visualização
de Chicago por Regionalized Hierar-
chical.

Figura 5.14: Visualização da clus-
terização aplicado no mapa de Chi-
cago utilizando o algoritmo Hierár-
quico.

Figura 5.15: Comparação visual entre a saída dos dois algoritmos.

tados que o Regionalized Hierarchical. Isso significa que o Regionalized K-means apresenta
um método que tende a ser mais eficaz que o Regionalized Hierarchical para a formação
de clusters esféricos ou bem separados, pois os métodos baseados no K-means tendem a
ser muito eficaz para clusters bem separados, mas pode falhar na detecção de cluster com
estruturas mais complicadas.

Já usando a figura de mérito, é observado que o algoritmo Regionalized Hierarchi-
cal apresenta um poder de predição maior que o Regionalized K-Means, refletindo uma
estrutura mais verdadeira e com mais qualidade dos clusters.

A comparação é apresentada na Figura 5.19, onde é medido o tempo de execução
em milissegundos para a geração de 2  K  20. Esse valor é aproximado durante
40 execuções. É observado que o Regionalized Hierarchical apresenta mais eficiência em
relação ao Regionalized K-means. O Regionalized Hierarchical só perde em tempo de
execução durante a construção da partição em K = 2 e K = 6.

5.3 Considerações Finais

Nesse capítulo foi mostrada toda a análise experimental envolvendo os dois algoritmos de
estudo. Diante dos resultados é observado que o algoritmo Regionalized Hierarchical é
mais indicado para o uso em aplicações em que a formação dos clusters deve ser mais efici-
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Figura 5.16: Comparação de desem-
penho sobre os dois agrupamentos
utilizando a medida variancia Intra-
cluster.

Figura 5.17: Comparação de desem-
penho sobre os dois agrupamentos
utilizando a medida figura de mé-
rito.

Figura 5.18: Comparação de desempenho entre os dois algoritmos, utilizando as medidas
para este estudo.

Figura 5.19: Gráfico comparação tempo de execução.O eixo das ordenadas representa o
tempo de execução em milissegundos e o das abcissas o número de K.

ente, como por exemplo, aplicações em tempo real. Já o algoritmo Regionalized K-means
é indicado em aplicações a compactação dos clustersseja mais importante, principalmente
quando está relacionado a clusters de tamanhos diferentes.



Capítulo 6

Conclusão

Os algoritmos de clusterização semi-supervisionada são utilizados na integração de co-
nhecimentos adicionais ao processo de aprendizagem não-supervisionada [71]. Várias
propostas surgiram na literatura [56]. Neste trabalho são propostos dois algoritmos de
agrupamento de dados semi-supervisionados com restrição espacial de contiguidade para
aplicação ao problema de regionalização. Um dos algoritmos propostos, o Regionalized
K-Means, foi baseado no K-means e o outro, o Regionalized Hierarchical, foi baseado no
algoritmo hierárquico aglomerativo.

Para a análise experimental foi utilizada uma base de dados socioeconômicos refe-
rentes à cidade de Chicago, nos Estados Unidos [37]. No experimenbto, foram criados
clusters respeitando os limites geográficos das comunidades da cidade. Neste ponto, ana-
lisando os resultados, compreende-se que os algoritmos propostos permitem a formação
de agrupamentos que agregam apenas comunidades vizinhas, ou seja, dividindo a região
urbana em sub-regiões, o que favorece a descoberta de conhecimento relacionado questões
urbanas específicas, envolvendo aspectos relacionados a saúde, segurança, dentre outros
nessas áreas formadas. Isto serve de auxilio à governos ou secretarias de governos no
estudo de similaridades entre regiões vizinhas para investimentos em soluções locais.

Outra vantagen deste trabalho é a possibilidade de extensão para outros tipos de
abordagens como contiguidade temporal, onde faixas de tempo são representadas em
forma de instâncias, onde a contiguidade está presente em cada sucessor e antecessor
destas faixas. Como por exemplo, análise de dados de eletrodomésticos relacionados ao
consumo de energia, onde pode-se prever que eletrodomésticos estão apresentando mais
influências em relação ao consumo de energia [33].

Com relação às limitações deste trabalho, o algoritmo Regionalized Hierarchical está
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relacionado à complexidade de espaço. Nesta versão do WEKA, o algoritmo não suporta
um conjunto de dados na casa de milhões. A solução para esse tipo de problema poderia ser
a adaptação do algoritmo para que seja possível o processamento paralelo de dados. Outra
limitação, é a escolha de sementes (ou centroides) iniciais para Regionalized K-Means, pois
uma escolha eficiente pode gerar clusters com mais compactação, homogeneidade, além
de medidas que favoreçam o poder preditivo.

Futuramente, pretende-se incorporar mais técnicas de aprendizado para a seleção de
sementes iniciais ou novos meios de restrição, em busca de melhores representações dos
dados. Além de tudo, adaptar os algoritmos para a aplição em bases de dados com dimen-
sões extremamente altas ainda com eficácia. Por fim, fazer uma análise de performance e
robustez do algoritmo com relação ao tratamento de ruídos gerados nas sementes iniciais,
como por exemplo um método com restrição para o canopy clustering.



Referências

[1] City of Chicago. data portal. http://data.cityofchicago.org/.

[2] Notas de aula de algoritmos em grafos. http://www.ime.usp.br/~pf/algoritmos_
para_grafos/aulas/reach.html.

[3] Altman, M. Districting principles and democratic representation. Tese de Douto-
rado, California Institute of Technology, 1998.

[4] Arthur, D.; Vassilvitskii, S. k-means++: the advantages of carefull seeding. In
Proceedings of the eighteenth annual ACM-SIAM symposium on Discrete algorithms
(2007), pp. 1027–1035.

[5] Barbosa, L.; Pham, K.; Silva, C.; Vieira, M. R.; Freire, J. Structured open
urban data: Understanding the landscape. Big Data 2, 3 (2014), 144–154.

[6] Basu, S.; Banerjee, A.; Mooney, R. J. Semi-supervised clustering by seeding.
In Proceedings of the Nineteenth International Conference on Machine Learning (San
Francisco, CA, USA, 2002), ICML ’02, Morgan Kaufmann Publishers Inc., pp. 27–34.

[7] Basu, S.; Bilenko, M.; Mooney, R. J. A probabilistic framework for semi-
supervised clustering. In Proceedings of the Tenth ACM SIGKDD International
Conference on Knowledge Discovery and Data Mining (New York, NY, USA, 2004),
KDD ’04, ACM, pp. 59–68.

[8] Becker, J. Estatística Básica: Transformando Dados em Informação. Bookman
Editora, 2015.

[9] Bezdek, J. C. Pattern Recognition with Fuzzy Objective Function Algorithms.
Kluwer Academic Publishers, Norwell, MA, USA, 1981.

[10] Bilenko, M.; Mooney, R. J. Adaptive duplicate detection using learnable string
similarity measures. In Proceedings of the Ninth ACM SIGKDD International Confe-
rence on Knowledge Discovery and Data Mining (New York, NY, USA, 2003), KDD
’03, ACM, pp. 39–48.

[11] Blum, A.; Mitchell, T. Combining labeled and unlabeled data with co-training.
In Proceedings of the Eleventh Annual Conference on Computational Learning Theory
(New York, NY, USA, 1998), COLT’ 98, ACM, pp. 92–100.

[12] Browdy, M. H. Simulated annealing: An improved computer model for political
redistricting. Yale Law & Policy Review 8, 1 (1990), 163–179.

[13] Bruce, R. F. A bayesian approach to semi-supervised learning. In NLPRS (2001),
pp. 57–64.



Referências 58

[14] Chaudhari, B.; Parikh, M. A comparative study of clustering algorithms using
weka tools. International Journal of Application or Innovation in Engineering &
Management (IJAIEM) 1, 2 (2012), 154–158.

[15] Cohn, D.; Caruana, R.; McCallum, A. Semi-supervised clustering with user
feedback. Constrained Clustering: Advances in Algorithms, Theory, and Applications
4, 1 (2003), 17–32.

[16] Demiriz, A.; Bennett, K.; Embrechts, M. J. Semi-supervised clustering using
genetic algorithms. In In Artificial Neural Networks in Engineering (ANNIE-99
(1999), ASME Press, pp. 809–814.

[17] Duda, R. O.; Hart, P. E.; Stork, D. G. Pattern Classification (2Nd Edition).
Wiley-Interscience, 2000.

[18] Duque, J. C.; Ramos, R.; Suriñach, J. Supervised regionalization methods: A
survey. International Regional Science Review 30, 3 (2007), 195–220.

[19] Duque, J. C.; Ramos Lobo, R.; Suriñach Caralt, J. Design of homogene-
ous territorial units: A methodological proposal. Reproducció digital del document
publicat a http://www. ere. ub. es/dtreball/E04115. rdf/view (2004).

[20] Fayyad, U.; Piatetsky-shapiro, G.; Smyth, P. From data mining to knowledge
discovery in databases. AI Magazine 17 (1996), 37–54.

[21] Ferligoj, A.; Batagelj, V. Clustering with relational constraint. Psychometrika
47, 4 (1982), 413–426.

[22] Fischer, M.; Getis, A. Recent Developments in Spatial Analysis: Spatial Statistics,
Behavioural Modelling, and Computational Intelligence. Advances in Spatial Science.
Springer Berlin Heidelberg, 1997.

[23] Fotheringham, A.; Rogerson, P. The SAGE Handbook of Spatial Analysis.
SAGE Publications, 2008.

[24] Gordon, A. Classification, 2nd Edition. Chapman & Hall/CRC Monographs on
Statistics & Applied Probability. CRC Press, 1999.

[25] Guha, S.; Rastogi, R.; Shim, K. Rock: A robust clustering algorithm for ca-
tegorical attributes. In Data Engineering, 1999. Proceedings., 15th International
Conference on (1999), IEEE, pp. 512–521.

[26] Hall, M.; Frank, E.; Holmes, G.; Pfahringer, B.; Reutemann, P.; Wit-
ten, I. H. The WEKA data mining software: An update. SIGKDD Explorations
11, 1 (2009), 10–18.

[27] Han, J. Data Mining: Concepts and Techniques. Morgan Kaufmann Publishers
Inc., San Francisco, CA, USA, 2005.

[28] Handl, J.; Knowles, J.; Kell, D. B. Computational cluster validation in post-
genomic data analysis. Bioinformatics 21, 15 (Aug. 2005), 3201–3212.



Referências 59

[29] Jain, A. K.; Dubes, R. C. Algorithms for Clustering Data. Prentice-Hall, Inc.,
Upper Saddle River, NJ, USA, 1988.

[30] Jain, A. K.; Murty, M. N.; Flynn, P. J. Data clustering: A review. ACM
Comput. Surv. 31, 3 (Sept. 1999), 264–323.

[31] James B. Weaver, S. W. H. A procedure for nonpartisan districting: Development
of computer techniques. The Yale Law Journal 73, 2 (1963), 288–308.

[32] Karypis, G.; Han, E.-H. S.; Kumar, V. Chameleon: Hierarchical clustering using
dynamic modeling. Computer 32, 8 (Aug. 1999), 68–75.

[33] Kelly, J.; Knottenbelt, W. The uk-dale dataset, domestic appliance-level elec-
tricity demand and whole-house demand from five uk homes. Scientific data 2 (2015).

[34] Klein, D.; Kamvar, S. D.; Manning, C. D. From instance-level constraints to
space-level constraints: Making the most of prior knowledge in data clustering. In
Proceedings of the Nineteenth International Conference on Machine Learning (San
Francisco, CA, USA, 2002), ICML ’02, Morgan Kaufmann Publishers Inc., pp. 307–
314.

[35] Kumar, N.; Kummamuru, K. Semisupervised clustering with metric learning using
relative comparisons. Knowledge and Data Engineering, IEEE Transactions on 20,
4 (April 2008), 496–503.

[36] Lankford, P. M. Regionalization: Theory and alternative algorithms. Geographical
Analysis 1, 2 (1969), 196–212.

[37] LLC, M. Selected public health indicators by chicago community area, 2013.

[38] LLC, M. Selected public health indicators by chicago community area - version
history, 2013.

[39] López-de Ipiña, D.; Klein, B.; Vanhecke, S.; Pérez-Velasco, J. Towards
ambient assisted cities and citizens. In Advanced Information Networking and Appli-
cations Workshops (WAINA), 2013 27th International Conference on (2013), IEEE,
pp. 1343–1348.

[40] Macmillan, W.; Pierce, T. Spatial analysis and gis, chapter optimization mo-
delling in a gis framework: the problem of political redistricting. Taylor & Francis
(1994), 221–246.

[41] MacQueen, J. Some methods for classification and analysis of multivariate observa-
tions. In Proceedings of the Fifth Berkeley Symposium on Mathematical Statistics and
Probability, Volume 1: Statistics (Berkeley, Calif., "1967"), University of California
Press, pp. 281–297.

[42] Manning, C. D.; Raghavan, P.; Schütze, H. Introduction to Information Re-
trieval. Cambridge University Press, New York, NY, USA, 2008.

[43] Maravalle, M.; Simeone, B. A spanning tree heuristic for regional clustering.
Communications in Statistics - Theory and Methods 24, 3 (1995), 625–639.



Referências 60

[44] Margules, C. R.; Faith, D. P.; Belbin, L. An adjacency constraint in agglo-
merative hierarchical classifications of geographic data. Environment and Planning
A 17, 3 (1985), 397–412.

[45] McCallum, A.; Nigam, K.; Ungar, L. Efficient clustering of high dimensio-
nal data sets with application to reference matching. In Proc. 6th ACM SIGKDD
Int. Conf. knowledge discovery and data mining ACM-SIAM symposium on Discrete
algorithms (2000), pp. 169–178.

[46] Mitchell, T. M. Machine Learning, 1 ed. McGraw-Hill, Inc., New York, NY, USA,
1997.

[47] Murtagh, F. A survey of algorithms for contiguity-constrained clustering and re-
lated problems. The computer journal 28, 1 (1985), 82–88.

[48] Nadler, M.; Smith, E. Pattern recognition engineering. Wiley-interscience publi-
cations. Wiley, 1993.

[49] Nagel, S. S. Simplified bipartisan computer redistricting. Stanford Law Review 17,
5 (1965), 863–899.

[50] Openshaw, S.; Alvanides, S.; Whalley, S. Some further experiments with
designing output areas for the 2001 uk census. WORKING PAPER-SCHOOL OF
GEOGRAPHY UNIVERSITY OF LEEDS (1998), 9–28.

[51] Openshaw, S.; Rao, L. Algorithms for reengineering 1991 census geography. En-
vironment and Planning A 27, 3 (1995), 425–446.

[52] Openshaw, S.; Wymer, C. Classifying and regionalizing census data. Census Users
Handbook. Geo Information International, Cambridge, UK, 1994.

[53] Ostrovsky, R.; Rabani, Y.; Schulman, L. J.; Swamy, C. The effectiveness of
lloyd-type methods for the k-means problem. J. ACM 59, 6 (Jan. 2013), 28:1–28:22.

[54] Patil, G. P.; Modarres, R.; Myers, W. L.; Patankar, P. Spatially constrai-
ned clustering and upper level set scan hotspot detection in surveillance geoinforma-
tics. Environmental and Ecological Statistics 13, 4, 365–377.

[55] Pedrycz, W.; Waletzky, J. Fuzzy clustering with partial supervision. IEEE
Transactions on Systems, Man, and Cybernetics, Part B (Cybernetics) 27, 5 (Sep
1997), 787–795.

[56] Prakash, V. J.; Nithya, D. L. A survey on semi-supervised learning techniques.
arXiv preprint arXiv:1402.4645 (2014).

[57] Rossiter, D. J.; Johnston, R. Program group: the identification of all possible
solutions to a constituency-delimitation problem. Environment and Planning A 13,
2 (1981), 231–238.

[58] Spence, N. A. A multifactor uniform regionalization of british counties on the basis
of employment data for 1961. Regional Studies 2, 1 (1968), 87–104.



Referências 61

[59] Szekely, J. G.; Rizzo, L. M. Hierarchical clustering via joint between-within
distances: Extending ward’s minimum variance method. Journal of Classification
22, 2 (2005), 151–183.

[60] Tan, P.-N.; Steinbach, M.; Kumar, V. Introduction to Data Mining, (First
Edition). Addison-Wesley Longman Publishing Co., Inc., Boston, MA, USA, 2005.

[61] Taylor, P. J. Some implications of the spatial organization of elections. Transac-
tions of the Institute of British Geographers, 60 (1973), 121–136.

[62] Vickrey, W. On the prevention of gerrymandering. Political Science Quarterly 76,
1 (1961), 105–110.

[63] Wagstaff, K.; Cardie, C.; Rogers, S.; Schrödl, S. Constrained k-means
clustering with background knowledge. In Proceedings of the Eighteenth Internati-
onal Conference on Machine Learning (San Francisco, CA, USA, 2001), ICML ’01,
Morgan Kaufmann Publishers Inc., pp. 577–584.

[64] Ward Jr, J. H. Hierarchical grouping to optimize an objective function. Journal
of the American statistical association 58, 301 (1963), 236–244.

[65] Wilson, D. R.; Martinez, T. R. Reduction techniques for instance-based learning
algorithms. Machine Learning 38, 3, 257–286.

[66] Wise, S.; Haining, R.; Ma, J. Recent Developments in Spatial Analysis: Spatial
Statistics, Behavioural Modelling, and Computational Intelligence. 1997, ch. Regio-
nalisation Tools for the Exploratory Spatial Analysis of Health Data.

[67] Xu, R.; Wunsch, D. Survey of clustering algorithms. IEEE Transactions on Neural
Networks 16, 3 (May 2005), 645–678.

[68] Yeung, K. Y.; Haynor, D. R.; Ruzzo, W. L. Validating clustering for gene
expression data. Bioinformatics 17, 4 (2001), 309–318.

[69] Zhang, T.; Ramakrishnan, R.; Livny, M. Birch: An efficient data clustering
method for very large databases. In Proceedings of the 1996 ACM SIGMOD Interna-
tional Conference on Management of Data (New York, NY, USA, 1996), SIGMOD
’96, ACM, pp. 103–114.

[70] Zheng, Y.; Capra, L.; Wolfson, O.; Yang, H. Urban computing: Concepts,
methodologies, and applications. ACM Trans. Intell. Syst. Technol. 5, 3 (Sept. 2014),
38:1–38:55.

[71] Zhong, S. Semi-supervised model-based document clustering: A comparative study.
Machine Learning 65, 1 (2006), 3–29.


