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Resumo

O Problema do Corte Global de Coloração Mínima (PCGCM) é de�nido conforme segue:
dado um grafo conexo (não-direcionado) G com arestas coloridas, o objetivo é encontrar
um corte de arestas E ′ de G (um conjunto minimal de arestas cuja remoção transforma
o grafo em desconexo) tal que o número de cores usadas nas arestas em E ′ seja mínimo.
Não é conhecida a complexidade computacional deste problema, embora Faria et al. [10]
tenham demonstrado que o PCGCM é NP-completo se o grafo de entrada for um di-
grafo. Neste trabalho, são apresentadas duas abordagens (determinística e probabilística)
baseadas na metaheurística Variable Neighborhood Search para resolver este problema.
Os algoritmos apresentados são capazes de achar todas as soluções ótimas conhecidas na
literatura.

Palavras-chave: Problema do Corte Global de Coloração Mínima, Otimização Combi-
natória, Teoria dos Grafos, Variable Neighborhood Search, Problema do Corte Rotulado.



Abstract

The Minimum Coloring Cut Problem (MCCP) is de�ned as follows: given a connected
(undirected) graph G with colored edges, �nd an edge cut E ′ of G (a minimal set of edges
whose removal renders the graph disconnected) such that the number of colors used by
the edges in E ′ is minimum. The computational complexity of this problem is unknown,
although Faria et al. [10] have demonstrated that the MCCP is NP-complete if the input
graph is a digraph. In this work, two approaches (deterministic and probabilistic) are
presented based on Variable Neighborhood Search to solve this problem. The presented
algorithms are able to �nd all the optimum solutions described in the literature.

Keywords: Minimum Coloring Cut Problem, Combinatorial Optimization, Graph The-
ory, Variable Neighborhood Search, Label Cut Problem.
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Capítulo 1

Introdução

O Problema do Corte Global de Coloração Mínima (PCGCM) tem como entrada um

grafo conexo (não-direcionado) G = (V,E) com arestas coloridas (ou rotuladas). Cada

cor pode estar associada a uma ou mais arestas; entretanto, cada aresta e está associada

somente a uma única cor c(e). O objetivo do PCGCM é encontrar um corte de arestas

(um conjunto minimal E ′ de arestas tal que G′ = (V,E\E ′) é desconexo) com a seguinte

propriedade: o conjunto de cores usadas pelas arestas em E ′ possui tamanho mínimo.

1.1 De�nição

Podemos de�nir formalmente o problema como se segue:

Problema do Corte Global de Coloração Mínima (PCGCM)

Entrada: uma grafo conexo (não-direcionado) G = (V,E,C) tal que V é o conjunto de

vértices de G, E é o conjunto de arestas de G, e C = {c(e) | e ∈ E} o conjunto de cores

(ou arestas rotuladas).

Objetivo: Achar um subconjunto E ′ ⊆ E tal que G′ = (V,E\E ′) seja desconexo e o

conjunto de cores C ′ = {c(e) | e ∈ E ′} seja minimizado.

A Figura 1.1 mostra um exemplo de grafo de entrada, onde as cores são representadas

pelos rótulos do conjunto {1, 2, 3, 4}. A Figura 1.2 (a) ilustra a solução ótima para o grafo

de entrada e, a Figura 1.2 (b), o grafo resultante após a retirada das arestas pertencentes

à solução ótima.
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Figura 1.1: Exemplo de grafo de entrada
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(b) Grafo resultante

Figura 1.2: Corte mínimo para o grafo da Figura 1.1

Note que se todas as arestas tiverem cores distintas entre si, então o PCGCM equi-

vale a encontrar um corte mínimo usual, uma tarefa que pode ser feita facilmente em

tempo polinomial usando algoritmos de �uxo máximo [2]. Entretanto, a complexidade do

PCGCM ainda permanece como uma questão teórica aberta.

1.2 Desenvolvimento

Podemos considerar que, de certa maneira, o PCGCM é o dual do Problema da Árvore

Geradora de Rotulação Mínima (PAGRM), o qual visa encontrar um conjunto mínimo

C ′ de cores de maneira que as arestas com cores em C ′ formem um subgrafo gerador (co-

nexo) H de G. Para obter informações sobre o PAGRM, encaminhamos o leitor para [5]

e [12]. Observe que qualquer árvore geradora T de H contém |C ′| cores e, portanto, esta
é uma árvore geradora de G usando um número mínimo de cores, i.e., uma solução do

PAGRM com entrada G. Um argumento análogo pode ser aplicado ao PCGCM: primeira-

mente devemos encontrar um conjunto desconectante E ′ de arestas (não necessariamente

um corte) que use o número mínimo de cores, e então facilmente retornar um conjunto

desconectante minimal E ′′ ⊆ E ′ como a solução do PCGCM.
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Outra maneira de ver o PCGCM é: encontrar um conjunto máximo C ′ de cores tal que

G′ = (V,E ′) seja desconexo, onde E ′ = {e ∈ E | c(e) ∈ C ′}, e então escolher todas as cores
no conjunto complementar C\C ′. Tal estratégia é empregada pelos dois novos algoritmos

propostos neste trabalho. Os algoritmos tentam incluir novas cores no conjunto atual de

cores, de modo que a adição das arestas relativas às novas cores no subgrafo atual ainda

o mantenha desconexo. Quando nenhuma nova cor puder ser incluída desta maneira,

as cores em C\C ′ correspondem à solução do PCGCM. Os algoritmos são baseados na

metaheurística Variable Neighborhood Search (VNS) [13]. Como veremos, dos algoritmos

referidos acima, um deles usa uma abordagem gulosa e determinística para escolher novas

cores para serem incluídas no conjunto atual de cores, enquanto que o outro usa uma

abordagem probabilística.

Uma aplicação potencial do PCGCM é em um sistema de planejamento de transportes

de uma cidade, onde os vértices representam os bairros atendidos e, as cores, as empresas

de ônibus que prestam o serviço. Desta maneira, podemos obter o número mínimo de

empresas que devem deixar de operar para que não seja possível alcançar todos os bairros

da cidade através do sistema de ônibus. Tal aplicação é mais adequadamente modelada

permitindo um multigrafo como a entrada do PCGCM, uma vez que no mundo real duas

localidades podem ser conectadas por serviços de ônibus oferecidos por mais de uma

empresa.

O restante deste trabalho é estruturado conforme descrito a seguir. No Capítulo 2, são

descritos os trabalhos relacionados. No Capítulo 3, são descritos em detalhes o algoritmo

e suas respectivas sub-rotinas. O Capítulo 4 apresenta os resultados computacionais, onde

é comparada a qualidade das soluções obtidas pelos algoritmos entre si e também com

os resultados produzidos pelos métodos exatos descritos em Silva et al.(2016) [15]. O

Capítulo 5 contém as conclusões e os trabalhos futuros.



Capítulo 2

Preliminares

Primeiramente, é necessário apresentar a de�nição de corte de arestas conforme está em

Bondy et al. [3]: Seja S um subconjunto próprio e não vazio de vértices de um grafo

G. Denote por [S, V \S] o conjunto de arestas de G com um extremo em S e o outro

em V \S. Então, [S, V \S] é um corte de arestas. Desta de�nição decorrem um fato e

um teorema, respectivamente: todo corte de arestas é um conjunto desconectante e todo

conjunto desconectante minimal é um corte de arestas.

O Problema do Corte s-t de Coloração Mínima (PCstCM) [7], cujo objetivo é encon-

trar um corte s-t com número mínimo de cores, é NP-difícil. Por este motivo, intuitiva-

mente, o PCGCM não parece que possa ser resolvido em tempo polinomial, haja vista

o mesmo ser fortemente relacionado com o PCstCM. Este fato justi�ca a construção de

um algoritmo metaheurístico para resolver o PCGCM. Até o presente momento, não se

conseguiu demonstrar a complexidade computacional do PCGCM.

2.1 Literatura

O PCstCM é fortemente relacionado ao PCGCM. A entrada do PCstCM consiste de um

grafo conexo com arestas coloridas G = (V,E) e de dois vértices s, t ∈ V , e seu objetivo é

encontrar o número mínimo de cores cuja remoção separa s e t no grafo resultante (onde

`remover uma cor' signi�ca remover todas as arestas associadas a esta cor). Coudert et

al.(2007) [7] consideraram o PCstCM pela primeira vez; eles provaram sua NP-di�culdade

e apresentaram resultados de aproximação. Entretanto, cinco anos antes, Jha et al. [11]

já tinham demonstrado que o PCstCM é NP-difícil através de uma redução simples do

Minimum Hitting Set Problem.
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Jha et al. [11] abordaram o PCstCM através da motivação da área de segurança de

sistemas. Um grafo de ataque é uma representação sucinta de todos os caminhos através

de um sistema, o qual termina em um estado onde um intruso atingiu com sucesso seu

objetivo. Neste modelo, os vértices representam todos os possíveis estados de um atacante

(intruso), s representa o estado inicial e t o estado �nal (sucesso do ataque). Uma aresta

(u,v) representa a mudança de estado do atacante com um custo B. O objetivo é, com

o menor custo possível , impedir que o atacante chegue a t, ou seja, obter o menor custo

associado às arestas retiradas do grafo. É apresentada uma análise técnica de minimização

que permite aos analistas de segurança decidir qual é o conjunto mínimo de medidas que

garantiria a segurança do sistema. Pela interpretação dos grafos de ataque como processos

de decisão de Markov, são realizados os cálculos das probabilidades de sucesso de um

intruso para cada ataque ao grafo.

Os trabalhos de Coudert et al.(2007) [7] e Coudert et al.(2016) [8] abordam o PCGCM

e o PCstCM com o objetivo de medir a capacidade de uma rede permanecer conectada

quando conjuntos de enlaces possuam riscos compartilhados. Por exemplo, em uma rede

WiFi, um atacante poderia derrubar todos os enlaces, em uma determinada frequência,

com a geração de um forte sinal de ruído. Outro exemplo acontece quando dois enlaces

passam pelo mesmo ambiente físico.

Coudert et al.(2007) [7] investigam a complexidade e as propriedades de aproximação

de problemas de otimização combinatória produzidos pela noção do Shared Risk Resource

Group (SRRG). SRRG foi introduzido a �m de capturar problemas de sobrevivência

da rede, onde uma falha pode quebrar todo um conjunto de recursos, e foi formalizado

através de grafos coloridos, onde um conjunto de recursos é representado por um conjunto

de arestas com a mesma cor.

Zhang et al. [16] demonstraram que o PCGCM pode ser resolvido em tempo polinomial

quando o grafo de entrada é planar, possui "treewidth" limitada, ou possui um valor

pequeno para fmax (número máximo de arestas a que uma cor está atribuída).

Faragó [9] demonstrou que o PCGCM é NP-completo se arestas paralelas (multigrafo)

forem permitidas como entrada do problema. Para esta prova, eles �zeram uma redução

do problema Set Cover.

Faria et al. [10] demonstraram que o PCGCM é NP-completo se o grafo de entrada for

um digrafo. Para esta prova, eles �zeram uma redução do problema Vertex Cover. Além

disso, alguns casos polinomiais e tratáveis por parâmetro �xo também foram apresentados.
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Silva et al.(2016) [15] propõem três novas formulações matemáticas para resolver o

PCGCM: método de particionamento, agrupamento de vértices e eliminação de árvores.

Estes três modelos de programação linear inteira mista utilizam as estratégias branch-

and-cut e branch-and-bound para a resolução das formulações apresentadas. Para avaliar

os algoritmos, eles utilizaram as instâncias criadas por Cerulli et al. [4]. Eles conseguiram

obter resultados exatos para as instâncias de até 200 vértices.



Capítulo 3

Algoritmos

Neste capítulo, primeiramente será descrito o Algoritmo principal (Algoritmo 1), o qual é

a estrutura base tanto para o método guloso, abordagem determinística (�VNS-Guloso�),

quanto para a abordagem probabilística (�VNS-Probabilístico�). Após isto, serão descritas

com detalhes cada uma das suas sub-rotinas. Algumas sub-rotinas (Gera-Solução-Inicial

e Nova-Solução) possuem uma �versão gulosa� e uma �versão probabilística�. Ao executar

o Algoritmo 1 utilizando as versões gulosas de tais sub-rotinas, temos o Algoritmo VNS-

Guloso, enquanto ao executá-lo utilizando as versões probabilísticas das mesmas, temos o

Algoritmo VNS-Probabilístico. As demais sub-rotinas são comuns a ambas as abordagens.

Conforme vemos na Figura 3.1, uma descrição informal do Algoritmo pode ser resu-

mida nos seguintes passos: geração da solução inicial seguida do ciclo básico do framework

VNS: Geração de nova solução, seguida de ciclos de perturbações e buscas locais. Este

ciclo básico é executado até que a condição de parada (tempo) seja alcançada.
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Figura 3.1: Fluxo informal do Algoritmo

A partir daqui, começamos a descrever formalmente o Algoritmo principal e suas

sub-rotinas.

Ao longo da execução do algoritmo, uma solução é qualquer subconjunto C ′ ⊆ C de

cores. Seja G′ = (V,E ′) o subgrafo gerador de G tal que E ′ = {e ∈ E | c(e) ∈ C ′}. Como

um abuso de terminologia, dizemos que a solução C ′ é desconexa (resp., conexa) se G′ é

desconexo (resp., conexo). Além disso, podemos nos referir ao número de componentes

conexos de C ′ pelo número de componentes conexos de G′. O valor (número de cores) da

solução C ′ é denotado por |C ′|. Como mencionado na introdução, a estratégia seguida é

a de encontrar a maior solução desconexa. Para ser consistente com essa abordagem, C ′

é uma solução viável se e somente se G′ é desconexo. O conjunto complementar de cores

C\C ′ é denotado por C ′ e, é chamado de espaço complementar da solução C ′.

A representação da solução foi feita da seguinte maneira: um vetor binário de |C|
posições. O índice do vetor corresponde à cor de mesmo índice e, se o mesmo tiver valor

0, a cor não está presente na solução e, se tiver valor 1, a mesma está presente na solução.

No exemplo a seguir, temos o vetor (1, 0, 1, 0, 0, 1) de um grafo G, onde |C| = 6: as cores

1, 3 e 6 estão presentes na solução e as cores 2, 4 e 5 estão ausentes da mesma.
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Algoritmo 1 Algoritmo principal
Entrada: Grafo G = (V,E,C), onde C = {c(e) | e ∈ E}
1: Gera-Solução-Inicial(MelhorS )
2: Vizinhanca ←|C| −|MelhorS |
3: repete
4: Nova-Solução(S)
5: enquanto |S| > |MelhorS | faça
6: MelhorS ← S
7: Vizinhanca ←|C| −|MelhorS |
8: Nova-Solução(S)
9: �m enquanto

10: k ← 1
11: enquanto k < Vizinhanca faça
12: S ′ ← S
13: Perturbação(S ′, k)
14: se Número-de-Componentes(S ′) = 1 então
15: Corrige-Solução(S ′)
16: �m se
17: Busca-Local(S ′)
18: se |S ′| > |S| então
19: S ← S ′

20: k ← 1
21: senão k ← k + 1
22: �m se
23: �m enquanto
24: se |S| > |MelhorS | então
25: MelhorS ← S
26: Vizinhanca ←|C| −|MelhorS |
27: �m se
28: até condição de parada seja verdadeira
29: Retorna o número de cores do conjunto desconectante obtido: |C| −|MelhorS |
30: Retorna o conjunto de cores c ∈ MelhorS
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Abaixo é discutida a notação utilizada no Algoritmo 1:

� MelhorS é a melhor solução corrente. Na linha 29, o valor retornado |C|−|MelhorS |
é o número de cores do conjunto desconectante de todas as arestas cujas cores estão

em MelhorS .

� Vizinhanca é a variável que controla o tamanho máximo da vizinhança (ver linha

11) no núcleo da estratégia VNS (linhas 10 a 23).

� S e S ′ são soluções auxiliares, explicadas nas próximas subseções.

� Número-de-Componentes(S ′) (linha 14) é a função que calcula o número de compo-

nentes conexos da solução S ′, explicada na próxima subseção.

Uma solução inicial MelhorS é gerada na linha 1; em seguida, a variável Vizinhanca

é de�nida como o número de cores ausentes de MelhorS (linha 2). O laço principal

(linhas 3 a 28) é executado até que a condição de parada seja alcançada. A condição

de parada (tempo máximo de execução) foi de�nida de maneira empírica de acordo com

os tamanhos das instâncias (número de vértices |V |). Após alguns testes iniciais, foram

obtidos os valores mostrados abaixo na Tabela 3.1.

Tabela 3.1: Condições de parada de acordo com os tamanhos das instâncias.
número de vértices tempo máximo de execução (s)

50 2
100 20
200 50
400 80
500 200
1000 2800

Nas linhas 4 a 9, uma nova solução candidata S é gerada no início de uma nova

iteração. Primeiramente, S é gerada usando a sub-rotina Nova-Solução (linha 4). Se S

for melhor que MelhorS , então MelhorS e Vizinhanca são atualizados e uma nova solução

candidata S é gerada por Nova-Solução. O laço enquanto (linhas 5 a 9) termina quando

o número de cores da solução candidata não for maior que o número de cores da melhor

solução corrente.

As linhas 10 a 23 contêm o núcleo básico da estratégia VNS [13]. Para cada solução

candidata S, S ′ recebe todos os elementos de S (linha 12), e então, os procedimentos

Perturbação e Busca-Local são executados em S ′ por k iterações. k controla o tamanho
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da vizinhança e varia entre 1 . .Vizinhanca−1. Se Perturbação e Busca-Local conseguirem

melhorar S ′, isto é |S ′| > |S|, então S é atualizado com as cores de S ′ e k é reiniciado para

1, i.e., um novo ciclo de k iterações será iniciado.

Quando k for igual a Vizinhanca, a melhor solução corrente MelhorS é comparada

com S e atualizada caso seja menor que |S| (linhas 24 a 27). A execução termina se o

tempo máximo de execução for alcançado (linha 28). Caso contrário, o processo volta

para o passo de geração de solução candidata.

Quando a condição de parada for verdadeira, o valor |C| − |MelhorS | é retornado,

assim como o conjunto de cores ∈ MelhorS . O subconjunto de arestas E ′ = {e ∈ E |
c(e) ∈ MelhorS} é um conjunto desconectante com |C| −|MelhorS | cores. Se necessário,
um corte pode ser obtido pela busca de um conjunto minimal desconectante E ′′ ⊆ E ′.

Nas próximas subseções, serão descritas em detalhes as sub-rotinas utilizadas no Al-

goritmo 1. Quando aplicável, as versões gulosa e probabilística das sub-rotinas serão

apresentadas.

3.1 Número-de-Componentes

Esta função foi implementada utilizando a estrutura de dados disjoint-set (veja [6],capítulo

21) com as heurísticas weighted-union e path compression. Esta também é conhecida como

union-�nd. O objetivo da mesma é calcular o número de componentes conexos de uma

solução.

Esta função corresponde a cerca de 90% do tempo de execução de todo o algoritmo e,

por esta razão, foi desenvolvida visando a maior e�ciência possível. O union-�nd weighted

com path compression possui complexidade O((M + N)lg∗N), onde: M é o número de

arestas, N é o número de vértices e lg∗N é o número de vezes necessárias para levar o

número N a 1, através da repetição da aplicação da operação logarítmica. A relação entre

N e lg∗N foi ilustrada na Tabela 3.2. Em teoria este algoritmo não é linear, entretanto

como lg∗N é uma constante no universo do problema (N ≤ 1000), este acaba sendo linear

na prática.

O algoritmo disjoint-set foi implementado utilizando a estrutura de dados de pontei-

ros. Cada vértice da estrutura de dados é representado por um ponteiro. Existe também

uma variável inteira que controla o número corrente de componentes conexos, o qual va-

ria de 1 (grafo conexo) até o número total de vértices do grafo. Durante o processo de
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Tabela 3.2: Relação entre os valores de N e lg∗N
N lg∗N

1 0
2 1
4 2
16 3

65535 4
265536 5

escolha de cada cor, todas as cores ausentes da solução parcial S ′ têm suas conectividades

avaliadas, uma a uma, pela adição temporária a S ′, ou seja, para todo c tal que c ∈ S ′

é calculado o Número-de-Componentes(S ′ ∪ {c}). De posse de todas as conectividades

resultantes, o Algoritmo guloso escolherá a de maior valor e, o probabilístico fará a es-

colha baseado em uma lista de probabilidades diretamente relacionadas a cada valor de

conectividade das cores do conjunto {c | c ∈ S ′}.

Foram criadas duas estruturas de ponteiros distintas: a primeira, nomeada como

principal e, a segunda, como auxiliar. O objetivo da criação de duas estruturas é evitar

que, a cada teste de conectividade de uma cor, a estrutura de ponteiros seja totalmente

reconstruída. Para cada avaliação de uma nova cor, a estrutura principal é copiada para

a estrutura auxiliar e, a conectividade da solução resultante após a inclusão desta nova

cor é avaliada nesta estrutura auxiliar. Desta maneira, ao avaliar a próxima cor não será

necessária a construção da estrutura de ponteiros desde o início. Ao �nal do processo, a

cor escolhida para integrar a solução corrente é adicionada à estrutura principal.

A cada avaliação de conectividade de cor, é necessário ler a matriz de entrada do

problema com as informações dos vértices, arestas e cores. Com o objetivo de tornar

a função mais rápida, foi implementada a conferência de conectividade ao término da

leitura de cada linha da matriz de entrada. Caso a conectividade seja igual a 1, a função é

�nalizada sem que seja necessário ler o restante da matriz de entrada. Também foi testado

este procedimento com a conferência de conectividade ao �nal da inclusão de cada aresta.

Como o tempo de execução da conferência ao término de cada linha foi muito menor, este

foi escolhido para esta implementação.
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3.2 Gera-Solução-Inicial

Esta sub-rotina possui a versão gulosa (Algoritmo 2) e a versão probabilística (Algo-

ritmo 3). Na versão gulosa, a solução inicial é construída iterativamente cor por cor. A

cada passo, uma cor c ausente da solução corrente é escolhida de maneira que o número de

componentes conexos MelhorS ∪ {c} seja maximizado. Esta sub-rotina termina quando

não for mais possível adicionar a MelhorS , uma cor presente no conjunto complementar

MelhorS , sem que a solução se transforme em inviável.

Algoritmo 2 Gera-Solução-Inicial(MelhorS ) � Versão gulosa
1: MelhorS ← ∅
2: fimdoloop ← falso
3: repete
4: seja c ∈ MelhorS a cor que maximiza o Número-de-Componentes(MelhorS ∪ {c})
5: se Número-de-Componentes(MelhorS ∪ {c}) > 1 então
6: MelhorS ← MelhorS ∪ {c}
7: senão fimdoloop ← verdadeiro
8: �m se
9: até fimdoloop = verdadeiro

A estratégia determinística, a qual de sempre adicionar a cor que maximize o número

de componentes conexos (linha 4 no Algoritmo 2), geralmente leva o algoritmo a achar

soluções ótimas locais. Esta estratégia é a abordagem usada por Krumke el at. [12] e

outros autores para o PAGRM.

Foi usada uma adaptação da função de Boltzmann, a qual permite que uma cor seja

escolhida probabilisticamente a cada iteração. Esta função é inspirada no método Cooling

Schedule da metaheurística Simulated Annealing descrito em [1]. A mesma foi utilizada

não apenas na sub-rotina Gera-Solução-Inicial, mas também na sub-rotina Nova-Solução.

Note que as versões probabilísticas das sub-rotinas Gera-Solução-Inicial e Nova-Solução

diferem das versões gulosas exatamente na estratégia de escolha de cores a serem incluídas

nas soluções.

A probabilidade P (c) de uma cor c ser incluída na melhor solução corrente MelhorS

é calculada com base no número de componentes conexos de MelhorS ∪ {c}. Seja γ ∈
MelhorS a cor que maximiza Número-de-Componentes(MelhorS∪{γ}). As probabilidades
P (c) são obtidas pelos valores exp(∆(c)/T ) da função de Boltzmann, onde:
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•∆(c) = Número-de-Componentes(MelhorS∪{c})−Número-de-Componentes(MelhorS∪
{γ})

• T é o parâmetro referenciado como temperatura que controla a dinâmica da função;

Foi utilizado nos experimentos o valor �xo T = 1.

A mudança feita na função de Boltzmann original foi a de �xar o valor de T = 1 e, por

este motivo, a implementação feita neste trabalho foi chamada de adaptação da função de

Boltzmann. Os experimentos mostraram que a introdução da variável T nos cálculos, não

resultou em melhora na qualidade das soluções e, além disto, piorou o tempo de cálculo

de algumas soluções.

Ao �nal dos cálculos das probabilidades de todas as cores, as mesmas são normalizadas

entre os valores 0 e 1, através dos cálculos das divisões de cada P (c) pelo somatório das

probabilidades de todas as cores ausentes da solução corrente.

Algoritmo 3 Gera-Solução-Inicial(MelhorS ) � Versão probabilística
1: MelhorS ← ∅
2: fimdoloop ← falso
3: repete
4: Seja γ ∈ MelhorS a cor que maximiza o Número-de-Componentes(MelhorS ∪{γ})
5: para cada c ∈ MelhorS faça
6: Calcule a probabilidade P (c) normalizada pela função de Boltzmann exp(∆(c))
7: �m para
8: se existe uma cor c ∈ MelhorS tal que MelhorS ∪ {c} seja viável então
9: seguindo as probabilidades P ( ), aleatoriamente escolha uma cor c ∈ MelhorS

tal que MelhorS ∪ {c} seja viável
10: MelhorS ← MelhorS ∪ {c}
11: senão fimdoloop ← verdadeiro
12: �m se
13: até fimdoloop = verdadeiro

Segue um exemplo de como é feito o processo de escolha de uma cor. Seja um grafo

G = (V,E,C), onde |C| = 10; a solução corrente S possui as cores 2, 5, 8 e 10 e possui

conectividade 5 (cinco componentes conexos). A Tabela 3.3 mostra na primeira coluna

o rótulo das cores ausentes de S e, na segunda coluna, as conectividades resultantes

referentes a todas as cores ausentes da solução corrente S. Estas duas primeiras colunas

são dados do exemplo. A terceira coluna mostra o cálculo de ∆(c), onde a cor 4 é o γ para

este exemplo, pois tem a menor conectividade resultante dentre todas as demais cores. A

quarta coluna mostra o cálculo de exp(∆(c)) e, na quinta coluna, a normalização entre 0

e 1 das probabilidades geradas, calculada pela divisão de exp(∆(c)) pelo somatório dos

valores presentes na quarta coluna.
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Tabela 3.3: Exemplo de ∆(c), exp(∆(c)) e das probabilidades de escolha das cores
Cores Componentes conexos ∆(c) exp(∆(c)) exp(∆(c))/somatório

1 4 3 20.08553692 0.178910848
3 3 2 7.389056099 0.065817623
4 2 1 2,718281828 0.02421295
6 5 4 54.59815003 0.486330108
7 3 2 7.389056099 0.065817623
9 4 3 20.08553692 0.178910848

Para o método determinístico, apenas a conectividade resultante é o su�ciente para

fazer a escolha (no caso será escolhida a cor 6, pois tem a maior conectividade resul-

tante). Para o método probabilístico, a cor será escolhida aleatoriamente baseada nas

probabilidades geradas na quinta coluna da Tabela 3.3 onde, por exemplo, a cor 6 tem a

probabilidade de escolha de cerca de 48.63% e a cor 4 tem probabilidade de escolha de

cerca de 2.42%.

3.3 Nova-Solução

Nova-Solução é a sub-rotina utilizada para gerar a solução candidata S, no início de cada

nova iteração, no laço repete (linhas 3 a 28) do Algoritmo 1. Esta foi implementada

como uma busca local [13] de cores em MelhorS como uma tentativa de aumentar o fator

de diversidade, haja vista que o espaço complementar de MelhorS é uma zona de busca

completamente diferente da melhor solução corrente.

Os Algoritmos 4 e 5 são, respectivamente, as versões gulosa e probabilística da sub-

rotina Nova-Solução. Os experimentos mostraram que ambos os algoritmos produzem um

pico imediato de diversi�cação conforme o processo evolui.

Com o objetivo de extrair uma solução viável de MelhorS , um processo iterativo de

inclusão de cores é feito conforme descrito a seguir.

A solução S é inicializada com o conjunto vazio de cores (linha 1 em ambos os al-

goritmos). Note que o número de componentes conexos de S, neste momento, é |V |
(corresponde a um subgrafo gerador contendo apenas vértices isolados).

O primeiro laço enquanto (linhas 2 a 8 no Algoritmo 4, e 2 a 12 no Algoritmo 5)

gera a solução parcial S, incluindo uma nova cor a cada iteração, e termina em dois casos:

(a) o conjunto MelhorS\S de cores não utilizadas está vazio;
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(b) toda cor restante em MelhorS\S geraria uma solução inviável (grafo conexo) se

adicionada à solução corrente S.

O segundo laço enquanto (linhas 9 a 15 no Algoritmo 4, e 13 a 23 no Algoritmo 5)

executa da mesma maneira que o primeiro, mas ao invés de adicionar as cores presentes

em MelhorS\S, este tenta adicionar à solução corrente S as cores presentes em MelhorS .

Este termina quando não restar cor em MelhorS\S que seja capaz de gerar uma solução

viável quando adicionada a S.

Algoritmo 4 Nova-Solução(S) � Versão gulosa
1: S ← ∅
2: enquanto Número-de-Componentes(S) > 1 e MelhorS\S 6= ∅ faça
3: seja c ∈ MelhorS\S a cor que maximiza o Número-de-Componentes(S ∪ {c})
4: se Número-de-Componentes(S ∪ {c}) > 1 então
5: S ← S ∪ {c}
6: senão break
7: �m se
8: �m enquanto
9: enquanto Número-de-Componentes(S) > 1 faça

10: seja c ∈ MelhorS\S a cor que maximiza o Número-de-Componentes(S ∪ {c})
11: se Número-de-Componentes(S ∪ {c}) > 1 então
12: S ← S ∪ {c}
13: senão break
14: �m se
15: �m enquanto

3.4 Perturbação

Esta sub-rotina é comum ao VNS-Guloso e ao VNS-Probabilístico. Esta consiste em

encontrar uma nova solução através da adição/remoção aleatória de k cores da solução

corrente S ′. Este procedimento tem como objetivo diversi�car a gama de soluções e,

desta maneira, tentar escapar dos ótimos locais. O número total de operações (adições

mais remoções) depende de k (parâmetro passado pelo Algoritmo principal), o qual é o

tamanho da vizinhança. O valor de k varia de 1 até o valor máximo da vizinhança menos

1 (Vizinhanca − 1).

Na linha 2, δ é um número aleatório entre [0, 1]. Na linha 3, é necessário checar se

|S ′| > 0 antes de remover uma cor de S ′. No �nal do Algoritmo 6, a diferença simétrica

entre as soluções S e S ′ contém exatamente k cores, i.e.,
∣∣(S\S ′) ∪ (S ′\S)

∣∣ = k.
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Algoritmo 5 Nova-Solução(S) � Versão probabilística
1: S ← ∅
2: enquanto Número-de-Componentes(S) > 1 e MelhorS\S 6= ∅ faça
3: seja γ ∈ MelhorS\S a cor que maximiza o Número-de-Componentes(S ∪ {γ})
4: para cada c ∈ MelhorS\S faça
5: calcule a probabilidade P (c) normalizada pela função de Boltzmann exp(∆(c))
6: �m para
7: se existe uma cor c ∈ MelhorS\S tal que S ∪ {c} seja viável então
8: seguindo as probabilidades P ( ), aleatoriamente escolha

uma cor c ∈ MelhorS\S tal que S ∪ {c} seja viável
9: S ← S ∪ {c}

10: senão break
11: �m se
12: �m enquanto
13: enquanto Número-de-Componentes(S) > 1 faça
14: seja γ ∈ MelhorS\S a cor que maximiza o Número-de-Componentes(S ∪ {γ})
15: para cada c ∈ MelhorS\S faça
16: calcule a probabilidade P (c) normalizada pela função de Boltzmann exp(∆(c))
17: �m para
18: se existe uma cor c ∈ MelhorS\S tal que S ∪ {c} seja viável então
19: seguindo as probabilidades P ( ), aleatoriamente escolha

uma cor c ∈ MelhorS\S tal que S ∪ {c} seja viável
20: S ← S ∪ {c}
21: senão break
22: �m se
23: �m enquanto
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Observe que, após a perturbação, a nova solução S ′ pode ter se tornado inviável

(conexa). O objetivo da sub-rotina Corrige-Solução (explicada na próxima subseção) é

corrigir esta solução, de maneira que a mesma seja novamente viável.

Algoritmo 6 Perturbação(S ′, k)

Entrada: solução S ′ e o tamanho da vizinhança k
1: para i = 1, . . . , k faça
2: δ ← random(0, 1)
3: se δ < 0.5 e |S ′| > 0 então
4: aleatoriamente remova uma cor c de S ′ tal que c ∈ (S ′ ∩ S)
5: senão aleatoriamente adicione uma cor c ∈ (S ′ ∩ S) a S ′
6: �m se
7: �m para

3.5 Corrige-Solução

Esta sub-rotina também é comum ao VNS-Guloso e ao VNS-Probabilístico. Após o

procedimento de perturbação, caso a solução S ′ tenha se tornado inviável (linha 14 no

Algoritmo 1), a sub-rotina Corrige-Solução é chamada. Esta consiste na remoção iterativa

e aleatória de cores de S ′ até que a mesma se torne viável novamente. Após a remocão

de uma cor, o número de componentes conexos de S ′ é recalculado.

Algoritmo 7 Corrige-Solução(S ′)

1: enquanto Número-de-Componentes(S ′) = 1 faça
2: remova aleatoriamente uma cor de S ′

3: �m enquanto

3.6 Busca-local

Esta sub-rotina é chamada logo após as sub-rotinas Perturbação (Algoritmo 6) e Corrige-

Solução (Algoritmo 7). A mesma é comum a ambas estratégias (VNS-Guloso e VNS-

Probabilístico). Após S ′ passar pelos processos de Perturbação e Corrige-Solução, pode

ser possível a inclusão de novas cores nesta solução. Este processo de busca local tem

como objetivo maximizar o número de cores em S ′.

A adição de novas cores a S ′ é feita da seguinte forma: Para cada cor c ausente de S ′

é calculada a conectividade de S ′ ∪ {c}. Caso tal conectividade seja maior que 1, a cor

c é adicionada a S ′. Caso contrário, a cor c permanece ausente de S ′ e uma próxima cor

sofrerá o mesmo processo de avaliação.
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Algoritmo 8 Busca-local(S ′)

1: para cada c ∈ S ′ faça
2: se Número-de-Componentes(S ′ ∪ {c}) > 1 então
3: S ′ ← S ′ ∪ {c}
4: �m se
5: �m para



Capítulo 4

Resultados

Os algoritmos foram implementados nas linguagens Delphi (Windows), Pascal (Linux),

C++ (Linux) e C++ Builder (Windows). A performance em Delphi foi cerca de 40%

melhor que em Pascal (mesmo usando a opção -O3 do compilador fpc). A performance

em C++ (Linux) foi, em média, 5% superior ao Delphi. A performance da linguagem C++

Builder (Windows) foi muito inferior às demais. Por esta razão, a linguagem escolhida

para executar os experimentos foi a linguagem C++ (Linux). Todos os experimentos

foram executados em um Intel Core I7 4GHz com 32Gb de memória RAM, rodando

sistema operacional Linux Ubuntu x64 14.04. Os algoritmos foram compilados usando o

�ag de otimização -O3.

Os experimentos foram feitos usando dois grupos de instâncias: o primeiro (grupo

1) contém as 720 instâncias criadas por Cerulli et al. [4] e, o segundo (grupo 2), as 60

instâncias criadas por Silva et al.(2017) [14]. As instâncias do grupo 1 estão divididas em

72 conjuntos de dados contendo cada um 10 instâncias geradas aleatoriamente. Todas as

10 instâncias de um mesmo conjunto de dados tem o mesmo número de vértices |V |, de
cores |C|, e densidade de arestas d, ou seja, cada conjunto de dados é caracterizado por

uma tupla tripla (|V |, |C|, d). As instâncias do grupo 2 estão divididas em 60 conjuntos

de dados com diferentes combinações de (|V |, |C|, d) contendo 1 instância cada um.

O número esperado de arestas |E| de uma instância é d |V | (|V | − 1)/2; portanto,

em um mesmo conjunto de dados, instâncias podem ter valores ligeiramente diferentes

de |E|. O valor de |V | varia conforme o conjunto {50, 100, 200, 400, 500, 1000}, enquanto
o valor de d em {0.2, 0.5, 0.8} (correspondendo a, respectivamente, baixa, média e alta

densidades). O valor de |C| varia de acordo com o tamanho da instância. Por exemplo,

se |V | = 50 então |C| ∈ {12, 25, 50, 62} para as instâncias do grupo 1.
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As Tabelas 4.1 a 4.6 mostram todas as combinações (|V |, |C|, d) usadas nos expe-

rimentos do grupo 1. Cada coluna em uma tabela corresponde a 10 instâncias de um

conjunto de dados. Para cada conjunto de dados das instâncias do grupo 1, a qualidade

da solução é calculada como o valor médio (número de cores na solução) das 10 instâncias.

As Tabelas 4.7 e 4.8 mostram todas as combinações (|V |, |C|, d) usadas nos experimentos

do grupo 2. Como os conjuntos de dados do grupo 2 possuem apenas 1 instância cada, a

coluna valor corresponde ao resultado de cada instância.

O tempo máximo de CPU foi escolhido como condição de parada para os algoritmos,

e foi determinado de acordo com os tamanhos das instâncias (ver Tabela 3.1).

Nas Tabelas 4.1 a 4.6, os resultados deste trabalho (grupo 1) são comparados com os

resultados obtidos pelos três métodos exatos propostos em [15]. Em todas as tabelas, a

primeira e segunda coluna mostram, respectivamente, o número de cores e a densidade; na

terceira coluna, cada entrada mostra o valor médio da solução obtida pelo método exato

nas 10 instâncias da linha correspondente (o símbolo `-' signi�ca que os métodos não

foram capazes de encontrar uma solução ótima); na quarta coluna, cada entrada mostra

a média do tempo computacional do método exato que mais rapidamente resolveu as 10

instâncias da linha correspondente (o símbolo `-' signi�ca que a execução foi cancelada

após atingir o limite de tempo); colunas 5 e 6 (resp., 7 e 8) tem o mesmo signi�cado que

as colunas 3 e 4, mas se referem ao VNS-guloso (resp., VNS-probabilístico) aqui descritos.

Nas Tabelas 4.7 a 4.8 são apresentados os resultados para as instâncias do grupo 2. O

modelo destas tabelas é o mesmo do grupo 1. Silva et al.(2017) [14] nos enviou o código

fonte do algoritmo exato utilizado em [15], para que pudéssemos obter os resultados exatos

para as instâncias do grupo 2.

Para instâncias com o mesmo número de vértices e cores, os experimentos mostraram,

como esperado, que instâncias de baixa densidade convergem mais rápido que as instâncias

de média/alta densidades, porque estes dois últimos tem espaço de busca maior.

Os métodos exatos propostos em [15] são capazes de encontrar as soluções ótimas

apenas para |V | ≤ 200 (grupo 1). Neste cenário (ver Tabelas 4.1 a 4.3), tanto o VNS

guloso quanto o VNS probabilístico encontram as soluções ótimas. O VNS probabilístico

encontra tais soluções em tempos computacionais menores que os métodos exatos para

todos os conjuntos de dados. Já o VNS guloso possui tempos computacionais menores

que o método exato em todos os conjuntos de dados com |V | ∈ {100, 200} e na maior

parte daqueles com |V | ∈ {50}.
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Para |V | ∈ {400} (ver Tabela 4.4), as duas abordagens do VNS (gulosa e probabi-

lística) encontram exatamente as mesmas médias de soluções para todos os conjuntos de

dados. Para |V | ∈ {500, 1000} (ver Tabelas 4.5 a 4.6), o VNS probabilístico encontrou

média de solução menor do que aquela encontrada pelo VNS guloso em 2 conjuntos de

dados ((|500|, |500|, 0.5) e (|1000|, |1250|, 0.8)). Nos demais conjuntos de dados, ambas as

metaheurísticas encontram as mesmas médias de soluções.

A abordagem VNS probabilística é mais rápida para as instâncias de 50 vértices

(ver Tabela 4.1). Para os outros valores de |V | (ver Tabelas 4.2 a 4.6), nenhuma das

duas abordagens algorítmicas se sobressai em relação à outra, em termos de tempos

computacionais.

Para as instâncias do grupo 2 (ver Tabelas 4.7 a 4.8), tanto o VNS guloso quanto o

VNS probabilístico encontram as mesmas soluções. Os dois Algoritmos conseguiram obter

os mesmos resultados obtidos pelo método exato. Em relação aos tempos computacio-

nais, nenhuma das duas abordagens se destacou em relação a outra. Quando comparamos

os tempos computacionais das duas abordagens em relação aos tempos obtidos pelo mé-

todo exato, assim como para as instâncias do grupo 1, é notável que os tempos dos dois

Algoritmos são muito menores.
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Capítulo 5

Conclusões

Este trabalho descreve novos algoritmos baseados na metaheurística VNS para o PCGCM.

Antes deste, não existiam resultados para o PCGCM, além daqueles obtidos por Silva et

al.(2016) [15] em instâncias até 200 vértices. Os algoritmos propostos conseguem encon-

trar todas as soluções ótimas conhecidas, em tempo computacional muito menor. Para

as instâncias de soluções ótimas desconhecidas, os mesmos encontram soluções em tem-

pos consideravelmente pequenos. Não temos conhecimento da existência de trabalhos

anteriores a este para poder comparar os resultados aqui obtidos.

Os experimentos computacionais foram feitos usando duas abordagens diferentes, de-

terminística e probabilística, com o objetivo de avaliar como os algoritmos são in�uenci-

ados pela estratégia da escolha de cor. Os resultados computacionais mostraram que a

abordagem probabilística superou a determinística, em termos da qualidade das soluções,

em dois conjuntos de dados, o que demonstra a capacidade do método probabilístico de

escapar das soluções ótimas locais mais rápido que o método guloso. Em relação aos

tempos de obtenção das melhores soluções, nenhuma das duas abordagens se destacou em

relação à outra.

Como trabalhos futuros, será estudado o PCGCM para grafos direcionados, com a

construção de novas instâncias e novos algoritmos. Serão estudadas também, metodo-

logias de construção de novas instâncias visando que as mesmas não possuam soluções

ótimas triviais ou com baixa di�culdade de cálculo. Além disso, serão inciados os estudos

do PCstCM visando a adaptação dos algoritmos apresentados nesta dissertação para o

mesmo.
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