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Resumo

A população mundial vem se elevando em grande escala e isso re�ete diretamente no con-
sumo de energia elétrica. Diante deste cenário, técnicas para a previsão do consumo de
energia de forma acurada se apresentam com grande utilidade, pois estes dados podem
ser aplicados em tomadas de decisões e um bom planejamento direcionados ao provi-
mento ininterrupto e con�ável de energia. Existem diversas técnicas que são usualmente
empregadas para a previsão do consumo de energia, dentre estas, a técnica de regressão
vem se destacando como uma das mais utilizadas na previsão do consumo de eletricidade.
Diferentes abordagens de regressão, com objetivos especí�cos de resolver problemas de
determinados países ou regiões, são encontradas nos trabalhos apresentados na litera-
tura. São usualmente empregadas técnicas clássicas como regressão linear, redes neurais
perceptron multicamadas e máquina de vetores de suporte para regressão, mas também
técnicas emergentes de otimização e lógica nebulosa. Prever o consumo de energia com o
valor mais preciso possível não é uma tarefa trivial e depende de uma série de fatores. Os
modelos mais populares para estimar a demanda de energia são de�nidos baseando-se no
histórico de consumo e alguns fatores socioeconômicos. Segundo estudos empíricos, um
dos fatores mais importantes para a previsão do consumo de energia é o Produto Interno
Bruto (PIB). Baseando-se nisso alguns modelos gerados se restringem a tratar somente o
consumo de energia e o PIB. Um dos trabalhos mais recentes a tratar o assunto no escopo
nacional apresentou um modelo de previsão baseado em lógica fuzzy utilizando o con-
sumo juntamente com o PIB e a população e obteve bons resultados. Esse trabalho tem
por objetivo avaliar, a partir de um estudo experimental, o desempenho de técnicas de
regressão clássicas � regressão linear, redes neurais perceptron multicamadas e máquina
de vetores de suporte para regressão � na previsão do consumo de energia no cenário
nacional. Além disso, veri�camos se a inclusão de dados socioeconômicos adicionais, como
salário mínimo, taxa de câmbio, tarifa média do consumo de energia e preço do barril de
petróleo, contribuiriam para a obtenção de um modelo mais e�ciente. Quando compa-
rada aos resultados disponíveis na literatura para o cenário nacional, nossa abordagem
demonstrou uma performance superior em algumas situações.

Palavras-chave: consumo de energia; regressão; regressão linear; redes neurais percep-
tron multicamadas; máquina de vetores de suporte para regressão.



Abstract

The world population has been rising on a large scale and this directly re�ects on the
electricity consumption. Given this scenario, techniques for accurately forecasting energy
consumption are very useful, since these data can be applied in decision-making and
good planning aimed at providing uninterrupted and reliable energy. There are several
techniques that are usually used to forecast energy consumption, among them, regression
techniques have been highlighted as the most used in forecasting electricity consumption.
Di�erent regression approaches, with speci�c purposes to solve problems of certain coun-
tries or regions, are found in the works presented in the literature. Classical techniques
such as linear regression, multilayer perceptron neural network and support vector regres-
sion, but also emerging techniques of optimization and fuzzy logic, are usually employed.
Forecasting energy consumption with the most accurate value possible is not a trivial
task and depends on a number of factors. The most popular models for estimating energy
demand are de�ned based on consumption history and some socioeconomic factors. Ac-
cording to empirical studies, one of the most important factors for forecasting energy
consumption is Gross Domestic Product (GDP). Based on this, some models are restric-
ted to treating only energy consumption and GDP. One of the more recent works dealing
with the subject at the national level presented a fuzzy logic-based prediction model using
consumption, GDP and population and obtained good results. This work aims to evalu-
ate, through an experimental study, the performance of classical regression techniques �
linear regression, multilayer perceptron neural network and support vector regression �
in energy consumption forecast in the Brazilian scenario. In addition, we veri�ed whether
the inclusion of additional socioeconomic data, such as minimum wage, dollar exchange
rate, average energy consumption and oil price, would contribute to obtaining a more
e�cient model. When compared to the results available in the literature for the national
scenario, our approach demonstrated superior performance in some situations.

Keywords: energy consumption; regression; linear regression; multilayer perceptron
neural network; support vector regression.
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Capítulo 1

Introdução

A população mundial vem se elevando em grande escala. Houve um salto de 3 bilhões

de pessoas em 1960 para 7 bilhões em 2015 [7]. Esse resultado re�ete diretamente no

consumo de energia elétrica. Nos setores públicos, residenciais e agrícola de 1971 a 2012

o consumo se elevou de 4,65 a 18,6 bilhões de GWh [1], o que mostra claramente que o

consumo de energia mundial aumentou muito mais que a população [33].

No Brasil, esse crescimento seguiu a mesma proporção. Segundo o IBGE, a população

se elevou de aproximadamente 157 a 206 milhões no período de 1996 a 2016 [24]. E o

consumo de energia elétrica, conforme dados da Eletrobras - Centrais Elétricas Brasileiras

S.A. aumentou de 20 mil GWh a 38 mil GWh no período de 1996 a 2016 [25]. Como no

mundo inteiro, tanto no campo econômico, quanto no campo político o setor elétrico está

se modi�cando. Esse fator, dá-se à desregulamentação do setor elétrico e à privatização.

No Brasil por exemplo, essa reforma teve início em 1995 com a publicação da Lei de

concessão em 1995 [6].

As usinas hidrelétricas são as que mais produzem energia no Brasil, ainda assim o

país tem enfrentado grandes problemas relacionados à energia. Para se construir uma

hidrelétrica, gera-se um impacto socioambiental muito grande como: destruição da fauna

e �ora ao criar as represas com grandes áreas de alagamento e desapropriação de zonas

rurais ou urbanas [40].

O consumo de energia residencial representa 30% do consumo total de todo o planeta

e, em cada país o consumo de energia residencial varia de 16% a 50%. Sendo assim torna-

se interessante entender o per�l dessa classe de consumo visando a implementação de

tecnologias mais e�cientes, conscientização da população, conservação da energia, abas-

tecimento constante, e até mesmo substituição (caso seja possível) por fontes de energia
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renováveis [39].

Diante deste cenário, técnicas para a previsão do consumo de energia de forma acurada

se apresentam com grande utilidade, pois estes dados podem ser aplicados para tomadas

de decisões e um bom planejamento direcionados ao provimento ininterrupto e con�ável

de energia [5]. Em países desenvolvidos e em desenvolvimento, a previsão de consumo

de energia tem grande relevância para os seus governos, pois uma previsão abaixo do

consumo real acarretaria eventuais interrupções de energia e a elevação dos custos de

operação dos fornecedores de energia, e esses custos seriam repassados ao consumidor. Em

contrapartida, uma previsão acima do consumo real poderia resultar em uma capacidade

ociosa possibilitando desperdícios de recursos �nanceiros desnecessariamente [27].

As previsões do consumo de eletricidade a curto, médio e longo prazos desempenham

um papel importante para os governos nos países em desenvolvimento, pois são a base

para o planejamento do investimento no setor energético [27]. Além de serem muito

importantes para sustentar a industrialização, a demanda crescente de energia elétrica

e políticas de energia estáveis a longo prazo. Uma previsão de qualidade é importante

para planejar ferramentas que irão abastecer os consumidores quando necessário, tendo

em vista que é impossível armazenar a corrente alternada [19].

De acordo com Todesco [41], uma das principais metas de uma concessionária de ener-

gia é oferecer um serviço de qualidade, com um preço justo através de um gerenciamento

e�ciente de distribuição de energia. Na Turquia por exemplo, as estimativas de consumo

o�ciais são superiores aos valores de consumo e por causa disso os resultados são revisados

a cada 6 meses pelos órgãos o�ciais do governo [27]. Com o objetivo de melhorar casos

como esses, as redes de distribuição devem fazer o máximo possível para alocar de forma

otimizada seus investimentos e recursos operacionais. Logo, as concessionárias buscam

constantemente o aperfeiçoamento e otimização da distribuição de energia.

Ainda vale destacar que em alguns países como o Brasil, por exemplo, parte dos

consumidores não tem um consumo de energia consciente, desperdiçando energia com

a utilização de aparelhos elétricos sem se preocupar com as consequências. Por isso é

interessante orientar a população com o objetivo de aumentar a conservação de energia

elétrica [40].

Existem diversas técnicas que são usualmente empregadas para a previsão do consumo

de energia, dentre estas, as técnicas de regressão vem se apresentando como uma das mais

utilizadas na previsão do consumo de eletricidade [27]. Regressão é uma abordagem

que possibilita obter uma relação funcional entre variáveis dependentes (y) e variáveis
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explicativas (x) [13]. Em outras palavras, a regressão de uma forma geral é calcular

valores por meio de uma função obtendo uma resposta (no nosso caso uma predição)

através de variáveis explicativas. As técnicas de regressão mais conhecidas são: regressão

linear [4], redes neurais [16] e máquina de suportes de vetores de regressão [27], do inglês

Support Vector Regression � SVR.

Nos trabalhos apresentados na literatura, diversas metodologias são encontradas, com

o objetivo de resolver problemas especí�cos de determinados países ou regiões [19] [27] [43].

São usualmente empregadas técnicas clássicas como máquina de vetores de suporte para

regressão, redes neurais e regressão linear, mas também técnicas emergentes de otimização

e lógica nebulosa, como otimização por enxame de partículas [3], gray model [19], lógica

fuzzy [43], estratégias evolutivas com modelo fuzzy [9] [8] entre outras. Entretanto, para

se obter um modelo com uma boa acurácia, alguns pontos devem ser analisados [27].

Em primeiro lugar, devem ser bem de�nidos os parâmetros que afetam o consumo de

eletricidade. Em segundo lugar, deve ser escolhida uma metodologia adequada para gerar

o modelo. E, em terceiro lugar, o modelo gerado deve propiciar extensões para futuras

melhorias em seu desempenho.

1.1 De�nição do Problema

Prever o consumo de energia com o valor mais preciso possível não é uma tarefa trivial e

depende de uma série de fatores. Para gerar um modelo de previsão, utiliza-se como parâ-

metro inicial para os dados de entrada o histórico de consumo. Segundo Askarzadeh [3], os

modelos mais populares para estimar a demanda de energia são de�nidos baseando-se no

histórico de consumo e alguns fatores socioeconômicos. Kucukali [28], a�rma que um dos

fatores mais importantes para a previsão do consumo é o Produto Interno Bruto (PIB).

Baseando-se nisso alguns modelos gerados se restringem a tratar somente o consumo de

energia e o PIB. O trabalho de Torrini [42], um dos mais recentes a tratar o assunto no

escopo nacional, apresentou um modelo de previsão baseado em lógica fuzzy, ele realizou

3 tipos de previsão: um contendo somente dados do consumo de energia, outro contendo

o consumo juntamente com o PIB e o um contendo o consumo juntamente com o PIB e a

população. Dentre os três modelos gerados, o que continha o consumo juntamente com o

PIB e a população obteve os melhores resultados. Diante disto, uma questão pode ser le-

vantada: �utilizando-se como entrada dados de consumo, PIB e população, como em [42],

pode-se obter melhores resultados empregando-se técnicas clássicas de regressão?� Outra

questão também pode ser vislumbrada: �considerando-se dados socioeconômicos adicio-
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nais, pode-se obter uma previsão de melhor qualidade?�.

1.2 Objetivos

Esse trabalho tem por objetivo avaliar, a partir de um estudo experimental, o desempenho

de técnicas de regressão como regressão linear, redes neurais perceptron multicamadas e

máquina de vetores de suporte para regressão na previsão do consumo de energia com

base no cenário nacional. Além disso, veri�cou se a inclusão de dados socioeconômicos

adicionais, como o salário mínimo, a taxa de câmbio, a tarifa média do consumo de energia

e o preço do barril de petróleo, poderia conduzir a obtenção de um modelo mais e�ciente.

1.3 Metodologia

Em uma primeira etapa foram realizadas revisões dos métodos de regressão, em especial os

algoritmos: regressão linear, redes neurais e máquina de vetores de suporte para regressão.

Depois foram levantados dados gradualmente, sendo eles: o consumo de energia [25], a

projeção da população [23], o PIB [23], o salário mínimo [25], a taxa de câmbio comercial

para compra de dólar americano [25], a tarifa média do consumo de energia elétrica

residencial [25], o preço por barril do petróleo bruto Brent [12] e o preço por barril do

pétroleo bruto WTI [12].

Esse processo será realizado agrupando gradualmente os dados, gerando modelos e

observando seus resultados. Serão realizadas previsões em duas fases. Na primeira gera-

mos os modelos considerando as seguintes variáveis explicativas: consumo de energia, PIB

e população seguindo a mesma abordagem de Torrini [42] e depois comparamos nossos

resultados com o que ele apresentou na literatura utilizando as métricas erro percentual

absoluto médio e desvio médio absoluto. Esse trabalho é um dos mais recentes a abordar

o consumo de energia residencial no cenário nacional. Na segunda fase, inserimos mais

variáveis explicativas sendo essas o salário mínimo, a taxa de câmbio, a tarifa média do

consumo de energia e o preço do barril de petróleo. Os resultados dessa segunda etapa

foram comparados utilizando as métricas erro percentual absoluto médio, desvio médio

absoluto e raiz do erro quadrático médio.
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1.4 Organização

Essa dissertação está organizada em seis capítulos incluindo este introdutório. No Ca-

pítulo 2, são apresentados os conceitos necessários para o entendimento das técnicas de

regressão e as métricas de avaliação aplicadas em nossa análise dos resultados. No Capí-

tulo 3, é apresentado um panorama da importância da previsão do consumo de energia no

mundo, juntamente com os trabalhos relacionados na literatura e depois apresentamos os

trabalhos de previsão do consumo de energia no cenário brasileiro. No Capítulo 4, apre-

sentamos os materiais e métodos utilizados em nossa análise experimental. No Capítulo

5, apresentamos os resultados de nossos experimentos computacionais propostos neste

trabalho. E, para �nalizar, no Capítulo 6 apresentamos nossas conclusões destacando as

principais contribuições deste trabalho oferecendo sugestões para trabalhos futuros.



Capítulo 2

Métodos de Regressão

Nesse capítulo, primeiramente apresentamos uma de�nição básica sobre aprendizado su-

pervisionado. Depois discorremos sobre os conceitos dos métodos de regressão utilizados

em nosso estudo de caso. E, para �nalizar, oferecemos uma visão geral das métricas de

avaliação utilizadas em nosso estudo experimental.

2.1 De�nições Gerais

Em aprendizado supervisionado, foco deste trabalho, a entrada do algoritmo de aprendi-

zado consiste de um conjunto de exemplos S, com N exemplos Ti, i = 1, ..., N , escolhidos

de um domínio X, com uma distribuição D �xa, desconhecida e arbitrária, da forma

{(x1,y1),...,(xN ,yN)}, para alguma função desconhecida y = f(x). Os xi são tipicamente

vetores da forma (xi1, xi2, ..., xiM) com valores discretos ou numéricos. xij refere-se ao

valor do atributo, ou dimensão, j, denominado Xj, do exemplo Ti = (xi, yi). Os valores yi

referem-se ao valor do atributo Y , frequentemente denominado classe. Quando os valores

de Y , ou seja, o domínio de Y (dom(Y )) pertence a um conjunto discreto de somente dois

valores possíveis, o problema de aprendizado é de classi�cação binária; quando dom(Y )

pertence a um conjunto discreto de mais de dois valores possíveis, o problema de apren-

dizado é de classi�cação multiclasse; e quando dom(Y ) ∈ R, o problema é de regressão.

Dado um conjunto S de exemplos a um algoritmo de aprendizado, um modelo h será

construído. O modelo consiste da hipótese feita sobre a verdadeira (mas desconhecida)

função f . Dado um novo exemplo x (variável explicativa), o modelo h prediz o valor

correspondente y (variável dependente).

Nas próximas seções iremos apresentar uma análise detalhada sobre regressão linear,

redes neurais e máquina de suportes de regressão (do inglês support vector regression -
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SVR) que são os métodos utilizados em nosso estudo de caso.

2.2 Regressão Linear

A palavra regressão foi proposta pela primeira vez por Francis Galton em 1885 [14]. Ele

utilizou este termo em seu estudo sobre hereditariedade descrevendo como estipular a

altura de crianças através da altura de seus pais [15]. Galton descobriu que �lhos de

pais com alta estatura tendiam a ser mais altos que a média da população e o mesmo se

aplicava aos �lhos de pais com baixa estatura, eles tendiam a ser menores que a média da

população [49].

Atualmente a análise de regressão consiste em um grupo de técnicas estatísticas que

serve como base para obter de inferências em relação a variáveis inter-relacionadas [15].

Em outras palavras, a regressão de uma forma geral consiste em calcular valores por meio

de uma função obtendo uma resposta (no nosso caso uma predição) através de variáveis

explicativas. A regressão, em sistemas complexos como o consumo de energia, pode ser

observada como um processo iterativo, ou seja, onde sua saída é utilizada para identi�car,

validar, criticar e supostamente modi�car suas entradas [13].

Uma regressão linear é denominada simples quando possui somente uma variável de-

pendente e múltipla quando possui mais de uma variável dependente. Por exemplo, ao

gerar uma previsão com a regressão linear utilizando somente uma base de dados de con-

sumo de energia, estamos realizando uma regressão linear simples. Da mesma forma, ao

gerar uma regressão linear utilizando uma base contendo o consumo de energia juntamente

com o PIB, estamos gerando uma regressão linear múltipla.

2.2.1 Regressão Linear Simples

A regressão linear simples é um modelo que possui uma única variável explicativa x

que tem uma relação com a variável dependente y. Uma das vantagens da regressão

linear simples é que ela é computacionalmente barata e seus resultados são fáceis de se

interpretar [20]. A equação para obtê-la é [30] [13]:

y = β0 + β1x+ ε (2.1)

Onde β0 e β1x são os coe�cientes de regressão estimados e ε é um erro que conta a
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discrepância entre o valor predito na equação (2.1) e o valor observado. O valor predito

na equação (2.1) é:

ȳ = β̄0 + β̄1x (2.2)

Onde ȳ é o valor predito, e β̄0 e β̄1 são os coe�cientes de regressão estimados.

2.2.2 Regressão Linear Múltipla

A regressão linear múltipla é a generalização da regressão linear simples, permitindo mais

de uma variável independente [13]. Da mesma forma que a regressão linear simples, ela

não é cara computacionalmente e seus dados são fáceis de se compreender. Segue abaixo

a equação para obtê-la.

y = β0 + β1x1 + β2x2 + β3x3...+ βpxp + ε (2.3)

Onde Y é a variável de resposta, x1, x2,x3...xp são as variáveis explicativas sendo p

o número de variáveis, β0 + β1 + β2 + β3... + βp são os coe�cientes de regressão e ε é um

erro que conta a discrepância entre o valor predito na equação (2.3) e o valor observado.

O valor predito na equação (2.3) é:

ȳ = β̄0 + β̄1x1 + β̄2x2 + β̄3x3...+ β̄pxp (2.4)

Onde ȳ é o valor predito, e β̄0, β̄1, β̄2, β̄3...β̄p são os coe�cientes de regressão estimados.

2.3 Redes Neurais Perceptron Multicamadas - MLP

As Redes Neurais Arti�ciais foram desenvolvidas com o objetivo de criar um modelo ci-

entí�co computacional de aprendizado similar ao cérebro humano. Elas são capazes de

aprender os principais padrões de informação dentro de um domínio de informação multi-

dimensional. Para o seu funcionamento não é necessário haver uma informação detalhada

sobre o sistema, pois ela funciona como um modelo caixa preta. Ela é ajustada através
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da relação entre os parâmetros de entrada e as variáveis controladas e não controladas

através do estudo dos dados previamente registrados [26] [31]. As Redes Neurais possuem

a vantagem de poder executar tarefas que um programa linear não pode e a desvantagem

de ter um tempo de processamento elevado quando a rede neural é grande [2].

As redes neurais perceptron multicamadas do inglês Multilayer Perceptron (MLP) são

constituídas de neurônios que interagem entre si utilizando conexões ponderadas [32]. Elas

obtiveram bons resultados em diversos problemas dentre estes, alguns considerados difí-

ceis [21]. Uma rede perceptron multicamadas geralmente é constituída de várias camadas

de nós [47].

Figura 2.1: Exemplo de uma rede neural MLP [47]

Basicamente uma rede MLP é composta por uma camada de entrada onde a informa-

ção externa é recebida. Uma ou mais camada(s) oculta(s) e uma camada de saída onde

a previsão é obtida. A camada oculta e camada de saída possuem capacidade computa-

cional. Todas as camadas são ligadas por conexões. O sinal de entrada propaga-se de

camada em camada sempre para frente [21].

A camada de entrada é a responsável por receber os dados na rede, no nosso caso os

dados de consumo de energia, por exemplo. Ela é composta por unidades sensoriais. Sua
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função é encaminhar os dados à primeira camada oculta. A(s) camada(s) oculta(s) tem a

função de receber os dados da camada de entrada, processá-los e encaminhá-los à camada

de saída. A camada de saída tem a função de fornecer a resposta propagada pela camada

oculta [21]. A Figura 2.1 apresenta uma rede neural perceptron multicamadas com uma

camada oculta.

As entradas em uma rede MLP, quando são empregadas em um problema de previsão

causal, são normalmente variáveis preditoras ou explicativas. O relacionamento funcional

estimado pela MLP pode ser apresentado como [21]:

y = f(x1, x2, x3..., xp) (2.5)

Sendo y a variável dependente e x1, x2, x3..., xp são as p variáveis explicativas (ou

preditoras). Para o problema de previsão de séries temporais, caso do nosso trabalho,

nossos dados de entrada na rede consistem em dados observados em um período de tempo.

Iremos inserir valores na rede (base de dados) com o objetivo de receber uma previsão na

saída. A rede MLP faz o seguinte mapeamento da função:

yt+1 = f(yt, yt−1, yt−2..., yt−p) (2.6)

Sendo yt a observação no tempo t e p a janela (ou lag). No entanto, antes da rede

neural perceptron multicamadas realizar alguma previsão ela deve ser treinada. O trei-

namento de uma MLP consiste basicamente em determinar as conexões de peso que são

os elementos-chave da rede. Segundo Haykin [21], as redes MLPs têm sido aplicadas com

sucesso para solucionar problemas complexos utilizando o famoso algoritmo de retropro-

pagação do erro (do inglês error-back propagation) para realizar o seu treinamento.

A aprendizagem por retropropagação do erro é constituída basicamente por dois passos

ao longo de toda a rede. O primeiro passo consiste na propagação das entradas através

de toda a rede. O segundo passo consiste em retropropagar o erro.

Na propagação um padrão de atividade é injetado aos nós sensoriais da rede e seu

efeito é propagado camada a camada na rede com todos os pesos sinápticos �xos. A

rede responde com um conjunto de saídas como resposta. Na retropropagação, cada peso

sináptico é ajustado de acordo com uma regra de correção de erro. O sinal do erro é

calculado através da diferença entre a resposta real menos a resposta desejada (alvo).
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Após o cálculo o sinal de erro é propagado da saída para a entrada da rede, no sentido

inverso da direção das conexões sinápticas. Com o objetivo de fazer com que a resposta da

rede se movimente para mais perto da resposta desejada os pesos sinápticos são ajustados.

As redes neurais MLPs são con�guradas nos seguintes parâmetros inseridos pelo usuá-

rio: seed, validation threshold, número de épocas, número de camadas ocultas, taxa de

aprendizado e momentum, sendo as duas últimas parâmetros do algoritmo de retropropa-

gação do erro. O seed é o parâmetro que inicializa o gerador de números aleatórios usados

para con�gurar os pesos iniciais das conexões dos nós. O validation threshold determina

quantas vezes o erro pode aumentar antes de �nalizar o treinamento da rede. O número

de épocas determina o número de atualizações para todo o conjunto de treinamento.

As camadas ocultas determinam a quantidade de camadas ocultas na rede. A taxa de

aprendizado determina o valor que os pesos são atualizados. E o momentum controla

atualização dos pesos na rede.

2.4 Máquina de Vetores de Suporte para Regressão -

SVR

O algoritmo máquina de vetores de suporte para regressão, do inglês Support Vector Re-

gression (SVR), é um algoritmo de aprendizado de máquina supervisionado que tem como

objetivo encontrar um modelo de decisão para representar a relação entre os atributos e o

seu objetivo. Ele se baseia no princípio indutivo da minimização do risco estrutural, que

procura minimizar um limite superior da generalização do erro que é composto da soma

do erro de treinamento e um nível de con�ança que se baseia na dimensão de vetores

de suporte. Esse princípio faz com que muitos problemas no aprendizado de máquina

tenham melhores desempenhos de generalização com o SVR do que com outras técnicas.

O treinamento do SVR é equivalente a resolver um problema restrito de programação

quadrática de forma linear de forma que a solução do algoritmo é sempre globalmente

ótima e única, o que evita o risco de mínimos locais. A solução para o problema no SVR

é dependente apenas de um subconjunto de pontos de dados de treinamento, chamados

de vetores de suporte. A complexidade de tempo de treinamento em qualquer parte do

SVR é quadrática ou cúbica em relação ao número de amostras de treinamento, uma

das poucas desvantagens desse algoritmo. O SVR tem se mostrado um algoritmo muito

e�ciente para resolver problemas gerais de regressão [11] [29] [48].

Para explicar a ideia básica do máquina de vetores de suporte para regressão (SVR) [38],
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vamos assumir que possuímos um conjunto de dados de treinamento D = (x1,y1), ..., (xl,

yl), sendo x a variável explicativa (o vetor e entrada), y a variável dependente (valor alvo)

correspondente e l o total de amostras. D está contido em X × R, sendo que X representa

o espaço de padrões de entrada. Em nosso contexto, por exemplo, esse padrão de entrada

pode ser o consumo de energia. O objetivo do máquina de vetores de suporte para re-

gressão é encontrar uma função f(x) Eq. (2.7) que não apresente um desvio maior que ε

(especi�cado pelo usuário) dos alvos yi obtidos para todos os dados de treinamento.

f(x) = 〈ω, x〉+ b (2.7)

Sendo ω os pesos atribuídos ao conjunto de treinamento e 〈ω, x〉 o produto escalar em
X.

Como não desejamos um desvio maior que ε, procuramos um valor pequeno para

ω. Podemos garantir isso minimizando a norma, neste caso, podemos representar esse

problema de otimização do primal como:

Minimizar
1

2
||ω||2, Sujeito a :

yi − 〈ω, xi〉 − b ≤ ε

〈ω, xi〉+ b− yi ≤ ε
(2.8)

Mas não é sempre que o modelo 2.8 é aplicável, pode haver casos onde teremos que

lidar com limitações impraticáveis do problema de otimização. Neste caso, iremos aceitar

alguns erros, para isso podemos introduzir variáveis de folga ξi e ξ∗i através da função de

perda ε-insensível e penalizar os dados que não estejam na margem |f(xi)−yi| ≤ ε [10]. A

função de perda ε-insensível, consiste em atribuir 0 a |ξ|ε se ξ ≤ ε ou atribuir |ξ| − ε, caso
contrário. Na Figura 2.17, apresentamos o funcionamento da função de perda ε-insensível.

Somente contribuem para o custo da função os pontos que estão fora da area cinza. Sendo

assim podemos reescrever a função 2.8 como:

Minimizar
1

2
||ω||2 + C

l∑
i=1

(ξi + ξ∗i ), Sujeito a :


yi − 〈ω, xi〉 − b ≤ ε+ ξi

〈ω, xi〉+ b− yi ≤ ε+ ξ∗i

ξi, ξ
∗
i ≥ 0

(2.9)
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Sendo C a constante de regularização que irá de�nir o melhor "custo benefício" sobre

a quantidade dos erros maiores que ε serão tolerados. O usuário quem irá determinar o

valor de C com a restrição dele ser maior que 0. A escolha do valor de C é correspondente

ao valor de ||ω||2 e, consequentemente miniminiza o valor de ξi, ξ∗i para ω [10].

Figura 2.2: Função de perda ε-insensivel [35]

O problema de otimização 2.9, na maioria dos casos [11], consegue ser resolvido de

forma mais simples pela formulação dual 2.10 [38]

L = 1
2
||ω||2 + C

∑l
i=1(ξi + ξ∗i )−

∑l
i=1(ηiξi + η∗i ξ

∗
i )

−
l∑

i=1

αi(ε+ ξi − yi + 〈ω, xi〉+ b) (2.10)

−
∑l

i=1 α
∗
i (ε+ ξ∗i + yi − 〈ω, xi〉+ b)

Sendo L a Lagrangiana e os multiplicadores lagrangianos: ηi, η∗i , αi, α
∗
i . Deste modo,

as variáveis duais apresentadas em 2.10 precisam satisfazer as seguintes restrições positi-

vas:

α∗
i , η

∗
i ≥ 0 (2.11)

Nesta fórmula a notação α∗
i se refere tanto a αi quanto a α

∗
i .

Segue-se da condição que decorre do ponto de sobrecarregar as derivadas parciais de

L com as variáveis primitivas (ω, b, ξi, ξ∗i )
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ϕbL =
l∑

i=1

(αi + α∗
i ) = 0 (2.12)

ϕωL = ω −
l∑

i=1

(αi + α∗
i )(xi) = 0 (2.13)

ϕ
ξ
(∗)
i
L = C − α∗

i − η∗ = 0 (2.14)

Ao substituir as equações (2.12), (2.13) e (2.14) na equação (2.10) é produzido o

problema de otimização dupla

Maximizar

−
1
2

∑l
i,j=1(αi − α∗

i )(αj − α∗
j )〈xi, xj〉

−ε
∑l

i=1(αi + α∗
i ) +

∑l
i=1 yi(αi − α∗

i )
(2.15)

Sujeito a
∑l

i=1(αi − α∗
i ) = 0 e αi, α∗

i ∈ [0, C];

Pela condição 2.14, que pode ser reescrita como: η(∗)i = C−α(∗)
i . Retiramos as variáveis

duais ηi, η
(∗)
i na derivação de 2.15. Sendo assim, podemos reformular a equação 2.13 como:

ω =
l∑

i=1

(αi − α∗
i )xi, deste modo f(x) =

l∑
i=1

(αi − α∗
i )〈xi, xj〉+ b (2.16)

A equação 2.16 pode ser reformulada para introduzir a função kernel K(xi, xj), neste

caso ela pode ser reescrita da seguinte maneira [11] [38]:

f(x) =
l∑

i=1

(αi − α∗
i )K(xi, xj) + b (2.17)

Sendo K(xi, xj) o produto escalar de dois vetores xi e xj no espaço de entrada.

Os kernels mais populares são: kernel polinomial K1 = (〈xi, xj〉 + 1)e, kernel ra-

dial basis function K2 = exp(−γ ||xi − xj||2), kernel polinomial normalizado K3 =

K1/
√

(〈x, x〉〈y, y〉). Os valores de e, e γ são parâmetros do kernel determinados pelo
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usuário e γ deve ser maior que 0. Para o nosso problema, utilizamos o kernel polinomial,

pois ele obteve os melhores resultados em nosso estudo experimental.

2.5 Parâmetros de Avaliação

As métricas utilizadas em nossa análise experimental para comparar o desempenho dos

modelos são: erro percentual absoluto médio (Mean Absolute Percentage Error - MAPE),

desvio médio absoluto (Mean Absolute Deviation(MAD))e a raiz do erro quadrático médio

(Root Mean Square Error - RMSE). Elas são calculadas da seguinte maneira:

MAPE(%) = 100

(
1

n

n∑
t=1

∣∣∣∣yr − ypyr

∣∣∣∣
)

(2.18)

MAD =
1

n

n∑
t=1

|yr − yp| (2.19)

RMSE =

√
Σn
t=1(yr − yp)2

n
(2.20)

Onde: yr = Valor real e

yp = Valor previsto

n = número de pontos analisados (no nosso caso, o total dos anos analisados).



Capítulo 3

Previsão do Consumo de Energia

Nesse capítulo, primeiramente apresentamos um panorama geral da importância da pre-

visão do consumo de energia no mundo. Depois discorremos sobre alguns trabalhos rela-

cionados na literatura. Os trabalhos foram selecionados por serem os mais relevantes e

atuais a abordarem a previsão no consumo de energia. E, para �nalizar, serão descritos

os trabalhos que fazem a previsão do consumo de energia no Brasil.

3.1 Previsão do Consumo de Energia no Mundo

O crescente consumo de energia tem mundialmente despertado preocupações referentes ao

esgotamento dos recursos energéticos, aos pesados impactos ambientais na produção de

energia e às di�culdades de abastecimento [33]. Encontrar o melhor caminho para fornecer

energia, sem afetar a economia global e poluindo o mínimo possível é um problema urgente

à todos os países [22].

Diante deste cenário, técnicas para a previsão do consumo de energia de forma acurada

se apresentam com grande utilidade, pois estes dados podem ser aplicados para tomadas

de decisão e um bom planejamento direcionados ao provimento ininterrupto e con�ável

de energia [5].

Em países desenvolvidos e em desenvolvimento, a previsão de consumo de energia tem

grande relevância ao governo, pois uma previsão abaixo do consumo real possibilitaria

potenciais interrupções de energia e elevar os custos de operação ao fornecedor. Em

contrapartida, uma previsão acima do consumo real poderia resultar em uma capacidade

ociosa possibilitando desperdícios de recursos �nanceiros desnecessariamente. Logo, um

modelo de previsão com uma boa precisão é fundamental para evitar erros caros [27].
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Para realizar um planejamento que seja ótimo, os formuladores de políticas energéticas

se focam em modelagem e previsão de projeções que possuem qualidade e minimizam os

problemas [44].

A previsão do consumo de eletricidade a longo prazo desempenha um papel importante

para os governos nos países em desenvolvimento, pois ela é a base para o planeamento do

investimento no setor energético [27]. Além de serem muito importantes para sustentar a

industrialização, a demanda crescente de energia elétrica necessita de políticas de energia

estáveis a longo prazo. Uma previsão de qualidade é importante para planejar ferramentas

que irão abastecer os consumidores quando necessário, tendo em vista que é impossível

armazenar a corrente alternada [19].

A previsão do consumo de energia é também muito útil para planejadores e gestores

de energia [5]. Através do conhecimento das elasticidades do preço e da renda as empresas

concessionárias de energia podem criar políticas de demanda conveniente e assim auxiliar

os formuladores de políticas a desenvolver políticas para reformar o setor de eletricidade.

Tendo em vista que a previsão da demanda é importante para os potenciais investidores

no setor elétrico e para as empresas envolvidas no negócio de eletricidade que precisam

planejar suas estratégias futuras.

Hamzacebi e Es [19] utilizaram um algoritmo que realiza previsões com dados incom-

pletos e poucas informações denominado Optimized Gray model (OGM). Ele foi aplicado

para efetuar a previsão do consumo de energia na Turquia nos anos de 2011 a 2025. Foram

utilizadas duas abordagens OGM direto e OGM iterativo. O OGM direto utiliza somente

os dados da base para realizar a previsão. A abordagem iterativa utiliza os dados da base

mas suas próprias previsões para obter um resultado. A base de dados contém o consumo

de energia no período de 1945 à 2010. Os anos de 1945 à 2005 foram utilizados para

treinamento e os anos de 2006 à 2010 para teste. Os resultados do MAPE do OGM direto

(3,28%) foram superiores aos do OGM iterativo (5,36%) e também dos apresentados na

literatura (3,43% e 4,6%).

Kaytez et al. [27] a�rmaram que a técnica least squares support vector machines (LS-

SVM) não havia sido aplicada na previsão do consumo de energia, baseando-se nisso ele

apresentou o LS-SVM para a previsão do consumo e comparou os dados com os algoritmos

de análise de regressão linear múltipla e redes neurais. Os algoritmos tiveram como

entrada uma base de dados da Turquia com os atributos de produção bruta de eletricidade

(TWh), população (milhões), capacidade instalada (GW) e total de assinantes (milhões)

compreendendo o período de 1970 à 2009. O LS-SVM obteve o melhor resultado que
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os outros algoritmos obtendo 0,876% de erro de treinamento e 1,004% de erro no teste

utilizando a métrica MAPE, seu desempenho superou as redes neurais tendo 4,86% de

erro de treinamento e 1,19% de erro no teste, e regressão linear múltipla com 4,01% de

erro de treinamento e 3,34% de erro no teste.

Günay [16] usou regressão linear múltipla e redes neurais multilayer perceptron para a

previsão da demanda bruta anual de energia da Turquia. Foi utilizado uma base de dados

com os atributos: Dados históricos da população, PIB per capita, porcentagem de in�ação,

porcentagem de desemprego, media das temperaturas de verão e inverno de entrada e como

atributo de saída a demanda de eletricidade. Os dados compreendem o período de 1975

a 2013. O estudo de caso foi realizado em 3 etapas sendo a primeira a determinação

das variáveis signi�cantes para a demanda de eletricidade, a segunda foi fazer a previsão

com dados de 1975 à 2006 com os algoritmos regressão linear múltipla e redes neurais

multilayer perceptron e prever os resultados de 2007 à 2013 e a terceira etapa foi fazer a

previsão da demanda dos anos de 2014 à 2028. Na primeira etapa a população e o PIB

per capita foram os atributos que mais contribuíram para a previsão de boa qualidade,

a porcentagem de in�ação e a média da temperatura de verão in�uenciaram pouco na

previsão enquanto a porcentagem de desemprego e a média da temperatura do inverno

foram insigni�cantes para determinar as previsões de 1975 e 2013. Na segunda etapa as

redes neurais multilayer perceptron apresentaram uma previsão com qualidade muito alta

superando as previsões do ministério de energia da Turquia, já o modelo de regressão

linear múltipla não apresentou bons resultados. Na terceira etapa as previsões das redes

neurais foram comparadas com as previsões do Ministério de Energia, foi veri�cado que

as previsões o�ciais foram muito maiores que as previsões das redes neurais.

3.2 Previsão do Consumo de Energia no Brasil

No Brasil, o crescimento do consumo de energia também se elevou com o passar dos anos.

Segundo o IBGE, a população se elevou de aproximadamente 157 a 206 milhões no período

de 1996 a 2016 [24]. E o consumo de energia elétrica, conforme dados da Eletrobrás -

Centrais Elétricas Brasileiras S.A. aumentou de 20 mil GWh à 38 mil GWh no período

de 1996 à 2016 [25].

Como no mundo inteiro, tanto no campo econômico, quanto no campo político o setor

elétrico está se modi�cando. Esse fator, dá-se à desregulamentação do setor elétrico e à

privatização. No Brasil por exemplo, essa reforma teve início em 1995 com a publicação
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da Lei de concessão em 1995 [6].

As usinas hidrelétricas, são as que mais produzem energia no Brasil, no entanto o país

tem enfrentado grandes problemas relacionados à energia, tendo em vista que para se cons-

truir uma hidrelétrica, gera-se um impacto socioambiental muito grande como: destruição

da fauna e �ora ao criar as represas com grandes áreas de alagamento e desapropriação

de zonas rurais ou urbanas [40].

No Brasil também foram desenvolvidos alguns trabalhos de previsão de consumo de

energia. Todesco et al. [41] utilizaram famílias de circuito e redes neurais para a pre-

visão de demanda de energia elétrica. As famílias de circuito compreendem os setores

residencial, comercial, industrial, rural, público e outros. Primeiramente eles aplicaram

o algoritmo k-means de clusterização em 427 medições de circuito de baixa tensão. Os

circuitos foram divididos em duas famílias: residencial e não residencial. Foi treinada

uma rede neural para cada uma dessas famílias. As classes residencial e não residencial

obtiveram erros de 8,31% e 12,53% respectivamente. Segundo os autores os resultados

foram muito bons comparados com a regressão linear simples e múltipla.

Rocha et al. [34] utilizaram regressão linear e redes neurais para a predição do consumo

de energia residencial. Seu objetivo, além de prever o consumo de energia foi permitir que

as concessionárias pudessem conseguir contratos mais vantajosos de compra de energia

no mercado futuro e indiretamente conseguir subsídios para a formulação de programas

governamentais de inclusão social. Foram realizadas previsões a curto e a longo prazo. Em

ambos os casos os modelos de regressão linear e redes neurais obtiveram bons resultados

comparados com os modelos utilizados nas concessionárias de energia elétrica.

Campos [6] utilizou os modelos autoregressive integrated moving average (ARIMA),

nonlinear autoRegressive integrated moving average (NARIMA), a rede neuro-fuzzy (RNF)

e rede neural arti�cial para a previsão do consumo de energia elétrica. Em sua dissertação

Campos utilizou duas bases de dados. A primeira foi aplicada utilizando dados da cidade

de New England (EUA). A segunda do estado de Minas Gerais (Brasil). Os modelos

foram avaliado utilizando as métricas erro percentual médio, erro percentual absoluto

médio e raiz do erro quadrático médio. Os resultados apresentaram que os modelos

ARIMA, NARIMA, RNF e redes neurais são ferramentas e�cazes para a previsão de 5

anos à frente nas duas bases aplicadas e que podem auxiliar na tomada de decisões e

planejamento no setor elétrico.

Tidre et al. [40] utilizaram modelos de séries temporais para prever o consumo men-

sal de energia elétrica da região Norte do Brasil. Eles utilizaram o modelo matemático
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SARIMA (modelo ARIMA sazonal) sem e com intervenções. Os resultados foram me-

didos utilizando as métricas Akaike information Criterion (AIC), Information Bayesiano

Criterion (BIC) e Erro quadrado médio de previsão. O modelo que apresentou o melhor

resultado para a previsão do consumo de energia na região Norte foi o SARIMA com

intervenção.

Em Torrini et al. [42] [43] propuseram uma metodologia de lógica fuzzy para prever

a demanda anual de energia no Brasil. Segundo eles os modelos recentes apresentados na

literatura sobre lógica fuzzy, envolvem somente o PIB ou variáveis de forma univariada.

Por isso eles apresentaram um modelo contendo o total da população e o PIB. A base

de dados compreende o período de 1980 à 2013 contendo os atributos: população, PIB

e consumo de energia dos setores residenciais, industriais, comerciais e outros setores.

Os primeiros 25 anos foram usados para treinamento e os últimos 10 anos para teste.

Foi realizado uma previsão de 2014 à 2030. Na primeira etapa foi utilizado os dados

do consumo total do Brasil, os resultados comparados com o modelo Holt 2-parameter

utilizando a métrica MAPE. O modelo fuzzy obteve melhores resultados na previsão do

Brasil contendo 1,46 de MAPE do que o modelo Holt 2-parameter que obteve 5,81 de

MAPE. Na segunda etapa foram utilizados dados do consumo em classes, sendo divididas

em: residencial, comercial, industrial e outros setores. Os resultados demostraram que

a incorporação da taxa de crescimento da população juntamente com o PIB teve uma

grande contribuição para a qualidade da previsão dos modelos de consumo residencial e

do consumo total do Brasil.



Capítulo 4

Materiais e Métodos

Nesse capítulo, primeiramente apresentamos cada base de dados utilizada em nosso estudo

de caso. Depois abordamos o pré-processamento realizado em nossas bases. E, para

�nalizar, apresentamos as ferramentas utilizadas para gerar nossos modelos juntamente

com as con�gurações aplicadas em cada algoritmo.

4.1 Base de Dados

Para os experimentos computacionais realizados em nosso estudo de caso, foram utilizadas

oito bases de dados públicas disponibilizadas em portais de dados abertos no Brasil e

no mundo. As bases nacionais são de consumo de energia residencial, Produto Interno

Bruto (PIB), população, salário mínimo, taxa de câmbio comercial para compra de dólar

americano (US$) em real (R$) e tarifa média do consumo. As bases estrangeiras são o

preço por barril do petróleo bruto Brent e o preço por barril do petróleo bruto WTI.

Abaixo, apresentamos uma descrição de cada base utilizada nos nossos experimentos.

Figura 4.1: Séries de consumo de energia residencial e PIB

� Consumo de energia residencial: Os dados representam a quantidade de con-
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sumo de energia elétrica residencial expressos em GWh. Eles são disponibilizados

pela Eletrobras (Centrais Elétricas Brasileiras S.A.) através do portal do Instituto

de Pesquisa Econômica Aplicada (IPEA) [25]. Para esse estudo foram retiradas

duas bases uma anual e a outra mensal. A base anual contém cinquenta instâncias

sendo que cada instância representa o consumo referente a cada ano no período de

1963 a 2012. A base mensal contém quatrocentos e noventa e três instâncias sendo

que cada instância representa o consumo de energia mensal e seu respectivo ano no

período de janeiro de 1976 a janeiro de 2017. Todos os seus atributos são numéricos.

A base mensal foi selecionada para completar os dados que faltavam na base anual.

Para isso, foi somado os consumos mensais dos anos de 2013, 2014, 2015 e 2016 e

adicionados a serie anual. Sendo assim, em todo esse trabalho, quando nos referir-

mos ao consumo de energia, será referente a base anual formada pela combinação

das duas séries de consumo de energia residencial.

Figura 4.2: Séries de população e salário mínimo

� Produto Interno Bruto (PIB): Os dados representam o valor do Produto Interno

Bruto (PIB) em reais. Eles são disponibilizados pelo IBGE através do portal do

Banco Central [36]. A base contém cinquenta e cinco instâncias sendo que cada

instância representa o valor do PIB anual referente a cada ano no período de 1962

a 2016. Todos os seus atributos são numéricos.

Figura 4.3: Séries de taxa de câmbio e tarifa média

� População: Os dados representam a projeção da população do Brasil. Eles são
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disponibilizados pelo IBGE [23]. A base contém setenta e uma instâncias sendo que

cada instância representa a quantidade da projeção da população anual referente a

cada ano no período de 1980 a 2050. Todos os seus atributos são numéricos.

� Salário mínimo: Os dados representam o valor do salário mínimo nominal vigente

em reais. Eles são disponibilizados pelo Ministério do Trabalho e Emprego (MTE)

pelo portal do IPEA [25]. A base contém novecentos e vinte e uma instâncias,

sendo que cada instância representa o salário mínimo mensal e seu respectivo ano

no período de julho de 1940 a março de 2017. Todos os seus atributos são numéricos.

Figura 4.4: Séries do preço do barril do petróleo bruto Brent e WTI

� Taxa de câmbio: Os dados representam o valor da taxa de câmbio comercial anual

para compra de dólar americano (US$) em real (R$). Eles são disponibilizados pelo

Banco Central do Brasil (Bacen) através do portal do IPEA [25]. A base contém

setenta e quatro instâncias sendo que cada instância representa o valor da taxa de

câmbio referente a seu respectivo ano no período de 1942 a 2015. Todos os seus

atributos são numéricos.

� Tarifa média do consumo de energia elétrica residencial: Os dados repre-

sentam o valor da tarifa média anual do consumo de energia elétrica residencial por

Megawatts-hora (MWh). Eles são disponibilizados pela Eletrobras (Centrais Elé-

tricas Brasileiras S.A.) pelo portal do IPEA [25]. A base contém quarenta e três

instâncias sendo que cada instância representa a tarifa média do consumo de energia

elétrica residencial em MWh referente ao seu respectivo ano no período de 1974 a

2016. Todos os seus atributos são numéricos.

� Preço por barril do petróleo bruto Brent: Os dados representam o valor do

barril de petróleo bruto do tipo Brent em dólar americano (U$). Eles são disponibi-

lizados em [12] pela U.S. Energy Information Administration (EIA). A base contém

trezentos e sessenta e uma instâncias sendo que cada instância representa o preço
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do barril do petróleo bruto Brent mensal e seu respectivo ano no período de maio

de 1987 a maio de 2017. Todos os seus atributos são numéricos.

� Preço por barril do pétroleo bruto WTI: Os dados representam o valor do

barril de petróleo bruto do tipo WTI em dólar americano (U$). Eles são dispo-

nibilizados pela Thomson Reuters através do portal da U.S. Energy Information

Administration (EIA) [12]. A base contém trezentos e setenta e sete instâncias

sendo que cada instância representa o preço do barril do petroleo bruto WTI men-

sal e seu respectivo ano no período de janeiro de 1986 a maio de 2017. Todos os

seus atributos são numéricos.

Na Tabela 4.1 apresentamos um quadro das bases juntamente com o seu período de

tempo. Como cada base contém somente uma série de dados, elas serão reunidas em uma

única base B na etapa de pré-processamento e essa base será utilizada em todos os nossos

experimentos. No �nal desse processo, cada base será transformada em uma variável

explicativa da base B. Na Tabela 4.2 apresentamos a matriz de correlação do consumo de

energia com as outras variáveis explicativas.

Tabela 4.1: Bases de dados
Base Serie Período

Consumo de energia Anual 1963 - 2012

Consumo de energia Mensal 1976 - 2017

PIB Anual 1962 - 2016

População Anual 1980 - 2050

Salário Mínimo Mensal 1940 - 2017

Taxa de Câmbio Anual 1942 - 2015

Tarifa Média de consumo de

energia elétrica residencial
Anual 1942 - 2015

Preço por barril do petróleo Brent Mensal 1987 - 2017

Preço por barril do petróleo WTI Mensal 1986 - 2017

Além das bases de consumo de energia residencial, PIB e população apresentadas

em [42], acreditamos que o salário mínimo poderia interferir no consumo, tendo em vista

que o aumento do salário mínimo pode aumentar o poder de compra de alguns cida-

dãos e consequentemente esses cidadãos poderiam investir em novos aparelhos elétricos

contribuindo para o aumento no consumo de energia.
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A diminuição da taxa de câmbio para compra de dólar poderia acarretar uma queda

de preço dos produtos importados e indiretamente a compra de produtos tecnológicos

elétricos e eletrônicos contribuindo também para o aumento no consumo. A tarifa média

poderia contribuir para o aumento do consumo, caso seu valor seja reduzido ou também

para a diminuição do consumo, caso seu valor seja aumentado tendo em vista que o cidadão

se esforçaria para economizar energia com o objetivo de reduzir o valor de sua fatura. O

preço do barril de petróleo pode interferir indiretamente na economia dos usuários, um

cidadão poderia economizar sua energia residencial para viajar de carro, por exemplo.

Na Tabela 4.2 apresentamos a matriz de correlação do consumo de energia com as outras

variáveis explicativas.

Tabela 4.2: Matriz de correlação do consumo de energia com as outras variáveis explica-

tivas.
Variável explicativa Correlação

Consumo de Energia 99,45%

PIB 93,04%

Populacao 97,45%

Salario Minimo 92,86%

Taxa de Cambio 76,99%

Tarifa Media 92,09%

Preco do barril de petroleo bruto Brent 85,93%

Preco do barril de petroleo bruto WTI 84,35%

4.2 Pré-Processamento

Para a realização dos nossos experimentos, foram retirados um subconjunto da base ori-

ginal contendo somente as instâncias e as variáveis explicativas nos períodos respectivos

de cada caso. Optamos por utilizar os dados a partir de 1980 por ser o mesmo período

inicial utilizado por Torrini em [42], com o objetivo de comparar nossos resultados.

A bases mensais: salário mínimo, preço do barril do petróleo bruto Brent e preço do

barril do petróleo bruto WTI foram transformadas em bases anuais, para isso foi calculada

a média aritmética dos meses de janeiro a dezembro do ano vigente. As bases: preço por

barril do petróleo Brent e preço por barril do petróleo WTI continham dados faltantes no

período de 1980 a 1987 e 1980 a 1985 respectivamente. No lugar desses dados faltantes

foi inserido o símbolo '?' para serem tratados pelos algoritmos de acordo com a forma
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padrão de cada implementação utilizada na WEKA. No SMOreg e na regressão linear, os

dados faltantes são preenchidos pela média. Nas redes neurais perceptron multicamadas

os dados faltantes são ignorados ajustando o valor de entrada para 0.

No �nal desta etapa todas as bases foram reunidas em uma única base no formato

ARFF utilizado na Weka [45] e cada série foi transformada em uma variável explicativa.

Disponibilizamos as bases utilizadas neste artigo no dropbox 1. Nas Figuras 4.1 4.2 4.3 4.4

são apresentadas as séries históricas de cada variável explicativa e na Tabela 4.2 é apresen-

tada uma matriz de correlação da variável explicativa consumo de energia com as outras

variáveis.

4.3 Ferramentas Computacionais

Os experimentos computacionais foram executados utilizando a ferramenta WEKA na

versão 3.8.1 [46] [18]. Juntamente com o plugin Time Series Analysis and Forecasting

1.1.25 [17].

Foram empregados os seguintes algoritmos da Weka: Linear Regression que imple-

menta a regressão linear simples e múltipla [46]; Multilayer Perceptron que implementa

a rede neural perceptron multicamadas [46] e o Sequential Minimal Optimization (SMO-

reg) [37] que implementa o máquina de vetores de suporte para regressão. O algoritmo

SMOreg foi proposto por Shevade et al. em [37] no ano 2000. Ele oferece uma otimização

do algoritmo SVR proposto por Smola and Scholkopf em [38].

O treinamento de todos os modelos foi realizado utilizando janelas de atraso, também

conhecida como lag. Em uma análise experimental, alcançamos os melhores resultados

quando empregamos cinco janelas de atraso. A primeira contendo um ano de atraso, a

segunda dois, e assim sucessivamente até a quinta que continha cinco anos de atraso.

O modelo de regressão linear não possui parâmetros para con�guração. No entanto,

os modelos de redes neurais perceptron multicamadas e máquina de vetores de suporte

para regressão necessitam que seus parâmetros sejam calibrados. Entretanto, não há uma

técnica na literatura que determine a escolha dos parâmetros, eles são escolhidos de acordo

com a experiência do usuário.

Sendo assim, para escolher o conjunto de parâmetros que seriam testados �zemos

um estudo empírico preliminar realizando alguns experimentos com os algoritmos redes

1https : //www.dropbox.com/sh/u9zv2heup6azcxb/AADJCOJhcyKlBIfSrI1mY Ca?dl = 0
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neurais perceptron multicamadas e máquina de vetores de suporte para regressão. De

posse dos resultados veri�camos a melhor calibração do algoritmo para o nosso estudo de

caso.

As redes neurais perceptron multicamadas (MLP) foram testadas nas seguintes con-

�gurações: Taxa de aprendizado (0,3 e 0,5), momentum: (0,2 e 0,4), número de épocas

(500, 250) e camadas ocultas (1, 2 , 7). Na execução dos experimentos veri�camos que

a variação do seed e do validation threshold não apresentaram valores signi�cantes, por

isso eles utilizaram o valor de con�guração padrão. Foram executados outros testes com

con�gurações diferentes, no entanto por não apresentarem resultados signi�cantes eles

foram retirados. As con�gurações que obtiveram os melhores resultados foram: Taxa

de aprendizado (0,3), momentum (0,2), número de épocas (500, 250), número de cama-

das ocultas (2,7) e por isso utilizaremos essas con�gurações em nosso estudo de caso.

Vale salientar que o número de neurônios nas camadas ocultas e de saída são calibrados

automaticamente na WEKA e esses valores não são fornecidos na descrição do modelo.

Tabela 4.3: Parâmetros utilizados na calibração do SVR
Kernel Valor (kernel) C ε

Polinomial expoente (1; 0,5; 0,25) 1; 0,1; 10 0,0001; 0,001; 0,01

Polinomial normalizado expoente (2, 0,5, 0,25) 1; 0,1; 10 0,0001; 0,001; 0,01

RBF Gama (1; 0,5; 0,25) 1; 0,1; 10 0,0001; 0,001; 0,01

PUK
Omega (1; 0,5; 0,25)

Sigma (1; 0,5; 0,25)
1; 0,1; 10 0,0001; 0,001; 0,01

PreComputedKernelMatrix - - -

StringKernel - - -

O máquina de vetores de suporte para regressão (SVR) foi testado nas con�gurações

apresentadas na Tabela 4.3. Após executarmos os experimentos veri�camos que o ker-

nel PreComputedKernelMatrix e StringKernel não eram aplicados ao tipo de dados que

utilizamos em nossa análise experimental. O kernel polinomial obteve os melhores resul-

tados com o expoente (1) e as seguintes combinações: Constante de regularização - C (1)

e ε (0,01, 0,001, 0,0001), C (0,01) e ε (0,01, 0,001, 0,0001), C(10) e ε (0,01) e por isso

utilizaremos essas con�gurações em nosso estudo de caso.



Capítulo 5

Análise Experimental

Nesse capítulo, primeiramente geramos os modelos computacionais para o cenário do

Brasil e comparamos com o modelo gerado por Torrini em [42], um dos mais recentes na

literatura do cenário nacional. Depois, veri�camos se algum fator socioeconômico melhora

a qualidade dos nossos modelos na previsão de um ano à frente dos dados reais utilizados

para gerar o modelo. E, para �nalizar apresentamos a comparação de nossos melhores

resultados.

5.1 Análise comparativa das técnicas de regressão

Nossa abordagem consistiu em gerar modelos que permitissem a previsão de um ano à

frente do período de dados utilizados para criar o modelo, por exemplo, considerando uma

série no período de 1980 a 2014, teremos a previsão para o ano de 2015. Os testes desta

seção foram realizados em duas etapas. A primeira etapa consistiu em gerar previsões

para os anos de 2004 a 2013. A segunda etapa consistiu em gerar previsões de 2014 a

2016. Essas etapas foram de�nidas a �m de permitir uma comparação com os resultados

descritos em [42], que utilizou o modelo fuzzy para gerar suas previsões. Este trabalho

foi selecionado como referência por ser um dos mais recentes na literatura no cenário

nacional. A primeira etapa corresponde ao período de validação em [42]. Na segunda

etapa temos os valores das projeções de [42] e por isso podemos calcular o seu resultado

e comparar com a nossa previsão.
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5.1.1 Regressão Linear - RL

Nesta seção, apresentamos os resultados de nossos experimentos computacionais gerados

pelos modelos de regressão linear (RL). Os experimentos foram executados em duas etapas

conforme discutido anteriormente. Na primeira etapa (previsões dos anos de 2004 a 2013),

os modelos foram gerados utilizando as seguintes con�gurações:

� Con�guração 1: Consumo de energia.

� Con�guração 2: Consumo de energia e PIB.

� Con�guração 3: Consumo de energia, PIB e população.

Tabela 5.1: Valor do MAPE(%) e MAD para todas as combinações de RL 2004-2013.

Abordagem MAPE(%) MAD

Con�guração 1 17,2835 19.017,7661

Con�guração 2 19,4284 21.008,1287

Con�guração 3 19,8908 21.179,2057

A Tabela 5.1 apresenta os valores de MAPE(%) e MAD de cada abordagem. Conforme

pode-se observar a abordagem utilizando o consumo de energia (con�guração 1) obteve as

melhores aproximações de MAPE(%) e MAD, seguida da abordagem utilizando o consumo

de energia juntamente com o PIB (con�guração 2). A abordagem utilizando o consumo de

energia juntamente com o PIB e a população (con�guração 3) obteve os piores resultados.

Na segunda etapa foram realizadas previsões dos anos de 2014 a 2016. Seguindo

as mesmas técnicas da primeira etapa. Na Tabela 5.2 são apresentados os valores de

MAPE(%) e MAD de cada abordagem. Conforme pode se observar, diferentemente da

primeira etapa, a abordagem utilizando o consumo de energia juntamente com o PIB

e a população (con�guração 3) obteve as melhores aproximações, seguida da abordagem

utilizando o consumo juntamente com o PIB. A abordagem utilizando somente o consumo

de energia obteve as piores aproximações de MAPE(%) e MAD.

Tabela 5.2: Valor do MAPE(%) e MAD para todas as combinações de RL 2014-2016.

Abordagem MAPE(%) MAD

Con�guração 1 5,0848 6.710,3617

Con�guração 2 3,8055 5.031,1198

Con�guração 3 1,9313 2.549,3500
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5.1.1.1 Discussão

Nas subseções anteriores executamos nossos experimentos computacionais gerando mode-

los de regressão linear em duas etapas. Cada abordagem considerou as seguintes variáveis

explicativas: consumo de energia (con�guração 1), consumo juntamente com o PIB (con-

�guração 2) e consumo juntamente com o PIB e população (con�guração 3).

Na primeira etapa, quando o consumo foi combinado com o PIB a previsão piorou

2,1449% na métrica MAPE e 1990,3626 na métrica MAD. Quando o consumo foi com-

binado com o PIB e a população a previsão piorou em 2,6073% na métrica MAPE e

2161,4396 na métrica MAD.

Na segunda etapa, diferentemente da primeira, quando o consumo foi combinado com

o PIB e a população a previsão melhorou em 3,1535% na métrica MAPE e 4161,0117

na métrica MAD. Quando o consumo foi combinado com o PIB a previsão melhorou em

1,2793% na métrica MAPE e 1679,2419 na métrica MAD.

Com base nessas informações podemos concluir que nem o PIB nem o PIB juntamente

com a população melhoram a precisão do modelo de regressão linear nos anos anterio-

res (2004-2013), no entanto, para os anos mais recentes (2014 a 2016), o PIB e o PIB

juntamente com a população contribuem para a melhora da aproximação do modelo de

regressão linear apresentado nesta seção.

5.1.2 Redes Neurais Perceptron Multicamadas - MLP

Nesta seção, apresentamos os resultados de nossos experimentos computacionais gera-

dos pelos modelos de redes neurais perceptron multicamadas (MLP). Os experimentos

foram executados em duas etapas conforme discutido anteriormente. Na primeira etapa

(previsões dos anos de 2004 a 2013), os modelos foram gerados utilizando as seguintes

con�gurações:

� Con�guração 1: Consumo de energia.

� Con�guração 2: Consumo de energia e PIB.

� Con�guração 3: Consumo de energia, PIB e população.

Para todas as abordagens da primeira etapa as MLPS obtiveram os melhores resul-

tados nas con�gurações: taxa de aprendizado (0,3), momentum (0,2), número de épocas
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(500) e camada (s) oculta (s) (1). Na Tabela 5.3 são apresentados os valores de MAPE(%)

e MAD de cada abordagem. Conforme pode-se observar a abordagem utilizando o con-

sumo de energia (con�guração 1) obteve os melhores valores de MAPE(%) e MAD, seguida

da abordagem utilizando o consumo de energia juntamente com o PIB (con�guração 2).

A abordagem utilizando o consumo juntamente com o PIB e a população (con�guração

3) obteve os piores valores de MAPE(%) e MAD.

Tabela 5.3: Valor do MAPE(%) e MAD para todas as combinações de MLPs 2004-2013.
Abordagem MAPE(%) MAD
Con�guração 1 13,2716 14.602,4138
Con�guração 2 13,9575 15.336,9395
Con�guração 3 14,3144 15.816,5176

Na segunda etapa foram realizadas previsões dos anos de 2014 a 2016. Seguindo as

mesmas técnicas da primeira etapa. Para todas as abordagens da segunda etapa as MLPS

obtiveram os melhores resultados nas con�gurações: taxa de aprendizado (0,3), momen-

tum (0,2), número de épocas (500) e camada (s) oculta (s) (7).A Tabela 5.4 apresenta

os valores de MAPE(%) e MAD de cada abordagem. Da mesma forma que na primeira

etapa, a abordagem utilizando somente o consumo de energia (con�guração 1) obteve

as melhores aproximações, seguida da abordagem utilizando o consumo de energia junta-

mente com o PIB. A abordagem utilizando o consumo juntamente com o PIB e população

obteve os piores valores de MAPE(%) e MAD.

Tabela 5.4: Valor do MAPE(%) e MAD para todas as combinações de MLPs 2014-2016.

Abordagem MAPE(%) MAD

Con�guração 1 1,7556 2.321,5181

Con�guração 2 2,9692 3.910,6734

Con�guração 3 3,0418 4.016,7485

5.1.2.1 Discussão

Nas subseções anteriores executamos nossos experimentos computacionais gerando mode-

los de redes neurais perceptron multicamadas em duas etapas. Cada abordagem conside-

rou as seguintes variáveis explicativas: consumo de energia, consumo juntamente com o

PIB e consumo juntamente com o PIB e população.

Na primeira etapa, quando o consumo foi combinado com o PIB a previsão obteve

uma piora de 0,6859% de MAPE e 734,5257 de MAD que a previsão utilizando somente
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o consumo de energia. Quando o consumo foi combinado com o PIB e a população, a

previsão piorou em 1,0428% na métrica MAPE e 1.214,1038 na métrica MAD comparada

a abordagem que usou somente o consumo de energia.

Na segunda etapa, da mesma forma que da primeira etapa, quando o consumo foi

combinado com o PIB a previsão obteve uma piora de 1,2136% de MAPE e 1589,1553 de

MAD comparada a previsão utilizando somente o consumo de energia. Quando a previsão

foi realizada utilizando o consumo, PIB e a população o resultado piorou, aumentando

em 1,2862% a taxa de MAPE e 1695,2304 de MAD comparado ao consumo de energia.

Com base nessas informações podemos concluir que nem o PIB nem o PIB juntamente

com a população melhoram a precisão do modelo de redes neurais perceptron multicama-

das apresentado nesta seção.

5.1.3 Máquina de Vetores de Suporte para Regressão - SVR

Nesta seção, apresentamos os resultados de nossos experimentos computacionais gerados

pelos modelos de máquina de vetores de suporte para regressão (SVR). Os experimentos

foram executados em duas etapas conforme discutido anteriormente. Na primeira etapa

(previsões dos anos de 2004 a 2013), os modelos foram gerados utilizando as seguintes

con�gurações:

� Con�guração 1: Consumo de energia.

� Con�guração 2: Consumo de energia e PIB.

� Con�guração 3: Consumo de energia, PIB e população.

Tabela 5.5: Valor do MAPE(%) e MAD para todas as combinações de SVR 2004-2013

Abordagem MAPE(%) MAD

Con�guração 1 2,6886 2.591,6944

Con�guração 2 1,7298 1.763,2968

Con�guração 3 2,1177 2.165,4251

Para todas as abordagens da primeira etapa o SVR obteve os melhores resultados nas

con�gurações: expoente (1), C (0,1), ε (0,01). Na Tabela 5.5 são apresentados os valores

de MAPE(%) e MAD de cada abordagem. Conforme pode-se observar a abordagem uti-

lizando o consumo de energia juntamente com o PIB obteve as melhores aproximações,
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seguida da abordagem utilizando o consumo de energia juntamente com o PIB e a popu-

lação. A abordagem utilizando somente o consumo de energia obteve os piores valores de

MAPE(%) e MAD.

Na segunda etapa foram realizadas previsões dos anos de 2014 a 2016. Seguindo as

mesmas técnicas da primeira etapa. Para a abordagem utilizando somente a variável ex-

plicativa consumo de energia e a abordagem utilizando as variáveis explicativas: consumo

de energia e PIB o SVR obteve os melhores resultados nas con�gurações: expoente (1), C

(0,1), ε (0,01). Para a abordagem utilizando as variáveis explicativas consumo de energia,

PIB e população o SVR obteve os melhores resultados nas con�gurações: expoente (1), C

(1), ε (0,001). A Tabela 5.6 apresenta os valores de MAPE(%) e MAD de cada abordagem.

Diferentemente da primeira etapa, a abordagem utilizando o consumo de energia o PIB

e a população obteve os melhores resultados, seguida da abordagem utilizando somente

o consumo de energia. A abordagem utilizando o consumo de energia juntamente com o

PIB obteve os piores resultados de MAPE(%) e MAD.

Tabela 5.6: Valor do MAPE(%) e MAD para todas as combinações de SVR 2014-2016

Abordagem MAPE(%) MAD

Con�guração 1 3,0894 4.086,4618

Con�guração 2 3,2863 4.347,1674

Con�guração 3 2,4485 3.242,9483

5.1.3.1 Discussão

Nas subseções anteriores executamos nossos experimentos computacionais gerando mo-

delos de máquina de vetores de suporte para regressão (SVR) em duas etapas. Cada

abordagem considerou as seguintes variáveis explicativas: consumo de energia, consumo

juntamente com o PIB e consumo juntamente com o PIB e população.

Na primeira etapa, quando o consumo foi combinado com o PIB a previsão melhorou

em 0,9588% na métrica MAPE e 828,3976 na métrica MAD que a previsão utilizando

somente o consumo de energia. Quando o consumo foi combinado com o PIB e a popu-

lação a previsão melhorou em 0,5709% na métrica MAPE e 426,2693 na métrica MAD

comparada a abordagem que usou somente o consumo de energia.

Na segunda etapa, diferentemente da primeira, quando o consumo foi combinado com

o PIB e a população a previsão obteve uma redução de 0,6409% de MAPE e 843,5135 de

MAD comparada a previsão utilizando somente o consumo de energia. Quando a previsão
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foi realizada utilizando o consumo e PIB o resultado piorou em 0,1969% a taxa de MAPE

e 260,7056 a taxa de MAD comparado ao consumo de energia.

Com base nessas informações podemos concluir que para os anos de 2003 a 2013 o

PIB foi o fator que mais contribuiu para a qualidade do modelo SVR. No entanto, para

os modelos SVR mais recentes (2014 a 2016) o PIB juntamente com a população foram os

fatores que mais contribuíram para o aumento da precisão do modelo apresentado nesta

seção.

5.1.4 Comparação dos melhores resultados

Os experimentos computacionais apresentados nessa seção foram executados objetivando

responder à seguinte questão de pesquisa:

� �Utilizando-se como entrada dados de consumo, PIB e população, como em [42],

pode-se obter melhores resultados empregando-se técnicas clássicas de regressão?�

Nas subseções anteriores executamos nossos experimentos computacionais empre-

gando as técnicas de: regressão linear, redes neurais perceptron multicamadas e máquina

de vetores de suporte para regressão objetivando responder à questão acima.

Na primeira etapa (previsões de 2004 a 2013), para os modelos de regressão linear

(RL) e redes neurais perceptron multicamadas (MLP), as combinações: consumo, PIB e

consumo, PIB, população não obtiveram melhores resultados que as previsões contendo

somente dados de consumo como entrada. No entanto, para o modelo de máquina de

vetores de suporte para regressão (SVR) o PIB contribuiu para o aumento da qualidade do

modelo, obtendo melhores aproximações que as abordagens utilizando somente o consumo

de energia e o consumo juntamente com o PIB e população. O SVR obteve o melhor

resultado de todos os modelos gerados nesta etapa.

O trabalho de Torrini [42] é um dos mais recentes na literatura a tratar sobre previsão

do consumo de energia residencial no Brasil. Em sua tese ele gerou previsões com o modelo

fuzzy utilizando três abordagens: a primeira utilizava somente o consumo de energia, a

segunda utilizava o consumo de energia e o PIB, e a terceira utilizava o consumo de

energia, PIB e população. A abordagem combinando o consumo, PIB e população obteve

os melhores resultados.

Na Tabela 5.7 apresentamos os resultados de Torrini juntamente com as nossas me-

lhores abordagens. Os resultados correspondem as previsões de 2003 a 2013, período
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utilizado para validação em [42] e a nossa primeira etapa. Conforme podemos observar,

o modelo fuzzy de [42] utilizando o consumo juntamente com o PIB e a população obteve

o melhor valor de MAPE e MAD que todos os nossos modelos nesta primeira etapa.

Tabela 5.7: Previsões do modelo fuzzy e melhores abordagens de RL, MLP e SVR -

2004-2013.
Abordagem MAPE(%) MAD

Fuzzy univariado 3,7590 3.136,5020

Fuzzy com PIB 3,7235 3.079,2810

Fuzzy com PIB + População 1,6658 1.366,9410

R L - consumo 17,2835 19.017,7661

MLP - consumo 13,2716 14.602,4138

SVR - consumo + PIB 1,7298 1.763,2968

R L = regressão linear

MLP = redes neurais perceptron multicamadas

SVR = máquina de vetores de suporte para regressão

Na segunda etapa (previsões de 2014 a 2016), para os modelos de regressão linear

(RL) e máquina de vetores de suporte para regressão a combinação: consumo, PIB e

população obteve melhores resultados que as outras abordagens. Para as redes neurais

perceptron multicamadas a abordagem utilizando somente o consumo de energia obteve

melhores resultados que as outras abordagens. Dentre todas as nossas abordagens, as

redes neurais utilizando somente o consumo de energia obteve os melhores resultados de

MAPE(%) e MAD nas previsões dos anos de 2014 a 2016.

Torrini [42] realizou projeções com o modelo fuzzy utilizando o PIB e a população até

o ano de 2030 e os comparou com as projeções da Empresa de Pesquisa Energética (EPE).

Nós calculamos o seu MAPE(%) e MAD no período de 2014 a 2016 que corresponde a

nossa segunda etapa. Os resultados são apresentados juntamente com as nossas melhores

abordagens na Tabela 5.8.

Segundo Hamzacebi et al. [19] uma previsão é considerada bem sucedida quando o

seu MAPE é inferior a 10%. Conforme podemos observar na Tabela 5.8. Todas as nos-

sas melhores abordagens obtiveram MAPE inferior a 10%. Além disso, todas as nossas

abordagens obtiveram melhores valores de MAPE(%) e MAD comparados aos modelos de

Torrini e da Empresa de Pesquisa Energética (EPE) no período de 2014 a 2016. Baseando-

se nisso, podemos concluir que os modelos de regressão linear, redes neurais perceptrons
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multicamadas e máquina de vetores de suporte para regressão são abordagens interes-

santes a serem aplicadas em nosso país, tendo em vista que nossas previsões recentes se

aproximam mais do valor real comparado as projeções recentes presentes na literatura.

Tabela 5.8: Projeções do modelo fuzzy, EPE e melhores abordagens de RL, MLP e SVR

- 2014 a 2016.
Abordagem MAPE(%) MAD

Fuzzy + PIB + População 5,3750 8.5680,3300

EPE 4,0289 5.328,0000

RL - consumo + PIB + População 1,9313 2.549,3500

MLP - consumo 1,7556 2.321,5181

SVR - consumo + PIB + População 2,4485 3.242,9483

EPE = Empresa de Pesquisa Energética

R L = regressão linear

MLP = redes neurais perceptron multicamadas

SVR = máquina de vetores de suporte para regressão

5.2 Estudo da inclusão de novas variáveis explicativas

Na seção anterior, veri�camos se as abordagens de regressão linear, redes neurais per-

ceptron multicamadas e máquina de vetores de suporte para regressão seriam melhores

que as abordagens mais recentes apresentadas na literatura [42]. Nesta seção, iremos ge-

rar nossos modelos com o objetivo de veri�car se outros fatores socioeconômicos podem

melhorar a qualidade das previsões de nossos modelos no período de 2014 a 2016.

Conforme pode-se observar na Equação (2.20), o RMSE calcula o erro e o eleva ao

quadrado antes da média, por causa disso ele dá um peso muito grande aos erros mais

elevados. Para os nossos experimentos, estamos mais interessados em saber sobre o total

dos períodos analisados do que sobre o peso dos erros de cada ano, sendo assim nas ocasiões

onde precisamos decidir entre os melhores valores de MAPE(%), MAD ou RMSE optamos

pelos menores valores de MAPE(%) e MAD.

5.2.1 Regressão Linear - RL

Nesta seção, apresentamos os experimentos computacionais gerados pela regressão linear.

Eles foram executados da seguinte maneira. Geramos os modelos contendo as abordagens:
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con�guração 1, con�guração 2 e con�guração 3 descritas no capítulo anterior. Depois

adicionamos um novo fator socioeconômico, testamos ele com a con�guração 1, em seguida

com a con�guração 2, e posteriormente com a con�guração 3. E para �nalizar, testamos

a combinação de todos os fatores socioeconômicos.

5.2.1.1 Considerando as primeiras abordagens

Nesta subseção apresentamos os resultados dos modelos de regressão linear considerando

as primeiras abordagens nas seguintes con�gurações:

� Con�guração 1: Consumo de energia.

� Con�guração 2: Consumo de energia e PIB.

� Con�guração 3: Consumo de energia, PIB e população.

Na Tabela 5.9 apresentamos nossos resultados. Conforme pode se observar a aborda-

gem utilizando o consumo de energia obteve as melhores aproximações de MAPE(%) e

MAD, seguida da abordagem utilizando o consumo juntamente com o PIB e a população.

A abordagem utilizando o consumo juntamente com o PIB obteve as piores aproximações

de MAPE(%), MAD e RMSE.

Tabela 5.9: Valor do MAPE(%) e MAD para as primeiras abordagens de RL.

Abordagem MAPE(%) MAD RMSE

Con�guração 1 2,4255 3.204,7054 8.905,7744

Con�guração 2 7,1174 9.382,4681 16.902,8222

Con�guração 3 2,7540 3.639,0265 7.760,4100

5.2.1.2 Considerando o salário mínimo

Nesta subseção apresentamos os resultados dos modelos de regressão linear considerando

o salário mínimo nas seguintes con�gurações:

� Con�guração 4: Consumo de energia e salário mínimo.

� Con�guração 5: Consumo de energia, PIB e salário mínimo.

� Con�guração 6: Consumo de energia, PIB, população e salário mínimo.
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Conforme pode se observar o acréscimo do salário mínimo ao consumo juntamente

com o PIB e a população obteve as melhores aproximações de MAPE(%), MAD e RMSE,

seguida da abordagem utilizando o consumo juntamente com o PIB e salário mínimo.

A abordagem utilizando o consumo juntamente com o salário mínimo obteve os piores

resultados.

Tabela 5.10: Resultado das previsões considerando o salário mínimo.

Abordagem MAPE(%) MAD RMSE

Con�guração 4 5,9274 7.813,0267 14.085,6407

Con�guração 5 4,4864 5.938,3133 11.951,6359

Con�guração 6 3,1708 4.171,2667 9.251,4151

5.2.1.3 Considerando a taxa de câmbio

Nesta subseção apresentamos os resultados dos modelos de regressão linear considerando

a taxa de câmbio nas seguintes con�gurações:

� Con�guração 7: Consumo de energia e taxa de câmbio.

� Con�guração 8: Consumo de energia, PIB e taxa de câmbio.

� Con�guração 9: Consumo de energia, PIB, população e taxa de câmbio.

Tabela 5.11: Resultado das previsões considerando a taxa de câmbio.

Abordagem MAPE(%) MAD RMSE

Con�guração 7 7,5372 9.970,3900 18.407,8233

Con�guração 8 4,9222 6.516,7567 14.844,4249

Con�guração 9 3,5055 4.639,9933 8.978,3134

Na Tabela 5.11 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo da taxa de câmbio ao consumo juntamente com o PIB e a população obteve as

melhores aproximações de MAPE(%), MAD e RMSE, seguida da abordagem utilizando o

consumo juntamente com o PIB e a taxa de câmbio. A abordagem utilizando o consumo

juntamente com a taxa de câmbio obteve os piores resultados.
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5.2.1.4 Considerando a tarifa média do consumo de energia

Nesta subseção apresentamos os resultados dos modelos de regressão linear considerando

a taxa de câmbio nas seguintes con�gurações:

� Con�guração 10: Consumo de energia e tarifa média do consumo de energia.

� Con�guração 11: Consumo de energia, PIB e tarifa média do consumo de energia.

� Con�guração 12: Consumo de energia, PIB, população e tarifa média do consumo

de energia.

Na Tabela 5.12 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo da tarifa média ao consumo juntamente com o PIB obteve as melhores aproximações

de MAPE(%), MAD e RMSE, seguida da abordagem utilizando o consumo juntamente

com o PIB, população e a tarifa média. A abordagem utilizando o consumo juntamente

com a tarifa média obteve os piores resultados.

Tabela 5.12: Resultado das previsões considerando a tarifa média do consumo.

Abordagem MAPE(%) MAD RMSE

Con�guração 10 10,5227 13.922,8400 26.089,3874

Con�guração 11 4,9083 6.487,3267 11.535,2674

Con�guração 12 5,2206 6.857,9800 17.041,9627

5.2.1.5 Considerando o preço por barril do petróleo bruto Brent

Nesta subseção apresentamos os resultados dos modelos de regressão linear considerando

o preço do barril do petróleo bruto Brent nas seguintes con�gurações:

� Con�guração 13: Consumo de energia e preço do barril do petróleo bruto Brent.

� Con�guração 14: Consumo de energia, PIB e preço do barril do petróleo bruto

Brent.

� Con�guração 15: Consumo de energia, PIB, população e preço do barril do pe-

tróleo bruto Brent.
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Na Tabela 5.13 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo do preço do barril do petróleo bruto Brent ao consumo obteve as melhores apro-

ximações de MAPE(%), MAD e RMSE, seguida da abordagem utilizando o consumo

juntamente com o PIB, população e o preço do petróleo bruto Brent. A abordagem uti-

lizando o consumo juntamente com o PIB e o preço do petróleo bruto Brent obteve os

piores resultados.

Tabela 5.13: Resultado das previsões considerando o preço do barril do petróleo bruto

Brent.
Abordagem MAPE(%) MAD RMSE

Con�guração 13 7,4401 9.827,0733 17.604,9112

Con�guração 14 31,6671 41.807,0600 119.176,5720

Con�guração 15 10,8763 14.350,9767 36.649,8064

5.2.1.6 Considerando o preço por barril do petróleo bruto WTI

Nesta subseção apresentamos os resultados dos modelos de regressão linear considerando

o preço do barril do petróleo bruto WTI nas seguintes con�gurações:

� Con�guração 16: Consumo de energia e preço do barril do petróleo bruto WTI.

� Con�guração 17: Consumo de energia, PIB e preço do barril do petróleo bruto

WTI.

� Con�guração 18: Consumo de energia, PIB, população e preço do barril do pe-

tróleo bruto WTI.

Tabela 5.14: Resultado das previsões considerando o preço do barril do petróleo bruto

WTI.
Abordagem MAPE(%) MAD RMSE

Con�guração 16 4,3299 5.712,9833 12.734,3384

Con�guração 17 9,8653 13.014,3467 29.241,1669

Con�guração 18 2,5831 3.406,4100 6.001,4486

Na Tabela 5.14 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo do preço do barril do petróleo bruto WTI ao consumo juntamente com o PIB e a

população obteve as melhores aproximações de MAPE(%), MAD e RMSE, seguida da
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abordagem utilizando o consumo juntamente com o petróleo bruto WTI. A abordagem

utilizando o consumo juntamente com o PIB e o preço do petróleo bruto WTI obteve os

piores resultados.

5.2.1.7 Considerando o agrupamento de todas as variáveis explicativas

Nesta subseção apresentamos os resultados dos modelos de regressão linear considerando

o agrupamento de todas as variáveis explicativas na seguinte sequência:

� Con�guração 19: Consumo, PIB, população, salário mínimo e taxa de câmbio.

� Con�guração 20: Consumo, PIB, população, salário mínimo, taxa de câmbio e

tarifa média do consumo de energia.

� Con�guração 21: Consumo, PIB, população, salário mínimo, taxa de câmbio,

tarifa média do consumo de energia e preço do barril do petróleo bruto Brent.

� Con�guração 22: Consumo, PIB, população, salário mínimo, taxa de câmbio,

tarifa média do consumo de energia, preço do barril do petróleo bruto Brent e preço

do barril do petróleo bruto WTI.

Tabela 5.15: Resultado das previsões considerando todas as variáveis explicativas

Abordagem MAPE(%) MAD RMSE

Con�guração 19 6,9222 9.106,6167 18.610,0640

Con�guração 20 7,8375 10.333,0600 21.486,9983

Con�guração 21 18,0184 23.835,5100 44.397,5665

Con�guração 22 12,0917 15.975,3633 27.994,5468

Na Tabela 5.15 apresentamos nossos resultados. Conforme pode se observar a con-

�guração 19 obteve os melhores resultados de MAPE(%), MAD e RMSE seguida da

con�guração 20. A con�guração 21 obteve os piores resultados.

5.2.1.8 Discussão

Nas subseções anteriores executamos nossos experimentos computacionais com o objetivo

de veri�car se outros fatores socioeconômicos poderiam melhorar a qualidade dos mode-

los de regressão linear. Quando foram consideradas as primeiras abordagens, a melhor
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aproximação de MAPE e MAD obtida foi utilizando abordagem de con�guração 1. Ela

utilizou somente a variável explicativa consumo de energia obtendo 2,4255% de MAPE,

3.204,7054 de MAD e 8.905,7744 de RMSE conforme pode se observar na Tabela 5.9.

Quando foi adicionada a variável explicativa salário mínimo, a melhor aproximação

de MAPE e MAD obtida foi utilizando a con�guração 6. Ela consistiu na combinação

das variáveis explicativas: consumo, PIB, população e salário mínimo obtendo 3,1708%

de MAPE, 4171,2667 de MAD e 9251,4151 de RMSE conforme pode se observar na Ta-

bela 5.10.

Quando foi adicionada a variável explicativa taxa de câmbio a melhor aproximação

de MAPE e MAD obtida foi utilizando a abordagem de con�guração 9. Ela consistiu

na combinação das variáveis explicativas: consumo, PIB, população e taxa de câmbio

obtendo 3,5055% de MAPE, 4639,9933 de MAD e 8978,3134 de RMSE conforme pode se

observar na Tabela 5.11.

Quando foi adicionada a variável explicativa tarifa média do consumo de energia a

melhor aproximação de MAPE e MAD obtida foi utilizando a abordagem de con�guração

11. Ela consistiu na combinação das variáveis explicativas: consumo, PIB e a tarifa média

obtendo 4,9083% de MAPE, 6487,3267 de MAD e 11535,2674 de RMSE conforme pode

se observar na Tabela 5.12.

Quando foi adicionada a variável explicativa preço do barril do petróleo bruto Brent a

melhor aproximação de MAPE e MAD obtida foi utilizando a abordagem de con�guração

13. Ela consistiu na combinação das variáveis explicativas: consumo e o petróleo bruto

Brent obtendo 7,4401% de MAPE, 9827,0733 de MAD e 17604,9112 de RMSE conforme

pode se observar na Tabela 5.13.

Quando foi adicionada a variável explicativa preço do barril do petróleo bruto WTI a

melhor aproximação de MAPE e MAD obtida foi utilizando a abordagem de con�guração

18. Ela consistiu na combinação das variáveis explicativas: consumo, PIB, população e

o petróleo bruto WTI obtendo 2,5831% de MAPE, 3406,4100 de MAD e 6001,4486 de

RMSE conforme pode se observar na Tabela 5.14.

Quando foi combinado todas as variáveis explicativas a melhor aproximação de MAPE

e MAD obtida foi utilizando a abordagem de con�guração 19. Ela consistiu na combinação

das variáveis explicativas: consumo, PIB, população, salário mínimo e taxa de câmbio

obtendo 6,9222% de MAPE, 9106,6167 de MAD e 18610,0640 de RMSE conforme pode

se observar na Tabela 5.15.
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Na Tabela 5.16 apresentamos os melhores resultados de cada abordagem apresentada

nesta seção. Conforme pode-se observar a abordagem utilizando somente a variável expli-

cativa consumo de energia (con�guração 1) obteve as melhores aproximações de MAPE e

MAD comparada as outras abordagens. A abordagem utilizando o consumo juntamente

com o preço do barril de petróleo Brent (con�guração 13) obteve as piores aproximações.

Tabela 5.16: Melhores abordagens de RL.

Abordagem MAPE(%) MAD RMSE

Con�guração 1 2,4255 3.204,7054 8.905,7744

Con�guração 6 3,1708 4.171,2667 9.251,4151

Con�guração 9 3,5055 4.639,9933 8.978,3134

Con�guração 11 4,9083 6.487,3267 11.535,2674

Con�guração 13 7,4401 9.827,0733 17.604,9112

Con�guração 18 2,5831 3406,4100 6.001,4486

Con�guração 19 6,9222 9106,6167 18610,0640

5.2.2 Redes Neurais Perceptron Multicamadas - MLP

Nesta seção, apresentamos os experimentos computacionais gerados pelas redes neurais

perceptron multicamadas. Eles foram executados da seguinte maneira. Geramos os mode-

los contendo as abordagens: con�guração 1, con�guração 2 e con�guração 3 descritas no

capítulo anterior. Depois adicionamos um novo fator socioeconômico, testamos ele com a

con�guração 1, em seguida com a con�guração 2, e posteriormente com a con�guração 3.

E para �nalizar, testamos a combinação de todos os fatores socioeconômicos.

5.2.2.1 Considerando as primeiras abordagens

Nesta subseção apresentamos os resultados dos modelos de redes neurais perceptron mul-

ticamadas considerando as primeiras abordagens nas seguintes con�gurações:

� Con�guração 1: Consumo de energia.

� Con�guração 2: Consumo de energia e PIB.

� Con�guração 3: Consumo de energia, PIB e população.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:
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� Con�guração 1: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (7).

� Con�guração 2: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (2).

� Con�guração 3: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(250) e camadas ocultas (2).

Na Tabela 5.17 apresentamos nossos resultados. Conforme pode se observar a aborda-

gem utilizando o consumo de energia e PIB obteve as melhores aproximações de MAPE(%)

e MAD, seguida da abordagem utilizando somente o consumo. A abordagem utili-

zando o consumo juntamente com o PIB e a população obteve as piores aproximações

de MAPE(%), MAD e RMSE.

Tabela 5.17: Valor do MAPE(%) e MAD para as primeiras abordagens de MLP.

Abordagem MAPE(%) MAD RMSE

Con�guração 1 1,0429 1.374,6433 2.703,2750

Con�guração 2 0,7646 1.005,8067 2.152,7581

Con�guração 3 1,3934 1.838,5767 4.620,8096

5.2.2.2 Considerando o salário mínimo

Nesta subseção apresentamos os resultados dos modelos de redes neurais perceptron mul-

ticamadas considerando o salário mínimo nas seguintes con�gurações:

� Con�guração 4: Consumo de energia e salário mínimo.

� Con�guração 5: Consumo de energia, PIB e salário mínimo.

� Con�guração 6: Consumo de energia, PIB, população e salário mínimo.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada abor-

dagem:

� Con�guração 4: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(250) e camadas ocultas (2).
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� Con�guração 5: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (2).

� Con�guração 6: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (2).

Na Tabela 5.18 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo do salário mínimo ao consumo de energia obteve as melhores aproximações de MAPE,

MAD e RMSE, seguida da abordagem utilizando o consumo juntamente com o PIB e sa-

lário mínimo. A abordagem utilizando o consumo juntamente com o PIB população e

salário mínimo obteve os piores resultados.

Tabela 5.18: Resultado das previsões considerando o salário mínimo.

Abordagem MAPE(%) MAD RMSE

Con�guração 4 1,4488 1.919,0833 3.886,1274

Con�guração 5 1,5310 2.025,5333 4.474,8035

Con�guração 6 2,5334 3.349,8567 7.434,6229

5.2.2.3 Considerando a taxa de câmbio

Nesta subseção apresentamos os resultados dos modelos de redes neurais perceptron mul-

ticamadas considerando a taxa de câmbio nas seguintes con�gurações:

� Con�guração 7: Consumo de energia e taxa de câmbio.

� Con�guração 8: Consumo de energia, PIB e taxa de câmbio.

� Con�guração 9: Consumo de energia, PIB, população e taxa de câmbio.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 7: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(250) e camadas ocultas (2).

� Con�guração 8: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (7).
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� Con�guração 9: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(250) e camadas ocultas (2).

Na Tabela 5.19 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo da taxa de câmbio ao consumo de energia obteve as melhores aproximações de

MAPE, MAD e RMSE, seguida da abordagem utilizando o consumo juntamente com

o PIB e taxa de câmbio. A abordagem utilizando o consumo juntamente com o PIB

população e taxa de câmbio obteve os piores resultados.

Tabela 5.19: Resultado das previsões considerando a taxa de câmbio.

Abordagem MAPE(%) MAD RMSE

Con�guração 7 3,3199 4.387,9000 9.324,6087

Con�guração 8 4,0252 5.323,5133 12.693,5244

Con�guração 9 4,4804 5.925,3167 13.605,0792

5.2.2.4 Considerando a tarifa média do consumo de energia

Nesta subseção apresentamos os resultados dos modelos de redes neurais perceptron mul-

ticamadas considerando a tarifa média do consumo de energia nas seguintes con�gurações:

� Con�guração 10: Consumo de energia e tarifa média do consumo de energia.

� Con�guração 11: Consumo de energia, PIB e tarifa média do consumo de energia.

� Con�guração 12: Consumo de energia, PIB, população e tarifa média do consumo

de energia.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 10: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (7).

� Con�guração 11: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(250) e camadas ocultas (2).

� Con�guração 12: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (2).
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Na Tabela 5.20 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo da tarifa média ao consumo de energia obteve as melhores aproximações de MAPE,

MAD e RMSE, seguida da abordagem utilizando o consumo juntamente com o PIB e a

tarifa média. A abordagem utilizando o consumo juntamente com o PIB população e a

tarifa média obteve os piores resultados.

Tabela 5.20: Resultado das previsões considerando a tarifa média do consumo.

Abordagem MAPE(%) MAD RMSE

Con�guração 10 1,3962 1.851,3933 4.479,2248

Con�guração 11 1,6370 2.171,4500 5.000,3476

Con�guração 12 3,1861 4.227,1600 10.100,3558

5.2.2.5 Considerando o preço por barril do petróleo bruto Brent

Nesta subseção apresentamos os resultados dos modelos de redes neurais perceptron mul-

ticamadas considerando o preço por barril do petróleo bruto Brent nas seguintes con�gu-

rações:

� Con�guração 13: Consumo de energia e preço do barril do petróleo bruto Brent.

� Con�guração 14: Consumo de energia, PIB e preço do barril do petróleo bruto

Brent.

� Con�guração 15: Consumo de energia, PIB, população e preço do barril do pe-

tróleo bruto Brent.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 13: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (2).

� Con�guração 14: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (2).

� Con�guração 15: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (2).
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Na Tabela 5.21 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo do preço por barril do petróleo bruto Brent ao consumo de energia e PIB obteve

as melhores aproximações de MAPE, MAD e RMSE, seguida da abordagem utilizando

o consumo juntamente com o preço por barril do petróleo bruto Brent. A abordagem

utilizando o consumo juntamente com o PIB população e o preço por barril do petróleo

bruto Brent obteve os piores resultados.

Tabela 5.21: Resultado das previsões considerando o preço do barril do petróleo bruto

Brent.
Abordagem MAPE(%) MAD RMSE

Con�guração 13 3,3833 4.454,7067 9.466,9862

Con�guração 14 2,7460 3.626,5367 9.775,7260

Con�guração 15 4,3342 5.720,2233 10.406,1237

5.2.2.6 Considerando o preço por barril do petróleo bruto WTI

Nesta subseção apresentamos os resultados dos modelos de redes neurais perceptron mul-

ticamadas considerando o preço por barril do petróleo bruto WTI nas seguintes con�gu-

rações:

� Con�guração 16: Consumo de energia e preço do barril do petróleo bruto WTI.

� Con�guração 17: Consumo de energia, PIB e preço do barril do petróleo bruto

WTI.

� Con�guração 18: Consumo de energia, PIB, população e preço do barril do pe-

tróleo bruto WTI.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 16: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(250) e camadas ocultas (2).

� Con�guração 17: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (2).

� Con�guração 18: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (7).
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Na Tabela 5.22 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo do preço por barril do petróleo bruto WTI ao consumo de energia e PIB obteve

as melhores aproximações de MAPE, MAD e RMSE, seguida da abordagem utilizando

o consumo juntamente com o PIB, população e preço por barril do petróleo bruto WTI.

A abordagem utilizando o consumo juntamente com o preço por barril do petróleo bruto

Brent obteve os piores resultados.

Tabela 5.22: Resultado das previsões considerando o preço do barril do petróleo bruto

WTI.
Abordagem MAPE(%) MAD RMSE

Con�guração 16 4,6476 6.126,1400 11.699,7406

Con�guração 17 2,9102 3.840,0400 7.342,3468

Con�guração 18 2,9572 3.911,7067 7.549,9976

5.2.2.7 Considerando o agrupamento de todas as variáveis explicativas

Nesta subseção apresentamos os resultados dos modelos de redes neurais perceptron mul-

ticamadas considerando o agrupamento de todas as variáveis explicativas na seguinte

sequência:

� Con�guração 19: Consumo, PIB, população, salário mínimo e taxa de câmbio.

� Con�guração 20: Consumo, PIB, população, salário mínimo, taxa de câmbio e

tarifa média do consumo de energia.

� Con�guração 21: Consumo, PIB, população, salário mínimo, taxa de câmbio,

tarifa média do consumo de energia e preço do barril do petróleo bruto Brent.

� Con�guração 22: Consumo, PIB, população, salário mínimo, taxa de câmbio,

tarifa média do consumo de energia, preço do barril do petróleo bruto Brent e preço

do barril do petróleo bruto WTI.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 19: taxa de aprendizado (0,3),

momentum (0,2), número de épocas (250) e camadas ocultas (2).
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� Con�guração 20: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(250) e camadas ocultas (2).

� Con�guração 21: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (2).

� Con�guração 22: taxa de aprendizado (0,3), momentum (0,2), número de épocas

(500) e camadas ocultas (7).

Na Tabela 5.23 apresentamos nossos resultados. Conforme pode se observar a abor-

dagem 4 obteve os melhores resultados seguida da abordagem 3. A abordagem 2 obteve

os piores resultados.

Tabela 5.23: Resultado das previsões considerando todas as variáveis explicativas.

Abordagem MAPE(%) MAD RMSE

Con�guração 19 5,7083 7.527,5667 13.806,5555

Con�guração 20 6,7337 8.910,1933 17.243,1031

Con�guração 21 4,5558 6.026,2933 11.297,2317

Con�guração 22 3,6263 4.786,9833 9.184,5724

5.2.2.8 Discussão

Nas subseções anteriores executamos nossos experimentos computacionais com o objetivo

de veri�car se outros fatores socioeconômicos poderiam melhorar a qualidade dos mode-

los de redes neurais perceptron multicamadas. Quando foram consideradas as primeiras

abordagens, a melhor aproximação de MAPE e MAD obtida foi utilizando abordagem de

con�guração 2. Ela utilizou as variáveis explicativas: consumo de energia e PIB obtendo

0,7646% de MAPE, 1005,8067 de MAD e 2152,7581 de RMSE conforme pode se observar

na Tabela 5.17.

Quando foi adicionada a variável explicativa salário mínimo, a melhor aproximação

de MAPE e MAD obtida foi utilizando a con�guração 4. Ela consistiu na combinação das

variáveis explicativas: consumo de energia e salário mínimo obtendo 1,4488% de MAPE,

1919,0833 de MAD e 3886,1274 de RMSE conforme pode se observar na Tabela 5.18.

Quando foi adicionada a variável explicativa taxa de câmbio, a melhor aproximação

de MAPE e MAD obtida foi utilizando a con�guração 7. Ela consistiu na combinação das

variáveis explicativas: consumo de energia e taxa de câmbio obtendo 3,3199% de MAPE,

4387,9000 de MAD e 9324,6087 de RMSE conforme pode se observar na Tabela 5.19.
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Quando foi adicionada a variável explicativa tarifa média do consumo de energia,

a melhor aproximação de MAPE e MAD obtida foi utilizando a con�guração 10. Ela

consistiu na combinação das variáveis explicativas: consumo de energia e tarifa média

obtendo 1,3962% de MAPE, 1851,3933 de MAD e 4479,2248 de RMSE conforme pode se

observar na Tabela 5.20.

Tabela 5.24: Melhores abordagens de MLP.

Abordagem MAPE(%) MAD RMSE

Con�guração 2 0,7646 1.005,8067 2.152,7581

Con�guração 4 1,4488 1.919,0833 3.886,1274

Con�guração 7 3,3199 4.387,9000 9.324,6087

Con�guração 10 1,3962 1.851,3933 4.479,2248

Con�guração 14 2,7460 3.626,5367 9.775,7260

Con�guração 17 2,9102 3.840,0400 7.342,3468

Con�guração 22 3,6263 4.786,9833 9.184,5724

Quando foi adicionada a variável explicativa preço do barril do petróleo bruto Brent

a melhor aproximação de MAPE e MAD obtida foi utilizando a con�guração 14. Ela

consistiu na combinação das variáveis explicativas: consumo, PIB e o petróleo bruto

Brent obtendo 2,7460% de MAPE, 3626,5367 de MAD e 9775,7260 de RMSE conforme

pode se observar na Tabela 5.21.

Quando foi adicionada a variável explicativa preço do barril do petróleo bruto WTI,

a melhor aproximação de MAPE e MAD obtida foi utilizando a con�guração 17. Ela

consistiu na combinação das variáveis explicativas: consumo, PIB e o petróleo bruto WTI

obtendo 2,9102% de MAPE, 3840,0400 de MAD e 7342,3468 de RMSE conforme pode se

observar na Tabela 5.22.

Quando foi combinado todas as variáveis explicativas, a melhor aproximação de MAPE

e MAD obtida foi utilizando a con�guração 22. Ela consistiu na combinação das variáveis

explicativas: consumo, PIB, população, salário mínimo, taxa de câmbio, tarifa média, pe-

tróleo Brent e petróleo WTI obtendo 3,6263% de MAPE, 4786,9833 de MAD e 9184,5724

de RMSE conforme pode se observar na Tabela 5.23.

Na tabela 5.24 apresentamos os melhores resultados de cada abordagem apresentada

nesta seção. Conforme pode-se observar a abordagem utilizando as variáveis explicativas:

consumo e PIB (con�guração 2) obteve os melhores valores de MAPE(%) e MAD compa-

rada as outras abordagens. A abordagem utilizando a combinação de todas as variáveis
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explicativas (con�guração 22) obteve os piores resultados.

5.2.3 Máquina de Vetores de Suporte para Regressão - SVR

Nesta seção, apresentamos os experimentos computacionais gerados através do máquina de

vetores de suporte para regressão. Eles foram executados da seguinte maneira. Geramos os

modelos contendo as abordagens: con�guração 1, con�guração 2 e con�guração 3 descritas

no capítulo anterior. Depois adicionamos um novo fator socioeconômico, testamos ele com

a con�guração 1, em seguida com a con�guração 2, e posteriormente com a con�guração

3. E para �nalizar, testamos a combinação de todos os fatores socioeconômicos.

5.2.3.1 Considerando as primeiras abordagens

Nesta subseção apresentamos os resultados dos modelos de máquina de vetores de suporte

considerando as primeiras abordagens nas seguintes con�gurações:

� Con�guração 1: Consumo de energia.

� Con�guração 2: Consumo de energia e PIB.

� Con�guração 3: Consumo de energia, PIB e população.

Tabela 5.25: Valor do MAPE(%) e MAD para as primeiras abordagens de SVR.

Abordagem MAPE(%) MAD RMSE

Con�guração 1 2,9643 3.905,2867 7.378,6746

Con�guração 2 3,2105 4.234,2300 8.992,9480

Con�guração 3 1,5287 2.008,3833 4.750,4118

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 1: kernel (polinomial), valor do expoente (1), C (10) e ε (0,01).

� Con�guração 2: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).

� Con�guração 3: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).
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Na Tabela 5.25 apresentamos nossos resultados. Conforme pode se observar a abor-

dagem utilizando o consumo de energia o PIB e a população obteve as melhores aproxi-

mações, seguida da abordagem utilizando somente o consumo de energia. A abordagem

utilizando o consumo juntamente com o PIB obteve os piores resultados de MAPE(%) e

MAD.

5.2.3.2 Considerando o salário mínimo

Nesta subseção apresentamos os resultados dos modelos de máquina de vetores de suporte

para regressão considerando o salário mínimo nas seguintes con�gurações:

� Con�guração 4: Consumo de energia e salário mínimo.

� Con�guração 5: Consumo de energia, PIB e salário mínimo.

� Con�guração 6: Consumo de energia, PIB, população e salário mínimo.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 4: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).

� Con�guração 5: kernel (polinomial), valor do expoente (1), C (10) e ε (0,01).

� Con�guração 6: kernel (polinomial), valor do expoente (1), C (10) e ε (0,01).

Na Tabela 5.26 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo do salário mínimo ao consumo de energia, PIB e população obteve as melhores

aproximações de MAPE, MAD e RMSE, seguida da abordagem utilizando o consumo

juntamente com o PIB e salário mínimo. A abordagem utilizando o consumo juntamente

com o salário mínimo obteve os piores resultados.

Tabela 5.26: Resultado das previsões considerando o salário mínimo.

Abordagem MAPE(%) MAD RMSE

Con�guração 4 4,0098 5.294,0667 10.674,8763

Con�guração 5 3,0453 4.019,0900 8.315,1574

Con�guração 6 1,3046 1.714,0700 4.246,2019
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5.2.3.3 Considerando a taxa de câmbio

Nesta subseção apresentamos os resultados dos modelos de máquina de vetores de suporte

para regressão considerando a taxa de câmbio nas seguintes con�gurações:

� Con�guração 7: Consumo de energia e taxa de câmbio.

� Con�guração 8: Consumo de energia, PIB e taxa de câmbio.

� Con�guração 9: Consumo de energia, PIB, população e taxa de câmbio.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 7: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).

� Con�guração 8: kernel (polinomial), valor do expoente (1), C (10) e ε (0,01).

� Con�guração 9: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).

Na Tabela 5.27 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo da taxa de câmbio ao consumo de energia, PIB e população obteve as melhores

aproximações de MAPE, MAD e RMSE, seguida da abordagem utilizando o consumo

juntamente com o PIB e taxa de câmbio. A abordagem utilizando o consumo juntamente

com a taxa de câmbio obteve os piores resultados.

Tabela 5.27: Resultado das previsões considerando a taxa de câmbio.

Abordagem MAPE(%) MAD RMSE

Con�guração 7 2,4494 3.232,7033 5.603,9084

Con�guração 8 2,8382 3.757,5767 8.248,1199

Con�guração 9 1,8328 2.420,8500 4.252,2392

5.2.3.4 Considerando a tarifa média do consumo de energia

Nesta subseção apresentamos os resultados dos modelos de máquina de vetores de suporte

para regressão considerando tarifa média do consumo de energia nas seguintes con�gura-

ções:

� Con�guração 10: Consumo de energia e tarifa média do consumo de energia.
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� Con�guração 11: Consumo de energia, PIB e tarifa média do consumo de energia.

� Con�guração 12: Consumo de energia, PIB, população e tarifa média do consumo

de energia.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 10: kernel (polinomial), valor do expoente (1), C (1) e ε (0,0001).

� Con�guração 11: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).

� Con�guração 12: kernel (polinomial), valor do expoente (1), C (1) e ε (0,0001).

Tabela 5.28: Resultado das previsões considerando a tarifa média do consumo.

Abordagem MAPE(%) MAD RMSE

Con�guração 10 4,9952 6.578,3400 12.808,4598

Con�guração 11 4,2931 5.643,6433 12.193,7906

Con�guração 12 3,1024 4.075,7567 9.445,2609

Na Tabela 5.28 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo da tarifa média ao consumo de energia, PIB e população obteve as melhores apro-

ximações de MAPE, MAD e RMSE, seguida da abordagem utilizando o consumo junta-

mente com o PIB e tarifa média. A abordagem utilizando o consumo juntamente com a

tarifa média obteve os piores resultados.

5.2.3.5 Considerando o preço por barril do petróleo bruto Brent

Nesta subseção apresentamos os resultados dos modelos de máquina de vetores de suporte

para regressão considerando o preço por barril do petróleo bruto Brent nas seguintes

con�gurações:

� Con�guração 13: Consumo de energia e preço do barril do petróleo bruto Brent.

� Con�guração 14: Consumo de energia, PIB e preço do barril do petróleo bruto

Brent.
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� Con�guração 15: Consumo de energia, PIB, população e preço do barril do pe-

tróleo bruto Brent.

Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 13: kernel (polinomial), valor do expoente (1), C (10) e ε (0,01).

� Con�guração 14: kernel (polinomial), valor do expoente (1), C (10) e ε (0,01).

� Con�guração 15: kernel (polinomial), valor do expoente (1), C (10) e ε (0,01).

Na Tabela 5.29 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo do preço do petróleo bruto Brent ao consumo de energia, PIB e população obteve

as melhores aproximações de MAPE, MAD e RMSE, seguida da abordagem utilizando o

consumo juntamente com o PIB e preço do petróleo bruto Brent. A abordagem utilizando

o consumo juntamente com o preço do petróleo bruto Brent obteve os piores resultados.

Tabela 5.29: Resultado das previsões considerando o preço do barril do petróleo bruto

Brent.
Abordagem MAPE(%) MAD RMSE

Con�guração 13 4,3569 5.747,5033 11.508,2838

Con�guração 14 3,4427 4.533,3367 8.589,1262

Con�guração 15 2,7514 3.626,9900 6.848,2558

5.2.3.6 Considerando o preço por barril do petróleo bruto WTI

Nesta subseção apresentamos os resultados dos modelos de máquina de vetores de su-

porte para regressão considerando o preço por barril do petróleo bruto WTI nas seguintes

con�gurações:

� Con�guração 16: Consumo de energia e preço do barril do petróleo bruto WTI.

� Con�guração 17: Consumo de energia, PIB e preço do barril do petróleo bruto

WTI.

� Con�guração 18: Consumo de energia, PIB, população e preço do barril do pe-

tróleo bruto WTI.
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Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 16: kernel (polinomial), valor do expoente (1), C (1) e ε (0,0001).

� Con�guração 17: kernel (polinomial), valor do expoente (1), C (10) e ε (0,01).

� Con�guração 18: kernel (polinomial), valor do expoente (1), C (10) e ε (0,01).

Tabela 5.30: Resultado das previsões considerando o preço do barril do petróleo bruto

WTI.
Abordagem MAPE(%) MAD RMSE

Con�guração 16 2,8791 3.793,2300 8.226,1087

Con�guração 17 2,2897 3.007,0000 7.198,3786

Con�guração 18 2,0614 2.713,1900 5.679,3386

Na Tabela 5.30 apresentamos nossos resultados. Conforme pode se observar o acrés-

cimo do preço do petróleo bruto WTI ao consumo de energia, PIB e população obteve

as melhores aproximações de MAPE, MAD e RMSE, seguida da abordagem utilizando o

consumo juntamente com o PIB e preço do petróleo bruto WTI. A abordagem utilizando

o consumo juntamente com o preço do petróleo bruto WTI obteve os piores resultados.

5.2.3.7 Considerando o agrupamento de todas as variáveis explicativas

Nesta subseção apresentamos os resultados dos modelos de máquina de vetores de suporte

pare regressão considerando o agrupamento de todas as variáveis explicativas na seguinte

sequência:

� Con�guração 19: Consumo, PIB, população, salário mínimo e taxa de câmbio.

� Con�guração 20: Consumo, PIB, população, salário mínimo, taxa de câmbio e

tarifa média do consumo de energia.

� Con�guração 21: Consumo, PIB, população, salário mínimo, taxa de câmbio,

tarifa média do consumo de energia e preço do barril do petróleo bruto Brent.

� Con�guração 22: Consumo, PIB, população, salário mínimo, taxa de câmbio,

tarifa média do consumo de energia, preço do barril do petróleo bruto Brent e preço

do barril do petróleo bruto WTI.
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Abaixo apresentamos os parâmetros que obtiveram os melhores resultados em cada

abordagem:

� Con�guração 19: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).

� Con�guração 20: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).

� Con�guração 21: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).

� Con�guração 22: kernel (polinomial), valor do expoente (1), C (1) e ε (0,01).

Na Tabela 5.31 apresentamos nossos resultados. Conforme pode se observar a abor-

dagem 1 obteve os melhores resultados e, na medida que acrescentou-se uma nova variável

explicativa a qualidade das previsões começou a diminuir progressivamente tendo a abor-

dagem 4 com o pior resultado.

5.2.3.8 Discussão

Nas subseções anteriores executamos nossos experimentos computacionais com o objetivo

de veri�car se outros fatores socioeconômicos poderiam melhorar a qualidade dos modelos

de máquina de vetores de suporte para regressão. Quando foram consideradas as primeiras

abordagens, a melhor aproximação de MAPE e MAD obtida foi utilizando abordagem de

con�guração 3. Ela utilizou as variáveis explicativas: consumo de energia, PIB e população

obtendo 1,5287% de MAPE, 2008,3833 de MAD e 4750,4118 de RMSE conforme pode se

observar na Tabela 5.25.

Quando foi adicionada a variável explicativa salário mínimo, a melhor aproximação

de MAPE e MAD obtida foi utilizando a con�guração 6. Ela consistiu na combinação

das variáveis explicativas: consumo, PIB, população e salário mínimo obtendo 1,3046%

de MAPE, 1714,0700 de MAD e 4246,2019 de RMSE conforme pode se observar na Ta-

bela 5.26.

Tabela 5.31: Resultado das previsões considerando todas as variáveis explicativas

Abordagem MAPE(%) MAD RMSE

Con�guração 19 1,8460 2.436,2933 4.534,5008

Con�guração 20 2,3950 3.164,7100 6.050,7296

Con�guração 21 3,3616 4.435,2633 7.718,8527

Con�guração 22 4,0623 5.359,0933 9.511,8575
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Quando foi adicionada a variável explicativa taxa de câmbio, a melhor aproximação

de MAPE e MAD obtida foi utilizando a con�guração 9. Ela consistiu na combinação

das variáveis explicativas: consumo, PIB, população e taxa de câmbio obtendo 1,8328%

de MAPE, 2420,8500 de MAD e 4252,2392 de RMSE conforme pode se observar na Ta-

bela 5.27.

Quando foi adicionada a variável explicativa tarifa média do consumo de energia,

a melhor aproximação de MAPE e MAD obtida foi utilizando a con�guração 12. Ela

consistiu na combinação das variáveis explicativas: consumo, PIB, população e tarifa

média obtendo 3,1024% de MAPE, 4075,7567 de MAD e 9445,2609 de RMSE conforme

pode se observar na Tabela 5.28.

Quando foi adicionada a variável explicativa preço do barril do petróleo bruto Brent,

a melhor aproximação de MAPE e MAD obtida foi utilizando a con�guração 15. Ela

consistiu na combinação das variáveis explicativas: consumo, PIB, população e o petróleo

bruto Brent obtendo 2,7514% de MAPE, 3626,99 de MAD e 6848,2558 de RMSE conforme

pode se observar na Tabela 5.29.

Tabela 5.32: Melhores abordagens de SVR.

Abordagem MAPE(%) MAD RMSE

Con�guração 3 1,5287 2.008,3833 4.750,4118

Con�guração 6 1,3046 1.714,0700 4.246,2019

Con�guração 9 1,8328 2.420,8500 4.252,2392

Con�guração 12 3,1024 4.075,7567 9.445,2609

Con�guração 15 2,7514 3.626,9900 6.848,2558

Con�guração 18 2,0614 2.713,1900 5.679,3386

Con�guração 19 1,8460 2.436,2933 4.534,5008

Quando foi adicionada a variável explicativa preço do barril do petróleo bruto WTI,

a melhor aproximação de MAPE e MAD obtida foi utilizando a con�guração 18. Ela

consistiu na combinação das variáveis explicativas: consumo, PIB, população e o petróleo

bruto WTI obtendo 2,0614% de MAPE, 2713,19 de MAD e 5679,3386 de RMSE conforme

pode se observar na Tabela 5.30.

Quando foi combinado todas as variáveis explicativas, a melhor aproximação de MAPE

e MAD obtida foi utilizando a con�guração 19. Ela consistiu na combinação das variá-

veis explicativas: consumo, PIB, população, salário mínimo e taxa de câmbio obtendo

1,8460% de MAPE, 2436,2933 de MAD e 4534,5008 de RMSE conforme pode se observar
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na Tabela 5.31.

Na tabela 5.32 apresentamos os melhores resultados de cada abordagem apresentada

nesta seção. Conforme pode-se observar a abordagem utilizando as variáveis explicativas:

consumo, PIB, população e salário mínimo obteve os melhores valores de MAPE(%),

MAD e RMSE comparada as outras abordagens. A abordagem utilizando o consumo

juntamente com o PIB e a tarifa média obteve os piores resultados.

5.2.4 Comparação dos melhores resultados

Os experimentos computacionais apresentados nessa seção foram executados objetivando

responder à seguinte questão de pesquisa:

� �Considerando dados socioeconômicos adicionais nas técnicas clássicas de regressão,

como o salário mínimo, a taxa de câmbio, a tarifa média do consumo de energia e

o preço do barril de petróleo, pode-se obter melhores resultados?�

Nas subseções anteriores executamos nossos experimentos computacionais objetivando

responder à questão acima. Primeiramente acrescentamos as variáveis explicativas no

modelo de regressão linear, depois acrescentamos nos modelos de redes neurais perceptron

multicamadas e para �nalizar, no modelo do máquina de vetores de suporte para regressão.

Ao comparar as melhores abordagens de todos os modelos, podemos observar que

o modelo de regressão linear, obteve os melhores resultados na abordagem que utilizou

somente a variável explicativa consumo de energia (con�guração 1). Já os modelos de redes

neurais perceptron multicamadas obtiveram melhores resultados utilizando o consumo

de energia juntamente com o PIB (con�guração 2). E, para �nalizar os modelos de

máquina de vetores de suporte para regressão obtiveram os melhores resultados utilizando

a abordagem contendo o consumo juntamente com o PIB, população e salário mínimo

(con�guração 6).

Tabela 5.33: Melhores resultados de todas as abordagens

Abordagem MAPE(%) MAD RMSE

Con�guração 1 2,4255 3.204,7054 8.905,77440

Con�guração 2 0,7646 1.005,8067 2.152,76

Con�guração 6 1,3046 1.714,0700 4.246,2019
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Na Tabela 5.33 apresentamos os resultados das melhores abordagens de cada algoritmo

apresentados nesta seção. Conforme podemos observar a inclusão de variáveis explicativas

não aumentaram a qualidade do modelo de regressão linear. Podemos concluir também

que há correlações de todas as variáveis explicativas conforme é apresentada na Tabela 4.2

mas elas não são lineares.

Ao analisar as redes neurais perceptron multicamadas, podemos observar que a in-

clusão da variável explicativa PIB aumentou a aproximação do modelo. E, para �nalizar

o modelo de máquina de vetores de suporte para regressão obteve os melhores resulta-

dos quando foi acrescentado as variáveis explicativas: consumo, PIB, população e salário

mínimo.

O modelo de redes neurais perceptron multicamadas utilizando o consumo juntamente

com o PIB obteve o melhor resultado de todas abordagens apresentadas em nossa análise

experimental.



Capítulo 6

Conclusão

Prever o consumo de energia de forma acurada é bastante importante para o governo, pois

uma previsão abaixo do consumo real pode acarretar em potenciais interrupções de energia

e elevar, os custos de operação do fornecedor. Em contrapartida, uma previsão acima do

consumo real pode resultar em uma capacidade ociosa gerando desperdícios de recursos

�nanceiros desnecessariamente. Logo um modelo de previsão com uma boa precisão é

fundamental para evitar erros caros. Os resultados presentes neste artigo podem ser de

grande valia ao governo brasileiro, auxiliando-o no planejamento e investimento no setor

de energia do país.

O foco deste estudo foi avaliar o desempenho das técnicas clássicas de regressão na

previsão do consumo de energia residencial no cenário nacional e depois veri�car se algum

fator socioeconômico contribui para a geração de um modelo mais e�ciente.

Primeiramente, os modelos foram gerados utilizando como dados de entrada o con-

sumo de energia residencial, o consumo residencial juntamente com o PIB e o consumo de

energia residencial juntamente com o PIB e a população do Brasil. Os resultados de nos-

sas abordagens demonstraram uma performance superior em algumas situações, quando

comparados com a abordagem do modelo fuzzy que é um dos trabalhos mais recentes na

literatura.

Depois, veri�camos se algum fator socioeconômico contribuiria para a qualidade de

nossas previsões. Os resultados apresentaram que a abordagem de regressão linear tem

uma queda na qualidade quando são adicionados outros fatores socioeconômicos. Já para

os modelos de redes neurais perceptron multicamadas o PIB contribui para o aumento da

precisão do modelo nas previsões mais recentes. E, para os modelos de máquina de vetores

de suporte para regressão, a combinação dos fatores socioeconômicos: PIB, população e
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salário mínimo contribuem para a geração de um modelo mais preciso.

Embora tenhamos utilizado como referência o trabalho de Torrini [42] para a compa-

ração dos resultados, não tivemos acesso ao seu código fonte para reproduzir as previsões

nem os valores das previsões, apenas tivemos acesso aos valores de MAPE e MAD do

modelo no período de 2003 a 2013 em uma janela de 10 anos, e os valores das projeções

no período de 2014 à 2030. Na prática nossa comparação favorece o nosso modelo, tendo

em vista que estamos fazendo previsões de médio prazo e Torrini [42] realizou previsões

a longo prazo.

Em nossa pesquisa tivemos algumas di�culdades, como a falta de parte dos dados

do preço do barril do petróleo bruto Brent e WTI. Não conseguimos encontrar dados

climáticos para veri�car se os mesmos melhorariam a precisão de nossas abordagens.

Em um próximo passo, pretendemos buscar valores ótimos de janelas de treinamento

em variações maiores de parâmetros. Buscaremos também veri�car se é possível melhorar

as nossas abordagens levando em consideração menores períodos de tempo com o objetivo

de veri�car se alguns dados antigos não contribuem para a qualidade das previsões. Além

disso pretendemos aplicar esses algoritmos em regiões especí�cas e depois em cada cidade

com o objetivo de veri�car o aumento da qualidade da previsão visando oferecer sugestões

para conscientização da população, conservação da energia e veri�car a possibilidade de

substituição por fontes de energias renováveis.
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