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Resumo

A Web de Dados (WoD) tem crescido rápido e tem como desafio aumentar as interligações
entre entidades de diferentes conjuntos de dados. Quanto mais interligadas, maior o
valor intrínseco da base de conhecimento subjacente, o que permite o desenvolvimento de
aplicações inovadoras. Nos últimos anos, além dos tradicionais Linked Data (LD), novos
conjuntos de dados estruturados têm surgido graças a anotações embutidas em páginas
HTML (RDFa, Microdate e Microformat). Junto com os LD, esses novos conjuntos de
dados formam uma grande rede de dados centrada em entidades.

Os conjuntos de dados atualmente disponíveis ainda têm um grande e inexplorado
potencial de interligação. Técnicas de ranqueamento contribuem para essa tarefa classifi-
cando conjuntos de dados de acordo com a probabilidade de conter entidades relacionadas
com as entidades de um conjunto de dados alvo.

Conjuntos ranqueados podem ser manualmente selecionados por usuários, para serem
utilizados como locais de busca em processos de interligação entre entidades, ou automa-
ticamente inspecionados por programas que percorrem todas as entradas de uma fatia
superior do ranque em busca de interligações. No primeiro caso, usuários tipicamente
escolhem conjuntos de dados que lhes pareçam mais apropriados entre aqueles melhor
posicionados no ranque, tendo pouca propensão a uma seleção de um trecho completo do
ranque. Por outro lado, processos automatizados poderiam percorrer todos os conjuntos
de dados em uma fatia do ranque. Métricas como nDCG capturam melhor a expectativa
dos usuários de encontrar mais e melhores conjuntos de dados relevantes em posições mais
altas do ranque. Processos automatizados, ao contrário, se beneficiariam mais de ranques
com taxas de recuperação (recall) melhores ao longo de todo o trecho percorrido. Nesse
caso, o Recall at Position k (recall@k) seria uma medida mais adequada para diferenciar
o desempenho de diferentes modelos de ranqueamento.

Essa dissertação apresenta um estudo de diferentes modelos de ranqueamento e argu-
menta que algoritmos diferentes poderiam ser utilizados dependendo do ranque ser manual
ou automaticamente manipulado. Experimentos indicam que modelos de ranqueamento
com melhor nDCG, podem não ter melhor recall@k, para níveis altos dessa medida. Indi-
cam, ainda, que os melhores algoritmos, sob a perspectiva de recall@k, podem encontrar
a mesma quantidade de conjuntos de dados relevantes com fatias de ranque 40% menores.
Além disso, dependendo do conjunto de metadados utilizado para ranqueamento, o nDCG
pode sofrer um aumento de 5% a 20%.

Palavras-chave: Dados Interligados, Recomendação, Conjuntos de Dados, Ranquea-
mento, Avaliação Empírica



Abstract

The Web of Data (WoD) has been growing fast and is facing the challenge of increasing the
links between entities from distinct datasets. The more interlinked they are, the greater
intrinsic value of their underlying knowledge base will be, which allows the development
of more innovative applications. In recent years, in addition to the traditional Linked
Data (LD), new structured datasets have emerged, thanks to Web markup annotations
(RDFa, Microdata and Microformat) embedded in HTML pages. Along with LD, these
new datasets form a large entity-centric Web of Data.

Currently available datasets still have a large unexplored potential for interlinking.
Ranking techniques contribute to this task by scoring datasets according to the likelihood
of finding entities related to those of a target dataset.

Ranked datasets can be either manually selected for standalone linking discovery tasks
or automatically inspected by programs that would go through the ranking looking for
entity links. In the first case, users typically choose datasets that seem more appropriate
among those at the top of the ranking, having little tendency for an exhaustive selection
over the entire ranking. On the other hand, automated processes would scan all datasets
along a whole slice of the top of the ranking. Metrics such as nDCG better capture the
degree of adherence of rankings to users expectations of finding most relevant datasets at
the very top of the ranking. Automatic processes, on the contrary, would benefit most
from rankings that would have greater recall of datasets with related entities throughout
the entire slice traversed. In this case, the Recall at Position k would better discriminate
ranking models.

This dissertation presents empirical comparisons between different ranking models
and argues that different algorithms could be used depending on whether the ranking
is manually or automatically handled and, also, depending on the available metadata of
the datasets. Experiments indicate that ranking algorithms that performed best with
nDCG do not always have the best Recall at Position k, for high recall levels. Under
the automatic perspective, the best algorithms may find the same number of datasets
with related entities by inspecting a slice of the rank at least 40% smaller. Moreover,
depending on the set of features used for ranking, nDCG can increase up to 20% or at
least 5%.

Keywords: Linked Data, entity linking, recommendation, dataset, ranking, empirical
evaluation
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Capítulo 1

Introdução

1.1 Motivação

A Web de Dados (WoD) vem crescendo rapidamente e enfrenta o desafio de aumentar as

interligações entre entidades. Quanto mais interligadas forem, maior será o valor intrín-

seco da base de conhecimento subjacente, o que permite o desenvolvimento de aplicações

mais inovadoras. Nos últimos anos, além da tradicional rede de dados interligados (Linked

Data), surgiram novas fontes de dados estruturados, graças a tecnologias de anotações em-

butidas em páginas HTML (RDFa1, Microdata2 e Microformat3), formando uma grande

rede de dados estruturados centrada em entidades [12]. Toda essa evolução vem inspi-

rando pesquisadores e produzindo valiosos resultados no desenvolvimento de técnicas de

busca de conjunto de dados, interligação de entidades, distribuição de consultas, entre

outras.

A interligação das entidades de um conjunto de dados alvo dt consiste em: (1) selecio-

nar outros conjuntos de dados, chamados conjuntos relevantes, que contenham entidades

relacionadas; (2) examinar as entidades de cada um para inferir relacionamentos com as

entidades de dt, ou seja, inferir interligações; e (3) tornar os relacionamentos explícitos

adicionando novas triplas RDF a dt. O relacionamento mais comumente encontrado é

o de equivalência (owl:sameAs) devido à grande quantidade de trabalhos relacionados

sobre o assunto [30,33,34,38].

Estatísticas sobre a WoD [1, 3] mostram que mais de 70% dos conjuntos de dados

estão interligados a entidades de no máximo dois outros conjuntos de dados e que a
1http://www.w3.org/TR/xhtml-rdfa-primer
2http://www.w3.org/TR/microdata
3http://microformats.org
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grande maioria deles está interligada com apenas conjuntos de dados populares, como

DBpedia, Geonames, W3C e Quitter. Esse cenário pode ser explicado por dois motivos

principais. Primeiro, os conjuntos de dados disponíveis variam muito em qualidade [16].

Os desenvolvedores escolhem buscar interligações em conjuntos de dados mais confiáveis

e abrangentes, como a DBpedia. Pode ser uma estratégia mais segura, mas restringe o

potencial da WoD, pois evita explorar dados menos conhecidos, porém mais especializados

e que poderiam agregar conhecimento mais detalhado e relevante. A segunda razão refere-

se a métodos de busca. Selecionar conjunto de dados com entidades relacionadas é uma

tarefa árdua, demorada e muito sujeita a erros. Apesar de várias técnicas de busca terem

sido propostas na literatura [2, 13–15,24, 29] para reduzir esse esforço, nenhuma delas foi

largamente adotada pela comunidade da WoD.

Conjuntos de dados candidatos à inspeção podem ser encontrados rastreando-se a

WoD [7,18,22] ou pesquisando-se em catálogo de metadados, como o DataHub4. Selecionar

conjuntos relevantes pode ser definido como um problema de ranqueamento. Em vez de

recomendar-se uma lista restrita de conjuntos de dados para a ligação de entidade com um

conjunto de dados de destino dt, definimos a tarefa de seleção como a tarefa de classificar

os conjuntos de dados existentes di ∈ D de acordo com a probabilidade de encontrar

entidades em di que poderiam ser interligadas com as entidades em dt. Assim, fica à

critério do usuário decidir quais conjuntos de dados inspecionar ou qual fatia do ranque

varrer automaticamente com um programa em busca de interligações de entidades. Mais

precisamente, o problema que abordamos é:

Dado um conjunto de dados alvo dt, calcule um score de ranqueamento

score(dt, di) para cada conjunto de dados di ∈ D, de forma a induzir um ran-

queamento (d1, d2, ..., d|D|) de conjunto dos dados em D tal que score(dt, d1) ≥
score(dt, d2) ≥ ... ≥ score(dt, d|D|). O score de classificação deve privilegiar os

conjuntos de dados com maior probabilidade de conter entidades que possam

ser interligadas com as entidades de dt.

Os dois casos de uso são possíveis no contexto do WoD, ou seja, os conjuntos de dados

ranqueados podem ser selecionados manualmente e enviados como dado de entrada para

tarefas de interligação de entidades ou processos automatizados podem varrer o conteúdo

de cada conjunto de dados de uma parte superior do ranqueamento para encontrar interli-

gações. Eles diferem no fato de que os usuários supostamente prefeririam ranqueamentos
4http://datahub.io
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com conjuntos de dados mais relevantes nas posições mais altas e teriam pouca tendência

para uma busca exaustiva através do ranque, enquanto que processos automatizados se

beneficiariam mais de ranques com taxas de relevantes mais altas em todo os conjuntos

de dados visitados. No primeiro caso de uso, os modelos de ranqueamento são comumente

comparados com ganho acumulado amortizado e normalizado (nDCG), enquanto que no

segundo caso de uso o Recall na Posição k (recall@k) seria melhor.

Na verdade, é razoável propor um aplicativo de busca de conjunto de dados adaptável

que lida com os dois casos de uso de forma diferente, usando modelos de classificação que

melhor se encaixam em cada caso de uso. Por meio da negociação de conteúdo, como nos

mecanismos de dereferenciamento de IRI, usuários humanos podem ser distinguidos de

processos automatizados pelos formatos de dados preferidos (atributo Accept) de cabeça-

lhos de requisições HTTP. Não é óbvio, no entanto, definir uma heurística de fatiamento

do ranque, ou mesmo qual modelo de ranqueamento seria melhor para cada caso de uso.

Pode-se conceber três estratégias diferentes para o ranqueamento de conjuntos de da-

dos: ranqueamento por similaridade; usar interligações conhecidas de outros conjuntos de

dados e seus metadados para aprender regras de interligação; e identificar conjuntos de

dados Hubs. Intuitivamente, a primeira estratégia sugere que quanto mais semelhantes

forem os metadados de dois conjuntos de dados, mais provável será que seus conteúdos

também sejam semelhantes e, consequentemente maior a chance de encontrar-se entidades

correlatas. A segunda estratégia, usada frequentemente pelos sistemas de recomendação, é

a filtragem colaborativa. Assume-se que grupos semelhantes compartilham o mesmo com-

portamento, nesse caso comportamento de interligação com outros conjuntos de dados.

Claro que o critério de semelhança interfere na validade de tais intuições. Por exemplo,

se dois conjuntos de dados forem semelhantes em seus metadados de atualização, isso não

significa que eles sejam semelhantes em seu conteúdo. A última estratégia busca conjun-

tos de dados altamente referenciados, que, assim, se tornam autoridades em determinados

domínios de informação. Se for possível identificar a quais domínios de informação um

conjunto de dados pertence, os Hubs podem ser recomendados como boas oportunidades

de encontrar-se interligações de entidades. Este trabalho examina as duas primeiras estra-

tégias, uma vez que a última não ranquearia todos os conjuntos de dados existentes, mas

sim eliminaria dos resultados de pesquisa os conjuntos de dados que não fossem Hubs, o

que implica em que os rankings gerados com essa estratégia não seriam comparáveis aos

rankings do duas primeiras estratégias.

Os metadados utilizados pelas estratégias de classificação variam, mas os mais uti-
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lizados são linksets, categorias de tópicos e vocabulários. Eles podem ser obtidos de

catálogos, como DataHub, descrições VoID e até mesmo dos próprios conjuntos de dados.

Algumas técnicas usam linksets conhecidos como atributos de conjuntos de dados alvo

para classificação. Entretanto, isso pode ser um problema se os conjuntos de dados alvo

ainda não estão interligados com outros. Decidir o melhor conjunto de metadados para

o ranqueamento ainda é um problema aberto. Este trabalho argumenta que essa escolha

também influenciará o modelo de ranqueamento. De fato, os experimentos realizados

baseadas em linksets conhecidos indicaram que os modelos Bayesianos são melhores. Por

outro lado, utilizando-se categorias de tópicos, os classificadores baseados em regras su-

peraram os modelos Bayesianos. A diferença de desempenho pode atingir até 10 % no

ganho acumulado (nDCG). Um modelo de classificação alternativo, baseado em redes so-

ciais, teria desempenho comparável a esses dois modelos, com a desvantagem de exigir a

computação de semelhanças de conjuntos de dados. Além disso, se um conjunto de dados

já estiver interligado a outros, é melhor usar linksets em vez de categorias de tópicos para

classificá-los.

As contribuições desta dissertação são uma análise empírica de cinco modelos de

ranqueamento de conjuntos de dados, usando três tipos de atributos diferentes e uma

estratégia para usar modelos de ranqueamento diferentes para os dois casos de uso. Para

o primeiro caso de uso, os experimentos indicaram que os melhores modelos são aqueles

baseados em classificadores Bayesianos e JRip e que se pode usar linksets ou categorias de

tópicos como atributos de conjunto de dados. Usando pelo menos cinco linksets como atri-

butos, o melhor modelo pode melhorar nDCG em pelo menos 5%, após 40% das entradas

do ranque e até mais antes de 40%. No caso de conjuntos de dados para os quais nenhum

linkset é conhecido, o JRip com categorias de tópicos como atributos seria a melhor es-

colha. Para o segundo caso de uso, o JRip seria o melhor modelo necessitando apenas de

22%, 27% e 34% do ranque para níveis de recall de 70%, 80% e 90%, respectivamente.

O melhor modelo de classificação para o primeiro caso de uso (com respeito ao nDCG)

pode precisar de 13% mais conjuntos de dados para obter 90% do recall, ou seja, em vez

de apenas uma fatia de 34% dos conjuntos de dados no topo do ranking, alcançado pelo

melhor modelo (com respeito ao recall@k), precisaria de quase 47% do ranking.

Este trabalho, apresenta uma análise empírica de cinco modelos de ranqueamento

usando três tipos de metadados para os conjuntos de dados e argumenta que modelos

diferentes podem ser usadas para o ranqueamento. Os experimentos mostraram que

algoritmos com melhor nDCG nem sempre maximizam o recall@k, para níveis altos dessa

métrica. A diferença pode atingir, em alguns casos, quase 40% menos conjuntos de dados
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visitados para o mesmo recall. Mais ainda, dependendo do conjunto de metadados usado,

o nDCG pode aumentar de 5% a 20%.

Duas contribuições adicionais deste trabalho são a especificação de uma aplicação de

busca adaptável de conjuntos de dados e um banco de dados, contendo os metadados

utilizados nos experimentos.

1.2 Trabalhos relacionados

Para encaminhar o problema de ranqueamento de conjuntos de dados, inúmeras soluções

têm sido propostas na comunidade científica. A seguir são apresentados brevemente alguns

trabalhos relacionados que serviram e podem vir a servir, sobremaneira, como inspiração

e fontes de informação para o desenvolvimento desta e de novas pesquisas sobre o assunto.

O ranqueamento de conjuntos de dados di ∈ D pode ser feito observando-se as in-

terligações de conjuntos de dados semelhantes a dt com conjuntos em D [13, 14, 29] ou

simplesmente privilegiando-se a semelhança entre di e dt [15,24,29]. Essas duas estratégias

são conhecidas na área de Sistemas de Recomendação (RS) como filtragem colaborativa e

baseada em conteúdo respectivamente. Segundo a estratégia de filtragem colaborativa, se

conjuntos de dados semelhantes ao conjunto alvo dt, sob algum ponto de vista, possuem

interligações com conjuntos de dados que dt não possui, essas interligações devem ser

privilegiadas no ranque. A abordagem baseada em conteúdo, por outro lado, assume que

se dois conjuntos de dados forem semelhantes eles devem ter entidades correlatas.

Liu et al. [24] inspiraram-se nos métodos de análise de redes sociais e propuseram a

computação de várias medidas de rede, como PageRank e Preferential Attachment, para

cada conjunto de dados a ser ranqueado e o uso do algoritmo Random Forest para a

classificação quanto a ser relevante ou não para o conjunto alvo. As conexões entre os

conjuntos de dados são definidas com base nos linksets conhecidos de cada conjunto de

dados.

Martins et al. [14] propuseram uma técnica baseada em linksets conhecidos e perfis de

tópicos de conteúdo para classificar conjuntos de dados. Os perfis de tópicos são gerados

com o algoritmo Latent Dirichlet Allocation e servem como descritores dos conjuntos de

dados. Dois conjuntos de dados são comparados com uma medida de similaridade propor-

cional à quantidade de linksets comuns, normalizados pelo número total de linksets entre

eles. Descritores e semelhanças são combinados de modo a penalizar conjuntos de dados

que se assemelham uns aos outros através de tópicos muito populares. Intuitivamente,
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dois conjuntos de dados que compartilham tópicos muito populares provavelmente estarão

menos relacionados do que se fosse através de tópicos pouco populares.

Emaldi et al. [15] propuseram um método baseado na comparação dos subgrafos RDF

de pares de conjuntos de dados. Supõe-se que os pares com uma maior quantidade de

subgrafos similares devem ter uma maior correlação de conteúdo e, portanto, uma maior

chance de conter entidades correlacionadas.

Ellefi et al. [13] usaram uma abordagem intencional que compara perfis de diferentes

conjuntos de dados. Os perfis mais semelhantes indicam que dois conjuntos de dados

podem conter entidades similares. Perfis são representações textuais dos conjuntos de

dados e são obtidos com as palavras extraídas das descrições textuais das classes dos

esquemas de dados. Classes muito comuns ou raras são filtradas porque são consideradas

pouco ou muito discriminatórias. Para reduzir a quantidade de comparações entre perfis,

apenas os perfis com pelo menos duas classes em comum são comparados. As comparações

entre as classes são feitas com funções de similaridade aplicadas aos rótulos das classes.

1.3 Organização do trabalho

O restante dessa dissertação é estruturado da seguinte forma. O Capítulo 2 apresenta

alguns conceitos importantes relacionados à pesquisa e usados em todo o texto. O Capítulo

3 descreve os métodos de ranqueamento utilizados nos experimentos. O 4 apresenta a

preparação de dados e descreve detalhadamente os experimentos realizados. Finalmente,

o Capítulo 5 conclui com um resumo dos resultados e descreve alguns trabalhos futuros.



Capítulo 2

Conceitos e Tecnologias Relacionadas

Este capítulo fundamenta brevemente os conceitos e tecnologias utilizados no trabalho

referentes a interligação de entidades, busca de conjuntos de dados, modelos de ranquea-

mento e métricas de desempenho de ranqueamentos.

2.1 RDF

Resource Description Framework (RDF) [37] é um modelo de representação de dados, que

torna possível a implementação de aplicações em um espaço de dados global. O modelo

RDF é baseado em grafos direcionados. Cada aresta do grafo é representada por uma

tripla da forma (s, p, o), onde sujeito s e o objeto o são identificadores dos nós do grafo e

o predicado p é o rótulo da aresta direcionada de s para o, conforme definidos a seguir.

• Sujeito: é uma IRI1 ou um identificador local (blank node) que denota uma entidade

concreta ou abstrata do mundo real sobre a qual se deseja escrever uma sentença.

• Predicado: é também uma IRI que denota um relacionamento entre o sujeito e o

objeto ou um atributo do sujeito.

• Objeto: pode ser uma IRI de uma entidade ou um valor literal. Valores literais

podem estar associados a um tipo de dado (inteiro, real, texto, etc.) e, no caso de

literais textuais, podem também estar associados ao código do idioma do texto.

Quando o é um literal, uma tripla RDF significa que o valor da propriedade p da

entidade s é o e diz-se que p é um atributo de s. Caso o seja também uma entidade, p

denota um relacionamento entre s e o.
1https://tools.ietf.org/pdf/rfc3987.pdf
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Vocabulário RDF – Conjuntos de Dados RDF são especificados com o auxílio de um

vocabulário pré-definido, o RDF Schema [8], que é semelhante aos sistemas de tipos em

linguagens de programação orientada a objetos, como JAVA. Mas o RDF Schema uma

diferença significativa, em vez de definir uma classe em termos de propriedades que suas

instâncias podem ter, ele descreve as suas propriedades em termos das classes de recursos

a que se aplicam [8]. Esse vocabulário consiste em um conjunto de IRIs com significado

pré-definido, conforme descrito a seguir.

Um dos termos desse vocabulário é rdfs:Resource, onde rdfs é o prefixo associado

ao namespace2 http://www.w3.org/2000/01/rdf-schema#, que denota o conjunto de

todos os nós de um grafo RDF. Implicitamente, todo nó de um grafo RDF é decla-

rado como sendo do tipo rdfs:Resource. Uma declaração de tipo pode ser feita tam-

bém de forma explicita associando-se um nó ao seu tipo, ou classe, através do predicado

rdf :type, onde rdf é associado a http://www.w3.org/1999/02/22-rdf-syntax-ns#. As-

sim, a tripla (<u>, rdf :type,<T>) representa a afirmação de que o nó identificado por

u é do tipo T . Os delimitadores < e > são usados para distinguir uma IRI de um li-

teral, que são identificadas com aspas duplas. Um exemplo mais intuitivo é a tripla

(<maria>, rdf :type,<Pessoa>) que significa que um indivíduo denotado pelo identifica-

dor maria é classificado pelo tipo Pessoa. Nesse caso, os identificadores maria e Pessoa

podem ter significados bem definidos na linguagem corrente de um determinado domínio

de informação e seus significados podem ser aplicados à interpretação do significado da

tripla no mundo real.

O conjunto rdfs:Resource pode ser parcialmente particionado nos subconjuntos

rdfs:Class, rdfs:Property e rdfs:Literal. O primeiro subconjunto representa os nós, ou

recursos, usados para classificar entidades, à semelhança das classes de uma linguagem

orientada a objetos. O segundo agrupa recursos que são usados como predicados nas

triplas. E o terceiro representa o conjunto dos valores literais do grafo. Recursos que

não fazem parte de nenhum desses três subconjuntos são o que se chama de entidade, e

são normalmente os recursos para os quais se deseja procurar as interligações em outros

conjuntos de dados.

O RDF Schema permite a especificação da relação de subclasse através do predicado

rdfs:subClassOf . Se uma classe C ′ é uma subclasse de C, todas as entidades de C ′

serão entidades de C. Ele também define o conceito de subpropriedade com o predi-

cado rdfs:subPropertyOf . Se uma propriedade p′ é subpropriedade de p, então todos os
2http://www.rfc-base.org/txt/rfc-3061.txt
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recursos interligados por p′ são implicitamente interligados por p também.

O predicado rdfs:range é usado para indicar o conjunto a que pertencem os ob-

jetos das triplas em que um determinado predicado é usado. Por exemplo, a tripla

(<nome>, rdfs:range, xsd:String) significa que o predicado identificado por nome possui

valores textuais e a tripla (<amigoDe>, rdfs:range,<Pessoa>) significa que o predicado

amigoDe só pode interligar nós do grafo em que o objeto é declarado como do tipo Pessoa.

O predicado rdfs:domain, ao contrário, indica o conjunto a que pertencem os sujeitos das

triplas de um predicado.

Codificação – Grafos RDF podem ser armazenados em arquivos sequenciais, bancos de

dados e repositórios especializados no armazenamento de triplas, chamados triplestores.

Quando armazenados em arquivos, é necessário uma sintaxe específica para codificação

das triplas. Existem três famílias de formatos de codificação: a família XML, a família

Turtle e a família JSON. A seguir serão descritos esses formatos, mostrando as suas

principais características.

Cyganiak et al. [11] apresentam quatro tipos de sintaxe RDF da família Turtle que são

N-Triples, Turtle, TriG e N-Quads. A principal vantagem deste formato é a simplicidade

da escrita das triplas, que aumentando sua legibilidade.

O formato N-Triples representa todo o conteúdo RDF em triplas, permitindo ao

usuário omitir o tipo de dados de um literal. Neste formato, cada linha corresponde a

uma tripla do grafo RDF. A Figura 2.1 apresenta um exemplo dessa sintaxe.

Figura 2.1: Exemplo da sintaxe N-Triple.

A sintaxe Turtle é uma extensão do N-Triples. Sua principal vantagem é a fa-

cilidade de leitura dos dados. A Figura 2.2 mostra um fragmento de arquivo nesse

formato. As linhas 2–6 contém a declaração de namespaces que permite a codificação

das triplas RDF de forma mais simplificada, facilitando a leitura. As linhas 9–12

simplificam ainda mais a representação das triplas permitindo a omissão do sujeito

(<http://example.org/bob#me>) que, por ser o mesmo para todas as triplas, pode ser

indicado somente uma vez. A omissão é identificada pelo ponto e vírgula ao final das

triplas com o mesmo sujeito. A última tripla é sempre finalizada com um ponto final.
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Figura 2.2: Exemplo da sintaxe Turtle.

O formato Turtle suporta apenas um único grafo RDF. O formato Trig, por outro

lado, suporta a especificação de múltiplos grafos RDF em um mesmo arquivo, nomeando

cada um deles. A Figura 2.3 mostra um exemplo desta sintaxe. Nesse exemplo, as linhas

10–14 são parte de um grafo RDF identificado por http://example.org/bob. O formato

de especificação das triplas de cada grafo segue a mesma especificação do formato Turtle.

Figura 2.3: Exemplo da sintaxe Trig.

O último o formato da família Turtle, o N-Quads, é uma extensão simples do

N-Triples e também permite a especificação de grafos nomeados. Basicamente, cada

linha do arquivo é uma tupla com quatro elementos, onde o último indica o grafo ao qual

pertence a tripla formada pelos três primeiros elementos. Grafos nomeados são opcionais,

isto é, o último elemento das tuplas podem não ser informado. Nesse caso, diz-se que
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a tripla pertence ao grafo padrão, ou grafo não nomeado. A Figura 2.4 ilustra essa sintaxe.

Figura 2.4: Exemplo da sintaxe N-Quads.

A família JSON possui somente um tipo de codificação, denominado de JSON-LD,

que transforma arquivos em JSON em RDF com mínimas mudanças [11]. Esta sintaxe

possui identificadores universais, com os quais, um objeto JSON podem identificar

outro objeto JSON contido na WEB e também fornece uma maneira de codificar grafos

RDF em arquivos no formato JSON. A Figura 2.5 mostra um exemplo deste tipo

de sintaxe. Na linha 2 o parâmetro @context indica o arquivo JSON que conterá o

grafo RDF. A linha seguinte define o identificador do recurso principal a ser descrito

http://example.org/bob#me. O restante do documento indica os predicados e valores

que descrevem o recurso.

Figura 2.5: Exemplo da sintaxe JSON-LD.

Existe ainda uma codificação para ser embutida em páginas HTML, denominada

de RDFa. A principal vantagem desta sintaxe é permitir que mecanismos de busca

possam enriquecer os resultados da pesquisa. A Figura 2.6 mostra um exemplo desta

sintaxe. As linhas 1–3 definem os namespaces que serão utilizados. Essas declarações

são semelhante ao formato Turtle. O atributo resource do elemento XML <DIV>

na linha quatro indica o sujeito (http://example.org/bob#me) ao qual se referem as

triplas informadas nas linhas seguintes. A linha 6 pode ser interpretada como uma

tripla RDF na qual o sujeito declarado na linha 4 estabelece uma ligação com o recurso
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http://example.org/alice#me através do predicado foaf:knows.

Figura 2.6: Exemplo da sintaxe RDFa [11]

Por fim, o formato RDF/XML foi a primeira sintaxe desenvolvida para conjuntos

de dados RDF. Neste formato, as triplas RDF são especificados dentro de um elemento

XML. A Figura 2.7 apresenta um exemplo desta sintaxe, em que, nas linhas 2–5 são

declarados os vocabulários presentes no documento RDF. Especificamente, na linha 6 é

explicitado o recurso e em seguida nas linhas 7–9 é mostrado os componentes das triplas

deste determinado recurso.

Figura 2.7: Exemplo da sintaxe RDF/XML

Consulta e Armazenamento – Uma alternativa ao armazenamento das triplas RDF em

arquivos sequenciais é a utilização de sistemas de banco de dados relacionais, através de

frameworks específicos como o Jena SDB3, ou sistemas dedicados à função de gerencia-

mento de triplas chamados triplestores como, por exemplo, o Jena TDB4 e o OpenLink

Virtuoso5.
3https://jena.apache.org/documentation/sdb
4https://jena.apache.org/documentation/tdb2
5https://virtuoso.openlinksw.com
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Gerenciadores de triplas possuem interface de consulta com linguagem semelhante ao

SQL, chamada Simple Protocol and RDF Query Language (SPARQL) [19], implementada,

por exemplo, no Jena Fuseki6 e Openlink Virtuoso.

A SPARQL tem estrutura Select-From-Where ou Construct-From-Where. No pri-

meiro caso o Select especifica a projeção sobre dados que serão retornados, de forma que o

resultado é uma relação, ou tabela. No segundo caso, o Construct especifica um regra de

formação de triplas e o resultado é um grafo RDF. O From é uma cláusula opcional que

identifica o subconjunto de triplas onde será realizada a consulta. Caso seja declarado,

a busca será feita nos conjuntos de dados RDF declarados, caso contrário, a busca será

feita no grafo não nomeado. Por fim, a cláusula Where impõe condições de seleção de

triplas à consulta que será especificada através dos chamados triple patterns [19]. A

Figura 2.8 mostra uma consulta que seleciona triplas onde o sujeito e o predicado são

ex : bookx e dc : title, respectivamente e o objeto pode assumir qualquer valor. O sujeito

e o predicado são determinados porque foram informadas as IRIs desejadas, enquanto

que o objeto não tem valor determinado porque foi especificado como uma variável.

Variáveis em SPARQL são rótulos que começam com o caractere ? e indicam quais ele-

mentos das triplas selecionadas devem ser recuperados para o resultado. Variáveis podem

ser listadas da cláusula Select para especificar-se quais dados serão retornados ao usuário.

PREFIX ex : <http :// example . org /book/> .

SELECT ? t i t l e
WHERE { ex : bookx dc : t i t l e ? t i t l e . }

Figura 2.8: Consulta SPARQL do título do livro identificado por ex:bookx.

Existe também filtros para restringir valores. Para filtros de String, por exemplo,

pode-se usar a palavra reservada REGEX que opera apenas em literais simples sem tag

de idioma. A Figura 2.9 mostra a seleção de títulos de livros que começam com “SPARQL”.

Ainda para filtragem utilizando manipulações String, a função str permite a conversão

de uma IRI para um valor literal correspondente. A Figura 2.10 mostra uma consulta
6https://jena.apache.org/documentation/fuseki2
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PREFIX dc : <http :// pur l . org /dc/ e lements /1.1/>

SELECT ? t i t l e
WHERE {

?x dc : t i t l e ? t i t l e
FILTER regex (? t i t l e , "^SPARQL" )

}

Figura 2.9: Consulta SPARQL do título dos livros que começam com “SPARQL”.

SPARQL que seleciona um conjunto de triplas T1 com predicado foaf :name e um con-

junto T2 com o predicado foaf :mbox e seleciona as triplas de T1 e T2 onde o objeto ?name

das triplas de T1 é igual sujeito ?name das triplas em T2. As triplas cujos valores da

variável ?mbox convertido para texto contiver o texto “@work.example” serão selecionadas.

PREFIX f o a f : <http :// xmlns . com/ f o a f /0.1/>

SELECT ?name ?mbox
WHERE { ?x f o a f : name ?name .

?name f o a f :mbox ?mbox .
FILTER regex ( str (?mbox) , "@work . example" )

}

Figura 2.10: Consulta SPARQL do título dos livros que começam com “SPARQL”.

2.2 Dados Interligados

A ideia de Dados Interligados, ou Linked Data surgiu para permitir o compartilhamento

de dados na Web. Este conceito foi apresentado por Tim Berners-Lee, que definiu quatro

princípios para a Web de Dados [5]: (1) usar IRIs para identificar as entidades do mundo

real, (2) usar IRIs HTTP para serem acessíveis na Web, (3) quando alguém consultar

uma IRI forneça informações úteis usando RDF e, por último, (4) inclua interligações

com outras IRIs.

O primeiro princípio defende o uso de conjuntos de códigos uniformemente distribuído

entre provedores de dados de forma a permitir a criação de identificadores globalmente

únicos para as entidades do mundo real. O segundo princípio se refere ao mecanismo de

acesso aos dados. Basicamente, o acesso deve ser feito utilizando-se toda a infraestru-

tura tecnológica já disponível para a Web, que permite que as consultas às IRIs sejam
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encaminhadas ao seus respectivos curadores para que eles possam fornecer uma descrição

apropriada da entidade. A esse processo dá-se o nome de dereferenciamento, terceiro

princípio. Por fim, Berners-Lee observa que a interligação entre as IRIs é requisito chave

para o desenvolvimento de rede de dados. Interligações são triplas RDF onde o sujeito e

o objeto são IRIs. Quanto mais interligações, maior a base de conhecimento subjacente

ao conjunto de dados.

Existem cerca de 1163 conjuntos de dados em diferentes domínios que no decorrer

dos anos tem crescido bastante. A Figura 2.11 apresenta o crescimento da quantidade de

conjuntos de dados disponíveis desde 2007.

Figura 2.11: Evolução da quantidade dos conjuntos de dados entre 2007 e 2017.

Heath e Bizer [20] afirmam boas práticas de publicação de dados, facilitam a

reutilização de informações relevantes para a integração de diferentes fontes. A seguir

será mostrado algumas abordagens e tecnologias que facilitam a publicação e o compar-

tilhamento de dados vinculados.

Criação de IRIs – A forma mais simples de se publicar dados vinculados são por meio

de IRIs, que são identificadores de entidades do mundo real. Heath e Bizer [20] citam

dois principais motivos para se usar IRIs HTTP, o primeiro motivo é que IRIs HTTP

favorece a simplicidade na criação de nomes globais, o segundo é o acesso fácil através de

um navegador de Internet. Mas para a criação de IRIs algumas regras devem ser seguidas,

são elas:
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• Usar IRIs HTTP para todos os recursos, deixando-as possíveis de serem dereferen-

ciadas.

• Evitar o uso de portas e arquivos com extensões nas IRIs. Quanto mais detalhes

sobre a hospedagem e os seus arquivos forem omitidas, melhor a confiabilidade do

provedor que está concedendo a informação.

• Manter as IRIs persistentes, pois a perda de conexão com uma delas resultará na

perda de informação.

• Tornar a IRI única. A principal forma de contribuir para a unicidade da IRI é usar

chaves primárias naturais da entidade na criação da IRI, por exemplo, usar o ISBN

na IRI que representa um livro.

As IRIs permitem a criação de nomes globalmente únicos de forma descentralizada,

pois todos os proprietários de um nome de domínio podem criar novas IRIs [20]. Mas as

IRIs não tem somente a função de fornecer um nome, tem também a função de fornecer

uma descrição de uma entidade identificada.

Dereferenciamento de IRI – Dereferenciamento de IRI, consiste em recuperar uma descri-

ção de uma entidade do mundo real a partir de sua IRI. Cada entidade pode possuir uma

ou mais descrições que variam em conteúdo, idioma e formato e, por isso, correspondem a

recursos de informação diferentes na Web. Há que se distinguir, portanto, entre IRIs uti-

lizadas como identificadores de entidades e IRIs correspondentes a recursos de informação

de descrição [20].

A recuperação de uma descrição é feita através de negociação de conteúdo. O cliente

envia a um servidor de dados uma requisição HTTP GET contendo a IRI desejada,

formatos de dados e idiomas preferidos, e o servidor envia mensagem de redirecionamento

para o recurso de informação que melhor se adapta às preferências7. Os formatos de

Dados preferidos são informados no atributo Accept do cabeçalho da requisição HTTP e

os idiomas no atributo Language.

As IRIs podem ser de dois tipos, IRIs 303 e IRIs hash. As IRIs 303 são IRIs que

resultam em uma mensagem de redirecionamento com código HTTP de retorno 303. Esse

código indica que um recurso de informação de descrição da entidade deve ser procurado

em outro lugar. Não deve-se confundir a IRI de identificação das entidades com as IRIs
7https://www.w3.org/TR/cooluris/
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de identificação de recursos de informação que as descrevem. O redirecionamento com o

código HTTP de retorno 303 permite identificar que a IRI da entidade é uma IRI válida,

porém sua descrição está em outro lugar [20]. A figura 2.12 descreve esse processo de

dereferenciamento. Na etapa (1), um usuário envia uma consulta aos dados disponíveis

da entidade http://dbpedia.org/resource/brasil e informa que deseja recebê-los no

formato RDF/XML. A consulta é encaminhada na Web ao servidor dbpedia.org, que

examina a requisição e responde, em (2) com código de retorno 303, que a descrição

desejada está no recurso de informação http://dbpedia.org/data/brasil.rdf. O

navegador cliente recebe a notificação de redirecionamento e, em (3), faz nova requisição

ao servidor, que retorna, em (4), o conteúdo do segundo recurso de informação com

código HTTP de retorno 200.

Figura 2.12: Esquema de Dereferenciamento utilizando a estratégia 303URI

As IRIs hash são IRIs com o símbolo #. Um servidor Web ao receber uma IRI hash

elimina os caracteres à direita do símbolo # e inclusive esse símbolo, e processa a IRI re-

sultante desse processo. Portanto, uma IRI hash não pode identificar um documento Web.

Isso evita o uso de redirecionamento para não criar ambiguidades entre a IRI da entidade

e do recurso de informação de descrição da entidade. A Figura 2.13 mostra o dereferen-

ciamento com essa estratégia. Na primeira etapa (1) do processo, o usuário envia uma

consulta aos dados de http://biglynx.co.uk/vocab/sme#Team com formato de dados

preferido RDF/XML. O servidor, ao receber a requisição elimina os caracteres #Team,

recupera o documento Web com identificação http://biglynx.co.uk/vocab/sme#Team

e devolve seu conteúdo (2) ao cliente com código HTTP 200. Note que ao consultar

http://biglynx.co.uk/vocab/sme#Small o conteúdo da resposta seria o mesmo.

Assim o documento http://biglynx.co.uk/vocab/sme é o repositório de todas as



2.2 Dados Interligados 18

entidades com namespace http://biglynx.co.uk/vocab/sme#. Esse recurso é muito

utilizado na definição de vocabulários RDF quando escolhe-se manter os termos de um

mesmo vocabulário em um mesmo documento. Todas as IRIs hash definidas com o

namespace http://biglynx.co.uk/vocab/sme# devem estar presentes no documento

Web http://biglynx.co.uk/vocab/sme.

Figura 2.13: Esquema de Dereferenciamento utilizando a estratégia HashURI [20]

Não é possível definir que uma estratégia sempre terá melhor desempenho do que a

outra, mas pode-se notar algumas vantagens e desvantagens das duas abordagens. A IRI

hash é capaz de reduzir o número de solicitações HTTP que, como consequência, reduz

a latência entre o cliente e o servidor. Por outro lado, a principal desvantagem IRI hash

é que as descrições de todos os recursos compartilham a mesma IRI, ou seja, o cliente

pode estar apenas interessado em uma única IRI de resposta, mas o servidor irá enviar

o conteúdo todo de um documento. Portanto, a IRI hash pode devolver uma grande

quantidade de dados para o cliente, que não será utilizada.

Por outro lado, a principal vantagem da abordagem IRI 303 é a flexibilidade. O

alvo de redirecionamento pode ser alterado separadamente para cada recurso [20]. Essa

estratégia é muito utilizada para descrições de conjuntos de dados muitos grandes, como

a DBpedia8, por exemplo. Já a primeira abordagem é utilizada para identificar termos

de vocabulários RDF.

Interligações RDF – Criar interligações de entidades é permitir a navegação entre dife-

rentes fontes de dados. Como já mencionado anteriormente, uma interligação consiste

em uma tripla RDF onde o sujeito e o objeto são entidades. Heath e Bizer [20] definem

que existem dois tipos de interligações RDF: internos e externos. Interligações internas
8https://www.dbpedia.org/
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se referem a conexões de recursos oriundos de um mesmo conjuntos de dados. Já uma

interligações externas, conectam recursos provenientes de conjuntos de dados diferentes.

As interligações externas são importantes naWeb de Dados, pois são uns dos principais

requisitos de Linked Data. A Tabela 2.1 mostra um exemplo de uma interligação externa.

Nessa tripla, o recurso https://www.dbpedia.org/resource/Tim_Bernners_Lee da DB-

pedia é interligado ao recurso http://www4.wiwiss.fu-berlin.de/dblp/resource/

person/100007 da DBLP.

Tabela 2.1: Exemplo de interligação externa RDF.
Sujeito http://dbpedia.org/resource/Tim_Berners-Lee
Predicado http://www.w3.org/2002/07/owl#sameAs
Objeto http://www4.wiwiss.fu-berlin.de/dblp/resource/person/100007

A Tabela 2.2 representa uma tripla de ligação interna. O sujeito e o objeto da

pertencem ao mesmo namespace.

Tabela 2.2: Exemplo de interligação interna RDF
Sujeito http://swlab.ic.uff.br/void.ttl#DatasetDescriptions
Predicado http://rdfs.org/ns/void#propertyPartition
Objeto http://swlab.ic.uff.br/void.ttl#id-8719ca50-4435-4589-85e4-55503f9efc65

Ainda existem outros tipos de interligações externas: interligações de relacionamento,

interligação de entidade e interligação de vocabulário [20]. O primeiro se refere a inter-

ligações de recursos de modo geral a uma fonte de dados diferente, como por exemplo,

interligações para informações básicas de uma pessoa. O segundo tipo, se trata de uma

interligação para representar um objeto ou conceito abstrato do mundo real, este tipo de

interligação tem uma função importante em relação ao aspecto social, pois permite dife-

rentes visualizações do mundo na Web de dados. Por fim, as interligações de vocabulário

permite alinhar termos de diferentes vocabulários.

2.3 Vocabulário VoID

VoID é um vocabulário para a descrição de conjuntos de dados RDF. É uma ponte entre

os editores e os usuários dos dados [2], pois pode conter informações úteis para a reuti-
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lização do seu conteúdo, contribuindo para que usuários encontrem os dados certos para

as suas tarefas. Descrições VoID não são obrigatórias, mas são altamente recomendáveis

para a divulgação de conjunto de dados na web. O VoID estende o vocabulário Dublin

Core9 usado para a descrição de documentos, mas acrescenta particularidades de dados

RDF como, licença de uso, linksets, partições, dumps, e SPARQL endpoints, que serão

apresentados a seguir.

A Figura 2.14 é um fragmento da descrição do dataset EntityRelatednessTestData.

Nas linhas 7–8 é declarado o conjunto de dados. Nas linhas 9–10 são fornecidas algumas

informações sobre o conjunto de dados utilizando o vocabulário Dublin Core.

1 @pre f ix vcard : <http ://www.w3 . org /2001/XMLSchema#> .
2 @pref ix dcterms : <http :// pur l . org /dc/ e lements /1.1/> .
3 @pref ix rd f : <http ://www.w3 . org /2000/01/ rdf−schema#> .
4 @pref ix void : <http :// r d f s . org /ns/ void#> .
5 @pref ix do i : <https : // doi . org /10.6084/> .
6
7 : Ent ityRelatednessTestData
8 a void : Dataset ;
9 r d f s : s eeAlso doi :m9. f i g s h a r e . 5143945 ;
10 dcterms : c r ea ted "2017−07−17"^^xsd : dateTime .

Figura 2.14: Descrição VoID do dataset Entity Relatedness Test Data.

Outro recurso do VoID, é o particionamento do conjunto de triplas em subconjuntos

por assunto. Esta informação é relevante, pois permite a filtragem de datasets pelo seu

conteúdo. O vocabulário Dublin Core permite descrever os tópicos de um conjunto de

dados. Um exemplo é mostrado a seguir sobre o conjunto de dados ACM com alguns

tópicos sobre o seu conteúdo.

É possível informar também os meios de acesso a um conjunto de dados, ou seja,

dumps e SPARQL endpoints. Os dumps são declarados pelo atributo void:dataDump, já

o SPARQL endpoint pelo atributo void:sparqlEndpoint.

Conjuntos de dados RDF podem utilizar diversos vocabulários. Da mesma forma

que pode-se dividir um conjunto de dados por assuntos, pode-se também descrever
9http://dublincore.org/documents/2010/10/11/dcmi-terms/
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1 @pref ix dcterms : <http :// pur l . org /dc/ e lements /1.1/> .
2 @pref ix void : <http :// r d f s . org /ns/ void#> .
3 @pref ix dbr : <http :// dbpedia . org / r e s ou r c e/> .
4
5 :ACM
6 a void : Dataset ;
7 void : subset [ a void : Dataset ;
8 dcterms : sub j e c t dbr : Computer_science ] ;
9 void : subset [ a void : Dataset ;
10 dcterms : sub j e c t dbr : Journal ] ;
11 void : subset [ a void : Dataset ;
12 dcterms : sub j e c t dbr : Proceed ings ] .

Figura 2.15: Descrição VoID do dataset ACM com particionamento por assunto.

subconjuntos de triplas que usem o mesmo predicado ou a mesma classe. A Figura 2.16

O exemplo s seguir mostra existência de dois subconjuntos de triplas da DBpedia. O

primeiro são triplas do tipo { ?s rdf :type foaf :Person. }, isso é, triplas que classificam

entidades como foaf:Person, esse conjunto possui 312.000 triplas. O segundo, com a

mesma quantidade de triplas é formado por triplas da forma { ?s foaf :name ?o. }, que

especificam o valor da propriedade foaf:name de entidades.

1 @pref ix void : <http :// r d f s . org /ns/ void#> .
2 @pref ix f o a f : <http :// xmlns . com/ f o a f /0.1/> .
3
4 : DBpedia
5 a void : Dataset ;
6 void : c l a s s P a r t i t i o n [ a void : Dataset ;
7 void : c l a s s f o a f : Person ;
8 void : e n t i t i e s 3 1 2 . 0 0 0 ] ;
9 void : p rope r tyPar t i t i on [ a void : Dataset ;
10 void : property f o a f : name ;
11 void : t r i p l e s 3 1 2 . 0 0 0 ] .

Figura 2.16: Descrição VoID do dataset DBpedia com particionamento por classe e pro-
priedade.

Por fim, uma descrição pode informar os linksets dos conjunto de dados. Linksets são

subconjuntos de triplas que interligam entidades de dois conjuntos de dados diferentes

através de um predicado particular, ou seja, é um conjunto de triplas com o mesmo

predicado, onde todos os sujeitos pertencem ao conjunto de dados sendo descrito e onde
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todos os objetos pertencem a um único outro conjunto de dados. A Figura 2.17 mostra a

descrição de um linkset contendo interligações de entidades do conjunto de dados ACM

com as entidades do IEEE por meio do predicado de equivalência owl:sameAs e contento

1000 triplas.

1 @pre f ix f o a f : <http :// xmlns . com/ f o a f /0.1/> .
2
3 :ACM
4 a void : Dataset ;
5 void : subset [ a void : L inkset ;
6 void : t a r g e t : IEEE ;
7 void : property owl : sameAS ;
8 void : t r i p l e s 1 0 0 0 ] .

Figura 2.17: Descrição do linkset do ACM com o IEEE por meio do predicado
owl:sameAs.

2.4 Recuperação de Informação

Recuperação de Informação, ou Information Retrieval (IR), é uma área da ciência da

computação dedicada ao desenvolvimento e estudo de técnicas que visam a busca de

recursos de informação relevantes [27]. Os exemplos mais populares de aplicação dessas

técnicas são os motores de busca disponíveis na Web.

Atualmente existem muitas outras áreas de pesquisa correlatas como, por exemplo,

a utilização de informações disponíveis em redes sociais para melhorar a classificação de

documentos relevantes. De toda forma, o principal objetivo é o oferecimento de recursos

suficientemente ricos para utilização.

Em um sistema de IR, os documentos úteis aos usuários são chamados de documentos

relevantes. Um sistema de recuperação ideal, recupera somente documentos relevantes ao

usuário, conseguindo assim, uma precisão de 100%, mas sistemas de recuperação perfeitos

não existem, pois a definição de relevância de um documento depende de uma opinião

subjetiva do usuário [21].

Um sistema de recuperação envolve três aspectos: (i) representação do conteúdo

dos documentos; (ii) representação das informações do que o usuário precisa e (iii)

comparação destas representações. A Figura 2.18 mostrada um fluxograma do processo

de IR [21]. Para criar a representações de documentos é necessário um pré-processamento
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para a extração dos termos de indexação dos documentos. Termos de indexação

são palavras utilizadas nos documentos que são ponderadas com sua importância em

cada documento. A esse processo de extração e ponderação dos termos de indexação

da-se o nome de indexção dos documentos. O passo seguinte no processo de IR é a

representação da necessidade de informação do usuário, que é chamado de processo

de formulação de perguntas. A última etapa é a comparação das perguntas com as

representações dos documentos. A comparação indica o grau de relevância de cada

documento para a consulta formulada. O resultado é uma lista dos documentos existente

ordenada pela relevância. É esperado que os documentos mais relevantes estejam nas

primeiras posições da lista minimizando o tempo do usuário de verificar a lista completa.

Existem algoritmos classificatórios que levam em consideração a frequência dos termos

encontrados nos documentos para retornar a lista de documentos relevantes para o usuário.

Figura 2.18: Processo de Recuperação de Informação.

Métricas de desempenho de modelos de IR – As medidas mais simples para a aferição da

qualidade dos ranques é a precisão (precision) e a recuperação (recall). Yates e Neto [4]

definem as duas medidas da seguinte forma. Seja R o conjunto de documentos relevantes

e A o conjunto dos documentos retornados para o usuário usuário.

precision =
|R ∩ A|
|A|

(2.1)
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recall =
|R ∩ A|
|R|

(2.2)

Esses conceitos, levam em consideração que todos os documentos do conjunto A fo-

ram examinados pelo usuário, no entanto, isso nem sempre é verdade porque a quantidade

de documentos em A pode ser muito grande. Normalmente, são analisados somente os

documentos encontrados no topo do ranque. Por conta disso, uma avaliação adequada

seria correlacionar em um gráfico as medidas precision e recall obtidas em cada posição

do ranque [4], chamadas precisão na posição k (precision@k) e recuperação na posição

k (recall@k). Para calcular este comportamento, suponha que são conhecidos os docu-

mentos relevantes para um conjunto de consultas e seja, R1 o conjunto de documentos

relevantes para a consulta q1.

R1 = {d3, d5, d9, d25, d39, d44, d56, d71, d89, d123}

Considere que um algoritmo de classificação produza o ranque c de documentos:

c = (d123, d84, d56, d6, d8, d9, d511, d129, d187, d25, d38, d48, d250, d113) (2.3)

Examinando o ranque c, observa-se que o documento d123 está no topo e d123 ∈ R1,

portanto, este documento corresponde a 10% dos documentos relevantes em R1. Assim,

tem-se uma precision@1 de 100% e um recall@1 de 10%. O próximo documento

relevante se encontra no terceiro lugar (d56), com isso tem-se uma precision@3 66.6% e

um recall@3 de 20%. Prosseguindo-se esse raciocínio para o restante do ranque, obtém-se

a curva da figura 2.19.

A partir de 50% todos os documentos relevantes para a consulta q1 já foram encon-

trados e, por isso, recall@k se mantém a mesma, mas precision@k diminui porque |A|
aumenta. Defini-se, então, que precision@k = 0 para valores de recall@k superiores a

max({recall@k|k ∈ |c|}). Em motores de busca da Web, é comum realizar medições
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Figura 2.19: Gráfico Precisão X Recall do ranque c

médias quando 5 ou 10 documentos foram vistos independente de serem relevantes ou

não.

Precisão e recuperação, embora sejam amplamente utilizados, permitem apenas ava-

liações de relevância binária e podem ser influenciados por documentos relevantes encon-

trados ao final da classificação. Com isso, pode prejudicar a comparação de desempenhos

de modelos de ranqueamento. Um modelo que recupera documentos altamente relevantes

no topo da classificação e um outro modelo que recupera apenas documentos ligeiramente

relevantes no topo da classificação podem ser avaliados como equivalentes. Essa limitação

pode ser superada utilizando-se métricas de relevância graduada [4] como, por exemplo,

o normalized Discounted Cumulated Gain (nDCG).

Para se calcular o nDCG Yates e Neto [4] propõem que para avaliar o desempenho de

um ranque deve-se considerar que:

• Em uma classificação, os documentos altamente relevantes tem a preferência de ficar

no topo.

• Documentos relevantes que ficam no final da classificação são menos valiosos.

O grau de relevância de cada documento é normalmente definido em uma escala

numérica graduada, onde o menor valor significa que o documento não é relevante e

o maior valor significa que o grau de relevância é máximo. Como exemplo, considere

uma escala de relevância 0–3 e dois conjuntos de documentos relevantes R1 e R2 para as

consultas q1 e q2 respectivamente.
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R1 = {[d3, 3], [d5, 3], [d25, 2], [d39, 2], [d56, 1], [d123, 1]}

R2 = {[d3, 3], [d56, 2], [d129, 1]}

R1 e R2 mostram os documentos relevantes e seus graus de relevância para cada

consulta. O documento d3 tem o grau de relevância 3 Para a consulta q1 e também para

a consulta q2 e assim sucessivamente.

Dado um algoritmo de ranqueamento para as consultas q1 e q2, sejam G1 e G2 a

ordem de graus de relevância dos documentos no ranque de cada uma das consultas,

respectivamente. A lista ordenada de pontuações de relevância é denominada de vetor G.

G1 = (1, 0, 1, 0, 0, 3, 0, 0, 0, 2)

G2 = (0, 0, 2, 0, 0, 0, 0, 1, 0, 3)

Para o cálculo do nDCG, o primeiro passo é o cálculo do ganho acumulado (CG) e

depois é preciso obter uma medida de ganho acumulado (CG) produzido pelo algoritmo.

Para a consulta q1 o ganho acumulado na primeira posição é 1, na segunda posição 1+0,

e assim sucessivamente. Yates e Neto [4] definem o vetor de ganho acumulado como a

seguir. Dado um Vetor de Ganho gj para uma consulta qj, a função de Ganho Acumulado

CGj é

CGj[i] =

Gj[1], se i = 1,

Gj[i] + CGj[i− 1], se i > 1.
(2.4)

onde CGj[i] refere ao ganho acumulado na i-ésima posição da lista classificada para uma

consulta qj. Com essa definição os vetores de ganho acumulado dos ranques das consultas

q1 e q2 ficam:

CG1 = (1, 1, 2, 2, 2, 5, 5, 5, 5, 7)
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CG2 = (0, 0, 2, 2, 2, 2, 2, 3, 3, 6)

Documentos relevantes que se encontram no final da lista classificada não são muito

valiosos, uma vez que usuários tendem a se concentrar dos documetos do topo de ranque.

Portanto, é preciso introduzir um fator de penalização para impedir um ganho muito alto

a medida que é percorrida a lista classificada. Um modo de penalização, poderia ser uma

função da posição no ranque. Yates e Neto [4] definem uma penalização logarítmica de

acordo com a posição da lista. Dado um Vetor de Ganho Gj para uma consulta qj, a

função de Ganho Acumulado Descontado DCGj é

DCGj[i] =

Gj[1], se i = 1,

Gj [i]

log2 i
+DCGj[i− 1], se i > 1.

(2.5)

onde DCGj[i] refere ao desconto do ganho acumulado na i-ésima posição da lista classifi-

cada para uma consulta qj. Para exemplificar é mostrado o vetor de desconto acumulado

para as consultas q1 e q2:

DCG1 = (1, 1, 1.6, 1.6, 1.6, 2.8, 2.8, 2.8, 2.8, 3, 4)

DCG2 = (0, 0, 1.3, 1.3, 1.3, 1.3, 1.3, 1.6, 1.6, 2.6)

Pode-se avaliar que os ganhos acumulados descontados são menos afetados pelos docu-

mentos relevantes no final da lista classificada, ao contrário do CG. Isso pode ser observado

em DCG2, onde o último documento da lista tem relevância 3 e tem uma variação muito

menor do que visto em CG2.

Os números de precisão e recall são calculados de acordo com a quantidade de do-

cumentos relevantes, o que implica que podem ser usados diretamente para comparar

algoritmos distintos [4]. Por outro lado, o cálculo do DCG não é feito somente por do-

cumentos relevantes, envolve uma coleção de documentos, relevantes ou não o que pode

dificultar uma comparação de diferentes algoritmos. Uma solução é fazer a normalização

do DCG com o ganho acumulado calculado em um ranque ideal (IDCG). Para a nor-

malização é preciso definir um vetor de ganho ideal IG contendo todos os documentos
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ordenados descrescentemente pelo grau de relevância de uma determinada consulta q.

Para as consultas q1 e q2 têm-se os seguintes vetores IG:

IG1 = (3, 2, 1, 1, 0, 0, 0, 0, 0, 0)

IG2 = (3, 2, 1, 0, 0, 0, 0, 0, 0, 0, 0)

Dado os vetores IG, o ICG e IDCG são calculados de forma análoga ao CG e DCG.

Portanto, de forma análoga, segue ICG e IDCG para as consultas q1 e q2 são:

ICG1 = (3, 5, 6, 7, 7, 7, 7, 7, 7, 7)

ICG2 = (3, 5, 6, 6, 6, 6, 6, 6, 6, 6)

IDCG1 = (3, 8, 12, 15.5, 18.6, 21.4, 23.9, 26.3, 28.5, 30.6)

IDCG2 = (3, 8, 12, 15, 17.6, 20, 22.1, 24.1, 26.1, 27.9)

Dado um conjunto de consultas o IDCG médio é definido como o vetor cujas coorde-

nadas são a média das coordenadas dos IDCG de cada consulta. Analogamente o ICG

é computado da mesma forma.

IDCG[i] =
1

Nq

∑
j=1..Nq

IDCGj[i] (2.6)

Para exemplificar, segue o IDCG médio para as consultas q1 e q2:

IDCG = (3, 8, 12, 15.2, 18.1, 20.7, 23, 25.2, 27.3, 29, 25)

Finalmente, com o IDCG é possível normalizar o DCG para permitir a comparação

de diferentes modelos de ranqueamento.
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nDCG[i] =
DCG[i]

IDCG[i]
(2.7)

Modelo de Espaço Vetorial – O Modelo de Espaço Vetorial, tem a finalidade de criar

uma representação vetorial de um determinado documento basada nos termos indexados.

Manning et al. [27] definem alguns conceitos envolvidos no modelo de espaço vetorial.

• Bolsa de palavras – Conjunto de palavras encontradas em um documento.

• Frequência do termo – Número de ocorrências de uma palavra, ou termo, t em um

documento d. É denotado por TFt,d

• Stop word – Palavras que possuem pouco valor para a contagem de frequências

como, por exemplo, preposições e artigos.

• Frequência de documento – Número de documentos que contêm um termo de inde-

xação. É denotado por DFt.

• Frequência inversa de documento – Os termos de um documento precisam ter uma

penalização quando são muito comuns em todo o corpus. Essa frequência é IDFt =

log(N/DFt), onde N é o número total de documentos no corpus.

• TF.IDF : As definições de frequência do termo e a frequência inversa do documento

são combinadas para produzir um peso composto para cada termo em cada docu-

mento: wt,d = TFt,d · IDFt

Cada documento d pode ser representado como um vetor, no qual, cada coordenada

do vetor corresponde ao TF.IDF de um termo de indexação no documento.

−→
V (d) = (w1,d, w2,d, w3,d, ..., wn,d)

As consultas q também podem ter uma representação vetorial análoga que pode ser

definido como:

−→
V (q) = (w1,d, w2,d, w3,d, ..., wu,d)



2.4 Recuperação de Informação 30

Os vetores
−→
V (d) e

−→
V (q) podem ser comparados medindo-se a semelhança entre eles.

Quanto mais semelhantes mais relevante é o documento para a consulta, de forma que

o ranque pode ser formado em ordem decrescente dessa medida de semelhança. Uma

medida de semelhança comumente utilizada é o cosseno do ângulo entre os dois vetores.

A equação 3.5 mostra a fórmula da similaridade para o cosseno.

sim(d1, d2) =

−→
V (d1)x

−→
V (d2)

|
−→
V (d1)||

−→
V (d2)|

(2.8)



Capítulo 3

Métodos de Ranqueamento

Este capítulo apresenta alguns modelos de classificação de interligações de entidades,

descrevendo a teoria e mostrando abordagens que foram usadas para classificar conjuntos

de dados RDF.

3.1 Definições iniciais

Conjuntos de dados RDF – Um conjunto de dados RDF, ou simplesmente um dataset,

é um conjunto d de triplas RDF da forma (s, p, o) mantida por um único provedor. O

sujeito s da tripla é um identificador global (IRI), que denota uma entidade do mundo

real, o predicado p é um atributo da entidade e o objeto o é um valor de atributo da

entidade. Diz-se que o sujeito s é uma entidade de d, denotada por s ∈ d. Um objeto

pode ser um valor literal ou uma IRI de entidade.

Linksets – Um linkset ls de um dataset d é um subconjunto de triplas RDF de d que

interliga entidades de dois datasets diferentes através de um mesmo predicado, isto é, é

um conjunto de triplas (s, p, o) que tem o mesmo predicado p, s ∈ d, o ∈ d′ e d 6= d′.

Diz-se que (s, p, o) é uma interligação de entidades, ls é um linkset de d, d′ é o alvo de

ls, denotado por target(ls) e d é interligado com d′. Nós denotamos o conjunto de todos

os alvos de linksets de um dataset d por Ld e o conjunto de todos os alvos de linksets de

um conjunto de datasets D por LD =
⋃

di∈D Ldi . Por questão de simplicidade, daqui para

frente, nos referimos aos alvos de linksets simplesmente como linksets.

Seja ls um linkset e dfreq(ls) o número de datasets em D que têm ls como linkset.

Definimos tf-idf(ls) como segue.
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tf-idf(ls) =
|ls|

max({|lsi|/lsi ∈ Ld})
· log

(
|D|

dfreq(ls)

)
(3.1)

Categorias de tópico – O conjunto de categorias de tópico de um dataset d, denotado por

Cd, é o conjunto de IRIs de uma base de conhecimento particular, por exemplo, DBpedia,

que descreve o conteúdo de informação de um dataset. Ele pode ser inferido dos valores

literais ou extraído de descrições VoID. Em caso de inferência, valores literais são inspe-

cionados com ferramentas de reconhecimento de entidades nomeadas, como o BDpedia

Spotlight, conforme proposto por Caraballo et al. [9]. As entidades reconhecidas são ali-

nhadas com entidades de uma base de conhecimento e as categorias de tópico associadas

às entidades são recolhidas. A DBpedia, por exemplo associa uma lista de categorias

de tópico a entidades através do predicado dcterms:subject e cada categoria pode ser

uma subclassificação de várias outras através do predicado skos:broader. Dizemos que

uma categoria c está em Cd, se e somente se existe um caminho de predicados [19] {e

dcterms:subject/skos:broader* c.} da entidade nomeada e para a categoria c na DBpedia.

O conjunto de categorias de tópico de um conjunto de datasets di ∈ D é CD =
⋃

di∈D Cdi .

Categorias de tópico também pode ser extraídas de descrições VoID. De acordo com

o vocabulário VoID, datasets podem ser particionados por assunto de forma que pode-se

descrever subconjuntos de triplas cujo assunto está associado a um tópico. No trecho de

código da Figura 3.1, o dataset d1 tem cem triplas contendo entidades associadas com o

tópico dbc:Information_retrieval. O número de triplas em cada subconjunto pode ser

tomado como uma estimativa da frequência de ocorrência da categoria para o cálculo de

tf-idf(c) conforme a seguir.

@pref ix dcterms : <http :// pur l . org /dc/ terms/> .
@pref ix void : <http :// r d f s . org /ns/ void#> .
@pref ix dbc : <http :// dbpedia . org / r e s ou r c e /Category :> .

<d1> a void : Dataset ;
void : subset [ a void : Dataset ;

dcterms : sub j e c t dbc : In f o rmat i on_re t r i eva l ;
void : t r i p l e s 1 0 0 ; ] .

Figura 3.1: Exemplo de código do arquivo VoID
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Seja occurr(D, c) o número de ocorrências de entidade em D associadas com a

categoria c. Definimos C ′D e C ′d como segue.

C ′D = {c|c ∈ CD ∧ o1 ≤ occurr(D, c) ≤ o2} (3.2)

C ′d = (Cd ∩ C ′D) (3.3)

onde ∆ = max({ocurr(D, ci)/ci ∈ CD}) − min({ocurr(D, ci)/ci ∈ CD}), o1 =

min({ocurr(D, ci)/ci ∈ CD}) + 0.1∆ e o2 = max({ocurr(D, ci)/ci ∈ CD}) − 0.1∆. Os

limites de corte foram empiricamente escolhidos. A razão para a redução do conjunto de

categorias é que categorias muito frequentes ou raras, não discriminam apropriadamente

os datasets, da mesma forma como os termos de indexação em aplicações tradicionais de

Recuperação de Informação.

Seja occurr(d,c) o número de ocorrências de entidades em um dataset d ∈ D

associadas com c, seja dfreq(c) o número de datasets d′ ∈ D que têm a categoria c,

c ∈ C ′d, ci ∈ C ′d. Definimos tf-idf(c) de um dataset d como segue.

tf-idf(c) =
ocurr(d, c)

max({ocurr(d, ci)/ci ∈ Cd})
· log

(
|D|

dfreq(c)

)
(3.4)

3.2 Ranqueamento por similaridade

Este modelo de ranqueamento encontra semelhanças de um dataset di ∈ D em relação a

um dataset a ser classificado dt. Intuitivamente, quanto mais semelhantes di e dt forem,

maior a probabilidade de eles terem entidades correlatas entre si. A similaridade é esti-

mada pelo cosseno do ângulo θ−→
dt
−→
di

entre as representações vetoriais de dt e di denotado
−→
dt e
−→
di . Portanto, o score(dt, di) é definido da seguinte forma.

score(dt, di) = cos(θ−→
dt
−→
di

) (3.5)

As representações vetoriais correspondem às features distintas fi ∈ FD e seus valores

podem ser tf-idf(fi) ou 0, se fi não pertence a Fd. Lembrando que, tf-idf(·) de linksets e
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categorias de tópico são definidos em 3.1. Para este modelo de ranqueamento, foi testado

três conjuntos de features FD = LD, FD = C ′D and FD = LD ∪C ′D. O número de features

de di não tem limite, uma vez que, as features dependem dos metadados disponíveis dos

datasets. Por outro lado, a quantidade de recursos de dt estava limitado em 5, isto é,

cinco linksets (5L), cinco categorias (5C) ou 5 linksets e 5 categorias (5L5C), conforme

assumido na Tabela 3.1. Outras quantidades de features poderiam ter sido utilizadas,

mas este argumento está descrito nos trabalhos futuros.

Tabela 3.1: Modelos de Ranqueamento baseados em similaridade
Nome do modelo de Ranqueamento FD score(dt, di)
cos-5L LD

cos(θ−→
dt
−→
di

)cos-5C C ′D
cos-5L5C LD

⋃
C ′D

3.3 Redes Sociais

O método de Redes Sociais visa resolver o problema de previsão de ligação, estimando

a probabilidade da existência entre dois recursos, com base nas interligações correlatas

de seus recursos. Este problema, pode ser categorizado em duas classes. A primeira, é

uma previsão de interligações em redes de amostragem como a de web; já a segunda, é

a previsão das interligações que podem existir no futuro das redes em desenvolvimento,

como as redes sociais [26].

Considerando uma rede simples e não ponderada, G(V,E), onde V é o conjunto de

nos e E o conjunto de interligações. Para cada par de nos (x, y) ∈ V é assumido um valor

Sxy. Como G não é dirigido, então pode-se assumir que Sxy = Syx, portanto, para todos

as interligações são classificados em ordem decrescente de acordo com as suas pontuações

Sxy ou Syx.

Este método utiliza uma abordagem de similaridade para identificar semelhança nas

interligações para atingir melhores resultados, fornecendo assim, uma similaridade eficaz

e além disso, tem ótimas performances com redes muitos complexas. Para computar a

similaridade é adotado um conceito de Vizinhos Comuns (CN), Katz Index e um recém-

proposto índice de similaridade (Local Path Index ). O primeiro, dois nos x e y são mais

propensos em se tornar uma interligação no futuro, caso tenham interligações em comum.

Já o Katz Index é uma medida baseada no conjunto de todos os caminhos, que resume

diretamente a coleção de caminhos e exponencialmente amortecidos por comprimento

para dar a caminhos curtos mais pesos. Por fim, Local Path Index proporciona uma boa
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compensação de precisão e complexidade, e fornece um índice que toma consideração de

caminhos locais, mais amplo que CN [26].

Para exemplificar, este método baseia-se no pressuposto de que, se um conjunto P

de pessoas são semelhantes a uma determinada pessoa p e eles são muito populares,

suas semelhanças também não podem induzir similaridade de relacionamento e, portanto,

suas amizades podem não ser relevantes para p. Por exemplo, se p é semelhante a uma

estrela pop, não se pode inferir com precisão que ambos compartilhariam amizades. Por

outro lado, se as pessoas P não são muito populares, então o fato de serem semelhantes

aos p poderia indicar um interesse provável em compartilhar amizades. Uma heurística

complementar afirma que, além disso, o anterior, se uma pessoa p′ é muito popular e ele /

ela não é amigo de p, pode haver uma chance de p está interessado em se tornar amigo de

p′. Levando a amizade como interligações de conjuntos de dados, pode-se transpor essa

abordagem para o ranking do conjunto de dados do contexto.

Redes Sociais para Classificação de Conjunto de Dados RDF

Este modelo de ranqueamento foi proposto anteriormente por Lopes et al. [25], em

que, foi apresentado uma abordagem de Redes Sociais para classificar datasets relevantes.

Para realizar a classificação deste método, é preciso definir dois conjuntos de datasets. O

primeiro, é um conjunto de semelhança relacionado ao dataset a ser ranqueado, denomi-

nado de Preferential Attachment. O segundo é um conjunto a ser penalizado devido a

sua popularidade, denominado de Resource Allocation. Ambos os conceitos são definidos

a seguir.

• Preferential Attachment : Estima a probabilidade de uma interligação de dt para di
como um produto da cardinalidade da semelhança de dt, denominado de |St| e a

cardinalidade do conjunto de popularidade de di denotado de Pdi . A relação das

cardinalidades é mostrada a seguir.

pa0(dt, di) = |St|x|Pdi | (3.6)

Lopes et al. [25] define que, o conjunto |St| é totalmente independente de di e não

influencia no ranqueamento. Portanto o Preferential Attachment é denotado da

seguinte forma:

pa0(dt, di) = |Pdi | (3.7)
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• Resource Allocation: Dado dj ∈ D diferente de di. Se existirem muitas ligações de

dt para dj e de dj para di, então dj pode ser um conjunto de dados muito popular

como DBpedia, por exemplo. Portanto, dj só irá sugerir interligações com conjunto

de dados muito populares o que atrapalha a recomendação. Por outro lado, caso se

não existirem muitas interligações para dj, então pode ser uma forte indicação que

dj é muito particular para dt e di. Portanto, a existência de uma interligação para

dt para di é inversamente proporcional a quantidade de ligações para dj, ou seja,

depende da cardinalidade da popularidade de dj, que é denominado de Pdj .

ra = (dt, di) =
∑

dj∈StPdi∩Pdi

1

|Pdj |
(3.8)

Diante destes conceitos, Lopes et al. [25] propõe uma fórmula para ranquear datasets.

Esta fórmula é definida a seguir.

score(dt, di) = pa(dt, di) =
|Pdi |
|D|
·

∑
dj∈Sdt

∩Pdi

1

|Pdj |
(3.9)

A equação 3.9 define a probabilidade de di ser relevante para dt é diretamente propor-

cional à popularidade de di e inversamente proporcional à popularidade desses datasets

que tem di como um dos seus linksets. Nesta pesquisa, foi definido que Sdt é o conjunto de

semelhanças de dt, como o conjunto de todos os datasets em D que possuem pelo menos

10% das features em comum. Essa filtragem de similaridade foi empiricamente definida.

Pdi , é o conjunto de popularidade de di ∈ D, no qual, é o conjunto de todos os datasets

em D que tem links para di e Pdj é o conjunto de popularidade de dj em D. Um passo

de pré-processamento, computa Pdi de LD. Neste modelo de ranqueamento, também foi

testado diferentes conjuntos de features limitando o número em cada conjunto por dt,

utilizando 5 ou 12, features conforme resumido na Tabela 3.2. Da mesma forma que o

primeiro modelo de ranqueamento, 5L significa que dt tem cinco linksets, 12C significa

que dt tem doze categorias e 5L12C significa que dt tem cinco linksets e doze categorias.
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Tabela 3.2: Modelos de Ranqueamento baseado em redes sociais
Nome do modelo de Ranqueamento FD score(di, dt)
sn-5L LD

pa(di, dt)sn-12C C ′D
sn-5L12C LD

⋃
C ′D

3.4 Bayesiano

Este modelo originou-se em uma abordagem para desambiguação de palavras através de

um treinamento supervisionado, em que, existe um conjunto de treinamento de exemplares

em que cada ocorrência da palavra ambígua w é anotada com um rótulo semântico. Além

disso, este modelo trata o contexto de ocorrência como uma coleção de palavras sem

estrutura, mas integra informações de muitas palavras de acordo com o seu contexto.

O modelo Bayesiano apresenta uma classificação para os sentidos das palavras, onde

leva em consideração palavras em torno de ambiguidades e o significado do seu contexto

em um documento. Cada palavra de conteúdo contribui com informações potencialmente

úteis para determinar o contexto e a ambiguidade. Este classificador não possui seleção,

em vez disso, é calculado combinações de evidências para todas as características (features)

de um documento [28].

Dado um documento, seja w uma palavra ambígua, sk um conjunto de palavras am-

bíguas a w, ci o conjunto de contextos de w em um documento e vj são features usadas

para desambiguação. O modelo Bayes consiste em selecionar regras para auxiliar a de-

sambiguação, mas para isso, é preciso definir uma regra de decisão. Esta regra é baseada

em probabilidades, onde se P ( s
′

c
) > P ( sk

c
) para sk 6= s′.

Esta regra de decisão minimiza a probabilidade de erro, pois em cada caso é escolhido

uma classe ou sentido com a maior probabilidade condicional, logo, tem a menor probabi-

lidade de erro. Para este modelo, a taxa de erro para a desambiguação das palavras para

as instâncias de w para um texto, é sempre pequena.

Normalmente, não se é conhecido a probabilidade de P ( sk
c

), portanto equação 3.10

define o cálculo da probabilidade de sk em relação ao contexto.

P (
sk
c

) =
P (c|sk)

P (c)
˙P (sk) (3.10)

onde, P (sk) é a probabilidade de termos sk se não houver nada sobre o contexto. Por
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outro lado, o complemento P (c|sk)
P (c)

incorpora a evidência sobre o conteúdo do contexto.

O classificador Bayes tem o objetivo de fornecer uma classe correta sobre a desambi-

guação de termos. Manning et al. [28] afirma que, pode-se simplificar a tarefa de classi-

ficação eliminando a probabilidade P (c) que será uma constante para todo os sentidos.

Além disso, pode-se usar logarítmos de probabilidade para tornar-se a computação mais

simples. Então, pode-se atribuir w ao sentido s′ onde:

s′ = argmaxskP (
sk
c

) (3.11)

s′ = argmaxsk
P (c|sk)

P (c)
˙P (sk) (3.12)

s′ = argmaxskP (c|sk) ˙P (sk) (3.13)

s′ = argmaxsk[logP (c|sk) + logP (sk)] (3.14)

Gale et al. [17] apresenta uma abordagem particular do Bayes, denominada Naive

Bayes. Esta abordagem, utiliza o conceito de aprendizado de máquina, no qual, combina

evidências diante de um grande número de características. A equação 3.15 apresenta o

pressuposto do Naive Bayes, que utiliza atributos para a descrição que são condicional-

mente independentes.

P (c|sk) = P (vj|vj ∈ c|sk) =
∏
vj∈c

P (vj|sk) (3.15)

Com o pressuposto do Naive Bayes, Manning et al. [28] aborda uma nova regra para

decidir regras para o classificador Naive Bayes.

s′ = argmaxsk[logP (sk) +
∑
vj∈c

logP (vj|sk)] (3.16)

As probabilidades P (vj|sk) e P (sk) são utilizadas para realizar o treinamento. A
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equação 3.17 e 3.18 descrevem como é calculado as suas respectivas probabilidades.

P (vj|sk) =
C(vj, sk)∑
tC(vt, sk)

(3.17)

onde, C(vj, sk) é o número de ocorrências de vj em um contexto de sentido sk no corpo

de treinamento.

P (sk) =
C(sk)

C(w)
(3.18)

onde, C(sk) é o número de ocorrências de sk no corpo de treinamento e C(w) é o número

total de ocorrências das palavras ambíguas a w.

Classificador Bayesiano para Conjuntos de Triplas RDF

Leme et al. [23] propõe um modelo de ranqueamento de datasets inspirado por clas-

sificadores bayesianos, em que é calculado a probabilidade de que di seja relevante para

dt dado que dt contenha features fi em Fd. A suposição ingênua sobre a probabilidade

conjunta de ter múltiplas features induz a seguinte função de ranqueamento.

score(dt, di) = P (di|dt) =

(∑
j=1..n

log(P (fi|di))

)
+ log(P (di)) (3.19)

P (fi|di) é a probabilidade do dataset ter a feature fi se estiver interligado a di, e P (di)

é a probabilidade de di ser um linkset. Um pré-processamento calcula as probabilidades

de LD ∪C ′D. Além disso, foi testado diferentes conjuntos de features resumidos na Tabela

3.3 com as mesmas convenções de notação usadas em modelos anteriores.

Tabela 3.3: Modelos de ranqueamento baseados no método bayesiano
Nome do modelo de Ranqueamento FD score(di, dt)
bayesian-5L LD

prob(di, dt)bayesian-12C C ′D
bayesian-5L12C LD

⋃
C ′D
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3.5 Classificadores Baseados em Regras

JRIP

Cohen [10] apresenta um algoritmo RIPPERk de aprendizado de máquina, em que,

foi comparado computacionalmente com demais outros métodos de seleção de regras para

classificação de instâncias. De todo modo, este algoritmo de aprendizado seleciona regras

com taxas de erros inferiores ou equivalentes aos demais algoritmos, como o J48 por

exemplo. Além disso, o erro pode divergir dependendo da quantidade de amostragem de

seu treinamento.

A seleção de regras do algoritmo RIPPERk é realizado sobre os dados do treinamento

que são divididos em growing set e pruning set. Basicamente, growing set é um con-

junto inicial de regras iniciais utilizando algum método heurístico. A construção dessa

regra é através de ganho antecedente, em que, esta regra vai se aperfeiçoando até que

seja satisfeita. De todo o modo, regras simples podem se apresentar nesta etapa. Por-

tanto, o método denominado de pruning operations tem por objetivo eliminar as regras

de condições únicas. Por outro lado, o pruning set processa as regras que são não terão

importância para a classificação, otimizando assim, a seleção de regras.

Após gerar um conjunto de regras inicial RI o algoritmo passa por uma etapa de

otimização. Para cada regra no conjunto RI são geradas duas variantes para cada regra

do conjunto, onde esta variante é criada a partir de uma regra vazia, enquanto a outra

variante é gerada adicionando ganhosamente antecedentes à regra original. Esta variante

é otimizada, portanto o algoritmo ganha eficiência na produção de regras no treinamento.

No final do processo têm-se um conjuntos de regras final para serem classificadas de modo

rápido e eficaz.

J48

Quinlan e Ross [36] apresentam o algoritmo de aprendizado de máquina J48 também

conhecido por C4.5, que ao contrário doo JRIP, este algoritmo utiliza o conceito de divisão

e conquista, fornecendo regras através de uma árvore de decisão. Além disso, é possível

converter as árvores de decisão para classificar regras de aplicação.

As árvores de decisão são abordagens muitos eficientes na descoberta de conhecimento

na mineração de dados e além disso, permite a extração de conhecimento a partir da maior

parte dos dados disponíveis. [6].
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Existem alguns passos para construir a árvore de decisão com o algoritmo J48. O

primeiro, é verificar se todos os casos pertencem a mesma classe, logo o nó da árvore será

rotulado com a mesma classe. Em seguida, é calculado o ganho relativo dos atributos, essa

parte depende necessariamente dos dados que estão sendo treinados. Por fim, é escolhido

de divisão do ramo da árvore (que depende do critério de seleção). O segundo passo, é

o ganho de informação, onde é calculado um valor de entropia da desordem dos dados.

Através deste cálculo de entropia, é informado o ganho de informação produzido referente

aos dados de treinamento. Por fim, é realizado uma otimização, pois em conjuntos de

dados existem instâncias que não são bem definidas. Esta etapa é denominada de prunning

que contêm dois tipos de de otimização: (1) post puring que é realizada após a construção

da árvore; e (2) online puring realizado durante a criação da árvore [6].

Classificadores Baseados em Regras para Ranquear Conjunto de Dados RDF

Os dois últimos modelos de classificação usam os algoritmos de aprendizagem de má-

quina C4.5 e RIPPERk através de suas respectivas implementações em Java J48 e JRip no

Weka Toolkit [39]. Esses algoritmos são de classificação que aprendem regras conjuntivas

de representações vetoriais de di em D. Os algoritmos diferem nas heurísticas de poda na

árvore de decisão, o que pode afetar os desempenhos de computação e classificação. Cada

regra aprendida RC
j para uma classe C tem a probabilidade associada PRC

j
que estima

a confiança de classificar uma instância como sendo da classe C com RC
j . Para esses

modelos, foram treinados um conjunto de classificadores binários para as classes di e ¬di,
de modo que di ∈ D. Para classificar um dataset dt como uma instância de uma classe di
significa que dt pode ter interligações de entidades para di, ou seja, di pode ser um link de

dt, portanto, di contêm um linkset para para dt. Em vista disso, foi definido uma função

score(dt, di) da seguinte forma.

score(dt, di) =


P
R

di
j

se dt ∈ di

1− P
R

¬di
j

se dt ∈ ¬di
(3.20)

tal que, j é o índice de regras para o qual Rdi
j ou R¬dij aplica-se a dt e que tem o maior

PRC
j
. Os classificadores foram treinados com conjuntos de exemplos positivos e negativos

de cada classe. Exemplos positivos da classe di são os datasets que têm di como um dos

seus linksets e exemplos negativos são o oposto. Os conjuntos de features são resumidos

na Tabela 3.4 com as mesmas convenções de notação para os modelos de ranqueamento.
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Tabela 3.4: Modelos de ranqueamento para classificadores de regras.
Nome do modelo de ranqueamento FD score(di, dt)
j48-5L

LD

pRule(di, dt)

jrip-5L
j48-12C

C ′Djrip-12C
j48-5L12C

LD

⋃
C ′Djrip-5L12C



Capítulo 4

Preparação dos Dados e Experimentos

4.1 Preparação dos Dados

Os dados para os experimentos [31] são uma coleção de descrições VoID dos datasets na

LOD Cloud.

DataHub é um catálogo de dados abertos usados pela comunidade de Linked Data

para divulgar metadados sobre os datasets disponíveis no LOD Cloud. Esse catálogo é

construído em cima da plataforma Comprehensive Knowledge Archive Network (CKAN)

que possui uma API RESTful através da qual se pode navegar pelo conteúdo do ca-

tálogo. Os datasets que não pertencem à LOD Cloud foram ignorados neste trabalho.

Entre outros, os metadados disponíveis no catálogo são linksets, endereços de interfaces

SPARQL e dumps. O CKAN adota o DCAT como o esquema de metadados padrão, mas

algumas convenções permitiram registrar particularidades de datsets RDF. O exemplo

a seguir de uma requisição HTTP retorna um documento JSON doc com os metadados

do conjunto de dados do dataset Association for Computing Machinery (ACM), onde

m = doc[’result’ ][ ’ results ’ ][0] é um dicionário com os metadados propriamente ditos.

https://datahub.ckan.io/api/3/action/package_search?fq=name:

rkb-explorer-acm

Linksets podem ser identificados em m com duas estruturas de diferentes for-

matos, mas com conteúdo similar, que são ls1 = m [’relationships_as_subject’] e

ls2 = m[’extras’]. Em ls1 o dataset alvo do linkset é identificado pelo seu ID local

ao DataHub em ls1 [ i ][ ’ id ’ ], onde i é um índice do vetor de linksets e o número de

triplas do linkset é ls1 [ i ][ ’comment’]. Em ls2, o dataset alvo do linkset é ls2 [ ’key’ ] e o
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número de triplas é ls2 [ ’value’ ].

Os metadados de cada dataset foi enriquecido com categorias de tópico como defi-

nido na seção 3.1 e foram anotadas como subdatasets do dataset de descrições VoID de

acordo com o modelo na Figura 3.1. Datasets que não tinha dumps disponíveis não foram

anotados com categorias de tópico.

Com os dumps extraídos do DataHub, foram definidas as ClassPartitions,

PropertyPartitions a partir das classes RDf e predicados usados nos datasets. As

consultas SPARQL utilizadas são apresentadas a seguir.

PREFIX RDF: <http ://www.w3 . org /2000/01/ rdf−schema#> .

SELECT ? c l a s s (COUNT(? s ) as ? t r i p l e s )
WHERE {

{? s rd f : type ? c l a s s . }
UNION {GRAPH ?g

{? s rd f : type ? c l a s s . }}
}
GROUP BY ? c l a s s

Figura 4.1: Consulta que retorna as classes RDF utilizadas em um dataset com suas
respectivas quantidades de triplas.

SELECT ? p r ed i c a t e (COUNT (? p r ed i c a t e ) as ? t r i p l e s )
WHERE {

{ [ ] ? p r ed i c a t e [ ] }
UNION { graph ?g { [ ] ? p r ed i c a t e [ ] }}

}
GROUP BY ? p r ed i c a t e

Figura 4.2: Consulta que retorna predicados RDF utilizadas em um dataset com suas
respectivas quantidades de triplas.

Há um total de 1113 datasets com pelo menos um linkset, dos quais 348 datasets

têm mais de 8 linksets e 153 possuem mais de 8 linksets e algumas categorias de tópicos.

Essa filtragem foi necessária para selecionar datasets apropriados para os modelos de

ranqueamento. Os datasets utilizáveis foram divididos aleatoriamente em três grupos

para uma validação cruzada 3 fold.
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4.2 Experimentos

Esta seção irá descrever os experimentos responsáveis para ranquear os datasets abor-

dando os dois casos de uso. Todos os experimentos podem ser encontrados em Neves et

al [35]. Os modelos que incluem categorias de tópico, como features dos datasets, têm me-

nos conjuntos de dados disponíveis, portanto, o número total de datasets a serem ranque-

ados é menor. Para comparar rankings com diferentes tamanhos, calculamos nDCG(i′)

e Recall@(i′), onde i′ = i/|D| nós chamamos i′ como posição de ranking normalizado.

4.2.1 Experimentos com nDCG

Para realizar o ranqueamento com os modelos de classificação vistos no capítulo 3 serão

abordados dois casos de uso para realizar o ranqueamento dos datasets. No primeiro caso

de uso, os datasets são selecionados manualmente e os usuários concentram intuitivamente

nas posições inicias do ranking. A comparação dos modelos de ranqueamento com o

nDCG revelaria modelos com a maior taxa de ganho de relevância. Para calcular nDCG,

é necessário, no entanto, definir o grau de relevância de cada entrada do ranking. Seja

• D conjunto de datasets a ser ranqueado

• Ldt os linksets de um datasets alvo extraídos do DataHub

• Fdt o conjunto de features de dt

• R = (D ∩ Ldt)− Fdt , sejam os datasets relevantes para dt in D

• triples(ri) seja o número de triplas ls de dt que tem target(ls) = ri

• T1 = min(triplas(ri)/ri ∈ R)

• T2 = max(triplas(ri)/ri ∈ R)

• ∆ = (T2 − T1)/3

Observe que, R são os datasets tomados como linksets desconhecidos e que devem estar

melhor posicionados no ranking. O grau de relevância de di ∈ D para dt é definido da

seguinte forma.
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rel(di) = 0, di /∈ R

rel(di) = 1, di ∈ R ∧ T1 ≥ triplas(ri) > T1 + ∆

rel(di) = 2, di ∈ R ∧ T1 + ∆ ≥ triplas(ri) > T1 + 2∆

rel(di) = 3, di ∈ R ∧ T1 + 2∆ ≥ triplas(ri) ≥ T2

A Figura 4.3 apresenta o resultado de todos os experimentos realizados com nDCG.

Pode-se observar que, há grande variações entres os melhores e piores métodos. Portanto,

para melhor visualização, será apresentado os melhores resultados em relação ao nDCG e

em seguida será mostrado o desempenho individual de cada modelo de classificação, mos-

trando o comportamento das curvas dos três tipos de representações envolvendo categorias

de tópicos e linksets.

Figura 4.3: nDCG de todos os modelos de classificação.

Figura 4.4 mostra os melhores modelos para o primeiro caso de uso. De acordo com a

figura os melhores modelos para o uso tradicional dos rankings são aqueles baseados em

classificadores bayesianos, redes sociais e classificadores JRip. Os resultados indicam que,

sabendo pelo menos 5 linksets de um datasets, pode-se melhorar pelo menos 5%, depois

40% dos principais datasets (posição de classificação normalizada = 0.4), e ainda mais

antes disso. No caso de datasets para os quais não se conhece nenhum linkset, o melhor

que pode ser feito é usar categorias de tópico com modelos de classificação JRip ou Redes

Sociais. Os modelos de classificação usando um conjunto misto de features (linksets e
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categorias de tópico) não alcançaram performances comparáveis [35]. Este é um resultado

importante das experiências, pois indica um primeiro ponto flexível do algoritmo de busca.

Além disso, à medida que as abordagens de Bayesiano e JRip possuem performances de

ranking muito semelhantes à de Rede Social, pode-se evitar custos computacionais de

cálculos de similaridade.

Figura 4.4: nDCG dos melhores modelos de computação de classificação.

Em particular, a Figura 4.5 mostra os resultados dos modelos de classificação de

similaridade. De acordo com a figura, o modelo de categorias de tópico foi o que teve o

pior desempenho, pois, com 30% do ranking normalizado houve um ganho acumulado de

aproximadamente 33%. Para um sistema de recuperação, este resultado não é ideal.

Figura 4.5: Gráfico nDCG do modelo de similaridade.
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A Figura 4.6 apresenta o resultado do nDCG para o modelo Redes Sociais. Neste

modelo, houve alguns resultados positivos. Como por exemplo, o modelo de linksets

retorna em média, mais de 70% dos documentos relevantes com apenas 30% do ranking

normalizado. O modelo categorias de tópicos obteve um desempenho melhor em relação

aos outros métodos retornando cerca de 65% dos documentos relevantes com apenas 30%

do ranking normalizado percorrido.

Figura 4.6: Gráfico nDCG do modelo de Redes sociais.

O modelo Bayesiano também apresentou algumas características positivas. A Fi-

gura 4.7 apresenta o resultado deste modelo de ranqueamento. Nota-se que o modelo de

linksets apresentou o melhor desempenho, onde com 30% do ranking normalizado houve

aproximadamente mais que 70% de documentos relevantes.

Figura 4.7: Gráfico nDCG do modelo Bayesiano.
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A Figura 4.8 apresenta o resultado do experimento do algoritmo classificador de regras

JRIP. Neste modelo, a combinação de categorias de tópico e linksets novamente apresen-

tou um desempenho inferior. No entanto, o modelo de categorias de tópicos é superior a

partir de 25% do ranking normalizado aproximadamente, retornando 60% de documentos

relevantes para o usuário. Este modelo com categorias de tópico, não obteve um desem-

penho ruim, mas, os outros modelos vistos anteriormente, alcançaram um nível maior de

documentos relevantes retornados no início do ranking normalizado.

Figura 4.8: Gráfico nDCG do classificador de Regras JRIP.

Para finalizar os experimentos com nDCG, o outro classificador de regras J48 apre-

sentou alguns resultados interessantes. A Figura 4.9 ao contrário, dos outros métodos, o

modelo de linksets e categorias de tópico obtiveram um resultado superior aos demais mo-

delos de classificação. Entretanto, os resultados não foram razoáveis para um sistema de

recuperação, alcançando aproximadamente 60% dos documentos retornados com 30% do

ranking normalizado percorrido. Os demais modelos, se equipararam em algumas fatias

do ranking normalizado, obtendo diferentes comportamentos ao longo do ranking.
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Figura 4.9: Gráfico nDCG do classificador de Regras J48.

4.2.2 Experimentos com Recall@

No segundo caso de uso, os programas digitalizariam uma fatia do ranking em busca

de ligações de entidade. A Figura 4.10 apresenta os resultados do segundo caso de uso.

Assim como o nDCG, pode-se notar que existem grandes variações entres os melhores e

piores modelos. Portanto, para melhor visualização serão mostrados alguns desempenhos

dos melhores métodos para este caso de uso e o desempenho individual de cada método.

Figura 4.10: Recall@ de todos os modelos de computação de classificação.
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A Figura 4.11 mostra os melhores modelos para o segundo caso de uso. Portanto,

pode-se notar que após 20% do ranking percorrido há uma variação no desempenho.

Como o tamanho médio do ranking é 143, significa que a divergência começa na 28ª em

média. Para realizar uma análise de recall é preciso verificar o comportamento para cada

fatia do ranking. Portato, para a fatia de 70%, o modelo bayesian-12C precisaria de

28% do ranking normalizado, enquanto o JRIP-12C precisaria de 22%. Para um nível

de recall de 80%, o bayesian-12C precisaria de 40% do ranking normalizado, enquanto

o JRIP-12C exigiria apenas 27%. A diferença seria ainda maior em 90% de recall : o

bayesian-12C precisaria de 65% do ranking normalizado, enquanto JRIP-12C precisaria

apenas de 34%. Podemos então concluir que, se alguém quiser examinar exaustivamente os

rankings procurando interligações de entidade, seria melhor usar o jrip-12C como modelo

de classificação. Além do melhor desempenho, isso sempre se aplica a qualquer dataset,

já que não se pode presumir que todos os datasets contenham linksets, pois esta features

depende dos metados disponíveis de um determinado dataset. Mas certamente pode

assumir que se pode fornecer um conjunto de categorias de tópico para qualquer dataset.

Além disso, os resultados colocam limites empíricos que foram utilizados durante toda a

pesquisa, para dimensionar a fatia do ranking dependendo do nível de recall desejado. Por

outro lado, os métodos bayesian-12C e JRIP-5L alcançaram resultados poucos relevantes,

aos demais métodos, onde com 40% do ranking normalizado, houve um recall de 80%.

Figura 4.11: Recall@ dos melhores modelos de computação de classificação.

Para melhor visualização dos resultados do segundo caso de uso, a Tabela 4.1 apresenta

uma análise numérica de curvas. Basicamente, a coluna Ranking Mínimo mostra o menor
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tamanho de ranking em cada nível de recall, ou seja, para cada nível de recall mostra

quanto o método precisa atingir ao mínimo do ranking percorrido. Como por exemplo,

para o Recall de 90%, foi percorrido 34% da lista classificada. Portanto, para a fatia de

90% de Recall o método JRIP-12C obteve 0%, pois ele é o melhor método para esta fatia

do ranking. Por outro lado, o método de SN-12C contêm 4% a mais do que o JRIP-12C,

ou seja, o método SN-12C é inferior 4% ao JRIP-12C. Como houve uma equivalência

entre os dois métodos, pode-se realizar um comparação para verificar qual método tem

o melhor desempenho no ranking. De acordo com a tabela, o método JRIP-12C alcança

menos níveis de porcentagem, resultando assim, melhor qualidade nas fatias do ranking.

Portanto, além do JRIP-12C ter menos custo computacional, pois não precisa verificar

similaridade, este método tem o melhor comportamento nas fatias do ranking. Além

disso, pode-se notar que, o método Bayesiano-12C e JRIP-5L foram os métodos que não

alcançaram um bom desempenho em relação aos demais. Isso pode ser observado que a

partir da fatia de 70% a porcentagem de ambos os métodos ficaram muito distantes dos

melhores. Isso pode ser observado também na curva do Recall, onde o comportamento da

curva apresenta ser inferiores aos demais métodos. Pode-se notar também que o o método

Bayesian-5L obteve melhores resultados nas fatias inicias do ranking, mas por outro lado,

nas fatias de 70% a 90% este modelo obteve um desempenho pior em relação ao JRIP. O

ideal do método para o recall seria ter o melhor desempenho em toda a fatia do ranking

percorrida.

Tabela 4.1: Tabela de Resultados Recall
Recall Ranking Mínimo bayesian-

12C
bayesian-

5L
Jrip-
12C

Jrip-
5L

Sn-
12C

Sn-
5L

0% 0% 0% 0% 0% 0% 0% 0%
10% 2% 0% 0% 0% 0% 0% 0%
20% 4% 1% 0% 1% 1% 1% 0%
30% 6% 2% 0% 2% 1% 2% 0%
40% 8% 3% 0% 2% 1% 3% 1%
50% 12% 3% 0% 2% 1% 2% 1%
60% 17% 3% 0% 0% 1% 0% 0%
70% 22% 6% 1% 0% 3% 1% 1%
80% 27% 12% 4% 0% 11% 2% 5%
90% 34% 31% 13% 0% 27% 4% 13%
100% 81% 19% 0% 16% 19% 15% 8%

A Figura 4.12 mostra o desempenho de recall para o modelo de similaridade. Nenhum

dos modelos não obtiveram um desempenho alto para recuperar os documentos relevantes

do ranking. Como por exemplo, o modelo de linksets precisou-se percorrer mais que 80%

do ranking normalizado para recuperar todos os documentos. Portanto, um programa



4.2 Experimentos 53

teria que percorrer boa parte do ranking para recuperar todos os relevantes.

Figura 4.12: Recall@ dos modelos de classificação Cosseno.

O modelo de Redes Sociais apresentou um desempenho positivo em relação ao Recall.

A Figura 4.13 apresenta que o modelo de categorias de tópico obteve um resultado bom,

onde é recuperado aproximadamente 90% dos documentos relevantes com apenas 40% do

ranking. Portanto, um programa não precisaria percorrer todo o ranking, ao contrário

do método de similaridade. Os demais modelos também se destacaram para recuperar

documentos, no entanto, o modelo de categorias de tópicos se predominou aos demais.

Figura 4.13: Recall@ dos modelos de classificação de Redes Sociais.
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O modelo Bayesiano também obteve resultados significativos. A Figura 4.14 apresenta

os resultados deste modelo. De acordo com a figura, o modelo que predominou foi com

linksets, onde com pouco menos de 50% do ranking recuperou-se aproximadamente 90%

dos documentos. No entanto, o modelo de Redes Sociais com categorias de tópico obteve

um resultado melhor.

Figura 4.14: Recall@ dos modelos de classificação Bayesiano.

A Figura 4.15 mostra o desempenho de classificador de regras JRIP, no qual, também

precisou-se percorrer cerca de 40% do ranking para retornar aproximadamente 90% de

documentos relevantes. Este resultado, equiparou-se com o modelo de Redes Sociais.

Além disso o modelo de categorias de tópico obteve os melhores resultados em ambos

métodos.

Por fim, o último modelo classificador de regras J48 obteve um desempenho inferior ao

JRIP, Redes Sociais e Bayesiano. Na Figura 4.16 mostra que 40% do ranking normalizado

percorrido é recuperado aproximadamente 85% dos documentos relevantes. Novamente,

a combinação de features não alcançou um resultado desejável. Além disso, a partir de

50% do ranking os modelos de linksets e categorias de tópico ficaram equivalentes.
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Figura 4.15: Recall@ dos modelos de classificação de regras JRIP.

Figura 4.16: Recall@ dos modelos de classificação de regras J48.

4.2.3 Aplicação de Busca Adaptativa

Por fim, com os melhores modelos selecionados pode-se construir uma aplicação para

que editores de dados possam encontrar datasets relevantes. Esta aplicação foi elaborada

para abordar os dois casos de uso, fazendo a busca adaptativa de diferentes modelos de

ranqueamento. A aplicação se encontra-se em [32].

A busca adaptativa terá duas abordagens para classificar datasets para um usuário
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e máquina (dois casos de uso). Para o caso de uso referente ao usuário, caso o dataset

contenha algum linkset será realizado o ranqueamento utilizando o modelo Bayesiano com

linksets. Caso o dataset não contenha linkset, ou seja, tenha categorias de tópico, então

a classificação será realizada utilizando o modelo JRIP-12C.

Para o segundo caso de uso, este voltado para programas querendo encontrar todos

os datasets relevante, percorrendo a menor quantidade possível do ranking será realizado

o ranqueamento pelo modelo de JRIP-12C. Neste caso de uso, não é preciso verificar se

o dataset a ser ranqueado tenha linksets ou não, pois de acordo com os experimentos, o

melhor modelo foi com categorias de tópicos.

No pseudocódigo 1 é mostrado o funcionamento do ranqueamento busca adaptavia

abordando os dois casos de uso.

Algoritmo 1 Pseudocódigo da Busca Adaptativa
se Interação humana e conhece linkset do dataset a ser classificado então

Classifique com método Bayesiano

senão se Conhece categorias de tópicos do Conjunto de Dados alvo então

Classifique com método JRIP

fim se

se Interação com programa então

Classifique com método JRIP

fim se

O único objetivo da aplicação é retornar os datasets ranqueados para o usuário ou

para máquina, mas para isso, o usuário precisa informar a URI do VoID do dataset para

ou realizar o ranqueamento manual ou solicitar uma requisição para o ranqueamento

para programas. Para a seleção manual, será verificado no VoID os tipos de features

declaradas para selecionar o método a ser ranqueado. A Figura 4.17 mostra a página

inicial da aplicação para realizar o ranqueamento manualmente.
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Figura 4.17: Página inicial da aplicação

Para retornar o ranqueamento de datasets também existem divergências nos dois caso

de uso. Para a seleção manual, a aplicação retornará os datasets através do URIBanner1

responsável por realizar uma virtualização de dados transformando dados em objetos

no formato de dados vinculados. Para o outro caso de uso, será retornado um dataset

contendo todos os datasets ranqueados em formato de triplas. Neste dataset conterá

o vocabulário vRank 2, responsável por armazenar o algoritmo que foi ranqueado, score,

objeto a ser ranqueado, entre outros parâmetros. Em ambos casos de uso pode-se limitar o

ranqueamento até uma posição desejada para o usuário ou o ranqueamento pode começar

a partir de uma posição também selecionada pelo usuário. Como por exemplo, no ranking

o usuário pode definir um limite de cinco datasets, ou pode-se começar o ranking a partir

a partir de uma posição definida. A figura 4.18 mostra um retorno de datasets de forma

manual, limitando o ranqueamento de cinco datasets, ou seja, apresentando apenas os

cinco datasets mais bem classificados.
1http://linkeddata.uriburner.com/
2http://visualdataweb.de/webvowl/#iri=http://www.6020peaks.com/vRank/vrank.ttl
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Figura 4.18: Resultado manual dos cinco primeiros datasets mais bem classificados



Capítulo 5

Conclusões e Trabalhos Futuros

O crescimento da WoD depende fortemente da interligação de entidades, da mesma forma

como a Web tradicional depende dos hiperlinks. As estratégias atuais de interligação, que

se concentram apenas em interligações com datasets bem conhecidos, embora seguras,

ignoram oportunidades importantes para a interligação de entidades. As técnicas de

ranqueamento de datasets discutidas neste trabalho facilitam fortemente esta tarefa, pois

podem reduzir o esforço computacional de encontrar datasets importantes que contenham

entidades para interligação.

Este trabalho apresentou uma comparação empírica de vários modelos de ranquea-

mento, a fim de identificar as condições em que são melhor aplicados. A primeira conclusão

é que, para as interações humanas com uma ferramenta de busca de datasets, os melhores

modelos de ranqueamento (em relação ao nDCG) são baseados em classificadores Baye-

sianos e JRip. O modelo Bayesiano é preferível quando se conhece linksets, e pode ter o

nDCG pelo menos 5 % maior, caso contrário o JRip é a melhor escolha. A segunda con-

clusão é que a computação de similaridade da abordagem da rede social pode ser evitada,

uma vez que os modelos Bayesianos e JRip têm performances semelhantes. Em terceiro

lugar, podemos concluir que os modelos com classificador JRip e categorias de tópicos são

sempre desejáveis, quando se quer varrer automaticamente os ranques. Além do melhor

desempenho (em relação ao recall@k), 13% menos datasets para 90% de recall, o JRip

com categorias de tópicos tem a vantagem de não depender do pressuposto de que todos

os datasets teriam linksets conhecidos, mas apenas categorias de tópicos. Finalmente, os

experimentos também indicaram o tamanho do ranking a ser percorrido para cada nível

de recall desejado, que pode ser tomado como referência para buscas. Para um nível de

recall de 70%, precisa-se em média de 22% do ranque, para 80% de recall, 27% do ranque,

para 90% 34% do ranque, e assim por diante.
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Uma limitação dos experimentos foi a quantidade de dados disponíveis. A pouca

disponibilidade de amostras de dados (dumps) não permitiu o uso de todos os dados

obtidos do DataHub. A expansão dessa disponibilidade e a comparação de outros métodos

propostos podem trazer novas conclusões para a concepção de métodos de ranqueamento

de datasets.
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