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RESUMO

O problema da árvore geradora mínima generalizado com coleta de prêmios (PAGMG-CP)

é  uma  extensão  do  problema  da  árvore  geradora  mínima  generalizado  (PAGMG).  Este

problema é  NP-difícil  e  neste  trabalho descrevem-se vários  algoritmos baseados em duas

metaheurísticas:  BRKGA  (Biased  Random-Key  Genetic  Algorithm)  e  GRASP  (Greedy

Randomized  Adaptive  Search  Procedure).  Os  principais  parâmetros  de  ambas  as

metaheurísticas foram ajustados com o uso do programa IRACE (Iterated Race for Automatic

Algorithm Configuration).  A condição de parada para todas as heurísticas foi o tempo de

execução de cada instância de uma heurística GRASP simples com 200 iterações internas.

Todas  as  variantes  de  cada  metaheurística  foram comparadas  entre  si  e  foram ordenadas

decrescentemente  de  acordo com o desempenho.  O estudo computacional  indicou que  as

heurísticas desenvolvidas encontram rapidamente soluções próximas do ótimo para todas as

instâncias  de  teste  com  até  439  nós  e  que  as  variantes  GRASP  apresentaram  melhor

desempenho em geral. Além disso, na maioria dos casos, os algoritmos com reconexão por

caminhos e com reinicialização superam suas versões sem essas estratégias.

Palavras-chave: Metaheurísticas. Árvore geradora mínima generalizada. Coleta de prêmios.

BRKGA. GRASP. IRACE.



ABSTRACT

The  prize-collecting  generalized  minimum  spanning  tree  problem  (PC-GMSTP)  is  an

extension of the generalized minimum spanning tree problem (GMSTP). This problem is NP-

hard and in this work are described several algorithms based on two metaheuristics: BRKGA

(Biased Random-Key Genetic Algorithm) and GRASP (Greedy Randomized Adaptive Search

Procedure).  The main parameters of both metaheuristics were adjusted using the program

IRACE (Iterated Race for Automatic Algorithm Configuration).  The stop condition for all

heuristics was the execution time for each instance of a simple GRASP heuristic with 200

internal iterations. All variants of each metaheuristic were compared to each other and were

ordered decreasingly according to their performance. The computational study indicated that

the developed heuristics rapidly find near-optimal solutions for all of the test instances with

up  to  439  nodes  and  that  the  GRASP  variants  presented  better  overall  performance.

Furthermore, in most cases, the algorithms with path-relinking and restarts outperformed their

versions without these strategies.

Keywords: Metaheuristics. Generalized minimum spanning tree. Prize-collecting. BRKGA.

GRASP. IRACE.
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CAPÍTULO 1 - INTRODUÇÃO

1.1 O problema da árvore geradora mínima generalizado com coleta de prêmios

No problema da árvore geradora mínima generalizado com coleta de prêmios (PAGMG-CP),

que surge no projeto de redes regionais de telecomunicações, um conjunto de regiões precisa

ser conectado por uma estrutura de árvore de custo mínimo e, para esse fim, um  gateway

precisa  ser  selecionado  de  um  conjunto  de  sites  candidatos  em  cada  região.  Os  sites

concorrentes  em cada  região  oferecem uma compensação monetária,  ou  um "prêmio",  se

selecionado como o nó  gateway para sua região. O objetivo é minimizar o custo total dos

links usados para conectar as regiões compensadas pela soma total de prêmios coletados dos

sites gateway selecionados para o projeto (GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

Resumidamente, o  PAGMG-CP é o problema de encontrar uma árvore de custo mínimo

abrangendo um subconjunto de nós que inclui exatamente um nó de cada grupo. Chamaremos

uma árvore contendo um nó de cada grupo de uma árvore geradora generalizada (POP, 2007).

O  PAGMG-CP foi  introduzido  por  STANOJEVIC;  GOLDEN;  RAGHAVAN  (2004) e

encontra várias aplicações na determinação da localização dos centros regionais de serviços

que devem ser conectados através da construção de links de telecomunicações. Por exemplo,

quando  uma empresa  tenta  estabelecer  centros  de  marketing,  um para  cada  segmento  de

mercado, e construir uma rede de comunicação que interconecta os centros estabelecidos, a

empresa enfrenta um PAGMG. Se, além disso, os centros do mesmo segmento de mercado

estão competindo para serem selecionados e cada centro oferece um determinado prêmio se

for  selecionado,  então  a  empresa  enfrenta  um  PAGMG-CP.  Outro  exemplo  (ver

(STANOJEVIC; GOLDEN; RAGHAVAN, 2004)) é a conexão regional de redes de área local

(LAN),  onde  várias  LANs  em uma  região  precisam estar  conectadas  entre  si.  Para  este

propósito, um nó gateway precisa ser identificado em cada LAN e os nós gateway devem ser

conectados através de uma árvore geradora mínima. Além disso, os nós dentro do mesmo

grupo estão competindo para serem selecionados como nós  gateway e cada nó oferece um

determinado prêmio se selecionado (POP, 2007).

Exemplos de proporcionar uma compensação monetária para a seleção em uma rede de

telecomunicações surgem em muitos contextos do mundo real.  Por exemplo, no projeto de

redes  de  cabos  submarinos  que  conectam diferentes  continentes,  nem todos  os  países  ou

cidades  na  rota  podem ser  diretamente  conectados  à  rede.  Isto  é  devido  ao  custo  muito
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significativo de conectar um local a uma rede de cabos em mar profundo. Consequentemente,

os planejadores dessas redes de cabos submarinos geralmente designam que uma localização

seja selecionada de cada uma das regiões que a rede atravessa. Dados os potenciais benefícios

monetários associados a ser um local que está diretamente conectado a uma rede de fibra

óptica  transcontinental  com  benefícios  econômicos  significativos,  não  é  incomum  para

cidades ou países competir uns contra os outros para a seleção como um local desta rede.

Esses incentivos monetários geralmente existem sob a forma de créditos fiscais e descontos

para  o  construtor  ou  operador  da  rede  de  telecomunicações  (GOLDEN;  RAGHAVAN;

STANOJEVIĆ, 2008).

Em termos matemáticos, considera-se um grafo ponderado e não direcionado G = (V,  E),

com um conjunto de nós V e um conjunto de arestas E, com um vetor de custos c ∈ ℝ+
|E|

definido no conjunto de arestas E e um vetor de prêmios p ∈ ℝ+
|V| definido no conjunto de

nós V. Assume-se, sem perda de generalidade, que G é completo (se não houver aresta entre

dois  nós,  pode-se  adicionar  uma  aresta  com  custo  infinito).  Também  se  considera  uma

partição do conjunto de nós  V  em  K subconjuntos  V1, . . . ,  VK chamados de grupos (i.e.,

U k=1
K

V k=V e V m∩V n=∅ , ∀m , n∈{1,. .., K } com m  ≠ n).  Denota-se  o  custo  não

negativo de uma aresta e  ∈ E por ce e o custo (prêmio não negativo) de um nó i  ∈ V por pi.

Seja  e = (i,  j) uma aresta com i  ∈ Vm e j  ∈ Vn. Se m ≠ n, então e é chamada de uma aresta

intergrupo; caso contrário,  e é chamada de uma aresta intragrupo.  Deseja-se encontrar uma

árvore de custo mínimo que cubra exatamente um nó de cada conjunto na partição, onde o

custo da árvore é definido como o custo total das arestas utilizadas para a árvore menos a

soma  dos  prêmios  correspondentes  aos  nós  selecionados  (GOLDEN;  RAGHAVAN;

STANOJEVIĆ, 2008) (POP, 2007) (POP, 2002).

Quando todos os  prêmios  são iguais a  zero (ou,  equivalentemente,  todos os pesos são

iguais dentro de um conjunto de nós na partição), este problema corresponde ao problema da

árvore de geradora mínima generalizado, que foi estudado por vários grupos de pesquisadores

(ver  por  exemplo  (FEREMANS;  LABBÉ;  LAPORTE,  2004),  (GOLDEN;  RAGHAVAN;

STANOJEVIČ,  2005),  (POP,  2004),  (FERREIRA,  C.  S.  et  al.,  2012),  (CONTRERAS-

BOLTON et al., 2016)). Uma vez que o PAGMG é NP-difícil, isso implica (por restrição) que

o PAGMG-CP também é NP-difícil (GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

Existem várias formulações de programação inteira para o  PAGMG-CP, cf. (POP, 2007),

(GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).



16

Ao introduzir as variáveis xe∈{0,1}, e∈E e zi∈{0,1}, i∈V , para indicar se a aresta e e

o  nó  i estão  contidos,  respectivamente,  na  árvore  geradora,  uma  solução  viável  para  o

PAGMG-CP pode ser vista como um subgrafo livre de ciclos com K - 1 arestas, conectando

todos  os  grupos  e  um nó  selecionado  de  cada  grupo.  Portanto,  o  PAGMG-CP pode  ser

formulado como o seguinte problema de programação inteira:

Minimizar ∑
e∈E

ce xe−∑
i∈V

pi zi   (1)

sujeito a:

∑
i∈V k

zi=1 ∀ k=1,…, K   (2)

∑
e∈E(S )

xe≤ ∑
i∈S∖{ j}

zi , ∀ j∈S⊂V , 2≤|S|≤|V|−1   (3)

∑
e∈E

xe=K−1   (4)

xe , z i∈{0,1}, ∀ e∈E ,∀ i∈V .   (5)

Na  formulação  acima,  as  restrições  (2)  garantem  que  de  cada  grupo  é  selecionado

exatamente um nó, as restrições  (3) eliminam todos os subciclos (onde  E(S)  representa o

conjunto de arestas em E cujos nós terminais estão no conjunto de vértices S) e, finalmente, a

restrição (4) garante que o subgrafo selecionado tenha  K -  1 arestas. Além da formulação

correspondente no caso do PAGMG, na função objetivo (1) está o termo ∑
i∈V

pi zi .

Esta formulação, introduzida por  MYUNG; LEE; TCHA (1995) no caso  do  PAGMG, é

chamada  de  formulação  generalizada  de  eliminação  de  subciclos  (generalized  subtour

elimination formulation) uma vez que as restrições (3) eliminam todos os ciclos.

1.2 Trabalhos relacionados

Primeiramente,  apresentam-se alguns dos trabalhos anteriores sobre o problema da árvore

geradora mínima generalizado.

O PAGMG, que é uma generalização do problema clássico da árvore geradora mínima, foi

introduzido por  MYUNG; LEE; TCHA (1995) e é o problema de encontrar uma árvore de

custo mínimo abrangendo um subconjunto de nós que inclui exatamente um nó de cada grupo

(veja a  Figura 1.1 para uma solução viável do PAGMG). Chama-se uma árvore contendo

exatamente um nó de cada grupo de uma árvore geradora generalizada  (POP, 2007) (POP,

2002).
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Figura 1.1: Uma solução viável para o PAGMG. (POP, 2002)

Em (MYUNG; LEE; TCHA, 1995) foi utilizado um procedimento de  branch-and-bound

para resolver o  PAGMG.  Seu procedimento de limite inferior é um método heurístico que

aproxima  a  relaxação  de  programação  linear  associada  ao  dual  da  formulação  de  fluxo

(multicommodity)  do  PAGMG.  Os  autores  desenvolveram  também  uma  heurística  que

encontra uma solução primal viável para o PAGMG, usando a solução dual obtida. O PAGMG

foi resolvido até a otimalidade para grafos com até 200 nós por FEREMANS (2001) usando

um  algoritmo  de  branch-and-cut e  por  POP (2002) para  grafos  com  até  240  nós.  Mais

informações  sobre  o  PAGMG podem  ser  encontradas  em  (FEREMANS,  2001),

(FEREMANS; LABBÉ; LAPORTE, 2002), (MYUNG; LEE; TCHA, 1995) e (POP, 2002), cf

(POP, 2007).

Uma  variante  do  PAGMG é  o  problema  de  encontrar  uma  árvore  de  custo  mínimo,

incluindo pelo menos um vértice de cada grupo. Este problema foi introduzido por  DROR;

HAOUARI; CHAOUACHI (2000), cf (POP, 2007).

Em (MYUNG; LEE; TCHA, 1995) foi provado que o  PAGMG é NP-difícil e em (POP,

2002) provou-se um resultado ainda mais forte, ou seja: mesmo definido sobre árvores, o

PAGMG é  NP-difícil.  Para  provar  esse  resultado,  o  autor  mostrou  que  o  problema  da

cobertura de conjuntos, que é conhecido por ser NP-completo (ver, por exemplo,  (GAREY;

JOHNSON, 1979)), pode ser polinomialmente reduzido ao PAGMG definido sobre árvores. A

prova completa pode ser encontrada em (POP, 2002). Os mesmos resultados de complexidade

também são válidos no caso do PAGMG-CP (POP, 2007).
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Em  (FEREMANS;  LABBÉ;  LAPORTE,  2002) foram apresentadas  várias  formulações

inteiras do PAGMG e as compararam em termos de suas relaxações de programação linear, e

em  (FEREMANS; LABBÉ; LAPORTE, 2000) os autores estudam o politopo associado ao

PAGMG. O problema da árvore geradora mínima (AGM) é um caso especial do  PAGMG,

onde cada grupo possui exatamente um nó. O problema da AGM pode ser resolvido por um

algoritmo polinomial, por exemplo o algoritmo de Kruskal (KRUSKAL, 1956) ou o algoritmo

de Prim (PRIM, 1957). No entanto, deve-se lembrar que o PAGMG é NP-difícil (POP, 2002).

Diversas  variantes  do  PAGMG foram  estudadas  na  literatura.  A versão  estudada  em

(GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008) foi introduzida por (MYUNG; LEE; TCHA,

1995), que mostraram que o  PAGMG é NP-difícil.  MYUNG; LEE; TCHA (1995) também

desenvolveram um procedimento  branch-and-bound que foi usado para resolver problemas

em redes com até 100 nós e 4.500 arestas.

Em  (FEREMANS,  2001),  (FEREMANS;  LABBÉ;  LAPORTE,  2002) e  (FEREMANS;

LABBÉ;  LAPORTE,  2004) foram  apresentadas  várias  formulações  diferentes  para  o

PAGMG. Os autores propuseram um algoritmo de branch-and-cut especializado.  No estudo

computacional  realizado em  (FEREMANS, 2001) este  algoritmo foi  usado para encontrar

soluções ótimas para o PAGMG em redes com custos aleatórios com até 200 nós. O mesmo

procedimento forneceu soluções ótimas para o PAGMG nas redes com custos de arestas que

satisfazem a desigualdade triangular e com até 160 nós. Em (POP, 2004) propôs-se uma nova

formulação  matemática  para  o  PAGMG,  que  foi  usada  para  desenvolver-se  um  novo

procedimento exato que pode ser visto como uma forma especial de geração tardia de linhas e

colunas.  Em  (GOLDEN;  RAGHAVAN;  STANOJEVIĆ,  2008), os  autores  discutiram esta

formulação  e  um  procedimento  de  solução  exata.  Em  (GOLDEN;  RAGHAVAN;

STANOJEVIČ, 2005) são propostos dois procedimentos  metaheurísticos  rápidos  e de alta

qualidade  para  o  PAGMG.  Seu  estudo  computacional  mostra  que  esses  procedimentos

fornecem soluções ótimas para a maioria dos problemas no conjunto de instâncias de teste

(GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

Outras versões do PAGMG encontradas na literatura estão intimamente relacionadas com o

mais extensamente estudado problema de Steiner de grupos (GSP). Neste sentido, a primeira

versão do PAGMG foi introduzida em (COCKAYNE; MELZAK, 1968). O GSP estudado em

(COCKAYNE; MELZAK, 1968) requer o projeto de uma estrutura de árvore abrangendo pelo

menos um nó de cada grupo de nós. Além disso, pode existir um conjunto de nós de Steiner
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que não pertencem a nenhum dos grupos, mas podem ser usados para o desenho da árvore

(GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

Os autores  de  (DUIN, C. W.;  VOLGENANT; VOß,  2004) apontaram que,  quando um

problema específico da AGMG se encaixa no quadro do GSP, pode-se usar a transformação

do GSP para o bem-estudado problema de Steiner não direcionado em grafos (SPG) para

modelar  o  PAGMG.  Em  seu  estudo  computacional,  os  autores  de  (DUIN,  C.  W.;

VOLGENANT;  VOß,  2004) descobriram que  duas  heurísticas  SPG especializadas,  Pilot-

Rush e Pilot-Drop (originalmente definidas em (DUIN, C.; VOß, 1999)) proporcionam bons

resultados para este caso especial do PAGMG. Em um conjunto de problemas com distâncias

euclidianas, aleatórias e rectilíneas em redes com 100 a 400 nós, o procedimento Pilot-Drop

forneceu soluções que estavam em média a menos de 0,3% da otimalidade e com um  gap

máximo de 3,4% da otimalidade (GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

A versão “pelo menos” do PAGMG (que é semelhante ao GSP, exceto por não haver nós de

Steiner) é similar ao PAGMG, exceto pela árvore dever abranger pelo menos um (em vez de

exatamente um) nó de cada grupo. Para esses problemas,  Duin e Voß mostraram que um

solucionador de SPG exato semelhante ao desenvolvido em  (DUIN, C. W., 1994) superou

significativamente  um  algoritmo  genético  (GA)  desenvolvido  em  (DROR;  HAOUARI;

CHAOUACHI,  2000),  tanto  em  termos  de  qualidade  de  solução  quanto  de  esforço

computacional.  Em  um  conjunto  de  20  problemas,  o  GA  desenvolvido  por  (DROR;

HAOUARI; CHAOUACHI, 2000) forneceu soluções que estavam, em média, a 6,53% da

otimalidade,  enquanto o procedimento SPG exato forneceu soluções ótimas para todas as

instâncias de teste em tempos de CPU muito reduzidos. Foi desenvolvida em (SHYU et al.,

2003) uma abordagem de colônia de formigas que forneceu resultados comparáveis ao GA

desenvolvido  por  Dror  et  al.  em  menores  tempos  de  CPU.  Os  autores  de  (HAOUARI;

CHAOUACHI; DROR, 2005) propuseram um algoritmo exato de branch-and-bound para a

versão “pelo menos” do PAGMG. O algoritmo proposto foi combinado com um algoritmo de

pré-processamento especializado e foi usado para encontrar soluções ótimas para problemas

em redes com até 250 nós, 1000 arestas e 25 grupos, no prazo de três horas de tempo de CPU

(GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

O PAGMG se relaciona a duas dissertações de mestrado desenvolvidas anteriormente no

Instituto de Computação da UFF. Na dissertação de mestrado de Ferreira (FERREIRA, C. M.

S.,  2007),  foram propostas  versões da metaheurística GRASP que utilizaram mais  de um
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algoritmo construtivo, além de mecanismos adicionais de aprimoramento, como reconexão de

caminhos e busca local iterada. Também foram apresentadas regras para o pré-processamiento

de instâncias euclideanas, baseadas no conceito de distância bottleneck. Já na dissertação de

mestrado de Lopes (LOPES, 2014), foi proposta uma variante para o PAGMG com prêmios

nos vértices (PAGMG-P), onde foi implementado um método exato que utiliza como entrada

os resultados das metaheurísticas GRASP e ILS (ambas utilizando VND como método de

aprimoramento). Mais recentemente, descreve-se em  (POP et al., 2018) uma abordagem de

solução de dois níveis para resolver o PAGMG, obtida pela decomposição do problema em

dois subproblemas lógicos e naturais menores: um subproblema de nível superior (global) e

um subproblema de nível inferior (local) e os resolvem separadamente.

Até onde se pode determinar,  os  autores  de  (STANOJEVIC; GOLDEN; RAGHAVAN,

2004) foram os primeiros a considerar a variante com coleta de prêmios do PAGMG.

Em (GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008) foram apresentadas várias heurísticas

de tempo polinomial para o  PAGMG-CP e foram discutidas duas estratégias de melhoria que

aumentam significativamente o desempenho desses algoritmos. Eles também adaptaram dois

procedimentos de busca heurística para o PAGMG-CP (busca local e um algoritmo genético)

que projetaram para o PAGMG (ver (GOLDEN; RAGHAVAN; STANOJEVIČ, 2005)). Esses

procedimentos de busca heurística podem ser usados para obter soluções de alta qualidade em

grandes redes.

Os autores também apresentaram um procedimento de solução  branch-and-cut simples e

computacionalmente  eficiente  para  este  problema.  Este  procedimento  utiliza  uma  busca

simples  em profundidade nos  nós  inteiros  incumbentes  da  árvore  branch-and-bound para

identificar cortes violados. Eles compararam seu desempenho com duas variações diferentes

de um procedimento exato proposto em (POP, 2004) para o  PAGMG e mostraram que seu

algoritmo oferece melhores limites para o problema. Igualmente, mostraram em um grande

conjunto de instâncias que este procedimento pode ser usado para encontrar soluções ótimas

em redes com custos de aresta aleatórios com até 200 nós e até 40 grupos no prazo de duas

horas de tempo de CPU. Em redes com custos de aresta euclidianos, este procedimento pode

ser usado para encontrar soluções ótimas em redes com até 125 nós no prazo de duas horas de

tempo de CPU (GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

Os  testes  computacionais  indicam  que  esse  algoritmo  branch-and-cut é  sensível  aos

valores relativos de custos de arestas e prêmios de nós. Quando os prêmios de nós têm uma
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contribuição menor para a função objetivo (em comparação com a contribuição dos custos de

arestas),  o  procedimento  de  branch-and-cut encontra  soluções  ótimas  em  130  de  169

instâncias de teste dentro de um limite  de tempo de CPU de duas horas.  Por outro lado,

quando os prêmios de nós têm maior contribuição para a função objetivo,  o algoritmo de

branch-and-cut encontra as soluções ótimas em 166 de 169 instâncias de teste dentro de um

limite  de tempo de  duas  horas.  O desempenho dos  procedimentos  heurísticos  de busca é

bastante notável. Especificamente, tanto a busca local quanto o algoritmo genético encontram

a solução ótima em todas as 296 instâncias de teste onde a solução ótima é conhecida (a partir

do procedimento branch-and-cut) (GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

Em  (GOLDEN;  RAGHAVAN;  STANOJEVIĆ,  2008),  os  autores discutiram  trabalhos

relacionados sobre o PAGMG e estratégias heurísticas para o PAGMG-CP. Propuseram um

procedimento de limite inferior e várias heurísticas de tempo polinomial para o PAGMG-CP.

Mostraram  que  repetições  personalizadas  dessas  heurísticas  proporcionam  uma  melhoria

significativa  na  qualidade  de  suas  soluções.  Eles  também adaptaram  dois  procedimentos

heurísticos que desenvolveram anteriormente (busca local e um algoritmo genético) para o

PAGMG-CP. Analisaram a formulação matemática proposta em (POP, 2004) para o PAGMG

e discutiram algumas propriedades importantes desta formulação que são relevantes para seu

algoritmo branch-and-cut. Além disso, os autores discutiram dois procedimentos de solução

exata com base na formulação matemática apresentada em seu artigo. Ademais, explicaram o

procedimento  de  enraizamento  proposto  em  (POP,  2004) e,  depois,  compararam  o

desempenho de duas  variações  diferentes  do procedimento de enraizamento.  Em seguida,

propuseram um novo  algoritmo  branch-and-cut para  o  PAGMG-CP.  Discutiram escolhas

específicas  que  precisam ser  feitas  nesse  algoritmo e  compararam computacionalmente  o

desempenho de duas versões diferentes desse procedimento.  Mais tarde, compararam seus

dois procedimentos de busca heurística com o algoritmo branch-and-cut.

Em (POP, 2007) foi descrito um algoritmo exato de tempo exponencial para o problema e

foram apresentadas diversas formulações de programação inteira e inteira mista do PAGMG-

CP.  Além disso,  foram estabelecidas  relações  entre  os  politopos  correspondentes  às  suas

relaxações lineares e foi apresentado um procedimento eficiente que encontra a solução ótima

do PAGMG-CP para grafos com até 240 nós.

Concluindo, em (GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008) foram apresentadas três

heurísticas do limite superior com tempo polinomial para o PAGMG-CP e também foram
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adaptados dois procedimentos de busca heurística (busca local e um algoritmo genético) do

PAGMG para o PAGMG-CP. Discute-se uma estratégia de formulação e solução chamada

procedimento de enraizamento introduzida em (POP, 2004) para o PAGMG. Experimentaram

duas variantes do procedimento de enraizamento para o PAGMG-CP e então desenvolveram

um procedimento de solução exata muito simples e eficaz.

Seus experimentos computacionais mostram que suas heurísticas do limite superior, que

representam as adaptações diretas das heurísticas da AGM, não fornecem bons limites para o

PAGMG-CP.  No  entanto,  quando  aplicados  no  quadro  de  um  paradigma  de  repetição

heurística adaptado, chamado método piloto, eles mostram que esses procedimentos fornecem

resultados substancialmente melhores (encontrando soluções que estão, em média, a menos de

3% da otimalidade) (GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

O  procedimento  exato  que  propuseram  em  (GOLDEN;  RAGHAVAN;  STANOJEVIĆ,

2008) foi um novo algoritmo de branch-and-cut que funciona com nós incumbentes (inteiros)

da árvore  branch-and-bound. Os resultados de seu estudo computacional indicam que este

algoritmo  fornece  melhores  limites  para  o  PAGMG-CP  do  que  as  duas  variantes  do

procedimento de enraizamento que testaram nesse artigo. Seus experimentos computacionais

sugerem  ainda  que  seu  algoritmo  de  branch-and-cut é  uma  boa  escolha  (ou  seja,  pode

fornecer soluções ótimas em tempos de CPU relativamente curtos) para redes com até 200

nós. Para redes maiores, os procedimentos de busca heurística são uma alternativa melhor.

Esses procedimentos (busca local e algoritmo genético) demonstraram excelente desempenho

para dois tipos diferentes de funções usadas para os prêmios dos nós. Em particular, de 296

instâncias TSPLIB para as quais o valor ótimo é conhecido, tanto a busca local quanto o GA,

encontraram muito rapidamente a solução ótima em todas as 296 instâncias. Para as instâncias

aleatórias, ambos os algoritmos encontraram soluções ótimas para 40 de 41 instâncias para as

quais a solução ótima é conhecida.

Como foi apresentado anteriormente, o PAGMG-CP foi estudado por poucos pesquisadores

e foram desenvolvidos procedimentos heurísticos e algoritmos exatos para encontrar soluções

ótimas para grafos com até 240 nós e até 40 grupos no prazo de duas horas de tempo de CPU.

A reproducibilidade dos experimentos desses autores e a comparação com os resultados das

metaheurísticas implementadas neste trabalho é inviável, porque as instâncias utilizadas na

literatura para resolver o PAGMG-CP não estão disponíveis. Essa foi uma motivação para a

realização  desta  dissertação,  na  qual  foram  desenvolvidas  metaheurísticas  para  resolver
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instâncias novas e maiores (grafos com até 439 nós e 88 grupos) em menos de uma hora de

tempo de CPU. 

1.3 Objetivos

Os objetivos principais desta dissertação são desenvolver algoritmos aproximados baseados

em  metaheurísticas  para  resolver  o  PAGMG-CP e  criar  novas  instâncias  teste  para  esse

problema. Com esse fim, foram utilizadas duas metaheurísticas amplamente conhecidas na

atualidade:  GRASP e BRKGA. Também foram criadas  30 instâncias  para  o PAGMG-CP,

partindo de instâncias do  PAGMG, fornecidas pelos autores Paolo Toth e Albert Muritiba. As

mesmas estão disponíveis para outros pesquisadores, junto com a melhor solução encontrada

neste  trabalho  para  cada  uma  delas,  no  repositório  Mendeley  Data

(https://data.mendeley.com/datasets/vftc7kg6ty/1) (MARZO; RIBEIRO, 2018).

1.4 Organização

No Capítulo 2 são apresentados os algoritmos implementados baseados na metaheurística

GRASP. Despois de uma breve introdução, expõe-se a fase construtiva da metaheurística,

composta  por  uma heurística  construtiva  randomizada baseada  nos  algoritmos  gulosos  de

Kruskal e Prim que resolvem o problema da árvore geradora mínima em um grafo. A segunda

fase apresentada é a  busca local,  para a  qual  foram implementadas  duas estratégias:  uma

determinística e outra randomizada. Na próxima fase é implementado o GRASP, fazendo uso

do  procedimento  construtivo  semi-guloso  (ou  guloso  randomizado)  e  de  um  dos

procedimentos de busca local. As fases anteriores são exemplificadas com a execução dos

algoritmos sobre um pequeno grafo completo, formado por 8 vértices e 4 grupos (clusters). O

capítulo continua com a aplicação de estratégias de  intensificação e diversificação da busca

dentro do GRASP, especificamente com a implementação de reconexão de caminhos interna

(versões  forward e  backward)  e  externa,  além do uso  da  estratégia  de  reinicialização  do

conjunto  de  soluções  elite.  Na  parte  final  do  capítulo  são  apresentados  os  experimentos

computacionais realizados, começando com aqueles que permitiram ajustar o parâmetro α da

metaheurística  GRASP  com  o  uso  do  programa  IRACE  (LÓPEZ-IBÁÑEZ;  DUBOIS-

LACOSTE; et al., 2016). Também são descritas as instâncias geradas para o problema e são

apresentados  os  experimentos  computacionais  sobre  as  instâncias  selecionadas  para  teste,

assim como os resultados obtidos. 

No Capítulo 3 são apresentados os algoritmos implementados baseados na metaheurística

BRKGA, utilizando o framework brkgaAPI (TOSO; RESENDE, 2015). Começando por uma

https://data.mendeley.com/datasets/vftc7kg6ty/1
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introdução deste framework, o capítulo segue com a implementação de quatro decodificadores

do BRKGA específicos  para o PAGMG-CP. Depois é  apresentado o ajuste  dos principais

parâmetros,  realizado  com  o  programa  IRACE.  São  explicadas  as  estratégias  de

aprimoramento  implementadas  e  são  apresentados  os  experimentos  computacionais

executados sobre as instâncias de teste. Na parte final do capítulo são analisados os resultados

obtidos, fazendo-se também algumas comparações com a metaheurística GRASP.

No Capítulo 4 são apresentadas as conclusões e possíveis trabalhos futuros decorrentes

desta dissertação.
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CAPÍTULO 2 - GRASP PARA O PAGMG-CP

2.1 Introdução

GRASP (greedy randomized adaptive search procedures) foi introduzida por Feo e Resende

em  1989  como  uma  heurística  probabilística  para  resolver  problemas  de  cobertura  de

conjuntos computacionalmente difíceis. Logo após a sua introdução, foi reconhecida como

uma metaheurística de propósito geral e foi aplicada a uma série de outros problemas de

otimização combinatória, incluindo problemas de agendamento, de atribuição quadrática, de

satisfatibilidade  e  de  planarização  de  grafos.  Desde  então,  GRASP ganhou  uma  ampla

aceitação como uma metaheurística eficaz e simples de implementar para encontrar soluções

ótimas ou quase ótimas para problemas de otimização combinatória. Uma grande variedade

de artigos sobre GRASP foram publicados na literatura aberta e numerosas teses de mestrado

e doutorado foram escritas sobre o assunto (RESENDE; RIBEIRO, 2016). 

Neste  capítulo  são apresentadas algumas variantes da metaheurística GRASP, passando

pelas fases importantes para a sua implementação: fase construtiva da metaheurística e fase de

busca local.  Um pequeno grafo  completo  e  não direcionado,  formado por  oito  vértices  e

quatro  grupos  é  utilizado  para  exemplificar  didaticamente a  execução  dos  algoritmos

implementados. Seguidamente são aplicadas estratégias de intensificação e de diversificação

da  busca  dentro  do  GRASP,  especificamente  com a  implementação de  reconexão  interna

(versão forward e backward) por caminhos e de reconexão externa por caminhos, além do uso

da  estratégia  de  reinicialização  do  conjunto  de  soluções  elite.  Também  são  descritas  as

instâncias  geradas  para  o  problema  e  são  apresentados  os  experimentos  computacionais

realizados  para ajustar  o  parâmetro  α da  metaheurística GRASP com o uso do programa

IRACE. Finalmente, são apresentados os experimentos computacionais executados sobre as

instâncias selecionadas para teste e os resultados obtidos. 

2.2 Fase construtiva

A heurística construtiva randomizada que foi implementada é uma combinação dos algoritmos

gulosos de Kruskal e Prim, os quais resolvem, em tempo polinomial, o problema da árvore

geradora mínima em um grafo.  A adaptação desses algoritmos tem que ter  em conta que

exatamente um nó em cada grupo é selecionado e considerar também os prêmios oferecidos

pelos nós selecionados. O algoritmo implementado apenas considera as arestas intergrupos

pois, pelas restrições do problema, é impossível que uma aresta intragrupo (os nós terminais
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de uma aresta intragrupo ficam no mesmo grupo) pertença à árvore geradora que é obtida

como solução.  Neste  algoritmo semi-guloso tem-se a chamada lista  restrita  de candidatos

(RCL,  restricted candidate list) baseada em qualidade, onde o valor do parâmetro α afeta o

tamanho da lista.

Para  considerar  os  prêmios,  foi  aplicada  uma  estratégia  apresentada  em  (GOLDEN;

RAGHAVAN; STANOJEVIĆ, 2008). A ideia consiste em alterar inicialmente o custo de todas

as arestas, subtraindo os prêmios dos nós terminais em cada aresta (seu custo, definido assim,

reflete melhor o impacto da adição de uma aresta na função objetivo). Depois, quando um nó

é inserido na árvore geradora, se faz a adição do prêmio deste nó ao custo de todas as arestas

que o têm como um de  seus  pontos  terminais,  para  que  o  valor  da  função objetivo  seja

verdadeiro.

Em resumo, o algoritmo seleciona aleatoriamente uma aresta, dentre uma lista de arestas de

menor custo (no algoritmo de Kruskal sempre é selecionada primeiramente a aresta de menor

custo) para entrar na solução e depois, tendo em conta as restrições do PAGMG-CP, aplica-se

o  algoritmo  de  Prim,  mas  agora  a  escolha  do  próximo vértice,  que  vai  entrar  na  árvore

geradora, é aleatória dentre uma lista dos melhores candidatos (aqueles que menos aumentam

o valor da função objetivo).

Em sua primeira etapa, o algoritmo adiciona à árvore de solução uma aresta de custo baixo,

escolhida  aleatoriamente,  utilizando  o  gerador  Mersenne  Twister  (MATSUMOTO;

NISHIMURA, 1998). Depois, a árvore geradora generalizada aumenta até que abranja todos

os grupos em  G,  escolhendo também aleatoriamente um único vértice em cada um deles,

dentre uma lista restrita de melhores candidatos. Cada etapa adiciona à árvore  S uma nova

aresta, que conecta S a um vértice isolado (um vértice no qual nenhuma aresta de S incide).

Essa regra adiciona apenas arestas que não formam ciclos em S. Portanto, quando o algoritmo

termina, as arestas em S formam uma árvore geradora.

No pseudocódigo a seguir,  apresentado na Figura 2.1, o grafo conexo G é entrada para o

algoritmo.  Durante  a  execução  do  algoritmo,  todos  os  vértices  que  não  estão  na  árvore

residem em uma fila de prioridade mínima Q baseada em um atributo key (chave). Para cada

vértice v, o atributo v.key é o custo mínimo de qualquer aresta que conecta v a um vértice na

árvore. Por convenção,  v.key ← ∞ se não existe nenhuma aresta desse tipo. O atributo  v.π

nomeia o pai de v na árvore. Quando o algoritmo termina, a fila de prioridade mínima Q está

vazia.
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Nas linhas 1 e 2,  respectivamente, o conjunto S de arestas na árvore geradora e a função

objetivo  são  inicializados.  As  listas  restritas  de  candidatos  baseadas  em  qualidade  são

inicializadas nas linhas 3 e 4.  O ciclo das linhas 5-8 define a chave de cada vértice como um

valor muito elevado e define o pai de cada vértice como 0, para indicar que não existe. A linha

9 subtrai do custo de cada aresta os prêmios dos seus vértices (ver  Figura 2.2). Na linha 10

são obtidos o menor e o maior valor de custo das arestas (ver Figura 2.3). A seguir, um limite

de custo é estabelecido utilizando os valores anteriores e o valor do parâmetro α. Nas linhas

12 a 16 é criada uma lista restrita de candidatos baseada em qualidade, com as arestas cujo

custo não ultrapassa o limite calculado na linha 11. Na linha 17 o gerador Mersenne Twister

(parâmetro de entrada do procedimento) é utilizado para obter aleatoriamente uma posição no

intervalo da lista de candidatos. Essa posição é utilizada na linha 18 para obter uma aresta

com custo baixo no grafo. As linhas 19 e 20, por sua vez, adicionam o prêmio dos vértices,

que formam a aresta obtida na linha anterior, aos custos das arestas que os contém como um

de seus nós (ver  Figura 2.4). Nas linhas 21 e 22 as chaves dos vértices da primeira aresta

selecionada são inicializadas como um valor muito baixo, por isso serão os primeiros vértices

processados. A aresta de custo baixo, escolhida na linha 18, é adicionada à árvore geradora S

na linha 23 e o custo parcial  f(S) da árvore geradora é atualizado na linha 24. A linha 25

inicializa a fila de prioridade mínima Q para conter todos os vértices. 

O ciclo principal do algoritmo, nas linhas 26 a 51, é repetido até que o conjunto  Q de

vértices  fora  da árvore geradora torne-se vazio.  Nas linhas  27 a  35 se procede de forma

similar ao analisado nas linhas 10 a 18, agora com uma lista restrita de candidatos baseada em

qualidade que contém vértices em vez de arestas.  A linha 35 seleciona um vértice dentre

aqueles com menor chave, para posteriormente atualizar o valor da função objetivo utilizando

o prêmio deste nó na linha 36. As linhas 38 a 40 são executadas depois da terceira iteração do

ciclo principal, pois uma aresta já foi inserida na árvore geradora e primeiro são analisados os

vértices dessa aresta, os quais não tem pai. Na linha 38 são atualizados os custos das arestas

que contêm o novo vértice  inserido  na árvore.  A aresta,  formada pelo  nó  u e  seu pai,  é

adicionada à árvore geradora  S na linha 39 e o custo parcial  f(S) da árvore é atualizado na

linha 40. No ciclo das linhas 42-44, é eliminado do conjunto Q o vértice mais recentemente

inserido na árvore geradora e os outros nós pertencentes ao mesmo grupo. O laço das linhas

45-50 atualiza os atributos key e π de cada vértice v adjacente a u, que não está na árvore. A

árvore geradora S e seu custo f(S) retornam na linha 52.
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begin RANDOMIZED-KRUSKAL-PRIM-VARIANT(G, α, MTgenerator)
 1    S ← ∅

 2    f(S) ← 0
 3    RCLedges ← ∅

 4    RCLnodes ← ∅

 5    for each node u∈G .V do
 6          u.key ← ∞
 7          u.π ← 0
 8    end-for
 9    MODIFY-EDGES-COSTS(G)
10   cmin, cmax ← MIN-MAX-COST-EDGE(G)
11   limite ← cmin + α * (cmax – cmin)
12   for each edge e=(i , j )∈G . E do
13          if e.cost <= limite then
14                RCLedges ← RCLedges + {e}
15          end-if
16   end-for
17   rand_pos ← MTgenerator()
18   (i, j) ← RCLedges[rand_pos]
19   MODIFY-EDGES-COSTS-2(G, i)
20   MODIFY-EDGES-COSTS-2(G, j)
21    i.key ← -∞
22    j.key ← -∞
23    S ← S∪{(i , j)}
24    f(S) ← f(S) + w(i, j)
25    Q ← G.V
26    while Q ≠ ∅ do
27          nmin, nmax ← MIN-MAX-COST-NODE(Q)
28          limite ← nmin + α * (nmax – nmin)
29          for each node v∈Q do
30                if v.key <= limite then
31                      RCLnodes ← RCLnodes + {v}
32                end-if
33          end-for
34          rand_pos ← MTgenerator()
35          u ← RCLnodes[rand_pos]
36          f(S) ← f(S) - u.prize
37          if u.π ≠ 0 then
38                MODIFY-EDGES-COSTS-2(G, u)
39                S ← S∪{(u, u . π)}
40                f(S) ← f(S) + w(u,u.π)
41          end-if
42          for each node v∈G .Cluster [u] do
43                Q ← Q∖{v }
44          end-for
45          for each node v∈G . Adj[u ] do
46                if v∈Q and w(u,v) < v.key then
47                      v.π ← u
48                      v.key ← w(u,v)
49                end-if
50          end-for
51    end-while
52    return S, f(S)
end RANDOMIZED-KRUSKAL-PRIM-VARIANT.

Figura  2.1: Pseudocódigo do algoritmo  guloso  adaptativo  randomizado  RANDOMIZED-

KRUSKAL-PRIM-VARIANT para o PAGMG-CP.
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begin MODIFY-EDGES-COSTS(G)
1      for each edge (u , v )∈G .E do
2            w(u,v) ← w(u,v) - u.prize - v.prize
3      end-for
end MODIFY-EDGES-COSTS.
Figura 2.2: Pseudocódigo do algoritmo MODIFY-EDGES-COSTS para subtrair do custo de

cada aresta os prêmios dos seus vértices.

begin MIN-MAX-COST-EDGE(G)
 1      min ← ∞
 2      max ← -∞
 3      for each edge do
 4            if w(u,v) < min then
 5                  min ← w(u,v)
 6            end-if
 7            else if w(u,v) > max then
 8                  max ← w(u,v)
 9            end-else-if
10      end-for
11      return min, max
end MIN-MAX-COST-EDGE.
Figura 2.3: Pseudocódigo do algoritmo MIN-MAX-COST-EDGE para obter as arestas com

menor e maior custos do grafo.

begin MODIFY-EDGES-COSTS-2(G, v)
1      for each edge do
2            w(u,v) ← w(u,v) + v.prize
3      end-for
end MODIFY-EDGES-COSTS-2.
Figura 2.4: Pseudocódigo do algoritmo MODIFY-EDGES-COSTS-2 para adicionar o prêmio

de um vértice aos custos das arestas que o contém.

2.2.1 Exemplo

Seja o seguinte  grafo completo e  não direcionado (Figura 2.5),  formado por oito  vértices

(letras de A a H) e quatro grupos (clusters), e sua correspondente matriz de adjacência com os

custos das arestas intergrupos:
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Figura 2.5: Grafo exemplo e sua matriz de adjacência.

Os números em azul são os grupos e os números vermelhos são os valores dos prêmios de

cada vértice. A Figura 2.6 mostra a execução da heurística construtiva randomizada sobre o

grafo de exemplo. As arestas em azul são as da lista de candidatos baseada em qualidade

(parâmetro  α  =  0.1).  As  arestas  em vermelho  são  escolhidas  aleatoriamente  utilizando  a

semente igual a 5 para o gerador Mersenne Twister (mt19937, um gerador pseudo-aleatório

Mersenne Twister de números de 32 bits com um tamanho de estado de 19937 bits, que foi

introduzido pela última revisão do padrão C++ 2011) (“mt19937 - C++ Reference”, 2013). As

arestas marcadas em azul na subfigura (a) são aquelas que foram selecionadas para entrar na

primeira lista restrita de candidatos baseada em qualidade (RCLedges). Entre essas arestas, uma

delas é escolhida aleatoriamente (aresta assinalada em vermelho na subfigura (b)) para entrar

na solução. Na subfigura (c) as arestas em azul conectam os nós C e D, da segunda lista

restrita de candidatos baseada em qualidade (RCLnodes), com os vértices mais "próximos" da

árvore em construção, os quais são chamados de pais: i.e., o nó G é o pai do C e o nó H é o

pai do D. Entre esses nós da lista  RCLnodes é escolhido aleatoriamente o nó D para entrar na

solução e a aresta (D, H) que ele forma com seu pai é adicionada à árvore, como apresenta a

subfigura (d). Em seguida, a lista  RCLnodes é esvaziada e um novo candidato, o vértice A, é

inserido. Em conjunto com seu pai (nó D), formam a aresta em azul da subfigura (e). Por

último,  na  subfigura  (f),  a  aresta  anterior  é  adicionada  à  solução,  terminando  assim  a

construção da árvore geradora generalizada e finalizando a execução do procedimento.
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(a) (b)

(c) (d)

(e) (f)

Figura  2.6:  Execução do algoritmo RANDOMIZED-KRUSKAL-PRIM-VARIANT sobre o

grafo exemplo.
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Com a execução anterior da heurística construtiva randomizada, o valor da função objetivo

para a solução obtida é 61.

2.3 Busca local

Foram  implementadas  duas  estratégias  de  busca  local,  uma  determinística  e  outra

randomizada. Brevemente, o primeiro procedimento de busca local aqui apresentado é do tipo

1-opt iterativo, aplicado à solução construída heuristicamente. Ele visita os grupos do grafo

em ordem crescente de seus identificadores, uma ideia aplicada por (FEREMANS, 2001). Em

cada visita de um grupo, a vizinhança de uma árvore geradora generalizada viável é explorada

examinando-se todas as árvores viáveis obtidas pela substituição do nó (na árvore) do grupo

atual.  Em outras  palavras,  uma árvore geradora  generalizada de menor  custo (o custo da

árvore é  dado pela  soma dos custos das arestas,  subtraindo-se os prêmios  dos vértices) é

encontrada pela intenção de usar cada nó deste grupo, enquanto os vértices nos outros grupos

permanecem  fixos.  O  procedimento  de  busca  local  continua  visitando  grupos  até  que

nenhuma melhora na solução é possível.

Em qualquer iteração de primeira estratégia de busca, o algoritmo passa da solução atual

para o melhor dos seus vizinhos, sempre que o último melhore o primeiro. O pseudocódigo na

Figura 2.7 descreve um procedimento de busca local baseado em uma estratégia do melhor

aprimoramento (best-improving), como apresentado por  (RESENDE; RIBEIRO, 2016) para

um problema de minimização. A busca começa a partir de qualquer solução inicial  S. Uma

bandeira indicando se uma solução melhor foi encontrada ou não é definida como .TRUE. na

linha 1. O ciclo nas linhas 2 a 19 é executado até se tornar impossível substituir a solução

atual por um vizinho melhor. A bandeira é redefinida para .FALSE. na linha 3 no início de

uma nova iteração. A variável fbest que armazena o melhor valor da função objetivo sobre todos

os vizinhos da solução atual S é definida como um valor muito grande na linha 4. A função

dos ciclos aninhados das linhas 5-14 e 7-13, é a de visitar cada vizinho  S’ que pertence à

vizinhança 1-opt da solução atual  S na linha 8. Se o teste na linha 9 detecta que um novo

vizinho S’ é melhor do que o melhor vizinho atual, então o último é substituído pelo primeiro

na linha 10 e o melhor valor de função objetivo fbest na vizinhança é atualizado na linha 11. Na

linha 15, compara-se a solução atual S com seu melhor vizinho Sbest. Se fbest for menor do que

f(S), então a solução atual é atualizada na linha 16 e a bandeira é redefinida para .TRUE. na

linha 17, indicando que uma solução melhor foi encontrada. O algoritmo retorna o ótimo local

S na linha 20.
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begin BEST-IMPROVING-LOCAL-SEARCH(G, S)
 1    improvement ← .TRUE.
 2    while improvement = .TRUE. do
 3          improvement ← .FALSE.
 4          fbest ← ∞
 5          for each cluster c∈G .C do
 6                be node u∈S and u.cluster = c 
 7                for each node v∈c do
 8                      S’ ← S∪{v}∖{u}
 9                      if f(S’) < fbest then
10                           Sbest ← S’
11                           fbest ← f(S’)
12                     end-if
13               end-for
14         end-for
15         if fbest < f(S) then
16               S ← Sbest

17               improvement ← .TRUE.
18         end-if
19   end-while
20   return S
end  BEST-IMPROVING-LOCAL-SEARCH.
Figura 2.7: Pseudocódigo do algoritmo BEST-IMPROVING-LOCAL-SEARCH para obter 

um ótimo local. (RESENDE; RIBEIRO, 2016)

A Figura 2.8 mostra a execução desta heurística de busca local do melhor vizinho sobre o

grafo de exemplo. A primeira árvore (geradora generalizada) em vermelho (a) é a solução

obtida anteriormente pela heurística construtiva e as quatro seguintes em azul (b, c, d, e) são

suas soluções vizinhas 1-opt na busca local. A árvore em vermelho (f) é a solução corrente

atualizada com o melhor vizinho encontrado (c), pois tem um valor da função objetivo (FO =

54) menor. Depois segue outra iteração da busca local partindo da nova solução e seus quatro

vizinhos  (árvores  em azul:  g,  h,  i,  j)  são  analisados.  Mas  como  nenhum deles consegue

melhorar a solução atual, então o algoritmo termina, pois chega-se a um ótimo local (que

neste caso não é ótimo global). A árvore vermelha (k) é retornada como a melhor solução (c)

obtida pelo algoritmo de busca local.
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(a) (b)

(c) (d)

(e) (f)

Figura 2.8:  Execução do algoritmo BEST-IMPROVING-LOCAL-SEARCH sobre o grafo

exemplo (Parte 1).
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(g) (h)

(i) (j)

(k)

Figura 2.8: Execução do algoritmo BEST-IMPROVING-LOCAL-SEARCH sobre o grafo

exemplo (Parte 2).
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O  segundo  procedimento  de  busca  local  implementado  é  similar  ao  primeiro,  mas  é

randomizado,  porque nele  a  visita  dos  grupos  segue  uma  ordem aleatória,  baseada  em

(GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

2.4 GRASP

A heurística GRASP implementada (ver  Figura 2.9) está formada simplesmente por 200

aplicações  da  busca  local  do  melhor  vizinho  (algoritmo  BEST-IMPROVING-LOCAL-

SEARCH),  cada  uma  das  quais  começa  de  uma  solução  gerada  com  um  procedimento

construtivo  semi-guloso  (algoritmo  RANDOMIZED-KRUSKAL-PRIM-VARIANT,  onde o

parâmetro  generator é uma instanciação de Mersenne Twister, que utiliza como semente o

valor  do  parâmetro  seed).  O melhor  ótimo local,  dentre  todas  as  iterações  de  GRASP,  é

retornado como a solução obtida pelo algoritmo.

begin GRASP(G, α, seed)
 1     fbest ← ∞
 2     MERSENNE-TWISTER generator(seed)
 3     for i←1 to 200 do
 4          S ← RANDOMIZED-KRUSKAL-PRIM-VARIANT(G, α, generator)
 5          S ←  BEST-IMPROVING-LOCAL-SEARCH(G, S)
 6          if f(S) < fbest then
 7               Sbest ← S
 8               fbest ← f(S)
 9          end-if
10     end-for
11     return Sbest

end  GRASP.
Figura 2.9: Pseudocódigo do algoritmo GRASP (RESENDE; RIBEIRO, 2016).

A  Figura  2.10 mostra  a  execução,  sobre  o  grafo  de  exemplo,  da  primeira  iteração  da

heurística GRASP, onde o parâmetro α=0.1 e a semente é 1. A árvore em azul da esquerda é a

solução da heurística construtiva. A árvore em vermelho da direita é a solução da busca local e

neste caso é também a solução ótima.
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(a) (b)

Figura 2.10: Execução da primeira iteração do algoritmo GRASP sobre o grafo exemplo.

2.5 Reconexão por caminhos

Reconexão  por  caminhos  é  uma  estratégia  de  intensificação  da  busca.  Como um grande

aprimoramento  dos  métodos  de  busca  heurística  para  resolver  problemas  de  otimização

combinatória, a sua hibridação com outras metaheurísticas levou a melhorias significativas na

qualidade  da  solução  e  nos  tempos  de  execução  de  heurísticas  híbridas.  Reconexão  por

caminhos  é  um  grande  aprimoramento  para  o  GRASP,  adicionando  um  mecanismo  de

memória  de  longo  prazo  às  heurísticas  GRASP.  GRASP com  reconexão  por  caminhos

implementa a memória de longo prazo usando um conjunto de elite de diversas soluções de

alta  qualidade  encontradas  durante  a  busca.  Na sua implementação mais  básica,  em cada

iteração, o operador de reconexão por caminhos é aplicado entre a solução encontrada no final

da fase de busca local e uma solução selecionada de forma aleatória do conjunto de elite. A

solução resultante da reconexão por caminhos é um candidato para inclusão no conjunto de

elite (RESENDE; RIBEIRO, 2016).
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begin GRASP+PR(G, α, seed, nξ, timeLimit)
  1     ξ ← ∅
  2     MERSENNE-TWISTER generator(seed)
  3     while executionTime < timeLimit do
  4          S ← RANDOMIZED-KRUSKAL-PRIM-VARIANT(G, α, generator)
  5          S ←  BEST-IMPROVING-LOCAL-SEARCH(G, S)
  6          if |ξ| > 0 then
  7               S’ ← RANDOM-SELECT-ELITE-SOLUTION(ξ, generator)
  8               if CARDINALITY-SYMMETRIC-DIFFERENCE(S, S’) ≥ 4 then
  9                    if f(S’) ≤ f(S) then
10                         S ← FORWARD-PR(S, S’)
11                    else  
12                         S ← FORWARD-PR(S’, S)
13                    end-if
14               end-if     
15          end-if
16          UPDATE-ELITE-SET(S, ξ, nξ)
17     end-while
18     return Sbest = argmin{ f(S) : S∈ξ }
end  GRASP+PR.
Figura 2.11: Pseudocódigo do algoritmo GRASP+PR (GRASP com reconexão por caminhos,

versão forward) (RESENDE; RIBEIRO, 2016).

A linha 1 do pseudocódigo na Figura 2.11 inicializa o conjunto elite ξ como vazio. Na linha

2 é criada uma instanciação de Mersenne Twister que foi chamada de generator e que utiliza

como semente o valor do parâmetro  seed. O ciclo das linhas 3 até 17 compõe os passos do

GRASP com reconexão por caminhos e vão ser executados enquanto o tempo de execução do

algoritmo for inferior ao tempo limite definido no parâmetro de entrada timeLimit. As linhas 4

e 5 correspondem às fases de construção semi-gulosa e busca local de uma heurística GRASP

básica. Seja a diferença simétrica ∆(S, S’) formada pelos elementos pertencentes ou a S ou a

S'. Se o conjunto elite ξ não estiver vazio, então uma solução S’ é selecionada aleatoriamente

desse conjunto elite na linha 7 e se, além disso, a cardinalidade da diferença simétrica entre a

solução S’ e o ótimo local S obtido na linha 5 for maior do que três, então a versão forward da

reconexão por caminhos é executada na linha 10 ou na linha 12, dependendo de qual solução

for melhor. A solução resultante, S, é testada para sua inclusão no conjunto elite na linha 16,

onde  é  atualizado  ξ aplicando-se  o  algoritmo  UPDATE-ELITE-SET  da  Figura  2.12. O

algoritmo retorna a melhor solução elite na linha 18, depois de que foi atingido o tempo limite

de execução (RESENDE; RIBEIRO, 2016).

Um conjunto elite ξ de soluções é formado por um número fixo de no máximo nξ soluções

diferentes e de alta qualidade encontradas durante a execução de uma heurística. As soluções



39

elite  devem representar  regiões  promissoras  distintas  do  espaço  solução  e,  portanto,  não

devem  incluir  soluções  que  sejam  muito  similares,  mesmo  que  sejam  de  alta  qualidade

(RESENDE; RIBEIRO, 2016).

Um esquema básico para manter o conjunto elite  ξ para o nosso problema é descrito no

algoritmo da Figura 2.12. O algoritmo recebe uma solução candidata S e determina se S deve

ser adicionada a  ξ e, em caso afirmativo, qual solução, se houver, deve ser removida de  ξ.

(RESENDE; RIBEIRO, 2016)

begin UPDATE-ELITE-SET(S, ξ, nξ)
  1     if |ξ| < nξ then
  2          if ξ = ∅ then
  3               ξ ← ξ ∪{S}
  4          else
  5               δ ←  min{|∆(S, S’)| : S '∈ξ }
  6               if δ > 0 then ξ ← ξ ∪{S}
  7           end-if
  8     else
  9          fmax ←  max{f(S’) : S '∈ξ }
10          δ ←  min{|∆(S, S’)| : S '∈ξ }
11          if f(S) < fmax and δ > 0 then
12               Smin ←  argmin{|∆(S, S’)| : S '∈ξ such that f(S’) ≥ f(S)}
13               ξ ← ξ ∪{S}∖{Smin}

14          end-if     
15     end-if
16     return ξ
end  UPDATE-ELITE-SET.
Figura 2.12: Pseudocódigo do algoritmo UPDATE-ELITE-SET para a manutenção do 

conjunto elite ξ de no máximo nξ elementos (RESENDE; RIBEIRO, 2016).

Se a linha 1 determina que o conjunto elite ξ não está cheio, então uma solução candidata S

sempre é adicionada a  ξ se for diferente de qualquer solução atualmente no conjunto. Este

caso é tratado nas linhas 2 a 7 do pseudocódigo. Na linha 3, S é adicionado a ξ se o conjunto

elite estiver vazio. Na linha 5, a cardinalidade mínima δ entre as diferenças simétricas entre S

e qualquer elemento de  ξ é calculada.  Se  S for diferente de todas as soluções elite, então é

adicionada a ξ na linha 6. (RESENDE; RIBEIRO, 2016)

Caso contrário, uma vez que o conjunto elite esteja cheio, a qualquer momento que uma

solução é adicionada ao conjunto, outra solução deve ser removida dele, mantendo assim o

tamanho de ξ igual a nξ. Nosso objetivo é primeiro melhorar a qualidade média do conjunto

elite e, em seguida, maximizar a diversidade de seus elementos, o que equivale a maximizar

as cardinalidades das diferenças simétricas entre todos os pares de soluções no conjunto. Este
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caso é tratado nas linhas 9 a 14. Na linha 9, é calculado o custo fmax da solução elite de pior

valor,  enquanto na linha 10 é  determinada a  cardinalidade mínima  δ dentre  as  diferenças

simétricas entre  S e qualquer elemento de  ξ.  S é adicionada a  ξ se for melhor que a pior

solução no conjunto elite e se for diferente de todas as soluções elite. Isto é realizado nas

linhas 12 e 13. A linha 12 determina, entre todas as soluções elite com valores não melhores

que  S,  uma que é mais semelhante a  S,  isto é, uma que minimiza a cardinalidade de sua

diferença simétrica em relação a  S. Esta solução,  Smin, é removida de  ξ na linha 13. A nova

solução elite  S é inserida no conjunto como uma substituição para  Smin na mesma linha. O

conjunto elite atualizado é retornado na linha 16 (RESENDE; RIBEIRO, 2016).

O algoritmo na  Figura 2.13 é  uma implementação da  reconexão por  caminhos,  versão

forward, para o nosso problema, onde Si é a solução inicial e a Sg é a solução guia. Assume-se

que a solução guia Sg é pelo menos tão boa quanto (e possivelmente melhor do que) a solução

inicial  Si,  daí  a  qualificação  desta  estratégia  como  forward.  A solução  atual,  a  “melhor

solução” e seu custo são inicializados nas linhas 1 a 3. Na linha 4, o algoritmo verifica se a

vizinhança restrita contém pelo menos uma solução viável. À medida em que o algoritmo

percorre o caminho de S para Sg, a melhor  solução vizinha da solução atual é selecionada em

cada iteração. Um caminho da solução inicial Si para a solução guia Sg é criado no ciclo que

vai da linha 4 a 10. O melhor vizinho restrito  S é selecionado na linha 5. As linhas 6 a 9

atualizam a melhor solução Sbest e seu custo se for encontrada uma nova solução de melhor

qualidade. Uma vez que a melhor solução encontrada ao longo do caminho de Si a Sg pode não

ser localmente ótima, uma busca local é aplicada na linha 11 e a solução final obtida da

reconexão por caminhos, versão forward, e seu custo são retornados na linha 12 (RESENDE;

RIBEIRO, 2016).
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begin FORWARD-PR(Si, Sg)
  1     S ← Si

  2     Sbest ← S
  3     fbest ← f(S)
  4     while |N(S : Sg)| ≥ 1 do
  5          S ← argmin{ f(S’) : S '∈N (S :Sg

) }
  6          if f(S) ≤ fbest then
  7               Sbest ← S
  8               fbest ← f(S)
  9          end-if
10     end-while
11     Sbest ←  BEST-IMPROVING-LOCAL-SEARCH(G, Sbest)
12     return Sbest, f(Sbest)
end  FORWARD-PR.
Figura 2.13: Pseudocódigo do algoritmo FORWARD-PR (reconexão por caminhos, versão 

forward) (RESENDE; RIBEIRO, 2016).

O pseudocódigo mostrado na Figura 2.14 resume as etapas de uma heurística GRASP com

reconexão  por  caminhos  usando  a  estratégia  de  reinicialização(k)  para  o  problema.  O

algoritmo acompanha a iteração atual (CurrentIter), bem como a última iteração quando uma

solução melhor foi encontrada (LastImprov). Se uma solução melhor for detectada na linha

20, essa solução e seu custo são salvos nas linhas 21 e 22, respectivamente, e a iteração da

última melhoria é definida para a iteração atual na linha 23. Se, na linha 25, for determinado

que mais de  k iterações se passaram desde a última melhoria de  Sbest, então um reinício é

acionado, esvaziando o conjunto elite na linha 26 e redefinindo a iteração da última melhoria

para a iteração atual na linha 27. Se o reinício não for disparado, então, na linha 29, a solução

atual S é testada para sua inclusão no conjunto elite e o conjunto é atualizado se S for aceita. A

melhor solução geral encontrada  Sbest é retornada na linha 32, depois de que foi atingido o

tempo limite de execução (RESENDE; RIBEIRO, 2016).
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begin GRASP+PR+RESTARTS(G, α, seed, nξ, k, timeLimit)
  1     ξ ← ∅
  2     fbest ← ∞
  3     LastImprov ← 0
  4     CurrentInter ← 0
  5     MERSENNE-TWISTER generator(seed)
  6     while executionTime < timeLimit do
  7          CurrentInter ←  CurrentInter + 1
  8          S ← RANDOMIZED-KRUSKAL-PRIM-VARIANT(G, α, generator)
  9          S ←  BEST-IMPROVING-LOCAL-SEARCH(G, S)
10          if |ξ| > 0 then
11               S’ ← RANDOM-SELECT-ELITE-SOLUTION(ξ, generator)
12               if CARDINALITY-SYMMETRIC-DIFFERENCE(S, S’) ≥ 4 then
13                    if f(S’) ≤ f(S) then
14                         S ← FORWARD-PR(S, S’)
15                    else  
16                         S ← FORWARD-PR(S’, S)
17                    end-if
18               end-if     
19          end-if
20          if f(S) < fbest then
21               Sbest ← S
22               fbest← f(S)
23               LastImprov ← CurrentInter
24          end-if
25          if CurrentInter - LastImprov > k then
26               ξ ← ∅
27               LastImprov ← CurrentInter
28          else
29               UPDATE-ELITE-SET(S, ξ, nξ)
30          end-if
31     end-while
32     return Sbest

end  GRASP+PR+RESTARTS.
Figura 2.14: Pseudocódigo do algoritmo GRASP+PR+RESTARTS (GRASP com reconexão 

por caminhos, versão forward, e com reinícios) (RESENDE; RIBEIRO, 2016).

A  versão  backward da  reconexão  por  caminhos  pode  ser  implementada  usando  os

algoritmos   GRASP+PR  e   GRASP+PR+RESTARTS  analisados  anteriormente,  mas

trocando-se as  posições  da solução inicial  (Si) e  a  solução guia  (Sg),  quando o algoritmo

FORWARD-PR for invocado.

A reconexão externa por caminhos é uma estratégia de diversificação que estende qualquer

caminho que conecte duas soluções viáveis S e T além das suas extremidades. Para estender

esse  caminho  além de  S,  os  atributos  não  presentes  em  S ou  T são  introduzidos  em  S.

Simetricamente, para estender o caminho além de T, os atributos não presentes em S ou T são



43

introduzidos em T. Em sua variante gulosa, todos os movimentos são avaliados e a solução

escolhida para ser próxima no caminho é uma com o melhor custo. Em qualquer direção, o

procedimento pára quando todos os atributos que não aparecem em S ou T foram testados para

ampliar o caminho. Uma vez que ambos os caminhos estão completos, a busca local pode ser

aplicada na melhor solução em cada um deles ou na melhor solução entre os dois, como foi

feito  neste  trabalho,  onde  o  mínimo  local  é  retornado  como  a  solução  produzida  pelo

procedimento de reconexão externa por caminhos (RESENDE; RIBEIRO, 2016).

O algoritmo na  Figura 2.15 é uma implementação da  reconexão externa por caminhos,

onde Si é a solução inicial e a Sg é a solução guia. A solução atual, a “melhor solução” e seu

custo são inicializados nas linhas 1 a 3. Na linha 4, o algoritmo verifica se a solução inicial e a

solução guia contém pelo menos um elemento igual (i.e. o mesmo nó selecionado para um

grupo específico). À medida em que o algoritmo cria o caminho partindo de  S,  o melhor

movimento da solução atual é selecionado na linha 5 em cada iteração do ciclo que vai da

linha 4 a 13. Se não foi possível gerar uma nova solução viável para o próximo movimento no

caminho de S, então o algoritmo sai do ciclo na linha 7. As linhas 9 a 12 atualizam a melhor

solução Sbest e seu custo se for encontrada uma nova solução de melhor qualidade. Os mesmos

passos  do  ciclo  das  linhas  4  a  13,  são  executados  agora  nas  linhas  16  a  25,  depois  de

reinicializar a solução atual com a solução guia Sg (linha 14) e a solução guia com a solução

inicial  Si  (linha 15). Uma vez que a melhor solução encontrada ao longo do caminhos que

partiram de Si e de Sg pode não ser localmente ótima, uma busca local é aplicada na linha 26 e

a solução final obtida da reconexão externa por caminhos, e seu custo são retornados na linha

27.
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begin EXTERNAL-PR(Si, Sg)
  1     S ← Si

  2     Sbest ← S
  3     fbest ← f(S)
  4     while QUANTITY-EQUAL-ELEMENTS(S, Sg) > 0 do
  5          S ← BEST-NEXT-MOVE(S, Sg)
  6          if S = ∅ then
  7               break
  8          end-if
  9          if f(S) ≤ fbest then
10               Sbest ← S
11               fbest ← f(S)
12          end-if
13     end-while
14     S ← Sg

15     Sg ←  Si

16     while QUANTITY-EQUAL-ELEMENTS(S, Sg) > 0 do
17          S ← BEST-NEXT-MOVE(S, Sg)
18          if S = ∅ then
19               break
20          end-if
21          if f(S) ≤ fbest then
22               Sbest ← S
23               fbest ← f(S)
24          end-if
25     end-while
26     Sbest ←  BEST-IMPROVING-LOCAL-SEARCH(G, Sbest)
27     return Sbest, f(Sbest)
end  EXTERNAL-PR.
Figura 2.15: Pseudocódigo do algoritmo EXTERNAL-PR (reconexão externa por caminhos).

O pseudocódigo mostrado na Figura 2.16 resume as etapas de uma heurística GRASP com

reconexão externa por caminhos usando a estratégia de reinicialização(k) para o problema. A

linha 1 do pseudocódigo inicializa o conjunto elite ξ como vazio. O algoritmo acompanha a

iteração atual  (CurrentIter),  bem como a  última iteração quando uma solução melhor  foi

encontrada (LastImprov). Na linha 5 é criada uma instanciação de Mersenne Twister chamada

de generator e que utiliza como semente o valor do parâmetro seed. O ciclo das linhas 6 até

25 compõe os passos do GRASP com reconexão externa por caminhos e  reinicialização, os

quais serão executados enquanto o tempo de execução do algoritmo for inferior ao tempo

limite definido no parâmetro de entrada timeLimit. As linhas 8 e 9 correspondem às fases de

construção semi-gulosa e busca local de uma heurística GRASP básica. Se o conjunto elite ξ

não estiver vazio, então uma solução S’ é selecionada aleatoriamente desse conjunto elite na

linha 11  e a reconexão externa por caminhos é executada na linha 12. Se uma solução melhor

for  detectada  na  linha  14,  essa  solução  e  seu  custo  são  salvos  nas  linhas  15  e  16,
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respectivamente, e a iteração da última melhoria é definida para a iteração atual na linha 17.

Se, na linha 19, for determinado que mais de k iterações se passaram desde a última melhoria

de Sbest, então um reinício é acionado, esvaziando o conjunto elite na linha 20 e redefinindo a

iteração da última melhoria para a iteração atual na linha 21. Se o reinício não for disparado,

então, na linha 23, a solução atual S é testada para sua inclusão no conjunto elite e o conjunto

é atualizado se S for aceita. A melhor solução geral encontrada Sbest é retornada na linha 26,

depois de que foi atingido o tempo limite de execução (RESENDE; RIBEIRO, 2016).

begin GRASP+ePR+RESTARTS(G, α, seed, nξ, k, timeLimit)
  1     ξ ← ∅
  2     fbest ← ∞
  3     LastImprov ← 0
  4     CurrentInter ← 0
  5     MERSENNE-TWISTER generator(seed)
  6     while executionTime < timeLimit do
  7          CurrentInter ←  CurrentInter + 1
  8          S ← RANDOMIZED-KRUSKAL-PRIM-VARIANT(G, α, generator)
  9          S ←  BEST-IMPROVING-LOCAL-SEARCH(G, S)
10          if |ξ| > 0 then
11               S’ ← RANDOM-SELECT-ELITE-SOLUTION(ξ, generator)
12               S ← EXTERNAL-PR(S, S’)
13          end-if
14          if f(S) < fbest then
15               Sbest ← S
16               fbest← f(S)
17               LastImprov ← CurrentInter
18          end-if
19          if CurrentInter - LastImprov > k then
20               ξ ← ∅
21               LastImprov ← CurrentInter
22          else
23               UPDATE-ELITE-SET(S, ξ, nξ)
24          end-if
25     end-while
26     return Sbest

end  GRASP+ePR+RESTARTS.
Figura 2.16: Pseudocódigo do algoritmo GRASP+ePR+RESTARTS (GRASP com reconexão

externa por caminhos e com reinícios).

2.6 Experimentos computacionais

As instâncias têm o formato gXXXXh, onde g é o número de grupos, h é o número de nós e

XXXXh é  o  nome  do  problema  na  TSPLIB  (REINELT,  1991).  Essas  instâncias  são

semelhantes  às  utilizadas  em  (FISCHETTI;  SALAZAR  GONZÁLEZ;  TOTH,  1997)  e
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(GOLDEN; RAGHAVAN; STANOJEVIČ, 2005), exceto  que neste trabalho foram gerados

pseudo-aleatoriamente os prêmios (valores inteiros não negativos) dos vértices no intervalo

[0,10], como fizeram também os autores de (GOLDEN; RAGHAVAN; STANOJEVIĆ, 2008).

Os  algoritmos (implementados  em C++)  foram executados em um computador  com 4

processadores  Intel  Core  i5-4460S  CPU  @  2.90GHz,  com  8GB  de  memória  RAM  e

utilizando o sistema operacional Ubuntu 16.04 LTS de 64 bits e o compilador GNU GCC

5.4.0.

2.6.1 Experimentos para ajuste de parâmetros

Das  30  instâncias  iniciais  do  problema,  dez  foram escolhidas  para  ajuste  dos  principais

parâmetros das heurísticas. A escolha foi baseada, primeiramente, em assegurar diversidade e,

em segundo lugar,  um tamanho médio,  determinado pela quantidade de vértices e grupos

(clusters) da instância. A seguinte tabela mostra em verde a seleção feita. As 20 instâncias

restantes  foram  utilizadas  para  fazer  os  testes  das  heurísticas  implementadas  (com  os

parâmetros ajustados).

Tabela 2.1: Instâncias escolhidas para ajuste de parâmetros.
Instâncias do PAGMG-CP

11EIL51 21EIL101 39RAT195

14ST70 21LIN105 40KROA200

16EIL76 22PR107 40KROB200

16PR76 25PR124 45TS225

20KROA100 26BIER127 46PR226

20KROB100 28PR136 53GIL262

20KROC100 29PR144 53PR264

20KROD100 30KROA150 60PR299

20KROE100 30KROB150 64LIN318

20RAT99 31PR152 88PR439

A calibração do parâmetro  α foi  realizada com o programa IRACE (Iterated Race for

Automatic  Algorithm Configuration),  porque esse  software foi  utilizado com sucesso para

configurar  automaticamente  vários  algoritmos  de  última  geração  (LÓPEZ-IBÁÑEZ;

DUBOIS-LACOSTE; et al., 2016).

Metaheurísticas normalmente exigem a configuração de um grande número de parâmetros

para  otimizar  seu  desempenho.  O  objetivo  imediato  da  configuração  automática  de  um

algoritmo  é  encontrar,  automaticamente,  as  melhores  configurações  de  parâmetros  de  um



47

otimizador.  A configuração  automática  de  algoritmos  tem  potencial  para  levar  a  novos

paradigmas de projeto para software de otimização. O pacote IRACE é um pacote de software

que implementa uma série de procedimentos de configuração automática (LÓPEZ-IBÁÑEZ;

DUBOIS-LACOSTE; et al., 2016).

A "corrida iterada" é um método para configuração automática que consiste de três passos:

(1)  amostragem  de  novas  configurações  de  acordo  com  uma  distribuição  específica,  (2)

seleção  das  melhores  configurações  dos  recém-amostrados  por  meio  de  corrida,  e  (3)

atualização  da  distribuição  de  amostragem  a  fim  de  influenciar  a  amostragem  para  as

melhores configurações. Esses três passos são repetidos até que um critério de terminação seja

cumprido (LÓPEZ-IBÁÑEZ; DUBOIS-LACOSTE; et al., 2016).

Também em (LÓPEZ-IBÁÑEZ; DUBOIS-LACOSTE; et al., 2016), os autores definiram

brevemente o problema da configuração de algoritmos, que se expõe a seguir. Assume-se que

se tem um algoritmo parametrizado com Nparam parâmetros, Xd, d = 1, . . . , Nparam, e cada um

deles  pode  ter  valores  diferentes  (configurações).  Uma  configuração  do  algoritmo

θ ={x1 ,⋯, xN param} é uma atribuição única de valores aos parâmetros e Θ denota o conjunto

possivelmente infinito de todas as configurações do algoritmo.

Ao considerar um problema a ser resolvido por este algoritmo parametrizado, o conjunto

de possíveis instâncias do problema pode ser visto como uma variável aleatória  I, i.e., um

conjunto com uma distribuição de probabilidade associada, a partir do qual as instâncias a

serem resolvidas são amostradas.

Considera-se  também  uma  medida  de  custo  c(θ,  i) que  atribui  um  valor  a  cada

configuração  θ quando aplicado a uma única instância  i do problema. A medida de custo

atribui um valor de custo a uma execução de uma determinada configuração em uma instância

específica.

A documentação completa do pacote IRACE está disponível junto com o  software e no

guia do usuário de IRACE, cf. (LÓPEZ-IBÁÑEZ; CÁCERES; et al., 2016).

O esquema na Figura 2.17 mostra os componentes que o usuário deve fornecer ao IRACE

antes de executá-lo. Primeiro, IRACE requer três entradas principais:

1. O conjunto de instâncias de treinamento {i1,  i2, . . .}, que na prática é uma amostra

finita e representativa de I.
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2. Uma descrição do espaço dos parâmetros, i.e., os parâmetros a configurar, seus tipos,

domínios e restrições.

3. O cenário de configuração, que é definido em termos de opções fornecidas ao IRACE.

Além  disso,  o  IRACE  requer  um  programa  (ou  função  implementada  em  R)  chamado

targetRunner, que é responsável por avaliar uma configuração específica do algoritmo alvo

em uma determinada instância e retornar o valor de custo correspondente (LÓPEZ-IBÁÑEZ;

DUBOIS-LACOSTE; et al., 2016).

Figura  2.17: Esquema  dos  componentes  fornecidos  pelo  usuário  e  exigidos  por  IRACE
(LÓPEZ-IBÁÑEZ; DUBOIS-LACOSTE; et al., 2016).

Durante  sua  execução,  IRACE imprime  um relatório  detalhado  do  seu  progresso.  Em

particular, após a conclusão de cada corrida, as configurações de elite são impressas; e no

final,  as  melhores  configurações  encontradas  são  impressas  como  uma  tabela.  (LÓPEZ-

IBÁÑEZ; DUBOIS-LACOSTE; et al., 2016)

A partir  da  configuração  do  programa  IRACE,  foram  executados  1000  experimentos

(execuções individuais do algoritmo GRASP básico com 200 iterações como condição de

parada,  i.e.,  o  targetRunner)  sobre  as  dez  instâncias  escolhidas  anteriormente.  IRACE

considerou várias sementes e diferentes valores do parâmetro α no intervalo [0.1, 0.9], com

uma precisão, configurada manualmente, de 2 dígitos decimais (ver Figura A.1 do Anexo A).

O  IRACE  utiliza  os  valores  de  retorno  do  targetRunner para  determinar  o  ranking das

configurações de parâmetros. Considerando isso e como o GRASP básico com 200 iterações

como condição de parada já chegava ao ótimo na maioria das instâncias, independentemente

do valor do  α e da semente fornecidos pelo programa, então foi preciso  ajustar o valor de

retorno do  targetRunner,  para  refletir  melhor  o  impacto  desses  parâmetros  de  entrada  no

resultado final de IRACE. O novo valor de retorno foi calculado como mostra a fórmula (6),

onde  o  valor  retornado  pelo  GRASP tem  a  maior  contribuição  no  valor  de  retorno  do

Instâncias de 
treinamento

Espaço dos 
parâmetros

Cenário de 
configuração

IRACEIRACE

targetRunner

chamadas com θ,i retornos c(θ,i)
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targetRunner e o segundo somando (o número da iteração onde foi obtida a melhor solução

encontrada pelo GRASP) está normalizado para ficar no intervalo [0.005, 0.995] e ter uma

contribuição menor no resultado da fórmula: 

valor deretorno
do targetRunner

= valor deretorno
do GRASP

+
iteraçãoda melhor solução

201
  (6)

Segundo o IRACE  o melhor valor do parâmetro  α foi  0.19 para o GRASP básico que

utiliza a busca local determinística (ver final da Figura A.2 do Anexo A) e o valor 0.55 para o

GRASP básico que usa a  versão randomizada da busca local  (ver final da  Figura A.3 do

Anexo  A).  Esses  valores  do  α foram  utilizados  em  todas  as  variantes  do  GRASP

implementadas, dependendo do tipo de busca local empregada.

2.6.2 Experimentos sobre as instâncias de teste

Para cada uma das 20 instâncias de teste, foram realizadas 10 execuções do GRASP básico

(com 200 iterações como condição de parada), onde a semente (parâmetro do GRASP) para

cada  corrida  correspondeu  com  o  número  da  execução.  O  objetivo  foi  utilizar  o  tempo

máximo das 10 execuções para cada instância (ver Tabela 2.2), como condição de parada para

as demais heurísticas a serem aplicadas sobre as mesmas instâncias de teste.

Foram executados 26 experimentos utilizando dois tipos de busca local (determinística e

randomizada), três tipos de reconexão por caminhos (dois internos e um externo) e variando-

se o valor do parâmetro da reinicialização (restart).

Os  nomes  dos  experimentos  do  GRASP são  extensos  e  detalhados  para  facilitar  sua

compreensão e têm o seguinte formato, onde os colchetes indicam opcionalidade:

GRASP ( < parâmetros > ) [ + < tipo de reconexão por caminhos > PR ( < parâmetro > ) +

restart ( < iterações it > ) ]
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Tabela 2.2: Tempo máximo das dez execuções do GRASP, valores da função objetivo para

cada instância de teste e média da iteração onde foi obtida a melhor solução.

# Instância
Tempo

máximo
(s)

GRASP (α = 0.19, 200 iterações)

Mínimo Média Máximo
Iteração
média

1 11EIL51 0,43 62 62,0 62 2,0

2 16PR76 2,02 47.127 47.127,0 47.127 5,6

3 20KROA100 6,34 7.661 7.661,0 7.661 1,1

4 20KROB100 5,89 8.147 8.147,0 8.147 6,7

5 20KROC100 5,45 7.923 7.923,0 7.923 20,5

6 20KROD100 5,96 7.192 7.192,0 7.192 1,4

7 20KROE100 5,71 8.060 8.060,0 8.060 64,5

8 21EIL101 4,67 78 78,0 78 1,7

9 22PR107 8,78 20.360 20.360,0 20.360 67,5

10 25PR124 14,20 29.071 29.071,0 29.071 10,2

11 28PR136 17,76 37.376 37.376,0 37.376 55,7

12 29PR144 25,32 39.902 39.902,0 39.902 4,5

13 39RAT195 67,53 511 511,4 513 63,8

14 40KROA200 82,57 11.461 11.462,8 11.471 63,6

15 40KROB200 84,58 11.467 11.471,8 11.473 83,6

16 46PR226 120,47 55.254 55.254,0 55.254 1,0

17 53PR264 270,03 21.637 21.637,0 21.637 66,0

18 60PR299 468,59 19.995 20.022,1 20.045 79,6

19 64LIN318 473,79 18.140 18.162,5 18.183 117,9

20 88PR439 2.140,30 51.104 51.137,1 51.154 105,6

Na Tabela 2.3 é dada uma descrição básica dos parâmetros utilizados no GRASP.

Tabela 2.3: Breve descrição dos parâmetros do GRASP utilizados.

Parâmetro Descrição básica

alpha
Parte percentual de soluções viáveis na lista restrita 
de candidatos.

det LS Busca local determinística.

rand LS Busca local randomizada.

eliteSize Tamanho do conjunto de soluções elite.

restart (# it)
Número de iterações sem melhoria antes de reiniciar
o conjunto de soluções elite.

Na Figura 2.18 estão representados os 26 experimentos computacionais (divididos em dois

grupos,  segundo  o  tipo  de  busca  local  aplicada)  de  GRASP realizados  para  resolver  o
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PAGMG-CP. Cada experimento foi identificado com um número (de 1 até 26) e o nome do

mesmo pode ser obtido fazendo uma leitura desde o bloco raiz até o bloco com o número do

experimento desejado. Por exemplo,  o nome do experimento número 1 é  GRASP (alpha:

0.19,  det  LS) e  o  nome do experimento  número 26 é  GRASP (alpha:  0.19,  rand LS)  +

external PR (eliteSize: 10) + restart (150 it).

Figura 2.18: Heurísticas GRASP implementadas. 

2.7 Resultados obtidos com as heurísticas GRASP

Para cada um dos algoritmos da seção anterior (e para os próximos a serem tratados neste

trabalho) foi calculado o valor da média do gap da seguinte maneira:

médiado gap=

∑
i=1

N

(gap da instância)i

N
, onde N é o número de instâncias de teste e o

gap da instância=
(solução média do algoritmo)−(melhor solução conhecida)

melhor solução conhecida
×100

solução média do algoritmo=
∑
j=1

L

(solução do algoritmo)j

L
,  onde  L é  a  quantidade  de

execuções do algoritmo para uma mesma instância, usando uma semente diferente em cada

execução.

A seguir se mostra o ranking das variantes do GRASP implementadas, iniciando com o

algoritmo  de  melhor  desempenho,  i.e.,  aquele  com menor  média  do  gap.  Na  Tabela  2.4

também é apresentada a quantidade de instâncias de teste onde cada algoritmo atingiu os

melhores valores obtidos (mínimo, médio e máximo) entre todas essas variantes do GRASP . 
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Tabela 2.4: Heurísticas GRASP em ordem decrescente pelo desempenho.

No
Ranking dos algoritmos GRASP, desde o de melhor desempenho

até o pior

Quantidade de instâncias
com melhor valor Média

do gap
mínimo médio máximo

1 GRASP (det LS) + backward PR (eliteSize: 10) + restart (50 it) 20 19 18 0,00190

2 GRASP (det LS) + forward PR (eliteSize: 10) 20 18 19 0,00268

3 GRASP (det LS) + forward PR (eliteSize: 10) + restart (150 it) 20 18 19 0,00268

4 GRASP (det LS) + forward PR (eliteSize: 10) + restart (100 it) 20 16 17 0,00271

5 GRASP (det LS) + backward PR (eliteSize: 10) + restart (100 it) 20 16 16 0,00288

6 GRASP (rand LS) + backward PR (eliteSize: 10) + restart (100 it) 20 17 17 0,00302

7 GRASP (rand LS) + backward PR (eliteSize: 10) + restart (150 it) 20 18 18 0,00318

8 GRASP (det LS) + forward PR (eliteSize: 10) + restart (50 it) 20 18 19 0,00319

9 GRASP (det LS) + backward PR (eliteSize: 10) + restart (150 it) 20 17 17 0,00325

10 GRASP (rand LS) + backward PR (eliteSize: 10) 20 18 18 0,00328

11 GRASP (rand LS) + forward PR (eliteSize: 10) 19 17 18 0,00339

12 GRASP (det LS) + backward PR (eliteSize: 10) 20 16 16 0,00348

13 GRASP (rand LS) + backward PR (eliteSize: 10) + restart (50 it) 20 17 17 0,00352

14 GRASP (rand LS) + forward PR (eliteSize: 10) + restart (150 it) 19 17 18 0,00357

15 GRASP (rand LS) + forward PR (eliteSize: 10) + restart (100 it) 19 18 18 0,00399

16 GRASP (rand LS) + forward PR (eliteSize: 10) + restart (50 it) 20 16 16 0,00470

17 GRASP (alpha: 0.19, rand LS) 19 14 14 0,01669

18 GRASP (det LS) + external PR (eliteSize: 10) + restart (100 it) 19 15 15 0,01905

19 GRASP (det LS) + external PR (eliteSize: 10) + restart (50 it) 19 13 13 0,01917

20 GRASP (det LS) + external PR (eliteSize: 10) + restart (150 it) 19 14 14 0,01947

21 GRASP (det LS) + external PR (eliteSize: 10) 19 14 14 0,02006

22 GRASP (rand LS) + external PR (eliteSize: 10) + restart (50 it) 18 13 13 0,02405

23 GRASP (alpha: 0.19, det LS) 19 14 14 0,02409

24 GRASP (rand LS) + external PR (eliteSize: 10) + restart (150 it) 18 14 14 0,02438

25 GRASP (rand LS) + external PR (eliteSize: 10) + restart (100 it) 18 14 14 0,02442

26 GRASP (rand LS) + external PR (eliteSize: 10) 16 14 14 0,02490

2.8 Conclusões

Neste capítulo  foram apresentadas  algumas variantes  da metaheurística  GRASP, passando

pelas fases importantes para a sua implementação: fase construtiva da metaheurística e fase de

busca local. A primeira fase foi composta por uma heurística construtiva gulosa randomizada,

baseada  nos  algoritmos  gulosos  de  Kruskal  e  Prim,  que  resolvem o  problema  da  árvore

geradora  mínima.  Para a  fase  de  busca  local  foram implementadas  duas  estratégias:  uma

determinística  e  outra  randomizada.  As  fases  anteriores  foram  exemplificadas  de  forma
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didática sobre um pequeno grafo completo formado por 8 vértices e 4 grupos. Seguidamente

foram aplicadas estratégias de intensificação e de diversificação da busca dentro do GRASP,

especificamente com a implementação de reconexão interna (versões  forward e  backward)

por  caminhos  e  de  reconexão  externa  por  caminhos,  além  do  uso  da  estratégia  de

reinicialização do conjunto de soluções elite. Também foram descritas as instâncias geradas

para o problema e foram apresentados os experimentos computacionais realizados para ajustar

o parâmetro α da metaheurística GRASP com o uso do programa IRACE. Finalmente, foram

apresentados os experimentos computacionais realizados sobre as instâncias selecionadas para

teste, definindo-se um tempo de execução fixo para cada instância como critério de parada

para todas as heurísticas avaliadas.

Tendo  em  consideração  as  20  instâncias  de  teste,  as  variantes  implementadas  e  os

parâmetros  adequadamente  escolhidos,  pode-se  concluir  que  o  algoritmo  de  melhor

desempenho  foi  o  GRASP com  busca  local  determinística,  com  reconexão  interna  por

caminhos (versão  backward) e com reinicialização do conjunto elite após 50 iterações sem

melhoria  da  solução.  Em  quase  todos  os  casos,  ao  menos  um  dos  algoritmos  com

reinicialização testados superou suas versões sem reinicialização, com exceção do GRASP

com  reconexão  interna  por  caminhos  (versão  forward)  e  busca  local  determinística  ou

randomizada (posições 2 e 11, respectivamente, na Tabela 2.4). Além disso, o GRASP básico

com busca local randomizada (posição 17) e as variantes de GRASP com reconexão interna

por  caminhos  tiveram  melhor  desempenho  que  as  variantes  com  reconexão  externa  por

caminhos. Foi observado também que as cinco heurísticas melhor posicionadas utilizaram a

busca local determinística.
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CAPÍTULO 3 - BRKGA PARA O PAGMG-CP

3.1 Introdução

Os algoritmos genéticos com chaves aleatórias  tendenciosas – BRKGA (do inglês  Biased

Random-Key  Genetic  Algorithms)  surgiram  em  2002  [(ERICSSON;  RESENDE;

PARDALOS, 2002), (GONÇALVES; MENDES, 2002), (GONÇALVES; RESENDE, 2004)]

e  se  diferem dos algoritmos  genéticos  com chaves  aleatórias  –  RKGA  (BEAN, 1994) na

maneira  como  os  indivíduos  são  selecionados  para  o  cruzamento,  vide  (GONÇALVES;

RESENDE,  2011) para  uma  revisão.  Em  um  BRKGA  um  indivíduo  é  selecionado

aleatoriamente  do  conjunto  elite  na  população  corrente  e  o  outro  do  conjunto  não-elite.

Contrariamente,  num RKGA, a  seleção dos  dois indivíduos é realizada aleatoriamente na

população. Esta diferença entre os dois algoritmos faz com que BRKGAs tenham um melhor

desempenho do que RKGAs. Em ambos algoritmos, os indivíduos podem ser selecionados

para cruzamento mais de uma vez em uma mesma geração (BRANDÃO, 2015).

Um BRKGA evolui uma população de vetores de chaves aleatórias ao longo de um número

de gerações. A Figura 3.1 ilustra a transição entre duas gerações de BRKGA. O lado esquerdo

da figura representa a população corrente, particionada em dois subconjuntos: TOP e REST,

onde TOP refere-se aos indivíduos do conjunto elite e REST aos indivíduos remanescentes. O

tamanho da população é  |TOP|  + |REST|.  Os indivíduos são ordenados pelo seu valor  de

aptidão. O conjunto TOP contém os indivíduos mais aptos da população e o conjunto REST

contém os  indivíduos remanescentes.  O conjunto  REST é  formado por  dois  subconjuntos

disjuntos:  MID e  BOT,  com  o  subconjunto  BOT formado  pelos  piores  elementos  da

população. A população da nova geração é criada da seguinte maneira: uma estratégia elitista

é  adotada  e  os  indivíduos do conjunto  TOP são copiados sem alterações  para a  próxima

geração. Um número |BOT|  de indivíduos mutantes são gerados aleatoriamente e |MID|  =

|REST|  −  |BOT|  indivíduos  são  criados  por  cruzamento  entre  um  indivíduo  escolhido

aleatoriamente de TOP e outro de REST. A população da nova geração é então ordenada de

acordo com os valores de aptidões de seus indivíduos. Um indivíduo elite da geração anterior

pode não ser elite na geração atual (BRANDÃO, 2015).
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Figura  3.1:  Ilustração  do processo  de  transição  entre  duas  gerações (BRANDÃO,  2015;
GONÇALVES; RESENDE, 2011).

A Tabela 3.1 lista os intervalos de valores dos parâmetros de um BRKGA que devem ser

ajustados, conforme recomendados por  (GONÇALVES; RESENDE, 2011) e  (NORONHA;

RESENDE;  RIBEIRO,  2011).  Entre  os  parâmetros  específicos  do  problema,  estão  a

representação da solução, o processo de decodificação e os critérios de parada (BRANDÃO,

2015).

Tabela 3.1: Parâmetros recomendados. (BRANDÃO, 2015)
Parâmetro Descrição Valor recomendado

|P| Tamanho da população |P| = a ∙ n, onde a ≥ 1 é uma 

constante e n é o tamanho do 
indivíduo

|TOP| Tamanho da população elite 0,10 ∙ |P| ≤ |TOP| ≤ 0,25 ∙ |P|

|BOT| Tamanho da população de mutantes 0,10 ∙ |P| ≤ |BOT| ≤ 0,30 ∙ |P|

pa Probabilidade de herdar um alelo elite 0,5 ≤ pa ≤ 0,8

O  pseudocódigo  do  BRKGA é  apresentado  na  Figura  3.2.  Na  linha  1  a  população  é

inicializada. A sua evolução ocorre nas linhas 2 a 10. Na linha 3 todos os indivíduos são

decodificados e seus valores de aptidão calculados. Na linha 4 a população é ordenada em

ordem não-decrescente dos seus valores de aptidão. A população P é então particionada em

dois subconjuntos:  TOP e  REST . O subconjunto  TOP contém os indivíduos mais aptos da

população,  enquanto  o  subconjunto  REST é  formado pelos  indivíduos  remanescentes.  Na

linha 6, a próxima população é inicializada com os indivíduos do conjunto TOP da população

atual.  Na linha  7,  são  gerados  aleatoriamente  |BOT|  indivíduos  mutantes  para  a  próxima

população. Na linha 8, são criados |P| − |TOP| − |BOT| indivíduos por combinação uniforme

parametrizada para a próxima população, onde um indivíduo é escolhido do conjunto TOP e

TOP TOP

REST

BOT

Mais 
aptos

Menos 
aptos

Copia as melhores soluções

Seleciona um 
pai em TOP

Seleciona um 
pai em REST

Cruzamento
Cromossomos 
gerados 
aleatoriamente

X



56

outro do conjunto REST . Na linha 9, a próxima população é então ordenada de acordo com os

valores de aptidão de seus indivíduos. Este procedimento é realizado até um critério de parada

ser atingido. Este critério pode ser por exemplo, o número de populações evoluídas, o tempo

total de execução, a qualidade da melhor solução encontrada, entre outros. Por fim, na linha

11, o melhor indivíduo encontrado é retornado (BRANDÃO, 2015).

begin BRKGA
 1    Initialize the initial population P;
 2    while Stopping rule is not satisfied do
 3        Calculate the fitness value of each individual in P;
 4        Order population P in non-decreasing order of their fitness values;
 5        Partition P in two sets: TOP and REST;
 6        Copy individuals from the TOP set of the current population to the next population;
 7        Generate randomly |BOT| mutant individuals for the next population;
 8        Create |P| - |TOP| - |BOT| individuals by parameterized uniform crossover to the 
           next population, selecting one individual from TOP and another from REST;
 9        Sort the next population according to the fitness values of its individuals;
10    end-while
11    return the best individual from the population.
end BRKGA.

Figura 3.2: Pseudocódigo básico de um BRKGA (BRANDÃO, 2015).

Na  Figura  3.3 é  representado  a  estrutura  básica  de  um  framework BRKGA.  A única

conexão ao problema de otimização combinatória a ser resolvido é a porção do algoritmo

dependente do problema, onde o decodificador produz soluções a partir dos vetores de chaves

aleatórias uniformemente distribuídas no intervalo [0, 1) e calcula o valor de aptidão dessas

soluções.  Portanto,  para  especificar  uma heurística  BRKGA, é  preciso apenas  definir  sua

representação cromossômica e o decodificador (GONÇALVES; RESENDE, 2011).
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Figura 3.3: Fluxograma da estrutura básica de um BRKGA (GONÇALVES; RESENDE, 

2011).

Neste  capítulo são  implementadas  algumas  versões  da  metaheurística  BRKGA  para

resolver o PAGMG-CP, utilizando o  framework brkgaAPI  (TOSO; RESENDE, 2015). Esta

API, programada em C++, implementa todos os componentes independentes do problema da

estrutura do BRKGA e fornece ao usuário ferramentas para implementar um decodificador.

Nesse  capítulo,  são  apresentados  quatro  decodificadores  específicos  para  o  problema

PAGMG-CP. A seguir, é descrito o processo para o ajuste dos principais parâmetros realizado

com  o  programa  IRACE.  Depois  são  explicadas  três  estratégias  de  aprimoramento

implementadas  e  são  analisados  os  resultados  obtidos  com a  execução  dos  experimentos

computacionais  sobre  as  instâncias  de  teste.  Finalmente,  são  apresentadas  algumas

comparações entre as duas metaheurísticas desenvolvidas neste trabalho: GRASP e BRKGA.

3.2 Decodificadores

No BRKGA implementado, cada solução foi codificada como um vetor de chaves aleatórias

de tamanho |V|, onde o i-ésimo gene corresponde ao i-ésimo vértice do grafo G.

O princípio  de funcionamento do  primeiro  decodificador  consiste  em escolher  aqueles

vértices  cujo gene associado tenha um valor  maior  ou igual  a  0.5,  mas garantindo que a

solução  final  é  viável  (escolhendo  um  único  vértice  por  cada  grupo).  Devido  ao  baixo

desempenho deste decodificador verificado em resultados preliminares, ele não foi utilizado

nos  testes  finais.  A causa  desse  baixo  desempenho  pode  ser  o  método  determinístico  de

escolher  os  primeiros  vértices  da  solução  e,  depois,  a  forma,  também determinística,  de
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garantir que a solução seja viável, o que pode conduzir a uma pouca variedade de indivíduos

na população.

begin BRKGA_PCGMST_decoder_1(chromosome)
 1    pos←0
 2    for i←0 to chromosome.size - 1 do
 3        candidates[i]←.TRUE.
 4    end-for
 5    for i←0 to chromosome.size - 1 do
 6        if chromosome[i] >= 0.5 then
 7            positions[pos]←i
 8            pos←pos + 1
 9            for k←0 to i – 1 do
10               if cluster of node k = cluster of node i then
11                   chromosome[k]←0.0
12                   candidates[k]←.FALSE.
13               end-if
14           end-for
15           for k←i + 1 to chromosome.size - 1 do
16               if cluster of node k = cluster of node i then
17                   chromosome[k]←0.0
18                   candidates[k]←.FALSE.
19               end-if
20           end-for
21       end-if
22   end-for
23   if pos < quantity of clusters then
24       for i←0 to chromosome.size - 1 do
25           if chromosome[i] < 0.5 and candidates[i] = .TRUE. then
26               chromosome[i]←1.0
27               positions[pos]←i
28               pos←pos + 1
29               for k←i + 1 to chromosome.size - 1 do
30                   if cluster of node k = cluster of node i then
31                       chromosome[k]←0.0
32                       candidates[k]←.FALSE.
33                   end-if
34               end-for
35               if pos = quantity of clusters then
36                   break
37               end-if
38           end-if
39       end-for
40   end-if
41   SG←SUBGRAPH(positions)
42   fitness←PRIM(SG)
43   return fitness
end BRKGA_PCGMST_decoder_1.

Figura 3.4: Pseudocódigo do primeiro decodificador para o BRKGA.
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O princípio do segundo decodificador (chamado de decodificador A) é mais simples, pois

para cada grupo o vértice escolhido será aquele com o gene correspondente de maior valor.

Os resultados preliminares com este decodificador foram melhores do que com o anterior.

begin BRKGA_PCGMST_decoder_2(chromosome)
 1    for i←0 to quantity of clusters – 1 do
 2        maior←-1.0
 3        for k←0 to quantity of nodes of cluster i do
 4            pos←position of node k from cluster i
 5            if chromosome[pos] > maior then
 6                maior←chromosome[pos]
 7                best←pos
 8            end-if
 9        end-for
10       positions[i]←best
11   end-for
12   SG←SUBGRAPH(positions)
13   fitness←PRIM(SG)
14   return fitness
end BRKGA_PCGMST_decoder_2.

Figura 3.5: Pseudocódigo do segundo decodificador (decoder A) para o BRKGA.

O terceiro decodificador (chamado de decodificador B) é semelhante ao segundo. Porém,

neste caso, depois de formar a solução, se faz uma busca local. Para fazer a busca dentro do

decodificador apenas para as melhores soluções encontradas, existe uma variável  best_cost

que armazena o valor da melhor solução. Após decodificar a solução e calcular o valor da

função objetivo, compara-se este resultado com o valor de best_cost. Como o problema é de

minimização,  deve-se  verificar  se  o  valor  encontrado  é  menor  que  best_cost e,  caso

afirmativo,  realiza-se a  busca  local.  Só  atualiza-se o cromossomo e  best_cost se  a  busca

retornar um valor melhor que o atual.
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begin BRKGA_PCGMST_decoder_3(chromosome)
 1    for i←0 to quantity of clusters – 1 do
 2        maior←-1.0
 3        for k←0 to quantity of nodes of cluster i do
 4            pos←position of node k from cluster i
 5            if chromosome[pos] > maior then
 6                maior←chromosome[pos]
 7                best←pos
 8            end-if
 9        end-for
10       positions[i]←best
11   end-for
12   SG←SUBGRAPH(positions)
13   S←PRIM(SG)
14   fitness←f(S)
15   if fitness < best_cost then
16       LS←LOCAL_SEARCH(S)
17       if f(LS) < fitness then
18           best_cost←fitness
19           CHROMOSOME_UPDATE()
20           fitness←f(LS)
21       end-if
22   end-if
23   return fitness
end BRKGA_PCGMST_decoder_3.

Figura 3.6: Pseudocódigo do terceiro decodificador (decoder B) para o BRKGA.

O  quarto  decodificador  (chamado  de  decodificador  C)  é  basicamente  semelhante  ao

terceiro, mas invertendo as linhas 18 e 20. O objetivo agora é só fazer uma busca local dentro

do decodificador se a solução gerada for melhor do que o ótimo local anteriormente guardado

em best_cost.
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begin BRKGA_PCGMST_decoder_4(chromosome)
 1    for i←0 to quantity of clusters – 1 do
 2        maior←-1.0
 3        for k←0 to quantity of nodes of cluster i do
 4            pos←position of node k from cluster i
 5            if chromosome[pos] > maior then
 6                maior←chromosome[pos]
 7                best←pos
 8            end-if
 9        end-for
10       positions[i]←best
11   end-for
12   SG←SUBGRAPH(positions)
13   S←PRIM(SG)
14   fitness←f(S)
15   if fitness < best_cost then
16       LS←LOCAL_SEARCH(S)
17       if f(LS) < fitness then
18           fitness←f(LS)
19           CHROMOSOME_UPDATE()
20           best_cost←fitness
21       end-if
22   end-if
23   return fitness
end BRKGA_PCGMST_decoder_4.

Figura 3.7: Pseudocódigo do quarto decodificador (decoder C) para o BRKGA.

3.3 Ajuste de parâmetros

Na  Tabela  3.2 é  dada uma descrição  básica  dos  parâmetros  utilizados  no BRKGA e que

formam parte dos nomes escolhidos para as heurísticas implementadas com esse framework.

Tabela 3.2: Breve descrição dos parâmetros do BRKGA utilizados.

Parâmetro Descrição básica

dec Decodificador implementado.

pe Parte percentual de elementos elite na população.

pm Parte percentual de mutantes inseridos a cada geração.

rhoe Probabilidade de herdar cada alelo do pai elite.

pop Tamanho da população (Ex. |V| = quantidade de vértices).

reset Quantidade de gerações sem melhoria antes de reiniciar a população.

A calibração dos principais parâmetros do BRKGA também foi realizada com o programa

IRACE  e só foi considerado o decodificador A, porque os outros decodificadores (B e C)

estão  baseados no A,  mas  incluindo uma busca  local  para  algumas  soluções.  A partir  da

configuração  do IRACE,  foram executados  1000 experimentos  (execuções  individuais  do
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algoritmo BRKGA básico com decodificador A e com 50 gerações como condição de parada,

i.e.,  o  targetRunner)  sobre  as  dez  instâncias  selecionadas  para  o  ajuste  de  parâmetros,

considerando  várias  sementes  e  diferentes  valores  (com  uma  precisão  de  dois  dígitos

decimais) dos parâmetros  pe,  pm e  rhoe, nos intervalos [0.1, 0.25], [0.1, 0.3] e [0.5, 0.8],

respectivamente (ver  Figura A.4 do Anexo A). Neste caso também foi ajustado o valor de

retorno de  targetRunner, para refletir melhor a influencia desses parâmetros de entrada no

resultado final de IRACE. O novo valor de retorno foi calculado como mostra a fórmula (7),

onde  o  valor  retornado  pelo  BRKGA tem  maior  contribuição  no  valor  de  retorno  do

targetRunner e o segundo somando (o número da geração onde foi obtida a melhor solução

encontrada pelo BRKGA) está normalizado para ficar no intervalo [0.02, 0.98] e ter  uma

contribuição menor no resultado da fórmula: 

valor deretorno
do targetRunner

= valor deretorno
do BRKGA

+
geraçãoda melhor solução

51
   (7)

Na Tabela 3.3 aparecem os parâmetros que o IRACE determinou como melhores para a

versão básica do BRKGA implementado (ver final da Figura A.5 do Anexo A).  Esses valores

dos parâmetros foram utilizados em todas as variantes do BRKGA implementadas.

Tabela 3.3: Melhores configurações de parâmetros obtidos com o IRACE.

Heurística Parâmetros Valores

BRKGA (decodificador: A, 
50 gerações, população: |V|,
sem reinicialização)

pe 0,19

pm 0,15

rhoe 0,66

3.4 Estratégias de aprimoramento

Foram executados 39 experimentos utilizando  três decodificadores  do BRKGA, mudando o

valor do parâmetro da reinicialização (reset) ou aplicando em cada geração estratégias como

uma busca local nas soluções do conjunto elite ou uma busca local nas melhores soluções da

metade do conjunto de mutantes.

Os  nomes  dos  experimentos  do  BRKGA são  extensos  e  detalhados  para  facilitar  sua

compreensão. Eles possuem o seguinte formato, onde os colchetes indicam opcionalidade:

BRKGA [ < estratégia > ] ( < parâmetros > )
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Tabela 3.4: Breve descrição das estratégias aplicadas em cada geração do BRKGA.

Estratégia Descrição básica

LS elite Busca local nas soluções do conjunto elite.

better LS elite
Busca local “inteligente” nas soluções do conjunto elite (será 
explicada depois).

LS best mutants/2
Busca local nas melhores soluções da metade do conjunto de 
mutantes.

A busca local “inteligente” nas soluções do conjunto elite (estratégia  better LS elite  da

Tabela 3.4) consiste simplesmente em aplicar uma busca local somente naquelas soluções que

ainda  não  passaram  por  esse  procedimento  e  tem  como  objetivo  evitar  processamento

computacional desnecessário. Para identificar se uma solução é resultado de uma busca local

anterior, foi adicionado um alelo extra ao final de cada cromossomo das populações. Se é

aplicada  uma  busca  local  em  uma  solução,  então  é  atualizado  o  alelo  do  cromossomo

correspondente,  com um valor  fora  do  intervalo  normal  [0,  1].  Além disso,  é  evitada  a

utilização desse alelo nos cruzamentos genéticos, porque o fato de um descendente herdar

esse alelo do pai elite, não implica que ele seja também um ótimo local.

3.5 Experimentos computacionais

Na Figura 3.8 estão representados os 39 experimentos computacionais (divididos em quatro

grupos, segundo o tipo de estratégia de aprimoramento aplicada ou a falta dela, no caso do

primeiro grupo) realizados com o BRKGA para resolver o PAGMG-CP. Cada experimento foi

identificado com um número (de 1 até 39) e o nome do mesmo pode ser obtido fazendo uma

leitura desde o bloco raiz até o bloco com o número do experimento desejado. Por exemplo, o

nome do experimento número 1 é BRKGA (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|,

no reset) e o nome do experimento número 39 é BRKGA LS best mutants/2 (dec: C, pe: 0.19,

pm: 0.15, rhoe: 0.66, pop: |V|, 5 reset).
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Figura 3.8: Experimentos computacionais realizados com o BRKGA. 

3.6 Ranking das heurísticas com BRKGA

A seguir  se  mostra  o  ranking das  variantes  do BRKGA implementadas,  iniciando com o

algoritmo de melhor desempenho (aquele com menor média do gap). Na Tabela 3.5 também é

apresentada  a  quantidade  de  instâncias  de  teste  onde cada  algoritmo atingiu  os  melhores

valores obtidos (mínimo, médio e máximo) entre todas essas variantes do BRKGA . 

BRKGA (pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|)

decoder A decoder B decoder C

+ reset + reset + reset

5
0
0

1
0
0 
0

1
5
0
0

3
0

5
0

5
0
0

1
0
0
0

1
5
0
0

1 2 3

4 5 6 7 8 9 10 11 12

2
0

BRKGA (pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|)

decoder A decoder B decoder C

+ reset + reset + reset

1 2 2 1 2

13 14 15

1

+ LS elite

16 17 18 19 20 21

BRKGA (pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|)

decoder A decoder B decoder C

+ reset + reset + reset

1 2 2 1 2

22 23 24

1

+ better LS elite

25 26 27 28 29 30

BRKGA (pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|)

decoder A decoder B decoder C

+ reset + reset + reset

2 5 2 2 5

31 32 33

1

+ LS best mutants / 2

34 35 36 37 38 39
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Tabela 3.5: Experimentos com o BRKGA em ordem decrescente pelo desempenho (Parte 1).

No
Ranking dos algoritmos BRKGA, desde o de melhor desempenho

até o pior

Quantidade de instâncias
com melhor valor Média

do gap
mínimo médio máximo

1
BRKGA better LS elite (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 1 reset)

20 16 16 0,01219

2
BRKGA better LS elite (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 1 reset)

19 15 17 0,01439

3
BRKGA LS best mutants/2 (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, no reset)

19 15 15 0,01620

4
BRKGA LS elite (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 
1 reset)

19 15 14 0,01628

5
BRKGA better LS elite (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 1 reset)

18 13 15 0,01646

6
BRKGA LS elite (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 
1 reset)

19 12 12 0,02064

7
BRKGA LS elite (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 
1 reset)

19 13 13 0,02073

8
BRKGA LS best mutants/2 (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 2 reset)

18 11 13 0,02189

9
BRKGA LS best mutants/2 (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 2 reset)

19 11 12 0,02252

10
BRKGA LS best mutants/2 (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, no reset)

19 12 13 0,02350

11
BRKGA LS best mutants/2 (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 1 reset)

18 11 11 0,02393

12
BRKGA LS best mutants/2 (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, no reset)

17 11 11 0,02396

13
BRKGA LS best mutants/2 (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 5 reset)

19 11 12 0,02495

14
BRKGA better LS elite (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 2 reset)

18 12 13 0,02537

15
BRKGA LS best mutants/2 (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 5 reset)

17 12 12 0,02596

16
BRKGA LS best mutants/2 (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 2 reset)

17 12 12 0,02767

17
BRKGA better LS elite (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 2 reset)

18 12 13 0,02771

18
BRKGA LS elite (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 
2 reset)

19 13 13 0,02820

19
BRKGA LS elite (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 
2 reset)

19 13 13 0,02959

20
BRKGA LS elite (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 
2 reset)

19 13 13 0,02979

21
BRKGA better LS elite (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 2 reset)

19 13 13 0,03325

22
BRKGA better LS elite (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, no reset)

17 9 9 0,04573
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Tabela 3.5: Experimentos com o BRKGA em ordem decrescente pelo desempenho (Parte 2).

No
Ranking dos algoritmos BRKGA, desde o de melhor desempenho

até o pior

Quantidade de instâncias
com melhor valor Média

do gap
mínimo médio máximo

23 BRKGA (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 500 reset) 18 8 8 0,04750

24
BRKGA better LS elite (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, no reset)

17 9 9 0,05311

25
BRKGA LS elite (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 
no reset)

19 9 9 0,05370

26
BRKGA LS elite (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 
no reset)

19 10 10 0,05505

27
BRKGA better LS elite (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, no reset)

18 10 10 0,05529

28
BRKGA LS elite (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 
no reset)

19 9 9 0,05767

29 BRKGA (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 1000 reset) 18 7 6 0,09121

30 BRKGA (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 50 reset) 17 7 7 0,09923

31 BRKGA (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 1500 reset) 19 7 8 0,10873

32 BRKGA (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 500 reset) 18 8 8 0,12695

33 BRKGA (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 30 reset) 17 10 10 0,13827

34 BRKGA (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 1000 reset) 18 8 8 0,17918

35 BRKGA (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 20 reset) 17 8 8 0,19400

36 BRKGA (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, no reset) 17 6 6 0,22012

37 BRKGA (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 1500 reset) 18 4 4 0,22281

38 BRKGA (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, no reset) 16 4 4 0,30380

39 BRKGA (dec: C, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, no reset) 16 4 4 0,61925

A versão  do  BRKGA de  melhor  desempenho  utilizou  a  busca  local  “inteligente”  nas

soluções do conjunto elite, o  decodificador B e reiniciou a população cada vez que passava

uma geração sem melhoria da solução. As variantes do BRKGA, com estratégias de busca

local no conjunto elite ou na melhor metade dos mutantes inseridos a cada geração, tiveram

um  desempenho  superior  às  variantes  sem  estas  estratégias,  com  exceção  do  algoritmo

BRKGA (dec: A, pe: 0.19, pm: 0.15, rhoe: 0.66, pop: |V|, 500 reset) que ocupou a posição 23

na tabela anterior e foi melhor do que cinco algoritmos BRKGA com busca local no conjunto

elite.

3.7 Comparação das metaheurísticas GRASP e BRKGA

A seguir se mostra o ranking das variantes do GRASP implementadas, junto com a melhor

versão do BRKGA encontrada (destacada em amarelo), iniciando com o algoritmo de melhor

desempenho.
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Tabela 3.6: Algoritmos GRASP e melhor BRKGA em ordem decrescente pelo desempenho.

No
Ranking dos algoritmos GRASP, desde o de melhor desempenho

até o pior

Quantidade de instâncias
com melhor valor Média

do gap
mínimo médio máximo

1 GRASP (det LS) + backward PR (eliteSize: 10) + restart (50 it) 20 19 18 0,00190

2 GRASP (det LS) + forward PR (eliteSize: 10) 20 18 19 0,00268

3 GRASP (det LS) + forward PR (eliteSize: 10) + restart (150 it) 20 18 19 0,00268

4 GRASP (det LS) + forward PR (eliteSize: 10) + restart (100 it) 20 16 17 0,00271

5 GRASP (det LS) + backward PR (eliteSize: 10) + restart (100 it) 20 16 16 0,00288

6 GRASP (rand LS) + backward PR (eliteSize: 10) + restart (100 it) 20 17 17 0,00302

7 GRASP (rand LS) + backward PR (eliteSize: 10) + restart (150 it) 20 18 18 0,00318

8 GRASP (det LS) + forward PR (eliteSize: 10) + restart (50 it) 20 18 19 0,00319

9 GRASP (det LS) + backward PR (eliteSize: 10) + restart (150 it) 20 17 17 0,00325

10 GRASP (rand LS) + backward PR (eliteSize: 10) 20 18 18 0,00328

11 GRASP (rand LS) + forward PR (eliteSize: 10) 19 17 18 0,00339

12 GRASP (det LS) + backward PR (eliteSize: 10) 20 16 16 0,00348

13 GRASP (rand LS) + backward PR (eliteSize: 10) + restart (50 it) 20 17 17 0,00352

14 GRASP (rand LS) + forward PR (eliteSize: 10) + restart (150 it) 19 17 18 0,00357

15 GRASP (rand LS) + forward PR (eliteSize: 10) + restart (100 it) 19 18 18 0,00399

16 GRASP (rand LS) + forward PR (eliteSize: 10) + restart (50 it) 20 16 16 0,00470

17
BRKGA better LS elite (dec: B, pe: 0.19, pm: 0.15, rhoe: 0.66, 
pop: |V|, 1 reset)

20 16 16 0,01219

18 GRASP (alpha: 0.19, rand LS) 19 14 14 0,01669

19 GRASP (det LS) + external PR (eliteSize: 10) + restart (100 it) 19 15 15 0,01905

20 GRASP (det LS) + external PR (eliteSize: 10) + restart (50 it) 19 13 13 0,01917

21 GRASP (det LS) + external PR (eliteSize: 10) + restart (150 it) 19 14 14 0,01947

22 GRASP (det LS) + external PR (eliteSize: 10) 19 14 14 0,02006

23 GRASP (rand LS) + external PR (eliteSize: 10) + restart (50 it) 18 13 13 0,02405

24 GRASP (alpha: 0.19, det LS) 19 14 14 0,02409

25 GRASP (rand LS) + external PR (eliteSize: 10) + restart (150 it) 18 14 14 0,02438

26 GRASP (rand LS) + external PR (eliteSize: 10) + restart (100 it) 18 14 14 0,02442

27 GRASP (rand LS) + external PR (eliteSize: 10) 16 14 14 0,02490

A melhor versão do BRKGA encontrada só supera ao GRASP básico e suas variantes com

reconexão externa por caminhos, com ou sem reinicialização (restart) e independentemente

do tipo de busca local.
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3.7.1 Resultados sobre a distribuição dos tempos para alcançar um valor alvo

A seguir mostram-se dois gráficos, com a função de distribuição de probabilidade do tempo

para atingir um valor alvo da melhor variante de GRASP e do BRKGA, para duas instâncias

do PAGMG-CP. Foram realizadas  5000 execuções  independentes  de cada algoritmo e foi

computado o tempo até atingir a melhor solução conhecida para cada instância. Os gráficos

foram criados usando o programa ttt-plots de  (AIEX; RESENDE; RIBEIRO, 2007), com o

objetivo de comparar o comportamento desses algoritmos. Também foi utilizado o programa

tttplot-compare de  (RIBEIRO;  ROSSETI,  2015) para  calcular  a  probabilidade  P(TGRASP ≤

TBRKGA) de que a melhor variante de GRASP encontre uma solução ao menos tão boa quanto o

valor alvo em um tempo computacional menor do que a melhor versão do BRKGA.

Figura 3.9: Função de distribuição de probabilidade dos algoritmos (melhor GRASP e melhor

BRKGA) atingirem a solução alvo com custo 20360 na instância 22PR107:

P(TGRASP ≤ TBRKGA) = 0.624.
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Figura 3.10: Função de distribuição de probabilidade dos algoritmos (melhor GRASP e

melhor BRKGA) atingirem a solução alvo com custo 11467 na instância 40KROB200:

P(TGRASP ≤ TBRKGA) = 0.759.

A partir do análise de ambos os gráficos pode-se concluir que a melhor variante do GRASP

(curva mais  à  esquerda)  converge mais  rápido para o valor  alvo que a melhor  versão do

BRKGA, pelo menos para as instâncias e alvos considerados.

3.8 Conclusões

Neste capítulo foram apresentadas algumas versões da metaheurística BRKGA para resolver o

PAGMG-CP,  utilizando  o  framework brkgaAPI.  Também  foram  implementados  quatro

decodificadores do BRKGA específicos para o PAGMG-CP e foi descrito o processo para o

ajuste dos principais parâmetros realizado com o programa IRACE. Foram apresentadas três

estratégias de aprimoramento implementadas e foram analisados os resultados obtidos com a

execução dos experimentos computacionais sobre as instâncias de teste. Finalmente, foram

apresentadas algumas comparações entre as duas metaheurísticas consideradas neste trabalho,

onde a melhor versão do GRASP foi superior à melhor variante do BRKGA, obtendo uma

menor média do gap para um mesmo tempo de execução.
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CAPÍTULO 4 – CONCLUSÕES E TRABALHOS FUTUROS

Poucos trabalhos foram publicados sobre o problema da árvore geradora mínima generalizado

com coleta  de  prêmios.  Nesta  dissertação foi  realizada  uma revisão  da  literatura  sobre  a

versão de coleta de prêmios do PAGMG, que possui potenciais aplicações no projeto de redes

de  telecomunicações.  Com  o  objetivo  de  resolver  o  PAGMG-CP,  foram  propostos  e

desenvolvidos  algoritmos  aproximados  baseados  nas  metaheurísticas  GRASP e  BRKGA.

Além disso, foram criadas e disponibilizadas 30 instâncias novas para o PAGMG-CP, partindo

de instâncias do  PAGMG. Essas instâncias, junto com a melhor solução encontrada neste

trabalho  para  cada  uma  delas,  estão  disponíveis  para  serem  utilizadas  por  outros

pesquisadores  no  repositório  Mendeley  Data

(https://data.mendeley.com/datasets/vftc7kg6ty/1) (MARZO; RIBEIRO, 2018).

Os  resultados  obtidos  mostraram  que,  em  geral,  os  algoritmos  baseados  em  GRASP

alcançaram melhor desempenho que as variantes com BRKGA. O ponto determinante desses

resultados  pode  decorrer  do  método  construtivo  randomizado  do  GRASP,  que  gera  boas

soluções  iniciais  para  o  procedimento  de  busca  local.  Também  foi  verificado  que  as

estratégias de aprimoramento implementadas em cada metaheurística conseguiram melhorar a

qualidade das soluções na maioria dos casos.

Das 20 instâncias de teste, duas foram as mais difíceis de resolver (60PR299 e 64LIN318),

pois  para cada uma dessas instâncias, todos os algoritmos falharam em encontrar a melhor

solução conhecida em pelo menos uma execução.

Como  trabalho  futuro  pretende-se  adaptar  para  o  PAGMG-CP  alguns  dos  melhores

métodos  existentes  na  literatura  que  resolvem  o  PAGMG,  dando  especial  atenção  à

hibridização de métodos exatos com metaheurísticas.

https://data.mendeley.com/datasets/vftc7kg6ty/1
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ANEXO A − RESULTADOS DO IRACE

parameters.txt
--------------
alpha           "--alpha "            r  (0.1, 0.9)

instances-list.txt
------------------
53GIL262.GTP
45TS225.GTP
31PR152.GTP
30KROB150.GTP
30KROA150.GTP
26BIER127.GTP
21LIN105.GTP
20RAT99.GTP
16EIL76.GTP
14ST70.GTP

scenario.txt
------------
trainInstancesFile = "instances-list.txt"
targetRunner = "./target-runner"
maxExperiments = 1000
digits = 2
firstTest = 10

target-runner
-------------
EXE=/home/ruslan/Escritorio/Pesquisa/irace_PCGMST/bin/Release/PCGMST

Figura A.1: Configuração dos arquivos de ajuste de IRACE para determinar o melhor valor do parâmetro α para o GRASP básico.



> library("irace")
> setwd("~/tuning")
> parameters <- readParameters("parameters.txt")
> scenario <- readScenario(filename = "scenario.txt", scenario = defaultScenario())
> irace(scenario = scenario, parameters = parameters)
# 2017-10-24 21:22:58 BRST: Initialization
# Elitist race
# Elitist new instances: 1
# Elitist limit: 2
# nbIterations: 2
# minNbSurvival: 2
# nbParameters: 1
# seed: 1328201282
# confidence level: 0.95
# budget: 1000
# mu: 10
# deterministic: FALSE

# 2017-10-24 21:22:58 BRST: Iteration 1 of 2
# experimentsUsedSoFar: 0
# remainingBudget: 1000
# currentBudget: 500
# nbConfigurations: 45
  Markers:
     x No test is performed.
     - The test is performed and some configurations are discarded.
     = The test is performed but no configuration is discarded.
     ! The test is performed and configurations could be discarded but elite configurations are preserved.

Figura A.2: Texto de saída de IRACE na determinação do melhor valor do parâmetro α para o GRASP básico com busca local determinística (Parte 1).



+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
| |   Instance|      Alive|       Best|      Mean best| Exp so far|  W time|  rho|KenW|  Qvar|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
|x|          1|         45|         44|    9273.000000|         45|00:19:14|   NA|  NA|    NA|
|x|          2|         45|         44|    9673.000000|         90|00:19:53|-0.16|0.42|1.1837|
|x|          3|         45|         44|    19423.33333|        135|00:20:24|-0.09|0.28|1.0942|
|x|          4|         45|         23|    30073.12750|        180|01:29:23|-0.08|0.19|1.0398|
|x|          5|         45|         44|    24090.20100|        225|00:01:21|+0.01|0.21|0.9491|
|x|          6|         45|          2|    20154.96150|        270|02:44:18|+0.02|0.19|0.9614|
|x|          7|         45|          2|    18216.96700|        315|00:05:04|+0.05|0.18|0.9589|
|x|          8|         45|          2|    15958.22363|        360|00:00:59|+0.02|0.14|0.9914|
|x|          9|         45|          2|    20767.19878|        405|00:07:59|+0.01|0.12|0.9944|
|=|         10|         45|          2|    18716.37990|        450|00:03:50|+0.03|0.12|0.9818|
|=|         11|         45|          2|    17857.89991|        495|00:19:19|+0.01|0.10|0.9887|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
Best configuration:           2    mean value:     17857.89991
Description of the best configuration:
  .ID. alpha .PARENT.
2    2  0.24       NA

# 2017-10-25 03:14:47 BRST: Elite configurations (first number is the configuration ID; listed from best to worst 
according to the sum of ranks):
   alpha
2   0.24
34  0.19
# 2017-10-25 03:14:47 BRST: Iteration 2 of 2
# experimentsUsedSoFar: 495
# remainingBudget: 505
# currentBudget: 505
# nbConfigurations: 43
  Markers:
     x No test is performed.
     - The test is performed and some configurations are discarded.
     = The test is performed but no configuration is discarded.
     ! The test is performed and configurations could be discarded but elite configurations are preserved.

Figura A.2: Texto de saída de IRACE na determinação do melhor valor do parâmetro α para o GRASP básico com busca local determinística (Parte 2).



+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
| |   Instance|      Alive|       Best|      Mean best| Exp so far|  W time|  rho|KenW|  Qvar|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
|x|         12|         43|         34|    147.0050000|         43|00:00:49|   NA|  NA|    NA|
|x|         11|         43|         34|    4710.047500|         84|00:16:48|-0.03|0.48|0.8210|
|x|          9|         43|         34|    22886.36500|        125|00:07:10|+0.09|0.39|0.8937|
|x|         10|         43|         69|    17229.51250|        166|00:03:10|+0.23|0.42|0.7688|
|x|          4|         43|         69|    26211.11000|        207|01:20:48|-0.04|0.17|1.0192|
|x|          5|         43|         69|    21851.75917|        248|00:01:03|+0.09|0.24|0.8861|
|x|          6|         43|         34|    18807.13057|        289|02:21:23|+0.12|0.25|0.8422|
|x|          8|         43|         34|    16474.61550|        330|00:00:46|+0.08|0.20|0.8524|
|x|          2|         43|         34|    15763.32489|        371|00:17:55|+0.08|0.19|0.8796|
|-|          7|         32|         34|    14845.89240|        412|00:04:28|-0.01|0.09|0.8717|
|=|          3|         32|         69|    17036.18800|        442|00:13:17|-0.05|0.04|0.9099|
|=|          1|         32|         69|    16389.25817|        472|00:12:25|-0.03|0.05|0.8896|
|=|         13|         32|         34|    15131.62146|        504|00:00:49|-0.01|0.07|0.8818|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
Best configuration:          34    mean value:     15131.62146
Description of the best configuration:
   .ID. alpha .PARENT.
34   34  0.19       NA

# 2017-10-25 08:15:45 BRST: Elite configurations (first number is the configuration ID; listed from best to worst 
according to the sum of ranks):
   alpha
34  0.19
49  0.19
# 2017-10-25 08:15:45 BRST: Stopped because there is not enough budget left to race more than the minimum (2)
# You may either increase the budget or set 'minNbSurvival' to a lower value
# Iteration: 3
# nbIterations: 3
# experimentsUsedSoFar: 999
# timeUsed: 0
# remainingBudget: 1
# currentBudget: 1
# number of elites: 2
# nbConfigurations: 1
   .ID. alpha .PARENT. .ALIVE. .RANK.  .WEIGHT.
34   34  0.19       NA    TRUE    193 0.6666667
49   49  0.19       34    TRUE    193 0.3333333

Figura A.2: Texto de saída de IRACE na determinação do melhor valor do parâmetro α para o GRASP básico com busca local determinística (Parte 3).



> library("irace")
> setwd("~/tuning")
> parameters <- readParameters("parameters.txt")
> scenario <- readScenario(filename = "scenario.txt", scenario = defaultScenario())
> irace(scenario = scenario, parameters = parameters)
# 2017-12-11 17:24:18 -02: Initialization
# Elitist race
# Elitist new instances: 1
# Elitist limit: 2
# nbIterations: 2
# minNbSurvival: 2
# nbParameters: 1
# seed: 868080675
# confidence level: 0.95
# budget: 1000
# mu: 10
# deterministic: FALSE

# 2017-12-11 17:24:18 -02: Iteration 1 of 2
# experimentsUsedSoFar: 0
# remainingBudget: 1000
# currentBudget: 500
# nbConfigurations: 45
  Markers:
     x No test is performed.
     - The test is performed and some configurations are discarded.
     = The test is performed but no configuration is discarded.
     ! The test is performed and configurations could be discarded but elite configurations are preserved.                       

Figura A.3: Texto de saída de IRACE na determinação do melhor valor do parâmetro α para o GRASP básico com busca local randomizada (Parte 1).



+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
| |   Instance|      Alive|       Best|      Mean best| Exp so far|  W time|  rho|KenW|  Qvar|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
|x|          1|         45|          1|    59239.00000|         45|00:07:54|   NA|  NA|    NA|
|x|          2|         45|          1|    29647.00250|         90|00:01:21|-0.03|0.48|0.8597|
|x|          3|         45|          2|    32739.33500|        135|00:20:12|+0.01|0.34|0.9706|
|x|          4|         45|         20|    24619.25250|        180|00:03:44|-0.09|0.18|1.0629|
|x|          5|         45|         22|    21710.00600|        225|00:19:19|-0.05|0.16|0.9881|
|x|          6|         45|         41|    18116.18750|        270|00:00:56|-0.02|0.15|0.9790|
|x|          7|         45|         41|    16469.44643|        315|00:04:55|-0.01|0.13|0.9725|
|x|          8|         45|         22|    22163.38187|        360|01:26:46|-0.02|0.11|0.9839|
|x|          9|         45|          7|    19762.88043|        405|02:38:54|-0.02|0.10|0.9911|
|=|         10|         45|         11|    18722.44100|        450|00:18:36|-0.00|0.10|0.9800|
|=|         11|         45|         11|    17619.40091|        495|00:04:54|-0.00|0.09|0.9760|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
Best configuration:          11    mean value:     17619.40091
Description of the best configuration:
   .ID. alpha .PARENT.
11   11  0.46       NA

# 2017-12-11 22:51:54 -02: Elite configurations (first number is the configuration ID; listed from best to worst 
according to the sum of ranks):
   alpha
11  0.46
41  0.55
# 2017-12-11 22:51:54 -02: Iteration 2 of 2
# experimentsUsedSoFar: 495
# remainingBudget: 505
# currentBudget: 505
# nbConfigurations: 43
  Markers:
     x No test is performed.
     - The test is performed and some configurations are discarded.
     = The test is performed but no configuration is discarded.
     ! The test is performed and configurations could be discarded but elite configurations are preserved.                       

Figura A.3: Texto de saída de IRACE na determinação do melhor valor do parâmetro α para o GRASP básico com busca local randomizada (Parte 2).



+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
| |   Instance|      Alive|       Best|      Mean best| Exp so far|  W time|  rho|KenW|  Qvar|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
|x|         12|         43|         11|    59239.00000|         43|00:07:22|   NA|  NA|    NA|
|x|          4|         43|         69|    29749.00500|         84|00:03:31|+0.00|0.50|0.4884|
|x|          2|         43|         69|    19851.00500|        125|00:01:14|-0.05|0.30|0.7280|
|x|          6|         43|         41|    14925.00625|        166|00:00:54|+0.16|0.37|0.6448|
|x|          1|         43|         41|    23787.80500|        207|00:07:03|+0.22|0.38|0.6437|
|x|          5|         43|         41|    21502.02083|        248|00:17:39|-0.00|0.16|0.8304|
|x|          8|         43|         64|    27301.32070|        289|01:18:38|-0.09|0.06|0.8979|
|x|          9|         43|         41|    23966.82063|        330|02:28:15|-0.05|0.08|0.9037|
|x|         11|         43|         41|    22035.95167|        371|00:04:30|-0.00|0.11|0.8715|
|=|         10|         43|         41|    20759.66950|        412|00:17:06|+0.04|0.13|0.8429|
|-|          3|         33|         41|    22410.97227|        453|00:18:16|-0.01|0.08|0.8730|
|=|          7|         33|         41|    21092.47458|        484|00:03:26|+0.01|0.09|0.8605|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
Best configuration:          41    mean value:     21092.47458
Description of the best configuration:
   .ID. alpha .PARENT.
41   41  0.55       NA

# 2017-12-12 03:59:55 -02: Elite configurations (first number is the configuration ID; listed from best to worst 
according to the sum of ranks):
   alpha
41  0.55
58  0.55
# 2017-12-12 03:59:55 -02: Iteration 3 of 3
# experimentsUsedSoFar: 979
# remainingBudget: 21
# currentBudget: 21
# nbConfigurations: 3
  Markers:
     x No test is performed.
     - The test is performed and some configurations are discarded.
     = The test is performed but no configuration is discarded.
     ! The test is performed and configurations could be discarded but elite configurations are preserved.                       

Figura A.3: Texto de saída de IRACE na determinação do melhor valor do parâmetro α para o GRASP básico com busca local randomizada (Parte 3).



+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
| |   Instance|      Alive|       Best|      Mean best| Exp so far|  W time|  rho|KenW|  Qvar|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
|x|         13|          3|         41|    10073.00000|          3|00:01:18|   NA|  NA|    NA|
|x|         11|          3|         41|    8331.000000|          4|00:00:06|+1.00|1.00|0.0000|
|x|          7|          3|         41|    7750.333333|          5|00:00:06|+1.00|1.00|0.0000|
|x|         12|          3|         41|    20622.50000|          6|00:00:10|+0.67|0.75|0.1667|
|x|          2|          3|         41|    16509.00100|          7|00:00:01|+0.50|0.60|0.2000|
|x|          3|          3|         41|    20244.83417|          8|00:00:26|+0.40|0.50|0.2000|
|x|          6|          3|         41|    17373.71571|          9|00:00:01|+0.50|0.57|0.1905|
|x|          8|          3|         41|    22973.17625|         10|00:01:54|+0.11|0.23|0.3690|
|x|         10|          3|         41|    21450.94889|         11|00:00:25|-0.04|0.07|0.4630|
|=|          9|          3|         41|    19361.15800|         12|00:03:38|+0.03|0.13|0.4519|
|=|          1|          3|         41|    22986.41636|         13|00:00:10|+0.03|0.12|0.4121|
|=|          4|          3|         41|    21092.46625|         14|00:00:05|-0.05|0.04|0.4646|
|=|          5|          3|         41|    20244.82269|         15|00:00:25|+0.00|0.08|0.4615|
|=|         14|          3|         41|    23228.88536|         18|00:05:45|+0.05|0.11|0.4542|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
Best configuration:          41    mean value:     23228.88536
Description of the best configuration:
   .ID. alpha .PARENT.
41   41  0.55       NA

# 2017-12-12 04:14:34 -02: Elite configurations (first number is the configuration ID; listed from best to worst according to 
the sum of ranks):
   alpha
41  0.55
58  0.55
# 2017-12-12 04:14:34 -02: Stopped because there is not enough budget left to race more than the minimum (2)
# You may either increase the budget or set 'minNbSurvival' to a lower value
# Iteration: 4
# nbIterations: 4
# experimentsUsedSoFar: 997
# timeUsed: 0
# remainingBudget: 3
# currentBudget: 3
# number of elites: 2
# nbConfigurations: 2
   .ID. alpha .PARENT. .ALIVE. .RANK.  .WEIGHT.
41   41  0.55       NA    TRUE     26 0.6666667
58   58  0.55       41    TRUE     26 0.3333333

Figura A.3: Texto de saída de IRACE na determinação do melhor valor do parâmetro α para o GRASP básico com busca local randomizada (Parte 4).



parameters.txt
--------------
pe              "--pe "              r  (0.1, 0.25)
pm              "--pm "              r  (0.1, 0.30)
rhoe            "--rhoe "            r  (0.5, 0.8)

instances-list.txt
--------------
53GIL262.GTP
45TS225.GTP
31PR152.GTP
30KROB150.GTP
30KROA150.GTP
26BIER127.GTP
21LIN105.GTP
20RAT99.GTP
16EIL76.GTP
14ST70.GTP

scenario.txt
------------
trainInstancesFile = "instances-list.txt"
targetRunner = "./target-runner"
maxExperiments = 1000
digits = 2
firstTest = 10

target-runner
-------------
EXE=/home/ruslan/Escritorio/Pesquisa/irace_BRKGA_PCGMST/bin/Release/PCGMST

Figura A.4: Configuração dos arquivos de ajuste de IRACE para determinar os melhores valores dos parâmetros pe, pm e rhoe para o BRKGA básico
com decodificador A.



> library("irace")
> setwd("~/tuning_1")
> parameters <- readParameters("parameters.txt")
> scenario <- readScenario(filename = "scenario.txt", scenario = defaultScenario())
> irace(scenario = scenario, parameters = parameters)
# 2017-10-27 03:08:23 BRST: Initialization
# Elitist race
# Elitist new instances: 1
# Elitist limit: 2
# nbIterations: 3
# minNbSurvival: 3
# nbParameters: 3
# seed: 336440351
# confidence level: 0.95
# budget: 1000
# mu: 10
# deterministic: FALSE

# 2017-10-27 03:08:23 BRST: Iteration 1 of 3
# experimentsUsedSoFar: 0
# remainingBudget: 1000
# currentBudget: 333
# nbConfigurations: 30
  Markers:
     x No test is performed.
     - The test is performed and some configurations are discarded.
     = The test is performed but no configuration is discarded.
     ! The test is performed and configurations could be discarded but elite configurations are preserved.                       

Figura A.5: Texto de saída de IRACE na determinação dos melhores valores dos parâmetros  α para o  pe,  pm e  rhoe para o BRKGA básico com
decodificador A (Parte 1).



+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
| |   Instance|      Alive|       Best|      Mean best| Exp so far|  W time|  rho|KenW|  Qvar|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
|x|          1|         30|          4|    259.0000000|         30|00:00:16|   NA|  NA|    NA|
|x|          2|         30|         12|    157.5000000|         60|00:00:10|-0.04|0.48|0.9997|
|x|          3|         30|         12|    155.0000000|         90|00:00:07|+0.08|0.38|0.9007|
|x|          4|         30|          9|    15766.50000|        120|00:02:11|+0.00|0.25|0.9773|
|x|          5|         30|         20|    14591.20000|        150|00:00:37|-0.02|0.18|1.0067|
|x|          6|         30|          2|    12184.50000|        180|00:06:24|+0.03|0.19|0.9616|
|x|          7|         30|          2|    16021.57143|        210|00:01:24|+0.03|0.17|0.9510|
|x|          8|         30|          4|    14865.00000|        240|00:00:29|+0.03|0.15|0.9513|
|x|          9|         30|          4|    19796.11111|        270|00:00:45|+0.02|0.13|0.9720|
|=|         10|         30|          2|    18811.60000|        300|00:01:28|+0.04|0.13|0.9428|
|=|         11|         30|          2|    22487.36364|        330|00:00:44|+0.03|0.12|0.9541|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
Best configuration:           2    mean value:     22487.36364
Description of the best configuration:
  .ID.   pe   pm rhoe .PARENT.
2    2 0.16 0.19 0.71       NA

# 2017-10-27 03:23:05 BRST: Elite configurations (first number is the configuration ID; listed from best to worst 
according to the sum of ranks):
     pe   pm rhoe
2  0.16 0.19 0.71
23 0.11 0.29 0.72
17 0.14 0.24 0.71
# 2017-10-27 03:23:05 BRST: Iteration 2 of 3
# experimentsUsedSoFar: 330
# remainingBudget: 670
# currentBudget: 335
# nbConfigurations: 30
  Markers:
     x No test is performed.
     - The test is performed and some configurations are discarded.
     = The test is performed but no configuration is discarded.
     ! The test is performed and configurations could be discarded but elite configurations are preserved.                       

Figura A.5: Texto de saída de IRACE na determinação dos melhores valores dos parâmetros α para o  pe,  pm e  rhoe para o BRKGA básico com
decodificador A (Parte 2).



+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
| |   Instance|      Alive|       Best|      Mean best| Exp so far|  W time|  rho|KenW|  Qvar|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
|x|         12|         30|          2|    55.00000000|         30|00:00:13|   NA|  NA|    NA|
|x|          2|         30|         35|    55.00000000|         57|00:00:12|+0.07|0.53|0.9921|
|x|         11|         30|         37|    19792.33333|         84|00:00:39|+0.07|0.38|0.9720|
|x|          3|         30|         36|    14874.75000|        111|00:00:10|+0.11|0.33|0.8984|
|x|          4|         30|         41|    24444.20000|        138|00:03:24|+0.10|0.28|0.9087|
|x|          1|         30|         36|    20484.00000|        165|00:00:19|+0.07|0.23|0.9170|
|x|          7|         30|         43|    23066.85714|        192|00:00:53|+0.08|0.21|0.9181|
|x|          6|         30|         37|    20272.25000|        219|00:04:58|+0.06|0.18|0.9280|
|x|          5|         30|         36|    19092.22222|        246|00:00:52|+0.07|0.17|0.9161|
|-|         10|         18|         36|    18190.50000|        273|00:00:50|-0.04|0.06|0.9833|
|=|          8|         18|         36|    17136.18182|        288|00:00:11|-0.03|0.07|0.9760|
|=|          9|         18|         36|    20648.83333|        303|00:00:18|-0.03|0.06|0.9711|
|=|         13|         18|         36|    23887.76923|        321|00:02:06|-0.02|0.05|0.9748|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
Best configuration:          36    mean value:     23887.76923
Description of the best configuration:
   .ID.   pe   pm rhoe .PARENT.
36   36 0.19 0.15 0.66        2

# 2017-10-27 03:38:17 BRST: Elite configurations (first number is the configuration ID; listed from best to worst 
according to the sum of ranks):
     pe   pm rhoe
36 0.19 0.15 0.66
52 0.17 0.13 0.65
23 0.11 0.29 0.72
# 2017-10-27 03:38:17 BRST: Iteration 3 of 3
# experimentsUsedSoFar: 651
# remainingBudget: 349
# currentBudget: 349
# nbConfigurations: 27
  Markers:
     x No test is performed.
     - The test is performed and some configurations are discarded.
     = The test is performed but no configuration is discarded.
     ! The test is performed and configurations could be discarded but elite configurations are preserved.

Figura A.5: Texto de saída de IRACE na determinação dos melhores valores dos parâmetros α para o  pe,  pm e  rhoe para o BRKGA básico com
decodificador A (Parte 3).



+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
| |   Instance|      Alive|       Best|      Mean best| Exp so far|  W time|  rho|KenW|  Qvar|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
|x|         14|         27|         64|    557.0000000|         27|00:04:31|   NA|  NA|    NA|
|x|          5|         27|         36|    4931.500000|         51|00:00:36|-0.19|0.40|1.1306|
|x|          8|         27|         36|    5485.333333|         75|00:00:14|-0.02|0.32|0.9434|
|x|          1|         27|         36|    4178.750000|         99|00:00:13|-0.01|0.24|0.9174|
|x|          3|         27|         36|    3372.400000|        123|00:00:07|+0.09|0.27|0.8589|
|x|          4|         27|         36|    13334.66667|        147|00:02:05|+0.02|0.18|0.9141|
|x|         12|         27|         36|    11437.57143|        171|00:00:08|+0.03|0.17|0.9034|
|x|          2|         27|         36|    10015.12500|        195|00:00:08|+0.04|0.16|0.9122|
|x|         11|         27|         36|    15484.44444|        219|00:00:22|+0.04|0.15|0.9173|
|-|          6|         19|         36|    13992.30000|        243|00:03:36|-0.02|0.09|0.9670|
|=|         13|         19|         36|    18425.27273|        259|00:01:23|-0.01|0.08|0.9685|
|=|         10|         19|         36|    17729.41667|        275|00:00:25|+0.01|0.10|0.9452|
|=|          7|         19|         36|    19370.46154|        291|00:00:27|+0.00|0.08|0.9497|
|=|          9|         19|         71|    22188.21429|        307|00:00:14|+0.00|0.07|0.9419|
|=|         15|         19|         36|    21179.53333|        326|00:00:11|+0.02|0.08|0.9353|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
Best configuration:          36    mean value:     21179.53333
Description of the best configuration:
   .ID.   pe   pm rhoe .PARENT.
36   36 0.19 0.15 0.66        2

# 2017-10-27 03:53:05 BRST: Elite configurations (first number is the configuration ID; listed from best to worst 
according to the sum of ranks):
     pe   pm rhoe
36 0.19 0.15 0.66
61 0.19 0.15 0.66
71 0.18 0.16 0.65
# 2017-10-27 03:53:05 BRST: Iteration 4 of 4
# experimentsUsedSoFar: 977
# remainingBudget: 23
# currentBudget: 23
# nbConfigurations: 4

Figura A.5: Texto de saída de IRACE na determinação dos melhores valores dos parâmetros α para o  pe,  pm e  rhoe para o BRKGA básico com
decodificador A (Parte 4).



  Markers:
     x No test is performed.
     - The test is performed and some configurations are discarded.
     = The test is performed but no configuration is discarded.
     ! The test is performed and configurations could be discarded but elite configurations are preserved.
                                                                   
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
| |   Instance|      Alive|       Best|      Mean best| Exp so far|  W time|  rho|KenW|  Qvar|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
|x|         16|          4|         82|    10075.00000|          4|00:00:05|   NA|  NA|    NA|
|x|          7|          4|         71|    24515.50000|          5|00:00:01|+0.78|0.89|0.1594|
|x|          3|          4|         71|    16392.66667|          6|00:00:00|-0.04|0.31|0.9309|
|x|          4|          4|         71|    28004.25000|          7|00:00:05|+0.18|0.39|0.7046|
|x|          1|          4|         82|    22415.20000|          8|00:00:00|-0.04|0.17|0.8123|
|x|         15|          4|         71|    19813.66667|          9|00:00:00|-0.17|0.03|0.8773|
|x|         13|          4|         71|    25937.71429|         10|00:00:04|-0.12|0.04|0.8726|
|x|          9|          4|         71|    30100.37500|         11|00:00:00|-0.05|0.08|0.8405|
|x|          8|          4|         71|    27488.00000|         12|00:00:00|+0.02|0.13|0.7984|
|=|         12|          4|         71|    24744.70000|         13|00:00:00|+0.02|0.12|0.7137|
|=|          2|          4|         71|    22500.18182|         14|00:00:00|+0.07|0.16|0.6963|
|=|          6|          4|         71|    20672.33333|         15|00:00:08|+0.01|0.09|0.7077|
|=|          5|          4|         71|    19798.46154|         16|00:00:01|+0.02|0.10|0.6847|
|=|         11|          4|         71|    22618.14286|         17|00:00:00|+0.04|0.11|0.6612|
|=|         14|          4|         71|    21148.00000|         18|00:00:08|+0.05|0.11|0.6524|
|=|         10|          4|         36|    20487.93750|         19|00:00:02|+0.05|0.11|0.6585|
|=|         17|          4|         36|    21584.64706|         23|00:00:06|+0.01|0.07|0.6960|
+-+-----------+-----------+-----------+---------------+-----------+--------+-----+----+------+
Best configuration:          36    mean value:     21584.64706
Description of the best configuration:
   .ID.   pe   pm rhoe .PARENT.
36   36 0.19 0.15 0.66        2

Figura A.5: Texto de saída de IRACE na determinação dos melhores valores dos parâmetros α para o  pe,  pm e  rhoe para o BRKGA básico com
decodificador A (Parte 5).



# 2017-10-27 03:53:54 BRST: Elite configurations (first number is the configuration ID; listed from best to worst 
according to the sum of ranks):
     pe   pm rhoe
36 0.19 0.15 0.66
61 0.19 0.15 0.66
71 0.18 0.16 0.65
# 2017-10-27 03:53:54 BRST: Stopped because budget is exhausted
# Iteration: 5
# nbIterations: 4
# experimentsUsedSoFar: 1000
# timeUsed: 0
# remainingBudget: 0
# currentBudget: 23
# number of elites: 3
# nbConfigurations: 4
   .ID.   pe   pm rhoe .PARENT. .ALIVE. .RANK.  .WEIGHT.
36   36 0.19 0.15 0.66        2    TRUE     40 0.5000000
61   61 0.19 0.15 0.66       36    TRUE     40 0.3333333
71   71 0.18 0.16 0.65       36    TRUE     40 0.1666667

Figura A.5: Texto de saída de IRACE na determinação dos melhores valores dos parâmetros α para o  pe,  pm e  rhoe para o BRKGA básico com
decodificador A (Parte 6).


