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Resumo

Com os usuários sendo cobrados pelo que eles usam, a Computação em Nuvem colocou
ênfase nas execuções de jobs de forma mais eficientes e na melhor utilização dos recursos
ofertados. Em ambientes virtualizados como Nuvens, alocar uma quantidade fixa de re-
cursos para um job a priori, pode resultar na subutilização das máquinas físicas (PMs)
compartilhadas. Esta subutilização ocorre frequentemente, uma vez que os jobs frequente-
mente consumem, pelo menos durante parte da sua execução, menos do que a quantidade
de recursos reservados para eles, que de acordo com a prática atual, é geralmente o requi-
sito máximo. A motivação para esta prática é evitar a sobrecarga das PMs, que ocorre
quando as demandas simultâneas de execução de jobs excedem a capacidade de recursos
dessas PMs, uma vez que isso pode ter um impacto negativo nos tempos de execução dos
jobs que competem por recursos. A elasticidade vertical pode ser adotada como um meio
para reduzir esse impacto, redimensionando as máquinas virtuais (VMs) dinamicamente,
em conjunto com a suspensão e/ou a migração da VM sendo usada quando a máquina
física está prestes a ser sobrecarregada. No entanto, a migração pode ser onerosa e deve
ser utilizada com cuidado. Para reduzir o número de migrações, mas ainda evitar a so-
brecarga da PM, é importante encontrar uma alocação inicial eficiente de VMs que leve
em consideração o comportamento de cada job. Este escalonador deve trabalhar em con-
junto com os controladores de elasticidade locais de cada PM. As abordagens existentes
abordam separadamente os problemas de elasticidade e alocação. Este trabalho propõe
e avalia um framework para a alocação de jobs em ambientes virtualizados com elasti-
cidade de memória. O framework MEMiC (Memory Elasticity Management in Clouds)
é um escalonador de VM de duas camadas para jobs online e em batch que visa prever
o impacto causado pela concorrência de memória nas PMs em um ambiente como uma
Nuvem Computacional, a fim de utilizar de forma mais eficiente a suspensão e migração
de VMs. A principal contribuição deste trabalho é o aproveitamento da variação do con-
sumo de memória durante a execução dos jobs, sem induzir atrasos no tempo de execução
dos mesmos, quando executados concorrentemente. Nos resultados apresentados, foi pos-
sível perceber que a abordagem MEMiC apresenta melhores resultados em comparação
com as outras abordagens analisadas, evitando interferências negativas e migrações des-
necessárias de VMs. O MEMiC conseguiu uma melhoria de 2% em relação da média do
tempo de execução de cada job e de 16% no tempo total de execução dos workloads con-
siderados, quando comparado com os melhores resultados apresentados pelas abordagens
tradicionais.

Palavras-chave: Sistemas Distribuídos, Escalonamento de Jobs e MVs, Ambientes Com-
partilhados; Elasticidade Vertical.



Abstract

With users being charged for what they use, Cloud Computing has placed an emphasis on
more efficient job executions and better resource utilization. In virtualized environments
like Clouds, allocating a fixed quantity of resources to a job a priori may result in the
underutilization of the underlying shared physical machines. This sub-utilization occurs
often since applications frequently consume, for at least some part of their execution, less
than the amount of resources reserved for them, which under current practice is usually
their maximum requirement. The motivation for this practice is to avoid resource overloa-
ding, which occurs when the simultaneous demands of executing jobs exceed the capacity
of that resource, since this can have a negative impact on the execution times of the jobs
competing for that resource. Vertical elasticity, however, could be adopted as a means
to reduce this impact by resizing Virtual Machines (VMs) dynamically, if used in con-
junction with VM suspension and/or VM migration when the physical machine is about
to be overloaded. However, VM migration can be costly and should be employed with
care. In order to reduce the number of migrations but still avoid overloading the host, it
is important to find an effective VM allocations that takes into consideration the beha-
vior of each application. However, the scheduler must work in unison with the local host
elasticity controllers if it is also to reduce interference between competing VMs. Existing
approaches address the problems of elasticity and allocation separately. This work propo-
ses and evaluates a framework for job scheduling in elastic memory managed virtualized
environments. The MEMiC (Memory Elasticity Management in Clouds) framework is a
two-tier VM scheduler for online and batch jobs that aims to predict the impact caused
by competition for the memory of physical servers in a shared Cloud-like environment in
order to better harness VM suspension and migration techniques. The main contribution
of this work is the ability to take advantage of variations in memory consumption during
the execution of the jobs, while avoiding additional delays while executing jobs concur-
rently. Evaluations show that MEMiC achieves better results in comparison with other
approaches by reducing the degree of negative interference and the number of migrations.
MEMiC obtained improvements of 2% in terms of average job execution times and of
16% for the total execution time, for the workloads considered, in relation to the best
traditional approaches.

Keywords: Distributed Systems, Job and VM Scheduling, Shared Environments, Verti-
cal Elasticity.
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Capítulo 1

Introdução

Adquirir recursos computacionais, principalmente quando falamos de servidores e ambi-

entes de HPC (High Performance Computing), pode resultar em um alto custo tanto na

aquisição quanto manutenção destes recursos. Uma solução recente, largamente utilizada

por empresas e organizações científicas, é o uso de infraestruturas de Nuvens para aten-

der este aumento em demanda por recursos computacionais. Este tipo de infraestrutura

oferece os recursos sob demanda, permitindo aos usuários selecionarem a quantidade de

recursos necessários para execução de seus experimentos, e pagando apenas pelo tempo

que forem utilizados.

Os provedores de Nuvem por sua vez, tem por objetivo a maximização do lucro fi-

nanceiro através da disponibilização dos seus recursos computacionais. Para obtenção

de lucros mais elevados, estes provedores buscam a cada dia mecanismos, como o com-

partilhamento de recursos, para otimizar a utilização destes, evitando quando possível, a

degradação do tempo de execução dos jobs. No contexto deste trabalho, um job é carac-

terizado como a combinação ou workflow de uma ou mais aplicações que são executadas

dentro de uma máquina virtual.

Para otimizar a utilização dos recursos, em ambientes de HPC são utilizados gerenci-

adores de recursos como o Slurm [Jette et al., 2002] e o TORQUE [Staples, 2006a]. Um

exemplo de uma infraestrutura real que utiliza estes gerenciadores é o supercomputador

Santos Dumont, que está em funcionamento no Laboratório Nacional de Computação

Científica (LNCC/MCTIC) [SDumont, 2017], e é utilizado por aproximadamente 51 pro-

jetos em diferentes áreas de conhecimento. O Santos Dumont utiliza o Slurm para a

alocação das aplicações de forma dedicada ou compartilhada em um conjunto de hosts.

Por padrão, o Slurm e o TORQUE alocam cada aplicação em hosts dedicados a
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fim de evitar a interferência causada pela concorrência de recursos. Entretanto, este

tipo de alocação pode causar uma subutilização dos recursos no caso da aplicação não

estar utilizando todos os recursos a ela alocados, como memória e CPU. No entanto,

quando configurado adequadamente, esses gerenciadores permitem o compartilhamento

de recursos sem se preocupar com o impacto negativo ou interferência no desempenho dos

jobs que pode ser gerado pela concorrência por recursos de diferentes aplicações em um

mesmo host. O conceito de “interferência” tem como propósito mostrar que determinadas

jobs não podem conviver em um mesmo host, seja em máquinas virtuais ou reais, sem

que este tipo de compartilhamento de recursos venha causar a perda de desempenho,

prejudicando a execução das aplicações lá hospedadas [Yokoyama et al., 2017].

A motivação para explorar esse conceito está em evitar ao máximo que um job, quando

executada em um ambiente virtual, impacte em outros jobs hospedadas no mesmo host. O

impacto causado por esta concorrência precisa, assim, ser avaliado afim de criar um conhe-

cimento dos tipos de concorrência que podem existir, sem que uma aplicação prejudique

o desempenho de outra, por estarem concorrendo pelos mesmos recursos.

O consumo de recursos de uma aplicação, seja este recurso ciclos de CPU, memória

ou I/O, por exemplo, varia no decorrer da sua execução. Desta forma, em ambientes

compartilhados, reservar a priori uma quantidade fixa de recursos pode acarretar na su-

butilização do host, quando a aplicação estiver consumindo um valor menor do que foi

reservado. Porém, no caso de sobrecarga de recurso, como por exemplo, quando as aplica-

ções alocadas estiverem necessitando de mais recursos do que os reservados inicialmente,

poderá gerar um impacto negativo no tempo de execução dos jobs que estão competindo

pelos recursos computacionais.

Para auxiliar na resolução deste problema, os controladores de elasticidade, como por

exemplo [Farokhi et al., 2016], trabalham de forma reativa, gerenciando os recursos, ou

proativa, com uma previsão do consumo futuro baseado no consumo passado e atual. Essa

elasticidade pode ocorrer de duas formas: elasticidade horizontal que permite aumentar

ou diminuir o número de VMs (Virtual Machines) sob demanda e; a elasticidade vertical

que permite mudanças nas quantidades dos recursos alocados (quantidade de memória ou

vCPU, por exemplo) a cada máquina virtual.

Os controladores de elasticidade vertical focam, na sua maioria, na variação do con-

sumo de rede, CPU e memória [Qu et al., 2017], [Bouabdallah et al., 2016]. Trabalhos

como [Moltó et al., 2013] e [Moltó et al., 2016] tratam o problema de elasticidade de me-

mória permitindo a migração de máquinas virtuais para outro host quando é detectada
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uma sobrecarga. Essas abordagens possibilitam a otimização de todo o ambiente quanto

a elasticidade, todavia não se preocupam com a eficiência do escalonamento realizado a

priori. Esta preocupação com a alocação inicial é necessária, pois uma alocação inapropri-

ada pode comprometer a execução das aplicações que concorrem por recursos e dificultar

o trabalho realizado pelos controladores de elasticidade.

O escalonamento é uma etapa importante no processo de alocação de jobs e gerenci-

amento de recursos, principalmente em ambientes onde os hosts são compartilhados. O

escalonador é responsável por determinar onde cada job será executado. Para tal, este

necessita da adoção de certas métricas de escalonamento para definir qual deveria ser o

objetivo do escalonamento, como por exemplo, permitir a redução de custo monetário

do workload, aumentar a vazão de jobs ou otimizar o consumo de recursos através do

balanceamento de carga nos hosts.

Para realizar um escalonamento eficiente, é necessário conhecer a carga atual do hosts

disponíveis e as demandas das aplicações que serão escalonadas. No entanto, o con-

sumo das aplicações e a carga do ambiente podem variar após o escalonamento cau-

sando um impacto negativo na infraestrutura e, como consequência, uma distribuição

de carga desproporcional. Para suportar este tipo de desbalanceamento e possíveis so-

brecargadas, algoritmos de previsão baseados no perfil de consumo das aplicações têm

sido utilizados por diferentes abordagens recentes [Yang et al., 2017], [Liu et al., 2016],

[Dambreville et al., 2017], [Yu et al., 2017]. Estes trabalhos definem um perfil como ní-

veis de consumo de cada tipo de recurso, categorizando como intensivo de CPU ou de

memória, por exemplo. A partir destes perfis obtidos, é determinada a combinação de

jobs que pode ser alocada concorrentemente a fim de minimizar o impacto na execução

das aplicações. Entretanto, estas abordagens desconsideram o dinamismo do ambiente

ocasionado pela variação de consumo de recursos por cada aplicação, considerando assim

que o consumo de recursos é estático.

Em ambientes de nuvem computacional, o escalonador é responsável por alocar as

VMs nos diversos hosts disponíveis. As abordagens existentes para a alocação de VMs

atualmente, focam no balanceamento de carga ou na consolidação dos recursos para re-

duzir o consumo de energia e otimizar a utilização dos hosts. As atuais estratégias para

o balanceamento de carga, em sua maioria, consideram como recursos apenas o consumo

de rede e CPU. Entretanto, poucos trabalhos abordam e avaliam o impacto causado pela

concorrência de recursos como consumo de memória e I/O [Masdari et al., 2016].

O balanceamento de carga é uma das estratégias mais utilizadas em ambientes com-
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partilhados, pois uma vez identificada uma sobrecarga de recursos, tal problema pode

acarretar na degradação de desempenho das VMs ou dos jobs em execução no host sobre-

carregado. Ao identificar um host sobrecarregado, o escalonador é o sistema responsável

por tomar uma decisão de realocação. Em geral, o escalonador avalia dinamicamente se

há sobrecarga, e verifica se há outros hosts disponíveis para que possa receber as VMs

através da migração, distribuindo melhor a carga de trabalho entre os hosts disponíveis.

Uma das técnicas mais importantes em nuvens computacionais é a migração má-

quinas virtuais. Geralmente esta técnica é empregada para o balanceamento de carga

ou para o desligamento de hosts subutilizados com o objetivo de economizar energia

[Khan et al., 2017], [Mosa and Sakellariou, 2017], [Xu et al., 2017]. Para que seja possí-

vel otimizar as alocações iniciais ou as alocações no momento da migração, é de grande

importância possuir o conhecimento dos recursos necessários para a execução do job ou

da VM, bem como, informações atualizadas sobre o nível de utilização dos hosts. Porém,

estes requisitos não definem o comportamento do job ou da VM quanto a utilização fu-

tura de cada recurso, o que pode gerar a subutilização ou sobrecarga de recursos em um

ambiente compartilhado, como mencionado anteriormente.

O impacto causado pela concorrência por recursos é um problema de escalonamento,

sendo este, abordado por trabalhos recentes com foco na alocação de jobs ou através

da elasticidade com migração [Rahman and Graham, 2017], [Rameshan et al., 2016]. No

entanto, essas abordagens tratam a alocação inicial e a elasticidade como problemas dis-

tintos, quando de fato são complementares.

1.1 Objetivo e Contribuições

Este trabalho tem por objetivo propor uma solução para o escalonamento de VMs, que

considere a variação do consumo de memória durante a execução de seus respectivos jobs,

em ambientes onde os hosts são compartilhados. A solução proposta tem por objetivo

ainda evitar a interferência causada pela concorrência por recursos reduzindo atrasos no

tempo de execução dos mesmos.

Para realizar este objetivo é proposto nesta Tese de Doutorado o framework Memory

Elasticity Management in Clouds (MEMiC). O MEMiC é um Cloud Manager responsável

por escalonar jobs hosts, monitorar estes hosts, identificar e realizar possíveis migrações.

Cada host possui um controlador de elasticidade de memória (MEC - Memory Elasticity

Controller) que é responsável por gerenciar a alocação dos jobs nas VMs e a elasticidade
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de memória dos mesmos. O framework MEMiC interage com as instâncias do MEC para

controlar todo o ambiente e realizar migrações quando necessário.

A tomada de decisão realizada pelo escalonador do MEMiC atua com base na análise

do dinamismo do perfil de consumo de cada aplicação em execução. Através desta análise,

o sistema de escalonamento é capaz de alocar os jobs nos hosts, de forma a reduzir a in-

terferência da concorrência e o número de migrações futuras necessárias nestes ambientes.

O diferencial desta pesquisa consiste em uma abordagem que realiza a alocação inicial e

o escalonamento dinâmico em conjunto com o controlador de elasticidade.

Além do desenvolvimento da ferramenta MEMiC, este trabalho tem como as principais

contribuições:

1. A proposta e análise de uma abordagem de escalonamento para a redução de impac-

tos negativos causados pela concorrência por memória em um ambiente virtualizado

considerando a variação do consumo de memória das aplicações e, por consequência,

a troca constante da quantidade de memoria disponível nos hosts do ambiente;

2. A implementação do algoritmo, que valida a proposta citada no item anterior, de

escalonamento em um ambiente real comparando o mesmo com algumas das prin-

cipais abordagens utilizadas na área. Este algoritmo de escalonamento realiza a

previsão do impacto causado pela concorrência pela utilização de memória através

de um simulador que foi desenvolvido e do perfil de consumo das aplicações. Este

perfil detalha a variação de consumo de memória de cada aplicação.

3. Para validar esta proposta, foram realizados experimentos a fim de verificar a va-

riabilidade de consumo de memória, bem como, avaliar a abordagem desenvolvida

que atua na previsão do comportamento de um job quando executado de forma a

concorrer pelo consumo de memória com os demais jobs em execução em cada host.

1.2 Organização

Esta tese está dividida da seguinte forma: no Capítulo 2 é apresentado o problema de

escalonamento em ambientes compartilhados onde há a concorrência por recursos em cada

host, considerando assim ainda a interferência gerado por esta concorrência. No Capítulo

3 são apresentados trabalhos relacionados ao problema de escalonamento em ambientes

compartilhados porém com a alocação estática dos recursos, trabalhos referentes ao pro-

blema de interferência, e trabalhos com foco na elasticidade de recursos. Em geral, a
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tarefa de escalonar jobs pode ser subdividido em duas etapas: a seleção do próximo job

que deve ser escalonado, (isto é a política de prioridade que será aplicada) e; a deter-

minação do host mais apropriado para receber este job. No capítulo 4 são apresentados

experimentos de um estudo da primeira etapa do escalonamento que avalia diferentes po-

líticas no contexto de ambientes compartilhados. No capítulo 5 é apresentado o modelo

do Cloud Manager MEMiC proposto para auxiliar no controle e escalonamento de VMs

em recursos compartilhados. O Capítulo 6 apresenta o conjunto de experimentos, em

um ambiente real, para a validação do modelo proposto analisando a segunda etapa do

escalonamento, ou seja, a etapa de seleção do host para alocação. Por fim, o Capítulo 7

apresenta a conclusão obtida através da proposta em função dos experimentos realizados

nesta tese, bem como, alguns trabalhos futuros.



Capítulo 2

Definição do Problema de Escalonamento

Neste capítulo é apresentada a definição do problema de escalonamento considerado nesta

tese. Após definido o problema, serão apresentadas as principais definições utilizadas no

escopo desta tese.

2.1 Contexto

O ambiente considerado neste trabalho é formado por uma Nuvem computacional pri-

vada. O problema se restringe a nuvens privadas pois foram desconsiderados os fatores

de precificação e responsabilidades acordadas através de uma SLA comuns de uma nuvem

pública. Esta nuvem é formado por hosts, onde cada um pode receber uma ou mais VMs

sendo executadas em paralelo de acordo com a oferta de recursos. Em cada VM está

executando uma ou mais aplicações que podem variar o consumo de recursos durante a

sua execução.

Atualmente, quando uma VM é alocada a um host é reservada a priori uma quan-

tidade de recursos para ela. Porém, devido à variação de consumo das aplicações e à

variação dos recursos alocados a cada VM (elasticidade vertical), esta quantidade de re-

cursos alocados para a VM se torna dinâmica. Esse dinamismo do ambiente pode gerar

a subutilização ou sobrecarga dos hosts, quando está reservada uma quantidade de recur-

sos maior do que a utilizada ou quando a aplicação precisou de mais recursos do que o

reservado a priori.

Este problema se torna ainda mais crítico quando consideramos como recurso a quan-

tidade de memória alocada a uma VM, devido ao dinamismo do consumo de memória de

uma aplicação durante a sua execução. Recursos como CPU foram alvo de pesquisas que
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atualmente possibilitam um melhor aproveitamento de sua utilização, quando aplicações

são executadas concorrentemente e competindo por eles. Entretanto, o problema de uso

de memória em situações de concorrência não apresenta a mesma evolução, muito em

virtude da menor quantidade de esforços existentes na literatura.

Os trabalhos existentes focam em políticas de alocação tradicionais baseadas em me-

mória, como First Fit ou First Fit Decreasing, ou simplesmente alocam em um host de

acordo com a estratégia Round Robin, e deixam a cargo do controlador de elasticidade

o gerenciamento dos recursos. Uma possível solução baseia-se em um escalonador mais

sofisticado capaz de, através da análise da variação do consumo de memória da aplicação,

identificar o host em que a VM deve ser alocada para reduzir os efeitos negativos sobre a

sua execução, causados pela interferência. Este mesmo escalonador deve ser capaz de tra-

balhar em conjunto com o controlador de elasticidade, identificando possíveis sobrecargas

no ambiente e migrando VMs quando necessário.

2.2 Definições das Nomenclaturas

Neste trabalho, os seguintes termos são definidos como:

• Escalonador: sistema responsável por selecionar um job da fila e identificar qual o

host em que este deve ser alocado, de forma a minimizar o impacto no seu tempo de

execução, ocasionado pela concorrência por consumo de recursos. Este escalonador

verifica a cada ciclo de escalonamento, se há algum host com sobrecarga de consumo

de memória e, se necessário, seleciona uma VM para ser migrada.

• Aplicações: neste trabalho foram utilizadas apenas aplicações em batch, devido

a aplicações online serem executadas de forma continua. Aplicações em batch são

executadas por um tempo determinado, um tempo fixo de duração de acordo com

os recursos alocados a mesma, já as aplicações online são executadas de forma

continua, só necessitando ter uma quantidade de memória o suficiente para atender

a uma determina taxa de requisições por segundos.

• Deadline ou soft deadline : o tempo alvo para o término dessa aplicação que é

apresentado pelo usuário com base na estimativa do tempo de execução e na urgência

da análise dos resultados da mesma. O deadline deve ser cumprido, porém, quando

há sobrecarga de recursos do ambiente, pode haver casos em que alguns jobs não

consigam ter os seus deadlines atendidos.
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• Job : é definido como uma ou mais aplicações que são executadas dentro de uma

máquina virtual. Estas aplicações podem ser paralelas ou sequências e podem ou

não ter dependências entre elas.

• Host ou Physical Machine (PM): um servidor computacional com um contro-

lador local de elasticidade de memória responsável por gerenciar a utilização do

servidor.

• Máquina Virtual (MV) ou Virtual Machine (VM): é uma instância virtual hos-

pedada em um host com suas configurações de CPU, memória, rede e sistema ope-

racional. Cada VM recebe e executa um job por vez.

2.3 Escalonamento de Jobs em Ambientes Comparti-
lhados

Seja J o conjunto de jobs representado por J = {j0, ..., jm−1}, onde um job é formado por

uma ou mais aplicações em batch alocadas em uma VM . Cada ji possui três informações

relativas a tempo: i) o tempo de chegada at(ji) na fila JobQueue; ii) o tempo de execução

estimado eet(ji), considerando que foi alocada a quantidade de recursos de memória e CPU

requerida para o mesmo; e iii) uma meta(ji), que é o limite máximo de tempo no qual

o usuário deseja que o ji tenha sido concluído. Além disso, são levadas em consideração

informações a respeito da quantidade de núcleos de processamento requerida por cada job

ji e da sua variação de uso de memória durante a sua execução. Os dados referentes a

variação de consumo de memória são representados através de uma tabela hash onde cada

posição é o instante em que há uma alteração no consumo de memória e o valor contido

nesta posição é a quantidade de memória que será utilizada neste instante. Os jobs que

chegam ao sistema são alocados na fila JobQueue se for possível atender a meta(ji), se

não o job ji não poderá ser alocado.

A fila de escalonamento possui uma política de prioridade[Lopez et al., 2000] como,

por exemplo, FIFO (First In First Out), SJF (Shortest Job First) e EDF (Earliest De-

adline First). Essas três políticas mencionadas são consideradas para a definição do

problema, uma vez que contemplam diferentes características do job. De acordo com a

característica que deseja-se privilegiar, como a ordem de chegada o tempo de execução ou

a meta, pode-se escolher a política mais apropriada.

Uma vez adotada a política de prioridade, cada job ji na fila será alocado a um host

hk ∈ H, onde H = {h0, ..., hn−1}. Cada host hk possui uma quantidade disponível de
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núcleos de processamento e de memória. Com o objetivo de aumentar a eficiência da

utilização dos recursos, o problema considera que diferentes jobs podem ser alocados em

um mesmo host. Um exemplo simplificado deste problema pode ser visto na Figura 2.1

onde os jobs 1, 2 e 3 estão compartilhando o uso de memória. A Figura 2.1 apresenta a

quantidade de memória consumida de um recurso para executar um conjunto de três jobs,

cada qual com as suas variações de uso de memória. É possível perceber que os j1 e j2 são

executados em paralelo e quando j2 acaba, j3 começa a ser executado simultaneamente

com j1 até seu término. O j3 por sua vez, necessitando de mais memória acaba fazendo

swap, como ilustrado na Figura 2.1. Este consumo de swap, por sua vez gera atrasos no

tempo de execução do job, uma vez que o tempo de acesso swap é mais lento que o tempo

de acesso a memória RAM.

Figura 2.1: Exemplo da execução concorrente de jobs

O problema de alocação consiste em identificar qual host hk é capaz de executar seu

conjunto de jobs concorrentes já alocados mais o job ji a ser escalonado, de modo a melhor

preservar os seus tempos de execução obtidos em um ambiente dedicado. A alocação tenta

identificar um host que possui memória e núcleos de processamento livres suficientes para

atender a variação do consumo e os requisitos de todos seus jobs durante o período de

execução de cada um e não somente a quantidade de memória reservada a priori.

Neste trabalho são desconsiderados os impactos gerados pela falta de linhas no nível
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de cache L1. Este problema é mais comum em ambientes onde há a concorrência de

diferentes jobs por memória, porém este impacto ocorre com ou sem a concorrência de

aplicações, uma vez que a grande maioria das aplicações utilizadas atualmente consomem

uma quantidade de memória superior ao tamanho de cache dos processadores mais mo-

dernos. Aplicações atuais tem um consumo de memória na ordem de GB enquanto o

tamanho da cache é da ordem de MB, o que irá ocasionar a falta de páginas mesmo com

apenas uma aplicação sendo executada.

Durante a execução dos jobs, é possível que um determinado host hk fique sobrecar-

regado quanto ao consumo de memória, sendo forçado a utilizar memória virtual (swap),

como visto em [Sawamura, 2015]. Tal sobrecarga impacta diretamente no tempo de exe-

cução de cada job em execução em hk, pois se um determinado job ji consumir mais

memória, e não havendo memória RAM disponível, este entrará em swap. Para evitar

que um job entre em swap dentro a VM, são necessários mecanismos como o uso de

suspensão ou migração.



Capítulo 3

Trabalhos Relacionados

O problema de escalonamento de VMs ou jobs é amplamente estudado e conta com uma

vasta bibliografia [Guo et al., 2018], [Rawas et al., 2017], [Masdari et al., 2017]. Alguns

destes trabalhos [Singh and Chana, 2016], [Zhan et al., 2015], [Gondhi and Gupta, 2017]

procuram apresentar um resumo das principais contribuições identificadas pelos autores

em determinados focos de trabalho dentro da área de escalonamento como balanceamento

de carga, eficiência energética ou QoS, entre outros. A seguir, são apresentados alguns

dos principais assuntos tratados quanto ao problema de escalonamento, como os exempli-

ficados anteriormente, e que também são o foco deste trabalho.

Considerando o contexto atual, o problema de ambientes compartilhados tem sido

mais tratado em ambientes de Nuvens Computacionais do que nas demais abordagens

de Sistemas Distribuídos devido a crescente demanda deste tipo de infraestrutura. Ti-

picamente a infraestrutura utilizada em Nuvens é a mesma de ambientes de HPC ou

Grades, porém com um modelo de negócio onde o usuário paga pelos recursos consumi-

dos. Desta forma, problemas como a alocação de jobs, estudado para ambientes de HPC

e Grades a bastante tempo [Abraham et al., 2006], são adaptados a ambientes de Nuvem

[Masdari et al., 2017]. Esta adaptação se faz necessária pelas novas métricas e tecnologias

aplicadas a estes ambientes. O próprio problema de alocação de jobs, em Nuvem, tem o

foco na alocação da VM. A VM alocada pode conter um job ou ser um serviço, plataforma

ou host virtual.

A virtualização é uma das tecnologias que possibilitou a expansão dos ambientes de

nuvens por possibilitar a elasticidade de recursos. Atualmente novas tecnologias, como

contêineres, tem sido utilizadas como alternativas a virtualização possibilitando também

ao ambiente de nuvem esta demanda. A elasticidade permite a criação ou variação dos

recursos sob demanda são apresentados. A variabilidade de consumo dos recursos de
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ambientes com concorrência e elasticidade levam ao estudo de um outro problema que

tem afetado o desempenho das aplicações que é a interferência causada pela concorrência

por recursos. Neste contexto, são citados alguns dos principais simuladores utilizados e

como abordam o problema de escalonamento de aplicações concorrentes e o problema de

interferência.

3.1 Quality of Service (QoS)

A qualidade de serviço agrega ao escalonamento o conhecimento dos requisitos mínimos

a serem atendidos pelo provedor de serviços, e em contrapartida, o usuário terá um custo

associado ao serviço selecionado. Para tal é estabelecida uma SLA (Service Level Agree-

ment) onde são definidas as responsabilidades do provedor e os requisitos que o usuário

necessita. Um exemplo deste acordo pode ser dado onde o usuário prioriza atender os

requisitos da aplicação, como deadline ou tempo de execução, com o menor custo possí-

vel. Para que estes requisitos sejam atendidos, é de extrema importância a utilização de

métricas como o tempo de resposta, o nível de confiabilidade ou o custo monetário dos

recursos utilizados.

O escalonamento com QoS em Grades e Nuvens é abordado em [Kumar et al., 2013],

onde o autor propõe uma estratégia de escalonamento que aumenta o nível de confiabili-

dade dos recursos e reduz o tempo total para que a aplicação seja executada. O trabalho

apresentado em [Wang et al., 2013b] utiliza algoritmos genéticos para propor um mo-

delo de escalonamento para Nuvem com QoS. Em [Wang et al., 2013a] é desenvolvido

um modelo de escalonamento adaptativo de aplicações paralelas com suporte a QoS para

ambientes de Nuvens híbridas.

Em [Garg et al., 2013] são apresentadas algumas abordagens que visam à otimização

dos critérios dos usuários, como tempo e custo monetário, ou a utilização dos recursos, afim

de beneficiar o uso dos recursos na visão dos provedores. Neste trabalho é proposto um

algoritmo capaz de trabalhar com a tentativa de otimização de ambos os lados mediante

a oferta de recursos e a procura dos mesmos pelo conjunto de jobs dos usuários. Ambos,

hosts e jobs, são ordenados por um grau de prioridade baseado no critério definido para

a seleção do job e do host, e então é realizado o mapeamento um para um.

O trabalho [Deng et al., 2014] apresenta a proposta de algoritmo de escalonamento

capaz de aplicar diferentes políticas de escalonamento, como FCFS e SJF, por exemplo,

de acordo com o workload que está sendo executado. Desta forma o escalonador será
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capaz de atender usuários e provedores de recursos, fazendo uso de uma autoconfiguração

de acordo com a carga de trabalho do ambiente naquele momento.

Outros trabalhos consideram que o problema de QoS está diretamente relacionado

ao cumprimento do deadline estabelecido pelo usuário. Nestes trabalhos, o conceito de

deadline é dividido em duas categorias: hard ou soft. Hard é quando o prazo deve ser

cumprido, ou haverá penalidades que serão imputadas sobre o provedor dos recursos. Já

o soft permite que este deadline não seja atendido em alguns momentos em prol de outros

benefícios, como um pequeno atraso em benefício de um menor custo de execução. O

trabalho apresentado em [den Bossche et al., 2013] nos remete ao problema de escalona-

mento com QoS em Nuvens Híbridas com restrições de deadline hard e transferência de

dados, buscando a redução do custo na utilização dos recursos da Nuvem Pública. Em

[Rodriguez and Buyya, 2014], os autores apresentam uma estratégia de escalonamento de

workflows científicos em Nuvens IaaS (Infrastructure as a Service) de forma a minimi-

zar o custo monetário de utilização dos recursos, atendendo às restrições de deadline da

aplicação. Por outro lado, em [Poola et al., 2014] trata-se o mesmo problema anterior de

deadlines, entretanto, este adicionando a questão da tolerância a falhas. Essa questão é

extremamente importante, principalmente para workflows, uma vez que uma falha não

tratada da execução de um job do workflow pode comprometer toda a sua execução.

Desta forma podemos ver que diferentes trabalhos tem o foco na minimização do tempo

de execução, em geral para atender a um deadline ou tempo alvo e na minimização do

custo monetário para a execução dos jobs, quando falamos de nuvens públicas. No con-

texto deste trabalho teremos como foco a minimização do tempo de resposta ao usuário,

porém acrescentando outras variáveis que serão citadas a seguir.

Em geral, quando falamos de aplicações de CPU que executam concorrentemente, na

verdade, é verificado o nível de consumo em função da quantidade de ciclos de processa-

mento utilizados por cada aplicação. Quando falamos de memória, geralmente o consumo

é medido através da quantidade de memória alocada para cada aplicação. No entanto, com

a evolução da CPU e a crescente demanda de acessos de dados em aplicações, a memória

se torna cada vez mais importante em relação aos ciclos de CPU [Zhang et al., 2000].

O foco deste trabalho está relacionado com a quantidade de memória alocada, de modo

evitar a degradação do desempenho que pode ser gerado quando a quantidade alocada

não é suficiente para que o job obtenha o tempo de execução esperado.

Uma das principais ferramentas para gerenciamento de recursos computacionais uti-

lizadas atualmente é o TORQUE [Staples, 2006b]. O escalonamento realizado pelo TOR-
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QUE permite a configuração para o compartilhamento de recursos, porém considera como

recursos compartilhados apenas a quantidade de núcleos. Em [Klusáček et al., 2015] o au-

tor modifica o escalonamento do TORQUE acrescentando o consumo de memória RAM

e disco do job como critérios para seleção de recursos. Para a alocação, o planejamento é

usado (job schedule construction) e a otimização de escalonamento é realizada através de

uma meta-heurística local inspirada na busca Random Search (RS), conseguindo a melho-

ria da previsibilidade, do desempenho e do equilíbrio em relação às abordagens comuns

baseadas em fila.

3.2 Política de Escalonamento Fair Share

Quando consideramos o compartilhamento de recursos em um ambiente, uma das políticas

de escalonamento mais conhecidas, principalmente em ambientes de grades e clusters, é

o Fair Share. Esta política tem por objetivo um compartilhamento mais justo através

da criação de diferentes filas de acordo com a sua implementação e aplicando a cada fila

diferentes prioridades.

O trabalho apresentado em [Klusácek et al., 2014] aborda o problema de “Qualidade

de Serviço” de forma a oferecer prioridades a usuários de um ambiente compartilhado,

de acordo com perfil de consumo de recursos de cada usuário. Neste contexto, jobs que

consomem uma menor quantidade de recursos ou consomem recursos por menos tempo

têm maior prioridade e vice-versa. Entretanto, Jobs que consomem mais recursos sofrem

penalidades e recebem menos tempo de recursos, neste caso em relação ao consumo de

CPU. Os autores propõem um modelo de penalidade baseado em múltiplos recursos, como

CPU e memória, para que o recurso dominante da aplicação seja considerado. Recurso

dominante é definido como o tipo de recurso que a aplicação consome mais em um dado

momento. Seu modelo considera vários tipos de recursos, uma vez que os autores apontam

que a maioria dos trabalhos existentes consideram apenas o consumo da CPU como uma

métrica para a definição da penalidade. Desta forma, o ambiente pode acabar dando uma

penalidade baixa aos usuários que consomem pouco recurso de CPU, mas consumem toda

a memória disponível.

Atualmente, a grande maioria das abordagens existentes [Jansen and Land, 2017],

[Ye et al., 2018], [Sodan et al., 2006] que consideram recursos compartilhados se concen-

tram apenas no consumo de CPU para a flexibilidade do job. Segundo a literatura, jobs fle-

xíveis são classificados como moldáveis, maleáveis ou evolutivos [Lopes and Menascé, 2016],
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[Rahman and Graham, 2017], e esses jobs se concentram no número de núcleos de CPU.

Nessas abordagens três abordagens, esta quantidade de núcleos são ajustados dinamica-

mente.

3.3 Elasticidade Vertical

O trabalho de [Al-Dhuraibi et al., 2017] apresenta um review do estado da arte do con-

ceito de elasticidade vertical em nuvem. Um diferencial deste trabalho é o nível de detalha-

mento de informações e o estudo do conceito e abordagens existentes quanto a elasticidade

de containers. Em [Farokhi et al., 2015] é proposto um controlador de elasticidade verti-

cal baseado em memória e CPU. Este é composto por três controladores, um controlador

de memória, um de CPU e um Fuzzy controller que coordena os dois primeiros utilizando

lógica Fuzzy. No trabalho apresentado em [Buhussain et al., 2016] é proposta uma heu-

rística de escalonamento baseado em elasticidade utilizando algoritmos de inteligência de

enxames, como colônia de formigas e Honey Bee Algorithm, os resultados são apresentados

através de simulação. Já em [Shen et al., 2011] é apresentado o CloudScale que permite

a elasticidade de recursos sob demanda sem o conhecimento prévio do perfil de consumo

da aplicação. Esta abordagem resolve os conflitos de escalabilidade usando migração e

escala dinamicamente a contagem/frequência da CPU visando a economia de energia com

mínimo impacto sobre a aplicação.

A fim de possibilitar essa variação de recursos em tempo de execução, seja de núcleos

ou memória, por exemplo, tem se utilizado em Cloud Computing o conceito de elastici-

dade vertical, [Tomás and Tordsson, 2013a]. A elasticidade vertical de memória permite

que seja aumentada ou reduzida a quantidade de memória da máquina virtual de acordo

com a necessidade da aplicação. Em [Liu et al., 2012] é apresentado um sistema de esca-

lonamento baseado na elasticidade de memória, reduzindo a quantidade de memória das

máquinas virtuais (VMs) com baixo consumo e aumentando as que estão necessitando de

mais memória. Segundo o autor, a alocação de uma quantidade fixa de memória acaba

subutilizando o recurso e impedindo que novas VMs sejam alocadas. O trabalho apresen-

tado em [Moltó et al., 2013] relata a dificuldade gerada devido ao efeito ballooning (que

é também relatado em [Sawamura et al., 2015]) quando a memória alocada pela VM não

é desalocada do ponto de vista do sistema operacional hospedeiro. No trabalho citado,

esta dificuldade é resolvida monitorando o consumo de memória dentro de cada VM e

ajustando dinamicamente sua memória alocada de forma que a regra de elasticidade é

aplicada somente se a porcentagem da memória livre da VM for menor do que 80% ou
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superior a 120% que o valor do MOP. O MOP (Memory Overprovisioning Percentage)

tem por objetivo manter uma porcentagem de memória livre definida pelo usuário. Em

[Moltó et al., 2016] é apresentada a continuação deste trabalho acrescentando o conceito

de migração de VMs se necessário usando OpenNebula [Milojicic et al., 2011] e Docker

[Merkel, 2014].

O trabalho apresentado em [Sotiriadis et al., 2016] descreve um framework de elastici-

dade intercloud. Este framework foca no balanceamento de carga e reconfiguração de VMs

quando é identificada uma variação nos recursos consumidos pelos usuários do ambiente.

Nos trabalhos futuros, os autores pretendem explorar dados históricos dos PMs e uso de

VMs para desenvolver um modelo de machine learning que permita a predição do con-

sumo de recursos de uma VM para que o framework seja capaz de realizar uma alocação

inicial mais eficiente. A previsão é de extrema importância para o conhecimento prévio

do comportamento da VM e a identificação dos requisitos de recursos durante a execução,

porém é necessário também o conhecimento do comportamento das demais VMs alocadas

em cada PM para o escalonador ser capaz de realizar uma alocação eficiente atendendo

aos requisitos de cada VM.

Já em [Sawamura et al., 2015] é apresentado o MEC (Memory Elasticity Controller).

Este controlador permite realizar a elasticidade vertical de memória, pausar ou suspender

uma VM de acordo com a quantidade de swap in e swap out que a mesma tem reali-

zado. Experimentos realizados comparando o MEC proposto com o MOP (proposto em

[Moltó et al., 2013]), mostram que o MEC beneficiou provedores de recursos e aplicações,

melhorando a eficiência e o desempenho.

3.4 Alocação de Máquinas Virtuais

O trabalho apresentado em [Rahman and Graham, 2017] tem por objetivo evitar a inter-

ferência e reduzir a migração através de uma alocação inicial (Placement) mais eficiente

baseada na compatibilidade de VM. O algoritmo identifica cada VM como Resource Cri-

tical (RC) ou Not Resource Critical (NRC) e evita alocar em um mesmo PM duas ou

mais VMs RC tentando alocar uma VM RC com uma VM NRC. Uma VM é considerada

RC quando o seu consumo de recurso passa do threshold, que pode ser por exemplo de

70% de utilização de CPU. O problema desta abordagem é que uma aplicação, de uma

forma geral, não é RC ou NRC durante toda a sua execução, podendo ser RC de rede em

um momento e em outro momento ser NRC de rede mas ser RC de memória. O autor
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também não deixa claro como seria feita a alocação de mais de duas VMs com diferentes

tipos de RC.

Em [Huang et al., 2014] os autores relatam que os trabalhos com foco em consoli-

dação tem considerado apenas o estado atual dos PMs, sem considerar a solicitação ou

liberação de recursos por parte das VMs que estão em execução. Desta forma, quando

há o crescimento do consumo de recursos, ocorrem mais migrações o que gera um maior

consumo de energia e uma redução da qualidade de serviço oferecida pelo ambiente. Para

atender a esta demanda os autores propõem um escalonamento dinâmico baseado em

predição. Esta predição é realizada através do modelo Autoregressive Integrated Mo-

ving Average (ARIMA), permitindo identificar variações de consumo de recursos futuros

e realizar a consolidação dos PMs sem comprometer a qualidade de serviço. No tra-

balho [Ahmad et al., 2015] é apresentado o estado da arte do problema de migração e

consolidação de PMs. Em [Farahnakian et al., 2016] os autores apresentam um sistema

de gerenciamento de recursos auto-adaptativo baseado em uma arquitetura hierárquica

multi-agente. Periodicamente este sistema verifica o nível de utilização dos PMs e se um

determinado recurso chegar ao threshold pré-estabelecido, o sistema seleciona uma VM

deste PM para ser migrada. São considerados como recursos nesta abordagem a utilização

de memória e CPU. O objetivo deste sistema é consolidar as VMs utilizando o mínimo de

PMs o possível sem passar o threshold estabelecido minimizando o consumo de energia.

A alocação de VMs tem como principais focos, na maioria das vezes, o balanceamento

de carga e a consolidação para redução do consumo de energia. No trabalho apresentado

em [Gupta and Amgoth, 2017], é proposto um modelo de alocação que tem como princi-

pal objeto a redução do consumo de energia e como objetivo secundário o balanceamento

de carga. Para evitar migrações excessivas na tentativa de cumprir com seus objetivos,

este algoritmo trabalha com um limite de migrações. Já em [Youn et al., 2017] é apresen-

tado o problema de VM Placement e proposta uma abordagem baseada em duas fases.

Uma primeira fase em que é realizada a alocação inicial e uma segunda fase na qual é

realizado o escalonamento dinâmico para a migração de VMs e consolidação de PMs com

o objetivo de reduzir o consumo de energia. Os autores ainda levantam a importância

do isolamento de segurança, falhas e ambiente, possível através do uso de virtualização,

porém a virtualização não permite um efetivo isolamento do desempenho e utilização dos

recursos, o que pode causar a degradação do desempenho da VM. Outro importante ponto

levantado é que minimizar o custo operacional dos recursos pode causar a degradação de

performance das VMs. Sendo assim, as principais abordagens que tratam de critérios con-

traditórios, como a redução do custo operacional e o desempenho, estabelecem um limite
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de degradação aceitável do critério primário para a otimização do critério secundário.

O trabalho [Sotiriadis et al., 2017] apresenta um algoritmo de escalonamento de VM

que considera as informações de consumo de recursos das VMs que estão em execução e

baseado em dados históricos analisa como será o consumo de cada VM para otimizar o

desempenho do escalonamento. Os autores propõem a analise dos recursos em tempo real

baseado nos dados históricos dos PMs e VMs. Baseado nestes dados é possível estabelecer

uma previsão de consumo de recursos de cada VM e estabelecer uma alocação eficiente

em tempo real.

Em [Usmani and Singh, 2016] é apresentado um survey sobre o problema de placement

de VM. Neste trabalho os autores levantam como principais problemas a serem tratados

quanto a alocação de VM quatro itens principais, a detecção de sobrecarga de um PM,

a detecção de subutilização de um PM, seleção e migração de VM e o escalonamento da

VM. Com relação aos trabalhos existentes, os autores relatam a importância de trabalhos

futuros que sejam capazes de reduzir a diferença existente entre a consolidação de PMs

e a qualidade de serviço, uma vez que uma consolidação de recursos ineficiente pode

comprometer na qualidade do serviço oferecido.

Segundo [Zhao et al., 2017], o problema de alocação inicial e migração de VMs são

problemas correlatos que geralmente são tratados de forma separada. Desta forma os

autores consideram algumas das principais abordagens de alocação como FF (First Fit) e

FFD (First Fit Decreasing), e propõem a utilização destes algoritmos com migração. Para

a migração são propostas duas heurísticas, a Least-Reliable-First (LRF) e a Decreased-

Density-Greedy (DDG). Porém, da mesma forma que a alocação e a migração, a elas-

ticidade também é um problema correlato que não é abordado neste trabalho. Nesta

Tese consideramos o problema de alocação inicial e a migração de VMs considerando um

ambiente em que seja possível a elasticidade vertical recursos.

3.5 Interferência causada pela concorrência de recursos

Interferência pode ser definido como o impacto gerado na execução de dois ou mais jobs

que estão sendo executados de forma a concorrer por um ou mais recursos que permitem

o seu compartilhamento [Dauwe et al., 2015], como é o caso do consumo de memória

RAM. No caso da memória são alocadas as páginas de memória necessárias para cada

job mediante a disponibilidade de memória de forma que um job que solicite primeiro

pode comprometer a solicitação posterior de um outro job caso não haja memória livre o
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suficiente, ocasionando a utilização de swap por este job, como explicado na definição do

problema.

Por padrão, a interferência gerada pode ocasionar ou não em um impacto negativo

nas aplicações, porém a concorrência pela utilização de recursos sempre irá ocasionar em

algum nível de interferência.

Interferência é considerada atualmente como um problema crucial em ambientes de

Nuvem. Em [Maji et al., 2014] é proposta uma abordagem que mitiga os efeitos de inter-

ferência negativa entre os serviços que estão sendo executados em um ambiente Nuvem.

Nesta abordagem, os autores propõem uma reconfiguração inteligente de três parâmetros

dos serviços identificados como principais para reduzir o impacto das interferências. Estes

parâmetros são : Máximo de Clientes; o tempo de timeout ; e máximo de threads. A solu-

ção proposta oferece melhora de 29% e 40% no tempo médio de resposta no EC2 e em um

teste de Nuvem privada, respectivamente. Seu trabalho, no entanto, considerou apenas

serviços ou aplicações online e, portanto, nenhuma avaliação foi realizada com aplicações

batch. A principal diferença de aplicações batch é que podem ser suspensa, enquanto os

serviços devem permanecer em constante execução.

Já em [Subramanian et al., 2016] é apresentado o algoritmo de escalonamento base-

ado em interferência de memória chamado BLISS (Blacklisting memory scheduler). Este

algoritmo busca identificar as aplicações que causam interferência e as aplicações que são

vulneráveis a essas interferências. Aplicações vulneráveis têm prioridade sobre as aplica-

ções que causam interferência a fim de realizar um escalonamento eficiente. A proposta

implementada apresentou melhores resultados do que as demais abordagens semelhantes

e do que os algoritmos tradicionais de Fair Share.

O trabalho apresentado por [Subramanian et al., 2015] relata o problema de interfe-

rência no nível de memória principal e cache. Neste trabalho é apresentado um modelo

que identifica a degradação de desempenho de aplicações concorrentes de forma online,

ou seja, em tempo de execução. Este modelo é chamado de ASM (Application Slowdown

Model). O slowdown causado pela concorrência na utilização dos recursos é o desafio a

ser estudado, segundo o próprio autor. As abordagens existentes, seja online ou offline,

acabam não chegando a uma aproximação do real comportamento das aplicações quando

elas sofrem degradação de desempenho devido a interferências. Desta forma, estes mode-

los não são capazes de representar o impacto efetivo na variação do consumo de recursos

e no tempo de execução da aplicação.

Em [Das et al., 2013] é tratado o problema de interferência de memória e rede ma-
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peando o consumo de recursos de cada aplicação e evitando a alocação de aplicações

concorrentes em um mesmo núcleo com picos de consumo de rede e memória semelhan-

tes. O mapeamento do perfil de consumo da aplicação é realizado previamente através

do conhecimento da demanda de rede e memória. O trabalho tem um foco no nível de

escalonamento de thread com o objetivo de evitar que ciclos de CPU fiquem ociosos devido

o concorrência por consumo de memória ou rede.

No trabalho apresentado em [Yang and Dai, 2015] é proposto um framework para

otimização de desempenho de aplicações quando coalocadas em ambientes virtualiza-

dos através de dados históricos para evitar a interferência. Segundo [Jin et al., 2014] o

problema de interferência e degradação de desempenho causado pela coalocação é ne-

gligenciado na maioria dos casos, principalmente em ambientes de Nuvem que visam a

consolidação e otimização dos recursos. Baseado neste problema o autor propõe uma

estratégia de escalonamento que otimize o custo operacional do ambiente e a degradação

de desempenho das aplicações. O problema de consolidação de recursos considerando a

interferência também é tratado em [Jersak and Ferreto, 2016] através da definição de um

limite de interferência considerado para a consolidação.

A interferência causada pela competição por recursos pode causar não só o impacto no

desempenho da execução da aplicação como também comprometer o desempenho dos re-

cursos principalmente quanto ao consumo de energia. Em [Moreno et al., 2013] é proposto

uma abordagem de alocação eficiente quanto ao consumo de energia considerando a hete-

rogeneidade da aplicações do ambiente. Desta forma a abordagem consiste em analisar a

interferência e o impacto no consumo de energia e, com base nesta análise, apresentar um

modelo que minimize a interferência e por consequência o consumo de energia. Segundo

os autores a abordagem foi capaz de reduzir a interferência em até 27.5% e o consumo de

energia em aproximadamente 15%.

O trabalho apresentado em [Yokoyama et al., 2017] trata do problema de alocação

de aplicações através de uma matriz de afinidades que permite identificar qual a melhor

combinação de aplicações a serem executadas concorrentemente. Essa matriz de afinidade

é estruturada a partir de dados históricos das aplicações executadas concorrentemente. O

problema deste tipo de abordagem é que o problema cresce exponencialmente de acordo

com a quantidade de aplicações em um mesmo PM.

O problema de interferência e predição é modelado em [Melo and Drummond, 2017].

O modelo de predição proposto neste trabalho foi capaz de representar o comportamento

real na grande maioria dos casos com margem de erro de 12% no pior caso, pressupondo
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uma execução estática. A modelagem matemática é a forma mais utilizada para repre-

sentar o problema de interferência. Entretanto, considerar o dinamismo do ambiente com

relação a chegada de novas aplicações para serem executadas e o dinamismo de consumo

de recursos de cada aplicação através de modelagem se torna algo bastante complexo e

até inviável em termos práticos. Devido a esta complexidade, neste Tese de Doutorado,

foi escolhida o uso da simulação como forma de prever a interferência em um ambiente

dinâmico.

Ao observar os diferentes trabalhos e abordagens existentes na literatura sobre o

problema de interferência, predição e alocação de VMs, é possível perceber que ou-

tro fator que está diretamente relacionado, porém é pouco associado a estes primei-

ros, é o problema de elasticidade. A elasticidade, principalmente quando falamos de

elasticidade vertical, pode gerar a subutilização dos recursos ou até mesmo o overbo-

oking [Tomás and Tordsson, 2013b], o que pode gerar a interferência. Uma aplicação

possui variação de consumo de determinados recursos como CPU, rede ou memória no

decorrer da sua execução, de modo que a interferência gerada pela alocação de forma con-

corrente varia de acordo com este consumo por parte de cada aplicação e a quantidade de

recursos alocados a cada VM. Desta forma, para a criação de um modelo de alocação que

seja capaz de evitar a interferência, é importante considerar não somente a variabilidade

de consumo de recursos de cada aplicação a ser alocada assim como das aplicações que já

estão em execução para que possa ser identificada a variabilidade de disponibilidade dos

recursos.

3.6 Simuladores

No que se refere aos simuladores existentes, foi feito um estudo sobre como estes tratam a

questão da interferência, da variação dos recursos e o compartilhamento dos mesmos. O

SimGrid [Casanova et al., 2008] é um framework baseado em simulação para avaliação de

algoritmos e heurísticas para ambientes de Clusters, Grades e redes Peer-to-peer(P2Ps).

Na última versão lançada foram adicionadas as funcionalidades necessárias para o suporte

a Nuvens.

O GridSim [Buyya and Murshed, 2002] é um simulador orientado a eventos. Este

está mais voltado para os problemas de Grades, mas permite a implementação de um

escalonador e da mudança de políticas de alocação. O CloudSim [Calheiros et al., 2011]

por sua vez, é um simulador baseado no GridSim só que para Nuvens. Este hoje suporta
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todas as necessidades essenciais de um ambiente de Nuvem, como a criação de federações,

pausar e migrar uma máquina virtual, além DVFS (dynamic voltage and frequency scaling)

e medição de consumo de energia.

O ICanCloud [Núñez et al., 2012], segundo os autores, é capaz de realizar experi-

mentos maiores do que os demais simuladores existentes, sendo que até o momento da

sua publicação, provê total integração com todos os tipos de hypervisors e politicas de

brokering, reproduz instancias providas por uma infraestrutura de Nuvem e possui uma

interface gráfica para a configuração e inicialização da simulação. Outro trabalho é o

PriDynSim [Jain et al., 2015], os autores levantam o problema de a maioria dos simula-

dores existentes serem voltados para aplicações científicas, negligenciando dados como as

informações de I/O e foca no caso de aplicações comerciais. Desta forma, foi desenvolvido

um framework para a simulação de políticas de escalonamento com prioridades basea-

das em I/O, acrescentando a restrição da lista de recursos disponíveis de acordo com o

deadline.

3.7 Resumo do Capítulo

Existem muitas iniciativas de desenvolvimento de simuladores. Descrevemos aqui as que

consideremos mais relevantes ao trabalho e mais conhecidas, porém existem outros tra-

balhos de igual importância com focus distintos. O que podemos perceber é que quando

tratamos de aplicações, principalmente científicas como é o foco de muitos dos simula-

dores, estes tratam essas aplicações como uma “caixa preta”, ou seja, possuem dados de

entrada, necessita de uma certa quantidade de recursos, e vai gerar um determinado dado

de saída. Porém nós sabemos que não é assim que as aplicações se comportam, há uma

variação, e essa pré-alocação acaba gerando uma subutilização dos recursos. Esta va-

riação em Nuvem também é conhecida como elasticidade vertical, [Lakew et al., 2014],

[Sedaghat et al., 2013]. Aliado a este problema está a questão dos ambientes atualmente

não serem, na sua grande maioria, mais dedicados, sempre há aplicações sendo executa-

das concorrentemente, principalmente em ambientes de Nuvem e os simuladores existentes

não são capazes de identificar quando há a concorrência por recursos, desconsiderando a

interferência na execução das aplicações.

Através dos trabalhos relacionados apresentados é possível perceber que os trabalhos

que tratam da variação de consumo de recursos, por parte das aplicações, tem seu foco na

elasticidade e migração desconsiderando a alocação inicial. Para a elasticidade e migração
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Tabela 3.1: Comparação entre trabalhos relacionados e MEMiC
Alocação Inicial Elasticidade Vertical Migração Interferência

[Rahman and Graham, 2017], [Sotiriadis et al., 2017] X X

[Zhao et al., 2017] X X

[Buhussain et al., 2016] X X

[Farokhi et al., 2015],[Shen et al., 2011] X X

[Gupta and Amgoth, 2017], [Youn et al., 2017] X X

[Farahnakian et al., 2016], [Subramanian et al., 2015],

[Subramanian et al., 2016], [Das et al., 2013],

[Yang and Dai, 2015], [Yokoyama et al., 2017]

X X X

[Sotiriadis et al., 2016],[Liu et al., 2012],[Moltó et al., 2016],

[Sawamura et al., 2015] X X X

MEMiC X X X X

é realizada uma verificação de tempos em tempos para saber se os recursos estão alocados

da forma apropriada, mas esta verificação pode gerar uma alta quantidade de migrações

desnecessárias. É responsabilidade do escalonador, no momento da alocação, escolher o

recurso adequado para evitar este tipo de ação. A abordagem proposta nesta tese, consiste

em um escalonamento considerando elasticidade vertical e a interferência causada pela

concorrência pelo consumo de memória. A Tabela 3.1 apresenta os pontos tratados pelos

trabalhos relacionados citados em relação a abordagem MEMiC aqui proposta.



Capítulo 4

Avaliação das Políticas de Prioridade de
Jobs

O problema de escalonamento de jobs pode ser dividido em duas etapas fundamentais:

a seleção do próximo job que será submetido ou alocado, e ; a seleção do host que deve

receber a submissão. A seleção do job consiste em identificar qual a ordem de priori-

dade de execução dentre os jobs aguardando para serem executados de acordo com um

determinado critério de avaliação, como o menor tempo de execução, ou o job que está

mais próximo de vencer o seu deadline. Na segunda etapa é então selecionado o host que

melhor atenda ao job que será submetido de acordo com as métricas estabelecidas como

quantidade de memória e núcleos disponíveis. Este capítulo descreve os experimentos re-

alizados em relação a primeira etapa, para avaliar políticas de prioridade para o problema

de escalonamento anteriormente definido. Estes experimentos tem como contribuição um

estudo preliminar do problema para o auxílio na formalização e montagem da proposta

desenvolvida neste trabalho.

Nestes experimentos são realizados um conjunto de testes com diferentes políticas

de prioridade a fim de avaliar o impacto da ordenação de fila no escalonamento. Para a

avaliação destas políticas foram selecionadas métricas relacionadas ao tempo e ao deadline

do job. Outro estudo apresentado neste capítulo refere-se ao impacto da alocação de uma

quantidade de núcleos menor do que a solicitada inicialmente pelo usuário. Para este

experimento foram utilizadas as mesmas métricas utilizadas no primeiro experimento.

Neste conjunto de experimentos foi utilizada a quantidade de núcleos como recurso

base, mesmo o foco deste trabalho sendo memória. Optou-se pelo uso de núcleos, pois

o ambiente de simulação utilizado foi de job shop scheduling. Além disso, os workloads

utilizados são de aplicações paralelas com uma quantidade limitada de informações e a
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quantidade de núcleos possibilitou uma melhor diferenciação dos workloads.

4.1 Experimento A - Análise experimental de políticas
de escalonamento

Para o primeiro conjunto de testes, foi implementado um simulador em Java que simula

o processo de escalonamento de um ambiente de job shop scheduling. Este simulador re-

presenta um ambiente controlado, sendo assim não foi considerado inicialmente possíveis

falhas de hosts ou na execução dos jobs. Como a simulação é determinística e não há vari-

ação ao executar diferentes vezes, cada teste foi executado apenas uma vez. O simulador

recebe como entrada dados de jobs obtidos de workloads. Dentre os workloads disponíveis

em [Lublin and Feitelson, 2003], foram selecionados três de diferentes sites (Cea 2012,

HPC2n e Zewura)1 que representam diferentes perfis de aplicação para cada simulação.

Neste repositório estão disponíveis workloads coletados de diferentes sites, como os wor-

kloads utilizados neste experimento. Estes workloads consistem em dados de aplicações

paralelas independentes executadas em diferentes sites (ambiente real) coletados durante

um intervalo de tempo a fim de permitir a pesquisa e replicação do ambiente. Do arquivo

de workload, foram consideradas as seguintes informações de cada job:

• Id do job: identificador do job;

• Tempo de execução: ou tamanho do job, define quanto tempo aquele job demora

para ser executado com a quantidade de núcleos necessários para a sua execução;

• Quantidade de núcleos: a quantidade de núcleos necessários para a execução do job;

• Deadline: é o prazo estabelecido para a execução de job, este prazo deve ser sempre

maior que o seu tempo de execução. Este parâmetro não existia inicialmente no

workload e foi gerado e adicionado ao mesmo. Este é gerado randomicamente de

forma a ser no mínimo 3 vezes maior que o tempo de execução e no máximo 6 vezes

o mesmo. Este intervalo foi definido como ideal após vários experimentos a fim

de encontrar valores intermediários, de forma que os deadlines não fossem sempre

atendidos ou sempre descumpridos.

Apesar do workload informar diferentes tempos de chegada para cada job, esta in-

formação não foi utilizada. Na simulação foi considerado que todos os jobs possuem
1URL com os workloads: http://www.cs.huji.ac.il/labs/parallel/workload/logs.html
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praticamente o mesmo tempo de chegada, de forma a causar a sobrecarga dos recursos

até que todos os jobs sejam executados. Cada job que é carregado é alocado diretamente

na fila para execução. Desta forma, em uma fila FIFO, a ordem de chegada é determinada

pela ordem em que os jobs são recebidos e carregados para a fila.

Durante a simulação, foi considerada apenas a quantidade de núcleos livres como

limitador para saber se há ou não condições de executar um determinado job em um dado

momento. Neste experimento, como o objetivo é verificar o comportamento das filas e

das métricas em cada situação, partimos do princípio de que sempre há a disponibilidade

dos demais recursos. Para a execução de um job, basta que seja a sua vez e haja núcleos

disponíveis o suficiente para a sua execução. Se não houver recursos disponíveis, o job

aguarda na fila até que haja a quantidade de núcleos livres para submetê-lo. A fim de

identificar o comportamento do escalonamento de jobs com deadline foram implementadas

as seguintes politicas de escalonamento para a simulação:

• FIFO (First In First Out): o primeiro job a entrar na fila será o primeiro a sair;

• EDF (Earliest Deadline First): a fila será ordenada por deadline em ordem cres-

cente. Jobs que têm o prazo de execução mais próximo têm maior prioridade.

• SGF (Shortest Gap First): a fila será ordenada pelo GAP do job em ordem crescente.

O GAP é dado pelo tempo que o job “pode esperar” para ser executado (GAP =

deadline − execution_time). Jobs que têm menor sobra de tempo para esperar a

execução tem maior prioridade.

• SJF (Shortest Job First): a fila será ordenada pelo tempo de execução em ordem

crescente, dando maior prioridade aos jobs que são menores.

• FCF (Fewest Cores First): a fila será ordenada pelo consumo de núcleos em ordem

crescente. Dando maior prioridade aos jobs que necessitam de menos núcleos.

Cada uma das politicas de escalonamento foi implementada com e sem Backfilling,

com exceção da fila FCF, pois não faz sentido a utilização desta técnica uma vez que o job

que necessita de menos recursos será o primeiro da fila. A técnica de backfilling permite

que uma vez que não haja recursos suficientes para executar o primeiro job da fila, seja

buscado outro job posterior a esse que possa ser atendido com os recursos disponíveis.

Como métricas para avaliação de cada politica foram utilizados os seguintes dados

gerados e coletados pelo simulador durante cada teste:
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• Quantidade de jobs atrasados: é a quantidade execuções que terminaram após o

deadline;

• Somatório dos atrasos: é a soma do tempo de quanto cada job, que não cumpriu o

deadline, passou do deadline.

• Tempo de Turnaround : é o tempo médio que um job leva desde o momento que é

enviado para ser executado (entrada na fila) até o seu retorno da execução (fim da

execução).

• Tempo total de simulação: é o tempo que a simulação leva desde carregar e alocar

os jobs na fila até que todos os jobs tenham sido executados.

A fim de permitir a avaliação e a diferenciação de cada abordagem de escalonamento,

principalmente em relação à quantidade de jobs atrasados, a quantidade de recursos ofer-

tados e a quantidade de jobs submetidos foram selecionadas para cada workload de forma

que o ambiente fosse sobrecarregado para todas as abordagens. Desta forma é possível

analisar a diferença dos atrasos gerados para cada abordagem.

Através do simulador implementado, este experimento teve por objetivo verificar o

comportamento das diferentes políticas implementadas com diferentes workloads reais,

que possuem um deadline determinado para cada job, e avaliar a utilização de cada uma

das métricas anteriormente citadas como forma de mensurar o desempenho de um modelo

de escalonamento.

4.1.1 Workload CEA 2012

Nos testes realizados foram executados 350 jobs do workload CEA 2012 em um ambiente

computacional que totaliza a disponibilidade de 200 núcleos para a utilização. Este wor-

kload possui jobs com perfis de consumo bem distintos, seja em relação ao seu tempo de

execução ou seja em relação a quantidade de núcleos necessários para sua execução. Desta

forma, existem jobs que necessitam apenas de 8, 4, ou até mesmo apenas um núcleo para

a sua execução; e existem também jobs que necessitam de todos os núcleos ofertados.

Traçando uma comparação em relação à execução em um ambiente real, este workload é

capaz de representar um ambiente que possui usuários com perfis de consumo variados.

Desta forma, podemos identificar pelo menos dois tipos de usuários, o primeiro possui

aplicações de pequeno porte que por consequência consomem uma pequena fatia dos re-

cursos disponíveis. O segundo perfil possui aplicações de grande porte, que necessitam,
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se não todos, de quase todos os recursos para execução.
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Figura 4.1: Tempo total de simulação de escalonamento e execução dos jobs com workload
CEA 2012.

Na Figura 4.1 é apresentado o tempo total de simulação necessário para o escalona-

mento e retorno de todos os jobs. No gráfico podemos perceber que o desempenho das

filas FIFO e SJF foi bem inferior aos demais. Isso se deve, em ambos os casos, à espera

ocasionada por jobs que necessitam mais recursos do que a quantidade disponível estarem

bloqueando a fila esperando para ser executado, quando outros poderiam ser adiantados.

Como solução para este tipo de problema, a técnica de Backfilling tem se mostrado efi-

ciente em conjunto com todos os tipos de fila testados, com uma leve vantagem para as

filas FIFO e SJF com Backfilling. Dentre as abordagens sem o uso de Backfilling, a fila

FCF obteve o melhor desempenho exatamente por priorizar os jobs que consomem menos

recursos, deixando por último aqueles que necessitam de todos os recursos disponíveis.

Neste caso a abordagem FCF se mostrou eficiente, porém em outras situações esta pode

causar um prejuízo na combinação de jobs para utilização de forma eficiente dos recursos.

Uma outra métrica que foi utilizada foi a quantidade de jobs que extrapolaram os

seus respectivos deadlines. Apesar de não ser uma das principais métricas utilizadas para

avaliação de escalonamento por não elucidar o nível de eficiência do escalonamento, pode

ser de extrema importância em ambientes onde o deadline de determinados jobs tem que

ser atendido. Esta métrica está diretamente ligada ao tempo de execução sendo uma

variação do problema principal deste trabalho.

A Figura 4.2 apresenta a quantidade de jobs que passaram do seu deadline para cada
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uma das abordagens. Neste gráfico, podemos perceber que os melhores resultados foram

obtidos com as filas EDF e SGF sem o uso de Backfilling, que apresentaram as menores

quantidades de atrasos. Estas abordagens se mostraram mais eficientes no cumprimento

do deadline devido ao mesmo ser um dos fatores considerados na ordenação da fila para

essas duas abordagens. Considerando esta métrica, podemos ver que o uso de Backfilling

causa um prejuízo para a fila ordenada tanto pelo deadline quanto pelo GAP. Esse prejuízo

ocorre quando um job que está no início da fila, aguardando a liberação de recursos para

ser executado, é passado à frente por outro job que pode ser executado naquele momento

com os recursos que já estão disponíveis. Esse adiantamento de outro job gera um atraso

maior para o que já estava esperando, o qual necessita esperar o término de pelo menos

mais um job para poder ser executado. A técnica de Backfilling pode ser otimizada para

esse tipo de situação, considerando que um job só poderá ser antecipado se esse terminar

dentro do tempo de espera que o job que está à frente da fila já teria que esperar.
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Figura 4.2: Quantidade de jobs que passaram do deadline do workload CEA 2012.

A quantidade de jobs atrasados pode não ser a melhor forma de mensurar, pois pode

haver abordagens de escalonamento diferentes com quantidade de atrasos iguais, porém

com uma grande diferença nos tempos de atrasos de cada job. Por este motivo, utilizamos

outra métrica em função dos deadlines dos jobs que foi o somatório dos atrasos. Esta

métrica representa a soma dos atrasos de todos os jobs que venceram os seus prazos de

término. Uma vez que a quantidade de CPU não seja suficiente, não será possível atender

à demanda. Desta forma, pode ser mais interessante ao gerente do ambiente minimizar

o somatório dos atrasos do que a quantidade de jobs que atrasaram efetivamente, depen-
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dendo de como foram estabelecidas as penalidades pelo não cumprimento do deadline.
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Figura 4.3: Somatório dos atrasos dos jobs do workload CEA 2012.

A Figura 4.3 apresenta os somatórios dos atrasos para cada uma das abordagens ana-

lisadas. É importante observarmos que o somatório dos atrasos é gerado a partir da soma

dos tempos de atraso de cada job. Desta forma, apesar de muitas vezes o tempo de espera

ser comum a todos, estes são somados gerando um crescimento exponencial, principal-

mente para as abordagens que não consideram o deadline para definição da prioridade de

execução do job.

Como esperado, as abordagens com EDF e SGF se mostraram mais eficientes para

esta métrica. A Figura 4.4 apresenta as abordagens com EDF e SGF em separado para

melhor apreciação. Nesta Figura, é possível notar que a utilização do Backfilling, igual-

mente à métrica anterior, traz um prejuízo considerável pelos mesmos motivos anterior-

mente apresentados. Isso prova mais uma vez a necessidade do acréscimo de um nível

de inteligência maior no processo de Backfilling como já estudado em outros trabalhos

[Feitelson et al., 2005], [Utrera et al., 2014].

A Figura 4.5 mostra os resultados obtidos para cada uma das abordagens em relação

à média de Turnaround dos jobs. Nesta Figura, foi possível verificar que as abordagens

com Backfilling obtiveram os melhores resultados, uma vez que as mesmas buscam na fila

o próximo job que pode ser executado com os recursos ofertados em um dado instante,

ao invés de aguardar a disponibilidade dos demais recursos necessários para a execução

do primeiro job da fila. Em relação a esta métrica, destaca-se ainda a variação existente

nos resultados para cada abordagem separando-as em três categorias distintas. O FIFO
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Figura 4.4: Somatório dos atrasos dos jobs do workload CEA 2012.

e o SJF apresentaram os piores resultados com tempo na faixa de 116 segundos. Já as

abordagens FIFO com Backfilling, EDF, SGF, SJF com Backfilling e FCF obtiveram

a média na faixa de 60 segundos, quase a metade dos anteriormente apresentados. Os

melhores resultados de média de Turnaround foram obtidos nas abordagens EDF com

Backfilling e SGF com Backfilling, com resultados na casa de 27 segundos, o que representa

25% do FIFO sem Backfilling.
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Figura 4.5: Média de Turnaround dos jobs do workload CEA 2012.

Ao analisarmos os resultados obtidos utilizando cada uma das abordagens para todas
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as métricas apresentadas, percebemos que as abordagens que apresentaram os melhores

resultados para este workload foram as abordagens baseadas em deadline e GAP, ambas

com Backfilling. Apesar do uso da técnica de Backfilling trazer um prejuízo para as

métricas relacionadas ao deadline, em relação às suas abordagens sem esta técnica, os

seus desempenhos foram, ainda assim, bem melhores que das demais abordagens (FIFO,

SJF e FCF), além de permitirem a otimização das demais métricas (tempo total e média

de Turnaround) em relação às mesmas sem o uso do Backfilling. A Tabela 4.1.1 apresenta

a consolidação dos dados obtidos através dos testes realizados com o workload CEA 2012.

Jobs Atrasados Tempo Total Somatório Atrasos Média Turn

FIFO 242 253.807 2.2319.804 116.594

FIFO Backfilling 189 205.599 11.913.334 62.523

EDF 66 223.847 339.690 57.955

EDF com Backfilling 117 211.469 1.288.915 26.946

SGF 66 223.851 340.746 57.960

SGF Backfilling 118 211.494 1.317.231 26.978

SJF 242 253.812 22.318.427 116.588

SJF Backfilling 189 205.359 11.892.208 62.457

FCF 157 215.409 13.728.224 60.136

Tabela 4.1: Consolidação dos resultados obtidos (em milisegundos) para cada métrica em
cada uma das abordagens com o workload CEA 2012.

4.1.2 Workload HPC2n

Nos testes realizados com o workload HPC2n, a configuração que nos permitiu a sobrecarga

do ambiente foi a execução de 200 jobs em um ambiente com 200 núcleos disponíveis,

devido ao perfil de consumo dos jobs. Este workload possui um perfil de consumo dos

recursos bastante distinto do anterior. Dentre os jobs, o maior consumo é de 64 núcleos

e o nível de utilização médio dos jobs é de 35 núcleos. Desta forma não há jobs que

necessitem de todos os recursos. Outra importante característica deste workload é que a

grande maioria dos jobs são pequenos, ou seja, são executados de forma mais rápida. Em

relação a um ambiente real, este workload representa um perfil de usuário bem definido
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com aplicações de curta duração, em relação ao seu tempo de execução, e com perfil

de consumo de médio para pequeno porte, consumindo no máximo 32% dos recursos

disponíveis.

A Figura 4.6 apresenta o gráfico de tempo total para execução dos 200 jobs submetidos

para cada abordagem. Neste caso, as abordagens de FIFO e SJF, ambas com Backfilling,

se mostraram mais eficientes do que as demais no que se refere à execução deste conjunto

de jobs. Sendo 12% melhores que o caso base (FIFO sem Backfilling), oferecem assim o

melhor tempo para a execução de todos os jobs. Os piores tempos foram das abordagens

EDF e SGF (15% acima do caso base), pois a priorização dos jobs com deadlines mais

apertados causou um impacto negativo na ordenação da fila para esta métrica. Este

impacto foi amenizado nas abordagens que utilizaram a técnica de backfilling. Sem o

uso desta técnica, a abordagem que se mostrou mais eficiente foi exatamente a FCF, que

apresenta um conceito semelhante ao do Backfilling, uma vez que prioriza os jobs que

necessitam de menos recursos.
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Figura 4.6: Tempo total de simulação de escalonamento e execução dos jobs do workload
HPC2n.

O gráfico apresentado na Figura 4.7 mostra a quantidade de jobs com deadlines ven-

cidos para cada abordagem. Como esperado, os piores resultados foram das abordagens

FIFO e SJF por não considerarem o deadline como fator que define a prioridade do job,

apresentando resultados que correspondem a três vezes os melhores resultados. Os melho-

res resultados para esta métrica foram obtidos nas abordagens com EDF e SGF, obtendo

ainda uma melhora de 15% e 9%, respectivamente, quando utilizado o Backfilling. Po-
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rém, diferentemente dos resultados anteriores, nesta abordagem o uso de Backfilling se

mostrou vantajoso para todas as abordagens, essa melhora foi possível exatamente pelo

tamanho dos jobs. O impacto causado pelo adiantamento de um job é proporcional ao

seu tempo de execução; desta forma, jobs menores acabam causando um menor impacto

ou até mesmo nenhum impacto na execução do job que estava aguardando a liberação de

recursos para a execução.
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Figura 4.7: Quantidade de jobs que passaram do deadline do workload HPC2n.
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Figura 4.8: Somatório dos atrasos dos jobs do workload HPC2n.

Na Figura 4.8, é apresentado o gráfico do somatório dos atrasos para todas as abor-

dagens apresentadas. Mais uma vez, no que se refere a métricas relacionadas ao deadline,
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as abordagens FIFO e SJF apresentaram os piores resultados. Interessante ressaltar os

resultados obtidos para EDF e SGF, apresentados de forma mais clara na Figura 4.9, estes

chegam a representar apenas 4% do caso base (FIFO). Porém o interessante é a relação

entre o uso ou não do Backfilling para EDF e SGF. Como mostrado anteriormente, o uso

de Backfilling permite que mais jobs possam cumprir os seus deadlines em ambas as abor-

dagens, porém o somatório dos atrasos gerados acaba sendo 45% e 51%, respectivamente,

pior com o uso de Backfilling do que as mesmas sem o seu uso. Desta forma, é possível

verificarmos que nem sempre um menor número de jobs que passaram dos seus deadlines

corresponde a um menor somatório de atrasos. Sendo assim, o escalonador deve escolher

certas vezes entre atender ao máximo de deadlines ou reduzir o atraso total gerado.
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Figura 4.9: Somatório dos atrasos dos jobs do workload HPC2n.

A Figura 4.10 apresenta o gráfico com os resultados de média de turnaround para cada

uma das abordagens. No gráfico, é possível perceber que, para este workload, os resultados

para EDF e SGF, seja com ou sem Backfilling, foram consideravelmente melhores que os

demais, chegando a aproximadamente um terço do tempo do caso base (FIFO). Das

demais abordagens, a que mais se aproximou dos melhores resultados encontrados (EDF

e SGF com Backfilling) foi a FCF, que, mesmo assim, foi 42% superior ao EDF com

Backfilling. O ganho na utilização do Backfilling nas abordagens com EDF ou SGF foi

de 13% em relação ao não uso do Backfilling.
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Figura 4.10: Média de Turnaround dos jobs do workload HPC2n.

Para este workload pode-se perceber que as abordagens de ordenação de fila, sejam

por Deadline ou GAP, ofereceram os melhores resultados para todas as métricas utili-

zadas exceto o tempo total para execução de todos os jobs, que acabou sendo 30% pior

que o melhor caso, o SJF com Backfilling. De uma forma geral pode-se perceber que

a abordagem FCF obteve um desempenho de forma mais regular em relação às demais

considerando todas as quatro métricas utilizadas. Outro importante detalhe identificado

neste teste foi em relação às duas métricas e às duas abordagens relacionadas ao deadline,

que obtiveram resultados inversos na utilização ou não da técnica de Backfilling para am-

bas as métricas, como mostrado anteriormente. A Tabela 4.1.2 apresenta a consolidação

dos dados obtidos através dos testes realizados com o workload HPC2n.

4.1.3 Workload Zewura

Nesta terceira fase, foram executados 400 jobs do workload Zewura em um ambiente

com a disponibilidade de 100 núcleos para que fosse possível a sobrecarga do ambiente de

forma ideal para que esta sobrecarga não seja excessiva e permita a avaliação das políticas

utilizadas. Este workload é formado por jobs pequenos e que consomem poucos recursos.

Em média, cada job precisa de apenas 5 núcleos para executar. Em comparativo com um

ambiente real, este workload representa um ambiente onde os usuários possuem aplicações

de pequeno porte, cada qual com um percentual de consumo que representa menos de 3%

dos recursos disponíveis.
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Jobs Atrasados Tempo Total Somatório Atrasos Média Turn

FIFO 175 329.928 27.085.492 181.501

FIFO Backfilling 148 292.217 16.062.694 121.890

EDF 52 382.160 1.311.682 59.817

EDF Backfilling 44 343.345 1.907.072 52.018

SGF 52 382.139 1.311.321 60.161

SGF Backfilling 48 345.800 1.988.034 52.376

SJF 175 329.787 26.993.324 181.045

SJF Backfilling 148 291.884 15.944.221 121.305

FCF 107 309.917 6.978.731 73.841

Tabela 4.2: Consolidação dos resultados obtidos (em milisegundos) para cada métrica em
cada uma das abordagens com o workload HPC2n .

A Figura 4.11 apresenta os tempos para execução de todos os jobs submetidos. Através

do gráfico podemos perceber que os melhores resultados foram obtidos nas abordagens

FIFO e SJF com Backfilling. A utilização de uma fila por ordem de chegada dos jobs em

conjunto com a técnica de Backfilling se mostrou vantajosa para este workload, enquanto

a grande maioria das abordagens utilizadas que consideram a necessidade de reordenação

da fila acabaram sendo prejudiciais para esta métrica. Outra abordagem que se mostrou

válida para este caso foi a SJF com Backfilling. Isso se deu pela grande quantidade de

jobs pequenos e que consomem poucos recursos, contribuindo para este tipo de ordenação

de fila. Os piores resultados para esta métrica foram das abordagens com EDF e SGF

que obtiveram resultados 18% superiores ao melhor caso (FIFO com Backfilling).
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Figura 4.11: Tempo total de simulação de escalonamento e execução dos jobs do workload
Zewura.

Quanto à quantidade de jobs atrasados, apresentada na Figura 4.12, as abordagens

que consideram o deadline como parâmetro, mais uma vez, se mostraram consideravel-

mente mais eficientes que as demais. É possível notarmos ainda que o uso de Backfilling,

tanto para EDF quanto para SGF, ocasionou uma redução de 36% na quantidade de jobs

atrasados.

Quanto ao somatório dos atrasos (Figura 4.13), é possível notarmos uma perda con-

siderável nas abordagens FIFO e SJF sem o uso de Backfilling em relação ao uso desta

técnica para este workload. O somatório para a abordagem SJF foi 148% superior em

relação ao com Backfilling, sendo que esse fato ocorreu devido às características dos jobs

deste workload. Como grande parte dos jobs necessitam de poucos recursos, o job que

fica esperando no início da fila para ser executado é por necessitar de mais núcleos, por

exemplo, 8 ou 16 núcleos. Como grande parte dos jobs que estão em execução utilizam

apenas 1 núcleo, este tem que esperar que 8 ou 16 jobs, por exemplo, terminem para

iniciar a execução. Com a utilização de Backfilling, outros jobs que necessitam de menos

recursos são antecipados, reduzindo esta perda.

Os melhores resultados para esta métrica foram apresentados, mais uma vez, pelas

abordagens com EDF e SGF; a Figura 4.14 apresenta esses dados em destaque. Neste

gráfico, é possível ver de forma mais clara o prejuízo causado pela utilização de Backfilling,

obtendo somatório de atraso 617% superior para o EDF e 603% superior para o SGF com

Backfilling em relação às suas abordagens sem esta técnica. A justificativa para isto é
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Figura 4.12: Quantidade de jobs que passaram do deadline do workload Zewura.
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Figura 4.13: Somatório dos atrasos dos jobs do workload Zewura.

a questão apresentada acima. A técnica, na sua implementação básica, não considera

possíveis atrasos no job que está aguardando recursos no início da fila quando antecipa

jobs posteriores que podem ser atendidos com os recursos disponíveis naquele momento.

Isso pode trazer um atraso considerável na execução do job do início da fila.

No que se refere a média de Turnaround (Figura 4.15), as abordagens que apresenta-

ram os melhores resultados foram EDF e SGF, ambos com o uso de Backfilling, obtendo

tempos 39% inferiores em relação as suas abordagens sem o uso de Backfilling e 67%
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Figura 4.14: Somatório dos atrasos dos jobs do workload Zewura.
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Figura 4.15: Média de Turnaround dos jobs do workload Zewura.

inferiores ao caso base(FIFO).
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Nos testes realizados com este workload podemos perceber que o tempo total foi

consideravelmente maior para as abordagens com EDF e SGF, porém estas obtiveram os

melhores resultados para as demais métricas. Considerando ainda estas abordagens, foi

possível perceber, a exemplo do workload anterior, que os resultados na utilização ou não

da técnica de Backfilling foram contrários. A utilização de Backfilling permite atender a

mais deadlines, porém gera um aumento considerável no somatório dos atrasos. A Tabela

4.1.3 apresenta a consolidação dos resultados obtidos com o workload Zewura.

Jobs Atrasados Tempo Total Somatório Atrasos Média Turn

FIFO 279 1.373.637 117.518.427 554.180

FIFO Backfilling 238 1.235.658 47.299.104 266.460

EDF 98 1.464.216 2.478.959 298.698

EDF Backfilling 63 1.416.377 17.782.135 182.454

SGF 98 1.464.217 2.478.721 298.678

SGF Backfilling 62 1.443.148 17.417.619 183.670

SJF 278 1.373.544 117.467.979 553.551

SJF Backfilling 237 1.240.551 47.320.641 266.381

FCF 150 1.266.705 41.206.049 230.291

Tabela 4.3: Consolidação dos resultados obtidos (em milisegundos) para cada métrica em
cada uma das abordagens com o workload Zewura.

Através dos resultados obtidos neste primeiro experimento com cada um dos workloads

utilizados, foi possível percebermos que cada abordagem pode ter um desempenho melhor

ou pior em relação às demais de acordo com o workload utilizado e a métrica considerada.

Sendo assim, é importante ter o conhecimento do tipo de aplicação que será executada, do

perfil das aplicações que formará o seu workload e da métrica ou do objetivo de otimização

que são almejados no escalonamento. Somente de posse destas informações podemos

definir o que utilizar para o escalonamento, como a política de escalonamento que será

utilizada, e se será utilizado ou não algum tipo de Backfilling. Quanto às métricas a serem

utilizadas, podemos perceber que estas devem ser escolhidas e possuir pesos distintos de

acordo com o objetivo de otimização do escalonador utilizado.

Outra situação que foi analisada através dos resultados foi a relação entre as abor-
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dagens com EDF e SGF. Inicialmente esperava-se um ganho na utilização do GAP ao

invés do deadline na ordenação da fila, principalmente em métricas como a quantidade

de jobs atrasados e o somatório dos atrasos. Essa melhora era esperada, uma vez que a

utilização do GAP adiciona um nível maior de inteligência, associando o tempo de exe-

cução ao deadline, priorizando assim os jobs que possuem um tempo de espera menor,

ou seja, possuem tempo de execução maior, podendo esperar menos pelo início da sua

execução. Porém o que se pode perceber é que o desempenho de ambos foi praticamente

igual para todas as métricas e todos os workloads. Ao verificar o processo de escalona-

mento foi possível perceber que esta igualdade é dada pela ordenação dos jobs de cada

abordagem. Enquanto a abordagem com GAP prioriza jobs maiores, esta consegue aten-

der a esses deadlines ; esses, por serem maiores, acabam levando um tempo maior para

serem executados, gerando o atraso dos jobs menores que estão esperando pelo término

da sua execução. Já a abordagem EDF acaba atendendo aos jobs menores (uma vez que

o deadline é baseado no tempo de execução, jobs menores possuem deadlines menores) e

sacrifica outros jobs que possuem um tempo de execução maior e não conseguirão cumprir

os seus deadlines.

4.2 Experimento B - Variação de requisito de recursos
por parte das aplicações

No experimento anterior, foi possível perceber que por diversas vezes o deadline de cer-

tos jobs não foi atendido, pois estes jobs ficavam esperando pela liberação de todos os

recursos necessários para atender a sua execução. Outras vezes, um job utilizava apenas

a quantidade de núcleos solicitada para a sua execução, porém havia a disponibilidade de

mais núcleos que possibilitariam a sua execução de forma mais rápida, permitindo-lhe a

atender ao seu deadline. Desta forma, verificamos que seria interessante a variação dos

recursos necessários para a execução da aplicação. Considerando que as aplicações são

paralelas e moldáveis, estas permitem a variação dos recursos necessários para as suas

execuções. De uma forma geral, a quantidade de recursos necessários foi definida pelo

usuário ao identificar a melhor relação de speedup para a aplicação. Porém, havendo

menos recursos disponível, poderá ser ainda interessante para a execução da aplicação, a

mudança deste valor estabelecido pelo usuário.

Com base nas premissas apresentadas, este experimento tem por objetivo analisar

o comportamento do escalonamento utilizando variação dos recursos necessários para a

execução da aplicação quando os recursos disponíveis não são suficientes para a execução
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do job. Para esse experimento, foram consideradas as seguintes configurações:

• Foram utilizadas as políticas de escalonamento FIFO, EDF e SJF, por serem as

mais difundidas.

• Todas as abordagens foram testadas sem e com o uso de Backfilling, a fim de avaliar

o impacto exclusivamente da utilização da variação e permitir também avaliar o uso

da variação em relação ao Backfilling.

• Como a simulação é determinísticas e não há variação, para cada abordagem foi

realizada apenas uma simulação com e uma sem a possibilidade de variação dos

recursos necessários.

• Como fonte de dados de jobs para a simulação, foi utilizado o workload do site

Zewura com as mesmas quantidades de jobs e ofertas de núcleos utilizados no ex-

perimento 1.

• A fim de simular a perda de desempenho causada pela redução dos recursos utiliza-

dos na execução, será aplicado o percentual de perda para cada aplicação com base

nos valores pré-estabelecidos, como mostrado na Tabela 4.4. A tabela foi montada

com base na extrapolação do aumento do tempo em função da variação dos recur-

sos com base em experimentos realizados com uma aplicação paralela (o benchmark

LINPACK). Estes resultados foram obtidos após a execução de 30 testes com 12

servidores cada um 12 GB RAM e 12 núcleos.

• Para avaliação do escalonamento, foram utilizadas as mesmas métricas utilizadas

no Experimento 1.

Percentual de núcleos requeridos/alocados 100% 80% 70% 60% 50% 40%

Percentual de Tempo de execução 100% 130% 150% 180% 210% 250%

Tabela 4.4: Tabela de variação de desempenho (Tempo x Núcleos)

A Figura 4.16 apresenta os resultados referentes à métrica de Tempo Total de simu-

lação para as abordagens testadas. Neste caso a variação foi utilizada quando não há

recursos suficientes para atender ao job que está no início da fila aguardando para ser exe-

cutado. Foi considerado como limite para a redução de recursos a quantidade de recursos
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Figura 4.16: Tempo total de escalonamento e execução dos jobs.

que ocasionasse uma degradação de desempenho de até 100%. Os resultados para esta

métrica foram os que apresentaram menor variação em relação às demais utilizadas. Os

melhores resultados foram obtidos nas abordagens FIFO e SJF, ambas com Backfilling,

com tempos 11% inferiores aos seus casos bases (FIFO e SJF sem Backfilling ou variação).

Para as abordagens com EDF, é possível perceber que o uso de variação acarretou em

uma leve melhora (4% em relação ao EDF sem variação) e o EDF com Backfilling obteve

o pior desempenho entre todas as abordagens testadas.
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Figura 4.17: Quantidade de jobs que passaram do deadline.
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O gráfico apresentado na Figura 4.17 contempla os resultados referentes à quantidade

de jobs atrasados para cada abordagem. É interessante percebermos que para cada tipo

de fila a abordagem com variação apresenta sempre um caso intermediário entre a abor-

dagem básica e a abordagem com o uso de Backfilling. Isso acontece exatamente por ser

uma abordagem que procura respeitar a ordem da fila oferecendo uma alternativa para

a execução do job em espera através da variação da quantidade de recursos necessários

para a sua execução. Porém a técnica de Backfilling tem se mostrado mais eficiente para

esta métrica por sacrificar os jobs que ficam em espera, por necessitarem de mais recursos,

para atender a jobs posteriores a estes quando os recursos oferecidos naquele momento são

suficientes para a sua execução. Para esta métrica as abordagens com EDF apresentaram

os melhores resultados, em que a utilização da variação e o uso de Backfilling permitiram

uma redução de 22% e 36%, respectivamente, em relação ao EDF sem estas técnicas.
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Figura 4.18: Somatório dos atrasos dos jobs.

Na Figura 4.18 é apresentado o gráfico com os resultados referentes ao somatório

dos atrasos para cada abordagem. No gráfico podemos perceber que o comportamento

das abordagens com FIFO e SJF foi semelhante ao ocorrido para a métrica referente à

quantidade de jobs atrasados. De igual forma, os melhores resultados foram obtidos nas

abordagens EDF, porém a abordagem EDF com Backfilling foi consideravelmente pior

que o EDF sem esta técnica, chegando a apresentar um tempo 7 vezes maior. Isso se deu,

como mostrado no experimento 1, devido ao grande atraso causado pelo uso de Backfilling

com filas EDF nos jobs que necessitam de mais recursos.

A Figura 4.19 apresenta em destaque os resultados de EDF com e sem a variação, para
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melhor apreciação. Através deste gráfico é possível perceber que a utilização da variação

possibilitou uma melhora no desempenho, reduzindo o tempo do somatório dos atrasos

em 5%. Apesar da diferença ser relativamente pequena, o uso de variação se mostrou

vantajoso para todas as métricas em relação aos seus casos base.
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Figura 4.19: Somatório dos atrasos dos jobs para as abordagens com EDF.

Em relação à média de Turnaround, Figura 4.20, foi identificada a mesma relação

que para as métricas anteriores em que o uso de variação permitiu obter um resultado

intermediário, otimizando em relação ao caso base para cada tipo de fila e respeitando

a ordenação dos jobs realizada pelas filas. Porém os melhores resultados foram obtidos,

mais uma vez, pelas abordagens com o uso de Backfilling com tempos 52% menores para

FIFO e SJF e 37% para EDF, todas com Backfilling, em relação às suas abordagens sem

o uso da mesma. O melhor resultado com variação foi obtido com a fila EDF com tempos

9% menores que o caso base EDF e praticamente iguais às abordagens FIFO e SJF, ambas

com Backfilling.

Através dos resultados foi possível verificarmos que na maioria dos casos é mais vanta-

josa a utilização do Backfilling em relação à variação para as métricas utilizadas. Porém,

a utilização do Backfilling desrespeita, de certa forma, a ordem de prioridade definida

pela fila. Isto acontece pois, enquanto a variação trabalha com a simples “negociação” da

demanda dos recursos necessários para a execução do job que aguarda no início da fila, a

técnica de Backfilling consiste em buscar pela ordem de prioridade da fila o primeiro job

que se encaixa na disponibilidade de recursos para aquele momento. A fim de minimizar o

atraso gerado pela técnica de Backfilling ao job do início da fila, podemos utilizar as duas
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Figura 4.20: Média de Turnaround dos jobs.

abordagens em conjunto. Neste novo modelo, quando não houver recursos suficientes para

atender ao job do inicio da fila, antes de iniciar o Backfilling, será realizada a negociação

da variação de recursos com este job. Somente se, mesmo com a variação, não for possível

atender ao job do início da fila, será então realizado o Backfilling.

Partindo deste princípio, foi implementada e testada esta abordagem de Backfilling

com variação para cada um dos tipos de filas testados e comparados com os demais. Com

os resultados obtidos foi possível perceber que para as filas FIFO e SJF o desempenho foi

pior que as suas abordagens com Backfilling e melhor que as suas abordagens somente

com a variação. Porém a utilização desta abordagem se mostrou vantajosa com filas EDF

para determinadas métricas, com destaque para a redução de 9% e 25% da quantidade de

jobs atrasados em relação ao EDF com Backfilling e EDF com variação, respectivamente

(Figura 4.21(a)). Em relação ao somatório dos atrasos o seu desempenho ficou 34% melhor

que o EDF com Backfilling, porém este tempo corresponde a quase 5 vezes o tempo para o

EDF com variação apenas (Figura 4.21(b)). No que se refere à média de turnaround, o seu

desempenho foi melhor que os demais, apresentando uma redução de 5% e 34% do tempo

de turnaround em relação ao EDF com Backfilling e EDF com variação, respectivamente

(Figura 4.21(c)). A Tabela 4.2 apresenta os valores numéricos de cada teste realizado

neste experimento para as quatro métricas citadas anteriormente.

Com base nos testes realizados no experimento 2 podemos concluir que a utilização da

variação permite a melhora do desempenho em relação às abordagens básicas, mantendo

a ordem de prioridade estabelecida pela fila utilizada. Porém, de uma forma geral, a
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Jobs Atrasados Somatório Atrasos Média Turn Tempo Total

FIFO 279 117.519.984 554.184 1.373.646

FIFO com Var. 263 89.527.209 439.845 1.378.620

FIFO Backfilling 239 46.855.116 265.535 1.223.244

FIFO Backfilling com Var. 251 69.756.312 347.093 1.364.832

EDF 98 2.473.678 291.651 1.400.228

EDF com Var. 76 2.347.550 264.676 1.353.195

EDF Backfilling 62 17.585.390 183.177 1.436.243

EDF Backfilling com Var. 57 11.558.598 174.635 1.409.433

SJF 279 117.488.354 554.241 1.374.300

SJF com Var. 263 90.032.299 438.835 1.374.357

SJF Backfilling 238 46.789.658 265.225 1.227.557

SJF Backfilling com Var. 251 68.850.665 345.003 1.357.569

Tabela 4.5: Consolidação dos resultados obtidos (em milisegundos) para cada métrica em
cada uma das abordagens.

utilização de Backfilling mostrou-se mais vantajosa. A possibilidade de utilizar uma

técnica como complemento da outra não foi vantajosa para FIFO e SJF, porém mostrou-

se promissora para ser testada com outros workloads com filas EDF. Outra importante

análise a ser feita é referente à utilização de métricas que oferecem informações a cada

etapa do escalonamento durante a execução, permitindo uma análise mais precisa do

escalonamento e a identificação de possíveis gargalos na abordagem utilizada.

4.3 Conclusão desta Avaliação

Neste capítulo foram realizados um conjunto de experimentos como base para o estudo

do problema e da solução proposta que será desenvolvida neste trabalho.

No Experimento A foram analisadas algumas das principais políticas de escalona-

mento utilizadas em Job shop scheduling através de simulação com diferentes workloads.

Através deste experimento foi possível identificar a importância do conhecimento do per-

fil de consumo dos jobs que são executados no ambiente para aplicar uma política de
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(c) Média de Turnaround

Figura 4.21: Resultados da utilização de Backfilling com a variação.

escalonamento eficiente.

No Experimento B foi analisado o comportamento do escalonamento e das aplicações

caso a quantidade de recursos para a execução de uma aplicação seja alterada dentro de

um limite pré-estabelecido. Neste experimento foi possível perceber que a utilização da

variação permite a melhora do desempenho em relação às abordagens básicas. Porém,

considerando os valores de perda de desempenho simulados para cada aplicação mediante

a variação de recursos, a utilização da técnica de Backfilling apresentou melhores resulta-

dos. Baseado nos resultados obtidos foi proposta a utilização da variação da quantidade

de recursos alocados com Backfilling. Nesta proposta é verificado primeiramente se a

quantidade de recursos disponíveis atende, através da variação, a quantidade necessária

para que a degradação seja inferior a 100% do tempo de execução do job. Caso a mesma

não seja possível, será aplicada a técnica de Backfilling. Nos resultados obtidos nos testes

realizados com esta proposta, a mesma apresentou resultados satisfatórios, sendo a melhor

escolha, dentre as abordagens utilizadas, para algumas das métricas consideradas.

Nos experimentos realizados posteriormente optou-se por utilizar apenas a política de

escalonamento FIFO, a fim de avaliar a variação de recursos sem a interferência da política

de ordenação de fila. A política FIFO foi selecionada por ser uma das mais utilizadas e

por oferecer uma prioridade baseada apenas na ordem de chegada, não influenciando o

perfil do workload utilizado nos experimentos.
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O simulador desenvolvido serviu de base para a análise do problema de execução

de jobs concorrentes. Com base neste também foi possível identificar quais informações

seriam necessárias para a representação da variação do recurso e do impacto causado pela

concorrência por memória.

Com base nestes dois experimentos, podemos perceber que o perfil dos jobs que com-

põem o workload, ainda que de uma forma simplificada, tem influência direta na escolha

seja do tipo de fila ou nas técnicas que podem ser utilizadas para a otimização do pro-

cesso de escalonamento. De igual forma, a execução concorrente de tarefas, se torna um

fator a mais a ser gerenciado, pois a combinação das tarefas escolhidas para a execução

irá influenciar diretamente no desempenho do escalonamento. Nas simulações realizadas,

foram considerados apenas o tempo de execução de cada job e o perfil de consumo de

recursos apenas em relação a quantidade de núcleos, porém em ambientes reais isso se

expande a outros recursos como consumo de memória, rede e acesso a disco, por exemplo.

A fim de permitir o isolamento das aplicações, a variação dos recursos sob demanda e

a verificação do consumo de memória, que hoje tem sido um dos principais gargalos na

execução concorrente, neste trabalho adotou-se a utilização de ambientes virtualizados.

O principal recurso provido pela virtualização utilizado no contexto do trabalho proposto

é a elasticidade vertical de memória.



Capítulo 5

Cloud Manager MEMiC

Neste capítulo é apresentado o Cloud Manager MEMiC, proposto neste trabalho, como

solução para a gerência de múltiplas Physical Machines (PMs) cada qual com um contro-

lador que gerencia a elasticidade de memória e o ciclo de vida das VMs localmente. Neste

contexto cada job ji é executado em uma Virtual Machine, VMi.

5.1 Cloud Manager

O Cloud Manager MEMiC é composto por cinco componentes básicos: o monitor, o esca-

lonador, o simulador, o Job Dispatcher e o VM Migrator. O monitor coleta as informações

das PMs e armazena essas informações que são utilizadas pelo escalonador. O escalonador

recebe os jobs da fila e seleciona para qual PM estes jobs devem ser enviados. Esta decisão

é tomada com base nos resultados obtidos pelo módulo de simulação de escalonamento

que utiliza dados do ambiente obtidos pelo monitor em conjunto com os dados dos jobs

fornecidos pelo escalonador. O simulador tem como resultado em qual host cada job deve

ser alocado, e com base nestas informações o Job Dispatcher realiza as alocações. Através

deste modelo de simulação, o simulador também verifica e informa se um determinado

job já alocado deve ser migrado para outra PM. Caso seja necessária a migração, esta in-

formação é enviada para o VM Migrator para que a migração seja realizada. O ambiente

modelado neste trabalho é representado pela Figura 5.1.

Os jobs chegam a fila do Cloud Manager e a cada ciclo de escalonamento1, o escalo-

nador aloca os jobs que estão em fila, caso haja recursos livres suficientes. Se há uma PM

com capacidade disponível, o job é enviado ao Job Dispatcher que realiza a alocação do
1Ciclo de escalonamento é o tempo que o escalonador leva para enviar os sinais de migrações necessárias

e realizar todas as alocações possíveis com os jobs em fila
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Figura 5.1: Arquitetura do Cloud Manager

job em uma VM nesta PM. Caso todas as PMs já possuam outras VMs em execução, é

realizada a predição através de simulação para verificar em qual PM o job pode ser execu-

tado com um menor interferência possível na sua execução. Não havendo PM disponível,

o job é mantido na fila até o próximo ciclo de escalonamento para verificar novamente se

há algum PM com recursos disponíveis capaz de receber este job. O intervalo de escalo-
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namento utilizado é de dez segundos. Este tempo foi estabelecido após um conjunto de

testes para identificar o tempo mínimo necessário para a alocação dos jobs que estão em

fila e a atualização das informações das PMs. Este tempo de coleta foi utilizado consi-

derando que a coleta de informações do gerenciador de elasticidade ocorre a cada cinco

segundos. O tempo de cotela2 pode ser reconfigurado através do arquivo de configurações

do escalonador. Para não realizar decisões equivocadas o escalonador verifica se ainda há

jobs sendo alocados, se houver o escalonador pula o ciclo de escalonamento para esperar

a alocação destes jobs.

A cada ciclo de escalonamento, antes de tentar alocar os jobs da fila, o escalonador

verifica como está o nível de utilização de recursos do ambiente para identificar se há a

necessidade da migração de VMs, visando a melhor distribuição do consumo de memó-

ria. Neste processo, é utilizada uma previsão, através de simulação, para verificar se os

jobs em execução em VMs numa PM podem futuramente necessitar de mais recursos,

sobrecarregando a memória do PM e degradando o desempenho dos jobs concorrentes.

Caso seja identificado este gargalo, o simulador migrará os jobs necessários, priorizando as

VMs pausadas ou suspensas, para evitar essa sobrecarga e rebalancear os recursos. Sendo

assim, as decisões de migração são tomadas pelo escalonador que possui uma visão geral

do ambiente. Esta decisão é enviada para o VM Migrator que faz a comunicação com os

controladores locais para efetuarem a migração. Ao receber a solicitação de uma migração

da PM A para a PM B, o controlador de A identifica a VM a ser migrada e começa o

processo de migração. Neste processo, o controlador de A inicializa uma comunicação

com o controlador do PM B para efetuar a migração e após a transferência de todos os

dados, passa o controle da VM para o controlador de B. Uma importante observação é

que as PMs e os controladores não possuem informações um dos outros. Estes só se comu-

nicam para a passagem de dados da migração e o conhecimento do destino da migração

é informado pelo Cloud Manager.

Cada job está associado a um perfil de consumo de memória. Com base neste perfil

é possível identificar se há ou não a degradação de desempenho da aplicação, ao ser

executada com menos memória do que o requerido, e como isso irá influenciar no seu

tempo de execução final. Através das informações recebidas sobre os jobs em fila, os jobs

em execução no ambiente e o perfil de consumo destes jobs, o simulador realiza a previsão

do desempenho de cada job na fila sendo alocadas em cada PM de forma concorrente com

as demais que já estão em execução. Com base nesta informação, o escalonador pode
2O tempo de coleta é o intervalo entre as cotelas de informações dos hosts e das VMs em execução

nos mesmos.
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decidir em qual PM cada job deve ser alocado para evitar ao máximo o impacto causado

pela concorrência de memória.

O Cloud Manager recebe as informações dos PMs através do módulo monitor. O

primeiro envio de mensagem para o monitor é para a admissão do PM à nuvem. Na

admissão, o monitor verifica se a PM é conhecido como parte do ambiente para continuar

recebendo novas informações ou se deve descartar conexões provenientes daquela PM.

Uma vez adicionado o PM ao pool do ambiente, o controlador de elasticidade de memória

local começa a publicar as informações da PM, como a quantidade de memória livre e

as informações de consumo das VMs que estão em execução, no Cloud Manager. Estas

informações são guardadas pelo Monitor e disponibilizadas ao escalonador para as tomadas

de decisão de alocação e migração.

O Cloud Manager tem por finalidade gerenciar um conjunto de PMs, cada qual com

um controlador que gerência a execução e a elasticidade de recursos das VMs locais. Neste

trabalho é considerado como caso de uso o ambiente proposto inicialmente por Sawamura

em [Sawamura et al., 2016], como apresentado na Figura 5.2. O controlador, chamado de

MEC (Memory Elasticity Controller), gerencia a execução de jobs em cada VM e tem

como principal finalidade o controle da elasticidade de cada VM, permitindo a variação

da memória alocada para cada VM de acordo com a necessidade apresentada pelo job em

execução na VM, assim como a suspensão ou pausa de uma VM para liberar memória ou

reduzir a quantidade de uso de swap da VM. As informações coletadas por cada instância

do MEC são enviadas ao Monitor do Cloud Manager.

Figura 5.2: Arquitetura de MEC proposto em [Sawamura et al., 2016]
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O MEC gerencia a elasticidade de memória de diferentes VMs em um host evitando

que o mesmo entre em swap e implementando um mecanismo de migração para solucionar

a sobrecarga do host. Para cada VM, é controlada a quantidade de memória alocada para

a VM baseado na quantidade de operações de Swap in e Swap out. Caso a VM apresente

um baixo consumo de memória e poucas operações de Swap, é reduzida a quantidade de

memória alocada para a VM. Caso a quantidade de operações do Swap comece a crescer o

MEC aloca mais memória para a VM. Se não houver memória disponível para acrescentar

a VM, a mesma é “pausada” ou “suspensa” de acordo com o algoritmo de transição de

estados implementado pelo MEC. Para não tomar decisões precipitadas, o algoritmo do

MEC concede memória com base no crescimento de consumo de memória entre a coleta

anterior e a atual. Para minimizar a quantidade de alterações de memória de cada VM,

foram realizados testes com diferentes intervalos de coleta. Estes testes possibilitaram

identificar que o intervalo de cinco segundos foi capaz de reduzir as alterações de memória

com o menor intervalo o possível para que não haja um prejuízo no tempo de execução

da aplicação devido a demora no acréscimo de memória.

Dentro de cada VM existe o MEC Monitor que coleta as informações de dentro da

VM e reporta as informações coletadas, sobre o uso dos recursos e os jobs em execução,

para o MEC. Cada PM possui uma instância do MEC que gerencia as VMs contidas

naquele recurso. Esta instância é responsável por alocar os jobs submetidos a cada VM,

gerenciar as necessidades de memórias destas VMs e o estado das mesmas. Os estados

que cada VM pode estar, segundo o MEC, são apresentados na Figura 5.3.

Figura 5.3: Diagrama de estados de VM definidos em [Sawamura et al., 2016]

O MEC realiza a migração de VMs caso necessário. Porém, a decisão de quando deve

haver a migração de uma VM e para qual PM esta VM deve ser enviada é realizada pelo

Cloud Manager que possui uma visão geral do ambiente e é capaz de realizar a previsão

do comportamento dos jobs.
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5.2 Monitor

O Monitor do MEMiC é o módulo responsável por armazenar as informações sobre os

PMs e os jobs. Cada escalonador local MEC (Memory Elasticity Controller) possui um

módulo monitor que coleta as informações do PM e dos jobs em execução no mesmo, e

envia essas informações para o módulo monitor do Cloud Manager. Estas informações

são coletadas e enviadas a cada ciclo de execução do MEC, ou seja, este valor pode ser

configurado e foi utilizado o intervalo padrão que é de cinco segundos. São coletadas

informações sobre o recurso, como a quantidade de CPU e memória disponível, e sobre a

carga de trabalho neste recurso, como quais são os jobs que estão em execução, a quanto

tempo esses jobs estão em execução e quanto estão consumindo de memória e CPU. As

informações são armazenadas a fim de serem utilizadas como dados históricos dos recursos

permitindo a utilização de um algoritmo de aprendizagem de máquina futuramente para

o aperfeiçoamento do trabalho proposto. As informações armazenadas pelo monitor são

repassadas ao escalonador para a tomada de decisão sobre a alocação dos jobs que estão

em fila.

5.3 Escalonador

O escalonador recebe a submissão de jobs e a cada intervalo de tempo t, predeterminado,

envia os dados de cada job em J e as informações sobre os recursos e os jobs em execução

para o simulador. O simulador por sua vez faz a previsão aproximada da execução de cada

job em fila em conjunto com os que estão em execução e retorna o tempo de execução

estimado para cada alocação. Com base neste tempo o escalonador decide onde cada job

deve ser alocado, como apresentado no Algoritmo 1.
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Algorithm 1: Algoritmo de Escalonamento

Initialization;

migrate();

/* Na migração é verificado se há VMs pausadas, suspensas ou

necessitando de memória e se existe host com recursos suficientes

livres para que estas VMs sejam migradas. */

while !queue.isEmpty() do

if existPMIdle() then

PMIdle = getPMIdle();

execJob = queue.remove();

submit(execJob, PMIdle);

else

execJob = queue.getFirst();

selectFila = null;

selectedTime = 0;

for each object PM in PMs do

time = runSim(execJob, PM);

/* Verifica o impacto da concorrência por memória e retorna

o tempo estimado atualizado. */

if selectF ila == nullortime < selectedT ime then

selectedTime = time;

selectFila = PM;

if selectF ila! = null then

execJob = queue.remove();

submit(execJob, selectFila);

Este módulo também é responsável por identificar quando há a necessidade de migrar

um job e para qual PM este job deve ser migrado. Antes de verificar a fila, o escalonador

verifica se existem VMs a serem migradas utilizando o Algoritmo 2. Este algoritmo

coloca como candidatas a migrar as VMs que estão suspensas, pausadas ou, se uma PM

está sobrecarregado e não possui VMs suspensas, seleciona a VM que possui a menor

quantidade de memória alocada.
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Algorithm 2: Algoritmo de Migração

List migVMs;

/* List of candidates to migrate of each PM. */

List PMs;

/* List of hosts */

for each object info in PMs do

/* get info of PMs */

freeMemory = info.getFreeMemory();

aux = null;

for each object vm in info.getPausedVmsList() do
if aux == null or vm.getMemoryNeeded() < aux.getMemoryNeeded()

then

aux = vm;

if aux! = null then

migVMs.add(aux);

continue;

aux = null;

for each object vm in info.getSuspendedVmsList() do
if aux == null or vm.getMemoryNeeded() < aux.getMemoryNeeded()

then

aux = vm;

if aux! = null then

migVMs.add(aux);

if migVMs.isEmpty() then

if isOverloaded() then

for each object vm in info.getRunningVmsList() do
if (aux == null or vm.getMemoryNeeded() <

aux.getMemoryNeeded()) then

aux = vm;

if aux != null then

migVMs.add(aux);

for each object vm in migVMs do

selectedPM = null;

for each object info in PMs do
if selectedPM == null or selectedPM.getFreeMemory() <

info.getFreeMemory() then

selectedPM = info;

if selectedPM ! = null and selectedPM.getFreeMemory() >

vm.getMemoryNeeded() ∗1.2 then

migrate(vm.getPM(), selectedPM.getId(), vm.getUuid());

break;

5.4 Simulador

Neste trabalho foi proposto e implementado um simulador que auxilia no escalonamento

realizando a previsão do impacto no tempo de execução dos jobs quando executados de
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forma concorrente. Como citado no Capítulo 3, as abordagens propostas para o problema

de interferência modelam o mesmo de forma estática desconsiderando a variação de con-

sumo de recursos por parte dos jobs e por consequência o impacto diferenciado quando

os jobs são alocados e já há outros jobs em execução a um determinado tempo. Para

representar este dinamismo do ambiente que foi utilizado neste trabalho uma abordagem

através de simulação que é capaz de representar, de forma aproximada, o comportamento

do ambiente e o impacto gerado no tempo de execução de cada job mediante a interferên-

cia.

A previsão é realizada com base nas informações do job a ser alocado e nas informações

sobre o host e os jobs em execução no mesmo. São consideradas como informações do host

a quantidade de memória livre e as quantidades de VMs em estado de ativa, pausadas,

suspensas ou em processo de migração. No que se refere aos jobs são consideradas as

informações: o tempo que este job já está executando, o tempo estimado de execução, a

quantidade de memória necessária para a execução, a variação de consumo de memória

estimada e o perfil de consumo do job (PMP – Performance-Memory Profile). O perfil de

consumo ou PMP define o impacto no tempo de execução do job com diferentes restrições

de memória, um perfil é estudado e apresentado no experimento 6.1, na Figura 6.3. Este

perfil é obtido através de execuções prévias com diferentes disponibilidades de memórias.

Com base nestas informações, o simulador representa cada segundo de execução no

ambiente real como um ciclo de execução simulado. A cada intervalo de coleta de cinco

ciclos são realizadas as seguintes operações: incremento do tempo que cada job está em

execução; calcula a variação de consumo de memória de cada job com base no perfil

de consumo; atualiza a quantidade de memória livre e, caso não seja alocado o total

quantidade de memória necessária para um determinado job naquele ciclo, o seu tempo

de execução estimado será atualizado de acordo com a memória alocada neste ciclo. Este

tempo de execução é atualizado com base no PMP do job. O simulador serve para auxiliar

no escalonamento identificando em qual host o job ji deve ser alocado para que haja o

menor impacto possível no seu tempo de execução.

Este simulador recebe como entrada as informações do job ji, o consumo atual de

cada job pertencente a J em execução, a quantidade de recursos disponíveis em cada hj

e o PMP de cada em J . O PMP recebe como parâmetros o job ji e a memória que

será alocada para a VM de ji naquele momento z (maz) e, com base no perfil do job,

retorna o tempo estimado de execução considerando maz. Baseado nestas informações, o

simulador verifica como será a execução concorrente de ji com os demais jobs em cada host
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hj e retorna o executionT ime que é o tempo estimado de execução para ji. Se houver

restrições de recursos no decorrer da simulação devido a concorrência por memória no

host hj, o executionT imei será atualizado proporcionalmente de acordo com a oferta de

recursos e a quantidade de recursos solicitados pelo job em cada intervalo de tempo. Esta

atualização proporcional ocorre atualizando o tempo de execução do intervalo4 passando

para o PMP do job o maz no momento z.

Para realizar a previsão aproximada do comportamento de ji quando executado con-

correntemente com os demais jobs do ambiente, o simulador calcula a estimativa do tempo

de execução com base no tempo de execução proporcional com o maj (memória alocada

para a VMj) em cada período de tempo 4z, como exemplificado na Figura 5.4.

Figura 5.4: Estimativa do tempo de execução

tz(maz) = PMP (ji,maz) ∗ (mainicial/Tinicial) (5.1)

A estimativa do tempo de execução (Equação 5.2) é baseada no somatório dos inter-

valos de execução ∆tz de acordo, onde z é o índice de cada intervalo ∆ até completar o

tempo de execução T . Para cada ∆tz há um ma que representa a memória alocada para o

job no intervalo z, como apresentado na Figura 5.4. Os tempos de cada intervalo ∆tz são

obtidos através da operação entre o PMP , o mainicial e o tempo estimado inicial (Tinicial),

como apresentado na Equação 5.1. Este cálculo é feito para o job que está sendo escalo-
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nado considerando os jobs que já estão alocados no host hj, cada qual de acordo com a

sua variação de consumo de memória podendo influenciar no ma e por consequência no

tempo de execução do seu concorrente.

executionT ime =
T∑
z

tz(maz) (5.2)

O problema tratado pelo simulador pode ser resumido em receber os dados dos jobs

sendo executados em ambientes dedicados e ser capaz de prever, aproximadamente, o

comportamento deste mesmo conjunto de jobs quando executados em um ambiente com-

partilhado com os mesmos recursos. O simulador representa assim a variação de consumo

de recursos dos jobs em execução e com base em como o controlador realizará a distri-

buição destes recursos, este é capaz de identificar qual o PM que permitirá minimizar

o impacto sobre o tempo de execução devido a concorrência. Desta forma, a simulação

consiste em calcular o executionT ime estimado de um determinado ji em cada host com

memória o suficiente para executá-lo. Para tal é considerado o estado atual de cada host

de forma que o escalonador executa a simulação com diferentes hosts até encontrar um

host em que não haja o impacto negativo ou que esse impacto seja o menor o possível.

5.5 Resumo do Capítulo

Neste capítulo foi apresentada a descrição do Cloud Manager. Este é formado por cinco

módulos sendo considerados como principais três, o Escalonador em conjunto com o si-

mulador e o monitor. O simulador proposto é usado como um ambiente de previsão que

permite, a partir de dados das aplicações sendo executadas de forma sequencial em um

ambiente, simular o impacto gerado nas aplicações quando executadas de forma concor-

rente. Sendo assim, este trabalha em conjunto com o escalonador para auxiliar na tomada

de decisão através da previsão da execução e dos impactos gerados nas aplicações devido

a concorrência pelo consumo de memória.



Capítulo 6

Avaliação do Modelo Proposto

A fim de realizar a análise do problema apresentado neste trabalho foram realizados três

experimentos que serviram para uma verificação do problema e a avaliação da proposta.

Neste conjunto de experimentos, diferentemente do conjunto de experimentos anteriores

(apresentados em Capítulo 4), os esforços foram concentrados na análise e avaliação da

segunda fase do problema de escalonamento, ou seja, uma alocação apropriada do job

ou a seleção do host. Para tal, foram aplicados em todos os experimentos uma política

de ordenação FIFO sem backfilling para a seleção do job. Nos trabalhos futuros serão

realizados experimentos com diferentes combinações de políticas de primeira etapa com

os algoritmos avaliados nos experimentos apresentados a seguir.

No primeiro experimento foi analisada a variação consumo de recursos no que se refere

a memória. Esta análise é realizada através da execução de aplicações reais, com o intuito

de verificar se o consumo de memória durante a execução do job é estático ou existe uma

variação na utilização de memória.

O segundo experimento verifica a influência no desempenho de aplicações concorrendo

por recursos e a simulação do impacto causado por esta concorrência. Os valores obtidos

em ambiente real são comparados ao simulado a fim de verificar se a simulação está

representando de forma adequada o comportamento apresentado no ambiente real. No

estudo de caso apresentado limitamos a análise de concorrência pelo uso de memória.

Já no terceiro experimento, são apresentados os resultados obtidos com MEMiC como

solução para o problema tratado nesta tese comparado a algumas das principais aborda-

gens utilizadas neste contexto em diferentes cenários. A seguir serão apresentados de

forma mais detalhada cada um dos experimentos.
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6.1 Experimento 1 - Medindo o consumo de memória
durante a execução da aplicação

A fim de avaliar a variação de recursos durante a execução de um job, foram realizados

neste experimento um conjunto de testes com diferentes aplicações coletando o consumo

de memória durante a sua execução. Como este trabalho tem seu foco no escalonamento

baseado em memória, este trabalho limitou o estudo de caso a variação de memória. Cada

aplicação avaliada foi executada 10 vezes e a variação entre os resultados foi mínima. Desta

forma foram utilizados como base um dentre os dez testes.

Nos experimentos foram utilizadas as aplicações do pacote PARSEC [Bienia et al., 2008],

este pacote é composto por onze aplicações das quais foram selecionadas três para a análise

dos seus comportamento. O PARSEC foi escolhido por ser uma ferramenta de benchmark

utilizando aplicações reais com foco no consumo de memória. Dentre as 11 aplicações que

compõem o pacote, foram selecionadas estas 3 por serem capazes de representar diferentes

perfis de consumo entre si, com a variação do consumo de memória em tempo de execução.

Tabela 6.1: Perfil dos jobs

Aplicação Domínio da aplicação

Perfil 1 Canneal Engenharia

Perfil 2 Raytrace Visualização

Perfil 3 Ferret Pesquisa de Similaridade

Os dados foram coletados referentes a execução de cada aplicação em uma VM (Virtual

Machine) com dois núcleos e memória de 2GB cada, utilizando o virtualizador KVM

(Kernel-based Virtual Machine). A Figura 6.1 apresenta o comportamento quanto ao

consumo de memória de cada uma das três aplicações.

Para estas três aplicações, podemos verificar que os seus consumos de memória inicial

são relativamente próximos, porém todas as três apresentam comportamentos diferentes

quanto ao consumo no decorrer das suas execuções. A aplicação Ferret possui um consumo

inicial relativamente baixo, aproximadamente 460MB e rapidamente sobe este consumo

em aproximadamente 65%, ou seja, 760MB de memória. Após este aumento inicial, o seu

consumo de memória se mantém o mesmo até o término da sua execução. Já a aplicação

Canneal começa utilizando apenas 320MB e aumenta o consumo de memória de forma

gradativa, aumentando aproximadamente de 10MB em 10MB, até chegar aos 1461MB
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Figura 6.1: Variação de memória durante a execução

quando mantém este nível de consumo de memória até o término da aplicação. No caso

da aplicação Raytrace, esta possui um perfil de consumo distinto das demais, com um pico

próximo ao da aplicação Cannel, de 1575MB, e posteriormente uma queda no consumo

para aproximadamente 1252MB, mantendo este nível de consumo até o seu término.

Tabela 6.2: Tempo de execução em segundos

2GB 1.5GB 1GB

Canneal 247 539 102273

Raytrace 345 350 430

Ferret 410 416 421

A Tabela 6.2 apresenta os tempos de execução para as três aplicações do PARSEC

utilizadas com quantidade de memória o suficiente para a sua execução sem prejuízos

e com 1.5GB e 1GB, restringindo a quantidade de memória. Podemos perceber que a

restrição de memória pode causar um aumento significante do tempo de execução das

aplicações estabelecendo o máximo de memória ofertada, aumentando assim o consumo

de swap e, por consequência, gerando a perda de desempenho.

A fim de permitir um maior controle e conhecimento do comportamento da aplicação
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durante a sua execução, foi utilizada nos testes uma aplicação sintética desenvolvida por

Sawamura [Sawamura et al., 2015] nos experimentos de validação do MEC. Esta aplicação

realiza um conjunto de operações sobre vetor e possibilita a criação do vetor de acordo

com a quantidade de memória especificada através de parâmetros, assim como a variação

do consumo de memória através da possibilidade do particionamento do vetor que será

alocado em memória para a realização das operações. Neste experimento foram utiliza-

dos os parâmetros para que esta aplicação tenha um consumo de até 2GB de memória

acrescentando ainda o consumo de memória do SO (Sistema Operacional) da máquina

virtual e do virtualizador. Na Figura 6.2 é apresentado o comportamento do consumo

de memória coletado durante a execução desta aplicação em uma VM com memória de

1GB e 2GB. Desta forma podemos perceber o comportamento desta aplicação com uma

quantidade de memória menor do que o necessário para a sua execução.

Figura 6.2: Variação de memória em MB com limite de 1GB e 2GB

A Figura 6.3 apresenta os tempos de execução obtidos com a aplicação sintética,

utilizada neste experimento, com diferentes restrições de memória disponível a fim de

verificar o impacto destas restrições no seu tempo de execução. É possível perceber que o

tempo de execução não sofre um impacto significativo até a restrição de 1GB de memória,

a partir de 0.9GB o seu desempenho aumenta drasticamente devido a quantidade de

operações de swap que a aplicação é forçada a realizar causando uma degradação de

desempenho em seu tempo de execução de aproximadamente 49%.
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Figura 6.3: Tempo de execução sem o MEC com diferentes restrições de memória para
um job com vetor de 2GB

A Figura 6.4 mostra um exemplo semelhante utilizando a mesma aplicação sintética

só que agora com um vetor de 4GB. Neste teste, a quantidade de memória alocada para

a VM foi limitada em 5GB, 2.5GB e 2GB. É possível perceber que com 5GB a aplicação

é executada sem nenhuma restrição de memória. Já com 2.5GB, no momento de troca

de páginas há uma flutuação no consumo de memória devido ao swap que a aplicação

é forçada a realizar, porém a mesma estabiliza pois a memória alocada para a mesma

já é o suficiente e seu atraso é pequeno em relação a quantidade de memória reduzida.

Quando é aplicada a restrição de memória de 2GB, não há memória o suficiente para

alocar as páginas acessadas durante o processamento em memória e a aplicação fica em

constante operação de swap, isto é representado pela flutuação do consumo de memória.

Esta utilização constante de swap gera um grande impacto no tempo de execução da

aplicação, como apresentado nesta figura.

Através dos resultados apresentados podemos perceber que a quantidade de memória

utilizado por uma aplicação é variável e como a variação de memória alocada para a VM

influencia no tempo de execução desta aplicação. Testes foram realizados com outras

aplicações diferentes do conjunto do PARSEC e o comportamento mostrou-se semelhante

as três apresentadas, possuindo uma crescente inicial e uma constante na utilização do

consumo em um certo momento. Essa utilização constante ocorre pois a aplicação não

está necessitando alocar novas páginas em memória e o sistema não libera as páginas
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Figura 6.4: Variação de memória em MB com limite de 5GB, 2.5GB e 2GB

Figura 6.5: Tempo de execução sem o MEC e com restrição de memória para um job com
vetor de 4GB.

de memória que não estão sendo mais acessadas. É possível afirmar que, assim como o

consumo de memória varia no decorrer da execução de uma aplicação, o percentual de

uso de CPU e a utilização de recursos de I/O de disco e redes também podem variar

de acordo com o problema tratado pela aplicação, sua implementação e seus dados de

entrada, como apresentado no trabalho [Oliveira et al., 2017].
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6.2 Experimento 2 - Validação da simulação em relação
ao ambiente real

Este experimento tem por objetivo verificar os resultados através da simulação do impacto

na concorrência por recursos e o desempenho do simulador em relação ao ambiente real.

Esta comparação é realizada a fim de verificar se o resultado obtido com o simulador é

capaz de representar o ambiente real. Para cada teste foram realizadas cinco execuções

no ambiente real e apenas uma no ambiente simulado, uma vez que o ambiente simulado

é determinístico e quanto ao ambiente real, apesar da sua variabilidade, esta se mostrou

pequena nos testes realizados, inferior a 1%.

O tempo de execução estimado pelo simulador é baseado no consumo de memória

de aplicações concorrentes. Desta forma, o tempo de execução está diretamente ligado

a quantidade de memória alocada para cada aplicação. O simulador estima o tempo de

execução de cada aplicação baseado no PMP de cada aplicação. Neste experimento, foi

utilizada a aplicação sintética explicitada no experimento 6.1 considerando um vetor de

consumo de no máximo 2Gb como o apresentado na Figura 6.2.

Figura 6.6: Simulado x Real (em segundos)

Através da utilização do MEC, é possível limitar a quantidade de memória disponível

no PM para as VMs através do parâmetro maxml. Esse parâmetro é utilizado nos experi-

mentos para representar a limitação da quantidade de memória disponível para cada VM.
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A Figura 6.6 apresenta os resultados obtidos em ambiente real e simulado para uma apli-

cação com restrições de memória ofertada (maxml) de 2GB, 1GB e 0.8GB de memória.

Também são apresentados os resultados obtidos executando duas aplicações concorrentes

sem limite de memória para o MEC ou com maxml de 2GB e 3GB. A aplicação utilizada

neste experimento trata de uma aplicação sintética com consumo de memória de até 1GB

acrescentando ainda o consumo de memória do SO (Sistema Operacional) da máquina

virtual e do virtualizador dentro do limite utilizado em cada teste.

Através do gráfico apresentado na Figura 6.6, é possível perceber que a média de

turnaround do ambiente simulado apresenta um comportamento próximo ao apresentado

em um ambiente real. No caso de um job com maxml de 2GB, observa-se resultados mais

próximos do ambiente real. Nos testes realizados com dois jobs concorrentes, podemos

verificar que o comportamento do simulado foi próximo ao do real e o nível de variação

entre os testes com diferentes limites de memória mostraram comportamentos semelhantes

do ambiente real em relação ao simulado.

Figura 6.7: Limite de 2GB em MB

No gráfico apresentado na Figura 6.7, é apresentada a variação de consumo de memória

durante a execução do job no ambiente real e no ambiente simulado. Como base foi

inserido também no gráfico a quantidade de memória alocada para a instância virtual

a cada coleta, este valor é chamado no gráfico de ma_current. No gráfico, podemos

perceber que a variação do consumo de memória simulado apresenta comportamento
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Figura 6.8: Limite de 1GB

próximo ao do ambiente real. Desta forma, podemos perceber que o ambiente simulado

apresentado é capaz de representar o ambiente real a partir dos dados reais em ambiente

dedicado.

A Figura 6.8 apresenta o gráfico de variação do consumo de memória durante a exe-

cução do job com limite de memória em 1GB. Através deste limite, o ambiente virtual

é forçado a utilizar a swap, que não é representada no ambiente simulado. Mesmo não

simulando a utilização de swap de forma direta, é possível perceber que o consumo do

ambiente simulado é capaz representar o comportamento apresentado no ambiente real.

Através do gráfico apresentado na Figura 6.9, percebe-se que mesmo em um ambiente

com um limite de memória abaixo do ideal de funcionamento da aplicação, o simulador

foi capaz de representar de forma aproximada a variação de consumo de memória.

A fim de analisar o comportamento do ambiente simulado e do ambiente real comMEC

para a execução de um conjunto de jobs, foram realizados os testes em ambos os ambientes

com 6 jobs utilizando a aplicação sintética e considerando um PM de 24GB de RAM. Na

Figura 6.10, são apresentadas as médias de tempo de execução do conjunto de jobs, de

turnaround, de consumo de memória e o tempo total para a execução deste conjunto de

jobs. Mais uma vez o ambiente simulado foi capaz de representar o ambiente real. Uma

observação importante a ser realizada quando tentamos representar um ambiente real com

diversas aplicações sendo executadas concorrentemente é que não há como identificar se
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Figura 6.9: Limite de 0.8GB

uma ou outra aplicação terá um nível de prioridade maior e sendo assim mais recursos

alocados. Desta forma, em uma execução, todas as aplicações podem sofrer a degradação

de desempenho por não receberem a quantidade de recursos necessários ou uma aplicação

pode ser sacrificada em benefício de outra em execução. Por este motivo, a média dos

tempos e consumos se tornam a melhor opção para analisar o comportamento da execução

e comparar ao ambiente virtual.

Através dos testes realizados neste experimento, foi possível comprovar que o ambi-

ente simulado é capaz de representar a execução dos jobs obtendo níveis de consumo de

memória e tempo de execução próximos aos obtidos em ambiente real. Uma vez validado

o simulador, este será utilizado como parte do Cloud Manager para que o escalonador

possa realizar a tomada de decisão de como será feita a alocação dos jobs baseado no

simulador desenvolvido neste trabalho.

6.3 Experimento 3 - Análise experimental do Cloud
Manager MEMiC

Neste experimento, foram realizados um conjunto de testes em ambiente real a fim de

analisar o desempenho do algoritmo de escalonamento utilizado no MEMiC em relação a

algumas das principais abordagens utilizadas para o problema apresentado. Cada teste
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Figura 6.10: Execução de 6 jobs - Ambiente Simulado x Real (Tempo em segundos e
memória em MB)

foi realizado dez vezes, onde foi verificada que a variação entre os resultados foi de no

máximo 1%.

O ambiente utilizado nos testes é formado por quatro servidores que fazem parte

do Cluster ALTIX XE1300 do Laboratório ComCiDis do LNCC. Cada servidor com o

sistema operacional CentOS 7, 12 núcleos, 24GB de memória, 1Tb de disco, rede Ethernet

Gigabit e virtualizador KVM 1.5.3. Os ambientes utilizados nos testes são formados por

3 ou 4 servidores sendo 2 ou 3 nós de processamento (recebem a alocação de VMs) e

um nó como servidor de NFS para as imagens das VMs e a execução do escalonador. A

aplicação utilizada neste experimento é a mesma utilizada no Experimento 6.1. Em cada

teste, foram utilizados parâmetros diferentes para a aplicação para a criação de diferentes

perfis de consumo. Todos os jobs chegam na fila para serem alocados no mesmo instante.

Quanto a configuração de VM utilizada, cada VM possui disco de 20GB, 2 vCPUs e 2GB

de memória inicial que é reconfigurada pelo controlador MEC em tempo de execução.

Para facilitar a criação e clonagem dos discos, é utilizado o formato de imagem qcow2.

Para a análise do algoritmo proposto foram implementados e testados os algoritmos

de escalonamento apresentados abaixo com base em [Masdari et al., 2016]: operacional

• Dedicated : Aloca no primeiro PM livre, porém não compartilha recursos. Se todos

os PMs estiverem alocados o próximo job espera até que um PM fique livre.
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• RR (Round Robin): Aloca um job para cada PM na lista. Se ainda houver jobs

na fila e todos os PMs estão alocados, retorna ao primeiro PM.

• FF (First Fit): Permite a concorrência e aloca no primeiro PM com memória o

suficiente para receber o job.

• FFD (First Fit Decreasing): Aloca o primeiro job da fila, ao PM com mais re-

curso livre. Neste caso é considerado como recurso apenas a quantidade de memória

livre.

• MEMiC: Nossa abordagem consiste em, se houver PM livre, aloca no que possuir

mais memória livre. Senão verifica através de simulação qual o PM que pode receber

o job ocasionando o menor impacto neste e nos demais jobs em execução.

Neste experimento, foram realizados dois testes. No primeiro, são utilizados três

PMs para processamento de 15 jobs. Neste teste é verificado o impacto do tempo de

escalonamento do MEMiC em relação as demais abordagens testadas. Já no segundo teste

foi aumentada a quantidade de jobs para 30 com quatro perfis diferentes, a fim de verificar

o comportamento do MEMiC em relação as demais abordagens. Como métricas para a

avaliação do desempenho foram considerados as médias dos tempos de escalonamento para

os conjuntos de job de cada teste com as diferentes abordagens, o tempo médio de start

de cada VM, a média do tempo de execução dos jobs submetidos e o tempo total para a

execução do conjunto de jobs considerados em cada teste. Os tempos são apresentados

em milissegundos.

6.3.1 Cenário 1 - Custo de Alocação

Neste teste, foram utilizados dois perfis de job e três PMs para alocação com o objetivo

de analisar o comportamento do MEMiC em relação as demais abordagens utilizadas,

principalmente, quanto ao custo de escalonamento. Foram escalonados 15 jobs cada qual

com consumo máximo de memória de 2.5G e 4.5GB, como mostrado na Figura 6.11,

somando o consumo do job mais VM.

A Figura 6.12 apresenta os tempos gastos com o escalonamento de 15 jobs nas abor-

dagens RR, FF, FFD e MEMiC. O tempo da abordagem Dedicated mais uma vez foi

excluída no gráfico para facilitar a avaliação dos demais devido a discrepância em relação

as demais abordagens por segurar os jobs em fila aguardando a liberação dos recursos.

Assim como no teste anterior, o tempo de escalonamento das abordagens RR, FF e FFD
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Figura 6.11: Perfil jobs Teste 2 (em MB)

foi igual, já o tempo do MEMiC foi 50% maior do que as demais abordagens apresentadas.

Considerando a diferença do teste anterior, que foi de aproximadamente 17%, esta dife-

rença mais que dobrou com pouco mais que o dobro de jobs, porém esse valor ainda não

é significativo em relação ao tempo de execução, representando menos de 1 segundo. A

fim de permitir uma visão da variação do tempo de escalonamento do MEMiC em relação

as demais abordagens que possuem tempos aproximadamente iguais, a Figura 6.13 apre-

senta os tempos de escalonamento com 7, 15 e 30 jobs utilizando MEMiC em relação ao

tempo médio das demais abordagens. Desta forma, podemos perceber que o tempo de es-

calonamento do MEMiC apresentou aumento de 50% e 47% posteriormente. Analisando

o comportamento do MEMiC, podemos identificar que este possui uma expectativa de

reduzir gradativamente esse aumento do tempo de escalonamento conforme aumentamos

a quantidade de jobs. Porém são necessários mais testes escalando a quantidade de jobs

e PMs para confirmar esta expectativa.

A Figura 6.14 apresenta os tempos médios de execução para os 15 jobs executados.

A abordagem Dedicated, por não ter concorrência por recursos, apresenta o menor tempo

de execução, seguindo de perto por MEMiC e RR e FFD com aproximadamente 3% de

diferença. Mais uma vez, podemos perceber que a abordagem proposta MEMiC obteve

bons resultados, sendo a sua média 4 segundos aproximadamente menor que a abordagem

FFD. Essa diferença de apenas 4 segundos na média se torna maior quando comparamos
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Figura 6.12: Tempo médio de escalonamento

Figura 6.13: Tempo médio de escalonamento com 7, 15 e 30 jobs

o tempo de execução de cada job para cada uma das abordagens. Para exemplificar esta

diferença, consideramos o maior tempo de execução de cada uma das execuções com FFD

e MEMiC e podemos perceber que o maior tempo de execução na abordagem MEMiC

foi do job 1 com 568 segundos, já na abordagem FFD foi para o job 4 com 605 segundos,

representando uma diferença de aproximadamente 7%.

A Figura 6.15 representa a vazão de jobs utilizando cada uma das abordagens através

do tempo de resposta. É possível perceber que para esta combinação de jobs as aborda-

gens RR e MEMiC apresentaram os melhores resultados. Vale ressaltar que a ordem de

chegada dos jobs influencia no desempenho, principalmente das abordagem RR que dis-

tribui de forma uniforme sem se preocupar com o nível de utilização dos recursos. Como

a alocação de memória inicial da VM é de 2GB, considerando que pelo menos metade dos

jobs do workload consomem mais do que 2GB, essa alocação prejudica o desempenho de
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Figura 6.14: Tempo médio de execução

Figura 6.15: Tempo total de resposta para submissão de todos os jobs

abordagens como o FF que aloca no primeiro PM com recursos disponíveis. O impacto

causado no MEMiC causado pela ordem de chegada dos jobs é consideravelmente menor

do que os demais uma vez que este seleciona o PM que é capaz de gerar o menor impacto

no decorrer da execução do job. Como o MEMiC analisa todo o comportamento do job e

não só o consumo inicial, este não sofre com uma alocação inicial que será alterada pelo

controlador, o algoritmo já considera possíveis alterações de memória alocada a cada VM.

A Tabela 6.3 apresenta os tempos consolidados obtidos para cada uma das abordagens.

6.3.2 Cenário 2 - MEMiC x Demais abordagens

No teste 3 foram utilizados quatro perfis de job e três PMs para alocação com o objetivo de

analisar o comportamento do MEMiC em relação as demais abordagens utilizadas. Foram
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Tabela 6.3: Cenário 1 - Consolidação dos Tempos em milissegundos

Sched Start Exec Total

Dedicated 1124763 20669 532993 2813449

RR 28 40646 551749 634353

FF 28 57634 591642 747663

FFD 28 44722 554326 651264

MEMiC 42 43050 550660 633823

escalonados 30 jobs cada qual segundo um dos quatro perfis de consumo apresentados na

Figura 6.11.

Figura 6.16: Perfis de consumo de memória para os jobs utilizados no teste (em MB).

O gráfico mostrado na Figura representa o tempo de boot e start de job para cada

VM. No algoritmo Dedicated, é submetido um job de cada vez por host. Desta forma, é

criada apenas a VM para esse período, reduzindo o startT ime para cada job. No entanto,

esta redução não é suficiente para compensar as perdas causadas pelo uso do ambiente

de forma dedicada. Em relação às outras abordagens, a MEMiC apresentou resultados
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próximos as abordagens RR e FFD com tempo médio aproximadamente 2 e 5 segundos

melhor que as mesmas, respectivamente. Quanto mais VMs forem iniciadas ao mesmo

tempo, maior será o tempo médio para iniciar cada VM. Por esta razão, a abordagem FF

obteve os piores resultados.

Figura 6.17: Tempo médio de start da VM

O gráfico apresentado na Figura 6.18 corresponde as médias de tempo de execução

para cada uma das abordagens testadas. Como esperado, a abordagem Dedicated apre-

senta o melhor tempo de execução por utilizar os recursos sem compartilhamento. A

abordagem MEMiC apresentou o melhor tempo dentre as abordagens que permitem o

compartilhamento de recursos. O seu tempo foi de aproximadamente 15 segundos a me-

nos do que FFD e RR, que obtiveram os resultados mais próximos. Ao analisar cada

job, a abordagem FFD obteve o pior tempo de execução para o job16 com 678 segundos.

Enquanto a abordagem MEMiC obteve o pior tempo de execução para o mesmo job16,

porém com tempo de 563 segundos, uma diferença de aproximadamente 115 segundos.

Essa diferença corresponde a mais de 20% do tempo de execução do job.

Se o tempo médio de execução da abordagem MEMiC foi próxima as abordagens FFD

e RR, é possível perceber a sua vantagem ao analisar o tempo de execução de cada job

de forma independente. A Figura 6.19 apresenta os tempos de execução de cada job para

cada uma das abordagens normalizado em relação a abordagem Dedicated, separado em

dois gráficos para facilitar a visualização. Através destes gráficos, é possível perceber que

a abordagem MEMiC se mostra mais estável, apresentando resultados mais próximos do

tempo de execução ideal que é apresentado pela abordagem Dedicated. No que se refere

as abordagens tradicionais como RR, FF e FFD, estas abordagens comprometem o tempo
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Figura 6.18: Tempo médio de execução

de execução de determinados jobs, não concedendo memória a estes, em detrimento dos

demais que recebem memória.

Se a média do tempo de execução da abordagem Dedicated foi menor do que os demais

por não ter concorrência, no que refere a vazão, o seu tempo foi drasticamente influenciado

devido ao uso de recursos de forma dedicada. A Figura 6.20 apresenta o tempo total de

cada abordagem. Nos resultados, é possível perceber que a abordagem MEMiC obteve

tempo total aproximadamente 100, 145 e 775 segundos menor do que as abordagens

FFD, RR e FF respectivamente. Esta diferença representa que as demais abordagens

apresentaram um percentual de 15%, 21% e 114% pior, respectivamente, do que MEMiC.

Para este workload, a abordagem FFD apresentou o segundo melhor resultado em relação

ao throughput mostrando que este workload representa um dos melhores casos para a

abordagem. Embora as abordagens tradicionais como RR, FF e FFD apresentem maior

variabilidade de acordo com o workload, é possível perceber que a abordagem MEMiC se

mostrou mais estável, pois não realizava a alocação com base no consumo de memória

atual ou predeterminado, mas sim na simulação baseada na variação do consumo de

memória.

As abordagens tradicionais não possuem, o MEC para fazer o gerenciamento dinâmico

das VMs locais e não realizam migração por padrão, dificultando identificar aonde e se

a a abordagem MEMiC é válida. Apesar de nos experimentos realizados a abordagem

MEMiC não chega a realizar nenhuma migração, um novo conjunto de testes foi realizado

comparando a abordagem MEMiC, sem MEC e sem migração com as abordagens tradi-

cionais. Neste caso, a abordagem proposta tem o prejuízo de considerar na simulação a
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(a) Jobs 1 ao 14

(b) Jobs 15 ao 30

Figura 6.19: Tempo de execução job a job

existência de um controlador de elasticidade que não estará presente no ambiente.

A Figura 6.21 apresenta os valores de tempo médio de execução da abordagem ME-

MiC sem MEC e migração em relação as demais nas mesmas configurações apresentadas

anteriormente. Esta proposta apresentou um tempo médio próximo a abordagem com o

MEC porém 7 segundos melhor, aproximadamente 17%. Esse tempo está associado ao

custo de extração de memória das VMs no gerenciamento de memória por parte do MEC.

O algoritmo de gerenciamento de memória proposto pelo MEC trabalha de forma reativa

para a concessão de memória, mas se uma VM está com memória livre, o MEC tenta

sempre reduzir a memória desta VM para liberar para as demais VMs do host. Este tipo

de abordagem adotada pelo MEC tem se mostrado vantajosa na maioria das vezes, mas
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Figura 6.20: Tempo total de resposta para submissão de todos os jobs

pode ser onerosa para determinadas VMs do ambiente.

No que se refere ao tempo total, como mostrado na Figura 6.22, a abordagem com

MEC foi aproximadamente 6 segundos melhor, menos de 1% em relação a abordagem

sem MEC. Uma limitação do escalonador MEMiC é a dependência da execução prévia do

job para a definição do perfil de consumo. Porém, ao executar em conjunto com o MEC,

o escalonador pode utilizar um perfil “desconhecido” para as aplicações que não possui

dados e deixar a cargo do MEC a gerência considerando nas previsões as informações

recebidas do mesmo sem a variação do consumo de memória. A Tabela 6.4 apresenta os

valores consolidados obtidos neste Teste.

Tabela 6.4: Cenário 2 - Consolidação dos Tempos em milissegundos

Sched Start Exec Total

Dedicated 1922770 21094 389828 4286124

RR 37 68797 421204 774009

FF 39 173195 493628 1450614

FFD 37 71066 420478 775976

MEMiC (sem MEC) 61 66827 398825 680231

MEMiC 60 66633 405562 675032

Analisando os resultados obtidos com o MEMiC em relação as demais abordagens po-
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Figura 6.21: Tempo médio de execução comparando as abordagens sem MEC e MEMiC
com e sem MEC

demos que concluir que o mesmo possui um tempo de escalonamento consideravelmente

maior que as demais abordagens, porém este tempo corresponde uma pequena fração que

pouco influência no tempo de execução e na vazão de jobs. Em testes realizados com uma

fila de até 60 jobs, o tempo de escalonamento foi inferior a 1 segundo. Quanto ao tempo

de inicialização das VMs, foi possível perceber que a sobrecarga de um recurso interfere

diretamente neste tempo, ressaltando a importância de um balanceamento não só de carga

como também de quantidades de VMs em cada PM para evitar a sobrecarga do virtua-

lizador. No tempo médio de execução foi possível ver o impacto negativo causado pela

concorrência por recursos. A abordagem MEMiC foi capaz de comprovar a importância

do conhecimento do perfil de consumo para prever se a concorrência por recursos, em um

ambiente com elasticidade, pode causar o não atendimento a requisição por recursos para

uma ou mais VMs, prejudicando o seu desempenho.

Quanto ao tempo total em cada um dos testes, a abordagem proposta foi capaz de

apresentar resultados satisfatórios prevendo e evitando a interferência negativa causada

pela concorrência por recursos com diferentes workloads. Uma abordagem que realize uma

alocação inicial ineficiente ou que, devido a ao aumento de consumo das VMs, ocasione a

sobrecarga de um ou mais PMs, força a migração de VMs o que impacta negativamente no

tempo de execução e na vazão do ambiente. Nos testes realizados podemos perceber que

a migração deve ser evitada, por este motivo a abordagem MEMiC só realiza a migração

quando o MEC identifica que não há recursos o suficiente para atender a todas as VMs

em um PM e pausa ou suspende uma VM. Vale ainda ressaltar que todas as abordagens

testadas utilizaram o controlador MEC para a elasticidade de memória em cada PM.



6.3 Experimento 3 - Análise experimental do Cloud Manager MEMiC 84

Figura 6.22: Tempo total de resposta comparando as abordagens sem MEC e MEMiC
com e sem MEC

Uma informação importante analisada nos testes realizados está relacionada a quan-

tidade de recursos alocados para cada VM submetida e o quanto destes recursos é consi-

derado como alocado pelo escalonador para alocar os demais jobs. Um exemplo é o job

sintético utilizado com 4.5GB de pico de memória. Este job começa consumindo apenas

500MB de memória da VM, entre job e SO convidado, e vai aumentando gradativamente

até chegar no pico de consumo de 4.5GB. Caso o escalonador considere a reserva de alo-

cação de 4.5GB, o recurso pode ficar subutilizado enquanto outras VMs poderiam ser

alocadas e até mesmo terminar a execução antes que esta VM necessite da memória total

reservada. Caso seja considerado apenas o consumo inicial de 500MB, o escalonador irá

considerar que pouca memória está em uso e poderá alocar muitas VMs sobrecarregando

o recurso ocasionando em um número maior de migrações. Por padrão, nos testes reali-

zados, foi considerado que todas as VMs iniciam com 2GB de memória e fica a critério

do MEC a redução ou aumento de memória mediante a necessidade apresentada por cada

VM. Uma vantagem da abordagem MEMiC, quanto a este problema, é que a quantidade

inicial alocada ou reservada não influência na alocação, uma vez que o mesmo realiza a

simulação para a predição e se identificados futuros gargalos por falta de recursos, o job

não é alocado naquele PM.
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6.4 Experimento 4: Análise da influência da quanti-
dade de memória no escalonamento.

Neste experimento foram realizados um conjunto de testes com o objetivo de avaliar se o

escalonador MEMiC é capaz de otimizar a alocação do ambiente, não só otimizando os

tempos de execução, como apresentado no experimento anterior, mas também reduzindo

a suspensão e migração de VMs. Para este experimento foram executados 35 jobs, com

apenas três diferentes comportamentos de consumo de memória e tempo de execução,

como apresentado na Figura 6.23. Além do host do Cloud Manager, foram utilizados 6

hosts de processamento, cada qual com as mesmas especificações do experimento anterior.

Neste Experimento foram analisadas como métricas o tempo total, a média do tempo de

execução utilizados anteriormente, e a quantidade de VMs migradas para avaliar quantas

vezes houve uma sobrecarga do host local e houve a necessidade de realizar migrações.

Cada teste foi realizado dez vezes, onde foi identificada que a variação entre o resultados

foi de no máximo 1%.

Figura 6.23: Perfis de consumo de memória para os jobs utilizados no experimento 4 (em
MB).

Para a submissão de um job é importante a definição da quantidade de recursos como

memória e CPU para executar o mesmo. Estes dados são utilizados pelo escalonador para

alocar o job e identificar se existe recursos disponíveis ou não para alocar o job naquele

momento. Porém, principalmente quando falamos de memória, como já mostrado nos

experimentos anteriores, há uma variabilidade grande do consumo de memória do job

durante a sua execução. Dada esta variabilidade, pode ser passado como dado de entrada

por exemplo, consumo máximo de memória do job, o consumo inicial ou até mesmo o
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consumo médio de memória do mesmo. Sendo assim, o problema estudado através deste

experimento consiste em identificar qual medida de memória deve ser passada como dado

de entrada para o escalonador e como essas medidas influenciam no escalonamento.

Para a comparação das abordagens foram utilizadas as políticas RR, FF e FFD em

comparação ao MEMiC, todas utilizando o MEC. Para cada uma das abordagens que

considera a quantidade de memória na alocação (FF, FFD e MEMiC), foram realizados

teste variando esta quantidade considerando o consumo máximo de memória do job, a

média de consumo ou o consumo inicial. Para os perfis de jobs utilizados, o consumo

inicial é o mesmo que o consumo mínimo, como mostrado na Figura 6.23.

A Figura 6.24 apresenta os valores de tempo de execução para cada abordagem vari-

ando entre o consumo máximo(MAX), o consumo inicial(Init) e a média de consumo(Avg),

a quantidade de memória considerada para a alocação dos jobs. o tempo de execução uti-

lizando a abordagem RR, esteve próximo aos melhores tempos obtidos através da aborda-

gem MEMiC, sendo apenas 2% maior. Como esta abordagem não considera a quantidade

de memória para a seleção do recurso, este desempenho pode sofrer grandes variações de

acordo com o workload utilizado. Com relação a abordagem FF, como a mesma aloca o

job no primeiro host com memória o suficiente livre, é necessária a utilização do máximo

de memória para a alocação ou haverá a sobrecarga de determinados hosts e a subutiliza-

ção de outros. Sendo assim, o melhor tempo obtido com FF foi considerando o máximo

de memória, sendo 5% maior que a abordagem MEMiC. A utilização do consumo máximo

de memória para a alocação possibilitou um tempo 60% e 12% melhor que a utilização

do consumo inicial e a média, respectivamente.

Já a abordagem FFD obteve uma menor variação com relação a quantidade de memó-

ria considerada para a alocação e resultados mais próximos do MEMiC que apresentou os

melhores resultados. Considerando a abordagem FFD, a variação do tempo de execução

utilizando o consumo inicial ou o máximo foi irrisória, menos de 1%. Isto ocorre pois o

consumo inicial é praticamente igual para o conjunto de jobs utilizados, gerando tempos

próximos a abordagem FF, realizando uma distribuição uniforme. Comparando estes com

o consumo médio a variação foi de 3%, este resultado ocorre pois o consumo médio não

representa o comportamento do job, um exemplo presente neste workload é de um perfil

de job que consome aproximadamente 4GB por 50% do tempo e depois seu consumo reduz

para 1GB. Desta forma o consumo médio fica próximo a 3GB, gerando uma sobrecarga

do recurso quando o consumo é de 4GB e uma subutilização quando reduz o consumo

para 1GB.
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Figura 6.24: Tempo médio de execução

A abordagem MEMiC apresentou os melhores resultados e a variação de menos de

1% entre os diferentes valores de consumo de memória considerados para a alocação.

Os resultados apresentados foram 2% e 3% melhores que as abordagens RR e FFD com

consumo de memória inicial, respectivamente. A abordagem MEMiC se difere das demais

por considerar para a alocação o consumo de memória de acordo com o perfil do job

durante toda a sua execução. Desta forma a abordagem identifica no momento da alocação

quando e se haverá a sobrecarga no host quando aloca o job em fila em concorrente com

o demais em execução e qual o impacto desta sobrecarga na execução do job. Por este

motivo, para a abordagem MEMiC o valor que será considerado para a alocação será

todo o perfil de consumo de memória com suas variações, independente se está definida a

reserva inicial com base no consumo máximo, inicial ou médio do job.

A fim de avaliar cada estratégia de escalonamento, neste experimento foi analisada

também a quantidade de migrações realizadas para reduzir o impacto causado pela con-

corrência pelo consumo de memória em hosts sobrecarregados. A migração ocorre devido

a sobrecarga do host e, na maioria das vezes, gera um impacto negativo no tempo de

execução do job migrado. A Figura 6.25 apresenta a quantidade de migrações realizadas

em cada abordagem. A abordagem que apresentou o pior resultado foi a FF conside-

rando o consumo inicial de cada job que realizou 25 migrações. As estratégias que não

realizaram nenhuma migração foram a FF considerando o máximo de memória e as es-

tratégias utilizando a abordagem MEMiC. A FF com o máximo de memória não realizou

migrações porém reserva a priori uma quantidade de memória que não será utilizada pelo

job durante toda a sua execução, gerando a subutilização dos recursos. Já a abordagem
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MEMiC apresentou os melhores resultados sendo capaz de distribuir os jobs de forma

eficiente baseada na variação do consumo de memória, otimizando o tempo de execução

e minimizando a quantidade de migrações.

Figura 6.25: Quantidade de migrações

Figura 6.26 são apresentados os tempos totais desde o momento em que o primeiro

job chegou em fila até terminar de executar todos os jobs com cada uma das estraté-

gias apresentadas neste experimento. O pior resultado foi obtido para a estratégia FF

considerando o consumo inicial de memória de cada job, este apresentou um resultado

194% maior que as estratégias utilizando o MEMiC, que apresentou os melhores resulta-

dos. Dentre as demais estratégias, as abordagens RR, FF considerando o máximo e FF

considerando a média de consumo, apresentaram uma diferença de aproximadamente 1%

e foram as que apresentaram os resultados mais próximos as estratégias com MEMiC,

sendo aproximadamente 19% maior. Mais uma vez, entre as estratégias com MEMiC, a

variação dos resultados foi de aproximadamente 1%, com uma diferença entre 18% e 19%

para os melhores resultados entre as abordagens tradicionais. A Tabela 6.5 apresenta os

resultados consolidados obtidos neste experimento.

Neste experimento foi possível identificar a importância e o impacto causado na alo-

cação dos jobs pela definição da quantidade de memória a ser reservada para cada job no

momento da alocação. Através destes experimentos foi possível também comprovar que

a abordagem MEMiC sofre pouca ou nenhuma influência desta quantidade de memória

considerada para a alocação uma vez que a mesma aloca baseada em todo o perfil de

consumo de memória do job e não nas informações de quantidade de memória necessária.

Desta forma, a abordagem é capaz de prever possíveis gargalos quando alocando um con-
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Figura 6.26: Tempo total

junto de jobs de forma concorrente e evitar a sobrecarga de recursos, reduzindo o impacto

gerado pela concorrência de memória.

6.5 Resumo do Capítulo

Neste capítulo foram apresentados os resultados de análise e comparação da abordagem

proposta, com base nos experimentos preliminares, em relação as demais existentes para

o problema de alocação de jobs. O primeiro experimento permitiu a avaliação do consumo

de memória de diferentes aplicações durante as suas execuções. Através dos resultados

apresentados podemos perceber que a quantidade de memória utilizado por uma aplicação

é variável e como a variação de memória alocada para a VM influencia no tempo de

execução desta aplicação.

No segundo foi analisado se o ambiente simulado é capaz de representar o ambiente

real, representando o impacto causado pela concorrência por recursos. Através deste

experimento podemos perceber que o módulo de simulação foi capaz de representar o

ambiente real de forma a ser capaz de ser utilizado como módulo de previsão de consumo

de memória e tempo de execução para o auxílio ao escalonamento.

No terceiro experimento foi avaliada a abordagem proposta com e sem MEC em rela-

ção as principais abordagens utilizadas para o escalonamento de aplicações concorrentes.

Nesta análise foi possível perceber que a abordagem proposta foi capaz de apresentar resul-

tados satisfatórios prevendo e evitando a interferência negativa causada pela concorrência

por recursos com diferentes workloads.
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Tabela 6.5: Experimento 4 - Consolidação dos resultados

Exec(milisegundos) Quant. de Migrações Total(milisegundos)

RR 618106 1 968571

FF Max 638769 0 969927

FF Init 1023921 25 2394674

FF Média 717550 7 963686

FFD Max 625910 2 995234

FFD Init 625135 2 991964

FFD Média 643590 2 1080263

MEMiC Max 605417 0 805664

MEMiC Init 605132 0 814571

MEMiC Média 605360 0 817919

O último experimento analisou o impacto da escolha do valor de memória reservada

no momento da alocação dos jobs. Neste caso, considerou as opções de consumo má-

ximo, inicial e médio de memória de cada job. Como métrica foi considerada também

a quantidade de migrações realizadas por cada estratégia. Os resultados apresentados

comprovaram que a abordagem MEMiC sofreu a menor influência causada pelo valor de

memória considerado para a alocação, possuindo uma menor variância entre os valores

utilizados e apresentando os melhores resultados para cada uma das métricas avaliadas.



Capítulo 7

Conclusão

Esta tese foca no problema de escalonamento de jobs em ambientes onde há o comparti-

lhamento dos hosts e o escalonador do ambiente de nuvem conhece o perfil de consumo de

memória dos jobs. Para este trabalho, o problema de escalonamento foi divido em duas

partes. Em um primeiro momento foi realizado um estudo da parte referente a seleção do

job que deve ser alocado através do estudo de diferentes políticas de prioridade. Desta

forma, foram testadas diferentes abordagens de ordenação de fila com e sem o uso de

backfilling, utilizando três diferentes workloads, e para avaliação foram utilizadas quatro

métricas. Através deste experimento podemos perceber que para cada workload há uma

abordagem de escalonamento que oferece um melhor desempenho para uma determinada

métrica, desta forma podemos ver que as três informações (perfil de consumo de recurso

das aplicações, métrica a ser otimizada e a abordagem de escalonamento) são funda-

mentais para definir um escalonamento eficiente. Neste experimento foi avaliado ainda a

possibilidade de variação da quantidade de recursos computacionais, núcleos neste caso,

necessários para executar uma aplicação quando os recursos ofertados não forem suficien-

tes para atender aos requisitos dos jobs. Os resultados se mostraram promissores mesmo

considerando que a simulação da variação foi feita extrapolando de forma negativa o com-

portamento da aplicação mediante a variação da quantidade de recursos computacionais.

Sendo assim, estes valores representam o pior caso da variação, que acabou apresentando

resultados inferiores aos obtidos com Backfilling. Com base nos resultados obtidos, foi

proposta então a utilização de Backfilling com variação da quantidade de recursos. Desta

forma, é oferecida a variação para o primeiro job da fila, e somente se, mesmo assim, não

for possível atender-lhe será realizado o Backfilling. Os resultados obtidos mostraram-

se promissores se comparados com a abordagem somente com Backfilling, alcançando

melhores resultados para algumas das métricas utilizadas.
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Através dos primeiros experimentos foram analisadas diferentes políticas de ordenação

de filas, porém estas políticas tradicionais consideram que o consumo de recursos de cada

aplicação é estático, ou seja não variam durante a execução da aplicação. Se medirmos a

quantidade de recursos em função da quantidade de memória necessária, ciclos de CPU ou

tempo de I/O é possível identificar que esse consumo é variável de acordo com a aplicação.

Desta forma, uma alocação fixa de recursos pode ocasionar em uma alocação ineficiente

subutilizando recursos por parte do tempo de execução de cada aplicação. Para confirmar

esta afirmação sobre a variação do consumo de recursos foi realizado um experimento

com um conjunto de testes com aplicações sintéticas e aplicações do PARSEC coletando

o consumo de memória durante a sua execução. Através dos resultados apresentados

podemos perceber que a quantidade de memória utilizado por uma aplicação é variável e

como a variação de memória alocada para a VM influencia no tempo de execução desta

aplicação. É possível afirmar que, assim como o consumo de memória varia no decorrer

da execução de uma aplicação, o percentual de uso de CPU e a utilização de recursos

de I/O de disco e redes também podem variar de acordo com o problema tratado pela

aplicação, sua implementação e seus dados de entrada, como apresentado no trabalho

[Oliveira et al., 2017].

Com base na confirmação da variação de consumo de memória durante a execução

da aplicação, esta Tese focou na segunda etapa do problema de escalonamento, a etapa

de seleção do host que será alocado o job considerando a variação dos recursos alocados

em tempo de execução. Como caso de uso utilizamos o problema de alocação de jobs em

ambientes virtualizados com elasticidade vertical de memória. Com base neste problema,

foi proposto neste trabalho o framework MEMiC que aloca e escalona dinamicamente jobs.

O MEMiC tem como diferencial o conhecimento da variabilidade de consumo de recursos

dos jobs, seja em fila ou já em execução no ambiente, conhecendo assim o que cada um

destes jobs necessita de memória para a sua execução. O objetivo deste framework é evitar

o impacto negativo durante a execução de cada job através da predição aproximada do

seu comportamento quando executado concorrentemente com os demais jobs. O MEMiC

trabalha de forma cooperativa com o controlador de elasticidade MEC para oferecer um

melhor gerenciamento de memória do ambiente como um todo.

Para analisar se o impacto causado na execução do job de forma concorrente com os

demais jobs em execução em cada host, foi proposto e implementado um simulador que

baseado no perfil de consumo dos jobs retorna o tempo de execução estimado considerando

a concorrência por memória. Para avaliar se este simulador seria capaz de representar

o impacto na concorrência por recursos em ambiente real através das informações forne-
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cidas sobre cada aplicação sendo executadas em ambientes dedicados, foi realizado um

experimento executando cargas de trabalho iguais, em ambiente real e simulado, a fim

de comparar os resultados obtidos. Através dos testes realizados neste experimento foi

possível comprovar que o ambiente simulado é capaz de representar a execução dos jobs

obtendo níveis de consumo de memória e tempo de execução próximos aos obtidos em

ambiente real.

Posteriormente foram realizados os experimentos em ambiente real utilizando o fra-

mework MEMiC onde o escalonador utiliza o auxílio do simulador desenvolvido para

identificar o host que irá gerar o menor impacto na execução da aplicação a ser alocada

de forma concorrente com as demais em execução no host. Os resultados obtidos com

a abordagem proposta apresentaram redução do tempo total e do tempo médio para

executar os diferentes conjuntos de jobs testados em relação às abordagens tradicional-

mente utilizadas para o problema de alocação de jobs concorrentes. Este algoritmo se

mostrou capaz de realizar uma alocação mais eficiente auxiliando o controlador de elasti-

cidade quanto ao gerenciamento das VMs (evitando a suspensão de VMs) e reduzindo a

necessidade de migrações.

No último experimento realizado foi analisado o impacto do valor de memória con-

siderado para a reserva no momento da alocação dos jobs. Neste experimento foram

analisadas as mesmas abordagens utilizadas no experimento anterior porém variando a

alocação considerando o consumo inicial, máximo ou médio do job. Como métrica foi

considerada também a quantidade de migrações realizadas por cada estratégia. Os re-

sultados apresentados comprovaram que a abordagem MEMiC sofreu a menor influência

causada pelo valor de memória considerado para a alocação, possuindo uma menor vari-

ância entre os valores utilizados. O MEMiC também permitiu uma melhoria de 2% e 16%

em relação às abordagens com os resultados mais próximos quanto a média de tempo de

execução e tempo total para a execução do conjunto de jobs utilizados, respectivamente.

A abordagem MEMiC apresentou os melhores resultados para os workloads testados e foi

mais estável independente do workload de entrada. Esta estabilidade é importante, pois

comprova que independente do workload e da ordem de chegada dos jobs a abordagem

foi capaz de apresentar resultados satisfatórios.

Através das análises realizadas podemos perceber a importância de se tratar o pro-

blema da variação do consumo de recursos das aplicações durante as suas execuções para

possibilitar a utilização dos recursos de forma eficiente. Porém, em conjunto com esta

eficiência, é necessário sempre analisar o problema da interferência e se a quantidade de
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recursos alocados ou reservados para uma aplicação é o que ela realmente necessita para

que esse compartilhamento de recursos possa ser realizado de forma adequada.

Como resultado do trabalho desenvolvido e através da orientação de alunos em temas

correlatos, foram submetidos ou aceitos os seguintes trabalhos:

• “Gerenciamento do Motor Gerador de Containers para Nuvens Computacionais”.

In: XVI Workshop de Iniciação Científica em Arquitetura de Computadores e Com-

putação de Alto Desempenho - 2015

• “Análise de estratégias de escalonamento para aplicações moldáveis com deadline”

- Simpósio Brasileiro de Redes de Computadores e Sistemas Distribuídos (SBRC) -

Workshop de Computação em Clouds e Aplicações (WCGA) - 2016

• “Rufus: Ferramenta para o gerenciamento de infraestrutura para a execução de

aplicações em containers” - SBRC-Salão de Ferramentas. Simpósio Brasileiro de

Redes de Computadores - 2016.

• “Affinity aware scheduling model of cluster nodes in private clouds” - Journal of

Network and Computer Applications - 2017

• “Job Scheduling in Elastic Virtualized Environments” - Journal of Future Generation

Computer Systems - 2017 (submetido)

Pretende-se ainda dar continuidade ao trabalho através da realização de novos experi-

mentos e submissão de novos artigos. Através do trabalho desenvolvido foram identificadas

as seguintes oportunidades para o desenvolvimento de trabalhos futuros:

• Realizar experimentos com diferentes políticas de prioridade de fila em conjunto

com a política de alocação proposta e as demais políticas de alocação testadas

anteriormente.

• Realizar experimentos com um ambiente heterogêneo a fim de analisar como o al-

goritmo MEMiC irá se comportar neste tipo de ambiente.

• Acrescentar a informação do deadline do job e implementar uma estratégia que

considere este valor para aumentar ou reduzir a prioridade de um job.

• Realizar experimentos com uma quantidade maior de jobs e recursos, a fim de

verificar a escalabilidade e comportamento da arquitetura proposta com mais dados

a serem simulados.
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• Se necessária, paralelizar a simulação de concorrência em diferentes hosts para mi-

nimizar o tempo de escalonamento.

• Implementar as modificações necessárias para a realização de experimentos da abor-

dagem proposta com aplicações online.

• Realizar experimentos considerando aplicações online e em batch sendo executadas

concorrentemente.

• Melhorias no algoritmo de escalonamento e migração considerando aplicações em

que o perfil de consumo não é conhecido.

• Realizar testes com diferentes controladores de elasticidade a fim de avaliar como

o algoritmo de simulação proposto é capaz de representar o funcionamento destes

controladores.

Quanto a decisão de migração, atualmente o escalonador MEMiC ao identificar que

um host está sobrecarregado, envia uma mensagem para o host sobrecarregado solicitando

que migre a VM que está sofrendo com a falta de memória para um determinado host

selecionado. Porém, talvez a migração de outra VM fosse capaz de ser executada em

menos tempo e liberaria memória o suficiente para a execução de todas as VMs restantes

no host. Sendo assim, como trabalhos futuros, pretendemos realizar experimentos com

diferentes algoritmos para a seleção da VM que será migrada. Outra possibilidade que

será testada é o envio para o controlador local da quantidade de memória que necessita

ser liberada e para que host deve ser migrada a VM, de forma que o controlador seja

capaz de selecionar, de acordo com os dados atualizados, qual VM deve ser migrada para

liberar memória no ambiente.
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