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EM ESTUDANTES DE ENSINO SUPERIOR

COM O APOIO DE APRENDIZADO DE
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Resumo

Transtornos mentais, tais como depressão e ansiedade, têm aumentado sua prevalência
mundialmente. Particularmente, o transtorno depressivo maior se tornou um problema
pervasivo entre estudantes de ensino superior, agravado, ou até mesmo provocado, pelas
pressões acadêmicas que eles precisam enfrentar. Enquanto as razões para essa situação
permanecem obscuras (embora largamente investigadas), o estudante que enfrenta este
problema deve ser tratado. Para isso, primeiro é necessário detectar a severidade de seus
sintomas. Os meios confiáveis para tal são consultas cĺınicas com psicólogos ou psiquia-
tras; entretanto, novas tecnologias de Inteligência Artificial poderão fornecer alternativas.
Atualmente, os dados compartilhados em mı́dias sociais estão largamente dispońıveis, e
podem ser utilizados para indicar os sintomas de depressão mesmo quando o estudante
não tenha recursos, ou quando lhe falte forças para buscar ajuda profissional. Traba-
lhos anteriores já buscaram relações entre publicações de mı́dias sociais com depressão,
normalmente, com ênfase em imagens ou textos separadamente. Estes trabalhos aborda-
ram o problema tanto por meios tecnológicos, quanto pela via psicológica; entretanto, a
necessidade de um especialista que manualmente escolha atributos elimina a capacidade
generalizante das análises. Neste trabalho, comparamos a severidade de sintomas depres-
sivos em estudantes de ensino superior aferida pelo BDI-II com a avaliação de modelos de
Aprendizado de Máquina, utilizando ambas as fontes de dados: imagens e legendas das
publicações do Instagram, com extratores de atributos ResNet, Bag of Words e Doc2Vec,
utilizando a metodologia de Aprendizado de Representações. Os resultados experimentais
da amostra de estudantes da Universidade Federal Fluminense demonstram que aqueles
que apresentaram escores maiores que 20 no BDI-II puderam ser identificados com pelo
menos 65% de precision e 80% de recall. Nossas descobertas demonstram uma potencial
ajuda em detectar estudantes em risco, e guiá-los para ter acesso ao tratamento adequado.

Palavras-chave: Mı́dias sociais; Depressão; Instagram; Aprendizado de Máquina; Mo-
delos de Fusão.



Abstract

Mental disorders such as depression and anxiety have been increasing worldwide at alar-
ming rates. Specifically, the major depressive disorder has become a common problem
among university students, aggravated, and maybe even caused, by the academic pressu-
res they must face. Even though the causes for this alarming situation remain unclear
(although largely investigated), the student already facing this problem must be treated.
To do so, it is first necessary to detect its symptoms. The reliable methods are clinical
assessment by psychologists or psychiatrists, but Artifical Intelligence may provide an
alternative. Data shared at social media is a ubiquitous source that can be used to detect
the depression symptoms even when the student is not able to afford, or does not have the
strength, to search for professional care. Previous works have already relied on social me-
dia data to detect depression on the general population, usually focusing on either images
or texts posted by the social media users. Also, the majority of previous work focused
on engineering the features, which may be influenced by cultural aspects and the sample
itself. In this work, we focus on detecting the severity of the depression symptoms in
university students, by inducing Machine Learning models directly from both the pictures
and their captions posted in Instagram. The experimental results collected in a sample
of students from Universidade Federal Fluminense show that those presenting a BDI-II
score greater than 20 can be detected with at least 65% of precision and 80% of recall.
Our findings show a potential of line of research for further investigation of depression,
by bringing individuals at-risk to light, to guide them to access adequate treatment.

Keywords: Social media; Depression; Instagram; Machine Learning; Fusion models.
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representado por aj. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

3.3 Arquitetura de uma Rede Neural hipotética. Nós em laranja são inter-
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esquerda com dimensões 4×4 e mapa de atributos à direita com dimensões
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Caṕıtulo 1

Introdução

A depressão, como uma psicopatologia, remete à condição de um indiv́ıduo triste ou

sem interesse, e frequentemente com mudanças repentinas de peso e no sono [8]. A

condição pode ocorrer por uma série de razões, dentre elas: uso de medicamentos ou

drogas, doenças, morte de parentes, estressores, ou até mesmo por meio do próprio código

genético. Muitas vezes, os impactos na vida dos indiv́ıduos geram problemas profissionais,

financeiros e pessoais, numa ordem de magnitude que pode afetar, inclusive, as pessoas

ao seu redor.

Em 2015, foi aferido que a depressão afeta cerca de 5,8% dos indiv́ıduos no Brasil [2].

Este número representa o maior valor para a América do Sul, ao passo que é o segundo

maior valor em toda a América, perdendo apenas para os Estados Unidos com 5,9% de

prevalência [2].

Tal prevalência pode variar de acordo com as caracteŕısticas dos grupos de indiv́ıduos

avaliados, e.g., por idade, por gênero, por renda. Por exemplo, de acordo com a Orga-

nização Mundial da Saúde (OMS), a depressão é mais comum nas mulheres (5,1%) do que

nos homens (3,6%), o que nos mostra as diferentes prevalências para populações que pos-

suem caracteŕısticas em comum. Com isso em mente, as universidades também tornam-se

um ambiente fértil para investigação, sendo a etapa inicial da formação do indiv́ıduo, cuja

faixa etária representa um ponto de pico para a incidência de depressão [30, 63].

Não isento, o meio acadêmico vem demonstrando grande preocupação com a saúde

mental de seus alunos. Com a ausência de pesquisas brasileiras no assunto, os véıculos de

comunicação recentemente divulgaram relatos das dores de estudantes de graduação e pós-

graduação, além de casos de suićıdio nos campi universitários de todo o páıs [42, 41, 11,

10, 9]. Ainda, a depressão tem sido associada com pior rendimento acadêmico, ideação e



1 Introdução 2

tentativa de suićıdio, e baixo rendimento no trabalho [30]. Por outro lado, uma pesquisa

da Nature Biotechnology de 2018 também apontou que pós-graduandos têm seis vezes

mais chance de desenvolver depressão e ansiedade do que a população geral [22], ao passo

que uma revisão sistemática apontou uma prevalência média de 30,6% para estudantes

universitários com estudos de 1990 a 2010 [30], o que é consideravelmente maior do que

qualquer prevalência das populações gerais do mundo inteiro [2].

Embora a prevalência nos forneça uma métrica realista do impacto e longitude da

depressão numa população, ainda resta responder uma questão: e os indiv́ıduos que têm

depressão, mas não são detectados? Como visto na literatura, apenas cerca de 50% dos

indiv́ıduos que têm depressão e que se consultam com cĺınicos gerais recebem o diagnóstico

da depressão [39, 31]; isso sugere que, além dos cĺınicos gerais precisarem ser mais capaci-

tados para fazer o reconhecimento, muitos dos indiv́ıduos que deveriam ser diagnosticados,

e tratados, são mantidos na escuridão. Ainda pior, os indiv́ıduos podem não ter recursos

financeiros, o conhecimento, ou ter estigma social para procurar ajuda [7, 51]. Por causa

disso, muitos indiv́ıduos permanecem não diagnosticados, e portanto, não tratados, o que

pode agravar ainda mais os sintomas depressivos.

Não obstante os mecanismos mais efetivos para detectar depressão sejam por meio de

consultas com médicos psiquiatras e psicólogos, é também importante que existam outros

meios de detecção. Uma detecção alternativa pode ocorrer por meio de questionários psi-

cológicos, tal como o Inventário de Depressão de Beck (BDI) e o Center for Epidemiological

Studies Depression Scale (CES-D) [26, 48], que avaliam a severidade de sintomas depres-

sivos por meio de uma pontuação final das respostas ao questionário. Entretanto, uma

vez que os questionários são aplicados por profissionais, indiv́ıduos com depressão ainda

podem não ter acesso a eles. Por outro lado, grande parte dos mecanismos de detecção

de depressão, como em consultas cĺınicas que utilizam manuais de referência (Manual

Diagnóstico e Estat́ıstico de Transtornos Mentais), quanto por meio dos questionários,

possuem caracteŕısticas sedimentadas e planejadas há muitos anos. Por exemplo, o DSM

quarta edição foi lançado em 1994, ao passo que a quinta edição foi lançada em 2013.

Neste grande intervalo surgiram, e se popularizaram, diversas tecnologias que causaram

grande impacto no dia a dia dos indiv́ıduos de todo o mundo. Como exemplo: mı́dias so-

ciais, smartphones e a popularização da internet, o que marcou uma maior conectividade

entre os indiv́ıduos.

Entretanto, enquanto o mundo se modifica, os critérios diagnósticos podem não acom-

panhar tamanha velocidade, sobretudo num mundo marcado pela velocidade. Com isso
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em mente, a revolução da internet proporcionou manifestações individuais de pensamento

públicos, como num diário, gerando um conteúdo acesśıvel em diferentes ńıveis, como

imagens e textos. Por essa razão, uma questão que subitamente desabrocha, é se existe a

possibilidade de utilizar estes dados, que estão dispońıveis em larga escala, para detectar

depressão em indiv́ıduos. Tal abordagem tem a vantagem de ser senśıvel às mudanças

pontuais e longitudinais no tempo, e de incorporar os sinais propiciados pelas mudanças

que novas tecnologias causam na manifestação dos sintomas depressivos no mundo.

Por isso, śıtios de redes sociais (e.g., Facebook, Twitter, Instagram), apresentam um

ambiente promissor para investigar o comportamento de indiv́ıduos com diferentes inten-

sidades de sintomas depressivos. Diversos estudos investigaram a relação entre depressão

e uso de śıtios de redes sociais [56, 21]. Outros estudos também apontam a possibilidade

de utilizar modelos de Aprendizado de Máquina para desvendar atributos que se relacio-

nam com o resultado obtido pelos questionários [18, 61, 49, 56], o que indica um futuro

promissor para um método alternativo, e automático, de detecção.

Uma vez que cada śıtio de redes sociais possui uma estrutura diferente, certos tipos

de mı́dias podem ser mais priorizadas do que outras. Por exemplo, dada a natureza do

Twitter, textos curtos são mais priorizados; para o Facebook, textos mais longos podem ser

mais priorizados (mas não é impedido de existir textos curtos); para o caso do Instagram,

imagens podem ser mais priorizadas. Por isso, no melhor do nosso conhecimento, a grande

maioria dos estudos focou apenas em dados textuais, ou apenas em dados visuais, mas

não ambos. Com isso, acreditamos que utilizar ambos os tipos de dados pode aumentar

o poder dos algoritmos de Aprendizado de Máquina em distinguir diferentes grupos de

sintomas depressivos.

1.1 Objetivos

Neste trabalho, utilizamos as publicações de estudantes, de um śıtio de uma rede social

chamada Instagram, para detectar diferentes grupos de intensidade de sintomas depres-

sivos. Diferentemente da maioria das abordagens utilizadas na literatura, onde ocorre

engenharia de atributos, isto é, os pesquisadores manualmente buscam por atributos, seja

por indicação de especialistas, ou por simples intuição, nós optamos por utilizar a metodo-

logia de Aprendizado de Representações [34], garantindo maior capacidade generalizante

aos modelos para diferentes amostras. Aprendizado de Representações elimina a necessi-

dade de definir atributos, previamente, para efetuar o aprendizado. Em outras palavras,
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os dados são levados ao algoritmo de Aprendizado de Representações, e o algoritmo irá

auferir os atributos que são mais úteis para o aprendizado, sem a necessidade de um

especialista.

No contexto de todos esses desafios, e motivados pela necessidade de investigar o

crescente número de casos de transtorno mental no ambiente acadêmico, criamos modelos

de Aprendizado de Máquina para investigar a relação entre publicações do Instagram

com a intensidade dos sintomas depressivos. Portanto, buscamos responder às seguintes

hipóteses de pesquisa:

Hipótese 1 Modelos de Aprendizado de Máquina que analisam publicações de estudantes

no Instagram, incluindo imagens e textos, conseguem distinguir indiv́ıduos com diferentes

intensidades de sintomas depressivos — como medido pelo BDI.

Hipótese 2 Utilizar texto e imagem, conjuntamente, aumenta a taxa de acerto dos mo-

delos de Aprendizado de Máquina se comparado aos que usam um único tipo de dado, isto

é, somente texto ou somente imagem.

1.2 Principais Contribuições

(1) Investigamos os dados biodemográficos de grupos de indiv́ıduos com diferentes inten-

sidades de depressão para comparar com os outros resultados da literatura, que incluem:

análise do Hue, Brightness e Saturation médios das imagens; horas diárias utilizando o

Facebook, Twitter e Instagram e etc. Grupos com sintomas depressivos mais severos

tendem a passar mais horas por dia utilizando o Facebook e Twitter, ao passo que publi-

cam imagens com maior Hue e Brightness médios, e recebem mais comentários em suas

imagens.

(2) Constrúımos modelos utilizando Aprendizado de Representações em vez de manu-

almente realizar uma engenharia de atributos. Com isso, esperamos evitar que aspectos

culturais, ou o conhecimento do pesquisador, influencie no desempenho dos modelos, como

especulado em outras investigações [61].

(3) Constrúımos diversos modelos de Aprendizado de Máquina para verificar os benef́ıcios

de utilizar conjuntamente imagem e texto. Para classificação pura de texto, utilizamos Bag

of Words (BOW) e Doc2Vec [33] como extratores de atributos; para a classificação pura de

imagem, utilizamos várias arquiteturas de ResNets [29]; adicionalmente, criamos modelos

de fusão que concatenam atributos textuais e visuais, onde essa combinação é levada
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a um classificador. Observamos a partir dos resultados que, ao classificar indiv́ıduos,

usando um peŕıodo de observação de 60 dias e somente com imagens, é posśıvel obter os

melhores resultados de Recall ; por outro lado, atributos textuais e da fusão são capazes

de melhorar o Precision dos modelos e atingir os melhores valores de Recall para os

casos onde a classificação pura de imagens não é tão boa. Além disso, quando utilizamos

as probabilidades de classificação de cada publicação, e utilizando o modelo de fusão, é

posśıvel atingir resultados interessantes de average precision e área sob a curva Receiver

Operating Characteristic (ROC).

(4) Diferentemente da maioria dos estudos da literatura, não realizamos somente a classi-

ficação das publicações; além disso, utilizamos estas classificações para gerar a classificação

da intensidade dos sintomas do estudante. Em outras palavras, fazemos uma classificação

em duas etapas: (1) primeiro classificamos as publicações, e por meio dessa classificação,

(2) classificamos os estudantes.

(5) Por último, constrúımos uma metodologia para coleta, tratamento, pré-processamento,

e classificação em duas etapas, que pode ser utilizada e aplicada em outros domı́nios, le-

vando em consideração que os dados devem ser visuais ou textuais.

1.3 Organização do Texto

Dada a natureza interdisciplinar do estudo, é recomendado que a leitura do texto seja

executada de forma integral, uma vez que elementos de Psicologia estarão ligados aos

elementos de Inteligência Artificial de forma intercambiável no texto, o que pode contribuir

para uma melhor visão geral do projeto. O texto está organizado da seguinte forma:

O Caṕıtulo 2 é a fundamentação teórica de transtornos mentais. Os principais concei-

tos dos transtornos mentais, do Transtorno Depressivo Maior (TDM), e os questionários

psicológicos são apresentados. A sua leitura pode ser dispensada para aqueles que estão

habituados com os conceitos; todavia, é recomendado a leitura da Seção 2.2.1, pois trata-se

da fundamentação do Inventário de Depressão de Beck (BDI), ferramenta imprescind́ıvel

para a obtenção dos resultados deste estudo.

O Caṕıtulo 3 é a fundamentação teórica de Aprendizado de Máquina. Tal caṕıtulo

possui o conceito básico de Aprendizado de Máquina na Seção 3.1 e Aprendizado de

Representações na Seção 3.2. É recomendado a leitura da Seção de Aprendizado de

Representações para aqueles que não estão habituados com os conceitos de Redes Neurais

Artificiais e suas aplicações na área da linguagem, bem como na área visual.
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O Caṕıtulo 4 é a revisão da literatura, onde revisamos e resumimos os estudos que

mais se correlatam com a nossa investigação.

O Caṕıtulo 5 é imprescind́ıvel, pois apresentamos a visão geral da metodologia, a

coleta e transformação dos dados, a arquitetura das Redes Neurais utilizadas e os pré-

processamentos aplicados nos dados.

O Caṕıtulo 6 apresenta os resultados obtidos e suas respectivas análises.

O Caṕıtulo 7 apresenta as conclusões e trabalhos futuros



Caṕıtulo 2

Fundamentação Teórica: Transtornos
Mentais

Neste caṕıtulo são abordados os fundamentos teóricos da Psicologia e Psiquiatria. Em

primeiro lugar, são apresentados os conceitos ligados aos Transtornos Mentais. Em se-

gundo lugar, apresenta-se o conceito de Transtorno Depressivo Maior, e por último, em

como podemos utilizar os questionários psicológicos para ajudar a atingir os objetivos

deste projeto de pesquisa.

2.1 Transtornos Mentais

Em vista de aprofundar os conhecimentos abordados em nosso projeto, que em seu cerne é

multidisciplinar, é necessário entender o que é um transtorno mental, como caracterizá-lo

e defini-lo clinicamente — apesar de nosso projeto não ser uma abordagem cĺınica —, de

forma que nos ajude a entender o comportamento da nossa amostra coletada virtualmente,

por meio de mı́dias sociais. Embora averiguemos, especificamente, o transtorno depres-

sivo maior, essa caracterização pertence a uma taxonomia mais ampla, os Transtornos

Mentais. Antes de mais nada, é necessário estabelecer a definição de transtornos mentais,

como apresentado pelo DSM-5, manual cujo comentário mais detalhado reservaremos para

posteriormente:

“Um transtorno mental é uma śındrome caracterizada por perturbação clini-

camente significativa na cognição, na regulação emocional ou no comporta-

mento de um indiv́ıduo que reflete uma disfunção nos processos psicológicos,

biológicos ou de desenvolvimento subjacentes ao funcionamento mental. Trans-

tornos mentais estão frequentemente associados a sofrimento ou incapacidade
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significativos que afetam atividades sociais, profissionais ou outras ativida-

des importantes. Uma resposta esperada ou aprovada culturalmente a um

estressor ou perda comum, como a morte de um ente querido, não constitui

transtorno mental. Desvios sociais de comportamento (p. ex., de natureza

poĺıtica, religiosa ou sexual) e conflitos que são basicamente referentes ao in-

div́ıduo e à sociedade não são transtornos mentais a menos que o desvio ou

conflito seja o resultado de uma disfunção no indiv́ıduo, conforme descrito.”

[8, p. 20]

É visto um caráter de grande importância nessa definição: “Transtornos mentais estão

frequentemente associados a sofrimento ou incapacidade significativos que afetam ativida-

des sociais, profissionais ou outras atividades importantes”, isto é, um ponto importante

não só para análises cĺınicas, como também para a proposta deste projeto de pesquisa, so-

bretudo no tocante à semântica dos textos escritos em mı́dias sociais. Embora a definição

de transtornos mentais seja de extrema importância, e englobe, inclusive, o transtorno que

iremos trabalhar — transtorno depressivo maior —, é necessário investigar os manuais

que caracterizam todos os critérios diagnósticos para esses transtornos mentais.

Os principais elementos dos critérios diagnósticos são de extrema importância para

este projeto, uma vez que suas dimensões podem, ou até devem, ressoar nas caracteŕısticas

textuais de nossa amostra. Portanto, foram utilizados como manuais de referência o Ma-

nual Diagnóstico e Estat́ıstico de Transtornos Mentais da quinta edição (DSM-5) [8] — já

mencionado anteriormente pela definição de transtornos mentais —, e a Classificação In-

ternacional de Doenças da décima edição (CID-10) [17]. A importância do primeiro reside

na possibilidade de orientar os diagnósticos com maior confiança, baseando-se nos estudos

das maiores autoridades do assunto, e o segundo em criar uma codificação internacional

para a classificação de doenças. O DSM-5 usa a codificação do CID-10.

Inextricavelmente, pela caracteŕıstica dos estudos psiquiátricos do DSM-5, cujos critérios

diagnósticos são ecos de estudos de campo, isto é, análises estat́ısticas emṕıricas sobre

amostras de indiv́ıduos, é preciso abordar o problema da cultura que permeia as possi-

bilidades de critérios diagnósticos, e portanto, que criam condições de possibilidades de

diagnósticos distintos para culturas diferentes, já que a amostra utilizada neste projeto é

de estudantes brasileiros.

As caracteŕısticas culturais da amostragem utilizada nos testes de campo dos manuais

são de importante menção, pois uma significativa diferença cultural pode invalidar ou não

os critérios diagnósticos, o que irá depender da amostra, uma vez que transtornos mentais
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relacionam-se com as normas e valores culturais das civilizações, e portanto, sendo senśıvel

às idiossincrasias de cada uma [8], possuindo, inclusive, limiares distintos no que respeita

a aceitação de diferentes sintomas como normais ou patológicos. Para o DSM-5, os testes

de campo foram executados em dois meios principais: ambientes médico-acadêmicos e em

práticas cĺınicas de rotina, todos em residentes dos Estados Unidos [8]. Os aspectos fun-

damentais da cultura foram levados em consideração no tocante aos critérios diagnósticos

estabelecidos no livro, e no que corresponde ao Brasil, há compatibilidade cultural com as

amostras utilizadas no DSM-5, isto é, os indiv́ıduos estadunidenses, garantindo sobretudo

a correspondência dos critérios diagnósticos para os brasileiros.

O diagnóstico do transtorno mental tem como fim ajudar o cĺınico estabelecer o

prognóstico do paciente; contudo, não se deve entender o diagnóstico médico como catego-

rização simples e pura, mas sim como uma rede de caracteŕısticas complexas e intŕınsecas

ao paciente, suas relações e o ambiente em que ele vive, que inclui, às vezes, o pondera-

mento sobre o tratamento ou não do paciente, dada suas circunstâncias, e.g., presença de

ideação suicida, gravidade dos sintomas, riscos e benef́ıcios dos tratamentos dispońıveis

[8]. Cabe, então, ao cĺınico fazer bom uso do sistema classificatório proporcionado pelos

manuais DSM-5 e CID-10, que o ajudarão a elaborar uma hipótese cĺınica, e por fim, o

tratamento ou não do indiv́ıduo, cuja capacitação não é fornecida pelo manual referenci-

ado.

Figura 2.1: Taxonomia dos Transtornos Mentais



2.2 Transtorno Depressivo Maior 10

Para os objetivos deste trabalho de pesquisa, não abordaremos todos os tipos de

transtornos mentais que são caracterizados nos manuais. Selecionamos o transtorno de-

pressivo maior, que é classificado como um transtorno depressivo, para aplicá-lo em nosso

projeto de pesquisa. Sua eleição deve-se ao fato de ser o transtorno mental que mais

afeta a população em geral, como apontado pela Organização Mundial da Saúde, cerca de

300 milhões de pessoas sofrem de depressão maior, o que representa 4,4% da população

mundial [2]. Portanto, é necessário esclarecer os critérios diagnósticos do transtorno de-

pressivo maior. A Figura 2.1 apresenta a taxonomia dos transtornos mentais afetivos,

como caracterizado pelo DSM-5, incluindo na cor verde (destacado), a escolha feita por

nós.

Como observado, pela extensa lista de tipos diferentes de transtornos depressivos,

e como apontado, também, pelo DSM-5, é posśıvel que haja interseção de critérios di-

agnósticos entre os diferentes tipos de transtornos mentais — inclusive, entre os diferentes

tipos de transtornos depressivos —, o que dificulta e dá um caráter mais senśıvel ao cor-

reto diagnóstico do transtorno. Tal observação será levada em consideração ao falarmos

de transtorno depressivo maior.

2.2 Transtorno Depressivo Maior

Como apresentado pela Organização Mundial da Saúde (OMS), depressão — a condição

patológica — é diferente das flutuações de humor que são usualmente experimentadas no

decorrer da vida, ao passo que depressão também possui um matiz de intensidades, que

varia da mais leve à mais grave intensidade de sintomas. Ainda de acordo com a OMS,

apesar de existirem tratamentos eficazes para depressão, menos de 50% dos afetados pela

depressão no mundo recebem tais tratamentos, chegando aos 10% em alguns páıses. Tal

motivo inclui falta de recursos, seja do páıs ou do indiv́ıduo, falta de capacitação dos

especialistas, ou estigma social com transtornos mentais [1]. Além disso, os riscos de

tornar-se depressivo aumentam por diversos motivos, tais como: pobreza, desemprego,

morte de um amado, término de relacionamentos, doença f́ısica e problemas com álcool e

drogas [2].

No Brasil, a situação não é muito diferente, inclusive, estatisticamente falando, é pior

que grande parte dos páıses. Também de acordo com a OMS, o Brasil possui prevalência de

transtorno depressivo maior de 5,8%, com cerca de 11.548.577 casos [2], sendo o segundo

páıs da região da América, e o primeiro na América Latina, perdendo apenas para os
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Estados Unidos que possuem 5,9% de prevalência. Os dados coletados são estimativas de

2015.

Além disso, inúmeras são as not́ıcias ou pesquisas publicadas que falam direta ou

indiretamente sobre o problema da depressão no ensino superior, principalmente na pós-

graduação [41, 11, 10, 22, 9]. Isso demonstra o caráter urgente ao qual se deve olhar

para o transtorno depressivo maior, principalmente nos meios acadêmicos, uma vez que

seus impactos no bem-estar econômico, social e profissional podem atingir não somente

aqueles que possuem depressão, mas também na vida das pessoas que compartilham a

convivência com ela.

Antes de mencionar a definição do transtorno depressivo maior, é preciso fazer uma

ressalva quanto aos termos comumente utilizados socialmente — que em sua essência des-

crevem outra coisa — e o termo utilizado pela psiquiatria para descrever o transtorno

mental. Apesar de ser comum, socialmente falando, utilizar o termo “depressão” para

descrever um baixo humor ou desencorajamento, como por exemplo, na frase “estou me

sentindo meio depressivo hoje”, em geral, isto não significa que seja um dos transtornos

depressivos, isto é, a patologia, mas apenas um termo que foi agregado à ĺıngua portu-

guesa com intuito de descrever, como já mencionado, o baixo humor e desencorajamento,

ciente que esses sentimentos são causados por estressores e, caso tenham um peŕıodo de

duração compat́ıvel com algum transtorno depressivo, podem preencher parte dos critérios

diagnósticos que culminará num posśıvel enquadramento de um dos transtornos depres-

sivos. É portanto, com este motivo, que o presente texto busca utilizar doravante, de

forma intercambiável, o termo TDM (Transtorno Depressivo Maior), ou “depressão”, ou

ainda “depressão maior” para descrever a condição patológica como definida pelo DSM-5

abaixo:

Critérios Diagnósticos do Transtorno Depressivo Maior

Seguem os critérios diagnósticos, como exposto pelo DSM-5, do transtorno depressivo

maior, compreendido entre A e E [8, p. 160–161].

A. Cinco (ou mais) dos seguintes sintomas estiveram presentes durante o mesmo

peŕıodo de duas semanas e representam uma mudança em relação ao funcionamento an-

terior; pelo menos um dos sintomas é (1) humor deprimido ou (2) perda de interesse ou

prazer.

1. Humor deprimido na maior parte do dia, quase todos os dias, conforme indicado por

relato subjetivo (p. ex., sente-se triste, vazio sem esperança) ou por observação feita
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por outras pessoas (p. ex., parece choroso). (Nota: Em crianças e adolescentes,

pode ser humor irritável.)

2. Acentuada diminuição do interesse ou prazer em todas ou quase todas as ativida-

des na maior parte do dia, quase todos os dias (indicada por relato subjetivo ou

observação feita por outras pessoas).

3. Perda ou ganho significativo de peso sem estar fazendo dieta (p. ex., uma alteração

de mais de 5% do peso corporal em um mês), ou redução ou aumento do apetite

quase todos os dias. (Nota: Em crianças, considerar o insucesso em obter o ganho

de peso esperado.)

4. Insônia ou hipersonia quase todos os dias.

5. Agitação ou retardo psicomotor quase todos os dias (observáveis por outras pessoas,

não meramente sensações subjetivas da inquietação ou de estar mais lento).

6. Fadiga ou perda de energia quase todos os dias.

7. Sentimentos de inutilidade ou culpa excessiva ou inapropriada (que podem ser de-

lirantes) quase todos os dias (não meramente autorrecriminação ou culpa por estar

doente).

8. Capacidade diminúıda para pensar ou se concentrar, ou indecisão, quase todos os

dias (por relato subjetivo ou observação feita por outras pessoas).

9. Pensamentos recorrentes de morte (não somente medo de morrer), ideação suicida

recorrente sem um plano espećıfico, uma tentativa de suićıdio ou plano espećıfico

para cometer suićıdio.

B. Os sintomas causam sofrimento clinicamente significativo ou prejúızo no funciona-

mento social, profissional ou em outras áreas importantes da vida do indiv́ıduo.

C. O episódio não é atribúıvel aos efeitos fisiológicos de uma substância ou a outra

condição médica.

Nota: Os critérios A–C representam um episódio depressivo maior. Nota: Respostas

a uma perda significativa (p. ex., luto, rúına financeira, perdas por um desastre natural,

uma doença médica grave ou incapacidade) podem incluir os sentimentos de tristeza in-

tensos, ruminação acerca da perda, insônia, falta de apetite ou perda de peso observados

no Critério A, que podem se assemelhar a um episódio depressivo. Embora tais sintomas
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possam ser entendidos ou considerados apropriados à perda, a presença de um episódio

depressivo maior, além da resposta normal a uma perda significativa, também deve ser

cuidadosamente considerada. Essa decisão requer inevitavelmente o exerćıcio do julga-

mento cĺınico baseado na história do indiv́ıduo e nas normas culturais para a expressão

de sofrimento no contexto de uma perda.

D. A ocorrência do episódio depressivo maior não é mais bem explicada por trans-

torno esquizoafetivo, esquizofrenia, transtorno esquizofreniforme, transtorno delirante,

outro transtorno do espectro da esquizofrenia e outro transtorno psicótico especificado ou

transtorno da esquizofrenia e outro transtorno psicótico não especificado.

E. Nunca houve um episódio mańıaco ou um episódio hipomańıaco.

É posśıvel perceber a dificuldade de aplicar os critérios diagnósticos à proposta de pro-

jeto aqui realizado, uma vez que: (1) podem incluir relatos de conhecidos sobre o paciente;

(2) a anamnese — entrevista médica com o paciente — possui diretrizes espećıficas para

guiar o paciente a responder perguntas que satisfaçam ou não os critérios diagnósticos;

(3) avaliação longitudinal, com diversos encontros presenciais; (4) relatos pessoais que

não necessariamente são expostos em mı́dias sociais por meio de textos ou imagens; e (5)

dimensões visuais que somente podem ser percebidas numa consulta presencial, tal como

uma tristeza que pode ser negada pela linguagem falada, mas é percebida ou inferida pela

expressão facial ou por atitudes. Tais análises comportamentais e de expressões faciais

são caracteŕısticas de dif́ıcil implementação — pois inclui o fator subjetivo da percepção

e empatia do cĺınico, o que pode, e deve, melhorar com a experiência cĺınica — com os

dados que obtemos, sendo majoritariamente composto por imagens e texto, sem mencio-

nar a diferença de contexto que as informações são retiradas, uma em domı́nio de práticas

cĺınicas de rotina, e outra em meios de lazer, diversão, mas podendo adquirir um caráter

de desabafo, onde a pessoa busca abrir sua vida para procurar ajuda de amigos e cole-

gas. Contudo, uma vez que os critérios diagnósticos são estabelecidos levando em conta

os estudos de campo, como mencionado anteriormente, fica reafirmado o seu caráter de

dif́ıcil execução em meios virtuais, e por tal razão, o presente projeto de pesquisa propõe

que ind́ıcios, tais quais diferentes dos estabelecidos no DSM-5, que são provenientes de

caracteŕısticas das mı́dias sociais — como expressão escrita, visual e metadados1 — e

biodemográficas, podem se relacionar positiva ou negativamente com a intensidade dos

sintomas depressivos cujo valor é obtido por um teste psicológico.

1Dados relativos aos dados das mı́dias sociais, tal como data e horário que uma mensagem foi publicada,
a quantidade de pessoas que curtiram uma publicação, a quantidade de publicações criadas, e a quantidade
de publicações curtidas.



2.2 Transtorno Depressivo Maior 14

2.2.1 Inventário de Depressão de Beck (BDI)

Em meio a tantas dificuldades na detecção de casos de TDM, devido ao seu caráter senśıvel

e fugidio, surgem os testes psicológicos com o objetivo de avaliar, detectar e monitorar

a severidade dos sintomas depressivos. Com isso, muitos questionários surgiram, e den-

tre eles, especialmente os questionários de autorrelato tiveram sucesso, pois possibilitam

o relato subjetivo e introspectivo daquele que responde o questionário. Todavia, ainda

existem dificuldades: a disposição de quem responde em marcar com sinceridade as res-

postas que mais refletem a realidade de si mesmo, e as qualidades técnicas do instrumento

utilizado, como a fidedignidade e validade. Para o segundo caso, buscamos utilizar um

instrumento cuja qualidade técnica seja expressiva o suficiente para garantir a qualidade

dos resultados métricos.

Em vista de obter o grau de severidade dos sintomas depressivos dos participantes do

estudo, utilizamos o Inventário de Depressão de Beck - Segunda Edição (BDI) [26]. O

BDI é um questionário, originalmente criado por Aaron T. Beck e traduzido para diferen-

tes ĺınguas, que possui 21 perguntas de múltipla escolha de autorrelato. Seu propósito é

detectar, avaliar e monitorar mudanças e intensidade dos sintomas depressivos em partici-

pantes de idade entre 13–80 anos. Cada pergunta do questionário possui quatro posśıveis

respostas, que variam de um valor mais baixo (zero), ao valor mais alto (três), que corres-

pondem a ńıveis de gravidade, isto é, quanto mais alto é a pontuação dedicada a algum

item, como por exemplo, o item (5) do questionário (sentimentos de culpa), significa que

a pessoa se culpa excessivamente; vale notar que deve ser escolhido a opção que melhor

descreve o modo como a pessoa tem se sentido nas duas últimas semanas, incluindo o dia

em que se preenche o questionário. Ao final, o valor das respostas são somados de forma

a obter a pontuação final, que mede a severidade dos sintomas depressivos. Os intervalos

da pontuação final e o grau de severidade dos sintomas depressivos são demonstrados pela

Tabela 2.1.

Pontuação Total Intensidade
0-13 Mı́nimo
14-19 Leve
20-28 Moderado
29-63 Grave

Tabela 2.1: Intervalos e respectivas intensidades dos sintomas depressivos para o BDI [26]

Como observado em [45], deve-se entender que o diagnóstico da depressão é diferente

de medir a intensidade de sintomas depressivos, fato que cĺınicos e pesquisadores, muitas
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vezes, negligenciam e compreendem como intercambiáveis. O diagnóstico busca classifi-

car um paciente como aquele que apresenta ou não o diagnóstico de depressão, com base

em manuais e critérios diagnósticos já definidos, como os critérios de TDM estabelecidos

no DSM-5. O objetivo do BDI determinar a presença e a intensidade dos sintomas de-

pressivos do indiv́ıduo, o que geralmente é feito com entrevistas mais curtas e simples,

atentando pontualmente em algumas respostas do questionário que podem significar algo

mais preocupante ou não, como por exemplo, uma pontuação diferente de zero para o item

(9) do questionário (pensamentos ou desejos suicidas) deve ser cuidadosamente levado em

consideração [45].

Para esta pesquisa, escolhemos o BDI por seu amplo uso no Brasil2 e por acomodar no

seu público-alvo amostras de estudantes universitários [59, 45, 26]. Além disso, sua mais

recente versão, BDI-II, editado em 1996, possui estudos recentes demonstrando validade

e fidedignidade, assim como confirmação das notas de corte para as categorizações de

intensidade de sintomas depressivos [26].

2A tradução utilizada foi retirada de [26]



Caṕıtulo 3

Fundamentação Teórica: Aprendizado
de Máquina

Este caṕıtulo apresenta os conceitos fundamentais, de Aprendizado de Máquina, utilizados

nesse projeto de pesquisa. Em primeiro lugar, uma breve introdução ao Aprendizado de

Máquina e como podemos utilizar modelos para efetuar classificações. Em segundo lugar

é apresentado o conceito de Aprendizado de Representações e sua aplicação em Redes

Neurais Artificiais para resolver problemas de classificação de imagem e texto. Por fim,

os modelos utilizados para este estudo são apresentados em conjunto com a motivação de

seu uso.

3.1 Aprendizado de Máquina

Historicamente, desde a criação dos computadores, investigações com profundo interesse

são realizadas em função de fazer os programas de computador realizarem tarefas de

maneira autônoma, sem a interferência de um ser humano [62]. Como resultado deste

esforço, uma grande área da Ciência da Computação, com ráızes interdisciplinares em

lógica, matemática, economia, filosofia, e psicologia surgiu: a Inteligência Artificial. Dis-

cutivelmente, para que as máquinas consigam realizar tarefas que antes eram executadas

apenas por humanos, de forma autônoma, é necessário dotá-las da capacidade de aprender

a partir de sua própria experiência. Portanto, a área de Aprendizado de Máquina surge

como um dos braços da Inteligência Artificial que busca entender e formular o processo

de aprendizado de forma que a máquina1 se beneficie deste aprendizado com o objetivo

de melhorar a qualidade das soluções, ou até mesmo de possibilitá-las. Os seres humanos

1É posśıvel utilizar o termo “programa” também.
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fizeram e ainda fazem uso da experiência aprendida para se beneficiar: predição dos valo-

res de mercadorias, experiência militar, experiência profissional e etc. Todavia, é evidente

que há um abismo entre o aprendizado do ser humano e o da máquina, o que resulta em

uma impossibilidade de equiparar ambas as formas de aprendizado, sendo fortemente su-

gerido pelo nome “Aprendizado de Máquina”. Embora seja posśıvel, e até recomendado,

que um influencie o outro para melhorarem seus fundamentos e, por consequência, suas

capacidades mutuamente.

Existem diferentes classes de problemas em Computação, todos com suas particula-

ridades e dificuldades inexoráveis. Embora existam problemas de solução exata, e que

a experiência não faria diferença alguma em sua solução, existem aqueles que dependem

totalmente da experiência para serem solucionados de forma efetiva. Como exemplo, para

um caso onde a experiência é indiferente: um algoritmo2 que consiga ordenar e efetuar

os procedimentos de fabricação de lápis. Para este caso, o único requisito de experiência

necessário é que o programador seja hábil e tenha conhecimento do domı́nio, isto é, o

procedimento de fabricação de lápis; todavia, o algoritmo em si, ou a máquina, ou ainda

o programa, não necessita de experiência alguma para concluir sua tarefa, uma vez que

os procedimentos mais eficientes já são definidos por um especialista. Por outro lado,

o problema de recomendar filmes para um usuário de serviço de streaming pode sim ser

resolvido sem experiência por parte do programa, entretanto, a solução será de baixa qua-

lidade, ou até mesmo previśıvel e ineficiente, pois depende do conhecimento e estratégia

pessoal do programador. Uma melhor abordagem seria permitir que o programa aprenda

com o histórico de filmes assistidos de todos os usuários do serviço antes de fornecer

suas recomendações, possuindo uma melhor capacidade de julgamento com base em da-

dos estat́ısticos, e não com base no que o programador, manual e pessoalmente, inseriu

como recomendação. Entretanto, não apenas na Computação, outras áreas do conheci-

mento, como na Psicologia e Medicina, se utilizam da experiência para aperfeiçoar suas

capacidades cĺınicas [25].

Existem, portanto, três caracteŕısticas muito importantes para a definição de Aprendi-

zado de Máquina: a tarefa a ser executada (T), a experiência considerada (E), e a medida

de desempenho ao executar a tarefa (P), o que nos leva à clássica definição de Aprendi-

zado de Máquina feita por Tom M. Mitchell: “Um programa de computador aprende com

a experiência E com relação a alguma classe de tarefas T e medida de desempenho P,

se o seu desempenho em tarefas T, medida pelo P, melhora com a experiência E”3 [40,

2Conjunto de regras e operações e procedimentos, definidos e ordenados usados na solução de um
problema, ou de classe de problemas, em um número finito de etapas [37].

3A computer program is said to learn from experience E with respect to some class of tasks T and
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p. 2, grifo nosso]. Portanto, o benef́ıcio da experiência é o ponto central dos algoritmos de

Aprendizado de Máquina. Como exemplo, considere o jogo de xadrez: a tarefa (T) é jogar

xadrez, a medida de desempenho (P) é a porcentagem de jogos vencidos, e a experiência

de treinamento (E) são os jogos competidos consigo mesmo — ou com outros.

Na prática, é preciso treinar o algoritmo de Aprendizado de Máquina por meio de

(E), todavia, considerando o sistema escolar como analogia, ao se ensinar um aluno com

um material X, se o professor exigir as mesmas perguntas que estiveram no material X

na prova, é muito provável que o aluno seja bem-sucedido! É, para tais fins, que separa-

se (E) em dois conjuntos: de treinamento e teste. Um serve para dar experiência ao

algoritmo de Aprendizado de Máquina (treinamento), enquanto o outro servirá para me-

dir a qualidade do que foi aprendido pelo algoritmo (teste). Se ambos os conjuntos não

possuem interseção, é mais provável que o resultado final da avaliação do teste reflita

as capacidades do modelo treinado4 em situações reais, e portanto mais fidedignas. O

conjunto de teste é utilizado para medir o desempenho (P) do algoritmo de aprendizado.

Todavia, é de importante menção que os algoritmos de Aprendizado de Máquina se assen-

tam na suposição que a distribuição do conjunto de treinamento é idêntica à distribuição

do conjunto de teste, o que não necessariamente é obedecido na prática [40].

3.1.1 Tipos de Aprendizado

É conhecido que cada indiv́ıduo aprende de sua maneira particular, como exemplo, três

maneiras amplamente utilizadas são: (1) observar exemplos que não possuem respostas

e concluir conhecimento a partir disto, (2) observar exemplos que tenham suas respostas

corretamente sinalizadas por um professor ou por um material didático, e (3) por meio da

interação com o ambiente e aplicando o que foi aprendido nessa interação em interações

futuras, isto é, um aprendizado por experimentação. Em todos os casos o aprendizado

é posśıvel, tomando os seres humanos como referência. A partir desta motivação, os al-

goritmos de Aprendizado de Máquina possuem três formas de aprendizado: aprendizado

supervisionado, aprendizado não supervisionado e aprendizado por reforço. Analoga-

mente, podeŕıamos associar o aprendizado não supervisionado com (1), o aprendizado

supervisionado com (2) e aprendizado por reforço com (3), mantendo sempre em mente

que é do ponto de vista do programa ou máquina, isto é, o aprendizado pela exposição de

exemplos ao algoritmo de aprendizado. Neste trabalho utilizaremos apenas o aprendizado

supervisionado.

performance measure P, if its performance at tasks in T, as measured by P, improves with experience E.
4Denominamos de modelo o programa de Inteligência Artificial capaz de ser treinado e testado.
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Aprendizado Supervisionado

Suponha que seja de interesse classificar se um animal é um mamı́fero, anf́ıbio, ave,

réptil ou um peixe a partir de seus atributos comportamentais e dimensionais, isto é, atri-

butos quantitativos ou categóricos, como a quantidade de membros, altura, largura, se é

aquático ou não e etc. Além disso, suponha que uma base de dados está dispońıvel com

inúmeros animais já classificados, ou rotulados, por um especialista, e todos os atributos

de todos os animais estão presentes e preenchidos. Um exemplo desta base de dados pode

ser encontrado na Tabela 3.1, onde cada linha é um exemplo de animal e cada coluna é um

atributo, onde o atributo “tipo” é o atributo de classe, sendo portanto uma base de dados

rotulada pois possui o atributo de classe, ou o rótulo. Agora imagine que existam outros

dados com a mesma estrutura da Tabela 3.1, mas eles não se encontram rotulados, i.e.,

possui todos os atributos menos o atributo de classe — o atributo “tipo” —, e que a

quantidade seja grande o suficiente para tomar dias ou até meses de trabalho de um espe-

cialista para classificá-los manualmente. É neste sentido que o algoritmo de Aprendizado

de Máquina supervisionado atua: na classificação de dados que não estão rotulados a

partir do treinamento de um modelo a partir dos dados que estão rotulados, o que con-

tribui em termos de velocidade e quantidade de exemplos processados se comparado com

os especialistas; todavia, este procedimento não reflete, necessariamente, numa qualidade

da classificação superior aos dos especialistas, mas irá garantir eficiência temporal. Nesta

situação, os algoritmos se aproximam da solução ideal, e portanto também podem ser

reconhecidos como um algoritmo de aproximação de função, pois tentam aproximar uma

função até a melhor solução posśıvel de acordo com os conjuntos de treinamento e teste

fornecidos e as hipóteses traçadas.

Altura (m) Aquático Quantidade de Membros ... Tipo
0.07 Não 4 ... Anf́ıbio
0.01 Sim 0 ... Anf́ıbio
1.15 Não 4 ... Mamı́fero
... ... ... ... ...

Tabela 3.1: Base de dados hipotética dos animais do filo dos cordados com seus respectivos
atributos e classificação realizada por um especialista.

Contudo, o aprendizado supervisionado não se limita, apenas, a este tipo de apren-

dizado. Na situação exemplificada anteriormente, o algoritmo deveria reconhecer, dentro

de um exemplo desconhecido, isto é, não aprendido pelo algoritmo, a qual classe ele per-
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tence: mamı́feros, anf́ıbios, aves, répteis ou peixes. Podemos dizer que este algoritmo de

Aprendizado de Máquina supervisionado é um algoritmo de classificação, pois classifica,

o mais próximo do correto, um exemplo não rotulado dentro de um conjunto discreto de

rótulos dispońıveis. Por outro lado, suponha que, agora, o novo atributo de classe seja

a altura do animal, isto é, alimentaremos o algoritmo com os dados da Tabela 3.1 no-

vamente, mas, com a diferença que o nosso novo atributo alvo (atributo de classificação,

ou atributo classe) agora é a altura do animal, e portanto, deixou de ser um atributo

discreto e agora é um atributo cont́ınuo no conjunto do reais (IR). Neste cenário, o tipo

de procedimento de aprendizado se modifica, e por consequência, recebe um novo nome:

aprendizado supervisionado por regressão.

Em suma, as duas formas de aprendizado supervisionado são:

Classificação: forma de aprendizado onde os exemplos possuem atributos de classe

de dois ou mais valores distintos, porém discretos, e queremos aprender a classificar dados

não rotulados a partir de dados rotulados com base nos atributos preditivos. Um exemplo

de classificação é o mencionado anteriormente para a classificação de animais: se eles são

mamı́feros, anf́ıbios, aves, répteis ou peixes dado sua altura, se é aquático ou não, sua

quantidade de membros e etc.

Regressão: forma de aprendizado onde o atributo de classe é uma variável cont́ınua.

O aprendizado é realizado para identificar uma aproximação do melhor valor cont́ınuo

para o atributo de classe com base na relação de seus atributos preditivos. Um exemplo

de regressão é o mencionado pela situação anterior, cuja tarefa é aprender a identifi-

car a altura do animal com base em todos os outros atributos dele (e.g., se é aquático,

quantidade de membros, e tipo do animal — anf́ıbio, mamı́fero e etc. —).

Por fim, podemos visualizar a tarefa de Aprendizado de Máquina como sendo uma

busca num amplo espaço de hipóteses com a finalidade de determinar aquela que me-

lhor descreve os dados observados na etapa de treinamento. Para realizar a classificação,

entretanto, existem diferentes metodologias de aprendizado: funções lineares, descrições

lógicas, árvores de decisão, redes neurais artificiais e etc. O último é capaz de relacionar

os atributos dos dados de forma não linear, cuja descrição é mais detalhada na Seção 3.2.

Neste projeto de pesquisa utilizamos o procedimento de Aprendizado de Máquina super-

visionado por classificação com o uso de Redes Neurais Artificiais.



3.2 Aprendizado de Representações 21

3.2 Aprendizado de Representações

No exemplo utilizado da Seção anterior, descrito pela Tabela 3.1, é posśıvel observar que

os atributos (colunas) já foram definidos de antemão, contudo, o leitor pode questionar

se os atributos escolhidos no exemplo realmente são suficientes para descrever se um

animal é uma ave ou mamı́fero, isto é, se os atributos, em conjunto (altura, quantidade

de membros, se é aquático e etc.), são capazes de distinguir os diferentes tipos de animais.

Oras, se uma das grandes utilidades de Aprendizado de Máquina é não necessitar de

um especialista para classificar novos exemplos, considerando uma tarefa de classificação,

ainda necessitaremos de um especialista que nos relate os atributos que podem, ou não,

ser mais eficientes para se correlacionar com o atributo de classe, ou atributo alvo. Em

um mundo ideal, seria suficiente fornecer todas as caracteŕısticas — os atributos — dos

animais e fazer com que o algoritmo descubra quais destas caracteŕısticas se correlacionam

positiva ou negativamente com o atributo de classe.

Portanto, a área denominada como Aprendizado de Representações [34, 12] elimina a

necessidade de escolher os atributos que melhor descrevem um atributo de classe, e por

conseguinte, a tarefa do algoritmo de Aprendizado de Máquina que utiliza aprendizado

de representações é de aprender os atributos mais úteis para concluir a tarefa final, que

para o nosso caso, é a de classificação.

É desta forma que podemos tirar proveito dos dados sem necessariamente ter conheci-

mento de suas fundamentais caracteŕısticas. É necessário coletar os dados brutos e alimen-

tar os algoritmos que efetuam o aprendizado de representações, que aprenderão a melhor

representação daquele dado para concluir uma determinada tarefa. Como por exemplo,

para classificar um animal de uma imagem como sendo um gato ou não, podeŕıamos exe-

cutar uma engenharia de atributos manual, de forma que achássemos atributos que se

correlacionam com o fato do objeto da imagem ser um gato ou não; todavia, seria mais

eficiente, e desejado, se fornecêssemos apenas as imagens que contêm os objetos para o

algoritmo, e ele por sua vez, nos respondesse se há um gato ou não na imagem. É neste

último desiderato que reside o maior empenho do aprendizado de representações.

Na Figura 3.1, podemos observar a diferença entre Aprendizado de Representações e

Aprendizado de Máquina clássico. Aprendizado de Representações é um sistema parti-

cular de Aprendizado de Máquina, que possui flexibilidade para aprender atributos em

diferentes ńıveis de conceitos, ao passo que os algoritmos clássicos estão limitados pela

escolha de atributos ideal, o que é restringido por um especialista da área de conhecimento
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ao qual os dados pertencem.

Figura 3.1: Diagrama de fluxo mostrando as diferentes partes de um sistema de In-
teligência Artificial. As caixas destacadas (em laranja) indicam componentes que são
capazes de aprender por meio dos dados [34].

É com esse intuito, dada a natureza exploratória e incipiente deste projeto de pes-

quisa, que nos propomos a utilizar o aprendizado de representações por meio de Redes

Neurais Artificiais, uma vez que os atributos, das informações auferidas a partir das mı́dias

sociais, que melhor se correlacionam com a intensidade dos sintomas depressivos não são

bem definidos a priori, dado pelo ambiente distinto no qual a amostra é coletada, o que

não significa sobretudo que existam, definitivamente, atributos que consigam se corre-

lacionar efetivamente. Somado a isso, existem padrões lingúısticos e comportamentais

especificamente culturais, que podem interferir na manifestação dos sintomas depressivos

em mı́dias sociais, podendo ser capturados pelos algoritmos que utilizam Aprendizado de

Representações.
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3.2.1 Aprendizado Profundo de Redes Neurais Artificiais

O algoritmo de Redes Neurais Artificiais, ou simplesmente RNA, é uma maneira de efetuar

o aprendizado por meio de exemplos do conjunto de treinamento, como apresentado na

situação demonstrada na Seção 3.1. É um algoritmo inspirado pelo sistema nervoso cere-

bral dos animais, possuindo estruturas cujo funcionamento se assemelham aos neurônios

e sinapses. Na prática, as RNA são capazes de aprender a realizar uma grande variedade

de tarefas, desde aprender a jogar Go5 e ganhar de um campeão mundial [58], até reconhe-

cer objetos visuais, em imagens, com maior precisão do que os seres humanos [28]. Não

obstante nossa tarefa se distancie das anunciadas, pode-se perceber a amplitude abarcada

pela capacidade de aprendizado das RNA.

Redes Neurais Artificiais

No contexto biológico, o neurônio pode ser estimulado ou inibido, isto é, ele pode

contribuir positiva ou negativamente com a informação recebida, repassada e processada

por outros neurônios. A rede de neurônios biológica não necessariamente é inteiramente

ativada para realizar uma tarefa: como exemplo, ao movimentar um dedo, apenas um

subconjunto de neurônios responsáveis por esta movimentação serão estimulados enquanto

outros são inibidos. Analogamente, o neurônio da RNA também possui caracteŕısticas de

inibição e estimulação que serão mencionados com mais detalhes posteriormente. Na

RNA, a unidade mais básica é o neurônio, cujas principais tarefas são: (1) receber a

informação, (2) processar a informação, e (3) a enviar ao próximo neurônio, com o objetivo

de realizar uma ação final.

Figura 3.2: Neurônio de uma RNA. Onde xi são os atributos de entrada, e Wi são os
pesos que multiplicam os atributos de entrada. O corpo do neurônio é representado por
aj.

5Um jogo de tabuleiro abstrato para dois jogadores, como Xadrez, originado na China há mais de
2,500 anos.
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O corpo do neurônio, ou simplesmente neurônio, é representado pela Figura 3.2 como

a0, enquanto os dendritos são representados pelas setas que estão “entrando” em a0, e a

seta de sáıda seria o axônio. Em outras palavras, usando a terminologia computacional,

utilizamos arestas (para dendritos e axônio) e nós (para neurônio).

O processamento da etapa (2) ocorre de acordo com a seguinte equação, para o exem-

plo da Figura 3.2: sáıda = x0 ·W0 + x1 ·W1 + x2 ·W2, ou ainda, generalizando:

saida =
n∑
i=1

xi ·Wi (3.1)

Portanto, é percept́ıvel que a informação é senśıvel, primordialmente, aos pesos (que

são os Wi) pelo qual se multiplicam, e portanto, estes possuem um papel fundamental

nas RNA. Doravante, utilizaremos exemplos com maiores quantidades de neurônios in-

terconetados com o objetivo de realizar uma tarefa espećıfica, que para o nosso caso é a

tarefa de aprendizado de máquina supervisionado por classificação, e por consequência, a

Equação 3.1 tomará outra feição ao se conectar com mais neurônios.

Figura 3.3: Arquitetura de uma Rede Neural hipotética. Nós em laranja são inter-
mediários (camada escondida), nós em magenta pertencem à camada de sáıda. A função
hθ(x) é a hipótese aprendida pelo modelo. Para as setas destacadas, ver próximos
parágrafos para explicações mais detalhadas.

A arquitetura de uma rede neural artificial é composta apenas por nós e arestas,

como pode ser observado pela Figura 3.3, embora existam nomenclaturas para alguns
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agrupamentos. As camadas são os agrupamentos verticais de neurônios, eles se conectam

com todos os neurônios posteriores e são conectados pelos antecessores, exceto na primeira

e última camadas. O neurônio — ou nó — aj
i é o neurônio i da camada j, portanto:

a12 é o neurônio X2, a
3
1 é o neurônio a1 da camada três e etc. Vale ressaltar que, das

três atividades de responsabilidade de um neurônio, como mencionado anteriormente, os

neurônios da camada de entrada não realizam a recepção nem o processamento, apenas

repassam a informação para os neurônios seguintes.

Todos os nós das camadas que não são de entrada nem de sáıda (na Figura 3.3,

camadas dois até quatro) pertencem à camada escondida, cujo tamanho pode ser variável

dado que é um parâmetro estipulado pelo programador e pasśıvel de teste emṕırico para

achar a melhor configuração. A camada um é a camada de entrada, que é por onde os

exemplos são inseridos na rede neural para que ela os aprenda. Segundo a base de dados

ilustrada pela Tabela 3.1, existem três atributos listados — altura, aquático, quantidade

de membros — e outros não listados. A rede neural é treinada com todos os exemplos

do conjunto de treinamento, isto é, cada linha da tabela é um exemplo, e portanto, será

processada a partir da camada 1. O processo ocorre da seguinte forma: X0 é associado

com o valor da “altura”, X1 é associado com o valor de “aquático”6 e X2 é associado ao

valor de “quantidade de membros” e os demais atributos são preenchidos, isto é, cada

neurônio da camada de entrada toma para si o valor de um, e somente um, atributo de

um exemplo em questão.

Entretanto, o procedimento anterior apenas insere valores na primeira camada. E o

restante das camadas? O cálculo das camadas posteriores é realizado por um procedimento

chamado feedforward, cuja etapa inicial foi o preenchimento da camada de entrada com os

valores dos atributos de um único exemplo da base de dados. Tais valores são propagados,

por meio de um cálculo, com o objetivo de calcular os valores dos nós posteriores. O

cálculo do feedforward é efetuado em cada camada por vez, em cada nó desta camada por

vez, de forma que todos os nós, até os da última camada, sejam calculados em ordem. O

cálculo de um nó posterior é efetuado pela multiplicação do valor dos nós da camada atual

pelos seus respectivos pesos que ligam ao nó da camada posterior, como demonstrado pela

Figura 3.4 que calcula o valor do nó a0.

Tal cálculo pode ser representado matematicamente pela seguinte equação:

aj+1
i = W

(j)
0i a

j
0 +W

(j)
1i a

j
1 + ...+W

(j)
ni a

j
n (3.2)

6Na prática, os valores categóricos são convertidos em valores inteiros, portanto: Sim = 0 e Não = 1.
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Figura 3.4: Exemplo de uma etapa do procedimento de feedforward

Onde n é o n-ésimo nó da camada j de tamanho máximo n. Repare ainda que a

Equação 3.2 é uma extensão da Equação 3.1.

Como exemplo, as seguintes equações calculam os valores dos nós da segunda camada

da Figura 3.3:

a
(2)
0 = W

(1)
00 x0 +W

(1)
10 x1 +W

(1)
20 x2 +W

(1)
30 x3

a
(2)
1 = W

(1)
01 x0 +W

(1)
11 x1 +W

(1)
21 x2 +W

(1)
31 x3

a
(2)
2 = W

(1)
02 x0 +W

(1)
12 x1 +W

(1)
22 x2 +W

(1)
32 x3

Pelas setas destacadas na Figura 3.3 (em vermelho), temos que W
(1)
00 é a aresta entre

X0 e a20, W
(1)
01 é a aresta entre X0 e a21, W

(1)
10 é a aresta entre X1 e a20, e W

(1)
22 é a aresta

entre os nós X2 e a22. Em outras palavras, em W
(l)
xy , o primeiro ı́ndice (x) é o número do

nó da camada atual de onde originou a aresta, enquanto o segundo ı́ndice (y) é o número

do nó da camada posterior a qual a aresta está destinada. É importante notar que W (l)

é uma matriz diferente para cada par de camadas, como por exemplo, W (2) é a matriz de

pesos que se encontra entre as camadas dois e três, e W (3) é a matriz de pesos entre as

camadas três e quatro e assim sucessivamente.

Vale ressaltar que a soma de multiplicações per se não é interessante, pois não reflete

a diferença e importância que cada nó possui para determinado atributo, ou em outras

palavras, o ńıvel de ativação de um neurônio para uma certa informação, assim como

mencionado no ińıcio desta Seção. Nas RNA isso é realizado por meio do que é chamado
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na literatura de função de ativação, onde todos os valores dos nós calculados a partir da

segunda camada são submetidos à função de ativação, de forma a limitar o valor da sáıda

do nó com valores bem determinados, e ao mesmo tempo medir o ńıvel de contribuição ou

ativação de um determinado nó ao realizar a tarefa de classificação, isto é, se a informação

do neurônio deve ser inibida ou estimulada. Portanto, a Equação 3.2 que calcula o valor

de um nó posterior é envolvida por uma função g(x):

aj+1
i = g(W

(j)
0i a

j
0 +W

(j)
1i a

j
1 + ...+W

(j)
ni a

j
n) (3.3)

Onde a função g(x) é a função de ativação que é o fator não linear das RNA caso a

função utilizada seja não linear7

Por fim, ao calcular o valor de todos os nós, a última camada, na tarefa de classificação,

apresenta a resposta que a rede conseguiu descobrir por meio da hipótese hθ aprendida

pela rede, que por sua vez depende dos pesos aprendidos. Nesta etapa, existem dois

tipos de respostas: a resposta aprendida pela rede, e a resposta apresentada na base de

dados pelo atributo de classe, que em geral é fornecida por um especialista e, a prinćıpio,

correta. Tal resposta encontrada pela rede é comparada com a resposta fornecida, por

meio da função de custo, que consegue verificar a diferença entre o resultado obtido com

o resultado esperado, e havendo discrepância entre ambos, um procedimento de ajuste

de pesos que busca diminuir esta discrepância é aplicado. Este procedimento de ajuste

de pesos é chamado de backpropagation [54], cuja função principal é, a partir da última

camada, propagar as parcelas de erros cometidos por cada parte da rede, e assim, ajustar

todos pesos W (l) com o objetivo de melhorar o resultado a ser gerado pela rede.

Algoritmo 1 Algoritmo simplificado do treinamento de RNAs

1: procedure rede neural
2: for cada exemplo na base de dados do
3: Inserir os atributos de um exemplo na camada inicial

4: Realizar a propagaç~ao feedforward para computar todos os aji
5: Comparar o resultado obtido pela rede com o resultado real

6: Propagar os erros com backpropagation para ajustar os pesos

7: end for
8: Com o algoritmo treinado, é posśıvel testá-lo para verificar sua acurácia
9: end procedure

Em suma, o aprendizado de máquina supervisionado por RNA é uma forma de apren-

dizado que busca num amplo espaço de hipóteses a melhor combinação de pesos. Tal

7As funções sigmoid e ReLU são comumente utilizadas
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combinação complexa, e geralmente não linear, pode ser capaz de sinalizar o atributo de

classe com base em todos os outros atributos da base de dados. Uma outra forma de

vislumbrar, é perceber o algoritmo como um encadeamento de funções compostas, como

f4(f3(f2(f1(f(x))))), onde f1 representa a primeira camada da RNA e assim sucessiva-

mente. A largura deste encadeamento é o que diz sobre sua profundidade, e por causa

disso, o nome Aprendizado Profundo.

3.2.2 Aprendizado de Representações Distribúıdas de Lingua-
gem Natural

Ao incluir os dados textuais criados pelos usuários das mı́dias sociais, temos um outro

ńıvel representacional. Como apresentado na Seção 3.2.1, os algoritmos de RNA precisam

de valores em IRn para a camada de entrada, o que injeta dificuldade dada a estrutura

não numérica das linguagens naturais. O problema representacional aqui imposto deve

ser solucionado de forma que seja criado uma representação numérica para suas contra-

partidas, seja uma relação de número e letra, número e palavra, ou até número e sentença.

O importante é criar uma correlação numérica que possivelmente descreva a morfologia,

semântica, ou sintaxe das linguagens naturais.

Em 1957, um linguista chamado J. R. Firth (1957) publicou a seguinte célebre frase:

“Julgarás uma palavra pela companhia com que ela anda”8[23], reafirmando a ideia pro-

posta anteriormente por outros linguistas que o significado de uma palavra está relaci-

onada com a distribuição de outras palavras em seu entorno. O papel fundamental do

Aprendizado de representações distribucionais de linguagem natural é desvendar essa co-

nexão entre valores em IRn e a entidade lingúıstica, levando em consideração o que foi

asseverado pelo J. R. Firth. Logo, atribuiu-se o termo embeddings para a representação

vetorial de palavras, isto é, v = [0, 0, 0, 0, 1, 0, 0] pode ser visto como um embedding de

uma palavra qualquer no sistema distribucional, que pode ser representada no plano eu-

clideano, como proposto inicialmente em [44].

A primeira forma de representação surgiu como uma extensão da ideia proposta por J.

R. Firth, mencionado anteriormente, de relacionar uma palavra com o seu contexto de pa-

lavras, com a adição do que chamaremos de matriz de coocorrência. Esta matriz possui

dimensão de |V |×|V |, onde |V | é o tamanho do vocabulário considerado, que para o exem-

plo de linguagens naturais podem passar de milhares de palavras; suas linhas e colunas são

palavras do vocabulário enquanto suas células fij são a frequência que uma palavra central

8You shall know a word by the company it keeps.
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wi se correlaciona pelo seu contexto com uma palavra cj. A matriz é criada pela iteração

de todas as palavras de um texto, contabilizando a quantidade de vezes que palavras apa-

recem no entorno de palavras centrais com base no tamanho de uma janela. O contexto

é definido de antemão pelo programador por uma janela de tamanho W , que representa

a distância que tomará da palavra central para contar a frequência com que a palavra

central aparece em conjunto de outras palavras, seja para o lado esquerdo ou direito da

palavra central. Como exemplo, no texto abaixo, a palavra central “viva” possui o con-

texto de tamanho de janela cinco para a esquerda de: {ser, humano, como, toda, criatura}
e para a direita de: {pensa, continuamente,mas, não, o}. O contexto é verificado para

todas as palavras do texto até completar a matriz de coocorrências.

“[...] o ser humano, como toda criatura viva, pensa continuamente, mas

não o sabe; o pensar que se torna consciente é apenas a parte menor, a

mais superficial, a pior, digamos: – pois apenas esse pensar consciente ocorre

em palavras, ou seja, em signos de comunicação, com o que se revela a ori-

gem da própria consciência. Em suma, o desenvolvimento da linguagem

e o desenvolvimento da consciência (não da razão, mas apenas do tomar

consciência-de-si da razão) andam lado a lado.”[43, p. 221, grifo próprio]

palavras consciente ... saber revelar desenvolvimento
pensar 1 2 ... 2 0 0
consciência 0 0 ... 0 1 2
linguagem 0 0 ... 0 0 2

... ... ... ... ... ...

Tabela 3.2: Fragmento da matriz de coocorrências para o texto [43, p. 221]

Pelo fragmento da matriz de coocorrências mostrado na Tabela 3.2, podemos extrair

os vetores das palavras “pensar”, “consciência” e “linguagem”. Por exemplo, a palavra

“pensar” possui o embedding Vpensar = [1, 2, ..., 2, 0, 0] (desconsiderando as palavras ausen-

tes na coluna da matriz), que é representado pela linha destacada na tabela, e seu tamanho

|Vpensar| é o tamanho do vocabulário considerado, que no caso, são todas as palavras do

excerto apresentado. É importante notar que tal embedding também diz respeito à simi-

laridade das palavras, isto é, podemos observar que os vetores das palavras “linguagem”

e “consciência” são bem similares, distinguindo apenas pela única ocorrência da palavra

“revelar” no contexto de “consciência”. Todavia, o leitor pode perceber que “linguagem”

e “consciência” não se assemelham sobremaneira, sendo mais provável que “pensar” e
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“consciência” sejam mais semelhantes entre si; todavia, pelo excerto demonstrado, ob-

tivemos estas representações que, inclusive, não incluem as outras palavras presentes no

texto ou, mais ainda, todas as palavras da ĺıngua portuguesa e portanto podem não refletir

o que seria o resultado mais próximo do correto na prática.

Caso incluamos todas as palavras da ĺıngua portuguesa, podemos perceber o problema

computacional gerado pela grande quantidade de palavras que uma palavra central nunca,

ou raramente, possuirá em seu contexto. Como exemplo, é pouco provável que a palavra

“consciência” possua em seu contexto uma palavra como “australopiteco”. Conclui-se que

os embeddings, nesta situação, são esparsos, isto é, possuem muitas dimensões de valor

zero (e.g., vestudar = [0, 0, 0, 0, ..., 0, 1, 2, 3, 0, 0, 0, 0]), e que embora existam algoritmos

espećıficos para lidar com dados esparsos, tais embeddings não possuem caracteŕısticas

morfológicas, sintáticas e semânticas muito evidentes. Por tal motivo, uma outra forma

de representação foi idealizada e executada: os embeddings que são vetores densos, isto

é, vetores cujas dimensões são menores — de 50 até 1000 dimensões — e com a maioria

dos seus valores diferentes de zero, permitindo uma melhor representação morfológica,

sintática e semântica. Um primeiro benef́ıcio desta representação é a redução do número

de pesos necessários para os atributos, uma vez que na representação de vetores esparsos

existem potencialmente milhares de dimensões onde cada uma é acompanhada por um

peso, caso seja utilizado como entrada de um algoritmo de aprendizado de máquina, isto

é, como atributos; por outro lado, os vetores densos possuem uma dimensão muito menor,

o que atribui um menor número de pesos necessários para realizar uma mesma tarefa de

classificação. Outra caracteŕıstica importante é, pelo fato de possuir menos dimensões,

os vetores densos podem generalizar melhor o conceito envolvido e evitar o problema

de overfitting9. No projeto aqui proposto utilizamos o modelo de embeddings densos e

também, por motivos de teste, os embeddings esparsos.

3.2.3 Aprendizado de Representações de Imagens

Antes de prosseguir e avaliar as posśıveis representações dispońıveis para imagens a ńıvel

de RNA, é necessário estabelecer sua respectiva representação numérica em computado-

res, de forma a possibilitar a extração de atributos que são efetivamente utilizados em

algoritmos de aprendizado profundo.

9O problema de um algoritmo ajustar, em excesso, um conhecimento para o conjunto de treinamento
e não possuir capacidade de generalizar para outros exemplos, sendo incapaz de prever por meio de
exemplos ligeiramente diferentes, mas não iguais aos utilizados no aprendizado. Na linguagem popular
seria similar ao “decorar”.
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As imagens são armazenadas sob distintos procedimentos de compressão, que embora

diferentes em sua natureza, dispõem a imagem no monitor por meio de pixels. Cada

imagem no espaço 2D possui altura (H) e largura (W), e portanto, existindo H × W

pixels para visualizar uma imagem em um monitor.

(a) RGB (b) HSV

Figura 3.5: Comparação de ambos os espaços de cores RGB e HSV [64]

Cada pixel de uma imagem está sujeito a uma representação no espaço de cores para

ser exibido no monitor. Caso o sistema de cores utilizado seja o RGB, que vem do inglês:

Red, Blue e Green, cada pixel é representado por três canais, que são três intensidades de

cores: vermelha, azul e verde que variam, normalmente, de 0–255 cada. Por outro lado,

existe o sistema de cores HSV, que também vem do inglês: Hue, Saturation e Value. O

Hue é o ćırculo de cores representado na base do cone da Figura 3.5(b), isto é, a cor que

o espectador observa; Saturation representa o grau de mistura da cor principal de Hue

com um componente branco, e por consequência, quanto maior o componente branco,

mais claro e próximo do centro da base do cone se posiciona; de outro modo, enquanto

menor for o componente branco, mais distante, criando o efeito de cores claras e escuras.

Value mede a quantidade de brilho da imagem. Como exemplo, no sistema RGB, uma

imagem cuja porção de pixels possui valores RGB de (0, 0, 0) é uma porção de cor preta

da imagem, enquanto (255, 255, 255) é a cor branca.

Dessa forma, podemos representar cada imagem como uma matriz no IR3 (H,W,C),

onde C é a dimensão responsável pelo espaço de cores, que independe da escolha por RGB

ou HSV. Embora seja posśıvel utilizar a imagem como um exemplo na rede neural, tal

abordagem não se demonstra eficiente, nem sequer a melhor. Seria posśıvel atingir tal feito

apenas “desenrolando” a matriz (H,W,C) em um único vetor, o fornecendo como entrada
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em uma rede neural de arquitetura qualquer. Não obstante a solução pareça tentadora,

existem outras abordagens que extraem atributos hierárquicos da imagem de forma a

aumentar seu poder expressivo, conduzindo modelos de Aprendizado de Máquina a re-

presentar diferentes ńıveis de conhecimento, como apontado na Figura 3.1 (Aprendizado

de Representações). Historicamente, de acordo com o tipo de problema, era necessário

utilizar diferentes filtros (e.g., filtros para reconhecer bordas verticais e horizontais) para

extrair atributos de imagens, e tais filtros eram conduzidos a uma rede neural, fazendo

com que essa metodologia se ajuste no Aprendizado de Máquina clássico, como discutido

e apontado pela Figura 3.1. Entretanto, como mencionado anteriormente, neste projeto

estaremos utilizando a metodologia de Aprendizado de Representações.

Com esta motivação, é preciso introduzir o operador de convolução, um bloco fun-

damental para construir uma rede neural mais robusta para a tarefa de classificação de

imagens.

Convolução

O operador de convolução, na matemática, representa uma operação entre duas

funções, como f e h, cujo resultado é uma outra função que pode ser interpretada como

a função f ligeiramente modificada. Na prática, o operador de convolução, em ima-

gens, é capaz de detectar bordas, extrair atributos e entre diversas outras aplicações [46].

Como nosso objetivo é a extração de atributos, latentes de imagens, que sejam capazes

de correlacionar-se com a intensidade de sintomas depressivos, o operador convolução é

de fundamental importância para o projeto de pesquisa proposto.

Como pode ser observado na Figura 3.6, o filtro (ou janela, ou ainda kernel) é aplicado

diretamente na imagem, multiplicando cada valor do filtro pelo seu respectivo correspon-

dente na imagem, como ilustrado pela primeira etapa do procedimento na Figura 3.6(a),

destacado pela cor vermelha, bem como o resultado gerado, também destacado em verme-

lho, pelo número 15 no mapa de atributos. Isto é, o valor 15 é resultado da multiplicação

de cada célula Ki,j do filtro pelos respectivos valores das células Il,k na imagem, e então,

para contabilizar o valor 15, é feita a soma destas multiplicações que é armazenada no

mapa de atributos. O resultado gerado é de apenas uma iteração, no caso da Figura 3.6(a),

a primeira.

Para outra iteração, a janela vermelha é deslocada em apenas uma direção, pelo valor

do salto, ou stride, que para o caso deste exemplo é s = 1, portanto a janela sempre

salta para a direita após realizar o cálculo corrente, e quando não puder mais, a janela é
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(a)

(b)

Figura 3.6: Exemplo de aplicação do operador convolução em uma imagem hipotética de
tamanho 6×6 na escala de cinzas. À esquerda de (a), cada célula da matriz é um pixel da
imagem, com seu respectivo valor na escala de cinzas. No centro, encontra-se o Filtro ou
Kernel que é aplicado na imagem. A matriz mais à direita de (a) é o mapa de atributos
resultante da operação de convolução.

deslocada totalmente à esquerda e realiza um salto para baixo, multiplicando cada valor

do filtro que corresponda às células na imagem, e somando-os para gerar o resultado,

que se encontram sob a janela antes de cada novo deslocamento. Na Figura 3.6(b) é

posśıvel ver a etapa três da aplicação do operador de convolução, que resulta no valor

zero destacado no mapa de atributos. O operador finaliza quando o último elemento do

mapa de atributos é calculado, o elemento a4,4. Apenas por motivos de curiosidade, o

filtro utilizado reconhece bordas verticais. Isso significa que, após o cálculo com o filtro

de bordas verticais, as bordas verticais serão “destacadas” da imagem, enquanto “apaga”

o restante da imagem.

Com a aplicação do operador, é posśıvel perceber que o mapa de atributos resultante

é menor, em proporção com o tamanho do filtro, do que a imagem original; todavia, exis-
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tem formas de contornar tal problema com a adição de bordas, aumentando o tamanho

da imagem original artificialmente10, fazendo com que o resultado seja de mesmo tama-

nho da imagem original. Uma outra observação reside no fato de estes valores do filtro

terem sido estipulados manualmente, o que na prática, não ocorre com o Apredizado de

Representações. Por tal razão, o aprendizado de representações é essencial numa tarefa

cujos atributos ainda não são conhecidos ou bem estabelecidos, que é a relação de padrões

em imagens que se correlacione com a intensidade de sintomas depressivos.

Apesar do exemplo da Figura anterior ter apresentado uma imagem no espaço de cores

cinza, tal escolha não reflete a realidade das imagens modernas, que em geral possuem

três canais de cores. Embora haja um maior número de dimensões em função do aumento

de canais de cores, o procedimento do operador de convolução permanece igual, com a

única diferença que o filtro também necessita de mais dimensões — a mesma quantidade

de canais de cores —.

Figura 3.7: Exemplo de aplicação do operador convolução em uma imagem hipotética no
espaço de cores HSV. A imagem hipotética agora possui tamanho 6×6×3, onde a terceira
dimensão representa o espaço de cores HSV. O filtro também possui três dimensões, sendo
a terceira de mesmo tamanho da imagem. Também é posśıvel utilizar mais de um filtro.

Como é posśıvel observar pela Figura 3.7, a imagem mais à esquerda possui três

dimensões, onde a terceira é representativa do espaço de cores HSV; por outro lado, o filtro

também possui a mesma quantidade na terceira dimensão, de modo que a multiplicação

do filtro pela janela na imagem é realizada em três dimensões, que se move com stride

s para direita ou para baixo, de modo semelhante ao exemplo anterior, com a diferença

que agora é um cubo que representa a janela, e não mais um quadrado. Todavia, como

10Tal abordagem chama-se padding e adiciona uma borda por unidade de padding com valores zero na
imagem original.
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pode ser percebido pela Figura, o operador de convolução pode ser realizado com mais de

um filtro, resultando em um mapa de atributos (ou mapa de caracteŕısticas) cuja terceira

dimensão seja maior que 1.

Figura 3.8: Exemplo de aplicação do operador Max Pooling. Imagem hipotética à esquerda
com dimensões 4 × 4 e mapa de atributos à direita com dimensões 2 × 2 com passo ou
stride igual a dois (s = 2), onde cada iteração é representada por uma cor diferente na
Figura.

É importante notar que, na literatura, muitas vezes são encontrados outros operadores

que são similares com o procedimento do operador de convolução, chamados de Max

Pooling e Average Pooling. Para ambos, em vez de multiplicar cada elemento da matriz

do filtro pelos respectivos elementos na imagem, somente extrai o maior elemento de todos

que se encontram dentro da janela na imagem, para o Max Pooling, ou extrai a média de

todos os elementos que se encontram dentro da janela na imagem, para o Average Pooling.

É importante notar que ambos o Max pooling e Average Pooling não necessitam de pesos

para serem treinados. Um exemplo de Max Pooling é o da Figura 3.8, com janela de

dimensões 2× 2 e stride de 2.

Duas das principais razões para utilizar o operador de convolução são: (1) o com-

partilhamento de parâmetros por toda a imagem, como o exemplo do filtro que detecta

bordas verticais ser utilizado em apenas uma parte da imagem, mas também funciona

para quaisquer outras partes da mesma imagem; e (2) apenas uma parte da imagem é

utilizada para calcular um único valor do mapa de atributos, e não toda a imagem.

Todavia ainda resta uma pergunta: como utilizar o operador convolucional para re-

solver o problema de classificação que temos em mãos? Isto é, como achar a relação de

imagens com a intensidade de sintomas depressivos do estudante que possui tais ima-

gens? A resposta está no uso de redes neurais convolucionais, ou RNC, sendo um dos

mecanismos do estado da arte para classificação de imagens, e largamente utilizado pela
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comunidade cient́ıfica de Visão Computacional [34].

Redes Neurais Convolucionais

A arquitetura de uma RNC é, muitas vezes, bastante volátil e de extensão não de-

terminada, mas ainda possui agrupamentos de estágios que são compostos, geralmente,

por uma camada de operação de convolução, uma camada de pooling, seja ele max ou

average. O resultado gerado pelo operador de convolução é um mapa de atributos que

passa por uma função de ativação, que é comumente a ReLU (Rectified Linear Unit)11.

Figura 3.9: Arquitetura de uma Rede Neural Convolucional chamada AlexNet, criada por
Alex Krizhevsky.

Para ilustrar uma posśıvel arquitetura de rede neural convolucional podemos tomar

como exemplo a AlexNet [32], cujo nome origina de seu primeiro autor Alex Krizhevsky.

Aqui é uma posśıvel, de tantas outras, formas de arquitetar uma rede convolucional. Se

tomarmos como consideração que ambos os procedimentos de convolução e max pooling

são camadas, a rede neural possui 12 camadas que inclui as quatro camadas do estágio 4,

11f(x) = max(0, x)
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como apresentado na Figura 3.9.

O último estágio é excepcional, pois toma para si o resultado do estágio 3, “desenro-

lando” a matriz de dimensões 6×6×256 em um único vetor de tamanho 6 ·6 ·256 = 9216.

Estes 9216 valores são a entrada para uma rede neural tradicional totalmente conec-

tada. Além disso, possui duas camadas escondidas de 4096 neurônios. A camada de

sáıda utiliza uma função softmax que representa a distribuição de probabilidade da en-

trada pertencer a K posśıveis categorias, que para o exemplo do AlexNet, K = 1000. O

estágio quatro é de suma importância pois é o momento em que a classificação é efetuada.

Figura 3.10: Bloco Residual.

Na literatura é observado que o maior número de camadas possibilita que atributos

mais complexos sejam descobertos, o que é restrito para arquiteturas com poucas camadas.

Todavia, uma arquitetura com muitas camadas sofre do problema de vanishing gradient

e exploding gradient, que pela grande quantidade de camadas resulta numa grande cadeia

de multiplicações sucessivas para calcular o gradiente de camadas iniciais. Numa cadeia

sucessiva de multiplicações, quanto menores os termos da multiplicação, menor o resul-

tado, bem como o oposto também é verdadeiro. Para o vanishing gradient, o aprendizado

das primeiras camadas pode se tornar muito lento, uma vez que o gradiente é atualizado

por um valor quase nulo, o que não gera uma grande mudança e retarda o aprendizado;

por outro lado, o exploding gradient pode causar problemas de overflow, além de não

necessariamente convergir para um aprendizado coerente. Em vista de solucionar tais

problemas, uma ResNet [29] é utilizada, cuja arquitetura pode ser obtida empilhando-

se blocos residuais de composição volátil, que para nosso caso são blocos que contêm

operações convolucionais e que podem incluir operações de pooling. Como demonstrado

pela Figura 3.10, a caracteŕıstica que distingue um bloco residual da arquitetura conven-

cional de redes neurais é a conexão criada por um atalho, que é uma cópia do dado que é

inserido em x camadas posteriores — duas camadas de convolução para a Figura 3.10 —,
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onde tal dado é utilizado para somar com o resultado obtido pelo mesmo dado enviado

pelo atalho, só que processado pelas camadas que o atalho pulou. Tal procedimento se

mostrou eficaz em combater os problemas de gradiente mencionados, possibilitando o trei-

namento com maiores quantidades de camadas e habilitando a representação de funções

mais complexas [29].

Para os propósitos deste projeto, utilizamos uma ResNet com operações convolucionais

e de pooling nos blocos residuais. A arquitetura ResNet utilizada é apresentada com mais

detalhes no Caṕıtulo 5.



Caṕıtulo 4

Revisão da Literatura

Para fins de destacar diferenças e apontar equivalências, os trabalhos relacionados a este

estudo possuem grande importância. Como dito anteriormente, as motivações essenci-

ais envolvem os argumentos já antes aludidos, embora não esgotados, sobre os casos de

depressão não diagnosticados, tal como a relação de atributos das mı́dias sociais (e.g.,

metadados, e conteúdo confeccionado pelo usuário.). Ambos são fontes de investigação

de interesse porque podem fornecer respostas a perguntas como: (1) qual o tipo de com-

portamento lingúıstico de uma pessoa que possui depressão em mı́dias sociais?, (2) qual é

o engajamento social de uma pessoa que possui depressão em mı́dias sociais?, (3) se uma

pessoa não tem depressão, como é a frequência de suas postagens?, e inúmeras outras.

Saber as respostas para tais perguntas nos fornece condições de possibilidade para intervir

e melhorar a condição de vida de tais pessoas que sofrem com os sintomas da depressão,

além de desvendar a possibilidade de detecção de depressão por meio de dados de mı́dias

sociais, e os tipos de comportamento mais nocivos. Assim como a depressão se manifesta

e é detectada no mundo real por psiquiatras — que inclusive, podem realizar o diagnóstico

por meio das diretrizes do DSM —, pode haver uma maneira da depressão se manifes-

tar em mı́dias sociais, o que não necessariamente condiz com as mesmas diretrizes do

DSM, e inclusive, podem ser manifestações totalmente outras em função dos mecanismos

fornecidos pelas mı́dias sociais e pelas suas caracteŕısticas intŕınsecas.

Mas antes de nos aprofundarmos, é imprescind́ıvel que se saiba de antemão se os

usuários que tenham alta intensidade de sintomas depressivos manifestem-se em mı́dias

sociais, se existe evidência que relacione o uso de mı́dias sociais com depressão, e o que

pesquisadores da Psicologia pensam sobre o uso de algoritmos de Aprendizado de Máquina

para descobrir a relação do conteúdo, ou caracteŕısticas de uso, com a intensidade de

sintomas depressivos.
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Estudos apontam que existe associação do uso de mı́dia social com depressão, e além

disso, apontam que as plataformas de mı́dias sociais podem ser usadas como uma ferra-

menta para identificar indiv́ıduos em riscos de depressão e fornecer um meio de intervenção

[35, 36]. Inclusive, as mı́dias sociais podem ser úteis para extrair padrões, de forma que

algoritmos de Aprendizado de Máquina possam alavancar utilidade destes dados e atuar

na detecção de altas severidades de sintomas depressivos. Somado a isso, pesquisado-

res da Psicologia apontaram que as ferramentas de Aprendizado de Máquina podem ser

úteis para auxiliar em certas atividades, tais como em [24], onde a avaliação da relação

de fatores de risco de suićıdio poderia utilizar os algoritmos modernos de Aprendizado

de Máquina (aprendizado profundo) em vez de técnicas tradicionais da Estat́ıstica, pois

algoritmos de aprendizado profundo podem modelar relações não lineares entre os pre-

ditores. Com isso, existe um campo extenso de atuação dos algoritmos de Aprendizado

de Máquina, principalmente no que tange ao assunto de comportamento depressivo em

mı́dias sociais.

4.1 Uma Revisão sistemática

Do ponto de vista mais espećıfico, a literatura avaliou, e avalia, a relação do uso de mı́dias

sociais com indiv́ıduos que possuem depressão de diversas formas, dentre elas, duas são

especialmente comuns: a avaliação de usuários que usam as mı́dias sociais, e a avaliação

do conteúdo produzido por tais usuários. No primeiro caso, a intervenção é comumente

psicológica e psiquiátrica, enquanto o segundo caso pode ser avaliado por análise de da-

dos. Seguindo a abordagem de análise de dados, em [27], uma revisão sistemática pondera

dois grandes e principais métodos de avaliação de dados: (1) Os participantes respondem

questionários de teste psicológico que avaliam suas respectivas intensidades de sintomas

depressivos, possibilitando o uso de algoritmos de aprendizado supervisionados por meio

do atributo de classe obtido pelo teste. (2) A captação dos dados de origem pública on-

line, ou em fóruns de discussão online, onde o usuário autodeclara possuir depressão. A

vantagem da primeira abordagem reside na capacidade de refletir um dado mais coerente

com a realidade, capturando uma métrica do teste psicológico de fidedignidade e vali-

dade psicológica e psiquiátrica; por outro lado, é dif́ıcil captar uma grande quantidade de

usuários que respondam ao questionário, além da impossibilidade de tomar conhecimento

se as respostas são deliberadas cuidadosamente. Na segunda abordagem, [27] demonstra

que os dados, em geral, são capturados por meio de comentários onde o usuário compar-

tilha seu diagnóstico psicológico, ou por meio de palavras-chave, ou ainda por fóruns de
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discussão online que compartilham informações sobre depressão, por exemplo.

Embora a segunda abordagem tenha, a prinćıpio, maior facilidade para acessar gran-

des quantidades de dados de maneira gratuita e rápida, os procedimentos realizados por

questionários possuem um maior grau de validade, perdendo apenas para as entrevistas

com profissionais da saúde mental, como apontado por [27]. Em nosso caso, utilizamos

o teste psicológico para descobrir as classes, ao passo que usamos os dados das mı́dias

sociais para serem os atributos preditivos dos nosso modelos.

4.2 Predição de Depressão via Twitter

Sendo um dos trabalhos mais citados dentre os que utilizam teste psicológico, em [18],

um estudo que busca por caracteŕısticas do uso do Twitter que sejam preditivas de de-

pressão, leva em consideração o recrutamento de indiv́ıduos que utilizam o Twitter. O

recrutamento ocorre por meio do Amazon Mechanical Turk, onde usuários que se asso-

ciam a este serviço podem completar tarefas que outros usuários submetem para serem

completadas, onde no caso desta pesquisa, a tarefa a ser completada pelos usuários é um

questionário demográfico e o teste psicológico CES-D (Center for Epidemiologic Studies

Depression Scale) — que é similar ao BDI —, assim como o consentimento para coletar

os dados do Twitter do participante. Ao completar o questionário, o participante recebe

uma recompensa de USD 0.9 cents pelo serviço prestado. Como manutenção da qualidade

das respostas, o estudo excluiu aquelas que os participantes responderam em menos de

dois minutos. Apesar de poĺıticas de recrutamento interessantes, o Amazon Mechanical

Turk é majoritariamente utilizado nos Estados Unidos e Índia [52, 53], possuindo um

pequeno público brasileiro. Além deste fato, nossa pesquisa propõe uma análise espećıfica

da relação dos sintomas depressivos com a amostra de estudantes universitários do ensino

superior público do Brasil e seu uso de mı́dias sociais.

Após a coleta de dados e dos pré-processamentos necessários, foram utilizados os dados

de 476 usuários do Twitter. Este projeto de pesquisa, diferentemente do nosso, realiza um

corte no valor do teste psicológico1 que separa os participantes entre aqueles que possuem

TDM e os que não possuem. Em nosso projeto, escolhemos manter os quatro diferentes

ńıveis que o teste BDI nos fornece (mı́nimo/leve/moderado/grave), simplesmente por

corresponder a natureza dos testes psicológicos que não diagnosticam depressão, mas sim

1A escala CES-D também possui os valores mı́nimo (0–15), leve para moderado (16–22) e grave (23–
60). O projeto escolheu realizar o corte de 22 para separar entre indiv́ıduos com TDM (maiores que 22)
e indiv́ıduos sem TDM.



4.2 Predição de Depressão via Twitter 42

apontam a intensidade dos sintomas depressivos, o que é indubitavelmente representado

pela escala de intensidade mencionada.

Para a análise dos dados, o projeto efetuou uma engenharia de atributos para encon-

trar os diferentes tipos de atributos que podem ajudar na predição de TDM. Os atributos

extráıdos foram caracterizados em seis principais grupos: (1) linguagem depressiva, (2)

a emoção das palavras, (3) estilo lingúıstico, (4) egonetworks, (5) engajamento social do

usuário, e (6) dados biodemográficos. Vale ressaltar que para a extração de emoções das

palavras e estilo lingúıstico foi utilizado o LIWC [60], uma biblioteca que é capaz de

identificar dimensões lingúısticas, em inglês, como: palavras de afeto positivo e negativo,

pronomes pessoais, advérbios e etc; por outro lado, “egonetworks” é o nome dado para

atributos que são relacionados ao grafo da mı́dia social em torno do usuário.

Com PCA Sem PCA

Precision 0.742 0.705

Recall 0.629 0.614

Accuracy 72.384% 71.209%

Tabela 4.1: Tabela de resultados do algoritmo SVM para detecção de depressão do projeto
de pesquisa [18].

O trabalho utilizou um algoritmo de aprendizado supervisionado — onde o atributo

de classe é possuir TDM ou não — para identificar o poder de predição dos atributos ex-

tráıdos, que dentre todos os seis grupos mencionados totalizam um valor de 47 atributos

que incluem média, entropia e variância de cada um, totalizando 188 atributos. Moti-

vados pela quantidade de atributos, foi utilizado o principal component analysis (PCA)

para reduzir o número excessivo, e possivelmente, redundante de dimensões para evitar

o overfitting. O algoritmo que melhor desempenhou foi o support vector machine (SVM)

com o resultado dispońıvel na Tabela 4.1. Por fim, o projeto conclui, analisando as di-

ferenças e semelhanças entre os grupos de participantes depressivos e não depressivos

que os indiv́ıduos depressivos demonstraram uma atividade social reduzida, maior quan-

tidade de emoções negativas, grande foco em si mesmo, preocupação com medicamentos,

uma maior expressão de pensamentos religiosos, e publicam com mais frequência à noite;

além disso, apresentou a capacidade preditiva de algoritmos de aprendizado de máquina

supervisionados com os dados de mı́dias sociais.

Diferentemente deste projeto, propomos uma arquitetura capaz de realizar aprendi-

zado de representações, o que não justificaria uma engenharia de atributos como a efetuada
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aqui, e por isso nos propomos a utilizar as representações de vetores densos para palavras,

de forma que as redes neurais possam alavancar sua representação e descobrir, de maneira

autônoma, o relacionamentos mais provável com o atributo de classe.

4.2.1 Predição de Depressão via Twitter com Amostra de Ja-
poneses

No projeto proposto em [61], o estudo foi constrúıdo como uma extensão e aprimoramento

do projeto aqui mencionado anteriormente por [18], efetuando o mesmo procedimento de

engenharia de atributos para sua extração a a utilização do mesmo teste psicológico, o

CES-D. O projeto se distingue pela amostragem utilizada e metodologia distinta de recru-

tamento, tratando-se de indiv́ıduos japoneses que foram recrutados de maneira voluntária

por meio de anúncios publicados no Twitter, que responderam ao questionário biode-

mográfico e ao CES-D. Neste estudo também foi investigada a diferença dos atributos em

participantes com e sem TDM — cujo corte de ambos os grupos também foi realizado

pelo valor 22 de CES-D —, e os resultados apontaram que não há diferença significativa

entre a frequência de horário da publicação entre os indiv́ıduos dos dois grupos, nem uma

diferença estatisticamente significativa entre o número de seguidores e de seguidos entre

os grupos; por outro lado, foi achado em [18] que a maioria dos indiv́ıduos com TDM

postava no horário da noite e tinham um número de seguidores e de seguidos menor que

os indiv́ıduos sem TDM. Tal ocorrência sugere que diferenças culturais ou da amostra

de participantes podem ter influenciado no resultado, e que mais investigações são ne-

cessárias para identificar a verdadeira causa. A situação sugere a maior necessidade de

um mecanismo independente de engenharia de atributos para detectar, ou prever, ou si-

nalizar a intensidade de sintomas depressivos por meio de mı́dias sociais, ao passo que o

aprendizado de representações se torna uma solução posśıvel para tal obstáculo.

Precision 0.64

Recall 0.43

Accuracy 69%

Tabela 4.2: Tabela de resultados do algoritmo SVM para detecção de depressão do projeto
de pesquisa [61].

O resultado do algoritmo de aprendizado supervisionado foi similar ao encontrado em

[18]. Todavia, ainda foram realizados testes com bag of words e extração de tópicos com

LDA [13], o que resultou em melhores acurácias do modelo com o uso do último (LDA).
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Em uma outra extensão proposta, o projeto [61] verifica a diferença dos peŕıodos de

observação, que é a quantidade de tempo, a partir do dia de aplicação do teste psicológico,

que deve-se coletar os dados, que no caso são os tweets. O estudo descobriu que o tempo

suficiente, utilizando dados de indiv́ıduos japoneses, para reconhecer depressão é a do

intervalo de 6–16 semanas a partir do dia de aplicação do questionário, e que intervalos

maiores podem piorar o resultado do algoritmo. O melhor resultado das métricas de

avaliação foram obtidas pelo algoritmo de aprendizado supervisionado SVM, como pode

ser vislumbrado na Tabela 4.2. Apesar dos resultados serem um pouco inferiores, o que

fica explicito é a obtenção de resultados similares ao da pesquisa [18] em um contexto

e com amostras distintas, o que em última instância nos estimula a sugerir que seja

posśıvel extrair caracteŕısticas das mı́dias sociais capazes de distinguir pessoas com ou sem

depressão. Os resultados também podem ter sido comprometidos pela impossibilidade de

utilizar atributos lingúısticos e um léxico como o do LIWC, se restringindo a uma simples

lista de palavras positivas e negativas, o que é reflexo das diferenças lingúısticas entre o

japonês e o inglês e a ausência de ferramentas como o LIWC dispońıveis para japonês.

As pesquisas mencionadas avaliaram apenas os aspectos lingúısticos no uso do Twitter

e sua relação com a depressão; todavia, uma outra mı́dia social em ascensão é o Instagram,

cujo principal modo de uso se concentra no compartilhamento de imagens, e por isso,

tornou-se também o nosso objeto de estudo por conter uma área pouco explorada da

relação da depressão com o uso desta mı́dia, ao menos em ńıvel de análise de dados, como

mencionamos no ińıcio desta Seção. Além disso, o Instagram é a mı́dia social que tem

a segunda maior taxa de novos usuários, perdendo apenas para o Facebook, e também

é uma das mı́dias sociais mais utilizadas pelos jovens da faixa etária da nossa amostra

(estudantes universitários), e também é a mı́dia social que possui o maior engajamento

entre usuários [4]. Por tais razões, buscamos pelos trabalhos correlatos que relacionam

os atributos de imagens com sintomas depressivos, ou depressão por meio de dados do

Instagram.

4.3 Predição de Depressão via Instagram

Em um estudo mais recente [49], os pesquisadores estabelecem a hipótese de que é posśıvel

diferenciar as publicações criadas por indiv́ıduos com depressão e indiv́ıduos sem depressão

usando medidas computacionais e metadados associados às imagens publicadas (como

número de curtidas, número de comentários e etc.). Essas medidas computacionais foram

baseadas em estudos que associam humor, cor e saúde mental, identificando o padrão
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de cores mais escuro e acinzentado com humor negativo e cores v́ıvidas e brilhosas com

humor positivo, argumentando que as pessoas que se autoidentificam com depressão tem

uma tendência a perceber o mundo de maneira acinzentada e sem cor [49]. Além disso,

eles também utilizaram um programa de detecção facial para capturar a intensidade de

atividade social do indiv́ıduo por meio da presença, ou não, de um maior número de faces,

demonstrando assim o seu engajamento social fora do meio virtual. Por outro lado, os

pesquisadores também utilizaram a avaliação de humanos para determinar se algumas

fotos demonstravam (1) felicidade, (2) tristeza, (3) interesse e (4) simpatia, motivado

principalmente pela hipótese de que humanos são capazes de distinguir publicações feitas

por pessoas com TDM de pessoas sem TDM por meio de categorias semânticas comuns.

Além disso, é verificado se a classificação de humanos teria uma correlação positiva com

os dados avaliados por programas de computador em ńıvel de pixel, como o modelo de

aprendizado supervisionado, para comparar a capacidade avaliativa de ambos os modelos.

O recrutamento ocorreu, assim como em [18], por meio do Amazon Mechanical Turk, e

o inventário utilizado também foi o mesmo (CES-D). Os pesquisadores, após carregarem as

imagens dos participantes qualificados, submeteram um trabalho ao Amazon Mechanical

Turk para que humanos avaliassem as imagens dentro das quatro categorias mencionadas

(felicidade, tristeza, interesse a simpatia) numa escala de 0–5 em cada categoria. Por fim,

os participantes que responderam ao CES-D também, assim como em [18] e [61] foram

divididos em participantes que possuem TDM e aqueles que não possuem TDM, por meio

do corte de 22 do valor de CES-D.

Precision 0.60

Recall 0.69

F-measure 0.64

Tabela 4.3: Tabela de resultados do algoritmo Florestas aleatórias para detecção de de-
pressão do projeto de pesquisa [49]

Após o recrutamento, foi realizada uma engenharia de atributos para extrair a média

dos valores de Hue, Saturation e Value, bem como o número de faces, o filtro aplicado

na imagem, se houver, e uma coleção de metadados das publicações, como o número

de curtidas e o número de comentários. O modelo de aprendizado que melhor obteve

resultado foi o classificador de Florestas Aleatórias com o resultado que pode ser observado

pela Tabela 4.3. Por outro lado, pelo cálculo de razão de possibilidades, os participantes

com TDM, em geral, recebem mais comentários, publicam mais, e tem imagens com

maior probabilidade de ter faces — mas com um número médio de faces menor do que os



4.4 Predição de Depressão com Dicionário Multimodal 46

participantes sem TDM —. No fim, não houve correlação entre o modelo de classificação

de Florestas Aleatórias e a identificação de humanos sobre a emoção da imagem pelas

quatro categorias (felicidade, tristeza, interesse e simpatia), o que sugere que é posśıvel

alavancar de dados granulares (como o pixel) uma relação de imagem e intensidade de

sintomas depressivos.

O classificador de XGBoost, o qual utilizamos neste projeto, ganhou diversas com-

petições de Aprendizado de Máquina nos últimos anos, sendo utilizado em 17 das 29

soluções ganhadoras em 2015 [16].

4.4 Predição de Depressão com Dicionário Multimo-

dal

No projeto [56], os autores focaram em classificar pessoas como depressivas ou não depres-

sivas baseado em seus tweets. Os indiv́ıduos considerados depressivos são os que satisfazem

a sentença “(I’m/ I was/ I am/ I’ve been) diagnosed depression”, ou alguma que menciona

“depress”, i.e., eles usam uma autodeclaração para rotular os indiv́ıduos. Tal procedi-

mento pode direcionar um grande número de casos falsos positivos, ou mesmo de falsos

negativos. Além disso, o projeto constrói os modelos de Aprendizado de Máquina por

meio de engenharia de atributos, que são extráıdos ou dos tweets, ou computados pelo

comportamento do usuário na mı́dia social: a imagem de perfil, tópicos e sentimentos

computados dos tweets e etc. Como esses atributos se apresentam em diferentes espaços

(numérico, vetorial, e etc.) eles criam um dicionário multimodal para criar seus modelos

de Aprendizado de Máquina.

O mesmo projeto iniciado em [56], foi continuado e expandido em [57]. Neste recente

projeto, o modelo treinado em [56] para a detecção de tweets foi reutilizado para aumentar

a eficiência de detecção em uma outra mı́dia social chinesa, de nome Weibo. Os autores

argumentam que a vantagem deste procedimento reside no fato de Weibo ser menos

popular que o Twitter, e que treinar em uma mı́dia social com dados de fácil acesso,

poderia melhorar a classificação em outras mı́dias com menos usuários, e portanto, menos

dados. O procedimento de transformação de atributos adaptativo se mostrou eficiente e

aumentou em mais de 3,4% da medida F1. Tal procedimento demonstrou-se interessante

pela aplicação bem-sucedida de Transfer Learning.

Por fim, diferente dos projetos aqui mencionados, buscamos utilizar um algoritmo de

aprendizado de representações, inclusive, por meio dos dados das imagem, não utilizando
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uma média dos valores de Hue, Saturation e Value como em [49], mas sim usando os

dados pixel a pixel da imagem para obter uma relação visual com a intensidade de sin-

tomas depressivos, e inclusive, relacionar estes dados com os metadados da publicação,

como a legenda da imagem (texto em representação de embeddings densos), número de

comentários recebidos e o número de curtidas, que são atributos que não estão presentes

na imagem em si, mas fazem parte da entidade publicação. Além disso, nenhum dos

projetos mencionados fez uma fusão dos diferentes dados de forma expĺıcita, como unir

o dado visual e textual para construir os modelos e classificar publicações utilizando am-

bos os dados. Por outro lado, constrúımos classificadores que levam em consideração as

publicações para explicitamente classificar os indiv́ıduos, e não apenas publicações indi-

viduais, já que estamos interessados em distinguir os indiv́ıduos que estão nos grupos

mais severos do espectro de sintomas depressivos, o que difere de todos os estudos aqui

mencionados.



Caṕıtulo 5

Uma Metodologia Para Detecção de
Sintomas de Depressão a Partir de
Mı́dias Sociais

Neste trabalho, investigamos a relação entre os dados de mı́dias sociais com a expressão

de sintomas depressivos. Escolhemos o Instagram por duas principais razões: (1) é mais

usada por jovens adultos, na faixa etária de estudantes universitários [55], e (2) pelas

publicações serem compostas por informações textuais e visuais simultaneamente, ao passo

que o Facebook e o Twitter nem sempre possuem essa alta correlação como no Instagram,

onde para os nossos dados coletados, cerca de 86% das publicações tinham, ao mesmo

tempo, imagem e a legenda em conjunto.

Para tanto, foram elaboradas às seguintes hipóteses de pesquisa:

Hipótese 1 Modelos de Aprendizado de Máquina que analisam publicações de estudantes

no Instagram, incluindo imagens e textos, conseguem distinguir indiv́ıduos com diferentes

intensidades de sintomas depressivos — como medido pelo BDI.

Essa hipótese nos permite buscar por uma capacidade preditiva de modelos que uti-

lizam ambos os atributos de texto e imagens. Embora seja uma hipótese, no melhor do

nosso conhecimento, ainda não investigada na literatura, ela ainda não é suficiente caso

seja pior do que os modelos já criados que utilizam apenas texto, ou apenas imagem, para

efetuar a classificação. Por isso, uma outra hipótese investigativa foi elaborada:

Hipótese 2 Utilizar texto e imagem, conjuntamente, aumenta a taxa de acerto dos mo-

delos de Aprendizado de Máquina se comparado aos que usam um único tipo de dado, isto

é, somente texto ou somente imagem.

Com base nestas duas hipóteses, constrúımos uma metodologia capaz de coletar, pro-
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cessar e organizar os dados com a finalidade de alimentar os modelos de Aprendizado de

Máquina, onde seu papel é o de distinguir entre as diferentes matizes de severidade de

sintomas depressivos.

Figura 5.1: Os processos da metodologia proposta neste estudo.

Nas seções seguintes são apresentados a Coleta e Transformação dos Dados, e os

Modelos de Aprendizado de Máquina, como demonstrado na Figura 5.1, representante da

nossa metodologia.

5.1 Coleta e Transformação dos Dados

Em primeiro lugar, para a extração efetiva dos dados, um questionário foi criado no

Google forms sob a aprovação do conselho de ética da UFF. O questionário é composto

de cinco etapas: (1) fornecimento do e-mail e autodeclaração que possui idade maior que

18 anos; (2) a aceitação do Termo se Consentimento Livre e Esclarecido (TCLE); (3) o

preenchimento do questionário biodemográfico, que contém: dados pessoais, se faz uso de

psicotrópico ou tratamento psicológico, ńıvel de uso das mı́dias sociais e tempo e local de

trabalho; (4) o preenchimento do BDI, e por fim, (5) o fornecimento do nome de usuário do

Instagram, acompanhado da aceitação em ter todas as publicações de seu perfil coletadas.

Além disso, como uma forma de garantir a integridade dos dados, utilizamos o portal de

transparência da UFF1 para averiguar a autenticidade da matŕıcula dos alunos.

Antes da efetiva publicação do questionário, submetemos o projeto para a aprovação

do comitê de ética da UFF, obtendo o aceite no dia 11 de Outubro de 2018, permitindo

1https://app.uff.br/transparencia
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o ińıcio da coleta de dados com, apenas, estudantes da UFF. Com isso, os convites para

participação do estudo foram enviados no dia 12 de Outubro por meio de diferentes

grupos de estudantes no Facebook, e também por meio de listas de e-mail oficiais de

diferentes coordenações da UFF. A coleta dos dados perdurou até 2 de Dezembro de 2018,

e obtivemos um total de 297 respostas, onde 2 não eram estudantes e 197 concordaram

em fornecer acesso aos seus perfis do Instagram. Com isso, coletamos as publicações de

todos os 197 estudantes.

Figura 5.2: Diagrama de Fluxo de Dados para coleta e processamento dos dados obtidos
pelos questionários respondidos.

Para representar a coleta e processamento dos dados, fizemos o uso de um Diagrama

de Fluxo de Dados, como o disposto na Figura 5.2. É posśıvel observar, por intermédio da

Figura, duas entidades externas: “Questionário” e “Instagram”, onde ambos são fontes

externas de provimento de dados, sendo “Questionário” as respostas aos questionários,

e “Instagram” as publicações dos perfis dos estudantes. Os retângulos arredondados são

processos e descrevem alguma ação concretizada sobre os dados. Os retângulos vazados

são os depósitos de dados, onde os dados são armazenados após um processamento. As
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setas representam os fluxos dos dados, isto é, para onde são encaminhados.

Com isso, a nossa arquitetura básica para a captura e processamento dos dados pode

ser descrita por meio das sete etapas da Figura 5.2, onde a etapa (1) representa o download

das respostas do questionário; a etapa (2) representa o pré-processamento do questionário

para computar o valor final do BDI; (3) captura os nomes dos usuários do Instagram forne-

cidos; (4) e (5) simultaneamente representam a coleta das publicações de cada estudante;

(6) carrega os dados para serem pré-processados na etapa final (7).

Em (7) fazemos o cômputo de diversos dados agregados para cada estudante, isto

é, calculamos o valor médio de Hue, Saturation e Value, o número médio de faces, co-

mentários e curtidas presente nas fotos. Para o cálculo destes valores, primeiro utilizamos

uma biblioteca de detecção de faces2 em Python; em segundo lugar, convertemos todas

as imagens de RGB para HSV com a biblioteca OpenCV3 para Python. Tais dados são

úteis para identificar a correlação entre aspectos visuais ou biodemográficos com a variável

dependente (o resultado do BDI).

Por fim, salvamos as publicações individuais, ao passo que também calculamos os

dados agregados mencionados na etapa (7). Vale ressaltar que as publicações individuais

são para os modelos de RNA e RNC, enquanto os dados agregados são aplicados em um

modelo de regressão loǵıstica para calcular os coeficientes de regressão.

5.2 Criação dos Conjuntos de Treinamento, Validação,

e Teste

Diferente dos outros projetos mencionados no Caṕıtulo 4, pretendemos realizar uma clas-

sificação por indiv́ıduos, e não de publicações individuais. Motivados por esse interesse,

tratamos o problema como uma tarefa de Multiple Instance Learning [15], onde os exem-

plos, isto é, publicações individuais, são rearranjadas em bags cujos rótulos são a categoria

para o qual o BDI resultou para o estudante. Em outras palavras, cada bag representa

um estudante com todas as suas publicações, e os exemplos, ao invés de serem formados

por publicações individuais, são estudantes.

Formulação do Problema

2https://github.com/ageitgey/face recognition
3https://github.com/skvark/opencv-python
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O conjunto de exemplos E é composto por um conjunto de bags, i.e., E = {S1, S2, . . . ,

Sm} onde Si = {post1, post2, . . . , postn} ∈ E é a bag para o estudante i, e postk ∈ Si é ou

(1) uma tupla postk = (pk, ck) onde postk é uma publicação individual de um estudante,

pk é uma imagem e ck é a legenda da imagem, ou (2) postk = pk só possui a imagem sem

legenda, ou ainda (3) onde postk = ck só contém a legenda (somente para classificação pura

de texto, uma vez que no Instagram não é permitido publicar uma legenda sem imagem).

Além disso, cada publicação é anotada com o mesmo rótulo cuja bag ele pertence. Por

exemplo, se um estudante S4 respondeu ao questionário e obteve a categoria grave no

BDI, cada publicação de S4 = {post1, post2, post3, ..., postn} terá o rótulo grave associado.

Para as predições dos modelos, dado um estudante Si = {post1, post2, post3, ..., postn},
existem dois ńıveis de classificação: (1) para a classificação de publicações temos ŷpostsi =

{r1, r2, . . . , rn}, onde rk é o rótulo do postk obtido pelo classificador; e (2) para a classi-

ficação de estudantes, temos que ŷi = valor mais frequente(ŷpostsi ).

Criação dos conjuntos de treinamento, validação e teste

Normalmente, ao se criar os conjuntos de treinamento, validação e teste, somente se

leva em consideração as proporções em termo de exemplos. Em outra palavras, dada a

classificação de um conjunto de exemplos onde 30% pertence a classe A e 70% pertence

a classe B, esta mesma proporção será obedecida, na melhor medida, para os conjun-

tos de treinamento, validação e teste caso estejamos criando os conjuntos de maneira

estratificada.

Diferentemente do exemplo mencionado, em nosso caso temos dois ńıveis de estra-

tificação: (1) a proporção de estudantes em cada categoria do BDI e, (2) a proporção

de exemplos (publicações) em cada BDI, além de obedecer a divisão de exemplos para

treinamento, validação e teste. Motivados pela geração de conjuntos com a mesma distri-

buição dos dados originais, implementamos um algoritmo genético para criar os conjuntos

de treinamento, validação e teste.

Para criar os conjuntos de treinamento, validação e teste a partir do conjunto E de

exemplos, é requerido que as publicações de uma bag não sejam divididas entre diferentes

conjuntos, o que faria com que o mesmo estudante apareça em diferentes fases do trei-

namento ou teste. O algoritmo inicializa com três conjuntos V1, V2 e V3 (treinamento,

validação e teste), cada um contendo exemplos Si ∈ E selecionados de forma aleatória.

Para criar a nova população, selecionamos duas bags de dois conjuntos distintos, isto é,
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Sj ∈ Vw e Sk ∈ Vp, e as trocamos de forma que Sk ∈ Vw e Sj ∈ Vp. Além disso, inclúımos

um mecanismo de mutação com a chance de ocasionar uma outra troca. A avaliação da

população ocorre por meio da soma das diferenças das distribuições nos dois ńıveis men-

cionados: proporção de estudantes e proporção de publicações em cada BDI. Portanto,

obtemos um valor final a ser otimizado, cujo resultado ótimo seria a soma das diferenças

ser igual a zero, onde os conjuntos gerados possuem exatamente a mesma distribuição

final em ambos os ńıveis. Caso a distribuição da nova população gerada seja a melhor,

então esta distribuição é salva até que uma população seja melhor, ou que o algoritmo

termine. Dois são os critérios de encerramento: por tempo, ou por uma pequena diferença

entre a distribuição da melhor população se comparado com a distribuição real.

5.3 Modelos de Aprendizado de Máquina

Ao invés de realizar, somente, um corte no valor do inventário de depressão e separar dois

grupos como depressivos e não depressivos, optamos por investigar as categorias dadas

pelo BDI, isto é, mı́nimo, leve, moderado e grave. Com isso em mente, combinamos as

quatro categorias para averiguar sua relação com as publicações do Instagram.

Classe 0 Classe 1 Classe 2 Classe 3
Combinação 1 mı́nimo e leve moderado e grave
Combinação 2 mı́nimo leve e moderado grave
Combinação 3 mı́nimo leve moderado grave

Tabela 5.1: Diferentes combinações de categorias do BDI para formar as classes que serão
utilizadas nos classificadores.

Como pode ser observado pela Tabela 5.1, foram testadas três combinações das cate-

gorias do BDI. Tal combinação ocorre pela renomeação, da categoria que indiv́ıduo obteve

no BDI, para o nosso respectivo sistema de classes. Por exemplo, se o estudante Sj obteve

valor 22 no BDI, o que resulta na categoria moderado, ele pertenceria a classe 1 para a

combinação 2, ou a classe 2 para a combinação 3.

Implementamos este procedimento para medir a capacidade dos modelos em distin-

guir indiv́ıduos com diferentes intensidades de sintomas depressivos por meio de suas

publicações. Com essas diferentes combinações, podemos apontar os principais problemas

em determinadas categorias de BDI, como na combinação 3, onde podemos observar a

capacidade dos modelos em diferenciar as quatro categorias; de outra forma, pelo resul-

tado dos modelos, podemos demonstrar quais são as categorias de mais dif́ıcil distinção,

o que não seria observável somente pela ótica da combinação 1. Por outro lado, estas
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combinações levam em consideração as adjacências, pois cada categoria adjacente possui

um grau de similaridade, uma vez que se trata de intensidade de sintomas depressivos

num espectro progressivo. Por isso, aplicamos as três combinações mantendo em mente

as adjacências.

Para realizar a classificação de estudantes, e não apenas de publicações, implemen-

tamos um esquema de votação das classificações individuais das publicações. Em outras

palavras, dado um estudante Si = {post1, post2, ..., postn}, e o vetor de classificações ob-

tido pelos modelos de classificação ŷpostsi = {r1, r2, . . . , rn}, o estudante é rotulado com o

valor mais frequente no vetor ŷpostsi , portanto: ŷi = valor mais frequente(ŷpostsi ).

Por último, utilizamos três peŕıodos de observação para considerar as amostras: 60

dias, motivados pelos achados em [61], onde este peŕıodo demonstrou os melhores resulta-

dos preditivos dos modelos; 365 dias, pois foi o utilizado em [18]; e 212 dias por se tratar

da média entre os dois anteriores. O peŕıodo de observação é a janela que capturamos os

dados a partir do momento que o questionário foi respondido pelo aluno. Por exemplo,

se um aluno respondeu o questionário no dia 15 de Outubro de 2018, e para o peŕıodo

de observação de 60 dias, capturamos os dados a partir do dia 16 de Agosto até 15 de

Outubro de 2018; para o mesmo aluno, com o peŕıodo de observação de 365 dias, seriam

os dados de 15 de Outubro de 2017 até a mesma data em 2018. No fim, são gerados

conjunto de treinamento, validação e teste para cada peŕıodo de observação distinto.

5.3.1 Arquitetura dos Modelos de Treinamento

Figura 5.3: Arquitetura dos modelos: classificador de imagens em (a), classificador de
textos em (b), e o classificador de imagens com textos em (c).
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Para a arquitetura dos modelos, separamos o problema de classificação em três: classi-

ficação de imagens, classificação de textos, e a fusão de ambos.

Figura 5.4: Uso de Transfer Learning para o nosso problema. O modelo de cima é treinado
para reconhecer objetos nas imagens. O modelo de baixo é retreinado (e inicializado com
os pesos do modelo de cima) para classificar as publicações dos estudantes, que para o
exemplo empregado, são as quatro diferentes categorias de BDI.

Todas as arquiteturas têm seus resultados obtidos com a ajuda de Transfer Learning.

Em linhas gerais, algoritmos de Aprendizado de Máquina possuem o pressuposto de que

o conjunto de treinamento e teste tenham distribuições similares, e o mesmo espaço de

atributos. Entretanto, isso nem sempre ocorre na prática, onde podemos ter escassez

de dados em um domı́nio, mas uma abundância em outro domı́nio similar. No contexto

desses desafios, o Transfer Learning se demonstra uma ferramenta eficaz para melhorar

a eficiência de modelos que, de outra maneira, seriam ineficazes por seu domı́nio possuir

poucos dados de treinamento. Com isso, é posśıvel realizar o treinamento com os dados

abundantes de um domı́nio, e utilizar os atributos aprendidos deste modelo para classificar

os dados de um domı́nio menos favorecido.

Como demonstração do Transfer Learning, pode ser observado na Figura 5.4, um

modelo que foi treinado com 1,2 milhões de imagens do ImageNet4, e tal modelo aprendeu

atributos para essas imagens, dentre eles, os mais básicos: relação de cores, bordas e

etc. Em função de utilizar os atributos mais básicos já treinados, os carregamos para

4Base de dados de imagens públicas
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reaproveitá-los no treinamento com os nossos dados coletados, com a ressalva que estamos

realizando uma tarefa diferente: a classificação de publicações nas categorias do BDI, ou

em alguma reorganização delas.

Por fim, testes preliminares demonstraram que, ao treinar os modelos apenas com

nossa amostra, o resultado obtido era muito inferior se comparado ao usar Transfer Le-

arning. Por isso, mostramos os resultados para os modelos que utilizam Transfer Learning.

Classificação de Imagens

Para a classificação de imagens, optamos pela ResNet [29] como extrator de atributos,

uma vez que é largamente utilizada, acesśıvel em pacotes públicos, e ganhou a competição

ILSVRC em 20155 para a classificação de objetos em imagens. A bag para esse caso é

Si = {post1, post2, ..., postn} e postk = pk.

Figura 5.5: Exemplo de uma rede neural treinada e a extração de seus atributos para ser
utilizada em outra rede neural em uma tarefa de Transfer Learning.

A metodologia proposta permite o treinamento de três diferentes arquiteturas de

ResNet, com o pacote PyTorch [47], para a classificação de imagens: ResNet-18; ResNet-

34 e ResNet-50. Em todas as redes utilizamos os pesos pré-treinados com as 1.2 milhões

de imagens do ImageNet. Em outras palavras, empregamos o Transfer Learning, pois

utilizamos um modelo já treinado para uma tarefa de classificação, mas o utilizamos

em outra tarefa de classificação similar, já que as camadas iniciais das RNC aprendem

5http://image-net.org/challenges/LSVRC/2015/
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caracteŕısticas mais básicas (linhas verticais, horizontais; iluminação, cor e etc.) enquanto

as mais profundas são mais relacionadas com as imagens treinadas. Por isso, os pesos

iniciais da nossa rede são congelados, uma vez que representam os aspectos mais gerais das

imagens (e não queremos modificá-los, pois são universais), ao passo que reaprendemos os

pesos mais próximos das camadas de classificação, pois é desejado que se adaptem para as

imagens do nosso problema. Um exemplo deste procedimento encontra-se na Figura 5.5,

onde uma rede neural hipotética, que foi treinada, tem seus pesos aprendidos extráıdos

para utilizá-los em outra rede neural.

Desta forma, utilizamos a ResNet para extrair os atributos das imagens, e sobre isso,

inserimos um classificador de Rede Neural ou XGBoost [16] para efetuar a classificação;

XGBoost é um classificador com um mecanismo distinto, mas com o objetivo similar

aos outros já existentes na literatura, i.e., Regressão Loǵıstica, Support Vector Machines,

Florestas Aleatórias. XGBoost é um dos algoritmos que mais foi utilizado por soluções

vencedoras em 2015, com 17 soluções de um total de 29 [16]. A arquitetura geral pode

ser observada na Figura 5.3(a).

Classificação de Textos

Para a classificação dos textos, utilizamos o Bag of Words (BOW) e Doc2Vec [33] como

extratores de atributos dos textos. Tal como mencionamos na Seção 3.2.2, o BOW repre-

senta os embeddings esparsos, ao passo que o o Doc2Vec representa os embeddings densos.

Para ambos os casos, consideramos cada legenda da imagem como um documento, isto

é, neste caso um aluno Si = {post1, post2, ..., postn} tem postk = ck.

Para o BOW, uma grande matriz B é criada, onde cada linha representa um docu-

mento, isto é, as legendas, ao passo que cada coluna representa cada palavra distinta

presente no corpus inteiro de todos os documentos, isto é, de todas as legendas de to-

das as fotos dos estudantes. Os atributos são extráıdos de forma a fazer a contagem

das palavras que aparecem em cada documento. Por exemplo, se uma legenda x de um

aluno qualquer fosse “antes tarde do que nunca”, e que a palavra “antes” fosse a coluna

y da matriz B, teŕıamos que a célula bx,y teria a contagem de 1, pois a palavra “antes”

aparece uma única vez na legenda x. Entretanto, uma contagem simples nem sempre

reflete a importância das palavras, já que existem palavras que são frequentemente uti-

lizadas, como “é”, mas não possuem grande relevância semântica. Por isso, utilizamos a

métrica de Term frequency-inverse document frequency (tf-idf), como pode ser observado
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pela Equação 5.3, para calcular as células da matriz B para balancear a importância entre

termos frequentes e incomuns, ao invés de utilizar simples contagem. Portanto, temos que

cada linha dessa matriz B é uma representação vetorial da legenda de cada estudante,

resultante do procedimento de extração de atributos BOW.

idf(t,D) = log
N

|{d ∈ D : t ∈ d}|
(5.1)

tf(t, d) =
ft,d∑
t′∈d ft′,d

(5.2)

tfidf(t, d,D) = tf(t, d) · idf(t,D) (5.3)

Onde,

N : Número total de documentos no corpus (N = |D|)
t : Termo, ou palavra, que ocorre em um documento

|{d ∈ D : t ∈ d}| : O número de documentos cujo termo t aparece

ft,d : Número de vezes que um termo t aparece em um documento d

Figura 5.6: Exemplo de palavras em um espaço multidimensional: Homem está para
mulher, assim como Rei está para Rainha.

Por outro lado, o BOW não leva em consideração a ordem das palavras, e pode ser

muito esparso dado um vasto vocabulário, além de ignorar a semântica das palavras; por

exemplo: “Brasil”, “Carro”, “é” são igualmente distantes. Por isso, utilizamos o extrator

de atributos Doc2Vec por meio da implementação do pacote gensim [50] para Python.

O Doc2Vec utiliza o mecanismo do Word2Vec [38], mas para computar vetores de do-

cumentos em um espaço d-dimensional. O Word2Vec é capaz de representar múltiplos
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ńıveis de similaridade entre palavras, tais como no famoso exemplo onde o vetor(”Rei”) -

vetor(”Homem”) + vetor(”Mulher”) resulta em um vetor próximo da representação da pa-

lavra “Rainha”, como pode ser observado pela Figura 5.6. Tal sucesso pode ser entendido

pelo treinamento da rede neural do Word2Vec, cuja representatividade das palavras é cri-

ada por meio das palavras em seu entorno. Embora o Word2Vec represente palavras por

meio de vetores, estamos interessados em documentos ou representações das legendas

dos estudantes. O Doc2Vec é o mecanismo que consegue extrair representações vetori-

ais densas para documentos, utilizando o mesmo mecanismo do Word2Vec, mas com a

identificação do documento (ou parágrafo) na rede neural, como pode ser observado pela

Figura 5.7. No caso deste estudo, as legendas são consideradas como documentos (ou

parágrafos).

Figura 5.7: Arquitetura da rede neural utilizada para aprender os vetores das palavras à
esquerda, e para aprender os vetores dos parágrafos (ou documento) à direita.

Para obter a representação vetorial do Doc2Vec, entretanto, é necessário treinar o

modelo com dados reais. Similar ao caso das imagens, uma vez que não possúımos uma

vasta amostra de exemplos para o treinamento do Doc2Vec, o que poderia comprometer o

desempenho, optamos por capturar dados de um outro domı́nio para treinar o Doc2Vec.

Com isso em mente, escolhemos capturar os tweets do Twitter6, pois ambos o Twitter e

Instagram são microblogs e servem para descrever relatos pessoais diários. Entretanto,

notamos que os tweets com muitas hashtags (2 ou mais) tendiam a ser voltados para

acontecimentos públicos muito pontuais, tal como o incêndio do Museu Nacional do Rio

de Janeiro, ou até mesmo como a estreia de um programa de TV como “A fazenda”,

por isso, filtramos os tweets com hashtags. Obtemos um total de 31 milhões de tweets

sem hashtags, onde o modelo Doc2Vec foi treinado, e por fim, extráımos os atributos de

6Utilizando a biblioteca Tweepy (https://github.com/tweepy/tweepy)
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cada legenda com este modelo; este procedimento está representado na Figura 5.8. A

arquitetura da classificação de textos pode ser vista na Figura 5.3(b).

Figura 5.8: O fluxo de treinamento do Doc2Vec para obtenção dos atributos finais das
legendas dos estudantes.

Classificação com Fusão

Quando existem atributos de diferentes domı́nios, e ao mesmo tempo, é desejado em-

preender um modelo que leve em consideração estes domı́nios, em conjunto, é necessário

efetuar uma fusão. A fusão pode ocorrer de diferentes formas, dentre elas, duas podem

ser observadas na Figura 5.9 [20]. Em early fusion, os atributos são extráıdos dos dados

brutos, e em seguida, concatenados e enviados ao classificador, que retornará a classi-

ficação. Já na outra metodologia, late fusion, os atributos dos diferentes domı́nios são

classificados, separadamente, e conduzidos para uma combinação, que pode ocorrer de

múltiplas maneiras, e então, o fruto desta combinação é a classificação final. Para este

estudo, estaremos utilizando o procedimento de early fusion.

A classificação com fusão ocorre por meio da união dos atributos das publicações,

considerando tanto a imagem como a legenda: postk = (pk, ck). Para as imagens, ex-

tráımos os atributos utilizando a ResNet-18, ResNet-34 e ResNet-50 sem a camada de

classificação. Para a parte textual, utilizamos o Doc2Vec ou Bag of Words para extrair os

atributos. Após a extração e padronização separada dos atributos, eles foram concatena-

dos, como mostrado na Figura 5.3(c). Como o vocabulário para o BOW pode tornar-se

muito grande, e portanto, gerar uma matriz muito esparsa, aplicamos o procedimento de

Principal Component Analysis (PCA) nos atributos criados pelo BOW, com o objetivo

de reduzir sua dimensionalidade.
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Figura 5.9: Combinações de atributos de diferentes domı́nios. Em (a) ocorre o early
fusion, e em (b), o late fusion.

Atributos de Imagem Atributos de Texto Classificador
Arquitetura 1 ResNets Doc2Vec Rede Neural
Arquitetura 2 ResNets BOW XGBoost
Arquitetura 3 ResNets BOW Rede Neural
Arquitetura 4 ResNets Doc2Vec XGBoost

Tabela 5.2: Arquiteturas utilizadas para os modelos de fusão.

Dois classificadores foram utilizados para a fusão: XGBoost e Redes Neurais. Por-

tanto, quatro tipos diferentes de arquiteturas de fusão foram criados, como pode ser

observado pela Tabela 5.2.

5.3.2 Pré-processamento: Imagens e Legendas

Nesta Seção apresentamos todos os procedimentos de pré-processamento dos dados, tanto

para as legendas quanto para as imagens. Embora o pré-processamento seja uma etapa

anterior ao treinamento, optamos por apresentá-lo após, já que é necessário ter conheci-

mento dos dados utilizados, que foram apresentados na Seção anterior.

Imagens

Para as imagens, o pré-processamento ocorreu de forma a uniformizá-las para o padrão

aceitado pelo pacote PyTorch. As imagens devem possuir o tamanho de 224 × 224,
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e por isso, todas as imagens foram redimensionadas7 para este tamanho. Adicional-

mente, uma etapa de normalização foi aplicada aos dados, conforme a seguinte equação:

X =
X − µImageNet
σImageNet

, onde X são os dados das imagens dos alunos, µImageNet e σImageNet

são respectivamente a média e desvio padrão para cada canal Red, Green e Blue dos dados

para o qual a rede original foi treinada, isto é, as imagens do ImageNet.

Legendas

Convertemos todas as legendas para caixa baixa; removemos as pontuações, emojis e

hashtags. Além disso, aplicamos uma padronização em termos espećıficos, como: para a

menção a outros usuários no Instagram, que ocorre por meio do comando ”@<username>”,

a trocamos por um único rótulo ”username”; semelhante procedimento foi realizado para

e-mails (rótulo ”email”), para números (rótulo ”0”) e para endereços de rede URL (rótulo

”url”). Como para as imagens, também aplicamos o mesmo procedimento de norma-

lização com os vetores densos de texto mencionados na Seção 3.2.2, com a diferença que

a média e desvio padrão são do próprio conjunto de treinamento, que são as publicações

dos estudantes, e não de outra origem. Estes procedimentos de pré-processamento são

aplicados nas legendas dos estudantes e nos 31 milhões de tweets baixados.

7Por meio da interpolação bicúbica
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Resultados

Neste Caṕıtulo, apresentamos os resultados experimentais obtidos por meio dos modelos

treinados, como explicado no Caṕıtulo 5, bem como análises estat́ısticas dos dados bio-

demográficos e das publicações. Os experimentos foram conduzidos utilizando a máquina

NVIDIA DGX-1 com Tesla P100.

6.1 Estat́ıstica dos Dados

Obtivemos um total de 297 respostas entre 12 de Outubro e 2 de Dezembro de 2018.

Do total de respostas, 2 foram removidas por não serem de estudantes regularmente

matriculados da UFF. Um total de 197 estudantes concordaram em fornecer acesso aos

seus perfis do Instagram.

Peŕıodo de observação\BDI Mı́nimo Leve Moderado Grave

60 dias 22,45% 14,71% 16,18% 46,66%

212 dias 21,81% 17,63% 14,64% 45,92%

365 dias 21,45% 16,04% 14,30% 48,21%

Tabela 6.1: Porcentagem da quantidade de imagens para cada classe, usando três dife-
rentes peŕıodos de observação.

Nosso conjunto final de dados é composto por 117 mulheres, e 80 homens com uma

idade mediana de 23 anos. Para os ńıveis de escolaridade, obtivemos 12 respostas de alunos

de doutorado, 11 de alunos de mestrado, e 174 alunos de graduação. Para as categorias

de BDI, tivemos um total de 76 alunos com o ńıvel grave, 43 com moderado, 50 com leve,

e 28 com mı́nimo. Uma suposição dessa maior concentração, de alunos no ńıvel grave,
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Figura 6.1: Histograma das pontuações do BDI respondido pelos estudantes.

poderia residir no fato de indiv́ıduos com depressão, ou que acham que possuem, podem

ser mais propensos a participar do estudo do que os indiv́ıduos das outras três categorias

(mı́nimo, leve e moderado). É posśıvel observar o histograma das pontuações do BDI pela

Figura 6.1.

Mı́nimo Leve Moderado Grave

60 dias 4.09 (3.84) 5.23 (5.94) 3.36 (3.90) 5.81 (9.29)

212 dias 9.86 (13.72) 13.29 (23.11) 7.45 (11.93) 13.95 (25.60)

365 dias 14.42 (22.46) 18.10 (32.07) 11.3 (19.84) 22.08 (43.65)

Tabela 6.2: A média (e desvio padrão) da quantidade de publicações por classe, usando
três diferentes peŕıodos de observação.

Na Tabela 6.1, podemos observar que, em todos os peŕıodos de observação considera-

dos, o número de imagens que são de participantes cujo BDI seja grave é sempre superior

aos outros (mı́nimo, leve e moderado). Embora este número seja maior, existe uma grande

disparidade entre os estudantes do mesmo grupo. Por exemplo, pela Tabela 6.2, podemos

observar valores mais altos para o desvio padrão na categoria grave do BDI.
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Número total de participantes que responderam

o questionário
297

Número total de participantes que permitiram

acesso aos seus dados do Instagram
197

Número médio de publicações por pessoa no

Instagram durante o peŕıodo de 1 ano
17.17

Desvio padrão de publicações por pessoa

no Instagram durante o peŕıodo de 1 ano
33.23

Número de imagens do Instagram para o

peŕıodo de observação de 60 dias
748

Número de imagens do Instagram para o

peŕıodo de observação de 212 dias
2036

Número de imagens do Instagram para o

peŕıodo de observação de 365 dias
3161

Tabela 6.3: Estat́ısticas gerais das publicações do Instagram

Por fim, temos as estat́ısticas gerais apresentadas na Tabela 6.3.

6.1.1 Respostas ao Inventário de Depressão de Beck

Figura 6.2: Respostas agregadas aos itens 5, 6, 7 e 8 do BDI
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Figura 6.3: Respostas agregadas aos itens 15, 16, 19 e 20 do BDI

As Figuras 6.2 e 6.3 apresentam o total de respostas para cada opção de um item espećıfico

do BDI. Por exemplo, na Figura 6.2, temos que 20.2% dos estudantes marcaram a resposta

“Não me sinto particularmente culpado(a).” para o item 5 (Sentimentos de culpa) do

BDI. A Figura 6.2 reúne os elementos de autopercepção dos alunos, que podem estar

condicionados pelo meio acadêmico, como a autocŕıtica após um teste infeliz. A Figura 6.3

reúne as mudanças fisiológicas, que também podem estar condicionadas; como exemplo,

a entrega de muitos trabalhos em uma mesma janela de tempo. Estes dois grupos foram

escolhidos por representarem fatores importantes para a vida acadêmica, além de retratar

os itens que mais obtiveram respostas diferentes da opção “0” (que indica a ausência do

sintoma).

A Figura 6.2, no entanto, apresenta que grande parte dos alunos possuem algum tipo

de autopercepção de sua condição, seja algum ńıvel de baixa auto-estima, de autocŕıtica,

ou de culpa, mas com ńıveis não tão alarmantes de sentimentos de punição. Por um outro

lado, como apontado em [19], certos tipos de itens do BDI podem ser dependentes das

caracteŕısticas da amostra, isto é, a resposta de um indiv́ıduo pode refletir uma perspectiva

não realista dado o ambiente em que ele se situa. Por exemplo, é esperado que uma

amostra de médicos sinalize altos sinais de fadiga, caso grande parte do trabalho destes

médicos seja em plantões de 24 horas. Isso não significa que a fadiga, neste contexto, esteja

intrinsecamente relacionada com uma alta ou baixa intensidade de sintomas depressivos,

mas sim com a natureza de seus trabalhos.
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Por outro lado, a Figura 6.3 apresenta alterações com relação a energia, ou alterações

de sono. É percept́ıvel que a alteração no padrão do sono foi sinalizada pela grande maioria

dos alunos. Em um contexto competitivo e avaliativo, pode ser comum que os estressores

resultantes do ambiente gerem cansaço, mudança no padrão de sono, e até dificuldade de

concentração, o que pode ser reflexo das cobranças exigidas pelas disciplinas, tais como:

trabalhos avaliativos, provas, exerćıcios, seminários e etc. Podemos observar, ainda, que

os efeitos das alterações de vigor, sono e concentração são circulares com os sentimentos

de culpa, auto-estima e autocŕıtica.

6.1.2 Dados Biodemográficos

Figura 6.4: O eixo X representa o ajuste da possibilidade de uma observação pertencer ao
atributo alvo (estudantes na categoria severa e moderada), por aumento de unidade para
cada variável preditora. As razões de possibilidades foram geradas pela exponenciação do
logaritmo dos coeficientes de regressão loǵıstica.

Em função de demonstrar a relação dos dados biodemográficos obtidos, optamos por

utilizar a razão de possibilidades. Por isso, transformamos o problema de múltiplas classes

em binário, isto é, usamos a Combinação 1 apresentada na Tabela 5.1 do Caṕıtulo 5, onde

temos classe0 = {minimo, leve}, e classe1 = {moderado, grave}. Esta divisão também

foi incorporada pelo seu frequente uso na literatura, como apresentado no Caṕıtulo 4.

A Figura 6.4 apresenta a razão de possibilidades para as variáveis preditoras, o que

nos diz a chance de um evento ocorrer em um grupo se comparado com outro. Uma razão

de possibilidades de valor 1 significa que a chance desta variável preditora acontecer, em

ambas as classes, é igualmente provável. Já um valor maior que 1 significa que esta

variável tem mais chance de ocorrer no espectro mais severo dos sintomas depressivos
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(classe1), ao passo que os valores menores do que 1 têm mais chance para o espectro

menos severo (classe0).

Com isso, podemos observar, a partir da Figura 6.4, que um maior valor de Hue

e Brightness (ou Value), somado a uma baixa Saturation estão fortemente associados

com a variável de classe mais severa, apontando que usuários com sintomas mais severos

são inclinados a publicar imagens mais azuladas, brilhosas e acinzentadas. Essa conclusão

difere da amostra utilizada em [49], onde foi encontrado que imagens mais azuladas, menos

brilhosas e acinzentadas estão associadas com as mais altas intensidades de sintomas

depressivos.

Além disso, em nossos resultados, um maior número de faces, e não a presença dela,

está associado com a maior severidade de sintomas depressivos, sendo o contrário do

que foi achado em [49]. Adicionalmente, estudantes com sintomas mais severos tendem

a receber mais comentários. Isso pode ocorrer pelo estudante buscar, conscientemente

ou não, ajuda por meio de interações em mı́dias sociais. Por fim, os estudantes com

sintomas mais severos também tendem a passar mais horas diárias utilizando o Facebook

e o Twitter, mas não o Instagram. Tal relação também é reafirmada na literatura, onde

foi achado existir uma associação entre o maior tempo de uso de mı́dias sociais com

depressão [14, 35].

6.2 Modelos de Aprendizado de Máquina

Agora focamos nos resultados preditivos dos modelos de Aprendizado de Máquina. Como

mencionamos anteriormente na Tabela 5.1 do Caṕıtulo 5, testamos três combinações di-

ferentes de classes, respeitando as adjacências do BDI. Primeiramente, são apresentados

os resultados de modelos obtidos pelas combinações 2 e 3; em seguida, os resultados da

combinação 1, que divide o grupo de estudantes em sintomas mais severos e menos seve-

ros. É importante observar que os modelos mencionados no Caṕıtulo 5 foram executados

para cada peŕıodo de observação e para cada conjunto de dados gerados (10 conjuntos).
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Figura 6.5: Matriz de confusão para um exemplo de duas classes: positiva e negativa.

Para demonstração dos resultados, utilizamos as métricas de precision, recall, e F1-

score. As métricas baseiam-se na noção de valores reais das classes, e nos valores das clas-

ses induzidas pelo classificador. Por exemplo, em uma situação onde possuir depressão é a

classe positiva, e não possuir é a classe negativa, suponha que um psiquiatra diagnostique

um paciente com depressão, mas na realidade, o paciente não tem. Neste caso, temos

uma situação de Falso Positivo (FP), pois o paciente foi falsamente classificado como

positivo. De outra maneira, se o paciente tem depressão, mas ele foi diagnosticado como

não possuindo, ocorre um caso de Falso Negativo (FN). Nos casos de acerto, chamamos

de Verdadeiro Positivo (VP) para os casos em que o paciente que tem depressão é corre-

tamente diagnosticado com depressão, e Verdadeiro Negativo (VN) para o caso oposto,

onde não há depressão. É posśıvel observar a representação visual destes conceitos pela

matriz de confusão na Figura 6.5.

Precision =
V P

V P + FP
(6.0)

Recall =
V P

V P + FN
(6.1)

Accuracy =
V P + V N

V P + V N + FP + FN
(6.2)

F1 =
2 · precision · recall
precision+ recall

(6.3)

A métrica precision, como pode ser observada pela Equação 6.0, demonstra a habi-
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lidade do classificador em não rotular um exemplo negativo como positivo. A métrica

recall, disposta na Equação 6.1, é intuitivamente a capacidade do classificador de “achar”

os exemplos positivos. A métrica accuracy, da Equação 6.2, representa a fração de acertos

que o classificador obteve. Vale sublinhar que, em nosso caso, é pior quando um indiv́ıduo

que tem depressão não é classificado como possuindo depressão. Em outras palavras, a

medida de recall, para a nossa situação, deve possuir o maior valor posśıvel. F1 é a média

harmônica entre precision e recall, como apontado na Equação 6.3.

6.2.1 Parâmetros dos Modelos de Aprendizado de Máquina

Para o algoritmo genético, foi considerado, como variável de otimização, a soma das di-

ferenças da distribuição ideal com a distribuição da população gerada. O critério de

terminação ocorre de duas maneiras: (1) por 17 minutos; (2) ou a distribuição da po-

pulação gerada possua apenas uma diferença de
1

5
do valor da distribuição ideal em todas

as classes.

Para a Rede Neural que efetua a classificação pura de imagens, a seguinte arquitetura

é utilizada: uma primeira camada linear com o mecanismo de dropout1 (p = 0.50), e uma

camada final com a função de ativação softmax2.

Para a Rede Neural que efetua a classificação com a fusão dos atributos, a seguinte

arquitetura é utilizada: uma camada linear com a função de ativação ReLU3, uma camada

com dropout (0.35), e uma camada final com a função de ativação softmax.

6.2.2 Combinações 2 e 3

A combinação2 =


classe0 = {mı́nimo}
classe1 = {leve,moderado}
classe2 = {grave}

e combinação3 =


classe0 = {mı́nimo}
classe1 = {leve}
classe2 = {moderado}
classe3 = {grave}

possuem um papel importante, uma vez que demonstram a capacidade dos modelos em

distinguir as diferentes categorias do BDI, o que resulta em uma análise investigativa do

comportamento dos modelos. Portanto, apresentamos os resultados dos melhores modelos

1Mecanismo que tem como objetivo reduzir o overfitting das Redes Neurais.

2f(xi) =
exi∑
j e

xj
, onde |x| é o número de classes do problema, então |x| = C, onde e f(xi) é a

probabilidade de um dado exemplo ser da classe i.
3f(x) = max(0, x), onde x é a representação intermediária dos atributos processados na etapa de

feedforward.
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utilizando o conjunto de dados cuja distribuição de publicações seja a mais similar aos

dados originais. Além disso, consideramos apenas o peŕıodo de observação de 60 dias,

pois forneceu o melhor desempenho.

Classificação de Imagens:

Para imagens, tanto as combinações 2 e 3 retornaram melhores resultados com o

extrator de atributos ResNet-18. Para a classificação, foi utilizado a rede neural cuja

arquitetura é mencionada. Por isso, apresentamos as medidas de Precision, Recall e F1-

score para os modelos que obtiveram os melhores resultados em ambas as combinações,

acompanhados de suas respectivas matrizes de confusão.

Classes Precision Recall F1-score Support

{Mı́nimo} 0.50 0.25 0.33 4
{Leve,Moderado} 0.40 0.33 0.36 12
{Grave} 0.45 0.56 0.50 16

Tabela 6.4: Resultados, por classe, para a combinação 2 de classes. Support é a quanti-
dade de exemplos (estudantes) que possui na classe. ResNet-18 com rede neural. Accuracy
= 0.44.

Classes Precision Recall F1-score Support

{Mı́nimo} 0.50 0.25 0.33 4
{Leve} 1.00 0.25 0.40 4
{Moderado} 0.00 0.00 0.00 8
{Grave} 0.50 0.88 0.65 16

Tabela 6.5: Resultados, por classe, para a combinação 3 de classes. ResNet-18 com rede
neural. Accuracy = 0.50.

Por meio das Tabelas 6.4 e 6.5, e da Figura 6.6, podemos observar que o classificador

ResNet-18 tende a classificar melhor a classe mais severa, ao passo que as mais brandas

são frequentemente confundidas com o espectro mais grave. Uma outra observação inte-

ressante é que a categoria moderado do BDI, como visto na Figura 6.6(b), foi totalmente

classificada como sendo da categoria grave. Mas, quando concatenamos a categoria mo-

derado e leve do BDI, o classificador é capaz de distinguir um pouco melhor entre as

categorias concatenadas e a categoria grave.

Embora o Support para cada categoria seja baixo, e não corresponda aos 197 alu-

nos que capturamos inicialmente, na realidade, a classificação foi efetuada por meio das

publicações, e após a classificação das publicações, os indiv́ıduos foram classificados por
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(a) Combinação 2 (b) Combinação 3

Figura 6.6: Matriz de confusão para a combinação 2 em (a), e para a combinação 3 em
(b), para a classificação de imagens.

meio do esquema de votação, isto é, quanto maior o número de publicações de uma dada

categoria, o estudante é classificado com esta categoria. Há ainda uma outra questão:

existem alunos, dentre os 197 coletados, que não publicaram nos 60 dias anteriores ao dia

de resposta do questionário, o que significa que ele não se encontra nesta análise. Ainda,

os outros alunos estão nos outros conjuntos: treinamento e validação, e pela divisão de

60% de treinamento, 20% de teste e validação, é esperado que a maioria dos alunos esteja

no conjunto de treinamento.

Classificação de Textos:

Para a classificação de texto, foi utilizado o mesmo conjunto de dados das imagens,

mas ao invés de imagens, usamos as respectivas legendas. Pela Tabela 6.6, é interessante

observar que a classificação com o extrator de atributos Doc2Vec, para a combinação 2,

gerou um resultado surpreendente, acertando a maioria dos indiv́ıduos, obtendo resultados

não tão bons apenas para a categoria mı́nima do BDI.

Excetuando o modelo da Figura 6.7(b) (Doc2Vec), os modelos de texto obtiveram um

resultado similar (considerando as medidas de acurácia), com maior dificuldade de acertar

as diferentes categorias, apesar de ter obtido bons resultados nas categorias mais severas,

melhores do que somente utilizando a imagem. Isso talvez signifique que, a depender

da ênfase de uma mı́dia social, um ou outro tipo de mı́dia pode ser mais relevante para

refletir seus sintomas depressivos, principalmente a depender da severidade destes. Em

outras palavras, talvez a imagem capture melhor os sintomas depressivos mais amenos,

ao passo que os sintomas mais severos sejam mais claros nas legendas das imagens.
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(a) BOW (b) Doc2Vec

Figura 6.7: Matriz de confusão para a combinação 2: em (a) é o classificador com
atributos do Bag of Words (BOW), e (b) é o classificador com atributos do Doc2Vec.

(a) BOW (b) Doc2Vec

Figura 6.8: Matriz de confusão para a combinação 3: em (a) é o classificador com
atributos do Bag of Words (BOW), e (b) é o classificador com atributos do Doc2Vec.

BOW Precision Recall F1-score Support

{Mı́nimo} 0.00 0.00 0.00 4

{Leve} 0.00 0.00 0.00 4

{Moderado} 0.50 0.12 0.20 8

{Grave} 0.56 0.94 0.70 16

Doc2Vec Precision Recall F1-score Support

{Mı́nimo} 0.12 0.25 0.17 4

{Leve} 0.00 0.00 0.00 4

{Moderado} 0.00 0.00 0.00 8

{Grave} 0.54 0.81 0.65 16

Tabela 6.7: Métricas de desempenho para os modelos de classificação de texto com a
combinação 3 de classes. Accuracyd2v = 0.44. Accuracybow = 0.5.
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BOW Precision Recall F1-score Support

{Mı́nimo} 0.00 0.00 0.00 4
{Leve, Moderado} 0.30 0.50 0.37 12
{Grave} 0.50 0.38 0.43 16

Doc2Vec Precision Recall F1-score Support

{Mı́nimo} 0.33 0.50 0.40 4
{Leve, Moderado} 0.64 0.58 0.61 12
{Grave} 0.73 0.69 0.71 16

Tabela 6.6: Métricas de desempenho para os modelos de classificação de texto com a
combinação 2 de classes. Accuracyd2v = 0.62. Accuracybow = 0.37.

Classificação de Imagens e Textos Concatenados:

Para a fusão dos atributos, são mostrados os mesmo extratores das classificações

anteriores, mas combinados: ResNet-18 com BOW ou ResNet-18 com Doc2Vec. Para o

classificador de fusão, utilizamos redes neurais para ResNet-18 com Doc2Vec e XGBoost

para ResNet-18 com BOW, pois demonstraram melhor desempenho nesta configuração

por meio de testes preliminares.

ResNet-18 + BOW Precision Recall F1-score Support

{Mı́nimo} 0.00 0.00 0.00 4

{Leve, Moderado} 0.50 0.33 0.40 12

{Grave} 0.59 0.81 0.68 16

ResNet-18 + Doc2Vec Precision Recall F1-score Support

{Mı́nimo} 0.00 0.00 0.00 4

{Leve, Moderado} 0.29 0.17 0.21 12

{Grave} 0.52 0.75 0.62 16

Tabela 6.8: Métricas de desempenho para os modelos de fusão com a combinação 2 de
classes. Accuracyd2v = 0.43. Accuracybow = 0.53.

ResNet-18 + BOW Precision Recall F1-score Support

{Mı́nimo} 0.20 0.25 0.22 4

{Leve} 0.00 0.00 0.00 4

{Moderado} 0.00 0.00 0.00 8

{Grave} 0.54 0.81 0.65 16

ResNet-18 + Doc2Vec Precision Recall F1-score Support

{Mı́nimo} 1.00 0.25 0.40 4

{Leve} 0.00 0.00 0.00 4

{Moderado} 0.00 0.00 0.00 8

{Grave} 0.52 1.00 0.68 16

Tabela 6.9: Métricas de desempenho para os modelos de fusão com a combinação 3 de
classes. Accuracyd2v = 0.53. Accuracybow = 0.44.
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(a) ResNet-18 + BOW com XGBoost (b) ResNet-18 + Doc2Vec com Rede Neu-
ral

Figura 6.9: Matriz de confusão para a combinação 2: em (a) é o classificador XGBoost
com atributos concatenados do ResNet-18 e BOW; e (b) é o classificador de Rede Neural
com atributos do ResNet-18 e Doc2Vec.

(a) ResNet-18 + BOW com XGBoost (b) ResNet-18 + Doc2Vec com Rede Neu-

ral

Figura 6.10: Matriz de confusão para a combinação 3: em (a) é o classificador XGBoost
com atributos concatenados do ResNet-18 e BOW; e (b) é o classificador de Rede Neural
com atributos do ResNet-18 e Doc2Vec.

Vemos aqui, pelas Figuras 6.9 e 6.10 e Tabelas 6.8 e 6.9 que, embora os resultados

individuais de texto e de imagens não foram tão significativos, a fusão de ambos os

atributos resultou em uma melhora em alguns pontos espećıficos das métricas de Precision,

Recall e F1-score. Por exemplo, a fusão entre ResNet-18 e BOW elevaram os resultados de

ambos, se comparado com os classificadores separados (para a combinação 2); entretanto,

para a combinação 2 de classes na classificação de imagens, a classe mı́nima obteve valores

de Precision, Recall e F1-score diferentes de zero (Tabela 6.4), ao passo que ao fazer a

fusão tais valores foram zerados. Isso pode significar o alto peso imposto pela classificação

dos textos no ato da fusão, onde para a mesma combinação, só que para a classificação
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de texto (Tabela 6.6), a classe mı́nima obteve 0 em todas as métricas.

Combinação 2

Modelos ResNet-18 Doc2Vec BOW ResNet-18+D2V ResNet-18+BOW
Accuracy 0.44 0.62 0.37 0.43 0.53

Combinação 3

Modelos ResNet-18 Doc2Vec BOW ResNet-18+D2V ResNet-18+BOW
Accuracy 0.50 0.44 0.50 0.53 0.44

Tabela 6.10: Acurácias de todos os modelos testados.

Por fim, compilamos as acurácias de todos os modelos na Tabela 6.10. Em ambas

as combinações, a classificação de texto com Doc2Vec gerou o melhor resultado. Nos

modelos de fusão, o Doc2Vec obteve melhor desempenho do que utilizando o BOW para

a combinação 3, mas obteve desempenho inferior na combinação 2. É surpreendente

pois, na classificação de texto com Doc2Vec, que teve um desempenho muito superior

na combinação 2, não obteve o mesmo resultado significativo ao ser concatenado com os

atributos da imagem.

6.2.3 Combinação 1

A combinação1 =

{
classe0 = {mı́nimo, leve}
classe1 = {moderado, grave}

foi implementada em função da grande

maioria dos estudos na literatura realizarem um corte nos seus valores obtidos pelos ques-

tionários, o que resulta em grupos de indiv́ıduos considerados depressivos, e outros não

depressivos [49, 56, 61, 18]. Aqui, entretanto, não classificamos entre grupos “depressi-

vos” e “não depressivos”, ao invés disso, a primeira classe é composta pelo espectro de

sintomas depressivos menos severos, ao passo que a segunda classe é composta pelos mais

severos. Portanto, os sintomas mais severos são a nossa classe positiva, enquanto a classe

negativa é a dos sintomas menos severos.

Para ter uma visão mais ampla dos resultados dos modelos, foi calculada a média para

cada modelo para todos os 10 conjuntos de dados gerados. O resultado pode ser visto na

Figura 6.11 por meio do Scatter plot. Como é de interesse a investigação e detecção de

indiv́ıduos com alta intensidade de sintomas depressivos, aqui são apresentados os valores

de Precision e Recall para a classe positiva.

Como pode ser visto na Figura 6.11, o peŕıodo de observação de 60 dias gerou os

melhores resultados para ambos Precision e Recall de modo geral, o que também está de

acordo com os resultados achados em [61], onde 60 dias é considerado o peŕıodo ótimo
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Figura 6.11: Métricas para a predição da nossa classe positiva usando vários modelos
com diferentes peŕıodos de observação. São os resultados da predição para estudantes.
Os valores de Precision e Recall são calculados pela média entre os 10 diferentes conjuntos
de dados gerados.

para análise de depressão em mı́dias sociais (utilizando somente texto). Também notamos

que o peŕıodo de observação de 365 dias normalmente retorna os piores resultados na

métrica Precision, embora este tenha sido o peŕıodo de observação utilizado em [18]. Isso

é interessante, pois estatisticamente falando, o peŕıodo de observação de 365 dias possui

o maior número de publicações, e portanto dados. Entretanto, o peŕıodo de 60 dias é

mais próximo da data que o questionário foi respondido pelos estudantes, ao passo que o

questionário avalia os sintomas das última duas semanas a partir do dia de resposta.

De modo geral, os modelos que classificavam somente imagens obtiveram os melhores

resultados de Recall, e até bons valores de Precision. Isso pode ocorrer pelo fato do

Instagram ser um śıtio de rede social mais focada para interação por meio de imagens,

enquanto as legendas são geralmente complementares. Por isso, os estudantes podem

manifestar-se mentalmente por meio das imagens, e não necessariamente por meio dos
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textos; contudo, com os resultados obtidos na Seção 6.2.2, acreditamos que os sintomas

mais brandos podem ser melhor reconhecidos pela imagem, enquanto os mais severos pelo

texto.

Considerando os modelos criados por meio das legendas, o extrator de atributos BOW

obtém os melhores resultados de Precision para todos os modelos, mas também possui

um Recall mais baixo. De modo geral, o Doc2Vec obtém os melhores valores de Recall, e

somente no peŕıodo de 60 dias possui uma Precision menor. Isso pode ocorrer pelo fato

dos embeddings densos capturarem melhor o contexto semântico dos textos. Além disso,

tem a vantagem de ter sido previamente treinado com um corpus de 31 milhões de tweets.

Notamos que o modelo de fusão não melhorou a distinção dos diferentes grupos

como esperávamos. De fato, considerando o melhor resultado do classificador de imagens

(ResNet-18, peŕıodo de 60 dias), adicionando os atributos textuais e treinando um novo

classificador, faz os resultados ficarem ainda piores, como ocorreu também na Seção 6.2.2

com as outras combinações. Por outro lado, existem casos que adicionando os atributos

textuais melhora o Precision (ResNet-34 com BOW, ResNet-50 com Doc2Vec, ambos

para 60 dias, e ResNet50 com Doc2Vec com 212 dias). Dessa forma, podemos concluir

que quando os resultados já não são tão bons, a fusão pode ajudar a melhorá-los.

Figura 6.12: Curvas Precision-Recall e ROC para o classificador de imagem (ResNet-18),
classificador de texto (BOW), e classificador fusão (BOW + ResNet-34 + XGBoost) para
o peŕıodo de observação de 60 dias. AUC = Area under the curve, e AP = Average
precision.

Para um olhar mais profundo dos modelos, três foram escolhidos, um para cada ta-
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refa de classificação: BOW com XGBoost para classificação de texto; ResNet-18 com rede

neural para classificação de imagens; e ResNet-34 para os atributos das imagens, concate-

nado com o BOW para os atributos de texto, usando o classificador XGBoost, todos para

o peŕıodo de observação de 60 dias. Utilizamos o oconjunto de dados com a distribuição

mais similar aos dados originais, i.e., com 70 (39,33%) publicações na classe negativa, e 108

publicações (60,67%) na classe positiva, ao passo que a distribuição original possui 37,16%

para a classe negativa e 62,94% para a positiva. Em seguida, computamos a média das

probabilidades das publicações dos estudantes pertencerem à classe positiva. Em outras

palavras, dada as publicações de um estudante Si = {post1, post2, ..., postn} e suas res-

pectivas probabilidades (de serem membros da classe positiva) probasi = {p1, p2, ..., pn},
calculamos a média de probasi para identificar a probabilidade de um aluno pertencer à

classe positiva. Com isso, geramos um gráfico da curva Receiver Operating Characteris-

tic ROC na Figura 6.12 para avaliar os resultados sob outra perspectiva. Dessa forma,

o modelo de fusão pontua melhor do que ambos os modelos de imagem e texto puros;

acreditamos que esse estilo de tomada de decisão (a média das probabilidades) beneficia

o classificador de fusão.

6.2.4 Discussão

Embora os classificadores tenham retornado resultados insatisfatórios para uso real, nós

abrimos uma via para explorar o uso de Aprendizado de Representações com dados de

mı́dias sociais. Para a nossa hipótese 1, descobrimos ser posśıvel, pelo menos de maneira

ainda não aperfeiçoada, atingir um certo ńıvel de capacidade de distinção com os modelos

de fusão, como apontado pela análise da curva ROC, obtendo a área sob a curva no valor

de 0.76, ao menos para a classificação binária.

Por outro lado, para a nossa hipótese 2, ainda restam maiores testes e investigações

para uma melhor argumentação. Embora especulássemos, de antemão, que a fusão pode-

ria melhorar o desempenho dos classificadores, os resultados demonstraram o contrário.

Entretanto, a hipótese 2 não deve ser ainda descartada, pois podem existir outros meios

de realizar a fusão, como por exemplo o late fusion, podendo resultar em um desempe-

nho superior. Adicionalmente, houve melhora de desempenho para alguns casos de fusão,

como para os modelos ilustrados na curva ROC.
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Conclusões

A habilidade de prever entre alta e baixa severidade de sintomas depressivos pode fornecer

novos caminhos para detecção de depressão, fornecendo ajuda para aqueles que tenham

estigma social, receio, falta de conhecimento, ou até mesmo falta de recurso para bus-

carem por ajuda. Para contribuir nessa direção, constrúımos uma metodologia com três

diferentes arquiteturas de modelos de classificação para diferenciar estudantes saudáveis

daqueles que possuem sintomas mais severos de depressão. Os modelos foram treinados

com publicações do Instagram, utilizando somente a legenda da imagem, a própria ima-

gem, ou até mesmo ambos. Diferentemente dos estudos da literatura, nossos modelos se

erguem por meio da metodologia de Aprendizado de Representações, criando a vantagem

de extrair atributos diretamente da publicação, e não por meio de uma engenharia de

atributos manual.

Nossos resultados preditivos mostram o potencial de utilizar publicações do Instagram

para distinguir estudantes com diferentes ńıveis de sintomas depressivos. Entre todas

as arquiteturas dos classificadores binários, obtivemos pelo menos 65% de Precision e

80% de Recall para a classificação de estudantes. Embora esperássemos obter melhores

resultados com os modelos de fusão, em alguns casos, os resultados indicaram uma piora

na classificação. Todavia, calculando a média das probabilidades das publicações (de ser

da categoria mais severa do BDI) resultou em bons valores de área sob a curva ROC.

Nossos dados demográficos demonstraram diferenças de comportamento para ńıveis

distintos de sintomas depressivos: estudantes com os sintomas mais severos tendem a

publicar imagens com maior Brightness e Hue e com um menor Saturation; com o maior

número de faces, e recebem mais comentários. Esses achados são diferentes de estudos

anteriores da literatura, o que acreditamos que a amostra, ou mesmo diferenças culturais,

podem mediar essa relação. Isso fornece mais espaço para a aplicação de Aprendizado de
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Representações.

7.1 Ameaças à validade

O Inventário de Depressão de Beck, muitas vezes, não é considerado apenas em sua in-

tegridade. Muitos psicólogos avaliam os resultados individuais dos itens, e estendem seu

significado para além da soma final de pesos iguais [19]. Aqui, diferentemente, consi-

deramos os pesos de cada item do BDI como iguais, sem realizar uma profunda análise

dos impactos culturais e comportamentais que influenciam as respostas ao questionário.

Isto é, podem existir itens do BDI que uma determinada amostra privilegie mais do que

outras; levar isso em consideração é um passo importante para separar o patológico do

cotidiano, visto que a linha que os separa pode ser muito tênue.

Além disso, vale sublinhar que o peŕıodo de coleta dos dados coincidiu com dois eventos

importantes: eleição presidencial, e provas finais. Entre 12 de Outubro e 2 de Dezembro,

ocorre a aplicação de exames finais, sejam eles na forma de provas, apresentações, ou até

trabalhos. Por outro lado, o primeiro turno da eleição presidencial ocorreu no dia 7 de

Outubro, e o segundo turno no dia 28 de Outubro. Embora, a prinćıpio, não relacionado,

as eleições de 2018 criaram um grande mal-estar geral dada a polaridade ideológica. Várias

foram as not́ıcias em véıculos jornaĺısticos que relataram este problema, incluindo relatos

de psicólogos [3, 6, 5]. Acreditamos que, embora não provado, exista o risco destes eventos

terem mediado, e até mesmo agravado, as respostas que os estudantes manifestaram nos

questionários.

7.2 Trabalhos futuros

Para os trabalhos futuros, podeŕıamos considerar o grafo da mı́dia social, isto é, as relações

de amizade entre os diferentes integrantes do śıtio de rede social. Ou seja, utilizar Apren-

dizado Relacional para criar arquiteturas de modelos que utilizem essa informação. Nesse

sentido, podeŕıamos obter uma expressividade que não é obtida neste estudo, que são os

relacionamentos com outros integrantes da rede social.

Por outro lado, embora o foco do presente estudo seja o Transtorno Depressivo Maior,

seria interessante investigar a presença de Transtorno Ciclot́ımico, onde existe peŕıodos de

sintomas hipomańıacos e peŕıodos de sintomas depressivos que não atendem aos critérios

para um episódio de TDM. Isso poderia ser realizado por meio da criação de diferentes
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modelos de aprendizado de máquina, que usam diferentes intervalos de um peŕıodo de

observação. Por exemplo, se utilizamos um peŕıodo de observação de 365 dias, podeŕıamos

criar classificadores para os meses 1 e 2, mais classificadores para os meses 3 e 4 e assim

por diante. Com isso, podeŕıamos analisar a classificação de cada indiv́ıduo com diferentes

intervalos no tempo, e verificar se há periodicidade das classificações.

Testar a metodologia com fontes de dados de outras mı́dias, como o Twitter, veri-

ficando a robustez dos modelos para diferentes domı́nios de dados, além de apontar a

capacidade dos modelos em adaptarem-se para uma amostra diferente, motivado pelo

Aprendizado de Representações.

Realizar entrevistas presenciais com os estudantes que obtiveram ı́ndices elevados

no BDI, coletando relatos pessoais dos problemas enfrentados no ensino superior da

UFF, possibilitando que uma intervenção seja conduzida para uma melhor experiência

acadêmica dos alunos.

Acreditamos que, diferentemente do que vem sendo feito na literatura, a classificação

das publicações e não dos indiv́ıduos, pode fornecer resultados não tão robustos em termos

de detecção do indiv́ıduo. Uma aplicação mais aprofundada do Multiple Instance Lear-

ning poderá fornecer respostas mais concretas para a detecção do indiv́ıduo. Por isso,

é crucial testar outras formas de conduzir os experimentos com esta metodologia, como

classificadores próprios para este tipo de problema, incluindo outras maneiras de efetuar

a fusão dos dados.

Para a classificação de texto, é posśıvel representar o usuário pela concatenação das

suas publicações. Uma posśıvel abordagem seria a simples concatenação de todas as

publicações em um grande documento. Com isso, é posśıvel realizar, diretamente, a

classificação para cada indiv́ıduo, e não necessitar da classificação em duas etapas, como

fazemos aqui. Entretanto, para imagens, o processo é de mais dif́ıcil condução. Com isso,

para os trabalhos futuros, seria posśıvel investigar a viabilidade de uma concatenação

de imagens que represente um indiv́ıduo diretamente. Dessa forma, é posśıvel efetuar a

classificação em uma única etapa, e os dados biodemográficos poderiam ser incorporados

(i.e., concatenados, possivelmente) como atributos preditores da intensidade de sintomas

depressivos, o que não ocorre na atual metodologia.

Por último, uma crescente área da Inteligência Artificial, denominada Explainable

AI, busca por uma metodologia que explicite o procedimento de escolha realizado pelos

algoritmos de Inteligência Artificial, isto é, que seja compreenśıvel aos humanos. Os

algoritmos aqui empreendidos, muitas vezes, são chamados de “caixas pretas”, pois não
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fornecem explicação para sua tomada de decisão. Uma vez que nosso tema é de grande

sensibilidade, seria desejado, ou até exigido, que os modelos fornecessem a explicação

para suas escolhas. Com as explicações, podeŕıamos compará-las com os mecanismos que

outros profissionais da saúde mental utilizam.

Para concluir, nós acreditamos que nossas contribuições mostram uma potencial fer-

ramenta para ajudar a detectar estudantes em risco, e guiá-los para um tratamento ade-

quado.
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