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Os sonhos precisam de persistência e coragem para serem realizados. Nós os regamos

com nossos erros, fragilidades e dificuldades. Quando lutamos por eles, nem sempre as

pessoas que nos rodeiam nos apoiam e nos compreendem. Às vezes somos obrigados a

tomar atitudes solitárias, tendo como companheiros apenas nossos próprios sonhos.

(Augusto Cury)
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Resumo

Os workflows cient́ıficos revolucionaram a forma que cientistas de várias áreas realizam
seus experimentos. Além da facilidade de modelagem de um experimento, houve um
grande desenvolvimento do suporte computacional que foi baseado nesse tipo de repre-
sentação. Seja na composição, execução ou análise do experimento, o suporte computa-
cional tornou o processo cient́ıfico mais produtivo. Ferramentas como os Sistemas Ge-
renciadores de Workflows Cient́ıficos dão o suporte para a composição e execução do
workflow, além da captura e armazenamento dos dados gerados durante a execução, e
em alguns casos componentes para facilitar a visualização e análise dos dados gerados.
Durante a fase de composição do workflow, são escolhidos programas que desempenham
as atividades definidas no workflow. Esses programas de computador, que desempenham
o papel das atividades, na maioria das vezes precisam de dados de entrada e parâmetros
adicionais, parâmetros esses que servem para ajustar os programas de acordo com a si-
tuação de experimento que o cientista deseja simular. Não raras vezes, os workflows
possuem muitos parâmetros para serem configurados manualmente. Escolhas inadequa-
das de valores de parâmetros podem levar a execuções malsucedidas do workflow. Como
em muitos cenários a execução dos workflows é feita em ambiente de alto desempenho,
por exemplo nuvem públicas, uma execução mal sucedida tem não somente o desperd́ıcio
de tempo do cientista, como também gasto de recursos financeiros. Neste artigo, apresen-
tamos FReeP (Feature Recommender from Preferences), um algoritmo de recomendação
de parâmetros que é capaz de sugerir valores para 1 ou n parâmetros, levando em con-
sideração as preferências do usuário. FReeP baseia-se em técnicas de Aprendizado de
Máquina, em especial na Aprendizagem de Preferências. Nesta dissertação são apresenta-
das três versões do algoritmo, onde duas têm como objetivo a recomendação de valor para
um parâmetro por vez, e a terceira faz recomendações para n parâmetros de uma vez.
Os resultados experimentais obtidos com dados de proveniência dos workflows Sciphy e
Montage mostraram a utilidade do FReeP na recomendação de valores para 1 parâmetro,
além de deixar claro o potencial do algoritmo como uma alternativa a ser evolúıda para
recomendação de n parâmetros em workflows cient́ıficos.

Palavras-chave: Sistemas de Recomendação, Workflows Cient́ıficos, Aprendizado de
Preferências.



Abstract

Scientific Workflows have revolutionized the way that scientists in various fields conduct
their experiments. Besides the ease of modeling an experiment, there was a large deve-
lopment of the computational support that was based on this type of representation. Be
it in the composition, execution or analysis of the experiment the computational support
made the scientific process more productive. Tools such as Scientific Workflow Mana-
gement Systems provide support for the composition and execution of the workflow, as
well as the capture and storage of the data generated during execution, and in some cases
components to facilitate the visualization and analysis of the generated data. During the
composition phase of the workflow, programs are chosen to perform the activities defined
in the workflow. These computer programs, which acts as activities, often require input
data and additional parameters, which serve to adjust the programs according to the
experiment situation that the scientist wishes to simulate. Very often, workflows have
many parameters to configure manually. Inappropriate choices of parameter values can
lead to unsuccessful execution of the workflow. As the execution of workflows is gene-
rally done in a high-performance environment, for example, public cloud, an unsuccessful
execution has not only the time wasted by the scientist but also the expense of financial
resources. In this paper, we present FReeP (Feature Recommender from Preferences), a
parameter recommendation algorithm that is able to suggest values for 1 or n parameters,
taking into account user preferences. FReeP is based on Machine Learning techniques,
especially in Preference Learning. In this dissertation three versions of the algorithm are
presented, where two aims to recommend value for one parameter at a time, and the third
makes recommendations for n parameters at one time. The experimental results obtained
with provenance data from the Sciphy and Montage workflows showed the usefulness of
the FReeP in the recommendation of values for 1 parameter, besides making clear the
potential of the algorithm as an alternative to be evolved to n parameters in scientific
workflows.

Keywords: Recommender Systems, Scientific Workflows, Preference Learning.
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Caṕıtulo 1

Introdução

Experimentos cient́ıficos são a base para evolução em diversas áreas do conhecimento

humano. A partir de observações de problemas em aberto em suas áreas de pesquisa,

pesquisadores formulam hipóteses que visam solucionar esses problemas e se faz necessária

a avaliação e refinamento dessas hipóteses, resultando em uma confirmação ou refutação

da hipótese [1].

Por muito tempo, os experimentos cient́ıficos foram realizados de forma manual pelos

cientistas, ou seja, toda a instrumentação, controle do ambiente, anotação de resultados

e análise eram tarefas executadas especificamente pelos cientistas. Apesar dos avanços

obtidos com essa abordagem, esforços de tempo e recursos materiais eram desperdiçados,

pois o mı́nimo erro comprometia todo o experimento, e não era trivial a análise do erro

cometido.

No entanto, a evolução dos recursos computacionais permitiu que fossem desenvol-

vidas tecnologias que dessem um maior suporte para os cientistas durante o processo

de experimentação cient́ıfica. Surgiu então um padrão de representação para os expe-

rimentos cient́ıficos conhecido como: workflow cient́ıfico. Um workflow cient́ıfico [95] é

uma abstração que representa a modelagem de experimentos, e representa cada etapa do

experimento expressa como uma atividade, que possui dados de entrada e relações com

outras atividades, de acordo com as etapas do experimento. Uma das grandes utilidades

dos workflows cient́ıficos é a facilidade na tradução do experimento conceitual para sua

implementação computacional. Para auxiliar a execução e análise dos resultados obtidos

a partir da workflow concreto [59], ou seja, a versão computacional do experimento ci-

ent́ıfico, outras ferramentas foram desenvolvidas, em especial as denominadas Sistemas

de Gerência de Workflows Cient́ıficos (SWfMS) [24].
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Os SWfMS ficam responsáveis não apenas por executar o workflow concreto, como

também registram todos os dados gerados durante a execução: dados de entrada, dados

intermediários e os resultados. Esses dados são chamados de dados de proveniência [45]

do experimento. É a partir dos dados de proveniência que se torna posśıvel analisar os

resultados obtidos e garantir a reprodutibilidade do experimento, o que é muito importante

para provar a veracidade de um resultado apresentado.

A conversão de um workflow conceitual para um workflow concreto, como dito ante-

riormente, se dá com a utilização de programas de computador para implementar cada

atividade modelada no workflow. Geralmente, cada programa precisa de dados de en-

trada, além de parâmetros adicionais que influenciam no resultado do processamento.

Os programas podem ter poucos ou muitos parâmetros para execução, e o cientista que

está executando o experimento é o responsável por escolher os valores para cada um dos

parâmetros de todos os programas do workflow concreto.

1.1 Motivação

A escolha dos valores de parâmetros é muito importante não apenas para a qualidade dos

resultados, mas também tem impacto direto na capacidade do workflow de ser executado

até o final. Uma má escolha pode fazer com que o workflow não seja executado até o

final, o que acarreta em desperd́ıcio de tempo de execução. Um agravante no desperd́ıcio

de tempo de execução é que os workflow cient́ıficos quase sempre envolvem um intensivo

processamento de dados, tornando necessário a utilização de ambientes de alto processa-

mento computacional (HPC), que em muitos casos utilizam nuvens públicas, nas quais

se paga pelo tempo de uso. Então, além do desperd́ıcio de tempo, há o custo financeiro

envolvido na falha de execução dos experimentos.

Com isso, é verificado um grande problema para o compartilhamento de um workflow

entre diferentes cientistas. Considere a seguinte situação: um cientista que modelou o ex-

perimento como um workflow conceitual, fez o mapeamento do mesmo para um workflow

concreto, o executou muitas vezes e já possui uma intuição sobre quais valores escolher

para cada um dos parâmetros; de outro lado, um novo cientista que deseja executar o

mesmo workflow com uma nova variação de dados de entrada e outros parâmetros para

os programas, e não possui o mesmo conhecimento que o primeiro cientista. O novo

cientista pode ter um conjunto de valores de um subconjunto dos parâmetros o qual de-

seja experimentar, mas não sabe os melhores valores a serem escolhidos para os demais
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parâmetros.

Neste ponto, podemos supor que, para o exemplo dado, o novo cientista poderá gerar

muitas execuções que não serão bem sucedidas, ou seja, não irão gerar resultados de

qualidade ou até mesmo não irão gerar um resultado final. Uma solução seria usar o

conhecimento adquirido pelo cientista com mais experiência no aux́ılio ao cientista que

está executando o experimento pela primeira vez.

1.2 Hipótese

Dessa forma, a hipótese geral dessa dissertação é que adotando um algoritmo para reco-

mendação dos parâmetros de workflows cient́ıficos podemos aumentar a probabilidade da

execução do workflow ser finalizada com sucesso e reduzir o custo financeiro associado a

falhas de execução. A seguir, discutimos as contribuições dessa dissertação.

1.3 Contribuição

Essa dissertação apresenta o algoritmo FReeP (Feature Recommender From Preferences),

que tem por objetivo realizar recomendações de valores de parâmetros de atividades de

um determinado workflow. O algoritmo proposto divide o objetivo em dois casos de

recomendação de valores para parâmetros:

• recomendação de valor para um parâmetro de um workflow;

• recomendação de valores para n parâmetros de um workflow.

O algoritmo tem ainda a preocupação em tratar a particularidade do domı́nio do

parâmetro alvo de recomendação. Isso porque um parâmetro pode ter um domı́nio discreto

ou cont́ınuo. Para realizar uma recomendação, o algoritmo usa as preferências de valores,

definidas pelo usuário, para um subconjunto de todos os parâmetros do workflow, em

conjunto com a proveniência de execuções passadas do workflow em questão. O objetivo

de combinar as preferências e a proveniência é realizar uma recomendação personalizada,

que permita ao usuário usar os valores de parâmetros que ele consegue assumir como os

melhores sendo suas preferências na execução do workflow, maximizando as chances da

execução chegar até o fim.

O algoritmo proposto foi desenvolvido utilizando conceitos de Aprendizado de Máquina

[63], Aprendizado de Preferências [31] e Sistemas de Recomendação [76]. O Aprendizado
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de Máquina tem seu estudo voltado para generalizar hipóteses a partir de um conjunto de

dados, então a premissa de seu uso é conseguir gerar hipóteses a partir dos dados de pro-

veniência que generalizem os experimentos dos quais foram coletados a proveniência usada.

O Aprendizado de Preferências tem como principal tarefa induzir novas preferências a par-

tir de um conjunto de preferências pré-definido, então é muito coerente instanciar uma

tarefa dessa natureza, incluindo como o conjunto pré-definido de preferências do usuários,

as preferências que o usuário tenha para um subconjunto dos parâmetros de execução

do workflow. Os Sistemas de Recomendação são desenvolvidos com intuito de guiar os

usuários pela imensidão de informações de diversos domı́nios. Então, o problema de re-

comendar valores para certos parâmetros de um workflow se mostra um problema bem

semelhante, mas com algumas particularidades. A combinação desses conceitos permitiu

a elaboração de uma proposta consistente e de resultados relevantes.

É importante frisar a originalidade do algoritmo desenvolvido, tanto pela falta de

contribuições na literatura para o problema de recomendação de valores de parâmetros de

workflows cient́ıficos, quanto na combinação de diferentes técnicas para atingir o objetivo

da recomendação.

1.4 Organização do Trabalho

Esta dissertação é composta pela introdução e mais cinco caṕıtulos. O Caṕıtulo 2 traz

um detalhamento dos conceitos teóricos usados no desenvolvimento da dissertação. Em

seguida, o Caṕıtulo 3 apresenta uma revisão da literatura com trabalhos que tenham

abordado soluções para problemas relacionados a recomendação aplicada a workflows ci-

ent́ıficos e a recomendação de parâmetros. Mais adiante, no Caṕıtulo 4 é apresentado o

algoritmo FReeP, Feature Recommender From Preferences, que é a abordagem desenvol-

vida para o problema da recomendação de valores para parâmetros usando preferências

pré-especificadas pelo usuários. Ainda no Caṕıtulo 4, são apresentados os resultados da

avaliação experimental do algoritmo sob três cenários. Encerrando, o Caṕıtulo 5 traz

conclusões sobre esta dissertação, além de indicar trabalhos futuros para a continuação

da pesquisa.



Caṕıtulo 2

Fundamentação Teórica

Este caṕıtulo apresenta conceitos chaves para o entendimento do problema que esta dis-

sertação se propõe a resolver, a saber, como recomendar valores para parâmetros em work-

flows cient́ıficos a partir das preferências dos usuários e execuções prévias, e os principais

conceitos que foram utilizados em conjunto para o desenvolvimento da solução proposta.

Na Seção 2.1 é explicado um pouco sobre o processo de experimentação cient́ıfica e como

a computação fornece apoio para a melhoria deste processo. Posteriormente, na Seção 2.2

são apresentados os conceitos relacionados aos Sistemas de Recomendação, apresentando

o motivo do surgimento desta área de pesquisa e de algumas subdivisões da área. A seguir,

é apresentado o conceito de Aprendizado de Preferências na Seção 2.3, além de algumas

das suas principais tarefas. Por fim, na Seção 2.4 é explicada a Contagem de Borda, uma

técnica de votação utilizada em uma das versões da solução proposta.

2.1 Experimento Cient́ıfico

A evolução do conhecimento humano na grande parte das áreas de estudo, se deve aos ex-

perimentos cient́ıficos. Um experimento cient́ıfico surge da observação de algum fenômeno

e de questionamentos feitos a partir da observação. O passo seguinte no experimento é a

formulação de hipóteses, ou seja, desenvolver posśıveis respostas para as questões levan-

tadas. Com uma hipótese desenvolvida se faz necessário o teste da mesma, para verificar

se a sáıda fornecida é a esperada para o problema. Independente do resultado obtido

com a hipótese formulada são necessárias muitas iterações de refinamento, que pode con-

sistir, por exemplo, em testes da hipótese sob outras condições, até que seja posśıvel ter

elementos suficientes que suportem a hipótese [1].

O experimento cient́ıfico pode ser dividido em três grandes fases: composição, execução
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e análise. A Figura 2.1 ilustra o que é denominado ciclo de vida do experimento e

compreende essas três fases.

Figura 2.1: Ciclo de Vida do Experimento Cient́ıfico [59]

A fase de composição é onde o experimento é desenhado e estruturado e ainda pode

ser dividida em duas etapas: concepção e reuso. A concepção é responsável por criar uma

abstração que represente o experimento, enquanto a procura por outros experimentos que

possuam partes que possam ser adaptadas e usadas no desenvolvimento fica a cargo do

reuso.

A execução é a fase onde toda a instrumentação necessária para a concretização do

experimento deve ser finalizada. Entende-se por instrumentação a definição de dados de

entrada, parâmetros a serem usados em cada etapa do experimento além de mecanismos

de monitoramento.

Por fim, a fase de análise é onde os dados gerados pelas fases de composição e execução

são estudados, a fim de entender os resultados obtidos. Os mecanismos presentes nesta

fase incluem a visualição desses dados e realização de consultas que permitam a definição
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de cláusulas de restrição.

O processo de experimentação cient́ıfica pode ser dividido em quatro categorias: in-

vivo,in-vitro, in-virtuo e in-silico [88]. O experimento in-vivo é realizado em ambiente

natural com agentes vivos. Já no experimento in-vitro o ambiente é controlado. Por outro

lado, o experimento in-virtuo faz uma simulação do ambiente do experimento, criando uma

facilidade na alteração desses experimentos durante a execução. Por fim, no experimento

in-silico tanto o ambiente quanto os agentes são simulados computacionalmente.

A computação tem sido uma grande aliada no processo de experimentação cient́ıfica,

tanto na fase de composição quanto na execução e análise de resultados intermediários

e finais do experimento. Muito dos avanços do apoio computacional é devido à ampla

adoção de workflows cient́ıficos no processo do experimento cient́ıfico in-silico.

2.1.1 Workflows Cient́ıficos

Os workflows cient́ıficos se tornaram um padrão para modelagem de experimentos do

tipo in-silico [97]. Workflows são abstrações que representam as etapas, ou atividades, do

experimentos e o fluxo dos dados por cada uma destas etapas. Sendo assim um workflow

pode ser visto como um grafo onde os vértices fazem o papel das etapas do experimento e

as arestas são as relações, ou fluxo de dados entre as etapas. Quando esta representação

não admite ciclos, temos um workflow DAG (Grafo Direcionado Aćıclico). Caso contrário,

o workflow é denominado non-DAG.

Um workflow pode ser dividido também, de acordo com o ńıvel de abstração, em

conceitual ou concreto. O workflow conceitual representa o ńıvel de abstração mais alta

onde o experimento é definido em termos de etapas e fluxo de dados entre elas. Nesta

definição não é explicitado como cada uma das etapas do experimento serão, de fato,

executadas. Já o workflow concreto é uma abstração onde as atividades são representadas

pelos programas que vão de fato executá-las.

As execuções de atividades do workflow são chamadas de ativações [21] ou trials, onde

cada programa que representa as etapas do experimento tem seus parâmetros definidos.

Mas o gerenciamento desta execução, que envolve configurar os valores de parâmetros

corretos para cada programa, capturar os dados intermediários e resultados da execução,

se torna um desafio. Foi pensando nisso, e no aux́ılio da composição do experimento no

formato, que Sistemas de Gerência de workflows Cient́ıficos (SGWfC), como por exemplo,

Kepler [4], Pegasus [23] e SciCumulus [21] surgiram.
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Nesta dissertação os dados usados nos experimentos são dados de proveniência co-

letados a partir de execuções de workflows no SGWfC SciCumulus. O SciCumulus é

um SGWfC voltado para o gerenciamento de workflows que necessitem de execução em

ambientes de alto desempenho, caso de workflows que manipulam uma grande massa de

dados. Uma das vantagens de seu uso é a abstração para o usuário da distribuição da

execução do experimento em ambientes de alto desempenho, como os ambientes em nu-

vem. Além disso, todos os dados gerados durante a definição e execução do experimento

são capturados e armazenados.

2.1.2 Proveniência

Uma ativação de um workflow gera dados de entrada, dados intermediários e dados de

sáıda. Os SGWfC tem como uma de suas responsabilidades armazenar esses dados, e

disponibilizar mecanismos de consulta e gerenciamento desses dados. Esses dados arma-

zenados servem como um rastro do resultado obtido em uma ativação.

Esse ’rastro’ recebe a denominação de Proveniência [45]. Segundo Goble et al. [35], a

proveniência deve permitir a verificação da qualidade dos dados, auditoria de caminhos,

verificação de atribuição e consulta às informacões. A verificação da qualidade de dados

está relacionada também à verificação da confiabilidade dos dados gerados pelo work-

flow. A auditoria de caminhos é a capacidade de seguir os passos tomados a cada etapa

do experimento que geraram um determinado resultado. A verificação de atribuição é

atrelada a abilidade de saber quem são os responsáveis pelo dado gerado. Por fim a con-

sulta de informações é muito importante para analisar os dados gerados pela execução do

experimento.

A proveniência pode ser dividida em dois tipos principais: a proveniência prospectiva

e a proveniência retrospectiva [45]. A proveniência prospectiva é relacionada aos dados

capturados da especificação do workflow, ou seja, quais atividades, e em qual ordem devem

ser executadas para atingir o objetivo do workflow. Já a proveniência retrospectiva está

associada aos dados das ativações do workflow, como por exemplo, quais parâmetros as

atividades estão utilizando e quais dados estão sendo gerados.

Como visto, a proveniência é muito importante para a fase de análise do experimento

cient́ıfico, pois permite verificar o que levou uma ativação a falhar ou gerar um resultado

indesejado, ou no caso de sucesso quais foram os passos e parâmetros utilizados até o

resultado. Além disso, uma grande utilidade da proveniência é a capacidade de reprodu-

tibilidade de um experimento, o que é essencial para a validação dos resultados obtidos
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por terceiros.

Devido aos grandes benef́ıcios da proveniência no processo dos experimentos cient́ıficos,

se fez necessário a definição de um modelo de representação da proveniência [13]. O mo-

delo padrão W3C é o PROV [33], que é um dos mais usados. O PROV é um modelo

de dados genéricos e está baseado em três componentes básicos e suas ligações, sendo os

componentes: Entidade, Agente e Atividade. A Figura 2.2 mostra como a representação

do PROV usa os três componentes, e suas ligações são usadas para representar o fluxo

de dados durante a execução do experimento.

2.4 Dados de Proveniência 17

de um determinado artefato. Portanto, atividades são ações ou processos que atuam sobre
entidades, através do uso ou da geração deles. No contexto de workflows científicos, a
atividade representa a execução de uma tarefa. Já o agente (Agent) representa algo, ou
alguém, que possui alguma responsabilidade sobre uma atividade, pela existência de uma
entidade ou pelas atividades de outros agentes [30]. Um agente pode ser uma pessoa, um
aplicação ou uma organização. No contexto de workflows científicos, um agente pode ser
o pesquisador ou um SGWfC.

Diversos tipos de relacionamentos são definidos no modelo W3C PROV, sendo os
principais descritos em [54]. O relacionamento wasGeneratedBy indica que uma entidade
foi gerada por uma atividade; O used representa a utilização de uma entidade por uma
atividade; O wasInformedBy representa a dependência entre atividades. Resumidamente,
esse relacionamento relata a troca de entidades entre atividades. O wasDerivedFrom,
significa que uma entidade foi derivada de outra; O wasAttributedTo, indica a atribuição
da entidade a um agente, ou seja, o agente teve uma contribuição na geração ou uso
dessa entidade; O wasAssociatedWith relata a responsabilidade de um agente sobre uma
atividade; Finalmente, o actedOnBehalfOf representa a atribuição responsabilidade de um
agente sobre outro agente para a realização de uma atividade específica como delegado.

A Figura 2.6 mostra uma visão geral dos elementos que compõem o W3C PROV e os
relacionamentos entre eles. O W3C PROV é um modelo genérico que permite extensões
para se adaptar ao domínio onde será aplicado. Desta forma, os dados de proveniência
prospectiva, retrospectiva e de domínio podem ser eficientemente modelados como mo-
delos compatíveis com o W3C PROV. Nessa dissertação consideramos o uso do modelo
PROV-Df [63], visto que ele é focado na abstração de fluxo de dados.

Agente

Entidade Atividade

Used

wasGeneratedBy 

wasAssociatedWithwasAttributedTo

actedOnBehalfOf

wasDerivedFrom wasInformedBy

Figura 2.6: Tipos e relacionamentos base do W3C PROV. Adaptado de [54].

O PROV-Df representa como dados de proveniência prospectiva de um fluxo de da-
dos, tanto o encadeamento de transformações, quanto as suas respectivas dependências
de dados. Dados de proveniência retrospectiva correspondem aos dados de domínio de
interesse do usuário, além dos metadados consumidos e produzidos pelas transformações.

Figura 2.2: Componentes e relacionamentos no PROV [9]

2.2 Sistemas de Recomendação

A imensidão de dados dispońıveis na era da informação, apesar de benéfica aos usuários,

também pode ser vista como uma avalanche que os sobrecarrega e em alguns casos os

deixam perdidos na busca pela informação relevante. Isso é reflexo direto do grau de

liberdade que o usuário tem na busca pelos dados dispońıveis.

Os Sistemas de Recomendação (SR) [75] [76] [12] são baseados em técnicas que têm

por objetivo sugerir os itens mais relevantes ao usuário para realização de sua tarefa,

como por exemplo a escolha de um livro. O sistema de recomendação da Amazon.com

[56] mostra como é útil sugerir alguns itens dentre todo o espaço de busca dispońıvel na

plataforma. Imagine navegar entre todos os livros dispońıveis de uma categoria selecio-

nada até encontrar algum que tenha alguma relevância?

Em geral, os SR são especializados em apenas um tipo de item, onde entende-se

por item os objetos que o sistema foi desenvolvido para recomendar. Podem ser do

tipo personalizados, o que quer dizer que cada usuário do sistema possuirá suas próprias

recomendações baseadas em suas preferências. Por outro lado existem também os SR

não-personalizados que podem ser encontrados como listas de Top-n, que apesar de serem
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úteis em certas situações não são um tópico tão relevante na pesquisa da área, uma vez

que é quase trivial gerar uma lista do tipo usando técnicas básicas de contagem.

As recomendações personalizadas buscam sugerir os itens mais relevantes para a re-

alização da tarefa que o usuário busca executar. Para isso, é necessário coletar as pre-

ferências deste usuário, que podem ser expĺıcitas ou impĺıcitas. Um exemplo de preferência

expĺıcita é a avaliação de um livro, atribuindo-lhe de 0 a 5 estrelas. Já uma preferência

impĺıcita pode ser a visita a uma página sobre um livro, o tempo de permanência da

página, etc.

O desenvolvimento dos SR está baseado na observação que as decisões dos indiv́ıduos

são influenciadas pela sugestão de outros indiv́ıduos próximos. Um exemplo disso é a

escolha de músicas, onde um sistema pode sugerir as músicas que outros usuários da

mesma faixa etária e que tenham ouvido músicas semelhantes ao usuário corrente no

passado, estejam ouvindo ou ouviram e que o usuário atual ainda não ouviu.

Neste ponto, pode-se observar que existem três elementos indispensáveis para o desen-

volvimento de um SR: Usuários, Itens, Transações. Os Usuários são o público alvo do SR

e possuem cada um suas caracteŕısticas e objetivos próprios. O SR deve ser capaz de fazer

sugestões de itens que sejam relevantes aos objetivos de cada usuário. Como já foi dito,

Itens são os objetos de recomendação e também possuem suas próprias caracteŕısticas.

Sua relevância varia de usuário para usuário. As Transações são registros que guardam

uma tupla (usuário, interação), onde a interação são as ações que o usuário executou na

utilização do SR. Essas interações são em geral feedbacks do usuário, que podem ser in-

terpretados como suas preferências. O mais comum é utilizar transações que considerem

apenas feedbacks expĺıcitos de preferência, como por exemplo, a avaliação de um item

como ruim, regular ou bom. Feedbacks impĺıcitos também são úteis mais precisam de

uma avaliação mais profunda de quais comportamentos devem ser considerados feedbacks

e como utilizá-los para melhorar a utilidade das recomendações.

A tarefa do SR pode ser definida como: dados os elementos Itens, Usuários e Transações,

encontrar os itens de maior utilidade para cada usuário. Adomavicius [2] traz a seguinte

formalização: Seja U o espaço de todos os usuários, I o espaço de todos os itens e F a

função que calcula a utilidade de um item i 2 I para um usuário u 2 U , um Sistema de

Recomendação deve ser capaz de:

8u 2 U, i

0
u

= argmax
i2I

F (u, i) (2.1)
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Note que a tupla (u, i) não estará definida em todo o espaço de busca, então o SR

deve ser capaz de extrapolar a função F nesses casos.

O cálculo da função de utilidade vai variar de acordo com a abordagem que será

empregada no SR. É com base nessas estratégias usadas para calcular a função de utilidade

que surgem as classificações dos SRs. As abordagens mais comuns de SRs são: Baseados

em Conteúdo, Filtragem Colaborativa e Hı́bridos. Há ainda os Demográficos e os

Baseados em conhecimento, no entanto suas aplicações são restritas a casos espećıficos

[76]. A Figura 2.3 traz uma taxonomia dos tipos de Sistemas de Recomendação que serão

abordados nesta Seção.

Sistemas de

Recomendação

Filtragem

Colaborativa 

Baseados em

Conteúdo 

Híbridos 

Baseada em

Vizinhança 

Baseada em

Modelos 

Ponderação 

Alternação 

Mistura 

Combinação de

Características 

Cascata 

Enriquecimento

de Características 

MetaLevel 

Figura 2.3: Taxonomia dos tipos de Sistemas de Recomendação abordados nesta dis-
sertação

2.2.1 Baseados em Conteúdo

Os SRs Baseados em Conteúdo fazem recomendações que sejam semelhantes a itens que o

usuário já tenha manifestado uma avaliação positiva no passado. Para determinar o grau

de similaridade entre itens, essa abordagem tem uma grande dependência da extração de

caracteŕısticas dos mesmos. Essa extração se faz necessária pois a representação original
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de um item na maioria das vezes não é estruturada, o que é um pré-requisito para a

automatização do processo de reconhecimento de semelhanças.

Esse tipo de recomendador pode ser representado por três grandes componentes: Ana-

lizador de Conteúdo, Aprendiz de Perfis e Filtragem, como visto na Figura 2.4.

Analisador de 
Conteúdo

Aprendiz de Perfis

Filtragem

Item
Representação 
Estruturada do 

Item

Itens avaliados pelo 
usuário

Novos Itens

Pe
rfi

l d
o 

us
uá

rio

Lista de 
Recomendações

Figura 2.4: Arquitetura básica de um SR Baseado em Conteúdo: o componente
Analizador de Conteúdo é o responsável por extrair as caracteŕısticas dos itens produzindo
uma representação estruturada; o componente Aprendiz de Perfis é o responsável por
construir um modelo que represente o perfil de um usuário a partir das suas preferências
passadas; por último o componente Filtragem utiliza o modelo do perfil de usuário tendo
como entrada outros itens ainda não avaliados e sua sáıda são os itens recomendados.

Analisador de Conteúdo: Os itens alvos de recomendação não têm, na maioria das

vezes, a representação adequada para o uso do computador na automatização da reco-

mendação. Este componente é o responsável por produzir uma representação estruturada

dos itens. Uma das representações mais utilizadas é a TF-IDF [77], que tem sua origem

na área de Recuperação de Informação. Formalizando o TF-IDF: seja uma caracteŕıstica

x, y um item, tf
x,y

a frequência da caracteŕıstica x em y, N o total de itens, e df

x

o

número de itens que contêm x, a equação (1) é a que rege a técnica.

w

x,y

= tf

x,y

⇥ log

✓
N

df

x

◆
(1)

A variável w
x,y

, é um vetor de pesos onde cada componente do vetor representa a

relevância da caracteŕıstica x para o item y. Esse tipo de representação serve como

entrada para os demais componentes do SR.

Aprendiz de Perfis: Este componente produz um modelo, induzido por técnicas
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de Aprendizado de Máquina, que representa o perfil de um usuário com base nos itens

avaliados por este usuário. O Naive Bayes [55] é um modelo probabiĺıstico baseado no

Teorema de Bayes, e seu objetivo é estimar a probabilidade a posteriori de um evento A

ocorrer, dado que um evento B ocorre. No domı́nio dos SR, pode-se pensar que o Naive

Bayes estima a probabilidade de um item ser relevante dadas suas caracteŕısticas.

Filtragem: Tendo em mãos a representação estruturada dos itens e um modelo do

perfil de usuário, é posśıvel realizar a filtragem dos itens ainda não avaliados, criando

uma lista destes ’novos itens’ ordenando-os conforme a sua semelhança aos outros itens

avaliados positivamente.

Ainda é posśıvel acrescentar mais uma interação na arquitetura vista na Figura 2.4

utilizando o feedback do usuário com relação às recomendações realizadas para refinar o

modelo do perfil de usuário.

As vantagens deste tipo de SR são:

1. Independência de Usuários: A construção do modelo de perfil de cada usuário

só depende do próprio usuário.

2. Transparência: Fácil explicação do motivo de uma recomendação. É posśıvel

listar as caracteŕısticas dos itens que foram relevantes para a recomendação.

3. Sem Problema do Novo Item: Um item adicionado recentemente ao sistema

pode ser recomendado sem que precise ser avaliado.

Por outro lado, os pontos negativos são:

1. Análise de Conteúdo limitada: O sucesso deste tipo de SR está intimamente

ligado à forma de representação do item. Muitas vezes, é necessário um grande

conhecimento do domı́nio onde o SR está sendo empregado para a construção de

uma boa representação do item.

2. Superespecialização: O SR sempre irá fazer recomendação de itens semelhantes

ao que o usuário já tenha avaliado positivamente antes. Isso é um problema porque

itens de uma outra classe nunca serão sugeridos, causando um baixo ou nenhum

grau de novidade, diminuindo também a satisfação do usuário.

3. Problema do Novo Usuário: Um novo usuário precisa avaliar alguns itens antes

que o SR possa fazer recomendações.



2.2 Sistemas de Recomendação 14

2.2.2 Filtragem Colaborativa

Nos Sistemas de Recomendação do tipo Filtragem Colaborativa, uma recomendação está

baseada na experiência de outros usuários com os itens do domı́nio do sistema. A ideia

é bem intuitiva e está relacionada ao comportamento humano de, em algumas vezes,

dar crédito à opinião de uma outra pessoa sobre o que deveria ser feito em determinada

situação.

A experiência de outros usuários com os itens de domı́nio de um Sistema de Reco-

mendação, em geral, é expressa por meio de avaliações. As avaliações podem ser expressas

de forma expĺıcita ou impĺıcita [78]. Uma avaliação expĺıcita é aquela capturada por meio

de uma requisição direta do sistema para o usuário, como por exemplo a pergunta de qual

é a nota de usuário para um filme visto numa escala de 0 à 5. Já a avaliação impĺıcita

é aquela inferida pelo comportamento do usuário na interação com o sistema, como por

exemplo o tempo gasto visualizando informações de um filme de um determinado gênero.

Na Filtragem Colaborativa as avaliações podem ser dos tipos: escalares, binárias ou

unárias [78]. As avaliações escalares são como o exemplo da avaliação de um filme, ou seja

seu valores estão compreendidos num intervalo numérico. A avaliação binária é do tipo

bom/ruim, concordo/discordo. Por fim, a avaliação unária está presente na informação

de compra ou não compra de um item.

2.2.2.1 Filtragem Colaborativa Baseada em Vizinhança

Esta subcategoria de Filtragem Colaborativa segue à risca o prinćıpio de que usuários

com perfis parecidos têm preferências similares. Com isso, dada uma vizinhança, os itens

mais populares entre esses vizinhos são usados como recomendação, onde a popularidade

é medida com relação às avaliações de um item.

A vizinhança de um usuário pode ser definida com relação aos próprios usuários do

sistema ou com relação aos itens avaliados pelos usuários. Quando a vizinhança é definida

com relação aos usuários, o sistema prediz uma avaliação r

ui

de um novo item i para um

usuário u a partir da média das avaliações dos k vizinhos mais próximos. É importante

frisar que os k vizinhos mais próximos devem ser aqueles que tenham avaliado o item i.

Um problema na abordagem de usar a média das avaliações dos k vizinhos mais próximos

é não diferenciar as avaliações dos usuários com perfis mais próximos. Uma alternativa

neste caso é incluir um fator de peso ao cálculo da predição de avaliação de um item.

Por outro lado a vizinhança de um usuário pode ser definida em termos dos itens do
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domı́nio de recomendação. Essa abordagem funciona da seguinte forma: seja um usuário

u com um conjunto I de itens avaliados e um novo item i

0 um candidato a um item de

recomendação. Os k itens, k 2 I, mais similares a i

0 podem ser usados para predizer o

quão adequada é a recomendação de i

0 para u.

Seja uma recomendação baseada em itens ou em usuários, a recomendação baseada

em vizinhança precisa de uma medida de similaridade para definir uma vizinhança. Uma

medida de similaridade tradicionalmente usada para definir uma vizinhança é a Simila-

ridade de Cosseno [10]. No contexto da recomendação que esteja por exemplo baseada

nas similaridades de usuários, o uso desta medida requer que os usuários tenham uma

representação vetorial. Sendo assim, seja um usuário u representado por um vetor A e

um usuário v representado por um vetor B, a similaridade desses dois usuários usando a

Similaridade de Cosseno é dada por:

cos ✓ =
A.B

kAkkBk

Outra medida de similaridade bastante utilizada na definição de vizinhanças na Fil-

tragem Colaborativa é a Correlação de Pearson[60]. Ainda usando a notação onde um

usuário u é representado por um vetor A e outro usuário v é representado por um vetor

B, a Correlação de Pearson pode ser calculada pela seguinte fórmula:

⇢ =
cov(A,B)p

var(A).var(B)

A Filtragem Colaborativa baseada em Vizinhança tem como pontos fortes a fácil

interpretação e explicação das recomendações realizadas e a capacidade de incorporar

novos usuários e itens no processo de recomendação, sem a necessidade de uma fase de

treinamento o✏ine. No entanto, conforme a base de treinamento cresce, a recomendação

se torna mais custosa pela natureza quadrática do algoritmo, devido à necessidade do

cálculo das medidas de similaridade.

2.2.2.2 Filtragem Colaborativa Baseada em Modelos

Ao invés de carregar toda a base de dados para a memória e calcular medidas de simila-

ridade a cada nova recomendação, a Filtragem Colaborativa baseada em Modelos busca

gerar uma hipótese a partir dos dados e usá-la para realizar recomendações instantanea-

mente. Duas das abordagens mais utilizadas nesta categoria de Filtragem Colaborativa
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são o Agrupamento e a Fatorização de Matrizes [86].

O uso do Agrupamento [90] na recomendação é baseado na ideia de que usuários de

um mesmo grupo têm interesses semelhantes. A recomendação baseada no Agrupamento

também requer uma representação vetorial dos usuários e é separada basicamente em três

passos: 1) divisão dos usuários em k grupos; 2) atribuição de um usuário que receberá

a recomendação a um dos grupos; 3) utilização das avaliações de itens dos usuários do

grupo atribúıdo para recomendação de um novo item.

Já a Filtragem Colaborativa baseada na Fatorização de Matrizes [51] se utiliza de uma

matriz de avaliações gerada a partir dos usuários e dos itens. Essa matriz de avaliação

R possui m linhas representado cada usuário do sistema e n colunas representando os

itens. Deste modo, uma célula r

ij

representa a avaliação do usuário u

i

para o item

i

j

. Essa matriz R em geral é esparsa devido ao grande número de itens não avaliados

por todos os usuários de um Sistema de Recomendação. A Fatorização de Matrizes se

utiliza da álgebra de matrizes para diminuir a dimensão da matriz R tratando, assim, o

problema da esparsidade de R. Dois dos principais modelos de Fatorização de Matrizes

no contexto da Filtragem Colaborativa são a Análise de Componentes Principais (PCA)

[81] e a Decomposição em Valores Singulares (SVD) [58].

A ideia da fatorização com o PCA é achar os componentes mais relevantes da matriz

de avaliações sem perda de informação. No contexto da matriz de avaliação R, os com-

ponentes mais relevantes podem ser vistos como os usuários que mais realizam avaliações

e os itens que mais recebem avaliações.

Por outro lado, o SVD procura duas matrizes: U uma matriz de caracteŕısticas dos

usuários; e V uma matriz de caracteŕısticas dos itens de recomendação. A predição de

uma avaliação de um usuário u

i

para um item i

j

é dada então por uma função de predição

p(U
i

, V

j

).

A grande vantagem da Filtragem Colaborativa baseada em Modelos é a diminuição

de recursos computacionais necessários para a realização de recomendações. No entanto,

não é fácil dar uma explicação intuitiva para as recomendações realizadas, e no caso de

inclusão de novos itens ou novos usuários, é necessário um novo treinamento para geração

do modelo de recomendação.

Em suma, alguns dos pontos fortes da abordagem de recomendação da Filtragem

Colaborativa são:

1. Independência de conteúdo dos itens: A recomendação está baseada em me-
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didas de similaridade ou modelos que não necessitam de uma representação do

conteúdo dos itens de recomendação.

2. Ajuste automático às mudanças de comportamento do usuário: No caso

da filtragem baseada em vizinhança não é necessária a repetição do passo de treina-

mento para absorver as novas informações que podem apontar para uma mudança

nas recomendações para um usuário.

3. Diversidade de recomendação: Como não está baseada na análise de conteúdo

de itens já avaliados, e sim na similaridade com outros usuários, os itens recomen-

dados não sofrem tanto com o enviesamento.

Por outro lado, dois dos pontos fracos são:

1. Partida Fria: É necessário que outros usuários já tenham avaliados alguns itens,

caso contrário não existirão dados para criar o modelo.

2. Complexidade: No caso da filtragem baseada em modelos, muitas vezes os modelos

não têm uma interpretação intuitiva.

2.2.3 Hı́bridos

Os Sistemas de Recomendação Hı́bridos surgem da tentativa de minimizar as fraquezas

que as técnicas de recomendação tradicionais têm quando usadas individualmente. Além

disso, é esperado que uma estratégia h́ıbrida possa agregar os pontos fortes das técnicas

usadas em conjunto. Existem alguns métodos de combinação de técnicas de recomendação

na criação de um Sistema de Recomendação Hı́brido, entre eles: Ponderação, Alternação,

Mistura, Combinação de Caracteŕısticas, Cascata, Enriquecimento de Caracteŕısticas e

Meta-Level [16].

Ponderação: neste método, cada item de recomendação tem uma pontuação que

é definida através da combinação dos resultados de predições de todas as técnicas de

recomendação que estejam em uso. É um método simples que pode ser implementado,

por exemplo, como uma combinação linear das predições, que podem ser avaliações, que

cada técnica de recomendação atribuir para um item.

Alternação: este método define um critério que é responsável por determinar qual

técnica de recomendação será usada a cada situação de recomendação. Um exemplo deste

método é usar a técnica de recomendação Baseada em Conteúdo e caso a recomendação
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deste método não atinja um grau de confiança pré-determinado, usa-se o método de

Filtragem Colaborativa para realizar a recomendação. Um grande inconveniente deste

método é a inclusão de um parâmetro de configuração no sistema, que é o critério de

alternância responsável por definir quando usar uma técnica ou outra de acordo com a

situação de recomendação.

Mistura: este método é uma alternativa quando o sistema tem a possibilidade de

realizar mais de uma recomendação por vez. O método da Mistura consiste em usar

todas as recomendações de todas as técnicas de recomendação empregadas no sistema.

Um exemplo de uso deste método é uma lista de sugestões de programação de TV ou

filmes, onde geralmente mais de item de recomendação é apresentado por vez.

Combinação de Caracteŕısticas: a ideia deste método é baseada na hibridização

entre a recomendação Baseada em Conteúdo e a Filtragem Colaborativa. O método, basi-

camente, trata as informações de vizinhança da Filtragem Colaborativa como informações

adicionais da base de dados e então aplica-se a técnica de recomendação Baseada em

Conteúdo.

Cascata: aqui, o método é divido em etapas. O funcionamento do método se dá

do seguinte modo: 1) uma técnica de recomendação é usada primeiro, realizando algo

parecido com uma ”peneira”dos itens candidatos à recomendação; 2) uma segunda técnica

”refina”os candidatos vindos da primeira etapa, procurando a melhor alternativa.

Enriquecimento de Caracteŕısticas: neste método também há um encadeamento

de técnicas de recomendação. O método usa uma técnica de recomendação sobre os dados

originais e a sáıda desta primeira técnica é usada como um recurso adicional na entrada de

uma segunda técnica. Apesar de, assim como a Cascata, também ser um encadeamento de

técnicas, é importante frisar que o Enriquecimento de Caracteŕısticas é diferente porque o

conjunto de atributos de entrada de uma técnica é diferente da entrada da outra técnica.

Meta-Level: este método utiliza o modelo gerado por uma técnica como entrada da

segunda. Note que a diferença entre este método e o Enriquecimento de Caracteŕısticas

é que este método utiliza o modelo gerado propriamente dito como entrada da segunda

técnica, enquanto o Enriquecimento de Caracteŕısticas utiliza a sáıda do modelo gerado

pela primeira técnica como um recurso adicional da base de dados para a segunda técnica.
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2.2.3.1 Revisão da Literatura em Sistemas de Recomendação Hı́bridos

A combinação entre as técnicas dos Sistemas de Recomendação Baseados em Conteúdo e

os de Filtragem Colaborativa permite um melhor desempenho nas recomendações em dife-

rentes domı́nios devido a possibilidade de minimizar os pontos fracos de cada abordagem

quando usadas separadamente. Porém, não é uma tarefa fácil combinar as duas aborda-

gens, uma vez que os métodos usados por cada abordagem podem gerar representações

de dados incompat́ıveis.

Com a popularidade da internet e a imensidão de conteúdo dispońıvel para um único

tópico de interesse, a busca pelo conteúdo apropriado para um usuário tornou-se um

problema relevante, e diversos trabalhos começaram a surgir para propor meios de com-

binações entre as abordagem de recomendação Baseado em Conteúdo e Filtragem Cola-

borativa. Balabanovic et al. [6] introduziu um sistema de recomendação h́ıbrido baseado

em agentes. O sistema proposto consiste em extrair um perfil de usuários baseado nos

conteúdos que um usuário atribuiu uma avaliação positiva e posteriomente buscar perfis

semelhantes de outros usuários. Com isso, as recomendações são baseadas nos conteúdos

que os usuários com perfis semelhantes também avaliaram positivamente.

Em geral, abordagens de recomendação baseadas em conteúdo estão alicerçadas sobre

atributos extráıdos dos itens do domı́nio, que formam vetores de representação do item,

enquanto abordagens de filtragem colaborativa baseiam-se em vetores de caracteŕısticas

extráıdas dos usuários do sistema. Basilico et al. [8] propõe uma forma de integrar os dois

tipos de vetores de caracteŕısticas para tirar proveito dos benef́ıcios de ambas as técnicas.

A ideia consiste em usar Mapas de Caracteŕısticas Conjuntas, que são extráıdos após um

pré-processamento com diversos kernels. O pré-processamento com os kernels culmina na

criação de um novo espaço de caracteŕısticas onde um classificador linear Perceptron é

treinado e posteriormente usado nas recomendações.

Lekakos & Petros Caravelas [53] propuseram um Sistema de Recomendação Hı́brido

baseado na técnica de Alternação, apresentada na Seção 2.2.3. Durante a realização

de recomendações de filmes, os autores de tal trabalho avaliaram a técnica de usar a

filtragem colaborativa como o método principal, e, no caso de não ser posśıvel executar

a filtragem, utiliza-se a recomendação baseada em conteúdo, no que eles denominaram

ser a variante de substituição. A outra variante também utiliza a filtragem colaborativa

como método principal, e, caso a matriz de avaliações, que representa o perfil do usuário,

esteja demasiadamente esparsa, é realizada a troca para o método baseado em conteúdo.
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De Campos et al. [20], utilizam Redes Bayesianas [28] para representar as relações

de dependência e independência entre usuários, itens e avaliações. Após a construção da

rede é realizada uma inferência responsável por retornar as recomendações.

Dando ênfase a recomendações de empregos, Yang et al. [94] usaram Statistical Relati-

onal Learning (SRL) [50] para combinar as tradicionais técnicas de recomendação Baseada

em Conteúdo e a Filtragem Colaborativa. O uso do SRL é justificado por sua capacidade

de representar dependências probabiĺısticas entre diferentes objetos. Esta capacidade é

importante, principalmente no domı́nio de empregos, pois é posśıvel modelar melhor o

perfil do usuário que está procurando emprego. A melhor modelagem do perfil se dá por

meio da captura das semelhanças de um usuário com outros usuários, similaridades entre

uma nova oportunidade e outras que o usuário já se mostrou interessado e que os outros

usuários com perfil parecidos também tenham se interessado, e a conexão probabiĺıstica

entre esses diferentes objetos.

2.3 Aprendizado de Preferências

As preferências do usuário desempenham um papel crucial na maioria dos sistemas de de-

cisão. Sendo assim, as preferências se tornaram objeto de estudo de áreas como economia,

psicologia, entre outras, uma vez que estas áreas por vezes utilizam ferramentas de apoio

à decisão [72]. Em Ciência da Computação, este conceito ganhou mais relevância com o

crescimento dos Sistemas de Recomendação [27] [91] e o desenvolvimento de assistentes

pessoais [64] [67].

O primeiro conceito importante a ser esclarecido quando se fala de Aprendizado de

Preferências é o significado de Preferência. Sob a perspectiva da Inteligência Artificial,

uma Preferência é a expressão de uma restrição de um problema que permite algum grau

de relaxamento.

Fürnkranz [31] refere-se ao Aprendizado de Preferências como “a indução de modelos

de preferências a partir de dados emṕıricos”. Com relação aos dados emṕıricos pode-se

afirmar que muitas vezes uma preferência não é expressa explicitamente. Um exemplo é

a escolha de um produto em uma lista com vários produtos de uma mesma categoria por

um usuário de um ecommerce. Como todos os produtos são da mesma categoria, uma

TV por exemplo, a preferência do usuário é expressa pelo click nos produtos que mais o

interessou.

Uma tarefa de Aprendizado de Preferência consiste em aprender uma função predi-
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tiva que dado um conjunto de itens onde já são conhecidas as preferências, prediz as

preferências para um novo conjunto de itens. Para ser posśıvel criar uma algoritmo que

solucione o problema para o qual o Aprendizado de Preferências está proposto, é ne-

cessário definir uma representação adequada para as preferências. A forma mais comum

de representar preferências é por meio de relações binárias. Um exemplo de tupla que

faria parte dessa representação num formato clássico da literatura é a x

i

> x

j

, que quer

dizer que existe uma preferência pelo valor i em relação ao j para o atributo x. Há

ainda outras representações para preferências que visam facilitar variações do problema

relacionado ao Aprendizado de Máquina como as adaptações das Redes de Preferências

Condicionais (CP-nets) [52], ou ainda as Redes de Independência Aditiva Generalizada

(GAI-networks) [36].

2.3.1 Aprendizado de Ranks

A tarefa com mais pesquisas na área de Aprendizado de Preferências é o Aprendizado

de Ranks. Essa tarefa surge da caracteŕıstica de requerer uma relação de ordem entre

as preferências. Pode-se dividir a tarefa em três categorias: Ranqueamento de Rótulos,

Ranqueamento de Instâncias e Ranqueamento de Objetos

Ranqueamento de Rótulos: Pode ser visto como uma generalização da tarefa de

Classificação tradicional do Aprendizado de Máquina. Esse ranker faz uma ordenação do

conjunto das classes de um problema para cada instância do problema. Um exemplo é a

categorização de uma not́ıcia, onde ela pode estar inclúıda em vários tópicos ao mesmo

tempo, como esportes e entretenimento.

Ranqueamento de Instâncias: Dado que as classes de um problema têm uma

ordem entre si, essa tarefa consiste em ordenar as instância de um problema de forma que

as instâncias pertencentes às classes ”mais altas” precedam as instâncias que pertençam às

classes ”mais baixas”. Um exemplo é categorização de artigos submetidos a um congresso

como: reject, weak reject, weak accept e accept. A tarefa irá produzir uma lista onde os

artigos aparecerão conforme suas classes, partindo dos aceitos até os rejeitados.

Ranqueamento de Objetos: Nessa tarefa uma instância não está relacionada

à uma classe. O objetivo dessa tarefa é, dado um subconjunto de itens referentes ao

conjunto total de itens, produzir um ranking dos objetos desse subconjunto. Por exemplo,

o ranqueamento de páginas Web por um motor de buscas.

Uma das técnicas utilizadas em Aprendizado de Preferências especificamente para o
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problema de Ranqueamento de Rótulos utiliza um aprendizado de relações de preferência.

Essa técnica consiste em aprender as preferências decompondo o problema em pequenos

problemas de preferência binárias, ou seja, preferência entre pares de itens, e é denominada

Ranqueamento de Rótulos por Pares [43].

Ranqueamento de Rótulos por Pares: Esta técnica de ranqueamento é baseada

no Aprendizado de Preferência por Pares, que por sua vez é baseada na Classificação

por Pares. A Classificação por Pares é bem conhecida no contexto da Classificação [29]

envolvendo mais de uma classe. Ao invés de usar um único classificador que deve realizar

predições entre m classes, dado um conjunto L de m classes o aprendizado das preferência

binárias geram(m�1)/2 classificadores binários, onde um classificadorM
i,j

só prediz entre

as classes i, j 2 L. Com isso, cada predição dos classificadores M

i,j

é tratada como um

voto para a classe i ou j, e, ao final, a categoria mais votada é retornada como predição.

A técnica de Classificação por Pares pode ser generalizada para o Aprendizado de Pre-

ferências por Pares [30]. A generalização consiste em usar cada exemplo da base de dados

com uma preferência do tipo a > b, representando que a é prefeŕıvel a b, como um registro

da base de treinamento de um classificador M

a,b

que retorna 1 como predição de que a

é prefeŕıvel a b e 0 caso contrário. Com isso cada classificador M

i,j

também representa

a preferência entre duas categorias e a combinação das preferências expressas por cada

classificador constrói uma relação de preferência completa. Para isso, a estratégia definida

pelo Ranqueamento de Rótulos por Pares é usar a predição de cada classificador como um

voto e usar uma sistema de votação que defina uma lista ordenada de preferências.

2.3.1.1 Ranqueamento em Sistemas de Recomendação

Problemas de recomendação, como o MovieLens [62], que basicamente faz a recomendação

de filmes baseada em avaliações desses filmes, são definidos em termos de um conjunto de

triplas (usuário, item, avaliação) representando as avaliações de um usuário do sistema

para um determinado item. As estratégias mais utilizadas aprendem, a partir deste con-

junto de dados, um modelo de Aprendizado de Máquina capaz de predizer a avaliação de

um usuário para um item ainda não avaliado. Feito isso, os n itens mais bem avaliados

são recomendados. No entanto, a ordenação dos itens de forma descendente com relação

às avaliações preditas não necessariamente espelham a ordem de preferência do usuário.

Isso porque os modelos usados para as predições são treinados e avaliados baseando-se em

métricas de erro, onde a simples troca de avaliação entre dois pares de itens vão definir

uma mesma medida de erro que a configuração com as avaliações corretas. Dessa maneira,
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a recomendação teria sua eficiência degradada.

Uma solução para aliviar esse problema é o uso de algoritmos de ranqueamento, uma

vez que estes são preparados para a obtenção da relação de ordem entre as avaliações

preditas. Pessiot [71] utiliza a abordagem de trocar o modelo preditivo por um modelo

de ranqueamento utilizando o dataset MovieLens [38].

Lu et.al [57] refinaram a métrica Area Under the Curve (AUC) que é tradicionalmente

usada em sistemas de recomendação que trabalham com ranqueamento personalizado. Foi

proposta uma nova métrica chamada SAUC, que adiciona um termo na equação original

da AUC que tem por objetivo aumentar a probabilidade de um item não popular, mas

que preenche as preferências do usuário, estar bem colocado numa lista de recomendação.

Sharma & Yan [80] utilizaram o Ranqueamento de Rótulos por Pares na criação das

listas ordenadas de recomendação. Com o experimento de recomendação de comunidades

sociais para usuários, eles propuseram utilizar os vetores de caracteŕısticas de usuários e

comunidades e criar tuplas representando as preferências de um usuário por determinada

comunidade. De posse das tuplas personalizadas que representam a preferência por uma

comunidade indicando uma caracteŕıstica determinante, foi desenvolvido o modelo PLSI

para recomendação.

Chen et al. [17] integra as técnicas de Aprendizado de Ranks e Fatorização de Matrizes

para aprender as preferências do usuário no problema de recomendar novas amizades

em redes sociais. A proposta baseia-se em usar as interações do usuário com o sistema

como avaliações impĺıcitas para o aprendizado de um rank, que irá recomendar amizades

informativas, ou seja, amizades que publiquem conteúdo de interesse do usuário.

Usando vetores de caracteŕısticas extráıdos dos relacionamentos dos usuários e dos

itens, Huang et al. [42] integra informação social de contexto tanto dos usuários como

dos itens de interesse em redes sociais, para a construção de um modelo de recomendação

baseado no Aprendizado de Preferências por Pares.

2.4 Contagem de Borda

Uma eleição é um processo que, em um ambiente democrático, visa buscar um consenso

entre conflitos e interesses [48]. Geralmente, em uma eleição, existem um conjunto de can-

didatos e um conjunto de eleitores. A Teoria da Votação [85] é uma área da Matemática

voltada para o estudo de sistemas de votações.
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Em uma eleição entre dois candidatos é simples de se alcançar uma eleição justa

obedecendo o critério majoritário [83], ou seja, quando o candidato vencedor obtém mais

da metade dos votos da eleição. No entanto, eleições que envolvam mais de dois candidatos

requerem um sistema de votação mais robusto. Dois dos sistemas de votação desenvolvidos

para tratar o caso de eleições com mais de dois candidatos são a Votação Preferencial [46]

e a Contagem de Borda [25].

A Votação Preferencial é o sistema de votação comumente usado. Neste sistema de

votação os eleitores votam em forma de lista ordenada do candidatos mais preferido para

o menos preferido. O candidato eleito é aquele que mais vezes for escolhido como o mais

preferido pelos eleitores.

A Contagem de Borda também é um sistema de votação no qual os eleitores definem

uma lista com os candidatos dispostos por ordem de preferência. Cada posição da lista

de preferências do usuário tem uma pontuação atribúıda. Numa lista de n candidatos, o

candidato da posição i da lista recebe a pontuação n� i. O somatório das pontuações de

cada candidato por cada eleitor é a pontuação final, e o candidato com maior pontuação

é o eleito.

Posição / Número de Eleitores 14 10 8 4 1
1ª escolha A C D B C
2ª escolha B B C D D
3ª escolha C D B C B
4ª escolha D A A A A

Tabela 2.1: Tabela de votos em candidatos

Um exemplo de funcionamento da Contagem de Borda pode ser dada com o aux́ılio

da Tabela 2.1, na qual existem quatro candidatos: A, B, C e D. Na Tabela 2.1 as colunas

representam a quantidade de votos recebidos pelos candidatos, e as linhas representam

as posições de preferências ocupadas por cada candidato. Como são quatro candidatos,

o candidato preferido por um eleitor recebe 3 pontos. O cálculo da pontuação para o

candidato D é realizada como segue:

• 8 eleitores elegeram o candidato D como o preferido; 8 ⇤ 3 = 24 pontos

• 4 + 1 eleitores elegeram o candidato D como o segundo mais preferido; 5 ⇤ 2 = 10

pontos

• 10 eleitores elegeram o candidato D como o terceiro mais preferido; 10 ⇤ 1 = 10

pontos
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• 14 eleitores elegeram o candidato D como o menos preferido; 14 ⇤ 0 = 0 pontos

• Pontuação total do candidato D = 24 + 10 + 10 + 0 = 44

2.4.1 Algoritmos de Votação em Sistemas de Recomendação

No Sistemas de Recomendação do tipo Filtragem Colaborativa, após recuperar os usuários

que possuem os perfis mais semelhantes à um outro usuário, é preciso eleger quais itens

estes usuários mais gostaram para ser posśıvel realizar uma boa recomendação. É neste

ponto de eleição dos itens a recomendar, dadas as várias opiniões, que a utilização de

Algoritmos de Votação passa a ser uma ferramenta interessante.

Das [19] propõe um SR baseado em Agrupamento, criando um sistema capaz de escalar

para uma base de treinamento com muitos dados, diminuindo seu tempo de recomendação

sem comprometer a qualidade da mesma. Utilizando uma base de dados de filmes como

exemplo, o sistema de Das cria perfis dos usuários como um vetor de n posições, onde

n é a quantidade de genêros de filmes da base de dados. Então cada usuário atribui

pesos entre 0 e 1, que representam a preferência, para k genêros, que são normalizados

utilizando a divisão do peso de um gênero pela soma de todos os gêneros de preferência.

Feito isso, executa-se um algoritmo de Agrupamento, separando os usuários. Para cada

cluster gerado, é criado um vetor denominado Rating Vector (RV) que possui n posições,

e seu valor representa a soma dos pesos de todos os usuários do cluster para um gênero g

i

.

A recomendação então é realizada, após um novo usuário informar pesos para k gêneros.

A partir disso, é extráıdo das preferências do usuário o gênero com a maior relevância, e

escolhido o cluster que possuir o maior RV

i

para o gênero g

i

. Finalmente, a recomendação

é realizada na forma de uma lista top-10, contendo os 10 filmes mais bem avaliados pelos

usuários do cluster escolhido, que sejam do gênero de maior preferência do usuário.

Mukherjee [66] elaborou um SR que utiliza prinćıpios de votação para modelar um

usuário do sistema e realizar recomendações relevantes. O SR recebe as preferências do

usuário para as diferentes dimensões do domı́nio, como: atores, diretores, gênero, etc. Em

cada dimensão existem instâncias desta dimensão, por exemplo, na dimensão de atores

existem diversos atores, e assim por diante. Para cada instância de uma das dimensões o

usuário informa sua preferência como um número entre 0 e 1. Já prevendo que o usuário

pode não definir suas prefências para todas as instâncias de todas as dimensões, nos casos

onde a preferência não seja informada, o sistema utiliza a média das preferências dos

usuários do sistema. No caso onde existem filmes que englobem todas as preferências

de um usuário, este deve ser recomendado. No entanto, as preferências de um usuário
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podem ser conflitantes entre si e então uma recomendação deve ser realizada de tal forma a

combinar da melhor forma posśıvel as diferentes relevâncias de cada dimensão do domı́nio

do SR levando em consideração as preferências do usuário. Visto isto, o SR de Mukherjee

utiliza a Black’s Voting Rule: caso exista um filme que preencha todas as preferências do

usuário e seja melhor avaliado com relação a todos os demais filmes numa comparação par-

a-par (Condercet Winner) este deve ser recomendado, caso contrário utilize a Contagem

de Borda para achar o filme a ser recomendado.

Rani et al. [73] propuseram um algoritmo de recomendação baseado em agrupamento

e teoria de votação que pode ser aplicado em diferentes domı́nios. O algoritmo consiste

em extrair agrupamentos com o KMeans e usar o cluster ao qual um usuário alvo de

recomendação pertença para realizar uma Filtragem Colaborativa. É utilizada a variante

KMeansP lus

Log Power para diminuir o impacto que a escolha aleatória dos centróides tem

na recomendação baseada em agrupamento. Realizados os agrupamentos e selecionando

o agrupamento do usuário alvo, é usado a Contagem de Borda para selecionar os itens

mais populares do cluster e usá-los na recomendação.

Já fazendo uma comparação de desempenho entre a Contagem de Borda e o Copeland

Score na recomendação por Filtragem Colaborativa, o método de Lestari et al. [54] faz

um agrupamento com base no dado demográfico de idade e alterna as duas técnicas na

realização da recomendação.

Ainda usando a Contagem de Borda, Tang & Tong [84] propõe o BordaRank. O

método consiste em usar o método do Borda Count diretamento na matriz esparsa de

avaliações, sem predições, para realizar uma recomendação.



Caṕıtulo 3

Trabalhos Relacionados

Este caṕıtulo tem como objetivo apresentar trabalhos que sejam relacionados a presente

dissertação tanto no emprego de Sistemas de Recomendação ao suporte de usuários de

workflows cient́ıficos, como na recomendação de parâmetros. A Seção 3.1, apresenta

trabalhos que propuseram o uso de Sistemas de Recomendação para auxiliar o usuário

de workflows cient́ıficos durante a fase de composição do mesmo. Já a Seção 3.2 traz

trabalhos que auxiliam na escolha de hiperparâmetros para modelos de Aprendizado de

Máquina.

3.1 Sistemas de Recomendação para Workflows Ci-
ent́ıficos

Em geral, os trabalhos que procuram auxiliar os cientistas com algum tipo de reco-

mendação envolvendo workflows cient́ıficos estão voltados para a fase de composição dos

mesmos. Zhou et al. [97] utiliza uma técnica de clustering baseado em grafo para reco-

mendar workflows que podem ser reutilizados na composição de um workflow em desen-

volvimento.

De Oliveira et al. [22] usa a proveniência de um workflow para extrair padrões de co-

nexões entre componentes a fim de realizar recomendações de novos componentes para um

workflow em composição. Para cada novo componente usado na composição do workflow,

novos componentes são recomendados.

Em [37], é utilizado o Processamento de Linguagem Natural combinado a ontologias

espećıficas do domı́nio da bioinformática para extrair workflows concretos a partir de

trabalhos da literatura. Após a reconstrução dos workflows concretos, é feita a extração
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de padrões de combinações de ferramentas, parâmetros dessas ferramentas e dados de

entrada utilizadas nesses workflows, que podem ser utilizadas como uma assistência para

composição de novos workflows que resolvem problemas relacionados aos dos workflows

minerados.

Já Soomro et al. [82] utiliza ontologias de domı́nio como base de conhecimento para

incorporar semântica ao processo de recomendação. Foi desenvolvido um sistema de

recomendação h́ıbrido usando ontologias para melhorar a já conhecida estratégia de reco-

mendações baseadas em extrações de padrões de outros workflows.

Ainda preocupado com o aux́ılio durante a etapa de composição do workflow, Mohan

et al. [65] propõe o uso de Folksonomia para enriquecer os dados utilizados para a re-

comendação de outros workflows com similaridade a um workflows em construção. Foi

desenvolvida uma ferramenta de design de workflow que permite que sejam utilizadas

tags de livre especificação em cada componente, possibilitando utilizar não apenas a es-

tratégia de recomendação por meio da sintaxe do workflow, como também pela semântica

dos componentes.

Zeng et al. [96] usa as dependência de dados e de controle entre atividades, armaze-

nados na proveniência dos workflows para construir uma tabela de causalidade e outra

tabela de pesos. Posteriormente, é constrúıda uma rede de Petri utilizada para recomen-

dar outros componentes para a composição do workflow.

Os SR h́ıbridos são uma realidade em diversos domı́nios e sua aplicação tem mostrado

resultados relevantes no tratamento de problemas das técnicas tradicionais. Como visto,

algoritmos de ranqueamento e votação já têm estudos de suas aplicações no problema de

recomendação. Também é notório o desenvolvimento de ferramentas de recomendação no

suporte da modelagem de workflows cient́ıficos.

Contudo, as estratégias de recomendações voltadas ao processo cient́ıfico estão muito

atreladas à fase de composição do experimento. A fase de execução, onde há a necessi-

dade de ajuste de parâmetros ainda carece de alternativas. Esta dissertação propõe um

algoritmo de recomendação h́ıbrido, capaz de realizar recomendações de valores para 1

ou n parâmetros de um workflow cient́ıfico levando em consideração as preferências do

usuário.
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3.2 Otimização de Hiperparâmetros para Algoritmos
de Aprendizado de Máquina

O Aprendizado de Máquina tem dado grandes contribuições para soluções de diversos

problemas. A utilização de modelos que são aprendidos automaticamente tem apresentado

resultados muito relevantes. No Aprendizado de Máquina Supervisionado há uma grande

dependência de um volume dados razoável e com variedade de dados. No entanto, outro

grande problema na construção de modelos úteis, independente do tipo de Aprendizado,

é a escolha dos hiperparâmetros. Um mesmo modelo pode ter um péssimo desempenho

com uma conjunto de hiperparâmetro, mas um simples ajuste dos valores pode melhorar

significativamente os resultados obtidos.

A procura do melhor conjunto de hiperparâmetros para um modelo de Aprendizado

de Máquina de forma manual é um trabalho árduo e muitas vezes pode ser inviável. Vi-

sando melhorar o trabalho de busca pelos melhores conjuntos de hiperparâmetros algumas

iniciativas [44] [11] buscaram fazer uma combinação da busca manual e do Grid Search

[41].

Outra abordagem que mostrou resultados relevantes e influenciou o desenvolvimento

de outras variantes é a Otimização Bayesiana Sequencial Baseada em Modelo. Brochu,

Cora, e De Freitas [15] proposeram o método que consiste em otimizar uma função f

através de um processo iterativo. O processo precisa que sejam definidos uma função f ,

um conjunto T

: {t0, t1, ..., tn} de hiperparâmetros, ✓ um conjunto de valores para T , ⇥ o

espaço de busca para ✓ e um modelo probabiĺıstico µ. O processo é iniciado calculando

f para cada um dos ✓
i

e se armazena os pares < ✓

i

, f(✓
i

) >. Feito isso, há uma iteração

sobre três passos: 1) Treinamento do modelo µ com os pares < ✓

i

, f(✓
i

) >; 2) Uso do

modelo µ para seleção do próximo conjunto ✓

0 que seja promissor; 3) Novo cálculo para

os pares < ✓

0
i

, f(✓0
i

) >. No passo 2, o novo conjunto ✓

0 é escolhido com o aux́ılio de uma

função denominada função de aquisição que procura um balanceamento entre a escolha

no espaço de busca e a qualidade do aprimoramento obtido. É através dessa função de

aquisição que o número de avaliações pelo espaço de busca diminui drasticamente.

Apesar de apresentar resultados satisfatórios a Otimização Bayesiana Sequencial Ba-

seada em Modelo tem alguns graus de liberdade no seu uso, entre eles o conjunto inicial

de hiperparâmetros. Pensando em facilitar ainda mais o processo de busca de valores de

hiperparâmetros, Feurer et al. [26] propôs o uso de Meta-Learning para indicar o con-

junto inicial de hiperparâmetros para o algoritmo de otimização. A proposta elaborada
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é baseada no comportamento dos usuários experientes no uso de algoritmos de Aprendi-

zado de Máquina. Esses usuários, normalmente, iniciam a busca dos melhores valores de

hiperparâmetros de um modelo para uma nova base de dados a partir de um conjunto de

valores de hiperparâmetros utilizados anteriormente em uma base de dados semelhante a

atual.

Com o intuito de auxiliar ainda mais o uso de algoritmos de Aprendizado de Máquina,

Thornton et al. [87] propuseram um trabalho que visa indicar não apenas quais hiper-

parâmetros, mas também qual modelo de Aprendizado de Máquina utilizar para uma

base de dados. A proposta foi elaborada baseada na tarefa de Classificação, e consiste

basicamente em usar o algoritmo como um hiperparâmetro de entrada num algoritmo de

Otimização Bayesiana Sequencial Baseada em Modelo. Os bons resultados obtidos foram

devido o uso da implementação do Algoritmo de Configuração Sequencial Baseado em

Modelo [44] e do Tree-Structured Parzen Estimator [11] que permitem fazer a busca dos

valores de parâmetros com restrição relacionada ao modelo de Aprendizado de Máquina

levado em questão durante uma iteração.

Também baseada na Otimização Bayesiana Sequencial Baseada em Modelo, Bardenet

et al. [7] faz uma substituição da função f usada em algoritmos de Otimização Bayesiana

Sequencial Baseada em Modelo por uma função f

0. Essa função f

0 é tal que não será

influenciada pelas diferentes ordens de grandezas presentes em diferentes bases de dados,

permitindo uma escolha de um conjunto de hiperparâmetros inicial de uma forma mais

generalizada, denominada Surrogate-Based Collaborative Tuning.

As propostas apresentadas nessa Seção abordam um problema bem semelhante à re-

comendação de parâmetros em workflows cient́ıficos. Apresentam ideias parecidas quanto

ao uso de informações de situações parecidas para diminuir a árdua tarefa de procurar

parâmetros adicionais para execução de um processo principal.

Contudo, todos os métodos indicados não levam em consideração que o usuário pode

ter a preferência de valores para um subconjunto de parâmetros. Essa dissertação propõe

um algoritmo que leva em consideração as preferências do usuário para realizar reco-

mendações para um ou n parâmetros para os quais não se tenha uma preferência definida.



Caṕıtulo 4

FReeP - Feature Recommender from
Preferences

Neste caṕıtulo é apresentada a proposta desenvolvida para abordar o problema da reco-

mendação de valores de parâmetros em workflows cient́ıficos. A recomendação feita pelo

algoritmo tem como foco sugerir valores de parâmetros que maximizem a probabilidade

do workflow executar sem falhas até o fim. A solução desenvolvida recebe um conjunto de

preferências do usuário como entrada, o que torna as recomendações personalizadas. O

algoritmo de recomendação é baseado em técnicas de Aprendizado de Máquina e Apren-

dizado de Preferências.

O algoritmo proposto é apresentado sob três abordagens. As duas primeiras aborda-

gens do algoritmo têm como objetivo a recomendação de valor para apenas um parâmetro

do workflow. Enquanto a primeira abordagem assume que todos os parâmetros têm o

domı́nio discreto, a segunda abordagem é uma extensão da primeira, tratando os casos

onde o parâmetros tem um domı́nio cont́ınuo, além de outras melhorias com relação a

abordagem inicial. Já a terceira versão é uma proposta para a recomendação de valores

para n parâmetros de uma só vez.

O algoritmo desenvolvido pode ser visto como uma técnica de Sistema de Reco-

mendação h́ıbrida, pois são utilizados conceitos da Filtragem Colaborativa e da abor-

dagem Baseada em Conteúdo. O objetivo de criar um algoritmo h́ıbrido é minimizar

os impactos negativos de cada abordagem quando usadas independentemente. Outro

ponto para o desenvolvimento de um algoritmo h́ıbrido são as caracteŕısticas dos dados

de domı́nio de estudo. Um workflow cient́ıfico pode ser usado por um grupo bem restrito

de usuários limitando o tamanho e a diversidade dos dados de proveniência, podendo

diminuir o desempenho de algoritmos de recomendação tradicionais.
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Inicialmente é apresentada uma versão ingênua do algoritmo, que faz a recomendação

para um único parâmetro por vez e foi desenvolvido como uma forma de validação da

hipótese. Em seguida, o algoritmo aprimorado com algumas variantes para diminuir

problemas de desempenho é mostrado. Por fim é apresentada uma versão genérica do

algoritmo que tem como objetivo realizar a recomendação de valores para n parâmetros

de uma vez.

4.1 Recomendação de valor para um parâmetro de
domı́nio discreto

Dada uma base de dados D, um parâmetro y 2 Y , onde Y é o conjunto de parâmetros de

um workflow, e um conjunto de preferências ou restrições P definidas pelo usuário, onde

p

i

2 P (y
i

, val

k

), o algoritmo descrito nesta seção visa solucionar o problema de recomendar

um valor r para y, de modo que as preferências P em conjunto à recomendação r para y

maximizem a chance da ativação do workflow executar até o fim.

A Figura 4.1 apresenta uma visão geral sobre o funcionamento da primeira versão do

algoritmo desenvolvido nessa dissertação, nomeado FReeP, Feature Recommender from

Preferences. O funcionamento do algoritmo depende de dados de entrada históricos, como

uma base de proveniência do workflow que terá parâmetros recomendados, um parâmetro

do workflow no qual se quer uma recomendação de valor e preferências dos usuários

para pelo menos um dos parâmetros do workflow. As preferências dos usuários também

são dados de entrada pois este trabalho parte da premissa que o usuário já possui um

subconjunto de parâmetros para os quais já definiu quais valores deseja utilizar. Na

versão do algoritmo apresentada nesta seção, as preferências do usuário só são admitidas

na forma de a == b, onde a é o parâmetro e b é o valor desejado para o parâmetro.

É importante frisar que a partir das preferências do usuário seria posśıvel realizar

uma consulta à base de dados de proveniência do experimento para recuperar registros

que pudessem auxiliar na procura de valores para os demais parâmetros que não tiveram

preferências definidas. No entanto, a criação de um algoritmo, que está baseado na geração

de um modelo que generalize esses dados de proveniência, remove a necessidade do usuário

realizar essa consulta e ainda pode fornecer resultados que a simples consulta de dados

não seria capaz de retornar.

Para obter uma recomendação a partir da primeira versão do algoritmo FReeP, são ne-

cessárias sete etapas: geração de partições, filtro horizontal, filtro vertical, geração
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Figura 4.1: Representação do funcionamento do algoritmo FReeP

de hipótese, predições, agregação e por fim é realizada uma eleição.

A formalização do algoritmo proposto para realizar a recomendação de um parâmetro,

levando em consideração as preferências para um subconjunto ou todos os demais parâmetros

de execução de um workflow é descrita no Algoritmo 1.

Algorithm 1 FReeP

Dado:

y

: parâmetro a ser recomendado

P

: {(param, val) | param é parâmetro do workflow, val é valor de preferência para param}

D

: {{(param1
1, val

1
1), ..., (param

l

1, val
l

1), ...(param
m

l

, val

m

l

)} | l é a quantidade de parâmetros

do workflow, m é quantidade de instâncias do conjunto de dados}

1: procedure FReeP(y, P, D)

2: particoes gerador de particoes(P,D)

3: votos ;
4: for each particao 2 particoes do

5: dados filtro horizontal(D, particao)

6: dados filtro vertical(dados, particao)

7: dados

0  preprocessamento(dados)

8: modelo geracao de hipotese(dados0, y)

9: voto recomendar(modelo, y)

10: votos votos [ {voto}

11: recomendacao eleger recomendacao(votos)

12: return recomendacao

Os dados de entrada do algoritmo são:

• O parâmetro para o qual o algoritmo deve fazer a recomendação, y
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• O conjunto de preferências do usuário, como uma lista de chaves-valor, onde a chave

é um parâmetro do workflow e valor é a preferência do usuário para esse parâmetro,

P

• A proveniência de execuções passadas do workflow, D

É importante destacar que o armazenamento dos dados de Proveniência de um ex-

perimento pode variar de um SGWfC para outro. No caso do SciCumulus, que usa uma

representação da Proveniência derivada do PROV, a proveniência é armazenada em um

Banco de Dados Relacional. Usando o exemplo do SciCumulus, é trivial para o usuário

responsável pelo experimento a elaboração de consulta SQL que retorne os dados de pro-

veniência relacionados aos parâmetros utilizados em cada atividade numa representação

chave-valor. A representação chave-valor pode ser facilmente armazenada num arquivo

no formato CSV, que é o formato esperado na versão implementada do algoritmo nesta

dissertação. Desta forma, o passo de conversão dos dados de Proveniência para o for-

mato CSV fica a cargo do usuário. Ainda sobre os dados de Proveniência, os registros

presentes nos dados de entrada do algoritmo contendo informações sobre os parâmetros

devem ser relativos apenas a execuções que foram conclúıdas com sucesso, ou seja, não

houve nenhuma falha que acarretou no abortamento da execução. Deve ser destacado que

a inclusão de componentes, como a conversão da Proveniência e seleção dos parâmetros

de execuções bem sucedidas, no algoritmo, requereria implementações para cada tipo de

SGWfC, o que não é o assunto desta dissertação.

O passo inicial do algoritmo, gerador de particoes, constrói um conjunto de regras

de particionamento, baseadas nas preferências do usuário, representadas no algoritmo pela

variável particoes. Inicialmente, os parâmetros presentes no conjunto de preferências, P

são usados para gerar um powerset. Esta versão inicial do algoritmo devolve todo o

powerset gerado como conjunto de regras particoes. A Figura 4.2 exibe um exemplo do

funcionamento desta primeira etapa do algoritmo, com alguns parâmetros do workflows

SciPhy.

Em seguida, é iniciada uma iteração sobre as regras de particionamento geradas pelo

passo anterior. A primeira etapa da iteração é selecionar apenas os registros que obedecem

às preferências do usuário contidas no conjunto de regras atual, denominada no algoritmo

como filtro horizontal. A Figura 4.3 usa as particoes apresentadas na Figura 4.2 para

exemplificar como funciona a etapa de filtro horizontal.

Posteriormente, é feita uma remoção de parâmetros que visa manter apenas o parâmetro
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Figura 4.2: Passo de Geração de Regras de Particionamento da base de Proveniência no
FReeP
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10.0 854.0  WAG+I+F  4634.242459 WAG+I+F  4634.242459

Filtro

Horizontal

Base de Proveniência

Figura 4.3: Passo de Filtro Horizontal usando uma das Regras de Particionamento da
base de Proveniência no FReeP

alvo de recomendação, os parâmetros presentes no conjunto atual de regras de particiona-

mento, e aqueles que não são o parâmetro alvo de recomendação nem estão presentes em

nenhuma das preferências originais do usuário, descrito como filtro vertical. Os últimos

parâmetros citados permanecem pois, numa etapa a seguir, podem ajudar a construir uma

hipótese mais consistente. Formalizando: sejam PW o conjunto de todos os parâmetros

do workflow, PP os parâmetros do workflow para os quais foram definidos valores de

preferências; PA os parâmetros presentes nas regras de partição de uma iteração sobre as

regras de partições e PV = (PW � PP ) [ (PP \ PA) [ {y}; a sáıda do filtro vertical

são os dados do filtro horizontal referentes aos parâmetros em PV . A Figura 4.4 utiliza

dados dos exemplos das Figuras 4.2 e 4.3 para mostrar como a etapa de filtro vertical

funciona.

O encadeamento que compreende a geração de partições e os filtros horizontais e

verticais é crucial para minimizar os efeitos do problema de ”Partida Fria”. O problema de

”Partida Fria”é causado pela falta das condições ideais de funcionamento de um algoritmo,

especificamente nos Sistemas de Recomendação. Um exemplo de quando esse problema

ocorre é quando há poucos usuários para a definição de vizinhança com perfil semelhante

de um usuário ou ausência de avaliações para itens suficientes. Este problema também
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Figura 4.4: Passo de Filtro Vertical no FReeP

pode afetar o FReeP. Caso fossem usadas apenas todas as preferências de uma vez para

o particionamento da base de proveniência, em alguns casos poderia ser observado que

a partição resultante seria vazia. Isso porque na base de proveniência poderia haver

uma ausência de alguma das preferências do usuário. Então, gerar várias partições com

subconjuntos das preferências diminui a chance de se obter apenas partições vazias. No

entanto, no caso extremo em que nenhuma das preferências do usuário esteja presente na

proveniência do workflow o FReeP não terá um funcionamento correto, não conseguindo

assim realizar nenhuma recomendação.

Após a geração de partições e a aplicação dos filtros horizontais e verticais, tem-se um

conjunto de dados de proveniência filtrado onde cada um obedece parte das preferências

do usuário. Esses dados de proveniência que serão usados para a geração das hipóteses,

representadas por modelos de Aprendizado de Máquina, possuem tanto parâmetros de

domı́nio numérico quanto de domı́nio categórico. No entanto, os modelos tradicionais de

Aprendizado de Máquina geralmente trabalham com atributos numéricos, isso porque a

geração desses modelos na maioria dos casos envolve muitos cálculos numéricos. Portanto,

é necessário um passo de codificação desses parâmetros que tem domı́nio categóricos, e re-

presentam atributos para o modelo de Aprendizado de Máquina, para uma representação

numérica. O Algoritmo 4.1 representa esta etapa como preprocessamento. A técnica

escolhida nesta dissertação para realizar a codificação dos atributos categóricos para a re-

presentação numérica é a One-Hot [18]. Esta técnica consiste em criar um novo atributo

binário, ou seja, o domı́nio deste novo atributo é 0 ou 1, para cada diferente valor do atri-

buto presente na base de dados. A Figura 4.5 mostra o funcionamento desta codificação

sobre o atributo model1 da base de proveniência de exemplo.

Esses dados de proveniência codificados permitem a construção de modelos de Apren-
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Figura 4.5: Exemplo de codificação One-Hot

dizado de Máquina capazes de realizar predições para o parâmetro a ser recomendado, o

que fica sob responsabilidade do passo geracao de hipotese. A hipótese que será gerada

tem como variável de classe o parâmetro y e os demais parâmetros presentes nos dados

de sáıda do passo filtro vertical são os atributos usados na generalização da hipótese.

Nesta versão inicial do algoritmo, o modelo representando a hipótese gerada pode ser um

classificador, onde a predição do modelo é um único valor de recomendação, ou ainda um

ranker, onde sua predição é uma lista ordenada de valores, do valor mais adequado para

a recomendação para o menos adequado.

Com uma hipótese criada, somos capazes de usá-la para realizar a recomendação do

valor para o parâmetro alvo. Esse passo está representado no algoritmo como reco-

mendar. A predição para o parâmetro alvo y é realizada a partir de uma instância de

consulta criada a partir das preferências do usuário. É importante frisar que os dados

de treinamento do modelo podem conter parâmetros que o usuário não explicitou ne-

nhuma preferência, e neste caso um atributo da instância submetida para a hipótese não

possui um valor definido. Esclarecendo o problema: sejam PW o conjunto de todos os

parâmetros do workflow, PP os parâmetros do workflow para os quais foram definidos va-

lores de preferências; PA os parâmetros presentes nas regras de partição de uma iteração

sobre as regras de partições; e PV = (PW � PP ) [ (PP \ PA) [ {y}, podem existir

parâmetros p 2 PV | p /2 PP , e para esses parâmetros p não existem valores definidos a

priori. Para tratar esse problema, são usados os valores médios presentes na base de pro-

veniência para preencher os valores dos atributos numéricos, e os valores mais frequentes

na base de proveniência para os atributos categóricos.

Todas as predições geradas pelo passo recomendar, que está dentro da iteração sobre

as regras de partições, são armazenadas. O último passo do algoritmo, eleger recomendacao,

usa todas essas predições como votos, que irão definir qual o valor deve ser recomendado

para o parâmetro alvo. No caso onde uma instância do algoritmo seja configurada para

retornar um modelo do tipo classificador no passo geracao de hipotese, a eleição se dá

por meio da estratégia majoritária onde o valor mais frequente, ou seja, o mais votado,
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é eleito como a recomendação. Já no caso onde uma instância do algoritmo seja configu-

rada para retornar um modelo de ranker no passo geracao de hipotese, a estratégia é

o Contagem de Borda. O uso da estratégia Contagem de Borda, busca aproveitar a forma

lista de listas que os votos guardados adquirem ao usar o modelo ranker. Esse formato

lista de listas se dá porque a predição de um ranker é uma lista, e como são realizadas

tantas predições quanto regras de partições, o armazenamento dessas predições toma a

forma lista de listas.

4.1.1 Avaliação Experimental

Todas as versões do algoritmo FreeP apresentadas nesta dissertação foram implemen-

tadas usando a linguagem Python, com o objetivo de medir a sua eficácia. Algumas

das bibliotecas mais utilizadas para desenvolver ferramentas de Aprendizado de Máquina

com Python foram utilizadas, como por exemplo: Scikit-Learn [70], que fornece imple-

mentações de diversos classificadores e regressores, além de ferramental que auxilia na

avaliação da proposta, como por exemplo, K Fold Cross Validation [5]; Numpy [92], uma

biblioteca que auxilia na manipulação de dados numéricos; e Pandas [61], que fornece

meios de manipular dados em forma tabular, como leitura, consultas e estat́ısticas.

4.1.1.1 Bases de Dados

Os conjuntos de dados utilizados são dados de proveniência extráıdos de experimentos dos

workflows SciPhy [69] e Montage [40]. SciPhy é um workflow da área da Bioinformática e

que tem por objetivo gerar árvores filogenéticas, isto é, árvores que representam a história

evolucional de um organismo. Já o Montage é um conhecido workflow astronômico no

qual pode-se dizer de maneira genérica, que calcula mosaicos a partir de imagens do céu.

Base de dados
Total

Registros
Total de
Atributos

Atributos
Categóricos

Atributos
Numéricos

Sciphy 376 6 2 4
Montage 1565 8 2 6

Tabela 4.1: Caracteŕısticas das bases de dados

Na Tabela 4.1 são apresentadas algumas caracteŕısticas dos conjuntos de dados uti-

lizados. A coluna Total de Registros traz a quantidade de dados de proveniência de

execuções passadas de cada workflow presentes no conjunto de dados. Cada registro da

base de proveniência pode ser usado como um exemplo para a geração dos modelos de
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Aprendizado de Máquina durante a execução do algoritmo. Como visto, o conjunto de

dados do Sciphy é bem reduzido em relação ao Montage. A coluna Total de Atributos

mostra quantos parâmetros de atividades estão presentes nas bases de proveniência de

cada workflow. Ambos os workflows têm a mesma quantidade de parâmetros de domı́nio

categórico, como pode ser atestado pela coluna Atributos Categóricos. Por outro lado, o

Montage tem mais parâmetros de domı́nio numérico que o Sciphy, como pode ser visto

na coluna Atributos Numéricos.

Parâmetro
Valor

Mı́nimo

Valor

Máximo

Desvio

Padrão

num aligns 9.000000 11.000000 0.209135

length 85.000000 1039.000000 169.904263

prob1 634.673994 5753.519623 1103.431812

prob2 635.874188 5795.280758 1101.762483

Tabela 4.2: Estat́ısticas da base de dados do Sciphy

Estat́ısticas sobre os atributos númericos do conjunto de dados Sciphy são mostradas

na Tabela 4.2. Nessa tabela, estão presentes os valores mı́nimos e máximos de cada

atributo do conjunto de dados, além do desvio padrão. Como pode ser visto, o atributo

prob1 é o que tem o maior desvio padrão, além de seu intervalo de valores ser o maior

dentre todos os atributos. Ainda, o atributo prob2 tem tanto um intervalo de valores

como o desvio padrão parecido com o prob1. O desvio padrão do num aligns é mı́nimo,

enquanto o atributo length já apresenta um desvio padrão elevado, se considerado seu

intervalo de valores.

Parâmetro
Valor

Mı́nimo

Valor

Máximo

Desvio

Padrão

cntr 0.000000 134.000000 35.335662

ra 83.118935 323.898836 91.131423

dec -27.166501 28.845708 17.903018

crval1 83.118785 323.898697 91.131426

crval2 -27.166362 28.845847 17.903018

crota2 0.000084 359.999884 178.643719

Tabela 4.3: Estat́ısticas da base de dados do Montage

Os atributos numéricos do conjunto de dados Montage, na maior parte, apresentam
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(a) Matriz de Correlação do Montage (b) Matriz de Correlação do Sciphy

Figura 4.6: Matrizes de correlação das bases de dados

um desvio padrão menor que os dados do Sciphy. Além disso, em média, os atributos do

Montage também possuem uma intervalo de valores menor que os atributos do conjunto

de dados do Sciphy.

Nos dados do Montage, o atributo crota2 é o que possui o maior intervalo de valores e

também o maior desvio padrão. Já os atributos dec e crval2 possuem estat́ısticas próximas

e são os atributos com o menor intervalo de dados e menor desvio padrão dos dados do

Montage.

Na Figura 4.6 é posśıvel verificar a correlação entre os diferentes dados de atributos

nos conjuntos de dados. É notável tanto na Figura 4.6a quanto na Figura 4.6b que os

dados, em sua maioria, têm uma fraca relação.

Todas as estat́ısticas apresentadas são relevantes para o entendimento dos resultados

obtidos pelos experimentos executados para cada abordagem do algoritmo.

4.1.1.2 Metodologia Experimental

Foi modelado um experimento com a intenção de validar os conceitos chaves da abordagem

usando o Algoritmo 1. Este experimento tem como objetivo avaliar e comparar o desem-

penho entre um classificador e um ranker como modelos de Aprendizado de Máquina

retornados pela etapa geracao de hipotese do Algoritmo 4.1.

O ranker testado como modelo foi implementado usando a técnica de Ranqueamento

de Rótulos por Pares, apresentada na Seção 2.3. Como visto, esta técnica de ranquea-

mento é baseada no uso de um classificador, e nesta implementação do ranker optou-se
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por utilizar o classificador K Nearest Neighbors [47]. As instâncias do algoritmo que

usam o classificador também foram executadas usando o modelo K Nearest Neighbors.

O parâmetro k do classificador K Nearest Neighbors neste experimento tomou os valo-

res 3, 5, 7 tanto para o uso do ranker, quanto com o uso do classificador. A escolha do

k 2 {3, 5, 7} é devido ao fato das bases de dados usadas serem reduzidas, e o uso de

valores de k maiores que 7 quase sempre não serem capazes de retornar vizinhos para os

experimentos executados.

As métricas escolhidas para medir o desempenho do algoritmo foram Precisão e Sensi-

tividade, uma vez que as recomendações no Algoritmo 1 assumem, que os parâmetros são

de domı́nio categóricos. A Precisão e a Sensitividade são métricas amplamente utilizadas

para a avaliação quantitativa de Sistemas de Recomendação [39] [79], e foram utilizadas

para avaliar as recomendações de parâmetros categóricos. Sob a perspectiva dos Sistemas

de Recomendação, seja TR o conjunto dos valores corretos recomendados pela abordagem

e R o conjunto de todas as recomendações realizadas, a formalização da precisão se dá

por:

Precisão =
kTR \Rk
kRk

Já a Sensitividade pode ser definido por:

Sensitividade =
kTR \Rk
kTRk

A explicação intuitiva da Precisão é que ela representa a fração das recomendações

realizadas que são as mais adequadas. Já a Sensitividade representa a fração das reco-

mendações adequadas que foram de fato realizadas.

Um passo-a-passo do experimento é apresentado a seguir:

Lista 4.1: Passo-a-Passo do Experimento 1

1. O algoritmo é instanciado com o classificador ou ranker e um parâmetro do workflow que

deverá receber um valor de recomendação.

2. A base de proveniência é dividida usando o K-Fold Cross Validation [49], que consiste

em dividir o conjunto de dados em k partes, e a cada passo são utilizadas k � 1 partes

para o treinamento do modelo e 1 parte para a predição do modelo. Nessa dissertação foi

utilizado k = 5.
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3. Cada parâmetro do workflow é usado como o parâmetro a ser recomendado.

4. Cada registro de proveniência dos dados de teste é utilizado para recuperar o valor real

do parâmetro a ser recomendado.

5. Todos os demais parâmetros que não são o parâmetro alvo da recomendação são usados

como preferências, com seus valores sendo os presentes no registro de proveniência de

teste.

6. A recomendação é realizada pelo algoritmo. Tanto o resultado quanto o valor presente no

registro de teste para o parâmetro a ser recomendado são armazenados.

7. São calculados os valores de Precisão e Sensitividade ou Erro Médio Quadrático (MSE),

com base em todas as iterações do K-Fold Cross Validation.

4.1.1.3 Resultados do Experimento 1

Esta Seção apresenta os resultados obtidos com a execução do experimento citado na

Seção 4.1.1.2. As métricas utilizadas na avaliação do Algoritmo 1 são a Precisão e a Sen-

sitividade, além de também ser apresentando o tempo gasto na execução do experimento.

Figura 4.7: Precisão dos resultados obtidos com os dados do Sciphy

A Figura 4.7 mostra que a execução do Algoritmo 1 sobre os dados do Sciphy, utili-

zando tanto o classificador e ranker, deixou muito a desejar. Apenas com o classificador
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KNN, k = 3, houve uma Precisão maior que 50%. Além disso, pode-se notar um desvio

padrão numa escala muito alta.

Figura 4.8: Sensitividade dos resultados obtidos com os dados do Sciphy

Mesmo ainda apresentando um desempenho insatisfatório, na Figura 4.8 é posśıvel

notar que a Sensitividade com o uso do classificador KNN teve resultados melhores que os

apresentados na Precisão, tanto em termos de valores absolutos quanto no desvio padrão

que teve uma leve diminuição. Em contrapartida, a Sensitividade do ranker foi ainda pior

que os resultados de Precisão, e com um desvio padrão ainda muito elevado.

A Figura 4.9 mostra o tempo gasto, em segundos, para obtenção das recomendações

do experimento. Como visto, o tempo gasto pelo ranker é muito maior quando se com-

parado ao tempo gasto pelo classificador. Isso pode ser explicado pelo fato da técnica

que utilizamos para gerar o ranker criar múltiplos classificadores binários. Outro ponto

a observar é o desvio padrão no tempo gasto pelo ranker também ser muito alto.

É importante frisar que a abordagem deste algoritmo é baseada em memória e o

algoritmo também pode ser classificado como ”preguiçoso”[3]. O algoritmo é baseado em

memória pois a toda recomendação é necessário que os dados sejam carregados para a

memória. O algoritmo também é preguiçoso, pois toda recomendação requer que todo

o processo apresentado pelo algoritmo seja executado, não é criado nenhum modelo que

pode ser utilizado para diferentes recomendações. Dito isto o tempo de execução do
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Figura 4.9: Tempo de execução para obtenção das recomendações do experimento com os
dados do Sciphy

algoritmo é o mesmo tempo de treinamento e de inferência.

Figura 4.10: Precisão dos resultados obtidos com os dados do Montage
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A partir da Figura 4.10 a primeira conclusão que pode-se chegar é que com o uso do

k = 3 para o classificador e para o ranker foram obtidos resultados relevantes. A Precisão

para este caso atingiu 80% e o desvio padrão foi bem menor se comparado aos resultados

de Precisão apresentados para os dados do Sciphy na Figura 4.7. Já para k 2 {5, 7}
observou-se o mesmo comportamento de resultados bem aquém dos esperados.

Figura 4.11: Sensitividade dos resultados obtidos com os dados do Montage

Assim como na Precisão apresentada na Figura 4.10, a Figura 4.11 mostra que os

resultados para k = 3 foram os melhores tanto para o classificador quanto para o ranker,

apesar de para este caso não atingirem 80% mas ficou bem próximo. Pode-se notar que

o desvio padrão foi menor quando comparado aos desvios padrões encontrados para a

Precisão.
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Figura 4.12: Tempo de execução dos resultados obtidos com os dados do Montage

O interessante dos dados relativos ao tempo gasto na execução do experimento com

os dados do Montage apresentados na Figura 4.12 é observar que para k 2 {3, 7} o ranker

gastou menos tempo que o classificador. Esse comportamento pode ser explicado porque o

ranker apesar de ser gerado por um processo onde são constrúıdos vários classificadores,

esses classificadores são binários. Por outro lado o classificador quando usado sozinho

precisa tratar todos os valores de variáveis de classe, nesse caso valores de recomendação

de parâmetros, de uma só vez. Mas é importante notar também que o desvio padrão para

o ranker é muito maior se comparado ao classificador.

Fazendo uma análise geral dos resultados, foi posśıvel perceber que o uso do ranker

não trouxe resultados animadores. Em todos os casos a Precisão e a Sensitividade do

ranker foi inferior aos apresentados pelo classificador. Além disso, o desvio padrão do

ranker nos resultados do tempo gasto também foi muito elevado. Outro ponto a ser

notado, é que com os dados do Montage foram obtidos os melhores resultados de Precisão

e Sensitividade. Isso pode estar ligado ao fato da base de dados do Montage ter mais

registros que a base de dados do Sciphy.
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4.2 Recomendação de valor para um parâmetro de
domı́nio discreto ou cont́ınuo

A primeira versão do algoritmo FReeP apresentado na Seção 4.1, foi elaborada com o

intuito de validar a proposta do algoritmo. Depois que testes iniciais, apresentados na

Seção 4.1.1, mostraram que a proposta podia apresentar resultados relevantes, buscou-se

aprimorar o algoritmo. Em especial, os seguintes problemas foram diagnosticados:

1. O usuário tem uma certa restrição para definir suas preferências para os parâmetros;

2. Os parâmetros de domı́nio categóricos quando usados como variável de classe, ou

seja, são os parâmetros alvos de recomendação, são tratados assim como estão pre-

sentes dos dados de entrada;

3. Os modelos de Aprendizado de Máquina usados no algoritmo que representam as

hipóteses criadas, classificador e ranker são usados apenas para variáveis de classe

categóricas;

4. Todas as partições geradas pelo powerset dos parâmetros do workflow presentes nas

preferências do usuário são usadas como regras de particionamento do algoritmo.

Com relação ao problema 1, na primeira versão do algoritmo apresentado na Seção

4.1, o usuário era limitado a definir as suas preferências com o operador de igualdade.

Dependendo das preferências do usuário, o operador de igualdade não é o suficiente.

Pensando nisso, a segunda versão do algoritmo permite que o usuário tenha acesso aos

operadores relacionais: ==, >,>=, <,<= e ! =. Além disso, dois operadores lógicos

também são suportados na definição das preferências, sendo eles: | e &. A preferência

que seja uma combinação usando os operadores suportados também é suportada, como

por exemplo: (a > 10)|(a < 5).

Agora, lembrando do problema da montagem das instâncias para a etapa reco-

mendar, visto na Seção 4.1: sejam PW o conjunto de todos os parâmetros do work-

flow, PP os parâmetros do workflow que foram definidos valores de preferências; PA os

parâmetros presentes nas regras de partição de uma iteração sobre as regras de partições;

e PV = (PW � PP ) [ (PP \ PA) [ {y}, podem existir parâmetros p 2 PV | p /2 PP ,

e para esses parâmetros p não existem valores definidos a priori. Tendo em consideração

que nesta versão do algoritmo as preferências do usuário podem ser expressas de forma
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mais relaxada, se faz necessário uma maneira de criar as instâncias usadas na etapa reco-

mendar que contemplem um intervalo de valores ou um conjunto de valores. Para tratar

estes casos, geramos todas as instâncias posśıveis a partir das combinações dos valores de

preferência. No caso da preferência ser relativa a um parâmetro cujo o domı́nio são valores

numéricos e for definida em termos de um intervalo de valores, a  10, 5 por exemplo,

serão usados todos os valores presentes na base de dados de proveniência que obedeçam

à restrição da preferência. É importante frisar que tanto para o caso de um parâmetro

numérico quanto um parâmetro categórico, os valores posśıveis para a combinação são os

presentes na base de proveniência e que respeitam as preferências do usuário. Com isso,

realizamos predições para um conjunto de instâncias usando a hipótese aprendida durante

a fase de treinamento.

Pensando no problema 2, os dados de proveniência, que são um dos dados de entrada

do algoritmo, em geral possuem atributos com domı́nios numéricos e categóricos. Alguns

modelos de Aprendizado de Máquina não trabalham com variáveis de classe categóricas,

que no caso dessa dissertação são os parâmetros de workflows. Essa limitação é devido

a restrições que podem estar relacionadas a natureza do algoritmo de treinamento do

modelo, como é o exemplo do Support Vector Machines (SVM) [93]. Para que o algoritmo

possa usar modelos de Aprendizado de Máquina como o SVM, é preciso que os dados de

proveniência sejam pré-processados de forma que se a variável de classe for categórica, haja

uma transformação para uma representação numérica. Esta etapa de pré-processamento

foi inclúıda no Algoritmo 2 com a denominação etapa preprocessar classes. Nesta

dissertação, a técnica utilizada consiste em simplesmente trocar cada valor categórico

distinto por um número inteiro distinto. Note que a codificação do parâmetro que é

usado como variável de classe na geração do modelo é diferente da codificação aplicada

para os parâmetros usados como atributos representada pela etapa preprocessamento.

Com respeito ao problema 3, usar modelos de Aprendizado de Máquina desenvolvidos

para a tarefa de classificação, para variáveis de classe de domı́nio numérico cont́ınuo, de-

grada o desempenho dos resultados obtidos. Isso acontece quando classificador e o ranker

são utilizados na abordagem inicial do algoritmo. A degradação de desempenho é justi-

ficada porque as variáveis de classe numéricas acabam sendo tratadas como categóricas.

Para variáveis de classe de domı́nio numérico cont́ınuo, os modelos de Aprendizado de

Máquina indicados são os Regressores [68]. Deste modo, esta versão do FReeP verifica o

domı́nio do parâmetro y que é o parâmetro a ser recomendado, o que pode ser verificado

na linha 8 do Algoritmo 2, com a etapa denominada seleciona modelo.
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Para analisar o problema 4, é importante notar que após a codificação dos atribu-

tos categóricos com o One-Hot na etapa de preprocessamento, a base de dados de

proveniência terá uma crescimento considerável de atributos. Além disso, com a codi-

ficação dos atributos categóricos da etapa preprocessamento, os parâmetros extráıdos

das preferências do usuário também são codificados para a etapa geracao de particoes.

E nesta versão do algoritmo o powerset das regras de partições é calculado sobre todos

os atributos derivados dos parâmetros originais após a codificação. Usando o exemplo

da base codificada na Figura 4.5, caso a preferência do usuário fosse model1 == ’WAG’,

o powerset de criação das regras de particionamento seria calculado sobre o conjunto

{model1 WAG, model1 WAG+I+F}.

Com isso, continuar usando o powerset gerado a partir dos parâmetros presentes

no conjunto de preferências do usuário como regras de particionamento na etapa do

gerador de particoes pode ser muito custoso. Isso porque usar o powerset torna

o algoritmo exponencial em função dos parâmetros presentes no conjunto de preferências

do usuário. Para contornar essa situação, durante a implementação do algoritmo foram

propostas alternativas que selecionam as melhores regras de particionamento, e está re-

presentado no Algoritmo 2 como a etapa gerador de particoes otimizado. As duas

estratégias testadas foram baseadas no uso do PCA [32] e na métrica estat́ıstica ANOVA

[34].

A estratégia baseada no PCA consiste em extrair x componentes principais de todos

os dados de proveniência, pca
D

, e para cada pt 2 particoes, pcai
pt

, que são componentes

principais da partição pt. Em seguida, são calculadas as normas
���pca

D

� pca

i

pt

��� , e a

partir disso são selecionadas as n regras de particionamento que geraram os pcai
pt

tais que���pca
D

� pca

i

pt

��� resultaram nos menores valores calculados. Note que tanto x quanto n

são parâmetros a serem definidos na execução do algoritmo. Resumidamente, a estratégia

PCA vai selecionar as partições onde as componentes principais extráıdas são as mais

próximas das componentes principais da base de proveniência original.

Já a estratégia utilizando a ANOVA procura as n regras de particionamento que

melhor representam D, selecionando aquelas que geram partições onde a variância dos

dados são as mais próximas da variância dos dados em D. Em suma, é calculada a

variância dos dados originais com a métrica ANOVA e a variância dos dados de cada

partição, e então são selecionadas as partições com a variância mais similar aos dados

de proveniência original. Aqui, as n regras são definidas em termos da percentagem de

dados que são requeridos para representar todo o conjunto de dados, e esse parâmetro
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também deve ser definido na execução do algoritmo. Utilizar uma dessas estratégias de

particionamento, PCA ou ANOVA, faz com que as regras de particionamento usadas pelo

restante do algoritmo possam ser drasticamente diminúıdas, dependendo dos respectivos

parâmetros que precisam ser definidos.

Algorithm 2 FReeP Otimizado

Dado:

y

: parâmetro a ser recomendado

P

: {(param, val) | param é parâmetro do workflow, val é valor de preferência para param}

D

: {{(param1
1, val

1
1), ..., (param

l

1, val
l

1), ...(param
m

l

, val

m

l

)} | l é a quantidade de parâmetros

do workflow, m é quantidade de instâncias do conjunto de dados}

1: procedure FReeP(y, P, D)

2: D

0  preprocessar classes(D)

3: particoes gerador de particoes otimizado(P,D0)

4: votos ;
5: for each particao 2 particoes do

6: dados filtro horizontal(D0
, particao)

7: dados filtro vertical(dados, particao)

8: tipo modelo seleciona modelo(dados, y)

9: dados

0  preprocessamento(dados)

10: modelo geracao de hipotese(dados0, y, tipo modelo)

11: voto recomendar(modelo, y)

12: votos votos [ {voto}

13: recomendacao eleger recomendacao(votos)

14: return recomendacao

4.2.1 Avaliação Experimental

Esta Seção detalha o experimento realizado para avaliar o Algoritmo 2 e os resultados

obtidos. Os dados utilizados são os mesmos apresentados na Seção 4.1.1.1.

4.2.1.1 Metodologia Experimental

O primeiro experimento foi modelado para avaliar o desempenho do Algoritmo 2 com

as modificações propostas na Seção 4.2. Além disso, o algoritmo foi executados com
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algumas variações. Os itens variados no algoritmo foram: classificadores e regressores

utilizados, particionadores e porcentagem de registro na base de dados retornada pelos

particionadores. A Tabela 4.4 mostra os valores usados.

Classificadores Regressores Particionadores Porcentagens
KNN Linear Regression Estratégia PCA 30
SVM KNR Estratégia ANOVA 50

Multi-Layer Perceptron SVR 70
Multi-Layer Perceptron

Tabela 4.4: Variações do Algoritmo

Assim como no Experimento 1, foram usadas as métricas Precisão e Sensitividade para

medir o desempenho do algoritmo nas recomendações de parâmetros categóricos. Além

disso, usou-se o Erro Médio Quadrático (MSE) para avaliar a qualidade das recomendações

para parâmetros de domı́nio numéricos.

As recomendações de atributos numéricos foram avaliadas usando o MSE, uma vez

que as recomendações do algoritmo usando regressores em geral não terão os valores

idênticos ao esperados como recomendação. Além disso, o MSE é uma função de perda

comumente utilizada para a avaliação de regressores. Seja n o número de recomendações

realizadas, TV o conjunto dos valores corretos de recomendação e RV o conjunto de

valores recomendados, a fórmula do MSE é dada por:

MSE =
1

n

nX

i=1

(RV � TV )2

O experimento foi estruturado como segue:

Lista 4.2: Passo-a-Passo do Experimento 2

1. O algoritmo é instanciado com um classificador ou regressor, um particionador, a porcen-

tagem das partições a ser retornada pelo particionador e um parâmetro do workflow que

deverá receber um valor de recomendação.

2. A base de proveniência é dividida usando o K-Fold Cross Validation, nessa dissertação foi

utilizado k = 5

3. Cada registro de proveniência dos dados de teste é utilizado para recuperar o valor real

do parâmetro a ser recomendado.

4. Um número aleatório x entre 2 e a quantidade de parâmetros presentes nos dados de

proveniência é escolhido para ser a quantidade simulada de preferências utilizadas na
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recomendação desse parâmetro

5. São escolhidos x parâmetros entre os restantes do registro de teste para serem utilizados

como preferências

6. A recomendação é realizada pelo algoritmo. Tanto o resultado quanto o valor presente no

registro de teste para o parâmetro a ser recomendado são armazenados

7. São calculados os valores de Precisão e Sensitividade ou Erro Médio Quadrático (MSE),

com base em todas as iterações do K-Fold Cross Validation.

4.2.1.2 Resultados do Experimento 2

Os resultados gerados pela execução do experimento descrito na Seção 4.2.1.1 são apre-

sentados aqui. Para as recomendações de atributos categóricos são apresentados os dados

de Precisão, Sensitividade e tempo de execução, e para os atributos númericos são apre-

sentados o MSE e também o tempo de execução. Com base nos resultados obtidos na

Seção 4.1.1.3, neste experimento optou-se por usar apenas classificadores como modelos

de Aprendizado de Máquina. Primeiro, serão apresentados os resultados obtidos para

os dados do workflow Sciphy e, em seguida, os resultados com os dados do workflow

Montage.

A primeira constatação que pode ser feita ao analisar os dados de precisão da Figura

4.13 é que a estratégia de particionamento ANOVA obteve resultados melhores que a es-

tratégia PCA. A precisão do ANOVA em valores absolutos é em geral maior e a variação

da precisão para cada atributo considerado para recomendação é menor quando se com-

parado a estratégia do PCA. Os classificadores têm um desempenho bem parecido para

todas as porcentagens de partições na estratégia ANOVA, por outro lado a variação da

porcentagens de elementos por partição também reflete numa maior variação de resulta-

dos entre os diferentes classificadores utilizados. Um ponto que chama a atenção é que

o classificador Multi Layer Perceptron (MLP), que nessa dissertação é treinado usando

o Gradiente Descendente Estocástico [14] com uma única camada escondida, apresenta

os piores ı́ndices exceto na configuração que utiliza a estratégia de particionamento PCA

com uma porcentagem de 70% de elementos na partição. A degradação do desempenho do

modelo MLP pode ter relação com o fato dos atributos numéricos não serem normalizados

antes da execução do algoritmo.

Os resultados de Sensitividade, representados na Figura 4.14, foram bem semelhantes

aos da Precisão em termos de valores absolutos. Uma das poucas diferenças percept́ıveis
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Figura 4.13: Precisão dos resultados obtidos com os atributos categóricos do Sciphy

é a menor variação, em geral, dos resultados de Sensitividade para cada atributo usado

no experimento de recomendação. O classificador Multi Layer Perceptron apresentou

comportamento semelhante ao dos resultados da Precisão, tendo uma degradação na

configuração que usou o particionamento ANOVA com 70% dos elementos na partição.

Na Figura 4.15 é apresentado o tempo médio gasto em segundos durante o experimento

com os atributos categóricos em cada configuração utilizada. É notável que o tempo

gasto com a estratégia ANOVA foi em média metade do tempo usado com a estratégia

PCA. Além disso, a variação do tempo gasto usando cada classificador para cada atributo

também é bem menor e estável na estratégia ANOVA quando comparado à estratégia

PCA, independente da porcentagem de elementos na partição.

Numa análise em conjunto dos dados de Precisão, Sensitividade e Tempo gasto, pode-

se afirmar que a utilização da estratégia ANOVA apresentou o melhor desempenho de

recomendação para os atributos categóricos da base de dados do Sciphy. Indo além, a

porcentagem de elementos da partição gerada pela estratégia não tem impactos significa-

tivos nos resultados. Outro ponto interessante é que um classificador mais simples como

o KNN apresentou resultados bem similares aos obtidos pelo SVM.

A Figura 4.16 traz os dados dos resultados obtidos para os atributos numéricos da
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Figura 4.14: Sensitividade dos resultados obtidos com os atributos categóricos do Sciphy

base de dados do Sciphy. Os dados apresentam MSE zerados em todos os casos, exceto no

uso do Multi Layer Perceptron na regressão. Isso pode ser explicado pela base de dados

bem diminuta e dos poucos valores diferentes para cada atributo numérico. A presença

de poucos valores diferentes por atributo faz com que os regressores não tenham nenhum

trabalho para gerar um resultado igual ao que já está presente na base de dados.
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Figura 4.15: Tempo de execução dos experimentos para recomendar valores categóricos
no Sciphy

Figura 4.17: Tempo gasto no experimento com os dados numéricos do Sciphy
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Figura 4.16: MSE dos resultados obtidos com os atributos numéricos do Sciphy

Observando a Figura 4.17 pode-se perceber que, assim como nos resultados dos atri-

butos categóricos, o tempo gasto pela estratégia ANOVA é bem menor que o tempo usado

pela estratégia PCA. Outro ponto que mantém semelhança com os resultados dos atribu-

tos categóricos é a variação menor e mais estável dos resultados obtidos com a estratégia

ANOVA.

Numa análise final dos resultados obtidos no experimento com o uso da base de

dados de proveniência do Sciphy, podemos perceber que a estratégia de particionamento

ANOVA teve o melhor desempenho. Além dos resultados de Precisão, Sensitividade e

MSE, a variação do algoritmo com a estratégia ANOVA também se mostrou a que mais

realizou as recomendações em menor tempo, em geral na metade do tempo que a estratégia

PCA. Note que aqui o tempo de inferência, isto é, de recomendação, pode ser tratado

como tempo de treinamento, pois o algoritmo proposto tem uma abordagem baseada em

memória. Por fim, a escolha do tamanho da partição gerada e o classificador ou regressor

usados não têm impacto significativo no resultado final, a não ser quando o classificador

ou regressor é baseado no Multi Layer Perceptron com a configuração utilizada nesta

dissertação.

Iniciando a análise dos resultados obtidos com a base de dados do workflow Montage,
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Figura 4.18: Precisão dos resultados obtidos com os atributos categóricos do Montage

a Figura 4.18 traz os resultados de Precisão para os dados categóricos do workflow. O que

chama atenção nos resultados é que em quase todas as variações avaliadas a Precisão al-

cançou a marca de 100%. Como visto na Tabela 4.1, a base de dados do workflow Montage

utilizada nos experimentos só possui dois atributos categóricos. A pequena variação de

valores posśıveis na base de dados também é uma explicação para estes resultados de Pre-

cisão. Os resultados de Sensitividade apresentados na Figura 4.19 têm perfil semelhante

aos dados da Precisão.

A Figura 4.20 traz os dados sobre o tempo gasto no experimento com os atributos

categóricos da base de dados do Montage. A primeira observação a ser feita é que todo o

processo até a obtenção das recomendações realizado pelo classificador KNN com k = 3

na estratégia de particionamento PCA foi o que mais consumiu tempo de processamento.

Por outro lado, com a mesma estratégia PCA o classificador Multi Layer Perceptron

usou menos tempo, mas com uma grande variação nos tempos de recomendação para

atributos diferentes. A estratégia de particionamento ANOVA continuou se mostrando

uma estratégia de particionamento que entrega recomendações com um menor tempo de

processamento. Ainda analisando os resultados com a estratégia ANOVA é posśıvel ver

que o classificador KNN com k 2 {5, 7} foi o mais rápido nas recomendações para os
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Figura 4.19: Sensitividade dos resultados obtidos com os atributos categóricos do Montage

atributos categóricos do workflow Montage.

Fazendo uma análise geral dos resultados para os atributos categóricos do Montage,

a melhor variação do algoritmo proposto é a que utiliza a estratégia de particionamento

ANOVA com o classificador KNN, k = 7. Esta configuração foi a que obteve os melhores

resultados de Precisão, Sensitividade e Tempo gasto simultaneamente.

Os resultados de MSE para os dados numéricos apresentados na Figura 4.21 mostram

que, em geral, o MSE foi bem próximo de zero para todos os casos, exceto na variação

do algoritmo que usou a estratégia PCA com 30% dos elementos na partição gerada e o

regressor implementado pelo Multi Layer Perceptron. O MSE foi bem próximo de zero e

a variação dessa métrica também foi mı́nima.

Com relação ao tempo gasto no experimento para a recomendação de valores para

os atributos numéricos do Montage, a Figura 4.22 consolida o mesmo comportamento

apresentado por todos os dados relativos a tempo seja com os dados do workflow Montage

ou com os dados do workflow Sciphy. A variação do algoritmo com a estratégia ANOVA

e os regressores KNR com k 2 {5, 7} é a que produziu as recomendações mais velozes.

O tempo gasto nos experimentos com os dados do workflow Montage foi bem maior
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Figura 4.20: Tempo gasto no experimento com os dados categóricos do Montage

que o tempo utilizado com os dados do workflow Sciphy. Isso pode ser explicado pela

diferença da quantidade de registros entre uma base e outra. Outra constatação que pode

ser feita é que a estratégia de particionamento ANOVA é a que produz recomendações mais

rápidas. Outro ponto a ser frisado é que a porcentagens dos elementos na partição gerada

por cada estratégia de particionamento não tem influência impactante no desempenho

do algoritmo. Por fim, foi posśıvel perceber que para os dados usados, os classificadores

e regressores mais robustos tiveram seus desempenhos ultrapassados por modelos mais

simples em alguns dos casos.
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Figura 4.21: MSE dos resultados obtidos com os atributos numéricos do Montage

Figura 4.22: Tempo gasto no experimento com os dados numéricos do Montage
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4.3 Recomendação de valores para n parâmetros

O Algoritmo proposto na Seção 4.1 e melhorado na Seção 4.2 visa realizar a recomendação

para um único parâmetro por vez. No entanto, numa situação cotidiana é esperado que

em determinados momentos se faça necessária a capacidade de recomendação para mais

de um parâmetro por vez.

A primeira alternativa que pode ser vislumbrada utilizando ambas as versões do algo-

ritmo já apresentadas, seria executar o algoritmo para cada um dos parâmetros a serem

recomendados, sempre adicionado a última recomendação ao conjunto de preferência do

usuário. Esta alternativa pressupõe que os parâmetros que devem ser recomendados são

variáveis aleatórias independentes. Uma forma de implementar essa estratégia é utilizando

uma cadeia de classificadores [74].

Contudo, um aspecto que acaba por ser negligenciado por esta abordagem é que

a ordem na qual os parâmetros são utilizados durante as interações com o algoritmo

pode influenciar no resultado das recomendações. Essa influência pode ser explicada

exatamente pelas posśıveis dependências entre os parâmetros, existente devido às relações

entre as atividades do workflow que englobam estes parâmetros. Na Figura 4.23, os

ćırculos representam as atividades do workflow, então pode-se observar que as atividades 2

e 3 são precedidas pela atividade 1. Usando este exemplo, pode-se perceber que é posśıvel

haver relação de dependência entre os parâmetros param2 e param3 com o parâmetro

param1. Neste caso, os valores dos parâmetros param2 e param3 podem ser influenciados

pelo valor do parâmetro param1.

1

2

3

4

param1

param3

param2 

Entrada Saída

Figura 4.23: Representação de workflow genérico: os ćırculos representam atividades; as
setas entre os ćırculos representam a ligação entre atividades; e os rótulos de cada ćırculo
representam os parâmetros de configuração de cada atividade.

Visto isso, foi aplicado o conceito de Conjuntos de Cadeias de Classificadores [74].

Essa técnica permite que sejam realizadas estimativas da distribuição de probabilidade
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conjunta de variáveis aleatórias, a partir de um conjunto de cadeia de classificadores.

Nesse caso, as variáveis aleatórias são os parâmetros para os quais se deseja recomendar

valores, e a distribuição de probabilidade conjunta diz respeito às posśıveis dependências

entre esses parâmetros. Tanto a cadeia de classificadores quanto os conjuntos de cadeias

de classificadores são técnicas da tarefa de Aprendizado de Máquina denominada Classi-

ficação Multi-rótulo [89].

Na Figura 4.24 é exibida uma representação do funcionamento da adaptação do al-

goritmo FReeP apresentado nas Seções 4.1 e 4.2 para a recomendação de n parâmetros

simultaneamente.
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Figura 4.24: Representação do funcionamento do FReeP Genérico

Como pode ser visto na Figura 4.24 a solução desenvolvida para realizar recomendações

de n parâmetros é um empacotamento do algoritmo FReeP já apresentado. O novo algo-

ritmo é dividido basicamente em 5 etapas, sendo elas: a identificação dos parâmetros para

recomendação, geração de sequências ordenadas destes parâmetros, iteração sobre cada

uma das sequências geradas com a adição de cada recomendação do FReeP ao conjunto de

preferências do usuário, separação das recomendações por parâmetro e por fim a eleição

da recomendação de valor para cada um dos parâmetros. A formalização da solução pode

ser vista no Algoritmo 3.

Algorithm 3 FReeP-Generico

Dado:

P

: {(param, val) | param é parâmetro do workflow, val é valor de preferência para param}

D

: {{(param1
1, val

1
1), ..., (param

m

l

, val

m

l

)} | l é a quantidade de parâmetros do workflow,

m é quantidade de instâncias do conjunto de dados}

N

: quantidade de ordenações aleatórias a serem geradas

1: procedure FReeP-Generico(P, D, N)

2: params a recomendar  extrair parametros recomendacao(P,D)

3: votos ;
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4: for each param 2 params a recomendar do

5: votos votos [ {(param, [])}

6: ordens eleitorais gerar ordens aleatorias(params a recomendar,N)

7: for each ordem 2 ordens eleitorais do

8: preferencias tmp P

9: for each param 2 ordem do

10: recomendacao FReeP (param, preferencias tmp,D)

11: votos[param] votos[param] [ recomendacao

12: nova preferencia gerar preferencia(param, recomendacao)

13: preferencias tmp preferencias tmp [ nova preferencia

14: resposta ;
15: for each (param, valores) 2 votos do

16: resposta[param] mais votado(valores)

17: return resposta

O primeiro passo implementado pela chamada extrair parametros recomendacao

é extrair os parâmetros do workflow que não estão presentes nas preferências do usuários e

que serão os alvos das recomendações. Isso quer dizer que neste algoritmo todos os demais

parâmetros que não estão nas preferências do usuários terão valores de recomendação.

As linhas 4 e 5 do algoritmo compreendem a inicialização da variável responsável

por armazenar as diferentes recomendações para cada parâmetro durante a execução do

algoritmo. Em seguida, a lista de todos os parâmetros que serão recomendados é usada

para a geração de diferentes ordenações desses parâmetros, passo indicado pela chamada

gerar ordens aleatorias. Por exemplo, seja um workflow w com 4 parâmetros p e seja

também um usuário u com preferências pr1 e pr3 para os parâmetros p1 e p3 respecti-

vamente. Os parâmetros a serem recomendados são p2 e p4, nesse caso duas posśıveis

ordenações são: {p2, p4} e {p4, p2}. Note que a quantidade de ordenações usadas no algo-

ritmo não são todas as ordenações posśıveis, na verdade são selecionadas ao acaso N das

posśıveis ordenações.

Prosseguindo, na linha 7 do algoritmo é iniciada uma iteração sobre cada uma das

ordenações geradas pelo passo gerar ordens aleatorias. Já na linha 9 é iniciada uma

iteração sobre cada parâmetro presente na ordenação atual. Uma explicação intuitiva

do que ocorre entre as linhas 9 e 13 do algoritmo é a seguinte: cada parâmetro de uma

ordenação em questão é usado junto às preferências do usuário para sua recomendação. Ao

final da recomendação de um dos parâmetros da ordenação, a recomendação é incorporada
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ao conjunto de preferências que é usada na recomendação do próximo parâmetro da

ordenação. Nessa iteração já é feito o agrupamento das recomendações por parâmetro,

para facilitar a eleição do valor de recomendação de cada um dos parâmetros alvos.

A etapa de iterar sobre as sequências geradas, sempre adicionando a última reco-

mendação ao conjunto de preferências, é a aplicação do conceito de Cadeia de Classi-

ficadores. Já para tratar a questão da dependência entre os parâmetros do workflow

que podem influenciar no valor de recomendação para um parâmetro, o passo que gera

múltiplas sequências de parâmetros, combinado à cadeia de classificadores, é a aplicação

do conceito de Conjuntos de Cadeias de Classificadores.

Por fim, para eleger as recomendações para cada um dos parâmetros alvo é realizada

uma votação nas linhas 15 e 16. O procedimento mais votado é o que faz a eleição

majoritária que define o valor de recomendação para um parâmetro alvo.

4.3.1 Avaliação Experimental

Esta Seção detalha o experimento realizado para avaliar o Algoritmo 3 e os resultados

obtidos. Os dados utilizados são os mesmos apresentados na Seção 4.1.1.1.

4.3.1.1 Metodologia Experimental

No terceiro experimento, foi avaliado o desempenho do Algoritmo 3. Assim como no

experimento da Seção 4.2.1.1, o algoritmo também foi executado sob diferentes variações

seguindo os valores da Tabela 4.4.

A avaliação nesse experimento também foi feita com base Precisão, Sensitividade e

MSE das recomendações realizadas por cada instância do algoritmo. Na Lista 4.3 fica

mais claro como o experimento foi estruturado.

Lista 4.3: Experimento 3 Passo-a-passo

1. n Registros da base de proveniência são escolhidos como exemplos ao acaso.

2. m � 2 parâmetros são escolhidos ao acaso para cada registro de exemplo como pre-

ferências, e seus valores são os mesmos presentes no registro de exemplo

3. O Algoritmo 3 é instanciado com um classificador ou regressor, um particionador, a por-

centagem das partições a ser retornada pelo particionador e asm preferências selecionadas.

4. Cada recomendação retornada é separada em numérica e categórica e é armazenada.
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5. São calculados os valores de Precisão e Sensitividade para as recomendações categóricas,

e o Erro Médio Quadrático (MSE) as recomendações numéricas.

4.3.1.2 Resultados do Experimento 3

Para obtenção dos resultados apresentados nesta seção, foi usado o parâmetro n = 10 do

Passo-a-Passo mostrado na Lista 4.3. Com base nos resultados do Experimento 2 apre-

sentados na Seção 4.2.1.2, optou-se por utilizar como particionador a estratégia ANOVA

com 50% de recuperação de elementos da base dados. Esta escolha deve-se ao fato da

estratégia ANOVA ter sido a que obteve melhores resultados, e como a porcentagem de

dados recuperados pela estratégia não foi um fator impactante nos resultados, optou-se

pela escolha da porcentagem intermediária. Além disso, foram mantidos como classifica-

dores apenas os KNN 5, KNN 7 e SVM, já como regressores foram mantidos apenas os

KNR 5, KNR 7 e SVR por terem, em geral, os melhores resultados de Precisão, Sensi-

tividade e MSE apresentados na Seção 4.2.1.2. Serão apresentados os resultados obtidos

com os dados do Sciphy.

Classificador Regressor Particionador MSE Precisão Sensitividade Falhas
KNN 5 KNR 5 ANOVA 50 0.0 1.0 1.0 6
KNN 5 KNR 7 ANOVA 50 0.0 1.0 1.0 6
KNN 5 SVR ANOVA 50 1.1075 1.0 1.0 6
KNN 7 KNR 5 ANOVA 50 4279.2240 1.0 1.0 5
KNN 7 KNR 7 ANOVA 50 0.0 1.0 1.0 5
KNN 7 SVR ANOVA 50 0.444 1.0 1.0 5
SVM KNR 5 ANOVA 50 1148.1876 0.75 0.75 6
SVM KNR 7 ANOVA 50 0.0 1.0 1.0 7
SVM SVR ANOVA 50 0.0 1.0 1.0 7

Tabela 4.5: Resultados do Experimento 3 para a base de dados do Sciphy

A Tabela 4.5 apresenta os resultados obtidos com as variações de instância do Algo-

ritmo 3. Cada linha da tabela representa uma configuração de instância do Algoritmo 3.

A coluna que mais chama a atenção é a denominada Falhas. O que ocorre é que para

alguns casos o algoritmo não foi capaz de realizar a recomendação em conjunto e por isso

não retornou nenhuma recomendação. É importante lembrar que cada configuração do

algoritmo foi testada sobre um conjunto com 10 registros extráıdos randomicamente da

base de dados. O processo de seleção randômica de registros pode selecionar registros nos

quais os valores de parâmetros podem estar presentes apenas no registro selecionado. Para

este experimento os exemplos selecionados são removidos da base de dados, e portanto

não há nenhum outro registro que possibilite a execução correta do algoritmo.
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Analisando os dados da Tabela 4.5, com o foco na coluna Falhas e levando em consi-

deração que foram escolhidos 10 registros para cada configuração, é posśıvel constatar que

na maioria das vezes o algoritmo não foi capaz de realizar recomendações. No entanto,

considerando apenas as recomendações realizadas, pode-se perceber que o algoritmo teve

resultados satisfatórios para as métricas de Precisão e Sensitividade. Os valores apre-

sentados para a métrica MSE foi em grande parte satisfatória, destoando apenas nas

configurações das linhas 4 e 7, ambas com o uso do regressor KNR com k = 5. Outro

ponto a ser observado é que os casos onde o algoritmo teve mais problemas para realizar

recomendações foi quando usou-se o classificador SVM. Além do mais, é posśıvel notar que

configurações com modelos de Aprendizado de Máquina mais sofisticados como o SVM e

SVR não agregam em desempenho para o algoritmo, especificamente para esses dados.

Esse caṕıtulo apresentou 3 soluções desenvolvidas para o problema de recomendação

de parâmetros em workflows cient́ıficos. Dois casos foram abrangidos pelas propostas: a

recomendação de valor para um parâmetro e a recomendação de valores para n parâmetros

ao mesmo tempo. As soluções foram apresentadas na forma de representações gráficas e de

forma algoŕıtmica. Também foram apresentados resultados dos experimentos elaborados

para avaliar o desempenho dos algoritmos sobre bases de proveniência dos workflows

SciPhy e Montage.



Caṕıtulo 5

Conclusão

O processo cient́ıfico é de fato o grande responsável pelos avanços do conhecimento hu-

mano. Todo o processo que envolve a observação de fênomenos de diversas áreas, ocasio-

nando a formulação de hipóteses e testes e refinamentos da mesma, além de ser excitante é

um grande trabalho para o cientista responsável. Com o desenvolvimento computacional

cada vez mais crescente, surgiram pesquisadores preocupados em auxiliar os cientistas no

processo de experimentação cient́ıfica. Um grande passo para um aux́ılio mais robusto,

foi a adoção de workflows cient́ıficos como modelo de representação dos experimentos

cient́ıficos. A partir da representação de workflows foram desenvolvidas ferramentas que

fornecem apoio no gerenciamento de execuções do experimento, armazenamento dos da-

dos gerados durante a execução e análise dos dados, denominados Sistemas Gerenciadores

de Workflows Cient́ıficos.

Contudo, a execução computacional dos experimentos representados como workflows

cient́ıficos está baseada no uso de programas de computador que fazem o papel de cada

etapa do experimento. Além de dados de entrada, esses programas muitas vezes também

precisam de parâmetros de configuração adicionais que necessitam ser ajustados para si-

mular as condições especificadas no experimento. O cientista inicialmente responsável pelo

experimento acaba por desenvolver uma intuição a cerca dos conjuntos de parâmetros que

conduzem a resultados satisfatórios. No entanto, um outro cientista que executar o mesmo

experimento não terá a mesma experiência, o que pode o levar a definir um conjunto de

parâmetros que não resultarão em uma execução bem sucedida do experimento.

Na literatura são encontradas propostas para auxiliar a fase de composição dos ex-

perimentos, porém a recomendação de valores de parâmetros para a fase de execução do

experimento ainda é um campo aberto. Esta dissertação apresentou um algoritmo para re-

comendação de valores para parâmetros em workflows cient́ıficos levando em consideração
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as preferências do usuário. O objetivo foi permitir o novo usuário do sistema a expressar

as preferências de valores para um subconjunto de parâmetros do workflow, e a partir disso

realizar recomendação de valores para os parâmetros que tiveram nenhuma preferência

definida. O algoritmo desenvolvido foi denominado FReeP: Feature Recommender From

Preferences, e utilizou conceitos de Aprendizado de Máquina e técnicas de Aprendizado

de Máquina, além de ter sido elaborado com três versões. Duas versões foram voltadas

para a recomendação de valor para um parâmetro por vez. A terceira versão visou apre-

sentar um algoritmo que fosse capaz de realizar a recomendação de valores para todos os

demais parâmetros de um workflow para os quais não fossem definido uma preferência do

usuário.

A primeira versão do algoritmo foi elaborada como uma prova de conceito da proposta

desenvolvida nesta dissertação. A segunda versão visou tratar os problemas percebidos

na primeira versão e aumentar o desempenho do algoritmo. Por fim, a terceira versão é

uma proposta para a recomendação de n parâmetros de uma só vez, baseada na segunda

versão.

Foram elaborados três experimentos, cada um para avaliar uma versão do algoritmo.

O primeiro experimento mostrou que um classificador se saiu como uma melhor opção

para ser usado como modelo de Aprendizado de Máquina no algoritmo. O segundo ex-

perimento foi realizado sob diversas variantes da segunda versão do algoritmo, utilizando

diferentes classificadores, regressores e particionadores necessários para execução do algo-

ritmo. Os resultados do segundo experimento mostraram que as modificações realizadas

em relação à primeira versão do algoritmo tiveram os efeitos desejados aumentando o

desempenho do algoritmo. O terceiro experimento deixou claro que a versão do algoritmo

para recomendação de n parâmetros de uma vez ainda precisa ser refinada para obtenção

de resultados satisfatórios.

Empiricamente, o algoritmo FReeP mostrou-se capaz de realizar recomendações de

valores para um parâmetro de workflow cient́ıfico por vez, em especial a segunda versão

apresentada.

5.1 Limitações

O trabalho desenvolvido nesta dissertação mostrou-se útil para a recomendação de um

parâmetro por vez e indicou um caminho para a recomendação de n parâmetros. No

entanto algumas limitações foram diagnosticadas:
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• O FReeP como é algoritmo baseado em memória, tem um problema de escalabidade.

Isso porque as implementações realizadas nessa dissertação podem consumir muito

recurso computacional.

• As recomendações do FReeP estão limitadas à existência de exemplos na base de

proveniência. Isto quer dizer que o algoritmo não é capaz de realizar nenhuma

recomendação ’padrão’ caso não haja exemplos para a execução do algoritmo, nem

recomendar valores que não estão presentes na base de proveniência.

• O algoritmo de recomendação pode ter um tempo de processamento maior que a

execução do experimento em si.

• Todas as tuplas da base de proveniência tem o mesmo peso durante o processo de

recomendação. O algoritmo não leva em consideração a expertise do usuário que

realizou a execução associada aquela tupla de proveniência, para dar mais peso a

um exemplo da base de treinamento gerado por um usuário avançado do workflow.

• Não foram executados testes que avaliassem a capacidade de generalização do al-

goritmo fazendo uma variação dos dados de entrada. O algoritmo leva em consi-

deração apenas o conjunto de parâmetros do workflow, no entanto um conjunto de

parâmetros pode ser mais ou menos relevante de acordo com os dados de entrada.

• O algoritmo de recomendação pode acabar recomendando um conjunto de valores

que estão presentes na base de proveniência como um caso de falha de execução do

workflow.

5.2 Trabalhos Futuros

Algumas propostas de melhorias para o trabalho desenvolvido nesta dissertação são:

• Paralelizar o processamento das partições geradas, o que deve possibilitar a dimi-

nuição do tempo gasto para a recomendação

• Avaliar o algoritmo FReeP sobre dados de outros domı́nios.

• Avaliar o tradeo↵ entre o tempo para recomendação e o tempo de execução do

algoritmo

• Associar pesos aos exemplos da base de proveniência de acordo com o perfil do

usuário, isto é, grau de conhecimento do workflow.
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• Realizar testes para avaliar a qualidade das recomendações do algoritmo ao utilizar

os valores de parâmetros recomendados variando os dados de entrada.

• Utilizar as tuplas de valores de parâmetros da base de proveniência que acarretaram

numa falha de execução do workflow como uma restrição para melhorar os resultados

das recomendações.
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