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Resumo

A expansão da Educação a Distância (EaD) nas instituições de ensino dos setores pú-
blicos e privados brasileiros potencializou a oferta de cursos que vão desde a formação
complementar à pós-graduação, tornando-se um importante meio de formação para os
brasileiros. Todavia a EaD se defronta com o grande desafio da evasão escolar, que tem
sido tema de pesquisas, debates e reflexões na comunidade científica mundial há décadas,
objetivando encontrar soluções para minimizar as perdas sociais, econômicas, acadêmicas
e financeiras provocadas pela evasão a todos os envolvidos com a educação. Diante disso,
apresentamos como problema de pesquisa o seguinte questionamento: É possível predizer
o risco de evasão na EaD, com base em indicadores das variáveis de interações dos alunos
em um Ambiente Virtual de Aprendizagem (AVA) a partir do primeiro semestre letivo?
Uma das abordagens que está sendo explorada e tem apresentado resultados significativos
para identificar de forma precoce estudantes com risco de evasão é a Educational Data
Mining (EDM). Nesse sentido, esta pesquisa propõe um modelo conceitual de predição
de evasão de estudantes da EaD, com base nas informações geradas pelas técnicas de
mineração de dados. Para a geração do modelo, julgou-se necessário identificar, nos estu-
dos já realizados no contexto nacional, os fatores que indicam evasão na EaD, que foram
sistematizados em quatro dimensões: estudante, instituição, docentes e fatores externos.
Foi realizado também um levantamento das técnicas de mineração de dados em uso no
contexto educacional. Neste trabalho utilizaram-se os dados de um curso a distância do
Instituto Federal de Ciência e Tecnologia do Mato Grosso (IFMT). Com base na contagem
das interações, participação e mediação dos estudantes em um AVA, desempenho acadê-
mico e dados socioeconômicos deste curso, avaliaram-se técnicas de seleção de atributos
para identificar subconjuntos de atributos mais adequados para melhorar o desempenho
de tarefas para predizer o risco de evasão escolar. Nos experimentos foram avaliados
diferentes algoritmos de classificação e estratégias de seleção de atributos. A partir dos
resultados, foi identificado um subconjunto com dezesseis atributos mais relevantes e a
técnica de classificação mais adequada para predizer o estudante propenso a abandonar
o curso: Random Forest (RF) com ajuste do número de árvores de decisão (300) obteve
uma acurácia média de 84,03% e F-Measure de 89,2%, ao predizer estudantes com risco
de evasão ao término do primeiro semestre letivo do curso. Este trabalho contribui para
os envolvidos no processo educacional, tendo em vista que, com esta estratégia proativa,
pode-se reverter um estudante propenso à evasão para que tenha êxito no curso.

Palavras-chave: Evasão. Educação a distância. Mineração de Dados Educacionais.
Interação. Ambientes Virtuais de Aprendizagem. Predição de Evasão.



Abstract

The expansion of distance education (EaD) in educational institutions of the Brazilian
public and private sectors has increased the offer of courses ranging from complementary
training to postgraduate. Consequently, EaD becomes an important means of training for
Brazilians, yet it faces the great challenge of school dropout, which has been the subject
of research, debates and reflections in the world scientific community for decades, in order
to find solutions to mitigate the problem of evasion to minimize the social, economic,
academic and financial losses caused to all those involved with education. Therefore, we
present, as a research problem, the following question: Is it possible to predict the risk
of evasion in ED, based on indicators of the variables of student interaction in a Virtual
Learning Environment (AVA) in the first semester? One of the approaches that is being
explored and has presented significant results to identify at-risk students at an early stage
is Educational Data Mining (EDM). In this sense, this research proposes a conceptual
model of prediction of evasion of students from the EaD, based on the information ge-
nerated by data mining techniques. For the generation of the model, it was considered
necessary to identify, in the studies already carried out in the national context, the factors
that indicate evasion in the EaD, which were systematized in four dimensions: student,
institution, teachers and external factors. A survey of the techniques of data mining in
use in the educational context was also carried out. And based on students’ interactions,
participation, and mediation in an AVA, academic performance, and socioeconomic data,
some attribute selection techniques were evaluated to identify subsets of attributes best
suited to improve the performance of tasks that predict the risk of school dropout. In
the experiments, different classification algorithms and attribute selection strategies were
evaluated. From the results, a subset with sixteen more relevant attributes and the most
adequate classification techniques were identified to predict the student prone to aban-
don the course: Random Forest (RF) with adjustment of the number of decision trees
(300) obtained an average accuracy of 84.03%, and F-Measure of 89.2%, when predicting
students at risk of droput at the end of the first semester of an undergraduate distance
course in the area of computing. Therefore, this result is useful for those involved in the
educational process, considering that, with this proactive strategy, it may be able to make
a student prone to dropout to succeed in the course.

Keywords: Dropout. Distance education. Educational Data Mining. Interaction. Vir-
tual Learning Environments. Prediction of Dropout.
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Capítulo 1

Introdução

Em se tratando do contexto educacional, a evasão escolar consiste em um fenômeno com-

plexo. A evasão faz parte da realidade escolar em todo país e se configura como preocu-

pação, uma vez que a evasão não se apresenta como realidade apenas de uma modalidade

de ensino e atinge, além da educação presencial, também a Educação a Distância (EaD)

e fere o princípio da educação como direito social [48, 91, 89].

Diante do exposto, este trabalho se propõe a tentar identificar estudantes que apre-

sentam risco de evasão por meio da avaliação das interações dos alunos em um Ambiente

Virtual de Aprendizagem (AVA). O objetivo é construir um modelo conceitual para predi-

ção da evasão com apoio da Mineração de dados Educacional, do inglês Educational Data

Mining (EDM). Para tal propósito, foi necessário integrar conhecimentos relacionados às

áreas da Computação e da Educação.

Trata-se de um estudo proativo que objetiva proporcionar meios para minimizar a

evasão através do conhecimento das possibilidades de sua ocorrência, tendo em vista que

ela se apresenta como um fenômeno multifacetado [89] e que culmina na interrupção

do ciclo de estudo. Nossa compreensão é a de que a evasão escolar nasce de vários

determinantes e possui propriedades variadas e inter-relacionadas, que produz prejuízos

em larga escala, uma vez que assola o sistema educacional e o ator social que dele fazem

parte, e fere de imediato o princípio da dignidade humana [89]. Diante do exposto,

apontar mecanismos que auxiliem na superação desta realidade significa contribuir para a

construção da cidadania que, para Carvalho [23], consiste no exercício pleno dos direitos

civis, políticos e sociais.

Uma das tarefas deste estudo é identificar fatores que indicam a evasão na EaD, e que

podem servir de base para o desenvolvimento de um modelo conceitual de predição de
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risco de evasão na EaD. São utilizadas técnicas computacionais da área de mineração de

dados para poder identificar, de forma proativa, estudantes com risco de evasão no curso

superior de Tecnologia em Sistemas para Internet (TSI) do Instituto Federal de Ciência

e Tecnologia do Mato Grosso (IFMT) Campus Cuiabá Octayde Jorge da Silva, ofertado

na perspectiva da Educação a Distância.

Vale ressaltar que a contribuição desta investigação reside na possibilidade da insti-

tuição conhecer de forma precoce, a partir do primeiro semestre, o estudante matriculado

no curso que está predisposto à evasão no ensino de nível superior, empregando os da-

dos dos relatórios de logs e de notas do Ambiente Virtual de Aprendizagem Moodle e as

informações socioeconômicas.

1.1 Contexto e Motivação

A Internet tornou-se um meio intenso de comunicação rápida, dinâmica e acessível que

mudou completamente, e talvez de forma irreversível, a maneira como a informação e o

conhecimento são transmitidos e compartilhados em todo o mundo [24]. Na verdade, a

Internet e o avanço das Tecnologias da informação e Comunicação (TIC) nos permitem

compartilhar e manipular informação quase em tempo real.

Diante desse contexto, a educação não se limitou ao papel de ator passivo perante esse

processo de transformação quanto às formas de comunicação, mas atuando na vanguarda

da maioria das mudanças. Partes dessas mudanças podem ser observadas na educação

a distância, que está em ascensão no país, tanto em número de cursos ofertados quanto

em quantidade de alunos matriculados [90]. A EaD oferece uma série de possibilidades,

tais como:: i) democratização para o acesso ao ensino sendo ele de nível técnico ou supe-

rior [36, 54]; ii) flexibilidade no processo de aprendizagem [54]; iii) autonomia; e iv) ensino

colaborativo, entre outros.

A EaD torna-se um meio importante para a formação de grande parte dos brasileiros,

todavia, se defronta com alguns desafios que precisam ser superados [40]. Entre eles está

a relutância de educandos e educadores, o custo de produção, desafios organizacionais, e

possivelmente, o maior de todos esses obstáculos, a evasão, que afeta não só o Brasil, mas

diversas instituições tanto públicas quanto privadas em todo o mundo [6, 86, 151].

Com base em pesquisas recentes, verifica-se que o índice de evasão é alto e preocupa

os educadores, pois a evasão é responsável por importantes perdas sociais, acadêmicas

e econômicas [86, 151]. É uma questão de investigação relevante e, portanto, faz-se
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necessário identificar os fatores que influenciam um estudante a abandonar o curso. Mesmo

com vários estudos em andamento sobre essa questão, não existe ainda um mapeamento

completo em todos os seus recortes [165].

Descobrir as causas e soluções para a evasão tem sido objeto de estudos para os

pesquisadores envolvidos com a educação presencial e a distância. Constitui-se um desafio

para os mesmos desenvolver ferramentas que possibilitem prever o comportamento dos

estudantes, de modo a propiciar aos professores e demais envolvidos a possibilidade de

intervenção com o objetivo de resgatar o aluno antes que ele evada ou reprove [11].

De acordo com a pesquisa de Baker et.al [11], a oportunidade de identificar estudantes

com risco de evasão ou reprovação a partir de modelos automáticos constitui-se em um

dos potenciais problemas a serem atacados pelos pesquisadores da área de mineração de

dados educacionais, cujo objetivo é analisar estes tipos de dados a fim de resolver questões

de investigação educacional [13, 135].

No cenário internacional, em particular na Espanha, Estados Unidos e Canadá há um

crescimento das pesquisas em EDM [11]. Percebe-se que tal fato se deve à difusão e utili-

zação de softwares educacionais que produzem grandes quantidades de dados educacionais

estruturados e também a utilização de Sistemas de Gestão de Aprendizagem, do inglês

Learning Management Systems (LMS) e Content Management Systems (CMS) como o

Modular Object-Oriented Dynamic Learning Environment (Moodle) eWebCat [11, 61, 86].

Tais AVA possibilitam aos professores e demais envolvidos um melhor acompanha-

mento da participação e interação entre os estudantes, pois possuem ferramentas que,

entre outras possibilidades, facilitam a disponibilização e autoria de conteúdo, a interação

síncrona e assíncrona entre aluno e professor, aluno e tutor ou entre aluno e aluno.

Junto a isso, o barateamento e evolução de dispositivos de armazenamento torna

possível a cada dia arquivar grandes volumes de dados da área educacional. Os AVA

que dão suporte à EaD podem gerar uma quantidade muito grande de dados, tais como

os logs que são os registros de todas as ações dos alunos, professores e demais pessoas

envolvidas. Esses registros podem conter informações úteis sobre as necessidades do aluno,

as deficiências da instituição e podem oferecer uma grande oportunidade para descobrir

as necessidades do estudante, corrigir as deficiências da instituição e projetar abordagens

mais eficientes para o processo de ensino e aprendizagem na EaD.

Com os avanços das TIC, o uso dos AVA que registram o comportamento do aluno

a cada clique oportuniza ao professor, ainda que distante fisicamente, uma constante
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presença social, cognitiva e de ensino, comportamento indispensável para a EaD [58].

Além disso, os AVA oferecem relatórios aos professores, tutores e gestores, que po-

dem ser utilizados para acompanhamento dos estudantes e para a detecção do risco de

evasão que, se realizada de forma manual, é subjetiva, sujeita a falhas e dependente da

experiência e envolvimento do docente ou gestor. Analisar e extrair informações das inte-

rações, mediações e participação do aluno por meio desses relatórios torna-se uma tarefa

dispendiosa, principalmente se eles estiverem em formato rudimentar. Outra situação a

ser considerada é a grande quantidade de dados armazenados que torna difícil que profes-

sores, gestores ou tutores obtenham informações relevantes de forma manual [137, 141].

Percebe-se, então, a necessidade de ferramentas para auxiliá-los nessa tarefa.

Questões relativas a como exportar de forma adequada os dados, extrair informa-

ções e analisá-las de forma apropriada são fomentadas pela EDM, que busca respostas a

perguntas específicas envolvidas no processo de aprendizagem [131] apud [142].

Em concordância com as ideias e argumentações apresentadas anteriormente, esta

dissertação coloca como problema de pesquisa o seguinte questionamento:

É possível predizer o risco de evasão na EaD, com base em indicadores das variáveis

de interações dos alunos em um AVA a partir do primeiro semestre letivo?

A partir desta questão norteadora, foram investigadas questões específicas, como os

fatores que podem indicar evasão na EaD e técnicas de mineração de dados que podem ser

utilizadas na detecção da evasão na EaD. Como resultado, almeja-se que as contribuições

desta pesquisa possam colaborar com as instituições de ensino que atuam com a educação

a distância, de forma a mitigar, efetivamente, o fenômeno da evasão escolar.

1.2 Objetivos

Geral:

Propor um modelo conceitual de predição de risco de evasão na EaD para o aluno em

interação no AVA Modular Object-Oriented Dynamic Learning Environment (Moodle)

Específicos:

a) Investigar os fatores que indicam evasão na EaD;

b) Realizar um levantamento das técnicas de mineração de dados em uso e selecionar

aquelas que podem ser empregadas para predizer o risco de evasão na EaD;
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c) Analisar os atributos que representam interação, participação e mediação dos alunos

em um AVA a fim de propor um modelo conceitual de predição de risco de evasão

na EaD baseado nestes atributos, utilizando técnicas de mineração de dados.

1.3 Contribuição da pesquisa

A presente pesquisa faz-se relevante em relação à sua contribuição, primeiramente para

os gestores de cursos EaD do IFMT, Campus Cuiabá, diante do problema da evasão e

outras instituições que poderão utilizar o modelo de predição ou adequá-lo conforme suas

necessidades.

Destacam-se ainda as seguintes contribuições: (i) desenvolvimento de um modelo

que identifique as características de um estudante com risco de evasão na EaD, bem

como a proposta de um modelo conceitual capaz de predizer o risco de evasão, a fim de

apresentar aos gestores, professores e outros profissionais envolvidos na EaD uma visão

geral do comportamento de estudantes propensos à evasão, para que os mesmos possam

atuar de maneira mais efetiva no apoio e acompanhamento do processo de aprendizagem

dos estudantes com intuito de minimizar possíveis evasões; (ii) cooperação com pesquisas

que se correlacionam com o tema, ressaltando o carácter interdisciplinar das diferentes

áreas do conhecimento.

1.4 Planejamento/Etapas da pesquisa

A presente pesquisa é qualitativa na perspectiva da pesquisa bibliográfica, articulando

as ideias de [59, 149], e é também de natureza aplicada ao processo de ensino aprendi-

zagem, com foco na educação superior a distância ou semipresencial, utilizando técnicas

computacionais que possibilitam a análise das interações do estudante no AVA.

Em relação aos seus objetivos a pesquisa é classificada como explicativa, pois "visa

identificar os fatores que determinam ou contribuem para a ocorrência de fenômenos

[149]". Do ponto de vista dos procedimentos técnicos é uma pesquisa experimental ou

Ex-Post Facto, pois investiga dados após a sua ocorrência, neste caso o aluno com risco

de evasão.

A abordagem do problema de pesquisa foi guiada pela abordagem quali-quantitativa.

Qualitativa por considerar uma compreensão dos dados empíricos para a construção do

modelo, a partir da EDM executada, e quantitativa, pois foram utilizadas ferramentas e
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técnicas computacionais para tabulação e realização dos experimentos expressos numeri-

camente. Do ponto de vista de Gil [59], ao definir que a pesquisa experimental determina

um objeto de estudo, escolhem-se as variáveis que seriam capazes de influenciá-lo, além

de se definirem as formas de controle e de observação dos efeitos que a variável produz no

objeto. Os detalhes da metodologia encontram-se no Capítulo 3.

Com a finalidade de responder a questão principal da pesquisa e questões secundárias,

inicialmente foi realizada a revisão de literatura para identificar os fatores indicativos de

evasão na EaD e as principais técnicas de mineração de dados aplicadas nesse contexto

educacional.

Com base no referencial teórico e apoiado nas técnicas de mineração de dados, foi

desenvolvido um modelo conceitual para inferência do estudante propenso à evasão do

curso.

1.5 Organização da Dissertação

A presente dissertação apresenta-se organizada em sete capítulos, incluindo esta introdu-

ção.

O capítulo 2 aborda de forma mais detalhada os aspectos envolvendo a educação

a distância, ambientes virtuais de aprendizagem, conceitos como interação, mediação e

participação e a evasão. Também descreve conceitos de Mineração de Dados, Mineração

de dados educacionais, ferramentas e técnicas computacionais.

O Capítulo 3 aborda a metodologia utilizada para a realização da pesquisa.

O Capítulo 4 aborda a revisão de literatura e trabalhos relacionados.

O Capítulo 5 apresenta o processo experimental da aplicação das técnicas de mineração

de dados às interações que ocorrem em um AVA, ao desempenho acadêmico e às respostas

de questionário socioeconômico dos alunos do curso de TSI.

O Capítulo 6 discute os resultados do processo experimental e apresenta o modelo

conceitual de predição de risco de evasão na EaD.

O Capítulo 7 apresenta as conclusões e limitações desta pesquisa, bem como propostas

de trabalhos futuros.



Capítulo 2

Fundamentação teórica

Este capítulo apresenta a fundamentação teórica que constitui o alicerce da presente in-

vestigação. Serão abordados os aspectos relacionados à educação a distância, tais como,

conceitos, fundamentos, aspectos históricos, evasão na EaD e ambientes virtuais de apren-

dizagem. Expõem-se ainda conceitos teóricos sobre mineração de dados e mineração de

dados educacionais, e discutem-se ferramentas e técnicas utilizadas para desenvolvimento

desta pesquisa.

2.1 Educação à Distância

A prática da EaD não é recente e precede o advento da Internet. A Bíblia Sagrada relata

que o apóstolo Paulo orientava as comunidades evangelizadas por meio de correspondên-

cias chamadas de cartas ou epístolas. A literatura acadêmica registra que experiências

em EaD já existiam no final o século XVIII [120, 161] com os cursos por correspondências

oferecidos por professores nos Estados Unidos (EUA) e Grã-Bretanha e crescendo a partir

do século XIX em outros países como Alemanha e Austrália [104, 109].

A partir das experiências mundiais, Moore e Kearsley [104] expõem a evolução da EaD

no Brasil em cinco gerações distintas, baseando-as nos meios tecnológicos que subsidiaram

a prática da EaD em épocas distintas. A Tabela 2.1 exibe as gerações e demonstra

que, a partir da 3ª geração, com a evolução das tecnologias de comunicação, surgiram

as primeiras universidades abertas de ensino a distância como, por exemplo, a Open

University britânica [104, 161]. A partir da 4ª geração, com o avanço das TIC e a

internet, possibilita-se a interação entre professor e estudante de forma síncrona [104]. O

foco desta investigação situa-se na 5ª geração, que além de contar com TIC e internet,

ganha a ajuda com o surgimento dos Ambiente Virtual de Aprendizagem (AVA) que
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contribuíram para o crescimento da EaD, pois facilitam as interações dos estudantes com

os objetos de aprendizagens - humanos ou não - e podem registrar essas interações.

Tabela 2.1: Geração da EaD
1ª. Geração 2ª. Geração 3ª. Geração 4ª. Geração 5ª. Geração
Década de
1880

A partir dos
anos de 1920

Década de
1960 a 1970

Década de
1980

Década de
1990

Estudos por
correspondên-
cias

Estudo por
rádio, televi-
são,telefones,
fitas cassetes

Estudos por
meio das uni-
versidades
abertas

Estudos por
videocon-
ferências e
audioconferên-
cias

Estudos por
meio de Ambi-
entes Virtuais
de Aprendiza-
gem

No Brasil, as primeiras iniciativas da EaD se deram em 1904, por meio do Jornal

do Brasil que registra em seus classificados a oferta de curso de datilografia por corres-

pondência [4]. Do ponto de vista legal, a EaD é reconhecida como uma modalidade de

ensino, podendo ser ofertada na educação formal no Brasil [120], após a aprovação da Lei

de Diretrizes e Bases da Educação Nacional (LDB), nº 9.393, de 20 de dezembro de 1996.

Inicialmente a oferta dos cursos a distância no Brasil era por correspondência. Mais

tarde, o surgimento do rádio, do telégrafo e do telefone, considerados como modernos

meios de comunicação na época, possibilitou um grande impulso para EaD. Porém, foi

com a utilização da rede mundial de computadores e com os avanços das TIC que a EaD

foi fortemente impulsionada de forma a ganhar novos moldes e novos rumos. Atualmente,

através da EaD, milhares de indivíduos têm a possibilidade de obter formação adequada

para atender as exigências do mundo do trabalho.

A finalidade dos cursos ofertados nas primeiras gerações era ampliar a oferta de opor-

tunidades educacionais para as camadas sociais menos privilegiadas economicamente [107,

161]. As transformações na sociedade contemporânea exigem que os indivíduos sejam

alfabetizados e letrados digitalmente [14] gerando, desta forma, uma demanda de en-

sino/aprendizagem que o modelo tradicional de educação tem limitações para atender.

Novas formas de aprendizagem que atendam às necessidades massivas, diversificadas e

dinâmicas de educação e formação de adultos, têm sido exigidas das instituições de en-

sino [42, 120].

Corroborando com o mesmo pensamento, Machado et al. [85] expõem que, no tocante

ao mundo do trabalho, percebe-se a necessidade cada vez maior “de tornar permanente

a formação das pessoas”, e a sociedade atual demanda determinadas particularidades de

prática educacional que a EaD atende. Uma dessas particularidades é o rompimento das
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barreiras do espaço e do tempo [85].

Apesar de a proposta inicial da EaD ter caráter alternativo, desprestigiado, de forma-

ção técnica, mas com o surgimento “dos grandes sistemas de educação superior a distância,

primeiramente na Europa e, em seguida, no Canadá, nos Estados Unidos e na Austrália”

[119], a EaD expandiu-se para outros países, dentre eles o Brasil, e alcançou notoriedade,

desfrutando de credibilidade e sendo considerada tão eficaz quanto a educação presencial.

Além de proporcionar “oportunidades de formação acadêmica e profissional, e inserção

política e social daqueles que dela participam” [161].

2.1.1 Conceitos de EaD

Vivenciamos uma nova realidade educacional em que as distâncias são minimizadas pela

EaD, que tem crescido de forma exponencial no Brasil [161]. Inúmeras instituições tanto

do setor público quanto do setor privado têm investido na implementação de cursos a

distância, fazendo com que a EaD atinja um grande números de pessoas e torne-se um

importante propulsor “para a inclusão e a democratização da educação na sociedade do

conhecimento” [161].

Atualmente, apesar de se encontrarem várias definições para o termo EaD na litera-

tura [42], pode-se dizer que a EaD se caracteriza pela distância espaço-temporal entre o

estudante e o professor e também pelo uso de TIC e meios eletrônicos para distribuição

dos conteúdos educacionais [161].

Dos diversos conceitos encontrados na literatura, observa-se que não há um consenso

em estabelecer uma definição para o termo Educação a distância, no entanto, todos apre-

sentam pontos em comum, distinguindo-se apenas em alguma característica de conceitua-

lização enfatizada por cada autor [4, 161]: Dohmem (1967) enfatiza a forma de estudo na

EaD; a ênfase de Peters (1973) é na metodologia da EaD e industrialização do processo

ensino-aprendizagem; Moore (1973) destaca as ações docentes e o processo comunicacional

com os alunos, enquanto que Holmberg (1977) enfatiza a diversidade das formas de estudo;

Keegan (1991) destaca a separação física professor-aluno e a possibilidade de encontros

ocasionais, e Chaves (1999) também enfatiza a separação física e o uso de tecnologias de

telecomunicação.

Diante dos diversos conceitos para a definição de EaD, ainda encontramos na literatura

autores que a define como ensino a distância, aprendizagem ou educação a distância e

Belloni [15], em sua pesquisa, apresenta essas discussões. No entanto, EaD é definida por
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Moran [105] como sendo o "processo de ensino-aprendizagem, mediado por tecnologias,

onde professores e alunos estão separados espacial e/ou temporalmente". Enquanto que

para Holmberg e Mill [68, 100] a EaD engloba várias formas de estudo não sujeitos à

supervisão imediata do professor ou tutor.

No Brasil, conforme o art. 1º do decreto nº 9.057, de 25/05/2017 que regulamenta

o art. 80 da LDB nº 9.394/1996, “considera-se educação a distância a modalidade edu-

cacional na qual a mediação didático-pedagógica nos processos de ensino e aprendizagem

ocorra com a utilização de meios e tecnologias de informação e comunicação, com pessoal

qualificado, com políticas de acesso, com acompanhamento e avaliação compatíveis, entre

outros, e desenvolva atividades educativas por estudantes e profissionais da educação que

estejam em lugares e tempos diversos.”

Nas diversas definições fica claro o consenso entre os pesquisadores que a EaD é vista

como uma modalidade educacional com características próprias, que tem os benefícios do

planejamento, do acompanhamento e da orientação de uma organização tutorial peda-

gogicamente bem estruturada que pode ocorrer de forma síncrona ou assíncrona. Seme-

lhantemente os pesquisadores afirmam que na EaD professores e alunos estão separados

fisicamente, mas contam com o uso intenso das TIC como mediadoras no processo de

ensino-aprendizagem [100, 101].

Valendo-se disso, Litwin [80] destaca que a EaD não se configura mais pela distância,

uma vez que a virtualidade promove encontros cada vez mais próximos e efetivos que

possibilitam a educação.

Em face das necessidades do mundo globalizado, pensar em novas formas de fazer

educação demanda que superemos o conceito de que a EaD seja apenas uma modalidade,

mas uma possibilidade de ressignificar a educação.

Uma educação que possibilite acesso ao conhecimento por indivíduos que trabalham

em tempo integral e que não dispõem de um horário fixo, que moram distante de uma ins-

tituição de ensino, ou até mesmo por pessoas com necessidades especiais que não possam

frequentar uma sala de aula.

Ainda que a EaD democratize o acesso à educação e possa ser responsável pela for-

mação de um grande número de indivíduos, há barreiras a serem superadas como, por

exemplo, o preconceito de não ser vista como oportunidade de formação superior de qua-

lidade [98] e a evasão escolar.
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2.2 Evasão na EaD

Os termos em inglês school dropout e abandonment são traduzidos para o português como

abandono, desistência, renúncia, cair fora, evasão escolar. Na língua portuguesa, de acordo

com o dicionário, o termo evasão significa o ato de evadir-se, de fuga, de escape, de sumiço,

é a ação de abandono de alguma coisa, de afastar-se do ponto em que se encontra [100].

Na educação é um termo conhecido por sua complexidade e pela preocupação que causa

aos professores e gestores. Há décadas que as discussões sobre evasão iniciaram, tanto no

contexto internacional como nacional, visto que este é um problema que afeta a educação

tanto presencial quanto a distância nas instituições públicas e privadas em todo o mundo

[86, 153].

Contudo, qual a definição para o termo evasão? Na literatura encontram-se diversas

interpretações sendo utilizadas em diferentes contextos e com significados superficialmente

variados [130]. Essa terminologia necessita ser tratada com cautela, pois não se deve

remeter somente ao estudante a responsabilidade da não permanência no curso, pois são

muitos os fatores que contribuem para a evasão na EaD.

Pesquisadores entendem por “evasão” como sendo a saída do estudante de um curso

ou do sistema de educação sem concluí-lo com sucesso. Sob a ótica de Favero [50], evasão

é quando o estudante desiste do curso, incluindo aqueles estudantes que se matricularam e

nunca se apresentaram ou nunca se manifestaram no ambiente virtual para os mediadores

ou colegas.

De acordo com Santos [140], evasão é quando o estudante desiste definitivamente em

qualquer etapa do curso. Outra definição apresentada por Maia e Meireles apud [91]

é quando o estudante não conclui o curso ou programa de estudo, considerando como

evadidos aqueles estudantes que se matriculam e desistem antes mesmo de iniciar o curso.

No entendimento de Cardoso [22] evasão pode ser distinguida de duas formas: (i)

evasão real quando o aluno desiste de cursar a educação superior e (ii) evasão aparente

quando o aluno muda de curso.

Em 1996, a Comissão Especial de Estudo sobre a evasão nas universidades públicas

brasileiras (BRASIL, 1996, p. 26) em seu relatório, mostrou 3 (três) tipos de evasão: a)

evasão de curso – quando o estudante deixa o curso por situações diversas (abandono,

deixa de matricular, desistência oficial, mudança de curso ou excluído por norma da

instituição); b) evasão da instituição – instante em que o estudante se desliga da instituição

na qual está matriculado; e c) evasão do sistema – ocorre quando o estudante abandona
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a graduação de forma temporária ou definitiva.

Nesta pesquisa assume-se a concepção de evasão como o abandono ou desistência

definitiva do aluno em qualquer etapa do curso, conforme argumentos de Santos [140].

O que se observa nas pesquisas publicadas é o consenso em afirmar que a evasão

escolar é um desafio a ser superado na área da educação. Nesse sentido o governo federal

brasileiro, por meio do Programa de Apoio a Planos de Reestruturação e Expansão das

Universidades Federais (REUNI), estabelece, dentre outras diretrizes, a “redução das taxas

de evasão, ocupação de vagas ociosas e aumento de vagas de ingresso, especialmente no

período noturno”. Percebe-se aqui a intenção não só de ampliar o acesso ao ensino superior,

mas também manter a permanência do aluno na graduação [96].

Vários autores concordam que a evasão escolar é um fenômeno multidimensional que

ainda precisa ser melhor explorado [42]. A EaD depende de questões culturais e sociais,

em que alunos, professores e as instituições de ensino precisam passar por uma mudança

cultural, pois “ensinar e aprender a distância não são tarefas fáceis” [42].

Apesar de a EaD ter como proposta ampliar e democratizar o acesso à educação, pois

através das TIC podem-se alcançar públicos de regiões diferentes dentro do país ou até

mesmo fora, há hesitação em migrar para essa modalidade de educação, uma vez que

temos como parâmetro o modelo pedagógico presencial. Além disso, historicamente, a

EaD tinha, ou ainda tem, baixo prestígio com o estigma de ser um ensino destinado às

massas, à população marginalizada que não teve acesso à educação no momento oportuno,

ou não conseguiu terminar o ensino regular. Tais percepções geram dúvidas em relação

à qualidade do ensino oferecido na modalidade EaD, somando-se ainda o fato de que na

EaD exigem-se novos comportamentos para ensinar e aprender, que provocam inquietude

e insegurança em alunos, professores e instituições de ensino que tendem a enfatizar o

fracasso escolar [15, 42].

Seja na modalidade presencial ou a distância, educação básica ou superior, a evasão

é uma realidade frequente na educação e tem sido objeto de pesquisa tanto no Brasil

quanto no exterior. Diversos pesquisadores procuram descobrir os fatores e soluções para

o problema da evasão escolar [153]. Os fatores são diversos que vão desde fatores ligados

aos alunos, professores e instituições, ou outros fatores externos ou endógenos. Estes serão

apresentados e discutidos no capítulo 3, que trata da revisão de sistemática.

Apesar da relevância social do tema, observa-se que a produção científica sobre eva-

são em cursos EaD ainda é escassa, tanto na literatura internacional quanto nacional,
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mesmo que a evasão seja apontada como sendo um dos mais relevantes problemas na

educação [42]. A evasão traz prejuízos à vida do estudante que interrompe seus estu-

dos e ao desenvolvimento do país que investe esforços humanos, materiais e recursos de

infraestrutura com objetivo de elevar a escolaridade e conhecimento da população.

Assim como outras instituições de ensino públicas e privadas que possuem índices sig-

nificativos de evasão e retenção escolar, o IFMT em 2017 instaurou um Plano Estratégico

Institucional de Ações de Permanência e Êxito dos Estudantes (PEIAPEE/IFMT), cujo

objetivo é elevar os índices de êxito dos estudantes em todos os níveis e modalidades de

ensino ofertados, por meio de um programa com ações efetivas.

Encontrar ou propor soluções para a problemática da evasão não é uma tarefa trivial

até porque a própria definição do termo evasão é complexa e os fatores que contribuem

para a sua ocorrência são diversos. Acredita-se que esta pesquisa corrobora com os anseios

desta e outras instituições de ensino para encontrar soluções para este problema.

2.3 Ambientes Virtuais de Aprendizagem

Por muito tempo a proximidade física foi tida como necessária e desejável para o ato de

ensinar e estudar. Porém, o avanço das Tecnologias Digitais da Informação e Comuni-

cação (TDIC) influenciaram e estão transformado a maneira de estudar, de ensinar e de

acompanhar pedagogicamente a construção do conhecimento [32].

Desde o início da EaD houve essa preocupação em minimizar a distância física entre

o aluno e o professor ao estabelecer princípios didático-tecnológicos. Por exemplo, no

ensino por correspondência, utilizou-se a carta como instrumento para comunicação entre

o professor e o aluno. Nos dias atuais, com o apoio das TIC, surgem outros modelos com

o intuito de amenizar a distância e que agregam outros fatores como: i) possibilitar maior

interação, mediação e participação colaborativa na construção do conhecimento; ii) cons-

truir relações interpessoais e interinstitucionais; iii) atingir um número de pessoas cada

vez maior, principalmente aquelas que estão em constante movimento ou que possuem

alguma necessidade específica; iv) transmitir informações e avaliar o conhecimento com

agilidade.

Tais modelos referem-se aos Ambiente Virtual de Aprendizagem (AVA), grandemente

utilizados no meio acadêmico e corporativo para atender a demanda educacional. Inicial-

mente chamados de Learning Management Systems (LMS) ou sistemas gerenciadores de

aprendizagem, posteriormente também chamados de Learning and Content Management
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System (LCMS) ou sistemas gerenciadores de conteúdo e aprendizagem [118]. Desde o seu

surgimento os AVA sofreram diversas adaptações e correções para atender as necessidades

dos discentes, docentes e instituições de ensino.

Pereira et al. [114] destacam a importância de um entendimento mais crítico sobre o

conceito que orienta o desenvolvimento ou o uso desses ambientes e o tipo de estrutura

humana e tecnológica que oferece suporte ao processo de ensino-aprendizagem. Segundo

eles, os AVA consistem em mídias, ou seja, um conjunto de ferramentas e recursos tecno-

lógicos que utilizam o ciberespaço para veicular conteúdos e permitir a interação entre os

atores do processo educativo. Esclarecem também que a qualidade do processo educativo

depende das ferramentas e recursos tecnológicos utilizados no ambiente, assim como o

envolvimento do discente, da proposta pedagógica, dos materiais veiculados, da estrutura

e qualidade de professores, tutores, monitores e equipe técnica.

O conceito de AVA segundo Mckimm et al. [94] é um pacote completo de software

cujo objetivo é o ensino-aprendizagem, sendo que os principais componentes incluem

sistemas capazes de organizar conteúdo, acompanhar atividades, permitir colaboração

e compartilhamento de informações, fornecer ao discente suporte online e comunicação

eletrônica.

Para Milligan [102], as características principais de um AVA são a simplicidade de uso

e a facilidade de acesso. Para ele, o termo AVA deve ser usado para descrever um software

que está armazenado em um servidor, projetado para gerenciar e administrar os diversos

aspectos da aprendizagem, como: i) disponibilizar conteúdo; ii) acompanhar o discente e

avaliar seu processo de ensino-aprendizagem. O autor menciona que há uma variedade de

pacotes de software que procuram controlar todo o processo de aprendizagem, no entanto

não há razão para pressupor que ferramentas individualizadas não possam ser agregadas

para criar um ambiente de aprendizagem online mais flexível. Por isso, a definição de

AVA deve ser ampla e considerar qualquer tentativa de criar ambientes com base em

ferramentas individualizadas e não apenas em um pacote de software pronto.

De acordo com Milligan [102], para a gestão do aprendizado e disponibilização de

materiais, um AVA deve ter:

- Controle de acesso: geralmente baseado em senha;

- Ferramenta para Administração: refere-se ao acompanhamento dos passos do dis-

cente dentro do ambiente, registrando seu progresso através das atividades realizadas e

páginas consultadas;
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- Controle de tempo: realizado através de algum meio explícito para disponibilizar

materiais e atividades em determinado momento do curso, e cita o exemplo do recurso

calendário;

- Avaliação: geralmente avaliação formativa (por exemplo: autoavaliação);

- Comunicação: em vários níveis, um para um, um para muitos, síncrona e assíncrona;

- Espaço pessoal para os participantes trocarem e armazenarem arquivos;

- Gerenciamento de uma base de recursos: para administrar recursos menos formais

que os materiais didáticos, como perguntas frequentes e sistemas de busca;

- Facilidade de suporte: como ajuda online sobre o ambiente;

- Manutenção: relativa à criação e atualização de materiais de aprendizagem.

Em suas considerações finais, Dos Anjos [45] conclui que um AVA "consiste em uma

ou mais soluções de comunicação, gestão e aprendizado eletrônico, que possibilitam o

desenvolvimento, integração e a utilização de conteúdos, mídias e estratégias de ensino-

aprendizagem, a partir de experiências que possuem ou não referência com o mundo real

e são virtualmente criadas ou adaptadas para propósitos educacionais".

Considerando as definições acima, Pereira et al. [114] resumem que os AVA utilizam

a internet para possibilitar de forma virtual e integrada as seguintes ações i) o acesso

à informação por meio de materiais didáticos, assim como o armazenamento e disponi-

bilização de arquivos; ii) a comunicação síncrona e assíncrona; iii) o gerenciamento dos

processos administrativos e pedagógicos; iv) a produção de atividades individuais e em

grupos.

O IFMT optou por utilizar o AVA Modular Object-Oriented Dynamic Learning Envi-

ronment (Moodle) que "é uma plataforma de aprendizagem a distância baseada em soft-

ware livre" [138] 1. De acordo com Simões[154] apud Silva [148] o Moodle "é a ferramenta

mais utilizada pela Universidade Aberta do Brasil (UAB)"2 que deve ter sido "motivada

pela sua potencialidade de recursos disponíveis para gestão do curso e por disponibilizar

recursos de interação e comunicação". Foi desenvolvido por Martin Dougiamas com o

objetivo de criar cursos online e possibilitar o gerenciamento de trabalho colaborativo na
1é um sistema de gerenciamento de aprendizagem, de código aberto, livre e gratuito. Os interessados

podem fazer o download do software, usar, modificar e distribuí-lo obedecendo os termos estabelecidos
pela licença GNU General Public License (GPL) - http://www.gnu.org/licenses/gpl.html

2A UAB é um projeto construído pelo Ministério da Educação em parceria com os Estados, Municípios
e Universidades Públicas de Ensino Superior. Mais detalhes em: http://www.capes.gov.br/uab?view=
default
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web [148]. E, fundamenta-se na filosofia educacional do construcionismo, que assegura

que o conhecimento é construído na mente do estudante [138], em vista disso os cursos

desenvolvidos no Moodle são "criados em um ambiente centrado no estudante" [138].

Devido a sua filosofia pedagógica de aprendizagem colaborativa, o Moodle integra

recursos que assegura o compartilhamento e geração colaborativa de conhecimento [138],

possuindo diversos recursos de interação e comunicação [148].

Em cursos ofertados a distância, para o desenvolvimento da aprendizagem do estu-

dante, é fundamental que ele participe das atividades proposta pelo docente no AVA.

A maneira de verificar a participação do estudante no AVA é através dos registros de

interações.

Por meio desses registros, o docente poderá acompanhar a evolução do processo de

aprendizagem de cada estudante. No entanto, considerando a estrutura atual de um AVA,

coletar e analisar tais registros constitui-se em um grande desafio devido ao volume de

informações geradas a partir das interações dos estudantes nos mais diversos recursos de

interação e comunicação disponível em um AVA. Sem contar que o acompanhamento da

participação, interação e mediação do estudante está baseado mais em aspectos quanti-

tativos do que qualitativos.

Neste sentido, a presente pesquisa utiliza-se de técnicas de mineração de dados para

auxiliar no processo de acompanhamento, identificando os estudantes com risco de eva-

são com o intuito de fornecer subsídios aos docentes ou gestores que possibilitem uma

intervenção pedagógica para a permanência do aluno no curso.

2.3.1 Interação, Participação e Mediação em AVA

O processo de mediação na EaD não ocorre diretamente, mas mediatizado por tecnologias

[3]. Silva et al. [32] definem um AVA “como sistemas que congregam vários recursos de

TIC focados no processo de ensino-aprendizagem” e fazem a seguinte indagação: “como

considerar e acompanhar a participação e interação em AVA, de modo a promover um

processo educativo no qual os professores e alunos se percebam como indivíduos atuantes

e responsáveis na e pela formação em que estão inseridos?” Os autores supramencionados,

a partir dos seus argumentos, evidenciam ainda que a participação e a interação são

condições necessárias para a aprendizagem.

Então, o que é participação, interação e mediação? De que forma podem ocorrer

no AVA? A partir da leitura de artigos, dissertações e teses, mais especificamente nos
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embasando nos conceitos de Silva et. al. [32], encontramos as definições descritas abaixo.

Inicialmente ele buscou o sentido etimológico dos termos e suas acepções no dicionário

eletrônico Aurélio (2005) [9, 32] que define Participação como “ato ou efeito de partici-

par” e na lista de acepções proposta pelo dicionário, participação pode ser entendida como

troca de ações, controle e modificação de conteúdos e relações. Silva et. al. [32] afirmam

que a palavra participação pode ser compreendida como todas as ações de intervenção

dos sujeitos no ambiente, sendo que no AVA a participação acontece quando o estudante

executa as seguintes atividades: acessa o ambiente, ou seja, entra na sala de aula virtual,

envia mensagens, realiza ou visualiza postagens em fóruns, envia arquivos e/ou atividades

ou simplesmente visualiza o conteúdo do curso, entre outras.

Porém, sob a ótica de Sayão [143], a participação na escola nem sempre é claramente

definida. Ela pressupõe participação como sendo quando o estudante apresenta um tra-

balho aos colegas, apresenta propostas, participa de debates, ou apenas ouve e observa.

Para Franco [41], no AVA há estudantes que participam de forma ativa, produzindo

mensagens e há aqueles que participam de forma indireta sem interagir com os demais, ou

seja, apenas observam o que acontece no AVA. A ferramenta Moodle possibilita identificar

a participação do estudante nas atividades ou na utilização dos recursos disponíveis para

o curso, o que implica em uma nova percepção de participação no contexto da EaD.

Interação: é quando ocorre um processo de trocas estabelecidas entre dois ou mais

sujeitos e quando existe nesse processo o estímulo, ou seja, um estimula o outro: “inter-

ação”, “ação-relação entre” [15, 32]. Refere-se a comportamentos e atitudes que se trans-

formam de acordo com as ações e operações fomentadas em um determinado espaço [32].

De acordo com Franco [41], o termo interação originou-se na Física e “refere-se a qualquer

processo em que o estado de uma partícula sofre alteração por efeito de outra partícula”.

No contexto da EaD a interação indica a mudança de atitude dos sujeitos que partici-

pam do processo formativo. Por exemplo, quando o professor levanta questionamentos que

promovem a reflexão dos aprendizes, e que estimulam a efetiva participação e o diálogo

entre os alunos. Anderson [7], salienta que a “interação pode ser tanto entre atores huma-

nos como não humanos”, contudo ela vai ocorrer somente quando a informação recebida

tiver significado e aplicação pessoal para o sujeito que a recebeu [41].

Continuando com as definições de interação em AVA, Steuer apud Primo [121] define

interação como “a extensão na qual os usuários podem participar modificando a forma e

o conteúdo de um ambiente mediado em tempo real”. Tempos depois, McNeil et al [95]
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trazem a ideia de que as interações associam ações mútuas entre os professores, estudantes

e conteúdos de aprendizagem.

Na concepção descrita por Anderson [7], a interação no contexto educacional deve

apoiar as seguintes funções: (i) manutenção do ritmo interativo da experiência educa-

cional que opera na expectativa social, que é manter o grupo educacional unido e a

expectativa individual, bem como em determinar a velocidade com a qual o conteúdo é

apresentado e assimilado; (ii) elaboração de links entre o novo conteúdo e o esquema já

existente, possibilitando aos estudantes a construção de conexões mais complexas entre

informações e habilidades existentes e novas; (iii) reforço para a aquisição de novas habi-

lidades que ocorre tradicionalmente entre o aluno e o professor, mas também é fornecida

pelo feedback do ambiente através da interação com o conteúdo e com os colegas; (iv)

orientação da maneira como os estudantes interagem uns com os outros e com o conteúdo

e (iv) investigação do contexto interconectado, pois a Internet abre portas para uma

quantidade e qualidade de pesquisa muito grandes.

Em relação à interação na EaD apoiada pelos AVA, Anderson [7] apresenta seis tipos

de interações que podem ser observadas na Figura 2.1:

Figura 2.1: Modos de interação na EaD.
Fonte: [7]

1. Aluno-professor: o resultado desse tipo de interação impacta na motivação e fe-

edback para os estudantes. A qualidade e a quantidade da interação aluno-professor
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depende do design instrucional e das atividades de aprendizagens planejadas pelo

professor para o curso;

2. Aluno-aluno: proporciona a aprendizagem colaborativa e formulação de ideias

mais profundas através da perspectiva do outro;

3. Aluno-conteúdo: esse tipo de interação ocorre com maior frequência. Na EaD

com apoio das TIC e Internet há varias formas de mídia que podem ser utilizadas

para produzir conteúdos para interação, como texto, som, gráficos e vídeos.

4. Professor-conteúdo: ocorre quando o professor elabora o material pedagógico

(criação de atividades, objetos de aprendizagens).

5. Professor-professor: Ocorre quando há troca de experiências entre os professores.

6. Conteúdo-conteúdo: para esse tipo de interação, ressalta-se a criação de pro-

gramas inteligentes que se auto atualizam, escolhendo novos conteúdos, exemplos e

dados, a partir de fontes pré-determinadas [41].

A partir das argumentações apresentadas acima, percebe-se que, com apoio das TIC,

os sistemas AVA permitem múltiplas interações. Existe um consenso entre os pesquisa-

dores de que as interações entre estudantes e professores, bem como a interação entre os

estudantes e conteúdos, conduzem a uma aprendizagem efetiva. Outro fato observado é

que, com a utilização dos AVA, as interações são mais fáceis de serem identificadas, porém

é difícil detectar qual é a contribuição líquida de cada tipo de interação para o processo

de aprendizagem.

Mediação: etimologicamente a palavra mediação tem origem no latim mediare que

significa ficar no meio, entre dois pontos no espaço ou no tempo (Houaiss 2009). Na

literatura encontramos o conceito de mediação oriundo do campo jurídico, da filosofia

e da educação. No contexto educativo aborda-se mediação como mediação pedagógica

que em uma concepção mais ampla, apresentadas por Cruz e Mill [30, 100] "é a atitude

e o comportamento do professor ao apresentar e tratar um conteúdo/tema que ajude o

educando a compreender e lidar com as informações até produzir conhecimento e mesmo

a interferir em sua realidade".

Nesta pesquisa buscamos compreender os processos educativos mediatizados por TIC-

que estão presentes nos AVA, pois os recursos de interação e comunicação das TIC poten-

cializam a aprendizagem uma vez que dão condições para que mediações sejam realizadas

nos AVA [33]. Tal compreensão foi investigada por Silva [33] que discute a mediação
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pedagógica a partir da teoria sociocultural com base nos estudos de Vygotsky e con-

clui que as TDIC e AVA dão condições como campo simbólico para a mediação intra

e interpessoal. Segundo ele “essas tecnologias permitem o contato com conhecimentos

sócio-histórico-culturais, disponibilizados por meio dos materiais didáticos com os quais o

estudante pode estabelecer uma relação de interação intrapessoal, reflexiva, o que poderia

caracterizar uma mediação intrapessoal”.

A partir das definições apresentadas na literatura, assumimos que a participação

ocorre quando o estudante acessa o AVA e visualiza o material didático. A interação

ocorre quando o estudante executa as atividades propostas pelo professor (leitura do ma-

terial, envio de atividades, interação nos fóruns, troca de mensagens com o professor e

colegas) e a mediação se dá por meio dos recursos tecnológicos disponíveis no AVA.

Através do AVA os estudantes deixam uma trilha de dados quando interagem com

outras pessoas e informações [147]. Assumimos que o termo interações engloba parti-

cipação + interação + mediação, e que as interações estão intimamente relacionadas às

diferentes atividades de aprendizagem, levando os alunos ao contato com conteúdo, outros

estudantes e professores. O registro dessas interações armazenadas no AVA refere-se às

ações entre todos os agentes envolvidos no processo de aprendizagem. Esses dados que

são processados e armazenados em tempo real são denominados registros de logs de da-

dos. Compreendemos que são unidades básicas de dados contextualizadas que permitem

análise de aprendizagem.

Apesar do crescente número de pesquisas sobre análise da aprendizagem, não há

um entendimento de quais dados de interação são significativos ou que têm algum valor

pedagógico ou educacional [7] ou quais são os critérios relevantes de seleção. Essa falta de

consenso causa uma fragmentação e falta de estrutura nesta área de pesquisa. Observa-se

que a diversidade de contextos educacionais utilizados em estudos empíricos, a falta de

um arcabouço teórico sólido disponível para orientar a decisão de quais dados específicos

devem ser analisados, a diversidade de sistemas de aprendizagem e ferramentas disponíveis

nas diferentes instituições educacionais e a falta de padronização dos dados que estão sendo

armazenados para análises futuras dificultam o desenvolvimento das pesquisas [7].

Mediante a falta de definições de quais dados de interações são significativos, bus-

camos analisar nesta pesquisa todos os componentes de registro de logs dos estudantes

matriculados no primeiro semestre letivo, nas seis disciplinas iniciais do curso de Tecnolo-

gia em Sistemas para Internet (TSI). Os componentes de logs do Moodle são os recursos

de interação e comunicação do AVA utilizado pelo professor para o desenvolvimento das
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atividades do curso, e que é apresentado na seção a seguir.

2.3.2 Recursos de interação e comunicação do Ambiente Virtual
de Aprendizagem - Moodle

Entende-se que, para o aluno desenvolver sua aprendizagem, é relevante que tenha inte-

ração com o conteúdo, com os colegas da turma, com o tutor e professor da disciplina.

Segundo Almeida [38] os AVA permitem desenvolver as interações entre pessoas e obje-

tos do conhecimento e ainda elaborar e socializar produções para atingir determinados

objetivos.

O AVA Moodle, utilizado pelo IFMT para os cursos ofertados na modalidade EaD,

possui recursos interativos e de comunicação que são designados como “Recursos” e “Ati-

vidades”, os quais constituem parte das variáveis preditoras desta pesquisa, para o modelo

conceitual de predição de risco de evasão na EaD.

Os recursos e atividades do Moodle são denominados componentes de logs que são

os registros das ações do estudante no AVA, os quais podem ser utilizados pelos pesqui-

sadores para analisar o processo de aprendizagem do estudante. Abaixo será apresentada

uma descrição sucinta desses recursos de interação e comunicação do Moodle. Não é

objetivo desta pesquisa evidenciar a efetividade desses recursos, mas apresentar os com-

ponentes de logs que os professores do curso de TSI utilizaram no plano de ensino de suas

disciplinas.

Arquivo: o recurso arquivo permite ao professor disponibilizar o material didático do

curso. Esse material pode estar em vários formatos e extensões. No IFMT este material

é fornecido impresso (livro texto) para o estudante no início do curso, e também fica

disponível para consulta ou para download dentro do AVA. Materiais complementares

também são disponibilizados neste recurso que permite a interação do estudante com o

conteúdo.

Chat: espaço onde os estudante podem realizar comunicação síncrona [138] oportu-

nizada por ferramentas de mensagens instantâneas. Esse recurso permite ao estudante

expressar suas ideias, trocar informações com os colegas, ter o feedback imediado do pro-

fessor [158]. Andrade [8] menciona que é o espaço onde o professor realiza a mediação da

interação e os estudantes podem compartilhar conteúdos em forma de links para acesso

a imagens, vídeos e outros. Enquanto que para Pulino [122], além de o chat poder ser

empregado para bate-papo (discussão do conteúdo) individual ou em grupo, pode ser uti-
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lizado também para o professor realizar atendimento individual ou coletivo. Apesar de

todas essas possibilidades, Pereira et al. [115] salientam que, para o bom andamento das

interações e para alcançar os objetivos pedagógicos propostos no curso com o uso deste

recurso, é necessário planejar e conscientizar os participantes acerca dos objetivos gerais

e específicos desta atividade. Nesta pesquisa, foi observado que o chat foi utilizado para

apresentação dos estudantes, bate-papo mais informal e também para esclarecimentos de

dúvidas de conteúdos e resolução de atividades;

Fórum: recurso de comunicação assíncrona [138] que permite a troca de ideias e favo-

rece a construção coletiva do conhecimento e a interação entre os estudantes, professores

e tutores. O recurso fórum é muito utilizado em cursos EaD, porém precisa ser bem pla-

nejado e estruturado para se obter um rendimento efetivo. No Moodle o fórum pode ser

configurado como fórum de discussão, onde o professor poderá inserir um tópico para dis-

cussão ou o estudante pode inserir uma dúvida, ou seja, como um ambiente de interação,

e/ou ainda de socialização para os alunos se conhecerem [123]. Andrade [8] afirma que

este ambiente pode ser usado para postar atividades, obter feedback do professor/tutor,

para discussões sobre o conteúdo do curso, compartilhar arquivos, links, imagens e outros.

No curso de TSI do IFMT, este é utilizado em cada unidade da disciplina como fórum

de dúvidas, aberto a todos os participantes do curso para postar seus questionamentos a

respeito do conteúdo. As dúvidas dos estudantes são respondidas pelo tutor online, pelo

professor ou até mesmo por outro colega do curso.

Glossário: usado como um banco colaborativo de termos-chave em ordem alfabética.

Pode ser utilizado para construção do conhecimento coletivo e para criação de midiateca

[139, 138]. No curso, objeto desta pesquisa, foi utilizado para se criar dicionário de termos

técnicos relacionados às disciplinas de TSI. O glossário exige do estudante: organização,

conduta investigativa, capacidade de síntese, colaboração e senso crítico.

Pasta: permite disponibilizar materiais de estudo para consulta ou download e pos-

sibilita a criação de biblioteca da disciplina [138]. Utilizada nas disciplinas do curso de

TSI para disponibilizar materiais complementares em formato texto e vídeo.

Página: páginas simples de texto ou em formato HTML que servem para disponibi-

lizar arquivos (materiais) externos [138] que podem conter textos, links de sites, vídeos,

imagens e outros elementos multimídia.

Questionário: ambiente em que o professor pode criar ou configurar testes de múl-

tiplas escolhas, verdadeiro ou falso, com feedback do professor/tutor e pode ser utilizado

como atividade de acompanhamento [123, 138]. A partir das pesquisas realizadas nas
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disciplinas do curso de TSI, observamos que o recurso questionário foi utilizado como

um exercício de fixação para que o estudante pudesse perceber se estava entendendo o

conteúdo e utilizado também como atividade avaliativa, a partir de um banco de questões.

Sistema: esse componente de log registra os acessos do aluno no curso, ou seja, todas

as vezes que o estudante entrou na sala o Moodle registra esse acesso. Nesta pesquisa

entendemos que essa ação representa a participação do estudante no curso.

Tarefa: recurso do Moodle que permite ao docente informar tarefas, recolher tra-

balhos e mostrar as notas e comentários aos estudantes. Foi utilizado para envio de

atividades como redações, projetos, relatórios, imagens e outros e como tarefa off line

apenas para notificar o estudante o resultado da avaliação presencial, pois permite o

professor/tutor atribuir notas e feedback nas atividades entregues e avaliações realizadas

[123, 138];

Wiki: permite adição e edição de uma coleção de páginas da web, ou seja, permite

a construção do conhecimento colaborativo e pode ser usada para discussões livres [123].

Para Moran [106] serve para construção de ideias e escrita colaborativa;

Lição: recurso que permite a publicação de conteúdos de forma flexível, e utiliza um

conjunto de páginas com informações e questões para serem respondidas no final da página

ou das páginas. A resposta selecionada determinará se o estudante poderá prosseguir com

o estudo ou se deverá revisar o conteúdo, permanecendo na página ou voltando a páginas

anteriores [138]. De acordo com [123] é um recurso interativo de avaliação e tem caráter

formativo, permite o professor fornecer feedback ao aluno a cada questão escolhida.

Url: disponibiliza um link para uma página da internet. Todas as vezes que o pro-

fessor utilizou um vídeo externo, disponível no YouTube, fez uso deste recurso.

Escolha: permite disponibilizar aos participantes uma pesquisa de opinião e ou avali-

ação do curso. Utilizado pelo professor para obter uma avaliação do estudante em relação

ao curso.

Livro: permite disponibilizar conteúdo em formato de um livro, com capítulos e

subcapítulos.

A partir das definições dos fatores participação, interação e mediação apresentadas

em [148], mostramos na Tabela 2.2 o fator que cada recurso de interação e comunicação do

Moodle atende. Na terceira coluna (pessoa/objeto) da referida tabela são apresentados

com quem ocorre a interação, participação ou mediação. Um recurso de interação e

comunicação do Moodle pode atender mais de um fator que pode ocorrer com mais de
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uma pessoa e objeto ao mesmo tempo.

Tabela 2.2: Fator de representação dos recursos de interação e comunicação do Moodle
Recurso Fator Pessoa/ Objeto

Arquivo Interação/ Participação Conteúdo

Chat Interação/Mediação/Participação Professor/Tutor

Fórum dúvidas Interação/Participação/Mediação Professor/Tutor/Aluno/Conteúdo

Fórum de Discussão Interação/Participação/Mediação Professor/Tutor/Aluno/Conteúdo

Glossário Participação/ Interação Conteúdo/Aluno/Professor

Lição Interação/Participação/Mediação Professor/Tutor/Conteúdo

Pasta Interação/Participação Conteúdo

Página Interação/Participação Conteúdo

Questionário Participação/Interação/Mediação Conteúdo/Professor

Tarefa Participação/Mediação/Interação Professor/Tutor/Conteúdo

URL Participação/Interação Conteúdo

Wiki Colaboração/ Participação/Interação Professor/Tutor/Aluno/Conteúdo

Escolha Participação/ Interação Conteúdo

Livro Interação/Participação Conteúdo

Observa-se na Tabela 2.2 o termo colaboração, cuja definição, na perspectiva etimo-

lógica, de acordo com o dicionário Houaiss [69, 100] "é o ato de ou efeito de colaborar,

trabalho feito em comum com uma ou mais pessoas, cooperação, ajuda, auxílio, trabalho,

ideia, doação, que contribui para a realização de algo ou ajudar alguém"e vem do latim

colaborare que significa trabalhar com ou trabalhar junto [100].

As contribuições teóricas de Vigotski que versam sobre o papel da colaboração no

processo de aprendizagem contribuíram para o surgimento do conceito aprendizagem co-

laborativa on-line [100]. De acordo com Torres [157] a aprendizagem colaborativa é uma

estratégia de ensino que estimula a participação do estudante no processo de aprendiza-

gem. Essa estratégia de ensino demanda uma constante interação entre os participantes

[100]. Logo, o recurso wiki constitui-se como ferramenta de mediação para que ocorra

a participação dos estudantes e a interação entre aluno-aluno, aluno-professor e aluno-

conteúdo.
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2.4 Técnicas Computacionais: Mineração de Dados ou
Data Mining

Após uma ampla pesquisa em livros, artigos, dissertações e teses sobre o assunto mineração

de dados, do inglês, Data Mining (DM), usamos a definição do conceito "mineração de

dados" como esforço para descobrir informações e padrões úteis, a partir de grandes

volumes de dados [155, 156]. É um processo não trivial de identificar padrões relevantes

em uma base de dados para gerar conhecimentos úteis para um processo de tomada

de decisão. Como o próprio nome diz “mineração” é um trabalho de busca detalhado,

associado a um processo analítico, sistemático e, quando possível, automatizado [35].

A mineração de dados é uma das etapas do processo chamado Knowledge Discovery

in Databases (KDD), encarregada pela busca, no conjunto de dados, dos padrões que

são capazes de gerar conhecimento útil [66, 56, 20]. É uma subárea do conhecimento

que integra conceitos provenientes de Inteligência Artificial, Aprendizado de Máquina,

Estatística e Banco de dados [35].

O processo de descoberta do conhecimento tem várias etapas que vão desde o pré-

processamento até o pós-processamento. O processo de mineração deve ser iterativo,

interativo e dividido em fases [20]. A Figura 2.2 ilustra as etapas do KDD.

Figura 2.2: Etapas do Processo de Descoberta de Conhecimento em Banco de Dados.
Fonte: [20]

A etapa de pré-processamento é a mais trabalhosa, que consome maior parte do tempo

gasto no processo de descoberta do conhecimento, uma vez que a qualidade dos dados

interfere no conhecimento a ser extraído no processo de DM. O propósito desta etapa é

transformar os dados de entrada, considerados brutos em um formato próprio para análise.

Essa fase inclui as seguintes ações:
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1. Limpeza dos dados, que consiste em remover ruídos e dados inconsistentes.

2. Integração dos dados, quando é necessário fazer fusão de dados de mais de uma

fonte de dados.

3. Seleção dos dados, na qual os dados relevantes para a tarefa de análise são selecio-

nados a partir da base de dados, sendo ela integrada ou não.

4. Transformação dos dados, os dados são transformados e consolidados em formato

adequado para a mineração.

5. Na fase de mineração de dados são aplicadas as técnicas ou métodos para extrair

padrões dos dados.

A fase do pós-processamento que deve apresentar resultados válidos e úteis [155] inclui

as ações de:

1. Avaliação: que consiste em identificar os padrões que representam conhecimento

útil, avaliados a partir de medidas de interesse.

2. Apresentação do conhecimento extraído.

Durante o processo de descoberta do conhecimento faz-se necessário ter metas bem

claras e definidas do conhecimento que se deseja obter. Um ponto importante é identificar

qual o tipo de tarefa, preditiva ou descritiva, que a DM busca explorar [52].

A DM tem sido aplicada de forma satisfatória em diversas áreas como mostrado em

[17, 20, 110, 168].

Embora a DM ofereça grande potencialidade, existem alguns fatores que podem trazer

prejuízos ao seu desempenho, tais como: usar um grande número de variáveis, gerar

subsídios para uma conclusão errada tornando-a mais provável, criar relações entre os

atributos que não estão bem definidos, permitir que o processo de treinamento execute

por muito tempo, bem como questões ligadas à privacidade e legislação [20].

2.5 Mineração de Dados Educacionais

O termo Mineração de dados Educacionais, traduzido do inglês Educational Data Mining

(EDM), é uma categoria da DM aplicada no contexto educacional e que, de acordo com
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[29], é uma área de pesquisa emergente, que procura desenvolver, adaptar e aplicar méto-

dos de KDD para identificar modelos de conhecimento a partir de grandes bases de dados

que contém informações relacionadas à educação.

As aplicações em EDM buscam abordar diversas questões na área educacional para

descobrir novos conhecimentos que permitam melhor compreender os estudantes e o pro-

cesso de aprendizado. Nesse processo, a EDM converte dados brutos originados de siste-

mas educacionais, como por exemplo os AVA, em informações úteis que contribuem tanto

para a pesquisa em educação quanto para a prática do processo educacional. Apesar de

que a essência da EDM seja similar à DM, existem algumas questões importantes que as

diferenciam [135], tais como:

1. Objetivos: em EDM há dois objetivos de pesquisa aplicada que são melhorar

o processo de aprendizagem e como orientar a aprendizagem dos estudantes, e a

pesquisa pura que busca alcançar uma compreensão mais profunda dos fenômenos

educacionais. Às vezes esses objetivos são difíceis de quantificar e exigem seu próprio

conjunto especial de técnicas de medição.

2. Dados: nos AVA há diferentes tipos de dados disponíveis para mineração, caracte-

rísticos do contexto educacional, tais como históricos de navegação dos estudantes

sobre material, relações e hierarquias entre conceitos e exercícios que podem condu-

zir à percepção de aspectos pedagógicos importantes.

3. Técnicas: em situações específicas as técnicas precisam ser adaptadas ao problema

educacional especifico, entretanto na maioria das vezes as técnicas tradicionais po-

dem ser aplicadas diretamente [135].

Além do avanço das TIC e da utilização de ferramentas computacionais na educação,

outros fatos corroboraram para o seu desenvolvimento, tais como a criação da Conferência

Internacional sobre EDM em 2008, após uma sequência de workshops bem-sucedidos

realizados anualmente desde 2004 [12, 11], e a expansão e fortalecimento da EaD [60].

Os AVA geram diariamente uma enorme quantidade de dados e ainda que eles ofe-

reçam relatórios destes dados, torna-se uma tarefa árdua para os professores, tutores

e gestores analisá-los de forma manual [137]. À vista disso, faz-se necessário o uso de

ferramentas para auxiliá-los a explorar adequadamente esses dados a fim de extrair as

informações e padrões relevantes [130].
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Apesar de existirem grandes volumes de dados educacionais, um fato que limita o

desenvolvimento de pesquisas colaborativas e resultados mais precisos em EDM é que

esses dados estão armazenados localmente, privados aos pesquisadores locais. No contexto

nacional, os dados estão armazenados nas próprias instituições e ainda não foi viabilizada

uma base que consolidasse dados de instituições públicas [11, 141].

Observa-se que, com a expansão nacional da EaD, muitas Instituições de Ensino

Superior (IES) públicas oferecem cursos de extensão, graduação, pós-graduação através

do programa UAB, onde cada uma usa o seu próprio AVA, que na maioria das vezes é

o Moodle, ocasionando a falta de uma base única de dados, embora exista um potencial

para desenvolvimento de bases de dados públicas no Brasil [141].

Exemplos de bases públicas começam a ser difundidos nos Estados Unidos, como o

caso de Cognitive Tutor, utilizada por mais de 500 mil alunos e aproximadamente 2000

escolas [11]. Outro exemplo é o repositório aberto de dados e aplicações Web conhecido por

Pittisburgh Science of Learning Center (PSLC) Datashop, sistema especializado em dados

sobre interações entre docentes e discentes, dados dos cursos online, dados dos sistemas

de tutores inteligentes, dados de AVA disponíveis em vários formatos, incluindo arquivos

de logs, que propicia uma colaboração mais efetiva com a comunidade de EDM [75, 141].

Mesmo com adversidades não há empecilhos em se desenvolver pesquisas com EDM

a fim de contribuir para teorias e práticas na educação [141]. Há consenso entre os auto-

res em [12, 130, 11, 137, 135] que, no campo da educação, a EDM possui um potencial

transformador capaz de gerar padrões de comportamento que representem aspectos im-

portantes para apoiar determinadas práticas pedagógicas.

2.5.1 Áreas da Mineração de dados educacionais

A EDM pode ser aplicada em grandes volumes de dados e para diversas finalidades edu-

cacionais, e pode ser dividida nas seguintes quatro áreas [13]:

a) A primeira área destina-se ao modelo de aluno, e apresenta informações sobre carac-

terísticas do aluno, conhecimento atual, motivação, cognição, atitudes, e predição

de insucesso escolar inferida a partir da modelagem do estudante;

b) A segunda área diz respeito à descoberta ou aprimoramento de modelos na estrutura

do conhecimento;

c) A terceira área tem como foco a aplicação de métodos de EDM para suporte pedagógico



2.5 Mineração de Dados Educacionais 29

em ambientes de aprendizagem colaborativa para descobrir os métodos mais eficazes

para apoio pedagógicos;

d) A quarta área tem como objetivo mostrar e compreender as teorias educacionais para

obter uma compreensão mais profunda dos fatores que impactam na aprendizagem

e projetar melhores sistemas de aprendizagem.

Esta pesquisa se enquadra na primeira área, que busca por um modelo que classifique

um estudante com risco de evasão. Segundo [117] apud [141] “Modelagem de aluno é um

processo pelo qual são definidas as categorias de informações que representam o aluno

no sistema e o tipo de abstração computacional utilizado para organizar e obter essas

informações durante o uso do sistema pelo aluno”.

2.5.2 Técnicas aplicadas na mineração de dados educacionais

As técnicas que se aplicam na EDM são extraídas de várias áreas do conhecimento que

incluem: Mineração de Dados, Aprendizado de Máquina, Psicometria, Estatística, Visu-

alização de Informações e Modelagem Computacional [13].

Uma taxonomia das técnicas de DM aplicadas a EDM foi proposta e apresentada

em [10, 11], e é dividida em cinco (05) categorias: (i) predição; (ii) clusterização; (iii)

mineração das relações; (iv) destilação de dados para julgamento e; (v) descoberta de

modelos. Dentre estas categorias a predição se subdivide em classificação, regressão e

estimativa de densidade e, a categoria mineração das relações em regras de associação,

correlação e padrões sequenciais. A Figura 2.3 apresenta a classificação das técnicas de

EDM sob o ponto de vista em [10].

Além da taxonomia definida por Baker [10], há uma outra taxonomia proposta por

Romero [134] que categoriza EDM em: i) Estatísticas e Visualização; e ii) Mineração Web,

que compõem-se de: agrupamento, classificação e detecção de outlier, regras de associação,

mineração de padrões sequencias e mineração de texto. De acordo com Baker [13] essa

segunda proposta tem foco na mineração de dados educacionais para dados da Web porque

se baseia na história da área de pesquisa que emergiu, em grande parte, devido a análise

de logs de interação do aluno-computador.

As três primeiras categorias da taxonomia definida em [10] são de interesse tanto da

DM em geral quanto da EDM e familiar aos pesquisadores de DM [11, 13]. A quarta

categoria está de acordo com a categoria Estatísticas e Visualização definida em [134].
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Figura 2.3: Taxonomia das principais subáreas de pesquisa em EDM.
Fonte: [10]

A quinta categoria é a mais incomum em DM, e, no entanto, a descoberta com modelos

resultou em um método cada vez mais popular em EDM [13].

Geralmente as tarefas de DM são divididas em duas categorias principais [156], que são

as tarefas: preditiva e descritiva. A tarefa preditiva aborda o aprendizado supervisionado,

onde são previamente definidos o atributo classe e os atributos preditivos. Enquanto que

na mineração descritiva, se aborda o aprendizado não supervisionado, ou seja, não se

define o atributo classe [52, 155, 35].

A predição tem por objetivo prever o valor desconhecido de um determinado atributo,

a partir da análise histórica dos dados armazenados na base, chamado de base de treina-

mento. Um exemplo de predição seria a partir de uma variável x deseja-se predizer o valor

da variável y, sendo x o nome da pessoa e y o seu sexo, considerando que se sabe o nome

da pessoa pode-se predizer o seu sexo [141]. Neste exemplo, x é uma variável preditiva ou

independente e y é a variável preditora ou dependente [13].

Existem três tipos básicos de predição: classificação, regressão e estimativa de densi-

dade. A classificação é utilizada quando o atributo alvo possui valores discretos e finitos

de categoria. Com base em [73] pode-se afirmar que a tarefa de classificação constrói

uma função que mapeia um registro a fim de categorizá-lo em classes pré-definidas. Já a

regressão é utilizada quando o atributo alvo possui um valor contínuo, ou seja, ela mapeia
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matematicamente em valores reais as instâncias de uma base de dados, e, a partir dos

valores de entradas, calcula-se o valor da saída. As duas modelagens trabalham para mini-

mizar o erro entre os valores previsto e real da variável preditora ou dependente [152, 79].

A estimação de densidade "é raramente utilizada na EDM devido a falta de independência

estatística dos dados" [11]. "Na estimativa de densidade, a variável prevista é uma função

de densidade de probabilidade. Os estimadores de densidade que podem ser baseados em

uma variedade de funções de kernel, incluindo funções gaussianas" [10].

A mineração descritiva procura extrair padrões e regras que descrevem características

importantes dos dados do domínio de aplicação. De acordo com [79] são de natureza

exploratória e requerem com frequência técnicas de pós-processamento para validar e ex-

plicar os resultados. As principais tarefas descritivas são extração de regras de associação

e agrupamento (clustering).

A extração de regras de associação consiste em realizar uma pesquisa por itens que

tendem a ocorrer juntos na mesma base de dados, sendo os padrões descobertos represen-

tados por meio de regras de implicação ou subconjuntos de características. Já a tarefa

de agrupamento separa um conjunto de dados em grupos (cluster) semelhantes entre os

dados, ou seja, os registros do mesmo cluster compartilham similaridades entre os dados

que os tornam diferentes dos demais grupos [55].

Alguns problemas podem ser solucionados com apenas uma tarefa de mineração de

dados específica, enquanto que outros, a fim de se obterem resultados mais significativos,

precisam da utilização de mais de uma tarefa. Definida a tarefa ou as tarefas de mineração

de dados, deve-se escolher as técnicas de DM de acordo com a representação dos padrões

que se deseja obter.

Diversas técnicas de mineração de dados como classificação, predição, visualização,

regras de associação, clustering e, outras abordagens como redes neurais, redes bayesianas,

lógica Fuzzy e agentes inteligentes estão sendo aplicadas com a intenção de entender e

oferecer soluções aos problemas relacionados à área da educação [24].

Segundo Baker et.al [11], a EDM é frequentemente usada para: i) fornecer suporte e

mensagens de feedback do professor; ii) recomendações a estudantes; iii) identificação de

grupos de estudantes com características comuns; e iv) previsão de desempenho ou risco

de evasão.

Esta pesquisa foi dedicada ao estudo da predição, utilizando-se da Tarefa de Classifi-

cação, pois o objetivo da pesquisa diz respeito ao modelo de aluno com risco de evasão.
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Para isso, utilizaram-se de técnicas de classificação de diferentes paradigmas, que são

estratégias tradicionalmente indicadas por apresentarem um bom desempenho em dife-

rentes domínios de aplicação [77]. As técnicas utilizadas foram: Naive Bayes (NB), J48,

Random Forest (RF), Support Vector Machine (SVM) e k-Nearest Neighbor (k-NN).

2.6 Técnicas de Classificação

Nesta seção serão descritas de forma sucinta as técnicas de classificação utilizadas nesta

pesquisa que correspondem a diferentes paradigmas e são estratégias tradicionais e indica-

das por apresentarem bom desempenho em diversos domínios de aplicação [79]: J48 (Ár-

vore de Decisão), Naive Bayes (NB), Random Forest (RF), Support Vector Machine

(SVM) e k-Nearest Neighbor (k-NN). Em um processo de DM não existe um único al-

goritmo que apresente um bom desempenho para todos os domínios de problemas [44].

Diante disso, precisa-se entender os benefícios e as limitações de cada algoritmo quando

aplicados em bases de dados diferentes.

A tarefa de classificação faz uso do aprendizado supervisionado que é um tipo de

aprendizado indutivo. Este tipo de aprendizado utiliza os dados mostrados na forma de

pares ordenados (entrada, saída desejada) [60], e necessita que os registros dos conjunto

de dados tenham suas classes pré-definidas. A Figura 2.4 ilustra a tarefa de classificação.

Figura 2.4: Tarefa de classificação.

Fonte: [155]

A tarefa de classificação consiste em organizar objetos em uma categoria pré-definida,

sendo a aprendizagem de uma função alvo f , denominada modelo de classificação, onde

mapeia-se cada conjunto de atributo x a um único rótulo y (classe) ou objeto de saída [155,

56]. O processo de classificação ocorre em duas etapas, respectivamente:

• (i) na primeira etapa constrói-se um modelo de classificação com base nos dados
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históricos. Nesta etapa ocorre o processo de aprendizagem ou de treinamento onde, a

partir do algoritmo de classificação constrói-se o modelo, analisando ou "aprendendo

com" um conjunto de treinamento.

• (ii) na segunda etapa, denominada etapa de teste, utiliza-se o modelo gerado para

classificação, cujo objetivo é avaliar a precisão do modelo para classificar novos

dados [66]. Para a etapa de teste usa-se um conjunto de atributos de teste, cujos

dados não foram utilizados na etapa de treinamento para evitar a sobrecarga dos

dados.

O desempenho de um modelo de classificação é avaliado com base na contagem de

registros de testes classificados correto ou incorretamente. Desta forma, o conjunto de

teste é usado como uma inferência de qualidade do classificador [66, 56].

2.6.1 Metodologia de construção e avaliação de modelos prediti-
vos

A construção de um modelo de mineração de dados não é uma tarefa simples, mas um

processo vulnerável que necessita, em muitas situações, informações de feedback para

várias iterações de mineração. Pensando na concepção de modelos preditivos, não é

suficiente se atentar apenas com à execução do algoritmo que implementa a técnica [152],

mas é necessário preocupar-se com as estratégias a serem utilizadas para a construção do

modelo, que precisam possibilitar a geração de bons modelos.

Finalizando o processo de construção de um modelo, obtido através de uma ou mais

técnicas de DM, é imprescindível validá-lo e verificá-lo. A validade confirma que, dentro

do seu domínio de aplicação, o modelo comporta-se com acurácia satisfatória e consistente

com os objetivos definidos para a sua construção. Embora a validade do modelo seja uma

condição necessária, ela não é suficiente para aceitabilidade e credibilidade do resultado da

mineração. A verificação é utilizada para averiguar se o modelo corresponde corretamente

aos dados transformados. Para aceitar-se um modelo é necessário validar e verificar o

resultado da mineração de dados e esse processo denomina-se teste. [73].

Um modelo é submetido ao processo de teste para verificar se o modelo funciona

corretamente. Uma falha ocorrida no teste implica falha do modelo e não do teste. Há

testes que são desenvolvidos para avaliar a precisão comportamental do modelo (validade)

e testes que tem por finalidade julgar a precisão da transformação de dados no modelo

(verificação) [73].
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Conclui-se que o propósito final de um processo de mineração de dados não deve ser

apenas produzir um modelo para um determinado problema, mas fornecer um modelo

que tenha credibilidade e seja aceito pelos tomadores de decisão [73].

A fim de avaliar a qualidade dos modelos gerados, bem como o desempenho dos

algoritmos diante de cada contexto de aplicação, devem-se empregar metodologias de

avaliação que permitam compará-los [44, 155].

Nesta pesquisa as medidas de avaliação serão abordadas junto com as técnicas em-

pregadas que compreendem os algoritmos de classificação.

2.6.2 Estratégia para treinamento, validação e teste

Antes de abordar as medidas de avaliação para atestar a qualidade do modelo, indepen-

dente das medidas a serem usadas, é importante saber que não se deve avaliá-lo utilizando

o mesmo conjunto de dados utilizado no processo de treinamento (indução) do modelo.

É necessário ter um conjunto de exemplares desconhecidos para realizar os testes [152].

A razão para esta observação é que, quando se utiliza o mesmo conjunto de dados para

treinamento e teste, os modelos preditivos, dependendo da forma como são gerados, podem

levar à ocorrência de um fenômeno chamado overfitting ou sobreajuste em português [35].

Esse fenômeno ocorre quando o modelo preditivo se ajusta aos seus dados, ou seja é gerado

de maneira a representar os dados usados para a sua geração com uma precisão mais alta

que o necessário. Um modelo sobreajustado não é capaz de oferecer respostas apropriadas

para novos exemplares de dados.

Para se avaliar o desempenho de um modelo preditivo, estratégias para construir os

conjuntos de treinamento e teste [79] devem ser definidas. Algumas estratégias utilizadas

para avaliação preditiva de um classificador [66] são:

- Hold Out : esta estratégia propõe a criação de dois subconjuntos de dados separados,

a partir do conjunto de dados disponível, um para treinamento do modelo preditivo

e o outro para teste. A divisão é feita aleatoriamente. Geralmente usa-se 70%

dos exemplares do conjunto de dados para treinamento e outros 30% restantes são

alocados para testes, ou pode-se usar as percentagens 60% e 40% [152]. O modelo

preditivo é induzido com base no conjunto de treinamento e a avaliação do seu

desempenho com base no conjunto de teste.

- Cross-validation: validação cruzada de k partes, onde a base de dados é particio-
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nada aleatoriamente em K partições com aproximadamente o mesmo tamanho, e o

treinamento e teste são executados K vezes. Em cada execução, uma das partições

é utilizada para teste e as demais (k-1) para treinamento. Desta forma todas as

partições serão utilizadas em algum momento para teste e as demais partições (k-1)

serão utilizadas para treinamento. No final da execução das K vezes, a acurácia

do classificador é definida com o número de elementos da base cujas classes foram

corretamente preditas pelo classificador [79]. Optou-se pela escolha desta estratégia

neste trabalho em função da vantagem apontada por [155], pois utilizam-se todos os

dados possíveis para treinamento, cobrindo efetivamente o conjunto de dados [57].

- Leave-one-out : é uma estratégia de validação cruzada, onde o número de subconjun-

tos é igual ao número de exemplares do conjunto de dados a ser utilizado no processo

de indução. Funciona da seguinte maneira: a cada geração e avaliação do modelo

preditivo, um (01) exemplar do conjunto de dados é utilizado para testes e todos os

outros exemplares do conjunto de dados são utilizados para treinamento. A estraté-

gia leave-one-out é ideal para uso quando o conjunto de dados é pequeno [152, 25].

Há vantagens e desvantagens para o uso dessa estratégia. Uma vantagem é que

haverá um conjunto maior para treinamento que aumenta a chance de precisão do

classificador. Como desvantagens, tem-se o alto custo computacional para a exe-

cução de todos os testes, principalmente se o conjunto de dados for grande, e o

fato de não se conseguir ter uma proporção correta de exemplares de cada classe

no conjunto de dados de teste, porque cada conjunto de teste possui somente um

exemplar [168].

2.6.3 Medidas de avaliação

As medidas de avaliação discutidas nesta seção servem para avaliar a qualidade e precisão

do classificador ao predizer a classe das instâncias ou tuplas de uma base de dados. As

avaliações de desempenho do classificador são geralmente apresentadas pela taxa de erros

resultantes da classificação [168] e demonstram o grau de importância das informações

adquiridas na DM.

Um detalhamento do desempenho de um classificador pode ser realizado por meio

de uma matriz, chamada de matriz de confusão, ao mostrar, para cada classe, o número

de classificação corretas em relação ao número total de classificações indicadas pelo mo-

delo [60]. Quando aplicada a problemas de classificação binária, a contagem dos elementos
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é correta ou incorretamente prevista (Positivo e Negativo),3 da seguinte maneira:

• Verdadeiros positivos (True Positive (TP)): quantidade de elementos positivos cor-

retamente classificados como positivos, exemplo: quantidade de alunos evadidos

corretamente classificados como evadidos.

• Verdadeiros Negativos (True Negative (TN)): quantidade de elementos negativos

corretamente classificados como negativos, exemplo: quantidade de alunos que não

evadiram corretamente classificados como não evadidos.

• Falsos Positivos (False Positive (FP)): quantidade de elementos negativos classi-

ficados incorretamente como sendo positivos, exemplo: alunos que não evadiram,

porém foram classificados como evadidos.

• Falsos Negativos (False Negative (FN)): quantidade de elementos positivos classifi-

cados incorretamente como sendo negativos, exemplo: alunos que evadiram, porém

foram classificados como não evadidos.

Estes termos estão resumidos na matriz de confusão. TP e TN mostra as instâncias

classificadas corretamente e FP e FN as instâncias classificadas incorretamente.

Classe Prevista
Positivo Negativo

Classe Real Positivo TP FN
Negativo FP TN

A partir da matriz de confusão, representa-se o total de elementos positivos (P) através

da equação 2.1 , e o total de elementos negativos (N) pela equação 2.2.

P = TP + FN (2.1)

N = FP + TN (2.2)

A seguir, apresentam-se algumas métricas que podem ser definidas para medir o de-

sempenho de um classificador, utilizando-se os conceitos anteriormente descritos [64].
3Denomina-se como classe positiva ou majoritária a classe evasão, ou seja, que representa os estudantes

que evadiram do curso. Classe negativa, ou classe minoritária refere-se a classe não evasão, representa os
estudantes que não abandonaram o curso.



2.6 Técnicas de Classificação 37

A medida que é mais utilizada para avaliar um classificador é a acurácia, que re-

presenta a percentagem de elementos do conjunto de teste que foi corretamente classifi-

cado [60, 79, 152]. A acurácia do classificador pode ser obtida por meio da equação 2.3,

abaixo:

TP + TN

P +N
(2.3)

Considerando os distintos cenários possíveis, há várias medidas de avaliação proveni-

entes da matriz de confusão para problemas de classificação binária [152]. Tais medidas

são descritas abaixo de forma resumida.

• Cobertura, denominada também como Sensibilidade ou revocação (do inglês

Recall): taxa de verdadeiros positivos: percentagem de verdadeiros positivos dentre

todos os exemplos cuja classe esperada é a positiva (TP / (TP + FN)).

• Especificidade ou taxa de verdadeiros negativos: percentagens de verdadeiros ne-

gativos dentre todos os exemplos cuja classe esperada é a classe negativa (TN / (FP

+TN)).

• Taxa de falsos positivos: percentagem de falsos positivos dentre todas os exem-

plos cuja classe esperada é a classe negativa (FP /(TN +FP)).

• Taxas de falsas descobertas: corresponde a percentagem de falsos positivos den-

tre os exemplos classificados como positivos (FP /(TP + FP));

• Preditividade positiva ou precisão (do inglês Precision): representa a percen-

tagem de acertos ou verdadeiros positivos dentre todos os exemplos classificados

como positivos (TP /(TP+ FP)).

• Preditividade negativa: representa a percentagem de rejeição, ou seja, de verda-

deiros negativos dentre todos os exemplos classificados como negativos (TN /(TN

+ FN)).

• F-Score ou F-Measure: representa a média harmônica entre Precision e Recall.

Tende a ser mais próximo ao menor elemento. Logo, um F-Measure alto garante a

"qualidade" em termos de Precision e Recall 4 [65].

2.Precision.Recall
Precision+ Recall

(2.4)
4Notas da aula VI - Mineração de dados do profº Alexandre Plastino
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2.6.4 Algoritmos de Classificação: Árvore de Decisão

Algoritmos de indução de árvores de decisão têm sido muito utilizados para classificação

com aplicação em muitas áreas como medicina, análise financeira, biologia molecular e

astronomia, além de ser base de vários sistemas de indução de regras comercias [66, 73].

Também é uma das formas mais simples e bem sucedidas de algoritmo de aprendizagem,

tendo como resultado uma acurácia particularmente alta [66].

Uma árvore de decisão é uma estrutura semelhante a um fluxograma, onde cada nó

interno indica um teste em um atributo, cada ramificação representa um resultado do

teste e cada nó folha contém o rótulo da classe. As árvores de decisão podem manipular

dados multidimensionais, porém alguns algoritmos produzem árvores apenas binárias e

outros algoritmos produzem árvores não binárias [66].

Para classificação, as árvores de decisão são usadas da seguinte maneira. Considerando

uma instância X para a qual o rótulo de classe é desconhecido. testam-se os valores de

atributos da instância X na árvore de decisão, rastreando-se um caminho da raiz até um

nó folha que contém a classe para a predição da instância [66].

Emprega-se o particionamento recursivo de dados para a construção de uma árvore,

no qual, inicialmente, o conjunto de treinamento é dividido em duas ou mais partições

dependendo do conjunto de valores do atributo escolhido para iniciar a construção no nó

raiz. Esse processo se repete para os outros nós da árvore até que todos ou a maioria dos

exemplos de cada uma das partições pertença a um rótulo de classe [60, 56, 60]. A medida

usada para determinar o atributo que será utilizado para dividir os exemplos é denomi-

nado ganho de informação que é capaz de determinar qual atributo pode separadamente

classificar melhor um conjunto de dados [56].

Em função de atributos irrelevantes ou ruídos nos dados de treinamento que podem

levar à construção de árvores instáveis, utiliza-se a técnica de poda que consiste em re-

mover da árvore, por meio de métodos estatísticos, os nós desnecessários, de modo que a

classificação se torne melhor, mais rápida e tenha maior capacidade de generalização [66].

O algoritmo de árvore de decisão J48 é uma implementação em linguagem Java do

C4.5 proposto por Ross Quinlan em 1993 implementado na linguagem C [74, 113]. É

capaz de trabalhar com classes binárias, suporta valores faltantes, atributos binários, de

data, nominais e numéricos. Emprega a abordagem de dividir-para-conquistar, onde um

problema complexo é dividido em subproblemas mais simples, "aplicando recursivamente

a mesma estratégia a cada subproblema, dividindo o espaço definido pelos atributos em
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subespaços, associando-se a eles uma classe" [166, 78].

2.6.5 Algoritmos de Classificação: Random Forest

O algoritmo Random Forest (RF) ou florestas aleatórias é um classificador que usa o

método de árvore de decisão do tipo ensemble [18, 66]. Um método ensemble cria conjunto

de classificadores e combina as classes indicadas por cada um dos classificadores para

classificar uma nova instância.

Os métodos ensemble mais conhecidos são: (i) boosting que cria diferentes classifi-

cadores base sequencialmente de acordo com o comportamento do classificador anterior

para as instâncias do conjunto de treinamento, (ii) bagging (bootstrap aggregation) que

gera classificadores base diferentes modificando aleatoriamente os subconjuntos de trei-

namento e, (iii) Random Forest que constrói um conjunto de árvores de decisão como o

bagging, mas com árvores menos profundas, e as combina para classificar novas instâncias

por meio do voto majoritário [66, 111, 76]

O RF representa uma alteração do bagging e oferece algumas vantagens [66], tais

como:

• Pode ser usado tanto para classificação quanto para regressão;

• Trabalha com diferentes tipos de dados, tais como categóricos, numéricos e binários;

• A sua acurácia é comparável a do algoritmo AdaBoost, entretanto mais robusto a

erros e outliers ;

• Evita problema de overfitting ;

• São eficientes em bancos de dados muito grandes.

Podemos citar como uma limitação do RF que uma grande quantidade de árvores

pode deixá-lo lento e ineficiente para predição em tempo real 5.

2.6.6 Algoritmos de Classificação: Naïve Bayes

O Classificador Naive Bayes (NB), bem como árvore de decisão, é um dos mais utilizados

na tarefa de classificação por apresentar um bom desempenho quando aplicado na classifi-

cação de dados tanto numéricos quanto dados categóricos [152]. Este classificador utiliza
5https://machinelearning-blog.com/2018/02/06/the-random-forest-algorithm/more-375
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estatística e cálculos de probabilidade para realizar a classificação de uma determinada

classe. Baseia-se no Teorema de Bayes e recebe o nome de "ingênuo"(naïve) por assumir

que, se o valor de atributo exerce algum efeito sobre a distribuição de classe que existe no

conjunto, tal efeito "é independente dos valores assumidos por outros atributos e de seus

respectivos efeitos sobre a mesma distribuição de classes" [152].

No processo de classificação o Naïve Bayes calcula a probabilidade de um exemplar

desconhecido pertencer a cada uma das classes. Supondo que X seja uma instância com

n atributos e Ci um valor do atributo classe. Para a classificar, o Naïve Bayes calcula a

probabilidade a posteriori (P(Ci|X) probabilidade de X ser da classe Ci considerando os

valores dos atributos de X para cada classe Ci. O Naïve Bayes decidirá que X é da classe

Ci se e somente se P(Ci|X) for maior do P(Cj|X) para qualquer outra classe Cj, ou seja,

X é da classe Ci se e somente se (P(Ci|X) > P(Cj|X), para todo 1 ≤ j ≤ m, j 6= i.

A probabilidade a posteriori (P(Ci|X) é calculada a partir do Teorema de Bayes, de

acordo com a Equação 2.5.

P (Ci|X) =
P (X|Ci)× P (Ci)

P (X)
(2.5)

Como P(X) é constante para todas as classes, basta maximizar o numerador da Equa-

ção 2.5, tornando suficiente calcular P(X|Ci) e P(Ci).

A probabilidade a priori da classe Ci é representada por P(ci) e é estimada pela

Equação 2.6, onde | Ci , Tr | é o número de instâncias da classe Ci em Tr e |Tr| é o

número de instâncias de Tr .

P (Ci) =
(Ci, Tr)

|Tr|
(2.6)

A implementação do Naïve Bayes considera que os atributos são condicionalmente

independentes dado o valor da classe [66]. Portanto, P(X|Ci) pode ser calculado conforme

a Equação 2.7.

P (X|Ci) = P (x1|Ci) × P (x2|Ci) × ... × P (xn|Ci) (2.7)
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2.6.7 Algoritmos de Classificação: Máquina de Vetores de Su-
porte

O algoritmo Support Vector Machine (SVM) proposto em 1979 por Vladimir Vapnik [116],

é um método para classificação de dados lineares e não-lineares [66], fundamentado na

teoria de aprendizado estatístico e ultimamente tem despertado interesse nos pesquisa-

dores de Aprendizado de Máquina. Tem sido aplicado em diversos domínios, tais como

reconhecimento de textos manuscritos, na análise de imagens, categorização de textos e

bioinformática [66, 116]. Além de uma boa precisão, o SVM possui características que

justificam o seu uso, como:

• Boa capacidade de generalização;

• Robustez diante de objetos de dimensões elevadas, como imagens;

• Capacidade de lidar com dados ruidosos;

• Menos propensos a superajuste do que outros métodos;

• Pode ser usado para predição numérica (regressão) e para classificação.

Na classificação de dados linearmente separáveis, o SVM é um hiperplano que separa

um conjunto de exemplos positivos de um conjunto de exemplos negativos com uma

margem máxima. A margem é definida pela distância do hiperplano para o exemplo mais

próximo entre os exemplos positivos e negativos [116]. A Figura 2.5 ilustra um hiperplano

ótimo, ou seja com a máxima margem de separação maximum marginal hyperplane,

sendo a que oferece a maior separação entre as classes e que deve proporcionar maior

acurácia na generalização. Neste exemplo os dados são linearmente separáveis porque

uma linha reta pode ser desenhada para separar todos os exemplos das classes [66].

Resumidamente o processo de classificação de um SVM pode ser descrito da seguinte

maneira. Dados duas classes C1 e C2 e conjunto de pontos que pertencem a essas classes

um SVM determina um hiperplano, em outras palavras, "um limite de decisão"que separa

os pontos de forma a colocar o maior número de pontos da mesma classe do mesmo lado,

enquanto maximiza a distância de cada classe a esse hiperplano [66]. "O hiperplano criado

pelo SVM é determinado por um subconjunto de pontos das duas classes chamados de

vetores de suporte" 6. Após ter sido treinado, um SVM está apto a avaliar a entrada de

novos exemplos em relação ao hiperplano divisor e classificá-los em uma das duas classes.
6https://www.maxwell.vrac.puc-rio.br/9191/9191_3.PDF (tese)
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Figura 2.5: O hiperplano ótimo - SVM.
Fonte: [146]

Em se tratando da classificação de dados não-linearmente separáveis, realiza-se um

mapeamento não linear para transformar as instâncias de treinamento para outra dimen-

são, onde essas instâncias são alteradas para poderem ser linearmente separáveis por um

hiperplano [66, 79, 83].

Emprega-se a função de kernel para a não-linearização do SVM que contribui para a

eficiência do algoritmo, uma vez que possibilita a construção de hiperplanos simples em

um espaço de alta dimensão e de forma tratável do ponto de vista computacional [83]. Os

principais kernels são:

• O kernel Polynomial [66, 83];

• O Pearson VII function-based universal kernel (Puk) [159, 79];

• O kernel Radial Basis Function (RBF) [66, 83].

2.6.8 Algoritmos de Classificação: k-Nearest Neighbor (k-NN)

O classificador k-Nearest Neighbor (k-NN) é um algoritmo de aprendizado supervisio-

nado do tipo lazy, que significa "preguiçoso", porque diferente dos outros algoritmos de

classificação, o k -NN não constrói um modelo de classificação durante o treinamento, ele

armazena as instâncias de treinamento e quando recebe as novas instâncias (instâncias
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de teste) então executa a classificação da instância desconhecida. Devido a esse pro-

cesso, o k -NN é considerado caro computacionalmente e exige técnicas de armazenamento

eficientes [66].

O k -NN implementa o aprendizado baseado em instâncias (instance based-learning),

ou seja, a classificação de um novo exemplar cuja classe é desconhecida se dá pela compa-

ração desse exemplar com aqueles que já tem a classe conhecida [35], que são os vizinhos

mais próximos, isto é mais semelhantes.

Um novo exemplar é classificado pela "votação da maioria" dos vizinhos mais próximos

no conjunto de treinamento armazenado [35]. O valor k que define os vizinhos mais

próximos é um parâmetro de entrada informado pelo usuário. Considere um conjunto de

atributos com as classes predefinidas, ou seja, um conjunto de dados de treinamento, um

valor k e um novo exemplar a ser classificado. O k-NN executa os seguintes passos [60]:

• Calcula a distância do novo exemplar a cada um dos registros existentes no conjunto

de treinamento;

• Identifica os k registros do conjunto de treinamento que apresentaram a menor

distância em relação ao novo exemplar, isto é, os mais similares;

• Determina a classe mais frequente entre os k registros identificados no passo anterior.

Para determinar os vizinhos mais próximos o algoritmo usa métricas de distância que

são utilizadas para medir similaridade ou dissimilaridade. As distâncias mais utilizadas

são: (i) Euclidiana baseada no teorema de Pitágoras que afirma que a soma dos quadrados

dos catetos é igual ao quadrado da hipotenusa e (ii) distância de Manhattan também

conhecida por city-block, taxicab e rectilinear. [35, 60].

A seleção do parâmetro k deve ser efetuada com cautela, uma vez que um k pequeno

pode levar o algoritmo a uma alta sensibilidade a ruídos e a seleção de um k grande pode

aumentar a diversidade de classes incluídas no conjunto de k exemplares escolhidos para

o cômputo da classe mais frequente [35].

2.7 Ferramentas para Mineração de dados

Esta seção apresenta algumas ferramentas desenvolvidas com a finalidade de facilitar o

uso de DM por profissionais de outras áreas [20].
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Clementine:7 é uma ferramenta proprietária, lider de mercado, desenvolvida pela

SPSS e além de outras facilidades suporta o processo CRISP-DM [20].

SAS Enterprise Miner Suite: é uma ferramenta proprietária bem conhecida de-

senvolvida pela empresa SAS 8. Possui diversos recursos, entre eles integração de código

aberto com o R e módulos para trabalhar em todas as etapas do processo de DM [20].

Pimiento:9 Ferramenta open source para mineração de textos [20].

SAS Text Miner:10 ferramenta para mineração de texto, desenvolvida pela empresa

SAAS [20].

Oracle Data Mining (ODM) e IBM Intelligent Miner: desenvolvidas pelas

respectivas empresas (Oracle e IBM) para serem usadas em seus banco de dados: Oracle

e DB2.

KNIME: é uma ferramenta de código open source, licença GPL, que implementa o

paradigma de pipelining de dados. Possui um ambiente intuitivo e fácil de usar e realiza

mineração de grandes volumes de dados.

Statistical Package for the Social Sciences - SPSS: software usado para análises

estatísticas que pode ser usado para mineração de dados e de textos. Os dados são defini-

dos em forma de planilha Excel (xls), Access e outros. Necessita-se declarar cada variável

usada, tipo de dados (número, strings), tamanho da variável, entre outras informações. O

SPSS possibilita a realização de análise estatística, geração de gráficos, regressão linear,

transformação de variáveis, geração de quartis, entre outras atividades [141].

RapidMiner:ferramenta desenvolvida pela empresa que leva o mesmo nome. Permite

a aplicação de diversas técnicas para DM e mineração de textos. Fornece um ambiente

integrado para preparação dos dados, possui interface gráfica que trabalha com diversos

operadores para realizar a descoberta do conhecimento.

Waikato Environment for Knowledge Analysis - WEKA: esta ferramenta foi

desenvolvida pela Universidade de Waikato, na Nova Zelândia, na linguagem Java, multi-

plataforma e é distribuída através de licença GNU - GPL, e pode ser obtida por download

direto do site da universidade 11. A ferramenta possui técnicas para pré-processamento

de dados, classificação, regressão, regras de associação e visualização [164].
7https://mineracaodedados.wordpress.com/tag/spss-clementine/
8https://www.sas.com/en_us/software/enterprise-miner.html
9http://erabaki.ehu.es/jjga/pimiento

10http://www.sas.com/en_us/software/analytics/text-miner.html
11https://www.cs.waikato.ac.nz/ml/weka/downloading.html
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Ela possui o ambiente Weka Experiment Environment (WEE) propício para comparar

o desempenho de vários vários algoritmos de mineração de dados. O WEE possui três

formas de estratificação da base de dados, sendo: (i) Cross-validation, (ii) Train/Test

Percentage Split (data randomized) e (iii) Train/Test Percentage Split (order preserved).

O Weka Explorer (WE) é outro ambiente da ferramenta que permite executar um al-

goritmo por vez, assim sendo o resultado do experimento representa a acurácia de uma

rodada do algoritmo. Ele disponibiliza quatro opções de estratificação da base de dados:

use training set, supplied test set, cross-validation e percentage split [87, 166]. A compa-

ração dos resultados é realizada de forma automática no ambiente WEE, e no WE não é

possível se realizar de forma automática.

O formato de arquivo usado pela WEKA é Attribute Ralation File Format - ARFF,

com duas seções. Na primeira estão as informações de cabeçalho (header) onde estão

incluídos o nome da relação e os atributos com os seus respectivos dados. A segunda

seção inicia com a expressão @data e contém todos os dados que são compostos por

todas as instâncias e seus atributos, que devem ser separados por vírgula e cada linha

deve corresponder a um registro. O simbolo % é usado para comentários. A Figura 2.6

representa o formato do arquivo utilizado pelo WEKA.

Arquivos do tipo ARFF aceitam dados do tipo: nominal (lista de possíveis valores

entre chaves e separados por vírgulas), numérico (real ou inteiro), string (usado para

mineração de texto) e data que deve estar entre aspas ("yyyy-MM-dd HH:mm:ss"). O

arquivo ARFF pode ser lido pela ferramenta ou através de uma consulta ao banco de

dados [141].

Figura 2.6: Formato de arquivo do WEKA

Fonte: Elaborado pelo autor
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Em Hall et al. [62] a ferramenta WEKA é apresentada detalhadamente. Na avaliação

realizada por Viterbo et al. [164], mostra-se que WEKA é uma das ferramentas mais

utilizadas em cursos de graduação e pós-graduação no Brasil mesmo não tendo uma boa

avaliação pelos estudantes no quesito usabilidade.

2.8 Considerações Finais

Este capítulo apresentou os principais conceitos de EaD, a definição de evasão escolar

adotada nesta investigação, os AVA e seus recursos de interação e comunicação e, discutiu

também sobre interação, participação e mediação no AVA, trazendo a compreensão da

viabilidade de avaliar o processo de ensino aprendizagem através das interações estudante-

computador com base nos logs disponíveis no AVA, bem como de predizer se o aluno vai

permanecer ou não no curso.

O capítulo ainda abordou os conceitos de Data Mining e Educacional Data Mining,

metodologias para construção e avaliação de modelo preditivos. Além de mostrar os

principais conceitos, possibilitou identificar por meio das áreas de EDM apresentadas,

que a presente investigação se enquadra na primeira área, predição de insucesso escolar

a partir de modelagem do estudante. Também foram apresentados os conceitos de me-

didas de avaliação como acurácia e F-Measure e sobre os algoritmos de classificação de

diferentes paradigmas para a tarefa preditiva: Naïve Bayes, Árvore de Decisão, Random

Forest, Máquina de vetor de Suporte (SVM) e k-Nearest Neighbor (k-NN), os quais foram

selecionados para elaboração do modelo de predição de evasão na EaD neste trabalho.



Capítulo 3

Metodologia

Este capítulo aborda a metodologia que orienta as ações desta investigação voltadas à

predição do estudante com risco de evasão.

3.1 Metodologia da pesquisa

Para alcançar os objetivos da presente pesquisa foram executadas etapas e atividades para

a elaboração da proposta do modelo conceitual de predição, que foi treinado e testado com

dados reais de um curso semipresencial de graduação da área da computação, ofertado na

modalidade a distância, por meio do programa Universidade Aberta do Brasil, em vários

municípios do Estado de Mato Grosso. As atividades foram agrupadas por etapas.

• Primeira etapa: inicialmente definiu-se o tema de pesquisa, e duas atividades

foram desenvolvidas: (i) Formulação do problema apresentada no capítulo 1,

onde se especificaram os objetivos da pesquisa, se identificaram os requisitos do

problema e os dados necessários para aplicar a mineração de dados educacionais;

(ii) Revisão da literatura apresentada nos capítulos 2 e 4 onde foram estudados

os referenciais teóricos que foram utilizados neste trabalho em relação à educação a

distância, evasão e à fundamentação teórica de mineração de dados educacionais e

trabalhos relacionados.

• Segunda etapa: selecionaram-se as bases de dados a serem usadas para atender

o objetivo da presente pesquisa. Definidas as fontes de dados, executaram-se as

seguintes atividades: (i) Coleta de dados: nesta fase os dados foram coletados,

tratados e explorados, correspondendo à fase inicial do processo KDD descrita na
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seção 2.4. Os dados foram extraídos do Moodle, sistema de gestão acadêmica e

sistema de gestão de processos seletivos do IFMT.

Os dados utilizados neste estudo experimental foram obtidos através de uma soli-

citação formal à Diretoria de Ensino do Instituto Federal de Educação, Ciência e

Tecnologia do Mato Grosso - IFMT, campus Cuiabá Cel. Octayde Jorge da Silva.

Nesta solicitação foi firmado o compromisso de se manter a privacidade dos alunos,

por isso, não foi necessário solicitar permissão de acesso aos dados para os alunos,

uma vez que estes não seriam identificados publicamente.

A partir da autorização dada pela Diretoria de ensino, a Diretoria de Gestão de

Tecnologia e Informação (DGTI) forneceu acesso Moodle com permissão de admi-

nistrador, para obtenção dos logs e acesso ao relatório de notas. O responsável pela

gestão dos processos seletivos da instituição disponibilizou cópia das respostas dos

questionários socioeconômicos dos candidatos inscritos para a seleção de 2012/2,

2013/2 e 2014/1.

Identificou-se que os dados originais eram relevantes, porém não estavam no formato

adequado para se aplicar as técnicas de mineração de dados. Portanto, esta fase

compreendeu uma análise minuciosa dos dados para possibilitar seu tratamento e

consequentemente a aplicação das técnicas de mineração de dados, que está descrita

no capítulo 5. A partir da seleção dos dados e considerando a heterogeneidade

dos mesmos, criaram-se três bases de dados: Conjunto A fonte Moodle, conjunto B

extraído do sistema de gestão acadêmico, e conjunto C obtido do sistema de processo

seletivo.

• Terceira etapa: foram aplicadas as técnicas de mineração de dados, realizando-

se experimentos com os conjuntos de dados, em duas atividades: (i)Análises dos

resultados observando o desempenho das técnicas de classificação com base nas

métricas acurácia e F-Measure, obtidos. O modelo de predição foi desenvolvido e

testado com dados futuros. Tais procedimentos são apresentados nos capítulos 5 e

6; (ii) Relatório de resultados mostrando as conclusões obtidas, limitações da

pesquisa e trabalhos futuros apresentados no capítulo 7.

3.2 Locus da pesquisa

A pesquisa foi desenvolvida no âmbito do Instituto Federal de Ciência e Tecnologia do

Mato Grosso (IFMT), Campus Cuiabá Cel. Octayde Jorge da Silva. Atualmente o IFMT
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possui 19 Campi localizados em vários municípios do Estado de Mato Grosso. O Campus

Cuiabá Cel. Octayde Jorge da Silva é o mais antigo, com 109 anos. O IFMT integra a

rede federal de educação profissional, científica e tecnológica, oferecendo cursos de nível

médio integrado, pós-médio (técnico subsequente), graduação e pós-graduação. Os cursos

ofertados pelo Campus Cuiabá Cel. Octayde Jorge da Silva são apresentados na Figura

3.1.

Figura 3.1: Cursos, níveis e modalidades de ensino IFMT - Campus Cuiabá.
Fonte: Elaborada pela autora a partir dos dados do site institucional do IFMT -

Campus Cuiabá Cel.Octayde Jorge da Silva - http://www.cba.ifmt.edu.br

Para alcançar as metas do Plano Nacional de Educação (PNE), o governo federal

tem incentivado EaD com o objetivo de expandir o ensino superior em áreas consideradas

importantes para o país e também com o intuito de diminuir as desigualdades de acesso

ao ensino superior. Para tanto, criou, em 2005, a “Universidade Aberta do Brasil (UAB)”

de modo a gerar a “possibilidade de democratizar, expandir e interiorizar o ensino público

e gratuito no País” [160, 161].

A UAB começou como um projeto do Ministério da Educação em 2005, cujo objetivo

principal é “articular e integrar um sistema nacional de educação superior a distância, em

caráter experimental, visando sistematizar ações, programas, projetos, atividades perten-

centes às políticas voltadas para a ampliação e interiorização de oferta do ensino superior

gratuito e de qualidade no Brasil” [171].

Em 08 de junho de 2006, por meio do Decreto presidencial 5.800, 10 anos após o
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reconhecimento da EaD no Brasil na LDB - Lei nº 9.394/1996, foi instituído o Sistema

Universidade Aberta do Brasil. O Art.1º do decreto estabelece como objetivo funda-

mental da UAB “oferecer, prioritariamente, cursos de licenciatura e de formação inicial e

continuada de professores da educação básica”.

A UAB é estabelecida com base na cooperação entre as três esferas públicas: muni-

cipal, estadual e federal. As esferas estadual e municipal são responsáveis pela instalação

do polo presencial que é exigido por lei para a obtenção da certificação oficial de propos-

tas de graduação em modelos de EaD. O polo presencial é definido no Decreto 5.622, de

2005, art.12, X, como “a unidade operacional, no país ou no exterior, para o desenvolvi-

mento descentralizado de atividades pedagógicas e administrativas relativas aos cursos e

programas ofertados a distância”.

A esfera federal por meios das Instituições de Ensino Superior (IES) públicas cons-

tituídas pelas Universidades Federais, Universidades Estaduais e Institutos Federais de

Educação Tecnológica são responsáveis pela elaboração do projeto pedagógico do curso,

pela gestão acadêmica-pedagógica e administrativa e certificação dos alunos [161].

O Sistema UAB tem uma estrutura com vários atores para a integração e cooperação

das três esferas. Esses atores são responsáveis por organizar e gerenciar o processo de

ensino-aprendizagem e são apresentados na Figura 3.2.

Figura 3.2: Estrutura do Sistema UAB
Fonte: [161]

Os mantenedores são as esferas estaduais e municipais que respondem pela infraes-

trutura dos polos. O coordenador UAB nas IES representa as IES junto à CAPES que

é o órgão de fomento da UAB. O coordenador de polo é responsável pela gestão aca-

dêmica e administrativa do polo, e os coordenadores de curso respondem pela execução

acadêmica dos cursos UAB, enquanto que os professores conteudistas são responsáveis
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pela elaboração dos conteúdos e materiais didáticos do curso, e recebem apoio da equipe

multidisciplinar das IES para execução das suas atividades. O coordenador de tutoria

tem a função de auxiliar o coordenador do curso e acompanhar os tutores presencias e a

distância que são os mediadores do processo ensino-aprendizagem auxiliando os discentes

em suas atividades [161].

Em 2007 o IFMT, Campus Cuiabá Cel. Octayde Jorge da Silva aderiu ao programa

Universidade Aberta do Brasil (UAB) e passou a oferecer cursos de graduação a distância

nos municípios de Juara, Primavera do Leste e Pontes e Lacerda no estado de Mato Grosso

e no município de Coromandel (MG).

Além do objetivo fundamental da UAB, que é oferecer cursos de licenciatura e forma-

ção inicial de professores, o Art.1º inciso III permite a UAB oferecer cursos superiores nas

diferentes áreas do conhecimento. Desta forma, o Campus Cuiabá Cel. Octayde Jorge da

Silva se propôs a oferecer o curso de Tecnologia em Sistemas para Internet (TSI). Foram

utilizados dados deste curso para o desenvolvimento deste trabalho do modelo conceitual

de predição de evasão na EaD.

Atualmente o Campus Cuiabá Cel. Octayde Jorge da Silva oferece curso de graduação

TSI na modalidade EaD em 20 municípios do estado de Mato Grosso e 02 (duas) pós-

graduações (Design Instrucional de cursos a distância e Redes e Computação Distribuída)

em 11 municípios do estado. Apesar da excelência na formação e da concorrência por

vagas nos cursos ofertados, o IFMT sofre com problema da evasão escolar, tanto nos

cursos presenciais como no curso ofertado a distância.

Na primeira etapa desta pesquisa, identificou-se o problema da evasão nos cursos EaD,

mediante uma análise rápida dos relatórios estatísticos gerados no sistema de gestão aca-

dêmica. A Tabela 3.1 apresenta os dados referentes a: (i) ano de ingresso que corresponde

ao período letivo inicial do estudante no curso; (iii) total alunos ingressantes, ou seja, o

total de estudantes matriculados no período letivo inicial; (iii) total de egressos, refere-se

a quantidade de estudantes que concluíram o curso. Por exemplo: dos 239 estudantes

que ingressaram em 2007/2 apenas 47 estudantes concluíram o curso; (iv) total evasão,

representa a quantidade de estudantes que abandonaram o curso e, (v) matriculados,

são estudantes que a situação da matricula consta no sistema de gestão acadêmico como

matriculados. Destes estudantes, alguns poderão concluir o curso e outros falta atualizar

a situação da matricula para evasão.
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Tabela 3.1: Totais de ingressantes, egressos e evasão - curso: TSI

Ano de

Ingresso

Total

Ingressantes

Total

Egressos

Total

Evasão

Total

Matriculados

2007/2 239 47 186 6

2008/2 122 26 93 2

2009/1 211 45 158 8

2009/2 100 12 84 4

2010/1 27 8 19 0

2012/2 412 66 297 49

2013/2 386 51 290 45

2014/1 443 51 317 75

Foi observado também que a referida instituição não dispõe de ferramentas computaci-

onais para auxiliar os professores, tutores e coordenadores dos cursos EaD para identificar,

de forma precoce, os estudantes propensos à evasão. Todo o processo de acompanhamento

dos estudantes é feito de forma manual. As altas taxas de evasão trazem preocupações

para os gestores que buscam soluções mais eficientes para minimizar o número de estu-

dantes que abandonam o curso.



Capítulo 4

Revisão Sistemática e Trabalhos relacio-
nados

Este capítulo descreve a síntese relativa à pesquisa bibliográfica desenvolvida para a ela-

boração deste estudo com o objetivo de identificar as possibilidades de proposições sobre

a utilização da mineração de dados, objeto deste estudo, na perspectiva de um modelo

conceitual para predição da evasão escolar de estudantes de um curso superior ofertado

na modalidade a distância utilizando a mineração de dados. O objetivo do levantamento

bibliográfico no contexto de produções científicas nacionais e internacionais foi compreen-

der em que nível se encontram os estudos relativos aos métodos preditivos com capacidade

para identificar estudantes em risco de evasão no ensino superior a distância. Na mesma

perspectiva, este estudo apresenta alguns modelos que versam sobre a evasão escolar no

ensino superior com foco, sobretudo, na realidade brasileira.

4.1 Revisão Sistemática

Na etapa inicial desta pesquisa, buscou identificar e sistematizar estudos que revelem os

fatores que indicam evasão na EaD e as técnicas de mineração de dados que estão sendo

usadas para predição da evasão escolar. Para tanto, foi realizado um levantamento das

publicações sobre evasão na educação superior na modalidade EaD nas seguintes bases de

dados de pesquisa do Portal de Periódicos da Capes, SciElo, Scopus e Google Acadêmico,

selecionando as publicações compreendidas entre 2012 e 2017, pois a intenção é analisar

as publicações mais recentes.

A motivação para escolha das bases de dados foram: (i) Portal de Periódicos da Capes:

por ser "uma biblioteca digital de acesso à informação científica e tecnológica produzida
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em âmbito mundial"[27], que tem por objetivo atender as instituições de ensino, pes-

quisa, planejamento e desenvolvimento tanto pública quanto privada [27]. Permite acesso

gratuito as instituições públicas federais, além de disponibilizar texto completo, base de

dados, banco de teses e dissertações, livros eletrônicos, entre outros [16]; (ii) SciElo é uma

biblioteca virtual, em formato eletrônica de publicações científicas brasileiras e de livre

acesso [112]; (iii) Scopus por ser uma das maiores bases de dados de resumos e citações

indexadas, multidisciplinar voltada para todos os tipos de área do conhecimento [19] e;

(iv) Google Acadêmico é uma ferramenta que permite localizar uma ampla literatura

acadêmica na web, (integra revistas acadêmicas, artigos revisados por pares, livros, dis-

sertações e teses) em periódicos e outras fontes especializadas e com acesso gratuito, ou

seja, a base dados não é indexada [67].

A revisão sistemática foi realizada com base em Sampaio [128] que segundo ele é uma

forma de pesquisa que utiliza como fonte de dados a literatura sobre um determinado

tema. A revisão sistemática deve ser metódica, explicita e passível de reprodução [128].

A Figura 4.1 apresenta as etapas que foram seguidas para a elaboração da revisão

sistemática.

Figura 4.1: Etapas da revisão sistemática.
Fonte: Elaborada pela autora

Formulada a pergunta que norteia este trabalho, apresentada na Seção 1.1, definiu-

se como critérios de inclusão os estudos sobre a temática evasão escolar na educação

a distância que utiliza técnicas de mineração de dados, no idioma português ou inglês,

publicados entre 2012-2017. E os critérios de exclusão desconsideraram os estudos fora

do período definido, estudos duplicados, em idiomas diferentes de inglês ou português e
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que tratavam da evasão na educação presencial [34].

Para a etapa de localização dos estudos, as bases de dados foram configuradas para

localizar os descritores em qualquer lugar do texto, considerando todo tipo de materi-

ais (artigos, livros, dissertações, teses etc.) incluindo patentes e citações com limitação

temporal. Os descritores foram formulados como, “Evasão” + “Educação a distância” +

“mineração de dados” e em inglês: "Evasion"+ "Distance education"+ "data mining".

O fato dos descritores estarem entre aspas (“”) na pesquisa, faz com que os motores de

buscas restrinjam a pesquisa para que o resultado traga somente essas palavras juntas

e na ordem em que foram consultadas. Dessa maneira, foram obtidos aproximadamente

168 resultados, após a aplicação dos critérios de inclusão e exclusão [34].

Na seleção dos estudos, foi observado o título do trabalho, palavras-chave e leitura

do resumo. No final, considerando as palavras-chave e as bases de dados supracitadas,

foram selecionados para esta pesquisa os trabalhos conforme mostrado na Tabela 4.1. Em

seguida foi realizada a fase de avaliação crítica e, por fim, a coleta dos dados conforme

estabelecido no protocolo de pesquisa [34].

Tabela 4.1: Trabalhos selecionados para a pesquisa
Tipo de

Publicação

Estudos

encontrados

Estudos

selecionados

Data da

pesquisa

Artigos acadêmicos 146 20 Fev/2017

Dissertações 18 03 Fev/2017

Teses 04 02 Fev/2017

Na etapa de análise e apresentação dos dados, os estudos selecionados foram agrupados

com base na semelhança para apresentação descritiva, gráfica e numérica dos trabalhos

para os quais foi realizada a interpretação dos resultados. Finalmente, após a execução de

todos os passos anteriores, procurou-se aprimorar a pesquisa e atualizar os dados coletados

da revisão [34].

4.2 Trabalhos Relacionados

A evasão escolar consiste em um conceito multifacetado. Refere-se a uma terminologia

que carece ser tratada com cautela, posto que a mesma remete ao aluno a responsabi-

lidade pela não permanência no curso, contudo, muitos são os fatores que contribuem
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para que um estudante abandone o curso [34]. A não permanência do estudante no en-

sino superior se deve a inúmeros fatores que vão desde a falta de condições materiais de

subsistência, dificuldade de aprendizagem, não identificação com o curso, dificuldades de

relacionamento com os pares e/ou professores, baixa autoestima dentre outras motivações

que estão sistematizadas no trabalho de Silva [34].

Este estudo irá considerar como evasão a não permanência do estudante no curso e,

para a compreensão das razões para a não permanência, irá propor o uso de um modelo

conceitual de predição. Neste sentido, parte considerável das referências bibliográficas

pesquisadas, no Brasil, evidencia as razões que mais contribuem para a ocorrência da

evasão escolar nas instituições e cursos relativos ao ensino superior. Os estudos mais pro-

eminentes que refletem de forma mais compreensiva o cenário do ensino superior brasileiro

com foco na evasão escolar na EaD, selecionados com base na revisão da literatura, são

descritos a seguir:

O estudo de Mezzari (2012) [97] investigou a partir de referências de outros traba-

lhos sobre evasão na EaD os motivos de evasão. O estudo e a pesquisa realizada por

ela tiveram como objetivo diagnosticar as causas da evasão e identificar indicadores que

possibilitassem detectar precocemente situações que favorecem a evasão. A partir das

referências pesquisadas encontrou diversos fatores, sendo o mais preponderante a falta

de tempo, seguido por problemas de saúde, problemas tecnológicos, organização pessoal

e outros fatores, que foram apontados como: outro curso, falta de interesse, excesso de

conteúdo, dificuldade de interação com o tutor, falta de adaptação à EaD, apresentação

do conteúdo e problemas administrativos.

O estudo avaliou a comunicação e interação das comunidades virtuais AVA estratégicas

para descobrir indícios de risco e os fatores relevantes que levam à evasão de estudantes

da EaD. Foram analisados dados referentes à participação de 230 estudantes em recursos

de interação e comunicação (fórum) do AVA. Como estratégias para diminuir a evasão,

Mezzari sugere a conscientização do estudante em relação às demandas do curso, auto-

organização em relação ao uso do tempo, capacitar os professores, estimular a interação

entre os participantes. Utilizar as estratégias para detectar o estudante prestes a evadir

sugerem um processo de acompanhamento contínuo e permanente do estudante [97].

Em sua investigação, Fiuza (2012) [54] aponta que o contexto da EaD tem sido tema

de muitos estudos nas últimas décadas, e recentemente pesquisas revelam a preocupação

com as causas da evasão no ensino superior, particularmente na EaD, o que tem gerado

muitas discussões. A pesquisa traz a revisão e compilação de estudos sobre a evasão
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e persistência no Brasil e no mundo. Os resultados da revisão apresentam, direta e

indiretamente, diversos fatores elencados pelos pesquisadores como motivadores para a

evasão dos estudantes de cursos EaD.

Os fatores apontados pelos estudos são classificados em diversas categorias, que vão

desde fatores endógenos e exógenos relacionados aos estudantes a fatores relacionados à

instituição e aos docentes. No entanto, para Fiuza [54], a literatura não é coerente com os

principais fatores, uma vez que alguns pesquisadores destacam questões relacionadas às

tecnologias, outros salientam os problemas pessoais e fatores de apoio social. Conclui que

são poucas as pesquisas que conseguem abranger os multifatores que favorecem o sucesso

dos estudantes de cursos EaD [54].

Bittencourt e Mercado (2014) [91] investigaram os fatores que influenciaram a eva-

são dos estudantes do curso piloto de Administração a distância da UFAL/UAB. A in-

vestigação se deu por meio de pesquisa de campo quali-quantitativa, realizou pesquisas

bibliográficas, documental e webgráficas. Na sua investigação observaram que são poucas

as pesquisam que investigam os fatores que levam os estudantes a desistirem de um curso

na modalidade EaD. Segundo eles, muitos trabalhos fazem referência às causas internas

e outros a causas externas. As causas internas ou endógenas estão diretamente ligadas

ao estudante quando está na instituição de ensino, e as externas ou exógenas diretamente

ligadas ao estudante antes de ingressarem na universidade.

As causas endógenas da evasão englobam: atitude comportamental, motivos institu-

cionais e requisito didático-pedagógico. As causas exógenas são fatores socioeconômicos,

vocação pessoal, características individuais e conjecturais. As categorias das causas endó-

genas e exógenas subdividem em diversas categorias. Os autores entendem que as causas

endógenas podem ser evitadas pela instituição de ensino para minimizar as altas taxas da

evasão, enquanto nas causas exógenas a universidade não tem poder sobre o estudante,

mas podem trabalhar essas causas com eles para identificar possíveis riscos de evasão.

As categorias e subcategorias das causas endógenas e exógenas serviram de modelo

para a pesquisa de Bittencourt e Mercado (2014). Então, concluíram que: “as causas de

evasão envolvem uma série de variáveis complexas que tornam muito difíceis de explicarem

o porquê de o aluno evadir de um curso” [91] e, no estudo realizado, evidenciou que os

fatores da evasão são maiores devido às causas endógenas (57%) do que nas exógenas

(43%) [91].

Schlemmer e Maurício (2014), [93] em sua pesquisa intitulada "Educação a distância:

as causas da evasão, os não lugares e suas manifestações", buscaram identificar os fatores
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que contribuem para a evasão na EaD. Analisaram estudos publicados entre 2000 a 2011

e 14 produções foram selecionadas considerando o foco do estudo. Nesses estudos veri-

ficaram 296 motivos de abandono de estudantes do curso de Pedagogia em EaD, dentre

eles o principal fator é a falta de tempo.

Em sua investigação [93] apontam os fatores que indicam evasão na EaD encontrados

nas pesquisas de Favero (2006), Neves (2006), Ramminger (2006), Saraiva et al. (2006),

Almeida (2007) e Almeida (2008), Comarella (2009), Pacheco (2007) e Pacheco (2010),

Sanchez (2011), Sande e Costa (2011), Sihler e Ferreira (2011), Casarin (2011). Essas

pesquisas apresentam diversos motivos que influenciam estudantes de cursos em EaD a

desistirem dos estudos. A pesquisa de Comarella (2009) revela que a taxa de evasão

dos estudantes matriculados no início do curso varia de 25% a 70%. Entende-se que tal

acontecimento é devido ao fato que o estudante ainda está se adaptando a esta modalidade

de ensino [93]. Em outro estudo, Schlemmer (2016) [144], apresenta os motivadores de

evasão com base na pesquisa de Vitelli (2013), aponta alguns motivadores de evasão, tais

como, fatores sociais, econômicos, de desempenho acadêmico e de escolha. E como base

nos estudos de Fiuza (2012),Vitelli (2013) e Mezzari (2013) [144] classificam os variados

motivos que levam os estudantes a abandonarem o curso em fatores institucionais, pessoais

e de infraestrutura.

Ramos (2014) [126] realizou uma revisão da literatura internacional na base de dados

da Scopus, compreendendo o período de 2007-2013 sobre evasão e persistência em cursos

superiores a distância. Como referencial teórico ela adotou o Modelo de Composição de

Rovai (2003). Para identificar as razões que influenciam um estudante a abandonar ou

persistir no curso, esse modelo atenta para as características do estudante, suas habilidades

e a relação entre os fatores endógenos e exógenos antes e depois do estudante ingressar

na universidade.

A partir da análise de 19 estudos selecionados, Ramos [126] identificou duas novas di-

mensões não contempladas por Rovai, sendo elas: Gestão do Curso e Gestão Universitária.

Além disso detectou alguns fatores indicativos de evasão e persistências encontrados nos

estudos que não estavam contemplados pelo modelo, e ampliou o Modelo de Composição

de Rovai, como mostrado na Figura 4.2.

Com base nas dimensões 4, 5 e 6, os fatores foram classificados nos seguintes níveis

de responsabilização e intervenção: (i) micro: ocupa-se das questões ligadas às intera-

ções entre os envolvidos no processo de ensino aprendizagem; (ii) meso: esse nível trata

do projeto pedagógico, da gestão acadêmica e da organização e a execução do curso.
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Figura 4.2: Modelo de Rovai atualizado
Fonte: [126]

Identificou-se uma tendência de aplicação de DM para pesquisar a ocorrência de evasão

e persistência. e (iii) macro: esse nível representa as preocupações sobre o papel que a

instituição de ensino superior tem assumido frente à evasão. As dimensões 1, 2 e 3 não

foram consideradas na classificação pelo fato de que elas não dependem diretamente de

ações institucionais. A Figura 4.3 apresenta os fatores de evasão agrupadas por níveis do

sistema educativo.

Almeida, Abbad e Meneses (2013) [42] investigaram os fatores que influenciaram a

evasão de 1.113 estudantes em dois cursos a distância oferecidos pelo Centro de Educa-

ção a Distância da Universidade de Brasília. Foi enviado um instrumento de pesquisa

para os estudantes desistentes dos dois cursos. Dos 1.113 estudantes, apenas 228 res-

ponderam o instrumento, dos quais foram utilizadas as respostas de 170 estudantes que

responderam completamente. Com base nas respostas, os motivos que contribuíram para

a evasão foram agrupados em 04 categorias, sendo elas: (a) fatores situacionais; (b) falta

de apoio acadêmico; (c) problemas com a tecnologia; e (d) falta de apoio administrativo.

Além dessas categorias, [42] apresenta outros fatores identificados com base nos estudos

investigados, são eles: a falta de habilidades do estudante ao fazer uso das ferramentas

eletrônicas disponibilizadas, incapacidade de organizar o tempo de estudo e autodisci-

plina, e ainda: problemas relacionados ao tutor como desempenho, falta de feedback, falta

de conhecimento ou inabilidade para transmiti-los.
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Figura 4.3: Fatores evasão agrupados por níveis do sistema educativo
Fonte: [126]

4.2.1 Fatores indicativos da evasão escolar na EaD

A evasão é um problema recorrente, seja na modalidade presencial ou a distância, educação

básica ou superior, é uma realidade frequente na educação e tem sido objeto de pesquisa

tanto nacional quanto internacionalmente. Diversos pesquisadores procuram descobrir os

fatores e soluções para o problema da evasão escolar [153].

A partir da análise dos trabalhos selecionados nesta pesquisa, foi possível identificar

diversos fatores que se tornam reveses para os estudantes concluírem o curso ou disci-

plinas na EaD e, desta forma, identificar os fatores indicativos da evasão na educação a

distância. Tais fatores foram sistematizados em quatro (04) dimensões. A dimensão 1

mostra os fatores relacionados aos estudantes, a dimensão 2, os fatores relacionados às

instituições, a dimensão 3, os fatores relacionados aos docentes/tutores, e a dimensão 4, os

fatores externos. Nas Tabelas 4.2, 4.3, 4.4 e 4.5 apresentam-se estes fatores. Na coluna

Indicativos de evasão das tabelas, estão os fatores extraídos dos trabalhos analisados.

A coluna Freq. - nas tabelas, indica a quantidade de vezes que os fatores indicativos de

evasão foram citados por diferentes autores, os quais estão listados na coluna Autores.

Na Tabela 4.2 abaixo estão sistematizados os fatores indicativos de evasão relaciona-

dos aos estudantes.
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Tabela 4.2: Dimensão 1 - Fatores ligados aos estudantes

Indicativos de evasão Freq. Autores

Fatores sócios demográficos

(sexo, idade, cidadania)
3

Ramos [126]; Kampff [72];

Vitelli [163] apud Schlemmer [144].

Habilidades e experiências anteriores;

Falta de disciplina, autonomia,

apatia, autoconfiança,

comprometimento, imaturidade

9

Fiuza [54] apud Schlemmer [145];

Mezzari [97] apud Schlemmer [145];

Mauricio e Schlemmer [145];

Ramminger [125] apud Maurício e

Schlemmer [145];

Coelho [26] apud Maurício e

Schlemmer [145];

Ramos [126]; Yukselturk [170];

Oliveira [127]; Santos [46].

Pouca ou falta de habilidades

com os recursos computacionais
6

Fiuza [54] apud Schlemmer [145];

Mezzari [97] apud Schlemmer [145];

Ramminger [125], apud Maurício e

Schlemmer [145];

Almeida [2] apud Maurício e

Schlemmer [145];

Santos [46]; Villas Boas [162].

Interação e participação no AVA 7

Queiroga [124]; Silva [150];

Almeida [2] apud Maurício e

Schlemmer [145];

Ramos [126]; Kampff [72];

Queiroga [124]; Silva [150].

Desempenho acadêmico 13

Manhães [88]; Kampff [72];

Brito [39]; Santos [46];

Silva [150];

Vitelli [163] apud Schlemmer [144];

Fiuza [54] apud Schlemmer [144];

Rigo [131]; Figueira [53].

Não adaptação ao método de ensino 2 Campos [21]; Vilas Boas [162] .
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Table 4.2 continuação da página anterior

Indicativos de evasão Freq. Autores

Sentimento de isolamento e frustração 3
Jaques [71]; Neves apud Maurício e

Schlemmer [145]; Ramminger [125] apud

Maurício e Schlemmer [145].

O aluno não se identificou com o

curso, escolha do curso errado
3

Manhães apud Barroso e Falcão [88];

Santos [46]; Villas Boas [162].

Falta de modelo mental para EaD 1
Almeida [2] Apud Maurício e

Schlemmer [145].

Desmotivação 8

Neves [108] apud Maurício e

Schlemmer [145]; Ramminger [125]

apud Maurício e

Schlemmer [145];

Coelho [26] apud Maurício e

Schlemmer [145]; Santos [46];

Ramos [126]; Brito [39];

Villas Boas [162].

Desconhecimento da prática de

aprendizagem EaD, crença de

que os cursos em EaD são mais

fáceis, desconhecimento da

metodologia do curso

3

Almeida [2] apud Maurício e

Schlemmer [145];

Yukselturk[170];

Santos [46].

Sobrecarga de trabalhos 1
Almeida [2] apud Maurício e

Schlemmer [145].
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Table 4.2 continuação da página anterior

Indicativos de evasão Freq. Autores

Falta de tempo 9

Campos [21]; Maurício e

Schlemmer [145];

Ramminger [125] apud Maurício e

Schlemmer [145];

Comarella apud Maurício e

Schlemmer [145];

Pacheco apud Maurício e

Schlemmer [145];

Almeida [2] apud Maurício e

Schlemmer [145];

Santos [46]; Oliveira [127];

Villas Boas [162].

Gestão do processo de aprendizagem 1 Ramos[126]

Olhando para a Tabela 4.2 nota-se que os fatores indicativos de evasão que foram

citados com maior número de vezes nos estudos analisados, podem ser identificados antes,

durante e no final do período, o que possibilita a inferência por técnicas de mineração de

dados.

Ressalta-se ainda na Tabela 4.2 o indicativo: falta de modelo mental para EaD. O

modelo mental segundo Mioranza [103] "é a forma que as pessoas utilizam para represen-

tar o mundo, para ver e interpretar a realidade que as cerca". Schlemmer e Maurício [145]

ressaltam que quando falamos em presença retornamos "aos modelos mentais construídos

ao longo de nossas vidas" e relacionamos essa presença ao estar fisicamente no mesmo

tempo e espaço. Na EaD, presença tem novos sentidos e, segundo [145], a presença que

devemos desejar é a presença relacional, ou seja, "que acontece na relação, nas interações,

sejam elas geograficamente localizadas ou dispersas nos diferentes meios online"[145].

A Tabela 4.3 apresenta os fatores relacionados à instituição identificados durante a

revisão da literatura e sistematizados nesta pesquisa como a dimensão 2.

Na educação a distância, geralmente, as pessoas estão geograficamente distantes e as

relações de aprendizagem acontecem através das interações virtuais que ocorrem de forma

síncronas ou assíncronas. Ainda que o AVA corrobore para romper com a distâncias

espaço-temporais e oportunize a interatividade [37], a falta de interação física aluno-



4.2 Trabalhos Relacionados 64

Tabela 4.3: Dimensão 2: Fatores relacionados à Instituição
Indicativos de evasão Freq. Autores

Ausência de atendimento
individual 1 Jaques [71].

Dificuldades de relacionamento com
colegas ou membros da instituição 4

Manhães apud Barroso e
Falcão [88]; Oliveira [127];
Santos [46]; Villas Boas [162].

Desrespeito aos estilos de aprendizagem dos estudantes 1 Santos [46]

Carga horária do curso 1 Pacheco Apud Maurício e
Schlemmer [145].

Infraestrutura do curso 3
Neves [108] apud Maurício e
Schlemmer [145]; Santos [46];
Villas Boas [162].

Rotatividade de Tutores 1 Almeida [2] apud Maurício e
Schlemmer [145].

Projeto Pedagógico 2 Ramos [126]; Santos [46].
Falta de apoio acadêmico,
falta de apoio administrativo,
falta de apoio organizacional

2 Almeida [2] apud Maurício e
Schlemmer [145]; Ramos [126].

aluno, aluno-professor, uma vez que o estudante não tem com quem conversar a respeito

de suas dificuldades [1], compreende-se que as relações interpessoais são imprescindíveis

ao processo de aprendizagem [108].

Observando os fatores mais citados na Tabela 4.3, é evidente a necessidade de recursos

eficientes de comunicação entre os estudantes e membros da instituição, para que os

mesmos se sintam integrados ao universo acadêmico. Segundo Maturana [92]o vínculo

emocional e afetivo, o sentimento de pertencimento é fundamental para reforçar laços

de confiança entre os alunos e instituição, o que influenciará na decisão de continuar

ou não no curso, além de criar condições favoráveis à aprendizagem. Outra necessidade

que pode ser observada na referida Tabela 4.3 é a infraestrutura do curso e estratégias

institucionais planejadas para atender às exigências educativas dos estudantes online. Os

pesquisadores [14] acreditam que a aprendizagem online e convivência em rede podem ser

facilitadas com ações que envolvem serviços de apoio acadêmico, políticas institucionais

de formação docente e desenvolvimento de “modelos pedagógicos”, implementados por

estratégias de gerenciamento acadêmico, tecnológico e pedagógico.

A Tabela 4.4 mostra a dimensão 3, ou seja, os fatores extraídos dos trabalhos, que

foram sistematizamos, como os fatores relacionados aos docentes.

Destaca-se na Tabela 4.4, a figura do tutor e sua importância em relação à perma-

nência do aluno no curso bem como a necessidade de formação do docente para atuar na
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Tabela 4.4: Dimensão 3 - Fatores ligados aos docentes/tutores
Indicativos de evasão Freq. Autores

Demora no retorno dos tutores 4

Ramminger [125] apud Maurício e
Schlemmer [145]; Almeida apud
Maurício e Schlemmer [145];
Oliveira [127];
Villas Boas [162].

Falta de preparação do professor,
desinteresse do professor 2

Sihler e Ferreira apud
Maurício e Schlemmer [145];
Santos [46].

Material didático inadequado,
ausência de vídeo aulas. 2 Oliveira [127]; Villas Boas [162]

EaD. A pesquisa de [161] apontam-se vários desafios que ainda precisam ser vencidos para

que a qualidade no processo de ensino-aprendizagem da EaD seja largamente reconhecida.

Dentre os principais desafios, além da evasão, o despreparado do estudante para estudar

a distância, a falta de investimento em infraestrutura física e tecnológica, as condições

precárias do trabalho docente que também é relatada por outros pesquisadores como Mill

e Carmo [99] e Kanashiro et al [132].

Tais fatores contribuem para o desinteresse dos professores e tutores. Soma-se ainda a

falta de formação continuada dos docentes e tutores para atuar na EaD e também quan-

tidade de estudantes atendidos pelo tutor. Nesta perspectiva, conclui-se que é essencial

a qualificação e valorização dos recursos humanos envolvidos na EaD, principalmente dos

docentes e tutores [161].

A Tabela 4.5 abaixo apresenta a dimensão 4, que relaciona os fatores externos que

influenciam a evasão na EaD.



4.2 Trabalhos Relacionados 66

Tabela 4.5: Dimensão 4 - fatores externos
Indicativos de evasão Freq. Autores

Problemas familiares e pessoais 5

Ramminger [125] apud Maurício e

Schlemmer [145]; Almeida apud

Maurício e Schlemmer [145];

Santos [46]; Oliveira [127].

Dificuldade para acesso ao

computador e Internet
3

Pacheco apud Maurício e

Schlemmer [145]; Almeida apud

Maurício e Schlemmer [145];

Santos [47].

Falta de apoio familiar 3
Ramos [126]; Santos [46];

Villas Boas [162].

Autoeficácia nas tecnologias online 1 Yukselturk [170]

Questões financeiras 5

Manhães apud Barroso e

Falcão [88]; Ramminger [125] apud

Maurício e Schlemmer [145];

Brito [39]; Figueira [127];

Santos [46]; Villas Boas [162].

Os fatores listados na dimensão 4 são situações que poderão ocorrer na vida do estu-

dante de forma inesperada, por exemplo: problemas familiares e pessoais como: problemas

de saúde do próprio estudante ou na família, perda familiar (morte), divórcios, etc.

Os resultados deste trabalho nos levam a concluir que existem diversos fatores que

influenciam a evasão escolar. Fatores estes que abrangem o comportamento humano e

que podem sofrer alterações ao longo do tempo. A evasão possui razões e princípios que

se encontram ou não no controle das instituições de ensino, dos docentes e até mesmo do

estudante. Entende-se que a evasão é um evento complexo e com múltiplas dimensões que

não se limita apenas ao papel do estudante, ou do professor, ou das tecnologias e AVA.

Envolve projeto pedagógico, desenho do curso, tipo de interações, políticas institucionais,

infraestrutura, entre outras [126].

A tarefa de identificar os fatores que indicam evasão não é trivial. Entende-se que

alguns fatores externos apresentados nas dimensões 1 e 4, tais como, a falta de tempo,

necessidade de trabalhar, problemas familiares são subjetivos e difíceis de mensurar de

forma automática.
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O Censo da EaD 2015/20161 relata que o principal fator indicativo de evasão é a falta

de tempo, o segundo é financeiro, e o terceiro é a escolha do curso errado. Analisando-se os

estudos apresentados, concluímos que os principais fatores para o abandono do curso pelo

aluno são: (i) o baixo desempenho acadêmico, (ii) a falta de tempo, (iii) inexperiência

na EaD (falta de disciplina, autonomia, maturidade etc.), (iv) desmotivação e (v) a falta

de interação e participação no ambiente virtual de aprendizagem [34].

Os resultados preliminares desta revisão sistemática, com a identificação dos fatores e

sistematização destes em dimensões, por si só, já são úteis no apoio a equipes interdisci-

plinares que atuam em educação a distância, e que pretendem discutir a evasão e planejar

soluções para minimizar o impacto desta [34].

4.2.2 Modelos propostos para a predição da evasão escolar

No que se refere à questão dos modelos de predição e análise da evasão escolar, encontra-

mos algumas referências na literatura consultada, com pertinência ao foco de desenvolvi-

mento desta investigação conforme segue:

Rigo et al. (2014) [131] asseguram que é possível construir modelos (sistemas) para

predição de evasão escolar, a partir de diversas fontes de dados, tais como, sistemas de

processos seletivos, sistemas de gestão acadêmica, e AVA. Eles realizaram uma pesquisa

nos cursos de educação permanente em EaD para profissionais da saúde, ofertados pela

Universidade Aberta do Sus (UNA-SUS) com a intenção de explicitar o perfil do estudante

propenso a evasão [31]. Para tanto, utilizou dados de desempenho acadêmico, ou seja,

nota final de 249 estudantes do curso de especialização em Saúde da família da turma de

2013 fornecidos pela Universidade Federal de Ciências da Saúde de Porto Alegre. O mo-

delo de predição foi construído com um conjunto de atributos de 248 instâncias, utilizando

o método de validação cruzada (Cross-validation) com valor de 10 folds. Utilizaram a fer-

ramenta WEKA e o algoritmo J48 (Árvore de Decisão). A pesquisa apresentou o modelo

preditivo, resultante da mineração de dados, que classificou um potencial de evasão dos

alunos com uma acurácia de 97,6% de precisão.

Ciente de fatores críticos como falta de tempo e adaptação ao método de ensino, res-

ponsáveis pela evasão escolar dos estudantes em EaD, Campos et al. (2012), [21] propõem

um agente de recomendações de estudos e de organização de atividades didáticas, cujo

objetivo é guiar o estudante durante suas atividades no AVA. O Agente de Recomendação
1CensoEAD.BR - 2015/2016 23/09/2016 Link: http://abed.org.br/arquivos/Censo_EAD_2015_

POR.pdf
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(AR) tem como premissas: (i) facilitar a organização do tempo de estudo disponível do

estudante considerando as atividades a serem realizadas; (ii) indicar estratégias didáticas

de acordo com o comportamento do estudante no decorrer de suas atividades de apren-

dizagem, mediante proposta pedagógica do curso e os objetivos e metas traçados pelo

professor e (iii) prover ao estudante novas maneiras de monitorar o seu desempenho aca-

dêmico em relação aos colegas do curso. O AR coleta os dados a partir das interações do

estudante no AVA e faz uso de redes Bayesianas para classificar o estilo de aprendizagem

do aluno e determinar uma lista de recomendações de acordo com as suas interações no

AVA.

Em sua pesquisa, Manhães (2012) [88] busca identificar problemas relacionados com

alunos que não conseguem concluir seus cursos de graduação. Para alcançar o objetivo

da investigação ela utiliza a técnica de DM e define três classes distintas de estudantes a

serem pesquisadas: (i) estudantes que concluíram o curso; (ii) estudantes que evadiram

e, (iii) estudantes que permanecem matriculados além do prazo médio para conclusão do

curso. Na pesquisa são avaliados seis algoritmos de mineração de dados que são aplicados

a uma base de dados dos alunos da Universidade Federal do Rio de Janeiro (UFRJ). A base

de dados é composta por 75 atributos acadêmicos selecionados do Sistema Integrado de

Gestão Acadêmica (SIGA) e contempla estudantes de 155 cursos de graduação oferecidos

por 28 unidades da UFRJ. Os seis algoritmos selecionados são os mais utilizados em DM

segundo Wu et al. (2008). Para obter os subconjuntos de treinamento e teste, utilizou-

se o método de validação cruzada com K= 10 implementado na ferramenta WEKA. Os

resultados obtidos são mostrados na Tabela 4.6.

Tabela 4.6: Acurácia dos classificadores para a construção do modelo preditivo
Método Classificador Acurácia

Árvore de decisão J48 (C4.5) 83.0658

Vetor de suporte Support Vector Machine (SVM) 86.3563

Ensemble AdaBoost 70.3585

Estatistico Naive Bayes 80.7116

Árvore de decisão SimpleCart 82.9320

Rede Neurais MultilayerPerceptron 85.2327

A partir desses resultados, apresentam-se os seguintes benefícios diretos da aplicação

DM no contexto educacional: (i) identificar ao longo do curso estudantes mais propensos

à evasão e estudantes com possibilidade de permanecerem matriculados além do prazo
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médio para conclusão do curso, (ii) permitir que a universidade não utilize apenas dados

estatísticos na análise do fenômeno da evasão escolar [88].

Yukselturk et al.(2014) pesquisaram a evasão de 189 estudantes matriculados em um

programa de Certificação em Tecnologia da Informação. Os dados para a construção

do conjunto de atributos a serem minerados foram coletados por meio de questionários.

A partir dos questionários foram selecionados 10 atributos compostos por dados demo-

gráficos. Para construção do modelo preditivo os pesquisadores utilizaram os algoritmos

k-Nearest Neighbour (k-NN), Decision Tree (DT), Naïve Bayes (NB) e Neural Network

(NN). Um algoritmo genético foi desenvolvido para a seleção de características após o

processo de classificação realizada pelos 4 algoritmos. A ferramenta utilizada na pes-

quisa foi o Matrix Laboratory(MATLAB) empregando a validação cruzada com k = 10.

Os resultados apresentaram acurácia de 87% (k-NN), 79.7%(DT), 76.8% (NB) e 73.9%

(NN).

Martinho (2014) desenvolveu um sistema de predição de possíveis estudantes propen-

sos à evasão em cursos superiores, utilizando Rede Neural ARTMAP-Fuzzy, uma rede

neural da família ART (Adaptive Resonance Theory) que possibilitou o aprendizado con-

tinuado do sistema. A fim de treinar e testar a Rede Neural e validar o sistema proposto,

a autora utilizou os dados socioeconômicos e acadêmicos dos estudantes matriculados

nos cursos superiores de tecnologia do Instituto Federal de Ciência e Tecnologia do Mato

Grosso (IFMT). Como resultado, a pesquisadora obteve um índice de acerto do grupo

evasivo atingindo entre 95% e 100% e acerto global superior a 76%, que demonstra a

fidedignidade, a confiabilidade, a precisão, a robustez e a eficiência do sistema neural

ARTMAP-Fuzzy proposto.

Com o objetivo de alertar os professores sobre a situação de estudantes de EaD,

Kampff (2014) [72] desenvolveu um sistema que utiliza técnicas de DM para "identificar

perfis de evasão e mau desempenho de alunos em um contexto de educação a distân-

cia" [72]. A pesquisadora propõe um sistema de alerta para AVA que permite ao pro-

fessor configurá-lo com base em indicadores do AVA e informações geradas a partir da

EDM. O sistema possui um módulo de DM que consulta os dados históricos do estudante

relacionados às disciplinas ou ao curso e geram regras de classificação por meio dos al-

goritmos RuleLearner e DecisionTree implementados na ferramenta RapidMiner 2. Um

outro módulo aplica as regras de classificação geradas pelo módulo de DM sobre os dados

dos alunos e os classifica como evadido, aprovado, reprovado ou sem acesso [72], gerando
2http://rapidminer.com/
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os alertas correspondentes. Para verificar a eficácia deste sistema, aplicou-se o sistema em

dois semestres diferentes considerando os dados de 1550 alunos distribuídos em 20 turmas

de diferentes cursos. Os resultados apontaram índices de aprovação superiores e redução

das taxas de evasão quando comparados com àqueles obtidos nas turmas anteriores [72]

que não utilizaram este sistema.

Brito et al.(2014) [39] percebem o problema da reprovação dos estudantes em perío-

dos iniciais como um fator que influencia a evasão em muitos casos. Os pesquisadores

aplicam técnicas de DM para tentar predizer o desempenho dos estudantes do primeiro

período curso de Ciência da Computação da Universidade Federal da Paraíba (UFPB).

Para tanto, usaram um conjunto de dados reais dos estudantes entre os anos de 2006 e

2013 que consiste das notas de ingresso no vestibular e de disciplinas do primeiro período

do curso. O conjunto de atributos possuía 300 instâncias e as classes definidas como A

(aprovados em todas as disciplinas) e B (reprovados em pelo menos 01 disciplina, nota

inferior a 5,0 ou por falta). Os algoritmos utilizados para a construção do modelo de

predição foram: Naïve Bayes (NB), IBk, SMO, Random Forest (RF) e Multilayer Per-

ceptron (MP). Para cada um deles, com exceção do Naïve Bayes, foram realizadas ajustes

de parâmetros (três variações). Utilizou-se a validação cruzada (cross-validation) com 10

folds e a ferramenta WEKA. Os resultados apresentaram uma precisão de 71,67% (RF),

75% (NB), 73,33% (IBk), 74,67% (SMO) e 73,55% (MP). Conclui-se, com base nos resul-

tados, que é possível predizer o desempenho de estudantes que pode servir de base para

o planejamento de estratégias e políticas para reduzir as reprovações e consequentemente

as taxas de evasão [39].

Tendo a percepção semelhante a de Brito [39], de que o desempenho acadêmico in-

fluencia na decisão do estudante de continuar ou não no curso, Santos (2014) [47] busca

identificar precocemente estudantes de graduação em EaD com risco de evasão por meio de

técnicas de DM conhecidas como Árvores de decisão. Primeiramente procura identificar

as disciplinas que mais influenciam na evasão e posteriormente as utiliza para predizer o

desempenho do estudante em um AVA. Na referida pesquisa, Santos (2014) utilizou duas

fontes de dados, sendo, dados extraídos do sistema de gestão acadêmica (SCA) (média

finais das disciplinas do período) e notas parciais das disciplinas ao longo das semanas

extraídas do Moodle. O conjunto de atributos do Moodle é utilizado para prever o de-

sempenho final do estudante (aprovado ou reprovado) e o conjunto de atributos do SCA

para predizer o risco de evasão no final do período letivo. O critério utilizado para medir

a precisão do classificador foi a acurácia. A ferramenta selecionada foi WEKA e fo-

ram aplicadas as seguintes estratégias de seleção de atributos nos conjuntos de atributos:
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SymmetricalUncertAttributeEval, CfsSubsetEval, ChiSquaredAttributeEval, FilteredAttri-

buteEval, FilteredSubsetEval e InfoGainAttributeEval. O método utilizado para obter os

subconjuntos de treinamento e teste foi a validação cruzada com o valor de k = 10. Os

algoritmos utilizados na pesquisa para a construção do modelo preditivo foram o Simple-

Cart (SC) que obteve a acurácia de 81,64%, o J48 com acurácia de 80,68% e o ADTree

(AT) com 80,49% de acerto. Observando os resultados apresentados, os algoritmos J48

e AT tiveram um desempenho menor após aplicação dos filtros de seleção de atributos.

Conclui-se, a partir da mineração de dados realizada, que é possível ao final do primeiro

período predizer o risco de evasão de um aluno com uma acurácia de 80% [47].

Queiroga et al. (2015) [124] pesquisaram o risco precoce de evasão do aluno de EaD

utilizando técnicas de mineração de dados na contagem das interações ao longo do tempo,

ou seja, logs do Moodle nas 4 primeiras semanas do curso. Os autores optaram por utilizar

dados de duas turmas de cursos técnicos (subsequentes) semi-presenciais de polos diferen-

tes, com um total de 84 alunos. O conjunto de atributos foi selecionado diretamente do

Moodle e preparado para ser lido pela ferramenta WEKA no ambiente Experiment Envi-

ronment (WEE), que permite comparar o desempenho de vários algoritmos, configurando

a opção de validação cruzada com k=10. Os algoritmos utilizados na pesquisa foram

Bayes Net (BN), Naive Bayes (NB), Naive Bayes Simple (NBS), Multilayer Perceptron

(MP), RBF Network (RBF), Simple Logistic (SL), Decision Table (DT), Random Forest

(RF) e J48. Inicialmente os experimentos foram realizados com as interações de cada

turma separadamente para verificar se os polos são fatores desencadeantes do processo de

evasão e, na sequencia com os dados combinados. Os resultados da pesquisa demostraram

que o balanceamento das classes é fundamental na etapa de treinamento. No experimento

inicial os algoritmos BN, MP, SL,DT e RF não tiveram nenhuma aprendizagem, indica-

ram que nenhum aluno iria evadir, sendo que do total de 50 alunos, 10 pertenciam à classe

dos evadidos. No experimento 2 utilizaram as interações de 34 (trinta e quatro) alunos de

um polo, nas 4(quatro) primeiras semanas do curso, o SL obteve o melhor desempenho

com 76,46% de acurácia e, no experimento 3 com o total das interações de 84 (oitenta e

quatro) alunos de 2(dois) polos, nas 4 (quatro) semanas, os algoritmos BN e DT apre-

sentaram a mesma taxa de acurácia de 79,76%. Com estes resultados da pesquisa, os

pesquisadores acreditam que é viável a predição precoce de evasão a partir dos logs das 4

primeiras semanas do curso [124].

Outra pesquisa semelhante foi realizada por Detoni et al. (2014) [43] que utiliza

unicamente contagem de interações do AVA para predizer o desempenho acadêmico de

estudantes em disciplinas de EaD e obteve por meio de redes Bayesianas resultados de
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até 67% de acurácia.

Uma outra referência encontrada na literatura consultada, que também utiliza as

interações de estudantes para propor um modelo preditivo para diagnóstico da evasão, foi

realizada por Silva et al. (2015) [150] que utilizaram as interações do fórum de discussão

de 502 alunos matriculados na disciplina de Sistemas Operacionais do curso Técnico em

Informática, que resultou em um conjunto de dados de 9 atributos. Os estudantes foram

classificados em Aprovado por Média e Tendência a Baixo Desempenho. Assim como as

demais pesquisas encontradas, utilizou-se a ferramenta WEKA, validação cruzada com

k=10, e foram testados 5 algoritmos, sendo eles: J48, BFTree, SimpleCart, Bayes Net e

Naïve Bayes. Os melhores resultados foram obtidos por intermédio do algoritmo J48 com

acurácia de 72,1116% e o NB com 72,7092% .

Portal e Schlemmer (2015) [144], em sua pesquisa de mestrado, investiga as estratégias

usadas por diversos autores com foco na redução da evasão e no estímulo à permanência

dos estudantes a partir de informações geradas pelo GVWise, um software que integra

técnicas de mineração de dados e learning analytics. O software possibilita predizer pre-

cocemente o sucesso ou a evasão, e gera informações para a tomada de decisão para os

envolvidos no processo educacional. A autora não cita as técnicas de mineração de dados

utilizadas na concepção do software, mas confirma que a partir da utilização do GVwise

e do processo de acompanhamento implementado na instituição houve uma retenção de

23% na taxa de evasão.

4.2.2.1 Sintese dos Métodos propostos para a predição da evasão escolar

A seleção dos atributos que compõem a base de dados do modelo conceitual desenvolvido

neste trabalho para predição da evasão no ensino superior à distância no Curso de Tec-

nologia em Sistemas para Internet (TSI) do Instituto Federal de Ciência e Tecnologia do

Mato Grosso (IFMT, Campus Cuiabá Octayde Jorge da Silva, ofertado na modalidade

a distância, foi desenvolvida com base na análise compreensiva dos modelos da evasão

escolar encontrados na literatura pesquisada. Uma síntese destes modelos é apresentada

na Tabela 4.7r.
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Na coluna "Especifidades dos atributos" da Tabela 4.7 foram apresentados os atributos

dos modelos propostos encontrados na literatura, que contribuíram para a escolha das

variáveis preditoras da evasão escolar neste trabalho e que compõem os conjuntos de

atributos utilizados para propor o modelo de predição de evasão, objetivo principal desta

investigação. Observa-se que não foram selecionados todos os os atributos em função dos

dados disponíveis utilizados para esta pesquisa.

Além de obter resultados específicos para identificar os fatores indicativos da evasão

na educação a distância, está revisão de literatura incumbiu-se também de verificar quais

técnicas de mineração de dados têm sido utilizadas para detecção da evasão. Os achados

serão apresentados na próxima seção.

4.2.3 As principais técnicas de mineração de dados utilizadas
para detecção da evasão

A Data Mining (DM) tem sido utilizado em diversas áreas e recentemente passou a ser

aplicado também no contexto educacional. Uma vez que as instituições de ensino passaram

a armazenar suas informações em meio digital, criou-se um grande volume de dados

armazenados e percebe-se a necessidade de extrair informações úteis dessas bases para

tomada de decisão.

Constatou-se que diversas técnicas de mineração de dados, presentes na mineração

preditiva e descritiva, estão sendo utilizadas com a intenção de entender os problemas re-

lacionados à educação e oferecer soluções [24, 34]. Em [86] foi realizada uma pesquisa bi-

bliométrica nas bases Scopus, Web Of Science, Science Direct e Scielo para mostrar como

EDM se aplica ao problema da evasão escolar. A pesquisa foi realizada até março/2015

e a maior parte dos trabalhos encontrados foram publicados entre 2013 e 2014, sendo

que na base de dados daWeb Of Science não foram localizados trabalhos publicados por

pesquisadores brasileiros. As técnicas localizadas nos estudos analisados foram: Árvore

de Decisão, Redes Neurais, Regressão Logística, Clusterização, Indução de Regras, Redes

Bayesianas, Máquina de Vetores de Suporte, Regras de Associação e Naïve Bayes.

Com este estudo de revisão de literatura também foi possível realizar o levantamento

das principais técnicas de mineração de dados que estão sendo aplicadas no que se refere

à evasão na EaD. As mesmas estão listadas na Tabela 4.8
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Tabela 4.8: Lista das técnica de DM encontradas
Nome da técnica de DM Abreviação

Bayesian Networks BN

J48 (Árvore de decisão) J48

C4.5 (Árvore de decisão) C4.5

Support Vector Machine SVM (SMO)

Neural Network NN

Multilayer Perceptron MP

Naïve Bayes NB

RBF Network RBF

k-Nearest Neighbour KNN (IBk),

RuleLearner RL

DecisionTree DT

Algoritmos Genéticos GA

Random Forest RF

Naive Bayes Simple NBS

Simple Logistic SL

AdaBoost AB

SimpleCart SC

A Tabela 4.9 relaciona as técnicas da Tabela 4.8 e as pesquisas que as utilizaram.

Dentre essas pesquisas, existem estudos que utilizam uma ou mais técnicas com intuito

de complementar a análise ou comparar os resultados obtidos. Por exemplo, em [88]

foram utilizadas as técnicas C4.5, SVM, MP, NB, AB e SC.

Tabela 4.9: Técnicas utilizadas nos trabalhos encontrados
Autor BN J48 C4.5 SVM SMO NN MP NB RBF KNN

Campos [21] x
Manhães [88] x x x x
Yukselturk [170] x x x
Kampff [72]
Brito [39] x x x
Santos [47] x
Queiroga [124] x x x x x
Silva [150] x x x
Schlemmer [144]

Para melhor visualização foi necessário dividir a Tabela 4.9 em duas.
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Tabela 4.10: Técnicas utilizadas nos trabalhos encontrados - cont.Tabela 4.9
Autor IBK RL DT GA RF NBS SL AB SC BF

Tree Outros

Manhães [88] x x
Yukselturk [170] x x
Kampff [72] x x
Brito [39] x x
Santos [47] x
Queiroga [124] x x x x
Silva [150] x x
Schlemmer [144] x

Percebe-se, a partir das Tabelas 4.9 e 4.10 que as técnicas mais utilizadas foram Naïve

Bayes e Árvore de decisão o que corrobora com a pesquisa de Romero [136]. Ele afirma

que as técnicas de DM baseadas em Árvore de decisão são recomendadas para o contexto

educacional, pois geram resultados mais compreensíveis e facilitam a interpretação do

usuário. Na abordagem quantitativa da pesquisa realizada por Manhães [88], Naïve Bayes

foi o método que se destacou, por apresentar "um modelo interpretável e seus resultados

numéricos podem ser convertidos em gráficos" [88], obteve precisão em torno de 80% e

atendeu o objetivo da pesquisa de classificar os alunos da terceira classe (concluintes). As

fontes de dados usadas pelos pesquisadores nos trabalhos relacionados foram as interações

do estudante no AVA, dados históricos e notas do sistema de gestão acadêmico, dados

demográficos e questionários. Com base na análise feita na literatura selecionada, algumas

pesquisas são voltadas para a predição do desempenho acadêmico e predição da evasão.

A estratégia mais empregada nos trabalhos pesquisados para dividir a base de dados

a fim de conseguir os subconjuntos de treinamento e teste foi a validação cruzada com 10

folds ou partições. A ferramenta mais utilizada nas pesquisas correlatas foi a ferramenta

WEKA com o ambiente WE. Outras ferramentas utilizadas foram o RapidMiner e o

MATLAB.

4.3 Considerações Finais

Este capítulo apresentou o resultado da revisão sistemática, etapa inicial da pesquisa, que

buscou identificar na literatura os fatores indicativos de evasão na educação a distância

e as técnicas de mineração de dados empregadas neste contexto. Esta investigação ana-

lisou publicações da literatura nacional, pois entende-se que a educação a distância no

Brasil difere de outros países em relação ao contexto econômico, tecnológico e perfil dos
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estudantes de EaD.

Identificar fatores que influenciam na evasão de estudantes não é uma tarefa trivial,

pois há fatores difíceis de mensurar de forma automática, como a falta de tempo e pro-

blemas familiares pois são subjetivos.

Diante dos desafios da EaD percebe-se que área de EDM têm muito a oferecer, prin-

cipalmente com relação a aplicação de técnicas de mineração de dados na predição de

evasão.



Capítulo 5

Aplicação das técnicas de mineração de
dados e análise dos resultados

Neste capítulo, são descritos os conjuntos de atributos, as técnicas utilizadas para desen-

volver o modelo proposto para predição de risco de evasão na EaD, bem como a análise

dos resultados encontrados.

Inicialmente, foi realizada uma revisão de literatura para identificar os fatores que

indicam a evasão na EaD e as técnicas de mineração de dados empregadas para EDM. Os

fatores encontrados foram sistematizados em quatro (04) dimensões e foram detalhados

no Capítulo 4 na seção 4.2.1.

Esta pesquisa teve como foco a Dimensão 1, mais especificamente os fatores: (i) inte-

ração e participação no AVA; (ii) desempenho acadêmico e (iii) questões socioeconômicas.

A partir destes fatores passou-se a identificar informações relevantes para o estudo, assim

como conhecer os dados a serem usados quanto à qualidade, utilidade e quantidade.

Para a geração e avaliação de modelos preditivos com vistas a determinar suas acurá-

cias, de acordo com Silva [152], algumas estratégias podem ser definidas. Nesta pesquisa,

optou-se por utilizar a estratégia mais usada para avaliar modelos preditivos [79, 152],

principalmente quando o número de amostras é pequeno, [73] denominada k- Fold Cross

Validation, em português, validação cruzada. A escolha desta estratégia se deu com base

na vantagem apontada por [155], de usar todos os dados disponíveis para treinamento,

envolvendo de fato o conjunto de dados.

Para avaliar o desempenho dos algoritmos utilizados na pesquisa, adotaram-se duas

métricas de avaliação: acurácia ou taxas de classificações corretas, é a medida mais

frequentemente utilizada para avaliação de classificadores [152] e F-Measure que é a
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média harmônica entre Recall e Precision.

A ferramenta escolhida para executar os experimentos a fim de gerar o modelo predi-

tivo foi a ferramentaWEKA, que é reconhecida como uma ferramenta de referência em DM

e Aprendizado de Máquina [62]. Ela fornece uma ampla gama de algoritmos para a mi-

neração de dados preditiva e descritiva. Além disso, oferece filtros de pré-processamento,

estratégias de seleção de atributos e suporte para as etapas de treinamento e teste do

processo experimental realizado nesta pesquisa.

5.1 Entendimento dos dados

Fundamentado no referencial teórico, foram analisadas e selecionadas três fontes de dados

para construção das bases de dados, definidas como conjuntos de atributos A, B e C

utilizados para gerar o modelo conceitual de predição de evasão. Os dados com os quais

se trabalhou neste estudo foram extraídos do AVA, do sistema de gestão acadêmica e do

sistema de processo seletivo, referente ao curso a distância em Computação do IFMT.

A partir de então, investigou-se a escolha de um conjunto de atributos mais relevantes

para caracterizar o grupo de estudantes e selecionar a técnica de classificação mais ade-

quada para a solução do problema, ou seja, para predizer o risco de evasão de estudantes

da EaD. Para isso, os conjuntos de atributos foram testados individualmente e agrupados

com diferentes algoritmos de classificação.

5.1.1 Descrição e coleta dos dados

A seguir são descritos os conjuntos de atributos que foram definidos, empiricamente, como

relevantes para alcançar o objetivo dessa pesquisa.

O conjunto A foi criado a partir dos logs de interação dos estudantes no Moodle.

Esses logs são os registros das interações, participações e mediações dos alunos no AVA.

O Moodle armazena com detalhes as atividades realizadas pelo aluno [129]. Registra

todos os cliques do aluno durante a navegação no curso e permite a visualização destes

registros via web. Os arquivos de logs dos usuários podem ser filtrados por curso, par-

ticipante, dia e atividade, possibilitando assim ao professor, gestor e demais envolvidos

verificar o que o aluno fez e quando fez.

O Moodle não armazena os logs em arquivos tipo texto. Estes são armazenados

diretamente no banco de dados relacional. No caso da Instituição onde este trabalho foi
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realizado, é utilizado o Moodle com o PostgreSQL1 versão 9.1.4, com cerca de 328 tabelas

inter-relacionadas.

Considerando que o Moodle integra uma ferramenta de administração que visualiza

o registro dos logs dentro do próprio ambiente e as dificuldades e limitações para acesso

direto à base de dados, os arquivos de logs foram obtidos através de download. Os logs

foram gerados para cada turma (polo) com dados de todos os participantes da turma,

incluindo todas as atividades e todos os dias do período que as disciplinas do primeiro

semestre do curso de TSI estavam disponíveis para os alunos. Devido ao volume de dados,

só foi possível fazer o download do arquivo na extensão CSV( Comma-separated values).

Os arquivos de logs do Moodle possuem as seguintes informações: hora, nome com-

pleto do usuário, usuário afetado, contexto do evento, componente, nome e descrição do

evento, origem e endereço IP. A origem informa que o acesso foi via Web e foi suprimida

da Tabela 5.1. A referida tabela apresenta o modelo resultante do log exportado pelo

Moodle.

Tabela 5.1: Modelo de log resultante do Moodle

Hora Nome
usuário

Usuário
afetado

Contexto
do evento

Compo-
nente

Nome do
Evento Descrição Endereço

IP

16 Abr,
10:56 User

1
User 1 Sistema mod_co-

urse
course_de-
lete mod

course delete
mod assign-
ment 30

Número
do IP do
User 1

20 Abr,
22:01 User

2
User 2

Fórum:
Fórum de
Discussão

Fórum
forum
_view
fórum

forum_view
fórum 96

Número
do IP do
User 2

11 Jul,
16:19 User

3
User 3

Pasta:
Referencial
de Leitura

Pasta folder
_view

folder_view
11

Número
do IP do
User 3

11 Jul,
16:10 User

3
User 3

Arquivo:
Guia de
Estudos

Arquivo resource
_view

resource
view 103

Número
do IP do
User 3

Os componentes presentes nos logs do Moodle são: arquivo, chat, diário, escolha, pá-

gina, fórum, fórum de discussão (mod-discussion), pesquisa, questionário, livro, sistema,

tarefa, wiki, glossário e URL. Para cada componente presente nos logs do Moodle, há

vários eventos possíveis de ocorrência, por exemplo: para o componente chat, o estudante

pode apenas visualizar as conversas (chat view) e/ou interagir (chat report). Nesta pes-
1https://www.postgresql.org/
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quisa foi considerado o total das ações dos eventos de cada componente do log, ou seja,

não foram separados pelas ações de criar, ver, atualizar ou excluir.

O conjunto A contém 15 atributos que representam a frequência total das interações

do aluno em cada recurso de interação e comunicação do Moodle, que foi disponibilizado

na sala de aula pelo professor. Tais recursos representam a base de todo o conhecimento

que o aluno receberá para seu aprendizado.

Para construir o conjunto de atributos A, foram contados todos os acessos realizados

pelo estudante ingressante do primeiro semestre letivo a todos os recursos de interação e

comunicação do Moodle, disponíveis nas seis (06) disciplinas dos períodos letivos 2012/2 e

2013/2. Cada período letivo contém 404 e 379 instâncias, respectivamente. Os atributos

do conjunto A são as quantidades de acesso a cada componente, ou, seja, número total

de acessos em cada componente. Todos esses atributos recebem valores numéricos, com

exceção do atributo classe denominado como evasão, cujo tipo de dado é nominal com

os valores: sim ou não. As Tabelas 5.2 e 5.3 apresentam os atributos do Conjunto A

dos períodos letivos 2012/2 e 2013/2, respectivamente. Destaca-se na tabela a coluna

Domínio do atributo que refere-se à faixa de valores do número total de acessos aos

recursos de interação e comunicação do AVA disponibilizado pelo professor durante o

semestre letivo pesquisado. Por exemplo, quando o estudante não entrou no Chat, este

atributo recebe o valor 0 e o estudante que mais acessou o Chat em todas as disciplinas

acessou 415 vezes (Tabelas 5.2). As informações presentes na coluna média referem-se ao

cálculo do valor médio dos acessos a cada componente realizado pelos estudantes durante

o período pesquisado. Na tabela consta também o desvio padrão que é uma medida

estatística de "dispersão e o seu valor reflete a variabilidade das observações em relação

à média" [84].
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O conjunto de atributos B é composto pelas informações disponíveis no relatório de

notas do Moodle e a situação final do aluno no semestre letivo, que indica se foi aprovado,

reprovado (quando o aluno reprova em todas as disciplinas), ou período fechado. O

período fechado significa que o aluno foi reprovado em uma ou mais disciplinas ofertadas

no semestre letivo. Para obter a informação da situação final do aluno no semestre letivo,

consultou-se o histórico escolar do aluno no sistema de gestão acadêmica da instituição.

Nesses períodos letivos a nota de cada disciplina recebia valor 0 a 100. A média semestral

para aprovação na disciplina deve ser igual ou maior que 60. O aluno que não conseguir

atingir a média realiza uma avaliação final de todo o conteúdo da disciplina e a média

final para aprovação na disciplina passa a ser igual ou maior que 50. A média semestral é

composta por quatro (04) atividades online com peso igual a 40 e uma avaliação presencial

com peso igual a 60.

Os atributos do conjunto B são a média semestral ou média final das disciplinas: Nota-

ALG, Nota-FMI, Nota-FDW, Nota-MAT, Nota-THM, Nota-EAD, sit-periodo (aprovado,

reprovado, fechado). O rótulo classe denomina-se evasão, cujos valores são: sim ou não.

Tabela 5.4: Conjunto de atributos B - 2012/2

Atributo Tipo Descrição
Domínio do

Atributo

(Min/Máx)

Média
Desvio

Padrão

Nota-ALG

Numérico

Nota disc.ALG 0 a 99.4 34.583 37.803

Nota-FMI Nota disc.FMI 0 a 100 29.223 41.191

Nota-FDW Nota disc.FDW 0 a 100 29.212 38.883

Nota-MAT Nota disc.MAT 0 a 100 28.868 39.098

Nota-THM Nota disc.THM 0 a 98.3 27.881 38.541

Nota-EAD Nota disc.EAD 0 a 100 54.789 41.549

Sit-Período Nominal
Situação no

final do período

Aprovado (94), Reprovado (172),

Fechado (138)

Evasão Nominal Atributo classe Sim (313), Não (91)
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Tabela 5.5: Conjunto de atributos B - 2013/2

Atributo Tipo Descrição
Domínio do

Atributo

(Min/Máx)

Média
Desvio

Padrão

Nota-ALG

Numérico

Nota disc.ALG 0 a 100 32.454 39.38

Nota-FMI Nota disc.FMI 0 a 100 33.135 41.006

Nota-FDW Nota disc.FDW 0 a 100 28.785 37.89

Nota-MAT Nota disc.MAT 0 a 100 33.852 37.277

Nota-THM Nota disc.THM 0 a 100 30.146 37.178

Nota-EAD Nota disc.EAD 0 a 100 42.758 36.69

Sit-Período Nominal
Situação no

final do período

Aprovado (104), Reprovado (207),

Fechado (68)

Evasão Nominal Atributo classe Sim (298), Não (81)

O conjunto de atributos C é formado pelas respostas de um questionário so-

cioeconômico, que o aluno responde, na qualidade de candidato, no ato da inscrição no

processo seletivo (vestibular). O questionário contém vinte e três perguntas, com resposta

de múltipla escolha. O questionário tem por objetivo conhecer o perfil socioeconômico

dos alunos que estão ingressando na instituição.

A Tabela 5.6 apresenta as perguntas do questionário socioeconômico, cujas respostas

foram utilizadas como atributos do conjunto C.
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Tabela 5.6: Perguntas do questionário socioeconômico C
Perguntas Tipo

Q1 - Sexo Nominal

Q2 - Qual será a sua idade em 31/12/201x?

(ano atual que é feita a pergunta)
Nominal

Q3 - Atualmente você é (estado civil): Nominal

Q4 - Como você define a sua raça? Nominal

Q5 - Qual a sua religião? Nominal

Q6 - Você trabalha? Nominal

Q7 - Quantas pessoas residem em sua casa? Numérico

Q8 - Qual a renda familiar mensal? Nominal

Q9 - Qual o meio de transporte que você utiliza para ir à escola? Nominal

Q10 - Quando você adoece, recorre a que serviço médico? Nominal

Q11-Você tem algum tipo de problema de saúde

que necessite de cuidado permanente?
Nominal

Q12 - Você é portador de algum tipo de necessidade especial

(para solicitar atendimento especial leia o edital e

siga as instruções nele contidas)?

Nominal

Q13 - Você usa algum tipo de medicamento controlado? Nominal

Q14 -Onde você fez a maior parte de seus

estudos da educação fundamental (5ª a 8ª) e ensino médio?
Nominal

Q15 - Qual o seu grau de escolaridade? Nominal

Q16 - Qual o grau de escolaridade de seu pai? Nominal

Q17 - Qual o grau de escolaridade de sua mãe? Nominal

Q18 -Você tem computador em casa? Nominal

Q19 -Como você se mantém informado(a) sobre os acontecimentos? Nominal

Q20 -Qual o principal fator que levou você a escolher esta escola? Nominal

Q21 -Qual a sua procedência (rural ou urbana)? Nominal

Q22 - Em termos gerais você se considera um(a) aluno(a): Nominal

Q23 -Como você ficou sabendo sobre a inscrição para o curso? Nominal

As Tabelas 5.7 e 5.8 apresentam as respostas do questionário, mostrado na Tabela 5.6,

dos períodos letivos 2012/2 e 2013/2.

Esse conjunto de atributos contém apenas um atributo numérico, sendo os demais

categóricos. O conjunto C contém as respostas somente dos alunos que foram aprovados

no processo seletivo e que efetuaram matrícula no curso. Não foram incluídas nesse

conjunto de atributos as questões Q19, Q20 e Q23 por julgar que as informações não eram

relevantes à pesquisa. As respostas dos candidatos após tabuladas foram exportadas para

uma planilha do Excel, que compõe os atributos do conjunto C.



5.1 Entendimento dos dados 87

Tabela 5.7: Conjunto C períodos letivos 2012/2 e 2013/2 - parte 1
Período letivo 2012/2 Período letivo

2013/2

Atributo Tipo Domínio do Atributo Quant.
Média,
(Desvio
Padrão)

Quant.
Média
(Desvio
Padrão)

Q1 Nominal Masculino 280 181
Feminino 124 86

Q2 Nominal

17 anos 3 1
18 anos 15 17
19 anos 16 8
20 anos 14 13
21 anos 16 9
22 anos 18 11
23 anos 16 9
24 anos 21 18
25 anos 17 13
26 anos 23 10
27 anos 26 15
28 anos 27 13
29 anos 16 17
30 anos 21 8
mais de 30 anos 155 105

Q3 Nominal

Viúvo 2 0
Separado 4 3
Mora junto 76 49
Solteiro 185 115
Divorciado 11 5
Casado 126 95

Q4 Nominal

Indígena 5 1
Negra 81 46
Mestiça 82 58
Branca 166 114
Asiático Oriental 0 1
Outra 70 47

Q5 Nominal

Umbandista 2 0
Espírita 19 7
Católica 213 137
Evangélica 116 91
Nenhuma 39 22
Outra 15 10

Q6 Nominal

Não trabalho 14 10
Sim, trab. Eventual 7 4
Estou desempregado 36 21
Sim, tempo parcial 38 24
Sim, tempo integral 309 205
Sim, trab.voluntário 0 3

Q7 Numérico Min (1), Máx(9) 3.406,
(1.34)

Min (1),

Máx(8)

3.262,

(1.204)

Q8 Nominal

De 0.5 a 1.5 sal.min. 105 88
De 1.5 a 2.5 sal.min. 126 85
De 2.5 a 3 sal.min. 62 41
Acima de 3 sal.min. 111 53

Q9 Nominal

Trasp.escolar 7 12
Carona 13 8
Ônibus 47 17
Bicicleta 68 61
Motocicleta 157 92
Carro próprio 62 43
A pé 50 34

Q10 Nominal

Farm./reméd.caseiros 17 5
Hosp.particulares 25 7
Plano saúde 61 31
Hosp.públicos 301 224
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Tabela 5.8: Conjunto C períodos letivos 2012/2 e 2013/2 - parte 2
Período letivo 2012/2 Período letivo

2013/2

Atributo Tipo Domínio do Atributo Quant.
Média,
(Desvio
Padrão)

Quant.
Média
(Desvio
Padrão)

Q11 Nominal Sim 13 13
Não 391 254

Q12 Nominal

Física 2 3
Visual 9 8
Auditiva 0 1
Nenhuma 393 255

Q13 Nominal Sim 19 12
Não 385 255

Q14 Nominal

Sup.esc.particular 1 1
Esc.part.curso regular 16 11
Esc.part.curso reg.c/bolsa 2 1
Esc.Fed.curso regular 3 1
Esc.Est.curso regular 267 170
Sup.esc.particular c/bolsa 0 1
Supletivo esc.pública 31 16
Escola conveniada 0 1
Esc.Municipal curso reg. 84 65

Q15 Nominal

Pós-graduado 24 8
Superior incompleto 59 39
Superior completo 55 39
Médio completo 266 181

Q16 Nominal

Pós-graduado 8 5
Superior incompleto 9 5
Não estudou 48 47
Entre 5ª e 8ª série 76 52
Superior completo 15 8
Médio incompleto 14 5
Médio completo 64 37
Até a 4ª série 170 108

Q17 Nominal

Pós-graduado 27 14
Superior incompleto 15 5
Não estudou 33 28
Entre 5ª e 8ª série 72 49
Superior completo 29 24
Médio incompleto 15 6
Médio completo 84 41
Até a 4ª série 129 100

Q18 Nominal Sim 348 241
Não 56 26

Q21 Nominal Urbana 326 209
Rural 78 58

Q22 Nominal
Regular 55 36
Excelente 62 28
Bom 287 203

Evasão
(classe) Nominal Sim 313 207

Não 91 60
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Os conjuntos de atributos A, B e C contêm as informações referentes a interações,

desempenho acadêmico e socioeconômico dos estudantes (anonimizados) que ingressaram

nos períodos letivos 2012/2, 2013/2. Os dados dos estudantes ingressantes em 2014/1

foram utilizados para testar os modelos indutivos gerados com os dados dos estudantes

ingressantes em 2012/2 e 2013/2, conforme detalhado em 6.1. A Tabela 5.9 mostra o

quantitativo de estudantes em cada período letivo, que foram utilizados nesta pesquisa.

Tabela 5.9: Quantidade de alunos por período letivo

2012/2 2013/2 2014/1 Total

404 379 432 1.215

Tais conjuntos foram selecionados com base no referencial teórico e na sequência

foram organizados em planilhas eletrônicas do Excel para facilitar o processo de limpeza

e transformação dos dados.

Observa-se na Tabela 5.9 diferença na quantidade de estudantes conforme apresen-

tada na Tabela 3.1 pois, durante o processo de pré-processamento, foram removidos dos

conjuntos de atributos A, B e C estudantes ingressantes por meio de transferência interna

ou externa e os que não possuíam informações socioeconômicas, ou seja, sem as respostas

do questionário socioeconômico.

5.2 Preparação dos dados

Os conjuntos de atributos para serem submetidos à ferramenta WEKA precisaram passar

pela fase da etapa de pré-processamento do KDD: a limpeza de dados inconsistentes, tra-

tamento dos dados faltantes, integração e transformação dos dados. O pré-processamento

dos dados foi realizado de forma manual envolvendo diversas tarefas.

A preparação do conjunto de atributos A foi o que consumiu maior parte do tempo.

Como não foi possível realizar as consultas SQL direto na base de dados do Moodle, a

extração dos dados foi realizada de forma manual, individualmente, filtrando os dados por

disciplina e por turma. Considerando que a pesquisa utilizou os logs das seis disciplinas do

primeiro semestre letivo de dez turmas, o total de linhas de logs ultrapassou a 3 milhões

de linhas de logs.



5.2 Preparação dos dados 90

Na tarefa de limpeza dos dados utilizou-se um programa em python (analise-dados.py)2,

que além de remover as tags HTML, endereço de ip dos usuários, nome e descrição de

eventos, origem, ele atuou também como um contador do número de interações de cada

aluno em cada componente do log do Moodle em cada disciplina. Durante a etapa de

limpeza dos dados ainda foram excluídos os registros das interações do professor da disci-

plina, do tutor presencial, do tutor a distância e de alunos de outros períodos letivos que

estavam cursando dependência nas disciplinas.

Durante a etapa de pré-processamento do conjunto A observou-se que havia alguns

atributos com dados faltantes. O tratamento adotado nesta pesquisa, considerando que

o conjunto A é formado pela contagem das interações do estudante em cada recurso de

interação e comunicação do Moodle, foi o de inserir o valor 0. Por exemplo, o estudante

que apenas fez matrícula no curso e nunca acessou a disciplina, todos os atributos desse

aluno tem o valor 0 (zero).

Com os dados pré-processados e organizados, foram exportados para uma planilha

eletrônica do Excel. Acrescentou-se as duas colunas na planilha com as seguintes infor-

mações: (i) total-acesso, que é somatória de todos os registros das interações no AVA de

cada estudante, e (ii) evasão, que define o atributo classe, com a informação se o aluno

evadiu ou não do curso, nos semestres avaliados. A informação de quais alunos concluíram

o curso e quais evadiram, foi obtida através da consulta ao histórico escolar do aluno no

sistema de gestão acadêmica da instituição.

A preparação do conjunto B, foi a menos trabalhosa, pois estudantes já haviam sido

selecionados durante a preparação do conjunto de atributos A. O esforço gasto na prepa-

ração do conjunto de atributos B foi o de consultar o boletim de 1.215 estudantes.

Para preparar o conjunto de atributos C, foi fornecida uma cópia do questionário de

todos os candidatos inscritos nos processos seletivos para ingresso nos períodos 2012/2,

2013/2 e 2014/1. Foi necessário identificar quais candidatos foram aprovados e quais efetu-

aram matrícula. Os demais foram descartados. Durante o processo de pré-processamento

teve-se a preocupação de manter a integridade dos dados.

Com todas as informações reunidas em planilhas eletrônicas do Excel, o arquivo

foi transformado para a extensão ARFF, utilizando uma ferramenta chamada Conver-

sorXls2Arff 3 disponível na Internet.
2Disponível em: https://github.com/mmarconm/pyMoodle
3Disponível em: https://www.4shared.com/rar/fjvXJ39Lce/ConversorXls2Arff.html
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5.3 Modelagem: Aplicação das técnicas de mineração
de dados

Os conjuntos de atributos preparados e organizados em três conjuntos com dados hete-

rogêneos, ambos formados por estudantes matriculados em 2012/2, 2013/2 e 2014/1. Os

conjuntos de atributos formados pelos estudantes do período letivo 2014/1 foram utiliza-

dos para testar o modelo preditivo que foi treinado com os conjuntos de atributos A, B,

e C, individualmente e combinados.

Foram selecionados os dados desses períodos letivos pelos seguintes motivos: (i) pe-

ríodos que houve oferta para ingressos de estudantes no curso de TSI; (ii) embora a

instituição tenha iniciado ofertas de cursos em EaD em 2007, não havia dados disponíveis

de turmas anteriores no AVA; (iii) Os estudantes ingressantes nesses períodos letivos já

finalizaram o período de conclusão do curso, possibilitando identificar os estudantes que

evadiram e os estudantes que concluíram o curso. As próximas turmas de ingressantes

foram em 2017/1. De acordo com a organização didática da instituição, o estudante re-

cebe status de evasão caso fique dois ou mais períodos letivos sem formalizar o pedido de

renovação de matrícula, ou mediante solicitação formal do estudante.

Dados os fatos acima, realizaram-se seis experimentos com a finalidade de obter o

conjunto de atributos mais relevantes que identificasse características do estudante com

risco de evasão e a técnica de classificação mais adequada para solução do problema.

5.3.1 Algoritmos de classificação

Nesta pesquisa optou-se por utilizar os mesmos classificadores usados em [79] para prever

integradores e tempo de vida de pull requests em repositórios de software pois “são

classificadores com diferentes paradigmas de aprendizado e são estratégias frequentemente

sugeridas devido o seu desempenho competitivo” [77, 79].

Os classificadores avaliados para a construção do modelo preditivo de risco de evasão

foram os seguintes:

• Naive Bayes (NB) que é baseado no Teorema de Bayes e apoia-se na teoria das

probabilidades, ou seja, o NB calcula a probabilidade de cada instância de pertencer

a cada uma das classes, a classe que tiver maior peso sairá como “vitoriosa”. A

implementação do NB supõe que os atributos vão influenciar a classe de forma

independente [5, 66, 79];
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• J48 uma das técnicas amplamente utilizadas na EDM para a tarefa de classificação

e mais popular na DM. O modelo gerado pelo J48 cria uma estrutura de decisão

em forma de árvore e que é percorrida a cada nova instância até chegar a um nodo

terminal, onde está a classe [5, 79, 152];

• Random Forest (RF) é um método do tipo ensemble de classificação, ou seja, ele

gera várias árvores de decisão que são utilizadas para classificar novas instâncias,

para isso, ele realiza uma votação majoritária entre as classes previstas por cada

árvore [18, 79];

• Instance-Based (IBk) é uma implementação do algoritmo k-Nearest Neighbor (k-

NN) que implementa o aprendizado baseado em instâncias, o que significa que para

classificar uma nova instância, o método compara essa nova instância com as ins-

tâncias que já têm uma classe conhecida do conjunto de dados de treinamento. A

classe da maioria das k instâncias mais próximas da instância de teste será atribuída

a ela [152];

• Sequencial Minimal Optmization (SMO) uma implementação do método Support

Vector Machine (SVM). Originalmente o SVM foi projeto para classificação binária

[70] e, segundo Cortes [28], é um dos mais efetivos para a tarefa de classificação. Para

realizar a classificação, o SVM procura por uma fronteira de decisão (hiperplano)

maximizando as margens entre as instâncias mais próximas, e assim cria um vetor

otimizado para classificar as novas instâncias [66, 5, 79].

5.3.2 Processo experimental, resultados e discussões

Esta seção descreve a condução dos experimentos e analisa os seus resultados para avaliar

os conjuntos de atributos para o problema de predição de evasão na EaD.

Nesta investigação, realizaram-se alguns experimentos com o objetivo de avaliar o

desempenho dos algoritmos de mineração de dados quando aplicados aos três conjuntos

A, B e C com atributos diferenciados, de forma individual e combinada. O objetivo é

classificar se um aluno irá evadir ou não. Para isso, utiliza-se uma classe binária.

Dois conjuntos de dados do tipo A, conforme mostrados na Tabela 5.11 foram testa-

dos: (i) logs2012/2 com dados dos logs do período letivo 2012/2 com 15 atributos e 404

instâncias, sendo 313 instâncias da classe evasão e 91 instâncias da classe não evasão, (ii)

logs2013/2 com dados dos logs do período letivo 2013/2 com 379 instâncias e 15 atributos,

sendo 298 instâncias da classe evasão e 81 instâncias da classe de não evasão.
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Tabela 5.11: Conjunto de Atributos A
Conjuntos de atributos do tipo A

Total de

Atributos

Total

Instâncias

Total instâncias

Classe

evasão = SIM

Total instâncias

Classe

evasão = NÃO

Logs2012/2 15 404 313 (77,47%) 91 (22,52%)

Logs2013/2 15 379 298 (78,62%) 81 (21,37%)

O conjunto B é composto pelo desempenho acadêmico dos alunos ingressantes nos

períodos letivos 2012/2 e 2013/2 e dois conjuntos de dados deste tipo, mostrado na Ta-

bela 5.12 foram testados.

Tabela 5.12: Conjunto de Atributos B
Conjuntos de atributos do tipo B

Total de

Atributos

Total

Instâncias

Total instâncias

Classe

evasão = SIM

Total instâncias

Classe

evasão = NÃO

DesAcad2012/2 7 404 313 (77,47%) 91 (22,52%)

DesAcad2013/2 7 379 298 (78,62%) 81 (21,37%)

Dois conjuntos de dados do tipo C conforme Tabela 5.13, composto pelas respostas

de questionário socioeconômico dos alunos ingressantes, foram testados: (i) Quest2012/2

possui 20 atributos e 404 instâncias, sendo a classe evasão com 313 instâncias e a classe

de não evasão com 91 instâncias e (ii) Quest2013/2 possui 20 atributos e 267 instâncias,

sendo a classe evasão com 207 instâncias e a classe de não evasão com 60 instâncias.

A diferença no número de instancias em relação ao conjunto A e B ocorreu devido ao

fato de que alguns alunos ingressantes no período 2013/2 não responderam o questionário

socioeconômico, pois ingressaram no curso via processo seletivo simplificado.

Tabela 5.13: Conjunto de Atributos C
Conjuntos de atributos do tipo C

Total de

Atributos

Total

Instâncias

Total instâncias

Classe

evasão = SIM

Total instâncias

Classe

evasão = NÃO

Quest2012/2 20 404 313 (77,47%) 91 (22,52%)

Quest2013/2 20 267 207 (77,52%) 60 (22,47%)
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5.3.3 Experimento 1: com conjuntos de atributos individuais

Neste experimento, os conjuntos de atributos foram avaliados individualmente. As Ta-

belas 5.14, 5.15, 5.16, 5.17, 5.18, 5.19, mostram a acurácia média e a F-Measure que

representa a média harmônica entre Precision e Recall, obtida pelos algoritmos de classi-

ficação em cada conjunto de atributos, respectivamente A, B e C, utilizando a ferramenta

WEKA.

Tabela 5.14: Acurácia média dos classificadores para o conjunto A

Classificador Logs Média das
Acurácias2012/2 2013/2

Naïve Bayes 78,96% 77,83% 78,39%
J48 84,40% 77,57% 80,98%
Random Forest 83,16% 77,83% 80,49%
K-NN (K=1) 77,72% 75,46% 76,59%
SVM 79,20% 80,47% 79,83%

Tabela 5.15: F-Measure dos classificadores para o conjunto A

Classificador Logs Média das
F-Measure2012/2 2013/2

Naïve Bayes 0,863 0,860 0,861
J48 0,893 0,866 0,879
Random Forest 0,890 0,862 0,876
K-NN (K=1) 0,856 0,840 0,848
SVM 0,873 0,887 0,880

Tabela 5.16: Acurácia média dos classificadores para o conjunto B

Classificador Logs Média das
Acurácias2012/2 2013/2

Naïve Bayes 88,11% 82,32% 85,21%
J48 85,39% 77,57% 85,57%
Random Forest 87,87% 77,83% 87,07%
K-NN (K=1) 86,88% 75,46% 83,41%
SVM 88,11% 80,47% 86,79%

Observando as médias das acurácias apresentadas tabelas referenciadas, verifica-se

que, para cada conjunto de atributos, destaca-se um algoritmo com melhor desempenho

global. Para o conjunto A, o algoritmo J48 obteve a melhor acurácia com um percentual

de acerto de 80,98% e com a F-Measure de 87,90% para a classe positiva. Para o conjunto

B, o RF obteve o percentual de acerto de 87,07% e F-Measure com 91,60% para a classe

positiva. Enquanto no conjunto C, o algoritmo J48 destaca-se com o percentual de
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Tabela 5.17: F-Measure dos classificadores para o conjunto B

Classificador Logs Média das
F-Measure2012/2 2013/2

Naïve Bayes 0,919 0,878 0,898
J48 0,901 0,906 0,903
Random Forest 0,920 0,913 0,916
K-NN (K=1) 0,915 0,873 0,894
SVM 0,921 0,904 0,912

Tabela 5.18: Acurácia média dos classificadores para o conjunto C

Classificador Logs Média das
Acurácias2012/2 2013/2

Naïve Bayes 74,75% 7415% 74,45%
, J48 76,73% 77,52% 77,12%
Random Forest 77,47% 76,03% 76,75%
K-NN (K=1) 70,79% 71,53% 71,16%
SVM 76,23% 68,53% 72,38%

Tabela 5.19: F-Measure dos classificadores para o conjunto C

Classificador Logs Média das
F-Measure2012/2 2013/2

Naïve Bayes 0,850 0,848 0,849
J48 0,868 0,873 0,870
Random Forest 0,872 0,864 0,868
K-NN (K=1) 0,819 0,823 0,821
SVM 0,861 0,810 0,835

acerto de 77,12% e F-Measure de 87,00% para a classe positiva. Todos os algoritmos

testados apresentaram valores entre 71,16% a 87,07%. Para os conjuntos de atributos A

e B, os valores médios são muito próximos, entre 76,59% a 80,98% e 83,41% a 87,07%,

respectivamente.

5.3.4 Experimento 2: conjunto de atributos combinados

Em um primeiro experimento combinaram-se os conjuntos de atributos A e B em um

único conjunto de atributos, de forma que: (i) logs2012/2 e (ii) logs2013/2 ficaram com

22 atributos cada.

As Tabelas 5.20 e 5.21 apresentam os resultados obtidos, a média das acurácias dos

conjuntos de atributos AB e F-Measure da classe positiva (evasão).
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Tabela 5.20: Acurácia média dos classificadores para o conjunto AB

Classificador
Logs Média das

Acurácias2012/2 2013/2

Naïve Bayes 86,38% 81,00% 83,69%

J48 83,66% 80.73% 82,19%

Random Forest 87,37% 84,43% 85,90%

K-NN (K=1) 82,67% 77,83% 80,25%

SVM 88,61% 85,48% 87,04%

Tabela 5.21: F-Measure dos classificadores para o conjunto AB

Classificador
Logs Média das

F-Measure2012/2 2013/2

Naïve Bayes 0,906 0,869 0,887

J48 0,895 0,880 0,887

Random Forest 0,916 0,901 0,908

K-NN (K=1) 0,887 0,860 0,873

SVM 0,923 0,904 0,913

A média das acurácias dos algoritmos que se destacaram nos conjuntos A e B indivi-

dualmente é 84,02% e a média das acurácias obtida por todos os algoritmos dos conjuntos

A e B é 82,43%. Porém, quando estes dois atributos foram reunidos em um único con-

junto de atributos, observa-se um melhor desempenho na média das acurácias de todos os

algoritmos que foi de 83,81%. O algoritmo que apresentou melhor desempenho para este

conjunto de atributos foi o SVM com uma acurácia de 87,04% e F-Measure de 91,30% para

a classe evasão. O algoritmo J48 não melhorou seu desempenho, quando os conjuntos de

atributos A e B foram combinados.

Durante a construção do conjunto de atributos referente aos logs dos alunos observou-

se que o componente de log denominado sistema tem valor de frequência maior. Este

componente contabiliza a quantidade de vezes que o estudante acessou a plataforma,

ou seja, apenas visualizou o curso, sem acessar ou interagir em qualquer disciplina ou

componente do AVA. Por essa razão, foi realizado um experimento excluindo esse atributo

do conjunto de atributos AB.

As acurácias dos classificadores são apresentadas na Tabela 5.22 e a F-Measure na

Tabela 5.23 para o conjunto AB sem o atributo sistemas.
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Tabela 5.22: Acurácia média conjunto AB sem atributo sistema

Classificador
Logs Média das

Acurácias2012/2 2013/2

Naïve Bayes 86,38% 81,26% 83,82%

J48 83,41% 82,58% 82,99%

Random Forest 86,63% 84,16% 85,39%

K-NN (K=1) 83,66% 78,89% 81,27%

SVM 88,86% 85,48% 87,17%

Tabela 5.23: F-Measure conjunto AB sem atributo sistemas

Classificador
Logs Média das

F-Measure2012/2 2013/2

Naïve Bayes 0,906 0,871 0,888

J48 0,893 0,890 0,891

Random Forest 0,911 0,899 0,905

K-NN (K=1) 0,893 0,868 0,880

SVM 0,925 0,904 0,914

Comparando os resultados das Tabelas 5.20 e 5.21 com os resultados das Tabelas

5.22 e 5.23 percebe-se que os algoritmos avaliados com conjunto de dados AB sem o

atributo sistema obtiveram somente uma pequena melhoria na acurácia e na F-Measure.

Considerando que esse atributo representa no AVA a participação do estudante, decidiu-se

por manter o atributo sistema para os próximos experimentos.

Em seguida foi realizado o experimento que agrupa os conjuntos de atributos A, B

e C em um único conjunto ABC que representa as variáveis logs de acesso ao AVA,

desempenho acadêmico e resposta do questionário socioeconômico. Neste experimento

temos os seguintes conjuntos de atributos relativos aos períodos letivos: (i) logs2012/2

possui 42 atributos e (ii) logs2013/2 com 42 atributos. Os resultados são apresentados

nas Tabelas 5.24 e 5.25.
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Tabela 5.24: Acurácia média conjunto ABC

Classificador
Logs Média das

Acurácias2012/2 2013/2

Naïve Bayes 87,12% 81,64% 84,38%

J48 85,64% 82,39% 84,01%

Random Forest 87,87% 84,26% 86,06%

K-NN (K=1) 86,13% 78,65% 82,39%

SVM 85,39% 77,52% 81,45%

Tabela 5.25: F-Measure conjunto ABC

Classificador
Logs Média das

F-Measure2012/2 2013/2

Naïve Bayes 0,912 0,871 0,892

J48 0,904 0,890 0,894

Random Forest 0,920 0,899 0,909

K-NN (K=1) 0,910 0,868 0,865

SVM 0,906 0,856 0,881

Para o conjunto de atributos ABC, o algoritmo RF obteve o melhor percentual de

acerto em relação aos demais algoritmos. A média da acurácia de todos os algoritmos

obtida neste experimento é de 83,65% e a F-Measure para a classe evasão igual a 0,892,

que corresponde a 89,20% e a classe não evasão de 0,537, ou seja, 53,70%. Comparando

esta média das acurácias de todos os algoritmos do conjunto de atributos ABC com a

média das acurácias obtidas no experimento anterior, percebe-se que o desempenho dos

algoritmos foi melhor no conjunto de atributos AB com uma pequena diferença de 0,16%.

Considerando que a diferença média das acurácias entre os dois conjuntos de atributos,

AB e ABC, não foi tão significativa, foram realizados novos experimentos com os dois

conjuntos de atributos com o intuito de melhorar a acurácia e F-Measure para a geração

do modelo de predição de evasão.
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5.3.5 Experimento 3: ajuste de parâmetros dos algoritmos de
classificação

O objetivo deste experimento foi encontrar os melhores valores dos parâmetros de entrada

dos algoritmos de classificação. Os experimentos prévios realizados com os conjuntos de

atributos combinados AB e ABC apresentaram melhor desempenho do que os conjuntos

de atributos individuais. Portanto, os próximos experimentos foram aplicados somente

nestes conjuntos de atributos.

Com base nos experimentos realizados por Lima [79], aplicados a um outro domínio

de problema com identificação de valores de entrada que melhoraram a média das acurá-

cias de alguns algoritmos, esta pesquisa adotou os mesmos parâmetros para os algoritmos

IBk, RF e SVM. Para o algoritmo J48, realizaram-se testes com ajustes no parâmetro

ConfidenceFactor com os valores 0.25, 0.50, 0.75 e 0.90, pois, de acordo com Drazin [49]

reduzir a confiança nos dados de treinamento (ConfidenceFactor) pode ajudar a diminuir

o tamanho da árvore e filtrar os nós estatisticamente irrelevantes, o que levariam a erros

de classificação. Desta maneira, compreende-se que vários valores para o parâmetro Con-

fidenceFactor devem ser testados ao gerar árvores de decisão para encontrar o valor mais

adequado.

No processo de classificação do algoritmo IBk, a relação de proximidade para identifi-

car os vizinhos é quantificada por uma métrica de distância. Considerando que diferentes

métricas podem gerar diferentes resultados [152], foram realizados experimentos com as

distâncias Euclidiana e Manhattan.

A distância euclidiana, normalmente é a métrica mais usada, pois tem "propriedade

para representar a distância física entre dois pontos em um espaço d -dimensional" [152].

Ela se baseia no Teorema de Pitágoras que afirma que a soma dos quadrados dos catetos

é igual ao quadrado da hipotenusa [152].

A distância de Manhattan, também chamada de city-block, taxicab faz referências

as ruas que cortam a ilha de Manhattan que constituem quadrados geometricamente

perfeitos. Um percurso nessa ilha pode ser feito por diferentes caminhos, todos com a

mesma distancia [152]. A distância de Manhattan é uma versão mais simples da distância

euclidiana, ou seja, a distância "entre dois pontos é a soma das diferenças absolutas de

suas coordenadas (atributos)" [152].

Os resultados obtidos no processo experimental são apresentados nas tabelas 5.26 a

5.29. A medida para indicar o desempenho dos algoritmos de classificação foi: (i) Média



5.3 Modelagem: Aplicação das técnicas de mineração de dados 100

das acurácias definida pela divisão entre a soma das acurácias de cada algoritmo e os

períodos letivos, e (ii) Média das F-Measure definida pela divisão entre a soma das

F-Measure de cada algoritmo e os períodos letivos.

Tabela 5.26: Resultados obtidos pelo IBk com diferentes valores de k para o conjunto AB,

utilizando a distância euclidiana.
Valor de k para Ibk

Medida 1 3 5 7 9 11 13 15 17 19

Média das

acurácias
80,25% 81,53% 82,42% 84,22% 85,49% 84,85% 85,76% 86,13% 85,74% 86,02%

Média das

F-Measure
0,8735 0,8815 0,8865 0,898 0,9055 0,9015 0,907 0,9095 0,9075 0,9085

Tabela 5.27: Resultados obtidos pelo IBk com diferentes valores de k para o conjunto AB,

utilizando a distância Manhattan
Valor de k par IBk

Medida 1 3 5 7 9 11 13 15 17 19

Média das

acurácias
80,91% 82,44% 84,09 84,75% 85,64% 86,10% 85,36% 85,89% 85,9% 86,53%

Média das

F-Measure
0,8785 0,888 0,8965 0,9005 0,906 0,909 0,905 0,908 0,9075 0,9115

Tabela 5.28: Resultados obtidos pelo IBk com diferentes valores de k para o conjunto

ABC, utilizando a distância Euclidiana
Valor de k par IBk

Medida 1 3 5 7 9 11 13 15 17 19

Média das

acurácias
82,39% 85,38% 84,45% 84,45% 85,75% 85,25% 85,50% 85,75% 85,32% 85,94%

Média das

F-Measure
0,8875 0,9075 0,9005 0,897 0,9085 0,9055 0,907 0,9085 0,906 0,910

Tabela 5.29: Resultados obtidos pelo IBk com diferentes valores de k para o conjunto

ABC, utilizando a distância Manhattan
Valor de k para Ibk

Medida 1 3 5 7 9 11 13 15 17 19

Média das

acurácias
82,39% 84,26% 84,94% 83,95% 85,00% 84,81% 84,31% 84,44% 85,25% 85,93%

Média das

F-Measure
0,886 0,899 0,9035 0,8965 0,9085 0,9015 0,8995 0,8995 0,905 0,9095

As tabelas mostram os resultados para o algoritmo IBk para valores k iguais aos

números impares de 1 a 19. Utilizando a distância Manhattan, o algoritmo IBk obteve
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melhor resultado na média das acurácias e F-Measure para o conjunto de atributos AB

quando k recebe o valor 19. Enquanto que, para o conjunto ABC, se obteve um resultado

um pouco menor utilizando a distância Euclidiana. Considerando que se obteve um

melhor desempenho com K igual a 19, foram realizados testes com os valores 21 e 23 para

K, porém o melhor desempenho continuou sendo para K igual a 19.

As Tabelas 5.30 e 5.31 apresentam os resultados obtidos pela variação do número

de árvore utilizados pelo classificador Random Forest . Assim como foram avaliados por

Lima [79], utilizou-se o valor mínimo com 50 árvores de decisão e o valor máximo de 600,

com incremento de 50 árvores.

Tabela 5.30: Número de árvores para Random Forest conjunto AB
Número de árvores para Random Forest

Medida 50 100 150 200 250 300 350 400 450 500 550 600

Média das
Acurácias

86,29% 85,90% 85,53% 85,92% 85,37% 86,43% 85,93% 85,50% 86,19% 86,29% 85,90% 85,90%

Média
F-Measure

0,9105 0,908 0,906 0,9085 0,905 0,9115 0,908 0,9055 0,91 0,9105 0,908 0,9085

Tabela 5.31: Número de árvores para Random Forest conjunto ABC
Número de árvores para Random Forest

Medida 50 100 150 200 250 300 350 400 450 500 550 600

Média das
Acurácias

84,37% 86,13% 85,44% 85,88% 85,44% 85,26% 85,94% 84,51% 85,81% 85,81% 85,32% 85,94%

Média
F-Measure

0,8975 0,908 0,904 0,9075 0,9045 0,903 0,9075 0,898 0,907 0,9075 0,9025 0,9075

Considerando a média das acurácias e F-Measure, o algoritmo Random Forest obteve

melhor resultado quando foram utilizadas 300 árvores de decisão para o conjunto de

atributo AB. Em relação ao conjunto de atributos ABC o algoritmo obteve a melhor

média nas acurácias com 100 árvores.

Para os testes do algoritmo SVM, consideraram-se os conjuntos de atributos como

não-linearmente separáveis e foram realizados testes com os principais kernels :

• O kernel Polynomial ;

• O Pearson VII function-based universal kernel (Puk);

• O kernel Radial Basis Funciton (RBF).

A Tabela 5.32 apresenta os resultados obtidos pelo SVM utilizando os três kernels nos

conjuntos de atributos AB e ABC.
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Tabela 5.32: Resultados obtidos pelo SVM para os conjuntos AB e ABC
SVM - Conjunto AB SVM - Conjunto ABC

Medida Polynomial Puk RBF Polynomial Puk RBF

Média das

Acurácias
87,04% 85,90% 85,93% 81,45% 77,49% 83,44%

F-Measure 0,913 0,907 0,907 0,881 0,873 0,897

Observa-se que o kernel Polynomial apresentou melhor resultado para o conjunto AB

e o kernel RBF foi melhor quando aplicado no conjunto ABC.

O desempenho do algoritmo J48 de acordo com os ajuste no parâmetro Confidence-

Factor para os conjuntos AB e ABC é apresentado na Tabela 5.33.

Tabela 5.33: J48 com ajustes de parâmetro conjuntos AB e ABC
J48 Conjunto AB J48 - Conjunto ABC

Medida (Média) 0.25 0.50 0.75 0.90 0.25 0.50 0.75 0.90
Acurácias 82,19% 81,92% 82,04% 82,04% 84,01% 84,15% 83,77% 83,77%
F-Measure 0,895 0,885 0,886 0,886 0,894 0,897 0,776 0,895

A partir desses resultados, selecionaram-se os seguintes parâmetros para os próximos

experimentos: (i) para o algoritmo IBk, k igual a 19 e distânciaManhattan para o conjunto

de atributos AB e k igual a 19 e distância Euclidiana para o conjunto de atributos ABC;

(ii) para o algoritmo Random Forest , 300 árvores de decisão para o conjunto de atributos

AB e 100 árvores para o conjunto de atributos ABC; (iii) para o algoritmo SVM, o kernel

Polynomial para o conjunto AB e o RBF para o conjunto ABC e (iv) para o algoritmo

J48, ConfidenceFactorvalor, de 0.25 para o conjunto de atributos AB e ConfidenceFactor

com valor igual a 0.50 para o conjunto ABC.

5.3.6 Comparando o desempenho dos algoritmos nos conjuntos
de atributos AB e ABC

Com base nos resultados anteriores, realizaram-se novos experimentos com os algoritmos

de classificação para os conjuntos de atributos AB e ABC com novos parâmetros para

IBk, RF, SVM e J48.

O resultado obtidos com os novos parâmetros são mostrados na Tabela 5.34.

Observando os resultados percebe-se uma melhora no desempenho dos algoritmos

IBk e RF, em relação ao experimento inicial. Mesmo com a melhoria no desempenho dos
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Tabela 5.34: Acurácia e F-Measure ajustes nos parâmetros de entrada – conjunto de
atributos AB

Medida Naïve
Bayes J48 IBk (k=19)

dist.Manhattan
Random

Forest (300)
SVM

(Polynomial)
Média das
Acurácias 83,69% 82,19% 86,53% 86,43% 87,04%

Média
F-Measure 0,887 0,890 0,911 0,911 0,907

.

algoritmos IBk e RF, o algoritmo SVM obteve melhor desempenho para este conjunto de

atributos, com médias das acurácias de 87,04%, no entanto, a média da F-Measure foi

menor que a média dos algoritmos IBk e RF.

Tabela 5.35: Acurácia e F-Measure com ajustes nos parâmetros de entrada – conjunto de
atributos ABC

.

Medida Naïve Bayes J48
Cf.0.50

IBk (k=19)
dist.Euclidiana

Random
Forest (100) SVM (RBF)

Média das
Acurácias 84,38% 84,15% 85,94% 86,13% 83,44%

Média
F-Measure 0,892 0,897 0,910 0,908 0,897

A Tabela 5.35 apresenta a acurácia e F-Measure dos resultados obtidos pelos algo-

ritmos de classificação quando avaliados no conjunto de atributos ABC. O algoritmo de

classificação que obteve melhor desempenho neste conjunto de atributos foi o RF, com

média das acurácias de 86,13%.

Comparando os resultados obtidos nos dois conjuntos de atributos obteve-se melhor

resultado no conjunto de atributos AB e com o algoritmo de classificação SVM com o

Kernel Polynomial, com a média da acurácia nos períodos letivos 2012/2 e 2013/2 de

87,04% e com a F-Measure de 90,70%. Quando comparado com o RF com 100 árvores de

decisão do conjunto de atributos ABC, observa-se uma diferença nas médias das acurácias

de 0,91 %. No entanto o RF obteve a F-Measure de 90,80% enquanto que o SVM obteve

90,70% para a classe positiva.

5.3.7 Experimento 4: em busca de melhores resultados com Dis-
cretização

Com o intuito de melhorar o desempenho dos classificadores para a construção do modelo

para predição da evasão na EaD, foi aplicada a técnica de discretização de atributos,

que de acordo com Garcia [57], tem como objetivo principal transformar um conjunto

de atributos contínuos em discretos, associando valores categóricos a intervalos e, assim
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transformando dados quantitativos em dados qualitativos.

Neste experimento, optou-se por utilizar a técnica de discretização de atributos su-

pervisionada Minimum Description Length (MDL) para discretizar os atributos. A MDL

fundamenta-se na minimização da entropia [51]. "Essa heurística determina um ponto de

corte que divide um intervalo de valores em dois subintervalos" [79]. Para definir o ponto

de corte emprega-se a medida Ganho de Informação [66], o resultado são subintervalos

com maior ganho de informação. Em algumas situações, a discretização supervisionada

não consegue gerar subintervalos, ou seja, gera um único valor para o atributo [79].

O conjunto de atributos AB inicialmente contém valores numéricos e os atributos

foram discretizados pela referida técnica.

Após aplicação da técnica, constatou-se que os atributosmod-discussion em logs2012/2

e mod-discussion para 2013/2 não foram separados em mais de um intervalo discreto. Os

demais atributos do conjunto foram separados em dois ou mais intervalos discretos. Os

resultados do desempenho dos algoritmos são apresentados nas Tabelas 5.36 e 5.37.

Tabela 5.36: Atributos discretizados – conjunto de atributos AB
Classificador Logs2012/2 Logs2013/2 Média das acurácias
Naïve Bayes 87,62% 83,37% 85,49%
J48 C.f=0.25 88,61% 87,33% 87,97%
Random Forest (300) 88,68% 81,79% 84,33%
IBk (k=19) dist.Manhattan 88,11% 85,22% 86,65%
SVM Polynomial 88,11% 84,43% 86,27%

Tabela 5.37: F-Measure - atributos discretizados – conjunto AB
Classificador Logs2012/2 Logs2013/2 Média das F-Measure

Naïve Bayes 0,915 0,885 0,900

J48 0,924 0,917 0,920

Random Forest (300) 0,917 0,884 0,900

IBk (k=19) dist.Manhattan 0,919 0,901 0,910

SVM Polynomial 0,920 0,898 0,909

As Tabelas 5.38 e 5.39 apresentam os resultados da acurácia e F-Measure obtidos

após discretização dos atributos do conjunto ABC. Apenas o atributo mod-dicussion não

foi separado em mais de um intervalo em todos os período letivos.
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Tabela 5.38: Atributos discretizados – conjunto de atributos ABC
Classificador Logs20122 Logs20132 Média das acurácias

Naïve Bayes 87,62% 84,26% 85,94%

J48 – C.f.= 0.50 87,62% 83,52% 85,57%

Random Forest (100) 89,10% 88,01% 88,55%

IBk (k=19) dist.Euclidiana 88,36% 85,39% 86,87%

SVM - RBF 89,1% 85,01% 87,05%

Tabela 5.39: F-Measure - atributos discretizados – conjunto ABC
Classificador Logs20122 Logs20132 Média das F-Measure
Naïve Bayes 0,915 0,891 0,903
J48 – C.f.= 0.50 0,920 0,895 0,907
Random Forest (100) 0,927 0,923 0,925
IBk (k=19) dist.Euclidiana 0,921 0,905 0,913
SVM - RBF 0,926 0,900 0,913

Com base nos resultados mostrados na Tabela 5.36 constata-se que o algoritmo Ran-

dom Forest com 100 árvores de decisão obteve melhor desempenho no conjunto de atri-

butos ABC.

5.3.8 Experimento 5: reequilibrando as classes

Nos últimos anos, vem sendo observado um grande aumento na quantidade de dados gera-

dos e armazenados. O tamanho ilimitado e a natureza desbalanceada dos dados tornam-se

um problema para mineração de dados quando se utiliza a tarefa de Classificação [82].

O desbalanceamento de classe ocorre quando uma classe tem maior número de ins-

tâncias em relação à outra. A classe com maior número de instâncias é chamada de classe

majoritária ou principal. Já a classe com menor número de instâncias é chamada de

classe minoritária. Quando ocorre essa situação, o classificador tende a classificar novas

instâncias na classe majoritária e cometer mais erros ao classificar novas instâncias na

classe minoritária [82].

A literatura sugere métodos e técnicas para resolver o problema de classes desbalan-

ceadas. Essas abordagens são divididas em três métodos: (i) amostragem; (ii) algoritmos

e (iii) seleção de recursos [82].
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A técnica de amostragem pode ser realizada utilizando under-sampling para classe ma-

joritária, over-sampling da classe minoritária e/ou ambas. A desvantagem de se utilizar

a técnica under-sampling, onde se realiza uma menor amostragem, é a perda de informa-

ções importantes. Enquanto que a desvantagem de over-sampling é gerar novos dados da

amostra minoritária que são sintéticos [81]. Synthetic Minority Over-sampling Technique

(SMOTE) é um método bastante utilizado que consiste em introduzir sinteticamente ins-

tâncias de classes minoritárias considerando o método de agrupamento k-nearest-neighbor

[168, 61].

Observou-se o problema de desbalanceamento de classes nesta pesquisa, pois existe

um número maior de instâncias pertencentes a classe evasão do que a classe não evasão.

Após os atributos serem discretizados pela técnica MDL aplicou-se a técnica SMOTE

para o reequilíbrio das classes e realizaram-se ajustes nos parâmetros dos algoritmos para

tentar melhorar a acurácia dos classificadores. A técnica SMOTE foi aplicada nos dados

originais usando-se os valores iguais a 100, 150 e 200 para o parâmetro “percentage”,

aumentando em 100%, 150% e 200%, respectivamente, o número de instâncias da classe

minoritária, ou seja, da classe não evasão.

O objetivo foi verificar se há melhora no desempenho dos algoritmos NB, RF, J48,

SVM e IBk.

O presente experimento foi aplicado para os conjuntos de atributos AB e ABC. Os

resultados são demostrados nas Tabelas 5.40, 5.41, 5.42, 5.43, 5.44 e 5.45.

Tabela 5.40: Conjunto de atributos AB – resultados obtidos SMOTE – 100%

Medida
Naïve
Bayes

J48
IBk (k=19)

dist.Manhattan
Random

Forest (300)
SMO

(Polynomial)
Média das
Acurácias

87,26% 88,51% 87,15% 87,77% 87,48%

Média
F-Measure

0,895 0,907 0,892 0,902 0,897

Tabela 5.41: Conjunto de atributos AB – resultados obtidos SMOTE – 150%

Medida
Naïve
Bayes

J48
IBk (k=19)
dist.Manhattan

Random
Forest (300)

SMO
(Polynomial)

Média das
Acurácias

87,72% 89,67% 87,71% 89,64% 88,47%

Média
F-Measure

0,890 0,909 0,888 0,910 0,898
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Tabela 5.42: Conjunto de atributos AB – resultados obtidos SMOTE – 200%

Medida
Naïve
Bayes

J48
IBk (k=19)
dist.Manhattan

Random
Forest (300)

SMO
(Polynomial)

Média das
Acurácias

88,41% 89,91% 88,30% 90,16% 88,91%

Média
F-Measure

0,887 0,903 0,885 0,906 0,893

Tabela 5.43: Conjunto de atributos ABC – resultados obtidos SMOTE – 100%

Medida
Naïve
Bayes

J48 Cf.0.50
IBk (k=19)
Dist.Euclidiana

Random
Forest (100)

SMO
(RBF)

Média das
Acurácias

87,25% 87,57% 87,30% 89,03% 87,81%

Média
F-Measure

0,893 0,900 0,890 0,910 0,898

Tabela 5.44: Conjunto de atributos ABC – resultados obtidos SMOTE – 150%

Medida
Naïve
Bayes

J48
Cf.0.50

IBk (k=19)
Dist.manhattan

Random
Forest(100)

SMO
(RBF)

Média das
Acurácias

87,71% 87,49% 87,10% 90,37% 88,45%

Média
F-Measure

0,888 0,889 0,880 0,913 0,895

Tabela 5.45: Conjunto de atributos ABC – resultados obtidos SMOTE – 200%
Medida Naïve

Bayes
J48
Cf.0.50

IBk (k=19)
Dist.Manhattan

Random
Forest(100)

SVM
(RBF)

Média das
Acurácias 88,11% 88,17% 87,55% 91,11% 88,62%

Média
F-Measure 0,884 0,887 0,874 0,912 0,888

Os resultados destes experimentos demostraram como a aplicação de uma técnica de

reequilíbrio das classes pode ser aplicada, objetivando priorizar a correta identificação

de uma classe específica. Comparando os resultados obtidos na seção anterior com os

resultados obtidos com a aplicação da técnica SMOTE, percebe-se as seguintes melhorias

na acurácia dos algoritmos:(i) RF de 87,70% para 90,62% ; (ii) J48 de 86,34% para 87,96%;

(iii) NB de 84,29% para 87,96%; (iv) IBk de 86,11% para 88,80% e o (v) SVM de 86,66%

para 90,31%.



5.3 Modelagem: Aplicação das técnicas de mineração de dados 108

5.3.9 Experimento 6: pesquisando melhores subconjuntos de atri-
butos

Para os conjuntos de atributos AB e ABC, com os valores discretizados e com as classes

reequilibradas com a percentagem de 100%, 150% e 200%, aplicaram-se duas estratégias

de seleção de atributos: (i) Correlation-based feature selection (CFS) e (ii) Information

Gain Attribute Ranking (IGAR).

A estratégia CFS avalia a capacidade preditiva de cada atributo individualmente

e o grau de redundância entre eles, selecionando subconjuntos de atributos que mais

correlacionados com a classe e com menos intercorrelação [167, 79]. A estratégia IGAR

avalia os atributos individualmente que estão mais correlacionados com a classe com base

nos que possuem maior ganho de informação. Para esta estratégia precisa definir um

parâmetro de entrada para retornar um número fixo de atributos [79, 169].

O objetivo de aplicação dessas estratégias de seleção de atributos é pesquisar a pre-

sença de subconjuntos de atributos mais expressivos, que são propícios a melhoria do

desempenho preditivo dos algoritmos de classificação [79]. O processo de selecionar sub-

conjuntos busca identificar e remover dados que são irrelevantes e redundantes, tornando

a fase de treinamento mais fácil, pois possibilita reduzir a dimensionalidade dos dados e

permite que os classificadores atuem de maneira mais ágil e eficaz [63].

A estratégia de seleção de atributos Correlation-based feature selection (CFS) com o

algoritmo de busca BestFist, que realiza uma pesquisa forward, foi aplicada no conjunto

de atributos AB logs2012/2. Neste caso, foram identificados quatro atributos relevantes

para construção do modelo preditivo: tarefa, nota-FMI, nota-FDW e nota-THM.

Para o conjunto de atributos AB logs 2013/2 foram selecionados os atributos: sistemas,

nota-ALG, nota-FMI, nota-FDW e nota-MAT.

As Tabelas 5.46 a 5.48 exibem os resultados obtidos pelos algoritmos de classificação

para os conjuntos de atributos AB, atualizados somente com atributos selecionados após

a aplicação da estratégia CFS.

Tabela 5.46: Subsonjuntos de atributos AB – resultados obtidos SMOTE – 100%
Medida Naïve

Bayes J48 IBk (k=19)
dist.Manhattan

Random
Forest (300)

SVM
(Polynomial)

Média das
Acurácias 87,78% 88,56% 87,02% 88,85% 86,83%

Média
F-Measure 0,898 0,9075 0,891 0,911 0,891
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Tabela 5.47: Subconjunto de atributos AB – resultados obtidos SMOTE – 150%
Medida Naïve

Bayes J48 IBk (k=19)
dist.Manhattan

Random
Forest (300)

SVM
(Polynomial)

Média das
Acurácias 88,3% 88,97% 87,70% 88,43% 87,22%

Média
F-Measure 0,894 0,904 0,888 0,899 0,885

Tabela 5.48: Subconjunto de atributos AB – resultados obtidos SMOTE – 200%
Medida Naïve

Bayes J48 IBk (k=19)
dist.Manhattan

Random
Forest (300)

SVM
(Polynomial)

Média das
Acurácias 89,02% 88,94% 88,46% 89,03% 88,62%

Média
F-Measure 0,893 0,894 0,886 0,896 0,889

Com base nos resultados exibidos, observa-se que o algoritmo Random Forest com

300 árvores de decisão e com a classe não evasão balanceada com a percentagem de 200%

teve o melhor resultado com a média das acurácias dos conjuntos de logs 2012/2 e 2013/2.

A melhor média F-Measure de 91,10% foi obtida com o mesmo algoritmo, porém com a

classe balanceada com a percentagem de 100%.

Para o conjunto de atributos ABC, a estratégia de seleção de atributos CFS identificou

nove atributos relevantes para o conjunto de atributos ABC de 2012/2 e 6 atributos do

conjunto ABC de 2013/2. Os atributos foram: (i) 2012/2: tarefa, nota-FMI, nota-

FDW, nota-THM, sexo, raça, se o aluno trabalha, serviço médico utilizado em

caso de doenças e se considera um aluno regular, bom ou ótimo, (ii) 2013/2: o

total de acesso, nota-ALG, nota-FMI, nota-FDW, local de conclusão o ensino

fundamental e se considera um aluno regular, bom ou ótimo.

As Tabelas 5.49 a 5.51 mostram os resultados obtidos para os atributos selecionados

a partir do conjunto de atributos ABC (2012/2 e 2013/2).

Tabela 5.49: Subconjunto de atributos ABC – resultados obtidos SMOTE – 100%
Medida Naïve

Bayes
J48
Cf.0.50

IBk (k=19)
dist.Euclidiana

Random
Forest (100)

SVM
(RBF)

Média das
Acurácias 87,71% 87,10% 87,40% 88,63% 87,09%

Média
F-Measure 0,897 0,896 0,894 0,908 0,891

Observando os resultados apresentados nessas tabelas, observa-se que o algoritmo

RF com 100 árvores de decisão obteve melhor desempenho, com média das acurácias de

89,66% e a média da F-Measure de 90,80%.
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Tabela 5.50: Subonjunto de atributos ABC – resultados obtidos SMOTE – 150%
Medida Naïve

Bayes
J48
Cf.0.50

IBk (k=19)
dist.Euclidiana

Random
Forest (100)

SVM
(RBF)

Média das
Acurácias 88,36% 89,16% 87,99% 88,93% 87,80%

Média
F-Measure 0,894 0,904 0,890 0,903 0,887

Tabela 5.51: Suconjunto de atributos ABC – resultados obtidos SMOTE – 200%
Medida Naïve

Bayes
J48

Cf.0.50
IBk (k=19)

dist.Euclidiana
Random

Forest (100)
SVM
(RBF)

Média das
Acurácias 89,13% 88,97% 88,66% 89,66% 88,28%

Média
F-Measure 0,893 0,895 0,888 0,902 0,884

A estratégia de seleção de atributos InfoGainAttributeEval com o método de busca

Ranker foi aplicada nos conjuntos de atributos AB discretizados e as classes reequilibradas

com percentage de 100% e 200%. Os conjuntos de atributos AB 2012/2 e AB 2013/2

possuem 22 atributos cada um, portanto foram testados os parâmetros de entradas de 01

a 22. Os resultados são exibidos nas Tabelas 5.52 a 5.55.

Tabela 5.52: Resultados obtidos para a estratégia IGAR e SMOTE 100%
Nº de atributos

Algoritmos 1 2 3 4 5 ... 13 14 15 ... 18 19 20 21

Médias das acurácias em %

NB 87,77 87,73 86,91 87,25 87,67 ... 87,37 87,26 87,04 ... 87,15 87,04 87,155 87,265

J48 Cf.0.25 87,77 87,53 88,43 88,63 87,99 ... 87,98 88,41 88,61 ... 88,72 88,62 88,515 88,515

IBk (k=19)

dist.Manhattan
87,77 87,73 86,21 87,68 87,26 ... 87,46 87,26 87,04 ... 87,26 87,04 86,94 87,15

RF (300) 87,77 87,53 88,15 89,06 88,70 ... 88,08 88,00 88,41 ... 88,82 87,78 87,37 87,46

SVM

Polynomial
87,77 86,21 86,8 88,43 88,11 ... 87,69 87,68 87,68 ... 87,68 87,585 87,48 87,48
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Tabela 5.53: Resultados obtidos F-Measure para a estratégia IGAR e SMOTE 100%
Nº de Atributos

Algoritmos 1 2 3 4 5 ... 13 14 15 ... 18 19 20 21

Média F-Measure - classe positiva (SIM)

NB 0,8985 0,8995 0,8905 0,8945 0,897 0,8945 0,8935 0,892 0,8925 0,8925 0,8935 0,8945

J48 Cf.0.25 0,8985 0,8975 0,905 0,9075 0,9025 0,903 0,907 0,9085 0,9095 0,9085 0,9075 0,9075

IBk (k=19)

dist.Manhattan
0,8985 0,8995 0,883 0,8985 0,8945 0,895 0,8935 0,8925 0,894 0,8915 0,891 0,8925

RF (300) 0,8985 0,8975 0,903 0,911 0,908 0,903 0,903 0,907 0,9095 0,902 0,899 0,8995

SVM

Polynomial
0,8985 0,8855 0,89 0,9055 0,9025 0,8995 0,8995 0,8995 0,8995 0,8985 0,8975 0,8975

Tabela 5.54: Resultados obtidos acurácia para a estratégia IGAR e SMOTE 200%
Nº de Atributos

Algoritmos 1 2 3 4 5 ... 15 16 ... 18 19 20 21

Média das acurácias em %

NB 88,99 89,55 88,54 87,83 88,66 88,3 88,39 88,57 88,48 88,66 88,41

J48

Cf.0.25
88,99 89,29 88,95 89,2 88,83 89,17 89,82 89,82 89,92 89,91 89,91

IBk (k=19)

dist.Manhattan
88,99 89,63 88,54 88,01 88,66 88,57 88,57 88,3 88,47 88,38 88,3

RF (300) 88,99 89,38 89,39 89,8 89,43 91,05 91,42 90,8 90,07 90,52 90,87

SVM

Polynomial
88,99 88,35 88,44 89,08 88,89 88,89 89,08 89,08 88,91 88,91 88,91

Tabela 5.55: Resultados obtidos F-Measure para a estratégia IGAR e SMOTE 200%
Nº de Atributos

1 2 3 4 5 ... 15 16 ... 18 19 20 21

Algoritmos Média das F-Measure classe positiva (SIM)

NB 0,8925 0,901 0,8865 0,8805 0,889 0,886 0,887 0,8885 0,888 0,89 0,8875

J48

Cf.0.25
0,8925 0,8975 0,8945 0,8975 0,8935 0,897 0,9025 0,902 0,903 0,903 0,903

IBk (k=19)

dist.Manhattan
0,8925 0,8985 0,8865 0,882 0,889 0,888 0,888 0,8855 0,887 0,886 0,8855

RF (300) 0,8925 0,901 0,8995 0,9035 0,8995 0,9145 0,918 0,9125 0,9055 0,91 0,9135

SVM

Polynomial
0,8925 0,886 0,8865 0,895 0,893 0,8935 0,8955 0,8955 0,8935 0,8935 0,8935

Os resultados apresentados nas Tabelas 5.52 a 5.55 mostram que o algoritmo Random

Forest com 300 árvores de decisão obteve o melhor desempenho com 15 (quize) atributos
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e com a classe negativa balanceada com percentagem de 200%. O RF obteve 91,42% de

acurácia e 91,80% na F-Measure. Os 15 (quize) atributos selecionados pela estratégia

IGAR foram: nota-fmi, nota-fdw, nota-thm, nota-alg, nota-mat, sit-periodo,

tarefa, total-acesso, arquivo, url, sistema, nota-ead, livro, pasta, chat, wiki.

Para o conjunto de atributos ABC, o RF mostrou-se mais adequado para a solu-

ção do problema com 38 atributos, selecionados pela estratégia IGAR. Os atributos se-

lecionados foram: (i) Conjunto de atributos ABC (Logs 2012-2 ): nota-FMI, nota-

FDW, nota-THM, nota-ALG, nota-MAT, sit-periodo, tarefa, total-acesso, ar-

quivo, url, sistema, livro, nota-EAD, pasta, wiki, chat, forum, pagina, es-

colha, glossário, esc-pai, questionário, idade, trabalha, sexo, raça, religião,

meio-transporte, conc-ens-fund, esc-mãe, serviço-médico, renda-familiar, es-

colaridade, considera-um-aluno(autoavaliação), e-civil, pc-casa, PNE e pro-

cedência, (ii) Conjunto de atributos ABC (Logs 2013-2 ): nota-FDW, nota-FMI,

sit-periodo, nota-ALG, nota-MAT, nota-THM, tarefa, total-acesso, nota-ead,

sistema, arquivo, url, questionário, idade, chat, livro, escolha, fórum, página,

concl-ens-fund, considera-um-aluno(autoavaliação), trabalha, esc-mae, renda-

familiar, e-civil, meio-transporte, religião, procedência, PNE, serviço-medico,

pc-casa, escolaridade, sexo, remédio-controlado, problema-saude . Os resultados

são apresentados nas tabelas 5.56 e 5.57.

Tabela 5.56: Resultados obtidos para o conjunto ABC com a estratégia IGAR e SMOTE

200%
Nº de Atributos

Algoritmos 1 2 3 4 5 ... 14 15 29 ... 35 38 41

Médias das acurácias em %

NB 88,97 89,05 89,14 88,97 88,11 87,94 88,79 88,33 88,37 88,24 88,11

J48

Cf.0.50
88,97 87,81 87,77 88,2 89,23 89,39 89,48 88,04 88,86 88,34 88,17

Bk (k=19)

dist.Euclidiana
88,97 89,05 89,14 88,28 87,85 87,81 88,06 87,98 87,64 87,55 87,55

RF (100) 88,97 87,98 87,77 88,76 89,57 89,83 90,13 90,21 90,9 90,94 90,51

SVM

RBF
88,97 88,33 87,26 88,75 87,85 88,49 88,49 88,66 88,88 88,62 88,62
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Tabela 5.57: Resultados obtidos para o conjunto ABC com a estratégia IGAR e SMOTE

200%
Nº de Atributos

Algoritmos 1 2 3 4 5 ... 14 15 29 ... 35 38 41

Médias das F-Measure

NB 0,8905 0,892 0,8935 0,893 0,8825 0,881 0,889 0,8855 0,886 0,885 0,884

J48 Cf.0.50 0,8905 0,8815 0,8815 0,886 0,8955 0,8975 0,898 0,885 0,8935 0,8885 0,887

IBk (k=19)

dist.Euclidiana
0,8905 0,892 0,8935 0,885 0,88 0,879 0,8815 0,88 0,8755 0,8745 0,8745

RF (100) 0,8905 0,8835 0,8815 0,8905 0,899 0,902 0,9055 0,904 0,9105 0,9105 0,907

SVM

RBF
0,8905 0,8875 0,878 0,891 0,8805 0,887 0,887 0,889 0,8905 0,8885 0,8885

Com base nos valores apresentados nas Tabelas 5.56 e 5.57 para o conjunto ABC,

observa-se que o algoritmo RF obteve melhor desempenho com 100 árvores de decisão

com 38 atributos selecionados. A média da acurácia para o algoritmo foi de 90,94% e a F-

Measure de 91,05%. Comparando o desempenho do algoritmo nos conjuntos AB e ABC,

o desempenho foi melhor para o conjunto de atributos AB com 16(dezesseis) atributos

selecionados.

Os melhores modelos gerados foram através do algoritmo de classificação Random

Forest com 300 árvores de decisão para o conjunto de atributos AB, cuja acurácia foi

de 91,42% e F-Measure de 91,80% e para o conjunto de atributos ABC, com 100 árvores

de decisão, a acurácia foi de 90,94% e F-Measure de 91,05%. O treinamento dos algo-

ritmos para chegar a estes resultados obedeceram os seguintes critérios: (i) ajustes nos

parâmetros de entrada dos algoritmos; (ii) discretização dos atributos; (iii) balanceamento

das classes e (iv) aplicação das técnicas de seleção de atributos.

A Figura 5.1 representa as etapas processo de mineração de dados executados nesta

pesquisa para gerar um modelo preditivo de evasão.

Considerando que houve alterações nos dados originais dos conjuntos de atributos AB

e ABC após aplicação das técnicas de discretização e de balanceamento de classe, foram

realizados novos experimentos calibrando os parâmetros de entradas dos algoritmos após

a aplicação de cada técnica. Observou-se que os resultados obtidos nesses experimentos

foram inferiores aos obtidos nos experimentos cujos resultados são apresentados neste

capítulo.
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Figura 5.1: Tarefa de classificação.
Fonte: Elaborada pela autora

5.4 Discussão dos resultados dos experimentos realiza-
dos

Os diversos experimentos realizados tiveram como objetivo encontrar um conjunto mais

relevante de atributos para caracterizar o estudante mais propenso à evasão e a técnica

de classificação mais adequada para solução do problema. Nos conjuntos de dados a

maioria dos estudantes pertencia à classe evasão, por isso foi necessário reequilibrar a
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classe negativa. Percebeu-se também a necessidade de se verificar o desempenho das

técnicas de classificação com os atributos discretizados e por fim aplicar os filtros de

seleção de atributos da ferramenta WEKA para identificar os atributos mais relevantes.

Em todos os experimentos realizados foram consideradas as métricas acurácia e F-

Measure. Percebe-se nas Tabelas 5.54 e 5.55 que os desempenhos dos cinco classificadores

foram superiores a 88%, com pouca diferença nos valores.

Resumidamente, apresentamos as características dos dois melhores modelos preditivos

obtidos com base nos experimentos realizados durante o aprendizado:

• Conjunto de atributos AB (interações do Moodle e desempenho acadêmico);

• Aplicação da técnica de seleção atributos IGAR que identificou entre os 22 atributos

os 16 mais relevantes para predizer a evasão (nota-FMI, nota-FDW, nota-THM,

nota-ALG, nota-MAT, sit-período, tarefa, total-acesso, arquivo,url, sistema, nota-

EAD, livro, pasta, chat, wiki);

• Algoritmo: RF com parâmetros ajustados com 300 árvores de decisão;

• Conjuntos de atributos AB discretizados: técnica supervisionada MDL;

• Conjunto de atributos com a classe reequilibrada com a estratégia SMOTE (200%);

• Média das acurácias: 91,42%

• Média dasF-Measure: 91,80%

Características do segundo melhor modelo:

• Conjunto de atributos ABC (interações do Moodle, desempenho acadêmico e dados

socioeconômicos);

• Aplicação da técnica de seleção atributos IGAR que identificou entre os 42 atributos

os 38 mais relevantes para predizer a evasão:

(i) atributos período letivo 2012/2: (arquivo, chat, forum, glossario, pasta, pagina,

questionario, sistema, tarefa, url, escolha, livro, wiki, total-acesso, nota-ALG, nota-

FMI, nota-FDW, Nota-MAT, Nota-THM, Nota-EAD, sit-periodo, sexo, idade, e-

civil, raca, religiao, trabalha, renda-familiar, meio-transporte, servico-medico, PNE,

remedio-controlado, c.ens-fund, escolaridade, esc-pai, esc-mae, pc-casa, considera-

um-aluno);
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(ii) atributos período letivo 2012/3: (arquivo, chat, forum, pagina, questiona-

rio, sistema, tarefa, url, escolha, livro, total-acesso, nota-ALG, nota-FMI, nota-

FDW, Nota-MAT, Nota-THM, Nota-EAD, sit-periodo, sexo, idade, e-civil, raca,

religiao, trabalha, qtde-resid-casa, renda-familiar, meio-transporte, servico-medico,

problema-saude, PNE, remedio-controlado, c.ens-fund, escolaridade, esc-pai, esc-

mae, pc-casa, procedencia, considera-um-aluno).

• Algoritmo: RF com parâmetros ajustados com 100 árvores de decisão;

• Conjuntos de atributos AB discretizados: técnica supervisionada MDL;

• Conjunto de atributos com a classe reequilibrada com a estratégia SMOTE (200%);

• Média das acurácias: 90,94%

• Média das F-Measure: 91,05%

Considerando as taxas de evasão no período letivo 2012/2, observa-se que foram acima

de 77% e em 2013/2 a taxa permaneceu alta, em torno de 78%. Nota-se que, nos dois

períodos letivos, ingressaram no curso de TSI 782 estudantes, dos quais apenas 182 con-

cluíram o curso. Ter a possibilidade de identificar o estudante com risco de evasão já

no primeiro semestre letivo com uma acurácia e F-Measure acima de 90%, permite à

instituição desenvolver estratégias pedagógicas para minimizar a evasão no curso.

Desta forma considera-se que os modelos treinados a partir da aplicação das técnicas

de mineração de dados são satisfatórios para identificar o estudante propenso à evasão.

Entretanto, tais modelos ainda precisam ser validados, ou seja, ser testados com novos

dados (exemplos desconhecidos) para obter a predição de evasão. O processo de validação

dos modelos é abordado no capítulo 6.

5.4.1 Considerações finais do capítulo

Neste capítulo foram utilizados três conjuntos de atributos, individualmente e combina-

dos, para identificar os atributos mais relevantes para caracterizar grupos de estudantes

propensos ou não à evasão. Buscou-se também identificar, entre cinco técnicas de classi-

ficação (IBk, NB, J48, RF e SVM), a que apresentasse o melhor desempenho na solução

do problema.

Foram realizados diversos experimentos, empregando estratégias de ajustes nos pa-

râmetros dos classificadores, discretização supervisionada nos atributos, reequilíbrio das
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classes por meio da técnica SMOTE e, por fim, foi a seleção de atributos por meios das

estratégias CFS e IGAR. A partir da execução de todos esses processos, foi possível cons-

truir um modelo preditivo dos dados para identificar o estudante com risco de evasão. O

modelo com melhores resultados foi gerado com o conjunto de atributos AB, e com o clas-

sificador RF com o parâmetro ajustado em 300 árvores de decisão. A acurácia do modelo

foi de 91,42% e F-Measure de 91,80%. Consideram-se esses resultados satisfatórios para

o domínio de problema abordado nesta pesquisa.



Capítulo 6

Avaliação da Proposta

Este capítulo apresenta os testes realizados com os melhores modelos indutivos 1 obti-

dos com a mineração de dados no capítulo 5. A partir da validação e verificação dos

modelos, apresenta-se uma proposta de um modelo conceitual de predição de risco de

evasão do estudante de graduação em cursos EaD. Como características principais desse

modelo, apresentam-se os atributos mais relevantes para identificar o estudante propenso

a abandonar o curso e a técnica de classificação mais adequada para solução do problema.

6.1 Testando os modelos indutivos de predição de risco
de evasão

Este experimento apresenta os resultados dos testes com os modelos gerados no capítulo

anterior para os quais foram obtidos os melhores resultados. O objetivo do teste é verificar

o quanto o algoritmo aprendeu e a sua eficiência em fazer predições com dados futuros.

No total, foram gerados quatro modelos indutivos, sendo: (i) dois com algoritmo RF

com 300 árvores de decisão utilizando os conjuntos de atributos AB com os dados dos

alunos ingressantes em cada período letivo, ou seja, 2012/2 e 2013/2 e (ii) dois modelos

com o algoritmo RF com 100 árvores de decisão utilizando os conjuntos de atributos ABC,

com dados dos alunos dos mesmos períodos letivos.

Para testar os modelos foram preparados quatro conjuntos de atributos compostos

por Logs de interação do Moodle, desempenho acadêmico e resposta de questionário so-

cioeconômico dos estudantes ingressantes no período letivo 2014/1, que possuem 432
1O processo para construção de modelo de predição utilizando Aprendizado de Máquina é indutivo, e

comumente é chamado de treinamento ou aprendizado supervisionado [152].
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instâncias, sendo 323 instâncias pertencentes à classe evasão e 109 instâncias à classe não

evasão.

Dos quatro conjuntos de atributos utilizados nos testes, dois contêm 16 atributos

semelhantes aos conjunto de atributos AB usados no processo de treinamento, referente

aos períodos 2012/2 e 2013/2 e outros dois contêm 38 atributos semelhantes aos conjunto

de atributos ABC, referente aos períodos 2012/2 e 2013/2. Os dados dos conjuntos de

testes são de estudantes ingressantes no primeiro período letivo do ano de 2014/1 do curso

de TSI. Os estudantes ingressantes em 2014/1 utilizaram o mesmo material didático e os

mesmos recursos de interação e comunicação do Moodle. Uma vez que IFMT adota para

o curso de TSI um modelo (estrutura) de sala padrão para todas as disciplinas e períodos

letivos, algumas das disciplinas foram ministradas pelos mesmos professores.

Os testes foram executados no ambiente WE da ferramenta WEKA, efetuando o

upload dos modelos gerados com dados dos períodos letivos 2012/2 e 2013/2 para fazer

as predições com os conjuntos de testes com dados dos estudantes de 2014/1. A opção

de divisão da base de dados utilizada neste experimento foi a opção Supplied test set

que permite, de forma direta, especificar o conjunto de teste separado do conjunto de

treinamento. Neste caso, para cada modelo indutivo foi especificado o seu conjunto de

teste específico.

Os resultados da predição dos modelos indutivos 2012/2 e 2013/2, denominados aqui

como Modelo 01, foram os mesmos e estão na Tabela 6.1 que mostra os valores de

acurácia e F-Measure obtidos nos dois conjuntos de atributos AB (logs 2012/2 e 2013/2 ).

Os valores da matriz de confusão (MC) também são apresentados: Verdadeiro Positivo

(VP), Falso Negativo(FN), Verdadeiro Negativo (VN) e Falso Positivo (FP). A acurácia do

RF foi de 84,03%, ou seja, do total de 432 instâncias, 363 foram classificadas corretamente.

Sendo 285 instâncias da classe evasão e 78 instâncias da classe não evasão. A F-Measure

para a classe evasão foi de 89,2% e para a classe não evasão foi 69,3%. Foram classificadas

incorretamente 69 instâncias que corresponde a um percentual de erro de 15,97%. As

instâncias classificadas incorretamente foram: (i) FN em 38 instâncias que corresponde

a 11,76% do total de 323 instâncias. Este erro é considerado grave, pois o algoritmo

errou em predizer como não evadidos 38 estudantes que de fato evadiram; (ii) Dos 109

estudantes que não evadiram, o modelo errou em predizer como evadidos 31 estudantes

(FP), ou seja uma taxa de erro de 28,44%. Considera-se esse erro como brando, pois o

resultado do erro, para esse domínio de problema, não gera prejuízos relevantes, já que

de fato os estudantes não abandonaram o curso.
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Tabela 6.1: Resultados do conjunto de teste AB - Modelo 01
Algoritmo: Random Forest (300)

Medidas Acurácia F-Measure VP FN VN FP

Valor 84,03% 89,2% 69,3% 88,23% 11,76% 71,55% 28,44%

Quant. Instâncias 363 285 38 78 31

Os modelos Modelo 02 utilizando o algoritmo RF com 100 árvores de decisão e o

conjunto de atributos ABC também foram testados com dados dos estudantes ingressan-

tes em 2014/1. O conjunto de atributos utilizado para testar o modelo foi semelhante

ao conjunto de atributos utilizado no treinamento referentes a 2012/2 e 1013/2. As Ta-

belas 6.2 e 6.3 mostram os valores de acurácia e F-Measure, e da matriz de confusão

(MC): Verdadeiro Positivo (VP), Falso Negativo(FN), Verdadeiro Negativo (VN) e Falso

Positivo (FP).

Observando as Tabelas 6.2 e 6.3, percebe-se que a média da acurácia do Modelo 02

foi de 77,66%, e da F-Measure foi de 86,45% para a classe evasão e 35,7% para a classe

não evasão.

Tabela 6.2: Resultados do conjunto de teste ABC-logs 2012/2 - Modelo 02
Algoritmo: Random Forest (100)

Medidas Acurácia F-Measure VP FN VN FP

Valor 75,00% 85,1% 21,7% 95,66% 4,33% 13,76% 86,23%

Quant. Instâncias 324 309 14 15 94

Tabela 6.3: Resultados do conjunto de teste ABC-logs 2013/2 Modelo 02
Algoritmo: Random Forest (100)

Medidas Acurácia F-Measure VP FN VN FP

Valor 80,32% 87,8% 49,7% 94,42% 5,57% 38,53% 61,46%

Quant. Instâncias 347 305 18 42 67

Observando os resultados do teste de aprendizagem dos modelos apresentados nas

tabelas 6.1 a 6.3, observa-se que o modelo construído com base nos conjuntos de atributos

AB obteve melhor resultado tanto em relação à acurácia quanto à F-Measure.

Entretanto, os modelos gerados com os conjuntos de atributos ABC, denominado

de Modelo 02, conseguiram taxa de acerto (Verdadeiro Positivo) de 95,66% e 94,42%,
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respectivamente, resultado melhor que o modelo gerado com o conjunto de atributos AB.

As taxas de Falso Negativo, considerado como erro grave, foram 4,33% para o período

2012/2 e 5,57% para o período 2013/2, sendo a média da taxa de erro FN para os dois

períodos igual a 4,95%. No entanto, este modelo não teve um bom desempenho em

predizer os exemplos pertencentes à classe não evasão, tendo como taxa de erro de 86,23%

e 61,46%, respectivamente, que corresponde a uma média de 73,84%.

Comparando o resultado dos dois modelos, percebe-se que o modelo de predição com

o conjunto de atributos ABC obteve alta taxa de acerto (VP) para a classe majoritária

(evasão) e também alta taxa (FP) de erro para a classe minoritária (não evasão). A

média da acurácia dos modelos com os dois conjuntos de atributos ABC (logs 2012/2 e

logs 2013/2) apresenta pouca diferença em relação ao total de instâncias da classe evasão

que corresponde a 74,76%, o que nos leva a entender que o modelo tende a classificar a

maioria das instâncias como evasão.

Com base nos testes realizados, aparentemente o Modelo 02 apresenta ser melhor

para esse domínio de problema, pois a taxa de acerto para a classe evasão é alta. Por

outro lado, o modelo apresentou taxa de erro grande ao fazer a predição das instâncias

pertencentes à classe não evasão. Percebe-se um desequilíbrio na predição do modelo, que

necessita ser investigado com mais cautela. A partir dos resultados obtidos com oModelo

02 chegamos a conclusão que o conjunto de atributos ABC não é o mais relevante para

predição de estudantes com risco de evasão.

Observando os resultados do Modelo 01, mesmo que a taxa de falso negativo tenha

sido maior que a do Modelo 02, ainda assim consideramos o Modelo 01 como o mais

adequado levando em conta a acurácia e F-Measure. A quantidade de instâncias corre-

tamente classificadas pelo Modelo 01 foi maior do que a quantidade encontrada pelo

Modelo 02.

Com o objetivo de identificar as causas dos erros do algoritmo de classificação RF,

analisaram-se as bases de dados, ou seja, as instâncias dos conjuntos de atributos AB e

ABC utilizadas para treinar e para testar os modelos.

Durante a análise dos dados dos conjuntos de atributos usados durante o aprendi-

zado e avaliação do algoritmo, observaram-se as seguintes características dos estudantes

pertencentes à classe evasão: baixo desempenho acadêmico e situação no período igual a

Fechado ou Reprovado. Para a classe não evasão, as características observadas foram: es-

tudantes com interações no AVA, bom desempenho acadêmico e situação igual a Aprovado

no semestre letivo.
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No entanto, foram identificados registros de estudantes fora desses padrões, ou seja,

alunos com interações no AVA, com bom desempenho acadêmico, que foram aprovados no

semestre e que evadiram do curso. Outra situação observada nas bases de dados, foram os

estudantes que tiveram pouca interação no AVA durante o semestre, foram reprovados e

não evadiram. Conclui-se que esses vieses da base de dados também influenciam na taxa

de erro e acurácia do algoritmo.

Analisando o conjunto de dados utilizado para testar os modelos, observa-se que

74,76% das instância do conjunto são estudantes que irão evadir, porém o Modelo 01

indicou uma acurácia superior, ou seja, de 84,03%, especificamente os VP com acerto

de 88,23%, percebe-se que existe um ganho real pois esse acerto de 88,23% representa,

na verdade 65,97% do total dos estudantes, que vão evadir do curso. Além de classificar

os estudantes com risco de evasão, o Modelo 01 possibilitam aos professores, tutores e

gestores intervir no processo para evitar o abandono do curso para um total, em torno de

66% dos estudantes ao invés de trabalhar com os 100% dos estudantes matriculados no

curso, no primeiro semestre.

6.2 Modelo Conceitual de predição do estudante com
risco de evasão na Educação a Distância (EaD)

Logo após a aplicação das técnicas de classificação elencadas no Capítulo 5, os procedi-

mentos para validação e verificação dos modelos indutivos com os atributos mais relevantes

foram realizados, como descrito na seção 6.1. Consequentemente, identificou-se a técnica

mais adequada e os atributos mais relevantes para detectar os estudantes propensos à

evasão a partir das interações do AVA.

Com base em todo o percurso teórico-metodológico trilhado nesta pesquisa propõe-se

um modelo conceitual de predição da evasão. Compreende-se que o modelo pode ser útil

aos gestores de cursos EaD uma vez que os possibilita identificar, a partir do primeiro

semestre letivo, os estudantes com risco de evasão.

Mediante os resultados alcançados na avaliação do modelo proposto, acredita-se que

o mesmo poderá ser recomendado à implementação em outros AVA, adequando-os às

especificidades dos dados a serem investigados. A figura 6.1 representa o modelo proposto.
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Figura 6.1: Modelo de predição da evasão.

Fonte: Adaptado de [150]

Para a aplicação do modelo, as seguintes etapas devem ser observadas:

1. Acesso às Bases de dados: a coleta dos dados referentes às interações dos estu-

dantes pode ser obtida mediante consultas nas tabelas que armazenam os logs do

AVA. Nesse processo de coleta dos dados será necessário o apoio de um profissio-

nal da área da computação com conhecimentos específicos em banco de dados e na

arquitetura do banco de dados do AVA. No entanto, entende-se que este processo

é mais ágil, uma vez que algumas ações da etapa do pré-processamento do KDD

podem ser incluídas durante a execução das consultas na base de dados. Outra

maneira é utilizar a ferramenta de administração do próprio AVA, conforme utili-

zado nesta pesquisa e descrito na subseção 5.1.1. Desta maneira, acredita-se que um

profissional com conhecimentos básicos em informática poderá executar o processo

de coleta dos dados, embora o processo de coleta seja um pouco mais trabalhoso e

envolva várias atividades para preparação dos dados. Os dados referentes ao desem-

penho acadêmico dos estudantes poderão ser coletados a partir da visualização dos

relatórios de notas gerados pelo AVA ou consultados no boletim dos estudantes no



6.2 Modelo Conceitual de predição do estudante com risco de evasão na Educação a Distância (EaD)124

sistema de gestão acadêmica adotado na instituição. Tais dados poderão também

ser obtidos através de consultas executadas direto na base de dados ou por meio

de relatórios obtidos do sistema acadêmico. Observa-se que o processo de coleta de

dados no AVA e até mesmo no sistema de gestão acadêmica não é trivial. Assim,

tais fatores podem limitar o processo de obtenção dos dados no formato adequado

para a mineração pelas pessoas envolvidas com o processo educacional. Durante

esse estudo, notou-se a ausência de relatórios específicos nos sistemas AVA e de

gestão acadêmica que possibilitassem a exportação das informações para arquivos

com formatos mais adequados à mineração de dados.

2. Seleção e preparação dos dados originais: devem-se selecionar e preparar os

dados originais para serem submetidos à etapa de pré-processamento do KDD, des-

crita de forma detalhada na subseção 5.2. No presente trabalho foram selecionados

os seguintes dados originais: (i) total das interações dos estudantes no AVA do

primeiro semestre letivo; (ii) média semestral ou final das disciplinas do primeiro

semestre letivo e a situação final do estudante no final do primeiro semestre.

3. Definição dos atributos: os atributos relevantes para caracterizar os estudantes

com risco de evasão podem ser selecionados com aplicação da estratégia de seleção de

atributos, presente na ferramenta WEKA, que avalia os atributos individualmente,

selecionando os que mais se correlacionam com a classe, como detalhado na Seção

em 5.3.9. Com o conjunto de atributos preparado, o mesmo deverá ser transformado

no padrão aceito pela ferramenta WEKA.

4. Aplicação do modelo de predição de evasão: o modelo de predição de risco de

evasão, gerado e testado com a mineração de dados, deve ser armazenado em um

formato binário, que pode ser carregado na plataforma WEKA para realização das

predições. Para aplicar o modelo, o usuário deverá carregá-lo utilizando a interface

Weka Explorer (WE). O próximo passo é selecionar a opção de teste Supplied test set

para carregar o novo conjunto de atributos para o qual se deseja obter a predição.

Rodriguez [133] fornece um tutorial para fazer predição de novos dados no WEKA.

5. Obtenção da predição: com a avaliação do novo conjunto de atributos pelo mo-

delo obtém-se a predição de cada instância (evasão ou não evasão) que poderá ser vi-

sualizada em uma planilha de texto, ou em outros formatos como Comma-separated

values (CSV), Hypertext Markup Language (HTML) ou Extensible Markup Lan-

guage (XML).
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6.3 Considerações Finais do Capítulo

Neste capítulo, os modelos preditivos gerados foram validados e verificados com dados

de estudantes matriculados no mesmo curso, porém com uma variação temporal de um

semestre letivo, ou seja, ingressantes em 2014/1. Nos experimentos realizados, objeti-

vamos identificar qual dos modelos apresentaria melhor resultado ao predizer exemplos

desconhecidos.

Com base nos resultados, podemos concluir que o Modelo 01 gerado com o conjunto de

atributos AB (uma combinação dos logs do Moodle e desempenho acadêmico) apresentou

os melhores resultados, considerando a acurácia e F-Measure. A partir dos resultados e

de todo o percurso teórico-metodológico, foi proposto um modelo conceitual de predição

da evasão.

Há várias pesquisas concernentes à geração de modelos para predição em educação,

todavia elas divergem quanto ao tipo de modalidade (presencial ou a distância) utilizada

na investigação, os tipos de dados utilizados, os objetivos, técnicas de mineração de dados

e fontes de dados utilizados. Algumas pesquisas são voltadas para predição da evasão e

outras para predição de desempenho acadêmico.

No tocante ao uso dos dados, grande parte das pesquisas utilizam no máximo duas

fontes de dados, enquanto outras utilizam apenas uma fonte de dados. Alguns estudos

que utilizam as interações do AVA selecionam apenas alguns recursos como fórum, tarefa,

ou ainda contagem de interações semanais, ou interação por aula do curso. Em alguns

casos usam dados relacionados ao desempenho acadêmico do aluno na disciplina ou no

curso.

Quanto à modalidade de ensino, destaca-se o estudo de Manhães et al. [87] que utilizou

os dados acadêmicos de alunos ingressantes em curso de graduação presencial da UFRJ. A

base de dados foi composta por notas e situação final em cada disciplina. Avaliaram-se os

desempenhos de 10 algoritmos de classificação presentes na ferramenta WEKA e utilizou-

se o algoritmo OneR como baseline. A partir dos experimentos realizados, os resultados

comprovaram com precisão de 80% que é possível identificar a situação final do aluno no

curso.

De natureza semelhante, foi proposto em [89] um sistema inteligente que usa Rede

Neural ARTMAP-Fuzzy para predizer estudantes em cursos de graduação, na modalidade

presencial, do IFMT em risco de evasão. Os pesquisadores utilizaram dados socioeconô-

micos e dados de registros acadêmicos (turno de estudo do aluno e a distância entre
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residência e a escola). Os resultados evidenciaram acerto em torno de 95% do grupo

evasivo e acerto global superior a 76%.

Quanto à geração de modelos preditivos, Queiroga [124] usou os logs das interações

(contagens de interações e atributos derivados dessas contagens) do AVA de estudantes de

cursos técnicos a distância para identificar estudantes em situação de risco de evasão. Com

base nos experimentos realizados, os resultados evidenciaram a possibilidade de predição

nas primeiras semanas do curso. A técnica de classificação que se destacou foi o RF com

taxas de desempenhos (acurácias) próximos a 75% e em alguns casos, chegou a 95%.

Silva [150] utiliza apenas as interações em fóruns de discussão de um AVApara criar um

modelo preditivo de risco de evasão. As técnicas baseadas em árvores de decisão obtiveram

os melhores desempenhos, com taxa de precisão acima de 73%. Enquanto que Santos [47]

investigou estudantes de graduação a distância com risco de evasão, utilizando Árvores

de decisão. Primeiramente, identificam-se as disciplinas que mais influenciam na evasão

(sistema de gestão acadêmica) e posteriormente, as disciplinas identificadas são utilizadas

para predição de desempenho em um AVA. Os resultados foram acurácias médias de 80%

para os dados provenientes do sistema de gestão acadêmica (primeiras notas semestrais) e

89.47% para a predição de desempenho. Além desses estudos, há outras pesquisas, citadas

no Capítulo 4.

Esta pesquisa se difere de outros estudos por apresentar um modelo conceitual de pre-

dição gerado a partir de testes realizados com três fontes de dados heterogêneas, ajustes

nos parâmetros dos algoritmos, aplicação de técnica de discretização dos dados e reequi-

líbrio das classes. Nos experimentos para geração do modelo, considerou-se a contagem

de todos os recursos de interação e comunicação do Moodle de um semestre letivo e de

várias turmas, além dos dados de desempenho acadêmico e dados socioeconômicos. Por

fim, utilizaram-se técnicas de seleção de atributos para identificar os atributos mais rele-

vantes e testou-se individualmente o desempenho de cinco técnicas de classificação para

se propor o modelo conceitual de predição de evasão na EaD. Além disso, se descreve de

forma clara e detalhada todo o processo de aprendizado supervisionado e de teste dos

modelos indutivos.



Capítulo 7

Considerações Finais

Um dos objetivos deste trabalho foi apresentar um modelo conceitual de predição da

evasão para auxiliar os gestores da área acadêmica, fornecendo-lhes informações para

identificar, no início do curso de graduação, estudantes com risco de evasão. Desta ma-

neira, possibilita-se realizar um planejamento de ações para mitigar o problema, uma vez

que os elevados índices de evasão trazem sérias consequências para todos os envolvidos:

estudantes, sociedade e Instituições de Ensino Superior.

Portanto, os resultados deste estudo demonstraram que é factível considerar o uso da

EDM em dados oriundos do AVA e sistemas de gestão acadêmica para predizer estudantes

propensos a abandonar o curso.

A análise dos resultados e a avaliação do modelo indutivo gerado com técnicas de

mineração de dados demostraram que o modelo conceitual proposto é eficiente e com um

relevante grau de confiança. Desta maneira responde o questionamento que motivou esta

pesquisa. Foi possível predizer o risco de evasão na EaD, com base em indicadores das

variáveis de interações dos alunos em um AVA a partir do primeiro semestre letivo, com

uma acurácia média de 84,03% e F-Measure de 89,2%.

A identificação de estudantes com risco de evasão, logo no início do curso assegura que

a instituição de ensino junto com sua equipe multidisciplinar, possa desenvolver estratégias

de apoio educacional, psicossocial e econômico incluindo esse grupo de estudantes com o

intuito de minimizar a taxa de evasão.

Acredita-se que o modelo de predição proposto nesta pesquisa, considerando os re-

sultados obtidos, o mesmo possa ser implementado em outros cursos, de outras áreas

do conhecimento e em outras instituições de ensino que constate o problema da evasão,

ajustando-o para as especificidades do grupo a ser pesquisado.
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7.1 Contribuições

Com os resultados preliminares da revisão de literatura realizada no início da pesquisa,

identificaram-se os fatores que indicam evasão na EaD, os quais foram sistematizados em

dimensões, que por si só são úteis para auxiliar os profissionais que atuam na área e que

almejam discutir a evasão, planejando estratégias para minimizar as consequências desta.

No decorrer da pesquisa, percebeu-se a importância das análises e investigações a

respeito dos fatores que levam à evasão escolar, e quais técnicas de mineração de dados

estão sendo utilizadas para propor soluções para mitigar o problema.

Com base na revisão da literatura, constatou-se que há diversas técnicas de mineração

de dados aplicadas no contexto educacional e com resultados significativos. As técnicas

mais utilizadas são Naive Bayes (NB) e Árvore de decisão, por apresentarem resultados

mais compreensíveis e de fácil interpretação para o usuário. Por via de regra, as pes-

quisas que fazem uso da EDM são realizadas com dois objetivos: (i) identificar fatores

relevantes e atributos que sejam capazes de caracterizar e traçar um perfil dos estudantes,

e (ii) comparar o desempenho de técnicas de classificação para que, dessa forma, possam

encontrar a técnica mais adequada para solução do problema. Nesta pesquisa utilizamos

as duas linhas de estudos.

Para realização dos experimentos foi necessária a construção de conjuntos de atributos

com dados reais de estudantes matriculados no curso de área de computação a distância.

Essas bases de dados poderão ser utilizadas em outras pesquisas para descobertas de novos

padrões.

A aplicação das técnicas de mineração de dados (experimentos) permitiu gerar in-

formações úteis para tomada de decisões relacionadas à evasão. Essas informações eram

difíceis de serem obtidas antes da execução do processo de DM. Então, além das conside-

rações acima, acredita-se que esta dissertação: (i) orienta a aplicação do processo do KDD

para realização de outros estudos, (ii)fornece um subconjunto de atributos relevantes, ex-

traído de três fontes de dados heterogêneas mediante a aplicação da estratégia de seleção

de atributos Information Gain Attribute Ranking (IGAR), (iii) apresenta a técnica de

classificação mais adequada ao domínio do problema: o algoritmo Random Forest (RF)

com ajuste do número de árvores de decisão (300) que apresentou melhor desempenho e

(iv) propõe de um modelo conceitual de predição da evasão.
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7.2 Limitações

Esta pesquisa teve como foco avaliar as categorias que indicam evasão na EaD: i) interação

e participação no AVA; (ii) desempenho acadêmico e (iii) questões socieconômicos repre-

sentados pelos conjuntos A, B, C, presentes na Dimensão 1. Após a aplicação das técnicas

de mineração de dados, o modelo conceitual de predição de risco de evasão considerou

as categorias: i) interação e participação no AVA; (ii) desempenho acadêmico. Portanto,

esta pesquisa indica que a categoria questões socieconômicos pode não ser um fator

predominante. Obviamente há limitação na base de dados utilizada nesta pesquisa, que

trabalhou com uma base dados pequena.

Outra limitação é que nesta pesquisa foram abordadas somente as Dimensões 1 e 4 do

Modelo de Rovai atualizado por Ramos [126], que possui 6 dimensões. Não foi possível

abordar as demais dimensões, como por exemplo a Gestão universitária, pela limitação

da base de dados.

Considera-se ainda como uma limitação para o modelo proposto a dificuldade na

obtenção e preparação dos dados para construção base de dados. Uma solução seria de-

senvolver um sistema de coleta e formatação dos dados no padrão exigido pela ferramenta

de mineração de dados.

Foram identificados os fatores indicativos da evasão com base em publicações da litera-

tura nacional, em um determinado período de tempo, bem como as técnicas de mineração

de dados utilizadas nessas publicações. Entende-se que há outros fatores indicativos de

evasão não contemplados nessa pesquisa e que seria necessária a aplicação de instrumen-

tos, tipo questionário, para identificá-los, por exemplo, aplicar um questionário para os

estudantes que evadiram do curso para identificar de fato, os fatores que contribuíram

para abandonar o curso EaD.

Observa-se a subjetividade do modelo, uma vez que o projeto do curso influi sobre

o modelo proposto, tendo em vista os recursos de interação e comunicação escolhidos no

Moodle influência na definição dos atributos do modelo.

7.3 Trabalhos Futuros

Esta pesquisa explorou dados provenientes de logs e relatório de notas do Moodle, de um

sistema de gestão acadêmica e de questionários socioeconômicos de estudantes, obtidos

ao término do primeiro semestre letivo, para predição de evasão. Os valores obtidos
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de desempenho e de confiabilidade são significativos em comparação com outros estudos

realizados com o mesmo objetivo.

Como possibilidade de trabalhos futuros, recomenda-se:

Aplicar o modelo em outros cursos, em outras áreas do conhecimento e analisar os

resultados alcançados a fim de comparar com os resultados desta pesquisa e avaliar a

eficiência do modelo proposto;

Investigar o quanto os fatores os fatores interação e participação no AVA influenciam

no desempenho acadêmico do estudante matriculados em cursos EaD.

Um dos fatores mais citados na literatura, sistematizado na Dimensão 2 evidencia

a necessidade de recursos eficientes entre os estudantes e membros da instituição, por-

tanto, indica-se como trabalho futuro investigar ferramentas que podem ser utilizadas

para facilitar o relacionamentos dos estudantes com os membros da instituição.

Implementar rotinas automatizadas para extrair os dados da base do Moodle, sis-

tema de gestão acadêmica e formatar o arquivo no padrão ARFF da ferramenta WEKA

necessário para o processo de mineração;

Aplicar outra tarefa de mineração de dados, aponta como sugestão o uso da tarefa

para extrair padrões e regras que possa descrever as características dos estudantes com

risco de evasão, uma vez que esta pesquisa teve como foco classificar o estudante propensos

à evasão;

Consideramos que os resultados obtidos nesta pesquisa foram satisfatórios, e podem

ser utilizados para o desenvolvimento de uma ferramenta automatizada que realize a ex-

tração dos dados de um AVA e do sistema de gestão acadêmica, gere um modelo preditivo

utilizando mineração de dados, e forneça relatórios estatísticos de forma gráfica para to-

mada de decisão pelos gestores das Instituições de Ensino Superior.
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