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Resumo

Em um sistema elétrico de potência, a operação em tempo real envolve aspectos cen-
trais, tais como, supervisão e segurança. A Estimação de Estado se insere nesse contexto
fornecendo dados de supervisão da rede elétrica para diversas funções que fazem parte
dos chamados Sistemas de Gerenciamento de Energia em Centros de Controle. Para o
processo de estimação ocorrer normalmente, torna-se necessário que a rede elétrica super-
visionada seja observável como um todo, competentemente, por um sistema de medição. A
análise de criticalidades de medição busca identi�car quais elementos (individualmente ou
combinados em grupos) são essenciais à estimação, o que caracteriza um problema difícil
de natureza combinatória, com custo computacional elevado. Esta Dissertação objetiva a
identi�cação de diversos graus de criticalidade de tuplas de unidades de medição, através
de algoritmos Branch and Bound. Algumas técnicas de busca não-informada e informada
são adotadas, como o intuito de aferir o melhor caminho para a pretendida identi�cação de
criticalidades. Estratégias voltadas para ganhos de desempenho do processo de busca são
também exploradas. Aspectos relativos a situações práticas da operação em tempo real
são tratados, ilustrando a adequação da escolha dos algoritmos Branch and Bound para o
problema em estudo. Resultados numéricos de estudos de simulação envolvendo sistemas
encontrados na literatura sobre o assunto evidenciam a e�cácia/e�ciência da abordagem
proposta. Por �m, os resultados obtidos são discutidos e levantadas possibilidades para
desenvolvimentos futuros.

Palavras-chave: Estimação de Estado, observabilidade, criticalidade, medidas, unidade
de medição, otimização, combinatorial, Branch and Bound.



Abstract

In an electrical power system, the real-time operation involves central aspects such as
supervision and safety. State Estimation is part of this context by providing grid supervi-
sion data for various functions that are part of so-called Energy Management Systems in
control centers. For the estimation process to occur normally, the supervised power grid
should be observable (as a whole), competently, by a measurement system. Measurement
criticality analysis seeks to identify which elements (individually or forming groups) are
essential to the estimation process, which characterizes a di�cult combinatorial problem
with high computational cost. This dissertation aims to identify various degrees of the
criticality of measurement units, using Branch and Bound algorithms. Some uninformed
and informed search techniques are adopted to assess the best way to identify the in-
tended criticality. Strategies to improve search process performance are also explored.
Aspects related to practical situations of real-time operation are addressed, illustrating
the appropriateness of choosing Branch and Bound algorithms for the problem under
study. Numerical results of simulation studies involving systems found in the literature
show the e�ectiveness/e�ciency of the proposed approach. Finally, the results obtained
are discussed, and possibilities raised for future developments.

Keywords: State Estimation, observability, criticality, measurements, measurement
units, optimization, combinatorial optimization, Branch and Bound.
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Capítulo 1

Introdução

1.1 Conceitos Gerais

A operação de um sistema de energia elétrica moderno, composto por subsistemas de

geração, transmissão e distribuição de energia [1], tem sido realizada através de Centros

de Operação de Sistemas (COS). De acordo com Dy Liacco [48], um sistema de potência

pode apresentar três estados operativos: normal, de emergência e restaurativo. A condi-

ção normal refere-se a estado de equilíbrio carga-geração, atendidas restrições de operação

(e.g., limites de tensão, �uxo de potência que ramos da rede podem suportar, etc.). Tal

condição pode variar signi�cativamente, notadamente na ocorrência de eventos inespera-

dos, em que ocorram violações de limites operativos, fazendo com que o sistema ingresse

em um estado de emergência. Nesta condição, ações corretivas devem ser tomadas para

que sistema seja restaurado e seu estado operativo retorne gradualmente à normalidade.

A Figura 1.1 apresenta um esquema que ilustra os estados descritos anteriormente e suas

transições.



1.1 Conceitos Gerais 2

Figura 1.1: Estados de operação de um sistema de potência.[1]

O estado operativo de um sistema de potência que opere em equilíbrio carga-geração

�ca perfeitamente caracterizado pelas tensões nodais complexas da rede, expressas em

valores de módulo e ângulo de fase. As tensões das barras da rede tornam-se conheci-

das por meio de um conjunto de medidas redundantes, obtidas através de equipamentos

chamados UTRs (Unidades Terminais Remotas) e DEIs (Dispositivos Eletrônicos Inteli-

gentes) que coletam diversos tipos de medidas (usualmente, �uxos e injeções de potência

ativa/reativa, magnitudes de tensão). Essas medidas são enviadas ao COS por meio de

um sistema supervisório chamado SCADA (Supervisory Control and Data Acquisition),

onde são processadas por um estimador de estado, responsável por �ltrar ruídos de pe-

quena magnitude inerentes à medição e também ser capaz de detectar/identi�car medidas

espúrias. O estimador apresenta como resultado o estado mais provável da rede (módulo

e ângulo das tensões nodais), para uma determinada con�guração da rede. O estado

estimado é utilizado por diversas outras funcionalidades integrantes do sistema de geren-

ciamento de energia (SGE), tais como, análise de contingências, �uxo de potência ótimo

e controle automático da geração. A Figura 1.2 apresenta esquematicamente a integração

entre o sistema SCADA e o SGE.
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Figura 1.2: Esquema de comunicação de um SGE.[1]

Os estudos de análise de redes de potência se valem de diversos aplicativos, dentre eles

a função Estimação de Estado (EE). O processo de estimação convencional se dá através

do Método dos Mínimos Quadrados Ponderados (MQP), detalhado em [1], [52],[62], [61]

e [46].

A e�cácia da função EE é in�uenciada primordialmente pela quantidade e tipo de

medidas redundantes disponíveis, bem como por sua localização na rede elétrica. A re-

dundância de medidas diz respeito ao excedente de medidas para a obtenção do estado

da rede. Em um processo de estimação de estado, o sistema de medição deve atender a

alguns requisitos [5]:

1. Observabilidade � para garantir que o estado seja estimado em sua intereza;

2. Qualidade - de modo a permitir que uma maior precisão de estimativas seja alcan-

çada;

3. Con�abilidade � para habilitar a detecção, identi�cação e substituição de medidas

espúrias;
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4. Robustez - para que os requisitos anteriores sejam atendidos, mesmo que haja in-

disponibilidade de medidas.

Ainda que se busque atender da maneira mais completa possível os requisitos acima,

existem diversas situações �nanceiras e operacionais, que resultam em problemas no su-

primento de medições e consequentemente na efetivação da EE. Tais problemas envolvem

a indisponibilidade de medidores, perda de canais de comunicação, ataques cibernéticos,

desastres naturais, ocorrência de medidas com erros grosseiros, alteração da topologia da

rede, etc.

A análise convencional de observabilidade visa determinar se o conjunto de medidas

disponíveis é su�ciente para que o estado do sistema seja estimado como um todo. Sendo

assim, nada se pode dizer quanto a qualidade do plano de medição ou a con�abilidade

do processo de EE. Alternativamente, uma análise de observabilidade mais ampla, com a

identi�cação de criticalidades, poderia informar se o plano de medição suporta a indispo-

nibilidade de medidas sem que seja perdida a observabilidade da rede. Alguns trabalhos

têm sido desenvolvidos nessa linha, como em [28], onde se encontram indicadores que

quanti�cam a observabilidade da rede. Outros trabalhos também se dedicaram a esta

abordagem, com destaque para [5], em que se desenvolveu uma metodologia baseada na

simulação de Monte Carlo.

O problema abordado nesta Dissertação diz respeito à identi�cação de que elemen-

tos do sistema de medição, necessários ao processo de EE, são essenciais (críticos), em

diversos graus, para a observabilidade da rede elétrica. Objetivamente, que unidades de

medição, tomadas individualmente ou formando grupos, ao se tornarem indisponíveis,

levam à inobservabilidade. Assim sendo, trata-se de um problema de natureza combi-

natória em que são formadas tuplas de elementos de várias cardinalidades que devem

ser testadas quanto a sua criticalidade para a EE. Para tal, explora-se aqui a utilização

de algoritmos Branch and Bound (B & B), apresentados na literatura como aqueles que

efetuam um processo de busca inteligente para encontrar soluções exatas, ótimas, para

vários problemas de otimização, especialmente os de natureza combinatória.

1.2 Objetivos

Os estudos de análise de redes elétricas requerem como ponto de partida o conheci-

mento sobre o estado de operação da rede, caracterizado pelos valores das tensões nodais

complexas. Para a determinação dessas tensões deve ser estabelecido um sistema de me-
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dição competente para monitorar todas as barras da rede, a custo limitado, que sirva à

função EE.

O presente trabalho não se ocupa de projetos de um sistema de medição, mas sim

da avaliação destes no tocante às criticalidades que apresentam, quando submetidos a

indisponibilidades de unidades de medição (UMs), tomadas individualmente ou formando

grupos. Focaliza-se a exploração de algoritmos B&B como ferramenta adequada à iden-

ti�cação das criticalidades, conforme exposto em [5]. Algumas técnicas de busca não-

informada e informada são adotadas, como o intuito de aferir o melhor caminho para

a identi�cação das criticalidades de interesse. Estratégias voltadas para ganhos de de-

sempenho do processo de busca são também exploradas. Aspectos relativos a situações

práticas da operação em tempo real são tratados, ilustrando a adequação da escolha dos

algoritmos B&B para o problema em estudo.

1.3 Descrição dos Capítulos

O trabalho se divide em seis Capítulos, cobrindo aspectos básicos da EE, a determi-

nação de criticalidades de UMs e algoritmos B&B.

O Capítulo 1 apresenta uma introdução à EE, contextualizando-a na operação de

sistemas de potência.

No Capítulo 2 é realizada uma revisão bibliográ�ca de pesquisas que envolveram

primordialmente a análise de observabilidade e a determinação de criticalidades em uma

rede elétrica. Além disso, são abordados conceitos fundamentais sobre criticalidades de

medição.

O Capítulo 3 descreve a técnica B&B e algumas estratégias de busca e estruturas de

armazenamento importantes para o processo de otimização combinatória.

O Capítulo 4 contém a metodologia proposta, relacionando o problema de determi-

nação de tuplas críticas de UMs com a técnica B&B.

No Capítulo 5 são sintetizados os resultados numéricos de estudos de simulação obtidos

com diversos testes utilizando-se as redes IEEE 24, 30 e 118 barras, de forma a se avaliar

os algoritmos propostos.

Por �m, no Capítulo 6, os resultados obtidos são discutidos e levantadas possibilidades

para desenvolvimentos futuros.



Capítulo 2

Observabilidade e Criticalidade

2.1 Introdução

No presente capítulo serão abordados os aspectos principais da EE, com destaque

para as análises de observabilidade e de criticalidade, foco desta Dissertação. Apresenta-

se também um levantamento sobre as principais referências bibliográ�cas encontradas na

literatura especializada.

2.2 Estimação de Estado

Como mencionado anteriormente, a EE ocupa posição de destaque em um SGE, por

fornecer os dados de entrada para diversos estudos de análise de redes.

O trabalho de Schweppe descrito em [62] e [61] foi um dos primeiros a abordar o

problema da EE em sistemas de potência. Com o decorrer dos anos, esse campo se tornou

fértil para novas pesquisas, e ainda hoje, passados aproximadamente 50 anos, há questões

que aguardam respostas adequadas.

2.2.1 Etapas do Processo de Estimação de Estado

Tipicamente, a EE realiza as seguintes funções básicas [1]: pré-processamento, con-

�gurador da rede, análise de observabilidade, �ltragem do estado (solução do problema

de estimação), processamento de erros grosseiros de medição. A seguir, essas etapas são

descritas.

Etapa 1: Pré-processamento
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Nessa etapa determina-se os limites operativos da rede, além de, principalmente, de-

terminar os estados atuais das chaves e dos equipamentos como tapes de transformadores,

capacitores shunt ou reatores. Isso é fundamental para se evitar erros na con�guração da

rede e buscar eliminar medidas espúrias.

Etapa 2: Con�gurador de Rede

Através das informações dos status dos equipamentos obtidos na etapa 1 constrói-se

o modelo barra-ramo para se representar a rede.

Etapa 3: Análise de Observabilidade

Determina-se a solução da estimação de estado, para o sistema completo, pode ser

obtida mediante ao conjunto disponível de medidas. Identi�cando ramos não-observáveis

e determinando a existência de possíveis ilhas observáveis. Além disso, pode-se determinar

quais pseudomedidas devem ser inseridas para garantir a observabilidade da rede. Essas,

em geral, devem ser inseridas baseadas em um histórico de medidas e cargas e através de

algoritmos de previsão [29].

Etapa 4: Filtragem do Estado (Estimação de Estado)

Obtêm-se a estimação, ótima, para o estado do sistema, o qual é composto pela

tensão complexa nos barramentos, baseado na topologia da rede disponível e das medidas

computadas. Nessa fase, também, �ltram-se os erros de pequena magnitude. Em geral,

a técnica mais utilizada nos estimadores é o método dos mínimos quadrados ponderados

(MQP).

Etapa 5: Processamento de Erros Grosseiros

Detecta presença de erros grosseiros no conjunto de medidas disponível para o pro-

cesso de estimação, através da análise dos resíduos da estimação. Detecta e identi�ca, se

possível, os erros e elimina as medidas espúrias, caso haja uma redundância su�ciente.

Essa etapa pode enfrentar di�culdades no caso de múltiplos erros grosseiros e também

quanto a presença de medidas e ou tuplas críticas. Isso será melhor discutido nas seções

que seguem.

A Figura 2.1 ilustra as etapas descritas anteriormente e seu encadeamento. Em se-

guida, alguns conceitos básicos da EE tradicional serão apresentados.
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Figura 2.1: Etapas do processo de EE.

2.2.2 Conceitos Básicos

Frequentemente, formula-se o processo de EE através do método MQP [53], tomando

por base a equação que relaciona o estado com as medidas, dada por:

z = h(x) + e (2.1)

onde z(m× 1) é um vetor que indica as m medidas disponíveis para a EE; h(.) é o vetor

que contém as equações que relacionam o estado estimado com as medidas; x(n× 1) é o

vetor de estado; o vetor e representa o erro inerente à medição, para o qual se pressupõe

ter média zero e matriz de covariâncias R.

Assim, a EE pode ser formulada como o seguinte problema de otimização:

minxJ(x) = [z− h(x)]tR−1[z− h(x)] (2.2)
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em que J(x) é a função-objetivo que se deseja minimizar. Em relação ao vetor de estado

x, as seguintes grandezas podem ser nele incluídas [53]:

� tensões nodais:

� magnitude de tensão na barra k (Vk);

� ângulo da barra k (θk).

� tapes de transformadores:

� relação de espiras(tkm);

� ângulo de defasagem(γkm).

Aqui, o vetor de estado adotado será formado apenas pelas magnitudes/ângulos das

tensões nas barras. Os diversos tipos de grandezas medidas são [1]:

� Injeções de potência ativa e reativa na barra k;

� Fluxos de potência, ativos e reativos, entre as barras k e m;

� Fluxo de corrente entre as barras k e m;

� Módulo da tensão na barra k.

Atualmente, com a possibilidade da instalação de unidades de medição fasorial (UMFs),

valores de magnitude/ângulo das tensões nodais e das correntes nos ramos podem ser in-

seridos no vetor de medidas.

A solução do problema de EE estabelecido pela Equação 2.2 é alcançada através do

seguinte sistema de equações não lineares:

HtR−1[z− h(x)] = 0 (2.3)

Pelo método de Newton-Raphson, chega-se à solução da Equação 2.3, pelo seguinte

processo iterativo:

xk+1 = xk + [HtR−1H]−1HtR−1[z− h(x)] (2.4)

sendo H =
∂h(xk)

∂x
, a matriz Jacobiano do sistema analisado e G = [HtR−1H] a matriz

de ganho.
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O seguinte algoritmo pode ser construído para a solução do problema de EE:

1. Iniciar o contador de iterações com k = 0.

2. Adotar como vetor de estado xk inicial os valores: tensões = 1 p.u e ângulos = 0.

3. Calcular a matriz de Ganho G para xk.

4. Calcular a expressão H(xk)tR−1[z− h(xk)].

5. Obter ∆xk através da solução do sistema linear G(xk)−1H(xk)tR−1[z− h(xk)] = ∆xk.

6. Testar a convergência do método, max|∆xk| ≤ tol:

(a) Se a convergência não for alcançada fazer xk+1 = xk + ∆xk e retornar ao passo

3 (respeitado o limite máximo de iterações).

(b) Caso contrário, encerra-se o algoritmo.

Após a �ltragem do estado, passa-se à fase de análise dos resíduos da estimação, repre-

sentados pelo vetor r, i.e. valores resultantes da diferença entre as grandezas medidas z e

as grandezas estimadas pós-�ltragem h(x̂). Esses resíduos são normalizados e submetidos

ao seguinte teste estatístico:

rN(i) =
|r(i)|
σE(i)

< λ (2.5)

A grandeza σE(i) =
√
E(i, i) é o desvio-padrão do i-ésimo elemento do vetor de

resíduos sendo obtido através da matriz de covariância dos resíduos E:

E = R−HG−1Ht (2.6)

Com a avaliação dos resíduos normalizados, pode-se detectar a presença de erros

grosseiros e consequentemente incoerências entre valores estimados e medidos. Para que

as medidas espúrias possam ser detectadas e identi�cadas, torna-se necessário um grau

de redundância de medidas compatível com a quantidade de medidas contaminadas com

erros grosseiros [18], como será visto mais adiante.

Uma rede elétrica é observável se existir um número su�ciente de medidas, distribuídas

adequadamente por toda a rede de modo que a �ltragem do estado seja possível [22, 53].

Sendo assim, uma rede será observável quando matematicamente a solução da Equação 2.3
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puder ser obtida; se o processo iterativo convergir para um único valor, dadas as condições

iniciais, diz-se que a rede é numericamente observável [5]. Por outro lado, considera-se um

sistema observável topologicamente, quando se puder obter todos os �uxos de potência

da rede com as medidas disponíveis [52].

Nesta Dissertação serão adotadas algumas premissas para a análise de observabili-

dade via modelo linearizado, com desacoplamento PΘ: as medidas de �uxo e injeção de

potência são tomadas aos pares (ativas e reativas); o valor das susceptâncias-série serão

considerados iguais a um; as susceptâncias em derivação são desconsideradas; ao menos

uma medida de ângulo de tensão está disponível. O seguinte modelo é adotado:

H′θ + e′ = z′ (2.7)

onde:

� H′(m× n): é a matriz jacobiano com apenas as medidas ativas presentes;

� θ(n× 1): é o vetor com os ângulos das tensões nos barramentos;

� e′(m× 1): é o vetor de erros das medidas ativas;

� z′(m× 1): é o vetor das medidas ativas;

� m: número de medidas ativas presentes;

� n: número de nós ou barras da rede.

Em um sistema topologicamente observável a matriz H′ deve apresentar posto com-

pleto, no caso de pelo menos uma medida de ângulo estiver presente. Sendo assim, a

determinação da observabilidade depende apenas da topologia da rede e da disposição

das medidas presentes.

Em síntese, sem perda de generalidade, pode-se considerar que os elementos da matriz

Jacobiano H′, associados a uma dada medida l, passam a ser de�nidos da seguinte maneira

[38]:

� Fluxo de Potência Ativa no ramo i-k:

H′(l, i) = bik; H′(l,k) = −bik (2.8)
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� Injeção de Potência Ativa na barra i:

H′(l, i) =
∑
k

bik, i 6= k; H′(l,k) = −bik (2.9)

onde o índice k corresponde às barras adjacentes conectadas à barra i.

No caso da presença de UMFs a matriz Jacobiano pode apresentar medidas de �uxo de

corrente, além de medidas de ângulo [29], sendo elas representadas da seguinte maneira:

� A medida de ângulo da tensão na barra i:

θi → H′(l, i) = 1 (2.10)

� A parte real da corrente entre as barras i e k:

I ′ik → H′(l, i) = 1; H′(l,k) = −1 (2.11)

A veri�cação da observabilidade pode ser realizada através da matriz de ganho linear

G′ ou da matriz de covariância dos resíduos linear E′, conforme consta do Apêndice

A.2. Dessa forma, seguindo o algoritmo descrito em [5] e [38], os seguintes passos para a

veri�cação de observabilidade podem ser estabelecidos:

1. Construir a matriz H′ para o sistema de medição de interesse;

2. Construir a matriz de ganho linear G′ a partir da matriz Jacobiano linear;

3. Obter a matriz triangular superior, através da fatoração de G′. A cada pivô nulo

obtido, substituir o mesmo pelo valor 1 e adicionar uma pseudomedida de ângulo;

4. Caso haja ao menos uma medida de ângulo no sistema de medição, seguir para o

passo 7 caso nenhum pivô nulo tenha sido obtido; caso contrário, seguir para o passo

6;

5. Caso não existam medidas de ângulo, seguir para o passo 7, caso apenas um pivô

nulo tenha sido encontrado; caso contrário, ir para o passo 6;

6. Classi�car a rede como não-observável e �nalizar o algoritmo;

7. Classi�car a rede como observável e �nalizar o algoritmo.
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Caso não haja pivôs nulos durante a triangularização da matriz G′, então a mesma

possui posto completo, sendo assim, H′ também possuirá. No caso de apenas um pivô

nulo ao longo processo, o posto de G′ e H′ será n − 1. Por outro lado, a inserção de

uma única pseudo-medida de ângulo (análogo a adotar o ângulo da barra de referência)

garantirá a determinação de todas as medidas de �uxo na rede, e dessa forma a mesma

será observável. A utilização da matriz G′ (ganho linear), para a determinação da obser-

vabilidade de uma rede, é bastante simples, sendo necessária apenas a informação sobre

o tipo e posicionamento das medidas na con�guração da rede.

A indisponibilidade de medidas pode acarretar a perda de observabilidade, o que ca-

racteriza condições críticas de medição. As medidas individualmente responsáveis por essa

condição são chamadas de medidas críticas [17] e se formarem um grupo de k elementos

(k-tupla) são denominadas de k-tuplas críticas de medidas. Por exemplo, um par crítico

(k-tupla, com k igual a 2) é um conjunto formado por duas medidas que individualmente

não são críticas, mas a perda das duas, simultaneamente, resulta na inobservabilidade da

rede.

A determinação de k-tuplas críticas é um problema combinatorial e tem sido alvo de

alguns trabalhos, como por exemplo [5] e [65]. A determinação das criticalidades de ordem

até 2 já está bastante estabelecida. Aqui, serão apresentados os algoritmos estabelecidos

em [30] para a obtenção dessas criticalidades. A seguir, alguns comentários sobre as

criticalidades de cardinalidades 1 e 2 serão apresentados.

� Uma medida crítica (Cmed) quando se torna indisponível resulta em inobserva-

bilidade. Caso uma Cmed estiver contaminada por erro grosseiro, este não será

detectado, visto que o resíduo de estimação associado a uma Cmed é sempre nulo,

independentemente do valor desta medida [30]. Também os elementos correspon-

dentes às Cmeds, na matriz de covariância dos resíduos, apresentam sempre valores

nulos, ou seja, essas medidas estão totalmente não-correlacionadas com as demais

medidas;

� Um conjunto crítico (Cconj) de medidas é formado por um ou mais pares críticos

de medidas, com uma medida em comum. Nesse tipo de conjunto, quando qualquer

par for removido, a rede perderá a observabilidade. Se uma medida qualquer de

um Cconj possuir erro grosseiro, este poderá ser detectado, mas não identi�cado, já

que os resíduos normalizados da estimação de medidas que formam pares críticos

são sempre iguais, independentemente dos valores destas medidas. Além disto, os

coe�cientes de correlação das medidas que formam pares críticos são iguais a 1, i.e.
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tais medidas são totalmente correlacionadas.

Para a obtenção de Cmeds e Cconjs pode-se adotar o processo estabelecido em [30],

que se inicia com a determinação do vetor de estado estimado:

x′ = G′(H′)tR′−1z′ (2.12)

onde x′ é o vetor de estado (ângulos das tensões) estimado , e R′ a matriz identidade

m× n.

Sendo assim, obtém-se as medidas �ltradas z′ por:

z′ = H′x′ (2.13)

O método desenvolvido por [30] considera como vetor de medidas ativas z′ um vetor

unitário. i.e. z′ = [111. . .1]t. Isso se dá pelo fato de que Cmeds e Cconjs podem ser

identi�cados independentemente dos valores das medidas, o que leva a:

E′ = I−H′((H′)tH′)−1(H′t) (2.14)

onde E′ é conhecida como matriz de covariância dos resíduos.

Com a matriz E′ pode-se determinar o vetor de resíduos r, através de:

r = E′z′ (2.15)

A Equação 2.15 pode ser deduzida da seguinte maneira de acordo com [30]:

r = z′ − ẑ′ (2.16)

onde z′ é o vetor de medidas e ẑ′ é o vetor de medidas estimado.

Fazendo uso da Equação 2.13, a formulação transforma-se em :

z′ − ẑ′ = z′ −H′x′ (2.17)

E, por �m, com o uso da Equação 2.12, a expressão se modi�ca para a seguinte:
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z′ −H′x′ = z′ −H(G′)−1(H′)tR′−1z′ (2.18)

Que se transforma, após algumas operações algébricas, em:

r = z′ −H′(G′)−1(H′)tR′−1z′ = E′z′ (2.19)

Para a análise residual, com a matriz de covariância dos resíduos E′ e utilizando-se o

vetor de resíduos calculado com a Equação 2.15, chega-se a:

rni
=
|ri|
σE′

i

(2.20)

onde rni
é o resíduo normalizado referente à diferença entre o valor medido e o valor

estimado, para a medida i e σE′
i

=
√

E′(i, i), onde E′(i, i) é o elemento da diagonal

principal da matriz de covariância dos resíduos, referente à medida i.

As medidas críticas são não redundantes e apresentam como característica própria

resíduos nulos. Essas medidas também apresentam covariância nula com as demais medi-

das, estando isso demonstrado no Apêndice A.1. Sendo assim, uma medida crítica i �ca

caracterizada por:

ri = 0 (2.21)

σE′
i

=
√

E′(i, i) = 0 (2.22)

A Equação 2.20 e 2.23, apresentadas em [52], permitem a identi�cação de Cconjs:

γij =
E′(i, j)√

E′(i, i)
√

E′(i, j)
(2.23)

onde γij pode ser conhecido como coe�ciente de correlação entre resíduos.

Se rni
= rnj

e γij = 0, então o par de medidas i e j fazem parte de um Cconj. O

processo de determinação de medidas críticas e conjuntos críticos pode ser sumarizado

pelos passos do algoritmo representado abaixo [30]:

1. Construir a matriz Jacobiano H′ e um vetor de medidas ativas z′, arbitrário;

2. Calcular, para cada medida ativa z′i, os valores E′(i, i) e r′i. Veri�car se os valores

são nulos, caso sejam, deve-se classi�car a medida como crítica (Cmed);
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3. Após a determinação de todas as Cmed devem-se calcular os resíduos normalizados

das medidas não-críticas;

4. Ordenar de maneira decrescente os resíduos normalizados obtidos;

5. Comparar, em sequência, os resíduos e agrupar os candidatos a Cconj;

6. Sejam os grupos obtidos em 5:

(a) Calcular o γij entre cada medida pertencente ao grupo;

(b) Manter no grupo todas as medidas correlacionadas com γij = 1;

7. Classi�car como Cconj os conjuntos que apresentarem duas ou mais medidas.

2.3 Revisão Bibliográ�ca

O processo de EE apresenta etapas de pré e pós-estimação. As análises de criticalidade

e de observabilidade [52], [1] são consideradas de pré-estimação, pois se ocupam de veri�car

as condições necessárias à estimação propriamente dita (etapa de �ltragem e validação de

resíduos).

Os métodos topológicos de análise da observabilidade se apoiam na teoria de grafos,

sendo o trabalho desenvolvido por Clements e Wollenberg [21] pioneiro neste enfoque do

problema. Em seguida, Allenmong et.al [2] desenvolveram uma avaliação crítica sobre

a análise topológica, evidenciando o caráter conservador desse tipo de técnica. Outras

propostas relevantes foram desenvolvidas por Clements, Krumpholz e Davis [44], [16], [19]

e [20]. Análises baseadas puramente na teoria de grafos para avaliação da observabilidade

podem ser encontradas em [59], [58], e notadamente em [56], em que se adotou o conceito

de árvores geradoras minimum spanning tree. Em [25] houve uma extensão do trabalho

de Quintana em [59], propondo-se a utilização de matróides e de árvores geradoras e

também a determinação de medidas críticas e conjuntos críticos. Outras pesquisas que

merecem registro buscaram incluir na análise de observabilidade topológica dispositivos

de chaveamento, e.g. disjuntores/chaves seccionadoras [24], [40] e [42].

O enfoque topológico pode ser considerado complexo em termos computacionais.

Dessa forma, trabalhos voltados à análise numérica da observabilidade começaram a

ser desenvolvidos [54], [67], em que foram tratadas as ilhas observáveis e ramos não-

observáveis, bem como a triangularização da matriz de ganho. Os problemas de condici-

onamento numérico existentes na triangularização da matriz de ganho �zeram com que
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Monticelli e Wu [55] utilizassem a transformação ortogonal da matriz Jacobiano, para

a mitigação destes problemas. O trabalho desenvolvido por Slutsker [63] baseou-se na

utilização da matriz Jacobiano, por meio de uma redução simbólica desta, evitando a

computação numérica. Já em [15] utilizaram-se números inteiros na matriz Jacobiano,

o que tornou o processo de análise mais simples, rápido e con�ável. Seguiu-se a isto, o

trabalho que em que se optou pela utilização da fatoração da matriz Jacobiano na forma

Echelon, com a análise de modelos tanto com medidas ativas quanto reativas [35]. A uti-

lização do espaço nulo da matriz Jacobiano foi o foco do trabalho de [14]. Já o trabalho

proposto por [50] propôs um método baseado na triangularização da matriz Jacobiano

para a determinação da observabilidade da rede. Em [33] a proposta foi a utilização de

uma simples fatoração (Eliminação de Gauss) e um método para alocação de medidas na

rede. A diferença dessa técnica para as demais se dá pela utilização da matriz Jacobiano

na forma aumentada, incluindo pseudomedidas de �uxo de potência nos ramos. Uma

técnica robusta foi desenvolvida em [64], apoiando-se na também na Eliminação de Gauss

e adotando a aritmética binária para evitar erros de arredondamento.

Um enfoque algébrico para a análise da observabilidade pode ser encontrado no tra-

balho de Gou [38]que utiliza de fatores triangulares da matriz de Ganho, tanto para a

determinação de ilhas observáveis, quanto para a determinação de quais pseudomedidas

devem ser inseridas para restaurar a observabilidade da rede. Em [12] o trabalho faz uso

da técnica desenvolvida em [38] para um problema de planejamento, o qual se baseia na

alocação ótima de medidas para a garantia da observabilidade. Já em [37] houve uma con-

tribuição importante, visto que o mesmo focou em uma comparação entre as abordagens

que utilizam a matriz Jacobiano e as que fazem uso da matriz de Ganho. O foco desse

artigo é a determinação de ilhas observáveis e de um conjunto mínimo de pseudomedidas

que tornem uma rede observável.

A capacidade de observação de um sistema de medição e a depuração de erros gros-

seiros estão intimamente ligados à presença de criticalidades. Dois trabalhos que são

referências nessa linha foram desenvolvidos por Clements em [16] e [20]. No primeiro o

foco foi estabelecido na análise residual do processo de estimação, a qual é relacionada

com a topologia da rede. O trabalho visava identi�car as medidas críticas através do

conceito de spanning tree (ST). No segundo, o conceito de ST também é utilizado para

a classi�cação de medidas como críticas, em um processo de análise de observabilidade

e alocação de medidas. Em [25] foi utilizado o conceito de intersecção de matróides, o

qual visa determinar a presença de medidas e de conjuntos críticos. A referência [10]

se baseia na determinação de Cconjs através da análise dos resíduos normalizados e dos
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elementos da matriz de covariância dos resíduos. Em [34] , abordou-se a determinação

de Cmeds e medidas redundantes, mas também tratou-se da capacidade de lidar com

medidas de corrente, de maneira genérica. Coutto, em [26], desenvolve um algoritmo para

a determinação de Cmeds e Cconjs, baseando-se na matriz de covariância dos resíduos e

nos resíduos normalizados.

Além dos trabalhos que utilizam análise topológica ou numérica, houve um certo

esforço para o desenvolvimento de abordagens híbridas. Um trabalho interessante foi

desenvolvido por Korres em [41], se valeu de um algoritmo que mescla o processamento

numérico-simbólico com a teoria de grafos. A identi�cação de Cmeds e Cconjs se fez

através de um modelo reduzido, juntamente com os conceitos de áreas de propagação

residual e ilhas de �uxo.

De maneira mais global, a análise de criticalidade diz respeito à determinação de

tuplas críticas de medidas (ou unidades de medição). Uma tupla crítica de k medidas

(ou k-tuplas crítica) pode ser de�nida como um conjunto de medidas que caso sejam

removidas, do sistema de medição, tornam a rede não-observável. O trabalho de Crainic

em [31] apresenta de�nições sobre a robustez de uma rede e sua relação com a ausência

de Cmeds, Cconjs ou Ck-tuplas.

Apesar de ser notória a importância do estudo e da determinação de k-tuplas críticas,

poucos trabalhos foram desenvolvidos com esse enfoque, principalmente métodos capazes

de determinar cardinalidades superiores a 2. Sendo assim, um primeiro trabalho relevante

no desenvolvimento de um estudo sobre k-tuplas críticas foi desenvolvido por Clements

[17]. A identi�cação de Ck-tuplas se baseou em um método geométrico, utilizando-se de

conceitos de Geometria Analítica. Alguns trabalhos, importantes, subsequentes tomaram

como base abordagens topológicas. Em [55] adotou-se a transformação ortogonal; já

em [41], citado anteriormente, a teoria de grafos foi utilizada para a determinação de

criticalidades com cardinalidades inferiores a 3 (k < 3). Outros trabalhos relevantes

desenvolveram técnicas para a obtenção de Ck-tuplas com k < 3, os quais focaram em

abordagens numéricas [32, 10, 50, 30, 3, 4]. Um outro trabalho relevante no sentido de

determinação de tuplas de baixas cardinalidades, se encontra no trabalho de Coutto [29].

Nessa proposta o enfoque passa a abordar uma situação mais provável que é a perda

de uma unidade de medição que contenha várias medidas. Dessa forma, desenvolveu-se

através de uma técnica numérica, que utiliza a matriz de covariância dos resíduos, um

procedimento para a determinação das unidades de medição críticas de um sistema.

No que tange à obtenção de tuplas de cardinalidades superiores à 3, a quantidade de
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trabalhos é bastante escassa. Em [8], desenvolveu-se uma estratégia para se determinar as

tuplas críticas de cardinalidade 3 (C3-tuplas), através dos resultados das cardinalidades

inferiores. Nesse trabalho, a natureza combinatorial do problema já se mostra evidente,

pelas diversas combinações necessárias para a determinação dessas tuplas.

Atualmente, com diversos equipamentos da rede elétrica conectados a sistemas de co-

municação digital de dados (internet), a operação de sistemas de potência necessita de um

cuidado maior quanto a ataques cibernéticos maliciosos, os quais podem alterar, por exem-

plo, valores das medidas a serem processadas pela EE. A referência [43] aborda este tema.

Considerando o perigo de ataques cibernéticos e a vulnerabilidade do sistema de medição

pela presença de Ck-tuplas, em [65] encontra-se um método baseado em programação

inteira mista para a análise de criticalidades. O objetivo desse método é a determinação

da CK-tupla de medidas mais esparsa (menor k possível) a qual uma dada medida, es-

colhida previamente, faz parte. A relevância desse trabalho está na possibilidade de se

enumerar K-tuplas de qualquer cardinalidade. Além desta referência, alguns trabalhos

foram desenvolvidos focalizando a busca por tuplas críticas de cardinalidades superiores.

A referência [5] contém o desenvolvimento de uma técnica baseada no algoritmo BB para

a determinação de criticalidades de qualquer cardinalidade, seja de medidas, unidades

de medição ou ramos da rede. Um destaque para a análise de criticalidade de UMs foi

desenvolvido em [6], onde uma estratégia baseada no algoritmo BB, desenvolvido em [5],

é adotada para a busca de tuplas críticas.

Uma das primeiras pesquisas sobre criticalidades foi realizada por Clements [19], para

determinar a probabilidade de uma rede elétrica ser observável, considerando que as me-

didas presentes possuem uma probabilidade de estarem disponíveis. Em Crainic [31],

encontram-se formas de quanti�car a robustez de um sistema de medição quanto a sua

capacidade de resistir a perdas de medidas ou UMs. A pesquisa realizada por Coutto [27]

propôs indicadores de não observabilidade iminente e da probabilidade de ocorrência de

Cmeds. Já Göl em [36] estabeleceu "métricas para o sucesso", no que tange à EE e pla-

nos de medição. Essas métricas visam avaliar a qualidade do processo de estimação e do

suprimento de medidas, fornecendo insumos quanto à quantidade de medidas críticas. Na

referência [28] encontram-se indicadores de risco de não observabilidade, em função das

criticalidades da rede e de algumas contingências principais, de forma a auxiliar na avali-

ação de diferentes sistemas de medição. No trabalho de Xiao Li [47], buscou-se construir

um algoritmo para alocação de UMFs, porém de maneira conjunta com o desenvolvimento

de métricas para avaliar desempenho, convergência e observabilidade.
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Por �m, com interesse na quanti�cação da observabilidade, o trabalho desenvolvido

em [5], e publicado no artigo citado em [7], constrói um método baseado em simulação

de Monte Carlo e extrai métricas para se classi�car a "qualidade"da rede e do sistema de

medição, considerando as criticalidades da rede. Esse trabalho é relevante pois possibilita

a criação de uma espécie de rótulo de qualidade para uma dada rede com um sistema

de medição associado. Como pode-se depreender desta seção, o problema que envolve

a determinação de criticalidades, principalmente às de cardinalidades mais elevadas, foi

pouco explorado e ainda há espaço para pesquisas nessa área, buscando-se conhecer melhor

o problema e estabelecer estratégias e limites interessantes para tais estudos.

Após esta exaustiva revisão bibliográ�ca, a seguir conceitos fundamentais sobre criti-

calidades de medidas e UMs serão apresentados e comentados.

2.4 Criticalidades de Medidas e Unidades de Medição

2.4.1 Tuplas Críticas de Medidas

Uma k-tupla crítica de medidas apresenta as seguintes propriedades [5]:

1. Uma Ck-tupla não pode conter uma Cj-tupla, onde k > j;

Isso se explica pelo fato de que em uma Ck-tupla apenas a remoção de todas as

suas k medidas torna a rede inobservável. Dessa forma, remover j medidas (parte

do total) não irá acarretar em inobservabilidade, logo este subconjunto de j medidas

não será crítico.

2. Caso j < k medidas, de uma Ck − tupla, se tornem indisponíveis, as medidas

restantes formarão uma C(k − j)− tupla.

Com base na propriedade 1, a retirada j < k medidas de uma Ck − tupla não

acarreta a inobservabilidade, ainda que a redundância da rede tenha se reduzido.

Para que a rede perca a observabilidade é necessário que as k− j medidas restantes,

as quais formam uma C(k − j)− tupla, sejam removidas.

3. Dado um plano de medição o qual possua m medidas, a cardinalidade máxima

(teórica) de uma Ck − tupla é dada por:

kmax = m− n+ 1 (2.24)
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onde n é o número de elementos do vetor de estado do processo de estimação.

Seja uma rede elétrica que possua n variáveis de estado, excluindo-se qualquer re-

ferência angular. Para essa rede ser observável é necessário que o posto da matriz

Jacobiano (H(m× n) seja maior ou igual a n. Em outras palavras, a matriz Jacobi-

ano deve possuirm ≥ n linhas linearmente independentes para a rede ser observável.

Dessa forma, de acordo com [5], para sistemas observáveis vale a condição:

n = rank(H) ≤ min(m,n) (2.25)

Sabendo-se que a remoção de qualquer tupla de medidas, de tamanho m − n + 1,

resulta em uma matriz Jacobiano de dimensões (n− 1× n). Pode-se dizer que para
a remoção de m− n+ 1 medidas tem-se:

rank(H2) ≤ min(n− 1, n) < n (2.26)

onde H2 é a matriz Jacobiano após a remoção das m− n+ 1 medidas.

Sendo assim, como a remoção de m−n+ 1 medidores necessariamente torna a rede

inobservável, logo, a maior cardinalidade de uma tupla crítica não pode ser superior

a kmax = m− n+ 1. A Equação 2.25 decorre do Teorema do Posto das Matrizes.

4. As colunas da matriz de covariância dos resíduos, relacionadas com as medidas de

uma dada Ck − tupla, formam um conjunto linearmente dependente.

Para um leitor detalhista, propriedades dos resíduos do processo de estimação se

encontram no Apêndice A.2.

2.4.2 Tuplas Críticas de Unidades de Medição

A identi�cação de tuplas críticas de UMs torna-se importante, visto que a perda (indis-

ponibilidade) destas é um evento mais provável do que a perda de medidas isoladamente.

Uma tupla crítica de UMs, ou Ck-UMs, pode ser de�nida como um conjunto formado por

unidades de medição que removidas simultaneamente resultam na inobservabilidade da

rede. Sendo assim, essas tuplas críticas se caracterizam pelas seguintes propriedades [5]:

1. Medidas em uma Ck-UM formam ao menos uma tupla crítica.

A ausência das k UMs de uma tupla crítica resulta na indisponibilidade das medidas

associadas a elas. Sendo assim, essas medidas indisponíveis tornam a rede não
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observável e formam ao menos uma Ci − tupla, com i < nm, onde nm é o número

de medidas das UMs que formam a tupla crítica.

2. Seja uma j− tupla crítica de UMs, possuindo nm medidas. Se as k medidas obtidas

pela tupla crítica de UMs constituem uma k − tupla, onde k > j, então obrigatori-

amente j dessas medidas deverão provir de UMs diferentes.

Suponha-se que k medidas sejam obtidas de somente i UMs de um total de j UMs,

sendo j > i. Se essas k medidas formam uma k − tupla crítica, então a remoção de

i UMs é su�ciente para a não observabilidade da rede. Dessa maneira, a j − tupla
de medidas não pode ser crítica, a não ser que j = i.

3. Uma Ck − UM não contém uma Ci− UM , onde i < k.

De acordo com [5], essa propriedade é resultado das duas propriedades anteriores.

Se i UMs são su�cientes para tornar a rede não-observável, logo, faz todo sentido

que k UMs não formem uma tupla crítica, a não ser que k = i.

Assim como as medidas críticas apresentam algumas características, as unidades de

medição também podem ser classi�cadas como críticas de acordo com algumas proprieda-

des matriciais [29]. O conhecimento sobre a formação de UMs críticas pode ser útil para

reduzir o espaço de busca de soluções, ou acelerar as visitas às mesmas, no algoritmo de

BB , como será visto no Capítulo 4.

Considere a matriz de covariâncias E, formada por todas as medidas disponíveis em

uma rede elétrica em que se aplica o processo de EE. A partir desa matriz pode-se extrair

uma submatriz C, matriz composta pelas medidas presentes em uma unidade de medição

i. Assim, a matriz C referente à UMi será formada da seguinte maneira, de acordo com

[29]:

Ci(k,m) = hk(G)−1(hm)t (2.27)

Ci(k,k) = 1− hk(G)−1(hj)
t (2.28)

onde hk e hm são os vetores linha associados à matriz jacobiana H referentes às medidas

k e m, vinculados à UMi; já G é a matriz de ganho.

De acordo com as Equações 2.27 e 2.28, pode-se computar a matriz C que irá ser

utilizada na identi�cação de UMs críticas. Após a montagem de C, se esta apresentar
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uma ou mais colunas iguais a zero, a UM será classi�cada como crítica, pois possui medi-

das críticas por ela fornecidas. Entretanto, no caso da não existência de medidas críticas

na UM, outro procedimento deve ser realizado. No caso, serão buscadas possíveis tuplas

críticas de medidas, as quais poderão estar contidas na UM. Para tal procedimento, de

acordo com [29], deve-se avaliar o efeito da indisponibilidade de medidas na UM. Para

isso pode-se utilizar o processo de eliminação de Gauss, o qual é aplicado para a triangu-

larização da matriz C. Uma ilustração e um maior detalhamento desse processo pode ser

encontrado em[29]. Os passos, na sequência, podem ser utilizados para a classi�cação de

uma UM quanto à presença de criticalidades:

1. Selecionar a UM de interesse;

2. Formar a matriz simétrica C;

3. Iniciar o processo de Eliminação de Gauss;

4. Veri�car na matriz C se ao menos uma coluna de zeros foi formada. Em caso

a�rmativo, há uma indicação da presença de uma k-tupla crítica, o que permite

classi�car a UM como crítica.



Capítulo 3

Branch and Bound

A estratégia de busca em um algoritmo de B&B determina a ordem em que os sub-

problemas não explorados são selecionados [57], com repercussão tanto no custo com-

putacional quanto na quantidade de memória a ser utilizada no processo. Sendo assim,

primeiramente serão abordados os principais aspectos que envolvem o algoritmo B&B,

para então tratar as estratégias de buscas mais tradicionais e outras que envolvam co-

nhecimento prévio (busca informada). Aspectos que envolvem a diminuição do espaço

de busca serão abordados de forma simples, com destaque para as estratégias de poda

e relações de dominância. Por �m, o presente capítulo irá apresentar um exemplo sim-

ples para facilitar o entendimento quanto à aplicação do algoritmo B&B ao problema da

identi�cação de tuplas críticas de elementos do sistema de medição destinado à EE.

3.1 Visão Geral do Algoritmo de Branch and Bound

O algoritmo de B&B estabelece uma estratégia em geral voltada à obtenção da solução

ótima de um problema de natureza combinatória. Desenvolvido por Land e Doig [45], a

técnica de B&B corresponde a uma família de algoritmos [57] do tipo "divisão e conquista�,

que possuem mecanismos de busca sistemática da solução de um problema, através de

uma enumeração implícita de soluções candidatas. O procedimento básico se dá através

de uma estratégia recursiva, em que todas as soluções parciais (as quais atendem aos

limites e restrições) são armazenadas em uma estrutura de árvore, em que cada nó é um

subproblema a ser explorado.

Neste algoritmo, a utilização de regras para poda de certas regiões do espaço de

busca é a chamada etapa de bounding. Os nós que possuem requisitos para se manterem

no processo de busca passam então pela etapa de branching, onde os nós ativos são
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rami�cados e novos subproblemas gerados. De acordo com [6], após cada subdivisão,

alguns nós da árvore podem ser descartados (por exemplo, os associados a valores da

função objetivo que não são melhores que o da melhor solução até então encontrada)

e, consequentemente, nenhum subproblema é gerado a partir deles. Quando a árvore é

totalmente explorada, a solução ótima do problema é retornada. Dessa maneira, tem-

se neste processo uma estratégia de busca, outra de rami�cação e o estabelecimento de

limites e regras para poda. O trabalho desenvolvido por Morrison [57] apresenta diversos

problemas e variantes do algoritmo de B&B, podendo-se nele encontrar maiores detalhes

sobre o tema e que aqui serão adotados.

Considere um problema de minimização de uma função objetivo f (o desenvolvimento

é o mesmo para um problema de maximização), para a qual procura-se um conjunto de

possíveis soluções X (chamado de espaço de busca).

O objetivo do problema é determinar uma solução ótima x∗ ∈ argminx∈Xf(x), ou

seja, uma solução que esteja inserida no espaço de busca e que minimize o valor da fun-

ção objetivo. Para resolver este problema o algoritmo de B&B utiliza uma estratégia

de divisão e conquista a qual, recursivamente, constrói um árvore de busca T, de sub-

problemas, ou subconjuntos do espaço de busca X. Ao longo do processo uma solução

considerada a melhor solução atual, x̂ ∈ X, é armazenada globalmente. A cada iteração,

o algoritmo seleciona e explora um novo subproblema S ⊆ X, retirado de uma lista L de

subproblemas não-explorados. Caso a nova solução candidata xnew ∈ S atenda à condi-

ção, f(xnew < f(x̂)), então a melhor solução global é atualizada, ou seja, f(x̂)← f(xnew).

Dessa forma, a busca continua através da partição de S em novos conjuntos de subpro-

blemas (S1,S2,S3, ...,Sn), os quais são inseridos em T. Por outro lado, caso nenhuma

solução em S apresente um valor de função objetivo superior (em qualidade) à melhor

solução atual, ∀x ∈ S, f(x̂) ≤ f(xnew), então o subproblema é podado e o mesmo se torna

um nó terminal. Ao �nal do processo, quando não há mais nós a explorar no espaço de

soluções, ou seja, L está vazia, o valor de x̂ é retornado como a melhor solução (no caso de

um problema mono-objetivo). A Figura 3.1 descreve o algoritmo de B&B geral, contendo

suas principais etapas.
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Figura 3.1: Algoritmo, geral, de Branch and Bound [57].

Tendo em vista o algoritmo estabelecido, podem-se descrever os seguintes procedi-

mentos principais:

� Linha 1-) Geração de uma solução inicial do problema. Pode-se utilizar alguma

heurística de forma a facilitar (ou acelerar) o processo; caso não haja uma heurística

admissível, o valor inicial de x̂ (melhor solução atual) é estabelecido como ∞. A

árvore T é desenvolvida ao longo do processo, sendo inicialmente formada pelo nó

raiz (solução inicial);

� Linha 3-) Estratégia de busca implementada no problema. A seleção do próximo

nó a ser explorado é dada pela estratégia utilizada. A cada nó selecionado, o valor

da função objetivo é computado;

� Linha 4-) Processo de bounding : a cada subproblema selecionado, os valores de so-

lução f(xatual) são confrontados com o valor f(x̂) considerado ótimo até o momento.

Essa função deve ser tal que, preferencialmente, possibilite uma poda de qualidade

ou uma boa seleção de novas soluções ótimas;

� Linha 5-) Avalia-se uma solução atual deve ou não ser podada, ou se a árvore

atingiu um limite de altura tal que não deve ser rami�cada (gerar �lhos). Cada sub-

problema no qual o linf (limite inferior) é maior que f(x̂) (no caso de um problema

de minimização), este é descartado utilizando-se a operação de poda. Esta etapa

diminui o espaço de busca, visto que reduz o número de nós a serem explorados.
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� Linha 6- De�ne o número de �lhos a serem gerados como um novo subproblema

de S. A esta etapa dá-se o nome de branching, ou seja, rami�cação.

O �uxograma, apresentado na Figura 3.2, descreve de uma maneira simpli�cada o

algoritmo genérico do B&B.

Figura 3.2: Fluxograma, simpli�cado, do algoritmo de Branch and Bound.

3.1.1 Estratégias Básicas de Implementação

Em geral, de acordo com [57], existem duas etapas importantes em qualquer algoritmo

de B&B. A primeira etapa é uma etapa de busca, na qual o algoritmo ainda não obteve

a solução ótima. A segunda etapa se baseia em uma fase de veri�cação, na qual, ainda

que a solução atual seja melhor que a solução ótima do momento, existem subproblemas

a explorar e o processo deve continuar. Isto porque uma solução só pode ser dita ótima

quando não restar nenhum subproblema a ser explorado. Dessa forma, pode-se a�rmar

que um dado problema de otimização é solucionado quando o algoritmo de B&B completar

a fase de veri�cação. Dessa maneira, há três componentes importantes neste processo,
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os quais correspondem às estratégias de busca, rami�cação e poda. No que tange à

rami�cação, a mesma se divide, simpli�cadamente, em binária e rami�cação em múltiplos

�lhos. No presente trabalho a rami�cação binária será utilizada, apenas, nos exemplos

deste capítulo. Nas seções subsequentes, abordam-se conceitos relacionados às estratégias

de busca e também aqueles que envolvam poda e relações de dominância. Embora existam

inúmeras estratégias, apenas algumas consideradas relevantes serão consideradas e maiores

detalhes podem ser encontrados em [57, 60]. A Figura 3.3 apresenta um esquema geral

com a relação entre as fases e as componentes do algoritmo de Branch and Bound.

Figura 3.3: Diagrama representando os três principais componentes do Branch and Bound.

3.2 Estratégias de Busca

Nesta seção, utiliza-se o conceito de busca e paradigmas que a envolvem. Embora

existam diferentes estratégias de busca, apenas aquelas que foram utilizadas (ou serviram

como inspiração para implementação computacional) serão abordadas. Estas estratégias

foram divididas em dois subgrupos de acordo com [60]: aquelas que não possuem uma

informação prévia do problema (busca não-informada); e as que apresentam algum conhe-

cimento inicial que pode direcionar a busca com chance de se obter algum sucesso (busca

informada).
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3.2.1 Busca por Soluções

De acordo com [60], uma solução é uma sequência de ações possíveis consideradas

pelos algoritmos. Dessa forma, as diversas sequências partem do nó raiz (estado inicial)

e formam uma árvore de busca, onde os ramos são os caminhos possíveis e os nós um

determinado estado ou subproblema. Para ilustrar este conceito de busca será utilizado

um exemplo retirado de [60], no qual o objetivo é determinar a rota mais curta (problema

de minimização) entre uma cidade chamada Arad e outra chamada Bucareste, as cidades

com suas distâncias se encontram na Figura 3.4.

Figura 3.4: Mapa dos caminhos rodoviários de parte da Romênia. [60].

O problema de busca pelo menor caminho pode ser tratado pela Teoria de Grafos

(embora não aprofundada aqui) útil para ilustrar o conceito de busca por soluções. Sendo

assim, a Figura 3.5 apresenta as etapas iniciais do processo de busca por uma rota mínima

entre as duas cidades citadas.
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Figura 3.5: Exemplo de árvore de busca para determinação de uma rota entre Arad e

Bucareste [60].

De acordo com a Figura 3.5, os nós de cor cinza são aqueles que foram expandidos.

Os nós gerados, porém não expandidos, estão sem cor, enquanto os nós que ainda não

foram gerados estão representados por linhas tracejadas com pouco destaque. O processo

de busca se inicia pela análise do nó raiz, neste caso a cidade de Arad. Como se deseja

partir de Arad e chegar em Bucareste, o nó raiz não é solução e deve ser expandido. O

passo seguinte envolve a escolha das ações a serem tomadas, ou seja, a rami�cação da

solução atual. A forma adotada para busca determina como será o caminho percorrido ao

longo da construção da árvore. Supondo uma estratégia genérica, das três cidades geradas

pela expansão do nó raiz, escolheu-se expandir primeiro para a cidade de Sibiu. Sendo

Sibiu o nó escolhido, este é avaliado e conclui-se que não é a cidade objetivo (Bucareste)

e desta forma Sibiu é expandido. Observando-se a Figura 3.4 percebe-se que é possível

visitar uma das quatro cidades "�lhas"de Sibiu ou iniciar uma rami�cação a partir de
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Timissora ou Zerind. Estes nós podem ser chamados de folhas e ser armazenados em uma

lista aberta, da qual são removidos os nós a serem expandidos. Continuando, o processo

de expansão e testes prossegue até que uma solução seja obtida ou não existam mais nós

(ou estados) a serem expandidos, em outras palavras, até que a lista de soluções ativas

esteja vazia.

3.2.2 Medidas de Desempenho

Geralmente, é necessário se avaliar e comparar algoritmos que envolvam buscas, sendo

possível escolher entre diversas estratégias ou de�nir limites em que uma supera a outra.

Logo, a avaliação de desempenho considera quatro aspectos principais [60]:

� Completeza: O algoritmo apresenta garantia de que uma solução será encontrada,

quando existir;

� Garantia de Otimalidade: Uma dada estratégia consegue obter uma solução

ótima;

� Complexidade de Tempo: Quantidade de tempo necessário para se encontrar

uma solução;

� Complexidade de Espaço: Quantidade de memória utilizada para se executar a

busca.

A complexidade de tempo e de espaço estão associadas a alguma medida de di�culdade

do problema. Em geral pode-se calcular o tempo em termos de nós gerados ou soluções

visitadas ao longo do processo. Pode-se, quando interessante, também mesclar o custo de

memória e de tempo em uma medida apenas de custo total, o que nem sempre é trivial. No

caso do B&B, a complexidade é baseada em dois aspectos principais: o fator de rami�cação

(do inglês branching factor) b da árvore, o qual é o número máximo de "�lhos" gerados

por qualquer nó da árvore; e a profundidade de busca d, a qual de�ne o comprimento do

maior caminho da raiz até uma folha. Sendo assim, qualquer algoritmo de B&B opera com

uma complexidade de pior caso O(Mbd), onde M é o limite de tempo necessário para se

explorar um dado subproblema. Dessa forma, a complexidade do algoritmo é exponencial

e uma forma relevante de se obter ganhos de desempenho é reduzir o tempo de exploração

de um dado subproblema, utilizando regras de poda, relações de dominância, ou, por

exemplo, funções objetivos que possam ser mais rapidamente calculadas.
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Por �m, não se deve confundir a complexidade do algoritmo de B&B com as com-

plexidades associadas às diversas estratégias de busca. Essas apresentam signi�cante

participação no custo de computação do problema (tempo) e na quantidade dispendida

de memória. Por isso, na prática, a performance do algoritmo de B&B é comumente

medida pelo de tempo de execução ou por número de nós visitados [57].

3.2.3 Estruturas de dados Básicas

Algoritmos que envolvem buscas, como o caso do B&B, necessitam de alguma estru-

tura de dados para armazenar ou controlar a árvore de busca que vai sendo construída (

seus nós que darão origem a novos subproblemas para a sequência do processo de otimi-

zação). A seguir, algumas dessas estruturas de dados serão apresentadas [23].

3.2.3.1 Pilhas e Filas

As pilhas e �las são estruturas de dados dinâmicas em que o elemento removido pela

operação "delete" é previamente especi�cado. De acordo com [23], em uma pilha o

elemento eliminado é o mais recentemente nela inserido, de forma que esta apresenta uma

estrutura de que o último elemento a entrar é o primeiro a sair, ou LIFO(last-in, �rst-

out). Por outro lado, uma �la opera de maneira distinta, isto é, o elemento que nela está

por mais tempo é o primeiro a ser removido quando a operação "delete" for acionada,

FIFO(�rst-in,�rst-out). As implementações para pilhas e �las podem em maiores detalhes

ser encontradas em [23]. A seguir, dois exemplos genéricos são apresentados para ilustrar

o uso de tais estruturas de dados.

Uma pilha, em geral, é programada com duas operações principais, comumente cha-

madas de PUSH e POP. A primeira se refere a inserção de um elemento na pilha e a

segunda na sua remoção. As Figuras 3.6 a 3.10 representam o processo de inserção de

cinco dados em uma pilha. Inicialmente, na Figura 3.6, a pilha está vazia, enquanto na

Figura 3.7 o dado D1 é inserido (operação PUSH) e em seguida, na Figura 3.8, o dado

D2 é inserido e colocado no topo da pilha. O processo segue até que todos os dados

sejam inseridos na pilha, o que é representado na Figura 3.9. Finalmente, a Figura 3.10

representa a operação POP (delete), onde o elemento que se encontra no topo da pilha é

removido, neste caso o dado D5.
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Figura 3.6: Pilha vazia com dados a serem inseridas.

Figura 3.7: Pilha após a inserção de D1.

Figura 3.8: Pilha após a inserção dos dados D1 e D2.
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Figura 3.9: Pilha após a inserção de todos os dados.

Figura 3.10: Pilha após a operação de POP(delete).

Por outro lado, caso os mesmos cinco dados que foram inseridos na pilha do exemplo

anterior tiverem de ser inseridos em uma �la, o processo de inserção/ordenação será

distinto. As operações de inserção e remoção em uma �la são chamados, respectivamente,

de en�leirar (QUEUE) e desen�leirar (DEQUEUE). As Figuras 3.11 a 3.15 representam

as etapas de inserção de cinco dados em uma �la que se encontra inicialmente vazia.

A Figura 3.12 representa o en�leiramento do primeiro dado D1, enquanto a Figura 3.13

demonstra a �la após a inserção do dado D2, sendo este inserido ao �nal dessa. O processo

continua até que todos os dados sejam inseridos, como se vê na Figura 3.14. Por �m, a

ilustração do processo de remoção da pilha se encontra na Figura 3.15, onde o primeiro

elemento (ou dado) inserido é o primeiro a ser removido (ou desen�leirado). Na seção

seguinte, um outro tipo de �la será apresentado, no qual a escolha do elemento a ser

retirado da �la se dá não por critérios de construção da estrutura de dados, mas sim por

uma informação de prioridade.
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Figura 3.11: Fila vazia com dados a serem inseridas.

Figura 3.12: Fila após a inserção de D1.

Figura 3.13: Fila após a inserção dos dados D1 e D2.

Figura 3.14: Fila após a inserção de todos os dados.
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Figura 3.15: Fila após a operação de DEQUEUE(Desen�leirar).

3.2.3.2 Fila de Prioridades

Uma �la de prioridade é uma estrutura de dados na qual os dados (ou nós) são

ordenados de acordo com uma informação de custo presente em um atributo chave. Uma

estrutura de dados comumente utilizada na implementação dessa uma �la é a chamada

Heap, esta estrutura, em geral, é representada por uma árvore binária (somente dois �lhos

por pai) completamente preenchida em todos os níveis, exceto o último, o qual pode não

estar completo [23]. Por se basear no conceito de prioridade, o elemento que se encontra

no nó raiz da árvore é o prioritário. Os algoritmos que envolvem o processo de construção

e manutenção de uma Heap encontram-se em [23].

Seja uma �la de prioridades com uma regra de ordenação de�nida por uma métrica

qualquer. Dessa maneira, os dados são avaliados não mais pela ordem de inserção, mas

pelo valor do atributo chave, o qual representa a prioridade (custo) do nó em questão.

Antes de se apresentar um exemplo, vale ilustrar o conceito de nó, sendo este uma infor-

mação ou dado associado a alguma prioridade que garante a ordenação da �la, como se

vê na Figura 3.16.
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Figura 3.16: Exemplo de um nó genérico.

Seja um conjunto de nós com suas respectivas prioridades, representados na Figura

3.17, que devem ser inseridos em uma FP (�la de prioridades). As Figuras 3.17 a 3.21

apresentam os passos de inserção dos nós nessa �la. Inicialmente uma FP genérica está

vazia, sendo assim remove-se o nó referente a D1, na Figura 3.17, sendo esse, na sequência,

inserido na FP. A primeira inserção está apresentada na Figura 3.18. O processo continua,

sempre respeitando-se a prioridade de cada nó e, assim, reordenando-se a �la sempre que

necessário. A Figura 3.21 ilustra a FP completa, com destaque a D2 que pelo arranjo é

o nó mais prioritário. Por �m, uma FP pode ser organizada tanto priorizando os custos

maiores quanto os menores, sendo esta uma particularidade de cada problema.

Figura 3.17: Dados (nós) a serem inseridos em �la de prioridades.
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Figura 3.18: Nó referente a D1 inserido na �la de prioridades.

Figura 3.19: Nó referente a D2 inserido na �la de prioridades.

Figura 3.20: Nó referente a D3 inserido na �la de prioridades.
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Figura 3.21: Fila de prioridades após todas as inserções

3.2.4 Estratégias de Busca Não-Informadas

A presente seção destaca algumas estratégias de busca, enquadradas entre aquelas

sem informação (busca às cegas) sobre os estados do problema, que se distinguem pela

ordem em que os nós são expandidos e explorados.

3.2.4.1 Busca em Largura (BFS)

Na busca em largura (BFS- Breadth-�rst search) o nó raiz é expandido primeiramente

e na sequência todos os seus sucessores[60]. Os nós de um nível superior só são expandidos

quando todos os nós de níveis inferiores já o tiverem sido. A implementação básica desse

algoritmo se dá através do uso de uma estrutura de dados do tipo �la. Como explicado

anteriormente, essa estrutura é do tipo FIFO (First In, First Out). Um re�namento do

processo é a avaliação da função objetivo na etapa da geração do nó e não no momento da

expansão (isso evita o armazenamento de nós que não podem ser expandidos). A Figura

3.22, extraída de [60], representa um processo de busca em largura em uma árvore binária,

cuja expansão ocorre nível a nível.
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Figura 3.22: Busca em largura para uma árvore binária, o nó a ser expandido em cada

etapa se encontra indicado por uma seta [60].

A busca em largura pode ser avaliada de acordo com os critérios de avaliação de

desempenho apresentados anteriormente. De acordo com tais critérios, esse tipo de busca

é completa, ou seja, se o nó objetivo mais profundo estiver em alguma profundidade �nita

d, a busca em largura irá encontrá-lo depois de gerar todos os nós mais rasos (caso o

fator de rami�cação b seja �nito) [60]. Para um problema mono-objetivo, logo que um nó

objetivo é gerado pode-se concluir que o mesmo é o mais raso. Além disso, os requisitos

de tempo e espaço são um ponto chave dessa estratégia, principalmente no que tange à

memória, o que pode restringir, em algumas aplicações, o uso desse tipo de busca em

algoritmos de B&B [57].

Seja uma busca em uma árvore uniforme, em que cada nó apresente b sucessores. O

nó raiz gera b sucessores no primeiro nível, os quais geram outros nós, resultando em um

total de b2 nós no segundo nível. Suponha que a solução do problema se encontre em

uma profundidade d, e que no pior caso, o último nó gerado, nesse nível, seja o objetivo.

Assim sendo, o número total de nós gerados é dado por:

b+ b2 + b3 + ...+ bd = O(bd) (3.1)

Quanto à complexidade de espaço, essa se encontra dentro de um fator de rami�cação

b. Na em largura cada nó gerado permanece na memória, de forma que a complexidade

de espaço pode ser expressa por O(bd) [60]. Para representar o impacto da complexidade

no tempo e na memória dispendidos no processo, constrói-se uma relação entre diversos

níveis d de profundidade e de um fator de rami�cação b, arbitrário, igual a 10; além

disso, considera-se um requisito de armazenamento de 1000 bytes por nó, assumindo uma

capacidade de geração de um milhão de nós por segundo [60]. De acordo com estes valores,

a Tabela 3.1 é construída. Por exemplo, seriam necessários 13 dias para a solução de um

dado problema, além de um requisito de 1 petabyte de memória. Por �m, um segundo

ponto a considerar é o tempo gasto para se concluir a busca por completo. De fato, este
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tempo está muito atrelado a profundidade desejada, de forma que o quanto mais profundo

se caminhar maior esse tempo que apresenta crescimento exponencial.

Tabela 3.1: Memória e tempo dispendidos na busca em largura.[60]
Profundidade Número de Nós Tempo Memória Utilizada

2 110 0,11 milissegundo 107 Kbytes
4 11110 11 milissegundos 10,6 Mbytes
6 1,00E+07 1,1 seg 1 Gbyte
8 1,00E+09 2 min 103 Gbytes
10 1,00E+11 3 horas 10 Tbytes
12 1,00E+13 13 dias 1 petabyte
14 1,00E+15 3,5 anos 99 petabytes
16 1,00E+17 350 anos 10 exabytes

3.2.4.2 Busca em Profundidade (DFS)

A busca em profundidade é uma estratégia implementada mantendo-se uma sequência

de subproblemas não explorados em uma estrutura de pilha. Dessa forma, esse tipo de

estratégia sempre expande o nó mais profundo presente na pilha (topo). Conforme os

nós são expandidos, esses são removidos e dão origem aos seus sucessores, os quais são

inseridos no topo da pilha. A Figura 3.23 ilustra o processo de busca em profundidade

em uma árvore binária. Neste exemplo, extraído de [60], os nós na profundidade 3 não

possuem descendentes e o único nó objetivo é o M.
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Figura 3.23: Busca em profundidade para uma árvore binária. O nó a ser expandido em

cada etapa se encontra indicado por uma seta [60].

Pode-se concluir que em certos casos a busca em profundidade explora diversos nós

"ruins"até de fato encontrar o nó objetivo. No caso da existência de um outro nó ob-

jetivo, de qualidade inferior ao melhor global, esse "pior"pode ser explorado primeiro e

a busca em profundidade irá retorná-lo como solução em vez da correta. Dessa forma,

conceitualmente, a busca em profundidade não é ótima.

Em relação à complexidade temporal de busca, esta depende da profundidade máxima

atingida por um nó, sendo a ela atribuída a variável m e sendo b o fator de rami�cação, a

complexidade será O(bm). De acordo com [60], uma busca em profundidade precisa arma-

zenar apenas um único caminho da raiz até um nó folha, em conjunto com os nós irmãos

não expandidos, para cada nó no caminho. Consequentemente, cada vez que expande-

se um nó, este é removido da memória assim que seus descendentes são completamente
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explorados, como pode ser notado na Figura 3.23. Dessa forma, para um problema com

fator de rami�cação b e profundidade máxima m, a busca exige o armazenamento de

O(bm) nós. Por conseguinte, esse método consome uma quantidade de memória signi�-

cantemente inferior à busca em largura, sendo muito utilizado em problemas que lançam

mão do algoritmo Branch and Bound [57]. Por �m, a profundidade máxima m pode ser

limitada ou não pelo algoritmo de busca. Sendo assim, a única diferença se dá através da

inclusão de um limite de busca e, dessa forma, o processo caminha até uma profundidade

de interesse.

3.2.4.3 Busca de Aprofundamento Iterativo (IDDFS)

A busca de aprofundamento iterativo (IDDFS- Iterative Deepening Depth First Se-

arch) é uma estratégia que utiliza, em conjunto, a busca em profundidade e em largura.

Esta é realizada aumentando-se gradualmente o limite de aprofundamento, iniciando-se

pela raiz e caminhando para o nível 1, depois para o 2 e assim sucessivamente, até se

chegar a um objetivo ( no caso de um problema mono-objetivo).

Em relação aos requisitos de desempenho, a memória utilizada é semelhante à busca

em profundidade, sendo O(bd). Além disso, de acordo com [60], semelhantemente à busca

em largura, o método é considerado completo e ótimo. A Figura 3.24 apresenta quatro

iterações desse processo de busca, sendo, nesse caso, a solução encontrada na quarta

iteração (único objetivo). Na busca por aprofundamento iterativo, os nós no nível mais

profundo d são gerados uma única vez, os nós do penúltimo nível duas vezes, e assim

por diante, até se chegar aos �lhos do nó raiz, os quais serão gerados d vezes. Assim,

considerando uma árvore com fator de rami�cação constante e igual a b, o total de nós

gerado será:

N(IDDFS) = (d)b+ (d− 1)b2 + ...+ (1)bd (3.2)

onde N é o número total de nós gerados, o que resulta em uma complexidade de tempo

O(bd).
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Figura 3.24: IDDFS ao longo de quatro iterações [60].

De certa maneira, essa busca pode gerar uma sensação de desperdício de tempo, por-

que os estados são visitados várias vezes a partir do nó raiz. Entretanto, conceitualmente,

esse custo não é muito mais elevado, visto que, em geral, a maior parte dos nós se en-

contram nos níveis inferiores, de forma que torna-se não tão relevante os níveis superiores

serem gerados várias vezes. Deste modo, conceitualmente, utiliza-se tal estratégia quando

o espaço de busca for muito grande e a profundidade da solução desconhecida.
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3.2.4.4 Avaliação Geral do Desempenho das Buscas Não-Informadas

A presente seção sumariza as discussões quanto aos requisitos de desempenho dos

métodos de busca discutidos. Para melhor entendimento da Tabela 3.2 é importante

explicar algumas legendas. As anotações com sobrescrito apóstrofe, querem dizer que a

busca é completa, caso o fator de rami�cação seja �nito. Já o sobrescrito ′∗′ quer dizer
que a busca é ótima se o custo dos passos são idênticos.

Tabela 3.2: Resumo do desempenho das estratégias de busca discutidas.

Critério Largura Profundidade IDDFS

Completa Sim' Não Sim'

Tempo O(bd) O(bm) O(bd)

Espaço O(bd) O(bm) O(bd)

Otimalidade Sim* Não Sim*

3.2.5 Estratégias de Busca Informada

Nesta seção, uma nova concepção de busca será discutida, a chamada busca informada.

Esse tipo de busca faz uso de um conhecimento próprio ou especí�co de um dado problema

e assim busca-se encontrar soluções de forma mais rápida do que nas buscas convencionais

(não-informadas).

De acordo com [60], esse tipo de estratégia pode ser aplicada como uma instância

de um algoritmo de busca em árvore, no qual o nó a ser expandido é escolhido não se

baseando na ordem dos elementos na estrutura de dados, mas sim de acordo com uma

função de avaliação f(n) [60], analisada como um custo, de forma que o nó com menor

custo é expandido primeiro. A escolha de f determina o tipo de estratégia de busca.

Em geral, a maior parte dos algoritmos de busca informada inserem uma componente

heurística, chamada de h(n). As funções heurísticas são a maneira mais comum na qual

um conhecimento prévio é inserido no algoritmo de busca. Nessa seção dois algoritmos

serão abordados: a busca gulosa de melhor escolha e a busca A*.

3.2.5.1 Busca Gulosa de Melhor Escolha

Segundo a referência [60], essa busca atua expandindo o nó que se encontra mais

próximo do objetivo, com o pressuposto de que isso possa conduzir a uma solução mais

rapidamente. Dessa maneira, avalia-se um dado nó apenas por uma função heurística
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f(n)=h(n). Suponha que o objetivo seja encontrar o menor caminho entre as cidades

de Arad e Bucareste, conforme descrito na seção 3.2.1. Além disso, considere como a

heurística utilizada a distância em linha reta da cidade (nó) atual, para a cidade objetivo

[60]. A Tabela 3.3 representa um resumo das distâncias entre cada cidade e Bucareste,

que serão aplicadas como heurísticas para escolha do melhor caminho.

Tabela 3.3: Distâncias em linha reta para Bucareste.

Cidade Distância Cidade Distância

Arad 366 Mehadia 241

Bucareste 0 Neamt 234

Craiova 160 Oradea 380

Drobeta 242 Pitesti 100

Eforie 161 Rimnicu Vilcea 193

Fagaras 176 Sibiu 253

Giurgiu 77 Timisoara 329

Hirsova 151 Urziceni 80

Iasi 226 Vaslui 199

Lugoj 244 Zerind 374

Tomando-se por base a Tabela 3.3, uma árvore de busca é construída com o objetivo

de se encontrar o menor caminho entre Arad e Bucareste. Parte-se primordialmente de

Arad, a partir deste, o primeiro nó expandido é Sibiu, visto que possui o menor custo

(mais próximo de Bucareste do que Timisoara e Zerind). Sequencialmente, o próximo

nó a ser expandido é Fagaras, que por sua vez chega em Bucareste, a cidade objetivo.

Nesse exemplo, particularmente, a busca gulosa de melhor escolha consegue encontrar a

solução sem se expandir nenhum nó que não esteja no caminho da solução obtendo, assim,

um custo de busca mínimo. Esta busca não é ótima (dependendo do problema) pois o

caminho encontrado não será, necessariamente, o menor possível, mas sim um caminho

que leva ao objetivo com o mínimo de passos possíveis.
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Figura 3.25: Etapas da busca gulosa de melhor escolha, visando o menor caminho entre

Arad e Bucareste[60].

Por �m, esta busca também é incompleta, dependendo do problema, mesmo em um

espaço de estados �nito [60]. Um exemplo dessa situação se dá quando o algoritmo

se encerra em um laço in�nito, onde a expansão das cidades �cará em um ciclo. A

complexidade de pior caso tanto de tempo , como de espaço, para a busca em árvore,

é O(bm), onde m é a profundidade máxima do espaço de busca. Essa complexidade,

entretanto, pode ser drasticamente reduzida com uma boa função heurística, além disso,

também dependerá das características do problema.
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3.2.5.2 Algoritmo A*

Este tipo de busca informada (ou busca de melhor escolha) chamada de "busca A

estrela"faz uso de duas componentes na função de custo, a saber:

f(n)= g(n) + h(n) (3.3)

onde g(n) diz respeito a um custo do caminho entre o nó atual e o nó objetivo, e h(n) é

um custo estimado do caminho de menor custo do nó atual até o nó objetivo. Assim f(n)

é o custo estimado da solução com menor custo partindo do nó atual.

Teoricamente, g(n) é o custo "real" para se caminhar de um nó em direção outro.

Dessa forma, basta a determinação de uma função heurística admissível para que a busca

se torne completa e ótima. Entretanto, nem sempre isso é simples e nesses casos não se

consegue garantir esses requisitos, porém, sempre que possível, deve-se buscar a garantia

destas condições.

A primeira condição para se garantir a otimalidade do algoritmo é obter-se uma heu-

rística h(n) que seja admissível. Uma heurística admissível nunca supera o custo real

para se atingir um dado objetivo, ou seja, g(n)+h(n) não deve superestimar o verdadeiro

custo de uma solução ao longo do caminho atual. Em geral, as heurísticas admissíveis são

otimistas por natureza visto que pressupõem que o custo para se atingir uma dada condi-

ção pode ser menor do que de fato é. O exemplo anteriormente apresentado, representa

uma condição em que a heurística é admissível. Isso se explica porque a menor distância

entre dois pontos é uma reta, dessa forma, essa não irá exceder qualquer outra distância,

no caso, a distância real entre as cidades. As Figuras 3.26 e 3.27 apresentam a evolução

do algoritmo A* para a busca de um menor caminho entre Arad e Bucareste. Para este

exemplo, o valor da função g(n) é dado pelos valores de distâncias entre as cidades apre-

sentados pela Figura 3.4. Já os valores da função heurística são obtidos através Tabela

3.3.
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Figura 3.26: Etapas a) até c) da busca através do algoritmo A* [60].

Figura 3.27: Etapas d) até f) da busca através do algoritmo A*, chegando-se ao objetivo

(Bucareste) [60].

Deseja-se que a busca A* seja completa, ótima e e�ciente. O grande desa�o está no

fato de que, na maioria dos problemas, o número de estados do espaço de busca cresce
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exponencialmente . Dessa forma, a complexidade da busca A* é exponencial no erro má-

ximo absoluto, ou seja, O(b∆) [60]. Onde ∆ = h ∗ −h, sendo h∗ o custo real partindo-se

da raiz. A complexidade desse algoritmo, por vezes, gera uma situação impraticável e em

alguns casos torna inviável a busca por uma solução ótima. Existem variantes do A* que

encontram rapidamente soluções subótimas, de forma que as heurísticas desenvolvidas se-

jam precisas, mas não necessariamente admissíveis [60]. De qualquer modo, dependendo

do problema e da heurística desenvolvida, A* pode alcançar alguma economia, se compa-

rada à busca não-informada. Por �m, um ponto nevrálgico do algoritmo é o elevado uso

de memória, principalmente nas buscas em grafos [60]. Por conseguinte, ocasionalmente,

é necessária a utilização de artifícios que minimizem o problema da memória, como por

exemplo, a limitação do número de elementos armazenados na �la de prioridades.

Por �m, no caso da busca em grafos, existe a necessidade da garantia da consistência

de h(n). Uma heurística é consistente se, para cada nó n e para todo o seu sucessor n′, o

custo estimado para alcançar o objetivo de n não exceder o custo do passo de se chegar a

n′ somado ao custo estimado de alcançar o objetivo de n′. Para maiores detalhes sugere-se

consultar [60, 57].

3.3 Poda e Relações de Dominância

As regras de poda em algoritmos B&B são muito importantes pois possibilitam a

exclusão de regiões do espaço de busca, reduzindo assim o "tamanho" do problema.

Existem inúmeras maneiras de se podar as soluções e assim limitar o espaço de busca.

Aqui duas formas serão destacadas: a avaliação dos limites inferiores da função objetivo

e as relações de dominância.

De acordo com [57], a maneira mais comum de se podar algum problema é se produzir,

em cada subproblema expandido, um limite inferior para a função objetivo. Dessa forma,

os subproblemas que apresentarem valores de sua função inferiores a esse limite serão

podados. Há vários caminhos para se produzir esses limites inferiores, em problemas

de programação inteira que podem ser obtidos, por exemplo, através das restrições de

desigualdade presentes na formulação do problema.

Já as relações de dominância permitem a poda de um subproblema, caso o mesmo

seja "dominado" por um outro subproblema. De maneira simpli�cada, uma relação de

dominância é aquela que permite, devido a algumas propriedades, que um dado conjunto

de subproblemas possa ser descartado no processo de busca por uma ou várias soluções.
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Para um aprofundamento desse conceito, sugere-se a leitura do trabalho desenvolvido por

Jouglet e Carlier [39].

3.4 Branch and Bound e Criticalidades: um exemplo

simpli�cado.

Até aqui, o algoritmo B&B foi abordado através de exemplos genéricos e sem nenhuma

relação com o problema de determinação das criticalidades de uma rede elétrica. Sendo

assim, para �nalizar este capítulo, será apresentado um exemplo utilizando-se uma das

técnicas de busca listadas anteriormente para a determinação das tuplas críticas de medi-

das uma rede. Este exemplo pode ser facilmente estendido para a determinação de tuplas

críticas de UMs. Por hora, os conceitos matemáticos não serão abordados, de forma que

o exemplo será uma introdução a alguns conceitos posteriormente de�nidos.

Seja a Figura 3.28, que diz respeito a uma rede elétrica com três barramentos e

quatro medidas. Estas são representadas através de um vetor binário com a seguinte

ordem: (P1-2,P2, P1-3,P3). A primeira e a terceira medidas são de �uxo de potência,

e a segunda e quarta de injeção de potência. Na estrutura desenvolvida, a condição de

total disponibilidade das medidas na rede é indicada por intermédio de um vetor formado,

apenas, por elementos nulos. Caso uma ou mais medidas se tornem indisponíveis, isso

acarretará na inserção do valor um na posição referente a esses elementos.

Figura 3.28: Rede elétrica com 3 barras e 4 medidas.
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Para a rede em estudo, a busca em profundidade será utilizada para exempli�car o

processo de busca. Conforme discutido, a busca em profundidade utiliza-se de uma es-

trutura de dados baseada no conceito de pilha. No presente caso, essa pilha é chamada

de LSA (Lista de Soluções Ativas) e armazenará os nós a serem expandidos. Já as so-

luções ótimas do problema, que são as tuplas críticas de diferentes cardinalidades, são

armazenadas em uma pilha ou �la chamada, aqui, de LSO (Lista de Soluções Ótimas).

O objetivo do exemplo é determinar as tuplas críticas de medidas, até as criticalidades

de cardinalidade 3. A Figura 3.29 representa o início do processo, em que o nó raiz é

inserido na árvore e, consequentemente, na LSA.

Figura 3.29: Passo 1 do algoritmo Branch and Bound.

Como o sistema na Figura 3.28 é observável, o nó pode ser expandido. A Figura 3.30

ilustra esta etapa. O nó, no topo, é removido da LSA e em seu lugar são inseridos os

nós �lhos (tuplas �lhas). A geração dos �lhos ocorre através da inserção do valor um na

posição relativa à medida indisponível.
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Figura 3.30: Passo 2 do algoritmo Branch and Bound.

Pela análise de observabilidade, as tuplas geradas não são críticas. Sendo assim, estas

são inseridas na LSA para serem expandidas posteriormente. Remove-se novamente o

topo da pilha, o que representa a retirada da medida P1−2, como se vê na Figura 3.31.

Esta tupla é expandida e suas �lhas são geradas e testadas. Novamente, não há tuplas

críticas, sendo assim, inseridas na pilha.

Figura 3.31: Passo 3 do algoritmo Branch and Bound.

Remove-se o topo da pilha (Figura 3.32) e esta tupla gera duas �lhas, as quais são

críticas. Essas não são inseridas no topo da pilha, em contrapartida, são inseridas na

LSO, pois são soluções ótimas do problema.
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Figura 3.32: Passo 4 do algoritmo Branch and Bound.

A etapa seguinte (Figura 3.33), representa a remoção do topo da pilha da tupla

representativa das medidas P1− 2 e P1− 3. Esta irá resultar em apenas uma tupla �lha,

a qual é crítica. Após esta etapa, há um salto de alguns testes entre as Figuras 3.33 e

3.34. Como a criticalidade máxima a ser obtida é de cardinalidade 3, o processo não se

estende além desse limite.
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Figura 3.33: Passo 5 do algoritmo Branch and Bound.

Figura 3.34: Passo 6 do algoritmo Branch and Bound.

Na Figura 3.35, o nó que se encontra no topo da pilha na Figura 3.34 é expandido e

gera dois �lhos, sendo esses livres de criticalidades.



3.4 Branch and Bound e Criticalidades: um exemplo simpli�cado. 56

Figura 3.35: Passo 7 do algoritmo Branch and Bound.

O processo de rami�cação prossegue até que se atinja a situação representada pela

Figura 3.36. Nesta condição, a rami�cação resulta em uma tupla crítica, ou seja, a

remoção conjunta das medidas P2, P1− 3 e P3 provoca inobservabilidade. Neste caso, a

tupla é inserida na lista de soluções ótimas LSO, não sendo rami�cada.
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Figura 3.36: Passo 8 do algoritmo Branch and Bound.

O processo continua conforme ilustrado nas Figuras 3.37 a 3.40. Nesta última �gura,

o processo termina, visto que a LSA se encontra vazia, ou seja, não há mais nós a serem

explorados.

Figura 3.37: Passo 9 do algoritmo Branch and Bound.
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Figura 3.38: Passo 10 do algoritmo Branch and Bound.

Figura 3.39: Passo 11 do algoritmo Branch and Bound.
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Figura 3.40: Passo 12 do algoritmo Branch and Bound.

Ao �m do processo as soluções ótimas se encontram na lista LSO, a saber:

� (P1− 2, P2, P3)

� (P1− 3, P2, P3)

� (P1− 2, P1− 3, P2)

� (P1− 2, P1− 3, P3)



Capítulo 4

Metodologia Proposta

4.1 Introdução

O problema para determinação das criticalidades de sistemas de medição em uma

rede elétrica é bastante complexo. Dada a sua característica combinatória, resulta em

um elevado esforço computacional, tornando-se intratável dependendo do tamanho do es-

paço de busca. Conforme discutido no Capítulo 2, poucos trabalhos se empenharam na

exploração de técnicas para a obtenção de criticalidades com cardinalidades superiores à

três, a que se tornou inicialmente a razão de ser da presente pesquisa. Conhecer as tuplas

de cardinalidades superiores fornece informações importantes quanto à robustez e quali-

dade do sistema de medição, permitindo analisar, em termos quantitativos e qualitativos,

diferentes graus de observabilidade da rede [9, ?].

O trabalho desenvolvido em [5] apresentou pela primeira vez a aplicação do conceito

do algoritmo Branch and Bound para a identi�cação de criticalidades, para medidas, uni-

dades de medição e ramos. Entretanto, a aplicação do algoritmo B&B foi pouco explorada,

uma vez que o foco principal foi formular o processo de identi�cação de criticalidades como

um problema de otimização inteira. Nesta Dissertação busca-se a exploração do algoritmo

B&B para a identi�cação de criticalidades, tendo como alvo especí�co a identi�cação de

tuplas críticas de UMs, uma vez que a indisponibilidade de UMs pode ser considerada

como o evento mais provável e dominante no que diz respeito à observabilidade.

As metodologias desenvolvidas aqui propostas utilizam buscas não-informadas e infor-

madas, com o objetivo de ganho de desempenho, por meio de modi�cações dos algoritmos

clássicos. Por �m, há uma ênfase na exploração da �exibilidade da técnica de B&B para

tratar diferentes nuances que o problema de identi�cação de criticalidades pode apresen-
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tar, em função do interesse de ordem prática em aplicações especí�cas.

A seguir, será apresentada a formulação do algoritmo B&B para identi�cação de

criticalidades, bem como as estratégias exploradas neste trabalho.

4.2 Branch and Bound: Formulação Geral para Identi-

�cação de Criticalidades

No capítulo anterior foi estabelecida a formulação do algoritmo Branch and Bound

de uma maneira mais genérica, conforme desenvolvido nos trabalhos de Balas [11] e de

Mitten [51]. A seguir, os aspectos principais do algoritmo serão revistos e sua utilização

estabelecida no contexto da identi�cação de criticalidades.

Conforme consta no Capítulo 4, o algoritmo B&B executa uma enumeração implícita

das soluções dentro de um espaço de busca, realizando o descarte das regiões onde há

a certeza de que não existem soluções ótimas, com grande vantagem se comparado a

um algoritmo de força bruta (busca exaustiva). O algoritmo se baseia em duas etapas:

Branching(rami�cação) e Bounding(limitação pela função objetivo).

Para a determinação de criticalidades, o algoritmo adota uma função objetivo, um

procedimento de rami�cação e �xa uma limitação para a função objetivo adotada.

A primeira componente do processo de otimização utilizando o algoritmo B&B é

a etapa de rami�cação. Antes de se estabelecer o algoritmo, é fundamental caracte-

rizar o espaço de busca do problema. Sendo assim, de acordo com [5], seja S(tu) =

{z(tv)|tv ≥ tu}. Os vetores tv e tu se relacionam de tal forma que z(tv) é uma

super-tupla de z(tu). Dessa forma, as tuplas z(tv) em S(tu) possuem, ao menos, to-

das a medidas presentes em z(tu). Caso z(tv) fosse uma sub-tupla de z(tu) a rela-

ção se tornaria S(tu) = {z(tv)|tv ≤ tu}. Para ilustrar essa situação, considere o ve-

tor binário tu = (0,0,0,1), sendo z(tu) = P3 e onde o conjunto de medidas é Ωz =

{P1−2, P1−3, P2, P3}, correspondente àquele apresentado na Figura 3.28 para uma rede de

3 barras. O conjunto S(tu) para este caso está representado na Figura 4.1, sendo tam-

bém apresentados os vetores para os quais tw ≥ tu, estes inseridos no primeiro círculo

da esquerda. Os demais círculos representam outros exemplos onde esta propriedade é

veri�cada, após a rami�cação do vetor tu. É importante salientar que o valor 1, em uma

dada posição do vetor binário, indica que a medida faz parte da tupla e o valor 0 o oposto.

Isto signi�ca que as medidas referentes às posições iguais a 1 serão simultaneamente remo-

vidas da rede, ocorrendo posterior teste de observabilidade. Na Figura 4.1 é apresentado
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um processo de rami�cação genérico, onde nota-se a possibilidade de repetição de super-

tuplas, em rami�cações posteriores, o que não é interessante. De modo a contornar esta

situação, utiliza-se uma estratégia de rami�cação tal que não sejam geradas tuplas repe-

tidas e assim não ocorram análises redundantes. Tal estratégia será apresentada nesta

seção.

Figura 4.1: Exemplo do conceito de super-tuplas e de rami�cação.[5]

Conforme apresentado no Capítulo 2, existem diversas propriedades que envolvem
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medidas e unidades de medição críticas (ou k-tuplas críticas). Dessa maneira, em [5] foi

proposta uma formulação do problema combinatório de determinação das Ck-tuplas, que

se baseia na de otimização inteira multi-objetivo, cujas soluções ótimas correspondem às

tuplas desejadas. O presente trabalho se baseia em tal formulação, a qual será descrita

a seguir no contexto de criticalidades de medidas, sem perda de generalidade para a

aplicação à identi�cação de criticalidades de unidades de medição, que é o foco deste

trabalho.

Seja um sistema de medição que possui m medidas (ou unidades de medição), estando

essas contidas em um conjunto Ωz = {z1, · · · , zm}. Se z(tu) é uma tupla de medidas do

plano de medição em questão, pode-se representá-la da seguinte maneira:

tui =

{
1, zi ∈ z(tu)

0, zi /∈ z(tu)
(4.1)

onde tu é um vetor (m × 1), tui é o elemento i do mesmo, e zi é a i-ésima medida do

conjunto de medições Ωz, sendo que i varia entre 1 e m.

A Equação 4.1 indica que uma posição do vetor tu será 1 no caso de a medida (ou

unidade de medição) ter sido removida do plano de medição, e 0 caso contrário. Essas

remoções fazem parte do teste para a veri�cação das Ck-tuplas presentes na rede. As

medidas que se encontram na tupla z(tu) são indicadas por elementos unitários do vetor

tu, de forma que a cardinalidade da tupla será, portanto, igual à quantidade desses valores

presentes nela. Sendo assim, de acordo com [5], as medidas que fazem parte de uma tupla

binária z(tv) podem, da mesma forma, ser construídas através da Equação 4.1. Além

disso, a relação tv < tu indica que tvi ≤ tui, i = 1, · · · ,m e tvj < tuj para ao menos

um elemento de tv. Em outras palavras, se uma tupla z(tv) é sub-tupla de z(tu), logo

tv < tu. Em contrapartida, caso z(tv) seja uma super-tupla de z(tu), tem-se, tv ≥ tu.

De acordo com as propriedades das tuplas críticas, apresentadas no Capítulo 2, uma

dada tupla é considerada crítica quando as medidas que a compõem, se removidas simul-

taneamente do plano de medição, acarretam a inobservabilidade da rede e, além disso, tal

tupla não pode conter uma tupla crítica de cardinalidade inferior. Dessa maneira, uma

tupla é crítica quando a matriz resultante das linhas e colunas da matriz de covariância

dos resíduos E (relacionadas às medidas de uma Ck-tupla) for singular. Uma outra ma-

neira de se concluir isso é através da análise do posto da matriz de ganho G. Nesse caso,

a construção se dá através das equações apresentadas no Capítulo 2, que leva em consi-

deração as medidas disponíveis na rede. Nas formulações subsequentes, a matriz E será
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utilizada como referência, porém em todos os equacionamentos esta pode ser substituída

pela matriz G.

De acordo com [5], uma tupla z(tu) crítica apresentará as seguintes propriedades:

det(Etu) = 0 (4.2)

nu(tu) =
m∑
i=1

(tui) = k (4.3)

det(Etv) > 0,∀ tv < tu (4.4)

onde nu(tu) representa o número de elementos unitários do vetor tu; a matriz Etu(k×k)

é a matriz formada pelas linhas e colunas da matriz E referentes às medidas da k-tupla e

Etv é a matriz associada às sub-tuplas z(tv).

Para se ilustrar essa condição, a qual indica que uma tupla deve ser classi�cada como

crítica, é importante retornar-se à Figura 3.28, que representa um sistema de 3 barras e

4 medidas, presentes em um conjunto Ω = {P1−2,P1−3,P2,P3}.

Através da análise da rede e da avaliação de observabilidade pode-se concluir que

z(tu) = (P1−2,P2,P3) é uma tupla crítica. Para se garantir isso, de acordo com as

condições expressas anteriormente, nenhuma sub-tupla tv em tu pode acarretar uma

inobservabilidade, se removida da rede. A tupla "candidata"pode ser expressa pelo vetor

binário tu = {1,0,1,1}. A Tabela 4.1 apresenta essas sub-tuplas de tu, podendo-se por

inspeção veri�car que a remoção delas não torna a rede inobservável, caracterizando assim

tu de fato como uma tripla crítica.

Tabela 4.1: Sub-tuplas de tu = {1, 0, 1, 1}
i tvi< tu z(tvi)

1 (0,0,1,1) (P2,P3)

2 (1,0,0,1) (P1-2,P3)

3 (1,0,1,0) (P1-2,P2)

4 (0,0,0,1) (P3)

5 (0,0,1,0) (P2)

6 (1,0,0,0) (P1-2)

7 (0,0,0,0) Ø
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De acordo com a formulação adotada, em [5], se z(tu) é uma tupla de medidas repre-

sentada pelo vetor binário tu, caracteriza-se o seguinte problema de otimização:

Minimizar fobj(tu) = |det(Etu)|

s.a

|det(Etv)| > 0

tui ∈ (0, 1), i = 1, · · · ,m

tvi ∈ (0, 1), i = 1, · · · ,m

(4.5)

Pode-se notar que o menor valor do |det(Etu)| é zero. Dessa maneira, se o conjunto de

medidas (ou unidades de medição) z(tu), quando removido do plano de medição, atender

às equações 4.2 a 4.4, então a função-objetivo está em seu valor mínimo e tu é uma solução

ótima do problema.

Observando-se a Figura 4.1, é relevante discutir o processo de divisão do espaço de

busca do problema. Seja S(tu0) o espaço de busca completo do problema. Considerando o

conjunto de vetores tu ∈ τ = {tu|tu ≥ tu0}, pode-se concluir que as tuplas indicadas por
esses vetores fazem parte do conjunto S(tu0). De acordo com a formulação já estabelecida,

pode-se notar que para tu0 = (0, · · · ,0) (solução inicial ou nó raiz), o conjunto S(tu0)

diz respeito à combinação de todas as medidas presentes em Ωz. Por outro lado, se tu0 6=
(0, · · · , 0), então as tuplas críticas, caso existam, possuirão em sua formação elementos

presentes em z(tu0).

O processo de divisão do espaço de busca se dá a partir do vetor tu0, o qual é dividido

em vetores tu1, tu2, tu3, · · · , tuk. Estes são formados tomando-se, um por vez, valores

iguais a 1 para cada um dos elementos nulos do vetor tu0. Esta divisão é uma regra de

rami�cação, de acordo com [11]. Isto indicado, conforme [5], pela condição
⋃k

i=1 τ
′
i =

τ − tu0 onde τ = {tw|tw ≥ tu0} e τ ′i = {tw|tw ≥ tu′i} , i = 1, · · · , k. O processo de

rami�cação está descrito no Algoritmo 1 apresentado a seguir, este representando uma

estratégia de rami�cação simpli�cada. A estratégia empregada pode ser considerada como

um tipo de mecanismo de poda do espaço de busca, conforme apresentado no Capítulo

3. Esta estratégia busca privilegiar algumas tuplas em relação a outras, de forma a não

se correr o risco de obtenção de tuplas redundantes. Desta maneira, esta estratégia pode

ser considerada como um mecanismo que rami�ca as tuplas levando em consideração,

indiretamente, uma condição de dominância.
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Algoritmo 1: Estratégia de rami�cação
Result: LSP atualizada

inicializar pos=tamanho tupla e k=cardinalidade;

if k<cardmax then

while (tv[pos]==0) do

tv[pos]=1;

LSP ← tv ;

tv[pos]=0;

if pos==0 then
sai do laço;

else
pos=pos-1;

end

end

end

retorna LSP;

Seja o conjunto S(tu), que apresenta algumas propriedades, de acordo com [5]:

1. A tupla de medidas com menor cardinalidade, em S(tu), é a tupla tu.

2. A tupla, em S(tu), com maior cardinalidade é a tupla z(1), onde z(1)(m× 1) é o

vetor no qual todos os elementos são iguais a 1.

De acordo com [5], as propriedades 1 e 2 ocorrem pois as tuplas z(tv) em S(tu) são

todas super-tuplas de z(tu). A propriedades 3 e 4 surgem como consequência das

anteriores:

3. Se z(tu) é uma tupla cuja ausência do plano de medições torna a rede não-observável,

dessa forma, cada uma das tuplas em S(tu), quando removidas do plano de medição,

também levarão a rede à não observabilidade.

4. Se τ = {tu|tu ≥ tu0} representa o conjunto de tuplas presentes em S(tu0), então

o valor máximo da função objetivo em τ é igual a fobjmax(tu0). Em contrapartida,

o valor mínimo da função em τ corresponde a fobjmin = 0.

Considerando as propriedades de 1 a 4, a operação de limitação do problema (boun-

ding) diz respeito ao cálculo do valor da função objetivo fobj(tu0) = |det(Etu0)|, de forma

que o limite inferior Lb(tu0) e o superior Ub(tu0) são expressos da seguinte maneira:
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Ub(tu0) = |det(Etu0)| (4.6)

Lb(tu0) = 0 (4.7)

Baseando-se nas equações 4.6 e 4.7, pode-se concluir que quando Ub(tu0) > Lb(tu0),

a tupla em análise pode ser rami�cada, pois não é crítica. Por outro lado, caso Ub(tu0) =

Lb(tu0), a tupla em análise é uma Ck-tupla ou contém alguma sub-tupla que seja crítica.

Com isto em mente, pode-se construir um algoritmo geral para o processo de determinação

das tuplas críticas, como se mostra a seguir no Algoritmo 2.

O algoritmo se inicia com a tupla raiz caracterizada por um vetor nulo. Essa tupla é

inserida na LSP (lista de subproblemas), o limite inferior é de�nido como zero e o limite

superior como in�nito. O processo de determinação das criticalidades ocorre enquanto

a LSP possuir elementos. Neste caso, remove-se o próximo elemento da lista, de�ne-

se o limite inferior como 0 e testa-se se a tupla removida apresenta uma cardinalidade

inferior à máxima estabelecida pelo problema ou usuário. Em caso a�rmativo, deve-se

apenas veri�car se a tupla em análise é a tupla raiz ou não. Se for a tupla raiz, essa é

rami�cada e as tuplas �lhas inseridas na LSP. Por outro lado, caso não seja a tupla raiz,

determina-se o valor do limite superior da tupla em análise. Caso este seja maior que o

limite inferior, a tupla em análise é rami�cada (Algoritmo 1) e os �lhos inseridos na LSP.

Caso os limites superior e inferior sejam iguais e a tupla em análise não contiver nenhuma

sub-tupla crítica, o algoritmo classi�ca a tupla como crítica e a insere na lista LSO (lista

de soluções ótimas). Como resultado tem-se o conjunto de tuplas críticas de cardinalidade

até kmax formadas para um dado sistema de medição.
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Algoritmo 2: Enumeração das Ck-tuplas através da técnica de Branch and

Bound
Result: Lista de Soluções Ótimas (LSO)

inicializar tu0 = 0;

LSP ← tu0;

Lb(tu0) = 0;

Ub(tu0) = +∞;

while (LSP 6= vazia) do

remove tu′ de LSP;

Lb(tu′) = 0;

if (nu(tu′) < kmax) then

if tu′ 6= tu0 then

Ub(tu′) = |det(Etu′)|;
if (Ub(tu′) > Lb((tu′))) then

Rami�ca(tu′)

else

if (Ub(tu′) = Lb((tu′)) e tu′ atende restrições) then
LSO← tu′

end

end

else
Rami�ca(tu0)

end

end

end

retorna LSO;

Um exemplo de aplicação do algoritmo acima, para o problema de determinação de

tuplas críticas de medidas, foi apresentado ao �nal do Capítulo 3, quando o objetivo

foi exempli�car o processo de rami�cação e avaliação dos limites de forma intuitiva,sem

formulações matemáticas. O mesmo processo pode agora ser entendido matematicamente

pelas equações e pelos algoritmos aqui ilustrados fazendo com que se entenda o caminho

para se chegar às soluções.

Alguns pontos importantes devem ser discutidos para se concluir esta seção. O valor

de kmax, comentado anteriormente, é dado pela expressão kmax = Num de Medidas −
Num de V ariaveis de Estado + 1. Este valor indica um limitante superior e pode ser

utilizado quando se está explorando as criticalidades de medidas, para o caso de UMs
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esse valor é decidido pelo usuário. De uma maneira geral, o algoritmo estabelecido ante-

riormente irá enumerar
∑kmax

i=0

(
m
i

)
soluções, com a complexidade limitada por O(mKmax).

Como o processo trabalha com um descarte de alguns subproblemas, pode-se esperar que

a complexidade média tenha uma tendência de ser menor que a complexidade de pior

caso. Para o cálculo da função objetivo pode-se fazer uso da relação:

Etu = Itu −HtuG−1Ht
tu (4.8)

onde, de acordo com [5], Htu(k× n) é a matriz Jacobiano referente à k-tupla de medidas

z(tu), I(k×k) é a matriz identidade e G(n×n) é a matriz de ganho original do problema.

Necessita-se calcular a inversa da matriz de ganho apenas uma vez e , sendo assim, o

processo se torna menos custoso. Um ponto importante, a ser explorado, é a possibilidade

de se �exibilizar o algoritmo e utilizá-lo para a identi�cação de tuplas críticas associadas

a um certo conjunto de medidas (ou unidades de medição), o que também será discutido

adiante.

4.2.1 Branch and Bound e Criticalidades de Unidades de Medição

Tomando-se como base as propriedades das Ck-UMs apresentadas no Capítulo 2,

podem-se estender os conceitos e os algoritmos da seção anterior para a identi�cação de

tuplas críticas de UMs. Dessa maneira, para que uma tupla de unidades de medição seja

crítica, a matriz Ctu formada pelas linhas e colunas da matriz E, referentes às medidas

presentes em tal k-tupla, deve atender as seguintes condições:

� Ctu deve ser uma matriz singular, ou seja, seu determinante deve ser nulo;

� Nenhuma sub-tupla de UMs de uma dada Ck-UM, deve ser crítica;

A formulação do problema de otimização se assemelha àquela inicialmente apresen-

tada quando se considerava as criticalidades de medidas. As principais diferenças dizem

respeito à de�nição da função objetivo e na concepção das tuplas. A formulação neste

caso é apresentada na Equação 4.9:
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Minimizar fobj(tu) = |det(Ctu)|

s.a

|det(Ctv)| > 0

tui ∈ (0, 1), i = 1, · · · ,m

tvi ∈ (0, 1), i = 1, · · · ,m

(4.9)

Deve-se ressaltar que a função objetivo a ser minimizada para a determinação de

criticalidades de UMs pode também ser expressa com base na matriz de Ganho G referente

às medidas presentes na rede após a remoção de uma dada tupla de UMs. No presente

trabalho, a função objetivo para os algoritmos de busca não-informada e informada será

o |det(G)|.

4.3 Rede Elétrica Representada por um Grafo

Considere a rede IEEE 14 barras ilustrada na Figura 4.2:

Figura 4.2: Rede IEEE 14 barras.

Pode-se representar esta rede elétrica através de um grafo não cíclico e desta forma
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determinar as distâncias mínimas entre os nós (ou barras) destas redes. Estas distâncias

são utilizadas para a construção de métricas para ordenação das tuplas em uma �la de

prioridades. Ademais, podem ser utilizadas para estabelecer uma região prioritária da

rede, a qual se deseja obter as criticalidades das UMs [6] observando-se que as tuplas

críticas de UMs, em geral, são formadas entre UMs topologicamente próximas. Sendo

assim, pode-se obter uma matriz de distâncias mínimas entre os nós da rede. Para a

obtenção dessa matriz utiliza-se o algoritmo de busca em largura em grafos, sendo este

adaptado para a determinação das distâncias mínimas.

O algoritmo abaixo desenvolve o procedimento para obtenção das distâncias mínimas

entre os nós de um grafo. O processo iterativo inicia-se com uma árvore vazia. Os dados

de entrada são um grafo contendo os pesos entre cada nó, além de um nó de referência.

Há um vetor parents e um vetor distances, que fornecem a distância do nó referência

(r) em relação a cada outro nó da árvore e, por �m, uma �la a qual indica os vértices da

árvore.

1. Seja s o primeiro vértice da �la;

2. remover s da �la;

3. Para cada vizinho v de s:

(a) Se a distância distance[v] não estiver de�nida:

i. Faça distance[v] = distance[s] + 1;

ii. Faça parents[v] = s;

iii. En�leire v.

Na primeira iteração r é o único vértice presente na árvore, distance[r] é 0 e a

�la contém apenas r. O algoritmo iterativo se encerra quando a �la estiver vazia. A

realização desse processo para cada vértice do grafo possibilita a formação de uma matriz

de distâncias mínimas, insumo principal para as estratégias que se utilizam do conceito

de distância entre os nós de um grafo.

4.4 Estratégias de Busca Não-Informada para a iden-

ti�cação de criticalidades de Unidades de Medição

A formas de busca mais tradicionais do algoritmo B&B são as chamadas buscas não-

informadas. Conforme discutido no Capítulo 3, existem três estratégias que estão dentre
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as mais conhecidas: a busca em profundidade, a busca em largura e a busca por apro-

fundamento iterativo. Na presente seção serão apresentados os algoritmos desenvolvidos

para essas buscas.

4.4.1 Busca em Profundidade

Tomando por base a formulação do problema estabelecida no presente capítulo, pode-

se dizer que a implementação desta busca é bastante simples. Para tal, utiliza-se uma

estrutura de dados do tipo pilha, conforme discutido no Capítulo 3. Esta se baseia no

conceito de LIFO (last in �rst out), ou seja, o último nó inserido na pilha será aquele

a ser primeiramente expandido (caso não corresponda a uma tupla crítica). Tal busca é

bastante sensível à ordenação das UMs, podendo se tornar mais custosa a obtenção de

uma solução para o problema de otimização.

O algoritmo a seguir ilustra a implementação desta busca para a obtenção de critica-

lidades de UMs.
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Algoritmo 3: Busca em Profundidade de Tuplas de Unidades de Medição Crí-

ticas.
Result: Lista de Soluções Ótimas (LSO)

inicializar tu0 = 0;

Topo da Pilha(LSP) ← tu0;

Lb(tu0) = 0;

Ub(tu0) = +∞;

while (LSP 6= vazia) do

remove tu′ do topo da pilha (LSP);

Lb(tu′) = 0;

if (nu(tu′) < kmax) then

if tu′ 6= tu0 then

Ub(tu′) = |det(Etu′)|;
if (Ub(tu′) == Lb((tu′))) then

Rami�ca(tu′)

else

if (Ub(tu′) > Lb((tu′)) e tu′ atende restrições) then
LSO← tu′

end

end

else
Rami�ca(tu0)

end

end

end

retorna LSO;

Importante destacar que o armazenamento das soluções "�lhas"da tupla rami�cada é

realizado na etapa de rami�cação, sendo tais �lhas armazenadas, uma a uma, no topo na

pilha, para posterior análise.

4.4.2 Busca em Largura

A busca em largura aqui implementada se baseia nos conceitos apresentados no Ca-

pítulo 3. Neste caso, utiliza-se uma estrutura de dados do tipo �la, apoiada no conceito

de FIFO (�rst in �rst out), ou seja, avalia-se primeiramente sempre os nós existentes a

mais tempo na estrutura, caso não haja nenhuma condição prioridade. Este tipo de busca
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não é afetado pela ordem em que as UMs estão dispostas na tupla, podendo, por outro

lado, apresentar um grande requisito de memória para o armazenamento dos nós, limi-

tando a busca por criticalidades de cardinalidades muito elevadas. O Algoritmo 4 ilustra

a implementação desta busca por criticalidades de UMs. Novamente, o armazenamento

das tuplas "�lhas"geradas por um nó, que não seja solução do problema, é realizado na

função Rami�ca. Nela cada tupla gerada é inserida no �m da �la de soluções ativas.

Algoritmo 4: Busca em Largura de Tuplas de Unidades de Medição Críticas.

Result: Lista de Soluções Ótimas (LSO)

inicializar tu0 = 0;

Fim da Fila(LSP) ← tu0;

Lb(tu0) = 0;

Ub(tu0) = +∞;

while (LSP 6= vazia) do

remove tu′ do início da �la (LSP);

Lb(tu′) = 0;

if (nu(tu′) < kmax) then

if tu′ 6= tu0 then

Ub(tu′) = |det(Etu′)|;
if (Ub(tu′) > Lb((tu′))) then

Rami�ca(tu′)

else

if (Ub(tu′) = Lb((tu′)) e tu′ atende restrições) then
LSO← tu′

end

end

else
Rami�ca(tu0)

end

end

end

retorna LSO;

4.4.3 Busca por Aprofundamento Iterativo

A busca por aprofundamento iterativo é uma das estratégias tradicionais de busca em

problemas modelados através de árvores. Conforme abordado no Capítulo 3, essa busca
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utiliza ambas as buscas em profundidade e em largura, sendo útil em situações em que

não se sabe o nível em que se encontram as soluções, de forma que se vai gradualmente

"descendo"pelos níveis da árvore.

Na busca por criticalidades, a busca por aprofundamento pode ser útil, teoricamente,

quando, por exemplo, a ordenação das UMs desfavoreça a busca em profundidade e as

criticalidades sejam de ordens elevadas. A vantagem desta busca está no fato de ser

completa e ótima, porém consumidora de uma quantidade bem menor de memória do que

a busca em largura. Entretanto, esta busca revisita nós, principalmente os de mais baixa

cardinalidade, o que acarreta em um desempenho inferior aos dois tipos anteriores.

O algoritmo a seguir ilustra o processo de busca com o nível atual sendo de�nido

como a variável "currentLevel" e o nível máximo como "level Max" , além de uma pilha

utilizada para armazenar as soluções ativas. A variável k diz respeito à cardinalidade da

tupla em análise e caso o valor da cardinalidade seja igual ao valor de "currentLevel"e

a tupla seja crítica, essa é armazenada na lista LSO. Caso contrário, o algoritmo gerará

tuplas "�lhas", através da função generateChildren(Tupla), e armazenará em LSP.

O processo de otimização ocorre enquanto o nível atual ("currentLevel") for inferior

ao nível máximo ("levelMax"). O Algoritmo 5 apresenta o processo descrito.
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Algoritmo 5: Busca por Aprofundamento Iterativo para a obtenção da Tuplas

Críticas de Unidades de Medição.

Result: Lista de Soluções Ótimas (LSO)

inicializar levelMax = kmax;

currentLevel = 0;

k = 0;

while (currentLevel <= levelMax) do

tu0 = 0;

Topo da Pilha(LSP) ← tu0;

Lb(tu0) = 0;

while (LSP 6= vazio) do

Tupla= LSP.topo();

LSP.pop();

k= avaliaCardinalidade(Tupla);

if (k == currentLevel) then

if (Ub(Tupla)==1) then

LSO← Tupla;

end

end

if Ub(Tupla)==0 e k 6= currentLevel then

generateChildren(Tupla);

end

end

currentLevel= currentLevel+1;

end

retorna LSO;

4.5 Estratégias de Busca Informada para a Identi�ca-

ção de criticalidades de Unidades de Medição

As estratégias de busca realizam um processo de rami�cação e de pesquisa de acordo

com uma sequência de�nida pela estrutura de dados utilizada. Este tipo de busca pode

não ser e�ciente pois, por vezes, a obtenção de soluções ótimas pode consumir muito tempo

já que não há informações para direcioná-la. As buscas informadas ganham destaque pois

possuem alguma métrica (heurística ou não) para percorrer o espaço de busca em direção
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às soluções ótimas. No caso do problema de determinação de criticalidades de um sistema

de medição, essas estratégias são úteis pois realizam uma busca inteligente pelas soluções

ótimas (tuplas críticas). Isto posto, quando o problema for computacionalmente custoso

e o tempo para a obtenção de todas as tuplas críticas grande, pode-se obter uma solução

sub-ótima através da limitação do número de visitas. Neste caso, a busca informada pode

direcionar o problema para uma maior quantidade de soluções ótimas.

4.5.1 Ordenação pelo Determinante da Matriz de Ganho

A matriz de Ganho G, conforme abordado no Capítulo 2, pode ser utilizada na

averiguação da observabilidade de uma rede elétrica. Caso o determinante de G seja nulo

há uma indicação de que a rede é não observável. Partindo-se desse pressuposto, pode-se

alterar a estratégia de busca baseando-a em algum valor que indique um "caminho"para

a inobservabilidade.

A matriz de Ganho possui em sua formação informações que indicam relações estru-

turais entre o estado e as medidas da rede. A referência [5] estabeleceu um coe�ciente de

informação relativa dado por:

CIR = ln(
det(Gu)

det(G)
) (4.10)

onde Gu é a matriz de Ganho resultante de um sistema de medição degradado (após a

remoção de medidas), e a matriz G é a matriz de Ganho completa, ou seja, de um sistema

com todas as medidas presentes.

A Equação 4.10 tem o objetivo de representar a informação relativa entre o plano

de medição em análise (degradado) e o plano de medição completo. Desta forma, a

razão entre os determinantes irá variar entre 0 e 1, sendo o valor nulo para sistemas

não-observáveis e 1 para sistemas observáveis.

Usando o CIR constrói-se uma estratégia que ordena as tuplas. Os nós gerados são

ordenados, em uma �la de prioridades, e aqueles que possuem o valor do coe�ciente mais

próximo de zero são tuplas de UMs que, caso removidas do plano de medição, estão

próximas de levar a rede à inobservabilidade. A equação a seguir é uma derivação da

Equação 4.10, onde a prioridade é calculada apenas pela razão entre os determinantes,

visto que poderiam ocorrer problemas devido à possibilidade de logaritmos de valores

próximos de zero ou nulos.
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Prioridade =
|det(Gu)|
|det(G)|

(4.11)

Nesta estratégia, tuplas críticas (prioridade nula) não são armazenadas na �la visto

que já são solução do problema de otimização. O Algoritmo 6 ilustra o procedimento geral

para a implementação da técnica de Branch and Bound através de �la de prioridades,

levando em consideração a razão entre os determinantes das matrizes de ganho. Este

baseia-se no conceito de busca gulosa de melhor escolha, apresentado no Capítulo 3. O

processo se encerra quando a �la de prioridades estiver vazia. O cerne da implementação

se encontra na função "generateChildren1"a seguir.

Algoritmo 6: Algoritmo base para a busca através de �la de prioridades orde-

nadas pela razão entre determinantes.

Result: Lista de Soluções Ótimas (LSO)

inicializar kmax = cardinalidade maxima;

Tupla=vetor vazio;

priority = 0;

fronteira.insert(Tupla,priority);

while (fronteira 6= vazio) do

Tupla= fronteira.topo();

fronteira.pop();

generateChildren1(Tupla);

end

retorna LSO;

A função "GenerateChildren1" avalia se a tupla a ser expandida possui cardinali-

dade inferior a um valor máximo previamente determinado. Caso a�rmativo, inicia-se

o processo de geração e avaliação de tuplas �lhas. Este segue o mesmo fundamento do

algoritmo de rami�cação apresentado no início do presente capítulo. Enquanto não for

encontrado um elemento nulo, rami�ca-se a tupla e, em seguida, testa-se a razão entre

os determinantes ( função avaliaDet). Caso o valor absoluto seja superior a zero, em

respeito à uma tolerância, a mesma é inserida na �la de prioridades (fronteira). Caso con-

trário, deve-se testar a existência de alguma sub-tupla crítica inserida na tupla em análise

( função avaliasubtuplas()) para seu posterior armazenamento. Ao �nal do processo as

tuplas críticas se encontram em LSO.
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Algoritmo 7: GenerateChildren1 é o algoritmo para a geração de "�lhos"de

uma tupla e para a determinação das tuplas críticas.
Result: fronteira e LSO atualizadas

inicializar k = cardinalidade da Tupla;

pos = 0;

if (k<kmax) then

pos= tamanhoTupla -1;

while (Tupla[pos]==0) do

Tupla[pos]=1;

testaDet= avaliaDet(Tupla);

if (abs(testaDet) > tol) then

fronteira.insert(Tupla,testaDet);

else

test=0;

test= test + avaliasubtuplas(Tupla) ;

if test==0 then

LSO ← Tupla;

end

end

if Tupla[pos] == 1 then

Tupla[pos] = 0;

end

if pos==0 then

sai do laço;

else

pos=pos-1;

end

end

end

retorna LSO;

4.5.2 Busca do tipo A*

No algoritmo que segue os nós a serem explorados são ordenados através de uma

função de custo, sendo esta composta por duas parcelas: uma heurística e outra não. Tal

algoritmo não corresponde a uma busca A*, visto que não se pode garantir que a heurística
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utilizada nunca irá superar a parcela não-heurística, conforme discutido no Capítulo 3.

O conceito de distância mínima entre dois nós (vértices) de um grafo foi utilizado para

a computação das funções heurísticas. De acordo [6], a análise de criticalidades, assim

como o problema de EE, também é um problema de natureza local, tendendo a envolver

barras que estejam próximas entre si.

Aqui, a estratégia baseia-se em uma �la de prioridades chamada fronteira contendo

as tuplas a serem expandidas. Sendo assim, de�ne-se o custo para a expansão da tupla

por:

custo = g + h (4.12)

onde g é o custo referente à cardinalidade da tupla e h é o custo heurístico, baseado na

distância.

A Equação 4.12 apresenta a expressão que guia a busca. A primeira parcela g cor-

responde a um custo de expansão para níveis mais profundos. Neste caso, para tornar

a busca puramente heurística, basta �xar esta parcela. Já a parcela heurística h visa

expressar o quão próximas, topologicamente, estão as UMs contidas em tupla candidata

à solução. Isto posto, duas heurísticas foram estabelecidas:

� Distância Média entre os elementos de uma tupla: calculada através da

média das distâncias entre as UMs contidas na tupla candidata.

� Desvio padrão adicionado à média das distâncias: calculado a partir do

conhecimento da média e das distâncias entre os elementos de uma tupla candidata.

Na Figura 4.3, observa-se que a rami�cação é realizada levando-se em consideração o

custo total de expansão para o próximo nó, com cada um dos candidatos ordenados em

uma �la de prioridades. Tuplas com menores custos são as primeiras a serem exploradas.
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Figura 4.3: Processo de rami�cação da busca do tipo A* aplicada à determinação de

criticalidades.

O algoritmo para esta busca é o mesmo apresentado naquela que usa o determi-

nante da matriz de ganho. As diferenças se encontram nas funções "GenChildren2"e

"ProcessNode". A primeira apresenta o cálculo do custo de exploração de cada nó e

posterior alocação na �la de prioridades. Já a segunda avalia a tupla no topo da �la,

determinando se a mesma é crítica ou não. O algoritmo "ProcessNode"recebe uma dada

tupla e a avalia em relação aos limites de cardinalidades predeterminados (k < kmax).

Sendo tal tuplas crítica, avalia-se a presença de tuplas críticas de cardinalidade inferior

na sua formação. Em caso negativo, a tupla é considerada crítica; caso contrário, não.
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Algoritmo 8: ProcessNode é o algoritmo que avalia o nó que se encontra no

topo da fronteira, de forma a classi�cá-lo como tupla crítica ou não.
Result: Valor da função objetivo fobjval

Recebe: Tupla, dim;

inicializar: k = cardinalidade da Tupla;

fobjval = 0;

if (k < kmin) then

fobjval = 0;

else

if (k > kmax) then

fobjval = 2;

else

fobjval= testNode(Tupla);

if (fobjval > 0 AND fobjval < 2) then

pos = 0;

while (fobjval < 2 AND pos < dim) do

if (Tupla[pos] == 1) then

Tupla[pos]=0;

fobjval= fobjval + testNode(Tupla);

Tupla[pos]=1;

end

pos= pos +1;

end

end

end

end

if (fobjval==1) then

LSO.push(Tupla);

end

retorna fobjval;

O algoritmo GenChildren2 é utilizado para a geração dos �lhos do nó armazenado

no topo da �la de prioridades. A cada �lho gerado computa-se o custo para a futura

expansão desse nó através da função "calculaCusto()". Na sequência, a tupla é inserida

na fronteira e ordenada pelo custo calculado. O processo é encerrado após a avaliação

de todos os nós �lhos.
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Algoritmo 9: GenChildren2 é o algoritmo para a geração de "�lhos"de uma

tupla e para a determinação das tuplas críticas, utilizando heurísticas de distân-

cia.
Result: fronteira atualizada

inicializar k = cardinalidade da Tupla;

pos = 0;

if (k<kmax) then

pos= tamanhoTupla -1;

while (Tupla[pos]==0) do

Tupla[pos] = 1;

cost = calculaCusto(Tupla);

fronteira.insere(Tupla,cost);

if Tupla[pos] == 1 then

Tupla[pos] = 0;

end

if (pos==0) then

sai do laço;

end

else

pos=pos-1;

end

end

end

retorna LSO;

O algoritmo, abaixo, engloba as funções descritas anteriormente. Este é executado

enquanto a fronteira (�la de prioridades) possuir elementos.
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Algoritmo 10: Algoritmo para a busca através de �la de prioridades ordenada

por heurísticas de distância em grafos.

Result: Lista de Soluções Ótimas (LSO)

inicializar kmax = cardinalidade mxima;

Tupla = vetornulo;

priority = 0;

fronteira.insert(Tupla, priority);

visited=0;

while (fronteira 6= vazio) do

Tupla= fronteira.topo();

fronteira.pop();

if (visited==0) then

GenChildren2(Tupla);

visited= visited+1;

else

ProcessNode(Tupla);

if (fobjvalue<1) then

GenChildren2(Tupla);

end

end

end

retorna LSO;

4.6 Estratégias para Melhora de Desempenho na iden-

ti�cação de criticalidades de Unidades de Medição

4.6.1 Tabela Hash

A técnica de B&B envolve uma sequência exaustiva de busca por soluções ótimas

geradas através de uma enumeração implícita. O processo prossegue por intermédio da

geração de tuplas candidatas a serem críticas. Estas sendo avaliadas através da análise do

determinante da matriz de Ganho ou da submatriz de Covariância dos Resíduos. Posteri-

ormente avalia-se a presença de alguma criticalidade de ordem inferior na tupla em análise

(sub-tupla crítica). Diante disso, tomando-se a busca em profundidade como referência,

pode-se buscar algum ganho de desempenho com a utilização de uma estrutura de dados
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auxiliar que armazene as sub-tuplas observadas ao longo do processo. Por conseguinte,

algumas tuplas críticas, ou não-críticas, podem ser testadas antes mesmo de serem geradas

pelo algoritmo de busca. Nesta situação, quando estas forem geradas não será necessária

a avaliação da função objetivo, o que seria muito custoso.

Uma tabela Hash, de acordo com [23], é uma estrutura de dados e�ciente para se

implementar dicionários, isto é, estruturas que relacionam um índice com um valor (dado)

que se deseja armazenar. A Figura 4.4 representa um dicionário que associa uma chave a

uma posição de armazenamento.

Figura 4.4: Implementação de uma tabela Hash simples.[23]

Teoricamente, a busca por um elemento em uma tabela Hash possui uma complexidade

igual a O(1). Entretanto, isso pode variar de acordo com a complexidade da função

de Hashing utilizada. Uma tabela com essa característica associa uma informação a

uma chave, sendo que a posição de armazenamento é o próprio valor da chave. Esse

tipo de construção possui de fato complexidade O(1), seja para inserção, remoção ou

busca. Entretanto, quando o número de dados armazenados for muito grande, devem

ser procuradas outras alternativas. Uma função de Hashing associa uma chave a um

índice na estrutura de armazenamento. Em certas situações, ela relaciona informações

distintas a um mesmo índice, ocasionando um fenômeno chamado de colisão. Existem

diversas formas de se tratar ou atenuar as colisões, porém esse não é o escopo do presente

trabalho. Para tal, será utilizada uma estrutura que soluciona este fenômeno. Para um

maior detalhamento, sugere-se consultar a referência [23].

Existe interesse em se armazenar informações (tuplas) de forma que essas estejam

inseridas em uma posição especí�ca gerada a partir de uma função de Hashing. No
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presente problema a chave utilizada como entrada da função está diretamente associada

ao vetor binário que representa a tupla. A estratégia de busca de referência será a busca

em profundidade, sendo que qualquer outra estratégia pode fazer uso dessa estrutura

auxiliar.

Suponha uma rede elétrica com 4 UMs disponíveis, sendo estas representadas através

de um vetor binário com 4 posições, conforme indicado na Figura 4.5. A busca em

profundidade se inicia com uma tupla formada por zeros e a rami�cação prossegue até que

se alcance as tuplas marcadas com os números 1 e 2. Suponha que ambas sejam candidatas

a tuplas críticas. Neste caso, a tupla marcada com o número 1 deve ser analisada quanto à

presença de alguma sub-tupla crítica (de cardinalidade inferior) nela contida. As possíveis

sub-tuplas estão representadas após as setas que partem dos números 1 e 2. Dessa forma,

ao se visitar tuplas de cardinalidades superiores é possível se extrair informações quanto

às futuras tuplas a serem visitadas. Isto é evidenciado ao se analisar as tuplas associadas

ao número 3. Estas são tuplas "�lhas"de um nó rami�cado em uma circunstância em que

os nós 1 e 2 já foram analisados. Suponha-se que no teste de criticalidade as tuplas 1 e 2

apresentem criticalidades de ordem inferior. Neste caso, como as sub-tuplas críticas estão

armazenadas, o processo de busca faz uso desse conhecimento para evitar a computação

desnecessária da função objetivo.

Figura 4.5: Ilustração de busca para utilização da tabela Hash .[23]
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Em certos casos, a utilização da tabela Hash resulta em um conjunto-solução sub-

ótimo, tornando-se necessário um processo de pós-�ltragem, já que as tuplas podem estar

armazenadas na estrutura e serem, erroneamente, classi�cadas como críticas, resultando

na solução sub-ótima. A solução correta é obtida através de uma estratégia de �ltra-

gem (apresentada em uma seção posterior). Outras propostas consideradas aqui são o

armazenamento conjunto das sub-tuplas não-críticas, além do uso de duas tabelas Hash,

para eliminar a necessidade de �ltragem da solução. A seguir, estão descritas as três

abordagens desenvolvidas:

1. Hash Crítica com �ltragem: Armazena as sub-tuplas críticas e, ao se testar um

novo nó, caso este se encontre na hash, é salvo na lista de soluções ótimas; caso

contrário, prossegue-se para a avaliação da função objetivo.

2. Hash Crítica Dupla sem pós-processamento: As sub-tuplas críticas, contidas

em um nó considerado crítico, são salvas em uma tabela Hash intermediária. Ao se

testar um novo nó, caso este se encontre na tabela intermediária, testa-se a presença

de alguma sub-tupla crítica de ordem inferior. Em caso negativo, a mesma é salva

na lista de soluções ótimas e transferida da tabela a para uma tabela Hash �nal, a

qual contém k-tuplas críticas. Caso contrário, a tupla é apenas desprezada.

3. Hash Crítica e Não-Crítica com �ltragem: Faz uso de uma tabela que arma-

zena as sub-tuplas críticas sem a avaliação da presença de criticalidades de ordens

inferiores. Além disso, uma segunda tabela armazena as sub-tuplas que não apre-

sentam criticalidades. Assim como a primeira abordagem a solução é sub-ótima

sendo necessária uma estratégia de �ltragem das soluções.

Genericamente, o algoritmo que utilize um tabela Hash pode ser de�nido pelos se-

guintes passos:

1. Recebe tupla para análise;

2. Avalia se a tupla encontra-se na estrutura (ou estruturas) de armazenamento:

(a) Caso esteja armazenada, avalia-se a estrutura onde está contida, seja ela crítica

ou não-crítica. Por �m, salvar na lista correspondente, isto é, na lista de

soluções ótimas ou de nós a serem rami�cados;

3. Caso não esteja armazenada testa-se a função objetivo:
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(a) Se o resultado do teste indicar criticalidades, testa-se a presença de sub-tuplas

críticas, salvando aquelas existentes na Hash correspondente;

(b) Caso a tupla seja realmente crítica, o nó é enviado para a lista de soluções

ótimas;

(c) Caso contrário, a tupla é descartada.

A seguir, são apresentadas a estrutura e a função de Hashing escolhidas para os testes.

Uma função de Hashing deve ser simples, garantindo uma rápida conversão de uma chave

em um índice, além de proporcionar um espalhamento adequado dos dados pela estrutura.

Aqui há um interesse em se converter um vetor binário em um índice. Para tal ação utiliza-

se uma função de Hashing da biblioteca Boost, da linguagem C++, obtida em [49]. Esta

baseia-se na iteração através de um vetor binário seguindo a expressão:

seed = (seed)XOR(hashvalue(v) + 0x9e3779b9 + (seed << 6) + (seed >> 2)) (4.13)

onde seed é a semente obtida no início da execução do algoritmo.

De acordo com [49], esta função possui sementes distintas a cada utilização do al-

goritmo. Entretanto não é aleatória durante uma mesma execução, de forma que uma

mesma tupla sempre é levada a um mesmo índice. Utiliza-se como semente inicial, a di-

mensão da tupla binária, ou seja, a quantidade de unidades de medição disponíveis. Para

um maior aprofundamento sobre diferentes funções de Hashing recomenda-se a leitura de

[13].

Por �m, a estrutura de dados utilizada opera tratando as colisões que possam ocor-

rer. A biblioteca STL, da linguagem C++, possui várias estruturas do tipo "container".

Este tipo de estrutura armazena dados, sendo que a diferenciação de cada tipo se esta-

belece, principalmente, pelas formas de acesso, remoção e indexação dos elementos. O

"container" utilizado chama-se unordered multimap, este permite a ocorrência de chaves

idênticas, de forma que as colisões sejam tratadas normalmente pela estrutura. Em um

sistema onde exista uma quantidade de tuplas críticas muito elevada é fundamental a

utilização de uma estrutura com essa característica. Neste caso, as mesmas são alocadas

em um mesmo "espaço"chamado de "bucket" , porém diferenciadas pelo conteúdo da tu-

pla. Nesta estrutura, a busca, a inserção e a remoção possuem complexidade de tempo

média constante. A determinação do local de alocação do elemento é dada pela função de

Hashing, de maneira que o quanto melhor esta função mais e�ciente é o acesso (e melhor
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a complexidade). Além disso, quanto menos colisões menos iterações são necessárias para

se encontrar um elemento. Para maior detalhamento, a leitura de [66] é indispensável.

4.6.2 Análise da Função Objetivo

Observando-se a técnica de Branch and Bound conclui-se que a análise da função

objetivo é um ponto chave deste algoritmo. Dessa forma, é proposta uma avaliação quanto

à formulação do problema, testando, através de simulações computacionais, qual a função

objetivo que melhor atende ao problema. No presente trabalho, são avaliadas apenas

duas estratégias numéricas. A primeira utiliza-se da matriz de Ganho G (apresentada

no Capítulo 2) e é tomada como a função objetivo de referência para os testes neste

trabalho. Já a segunda é baseada na submatriz obtida a partir da matriz de Covariância

dos Resíduos E, discutida no Capítulo 2 e no Apêndice A.1.

O cerne desta análise está nas características distintas das duas matrizes. A matriz

de Ganho é quadrada, simétrica e de dimensão n− 1, onde n− 1 é o número de estados a

serem estimados. A matriz E também é quadrada e simétrica, entretanto possui dimensão

m, ondem é o número de medidas disponíveis na rede. No caso não será utilizada a matriz

E completa mas sua partição correspondente às medidas formadoras da tupla. Ou seja,

uma submatriz Ctu, com dimensão t, sendo t a quantidade de medidas fornecidas pelas

UMs formadoras da tupla em análise.

A formulação do problema utilizando-se a matriz E foi anteriormente apresentada

neste Capítulo, e se encontra na Equação 4.9. Desta maneira apresenta-se a formulação

a partir da matriz G:

Minimizar fobj(tu) = |det(Gtu)|

s.a

|det(Gtv)| > 0

tui ∈ (0, 1), i = 1, · · · ,m

tvi ∈ (0, 1), i = 1, · · · ,m

(4.14)

onde Gtu é a matriz de Ganho formada após a remoção das medidas presentes na tupla

z(tu), já Gtv é a matriz de Ganho formada posteriormente à retirada das medidas da tupla

z(tv).

A matriz de Ganho possui, sempre que houver medidas disponíveis, dimensão igual ao
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número de variáveis de estado a serem estimadas. Isto posto, a dimensão da submatriz de

E eleva-se com o aumento da cardinalidade das criticalidades, em contrapartida a matriz

de Ganho permanece com dimensões constantes. Os testes apresentados no Capítulo 5

correspondem a uma análise quanto ao desempenho do algoritmo frente às duas formu-

lações. Destaca-se que a avaliação da função objetivo é uma etapa computacionalmente

custosa e o conhecimento do comportamento do algoritmo, por intermédio de diferentes

funções, é importante para a busca de ganhos computacionais.

4.6.3 UMs Críticas Obtidas ao Longo do Processo de Busca

A determinação das criticalidades de um sistema de medição é um processo custoso,

principalmente para cardinalidades superiores a 3. Dessa maneira, deseja-se estabelecer

uma estratégia inteligente que faça uso de resultados obtidos ao longo do processo de

busca e resulte em uma economia de tempo.

As criticalidades de ordem 1 são mais simples de se obter em relação às de ordem

superior, podendo ser armazenadas em separado das tuplas candidatas a criticalidade.

Portanto, caso um sistema possua tuplas críticas de ordem 1 essas são armazenadas em

um vetor referência, o qual é utilizado para confrontar as novas tuplas formadas. Neste

ponto, apenas aquelas que não possuem elementos deste vetor são analisadas. A equação

4.15 é utilizada para este teste:

taux =
dim∑
i=1

(trefi + tui
) (4.15)

onde taux é o vetor auxiliar, tui
é o elemento i da tupla em análise e trefi é o elemento i

do vetor referência.

De acordo com a Equação 4.15, cria-se um vetor auxiliar formado pela soma do vetor

referente à tupla em análise e a tupla de referência. Esta, conforme citado, é formada

inserindo-se o valor 1 nas posições onde existem UMs críticas. Neste caso, realiza-se a

construção de um vetor binário onde cada posição igual a 1 é atribuída a uma UM crítica.

Assim sendo, conforme a Figura 4.6, ao se analisar as tuplas de cardinalidades superiores

testa-se a presença das criticalidades de ordem 1. Se positivo, isto indica que a tupla

em análise possui uma criticalidade de ordem inferior em sua formação, não havendo

necessidade de se avaliar a função objetivo e possibilitando o descarte da tupla.

A Figura 4.6 ilustra esse vetor e esclarece como o mesmo é utilizado no algoritmo.
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Figura 4.6: Estratégia para economia utilizando as criticalidades de ordem 1.

A estratégia proposta é aplicada ao algoritmo B&B com busca em profundidade possi-

bilita o descarte da tupla formada antes da análise da função objetivo e assim são evitados

processamentos desnecessários.

4.6.4 Utilização do Conhecimento Prévio de UMs Críticas

Aqui, busca-se economia quanto à eliminação da participação de UMs críticas em

tuplas a serem testadas. Conforme discutido no Capítulo 2, diversos trabalhos para

a determinação de criticalidades de cardinalidades 1 e 2 foram propostos, permitindo,

previamente, possuir informações referentes às unidades de medição críticas. O Capítulo

3 desenvolve a base teórica para a determinação de UMs críticas, fazendo uso da matriz de

covariância dos resíduos E. O surgimento de ao menos uma coluna nula indica a presença

de uma criticalidade [29]. O �uxograma abaixo ilustra os passos para a determinação de

todas as UMs críticas de um plano de medição.
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Figura 4.7: Fluxograma representativo do processo de determinação das Unidades de

Medição Críticas.

O conhecimento de UMs críticas é a alternativa mais simples de se adicionar ao pro-

cesso de busca. A rami�cação e a busca são os mesmos utilizados na busca em profundi-

dade, com distinção quanto ao processo de avaliação da tupla candidata (bounding). A

análise quanto à presença de criticalidades de ordem 1, em uma tupla candidata, ocorre

conforme indicado na seção anterior. Soma-se à tupla candidata uma outra tupla referên-

cia (com valor unitário nas posições onde há alguma UM crítica) e avalia-se o surgimento

de valores iguais a 2. Este surgimento indica que a tupla deve ser descartada.

O Algoritmo 11 diz respeito à operação de bounding. Quando uma nova tupla é

gerada realiza-se a um teste que determina a existência de alguma criticalidade em sua

composição. Caso a�rmativo, o retorno da função evalueTupla indicará a presença de

criticalidades. Primordialmente, o algoritmo avalia se a tupla referência tref é nula. Um

resultado positivo indica que não há tuplas críticas de cardinalidade 1, sendo assim, o

algoritmo prossegue para o teste da função objetivo. Caso contrário, avalia-se a presença
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de UMs críticas na tupla em análise. Se estas existirem, o algoritmo salva a tupla como

solução ótima, se ela for de cardinalidade 1, ou a descarta se for de cardinalidade superior.

Caso não existam, testa-se a tupla formada (avaliação do determinante da matriz de

Ganho ou de Covariância dos Resíduos).

Algoritmo 11: Algoritmo para avaliação da tupla candidata, com a inserção

do conhecimento prévio das UMs críticas.
Result: Valor da função objetivo para uma dada tupla

entradas: tu,tref ,dim;

inicializar: taux= vazio, contador=0, critical=0;

if (tref != vazio) then

while (contador < dim) do

taux[contador] = tu[contador] + tref [contador];

if (taux[contador] == 2) then

if (tu.size() >1) then

fobj=2;

critical=1;

break;

else

fobj=1;

critical=1;

break;

end

else

contador = contador + 1;

end

end

if (critical==0) then

fobj= evalueTupla(tu);

end

else

fobj= evalueTupla(tu);

end

retorna fobj;
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4.6.5 Relaxação das Restrições

Em diversos algoritmos de otimização, por vezes, algumas restrições são relaxadas com

o propósito de tornar o problema mais factível o que, em contrapartida, pode acarretar

em um resultado sub-ótimo. A presente formulação do problema de otimização possui

uma restrição que indica que uma k-tupla é crítica, quando os elementos que a compõem,

se removidos do plano de medições, acarretarem a inobservabilidade da rede. Além disso,

esta k-tupla não pode conter nenhuma j-tupla crítica, sendo j < k. Sendo esta uma

condição necessária e su�ciente para a determinação de uma k-tupla crítica.

A existência desta restrição obriga que a função objetivo seja reavaliada para cada

sub-tupla contida na tupla em análise, correspondendo ao cálculo dos determinantes das

matrizes E ou G. Dessa forma, este processo pode elevar o custo computacional da técnica

de B&B. Isto posto, a presente proposta envolve a remoção deste teste visando à obtenção

de ganhos computacionais, pelo menor número de visitas secundárias à função objetivo.

A Equação 4.16 representa a reformulação matemática da proposta:

Minimizar fobj(tu) = |det(Ctu)|

s.a

tui ∈ (0, 1), i = 1, · · · ,m

(4.16)

Devido à relaxação das restrições, o resultado do algoritmo se torna um conjunto sub-

ótimo. Para sanar este problema, utiliza-se uma estratégia de �ltragem, a qual resulta na

solução ótima desejada. O processo de �ltragem está ilustrado na Figura 4.8:
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Figura 4.8: Representação do processo de �ltragem das tuplas (pós-processamento).

Na sequência o algoritmo desenvolvido para a �ltragem está apresentado:

Algoritmo 12: Filtragem da solução sub-ótima de tuplas críticas.
Result: Lista de Tuplas Críticas CkTuples

inicializar tamLista;

index = 0;

index2 = 0;

while (index < tamLista) do

index2 = findgreater();

for (k = index2 : tamLista) do

result = CkTuples(index) AND CkTuples(k);

if (result == CkTuples(index)) then

CkTuples(k).�ag= 0;

end

end

CkTuples= refreshList(CkTuples);

tamLista= refreshSize(CkTuples);

index= index+ 1;

end

retorna CkTuples;
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O Algoritmo 12 descreve o processo de �ltragem para a obtenção das tuplas críticas

de UMs. Inicializam-se as variáveis e, em sequência, realiza-se um processo iterativo

enquanto o índice index se apresentar inferior à dimensão da lista. A função findgreater

retorna o primeiro índice onde há uma tupla com cardinalidade superior àquela em análise.

Ao longo do processo iterativo, caso a operação lógica "AND" , entre a tupla em análise

e àquela referente ao índice k, for igual à própria tupla em análise, marca-se essa com a

"�ag" 0. Após este laço, as tuplas marcadas são removidas e dá-se prosseguimento ao

percurso através da lista.

4.7 Flexibilidade da Metodologia

Inúmeras vezes a obtenção de todas as soluções de um problema combinatorial é im-

possibilitada pelo tempo dispendido para tal. Assim, a redução do espaço de busca é

sempre desejada, ainda que esta resulte em um subconjunto da solução completa. Há

também situações em que se deseja a obtenção de informações especí�cas, úteis em apli-

cações práticas, e para a isto a formulação original do problema deve ser modi�cada. As

estratégias aqui desenvolvidas levam em conta estas premissas.

4.7.1 Área de Interesse

Em um sistema elétrico de potência (SEP), existem regiões de uma rede que se pode

atribuir maior importância, seja pelas cargas que possuam ou por requisitos operativos.

Pode-se desejar o conhecimento das tuplas críticas de uma dada vizinhança em relação a

uma barra importante da rede, obtendo-se informações sobre a formação das criticalidades

e as distâncias topológicas entre as barras envolvidas. Partindo-se destas premissas, o

algoritmo proposto faz uso da técnica de Branch and Bound para a análise das tuplas

críticas tratando-se a rede elétrica como um grafo e considerando as distâncias mínimas

entre as barras de uma rede elétrica.

A Figura 4.4 representa a rede IEEE 14 barras com uma região em destaque determi-

nada através de requisitos operativos ou pela experiência do operador da rede. Além de se

estabelecer a barra central (barra 4), deve-se de�nir a extensão dessa região, ou seja, qual

a distância máxima em relação à barra central em que as criticalidades serão pesquisadas.

No caso exemplo, foi considerada a distância 2, como variável de entrada do algoritmo.
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Figura 4.9: Rede IEEE 14 Barras com limitação de busca por área.

A reformulação do problema de otimização é necessária visto que agora há uma nova

restrição, sendo esta baseada no conceito de distância mínima entre os nós de um grafo.

A Equação 4.17 apresenta esta formulação:

Minimizar fobj(tu) = |det(Ctu)|

s.a

Distmax <= DistLimit

|det(Etv)| > 0

tui ∈ (0, 1), i = 1, · · · ,m

tvi ∈ (0, 1), i = 1, · · · ,m

(4.17)

onde Distmax é a máxima distância presente na tupla em análise ao comparar-se cada

barra, que correspondem às unidades de medição da tupla, com a barra central escolhida;

jáDistLimit é uma constante de�nida pelo usuário, a qual representa a distância máxima.

Este algoritmo determina apenas as tuplas críticas de UMs presentes em uma dada
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região, de forma que as soluções que possuem unidades de medição "estrangeiras"não

são visitadas. Esta estratégia destaca-se pela possibilidade de avaliação de criticalidades

formadas por unidades de medição que estão topologicamente próximas. Vale ressaltar

que, ao se escolher uma distância limite muito elevada (superior à máxima distância entre

as barras da rede), o problema se converte em uma busca completa por todas as tuplas

críticas da rede.

O Algoritmo 13 implementa esta busca partindo-se de um nó raiz, com todas as UMs

disponíveis. As variáveis de entrada são a barra central da área de interesse (centerbus)

e a distância máxima (distLimit ) em relação a esta barra. A distância mínima entre as

barras é calculada com respeito à matriz de distâncias, obtida pela utilização do algoritmo

de busca em largura para distâncias em grafos. Sendo assim, baseando-se na busca em

profundidade, o processo perdura enquanto a pilha LSP possuir elementos. Apenas avalia-

se a criticalidade das tuplas "�lhas"que possuírem UMs contidas na área de interesse. O

processo segue até que pilha esteja vazia.
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Algoritmo 13: Busca, por tuplas críticas de UMs em área pré-estabelecida.

Result: Lista de Soluções Ótimas que possuam UMs dentro de uma área

inicializar tu0 = nula, LSP = vazia, LSO = vazia ;

LSP.push(tu0), centerbus = barra central, distLimit = distância máxima;

while (LSP 6= vazia) do

tu′ = LSP.Topo();

LSP.pop();

pos= dim-1;

while tu′[pos] == 0 do

tu′[pos] = 1;

testArea= evalueArea(tu′);

if (testArea == true) then

limite= bound(tu′);

if (limite < 1) then
LSP.push(tu′)

end

if (limite > 1 and limite < 2) then

limite = limite + testSubtuplas(tu′);

if limite < 2 then
LSO.push(tu′)

end

end

end

tu′[pos] = 0;

if pos == 0 then
break;

else
pos=pos-1

end

end

end

retorna LSO;
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4.7.2 Unidades de Medição Prioritárias

Na seção anterior, estabeleceu-se uma estratégia de busca que utiliza o conceito de

distância entre nós de um grafo, este voltado para a determinação de tuplas críticas de

uma região de interesse. Na presente seção, o conceito de prioridade é desenvolvido de

forma distinta. Suponha-se que um operador da rede elétrica necessite de tuplas críticas

que envolvam, individualmente ou em conjunto, UMs dispersas pela rede. Dessa forma,

a modelagem anterior não permitiria essa busca e, para tal, foram desenvolvidas duas

estratégias que utilizam, respectivamente, conceitos de busca informada e não-informada.

Posto isto, esta solução visa estabelecer um novo paradigma para o problema, reduzindo

o espaço de busca e possibilitando a obtenção de informações mais úteis em processos

práticos.

4.7.2.1 Busca através de uma Fila de Prioridades

Seja uma �la de prioridades a qual ordena as tuplas T1 a T4 através da quantidade de

elementos prioritários contidos em cada uma delas. Entende-se por elementos prioritários

as UMs que fazem parte de um conjunto de interesse pré-estabelecido. As tuplas com

mais elementos prioritários são exploradas primordialmente, dessa forma, essa estratégia

possibilita uma amostragem inteligente de tuplas críticas de interesse, principalmente em

um contexto com um número de visitas limitadas.

Figura 4.10: Exemplo da �la de prioridades ordenada por número de elementos perten-

centes à tupla que fazem parte das barras de interesse.

O Algoritmo 14 implementa a estratégia proposta. De acordo com o algoritmo, os nós

a serem avaliados são armazenados em uma �la de prioridades chamada de front. Esta
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�la ordena as tuplas de acordo com a quantidade de UMs prioritárias presentes. Dessa

forma, o algoritmo remove o nó mais prioritário da �la e avalia sua criticalidade (função

processaNo()). Caso seja crítico, o nó é armazenado na lista de soluções ótimas LSO

e não é rami�cado; caso contrário, o nó é rami�cado. Há um caso especial, quando o

primeiro elemento da �la possui prioridade nula, neste caso deve-se avaliar a possibilidade

de geração de algum �lho que possua alguma UM prioritária (função "testaFilhos()"). Se

positivo, testa-se a observabilidade da rede, após a remoção desse nó. Se esta for perdida,

o nó é apenas descartado; caso contrário, é rami�cado. No caso de não gerar �lhos com

alguma UM prioritária, o nó é descartado e o processo segue. O algoritmo se encerra

quando a �la de prioridades estiver vazia.
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Algoritmo 14: Busca, com �la de prioridades, por tuplas críticas de UM's

pré-estabelecidas.

Result: Lista de Soluções Ótimas que possuam, simultaneamente, as unidades

de medição pré-estabelecidas (LSO).

inicializar tu0 = nula, front.en�leira(tu0,inf), LSO = vazia ;

while (front 6= vazia) do

tu′ = front.Topo();

front.desenfileira();

custo=front.Topo().cost;

if (custo==0) then

testaNo= testaFilhos(tu′);

if (testaNo==true) then

limite=processaNo();

gerarFilhos();

end

else

limite=processaNo();

if (limite==1) then
LSO ← tu′

end

if limite==0 then

geraFilhos();

end

end

end

retorna LSO;

4.7.2.2 Busca por Soluções em Profundidade

Nesta seção, a forma de busca utilizada e o mecanismo para avaliação da presença

das UMs prioritárias são distintos se comparados aos da seção anterior, mantendo-se o

objetivo �nal é o mesmo pré-estabelecido. Pesquisa-se, através da busca em profundidade,

as tuplas críticas que possuem ao menos uma UM de um grupo prioritário. As Figuras

4.11 a 4.14 ilustram de uma forma simpli�cada o procedimento estabelecido.
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Figura 4.11: Exemplo de conversão das Unidades de Medição de interesse em tupla binária

de referência.

Figura 4.12: Exemplo de rami�cação baseada na busca por elementos prioritários pré-

determinados.

Figura 4.13: Operação para determinação das tuplas a se analisar.
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Figura 4.14: Exemplo de poda devido a ausência de elementos prioritários.

A Figura 4.11 representa a estratégia desenvolvida para o armazenamento das UMs

prioritárias. Estas são inseridas em uma tupla binária onde cada valor unitário se refere às

UMs de interesse. Neste exemplo, as UMs estão alocadas nas barras a e h. Na sequência,

a etapa de rami�cação ocorre e os nós candidatos são gerados, conforme representado

na Figura 4.12. Após a primeira rami�cação, realiza-se um teste referente à presença de

UMs prioritárias nas tuplas geradas. Essa análise está representada na Figura 4.13 com

o seu resultado ilustrado pela Figura 4.14. Este teste demonstra que quando uma tupla

é "somada" à tupla de referência, caso possuam elementos em comum, o resultado será

o valor 2 na posição referente à UM prioritária.

O algoritmo de rami�cação é distinto daquele estabelecido no início do presente capí-

tulo. Isto porque, para esta formulação, a estratégia de rami�cação anterior não realizaria

a busca por todas as soluções de interesse, resultando em uma solução incompleta. Neste

caso, utiliza-se uma rami�cação completa (sem estratégia de dominância). Esta, porém,

pode acarretar em soluções repetidas e para solucionar isso realiza-se uma �ltragem do

conjunto solução. Esta �ltragem será detalhada na seção seguinte.

O algoritmo recebe como entrada um conjunto de UMs prioritárias e resulta nas tuplas

críticas que possuem ao menos uma delas em sua formação. O processo desenvolvido se

resume à estratégia de avaliação das tuplas utilizando-se a busca em profundidade original.

A diferença se encontra na análise primária das tuplas �lhas do nó raiz e, também, no

processo de rami�cação. No primeiro teste de rami�cação, as tuplas formadas por UMs

prioritárias são as únicas geradas a partir do nó raiz. Desta forma, nas rami�cações

seguintes, sempre surgirão tuplas que possuem, ao menos, uma das UMs pré-determinadas

pelo operador. Após a otimização, realiza-se um pós-processamento para remoção de

duplicatas. A seguir, os passos do algoritmo de busca considerando elementos prioritários

são apresentados.
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1. Inicializa-se a lista LSO como uma estrutura vazia, juntamente com a tupla inicial

tu0 no topo da pilha LSP;

2. Enquanto a pilha LSP possuir elementos:

(a) Salvar a tupla que se encontra no topo de LSP e removê-la em seguida da

pilha;

(b) Avaliar a cardinalidade da tupla, se for menor que a cardinalidade máxima,

seguir o processo, se não, �nalizar;

(c) Iniciar a rami�cação e prosseguir enquanto a posição inicial da tupla não é

atingida;

(d) Se a cardinalidade da tupla for 1:

i. Testa-se a tupla �lha, avaliando se a mesma possui alguma UM prioritária;

ii. Se possuir, realizar o processo de análise de criticalidade e os respectivos

salvamentos da tupla, conforme apresentado na formulação geral;

(e) Se a cardinalidade da tupla for superior a 1 mas inferior à máxima:

i. Avaliar a criticalidade da tupla �lha e realizar os respectivos salvamentos

da tupla, conforme apresentado na formulação geral;

4.7.3 Busca por Elementos Especí�cos

Até o momento foram estabelecidos algoritmos que consideram uma área de interesse

ou um conjunto de UMs prioritárias. Aqui propõe-se a busca por tuplas críticas que pos-

suam, simultaneamente, certas UMs especí�cas. Com isto, pode-se conhecer se há ou não

alguma tupla crítica que envolva esses elementos, ou se cardinalidade em que isso ocorre

é elevada. A estratégia proposta possui a �exibilidade de testar a criticalidade de uma

ou várias tuplas especí�cas após uma mudança topológica ou do plano de medições, sem

a necessidade de se avaliar o espaço de buscas completo. A inspiração para o desenvolvi-

mento desta estratégia se deu através do trabalho desenvolvido por Sou [65], em que se

busca a tupla crítica de menor cardinalidade em que uma dada medida faz parte. No caso,

deseja-se encontrar não somente as tuplas críticas de um único elemento, mas também de

vários em conjunto. Isto posto, a Equação 4.18 representa a formulação do problema de

otimização para este caso:
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Minimizar fobj(tu′) = |det(Ctu′)|

s.a

|det(Ctv′)| > 0

tui ∈ (0, 1), i = 1, · · · ,m

tvi ∈ (0, 1), i = 1, · · · ,m

(4.18)

onde tu′ é a tupla a ser analisada, sendo que o nó raiz é uma tupla binária composta pelos

elementos (UMs) os quais se deseja obter as tuplas críticas que os relacionam; tv′ é uma

sub-tupla contida em tu′, a qual não pode ser crítica para a garantia da criticalidade da

tupla "mãe".

Neste caso, o nó raiz (tu0) não representa o sistema completo (com todas as UMs

presentes), mas sim uma tupla que estabelece a retirada em conjunto das UMs desejadas.

A Figura 4.15 ilustra esse processo de busca:

Figura 4.15: Exemplo da aplicação da busca por elementos especí�cos.

Novamente, assim como no sub-tópico anterior, há uma modi�cação no algoritmo de

rami�cação, que agora não segue mais a estratégia original, pois poderia resultar em um

resultado incompleto. Desta forma, realiza-se o processo de rami�cação até que todas as

posições iguais a 0 da tupla "mãe" sejam trocadas pelo valor 1, uma posição por vez.

As Figuras 4.16 e 4.17 a seguir ilustram as principais diferenças dessas estratégias de

rami�cação.
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Figura 4.16: Exemplo da estratégia rami�cação original.

Figura 4.17: Exemplo da estratégia de rami�cação modi�cada.

As �guras acima apresentam exemplos da busca por tuplas críticas que envolvam a

"UMx", uma unidade de medição arbitrária. Para tal, exempli�ca-se processo de busca
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em profundidade a partir do nó raiz até as tuplas destacadas. Analisando-se a Figura 4.16,

nela a tupla "(1,0,1,0,0)"é rami�cada pela estratégia de rami�cação original, resultando

nas tuplas marcadas. Nota-se que essa rami�cação ocorre, basicamente, varrendo-se o

vetor da direita para a esquerda e substituindo-se as posições iguais a zero por um, ao

ser encontrado o primeiro valor 1 a rami�cação é interrompida. Esta estratégia funciona

bem quando a tupla raiz é um vetor de zeros. Entretanto, para o presente problema, há

um risco de perda de informações. Neste caso, a tupla "(1,1,1,0,0)" nunca seria avaliada,

obtendo-se, assim, uma solução �nal incompleta. Para sanar esse problema modi�ca-se o

processo de rami�cação, conforme a Figura 4.17. Nesta situação a tupla "1" rami�ca-se

em três tuplas, estas destacadas. A rami�cação ocorre da seguinte maneira: varre-se todo

o vetor a procura de zeros, caso algum seja encontrado, este é substituído por um. Neste

caso, o problema relacionado a uma solução incompleta é sanado, mas o algoritmo poderá

"salvar" soluções ótimas repetidas. Por exemplo, a tupla "1" gera como "�lha" a tupla

"(1,1,1,0,0)", da mesma forma a tupla "2" também pode gerar esta mesma tupla. Para

solucionar essa questão, realiza-se um processo de �ltragem, ao �nal da otimização.

A proposta de �ltragem baseia-se na utilização de uma tabela Hash, a qual fora

apresentada como uma estrutura auxiliar para ganho de desempenho em um algoritmo

B&B. Entretanto, esse tipo de estrutura de dados pode ser muito útil na remoção de

duplicatas em uma lista. No caso, utilizou-se um "container" chamado Map que se

encontra presente nas bibliotecas do software Matlab®. A função de Hashing foi baseada

na conversão de um vetor binário em sua respectiva string. Sendo assim, a tabela (Map)

possui tamanho variável e associa uma dada chave a um único valor correspondente. As

Figuras 4.18 e 4.19 ilustram, através de �uxogramas simples, o algoritmo de busca por

elementos especí�cos e o processo de �ltragem (remoção de duplicatas).
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Figura 4.18: Fluxograma do algoritmo de busca por elementos especí�cos.
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Figura 4.19: Fluxograma do processo de pós-�ltragem das soluções.

4.8 Considerações Gerais das Estratégias

As diversas estratégias estabelecidas ao longo do presente capítulo exploraram a uti-

lização da técnica de Branch and Bound para determinação de criticalidades de unidades

de medição. Para tal, foram estabelecidos diversos caminhos e possibilidades de utilização

de acordo o interesse. Outro em destaque, são os possíveis ganhos de desempenho que

se pode obter com algumas modi�cações ou estruturas auxiliares, tornando o processo de

busca menos moroso. Por �m, as propostas relacionadas à �exibilidade da metodologia

podem ser utilizadas para diversas buscas especí�cas, sendo interessantes em casos para

um contexto prático do problema. O próximo capítulo apresenta os testes realizados com

esses algoritmos e estratégias, com o objetivo de se concluir quais caminhos podem ser

seguidos para o aprimoramento da técnica e consequente desenvolvimento de estratégias

mais robustas.



Capítulo 5

Testes e Análises dos Resultados

Os testes realizados na presente Dissertação foram efetuados em um computador

com as seguintes con�gurações: processador INTEL Core i7 sétima geração e 16 Gb

de memória RAM. Os programas que executam as buscas foram desenvolvidos na lin-

guagem C++, através da IDE Visual Studio Community 2019. O pré-processamento e

o pós-processamento foram realizados através de algoritmos desenvolvidos na ferramenta

Matlab®. A linguagem C++ foi utilizada pela sua �exibilidade e robustez, além de pos-

suir inúmeras bibliotecas que facilitam o processo de programação. O software Matlab®

foi importante pela sua facilidade para manipulação de matrizes, o que tornou o pré-

processamento mais simples.

5.1 Sistemas e Planos de Medição Base

Na presente seção são apresentados as redes e descritos os planos de medição utilizados

nos diversos testes estabelecidos.

5.1.1 Redes Utilizadas

Os testes desenvolvidos se baseiam em três redes tradicionalmente utilizadas em pes-

quisas na área de sistemas de potência: as redes IEEE 24 , 30 e 118 barras, cujas con�-

gurações são apresentadas nas Figuras 5.1 a 5.3.
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Figura 5.1: Rede IEEE 24 barras (Plano 1).[5]



5.1 Sistemas e Planos de Medição Base 113

Figura 5.2: Rede IEEE 30 barras (Plano 1).[5]
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Figura 5.3: Rede IEEE 118 barras (Plano 1).[28]

5.1.2 Planos de Medição

O problema de determinação das criticalidades de UMs é in�uenciado tanto pela

topologia da rede quanto pela posição e tipos de medidas das UMs envolvidas. Dessa

forma, é importante avaliar planos de medição com diferentes características, de modo a

observar como algumas estratégias se comportam em cada caso. A seguir, os planos de

medição utilizados são brevemente descritos.

1. IEEE 24 Barras:

(a) Caso base (Plano 1): Sistema de medição com 18 UMs contendo 27 medidas

de �uxo e 10 medidas de injeção de potência.

(b) Caso com maior Redundância (Plano 2): A partir do sistema base foram inse-

ridas mais 2 UMs, tornando a rede mais redundante.

2. IEEE 30 Barras:
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(a) Caso base (Plano 1): Possui 20 UMs, com 37 medidas no total, sendo 24

medidas de �uxo de potência, 12 medidas de injeção de potência e 1 medida

de ângulo de tensão.

(b) Caso com 43 medidas (Plano 2): Alteração do caso base, com 21 UMs e com

43 medidas, sendo 25 as medidas de �uxo de potência, 13 medidas de injeção

de potência, 2 medidas de ângulo de tensão e 3 de corrente nos ramos.

(c) Plano 3: Rede elétrica mais redundante, com 27 UMs e um total de 81 medidas

do tipo SCADA. Além disto, 62 medidas do tipo fasorial, isto é valores de

módulo e ângulo de tensões nodais e corrente nos ramos da rede.

3. IEEE 118 Barras:

(a) Caso Base (Plano 1): Possui 176 medidas provenientes de 99 UMs. As medidas

estão distribuídas conforme a Figura 5.3.

(b) Plano 2: Plano baseado da Figura 5.3, onde foram adicionadas unidades de

medição do tipo fasorial nas barras 2, 5, 9, 11, 12, 17, 21, 25, 28 e 114. Cada

UMF provê medidas de módulo e ângulo das tensões, além de fasores de cor-

rentes (parte real e imaginária) nos ramos conectados à barra que possui uma

UMF.

Os algoritmos serão avaliados pelo número de soluções visitadas e, principalmente,

pelo tempo total para a obtenção dos resultados. Além disso, serão discutidos alguns

pontos importantes que envolvem a aplicação de um dado algoritmo, como por exemplo,

a sua utilização mais direcionada a uma situação prática. Em relação às criticalidades

buscadas, estarão limitadas, até a cardinalidade 6 para as redes inferiores a 118 barras e

até 4 para a rede IEEE 118 barras, sendo que em alguns casos especí�cos serão buscadas

criticalidades de cardinalidades superiores.

5.2 Testes das Buscas Não-Informadas

Nesta seção, serão apresentados os resultados dos testes da utilização dos algoritmos

de busca não-informada apresentados no Capítulo 4:

� Busca em Profundidade;

� Busca em Largura;
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� Busca com Aprofundamento Iterativo;

Os três algoritmos foram testados nas redes IEEE 24, 30 e 118 barras, com todos

os planos de medição descritos anteriormente. Procura-se determinar qual a melhor (ou

mais aplicável) forma de busca convencional (não-informada), dentre as estabelecidas,

considerando os limites pré-estabelecidos para cardinalidades. A função objetivo utilizada

nesses testes se baseia na matriz de Ganho, visto que é a implementação mais simples e,

conforme explicado no Capítulo 4, a comparação dessa função objetivo com a matriz de

covariância dos resíduos é apresentada à parte, em outra seção. Na presente análise, a

busca em profundidade será chamada de Algoritmo BP, a busca em Largura, de Algoritmo

BL e a busca com Aprofundamento Iterativo, de Algoritmo AI. Na sequência, os resultados

dos testes serão apresentados e discutidos quanto ao desempenho das técnicas aplicadas

e à quantidade de tuplas formadas.

Tabela 5.1: Desempenho dos algoritmos de busca não-informada (IEEE 24- Plano 1)

Tipo de Busca Quantidade de Visitas Tempo(s)

Algoritmo BP 2.276 1

Algoritmo BL 2.276 1

Algoritmo AI 7.984 2

Tabela 5.2: Distribuição das tuplas críticas (IEEE 24- Plano 1)

Cardinalidade 1 2 3 4 5 6

Num. de Tuplas 6 7 0 0 0 0



5.2 Testes das Buscas Não-Informadas 117

Figura 5.4: Distribuição das tuplas críticas (IEEE 24 - Plano 1)

Tabela 5.3: Desempenho dos algoritmos de busca não-informada (IEEE 24- Plano 2)

Tipo de Busca Quantidade de Visitas Tempo(s)

Algoritmo BP 31.581 8

Algoritmo BL 31.581 8

Algoritmo AI 85.307 23

Tabela 5.4: Distribuição das tuplas críticas (IEEE 24- Plano 2)

Cardinalidade 1 2 3 4 5 6

Num. de Tuplas 0 11 22 24 50 6
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Figura 5.5: Distribuição das tuplas críticas (IEEE 24 - Plano 2)

Tabela 5.5: Desempenho dos algoritmos de busca não-informada (IEEE 30- Plano 1)

Tipo de Busca Quantidade de Visitas Tempo(s)

Algoritmo BP 628 0

Algoritmo BL 628 0

Algoritmo AI 2.833 1

Tabela 5.6: Distribuição das tuplas críticas (IEEE 30- Plano 1)

Cardinalidade 1 2 3 4 5 6

Num. de Tuplas 11 6 6 0 0 0
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Figura 5.6: Distribuição das tuplas críticas (IEEE 30 - Plano 1)

Tabela 5.7: Desempenho dos algoritmos de busca não-informada (IEEE 30- Plano 2)

Tipo de Busca Quantidade de Visitas Tempo(s)

Algoritmo BP 11.914 5

Algoritmo BL 11.914 4

Algoritmo AI 35.485 13

Tabela 5.8: Distribuição das tuplas críticas (IEEE 30- Plano 2)

Cardinalidade 1 2 3 4 5 6

Num. de Tuplas 5 9 15 35 61 20
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Figura 5.7: Distribuição das tuplas pelas cardinalidade avaliadas na rede IEEE 30 barras

e plano de medição 2.

Tabela 5.9: Desempenho dos algoritmos de busca não-informada (IEEE 30- Plano 3)

Tipo de Busca Quantidade de Visitas Tempo(s)

Algoritmo BP 60.207 27

Algoritmo BL 60.207 27

Algoritmo AI 154.160 70

Tabela 5.10: Distribuição das tuplas críticas (IEEE 30- Plano 3)

Cardinalidade 1 2 3 4 5 6

Num. de Tuplas 8 4 5 0 4 0
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Figura 5.8: Distribuição das tuplas críticas (IEEE 30 - Plano 3)

Tabela 5.11: Desempenho dos algoritmos de busca não-informada (IEEE 118- Plano 1)

Tipo de Busca Quantidade de Visitas Tempo(s)

Algoritmo BP 2.157.955 10.138

Algoritmo BL 2.157.955 10.569

Algoritmo AI 4.431.424 18.885

Tabela 5.12: Distribuição das tuplas críticas (IEEE 118- Plano 1).

Cardinalidade 1 2 3 4

Num. de Tuplas 16 85 34 78
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Figura 5.9: Distribuição das tuplas críticas (IEEE 118 - Plano 1)

Tabela 5.13: Desempenho dos algoritmos de busca não-informada (IEEE 118- Plano 2)

Tipo de Busca Quantidade de Visitas Tempo(s)

Algoritmo BP 2.687.490 13.009

Algoritmo BL 2.687.490 14.754

Algoritmo AI 5.509.083 28.685

Tabela 5.14: Distribuição das tuplas críticas (IEEE 118- Plano 2)

Cardinalidade 1 2 3 4

Num. de Tuplas 12 74 32 75
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Figura 5.10: Distribuição das tuplas críticas (IEEE 118 - Plano 2)

As Tabelas 5.1 a 5.14 apresentam o desempenho das técnicas testadas e a quantidade

de tuplas críticas obtidas para cada sistema e plano de medição considerado, enquanto as

Figuras 5.4 a 5.10 ilustram gra�camente a distribuição dessas tuplas, de modo a facilitar

a visualização do leitor. Embora não sejam apresentados nas tabelas, os três algoritmos

testados obtiveram êxito na determinação das tuplas críticas, o que foi comprovado por

meio de um algoritmo de busca exaustiva, sendo parte destas tuplas críticas listadas

no Apêndice B. Pode-se perceber das Tabelas 5.1, 5.3, 5.5, 5.7, 5.9, 5.11 e 5.12 que os

resultados das buscas em profundidade e em largura se apresentam muito superiores ao

aprofundamento iterativo. De acordo com o aumento da dimensão do problema e em

termos do tamanho da rede e da redundância do sistema de medição, o aprofundamento

iterativo se torna demasiadamente moroso computacionalmente.

No que diz respeito às buscas em profundidade e em largura, pode-se ver que as mes-

mas são praticamente equivalentes, considerando os níveis de criticalidades estabelecidos

para as buscas. As diferenças entre elas começam a ser observadas nos resultados obtidos

ao ser considerado o plano de medição 2 da rede IEEE 118 barras, que possui maior re-

dundância. Neste caso, para uma mesma quantidade de visitas, a busca em profundidade

despende 13009 segundos para obter todas as tuplas críticas, enquanto a busca em largura

leva 14754 segundos. Além do requisito de tempo, outro aspecto importante é a memória
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requerida para cada uma das buscas. Conforme discutido no Capítulo 3, a busca em lar-

gura exige uma capacidade de memória muito superior à busca em profundidade. Isso se

torna mais evidente conforme se buscam criticalidades de cardinalidades mais altas, ou,

em outras palavras, quando a busca atinge níveis mais profundos da árvore. Dessa forma,

pode-se considerar que a busca em profundidade foi a estratégia que se mostrou mais

adequada dentre as três testadas, sendo adotada nos próximos testes e implementações

que envolvam melhoria de desempenho da técnica B&B.

5.2.1 Comentários Gerais

Os testes realizados proporcionaram a validação do algoritmo B&B para a obtenção de

tuplas críticas de UMs. A busca em profundidade se apresentou como a mais adequada do

que as demais estratégias, no entanto é sensível à ordenação das UMs. Dessa forma, esse

aspecto deve ser considerado ao se utilizar esta estratégia de busca. Por �m, nota-se um

pequeno número de criticalidades de cardinalidades inferiores nas redes mais redundantes.

Assim, evidencia-se uma relação entre a redundância do sistema de medição e topologia

da rede com as distribuições das tuplas críticas através das diversas cardinalidades.

5.3 Testes das Buscas Informadas

Os testes anteriores possibilitaram uma análise das buscas não-informadas, avaliando

seus desempenhos e tornando possível a escolha da busca em profundidade como a estra-

tégia de referência para as comparações posteriores. Aqui, o comportamento do algoritmo

B&B é avaliado quanto à utilização de informações adicionais ao longo do percurso pelo

espaço de busca. Primordialmente, será considerado o espaço de busca completo e, em

seguida, será avaliada a condição em que a busca completa torna-se inviável (ou dema-

siadamente morosa). Nesta situação, o percurso e a amostragem de tuplas críticas de

UMs é analisado. Os algoritmos testados são baseados no uso de �las de prioridades,

apresentadas no Capítulo 3. A primeira estratégia utiliza-se do valor do determinante da

matriz de Ganho G. Já o segundo algoritmo, nomeado tipo A*, utiliza-se de distâncias

mínimas entre nós de um grafo.

Nos testes desta seção, a busca informada pelo determinante da matriz de ganho é

chamada de Algoritmo BG. A busca do tipo A* é dividida em duas, a primeira baseada

na distância média entre as UMs de uma tupla, chamada de Algoritmo A*1. Já a segunda

implementação, baseada no desvio padrão, é chamada de Algoritmo A*2. A busca em
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profundidade, utilizada como referência, é referida como BP. Resumidamente:

� Teste 1:

� Redes IEEE: 30 e 118 barras;

� Sistemas de Medição: Planos 2 de cada rede;

� Cardinalidades máximas buscadas:

* Rede IEEE 30 até cardinalidade 6;

* Rede IEEE 118 até cardinalidade 4;

� Teste 2:

� Rede IEEE 30 barras;

� Sistema de medição: Plano 2;

� Percentual do número máximo de visitas: 75%, 50% e 25%;

� Cardinalidade máxima buscada:

* Cardinalidade 6;

5.3.1 Teste 1

Neste teste os algoritmos de busca informada são utilizados para a busca das tuplas

críticas de UMs até as cardinalidades de�nidas anteriormente. Sendo assim, avalia-se o

número de visitas e o tempo de execução em comparação à busca em profundidade.

Tabela 5.15: Desempenho dos algoritmos de busca informada (IEEE 30 - Plano 2)

Tipo de Busca Quantidade de Visitas Tempo(s)

Algoritmo BG 11.914 5

Algoritmo A*1 11.914 4

Algoritmo A*2 11.914 4

Algoritmo BP 11.914 5
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Tabela 5.16: Desempenho dos algoritmos de busca informada (IEEE 118 - Plano 2)

Tipo de Busca Quantidade de Visitas Tempo(s)

Algoritmo BG 2.687.490 13.437

Algoritmo A*1 2.687.490 13.289

Algoritmo A*2 2.687.490 13.218

Algoritmo BP 2.687.490 13.009

5.3.2 Teste 2

Nesta seção, avalia-se as buscas quanto às amostragens de tuplas ao se percorrer 25%,

50% e 75% do espaço de busca completo. A redução do total de visitas indica qual técnica

apresenta melhor percurso para pesquisa das tuplas críticas. Os testes são realizados

na rede IEEE 30, com o plano de medição 2. Esta rede foi escolhida por apresentar

requisitos su�cientes para a análise desejada (distribuição considerável de tuplas através

das cardinalidades). A Tabela 5.17 relaciona os totais absolutos de visitas com os seus

percentuais.

Tabela 5.17: Descrição do número de visitas em função do percentual do máximo, para a

rede teste IEEE 30 barras e plano de medição 2.

IEEE 30 Barras Plano 2 até k=6

Percentual Número de Visitas

100% 11.914

75% 8.936

50% 5.957

25% 2.979
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Tabela 5.18: Tempo de execução dos algoritmos em função do percentual máximo de

visitas.
Tipo de Busca Máx de Visitas(%) Tempo(s)

Algoritmo BG

75% 4

50% 3

25% 2

Algoritmo A*1

75% 4

50% 2

25% 1

Algoritmo A*2

75% 4

50% 2

25% 1

Algoritmo BP

75% 4

50% 2

25% 1

Tabela 5.19: Quantidade de tuplas críticas de UMs para o algoritmo BG (IEEE 30 - Plano

2)

Algoritmo BG

Cardinalidade k=1 k=2 k=3 k=4 k=5 k=6

75% Máx 5 9 15 34 60 8

50% Máx 5 6 12 31 50 0

25% Máx 5 4 4 16 39 0
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Figura 5.11: Distribuição das tuplas pelos percentuais de visitas (IEEE 30 - Plano 2 e

Algoritmo BG)

Tabela 5.20: Quantidade de tuplas críticas de UMs para o algoritmo A*1 (IEEE 30 -

Plano 2)

Algoritmo A*1

Cardinalidade k=1 k=2 k=3 k=4 k=5 k=6

75% Máx 5 9 15 35 61 18

50% Máx 5 9 15 35 58 1

25% Máx 5 9 15 35 26 0
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Figura 5.12: Distribuição das tuplas pelos percentuais de visitas (IEEE 30 - Plano 2 e

Algoritmo A*1)

Tabela 5.21: Quantidade de tuplas críticas de UMs para o algoritmo A*2 (IEEE 30 -

Plano 2)

Algoritmo A*2

Cardinalidade k=1 k=2 k=3 k=4 k=5 k=6

75% Máx 5 9 15 35 61 19

50% Máx 5 9 15 35 57 6

25% Máx 5 9 15 35 30 0
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Figura 5.13: Distribuição das tuplas pelos percentuais de visitas (IEEE 30 - Plano 2 e

Algoritmo A*2)

Tabela 5.22: Quantidade de tuplas críticas de UMs para o algoritmo BP (IEEE 30 - Plano

2)

Algoritmo BP

Cardinalidade k=1 k=2 k=3 k=4 k=5 k=6

75% Máx 5 2 1 17 53 20

50% Máx 5 1 1 2 43 20

25% Máx 5 0 1 1 11 20
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Figura 5.14: Distribuição das tuplas pelos percentuais de visitas (IEEE 30 - Plano 2 e

Algoritmo BP).

5.3.3 Discussão dos Resultados

Primeiramente, avaliando-se as Tabelas 5.15 e 5.16 (teste 1), tanto o algoritmo BG

quanto os algoritmos A*1 e A*2 se apresentaram aplicáveis à determinação de tuplas

críticas de UMs. Em uma rede de menor porte, as técnicas de busca informada se apre-

sentam equivalentes à busca não-informada (tempo de execução). Já ao serem avaliadas

em uma rede de maior porte (rede IEEE 118 barras) evidencia-se que a busca em profun-

didade, para uma mesma quantidade de visitas, apresenta um desempenho ligeiramente

superior às buscas informadas. Entretanto, essa superioridade não é muito acentuada

principalmente se comparada aos algoritmos A*.

A ordem em que as UMs estão arranjadas na tupla é um ponto importante a ser

discutido. A Figura 5.15 ilustra essa situação para o caso uma rede arbitrária com 4 UMs

disponíveis. Esta irá possuir um total de 24 combinações distintas de ordenações para as

tuplas, a Figura 5.15 ilustra 3 dessas combinações. Neste caso, a discussão quanto ao uso

das buscas informadas torna-se irrelevante, pois este tipo de busca independe da ordenação

das UMs nas tuplas. Já o processo de busca em profundidade varia de acordo com a ordem

que as UMs estão inseridas na tupla. Dessa forma, para um caso simples com 4 UMs, serão

24 possibilidades distintas, sendo que algumas delas podem resultar em percursos ruins
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pelo espaço de busca. Já no caso da rede IEEE 118 barras e plano de medição 2, existem

99 UMs disponíveis, perfazendo um total de 99! (fatorial) possibilidades de ordenação

das UMs. Isto posto, deve-se encontrar o arranjo mais adequado da tupla para que se

obtenha o melhor desempenho possível. Sendo assim, caso as UMs correspondentes às

posições iniciais da tupla não participem de tuplas críticas cardinalidade inferiores, serão

necessárias muitas rami�cações o que afetará o requisito de desempenho da técnica. Neste

contexto a busca informada ganha destaque, pois a ordem em que as tuplas são exploradas

depende de uma função de prioridade. Assim sendo, a pequena vantagem no desempenho

do algoritmo BP deve ser relativizada e a mesma deve ser aplicada em circunstâncias onde

a busca informada pode ser inadequada como, por exemplo, na busca por criticalidades

com cardinalidades muito elevadas.

Figura 5.15: Exemplo de combinações para tuplas de UMs.

O segundo teste discute opções sobre o caminho percorrido pelas estratégias de busca

e como essas diferentes abordagens se comportam em uma situação na qual o número má-

ximo de visitas é limitado (Tabela 5.17). As Figuras 5.11 a 5.14 ilustram gra�camente a

distribuição das tuplas críticas obtidas para os 4 algoritmos. Observando-se a Figura 5.13,

�ca evidente que o algoritmo A*2 percorre as soluções de uma maneira mais inteligente,

amostrando diversas tuplas críticas através das cardinalidades. Nota-se que a cardina-

lidade mais elevada (cardinalidade 6) foi a que apresentou menor quantidade de tuplas

amostradas, ou seja, as maiores cardinalidades são pouco visitadas nesta estratégia. Além

disso, mesmo com uma limitação de visitas, esta estratégia amostra a maior quantidade

de tuplas críticas dentre as três estratégias, comprovando a qualidade desta heurística

para o direcionamento do percurso da técnica B&B. Vale ressaltar que as demais buscas

informadas apresentaram, também, resultados bons neste contexto, validando-se o uso do

algoritmo BG para um percurso inteligente para a identi�cação de criticalidades.

Por �m, os resultados da busca em profundidade indicam que a busca não-informada

realiza uma amostragem de�citária, quando é limitada em número de visitas, conforme

apresentado na Figura 5.15. Esta forma de busca destaca-se por amostrar primordial-
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mente as tuplas críticas de cardinalidades mais elevadas, no caso a cardinalidade 6, sendo

resultado da característica da estrutura de dados utilizada na implementação desta es-

tratégia (pilha). Sendo assim, no caso de se desejar uma amostragem de tuplas críticas

de diversas cardinalidades a melhor escolha seriam os algoritmos tipo A* ou BG. Já se o

interesse é a amostragem de tuplas críticas de ordens superiores, a aplicação da busca em

profundidade torna-se uma boa alternativa.

5.4 Testes para Melhoria de Desempenho

Nesta seção, são estabelecidos os testes que visam melhorar o desempenho da técnica

B&B. Essas estratégias são aplicadas na busca em profundidade, porém podem facilmente

ser aplicadas nas demais estratégias de busca desenvolvidas. Serão avaliadas quais as

propostas mais e�cientes e quais apresentam maior abrangência de aplicação. Por �m,

será testada uma forma híbrida, composta das melhores estratégias, de maneira a se

observar qual o ganho de desempenho global. Em relação aos testes utiliza-se o IEEE

30 barras com o plano de medição 3, sendo buscadas tuplas críticas até a cardinalidade

10. Além disso, para uma condição de rede mais robusta, utiliza-se a rede IEEE 118

barras com o plano de medição 2, sendo buscadas criticalidades até a cardinalidade 4.

Por �m, utiliza-se a busca em profundidade, anteriormente testada, como referência de

comparação.

5.4.1 Teste Tabela Hash

Os testes aqui apresentados se baseiam em três arranjos principais: o primeiro utiliza

uma tabela Hash simples. O segundo utiliza duas tabelas Hash: uma armazenando as

tuplas críticas e outra as tuplas que são candidatas a críticas. Por �m, o terceiro arranjo

utiliza outras duas tabelas Hash: a primeira armazenando apenas tuplas que possuem

alguma criticalidade e a segunda as tuplas não críticas. A seguir, as Tabelas 5.23 e 5.24

apresentam os resultados obtidos.
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Tabela 5.23: Desempenho dos testes com tabela Hash (IEEE 30 - Plano 3)

Busca Qtd.Visitas T. Otm.(s) T. Filtro(s) T. Total(s)

1 Hash Crítica 216.329 80 1,1 81,1

2 Hashs Críticas 216.329 88 0 88

2 Hashs(Crítica e Não-Crítica) 215.088 83 1,8 84,8

BP 308.459 128 0 128

Tabela 5.24: Desempenho dos testes com tabela Hash (IEEE 118 - Plano 2)

Busca Qtd.Visitas T. Otm.(s) T. Filtro(s) T. Total(s)

1 Hash Crítica 2.662.255 10631 0,89 10.631,89

2 Hashs Críticas 2.662.255 10647 0 10.647

2 Hashs(Crítica e Não-Crítica) 2.657.058 10.637 0,84 10.637,84

BP 2.687.490 13.009 0 13.009

O uso da tabela Hash proporcionou uma redução no número de visitas, podendo-se

alcançar uma economia de 93371 visitas para a rede de 30 barras (30,3 % do máximo

de visitas) até a cardinalidade 6, e 30432 (11,3 % do máximo de visitas), para a rede de

118 barras, até cardinalidade 4. Considera-se como visita a avaliação da função objetivo.

Desta maneira, ao se encontrar uma tupla candidata na tabela Hash, evita-se o cálculo

da função objetivo que apresenta uma etapa dispendiosa do algoritmo, visto que envolve

várias operações matriciais. Sendo assim, em média, a operação de análise da função

objetivo apresenta custo O(n3). Por outro lado, a estrutura de dados "unordered multi-

map ", da linguagem C++, apresenta complexidade constante para inserção, remoção e

pesquisa. Entretanto, precisa-se de uma função de Hashing para relacionar um dado com

uma posição. Neste caso a função utilizada apresenta complexidade O(n), sendo preferível

à analise da função objetivo. No pior caso, com uma função que espalhe pouco os dados,

a complexidade assintótica tenderia a O(n2), com as tuplas �cando encadeadas.

A utilização de uma estrutura auxiliar se apresenta como uma boa alternativa para

ganho de desempenho. Obteve-se um ganho de tempo considerável, alcançando 2.377,11

segundos (aproximadamente 40 minutos) para rede IEEE 118. Observa-se que quanto

maior a dimensão da rede maior o impacto pelo uso da estrutura. De fato, esse ganho

pode ser maior ou menor dependendo do arranjo da rede e da con�guração dos medidores.

Por �m, comparando as três abordagens utilizadas evidencia-se que as três apresentam

resultados próximos, sendo que, em problemas de larga escala, estas diferenças são insig-
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ni�cantes. Entretanto, considerando a simplicidade de implementação, a estratégia com

apenas uma Hash foi exatamente a que resultou em um menor tempo para determinação

das tuplas críticas de UMs. Nesta estratégia, necessita-se de uma etapa de �ltragem após

o processo de otimização, sem contudo comprometer o tempo total.

5.4.2 Teste Matriz de Covariâncias dos Resíduos

Nesta seção, realiza-se a comparação entre as duas formas de cálculo da função obje-

tivo, conforme apresentado no Capítulo 4. Até o momento, a função objetivo dos testes se

baseou na matriz de Ganho, pois sua utilização não in�uencia nas análises comparativas

realizadas entre as técnicas de busca por criticalidades. Por outro lado, o interesse desta

seção é buscar o melhor desempenho possível, testando o uso da matriz de covariância

dos resíduos na função objetivo. As Tabelas 5.25 e 5.26 apresentam os resultados do

desempenho do processo de busca com as funções objetivo mencionadas.

Tabela 5.25: Desempenho da busca utilizando como função objetivo a matriz de covari-

ância dos resíduos (IEEE 30 - Plano 3)

Tipo de Busca Quantidade de Visitas Tempo(s)

F.obj Matriz de Covariâncias 308.459 76

BP 308.459 128

Tabela 5.26: Desempenho da busca utilizando como função objetivo a matriz de covari-

ância dos resíduos (IEEE 118 - Plano 2)

Tipo de Busca Quantidade de Visitas Tempo(s)

F.obj Matriz de Covariâncias 2.687.490 1.005

BP 2.687.490 13.009

O primeiro aspecto a se destacar é a superioridade do uso da matriz de Covariâncias

dos Resíduos. Para a uma mesma quantidade de visitas, o tempo para a obtenção de

todas as tuplas críticas de UMs foi muito inferior se comparado à matriz de Ganho,

chegando a 12.004 segundos (3,34 horas) para a rede IEEE 118 barras. Esta redução

de tempo se evidencia principalmente na rede IEEE 118 barras e tende a se acentuar

conforme o crescimento da rede. Isso se explica pelo fato de que, quanto maior a rede,

mais combinações surgem, o que torna o processo ainda mais moroso.
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Pode-se notar, que a vantagem alcançada repousa no fato de que o processo de oti-

mização opera com matrizes muito menores ao se utilizar a partição da matriz E. Esta

apresenta dimensão variável, a cada tupla testada, a qual é equivalente ao total de medidas

envolvidas na formação da tupla. Por outro lado, a matriz de Ganho possui ordem cons-

tante, sendo esta igual ao número de variáveis de estado a serem determinadas pela EE.

Por exemplo, a rede IEEE 118 barras, considerando o modelo linear, possui 117 variáveis

de estado a serem determinadas, considerando uma barra como referência.

A partição da matriz E deve ser utilizada em situações em que a quantidade de

medidas envolvidas na formação das tuplas é inferior à quantidade de variáveis de estado

do processo de estimação. A partir deste limite a matriz G passa a apresentar menor

dimensão e a função objetivo deve se basear na mesma. Por exemplo, na rede IEEE 118

barras, esse ponto de "troca"ocorre quando as medidas envolvidas em uma tupla superam

o valor 117. Sendo assim, caso se deseje cardinalidades muito elevadas é indicada uma

implementação que avalie, constantemente, qual das duas matrizes deve ser utilizada e,

assim, opere com a de menor dimensão.

5.4.3 Teste Relaxação das Restrições

Nesta seção, os testes se baseiam na comparação entre o algoritmo de referência (BP)

com e sem a avaliação das restrições do problema de otimização, estabelecidas no Capítulo

4. Os resultados do desempenho alcançado se encontram nas Tabelas 5.27 e 5.28.

Tabela 5.27: Desempenho da busca relaxando-se a restrição de análise das sub-tuplas

k − 1 (IEEE 30- Plano 3)

Busca Qtd.Visitas T. Otm.(s) T. Filtro(s) T. Total(s)

Restrições Relaxadas 308.459 75 3,9 78,9

BP 308.459 128 0 128

Tabela 5.28: Desempenho da busca relaxando-se a restrição de análise das sub-tuplas

k − 1 (IEEE 118 - Plano 2)

Busca Qtd.Visitas T. Otm.(s) T. Filtro(s) T. Total(s)

Restrições Relaxadas 2.687.490 10.697 27,3 10.724,3

BP 2.687.490 13.009 0 13.009

Os testes comprovam que o processo de avaliação das possíveis sub-tuplas críticas, de
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ordem k− 1, é computacionalmente custoso e equivale à realização de uma visita dupla à

função objetivo. Desta forma, a cada tupla crítica candidata, torna-se mais interessante

salvá-la diretamente como crítica e realizar, após a otimização, um processo de �ltragem

das soluções. Houve ganhos de tempo de execução em ambas redes testadas, evidenciando-

se uma economia proporcional à dimensão da rede. Destaca-se a economia para a rede

IEEE 118, a qual alcançou, aproximadamente, 2.285 segundos (38 minutos).

Os resultados demonstram ganhos de desempenho ao serem relaxadas as restrições

do problema de otimização. Quanto maior o surgimento de criticalidades, mais vezes a

reanálise da função objetivo será evitada. Em contrapartida, o processo de �ltragem será

mais custoso com o aumento da quantidade de tuplas salvas no conjunto solução. Nos

testes realizados, a razão entre o tempo de �ltragem e o tempo do processo de otimização

foi de 0,0026, o que demonstra que o processo de otimização representa a maior parte do

tempo gasto. Nestes testes, a lógica para �ltragem foi a mais simples possível, e assim

sendo o desenvolvimento de uma técnica de �ltragem mais e�ciente pode garantir maiores

ganhos nas buscas por criticalidades de cardinalidades mais elevadas.

5.4.4 Teste prévio das C1-UMs

Nesta seção, testa-se a possibilidade de utilização de informações prévias, de forma a

se obter ganhos de desempenho no processo de busca. O teste desenvolvido se baseia na

presença de tuplas críticas de cardinalidade 1. Os resultados para as duas redes utilizadas

seguem apresentados nas Tabelas 5.29 e 5.30.

Tabela 5.29: Desempenho da busca utilizando o conhecimento prévio das criticalidades

ordem 1 (IEEE 30 - Plano 3)

Tipo de Busca Quantidade de Visitas Tempo(s)

Economia C1 Prévia 308.459 69

BP 308.459 128

Tabela 5.30: Desempenho da busca utilizando o conhecimento prévio das criticalidades

ordem 1 (IEEE 118 - Plano 2)

Tipo de Busca Quantidade de Visitas Tempo(s)

Economia C1 Prévia 2.687.490 8.916

BP 2.687.490 13.009
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Conforme apresentado na Seção 5.2, a rede IEEE 30 barras e plano de medição 3

possui 8 UMs críticas. Já a rede IEEE 118 barras e plano de medição 2 possui 12 UMs

críticas. Sendo assim, com apenas 12 UMs críticas, em um universo de 99 UMs dispo-

níveis (o que é uma rede bastante redundante), houve uma economia de 4.093 segundos

(aproximadamente 1 hora e 8 minutos) para a rede IEEE 118 barras. Dessa forma, com

uma maior quantidade de UMs críticas o processo tende a ser ainda mais e�ciente.

5.4.5 Teste das C1-UMs durante o Processo de Busca

Nesta seção, os resultados apresentados se baseiam na proposta de economia de tempo

com a utilização da informação das UMs críticas, obtidas ao longo do processo de otimiza-

ção. Na proposta anterior, as C1-UMs devem ser obtidas, previamente, todas as vezes em

que o plano de medição for alterado. Dessa forma, o objetivo é remover a obrigatoriedade

de se realizar uma identi�cação prévia dessas criticalidades de ordem 1. As Tabelas 5.31

e 5.32 apresentam os resultados para as redes analisadas.

Tabela 5.31: Desempenho da busca utilizando o conhecimento das criticalidades ordem 1

(IEEE 30 - Plano 3)

Tipo de Busca Quantidade de Visitas Tempo(s)

Economia C1 Pós 183.301 68

BP 308.459 128

Tabela 5.32: Desempenho da busca utilizando o conhecimento das criticalidades ordem

1, obtidos durante o processo de otimização (IEEE 118 - Plano 2)

Tipo de Busca Quantidade de Visitas Tempo(s)

Economia C1 Pós 2.186.826 9.213

BP 2.687.490 13.009

Na rede de 30 barras economizou-se 60 segundos, o que representa aproximadamente

50% do tempo total do algoritmo de referência. Além disso, a função objetivo deixou de

ser avaliada 125.158 vezes, ou seja, aproximadamente 41% do total de visitas do algoritmo

de referência. Ao ser testada em uma rede de maior porte, caso da rede IEEE 118 barras,

economizou-se 3.796 segundos (1 hora e 3 minutos), juntamente com a redução de 500.664

visitas, sendo isto, aproximadamente, 20 % do total de visitas do algoritmo de referência.
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5.4.6 Testes com Técnicas híbridas

Nesta seção, são avaliadas estratégias híbridas, buscando-se um máximo ganho de

desempenho. Para tal, foram estabelecidas três abordagens:

1. Utilização da tabela Hash, da matriz E e da informação prévia das UMs críticas;

2. Uso prévio das C1-UMs, a relaxação das restrições e a utilização da matriz E;

3. Uso do conhecimento das C1-UMs obtidas ao longo do processo de otimização,

juntamente com a utilização da estratégia de relaxação das restrições e da matriz

E.

A Tabela 5.33 resume e nomeia estas três abordagens.

Tabela 5.33: Legenda relacionando o tipo de busca e o seu código

Legenda Técnica

H1 Hash+Covar+ Econ Pré C1-UMs

H2 Econ Pré C1-UMs +Relax+Covar

H3 Econ Pós C1-UMs + Relax + Covar

As Tabelas 5.34 e 5.35 apresentam os resultados destes testes realizados.

Tabela 5.34: Desempenho das buscas utilizando a combinação das diversas estratégias de

ganho de desempenho (IEEE 30 - Plano 3)

Tipo de Busca Qtd. Visitas Tempo Otim.(s) Tempo Filtro(s) Tempo Total(s)

H1 273.174 36 0 36

H2 308.459 32 1,7 33,7

H3 183.301 31 2 33

Tabela 5.35: Desempenho das buscas utilizando a combinação das diversas estratégias de

ganho de desempenho (IEEE 118 - Plano 2)

Tipo de Busca Qtd. Visitas Tempo Otim.(s) Tempo Filtro(s) Tempo Total(s)

H1 2.683.729 783 0 783

H2 2.687.490 719 9,89 728,89

H3 2.186.826 748 10 758



5.4 Testes para Melhoria de Desempenho 140

Evidencia-se que a utilização da matriz de covariância dos resíduos desempenha um

papel importante na aplicabilidade do algoritmo a uma situação real. Isto porque ela

permite a execução das análises em tempos razoáveis. Entretanto, esta economia se reduz

com o crescimento tanto da rede quanto das cardinalidades das criticalidades pesquisa-

das. Desta forma, as demais estratégias são importantes pois possibilitam uma economia

adicional ao processo de busca. Assim sendo, ainda que o melhor desempenho tenha sido

obtido pela busca H2, todas as combinações apresentam desempenhos muito próximos.

Então, conclui-se que todas as estratégias desenvolvidas são úteis para um processo de

busca mais e�ciente, se comparadas ao algoritmo de referência.

5.4.7 Discussões Gerais sobre os Ganhos de Desempenho

Com o uso tabela Hash evidenciou-se ganhos relevantes, de forma que esta aplicação

torna interessante o uso de estruturas auxiliares no processo de determinação de tuplas

críticas. Com a proposta de relaxação das restrições, evitam-se várias avaliações secundá-

rias da função objetivo. Além disso, pelo fato do uso de uma função de �ltragem simples,

existem caminhos para implementações mais e�cientes, o que resultaria em tempos me-

nores de execução para a busca de criticalidades de ordens mais elevadas de tuplas. A

utilização da matriz de covariância dos resíduos deve também ser destacada. O desa�o

de um problema combinatorial co-existe com a difícil análise de uma função objetivo que

depende de matrizes com grandes dimensões. Com a proposta de utilização das UMs

críticas, evidenciou-se ganhos de desempenho consideráveis, principalmente pelo fato de

que a formação de C1-UMs ocorreu com frequência nas redes analisadas. Além disso,

com poucas UMs críticas se obteve ganhos relevantes de forma que, caso haja um número

maior de C1-UMs, a busca pode ser ainda mais e�ciente.

As discussões gerais demonstram que é possível se desenvolver estratégias mais e�ci-

entes, baseadas na técnica de Branch and Bound e voltadas à determinação das tuplas

críticas de UMs. Para sustentar esta a�rmação são comparadas três estratégias:

� Força Bruta: Algoritmo mais simples para a determinação de soluções de proble-

mas combinatoriais, que combina todas as possibilidades sem qualquer redução do

espaço de busca, sendo também conhecido por busca exaustiva;

� DFS com matriz de ganho: A busca em profundidade tradicional utilizando-se,

como função objetivo a matriz de ganho;

� DFS "híbrido": Busca em profundidade com a utilização da partição da matriz
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E, juntamente com a relaxação das restrições e uso do conhecimento prévio das

C1-UMs.

As Tabelas 5.36 e 5.37 apresentam uma comparação entre tês algoritmos para a rede

IEEE 118 barras e plano de medição 2.

Tabela 5.36: Comparação entre o número de visitas das técnicas de Força Bruta, busca

em profundidade com matriz de Ganho e a busca em profundidade híbrida.

Número de Visitas

Técnica k=1 k=2 k=3 k=4 k=5

Força Bruta 99 4.950 161.799 3.926.175 75.449.319

DFS(Ganho) 100 4.493 129.515 2.687.490 42.998.065

DFS(Híbrido) 100 4.493 129.515 2.687.490 42.998.065

Tabela 5.37: Comparação entre os tempos de busca das técnicas de Força Bruta, busca

em profundidade com matriz de Ganho e a busca em profundidade híbrida.

Card Tempo Força Bruta(s) Tempo DFS(Ganho)(s) Tempo DFS(Híbrido)(s)

1 1 1 1

2 31 25 1

3 1.062 639 34,7

4 26.820 13.009 728,89

5 452.696 231.363 14.380

As Tabelas 5.36 e 5.37 resumem o desempenho das três técnicas citadas, com cri-

ticalidades até a cardinalidade 5. Evidencia-se que o algoritmo Branch and Bound sem

qualquer melhoria apresenta desempenho muito superior ao algoritmo Força Bruta. Nesta

condição, o speed up para a cardinalidade 5 chega a 2 vezes. Já, ao se considerar a técnica

híbrida, os ganhos são ainda mais consideráveis, atingindo um speed up de 31 vezes em

relação ao algoritmo de Força Bruta. Já em comparação ao B&B tradicional o ganho

alcança, aproximadamente, um speed up de 15 vezes.

A Figura 5.16 ilustra, gra�camente, essa economia e relaciona as cardinalidades com o

tempo para a obtenção das tuplas críticas para cada uma delas. Pode-se conjecturar que,

ao se buscar tuplas de cardinalidades ainda maiores, haverá um distanciamento crescente

entre o desempenho das três estratégias. Além disso, o comportamento do grá�co ilustra

com clareza a característica exponencial do problema. Observa-se que não é possível
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mudar a natureza do problema, entretanto pode-se reduzir a magnitude do expoente da

função. Isto sendo notado pela diferença de crescimento entre as curvas de Força Bruta

e do algoritmo híbrido. Esta diferença tende a crescer, de forma que a estratégia híbrida

apresenta-se mais aplicável a situações práticas, nas quais se deseja a determinação de

criticalidades de cardinalidades elevadas.

Figura 5.16: Grá�co comparativo, das velocidades de obtenção das tuplas críticas de

Unidades de Medição.

5.5 Testes de Flexibilidade da Metodologia

Em situações práticas, pode haver interesse por uma região especí�ca da rede ou por

um conjunto de UMs que possuam maior importância operativa. Os algoritmos até aqui

testados não possuem nenhuma restrição ou condição para realizar esse tipo especí�co

de busca. Desta forma, os algoritmos avaliados a seguir mostram certa �exibilidade da

metodologia proposta. O primeiro algoritmo testado será o de busca por elementos espe-

cí�cos da rede. Na sequência, são testados outros dois algoritmos, aplicados para busca

de criticalidades de algumas UMs prioritárias; o primeiro utilizando como base a busca

em profundidade e o segundo �la de prioridades. O último teste baseia-se em uma busca
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através de uma área limitada, em que se procura encontrar tuplas críticas com elementos

pertencentes a uma região de interesse. Nesta seção, a função objetivo adotada utiliza-se

da matriz de covariância dos resíduos E. Para os testes, se fez uso das redes IEEE 118

Barras, com os planos de medição 1 e 2. Por �m, vale destacar que, por questão de espaço

e organização, só serão apresentados alguns exemplos das tuplas críticas obtidas.

5.5.1 Busca por Elementos Especí�cos

Em um SEP (Sistema Elétrico de Potência) o número de barras pode ser elevado,

tornando-se interessante buscar por criticalidades de UMs que pertençam a uma região

importante, e.g, com barramentos dos quais derivem troncos de transmissão. Além disso,

pode-se ter conhecimento de que algumas UMs apresentam com frequência falhas de co-

municação que fragilizem o plano de medição. Sendo assim, a proposta de busca por

elementos especí�cos visa determinar todas as tuplas críticas que relacionem, simultane-

amente, uma ou mais UMs.

Para os testes, foram estabelecidas duas con�gurações de UMs a serem buscadas.

Esta escolha foi arbitrária, pois o interesse é apenas validar a técnica. Na prática, pode-se

basear essa escolha em informações presentes nos históricos de operação do sistema de

medição. Os testes foram divididos em três níveis, cada um relacionado ao tamanho do

conjunto das UMs pesquisadas, a saber:

� Rede IEEE 118 Barras (Plano de Medição 1)

� Nível 1- Barra 49;

� Nível 2- Barras 69 e 70;

� Nível 3- Barras 38, 40 e 24.

� Rede IEEE 118 Barras (Plano de Medição 2)

� Nível 1- Barra 49;

� Nível 2- Barras 59 e 64;

� Nível 3- Barras 15, 19 e 30 ;

As Tabelas 5.38 a 5.41 apresentam os resultados das buscas por criticalidades das

UMs listadas para cada nível. Vale frisar que para os níveis 1 e 2 foram buscadas as
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criticalidades até a cardinalidade 4. Já para o nível 3, foram pesquisadas as criticalidades

até a cardinalidade 5.

Tabela 5.38: Relação entre o número de visitas e o tempo de execução, para três níveis

de análise (IEEE 118 - Plano 1)

Níveis Tempo(s) Quantidade de Visitas

1 277 582.994

2 3 7.298

3 3 6.747

Tabela 5.39: Distribuição das tuplas críticas por cardinalidade, para três níveis de análise

(IEEE 118 - Plano 1)

Níveis k=1 k=2 k=3 k=4 k=5

1 - 3 7 18 NB

2 - - 4 0 NB

3 - - - 4 0

Tabela 5.40: Relação entre o número de visitas e o tempo de execução, para três níveis

de análise (IEEE 118 - Plano 2)

Níveis Tempo(s) Quantidade de Visitas

1 349,33 647.318

2 3 7.970

3 4 7.317

Tabela 5.41: Distribuição das tuplas críticas por cardinalidade, para três níveis de análise

(IEEE 118 - Plano 2)

Níveis k=1 k=2 k=3 k=4 k=5

1 - 3 7 18 NB

2 - - 2 1 NB

3 - - - 2 4

Os resultados dos testes apresentaram os ganhos desejados, visto que tanto o tempo,

quanto o número de visitas foram reduzidos consideravelmente. O algoritmo foi validado

através da conferência das tuplas críticas obtidas com o conjunto solução completo através
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das técnicas anteriormente testadas. Em relação a busca pelas tuplas críticas que envol-

vem apenas a UM 49, evidencia-se uma redução do tempo gasto se comparado à busca

completa. Neste caso, para a rede IEEE 118 barras e plano 2, a busca completa necessita

de 1.005 segundos encontrar todas as tuplas críticas. Adicionalmente é necessária uma

estratégia para que se encontre as tuplas das UMs de interesse (esta estratégia não foi

implementada). No caso da presente proposta, o resultado pode ser obtido em 349,33 se-

gundos. De fato, o ganho para se pesquisar uma única UM não é expressivo, porém ao se

buscar mais UMs, a diferença entre os tempos de execução eleva-se. Para ambos os planos

de medição (e níveis de busca), o tempo para obtenção das tuplas críticas envolvendo as

UMs escolhidas encontra-se entre 3 e 4 segundos.

Por �m, esta técnica propicia ao operador avaliar com rapidez se uma dada combinação

de UMs é crítica, principalmente quando há uma alteração repentina na topologia da rede

ou no sistema de medição. Originalmente é necessária uma busca completa e, na sequência,

a pesquisa pelas combinações de interesse contidas no conjunto solução. Nesta estratégia,

o algoritmo indica imediatamente se a combinação é crítica ou não, havendo a capacidade

de avaliação pontual em relação à formação de novas criticalidades que envolvam UMs

importantes.

Para �nalizar, a Tabela 5.42 exempli�ca para a rede IEEE 118 barras e plano de

medição 2 todas as tuplas críticas de UMs que envolvem as barras 59 e 64. O mesmo

resultado pode ser obtido para qualquer combinação desejada.

Tabela 5.42: Tuplas críticas que envolvem, simultaneamente, as UMs 59 e 64 (IEEE 118
- Plano 2)
C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-59 UM-64 UM-62 UM-54 UM-56 UM-59 UM-64
UM-49 UM-59 UM-64

5.5.2 Buscas por UMs Prioritárias

Há situações em que o interesse se volte para duas regiões distintas e a identi�cação

das tuplas críticas que envolvam as UMs dessas regiões torna-se importante para estudos

de reforço e planejamento da medição. Testes visando reduzir o espaço de busca, de forma

a se obter informações especí�cas sem percorrê-lo em sua completeza são aqui realizados.

O objetivo é determinar como um conjunto de UMs prioritárias, para uma dada rede,

relacionam-se entre si e entre as demais UMs, por meio da formação de tuplas críticas.

Conforme apresentado, foram implementadas duas estratégias, a primeira baseia-se na
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estrutura de �la de prioridades (busca-informada) e a segunda na estratégia de busca em

profundidade. Os testes foram realizados na rede IEEE 118 barras e planos de medição 1

e 2, buscando-se criticalidades até a cardinalidade 4. Os conjuntos de UMs pesquisadas

para cada nível estabelecido são:

� Nível 1 - Barra 49;

� Nível 2 - Barras 49 e 100;

� Nível 3 - Barras 49, 100 e 12.

As Tabelas 5.43 a 5.47 apresentam os resultados para ambas as estratégias desenvol-

vidas.

Tabela 5.43: Desempenho da técnica de busca por UMs prioritárias utilizando �la de

prioridades(IEEE 118 - Plano 1)

Níveis Tempo(s) Quantidade de Visitas

1 83 106.443

2 201 252.415

3 229 251.478

Tabela 5.44: Desempenho da técnica de busca por UMs prioritárias utilizando �la de

prioridades (IEEE 118 - Plano 2)

Níveis Tempo(s) Quantidade de Visitas

1 112 127.934

2 266 304.114

3 280 303.947

� Busca em Profundidade:

Tabela 5.45: Desempenho da técnica de busca por UMs prioritárias utilizando a busca

em profundidade (IEEE 118 - Plano 1)

Níveis Tempo(s) Quantidade de Visitas

1 260 582.995

2 262 582.996

3 291 582.997
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Tabela 5.46: Desempenho da técnica de busca por UMs prioritárias utilizando busca em

profundidade (IEEE 118 - Plano 2)

Níveis Tempo(s) Quantidade de Visitas

1 306 647.319

2 320 647.320

3 323 647.321

Tabela 5.47: Distribuição de tuplas críticas de UMs prioritárias (IEEE 118 - Planos 1 e

2)

Níveis k=1 k=2 k=3 k=4

1 0 3 7 18

2 1 3 7 18

3 2 3 7 18

Primeiramente, comparando-se as duas abordagens, evidencia-se que a busca baseada

em �la de prioridades apresenta um desempenho superior, se comparada à busca em

profundidade. Isto é evidenciado ao se analisar tanto os tempos de execução quanto a

quantidade de visitas.

Em ambos os testes, o objetivo de redução do espaço de busca foi alcançado. Já

em relação às tuplas críticas encontradas, estas foram validadas, por inspeção, através

dos resultados das técnicas anteriormente discutidas. Houve uma redução considerável

do número de visitações, o que possibilita a obtenção de várias informações especí�cas

em um tempo de execução inferior à busca completa. Salienta-se que as redes testadas

possuem dimensões pequenas se comparadas a redes reais. Na prática, o distanciamento

( em tempo de execução) entre uma busca completa e uma busca reduzida tende a se

elevar. Assim como na seção anterior, existe a possibilidade de obtenção de informações

referentes à formação de novas Ck-UMs diante da alteração das con�gurações da rede

ou do plano de medição. Nos testes, com a alteração do plano de medição, não foram

formadas novas tuplas críticas envolvendo as UMs prioritária (vide Tabela 5.47).

Por �m, pode-se observar que a presente estratégia engloba uma das possibilidades

da proposta anterior, sendo ela a pesquisa por C1-UMs especí�cas. Isto é observado

ao se pesquisar as tuplas críticas que envolvem a UM 49 e ao se comparar os níveis 1

das Tabelas 5.41 e 5.47. Conforme esperado, as presentes implementações obtiveram as

mesmas quantidades de tuplas críticas que a proposta anterior. Por outro lado, o tempo
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de execução da implementação por �la de prioridades apresenta destaque em relação às

demais.

A Tabela 5.48 ilustra as tuplas críticas obtidas para a rede IEEE 118 barras em

ambos os planos de medição. Considera-se a busca pelas criticalidades que envolvem

(simultaneamente ou não) as UMs das barras 49, 100 e 12. Neste caso observa-se que as

UMs 12 e 100 são críticas e, consequentemente, não se relacionam com as demais unidades

de medição. Em contrapartida, a UM-49 está presente em diversas criticalidades até a

cardinalidade 4, sendo importante a garantia de que a mesma se mantenha em boas

condições de operativas.

Tabela 5.48: Tuplas críticas de UMs prioritárias para a busca de nível 3 (IEEE 118 -

Planos 1 e 2.
C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-12 UM-49 UM-51 UM-38 UM-49 UM-65 UM-47 UM-49 UM-65 UM-24

UM-100 UM-49 UM-56 UM-49 UM-64 UM-65 UM-38 UM-47 UM-49 UM-24

UM-49 UM-50 UM-49 UM-62 UM-65 UM-49 UM-60 UM-61 UM-65

UM-49 UM-64 UM-62 UM-23 UM-47 UM-49 UM-65

UM-49 UM-59 UM-64 UM-49 UM-60 UM-61 UM-64

UM-49 UM-52 UM-54 UM-34 UM-47 UM-42 UM-49

UM-49 UM-53 UM-54 UM-43 UM-47 UM-42 UM-49

UM-44 UM-47 UM-42 UM-49

UM-45 UM-47 UM-42 UM-49

UM-37 UM-45 UM-47 UM-49

UM-40 UM-45 UM-47 UM-49

UM-37 UM-44 UM-47 UM-49

UM-40 UM-44 UM-47 UM-49

UM-37 UM-43 UM-47 UM-49

UM-40 UM-43 UM-47 UM-49

UM-34 UM-40 UM-47 UM-49

UM-34 UM-37 UM-47 UM-49

UM-23 UM-38 UM-47 UM-49
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5.5.3 Área Limite

Nos testes que seguem considera-se a "distância"topológica entre as barras, conforme

discutido no Capítulo 4. Na presente estratégia, os objetivos podem ser diversos, sendo

a ideia primordial a determinação das tuplas críticas de UMs contidas em uma região

estabelecida através de uma barra principal, chamada de barra central. A partir, dela

de�ne-se uma distância de referência com a qual o algoritmo buscará todas as tuplas

críticas que envolvam, unicamente, as UMs contidas nesta área. Esta técnica pode ser im-

portante na análise da interação entre UMs em uma situação de ilhamento, na qual ocorre

uma redução da região observável da rede. Outra possibilidade são estudos referentes à

relação entre as distâncias topológicas entre as UMs e a formação de tuplas críticas.

A barra central pode ser de�nida como uma subestação importante da rede, de forma

que se deseja encontrar as possíveis criticalidades formadas com sua participação e das

UMs próximas. Neste caso, a determinação arbitrária da barra central ocorreu através

de um algoritmo que seleciona a barra que possui mais conexões com as demais. Já os

valores dos "raios"(extensão) de cada região serão as distâncias 1, 2 e 3 entre os nós de

um grafo. Vale salientar que há um limite para este "raio", o qual transforma esta busca

parcial em uma completa, ou seja, todo o espaço de busca é percorrido. Para os testes

são utilizadas a rede IEEE 118 barras com os planos de medição 1 e 2, sendo a barra

49 escolhida como centro da região. Em relação às criticalidades, estas são pesquisadas

até a cardinalidade 4. As Tabelas 5.49 a 5.51 apresentam os resultados para as buscas

supracitadas.

Tabela 5.49: Desempenho da busca por tuplas críticas em uma área limite (IEEE 118 -

Plano 1)

Raio Tempo(s) Quantidade de Visitas

1 0 341

2 6 11.009

3 31 74.931
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Tabela 5.50: Desempenho da busca por tuplas críticas em uma área limite (IEEE 118 -

Plano 2).

Raio Tempo(s) Quantidade de Visitas

1 0 341

2 6 11.009

3 36 74.931

Tabela 5.51: Tuplas críticas de UMs (IEEE 118 - Planos 1 e 2)

Raio k=1 k=2 k=3 k=4

1 0 2 1 1

2 1 16 7 4

3 4 29 19 24

Os resultados apresentados indicam que o algoritmo proposto possui um ótimo de-

sempenho. Isto se explica pela redução considerável do espaço de busca, sendo esta

proporcionada pela limitação das buscas apenas na vizinhança de uma barra. Este tempo

de execução pode ser de grande valia para análises de diversos planos de medição com um

gasto de tempo pouco signi�cativo. Em relação aos resultados, percebe-se que a eleva-

ção de redundância não alterou o comportamento da formação das tuplas críticas. Além

disso, as quantidades de visitas e os tempos de execução praticamente não se alteraram.

Isto ocorre porque as barras onde foram inseridas as medidas adicionais (rede IEEE 118

e plano 2) não se encontram nas proximidades buscadas e, consequentemente, não in-

�uenciam nas criticalidades da vizinhança. Este resultado reforça a utilidade da técnica

em estudos para a observação da relação entre a topologia da rede e a formação das cri-

ticalidades. O resultado anteriormente descrito apresenta indícios fortes desta relação,

podendo-se concluir que inserção de UMs em barras distantes das regiões de interesse não

resultam no surgimento de novas tuplas críticas "contidas" nesta área restrita.

Por �m, a Tabela 5.52 apresenta um exemplo de resultado do algoritmo proposto. No

caso, esta tabela corresponde ao problema de determinação de todas as tuplas críticas que

envolvem apenas UMs com vizinhança de raio 1 em relação à barra 49. Estes resultados

foram validados pela inspeção da matriz de distâncias mínimas entre as barras, indicando

que as tuplas encontradas realmente englobam UMs da região estabelecida.
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Tabela 5.52: Tuplas Críticas da região centrada na UM 49 e com raio igual a 1 (IEEE

118 - Planos 1 e 2)

C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-49 UM-51 UM-45 UM-47 UM-48 UM-45 UM-47 UM-42 UM-49

UM-49 UM-50

5.5.4 Comentários

Todas as implementações realizadas na Seção 5.5 tem como motivação obter informa-

ções especí�cas a ser aplicadas em situações práticas da operação de um sistema elétrico

de potência. As propostas formuladas apresentaram desempenhos que propiciam as suas

aplicações em problemas reais, sendo ainda possível se obter melhorias.

Por �m, vale ressaltar a possibilidade de se avaliar de que forma as tuplas críticas das

regiões de interesse se alteram, principalmente em circunstâncias em que há uma alteração

do plano de medição ou da topologia da rede.

5.6 Testes Adicionais

As seções seguintes apresentam testes adicionais que complementam algumas das

análises realizadas anteriormente. Primeiramente, será explorada uma alteração simples

do algoritmo de busca em uma região limitada. Em seguida, será apresentado um teste

utilizando-se a matriz de Covariância dos Resíduos como base da busca informada.

5.6.1 Área Limite Modi�cada

O algoritmo de área limitada, apresentado na Seção 5.5.3, garante que apenas as

UMs inseridas na vizinhança especi�cada serão pesquisadas. Entretanto, por vezes, é

importante se conhecer como essa vizinhança interage com outras UMs de vizinhanças

mais distantes, de forma que esta informação possa complementar os estudos. Além disso,

esta estratégia é mais completa para a análise de ilhas observáveis, pois relaciona as barras

da região ilhada com aquelas presentes na fronteira.

A Figura 5.17 ilustra o procedimento sugerido. Tomando a barra 4 como central e

buscando uma vizinhança de "raio 2", o algoritmo buscaria as tuplas que relacionam a

barra 4, as barras vizinhas e as barras externas. Além disso, se for de interesse do especi-
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alista, pode-se limitar o quão distante da fronteira serão pesquisadas essas combinações.

No caso, essa alteração não será testada porém pode ser facilmente implementada.

Figura 5.17: Ilustração da busca em área limite modi�cada, utilizando rede IEEE 14

barras.

As Tabelas 5.53 e 5.54 apresentam os resultados dos testes considerando-se a rede

IEEE 118 barras e plano de medição 2, com a barra 49 como centro da região de interesse.

Os testes foram, novamente, baseados em três níveis de distâncias e as criticalidades até

a cardinalidade 4 pesquisadas.

Tabela 5.53: Desempenho da estratégia de pesquisa para o algoritmo de Área Limite

modi�cado (IEEE 118 - Plano 2)

Raio Quantidade de Visitas Tempo(s)

1 146.990 60

2 332.405 126

3 494.024 204
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Tabela 5.54: Distribuição das tuplas críticas para o algoritmo de Área Limite modi�cado

(IEEE 118 - Plano 2)

Modi�cado

Raio k=1 k=2 k=3 k=4

1 0 8 15 6

2 1 23 16 10

3 4 37 19 25

Original

Raio k=1 k=2 k=3 k=4

1 0 2 1 1

2 1 16 7 4

3 4 29 19 24

Observa-se que o presente teste é válido como uma proposta complementar à busca

por uma área limitada. Conforme esperado, os tempos para as buscas foram superiores,

visto que se explorou um espaço de busca maior. A análise da Tabela 5.54 indica o com-

portamento deste algoritmo. Este obtém as quantidades originais de tuplas críticas das

UMs de interesse, adicionadas, em alguns casos, às tuplas que relacionam essas medidas

com as demais regiões da rede. Este resultado possibilita uma informação adicional ao

estudo da formação das tuplas críticas, fornecendo informações sobre quais UMs se relaci-

onam, por meio de criticalidades, com regiões externas àquela previamente de�nida como

prioritária. Por �m, esta estratégia permite uma outra forma de pesquisa direcionada pelo

espaço de busca, o que acelera o processo se comparado à busca tradicional por todas as

tuplas críticas.

5.6.2 Busca Informada Modi�cada

Nas seções anteriores, foram testadas duas abordagens que envolvem o conceito de

busca informada. Conforme observado, a matriz E proporciona um desempenho bastante

superior se comparada à matriz G. Posto isto, na presente seção, a estratégia de busca

informada, baseada na matriz G, é modi�cada pela aplicação da matriz E para a orde-

nação da �la de prioridades. Em relação aos testes utiliza-se a rede IEEE 118 barras e o

plano de medição 2, com a busca por criticalidades até a cardinalidade 4. Essa análise se

apresenta como um viés para trabalhos futuros e pode ser bastante explorada, havendo a

necessidade de maiores análises matemáticas e experimentais as quais possam validar a
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generalidade dessa ideia. A Tabela 5.55 apresenta o resultado comparativo entre a busca

informada e a busca em profundidade (não-informada), ambas baseando-se na matriz de

covariância do resíduos.

Tabela 5.55: Comparação entre o desempenho da busca informada e da busca em profun-

didade, com o uso da matriz de covariância dos resíduos (IEEE 118 - Plano 2)

Tipo de Busca Quantidade de Visitas Tempo(s)

Fila de Prior 2.687.490 992

DFS (Covar) 2.687.490 1005

A Tabela 5.55 apresenta um resultado importante para as conclusões gerais do tra-

balho. Observa-se que a busca informada apresentou desempenho ligeiramente superior à

busca tradicional (em profundidade). Além disto, conforme previamente exposto, a busca

informada independe da ordenação das UMs na tupla, o que permite dizer que esta não

sofre com a aleatoriedade presente na busca em profundidade.



Capítulo 6

Conclusões e Trabalhos Futuros

Esta Dissertação abordou o problema da identi�cação de criticalidades em um sis-

tema de medição construído para servir à função de Estimação de Estado em sistemas de

potência. O problema é complexo, por sua natureza combinatorial, crescendo conforme

se busquem combinações de cardinalidades superiores e sejam analisadas redes elétricas

de grande porte. Os processos de busca foram construídos para a identi�cação de tuplas

críticas de unidades de medição, considerando-se como evento mais provável a indisponi-

bilidade simultânea de todas as medidas pertencentes a cada uma destas unidades.

Para a identi�cação da tuplas críticas, explorou-se aqui algoritmos B&B encontrados

na literatura, com a adoção de diversas estratégias de busca. Isto se apresenta como

uma relevante contribuição para a área de otimização combinatória aplicada, pois fornece

informações sobre estratégias/caminhos mais viáveis para a busca de soluções, com melhor

desempenho para a determinação das criticalidades de sistemas de medição.

Considerando que algoritmos B&B são adequados para problemas combinatoriais, di-

versas implementações foram testadas. Com o processo de busca não-informada, concluiu-

se que se trabalhar em profundidade na árvore de soluções candidatas, se apresenta como

a melhor alternativa para o problema em estudo. Ainda que este processo de busca tenha

seu desempenho alterado pela ordenação das unidades de medição na tupla testada, ele

supera a busca em largura e a busca por aprofundamento iterativo. Esta superioridade se

dá principalmente em requisitos de memória, o que para problema em questão se mostrou

importante, visto que tais requisitos crescem exponencialmente.

A busca por tuplas críticas sem uma informação prévia, por vezes é dependente da

estrutura e da ordenação utilizada no processo de otimização. Dessa forma, as estratégias

de busca informadas foram desenvolvidas com o objetivo de tornar inteligente o percurso
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através dos nós. Tanto a abordagem baseada no conceito de coe�ciente de informação

relativa quanto a do tipo A* se destacaram ao se avaliar a amostragem das tuplas por elas

identi�cadas. Isto porque, de fato, ao se analisar como foram realizadas as amostragens,

essas buscas proporcionaram um caminho muito mais direcionado às tuplas críticas. A

busca heurística se mostrou como uma possibilidade de exploração futura. Abrem-se ver-

tentes para estudos mais especí�cos voltados para adição de heurísticas que possibilitem

uma maior velocidade na determinação de tuplas críticas (estratégias de poda). As heu-

rísticas testadas se basearam em conceitos de distância entre nós de um grafo, de forma

a dar prioridade para tuplas que sejam formadas por elementos mais próximos topologi-

camente. Esta noção precisa de uma maior exploração e para isto estudos focados nesta

proposta especi�camente precisam ser realizados.

As estratégias para ganho de desempenho sempre estiveram presentes entre os princi-

pais aspectos considerados na pesquisa realizada, tendo aquelas que foram implementadas

se mostrado e�cientes no processo de busca por tuplas críticas. A utilização de uma es-

trutura auxiliar se mostrou um caminho muito interessante para se evitar visitas mais

custosas, considerando o dispêndio na avaliação da função objetivo. Sem dúvida a etapa

mais morosa é a avaliação desta função. Desta maneira, o presente trabalho abre uma

discussão importante para estudos que possam simpli�car o teste de observabilidade da

rede elétrica. Testes mais rápidos podem permitir que criticalidades com cardinalidades

de ordens mais superiores sejam alcançadas. O problema é naturalmente custoso (com-

putacionalmente), porém o desempenho pode ser melhorado através de processos mais

simples ao longo das buscas. Neste contexto, duas formas de se implementar a função

objetivo foram realizadas. A utilização da matriz de Covariância de Resíduos se mostrou

superior a da matriz de Ganho. Entretanto, uma análise conceitual mais cuidadosa de-

monstrou que esta superioridade possui um limite e a partir deste é melhor a utilização

da matriz G. Também foram avaliados os ganhos ao se relaxar as restrições do problema

de otimização. Desta forma, pode-se economizar cálculos da função objetivo, sendo mais

interessante se aplicar as restrições a posteriori, em vez de se incluir a restrição no algo-

ritmo de otimização. Utilizar o conhecimento sobre as criticalidades de ordem 1 para a

diminuição do espaço de busca se mostrou muito interessante, pois seja previamente ou ao

longo do processo, essas criticalidades quando ocorrem propiciam ganhos consideráveis.

Desta maneira, abrem-se caminhos para outras explorações como estudos para a inclusão,

prévia, e de forma e�ciente, do conhecimento das cardinalidades de ordem 2 e 3.

Por �m, ocupou-se da inclusão na formulação do algoritmo de condições que corres-

pondessem a situações práticas. O principal ganho alcançado foi entender que, por vezes,
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em um problema complexo, torna-se mais interessante buscar informações especí�cas do

que uma massiva quantidade de resultados que possam ser difíceis de se obter. Além

disso, demonstrou-se a �exibilidade da técnica B&B para buscas direcionadas a situações

especí�cas.

Do exposto, entende-se que há ainda, a despeito do progresso trazido pela presente pes-

quisa, várias possibilidades para a continuidade do estudo aqui tratado. Assim, seguem-se

alguns pontos a serem explorados em trabalhos futuros:

� Determinar formas de reaproveitamento das fatorações das matrizes de ganho ou de

covariância. Isto pode apresentar uma economia muito considerável nas visitas;

� A utilização de uma tabela Hash se mostrou uma alternativa inovadora para esse

problema, porém a limitação de memória pode ser comprometedora para a busca por

cardinalidades muito altas. Dessa forma, seria interessante a avaliação de estruturas

que armazenem massivamente dados e possuam algoritmos de pesquisa rápidos. A

utilização de bancos de dados relacionais pode ser um caminho interessante neste

contexto;

� A determinação e inserção de heurísticas e�cientes no processo de busca tradicional

pode resultar em uma relevante redução do espaço de busca (estratégia de poda).

Estudos que focalizem essa linha podem ser de grande valia;

� Inserir conhecimentos prévios ou obtidos ao longo do processo se mostrou interes-

sante. Desta forma, estudos voltados a obtenção de métricas e informações que

possam resultar em estratégias de poda, sem dúvida irão possibilitar ganhos de

desempenho;

� A exploração da �exibilidade da técnica Branch and Bound se mostrou um caminho

novo para análises mais especí�cas da rede. Além disso, estas possibilitam a redução

do espaço de busca e um menor dispêndio de tempo para a obtenção das tuplas

críticas. O desenvolvimento de outras abordagens práticas pode ser muito útil para

a operação em tempo real e, com certeza, deve ser explorado futuramente.
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APÊNDICE A -- Propriedades Estatísticas

relacionadas ao processo de

Estimação de Estado

A.1 Resíduos e Elementos da Matriz de Covariância

para o caso de Medidas Críticas

O desenvolvimento matemático que será apresentado a seguir [30] deixa claro como os

resíduos e a matriz de covariância de resíduos indicam a presença de uma medida crítica

(Cmed).

Suponha que exista uma rede onde haja um conjunto de medidas, as quais possuem

redundância nula, ou seja todas as medidas são Cmed. Dessa maneira, o número de

medidas será igual ao número de variáveis de estado, o que resulta nas matrizes H e

R serem matrizes quadradas, além disso o resultado da expressão HtR−1 é uma matriz

quadrada, com inversa existente. Dessa forma, pré-multiplicando a Equação 2.3 por

(HtR−1)−1 e considerando a Equação 2.13, resulta-se na seguinte formulação do problema

de EE:

(HtR−1)−1HtR−1[z−Hx] = 0→ [z−Hx] = 0→ r = z− ẑ = 0 (A.1)

onde x é o vetor de estado, z é o vetor de medidas e ẑ é o vetor de medidas estimado.

A Equação A.1 indica de que os resíduos de Cmeds são nulos. A inversa da matriz de

ganho pode ser dada pela Equação A.2

G−1 = H−1R(Ht)−1 (A.2)

Com essa equação, pode-se obter a matriz de covariância dos resíduos relacionada às

Cmeds, conforme a Equação A.3:

E = R−HH−1R(Ht)−1Ht = 0 (A.3)
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Dessa maneira, no caso de medidas críticas, a matriz de covariância dos resíduos

também é nula.

A.2 Propriedades dos Resíduos

As formulações que serão apresentadas nessa seção se encontram em [5].

Inicialmente, considere a equação abaixo:

minx[z− h(x)]tR−1[z− h(x)] (A.4)

A equação A.4 representa o problema de otimização que envolve a EE, de forma que

a mesma resulta no sistema de equações não lineares, representado pela Equação A.5

[H]tR−1[z− h(x)] = 0 (A.5)

A solução iterativa do problema acima é dada por:

xk+1 = xk + (HtR−1H)−1HtR−1[z− h(xk)] (A.6)

Com base na Equação A.6, veri�ca-se, que o estado estimado é um vetor aleatório

cujo valor esperado e matriz de covariância são expressos por [5]:

E(x̂) = x̂ (A.7)∑
(x̂) = E([x̂− E(x̂)]t[x̂− E(x̂)]) = (HtR−1H)−1 (A.8)

Já o resíduo das medidas é expresso por:

r̂ = z− h(x̂) (A.9)

onde r̂ = (I−HG−1HtR−1)z, com I sendo a matriz identidade e G = HtR−1H.

Como z ≈ (H∆x + e) e (I−HG−1HtR−1)H = 0, recorre que o resíduo de estimação

possui as propriedades abaixo:

E(r̂) = 0 (A.10)

∑
(r̂) = R−HG−1Ht (A.11)
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As matrizes, S (matriz de sensibilidade dos resíduos) e E = R−HG−1Ht (matriz

de covariância dos resíduos), estão relacionadas através da expressão E = SR. A matriz

de covariância dos resíduos é muito importante no contexto da EE, principalmente no

âmbito da análise de observabilidade e das criticalidades. A mesma possui as seguintes

propriedades [5]:

1. A matriz de covariância dos resíduos é simétrica e positiva semide�nida (os autova-

lores da matriz devem ser não-nulos);

2. O posto da matriz E é m − n, onde m é o número de medidas e n é o número de

variáveis de estado a se obter no processo de estimação;

3. E(i, j) · E(i, j) ≤ E(i, i) · E(j, j);

4. No caso de E(i, j),E(i, i)eE(j, j), a relação, abaixo, também é válida:

E(i, j) ≤ E(i, i) + E(j, j)

2
(A.12)

5. Caso uma tupla de medidas seja removida da rede e a mesma se torne não-observável,

isso quer dizer que as colunas da matriz de covariância ,associadas às medidas pre-

sentes na tupla, tornam a rede não-observável.

A propriedade 3 pode ser demonstrada como consequência do lema de determinante

de matrizes. De acordo com esse lema, se M(n × n) é uma matriz não-singular, com

inversa M−1, U e V matrizes (n×m) e W uma matriz quadrada (m×m). Sendo assim,

pode-se representar o determinante da matriz (M + UWV t) da seguinte maneira:

det(M + UWVt) = det(W−1 + VtM−1U)det(W)det(M) (A.13)

A extração de uma tupla de medidas do plano de medição, recorre na seguinte matriz

de ganho, dada pela Equação A.14:

Ḡ = G− H̄tR̄−1H̄ (A.14)

sendo G a matriz de ganho original do processo de EE; Ḡ é a matriz de ganho com as

medidas removidas; H̄ é a matriz Jacobiano estabelecida apenas pelas medidas removidas

e R̄ é a matriz dos resíduos das medidas removidas.

Fazendo M = G, U = V = H̄t e W = R̄−1, utilizando o lema do determinante de
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matriz, o determinante de Ḡ pode ser determinado da seguinte maneira:

det(Ḡ) = det(R̄ + H̄G−1H̄t)det(R̄−1)det(G) (A.15)

Caso o sistema se torne não-observável com a remoção de uma tupla de medidas, então

Ḡ é uma matriz singular, e consequentemente o seu determinante é nulo, de forma que

essa matriz também pode ser utilizada como função objetivo para a determinação se uma

é tupla crítica ou não. Como o det(R̄) > 0 e det(G) > 0, pois o sistema é observável,

então segue-se o seguinte:

det(R̄ + H̄G−1H̄t) = 0 (A.16)

Dessa forma, Ē = R̄ + H̄G−1H̄t é exatamente a partição da matriz de covariância

dos resíduos completa, formada pela tupla de medidas retiradas. Sendo assim, pela Equa-

ção A.16 a matriz Ē é singular, e dessa forma suas colunas são linearmente dependentes.

Essa expressão é fundamental no contexto da análise de criticalidades utilizando a matriz

de covariância dos resíduos, pois pode-se determinar se uma dada tupla apresenta criti-

calidades em sua composição caso a matriz de covariância dos resíduos, formada pelas

medidas dessa tupla, apresente colunas linearmente dependentes, ou em outras palavras,

seja uma matriz singular. A con�rmação da criticalidade dessa tupla se dá pela análise

das sub-tuplas presentes nela. Se nenhuma delas apresentar criticalidades, de fato essa

tupla é crítica.
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APÊNDICE B -- Principais Resultados das Tuplas

Críticas de Unidades de Medição

B.1 Buscas Completas

A seguir, as tabelas apresentam as tuplas críticas de UMs das redes IEEE 24, 30 e 118

barras, para os todos os planos de medição avaliados, até a cardinalidade 4 (por limitações

de espaço).

Tabela B.1: Tuplas críticas de UMs (IEEE 24 barras- Plano 1)

C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-8 UM-11 UM-12

UM-13 UM-3 UM-5

UM-16 UM-18 UM-21

UM-20 UM-2 UM-6

UM-17 UM-2 UM-9

UM-24 UM-1 UM-3

UM-1 UM-5
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Tabela B.2: Tuplas críticas de UMs (IEEE 24 barras- Plano 2)

C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-20 UM-23 UM-24 UM-13 UM-20 UM-1 UM-13 UM-23 UM-3

UM-18 UM-17 UM-24 UM-13 UM-23 UM-1 UM-13 UM-20 UM-3

UM-2 UM-9 UM-24 UM-1 UM-3 UM-12 UM-10 UM-13 UM-23

UM-24 UM-15 UM-21 UM-15 UM-18 UM-12 UM-24 UM-10 UM-13

UM-21 UM-17 UM-21 UM-24 UM-18 UM-11 UM-1 UM-20 UM-3

UM-16 UM-24 UM-16 UM-13 UM-23 UM-11 UM-12 UM-10 UM-20

UM-16 UM-20 UM-16 UM-1 UM-3 UM-11 UM-12 UM-24 UM-10

UM-16 UM-17 UM-16 UM-21 UM-15 UM-8 UM-12 UM-13 UM-23

UM-11 UM-16 UM-16 UM-21 UM-18 UM-8 UM-12 UM-24 UM-13

UM-8 UM-7 UM-12 UM-13 UM-20 UM-8 UM-11 UM-12 UM-24

UM-8 UM-10 UM-12 UM-16 UM-13 UM-8 UM-11 UM-12 UM-20

UM-11 UM-13 UM-20 UM-6 UM-24 UM-2 UM-3

UM-11 UM-10 UM-13 UM-6 UM-16 UM-2 UM-3

UM-11 UM-24 UM-20 UM-6 UM-11 UM-2 UM-13

UM-11 UM-12 UM-13 UM-5 UM-2 UM-10 UM-3

UM-8 UM-11 UM-13 UM-5 UM-1 UM-2 UM-3

UM-6 UM-2 UM-10 UM-5 UM-24 UM-10 UM-3

UM-6 UM-1 UM-2 UM-5 UM-24 UM-2 UM-3

UM-6 UM-8 UM-2 UM-5 UM-16 UM-10 UM-3

UM-5 UM-1 UM-10 UM-5 UM-16 UM-2 UM-3

UM-5 UM-8 UM-1 UM-5 UM-11 UM-1 UM-13

UM-5 UM-6 UM-2 UM-5 UM-8 UM-2 UM-3

UM-5 UM-8 UM-24 UM-3

UM-5 UM-8 UM-16 UM-3
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Tabela B.3: Tuplas críticas de UMs (IEEE 30 barras- Plano 1)

C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-3 UM-19 UM-16 UM-4 UM-14 UM-16

UM-6 UM-18 UM-19 UM-4 UM-19 UM-14

UM-10 UM-2 UM-4 UM-2 UM-14 UM-16

UM-12 UM-2 UM-5 UM-2 UM-19 UM-14

UM-22 UM-1 UM-2 UM-1 UM-14 UM-16

UM-24 UM-1 UM-4 UM-1 UM-19 UM-14

UM-27

UM-9

UM-15

UM-25

UM-29

Tabela B.4: Tuplas críticas de UMs (IEEE 30 barras-

Plano 2)

C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-28 UM-24 UM-15 UM-24 UM-6 UM-16 UM-22 UM-6 UM-15 UM-16

UM-9 UM-22 UM-24 UM-21 UM-24 UM-6 UM-21 UM-6 UM-15 UM-16

UM-12 UM-19 UM-16 UM-21 UM-24 UM-16 UM-19 UM-22 UM-6 UM-15

UM-25 UM-18 UM-19 UM-21 UM-22 UM-6 UM-19 UM-21 UM-6 UM-15

UM-29 UM-10 UM-19 UM-21 UM-22 UM-15 UM-18 UM-22 UM-6 UM-15

UM-10 UM-16 UM-21 UM-22 UM-16 UM-18 UM-21 UM-6 UM-15

UM-5 UM-6 UM-19 UM-24 UM-6 UM-10 UM-22 UM-6 UM-15

UM-2 UM-5 UM-19 UM-21 UM-22 UM-10 UM-21 UM-6 UM-15

UM-1 UM-2 UM-19 UM-21 UM-24 UM-4 UM-14 UM-15 UM-16

UM-18 UM-15 UM-16 UM-4 UM-24 UM-14 UM-16

UM-10 UM-24 UM-6 UM-4 UM-24 UM-6 UM-14

UM-10 UM-21 UM-22 UM-4 UM-21 UM-24 UM-14

UM-10 UM-21 UM-24 UM-4 UM-21 UM-22 UM-14

UM-10 UM-18 UM-15 UM-4 UM-19 UM-14 UM-15

UM-3 UM-1 UM-4 UM-4 UM-19 UM-24 UM-14

UM-4 UM-18 UM-14 UM-15

UM-4 UM-10 UM-14 UM-15
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UM-4 UM-10 UM-24 UM-14

UM-2 UM-4 UM-15 UM-16

UM-2 UM-4 UM-14 UM-15

UM-2 UM-4 UM-14 UM-16

UM-2 UM-4 UM-24 UM-6

UM-2 UM-4 UM-24 UM-14

UM-2 UM-4 UM-24 UM-16

UM-2 UM-4 UM-21 UM-22

UM-2 UM-4 UM-21 UM-24

UM-2 UM-4 UM-19 UM-24

UM-2 UM-4 UM-19 UM-14

UM-2 UM-4 UM-19 UM-15

UM-2 UM-4 UM-18 UM-15

UM-2 UM-4 UM-10 UM-24

UM-2 UM-4 UM-10 UM-14

UM-2 UM-4 UM-10 UM-15

UM-1 UM-4 UM-24 UM-6

UM-3 UM-2 UM-4 UM-6

Tabela B.5: Tuplas críticas de UMs (IEEE 30 barras- Plano 3)

C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-10 UM-8 UM-28 UM-15 UM-22 UM-23

UM-12 UM-26 UM-25 UM-6 UM-5 UM-7

UM-19 UM-9 UM-11 UM-4 UM-1 UM-3

UM-24 UM-6 UM-28 UM-2 UM-5 UM-7

UM-27 UM-2 UM-1 UM-3

UM-20

UM-21

UM-29
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Tabela B.6: Tuplas críticas de UMs (IEEE 118 barras-

Plano 1)

C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-1 UM-32 UM-114 UM-89 UM-94 UM-80 UM-89 UM-94 UM-98 UM-99

UM-4 UM-108 UM-109 UM-83 UM-94 UM-80 UM-83 UM-94 UM-98 UM-99

UM-8 UM-106 UM-108 UM-69 UM-75 UM-77 UM-82 UM-94 UM-98 UM-99

UM-9 UM-106 UM-109 UM-69 UM-75 UM-81 UM-54 UM-56 UM-64 UM-62

UM-12 UM-103 UM-106 UM-69 UM-70 UM-75 UM-54 UM-56 UM-59 UM-64

UM-26 UM-103 UM-108 UM-69 UM-70 UM-77 UM-49 UM-60 UM-61 UM-64

UM-35 UM-103 UM-109 UM-69 UM-70 UM-81 UM-49 UM-60 UM-61 UM-65

UM-63 UM-80 UM-96 UM-69 UM-24 UM-75 UM-47 UM-49 UM-65 UM-24

UM-68 UM-80 UM-98 UM-69 UM-24 UM-77 UM-45 UM-47 UM-42 UM-49

UM-71 UM-80 UM-99 UM-69 UM-24 UM-81 UM-44 UM-47 UM-42 UM-49

UM-76 UM-94 UM-95 UM-60 UM-61 UM-62 UM-43 UM-47 UM-42 UM-49

UM-85 UM-92 UM-93 UM-59 UM-64 UM-62 UM-40 UM-45 UM-47 UM-49

UM-86 UM-92 UM-94 UM-49 UM-62 UM-65 UM-40 UM-44 UM-47 UM-49

UM-100 UM-92 UM-101 UM-49 UM-64 UM-62 UM-40 UM-43 UM-47 UM-49

UM-105 UM-90 UM-91 UM-49 UM-64 UM-65 UM-37 UM-45 UM-47 UM-49

UM-110 UM-89 UM-90 UM-49 UM-59 UM-64 UM-37 UM-44 UM-47 UM-49

UM-89 UM-91 UM-49 UM-53 UM-54 UM-37 UM-43 UM-47 UM-49

UM-89 UM-92 UM-49 UM-52 UM-54 UM-38 UM-47 UM-49 UM-24

UM-83 UM-84 UM-45 UM-47 UM-48 UM-38 UM-45 UM-42 UM-24

UM-83 UM-89 UM-38 UM-64 UM-65 UM-38 UM-44 UM-42 UM-24

UM-83 UM-92 UM-38 UM-49 UM-65 UM-38 UM-43 UM-42 UM-24

UM-82 UM-83 UM-23 UM-69 UM-70 UM-38 UM-40 UM-45 UM-24

UM-82 UM-89 UM-23 UM-69 UM-75 UM-38 UM-40 UM-44 UM-24

UM-82 UM-92 UM-23 UM-69 UM-77 UM-38 UM-40 UM-43 UM-24

UM-82 UM-80 UM-23 UM-69 UM-81 UM-38 UM-37 UM-45 UM-24

UM-78 UM-79 UM-17 UM-29 UM-31 UM-38 UM-37 UM-44 UM-24

UM-77 UM-78 UM-17 UM-28 UM-31 UM-38 UM-37 UM-43 UM-24

UM-77 UM-79 UM-17 UM-27 UM-31 UM-34 UM-47 UM-42 UM-49

UM-77 UM-81 UM-17 UM-23 UM-25 UM-34 UM-40 UM-47 UM-49

UM-77 UM-82 UM-17 UM-23 UM-27 UM-34 UM-37 UM-47 UM-49

UM-77 UM-80 UM-15 UM-18 UM-19 UM-34 UM-38 UM-42 UM-24
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UM-70 UM-74 UM-15 UM-17 UM-19 UM-34 UM-38 UM-40 UM-24

UM-24 UM-70 UM-13 UM-14 UM-15 UM-34 UM-38 UM-37 UM-24

UM-62 UM-66 UM-11 UM-14 UM-15 UM-33 UM-34 UM-38 UM-37

UM-59 UM-60 UM-33 UM-34 UM-38 UM-40

UM-56 UM-50 UM-33 UM-34 UM-38 UM-42

UM-54 UM-55 UM-33 UM-34 UM-38 UM-24

UM-52 UM-53 UM-30 UM-33 UM-34 UM-24

UM-51 UM-52 UM-23 UM-47 UM-49 UM-65

UM-51 UM-53 UM-23 UM-38 UM-47 UM-49

UM-51 UM-56 UM-23 UM-38 UM-45 UM-42

UM-49 UM-51 UM-23 UM-38 UM-44 UM-42

UM-49 UM-56 UM-23 UM-38 UM-43 UM-42

UM-49 UM-50 UM-23 UM-38 UM-40 UM-43

UM-46 UM-47 UM-23 UM-38 UM-40 UM-44

UM-46 UM-48 UM-23 UM-38 UM-40 UM-45

UM-45 UM-46 UM-23 UM-38 UM-37 UM-43

UM-44 UM-45 UM-23 UM-38 UM-37 UM-44

UM-43 UM-44 UM-23 UM-38 UM-37 UM-45

UM-43 UM-45 UM-23 UM-34 UM-38 UM-37

UM-40 UM-41 UM-23 UM-34 UM-38 UM-40

UM-40 UM-42 UM-23 UM-34 UM-38 UM-42

UM-37 UM-39 UM-23 UM-33 UM-34 UM-38

UM-37 UM-40 UM-23 UM-30 UM-33 UM-34

UM-37 UM-42 UM-19 UM-33 UM-38 UM-24

UM-34 UM-43 UM-19 UM-30 UM-33 UM-24

UM-34 UM-44 UM-15 UM-34 UM-38 UM-37

UM-34 UM-45 UM-15 UM-34 UM-38 UM-40

UM-30 UM-38 UM-15 UM-34 UM-38 UM-42

UM-28 UM-29 UM-15 UM-34 UM-38 UM-24

UM-27 UM-28 UM-15 UM-30 UM-34 UM-24

UM-27 UM-29 UM-15 UM-23 UM-34 UM-38

UM-27 UM-32 UM-15 UM-23 UM-30 UM-34

UM-27 UM-114 UM-15 UM-19 UM-38 UM-24

UM-25 UM-27 UM-15 UM-19 UM-30 UM-24
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UM-23 UM-24 UM-15 UM-18 UM-23 UM-30

UM-22 UM-23 UM-15 UM-18 UM-23 UM-34

UM-21 UM-22 UM-15 UM-18 UM-23 UM-38

UM-21 UM-23 UM-15 UM-18 UM-22 UM-34

UM-20 UM-21 UM-15 UM-18 UM-21 UM-34

UM-20 UM-22 UM-15 UM-18 UM-20 UM-34

UM-20 UM-23 UM-15 UM-17 UM-23 UM-30

UM-19 UM-20 UM-15 UM-17 UM-23 UM-34

UM-19 UM-21 UM-15 UM-17 UM-23 UM-38

UM-19 UM-22 UM-15 UM-17 UM-22 UM-34

UM-19 UM-23 UM-15 UM-17 UM-21 UM-34

UM-19 UM-34 UM-15 UM-17 UM-20 UM-34

UM-17 UM-18 UM-15 UM-16 UM-17 UM-30

UM-17 UM-32

UM-15 UM-33

UM-11 UM-13

UM-6 UM-7

UM-5 UM-6

UM-5 UM-7

UM-3 UM-2

Tabela B.7: Tuplas críticas de UMs (IEEE 118 barras-

Plano 2)

C1-Tupla C2-Tupla C3-Tupla C4-Tupla

UM-110 UM-108 UM-109 UM-89 UM-94 UM-80 UM-89 UM-94 UM-98 UM-99

UM-105 UM-106 UM-109 UM-83 UM-94 UM-80 UM-83 UM-94 UM-98 UM-99

UM-100 UM-106 UM-108 UM-69 UM-75 UM-81 UM-82 UM-94 UM-98 UM-99

UM-86 UM-103 UM-109 UM-69 UM-75 UM-77 UM-54 UM-56 UM-64 UM-62

UM-85 UM-103 UM-108 UM-69 UM-70 UM-81 UM-54 UM-56 UM-59 UM-64

UM-76 UM-103 UM-106 UM-69 UM-70 UM-77 UM-49 UM-60 UM-61 UM-65

UM-71 UM-80 UM-99 UM-69 UM-70 UM-75 UM-49 UM-60 UM-61 UM-64
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UM-68 UM-80 UM-98 UM-69 UM-24 UM-81 UM-47 UM-49 UM-65 UM-24

UM-63 UM-80 UM-96 UM-69 UM-24 UM-77 UM-45 UM-47 UM-42 UM-49

UM-35 UM-94 UM-95 UM-69 UM-24 UM-75 UM-44 UM-47 UM-42 UM-49

UM-12 UM-92 UM-101 UM-60 UM-61 UM-62 UM-43 UM-47 UM-42 UM-49

UM-9 UM-92 UM-94 UM-59 UM-64 UM-62 UM-40 UM-45 UM-47 UM-49

UM-92 UM-93 UM-49 UM-62 UM-65 UM-40 UM-44 UM-47 UM-49

UM-90 UM-91 UM-49 UM-64 UM-65 UM-40 UM-43 UM-47 UM-49

UM-89 UM-92 UM-49 UM-64 UM-62 UM-37 UM-45 UM-47 UM-49

UM-89 UM-91 UM-49 UM-59 UM-64 UM-37 UM-44 UM-47 UM-49

UM-89 UM-90 UM-49 UM-53 UM-54 UM-37 UM-43 UM-47 UM-49

UM-83 UM-92 UM-49 UM-52 UM-54 UM-38 UM-47 UM-49 UM-24

UM-83 UM-89 UM-45 UM-47 UM-48 UM-38 UM-45 UM-42 UM-24

UM-83 UM-84 UM-38 UM-64 UM-65 UM-38 UM-44 UM-42 UM-24

UM-82 UM-80 UM-38 UM-49 UM-65 UM-38 UM-43 UM-42 UM-24

UM-82 UM-92 UM-23 UM-69 UM-81 UM-38 UM-40 UM-45 UM-24

UM-82 UM-89 UM-23 UM-69 UM-77 UM-38 UM-40 UM-44 UM-24

UM-82 UM-83 UM-23 UM-69 UM-75 UM-38 UM-40 UM-43 UM-24

UM-78 UM-79 UM-23 UM-69 UM-70 UM-38 UM-37 UM-45 UM-24

UM-77 UM-80 UM-15 UM-18 UM-19 UM-38 UM-37 UM-44 UM-24

UM-77 UM-82 UM-25 UM-22 UM-23 UM-38 UM-37 UM-43 UM-24

UM-77 UM-81 UM-21 UM-25 UM-23 UM-34 UM-47 UM-42 UM-49

UM-77 UM-79 UM-17 UM-29 UM-31 UM-34 UM-40 UM-47 UM-49

UM-77 UM-78 UM-17 UM-15 UM-19 UM-34 UM-37 UM-47 UM-49

UM-70 UM-74 UM-17 UM-28 UM-31 UM-34 UM-38 UM-42 UM-24

UM-24 UM-70 UM-5 UM-11 UM-4 UM-34 UM-38 UM-40 UM-24

UM-62 UM-66 UM-34 UM-38 UM-37 UM-24

UM-59 UM-60 UM-33 UM-34 UM-38 UM-24

UM-56 UM-50 UM-33 UM-34 UM-38 UM-42

UM-54 UM-55 UM-33 UM-34 UM-38 UM-40

UM-52 UM-53 UM-33 UM-34 UM-38 UM-37

UM-51 UM-56 UM-30 UM-33 UM-34 UM-24

UM-51 UM-53 UM-23 UM-47 UM-49 UM-65

UM-51 UM-52 UM-23 UM-38 UM-47 UM-49

UM-49 UM-50 UM-23 UM-38 UM-45 UM-42
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UM-49 UM-56 UM-23 UM-38 UM-44 UM-42

UM-49 UM-51 UM-23 UM-38 UM-43 UM-42

UM-46 UM-48 UM-23 UM-38 UM-40 UM-45

UM-46 UM-47 UM-23 UM-38 UM-40 UM-44

UM-45 UM-46 UM-23 UM-38 UM-40 UM-43

UM-44 UM-45 UM-23 UM-38 UM-37 UM-45

UM-43 UM-45 UM-23 UM-38 UM-37 UM-44

UM-43 UM-44 UM-23 UM-38 UM-37 UM-43

UM-40 UM-42 UM-23 UM-34 UM-38 UM-42

UM-40 UM-41 UM-23 UM-34 UM-38 UM-40

UM-37 UM-42 UM-23 UM-34 UM-38 UM-37

UM-37 UM-40 UM-23 UM-33 UM-34 UM-38

UM-37 UM-39 UM-23 UM-30 UM-33 UM-34

UM-34 UM-45 UM-19 UM-33 UM-38 UM-24

UM-34 UM-44 UM-19 UM-30 UM-33 UM-24

UM-34 UM-43 UM-19 UM-23 UM-33 UM-38

UM-30 UM-38 UM-19 UM-23 UM-30 UM-33

UM-23 UM-24 UM-15 UM-34 UM-38 UM-24

UM-19 UM-34 UM-15 UM-34 UM-38 UM-42

UM-15 UM-33 UM-15 UM-34 UM-38 UM-40

UM-114 UM-32 UM-15 UM-34 UM-38 UM-37

UM-114 UM-27 UM-15 UM-30 UM-34 UM-24

UM-28 UM-29 UM-15 UM-23 UM-34 UM-38

UM-28 UM-27 UM-15 UM-23 UM-30 UM-34

UM-25 UM-26 UM-15 UM-19 UM-38 UM-24

UM-21 UM-22 UM-15 UM-19 UM-30 UM-24

UM-21 UM-20 UM-15 UM-19 UM-23 UM-38

UM-21 UM-19 UM-15 UM-19 UM-23 UM-30

UM-17 UM-32 UM-21 UM-15 UM-18 UM-34

UM-17 UM-18 UM-17 UM-15 UM-16 UM-30

UM-11 UM-13 UM-17 UM-13 UM-14 UM-15

UM-5 UM-6 UM-17 UM-8 UM-26 UM-30

UM-2 UM-1 UM-17 UM-21 UM-15 UM-34

UM-11 UM-17 UM-14 UM-15
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