
UNIVERSIDADE FEDERAL FLUMINENSE

WILLIAN SOARES GIRÃO

Algoritmos para a Coleta de Dados em Redes de
Sensores Sem Fio

NITERÓI

2020



UNIVERSIDADE FEDERAL FLUMINENSE

WILLIAN SOARES GIRÃO

Algoritmos para a Coleta de Dados em Redes de
Sensores Sem Fio

Dissertação de Mestrado apresentada ao Pro-
grama de Pós-Graduação em Computação da
Universidade Federal Fluminense como re-
quisito parcial para a obtenção do Grau de
Mestre em Computação. Área de concentra-
ção: Algoritmos e Otimização.

Orientador:
Luiz Satoru Ochi

NITERÓI

2020



Ficha catalográfica automática - SDC/BEE
Gerada com informações fornecidas pelo autor

Bibliotecária responsável: Fabiana Menezes Santos da Silva - CRB7/5274

G515a Girão, Willian Soares
  Algoritmos para a Coleta de Dados em Redes de Sensores sem
Fio / Willian Soares Girão ; Luiz Satoru Ochi, orientador.
Niterói, 2020.
  48 f.

  Dissertação (mestrado)-Universidade Federal Fluminense,
Niterói, 2020.

DOI: http://dx.doi.org/10.22409/PGC.2020.m.01561261254

  1. Programação Evolutiva. 2. Algoritmos Genéticos de
Chave Aleatória. 3. Redes de Sensores sem Fio. 4. Agendamento
de Mula de Dados. 5. Produção intelectual. I. Ochi, Luiz
Satoru, orientador. II. Universidade Federal Fluminense.
Instituto de Computação. III. Título.

                                      CDD -



WILLIAN SOARES GIRÃO

Algoritmos para a Coleta de Dados em Redes de Sensores Sem Fio

Dissertação de Mestrado apresentada ao Pro-

grama de Pós-Graduação em Computação da

Universidade Federal Fluminense como re-

quisito parcial para a obtenção do Grau de

Mestre em Computação. Área de concentra-

ção: Algoritmos e Otimização.

Aprovada 3 em Abril de 2020.

BANCA EXAMINADORA

Prof. Luiz Satoru Ochi – Orientador, UFF

Prof. Uéverton dos Santos Souza – UFF

Prof. Pedro Henrique González Silva – CEFET/RJ

Niterói

2020



Para Leticia Abarca Velencoso, que tem me apoiado e alegrado não somente em

momentos de felicidade mas também ao longo de tempos difíceis.



Agradecimentos

À minha família, por acreditar em mim e me incentivar a continuar buscando meus

sonhos, estando sempre prontos para me ajudar a cada passo.

Aos meus amigos, pelos momentos de descontração, pelas conversas instigantes e pelas

palavras de apoio que transcedem fronteiras, sejam elas quais forem.

Ao meu orientador, Prof. Satoru, por ter me guiado e acompanhado ao longo deste

trabalho.

Ao Prof. Uéverton do IC-UFF pelo convite para participação em uma pesquisa que

agregou não só valor mas conhecimento à este trabalho.

A FAPERJ pelo apoio financeiro.



Resumo

Sensores são as conexões entre o mundo real físico e reino digital. Eles nos permitem
meios para sensoriamento espacial e temporal, que se traduzem em avanços em muitas
tarefas críticas como monitoramento climático e ambiental, segurança e monitoramento
de integridade de estruturas críticas. Um modo de implementar esses sensores em larga
escala é através das chamadas Redes de Sensores Sem Fio (RSSF) [6]. De tempos em
tempos, as informações armazenadas nos sensores precisam ser recolhidas e transmitidas
para uma estação base, onde os dados podem ser disponibilizados através da Internet.
Muitos desafios acerca do desenvolvimento e implementação de tais redes estão associa-
dos à restrições energéticas as quais os sensores estão limitados. Exemplos de abordagens
para lidar com esse problema podem ser a construção de mais estações base, ou imple-
mentar um número maior de sensores de modo a tornar a rede mais densa. Contudo, essas
abordagens que geralmente implicam em aumento de custos, o que não necessariamente
é viável em problemas reais. Um modo de se otimizar o consumo de energia in RSSFs é a
adoção de agentes especiais chamados de mula de dados [35], cujo objetivo é fisicamente
visitar os nós da rede de modo a coletar os dados armazenados nos sensores e os entregar
para a estação base. Consumo energético é assim mais eficiente dado que os sensores
podem transmitir dados à curtas distâncias e não precisam se preocupar com o seu rote-
amento. Dada a vasta gama de aplicações de RSSFs em problemas do mundo real e as
atuais limitações e desafios associados à sua utilização, esse trabalho procura desenvolver
e estudar a aplicação de algoritmos para a otimização do processo de agendamento de
mulas de dados, uma estrutura de problema chamada de Problema de Agendamento de
Mula de Dados (PAMD), para a recuperação de dados em redes de sensores sem fios. Ao
otimizar o caminho da mula, procura-se reduzir o consumo energético em dois cenários:
no primeiro, a mula tem conhecimento completo da rede, enquanto que no segundo cená-
rio a mula possui somente uma visão local limitada da rede, requerendo assim que tome
decisões locais acerca do seu caminho baseadas na comunicação com um subgrupo dos
nós que estejam na vizinhança do sensor onde a mula se encontra. Experimentos compu-
tacionais foram realizados usando duas bases de dados e os resultados foram comparados
com algoritmos recentes propostos para o problema. Dois algoritmos são desenvolvidos,
um através de computação evolutiva, enquanto que o outro se baseia em um conceito
geométrico. Ambos algoritmos propostos neste trabalho apresentam resultados melhores,
nas base de dados utilizadas, quando comparados com as outras abordagens.

Palavras-chave: Programação Evolutiva, Algoritmos Genéticos de Chave Aleatória,
Redes de Sensores Sem Fio, Agendamento de Mula de Dados, Alpha-Shape.



Abstract

Sensors are the links between the physical real world and the digital realm. They em-
power us with the means for spacial and temporal censoring, which can be translated into
advances in many critical tasks such as climate monitoring, surveillance and critical in-
frastructure integrity monitoring. One way of deploying a large amount of such sensors is
through Wirless Sensor Networks (WSNs) [6]. From time to time, the information stored
in the sensors must be gathered and transmitted to a base station, where the data can
be made available through the Internet. Many challenges around the development and
implementation of such networks are associated with energetic constraints to which the
sensor nodes in them are limited to. Some approaches to deal with this problem might be
the construction of more base stations, or to deploy a bigger number of sensors in order
to increase the density of the network. These are generally approaches that demand cost
increase, which might not be viable in large real-world problems. One way of optimizing
energy consumption in WSNs are through the usage of special agents called data mule
[35], whose goal is to physically visit the sensor nodes in order to collect the data stored
in them and deliver it to the base station. Energy consumption is therefore more effi-
cient due to the fact that the sensors can transmit data over shorter distances and do
not have to worry about relying data. Given the wide range of real-world applications of
such networks and the current limitations associated with their large scale deployment,
this work seeks to develop and study the application of algorithms to optimize the job
of scheduling a data mule, a problem framework known as Data Mule Scheduling Pro-
blem (DMSP), for data gathering in wireless sensor networks. By optimizing the mule’s
path, we aim at improving the energy consumption in two scenarios: in the first one,
the data mule has a complete knowledge of the network, whereas in the second scenario
the mule has only a limited local view of the network, thus requiring it to make local
decisions about its path based on its communication with a sub-set of neighboring sensors
from its position. Two algorithms are developed, one based on evolutionary computation
and another based on a geometrical concept. Computational experiments where carried
out using to data-sets and results where compared with recent algorithms proposed for
the problem. Both algorithms proposed in this work present improved results over the
other approaches on the data-sets experimented on.

Keywords: Evolutionary Programming, Random-Key Genetic Algorithms, Wireless Sen-
sor Networks, Data Mule Scheduling, Alpha-Shape.
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Capítulo 1

Introdução

1.1 Motivação

Sensores permitem a descrição do mundo físico em termos digitais ao capturar fenômenos

naturais e os converter em um formato que pode ser guardado, processado e transmitido,

o que consequentemente nos permite derivar e incorporar informações valiosas em nossos

processos de tomada de decisão. A convergência de tecnologias em comunicações e tec-

nologia da informação, além de recentes avanços em engenharia está culminando em uma

nova geração de sensores de baixo custo capazes de atingir altas magnitudes de resolução

e acurácia em sensoriamento. Avanços nas áreas de projeto de sensores e materiais, assim

como algoritmos, irão reduzir mais ainda tamanho, peso e os custos (como, por exemplo,

consumo energético) associados à sensores e, principalmente, matrizes de sensores. Assim,

num futuro próximo, será possível, por exemplo, integrar milhões de sensores em sistemas

para aprimorar coisas como performance, tempo de vida, diminuindo custos associados

aos ciclos de vida para esses sistemas [38].

A tecnologia para sensoriamento e controle agora tem grande potencial de revolucionar

várias áreas críticas em ciência e engenharia. Aplicações comuns aparecem em contextos

de conservação e monitoramento ambiental, segurança, saúde, e monitoramento estrutural

de infraestruturas críticas. Este tipo de tecnologia pode proporcionar novas aplicações

como sistemas sensíveis ao contexto e tecnologias para casas inteligentes [6, 38].
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1.2 Redes de Sensores

Uma rede de sensores é uma infraestrutura composta de elementos de sensoriamento,

computação e comunicação que permitem à um administrador observar, premeditar e

agir sobre fenômenos e eventos em um ambiente específico como, por exemplo, ambientes

físicos, sistema biológicos ou estruturas de tecnologia da informação. Aplicações típicas,

dentre muitas outras, são a coleta de dados, monitoramento, vigilância e telemetria médica

[6, 35, 38].

Existem quatro componentes básicos em redes de sensores: (i) um conjunto de sen-

sores distribuídos ou agrupados, (ii) uma rede de interconexão que, geralmente (mas não

sempre) é sem fio, (iii) um ponto central de agrupamento de informação e (iv) um con-

junto de recursos computacionais no ponto central (ou além) para lidar com os dados

produzidos, manutenção de status dos sensores e mineração de dados. De fato, parte da

computação pode ser feita pela própria rede, no contexto em que os nós de sensoriamento

e computação são parte da rede. Dado a quantidade potencialmente alta de dados coleta-

dos, métodos algoritmos para gerenciamento de dados possuem importância fundamental

em redes de sensores.

1.2.1 Redes de Sensores Sem Fio

Enquanto em muitas redes os sensores se conectam diretamente à uma unidade de proces-

samento usando, por exemplo, redes locais, um número crescente de sensores comunicam

seus dados coletados de forma sem fio para uma estação de processamento centralizada.

Esse tipo de comunicação têm grande importância dado o fato de que muitas aplicações

envolvem centenas ou mesmo milhares de nós sensores, frequentemente implementados

em regiões de difícil acesso e remotas. Assim, esse tipo de sensores sem fio possuem, além

dos componentes para sensoriamento, capacidades de armazenamento, processamento e

comunicação embutidos. Com essas capacidades, os sensores passam a serem empregados

não somente na coleta, mas também em análise (na própria rede), correlação e fusão não

somente dos próprios dados coletados mas como dos outros sensores da rede também.

Quando muitos desses sensores monitoram coletivamente ambientes físicos grandes, se

têm uma WSN, onde os sensores se comunicam não somente entre si, mas também com

uma Base Station (BS) através de rádios sem fio, o que os permite disseminar seus da-

dos para processamento remoto, análise, armazenamento e visualização [6]. Uma típica

WSN é apresentada na Figura 1.1, onde dois campos de sensores monitoram duas regiões
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distintas e se conectam à Internet usando suas estações base.

Figura 1.1: Exemplo de redes de sensores sem fio.

1.2.2 Mula de Dados

A coleta de dados nesse tipo de rede ocorre por longos períodos de tempo, portanto os

sensores precisam ter baixo custo e trabalhar dentro de orçamentos energéticos limitados.

A depender da aplicação, os sensores de uma WSNs podem estar distribuídos espaça-

damente ao longo de uma grande área, resultando em uma rede esparsa, assim como a

distribuição dos sensores pode ser homogênea (espalhados uniformemente) ou heterogê-

nea (ilhas de sensores). Possíveis abordagens para assegurar conectividade em tais redes

esparsas incluem a instalação de BSs para redirecionar dados de sensores em suas áreas

de cobertura ou implantação de diversos sensores de forma deixar a rede mais densa [35].

Ambas abordagens inerentemente requerem aumento de custos, e não necessariamente

asseguram melhor custo-benefício.

Um abordagem chave para essa problemática é a utilização de Mobile Ubiquitous LAN

Extensionss (MULEs) [35], conhecidas como mula de dados. Mulas são agentes de suporte

especiais capazes de comunicação sem fio de curto alcance que podem trocar dados com

sensores e pontos de acesso que encontram como resultado de sua movimentação. Dessa

forma, uma mula de dados pode pegar os dados de um sensor, livrando sua memória,

armazená-los e os transmitir para um ponto de acesso ao passar em suas proximidades.

Uma das principais vantagens dessa abordagem são os potenciais ganhos em consumo



1.3 Objetivos 4

energético dado que a comunicação dos sensores se dá em curtas distâncias e os sensores

não se ocupam com o roteamento dos dados.

1.3 Objetivos

Com base nos desafios e dificuldades associados à otimização da eficiência energética para

implantação de WSNs, este trabalho tem como objetivo propor e desenvolver algoritmos

eficientes para lidar com o problema da coleta de dados em redes de sensores em dois

cenários através da utilização de agentes de suporte conhecidos como mulas de dados.

Para isso, duas variações do problema serão exploradas. Na primeira, a mula de dados

possui conhecimento prévio de toda rede (localização de seus sensores) e deve encontrar

o menor caminho de modo a atender a demanda de todos os sensores, estando sujeita

à restrições temporais. Para esta, será desenvolvida uma metaheurística baseada em

computação evolutiva. Na segunda variação do problema, a mula de dados precisa tomar

decisões locais acerca de seus movimentos (ou seja, não tem conhecimento prévio da rede)

de modo a atender à demanda dos sensores. Para este segundo problema é proposto

um algoritmo baseado em um conceito geométrico associado à forma de um conjunto de

pontos. Ambas variantes do problema foram abordadas em [30], que será utilizado como

trabalho base para esta pesquisa.

1.4 Trabalhos relacionados

Redes de sensores são extensivamente estudadas, o que resulta em uma grande gama

de trabalhos associados à diversos aspectos desse tipo de arquitetura de rede. Por esse

motivo, essa revisão de literatura aborda trabalhos que lidam com a utilização de agentes

para comunicação e tráfego de dados entre os sensores deste tipo de rede.

Além do termo Mula de Dados [36], várias outras definições são encontradas para esses

agentes responsáveis pela comunicação, como Message Ferrying [44, 49], Mobile Routers

[21], Actor [2], Actuator [18, 33], Mobile Sinks [32, 43, 3, 22, 24] e Mobile Elements

[47, 46, 28].

Em [44] os autores provam que o problema de rotear a Mula de Dados (chamada,

neste trabalho, de Message Ferrying) é NP-difícil através de uma generalização do Caixeiro

Viajante [11]. O objetivo do trabalho é minimizar o atraso médio na entrega de mensagens.
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O mesmo problema definido em [44] é abordado em [49], com a diferença de que mais

de uma Message Ferrying são utilizadas para comunicação entre os sensores, além de que

estas podem se comunicar entre si. Neste cenário, a redundância na comunicação das

múltiplas Message Ferrying proporciona um mecanismo de tolerância à falha. Os autores

abordam diferentes tipos de comunicação entre as Message Ferrying, que pode ser restrita

ou livre, e rotas que podem ser únicas ou diferentes para cada uma.

O trabalho desenvolvido em [42] explora a utilização da mula de dados em um cenário

mais complexo e dinâmico, onde a mula pode se movimentar em diferentes velocidades e

os sensores da rede não são estáticos. Dado que nesta configuração os sensores podem se

movimentar arbitrariamente em uma área pré-determinada, o problema do agendamento

da mula torna-se mais difícil ao requerer que sua velocidade seja ajustada de modo a poder

atender à demanda dos sensores móveis. De modo a lidar com esse caráter dinâmico dos

sensores, os autores propõem um algoritmo baseado em um modelo de movimento dos

sensores que define uma probabilidade de contato para que haja a troca de informações.

Em [48], um robô é utilizado para a coleta de dados dos sensores e posterior retorno

à estação base. Neste trabalho, o raio de comunicação dos sensores é determinado pela

quantidade de energia presente na bateria de cada sensor e, consequentemente, o alcance

da comunicação diminui à medida que a bateria se esgota. O problema é apresentado

como uma generalização do Caixeiro Viajante com Vizinhos [16]. Os autores propõem

um algoritmo evolutivo de duas fases para o problema, onde a primeira fase resolve o

Caixeiro Viajante e a segunda define a melhor posição dentro da área de comunicação do

sensor.

O problema abordado em [25], que considera a utilização de somente uma mula de

dados (chamada SenCar) e sensores estáticos, também permite comunicação multi-hop,

onde os sensores podem transmitir suas mensagens através de outros sensores. De modo

a balancear a distância viajada pela mula e a carga de tráfego existente entre os sensores,

um algoritmo baseado em clusterização é proposto, buscando aumentar a vida útil da

rede.

Um problema similar [25] é tratado em [46] onde, além da comunicação multi-hop,

mais de uma mula de dados é utilizada. Neste trabalho, são definidos sensores especi-

ais chamados Pontos de Encontro (rendezvous points - RP) que atuam como pontos de

concentração de dados e somente eles podem ser servidos pelas mulas, o que remove a

necessidade de fazer com que elas visitem necessariamente todos os sensores da rede para

que estes sejam servidos e, consequentemente, reduz as distâncias viajadas por elas. Dois



1.4 Trabalhos relacionados 6

algoritmos são propostos. No primeiro, as mulas escolhem o RPs enquanto se move pela

árvore de roteamento. No segundo algoritmo, as mulas escolhem os RPs baseadas na

razão entre a maior economia de energia e a distância viajada.

A variante do problema tratada em [33] considera múltiplas mulas de dados que

servem os sensores ao se mover em rotas independentes com velocidades constantes ou

variáveis. Aqui, os sensores (estáticos) da rede recebem pesos que definem sua prioridade

de atendimento. A cada serviço que uma mula de dados performa, o peso do sensor pode

ser atualizado de acordo com sua necessidade de atendimento. Os autores propõem um

algoritmo probabilístico, baseado em uma abordagem do Caixeiro Viajante, que possui

uma versão sequencial e outra distribuída.

Nos trabalhos [40] e [41] o Problema do Agendamento de Mula de Dados é apresen-

tado, onde outras duas perspectivas são adicionadas ao problema inicial de roteamento

da mula: controle de velocidade e ordem de serviço dos sensores. Um modelo matemático

é desenvolvido para tratar cada uma das perspectivas separadamente e uma heurística é

apresentada para resolver os subproblemas separadamente.

Em [45] os sensores da rede enviam seus dados para "pias"onde a mula de dados,

chamada de Mobile Sink, deve passar para fazer a coleta. Para todos os efeitos estas pias

são equivalentes à estações base. No trabalho, as Mobile Sinks são tidas como veículos

aéreos não tripulados (Unmanned Aerial Vehicles - UAVs), o que impõe restrições de

movimentação à mula associadas às limitações de curva as quais os UAVs estão limitados,

o que implica em que a rota seja "suave".

No trabalho desenvolvido em [26], pontos de pooling são locais na rede nos quais os

dados são transmitidos dos sensores para a mula de dados (chamada de M-coletor). A

problemática consiste em definir os melhores pontos de pooling e a rota entre eles que a

mula deve seguir. Os pontos candidatos podem ser definidos tanto pelos próprios sensores

da rede ou pelos M-coletores, em uma etapa em que um ou mais M-coletores exploram

a rede à procura de pontos que tenham comunicação com algum sensor da rede. A rota

final da mula é constituída por um conjunto de pontos de pooling pelos quais a mesma

deve passar de modo a servir todos os sensores da rede.

Em [30], o problema abordado consiste no DMSP com uma única mula de dados, que

parte de uma estação base para servir todos os sensores da rede e, ao final, retorna para

a mesma estação. Neste trabalho, todos os sensores da rede são estáticos, possuindo raios

de comunicação fixos e taxas de transmissão de dados fixas dentro de suas respectivas

áreas de comunicação. Além do mais, a mula de dados é somente capaz de atender um
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sensor por vez, ou seja, somente um sensor é capaz de transmitir dados para a mula por

vez.

O trabalho desenvolvido nesta dissertação aborda o DMSP com as mesmas caracte-

rísticas abordadas em [30].

1.5 Organização

O restante deste trabalho segue o arranjo de capítulos descritos a seguir. O Capítulo

2 introduz e define o problema de agendamento de mula de dados. O Capítulo 3 trata

do roteamento de mulas de dados com visão local da rede, assim como três algoritmos

para o problema. No Capítulo 4 é apresentada a área de computação evolutiva, assim

como o algoritmo proposto para o DMSP com velocidade constante. Por fim, o Capítulo

5 contém os experimentos computacionais realizados e seus resultados. Conclusões e

trabalhos futuros são discutidos no Capítulo 6.



Capítulo 2

O Problema do Agendamento de Mula de
Dados

2.1 Introdução

Otimizar a movimentação de uma mula de dados consiste em um problema difícil como um

todo. Ao se buscar minimizar tanto o tamanho da rota quanto o tempo que a mula leva

para completar o atendimento dos sensores, o DMSP pode ser visto como um problema

de otimização multi-objetivo. Além disso, o problema lida não só com restrições espaciais

(como o raio de comunicação), que em si são análogas ao problema do Caixeiro Viajante

(Travelling Salesman Problem (TSP)), mas também com restrições temporais (como, por

exemplo, a taxa de transferência de dados dos sensores). Há ainda um subproblema de

priorização quando a mula se encontra em interseções de áreas de comunicação.

Modelos que utilizam mulas de dados são muito atrativos uma vez que promovem

entrega de dados de ponta-a-ponta explicitamente, ou seja, sem que envolva sensores

intermediários entre a origem e o destino. Ao se utilizar mulas a tarefa extra de roteamento

de mensagens é removida dos sensores, o pode ser desejável no caso de tais sensores terem

pouca capacidade para armazenamento de dados e energia [42].

O principal problema na utilização de modelos com mulas de dados é a geração de rotas

para coleta dos dados na rede, pois as decisões para criação de tais rotas podem precisar

acomodar restrições nos caminhos que a mula pode seguir, a definição da velocidade que

será utilizada pela mula para movimentação, respeitar um valor máximo de atraso de

mensagens na rede, entre outros.

De forma a lidar com as limitações que existentes em estudos anteriores sobre aborda-

gens para a movimentação de mulas de dados, Sugihara e Gupta propuseram em [40] uma
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estrutura para o problema denominada DMSP, onde o problema do planejamento de mo-

vimentação da mula é tido como uma composição de subproblemas livremente conectados

de: (i) seleção de caminho, (ii) controle de velocidade e (iii) agendamento de atendimento,

dado que a mula pode atender somente um sensor por vez. O DMSP constitui assim uma

classe de problemas associados ao controle e planejamento de mulas de dados que busca

minimizar a latência de entrega de dados.

O problema foco do DMSP é o atendimento de todos os sensores de uma rede. De

modo que atendimento ocorra a mula deve estar no alcance de comunicação dos sensores

por tempo o suficiente de modo que possa fazer a troca de dados, o que não implica que

a mula deva visitar um sensor diretamente.

2.2 Definição

Como já mencionado, para lidar com essa complexidade o DMSP decompõe o problema

em três sub-problemas inter-relacionados, ilustrados na Figura 2.1.

Durante a seleção de caminho (path selection), é determinada a trajetória percorrida

pela mula ao longo da rede de sensores. Para que possam se comunicar, a mula deve

entrar no raio de comunicação do sensor pelo menos uma vez.

No controle de velocidade (speed control) se determina como a mula muda de velo-

cidade ao longo do caminho escolhido. Como a transmissão de dados depende da taxa

de transferência de cada sensor, a mula precisa controlar sua velocidade de modo a ter

tempo suficiente para receber todos os dados.

Com o perfil tempo-velocidade determinado, têm-se um mapeamento de cada local

para um intervalo de tempo. Um trabalho consiste em coletar os dados de um sensor, e

cada trabalho pode ser executado em um ou mais intervalos de tempo. O agendamento

de trabalho (job scheduling) consiste em determinar a alocação de tempo necessária para

que todos os trabalhos sejam completados.

No cenário do problema apresentado na Figura 2.1 a mula precisa fazer o atendimento

de três sensores dispostos no plano e tendo áreas de comunicação descritas em Figura

2.1(a). Na primeira fase do problema a rota da mula deve ser definida, representada pela

flecha preta no exemplo que começa e termina na mesma posição, definida como Estação

Base. Com a rota é criado um gráfico de Gantt [40, 30], como no exemplo na Figura

2.1(b) (superior), com a ordem de visita e a distância pela qual a mula estará em contato
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Figura 2.1: Os sub-problemas do DMSP. Adaptado de Sugihara e Gupta [40].

com cada sensor, o que permite a definição da velocidade da mula em cada parte da rota

(Figura 2.1(b) inferior). Com a ordem de visita, assim como as distâncias e velocidades

definidas na segunda fase, é possível criar um gráfico de Gantt (Figura 2.1(c) superior)

representando o tempo de contato com a mula de acordo com a sequência das visitas.

Como exemplificado pelo nó C no exemplo, quanto maior a velocidade na segunda fase,

menor será o tempo de contato na terceira fase. O agendamento é feito com este último

gráfico, removendo as áreas de interseção dos serviço, como é o caso dos nós A′ e B′

no exemplo da Figura 2.1(c) (superior), finalizando a terceira fase com os conflitos de

atendimento resolvidos Figura 2.1(c) (inferior).

2.3 Representação do Problema

As interseções nas áreas de comunicação dos sensores são locais no caminho da mula onde

mais de um sensor pode ser atendido. Dada a restrição de que a mula se comunica somente

com um sensor por vez, o atendimento nesta área de interseção defe ser dividido entre

os respectivos sensores. De modo a "marcar"as áreas onde o atendimento pode ocorrer

no caminho da mula nós fictícios foram introduzidos à representação do problema sempre

que o caminho da mula intercepta o limite da área de comunicação de um sensor, como

mostrado na Figura 2.2 [30, 31].

Assim, os vértices do gráfico G representando o problema podem ser divididos em

vértices onde a mula pode fazer o atendimento de sensores {(a, 4), (4, d), (e, 1), ...}, e

vértices fora da área de comunicação de sensores {(BS, a), (d, e), ...}. Assim, o DMSP

pode assim ser definido da seguinte forma. Seja G = (E, V ) um grafo completo, onde

V = {0, 1, 2, ..., n} é o conjunto de n+1 nós da rede, com o nó 0 representando a Estação
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Figura 2.2: Representação do problema [30].

Base de onde a mula parte e deve retornar, e E = {(i, j) : i, j ∈ V, i 6= j} seu conjunto

de arestas. Cada i ∈ V (com exceção da Estação Base) tem uma demanda si, um raio

de comunicação ri, e uma taxa ti de transmissão de dados por unidade de tempo. Ao se

adicionar os nós artificiais Vf que marcam pontos nos vértices representando o limite de

áreas de comunicação produz-se um novo grafo G′ = (V ′, E ′), onde V ′ = {V ∪Vf} e E ′ =
{(p, q) : p, q ∈ V ′, p 6= q}, utilizado como entrada do problema. Assim, o conjunto E ′ pode

ser dividido em dois subconjuntos, um com os vértices dentro de áreas de comunicação e

outro onde não há atendimento.



Capítulo 3

O Problema do Roteamento de Mula de
Dados

3.1 Introdução

Como mencionado anteriormente, WSNs são um tipo específico de redes onde a comuni-

cação é exclusivamente sem fio e se dá quando há a interseção espacial entres as áreas de

cobertura dos sensores. Este capítulo se dedica à uma variante do problema de Rotea-

mento de Mula de Dados (Data Mule Routing (DMR)) que impõe outra restrição espacial

ao problema de otimizar o processo de coleta de dados: a mula de dados não tem conheci-

mento prévio da rede e, assim, precisa tomar decisões locais, baseadas em um subconjunto

dos sensores, de modo a atender a demanda de todos os sensores da rede.

Sensores consomem muita energia em várias tarefas, dentre elas coleta, processa-

mento e comunicação de dados, enquanto que mulas de dados possuem maior capacidade

de processamento, memória e disponibilidade energética. Dentre os principais desafios na

pesquisa e implementação de WSNs, o desafio mais crucial é o projeto, desenvolvimento

e implementação de protocolos eficientes que minimizem consumo energético, tanto para

hardware como para software [37, 34]. Assim, neste capítulo será apresentada uma abor-

dagem para tal problemática que busca minimizar o consumo energético ao otimizar o

caminho encontrado pela mula nesse cenário com sensibilidade à localidade.

Como apresentado em [30, 29], o problema segue as seguintes premissas básicas. Seja

G = (V,E) um grafo representando uma rede, onde o posicionamento espacial dos nós são

dados em coordenadas euclidianas. Em outras palavras, o conjunto de vértices V (G) é um

conjunto de pontos no plano euclidiano e as arestas (i, j) ∈ E(G) existem caso os sensores

representados por i e j estejam em alcance de comunicação (arestas não possuem peso).
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O conjunto N(i) representa os nós vizinhos do nó i, que conhece somente os nós em sua

vizinhança, assim como suas coordenadas. Seja s ∈ V o vértice de onde a mula departe e

volta ao final do caminho, chamado de Estação Base. A mula de dados se move através

dos sensores e somente atende um sensor i quando localizada em um sensor j ∈ N(i).

Neste caso, mula não está limitada a atender somente o sensor i onde se encontra, podendo

servir qualquer sensor j ∈ N(i). Cada sensor por onde a mula passa é adicionado à rota,

podendo um sensor ser utilizado mais de uma vez (sendo adicionado à rota novamente).

3.2 Algoritmos Sensíveis à Localidade

Três heurísticas são utilizadas para o roteamento e a diferença principal entre elas se

encontra em como se dá a decisão de mover a mula. Na primeira, a mula decide o

caminho baseado no número de sensores ainda não cobertos próximos ao sensor onde

a mula se encontra. Na segunda, o conceitos de convex-hull é utilizado para decidir o

próximo movimento. A terceira heurística se assemelha à segunda, mas aplica o conceito

de α-shape para a tomada de decisão. As duas primeiras heurísticas foram propostas em

[30, 29], enquanto que a terceira é proposta e explorada nesta dissertação.

Aqui, os sensore podem se encontrar em um dos três possíveis estados: (i) dominante,

quando a mula está ou estava na mesma posição do sensor em questão, (ii) coberto,

quando um sensor está ou estava dentro do alcance de comunicação de um dominante, e

(iii) descoberto, quando um sensor não se encontra em nenhum dos outros estados. A mula

de dados começa e termina, após servir todas as demandas, na estação base. Inicialmente

todos os sensores se encontram no estado descoberto, com exceção da estação base.

Os algoritmos sensíveis à localidade apresentados são baseados em dois procedimentos,

um para os sensores e o outro para a mula de dados. A seguintes mensagens são trocadas,

entre mula e sensores, para decidir o próximo movimento da mula:

• msg_request : contêm uma requisição para o número de vizinhos descobertos, envi-

ada da mula para um sensor;

• msg_enumernodes : mensagem contendo o número de vizinhos descobertos, enviada

de um sensor para a mula;

• msg_serve: mensagem que informa que o sensor receptor está disponível para aten-

dimento, enviada da mula para um sensor;

• msg_served : sinaliza que um sensor já foi atendido, enviada entres os sensores.
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3.2.1 Algoritmo baseado no número de sensores descobertos -
AlgNUM

Inicialmente, ao chegar à um sensor u, a mula de dados envia a mensagem msg_serve

para todos os sensores em N(u), informando que o sensor pode ser atendido, o que muda

seus status para cobertos. Em seguida, a mula envia a mensagem msg_request para

N(u) e, ao receber esta mensagem, os sensores respondem de volta com a mensagem

msg_enumernodes, contendo seus respectivos números de vizinhos em estado descoberto.

A mula de dados, assim, se move para o sensor em N(u) que possui o maior número de

vizinhos descobertos. O pseudocódigo para este algoritmo é apresentado no Algoritmo 1.

Algoritmo 1 AlgNUM - Pseudocódigo para Mula de Dados
pai← ∅
estados← ∅
Ao chegar à um nó u vindo de um nó v

if u não é dominante then
estados← estados \ {< u, coberto >};
estados← estados ∪ {< u, dominante >};
pai← pai ∪ {< u, v >};

foreach v ∈ N(u) do
estados← estados ∪ {< v, coberto >};
Envia msg_serve para v;

Envia msg_request para v;

Ao receber todas msg_numbernodes de N(u)

if ∃ v ∈ N(u) | numbernodes(v) 6= 0 then
Mula de Dados se move para o sensor t ∈ N(u) com maior numbernodes;

else

if u é Estação Base then
Mula de Dados para de se mover;

else
v ← pai de u

Mula de Dados se move para v;

Quando a mula chega à um sensor u a partir de um sensor v, caso u não tenha

status dominador, atualiza para este status e marca v como seu pai (de modo a for-

mar a árvore que representa o caminho da mula). Quando a mula recebe a mensagem

msg_enumernodes contendo somento zeros (indicando que não há mais sensores sem aten-



3.2 Algoritmos Sensíveis à Localidade 15

dimento, ou seja, não há mais sensores com status descoberto), retorna ao pai do sensor

onde se encontra e, caso este seja a estação base, a mula para de se mover.

Em relação ao comportamento dos sensores, ao receber a mensagem msg_serve da

mula de dados, o sensor emite a mensagem msg_served para todos seus vizinhos. Quando

um sensor recebe uma mensagem msg_served, atualiza seu registro do números de vizi-

nhos que necessitam atendimento. O pseudocódigo para este algoritmo é apresentado no

Algoritmo 2.

Algoritmo 2 Pseudocódigo para nó sensor u

uncoveredNodes← |N(u)|
Ao receber uma mensagem M

case M = msg_serve do
Envia msg_served para todos N(u)

case M = msg_request do
Envia msg_numbernodes contendo uncoveredNodes para mula

case M = msg_served do
uncoveredNodes = uncoveredNodes− 1

3.2.2 Algoritmo baseado em Convex-hull - AlgCH

O convex-hull de um conjunto de ponto Q (Figura 3.1) consiste do menor polígono convexo

P para o qual todo e qualquer ponto em Q ou está nos limites de P ou em seu interior.

É assumido que todos os pontos em Q são únicos e que Q contêm pelo menos três pontos

não colineares [30, 29].

Figura 3.1: Convex-hull de um conjunto de pontos Q.

Como já mencionado, a única diferença entre os algoritmos está em como a mula decide

para onde ir. Assim, o algoritmo baseado no conceito de convex-hull, cujo pseudocódigo é
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apresentado no Algoritmo 3, segue os mesmos passos do primeiro algoritmo apresentado,

exceto que, aqui, ao invés a mula manda a mensagem msg_request somente para os

sensores no convex-hull do conjunto {u} ∪N(u), onde u representa o sensor onde a mula

se encontra. A idéia é de que, ao se movimentar para os limites do convex-hull a mula

pode cobrir mais sensores enviando menos mensagens.

Algoritmo 3 AlgCH - Pseudocódigo para Mula de Dados
pai← ∅
estados← ∅
CHsensores ← ∅
Ao chegar à um nó u vindo de um nó v

if u não é dominante then
estados← estados \ {< u, coberto >};
estados← estados ∪ {< u, dominante >};
pai← pai ∪ {< u, v >};

foreach v ∈ N(u) do
estados← estados ∪ {< v, coberto >};
Envia msg_serve para v;

CHsensores ← Convex− hull(N(u) ∪ {u});
foreach v ∈ CHsensores do

Envia msg_request para v;
Ao receber todas msg_numbernodes de CHsensores

if ∃ v ∈ CHsensores | numbernodes(v) 6= 0 then
Mula de Dados se move para o sensor t ∈ CHsensores com maior numbernodes;

else

if u é Estação Base then
Mula de Dados para de se mover;

else
v ← pai de u;

Mula de Dados se move para v;

3.2.3 Algoritmo baseado em α-shape - AlgAS

O α-shape de um conjunto de pontos P (Figura 3.2) corresponde à área de interseção

de todos os discos fechados com raio α que contem todos os pontos de P [9]. Um ponto

p ∈ P é chamado de α-extremo em P se existir um disco fechado de raio α, de modo

que p se encontra no seu limite e contêm todos os pontos de P . Se, para dois pontos

α-extremo p e q, existir um disco fechado de raio α com ambos os pontos nos seus limites,
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e que também contêm todos os outros pontos, p e q são chamados α-vizinhos. Assim, o

α-shape de P é definido como o grafo cujos vértices são pontos α-extremo e cujas arestas

conectam seus respectivos α-vizinhos [17]. Conforme α se aproxima de 0, o α-shape se

aproxima do mais comum convex-hull.

Figura 3.2: α-shape de um conjunto de pontos P .

Neste problema, todos os sensores da rede possuem o mesmo raio de comunicação r.

Assim como buscou-se reduzir o número de mensagens no AlgoCH, a motivação para o

uso do α-shape é desenvolver um algoritmo que possibilite uma redução no número de

mensagens enviadas para sondar a vizinhança sem comprometer a caminho criado pela

mula. Como buscamos o α-shape de um grupo de sensores, o valor de α precisa ser o

diâmetro do raio de comunicação desses sensores, dado que dois sensores são vizinhos

somente quando se encontram dentro da área de cobertura um do outro. Dado que para

α 6= 0 o α-shape de um conjunto de pontos irá conter mais pontos que o convex-hull

para o mesmo conjunto, espera-se que a mula possa encontrar um melhor caminho que o

método baseado em convex-hull ao cobrir mais sensores sem aumentar consideravelmente

o número de mensagens necessárias para isso.

Um α-shape pode ser descrito como a forma criada (polígono) ao se rotacionar um

disco (ou esfera, no caso 3D) de raio α ao redor de um conjunto de pontos a partir de um

ponto na borda, como apresentado na Figura 3.3: tendo o ponto inicial u como pivô, todo

ponto tocado ao se rotacionar o disco de raio α passa a ser pivô e o antigo e novo pivôs

são conectados. No contexto de um subgrupo de sensores de uma rede, o ponto inicial de

pivotagem consiste do sensor u onde a mula de dados, e o resto dos pontos consiste de

seus vizinhos. Assim, o grupo de sensores a serem considerados para o α-shape é definido

por {u} ∪N(u) e, dada a restrição de áreas de comunicação sobrepostas para que sejam

considerados vizinhos, α passa a ser o diâmetro do área de comunicação dos sensores.

O algoritmo proposto neste trabalho, AlgAS, também segue os mesmos passos princi-
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Figura 3.3: Exemplo de α-shape sendo construído a partir da pivotaçao de um disco de
raio α a partir de um ponto u.

pais dos algoritmos AlgNUM e AlgCH. Entretanto, o critério utilizado para decidir para

quem a mula mandará mensagens para decidir seu próximo movimento é baseado no

α-shape, introduzido por Edelsbrunner, Kirkpatrick e Seidel. Assim como no segundo

algoritmo, a mensagem msg_request somente é enviada os sensores presentes nos limites

do α-shape do conjunto {u} ∪ N(u). O pseudocódigo para este algoritmo é apresentado

no Algoritmo 4.
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Algoritmo 4 AlgAS - Pseudocódigo para Mula de Dados
pai← ∅
estados← ∅
ASsensores ← ∅
Ao chegar à um nó u vindo de um nó v

if u não é dominante then
estados← estados \ {< u, coberto >};
estados← estados ∪ {< u, dominante >};
pai← pai ∪ {< u, v >};

foreach v ∈ N(u) do
estados← estados ∪ {< v, coberto >};
Envia msg_serve para v;

ASsensores ← α− shape(N(u) ∪ {u});
foreach v ∈ ASsensores do

Envia msg_request para v;
Ao receber todas msg_numbernodes de ASsensores
if ∃ v ∈ ASsensores | numbernodes(v) 6= 0 then

Mula de Dados se move para o sensor t ∈ ASsensores com maior numbernodes;

else

if u é Estação Base then
Mula de Dados para de se mover;

else
v ← pai de u;

Mula de Dados se move para v;



Capítulo 4

Computação Evolutiva

Computação evolutiva é um paradigma computacional fundamentalmente inspirado pela

natureza. Programação Evolutiva (Evolutionary Programming (EP)) foi concebida por

Lawrence J. Fogel em 1960 [10]. Na década de 60, Inteligência Artificial (Artificial In-

telligence (AI)) era basicamente centrada em heurísticas e simulações de redes neurais

primitivas. Para Fogel, ambas abordagens eram limitadas por conceber modelos de in-

teligência humana, ao invés de modelar o processo que produz criaturas de inteligência

incremental: evolução. Portanto, Fogel considerou que inteligência baseia-se na adaptação

de comportamento com o objetivo de alcançar certas metas em uma série de ambientes.

Assim, o campo da EP consiste da construção, aplicação e estudo de algoritmos baseados

nos princípios darwinianos de seleção natural [7, 8].

Um típico algoritmo evolutivo começa com uma população aleatoriamente iniciali-

zada, que evolui ao longo de diversas gerações. Em cada geração, indivíduos adaptados

são selecionados para se tornarem indivíduos pai. O papel desses indivíduos pai con-

siste de se reproduzirem, através de recombinações entre ambos (cruzamento), de forma

a gerar novos indivíduos, chamados indivíduos descendentes. Subsequentemente, indiví-

duos descendentes aleatoriamente selecionados passam por um processo que aplica certas

mutações. Finalmente, o algoritmo seleciona os indivíduos melhor adaptados que irão so-

breviver para a próxima geração, de acordo com o esquema de seleção para sobrevivência

projetado. Computação evolutiva é geralmente aplicada à problemas de otimização, sendo

uma subárea de campos como Aprendizagem de Máquina (Machine Learning (ML)), com

algoritmos que buscam desenvolver AI através da aplicação de algoritmos evolutivos para

a criação de Redes Neurais Artificiais (Artificial Neural Networkss (ANNs)). Um avanço

recente, que proporcionou a criação do primeiro organismo vivo e programável artificial-

mente projetado por um algoritmo [23], figura como um incrível exemplo de aplicação,
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e da importância, dessa classe de algoritmos nessas áreas para resolução de problemas

difíceis em otimização, especialmente combinatória.

4.1 Introdução

Algoritmos Genéticos de Chave-Aleatória (Random-Key Genetic Algorithms (RKGAs)) é

uma nova classe de algoritmos evolutivos pertencentes à classe dos Algoritmos Genéticos

(Genetic Algorithms (GAs)), propostos por John Holland [20]. Essa classe, descrita por

Bean [4], funciona de forma similar aos GAs, se baseando nos princípios Darwinistas

de sobrevivência do mais adaptado com seus operadores simulando conceitos chaves em

genética, mas diverge desta ao modificar a codificação e decodificação das soluções e,

portanto, o espaço de busca onde o problema está sendo tratado.

4.2 Algoritmo Genético com Chaves Aleatórias

RKGAs são metaheurísticas evolucionárias, aplicadas principalmente à problemas de oti-

mização discreta e global. Nesta classe de GAs, as possíveis soluções para problemas de

otimização são representadas como vetores de permutação compostos por chaves geradas

aleatoriamente no intervalo contínuo [0, 1). Em outras palavras, cada solução é represen-

tada como um vetor de tamanho n onde cada componente consiste de um número real

aleatoriamente selecionado no intervalo contínuo [0, 1).

O comportamento algorítmico consiste, basicamente, em evoluir um conjunto inicial de

soluções aleatórias por meio de um processo que iterativamente as ordena qualitativamente

e propaga permutações controladas entre as melhores soluções (elite), enquanto descarta

as piores.

4.2.1 Cruzamento

O processo pelo qual duas soluções são combinadas com o intuito de gerar uma solução de

custo melhor é conhecido, tanto em GAs como em RKGAs, como cruzamento (crossover).

Um algoritmo recebe como entrada um par de soluções e produz uma única solução

composta por fragmentos combinados das originais.
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4.2.2 Mutantes

Para impedir que o processo de evolução fique estagnado pelo cruzamento (crossover) de

soluções com melhor custo, como ótimos locais, o clássico GA apresenta um método que

altera, com probabilidade fixa, o valor de um dos genes que compõem a solução.

Similarmente, RKGAs implementam um processo de mutação com o mesmo objetivo

de manter a população de soluções variada, de modo a evitar estagnação. Nesta classe,

um subgrupo das soluções pertencentes ao grupo não-elite, ao sofrer mutação, têm suas

n chaves atualizadas com novas chaves aleatórias.

4.2.3 Decodificador

Dado que essa classe de GAs opera sobre uma versão codificada do espaço de busca

original, para avaliação das soluções geradas é necessário que haja uma transformação

desta representação para a original.

Um decodificador é um algoritmo determinístico que recebe como entrada um vetor de

chaves randômicas e produz uma solução factível para o problema de otimização, assim

como seu custo (fitness). No trabalho de Bean o decodificador proposto simplesmente

ordena as chaves aleatórias do vetor solução, produzindo uma permutação cujos os índices

dos elementos ordenados representa a solução do problema.

4.2.4 O Algoritmo

O algoritmo começa gerando uma população de p vetores com n chaves randômicas, que é

referida como 1ª geração. Na k-ésima geração, os p vetores da população são particionados

em dois grupos: um grupo pe < p
2
, correspondendo às melhores soluções, e um grupo

maior com o restante das soluções, chamados não-elite. O grupo elite da k-ésima geração

perpetuados sem alterações para a população da k+1-ésima geração, junto a um grupo de

pm novos vetores aleatórios, chamados mutantes. Os vetores mutantes possuem o mesmo

papel que o operador de mutação presentes nos genéticos clássicos: introduzir ruído no

conjunto de soluções de modo a manter variabilidade "genética". Para completar os p

elementos que constituirão a nova geração, p−pe−pm vetores são gerados ao se combinar

pares de soluções da geração atual. O pseudocódigo para este algoritmo é apresentado no

Algoritmo 5.
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Algoritmo 5 Pseudocódigo do RKGA.
Input: n, p, pe, pm
Output: Melhor solução X∗

P ← população com p indivíduos, cada um tendo n chaves geradas aleatoriamente no

intervalo [0, 1);

while critério de término não satisfeito do
Aplicar decodificador para avaliar a qualidade de cada solução em P ;

Dividir P em grupos Pe com melhores indivíduos e Pe com p− pe;
Inicializar próxima população: P+ ← Pe;

Gerar grupo Pm com pm mutantes, cada um tendo n chaves geradas aleatoriamente

no intervalo [0, 1);

Adicionar mutantes à próxima população: P+ ← P+ ∪ Pm;
for i← 1 to p− pe − pm do

Selecionar pai a aleatoriamente de P ;

Selecionar pai b aleatoriamente de P ;

for j ← 1 to n do
t← número aleatório entre [0, 1];

if t > 0, 5 then
o[j]← a[j];

else
o[j]← b[j];

Adicinar filho à população: P+ ← P+ ∪ o;
P ← P+;

4.3 Modelagem Algorítimica

Nesta seção serão apresentadas as decisões de implementação, assim como os motivos para

tais, que guiaram a estrutura final do algoritmo proposto. A métrica GAP é utilizada

para avaliação da qualidade das soluções encontradas ao longo dos testes. Sua fórmula

é dado por GAP = fevol−fe
fe

, onde fevol representa o valor da função objetivo encontrado

pela algoritmo evolutivo para a instância utilizada, enquanto que fe representa o valor

exato [30].
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4.3.1 BRKGA

Em uma recente variante dos RKGAs apresentada por Gonçalves e Resende [14], cha-

mada Algoritmo Genético com Chave Aleatória Tendencioso (Biased Random-Key Ge-

netic Algorithms (BRKGAs)), os autores propuseram uma simples alteração no processo

de cruzamento que quase sempre resulta em uma melhor performance em comparação ao

algoritmo de Bean [15] e, portanto, será utilizado como algoritmo base. Enquanto que em

um RKGA o par de soluções a passar pelo processo de cruzamento pode ser composto de

qualquer solução da população atual, em um BRKGA o que o torna tendencioso é o fato

de que uma das soluções desse par necessariamente provêm do grupo elite, enquanto que

a outra pode ser selecionada do grupo não-elite ou da população inteira. Além disso, o re-

sultado do cruzamento deve receber um gene do par pertencente à elite com probabilidade

maior que 0.5, o que não acontece no RKGA de Bean.

De modo a avaliar o desempenho do BRKGA padrão [14], uma instância foi seleci-

onada aleatoriamente do grupo de instâncias com maior número de sensores (redes com

21 nós) e foi resolvida pelo algoritmo em 30 execuções independentes, onde tempo, me-

lhor solução encontrada e a média das execuções foram avaliadas. Similar abordagem

para desenvolvimento de metaheurísticas baseadas em populações foi utilizada em outro

trabalho recente na área de otimização global em [12]. Os resultados são apresentados

na Tabela 4.1, enquanto que o comportamento do algoritmo pode ser visualizado na Fi-

gura 4.1. Os parâmetros que devem ser fornecidos ao algoritmo foram configurados para

os valores sugeridos por Rezende [14].

Tabela 4.1: Resultados do BRKGA para instância com 21 sensores.

Melhor Média t(s)
1114042 1133097,1 2,73

Como pode ser observado, o melhor resultado obtido não alcança o valor ótimo re-

portado em [30], possuindo um GAP de 1, 34% para a melhor solução e de 3, 1% para o

caso médio. O comportamento observado na Figura 4.1 mostra uma rápida melhora da

solução durante as gerações iniciais, o que leva à uma estagnação que começa a ocorrer,

em média, após as 20 primeiras gerações terem evoluído. Essa estagnação se dá por conta

da ocupação da poluação por indivíduos elite, o que acaba impactando na variabilidade

genética das soluções, fazendo com que o algoritmo venha a ficar preso em ótimos locais.
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Figura 4.1: Comportamento da melhor solução através de 80 gerações com 1500 indiví-
duos, ao longo de 10 execuções independentes do BRKGA para instância com 21 sensores
com parâmetros sugeridos pela literatura: grupo elite 25%, grupo mutante 15% e proba-
bilidade de receber gene elite de 0, 7.

4.3.2 Operadores Genéticos

Apesar de GAs e BRKGAs serem caixas pretas1, alguns parâmetros, como tamanho da

população, frequência de mutação, nos GAs tradicionais, ou porcentagem de mutantes

e elite que compõe as populações precisam ser ajustados em algoritmos evolutivos de

modo a encontrar a melhor configuração dos operadores genéticos para o problema sendo

tratado.

Goldberg [13] argumenta que essa convergência prematura ocorre quando boas so-

luções tomam conta da população mais rapidamente do que novas soluções, com custo

melhor, são criadas, o que tende a ocorrer como resultado do processo de adaptação si-

mulado por essa classe algorítmica. No contexto de algoritmos genéticos, estratégias para

evitar convergência prematura envolvem manipular os operadores de forma a ajustar a

variabilidade genética da população para que determinados genes não desapareçam. Tra-

tando de metaheurísticas para problemas de otimização, isso é equivalente a encontrar o

balanço correto entre a fase de exploração e de explotação, dado que ambas se encarregam

de produzir novas soluções. Para isso, buscando melhorar o balanço entre explotação e

exploração sem impactar negativamente na qualidade da solução melhor adaptada, optou-

se por explorar a relação entre o grupo elite e mutante, assim como a forma pela qual as

soluções selecionadas para cruzamento são eleitas.

Nesta versão proposta, que será referida como BRKGA², ambas soluções selecionadas
1O termo caixas pretas se refere à algoritmos que não necessitam de conhecimento acerca de um

problema de otimização para resolvê-lo.
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para cruzamento necessariamente serão soluções elite, entretanto, para evitar que solu-

ções muito adaptadas tomem controle da população rapidamente, o conceito de elite será

relaxado: iremos considerar que o grupo elite corresponde a 50% da população total, solu-

ções resultado de cruzamento irão compor 25%, enquanto que 25% serão mutantes. Essas

modificações buscam fazer com que a solução evolua por meio de pequenos incremen-

tos espalhados ao longo das gerações, de modo a impedir que soluções muito adaptadas

surjam muito cedo e se repliquem rapidamente. Os resultados de 30 execuções indepen-

dentes para essa confiuração do algoritmo são apresentados na Tabela 4.2, enquanto que

o comportamento do algoritmo pode ser visualizado na Figura 4.2

Tabela 4.2: Resultados do BRKGA2 para instância com 21 sensores.

Melhor Média t(s)
1109593 1124592,8 1,47

Figura 4.2: Comportamento da melhor solução através de 80 gerações com 1500 indiví-
duos, ao longo de 10 execuções independentes do BRKGA² para instância com 21 sensores.

Como pode ser visto, as modificações propostas favorecem o algoritmo, que alcança

um GAP de 0, 9% na melhor solução encontrada e de 2, 3% no caso médio. Como pode-se

observar pelo comportamento do algoritmo na Figura 4.2, a curva de convergência da

melhor solução ao longo das gerações é mais suave, não apresentando a rápida melhora

nas gerações iniciais, como acontece em Figura 4.1, e melhorias na solução continuam a

ocorrer ao longo de todas as gerações, o que indica que as melhoras são incrementais ao

longo de todo o processo. Este comportamento vai de encontro com o que se desejava obter

ao decidir introduzir mais mutantes nas populações, combinado tanto ao relaxamento do

quão boa uma solução deve ser para ser considerada elite quanto a diminuição das soluções

originadas em cruzamentos.
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4.3.3 Cruzamento

O cruzamento implementado no BRKGA de Rezende, assim como no BRKGA², chama-se

Cruzamento Uniformizado Parametrizado, proposto originalmente por Spears and DeJon

[39]. Considere a como a solução provinda do grupo elite, enquanto b constitui qualquer

outro elemento selecionado, c o resultado desta combinação, ci a i-ésima chave do vetor c

(0 ≤ i ≤ n), e pa e pb as probabilidades de receber um gene do vetor a e b, respectivamente.

Nesta heurística de combinação de soluções, ci recebe a chave ai com probabilidade pa e

b com probabilidade pb = 1− pa.

A base dos algoritmo genéticos consiste em gerar novas soluções a partir de velhas.

Dado que o operador de cruzamento é o mais importante nessa classe de algoritmos, testes

experimentais foram feitos para experimentar com outras heurísticas de cruzamento, mais

especificamente o Cruzamento Construtivo Sequencial (Sequential Constructive Crosso-

ver (SCX)) [1] foi implementado para que se pudesse avaliar o impacto na performance

do BRKGA² proposto (BRKGA2-SCX). Considere um nó legítimo um nó ainda não vi-

sitado (gene não utilizado). Nesta heurística de combinação, os primeiros nós legítimos

encontrados em a e b, que não dependem necessariamente de suas estruturas 2, a partir

do último gene atualizado ci, chamados respectivamente de aα e bβ com custos associa-

dos Caα e Cbβ, são comparados: ci+1 receberá aα caso Caα ≤ Cbβ, recebendo bβ caso

contrário. Este processo se repete até o vetor esteja completo.

Também foi experimentado um modelo híbrido (BRKGA2-h) que incorpora ambos

métodos de cruzamento. Os resultados para 30 execuções independentes para cada uma

das variações de cruzamento são apresentados na Tabela 4.3, enquanto que o comporta-

mento dos algoritmos pode ser visualizado nas figuras 4.3 e 4.4.

Tabela 4.3: Resultados de cruzamentos para instância com 21 sensores.

Algoritmo Melhor Média t(s)
BRKGA2-SCX 1222788 1276750 3,19
BRKGA2-h 1164042 1189569,7 1,97

Como observado nos valores apresentado na tabela e, novamente, os gráficos do com-

portamento ao longo das gerações, o operador SCX, para este problema, acaba gerando

soluções de custo bastante superior em soluções iniciais, estagnando por volta de 20 ge-

rações. De maneira a tentar tirar vantagem dessa rápida convergência apresentada pelo

SCX, a versão BRKGA²-h utiliza SCX nas primeiras 15 gerações, mudando para o Cru-
2Caso nenhum nó legítimo seja encontrado, sequencialmente se testam as legitimidades dos nós res-

tantes.
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Figura 4.3: Comportamento da melhor solução através de 80 (oitenta) gerações com
1500 (mil e quinhentos) indivíduos, ao longo de 30 (trinta) execuções independentes do
BRKGA² com SCX (BRKGA²-SCX) para instância com 21 sensores.

Figura 4.4: Comportamento da melhor solução através de 80 (oitenta) gerações com
1500 (mil e quinhentos) indivíduos, ao longo de 30 (trinta) execuções independentes do
BRKGA² com cruzamento híbrido (BRKGA²-h) para instância com 21 sensores.

zamento Uniformizado Parametrizado a partir deste ponto em diante. Pode-se observar

na Figura 4.4 uma suavização na curva de melhora em relação a apresentada na Figura

4.3, o que se reflete nos valores numéricos na Tabela 4.3.

Dados os resultados de performance inferiores proporcinados por estas novas heurísti-

cas de cruzamento, o processo de desenvolvimento do algoritmo se dará pela aplicação de

buscas locais nas soluções geradas pelo BRKGA² com Cruzamento Construtivo Sequen-

cial.
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4.3.4 Busca Local

Buscas locais são heuristicas aplicadas à problemas de otimização que performam alte-

rações locais na estrutura de uma solução de forma a encontrar uma nova solução com

melhor qualidade.

Como busca local será explorado a utilização da heurística Variable Neighborhood

Descente (VND), assim como sua versão randomizada Random Variable Neighborhood

Descente (RVND). Proposta por Hansen e Nenad [19], esta busca local consiste em explo-

rar vizinhanças diferentes de uma solução, mudando para a nova vizinhança caso ocorra

melhora no custo. Quando a escolha da vizinhança a ser explorada se dá de maneira

randômica têm-se a variante randômica (RVND). Quatro estruturas de vizinhaça são uti-

lizadas: N swap(2,1) troca a posição de dois sensores consecutivos com outro sensor, N swap

troca dois sensores quaisquer de lugar, N shift realoca um sensor para uma nova posição, e

Ndel, que remove da solução o sensor que inicia o vértive cuja razão atendimento
distancia

(ganho) seja

a mais baixa. Com exceção da estrutura de vizinhança Ndel, todas as outras consideram

sensores dentro e fora da solução.

4.3.4.1 VND × RVND

Na primeira fase de análise e desenvolvimento, se buscou adaptar o algoritmo básico de

forma a alcançar resultados médios com melhor custo (explotação) sem impactar a fase de

exploração. Ao observar o comportamento apresentado na Figura 4.2 percebe-se peque-

nos intervalos (linhas horizontais ao longo das gerações) onde a melhor solução permanece

inalterada. De forma a tentar melhorar a qualidade das soluções sem depender dos ope-

radores genéticos do algoritmo base, as buscas locais VND e RVND serão exploradas.

Como já mencionado anteriormente, a classe de algoritmos evolutivos busca gerar

(evoluir) soluções de qualidade a partir de qualquer população inicial. Dessa forma, opta-

se por explorar modos de melhorar a qualidade média da população de duas formas:

i) aplicando buscas locais aos resultados de cruzamentos (BRKGA²c) e ii) as aplicando

ao longo da população (novo conjunto de soluções) em intervalos discretos (BRKGA²p).

A primeira abordagem busca focar a fase de explotação nos resultados dos cruzamentos,

enquanto que a segunda, concebida levando em consideração o fato dos vetores se tornarem

similares ao longo do processo de evolução do algoritmo, tenta explotar soluções diferentes

ao longo de toda população, independentemente de sua qualidade, incluindo o grupo

mutante.
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Os resultados dos testes com 30 execuções independentes do algoritmo que implementa

a primeira abordagem são reportados na Tabela 4.4. Os valores apresentados na Tabela 4.4

mostram o impacto das buscas locais, perceptível pelo melhor custo encontrado, assim

como a considerável redução no tamanho p da população necessária para atingir valores

similares em questão de custo, o que consequentemente tem impacto positivo no tempo

necessário para encontrá-las. O progresso do processo de busca para os melhores casos na

tabela para ambas buscas locais (com p = 700) são apresentados nas figuras 4.5 e 4.6.

Tabela 4.4: Resultados de BRKGA2
c .

Busca Pop. Melhor Média t(s)
VND 1500 1099656 1135826,8 4,36
RVND 1500 1099242 1111399 10,31
VND 700 1099242 1132566,4 2,42
RVND 700 1099242 1118459,5 4,81

Figura 4.5: Comportamento da melhor solução através de 80 gerações com p = 700, ao
longo de 10 execuções independentes do BRKGA²c-VND para instância com 21 sensores.

Como pode ser observado na tabela acima, a heuristica RVND proporciona soluções

de melhor qualidade em todos os casos.

Os resultados dos testes com 30 execuções independentes do algoritmo que implemen-

taa segunda abordagem (BRKGA²p) são reportados3 na Tabela 4.5.

Novamente, as melhoras proporcionados pelo auxílio da busca local em BRKGA²p
permitem reduzir consideravelmente o tamanho da população, tendo melhor performance

em ambas qualidade de solução e tempo de processamento com p = 300.
3Por continuar a apresentar melhoras irrelevantes em relação ao RVND, os resultados para testes com

a heurística VND foram omitidos.
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Figura 4.6: Comportamento da melhor solução através de 80 gerações com p = 700, ao
longo de 10 execuções independentes do BRKGA²c-RVND para instância com 21 sensores.

A comparação dos valores apresentados nas tabelas 4.4 e 4.5 mostram que a abordagem

de busca local utilizada em BRKGA²p é mais efetiva ao explotar soluções por toda a

população, atingindo resultados superiores ao BRKGA²c mesmo com somente 42% da

população. Como pode ser visto ao se comparar as figuras 4.6 e 4.7, as execuções do

algoritmo BRKGA²p-RVND a partir da geração 50 se encontram mais próximas do ótimo

global quando comparadas ao mesmo período em BRKGA²c-RVND, além de possuir em

média períodos de estagnação menores ao longo das primeiras gerações.

4.3.4.2 2-Opt

Dada a capacidade da versão BRKGA²p-RVND de encontrar o ótimo global com o caso

médio apresentando baixa diferença, assim como o comportamento observado a partir da

geração onde as soluções começam a convergir para o ótimo global, decide-se aplicar uma

segunda busca local, com menos frequência e em uma parcela mais reduzida da população,

com o propósito de livrar soluções altamente adaptadas de possíveis vales de ótimos locais.

Com base no que se observa na Figura 4.7, opta-se por aplicar esta segunda busca local

ao longo das últimas gerações, a partir do ponto onde a estagnação começa a ocorrer, de

modo a não aumentar consideravelmente a carga computacional e, consequentemente, o

Tabela 4.5: Resultados de BRKGA²p

Busca Pop. Melhor Média t(s)
RVND 500 1099242 1108125,7 7,52
RVND 400 1099242 1107923,3 5,96
RVND 300 1099242 1105721,2 3,57



4.3 Modelagem Algorítimica 32

Figura 4.7: Comportamento da melhor solução através de 80 com p = 300, ao longo de
10 execuções independentes do BRKGA²p-RVND para instância com 21 sensores.

tempo de execução.

Dado o fato do DMSP ser um problema relacionado ao TSP, a busca local 2-Opt

proposta por Croes [5] foi elegida. A principal ideia desta busca local é rearranjar uma

rota4 que se cruza de uma forma que deixe de se cruzar. Pelo mesmo motivo pela qual

a busca local RVND é aplicada em intervalos discretos entre as soluções, a busca local

2-Opt é aplica em um intervalo β = 4 soluções.

Os valores numéricos para parâmetros e constantes do algoritmo, apresentados a se-

guir, foram selecionados a partir da comparação de valores obtidos para diferentes con-

figurações testadas: α = 2 (janela da busca RVND), β = 4 (janela da busca 2-Opt),

maxiter = 70, p = 300, com a busca 2-Opt sendo aplicada ao longo das últimas 10 ge-

rações à um máximo de 40 soluções, e a fase de shaking da busca local RVND sendo

incrementada, quando o custo se encontra estagnado por mais de 5 gerações, pelo nú-

mero de estruturas de vizinhança utilizados somado de um. Os valores dos testes para 30

execuções independentes do BRKGA²p-RVND-2Opt são apresentados na Tabela 4.6.

Tabela 4.6: Resultados de BRKGA²p-RVND-2Opt

Melhor Médio t(s)
1099242 1102325,6 4,23

É possível identificar que ao longo das última gerações, apresentadas na Figura 4.8,

um número maior de soluções alcançam o ótimo global em comparação com o que acontece

na mesma janela de gerações mostradas na Figura 4.7, o que se reflete numa melhora do

caso médio, com GAP de 0, 27%.
4Sequência de vértices, finitos neste caso, conectados por uma sequência de arestas.
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Figura 4.8: Comportamento da melhor solução através de 70 gerações com p = 300, ao
longo de 10 execuções independentes do BRKGA²p-RVND-2Opt para instância com 21
sensores.

4.3.5 Estrutura Final

Métricas de estagnação para o BRKGA²p-RVND-2Opt foram, em uma fase final de ajuste

de parâmetros, geradas para um total de 40 execuções independentes do algoritmo, onde

50% atingiram o ótimo global e os outros 50% não. A análise desses dados mostrou

que por volta de 73% dos casos em que o ótimo global é atingido isso ocorre a partir

da geração onde o 2-Opt começa a ser utilizado. Além disso, notou-se que, dado que a

maioria das soluções que encontram o ótimo global assim o faz a partir da ação do 2-Opt,

incrementos muito altos na fase de shaking do RVND (acima de 80) são desnecessários,

uma vez que a solução tende a melhorar a partir do uso do 2-Opt, assim como incrementos

muito acumulados na busca 2-Opt na sua maioria não produzem melhora considerável.

Levando em consideração está última análise, decidiu-se por impor três novas restrições ao

algoritmo: i) o algoritmo deve encerrar caso estagnação perdure por mais de 20 gerações,

ii) o incremento da fase de shaking da busca RVND não deve passar de 90 em gerações

que antecedam a busca 2-Opt, e iii) o incremento da fase de shaking da busca RVND não

deve passar de 40 em gerações onde o 2-Opt está atuando.

Os resultados experimentais deste algoritmo proposto são expostos e discutidos no

próximo capítulo. O pseudocódigo do algoritmo BRKGA²p-RVND-2Opt é apresentado

no Algoritmo 6.
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Algoritmo 6 Pseudocódigo do BRKGA²p-RVND-2OPT.
Input: n, p, pe, pm
Output: Melhor solução X∗

P ← população com p indivíduos, cada um tendo n chaves geradas aleatoriamente no

intervalo [0, 1);

iter ← 1;

while iter ≤ maxiter do
Aplicar decodificador para avaliar a qualidade de cada solução em P ;

Dividir P em grupos Pe com melhores indivíduos e Pe com p− pe;
Inicializar próxima população: P+ ← Pe;

Gerar grupo Pm com pm mutantes, cada um tendo n chaves geradas aleatoriamente

no intervalo [0, 1);

Adicionar mutantes à próxima população: P+ ← P+ ∪ Pm;
for i← 1 to p− pe − pm do

Selecionar pai a aleatoriamente de Pe;

Selecionar pai b aleatoriamente de Pe;

for j ← 1 to n do
t← número aleatório entre [0, 1];

if t > 0, 7 then
o[j]← paiMaisAdaptado[j];

else
o[j]← paiMenosAdaptado[j];

Adicinar filho à população: P+ ← P+ ∪ o;

for i← 1 to p do
Aplicar busca local RVND ao indivpiduo pi ∈ P+;

i = i+ 2

if iter ≥ maxiter − 10 then

for i← 1 to p do
Aplicar busca local 2-Opt ao indivpiduo pi ∈ P+;

i = i+ 4;

P ← P+;

O comportamento final do algoritmo ao longo de 20 execuções independentes é mos-

trado na Figura 4.9. O algoritmo alcança um GAP de 0, 00% para a melhor solução e de

0, 12% para a solução média.
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Figura 4.9: Comportamento da melhor solução através de 70 gerações com p = 300, ao
longo de 20 execuções independentes do BRKGA²p-RVND-2Opt para instância com 21
sensores.



Capítulo 5

Experimentos Computacionais

5.1 Introdução

Para o primeiro grupo de experimentos (DMSP), os resultados apresentados consistem

das médias dos melhores custos e custos médios associados à cada solução, assim como o

tempo médio em segundos. O custo é calculado como distncia
velocidade

, representando o tamanho

da rota encontrada pela mula e a velocidade com que ela a percorre.

Para o segundo grupo de experimentos (DMR), os resultados representarão os número

mínimo de movimentos feitos pela mula, ou seja, subconjunto de sensores que a mula

encontrou para que pudesse fazer o atendimento de todos os sensores dentro da rede, assim

como a respectiva quantidade de mensagens necessárias para encontrar tais sensores.

Todos os experimentos foram realizados em um computador Intel i7-4770, 3.4Ghz (4

Núcleos), 16GB of RAM, e 128GB de memória swap, com sistema operacional Ubuntu

18.04 (LTS x86-64).

5.2 DMSP com Velocidade Constante

A métrica GAP é utilizada para a comparação entre os algoritmos. Sua fórmula é dado

por GAP = fevol−fh
fh

, onde fevol representa o valor da função objetivo encontrado pela

algoritmo evolutivo proposto, enquanto que fh é o valor encontrado pelas heurísticas

GVNS-RVND e GRVND [30, 31].

Para o DMSP com velocidade constante, os experimentos consistiram em, para cada

instância, calcular a média das soluções encontradas ao longo de 30 execuções indepen-

dentes do algoritmo proposto, assim como o tempo médio e melhor solução. Para cada
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conjunto de instâncias, separados pela quantidade de sensores presentes na rede, é apre-

sentado o GAP em relação à ambas metaheurísticas (GVNS-RVND e GRVND) propostas

por Pablo [30, 31].

O algoritmo evolutivo foi implementado utilizando o paradigma de orientação à objeto

e a linguagem de programação C++, sem o auxílio de bibliotecas específicas.

5.2.1 Instâncias

As instâncias utilizadas os experimentos, geradas em [30], se subdividem em três grupos

caracterizados pela posição da Estação Base de onde a mula de dados parte, que podem

estar em posições centrais (que ficam no centro da rede), excêntricas (nos cantos da

malha) e randômicas (em uma posição qualquer ao longo da malha). Cada grupo possui

instâncias com número de sensores variando entre 6 e 21, com cada sensor tendo suas

coordenadas geradas randomicamente dentro de uma malha de (0, 300) × (0, 300). Para

cada sensor, o raio de transmissão ri, taxa de transmissão taxai e demanda si foram,

respectivamente, selecionados nos intervalos (1, 50), (1, 10) e (1, 20). Existem 50 redes

para cada configuração de estação base e número de sensores, totalizando 1200 instâncias

para teste.

Os valores de custo para as soluções encontradas assim como os respectivos tempos

de processamento requeridos pelos algoritmos propostos em [30, 31] são apresentados na

Tabela 5.1.

Tabela 5.1: Custos das soluções encontradas por algoritmo.

Sensores GRVND GVNS-RVND
Melhor Médio t(s) Melhor Médio t(s)

6 679046,61 679435,46 0,26 678180,45 678180,45 0,11
7 740028,72 741031,36 0,17 739574,6 739574,6 0,07
8 780383,07 782956,94 0,32 780321,68 780321,68 0,13
9 820282,42 822209,22 0,47 819575,95 819575,95 0,2
10 842304,98 843598,99 0,8 842139,29 842139,29 0,25
11 867926,59 870075,12 1,27 867456,29 867492,81 0,16
16 1009218,35 1010292,63 7,06 1008788,58 1008896,13 0,81
21 1102137,58 1103380,98 16,92 1101507,7 1102300,14 2,68

5.2.2 Resultados e Análise

A Tabela 5.2 mostra os gaps calculados para a melhor solução e solução média entre

o algoritmo proposto e a metaheurística GRVND e GVNS-RVND [30, 31]. Os valores
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negativos ao longo da tabela mostram que o algoritmo BRKGA²p-RVND-2Opt encontra

melhores resultados em relação ao GRVND em todas as instâncias.

Tabela 5.2: GAPs com relação ao GRVND e GVNS-RVND

Sensores GRVND GVNS-RVND
Melhor Médio Melhor Médio

6 -1,28E-03 -1,85E-03 -4,66E-06 -4,66E-06
7 -6,14E-04 -1,97E-03 0,00E+00 0,00E+00
8 -7,87E-05 -3,37E-03 0,00E+00 0,00E+00
9 -4,40E-04 -2,78E-03 4,21E-04 4,21E-04
10 -1,97E-04 -1,73E-03 0,00E+00 0,00E+00
11 -5,42E-04 -3,01E-03 0,00E+00 -4,21E-05
16 -4,26E-04 -1,45E-03 0,00E+00 -7,28E-05
21 -5,72E-04 -3,47E-05 0,00E+00 9,46E-04

Com relação aos gaps calculados em relação ao algoritmo GVNS-RVND [30, 31],

apresentados na Tabela 5.2, nota-se que ambos algoritmos são capazes de encontrar a

mesma solução para a maior parte do grupo de instâncias, com exceção de dois casos, um

onde o genético encontra o ótimo global, e outro que perde em relação ao GVNS-RVND.

Já com relação ao valor médio, o BRKGA²p-RVND-2Opt apresenta melhores resultados

em 3 instâncias, empata em 3, e perde em 2.

Os valores de custo e tempo de processamento do algoritmo BRKGA²p-RVND-2Opt

são apresentados na Tabela 5.3.

Tabela 5.3: Custos das soluções encontradas pelo BRKGA²p-RVND-2Opt.

Sensores Melhor Médio t(s)
6 678177,29 678177,29 0,17
7 739574,6 739574,6 0,25
8 780321,68 780321,68 0,34
9 819921,35 819921,35 0,45
10 842139,29 842139,29 0,59
11 867456,29 867456,29 0,75
16 1008788,58 1008822,71 2,09
21 1101507,7 1103342,67 4,29

Como já mencionado, GAs são métodos populacionais e, portanto, manipulam con-

juntos de soluções, ao contrário dos métodos utilizados em [30, 31]. O impacto no tempo

de processamento decorrente dessa diferença na manipulação da solução pode ser obser-

vada nos valores das tabelas 5.1 e 5.3. O gráfico apresentado na Figura 5.1 permite a

visualização do incremento em termos processamento conforme o número de sensores nas

instâncias cresce.
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Figura 5.1: Tempo de processamento (segundos) por algoritmo.

Apesar da manipulação de uma população de soluções, no intervalo de crescimento

constante no número de sensores por instância (de 6 à 11), em comparação ao GVNS-

RVND o BRKGA²p-RVND-2Opt é em média 0, 2 segundos mais lento, enquanto que

para as duas maiores instâncias essa diferença cresce para 1, 4 segundos. Em relação

ao GVNS-RVND os valores máximos e mínimos nas diferenças de tempo foram de 1, 68

e 0, 06 segundos, respectivamente. É interessante notar a partir de instâncias com 11

sensores, o algoritmo evolutivo apresenta, para os dois útlimos grupos (16 e 21 sensores),

crescimento percentual em tempo de processamento de 178% e 105%, respectivamente,

enquanto que para o GVNS-RVND esses valores sobem para 406% e 230% (455% e 139%

para o GRVND). Essas observações podem indicar que apesar da natureza populacional

do algoritmo evolutivo o fazer ligeiramente mais lento que o GVNS-RVND, ele pode passar

a ser mais eficiente em instâncias com número muito elevado de sensores.

5.3 DMR com Métodos Sensíveis à Localidade

Para o DMR com algoritmos de sensibilidade local, os experimentos consistiram em en-

contrar a quantidade mínima de movimentos que a mula necessita realizar para servir a

demanda de todos os sensores da rede, assim como o total de mensagens enviadas, para

cada uma das heurísticas locais exploradas.

De modo a simular as redes descritas nas instâncias selecionadas para os experimentos,

apresentadas na próxima subseção, assim como o comportamento dos sensore e da mula
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de dados, foram desenvolvidos códigos na linguagem C++ que implementam os algorit-

mos propostos em [30, 29] e o algoritmo proposto neste trabalho para o mesmo problema

(AlgAS). A comunicação (troca de mensagens) entre sensores e mula de dados é simu-

lada através de computação paralela baseada em uma biblioteca da linguagem utilizada

chamada Interface de Transmissão de Mensagens (Message Passing Interface - MPI).

O valor de α utilizado para calcular o α-shape de um grupo de sensores corresponde

ao diâmetro da área de comunicação do sensor, que são iguais para todos os nós de uma

mesma rede.

5.3.1 Instâncias

As instâncias utilizadas para realização dos experimentos para o problema de roteamento

de mula de dados, quando não há conhecimento prévio da topologia da WSN, foram

originalmente utilizadas em [27] para o problema do Close-enough Traveling Salesman. O

critério de seleção das instâncias vão de encontro com as premissas associadas ao problema:

(i) vértices se encontram localizados em um plano Euclidiano, (ii) possuem o mesmo

alcance (raio de transmissão dos sensores) e (iii) o gráfico descrito pela instância é conexo.

Um total de 10 instâncias são selecionadas, com a quantidade de sensores variando de 100

a 1000.

5.3.2 Resultados e Análise

Na Tabela 5.4, SolNUM , SolCH e SolAS são os números de movimentos feitos pela mula

encontrados pelos algoritmos AlgNUM [30], AlgCH [30] e AlgAS, seguidos por suas res-

pectivas quantidades de mensagens trocadas.

Como esperado, os experimentos mostram que, de fato, o método baseado no conceito

de α-shape (AlgAS) ou possui soluções (número de passos da mula) tão boas quanto ou

superiores às encontradas pelo método baseado em convex-hull (AlgCH), ao custo de um

incremento marginal no total de mensagens enviadas com relação mesmo método. Essa

melhora no número de movimentos da mula se deve ao fato de que há mais sensores no

α-shape, o que permite à mula se comunicar com mais sensores que estejam nos limites da

vizinhança N(u), que potenticalmente abrangem mais sensores fora dela (além daqueles

na própria vizinhança). Esse efeito pode ser visto na tabela, onde o AlgAS se equipara

em qualidade de solução em relação ao AlgNUM nas soluções team2_201 e bonus1000,

enquanto o AlgCH apresenta resultados inferiores.
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A Figura 5.2 apresenta um histograma para comparação dos resultados para a quan-

tidade total de mensagens enviadas por cada um dos métodos. Como se pode notar,

além do método que emprega o α-shape encontrar soluções com melhores qualidades, o

algoritmo também não aumenta consideravemente o número de mensagens enviadasem

relação ao AlgCH, tendo um aumento incremento médio de somente 1, 3%.

Figura 5.2: Quantidade total de menssagens enviadas por pela mula utilizando as três
abordagens.

A depender da aplicação e das respectivas restrições com relação à qualidade da

solução (número total de movimentos da mula) e as limitações energéticas associadas, um

incremento no número de mensagens trocadas entre mula e sensores pode ser tolerável em

troca de uma melhor rota. Assim, em cenários onde a troca de mensagens por qualidade

de solução é possível, o AlgAS pode ser implementado como solução ainda de baixo custo

Tabela 5.4: Número de passos da mula e quantidade de mensagens

Inst. Algoritmos
SolNUM msgs SolCH msgs SolAS msgs

kro100 6 11084 6 10518 6 10634
rat195 4 42990 4 42064 4 42206
team2_200 10 30522 12 29002 10 30052
team3_300 74 21446 76 19240 76 19552
lin318 8 94218 8 91670 8 93706
rd400 14 112638 14 108372 14 109382
pcb442 12 169902 12 164752 12 165554
team6_500 6 312228 6 307380 6 308322
dsj1000 8 837482 10 830320 10 830300
bonus1000 22 450624 26 441258 22 441624
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quando comparado a métodos gulosos, enquanto que o AlgCH seria mais apropriado para

cenários mais restritivos com respeito à troca de mensagens.



Capítulo 6

Conclusões e Trabalos Futuros

O trabalho apresentou algoritmos desenvolvidos para a resolução do problema de Agen-

damento de Mula de Dados em Redes de Sensores sem Fio. Duas variantes do problema

foram abordadas e, para cada uma, foi desenvolvido um algoritmo. O primeiro constitui

um algoritmo evolutivo conhecido como BRKGA com novo cruzamento, além de novas

buscas locais com RVND e 2-Opt. O segundo algoritmo apresentado baseia-se no conceito

geométrico de α-shape.

Para o problema que considera conhecimento prévio da rede e velocidade constante

da mula, o algoritmo evolutivo apresentou melhor GAP, em todos os casos, quando com-

parado ao segundo melhor algoritmo (GRVND)[30] da literatura testado na base de dados

utilizadas, além de levar tempo de processamento consideravelmente melhor para as mai-

ores instâncias.

Quando comparado ao melhor algoritmo (GVNS-RVND)[30], para um total de oitro

grupos de instâncias o algoritmo evolutivo apresenta melhores soluções médias em três

conjuntos de instâncias (com 6, 11 e 16 sensores), perdendo em outros dois e empatando

no restante. Dentre as melhores soluções encontradas pelos métodos, o algoritmo proposto

encontra solução superior em um dos grupos de instâncias (com 6 sensores), empatando

em 6 outros casos e perdendo em um (com 21 sensores). Apesar da diferença de tempo

ser de aproximadamente 0, 24 segundos para cada incremento unitário de sensores à rede

no contexto das instâncias utilizadas nos experimentos, ao se analizar as diferenças de

tempo entre os dois últimos conjuntos de instâncias com o maior número de sensores,

pode-se observar que o GVNS-RVND tem um incremento no tempo de processamento

de aproximadamente 230% para o conjunto de instâncias com 21 sensores em relação ao

conjunto com 16 sensores, equanto que o algoritmo evolutivo apresenta um incremento de

105%. Esta análise, somado aos melhores casos médios encontrados, podem indicar que
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para instâcias com número considerável de sensores (mais condizente com cenários reais)

o algoritmo evolutivo proposto pode vir a ser mais eficiente tanto em relação à qualidade

da solução como custo computacinal.

No cenário onde a mula precisa tomar decisões locais, o algoritmo AlgAS, como já

esperado, é capaz de encontrar melhores caminhos que o algoritmo AlgCH, encontrando

no mínimo soluções tão boas quanto, mas sem aumentar consideravelmente o número de

mensagens trocadas para isso. Em cenários onde o custo associado à troca de mensagens

é alto, o AlgAS torna-se uma melhor alternativa ao ter maior potencial de encontrar

soluções tão boas quanto ao AlgNUM, mantendo baixo número de mensagens como o

AlgCH.

Dentre as contribuições deste trabalho estão:

• Algoritmo evolutivo para o agendamento de mulas de dados com conhecimento

prévio da rede e velocidade constante;

• Algoritmo baseado em α-shape de um subconjunto de sensores para o roteamento

de mulas de dados com visão local (sem conhecimento prévio) da rede.

Dado os resultados para o interessante conceito geométrico explorado neste trabalho

na resolução do problema de otimização apresentado, com o intuito de explorar melhores

formas de avaliar a qualidade de soluções geradas para o DMSP que não dependam direta-

mente de fatores que variam conforme a entrada, como o número de sensores na rede, por

exemplo, propõe-se explorar o uso de descritores geométricos associados ao caminho da

mula para inferir a qualidade da rota. A ideia por trás dessa proposta é de que descritores

geométricos podem ser medidas que melhorem a separação de classes (instâncias boas e

ruins) independentemente do número de sensores na rede.
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