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Resumo

Na última década, diversos domínios científicos vêm produzindo um grande volume de
dados heterogêneos (i.e., estruturados e não-estruturados) e variantes ao longo do tempo.
Apesar da popularidade, tecnologias como Data Warehouses têm se mostrado pouco adap-
táveis a esses tipos de dados. Por outro lado, os Data Lakes se mostram flexíveis nesse
cenário, uma vez que não necessitam de modelagem prévia (os dados são armazenados
em seu formato bruto) e proveem mecanismos de consulta. Apesar de existirem diversas
soluções voltadas para Data Lakes (a maioria baseada no stack Hadoop), elas requerem
determinada expertise em computação que nem todo cientista possui. Essa dissertação
apresenta o ⇠-DL, um sistema de gerência de Data Lakes para dados científicos, que per-
mite que cientistas sem conhecimento profundo em computação possam gerenciar seus
Data Lakes. O ⇠-DL foi avaliado por meio de um estudo de viabilidade com um data-
set de COVID-19 no Brasil. A avaliação inicial com usuários do domínio mostrou que a
abordagem é promissora.

Palavras-chave: data science, e-science, data lake, experiência do usuário, estudo de
caso, COVID-19



Abstract

In the past decade, several scientific domains have been producing a large volume of
heterogeneous data (i.e., structured and unstructured) and variants over time. Despite
the popularity, technologies such as Data Warehouses have proven to be poorly adapted
to these types of data. On the other hand, Data Lakes are flexible in this need, since
they do not need prior modeling (data are stored in their raw format) and provide query
mechanisms. Although there are several solutions devoted to Data Lakes (most based on
the Hadoop stack), they do require certain computer expertise that not every scientist
has. This article introduces ⇠-DL, a Data Lakes Management System for scientific data,
which allows scientists with no deep knowledge in computing to manage their Data Lakes.
⇠-DL was evaluated through a feasibility study with a COVID-19 dataset in Brazil. Initial
assessment with domain users showed that the approach is promising

Keywords: data science, e-science, data lake, user experience, case study, COVID-19
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Capítulo 1

Introdução

O processo de experimentação é uma das formas usadas para apoiar as teorias baseadas
em um método científico [Jarrard 2001, Wilson 1990]. De forma a considerar um corpo
de conhecimento como sendo de fato “científico”, sua veracidade e validade devem ser
comprovadas [Travassos and Barros 2004, Mattoso et al. 2010]. No método científico, um
experimento científico consiste na montagem de um protocolo concreto a partir do qual
se organizam diversas ações observáveis, direta ou indiretamente, de forma a corroborar
ou refutar uma dada hipótese científica que foca em estabelecer relações de causa/efeito
entre fenômenos [Beveridge 1950, Wilson 1990].

Nos últimos anos, tais experimentos tem produzido um volume cada vez maior de da-
dos [Hey et al. 2009, Mattoso et al. 2010]. Esses dados vêm sendo usados como matéria-
prima para inferir novos conhecimentos por meio da utilização de técnicas de processa-
mento massivo de dados, aprendizado de máquina, inteligência artificial, etc. Dessa forma,
diversos domínios, em especial os científicos, como a medicina [Erlingsson et al. 2014,
Li et al. 2020a, Zhan et al. 2020], a química [Coles et al. 2020, Stall et al. 2020], as ci-
ências biológicas [DeMasi et al. 2020, Gozzi et al. 2020, Hazelbag et al. 2020] e a astro-
nomia [Baíllo et al. 2019] visualizaram os dados como uma commodity de grande valor.
Entretanto, ainda existem barreiras para a disseminação de dados científicos entre os diver-
sos pesquisadores, como, por exemplo, formatos proprietários, heterogêneos, permissões,
etc. Esse isolamento dos dados cria os chamados silos de dados [Nargesian et al. 2019,
Kim et al. 2013], que são repositórios desconectados com outros repositórios relevantes
pra um mesmo contexto dentro de um sistema. Esses silos dificultam a gestão, organiza-
ção e análise dos dados por limitar acesso ao principal recurso do sistema, os dados.
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1.1 Caracterização do Problema: Integração e Com-

partilhamento de Dados Científicos

No âmbito científico, existem muitos problemas e barreiras que podem propiciar a perda
de oportunidades de pesquisa e desenvolvimento, resultados inconclusivos ou enviesados
pela representatividade dos dados obtidos, demora para chegar a resultados, desperdício
na condução de experimentos, dentre outros [Nargesian et al. 2020, Syed 2020]. A maioria
desses problemas poderia ser evitado ou minimizado com o armazenamento integrado dos
dados. Isso porque essa integração torna possível explicitar a causa raiz dos problemas,
permitindo isolar esses problemas e gerar outras ações pontuais para resolve-los. Dessa
forma, aprimorando o processo científico. Tomemos como exemplo o cenário da área da
saúde descrito a seguir, que utilizaremos consistentemente no restante da dissertação.

Nas últimas décadas, as comunidades da computação e da saúde têm despendido es-
forços para prover soluções computacionais [Li et al. 2019, Mondal et al. 2019]. Segundo
[Shishvan et al. 2018], essas soluções variam desde o monitoramento de pacientes inter-
nados até a gerência de recursos. Esse tipo de iniciativa pode ser percebida também no
Brasil [Silva et al. 2019].

Um dos exemplos mais proeminentes é o Sistema Gerenciador de Ambiente Laborato-
rial (GAL)1 do SUS. O GAL tem como objetivo informatizar a rede laboratorial de saúde
pública brasileira, i.e., ele registra informações de amostras de origem humana e animal
que possam ter sido expostas à doenças, permitindo que profissionais da saúde possam
consultar, extrair e inferir conhecimento a partir dos dados para desempenhar vigilâncias
epidemiológicas. Os dados gerenciados pelo GAL são fundamentais para identificar a cir-
culação, distribuição e epidemiologia de diversos vírus no país. Essas iniciativas (GAL
por exemplo) permitem ao gestor público recomendar ações de controle que subsidiam a
tomada de decisões pelos profissionais de saúde.

Apesar de serem importantes, os dados extraídos do GAL por si só podem não ser
suficientes para que o gestor público tome uma decisão. No caso da recente pandemia
de COVID-19 (causada pelo coronavírus SARS-CoV-2) [Wang et al. 2020], os dados de
exames laboratoriais são de suma importância para controle epidemiológico, porém po-
dem ser enriquecidos com dados de análises filogenéticas (estudo da relação evolutiva
entre grupos de organismos) realizadas [Li et al. 2020b] para se descobrir se a cepa do
SARS-CoV-2 autóctone (cuja transmissão é realizada dentro de uma comunidade) di-

1
https://gal.nacional.sus.gov.br/
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fere de outras já encontradas em outros países. Estudos dessa natureza já vem sendo
realizados. Um exemplo é o trabalho realisado entre o Laboratório Nacional de Compu-
tação Científica (LNCC), outras instituições brasileiras, bem como instituições britânicas
[Araujo and Naimi 2020]. Esse tipo de pesquisa, assim como muitas outras necessitam
de dados e por isso, iniciativas como a desenvolvida pela FAPESP junto a instituições
privadas, com o objetivo de disponibilizar dados de pacientes brasileiros de forma aberta
[Mello et al. 2020]. No entanto, não só a disponibilidade desses dados é algo relevante,
mas também plataformas que possa impulsionar o compartilhamento e troca de dados
de forma que a pesquisa possa de fato ser colaborativa entre as múltiplas instituições de
pesquisa.

Diversas tecnologias podem apoiar esse compartilhamento e integração dos dados,
e.g., Data Warehouses (DW) [Inmon 1996, Kimball and Ross 2002]. Conceitualmente,
os DWs são organizados de acordo com um modelo chamado de multidimensional. Esse
modelo possui dois elementos principais: os fatos e as dimensões. Os fatos são abstrações
das ocorrências do que se objetiva medir ou mensurar (e.g., vendas em um supermer-
cado ou compras de produtos em uma empresa), enquanto as dimensões representam as
entidades relacionadas aos fatos e que “descrevem” as instâncias dos fatos (e.g., clien-
tes que fizeram uma determinada compra ou dados dos produtos comprados). Existem
múltiplas formas de representar um DW, mas as mais conhecidas são o esquema estrela
(star schema) [Inmon 1996] e o floco de neve (snowflake) [Kimball and Ross 2002]. Nor-
malmente, os DWs são implementados usando bancos de dados relacionais padrão, onde
fatos e dimensões são implementados como tabelas no schema. Entretanto, os DWs ar-
mazenam somente dados estruturados (muitos dados científicos são semi-estruturados ou
não-estruturados) e sua modelagem pode ser complexa e demorada.

Mais recentemente, o conceito de Data Lake [Miller 2018, Nargesian et al. 2019] emer-
giu como uma abordagem para integração de dados estruturados, semi-estruturados e
não-estruturados sem a complexidade de modelagem de um DW. Um Data Lake é uma
abordagem que consiste em um repositório de dados associado à uma motor de proces-
samento de consultas e dados. A grande vantagem de um Data Lake é que o mesmo
não necessita de uma modelagem prévia, e é capaz de armazenar dados em seu formato
bruto (não necessariamente de forma estruturada), preservando o princípio de imutabili-
dade [Nargesian et al. 2019]. Entretanto, para ser capaz de armazenar e consultar dados
de diferentes formatos, o Data Lake deve possuir uma série de metadados de forma a
facilitar a localização dos dados, sua estrutura e sua análise a posteriori. Existem di-
versas soluções e abordagens para implementar Data Lakes no mercado e na academia
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[Panwar and Bhatnagar 2020, Couto et al. 2019], sendo as soluções baseadas no stack Ha-
doop as mais conhecidas e utilizadas. Entretanto, essas soluções apresentam diversos fa-
tores limitadores quando tratamos de dados científicos (e não somente dados tabulares -
como CSVs - ou hierárquicos - como XML ou JSON). Os motores de consulta não são ca-
pazes de identificar quais tipos de dados estão envolvidos, e a identificação de um schema
não é realizada de forma automática. Além disso, muitos cientistas não possuem expertise
em computação, e lidar com tecnologias como o Hadoop Distributed File System (HDFS),
o próprio Hadoop e o Apache Spark pode não ser trivial.

Adicionalmente, quando dados são carregados e processados, resultados de consultas
são disponibilizados e a etapa de análise pelo pesquisador ou pesquisadora é iniciada,
algumas informações podem não estar claras o suficiente, como por exemplo quais fontes
foram usadas, quais versões dos dados, quais processos foram envolvidos no carregamento
de metadados e etc. Por essa razão, a proveniência se mostra uma parte relevante de um
Data Lake [Buneman et al. 2001, Freire et al. 2008a].

Além da proveniência, questões de privacidade dos dados [de Oliveira et al. 2019] de-
vem ser tratadas também. Muitos conjuntos de dados carregados possuem informações
sensíveis como nomes, números de documentos, etc. Além das informações identificado-
ras, outros atributos podem comprometer a segurança dos dados (e.g., raça, cor, região
em que mora). Os cientistas devem ser capazes de realizar consultas e visualizar os da-
dos de forma intuitiva, além de poder gerar novos dados para o Data Lake após aplicar
determinado processamento (e.g., um algoritmo de aprendizado de máquina).

1.2 Objetivos

De forma a permitir que cientistas sem expertise em computação possam se beneficiar
do conceito de Data Lakes, essa dissertação propõe o ⇠-DL, um sistema que apoia a
gerência de Data Lakes para dados científicos. O ⇠-DL foi projetado e implementado
seguindo os seguintes aprendizados que obtivemos a partir de experiências anteriores
[de Oliveira et al. 2019]: (i) existem usuários que realizam pesquisas envolvendo grandes
volumes de dados e que não tem conhecimento amplo e uma expertise em computação,(ii)
esses usuários não possuem acesso à frameworks de Data Lakes ou a frameworks como
o Hadoop, e (iii) devido à falta de conhecimento desses ambientes, uma arquitetura sim-
ples, sem grandes configurações, onde os usuários bastariam acessar um sítio na Web seria
interessante.
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Dessa forma, nessa dissertação a hipótese de pesquisa pode ser formulada como “É
possível prover um sistema de gerência de Data Lakes, construído sobre frameworks exis-
tentes, que seja capaz de prover um ambiente amigável e integrado para usuários sem
expertise em computação, facilitando assim o seu trabalho do dia-a-dia , além de permitir
que esse trabalho seja compartilhado com colegas cientistas, diminuindo retrabalho e des-
perdício”. Com o ⇠-DL os cientistas podem: (i) importar dados de múltiplas fontes para
o Data Lake, (ii) associar metadados de proveniência aos dados importados, e (iii) con-
sultar e visualizar dados em diferentes formatos (e.g., gráficos). O ⇠-DL foi avaliado por
meio de um estudo de viabilidade com datasets que contém dados dos casos de COVID-19
em diversos estados do Brasil [Mello et al. 2020], fornecidos pelo Hospital Sírio Libanês2

e disponibilizados no Portal COVID-19 Data Sharing/BR3 da Fundação de Amparo à
Pesquisa do Estado de São Paulo (FAPESP).

1.3 Metodologia de Pesquisa

A metodologia de pesquisa adotada nessa dissertação é definida como o conjunto de
procedimentos utilizados para a obtenção do conhecimento científico [Wilson 1990]. Esta
dissertação se encontra na área de Banco de Dados e faz parte do domínio da Ciência
da Computação. A dissertação adota como estratégia de pesquisa o estudo de caso e o
método de pesquisa empregado é o quantitativo e qualitativo [Juzgado and Moreno 2001],
uma vez que a avaliação do ⇠-DL está pautada em valores de desempenho obtidos por
meio da execução do estudo de caso e de avaliações de usuários. As etapas realizadas
nesta pesquisa podem ser resumidas em:

• Levantamento do estado da arte sobre Data Lakes;

• Definição e conceituação das etapas do ciclo de vida de um dado dentro de um Data
Lake;

• Levantamento dos dados de proveniência possíveis em um Data Lake;

• Projeto e desenvolvimento de um arcabouço (⇠-DL) composto de uma série de ser-
viços para apoiar a gerência de dados dentro de um Data Lake;

• Execução de um estudo de caso para avaliação do ⇠-DL.
2
www.hospitalsiriolibanes.org.br

3
https://repositoriodatasharingfapesp.uspdigital.usp.br/handle/item/97



1.4 Organização da Dissertação 6

1.4 Organização da Dissertação

O restante da dissertação está organizado da seguinte forma. No Capítulo 2 discutimos
o referencial teórico. No Capítulo 3 apresentamos a abordagem proposta. No Capítulo 4
discutimos a avaliação do ⇠-DL. No Capítulo 5 apresentamos os trabalhos relacionados,
e, finalmente, no Capítulo 6 concluímos a dissertação e apresentamos trabalhos futuros.



Capítulo 2

Referencial Teórico

Neste capítulo discorremos sobre os principais conceitos necessários para a compreensão
da abordagem apresentada nessa dissertação. Em primeiro lugar discutimos abordagens
e paradigmas de integração de dados. Em seguida apresentamos o conceito de Data Lake,
e, finalmente, definimos o conceito de dados de proveniência.

2.1 Integração de Dados

Seja na academia ou na indústria, independente do ramo de atuação, um grande volume
de dados vem sendo gerado. Tais dados geralmente são provenientes de múltiplas fontes
e representados em diversos formatos: dados provenientes de sensores, logs de tarefas em
um workflow, dados de processos, informações sobre agentes envolvidos em um processo,
dados resultantes de simulações, modelos de aprendizado de máquina, etc. Em suma,
o tipo de fonte de dados e o formato dos dados provavelmente será diferente para cada
conjunto de dados. A heterogeneidade por si só já se mostra como um desafio na gerência
desses dados, mas que pode ser aumentado devido a dispersão dos dados. Um grande
problema para os usuários é lidar com esses dados de forma dispersa, com a necessidade
de acessar dados oriundos de diversas fontes, além de se preocupar com a compatibilidade
entre esses dados. Dessa forma, integrar esses dados se torna uma tarefa fundamental
[Widom 1995].

De acordo com [Widom 1995], o processo de integração de dados heterogêneos pode ser
realizado por diferentes abordagens: utilizando uma abordagem virtual [Chawathe et al. 1994]
ou materializada [Widom 1995]. Cada uma dessas abordagens possui vantagens e desvan-
tagens.
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Na abordagem virtual os dados permanecem em fontes separadas e são integrados por
meio de uma camada de consulta (i.e., mediador). A Figura 2.1 apresenta uma das pri-
meiras arquiteturas propostas para esse cenário [Chawathe et al. 1994]. De acordo com
o apresentado na Figura 2.1, a aplicação submete consultas, que são interceptadas pelos
mediadores, cuja função é direcionar para o tradutor correto, que por sua vez identifica
a fonte de dados correta e efetivamente encontra a informação desejada. Caso a infor-
mação seja um dado bruto não estruturado, é requerido um classificador e extrator para
a obtenção dos dados-chave que representem a informação. O mediador é responsável
ainda por unificar os resultados das consultas e tratá-los, caso seja necessário. De acordo
com [Chawathe et al. 1994] pode ser desenvolvido um template para esses mediadores,
de forma que os mesmos sejam gerados de forma automática ou semiautomática. Essa
hipótese é exemplificada pelo gerador de mediadores e gerador de tradutores que devem
ter esse papel.

A abordagem materializada [Widom 1995], por sua vez, possui além das fontes de
dados, um componente “empacotador” (Figura 2.2), que traduz as informações das fontes,
e um monitor que analisa a mudança das informações, visto que novas fontes podem ser
acopladas ou informações novas podem ser salvas em uma fonte já existente. Em seguida,
os dados tratados são direcionados para o componente integrador que realiza o “merge”
dos dados e os envia para um banco de dados centralizado, em geral um Data Warehouse
[Inmon 1996, Kimball and Ross 2002].

Em Resumo, uma abordagem virtual separa a camada de consulta da camada dos da-
dos, porque esta última pode ser diversa em modelo, localidade e conteúdo. Enquanto que
uma abordagem materializada, mantém os dados associados e intimamente ligados com a
camada de consulta, por terem modelos e estruturas semelhantes. É comum que aborda-
gens materializadas tenham estratégias diferentes como é o caso dos Data Warehouses e
Data Lakes. Independentemente da estratégia a ser adotada ou dos componentes usados
(NOSQL, NewSQL, RDB, Data Warehouse, Data Lake e etc) existem tecnologias que tra-
tam essa integração entre ilhas de dados. Nesse contexto, ilhas de dados são os conjuntos
de informações que possuem sua própria estrutura, modelo, conteúdo e motor de consulta.
A tecnologia mais difundida para este cenário são os Polystore. O Polystore é um avanço
tecnológico que permite o relacionamento de muitas ilhas para muitas ilhas de dados,
atendendo suas restrições técnicas e minimizando a necessidade do usuário final compre-
ender muitas linguagens de consulta, porque esse trabalho fica a cargo dos conectores e
tradutores que fazem parte do ecossistema de um Polystore [Gadepally et al. 2016].
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2.2 Data Warehouses

Os Data Warehouses são a abordagem de integração de dados por materialização mais
difundidas em todo o mundo [Kimball and Ross 2002]. Um Data Warehouse é um banco
de dados multidimensional que requer que seu schema seja definido previamente (i.e.,
schema on write). O Data Warehouse pode ser implementado em sistemas de gerência
de banco de dados relacionais (SGBDR) tradicionais e é atualmente o grande alicerce de
muitas soluções de Business Intelligence (BI).

Um Data Warehouse possui dois elementos fundamentais: as tabelas Fato e as ta-
belas Dimensão [Inmon 1996, Kimball and Ross 2002]. A tabela Fato contém os dados
associados às métricas que devem ser analisadas (e.g., em um supermercado, pode haver
uma tabela fato de Vendas e outra de Compras). A tabela fato armazena os dados do
negócio e possui relacionamento de (1:n) com as dimensões. As dimensões são tabelas que
representam os descritores dos dados oriundos da tabela fato. É a dimensão que fornece
diferentes perspectivas para se analisar os dados da tabela fato (e.g., tempo, produto,
cliente, localidade, etc.).

Um Data Warehouse pode ser modelado seguindo um dos modelos: o modelo estrela
(i.e., star schema) e o floco de neve (i.e., snow flake). No modelo estrela as tabelas di-
mensão são desnormalizadas (e.g., uma tabela dimensão localidade vai possuir atributos
de cidade, estado e país), ao contrário do floco de neve, que possui as dimensões norma-
lizadas (e.g., a localidade será representada por múltiplas tabelas dimensão relacionadas,
uma para cidade, outra para estado e outra para país). Realizar essa modelagem pode
não ser simples, dependendo da quantidade de dimensões a se representar e do negócio em
questão. Em geral, a modelagem de um Data Warehouse requer uma visão mais global
dos dados, mesmo que se opte por utilizar uma abordagem bottom-up para a sua constru-
ção (modelando Data Marts específicos para áreas e integrando em um Data Warehouse
maior). Mesmo após a modelagem, ainda existem passos complexos a serem realizados.
O processo de ETL (i.e., Extract, Transform, Load, processo pelo qual dados são carre-
gados em um ambiente de DW) é bastante custoso e tem como objetivo extrair dados de
bancos relacionais ou outras fontes e aplicar transformações antes que os mesmos sejam
inseridos em um Data Warehouse. Essa etapa pode ser realizada programaticamente,
ou seja, de forma automatizada por um programa específico desenvolvido para esse fim
ou semi-automatizada, ou seja, de maneira supervisionada por humanos com um apoio
de ferramentas mais genéricas como o IBM DataStage1. A arquitetura dessa abordagem

1
https://www.ibm.com/us-en/marketplace/datastage
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pode ser analisada na Figura 2.2.

Figura 2.1: Abordagem virtual apresentada por [Chawathe et al. 1994]

Figura 2.2: Abordagem materializada com Data Warehouse apresentada por
[Widom 1995]

No entanto, o volume de dados vem crescendo vertiginosamente. Estima-se por exem-
plo que em 2020, a quantidade de dados não-estruturados deverá ser em torno de 44 ZB
(zetaBytes) [Turner et al. 2014]. Dessa forma, os conjuntos de dados passaram a ter tal
tamanho e estrutura que excedem as capacidades das ferramentas de programação tra-
dicionais para coleta, armazenamento e processamento de dados em um tempo razoável,
e por motivos de força maior, excedem a capacidade de sua percepção por um humano
[Miloslavskaya et al. 2014]. Esses fatos inviabilizam a utilização de uma abordagem ma-
terializada como os Data Warehouses, visto que o esforço para a criação de extratores,
componentes integradores, tradutores e demais componentes supramencionados se torna
demasiadamente custoso. Os critérios que determinam a diferença entre as abordagens
tradicionais de integração de abordagens de Big Data são os 7V: Volume, Velocidade,
Variedade, Veracidade, Variabilidade, Valor e Visibilidade. Uma tecnologia recente de
processamento de grandes volumes de dados (i.e., Big Data) que tem mostrado resultados
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promissores para integração de dados heterogêneos são os Data Lakes [Miller 2018] que
serão explicados na próxima sub-seção.

2.3 Data Lakes

Um Data Lake [Miller 2018] é um repositório centralizado que permite armazenar dados
estruturados, semiestruturados e não-estruturados em qualquer escala. O armazenamento
é realizado no formato natural (i.e., dados brutos) dos dados [Laskowski 2016]. Como
exemplificado na Figura 2.3, a preocupação é armazenar todos os dados, sem perda, para
posterior exploração. O principal desafio da ideia de um Data Lake é que os dados brutos
são armazenados sem supervisão do conteúdo e de sua estrutura (i.e., schema on read
ou schemaless). A definição de como tratar esse conteúdo fica a cargo da aplicação que
utilizará tal dado. Dessa forma, podemos perceber que Data Lake se trata de um conceito
e não de uma tecnologia, ou seja, o projeto de um Data Lake pode envolver (e comumente
envolve) múltiplas tecnologias que atendem cada etapa do ciclo de vida de um dado no
Data Lake(explicadas a seguir).

Figura 2.3: Fluxo de dados em um Data Lake

O ciclo de vida de um dado em um Data Lake pode ser dividido em quatro etapas
principais, a saber

• Ingestão de dados: Os Data Lakes permitem importar qualquer quantidade de dados
que possa vir em tempo real (e.g., streaming) ou em batch. Os dados são coletados
de várias fontes e movidos para o Data Lake em seu formato bruto. Esse processo
permite que o ambiente seja dimensionado para dados de qualquer tamanho, eco-
nomizando tempo de definição de estruturas de dados, esquemas e transformações;
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• Armazenamento de Dados: depois de recuperados, os dados precisam ser armaze-
nados em um ou mais formatos duráveis e facilmente acessíveis. Os formatos podem
ir de fontes estruturadas até dados não estruturados. Em geral, dados são armaze-
nados utilizando sistemas de arquivos distribuídos como o Hadoop Distributed File
System (HDFS), Simple Storage Service (S3) e outros;

• Processamento e Análise dos Dados: nessa etapa, os dados são transformados de
brutos em informações acionáveis para o usuário. Nesse sentido, um protagonista
desta etapa são os metadados, que são resumos sobre o formato, estrutura, a organi-
zação e os conteúdos de uma fonte de dados. Dessa forma, eles são um instrumento
essencial para a gestão do repositório de dados e incluem informações como: lista de
conteúdo, origem dos dados, transformações (como filtragens ou cálculos efetuados
na transferência para a localização atual), domínio dos atributos, versão, modelos de
dados e etc. Seu principal objetivo é auxiliar nas etapas de classificação, organização
e pesquisa dos dados de uma maneira eficiente;

• Exploração e Visualização: a etapa final é a de conversão dos resultados da análise
em um formato que facilite a extração de informações e o compartilhamento das
mesmas. Essa exploração é normalmente ad-hoc, ou seja, sem um processo bem
definido, que reflete uma necessidade imediata e específica e que não costuma seguir
procedimentos e scripts de busca bem planejados.

Essas etapas definem um processo em que os dados são esquematizados na leitura
(schema on read) e com base na demanda que os usuários demonstram pro sistema. Note
que mover os dados de um armazenamento em Data Warehouse ou outras abordagens,
para a abordagem “armazenar tudo” de um Data Lake é útil somente se ainda for possível
extrair conhecimento de todos os dados, ou seja, sem perda de informações.

O ambiente do Data Lake pode ser ainda dividido em zonas de acordo com [Miller 2018].
Essas zonas são organizações lógicas dentro do Data Lake e que fazem parte do ciclo de
vida do dado neste ambiente, possibilitando o registro da proveniência e das transforma-
ções nos dados, além da governança dos dados dentro do ambiente. Esse conceito está
intimamente ligado ao chamado “Design by Analytics” [Laskowski 2016].

A implementação das zonas dentro do ambiente do Data Lake pode ser realizada de
múltiplas formas. Entretanto, o padrão de facto da literatura indica a utilização de quatro
zonas: (i) Zona Transiente (i.e., Transient Zone), (ii) Zona de Dados Brutos (i.e., Raw
data zone), (iii) Zona de Estágio (i.e., Staging zone) e (iv) Zona de Dados Transformados
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(i.e., Refined Zone). A zona transiente é a camada de entrada do Data Lake. Nessa
zona se encontram as fontes de dados e deve ser onde os dados de proveniência são
capturados. A Zona de Dados Brutos é a camada de armazenamento desses dados. A ideia
é carregar o dado em seu estado original, e.g., arquivos JSON exportados do MongoDB,
CSVs exportados do PostgreSQL ou Excel, etc. Nessa zona, o objetivo é capturar o
dado mais rápido possível, sem tratamento. A zona de estágio é onde será realizado o
enriquecimento dos dados, aplicando governança, padronizações de tipos, máscaras, etc.
Finalmente, a Zona dos Dados Transformados é a zona onde o usuário acessará o dado
já tratado, enriquecido, etc. Essa camada pode ser construída utilizando SGBDRs já que
normalmente é carregada via APIs e sistemas transacionais.

Existem várias ferramentas que podem ser usadas para a implementação de um Data
Lake, como as ferramentas do stack Hadoop (e.g., Hive2, HDFS3, MapReduce4, Pig5,
Mahout6, HBase7, Ambari8, etc.) Google Cloud Platform (GCP)9, ferramentas da Ama-
zon Web Services (AWS)10, o Apache Drill11, e as ferramentas do stack da Microsoft
Azure12. Além de fornecer funcionalidades de armazenamento, consulta, etc para o Data
Lake, algumas destas ferramentas possibilitam o uso de mineração de dados, aprendizado
de máquina (e.g., Mahout) e diversos outros recursos integrados. Porém, nenhuma delas,
tem interfaces amigáveis e processos simples para usuários sem expertise técnica em com-
putação. Na Tabela 2.1 se encontram discriminadas as principais características de um
Data Lake em comparação com um Data Warehouse, de acordo com [Brito 2018].

Os dados são fontes de informações ricas, que no entanto em seu estado bruto podem
dificultar a etapa de análise e obtenção de informações relevantes. A fim de melhorar a
acurácia de algoritmos ou de facilitar a exploração por cientistas, é aplicada uma etapa
de tratamento e processamento dos dados, de forma a remover ou minimizar problemas
comuns como: dados faltantes, dados inconsistentes ou ambíguos, erro no intervalo dos
dados, formatação incorreta dos dados e muitos outros problemas. Essa etapa pode ser
aplicada antes da análise dos dados (pré-processamento) ou após (pós-processamento).
Uma diferença muito contrastante entre Data Warehouses e Data Lakes é como os dados

2https://hive.apache.org/
3https://hadoop.apache.org/docs/r1.2.1/hdfs_design.html
4https://hadoop.apache.org/
5https://pig.apache.org/
6https://mahout.apache.org/
7https://hbase.apache.org/
8https://ambari.apache.org/
9https://cloud.google.com/solutions/build-a-data-lake-on-gcp?hl=pt-br

10https://aws.amazon.com/pt/big-data/datalakes-and-analytics/what-is-a-data-lake/?nc1=hls
11https://drill.apache.org/
12https://azure.microsoft.com/pt-br/services/storage/data-lake-storage/
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Tabela 2.1: Comparação entre Data Warehouses e Data Lakes
Característica Data Warehouses Data Lake

Dado

Consolidado,
estruturado e em

conformidade com o
esquema

Estruturado,
semiestruturado e não

estruturado,
principalmente em

formato bruto
Processamento schema-on-write schema-on-read

Tipos de consultas OLAP ad hoc
Expectativa de
disponibilidade

Alta latência relacionada
ao ETL Em tempo real

Esforço de aquisição de
dados Alto Baixo

Esforço de análise Baixo Alto

são processados [SPEARE 2015]. A abordagem comum para construir Data Warehouses
é submeter os dados brutos aos processos ETL de acordo com certas regras definidas a
priori (schema on write). Em seguida, os dados consistentes são carregados no Data
Warehouse para serem consultados por outras ferramentas. Porém, essa abordagem exige
um conhecimento prévio dos dados, das regras, do schema e das análises que serão reali-
zadas. No entanto, quando se trata de cenários com grande volume de dados, essa mesma
característica se mostra uma desvantagem. Por isso, uma inversão da fase de ETL é mais
apropriada para Data Lakes. No processo de um Data Lake, os usuários não precisam de-
cidir quais dados manter porque todos os dados estão disponíveis. As transformações são
aplicadas apenas quando os dados são necessários para análise, o que justifica a inversão
supramencionada e que chamamos de ELT. Esse processo é conhecido como schema on
read. O esforço necessário para extrair e carregar os dados é reduzido porque os dados
não são pré-processados.

Assim, para apoiar os usuários, nesta dissertação, propomos o ⇠-DL que é um Sistema
de Gerência de Data Lakes (SGDL) como um serviço. Para isso utilizaremos a arquite-
tura e os serviços providos pela Amazon AWS como infraestrutura básica (Amazon S313,
Athena14, Glue15, Elastic Compute Cloud16 e CloudWatch17).

13https://aws.amazon.com/pt/s3/
14https://aws.amazon.com/pt/athena/
15https://aws.amazon.com/pt/glue/
16https://aws.amazon.com/pt/ec2/
17https://aws.amazon.com/pt/cloudwatch/
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2.4 Proveniência

O termo “proveniência” pode ser definido de diversas formas, dependendo do foco. De
acordo com o dicionário Aurélio [de Holanda 1975], o termo proveniência pode ser defi-
nido como “Origem, procedência: mercadorias de proveniência estrangeira; uma pessoa
de proveniência ignorada”. No contexto dessa dissertação, a definição de interesse é a
de “origem”. No cenário científico é fundamental que os dados consumidos e produzidos
em experimentos possam ter sua origem mapeada e possam ser auditados por parte de
terceiros. [Buneman et al. 2001] foram os primeiros a definir o termo proveniência de
dados em bancos de dados, definindo o termo como a descrição da origem de um dado
e o processo pelo qual este chegou a um banco de dados. [Stevens et al. 2007] resumem
as diversas funcionalidades para as informações de proveniência da seguinte maneira: (i)
garantia de qualidade dos dados: informações de proveniência podem ser utilizadas para
estimar a qualidade e a confiabilidade dos dados baseando-se na origem dos dados e suas
transformações; (ii) auditoria dos caminhos: os dados de proveniência podem traçar rotas
dos dados, determinar a utilização de recursos e detectar erros na geração de dados; (iii)
verificação de atribuição: mantém controle sobre as informações do dono do experimento
e seus dados. Também permite a citação e atribuem responsabilidades em caso de dados
errados e; (iv) informacional: permite realizar consultas baseadas nos descritores de ori-
gem para a descoberta de dados, além de prover o contexto necessário para interpretar os
mesmos. [Freire et al. 2008b] vão além e classificam dados de proveniência em prospectiva
e retrospectiva. A proveniência prospectiva foca em capturar e armazenar os dados relati-
vos à estrutura do processo que levou à geração de um determinado produto de dados. Já
a proveniência retrospectiva tem o foco em capturar os dados e seus descritores produzidos
a partir da execução de um determinado processo, no nosso caso, as configurações usadas
no sistema ou os parâmetros do processo de extração dos dados utilizados. Dados de
proveniência retrospectiva englobam os nomes e tamanhos de arquivos produzidos, erros
que ocorreram, valores de parâmetros utilizados, entre outros.

Dados de proveniência podem ser representados de múltiplas formas, desde arqui-
vos a bancos de dados relacionais e noSQL. Porém, preferencialmente, devemos fazer
uso de modelos de dados que se baseiem em recomendações do W3C, como o PROV
[Moreau et al. 2015], que propõe uma representação genérica de proveniência, conforme
apresentado na Figura 2.4. A diferença principal entre o PROV e os modelos que o
antecederam (e.g., Open Provenance Model - OPM [Moreau et al. 2011]) é a represen-
tação utilizada. Enquanto que o OPM realizava grafos como estrutura de dados para



2.4 Proveniência 16

representação de proveniência, o PROV optou por representar a proveniência por meio do
modelo Entidade-Relacionamento (ER). Além disso, o PROV possui ontologias associadas
a sua representação, o que facilita a interoperabilidade. Tanto o OPM quanto o PROV
expressam as relações causais entre Processos, Agentes, Artefatos e Papéis existentes.

Um fator importante acerca dos dados de proveniência é o momento em que os dados
capturados podem ser consultados. Nesse sentido, a proveniência pode ser analisada
de forma offline ou online [Mattoso et al. 2015]. A análise offline é decorrente de uma
captura de dados de proveniência disponibilizada para consulta apenas após o término da
execução das transformações de dados (e.g., a geração de dados por meio de um processo
ETL), enquanto na análise online os dados de proveniência são armazenados em tempo
de execução, o que possibilita tal análise. A análise online permite que a análise de
dados de proveniência seja realizada durante um processo de ETL ou de treinamento de
um modelo de aprendizado de máquina, permitindo que especialistas utilizem a análise
para monitorar, depurar e inspecionar as transformações de dados enquanto ainda estão
em execução, consultando status e investigando a evolução de resultados intermediários
[Mattoso et al. 2015].

Figura 2.4: Representação do PROV-DM

Segundo [Lynch 2001], atualmente os dados são frequentemente disponibilizados na
Internet e não há controle centralizado sobre sua integridade. Eles são constantemente
criados, copiados, movidos e combinados indiscriminadamente. Esse fato é a base argu-
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mentativa para a definição de proveniência que usaremos nessa dissertação.

No contexto do ⇠-DL,não é viável capturar o caminho completo percorrido pelos dados
até sua carga no ambiente do ⇠-DL. Por isso, possibilitamos ao usuário que registre de
onde os dados foram capturados, a data desse procedimento bem como outras anotações.
Idealmente, o trabalho poderá evoluir para uma abordagem que busque dados e o processo
que os gerou na Web, como definido em [Zhang et al. 2020].

Além disso, também trabalhamos a proveniência do ponto de vista do usuário, ou
seja, ações realizadas por ele ou ela que alteraram os dados dentro do ⇠-DL. Por exemplo,
as consultas realizadas, os resultados obtidos a partir dessas consultas, um histórico versi-
onado das alterações feitas nos datasets, permitir a visualização de histórico de operações
realizadas no sistema e mudanças programáticas de entradas ou saidas que futuramente
poderão ser implementadas no formato de scripts para tratamento de dados, etc.

Sistemicamente, a proveniência do ⇠-DL é definida por todas as instruções realizadas
entre componentes da arquitetura e seus respectivos resultados. Essa informação não é de
responsabilidade do usuário, mas é fundamental para a saúde da arquitetura na nuvem
e é de total interesse dos administradores da solução, por contribuir na verificação da
escalabilidade, elasticidade e confiabilidade do sistema. Esses detalhes serão abordados a
seguir nessa dissertação.



Capítulo 3

Abordagem Proposta: ⇠-DL

Nesse capítulo abordaremos a arquitetura proposta para o ⇠-DL e sua implementação.
Iniciamos o capítulo com o levantamento de requisitos realizados com usuários do domí-
nio científico, a seguir apresentamos a arquitetura proposta para o ⇠-DL, e finalmente
apresentamos o funcionamento do sistema.

3.1 Levantamento de Requisitos e Necessidades

Para garantirmos que o design e a implementação do ⇠-DL fosse realizada de forma efi-
caz, ou seja, de forma a atender os futuros usuários, realizamos uma pesquisa prévia com
prováveis usuários da ferramenta. A pesquisa foi realizada de forma remota, por meio
de um formulário no Google Forms, e sua divulgação foi realizada por e-mail, LinkedIn,
Facebook, Twitter e grupos de pesquisa já conhecidos. Em uma janela de um mês, obtive-
mos 40 respostas das quais somente 32 tiveram suas respostas consideradas (o resultado
anonimizado pode ser obtido na planilha online1), visto que os demais não se encaixavam
com os padrões de perfis desejados: (i) pesquisadoras e pesquisadores que utilizam dados
para chegarem a alguma conclusão, validar hipóteses, etc, (ii) pessoas que precisam mi-
nimamente analisar dados, fazer consultas, visualizar gráficos ou atividades semelhantes,
não necessariamente na área científica, e (iii) pessoas que não são da área da computação
e afins (engenharia, matemática ou estatística).

De forma a facilitar o preenchimento do formulário por parte dos participantes, ofere-
cemos a definição de dados como um conjunto de informações que podem ser armazenadas,
processadas e consultadas como os itens a seguir, mas não se limitando aos mesmos:

1
https://drive.google.com/drive/folders/1wiHHkIp5UadwiSCwC8-WCA_8Tr2d0A4d
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• Planilhas do Excel ou google;

• Dados extraídos de algum serviço de análise como dashboards ;

• Respostas oriundas do formulário do google ou outros tipos de formulário online;

• Dados extraídos de portais de dados abertos, como o da cidade de Niterói2;

• Arquivos estruturados ou semi-estruturados como CSV, JSON, XML e outros.

• Bases de dados em múltiplos Sistemas de Gerência de Banco de Dados como o
mySQL, o postgreSQL, o Oracle, etc.

As perguntas foram divididas em três blocos: (i) Identificação do respondente: cam-
pos opcionais, que quando preenchidos foram usados para solicitar participação posterior
na avaliação da ⇠-DL utilizando o modelo de aceitação de tecnologia (TAM), conforme
avaliação experimental apresentada no Capítulo 4, (ii) Campos de confirmação, onde foi
questionada a área de atuação do participante e se o mesmo costumava utilizar uma
grande massa de dados no seu trabalho. Essas perguntas foram elaboradas que de fato
lidam com grandes volumes de dados diariamente, (iii) Perguntas principais, onde bus-
camos identificar em quais etapas de um fluxo de análise de dados os respondentes mais
tinham contato, quais as ferramentas que eles usam, quais os tipos de dados envolvidos
no trabalho deles e quais são as principais dificuldades encontradas no dia-a-dia.

Por meio do presente levantamento pudemos descobrir que existem diversas áreas cujo
trabalho pode se beneficiar do ⇠-DL, e não somente em áreas da saúde, como o inicialmente
pensado. De acordo com o apresentado na Figura 3.1, podemos perceber que a área de
Marketing e Jornalismo possui bastante interesse em utilizar abordagens como o ⇠-DL,
pois cada vez mais a área vem se baseando em análise de dados, o chamado jornalismo
de dados [Ess and Kaa 2012]. De acordo com [Ess and Kaa 2012], jornalismo de dados é
uma especialidade do jornalismo que reflete o crescente papel dos dados numéricos que
são usados na produção e distribuição de informações na era digital. Esse dado mostrou
que a aplicabilidade da solução proposta podia ser maior do que a pensada inicialmente.

Em seguida, mapeamos as principais tarefas dos fluxos de trabalho de cada partici-
pante, como apresentado na Figura 3.2. É importante perceber que a grande maioria dos
participantes necessidade de operações relativamente simples sobre os dados, como gera-
ção de gráficos ou correções e transformações nos dados. Em apenas dois casos os usuários

2
http://transparencia.niteroi.rj.gov.br/Dados-Abertos/dados-abertos.html
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Figura 3.1: Distribuição dos participantes por área de conhecimento

utilizavam os dados como entrada para algoritmos de aprendizado de máquina mais com-
plexos. Já havíamos definido que o ⇠-DL abordaria a maioria das tarefas indicadas com
maior frequência, exceto a aquisição dos dados de maneira automática (pois necessitaria
da criação de uma API de consumo de dados, que vai além do escopo da dissertação) e
a aplicação de algoritmos de aprendizado de máquina (uma vez que existem ferramentas
existentes para tal tarefa). A ideia é que a ferramenta proposta fosse genérica e, para
suportar tais atividades, o ⇠-DL precisaria de uma forte supervisão de usuários.

Figura 3.2: Frequência de tarefas em diferentes áreas de conhecimento

A seguir, focamos em descobrir as ferramentas mais usadas para as tarefas menciona-
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das anteriormente, sem necessariamente estabelecer um vínculo claro entre ferramenta e
tarefa. Nosso propósito era entender a relação de ⇠-DL com os principais objetivos dessas
ferramentas, conforme apresentado na Figura 3.3. No geral, ⇠-DL atende, de forma limi-
tada, a maioria dos propósitos das ferramentas mencionadas, com exceção do pacote R,
que por possuir uma linguagem de programação associada, se torna bem mais poderoso.

Figura 3.3: Frequência de ferramentas em diferentes áreas de conhecimento

Como o uso de ferramentas está intimamente ligado ao tipo de dados que os pesquisa-
dores e pesquisadoras utilizam, a Figura 3.4 fornece essa informação. O principal tipo de
dado utilizado é o Separado por Vírgula (arquivos CSV) que o ⇠-DL suporta e planilhas
eletrônicas que podem ser facilmente transformadas em CSV para servir de entrada para
o ⇠-DL.

Finalmente, planejamos capturar as principais dificuldades dos participantes em seus
trabalhos diários, de forma que pudéssemos estruturar o ⇠-DL para atender essas necessi-
dades. O resultado desse levantamento se encontra apresentado na Figura 3.5. É possível
verificar que a obtenção dos dados e o acompanhamento da evolução desses dados por meio
de gráficos são as tarefas que mais consomem tempo dos participantes no dia-a-dia. Outro
ponto levantado foi a dificuldade em armazenar e lidar com grandes volumes de dados, já
que planilhas Excel apresentam um limite físico do arquivo por exemplo. Tais resultados
foram utilizados como requisitos para a proposta e o consequente desenvolvimento do
⇠-DL.
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Figura 3.4: Frequência dos tipos de dados em diferentes áreas de conhecimento

Figura 3.5: Frequência de principais dificuldades em diferentes áreas de conhecimento

3.2 Arquitetura do ⇠-DL

Conforme mencionado anteriormente, o ⇠-DL é um Sistema de Gerência de Data Lakes
que se encontra entre usuários e/ou aplicações e o sistema de arquivos distribuídos onde
os dados brutos são armazenados. A ideia do ⇠-DL é apoiar os usuários em suas tarefas
do dia-a-dia que necessitem de carga e análise de dados, sejam eles, estruturados, semi-
estruturados ou não-estruturados. A seguir, apresentamos a arquitetura da abordagem
proposta, discutindo seus componentes e a interação entre os mesmos
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O apoio ferramental foi implementado de acordo com a arquitetura do ⇠-DL apresen-
tada na Figura 3.6. A arquitetura proposta é composta de 4 camadas:

1. Fontes de Dados;

2. Camada de Processamento;

3. Camada de Dados;

4. Sistema de Arquivos Distribuídos.

As Fontes de Dados representam os dados que podem ser representados em múlti-
plos formatos (e.g., bancos de dados relacionais, arquivos CSV, vídeo, áudio, etc) e que
podem ser importados para o ambiente do Data Lake. A importação dos dados é reali-
zada por meio do Portal ⇠-DL da Camada de Processamento, que faz a interface com o
usuário. Como na comunidade acadêmica não há um consenso do que é considerado um
dado científico, uma vez que essa definição varia de acordo com o domínio e o tipo de
pesquisa realizada [Pilat and Fukasaku 2007]. Desta forma, nessa dissertação assumimos
a definição dada pela EPSRC [EPSRC 2018]:

“Dados científicos são definidos como registros factuais comumente preser-
vados e aceitos pela comunidade científica como necessários para validar os
resultados de uma pesquisa”3.

Assim, o ⇠-DL segue o conceito de coleção de dados. Uma coleção de dados c é
composta por um conjunto de elementos de dados, onde cada elemento de dados pode ser
definido como e = {v1, v2, . . . , vn}, vi 2 V, e é composto de uma sequência de valores vi

cujo domínio é V. Cada coleção de dados dentro do ⇠-DL é denominada dataset. Essa
estrutura de coleções é apresentada de maneira visual para o usuário por meio da interface
Web do Portal ⇠-DL (apresentada na Seção 3.3).

Já dentro do ambiente do ⇠-DL, os dados brutos importados sofrem uma modificação
de formato para serem armazenados no Sistema de Arquivos Distribuídos. O sistema de
arquivos usado na versão atual do ⇠-DL é o Amazon S3, cuja unidade de armazenamento
básica é objeto, que consiste em um arquivo com um número de ID e metadados asso-
ciados. Esses objetos são armazenados em buckets. Uma vez carregados pelo usuário,
os dados tabulares são automaticamente convertidos para o formato Parquet pelo com-
ponente ETL, já que o mesmo oferece estruturas complexas de dados aninhadas e foi

3
https://epsrc.ukri.org/about/standards/researchdata/scope/
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Figura 3.6: Arquitetura do ⇠-DL.

desenvolvido para apoiar esquemas de compressão e codificação muito eficientes. Além
disso, esse formato permite reduzir os custos de armazenamento de arquivos de dados e
faz com que consultas sejam mais eficientes dentro do ⇠-DL. Repare que a invocação do
componente ETL é opcional, uma vez que a conversão de formato é feita somente para
otimização das consultas.

O Processador de consultas é o componente responsável por receber consultas do usuá-
rio e processá-las sobre os dados brutos armazenados. Em sua versão atual, o ⇠-DL utiliza
o AWS Athena para processamento das consultas. O Athena é integrado ao AWS Glue
Data Catalog, que funciona como um repositório de metadados unificado. Os dados da
estrutura do dataset são enviados ao Glue pelo Schema Matcher. Dependendo do tipo de
consulta, os dados podem sofrer ajustes para processamento pelo Athena. O componente
Pré-Processador é responsável por ajustar o formato dos dados antes do processamento
da consulta (caso necessário). A versão beta do ⇠-DL se encontra disponível para uso em
http://scidlsite.s3-website-sa-east-1.amazonaws.com/#. Os dados de proveniên-
cia e os metadados são armazenados na Camada de Dados. É importante ressaltar que
em nossa abordagem existem dois tipos de proveniência: definida pelo usuário e sistêmica.
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A definida pelo usuário guarda informações como a origem dos dados, data de carga e
anotações. A proveniência sistêmica representa as transformações dos dados dentro da
ferramenta, as ações e respectivas instruções executadas pelos componentes da arquite-
tura. Os metadados do schema são armazenados utilizando o catálogo do Glue, logo,
a sua extensibilidade fica comprometida. Os dados de proveniência definidos pelo usuá-
rio são armazenados em um repositório com schema desenvolvido pelo autor, logo pode
ser estendido para incluir novos dados, mas a proveniência sistêmica é capturada pelo
componente CloudWatch e não pode ser extendida. Na versão atual do ⇠-DL, nenhuma
informação de derivação dos dados, que ocorreram antes dos mesmos serem carregados na
ferramenta são salvos, sendo então uma oportunidade para trabalhos futuros. A seguir
apresentamos a implementação do ⇠-DL e suas funcionalidades.

3.3 Implementação do ⇠-DL

O ⇠-DL foi implementado utilizando a linguagem Python 3.8 para o backend, juntamente
das bibliotecas a seguir:

1. Boto3 1.13.19

2. botocore 1.16.19

3. s3fs 0.4.27, biblioteca para mapeamento de VMs para o S3

4. Flask 1.1.1, uma biblioteca para trabalhar com requisições rest

5. Pandas 0.25.3 e numpy 1.18.0 são bibliotecas para gerenciar e manipular dados

6. Pyarrow 0.17.1, usada para trabalhar com arquivos parquet

7. Unidecode 1.1.1, utilizada para tratar questões de codificação de caracter auxiliando
nas chamadas de APIs e outros parâmetros com mesmo tratamento de codificação
necessária

8. Node Js 12.8.3, uma ferramenta para auxiliar no desenvolvimento de interfaces ba-
seadas em Java Script

A Figura 3.7 demonstra como a arquitetura apresentada anteriormente foi imple-
mentada, indicando a relação entre seus componentes. O uso desses componentes foi
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apresentado na Seção 3.2, mas serão discutidos também a medida que apresentamos as
funcionalidades do ⇠-DL.

Toda a implementação do sistema foi realizada no ambiente da Amazon AWS. Para
efetuar todo o armazenamento e o processamento do backend o AWS Elastic Compute
Cloud (EC2) como infraestrutura básica. O EC2 é um serviço da Amazon que fornece
um ambiente com capacidade computacional escalável e redimensionável na nuvem. Nele
podemos executar nossas aplicações por meio de instâncias. Quanto mais poder compu-
tacional é exigido, como em picos de uso, mais instâncias são necessárias. O contrário
também vale, ou seja, se as aplicações e serviços que desenvolvemos estão com pouca
demanda, o EC2 dimensiona para minimizar custos e evitar desperdícios.

Essas características se mostram interessantes quando observamos cenários onde a
pesquisa é intensa em período mais curtos, bem como a necessidade da redução do poder
computacional em outros períodos não tão intensos. Note que o componente Lambda
destacado na Figura 3.7, não é utilizado na versão atual do ⇠-DL, porém é viável aplicá-lo
para diferentes contextos que também serão apresentados durante esta dissertação.

Figura 3.7: Diagrama criado pelo autor para demonstrar a implementação da arquitetura
proposta - Esquema desenvolvido pelo autor

Conforme mencionado anteriormente, o ⇠-DL foi construído com o propósito de facili-
tar os trabalhos diários de usuários que necessitam manipular, processar múltiplos dados,
de pequeno ou grande volume. Para atingir essa finalidade um conjunto de etapas foram
definidas dentro do sistema, a saber:

1. Criação do Dataset e carga dos Dados a partir de fontes externas;

2. Ajuste nos dados;

3. Visualização do Schema;

4. Submissão de Consultas;
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5. Criação de dashboards.

Seguiremos essas etapas para apresentar o ⇠-DL em sua versão atual. Cada etapa será
descrita nas subseções a seguir.

3.3.1 Criação do Dataset e carga dos Dados

O primeiro passo a ser executado pelo usuário no ⇠-DL é a criação do dataset. Ao iniciar
o sistema, todos os datasets carregados são apresentados ao usuário, conforme a Figura
3.8. Cada dataset tem um nome único no sistema, além disso, cada dataset é mapeado
para um bucket dentro do Amazon S3, que é o sistema de arquivos distribuído utilizado
na versão atual.

Figura 3.8: Tela inicial do ⇠-DL

Uma vez criado o dataset, a carga dos dados pode ser realizada, conforme apresentado
na Figura 3.9. Assim que o usuário confirma a carga dos arquivos, ⇠-DL executa as
seguintes etapas:

1. cria o bucket no S3 com o identificador do dataset ;

2. inicia o processo de crawling aplicando classificadores. Cada classificador tem um
propósito específico, como detectar um formato de arquivo, um tipo de dado e etc.
Os classificadores retornam o grau de certeza e quanto mais certeza um classificador
tem maior a probabilidade de gerar metadados corretos. Os classificadores podem
falhar e retornar formato desconhecido caso a certeza seja 0. Cada Crawler pos-
sui um conjunto de classificadores que podem ser os já integrados pelo GLUE ou
personalizados, ou seja, criados pelo administrador da ferramenta que tenha acesso
ao console AWS. Vale ressaltar que o crawler faz uma análise estrutural e não se-
mântica, ou seja, ele não detecta que em um mesmo dataset há dois atributos que
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significam a mesma coisa porém com nomes diferentes. Isso é então de responsabi-
lidade do usuário da ferramenta.;

3. cria tabelas no Amazon Athena (vide Seção 3.3.4) e valida as mesmas com os me-
tadados da etapa anterior;

4. salva os arquivos no S3.

O S3 foi escolhido devido à sua escalabilidade, disponibilidade de dados, segurança
e desempenho oferecidos. A unidade de armazenamento básica do S3 é o “objeto”, que
consiste em um arquivo com um número de ID e metadados associados, logo, cada arquivo
carregado é um “objeto” independente no S3. Esses objetos são armazenados em buckets,
que funcionam de maneira semelhante à pastas ou diretórios e residem na região da AWS
escolhida. Além de o ⇠-DL salvar os dados em seu formato bruto, os dados também são
automaticamente convertidos para o formato Parquet Parquet é um formato de arquivo
de código aberto. Ele foi projetado para uma estrutura de armazenamento colunar efi-
ciente e de alto desempenho de dados em comparação com arquivos baseados em linha,
como arquivos CSV ou TSV. Além disso, esse formato também foi desenvolvido para
aprimorar a compactação e fragmentação dos dados. Essas características fazem com que
o volume dos dados seja menor e que o tempo para encontrar as informações também
o seja, implicando em menores custos financeiros, visto que essas são as maneiras mais
comum de cobrança: por tempo de processamento e por armazenamento.

É importante ressaltar que é nessa etapa que os dados de proveniência são capturados
e armazenados. No caso, o ⇠-DL registra a origem dos dados (e.g., Hospital Sírio Libanês),
a data de carga do dataset e anotações que o usuário deseja realizar sobre o dataset a ser
carregado. O ⇠-DL atualmente aceita arquivos no formato CSV para importação.

Uma vez criado, o dataset é exibido para o usuário, conforme apresentado na Figura
3.10. É importante ressaltar que caso o usuário escolha um dataset, realize a carga de um
arquivo que contém novos atributos ao mesmo, a estrutura do dataset é dinamicamente
adaptada para incluir os novos atributos. O ⇠-DL identifica seu schema, e caso novos
atributos façam parte dos dados sendo carregados, a estrutura do dataset é modificada.
Isso é importante, pois permite que o sistema se torne adaptativo à evolução dos dados.
O ⇠-DL é capaz de identificar quais atributos do novo arquivo se referem aos mesmos
atributos que já existiam no dataset e realizar o merge, caso necessário.

Vale mencionar, que o ato de criar novos datasets significa criar uma coleção de dados
que são parecidos com schemas. Essa característica permite que os dados carregados
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Figura 3.9: Tela de Upload do Dataset

Figura 3.10: Tela de visualização do Dataset

sejam complementares. Como se fosse a criação de uma grande tabela que combina todas
as colunas dos arquivos que foram carregados. No ⇠-DL não foi colocada nenhuma trava
caso o pesquisador crie um dataset com arquivos completamente distintos, e inclusive de
contextos e domínios diferentes. Entendemos que isso é de responsabilidade do usuário.
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3.3.2 Ajustes nos Dados

É comum encontrarmos datasets que possuam informações faltantes ou informações in-
corretas, a partir dos dados brutos carregados no ⇠-DL. Isso demonstra a necessidade
de tratar esses dados em uma etapa de processamento adicional. O dataset apresentado
na Figura 3.10 permite edições por parte do usuário. Dessa forma o pesquisador pode
identificar informações faltantes e efetuar correções. A identificação desses dados é feita
de forma manual, seja ela uma navegação entre os dados do dataset ou seja pela aplicação
de uma consulta SQL para encontrar dados cujo valor seja nulo ou vasio.

As operações de inserção, atualização e exclusão de tuplas no dataset são iniciadas
pelo usuário na interface Web e redirecionadas para o EC2 efetivamente aplicar nos dados
que estão armazenados no Amazon S3. Nesse momento todas as operações realizadas
são capturadas para serem registradas no banco de dados de proveniência. As operações
de atualização e exclusão não alteram o dado no S3, preservando assim o princípio da
imutabilidade do Data Lake. Tanto a atualização quanto a exclusão geram uma nova
versão da tupla, e a versão antiga fica oculta do usuário do ⇠-DL. Assim, podemos evoluir
a versão dos dados sem que os mesmos sejam excluídos ou modificados fisicamente no
arquivo. Dessa maneira, os dados são imutáveis porém evoluídos de maneira incremental
considerando suas versões históricas. Além disso, cada alteração ou exclusão é também
identificada pelo crawler, para verificar se nenhum novo dado está incompatível com a
estrutura do dataset, e quais são os domínios já definidos de cada atributo.

3.3.3 Visualização do Schema

A identificação do schema é uma parte muito importante no ⇠-DL. O sistema é capaz de
identificar os tipos dos dados automaticamente e relacioná-los com os rótulos dos atributos.
Essa identificação do schema e sua atualização (quando necessária) são realizados por meio
do Amazon Glue.

Sempre que um novo arquivo é carregado para um dataset no ⇠-Dl, um job é submetido
(a execução do job pode durar de poucos minutos a muitas horas dependendo do tamanho
do arquivo) para processar o dado carregado. Assim que o job termina, o ⇠-DL invoca um
crawler para que os atributos sejam novamente identificados. Caso ocorram mudanças,
a definição do schema no catálogo do Glue deve ser atualizada, se a mudança for em
relação a novos atributos. Por outro lado, é possível que a carga das alterações falhe,
dada uma incompatibilidade entre o domínio dos atributos já existentes. Toda essa tarefa
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é implementada por meio de um script ETL utilizando as diretivas enableUpdateCatalog
e também updateBehavior do Glue. A Figura 3.11 apresenta a tela onde o usuário pode
visualizar o schema do dataset no ⇠-DL.

Figura 3.11: Tela de visualização do Schema

3.3.4 Submissão de Consultas

Uma das etapas mais importantes dentro do ⇠-DL é a etapa de consulta. A consulta no
sistema é apoiada pelo Amazon Athena, que é um serviço de consulta ad-hoc interativo
que permite usar SQL padrão para consultar dados não estruturados, semi-estruturados e
estruturados armazenados no S3, contanto que informações descritivas dos dados estejam
disponíveis. O Athena trabalha bem com o formato Parquet, e por isso os dados no ⇠-DL
são convertidos para esse formato no momento da carga. Todos os arquivos Parquet são
manipulados de forma que não tenham menos de 256 MB e não mais que 1 GB. Isso é
uma recomendação para otimizar consultas com o Athena.

Outra vantagem do Athena é que podemos consultar dados no S3 e realizar “ joins”
com dados de fontes externas. Por mais que esse recurso não tenha sido explorado nos
experimentos apresentados no Capítulo 4, esse recurso é bastante promissor.

O Athena consegue ler dados diretamente do catálogo do Glue (que o ⇠-DL já popula
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com o schema e os dados de proveniência informados pelo usuário). A Figura 3.12 apre-
senta a interface para submissão de consultas do ⇠-DL. A consulta pode ser submetida
em SQL padrão e será executada sobre o dataset. O resultado da consulta são páginas
que serão carregadas em memória mediante a necessidade do usuário, uma página por
vez. O usuário pode ainda visualizar o histórico de consultas (já que todo o histórico de
consultas, operações, procedimentos e transformações nos dados é registrado no banco
de dados de proveniência por meio do Amazon Cloud Watch) e ressubmeter (i.e., botão
“Run query again”) qualquer consulta anteriormente executada, conforme apresentado na
Figura 3.13. É importante ressaltar que as consultas realizadas para criação de dashboards
(apresentadas a seguir) também são registradas no histórico (banco de dados de proveni-
ência). Uma vez processada a consulta, uma tela semelhante a Figura 3.10 é apresentada
com o resultado.

Um cenário comum em consultas sobre grandes volumes de dados é que eventualmente
é retornada uma fatia grande dos dados. Para exemplificar, consideremos um dataset com
300.000 tuplas, e uma consulta retorna 1.000 tuplas. Sabemos que é inviável exibir todas
ao mesmo tempo em uma interface Web, logo o conteúdo pode ser dividido, por exemplo,
em 50 páginas de 20 tuplas cada, usando técnicas de paginação. Essas técnicas já são
implementadas pelo Athena e para cada consulta, o resultado é um conjunto de páginas
que podem ser iteradas uma depois da outra, principalmente quando o arquivo é textual
e sequencial como é o caso de um arquivo CSV.

Figura 3.12: Tela de submissão de consultas

Uma característica importante do Athena que propicia escalabilidade ao ⇠-DL é que
o Athena é dimensionado automaticamente, i.e., ele é capaz de executar consultas em
paralelo, para que os resultados sejam produzidos em menor tempo, mesmo considerando
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Figura 3.13: Histórico de consultas

grandes datasets e consultas complexas. O Athena é serverless, i.e., não há infraestrutura
para configurar ou gerenciar. Basta se conectar via console ou API.

3.3.5 Criação de Dashboards

Um dos requisitos mais comentados no levantamento realizado com usuários foi a necessi-
dade de se criar dashboards personalizados no ⇠-DL. A ideia é que usuários sem expertise
em computação pudessem implementar gráficos de forma simples e que esses gráficos
fossem persistidos no seu dataset e fossem atualizados conforme os dados fossem sendo
atualizados/modificados.

Inicialmente, para criar os dashboards, utilizamos como infraestrutura básica o AWS
QuickSight, que é um framework integrador, que é capaz de fornecer relatórios e gráficos.
Porém, seu uso está restrito em acoplar esses relatórios e dashboards à interface de forma
estática, ou seja, não permitiria ao usuário criar novos dashboards e novos gráficos. Para
um uso dinâmico e com maiores possibilidades, o usuário teria que ser redirecionado
para o portal do QuickSight, possuir uma conta no serviço e se adequar à nova interface.
Tendo essas limitações em vista, decidimos abandonar o serviço mencionado e desenvolver
internamente uma solução dinâmica e mais flexível no ⇠-DL, onde o mesmo pode não só
criar novas visualizações, mas também atualizá-las automaticamente de hora em hora ou
quando o repositório (S3) for atualizado. A Figura 3.14 apresenta a interface de criação
de um gráfico no dashboard.

É importante ressaltar que o usuário não precisa conhecer a linguagem de consulta, já
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que o mesmo seleciona os atributos a serem apresentados nos eixos e a função de agregação
a ser utilizada (e.g., count, avg, sum, etc) via interface do Portal ⇠-DL. Essa visualização
ajuda na análise dos dados e a identificar problemas no dataset. Por exemplo, existem
diferentes valores do atributo cd_uf (UF do paciente) para um mesmo estado (e.g., SP,
Sp e sp).

Figura 3.14: Criação de um gráfico no Dashboard

Uma vez criados, os gráficos são salvos no dashboard do usuário e atualizados auto-
maticamente. A Figura 3.15 apresenta o dashboard já criado e atualizado de acordo com
os dados carregados no S3. No exemplo da Figura 3.15, dois gráficos foram gerados, o de
quantidade de infectados por sexo do paciente e por UF de residência (dataset de dados
de COVID-19, detalhado a seguir).
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Figura 3.15: Visualização e atualização automática dos gráficos no Dashboard



Capítulo 4

Avaliação Experimental

Esse capítulo apresenta a avaliação do ⇠-DL. Realizamos duas avaliações: uma quantita-
tiva (onde foi avaliado o tempo de consulta e o overhead introduzido pelo ⇠-DL) e outra
qualitativa (com a percepção de utilidade por parte dos usuários).

4.1 Dataset Utilizado

Na avaliação quantitativa, utilizamos como dataset o conjunto de dados oriundo do portal
COVID-19 Data Sharing/BR. Existem múltiplas coleções disponíveis, mas foi selecionada
a coleção de dados do Hospital Sírio Libanês como estudo de caso, que contém:

1. dados anonimizados sobre pacientes que fizeram teste para o COVID-19;

2. dados do atendimento de um paciente e o diagnóstico, quando existir.

O dataset contém 2.732 tuplas e 4,5 MB. Para obter um volume de dados maior, o
dataset foi replicado duas ordens de grandeza no ⇠-DL. O schema do dataset é definido
como:

HSL(ID_PACIENTE: VARCHAR,

IC_SEXO: VARCHAR,

AA_NASCIMENTO:VARCHAR,

CD_PAIS:VARCHAR,

CD_UF:VARCHAR,

CD_MUNICIPIO:VARCHAR,

CD_CEP:VARCHAR,
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CD_EXAME:VARCHAR)

onde ID_PACIENTE é o identificador de cada paciente no hospital, IC_SEXO é o sexo do
paciente, AA_NASCIMENTO o ano de nascimento do paciente, CD_PAIS é o código do
país, CD_UF o código do estado e CD_MUNICIPIO o código da cidade. Adicionalmente
são incluídos atributos de controle do próprio ⇠-DL como ROW_VERSION (versão da
tupla) e DELETED (informa se houve exclusão lógica da tupla).

4.2 Avaliação Qualitativa

De forma a avaliar a abordagem proposta utilizamos o modelo de avaliacao denominado
TAM (Technology Acceptance Model) [Davis 1989]. Este modelo já foi utilizado em tra-
balhos semelhantes como proposto por [de Souza et al. 2015]. O experimento proposto
por [de Souza et al. 2015] foi a base para a avaliação utilizada nesse capítulo. A ideia
principal por trás do TAM é avaliar a receptividade/comportamento de um usuário no
que se refere a facilidade e utilidade da tecnologia/ferramenta que esta sendo proposta,
neste caso o ⇠-DL. A utilidade refere-se ao quanto o usuário acredita que a abordagem
proposta o auxiliará em suas tarefas e a facilidade se refere ao quão fácil/simples será
utilizar tal abordagem. A seguir apresentamos mais detalhes do TAM e discutimos os
resultados obtidos.

4.2.1 TAM - Modelo de Avaliação de Aceitação da Tecnologia

De forma a avaliar o ⇠-DL, aplicamos um modelo de aceitação de tecnologia conhecido
como TAM (Technology Acceptance Model) [Davis 1989]. O TAM é considerado uma
influente extensão da teoria da ação racional (TRA) [Fishbein and Ajzen 1980], a qual
indica que crenças produzem atitudes. [Davis 1989] afirma que a aceitação de uma tec-
nologia é influenciada pela intenção comportamental dos usuários, que por sua vez, é
influenciada por duas crenças cognitivas: utilidade percebida (PU) e a facilidade de uso
percebida (PEOU). Essas crenças explicam então por que um usuário aceita ou rejeita
uma tecnologia da informação. A utilidade percebida refere-se ao quanto o usuário acre-
dita que a tecnologia o auxiliará em suas tarefas do dia-a-dia, enquanto que a facilidade
de uso percebida se refere ao quão fácil/simples será utilizar tal tecnologia.

Dessa forma, para realizar a avaliação, o TAM sugere a criação de questionários cu-
jas perguntas estejam relacionadas a facilidade e a utilidade da abordagem proposta.
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Seguindo uma escala de Likert, para cada pergunta do questionário, o usuário pode sele-
cionar uma e somente uma das opções a seguir: (a) Muito Baixo, (b) Baixo, (c) Médio,
(d) Alto e (e) Muito Alto. A Tabela 4.2 apresenta as questões utilizadas para a avaliação
do ⇠.-DL As questões cujo identificador se inicia com a letra F se referem a avaliação da
facilidade e os demais se referem a avaliação da utilidade.

4.2.2 Protocolo da Avaliação

Com o objetivo de avaliar o ⇠-DL utilizando TAM (PU e PEOU), convidamos todas as
pessoas que responderam “sim” para a pergunta de “Você gostaria de contribuir mais com
o projeto?” no levantamento prévio realizado (e apresentado no Capítulo 3). Dessas
pessoas, 6 (seis) confirmaram a participação na avaliação do ⇠-DL, que ocorreu no dia
17 de junho de 2020, por uma video conferência no Google Meet, seguindo a dinâmica
apresentada a seguir.

1. Treinamento inicial para ambientar os usuários, sem explicações da ferramenta, do
contexto da pesquisa ou outras informações que pudessem enviesá-los;

2. Distribuição dos artefatos necessários para a avaliação (link para o ⇠-DL, um arquivo
CSV referente ao dataset, e um arquivo com instruções e informações como consultas
a serem executadas no roteiro);

3. Execução dos passos do roteiro apresentados na Tabela 4.1;

4. Aplicação do questionário do TAM, um questionário complementar e de uma per-
gunta aberta sobre sugestões de melhoria do ⇠-DL;

5. Encerramento da reunião e agradecimentos.

As questões do formulário do TAM, foram divididas em dois grupos: questões refe-
rentes à utilidade percebida (identificador que começa com a letra “U”) e as referentes à
facilidade de uso percebido (identificador que começa com a letra “F”). Cada pergunta
poderia ser respondida seguindo uma das seguintes alternativas na escala de Likert men-
cionada anteriormente. Cada pergunta se referia ao grau de algum item (PU ou PEOU).
Acreditamos que a maneira que as frases foram escritas e a escala dificultaram a adição
de vieses cognitivos.

No geral, preferimos escalas sem o ponto médio para diminuir a frequência de respostas
por comodismo e incentivar os processos cognitivos que resultem em um cenário mais
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Etapa Descrição
1 Criar um dataset com o nome do participante e, depois acessá-lo.
2 Fazer upload de um arquivo oferecido pelos avaliadores.
3 Visualizar schema do dataset para adquirir conhecimento sobre os dados.
4 Executar uma das três consultas definidas pelos avaliadores.
5 Inserir linhas manualmente.
6 Editar uma linha da tabela.
7 Excluir uma linha.
8 Acessar o histórico de consultas.
9 Executar novamente a mesma consulta da etapa 3, via histórico de consultas.
10 Criar um dashboard com pelo menos um gráfico.

Tabela 4.1: Roteiro do experimento

realista. Porém, como a amostra de participantes da avaliação foi pequena, muito diversa
em suas competências e bastante genérica não tendo um perfil em comum (e.g., mesma
área de atuação e mesma base de conhecimento técnico) preferimos manter o ponto médio
na escala de Likert. Caso contrário, os votos para essa opção poderiam tender para algo
negativo não pela frase ou avaliação da tecnologia, mas pela dificuldade em classificar e
a experiência do respondente com a dinâmica em si. Além disso, a escala usada possuía
somente 5 níveis, por ser também uma quantidade indicada para a amostra de usuários
terem mais conforto e facilidade na avaliação. Esses cuidados tem relação com estudos
recentes sobre escalas e sua influência na cognição humana [Weijters et al. 2010].

4.2.3 Resultados da Avaliação

A Tabela 4.2 apresenta os resultados da avaliação com o TAM e a Tabela 4.3 as questões
complementares respondidas pelos usuários. Como podemos perceber, todos os usuários
aceitaram o ⇠-DL. Porém, existem questões a serem aprimoradas para que os usuários
sintam-se mais confortáveis tanto com a abordagem proposta quanto com funcionalidades
e tecnologias envolvidas, como o uso de SQL. Essa última, se mostrou um impeditivo
em relação a hipótese levantada, visto que demonstra que apezar dos nossos esforços
ainda é necessária uma expertise mínima em computação por causa da linguagem. As
sugestões foram mapeadas e são apresentadas na tabela 4.4. Além disso, o ⇠-DL possui
uma limitação no tempo de resposta de cada requisição, que trataremos em trabalhos
futuros, mas que impactou a percepção dos usuários enquanto ao desempenho que seria
obtido com o uso do ⇠-DL. Um dos pontos de melhoria ainda é a facilidade de uso, pois
usuários de áreas distantes da computação tiveram alguma dificuldade com o uso da ⇠-DL,
não pela ferramenta em sí mas pelo uso de SQL.
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Id Pergunta Muito Baixo Baixo Médio Alto Muito Alto

u1
Escolha o grau da

aplicabilidade da ⇠-DL no
seu trabalho.

0% 0% 33,33% 66,67% 0%

u2

Escolha o grau do
desempenho que seria

obtido com a aplicação da
⇠-DL no seu trabalho.

0% 33,33% 16,67% 50% 0%

u3
Escolha o grau da

qualidade das informações
exibidas pela ⇠-DL.

0% 0% 33,33% 66,67% 0%

u4

Escolha o grau da
qualidade dos resultados
que você poderia obter ao

usar ⇠-DL.

0% 0% 16,67% 83,33% 0%

f1 Escolha o grau da
facilidade de uso da ⇠-DL. 0% 0% 50% 50% 0%

f2

Escolha o grau da
facilidade de aprendizado
com pouco ou nenhum
treinamento da ⇠-DL.

0% 16,67% 0% 83,33% 0%

f3
Escolha o grau da

facilidade de lembrar de
como se usa o ⇠-DL.

0% 16,67% 0% 66,67% 16,67%

f4

Escolha o grau da
facilidade de identificar

quando ocorrem erros no
⇠-DL.

16,67% 50% 16,67% 16,67% 0%

Tabela 4.2: Questionário do TAM

Alguma das sugestões apresentadas pelos usuários durante a avaliação não se apli-
cam, e não podem ser implementadas por limitações tecnológicas. Ademais, sugestões
foram atendidas enquanto que outras serão abordadas em trabalhos futuros. Ainda as-
sim, entendemos que com a evolução do ⇠-DL, por meio dos pontos identificados e de
outras oportunidades ainda a serem exploradas, o grau de aceitação da tecnologia tende
a aumentar.

Pergunta Sim Não Talvez
Eu pretendo usar a ⇠-DL no meu trabalho? 33,33% 0% 66,67%
Eu recomendaria a ⇠-DL? 100% 0% 0%

Tabela 4.3: Questões complementares
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Sugestão Frequência Status Comentário
Adicionar maneira de

consultar dados
alterados

recentemente

2 feito
O mecanismo desenvolvido permite

aplicar SQL aos campos da versão da
tupla e data da alteração.

Ajuda no aprendizado
de SQL 3 feito -

Adição de
comentários no
gráfico gerado

1 não feito -

Aplicação de filtros
nas colunas 3 não feito -

Adição de mensagens
de erro 1 feito -

Adição de mensagens
de sucesso 1 feito -

Paginação numérica 1

não pode
ser imple-
mentado

no Athena

-

Adição de botão para
ir para a última

página
1 não se

aplica -

Rapidez na resposta 1 feito parci-
almente -

Melhoria na
navegabilidade

(botões de voltar e
avançar)

1 feito -

Exclusão de dataset 1 feito -
Renomear dataset 1 não feito -

Criar tupla em
posição específica na

tabela
1 não se

aplica -

Definir ordem das
colunas 1 não feito -

Definir quais colunas
serão exibidas 1 não feito -

Tabela 4.4: Frequência das sugestões dos usuários e seus status
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4.3 Avaliação Quantitativa

Com o objetivo de avaliar o tempo necessário para realizar uploads e consultas na ⇠-DL,
realizamos uma avaliação de sobrecarga simples usando o dataset descrito anteriormente.
O deploy do ⇠-DL foi realizado em uma máquina virtual do tipo t2.micro da nuvem
Amazon AWS que possui 2 vCPUS e apenas 1GB de RAM. Nessa configuração, o processo
de carga, conversão e armazenamento do dataset consumiu 26,7 minutos. Apesar de
ser um tempo não negligenciável para um dataset relativamente pequeno (< 500 MB),
acreditamos que as restrições na configuração do hardware influenciaram muito no tempo
de processamento. Em relação ao tempo de geração dos gráficos e processamento da
consulta (no caso do gráfico de quantidade de pacientes por UF), cada um foi gerado
em aproximadamente 2,5 minutos, o que é um tempo aceitável. Porém, esse tempo pode
melhorar caso o hardware utilizado tenha mais capacidade de processamento. Além disso,
o uso frequente de crawler nas ações de upload, inserção de dados e alteração se mostrou
um significante gargalo. Porém, essa questão já vem sendo mapeada pela comunidade de
desenvolvimento e abordagens melhores ainda não estão disponíveis.



Capítulo 5

Trabalhos Relacionados

O ⇠-DL é um sistema de gerência de Data Lakes que tem como objetivo facilitar o tra-
balho diário dos cientistas de dados, em especial aqueles que não possuem expertise em
computação. Por isso, existem vários tópicos relacionados e consequentemente trabalhos
relacionados.

Com o propósito de identificarmos como se encontra a literatura sobre esse tema,
executamos uma consulta no dia 14 de maio de 2020 na base Scopus com a seguinte string
de busca: ("data lake") and ("visualization"or "view"or "analysis"or "quality"or "me-
tadata"or "management"or "schemaless"or "schema on read"). Essa consulta retornou
243 artigos, dos quais somente 48 possuíam alguma relação com o ⇠-DL. Esses trabalhos
se relacionam com o ⇠-DL de duas maneiras: similaridade e complementaridade. Nos
referimos a trabalhos similares quando o propósito é claramente o mesmo. Já trabalhos
complementares são aqueles que poderiam ser aplicados em conjunto com o ⇠-DL usando
componentes de uma arquitetura ou de outra, porém não perdendo o foco no usuário final.

Identificamos as seguintes áreas que se relacionam com ⇠-DL: privacidade, curadoria,
metadados, modelagem e mapeamento da relação dos dados, otimização ou transforma-
ção de consultas, ontologia e semântica, extração e importação de dados, visualização e
exploração, enriquecimento de dados, pipeline de trabalho e proveniência.

Quando nos referimos à gerência de dados, precisamos entender o quanto eles são
sensíveis. Nesse sentido, trabalhos como o de [Ickin et al. 2019] utilizam aprendizado
de máquina para identificar quais dados são sensíveis dentro do Data Lake, o grau de
privacidade que requerem, e principalmente permitem que o aprendizado seja feito em
data lakes diferentes. Caso esses dados sejam comprometidos, é necessário encontrá-los
de forma simples e tratar essa ameaça, talvez até os removendo. Por isso trabalhos como
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[Tovernić et al. 2018] contribuem ao adicionar TAGs a essas informações, que permitem
uma rápida tomada de decisão. Nem todos os dados se referem a dados de usuários,
porém quando o são, existem trabalhos, como o de [Fernández et al. 2020], que abordam
maneiras de manter um grau de transparência e compliance. Os algoritmos e tecnologias
apresentadas podem ser acopladas ao ⇠-DL para complementar o grau de segurança que
a infraestrutura de nuvem já oferece.

Diferentemente da maioria dos “objetos” do mundo real, os dados mudam constan-
temente e por vezes é difícil manter a rastreabilidade dessas mudanças de forma his-
tórica. Essas mudanças podem interferir na análise e na tomada de decisão. Por isso,
[Suriarachchi and Plale 2016a], [Klettke et al. 2017] e [Suriarachchi and Plale 2016b] apre-
sentam maneiras de capturar a proveniência dos dados em Data Lakes. Nesse sentido,
⇠-DL tem uma atenção especial para a manipulação dos dados e implementa ou utiliza
recursos com esse propósito.

Os dados podem se apresentar de muitas maneiras, algumas vezes coerentes e co-
esos, outras de maneira difusa e complexa; algumas vezes os artefatos como arquivos
e bases de dados estão com informações completas, outras faltantes. Nesse contexto,
existem trabalhos cujo foco é limpar e pré-processar os dados [Farid et al. 2016], en-
quanto que outros avaliam a acurácia dos dados e sua confiança [TALHA et al. 2020]
e terceiros que trabalham com os dados de maneira difusa e com técnicas ditas fuzzy
[Małysiak-Mrozek et al. 2018]. Independentemente da abordagem, essas técnicas podem
ser combinadas para enriquecer os dados [Ferreira et al. 2018] ou aprimorar a curadoria
deles [Beheshti et al. 2019].

O foco em facilitar a vida dos usuários está em permitir um melhor entendimento
das relações entre os dados e o que eles representam de fato, como entidades e obje-
tos do mundo real, para em seguida poder consultar e analisar. Técnicas que fazem
uso de ontologias vêm sendo aplicadas com esse foco [Corcho et al. 2019], [Garda 2019],
[Bagozi et al. 2019], [Kalamaras et al. 2018], [Mami et al. 2019b] e [Heling 2019]. ⇠-DL
não possui uma ontologia ou recursos semânticos associados, mas poderiam ser acoplados
à arquitetura.

Quando os dados precisam ser carregados em um Data Lake, é comum que usuá-
rios tenham trabalho extra para fazer essa carga e gerir a extração de metadados. No
que se refere à carga de arquivos, o ⇠-DL fornece uma interface para esse propósito e,
complementarmente, o Lake Formation da AWS também pode contribuir para esse pro-
cesso. Além disso, trabalhos como [Skluzacek 2019] e [Skluzacek et al. 2019] se mostram
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relevantes, sobretudo porque podem ser abordagens integradas ao ⇠-DL. No caso da ex-
tração, gerência e entendimento dos metadados existem várias como [Holom et al. 2020],
[Diamantini et al. 2018b] e [Hai et al. 2016]. Parte do trabalho está incluso no ⇠-DL
por trabalharmos com o AWS Glue, porém existem metadados que não são apoiados
no momento como os textuais e os baseados em grafos. Esses últimos estão presentes
em trabalhos como [Sawadogo 2019], [Sawadogo et al. 2019b], [Sawadogo et al. 2019a] e
[Ravat and Zhao 2019]. Um trabalho distinto dos anteriores é o apresentado no trabalho
de [Khalid and Zimányi 2019] por aplicar agentes baseados em regras e objetivos para
categorizar metadados, criando perfis de metadados. O AWS Glue facilita a etapa de
ETL (Extract, Transform, Load ) no ⇠-DL, porém esse processo pode não ser natural e
automático para todos os dados do Data Lake. Uma abordagem diferenciada é o ETL
que considera a demanda e a probabilidade de consultas [Yang et al. 2015].

Para usuários mais avançados, é possível mapear a relação entre campos de artefatos
diferentes. Entendamos artefatos como arquivos, tabelas, grafos, etc. Um campo pode
ser para um artefato um dado comum enquanto que para outro é uma chave primária.
Esse tipo de rastreabilidade estrutural em um data lake não é trivial e trabalhos como
[Farrugia et al. 2016], [Yamada et al. 2017] e [Mazilu et al. 2019] estão disponíveis. Am-
bos apresentam algoritmos que podem ser postos em abordagens Function-as-a-Service
com o Lambda da Amazon AWS, o último inclusive possui abordagem dinâmica e pre-
ditiva. Ainda que tenhamos destacado esses trabalhos como relacionados, precisamos
ressaltar que o perfil de usuário que se beneficiaria dessa funcionalidade seria um perfil
mais avançado com um pouco mais de expertise na área da computação. Nessa mesma
linha, algumas consultas podem ser mais elaboradas, com o propósito de diminuir a
quantidade de comparações feitas em operadores comuns como é o caso do “join”, em
[Alexiou and Papastefanatos 2019] esse tema é abordado apresentando novos operadores
e que levam em conta as estruturas e relações entre atributos e entidades de artefatos no
data lake. Esses operadores podem ser implementados no ⇠-DL com o auxílio do SQL
SDK do AWS Athena.

Alguns trabalhos abordam a geração de pipelines dentro da arquitetura de um Data
Lake. [Maccioni and Torlone 2017] e [Maccioni and Torlone 2018] propõem o Kaik, um
sistema de gerência de pipelines de transformação de dados dentro de um Data Lake.
Esse tipo de funcionalidade não foi prevista no ⇠-DL, porém não há impedimento para
tal. Serviços como EC2 e Lambda oferecem total suporte para que em trabalhos futuros
essa integração seja feita.



5 Trabalhos Relacionados 46

Existem algumas soluções comerciais que podem ser de grande auxílio na gerência
de um Data Lake, e.g., Apache Spark, Hadoop HDFS e Presto. O Athena, um dos
componentes utilizados pelo ⇠-DL, é baseado no Spark e no Presto, bem como outros
trabalhos [Mami et al. 2019a]. No quesito de armazenamento, optamos pelo S3 que difere
do HDFS por guardar objetos e não somente arquivos. [Chen et al. 2018] e [Tunjić 2019]
são trabalhos que apresentam uma arquitetura semelhante ao ⇠-DL, mas que não incluem
armazenamento distribuído. O S3 organiza os dados utilizando heurísticas e permitindo
ainda que essa organização seja feita de forma manual por partições. Outros trabalhos
no entanto, organizam os dados por meio de similaridade e algoritmos de aprendizado de
máquina, como o K-Means [Alserafi et al. 2019].

Data Lakes podem ser genéricos, mas também podem ser representativos para uma
área do conhecimento ou uma instituição/organização específica, e.g., petróleo, transporte
aéreo, análises filogenéticas, laboratórios médicos, etc. Contudo, uma abordagem recente
é o uso de Data Lakes para identificar e armazenar dados pessoais de usuários, para
possibilitar que os mesmos usuários tenham poder sobre seus dados, e não empresas, or-
ganizações, governos, etc [Walker and Alrehamy 2015]. ⇠-DL não se encaixa nesse grupo
por focar em dados científicos, porém a arquitetura em si poderia ser complementada para
esse e outros fins. A maioria dos sistemas de Data Lakes contém interfaces para a visua-
lização dos dados pelos usuários. Alguns dos sistemas focam na navegabilidade de forma
exploratória, outros com técnicas mais rebuscadas como é o caso de [Yamada et al. 2018]
que utiliza um algoritmo de LDA (Linear Discriminant Analysis) para identificar a relação
probabilística dos dados e permitir a visualização dessas associações. Outra abordagem
para identificar as relações probabilísticas é uma exploração dos dados por meio de uma
rede Bayesiana como em [Singh et al. 2016]. Ademais, visualizações temáticas também
se mostram um tema presente na área como em [Diamantini et al. 2018a].



Capítulo 6

Conclusão e Trabalhos Futuros

Compartilhar e analisar dados científicos pode não ser uma tarefa trivial. Dados científicos
são naturalmente heterogêneos e, em muitos casos, volumosos em demasia. Essa gerência
ainda se torna mais complexa à medida que consultas devem ser realizadas sobre esses
dados, e se torna complicado definir um schema sobre os mesmos, além de questões de
escalabilidade.

Uma opção natural e intuitiva seria carregar esses dados para um banco de dados, seja
ele OLTP ou OLAP. Entretanto, essa solução esbarra em alguns problemas. O primeiro
é justamente o formato dos dados. Dependendo da estrutura dos dados, pode não ser
simples modelar uma base de dados que reflita a necessidade do usuário. Além disso,
nem sempre o usuário tem uma visão global dos dados, se tornando complicado modelar
um Data Warehouse, por exemplo. Outro problema é o volume dos dados. Dependendo
do tipo de dado a ser manipulado (e.g., dados sísmicos), pode ser inviável carregar esses
dados para um sistema de gerência de banco de dados por conta do volume.

Nesse contexto, Data Lakes tentam resolver dois problemas: (i) os silos de dados (um
problema relativamente antigo onde os dados (normalmente heterogêneos) se encontravam
“espalhados” por organizações e instituições, sem integração) e (ii) desafios impostos por
conta da escalabilidade e do volume de dados a ser processado. Em vez de ter coletas
de dados independentes, todos os dados passam a ser armazenados e compartilhados no
ambiente do Data Lake. Conceitualmente, o Data Lake aceita qualquer estrutura e volume
de dados. Todos os dados podem simplesmente ser armazenados em seu formato bruto
no data lake para consulta posterior. Quando os dados são consultados, os metadados
desempenham um papel fundamental oferecendo suporte para o processo de transformação
de dados e o processo analítico de dados.
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A maioria das implementações (principalmente comerciais) de Data Lakes são basea-
das no stack Apache Hadoop. Os dados são extraídos para serem armazenados em clusters
Hadoop. O Hadoop tem dois componentes principais: o HDFS (Hadoop Distributed File
System) e o mecanismo de processamento MapReduce. O HDFS replica várias cópias de
blocos de dados em diferentes nós do cluster. Todos os dados armazenados neste bloco de
dados são processados com o MapReduce. Porém, por mais que existam soluções funci-
onais e escaláveis de Data Lakes, pode não ser simples para um usuário não especialista
em computação gerenciar todas as tecnologias envolvidas no desenvolvimento de um Data
Lake (e.g., todo o stack Hadoop).

Nessa dissertação apresentamos o ⇠-DL, um sistema gerência de Data Lakes, que apoia
o usuário desde o upload de dados até a geração de visualizações sobre esses dados. O
⇠-DL foi desenvolvido utilizando software livre e é hospedado em um ambiente de nuvem
para garantir alta disponibilidade de seus serviços. Com o ⇠-DL os cientistas podem:
(i) importar dados de múltiplas fontes para o Data Lake, (ii) associar metadados de
proveniência aos dados importados, (iii) tratar dados e (iv) consultar e visualizar dados
em diferentes formatos (e.g., gráficos) de uma forma intuitiva e simples.

O ⇠-DL foi avaliado por meio de um estudo de viabilidade com datasets que contém
dados dos casos de COVID-19 em diversos estados do Brasil [Mello et al. 2020], fornecidos
pelo Hospital Sírio Libanês1 e disponibilizados no Portal COVID-19 Data Sharing/BR2

da Fundação de Amparo à Pesquisa do Estado de São Paulo (FAPESP).

Neste trabalho gostaríamos de verificar se “É possível prover um sistema de gerência
de Data Lakes, construído sobre frameworks existentes, que seja capaz de prover um
ambiente amigável e integrado para usuários sem expertise em computação, facilitando
assim o seu trabalho do dia-a-dia , além de permitir que esse trabalho seja compartilhado
com colegas cientistas, diminuindo retrabalho e desperdício”. A avaliação experimental
mostrou que a maioria dos avaliadores acredita que o uso do ⇠-DL agrega valor ao seu
trabalho e possivelmente melhorará o compartilhamento e análise de dados científicos.
Isso é um passo importante para a validação da nossa hipótese supramencionada, mas
não é o suficiente, visto que os usuários precisam ainda ter uma expertise mínima em
SQL.

Uma limitação do estudo realizado é a quantidade de avaliadores utilizadas. Não
havia uma variedade muito grande de perfis de usuários, logo, essa pode ser uma ameaça

1
www.hospitalsiriolibanes.org.br

2
https://repositoriodatasharingfapesp.uspdigital.usp.br/handle/item/97



6 Conclusão e Trabalhos Futuros 49

à validade do experimento.

Trabalhos futuros incluem uma avaliação experimental em uma escala maior e com
uma maior variedade de dados. Além disso, pretendemos estender o ⇠-DL para tratar
dados semi-estruturados e não estruturados, possivelmente aplicando técnicas de apren-
dizado de máquina para extrair e estruturar conhecimento desses dados. Outro trabalho
futuro é uma API para importação de dados para o ambiente do Data Lake. Por meio
dessa API, os usuários poderiam importar dados diretamente de sistemas e portais de
dados abertos. Pretendemos implementar também as demais sugestões dos usuários que
foram apresentadas no capítulo da avaliação da nossa abordagem (Capítulo 4), que ainda
não foram implementadas e que se mostram viáveis do ponto de vista tecnológico. Essas
alterações sugeridas são fundamentais porque foram priorizadas pelos nossos usuários e
que estão dentro da persona criada para essa dissertação. Finalmente, a adição de novos
recursos de visualização se faz necessária como trabalho futuro e a possível transformação
do ⇠-DL em um Polystore.
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