Título: COMPARAÇÃO DE MÉTODOS DE EXPLICABILIDADE QUE GERAM EXPLICAÇÕES CONTRAFACTUAIS
Resumo:
Métodos de explicabilidade são utilizados para explicar modelos de Aprendizado de Máquina e tornar a tomada de decisão na classificação dos dados mais transparente.  Dentre as possíveis formas de explicar um modelo, os métodos de explicações contrafactuais se destacam pela maior facilidade de se entender o resultado e por fornecerem um cenário alternativo, úteis para muitas aplicações onde se deseja alterar o resultado da classificação. Um exemplo de aplicação seria o da concessão de crédito por um banco ao seu cliente, onde a instituição bancária poderia usar uma explicação contrafactual para explicar ao cliente a razão do crédito negado e mostrá-lo como obter o crédito aprovado ao fornecer um cenário onde este crédito seria concedido. Os métodos contrafactuais selecionados foram: 1-DICE, 2-MACE, 3-Growing Spheres e 4-Nearest Neighbor Contrastive Explainer (NNCE). O objetivo geral desta dissertação é comparar diferentes métodos de explicações contrafactuais para entender seu funcionamento, suas similaridades e diferenças. O objetivo específico é propor novas métricas de avaliação para tornar mais transparente o funcionamento dos métodos contrafactuais.  Para avaliar estes métodos foram selecionados quatro conjuntos de dados, 1- Adult, 2- Bank Marketing, 3- Default of Credit Card Clients, 4- German Credit Data, e três modelos de aprendizado de máquina do tipo ensemble, 1-XGBoost, 2-AdaBoost e 3-Random Forest. Os métodos foram avaliados utilizando métricas encontradas na literatura, mas também foram propostas duas novas métricas: 1- o número médio de alterações dos atributos num conjunto de teste e 2- as variações médias destas alterações. Os resultados mostraram a importância da análise mais aprofundada das alterações feitas nos atributos, onde é possível ver o comportamento dos diferentes métodos. Dos quatro métodos, o DICE e o Growing Spheres se destacaram, e o NNCE obteve a pior performance, sendo o único a não conseguir explicar todas as instâncias propostas. Foi possível observar que a alteração de modelos afeta o modelo Growing Spheres a partir das análises das alterações nos atributos.  
Abstract:
Explainability methods are used to explain Machine Learning models and make decision-making in data classification more transparent. Among the possible ways to explain a model, counterfactual explanation methods stand out for making it easier to understand the result and for providing an alternative scenario, useful for many applications where one wants to change the classification result. An example of an application would be a bank granting credit to its customer, where the banking institution could use a counterfactual explanation to explain to the customer the reason for the credit being denied and show him how to obtain the credit approval by providing a scenario where this credit would be granted. The counterfactual methods selected were: 1-DICE, 2-MACE, 3-Growing Spheres and 4-Nearest Neighbor Contrastive Explainer (NNCE). The general objective of this dissertation is to compare different counterfactual explanation methods to understand their operation, their similarities and differences. The specific objective is to propose new evaluation metrics to make the operation of counterfactual methods more transparent. To evaluate these methods, four datasets were selected: 1- Adult, 2- Bank Marketing, 3- Default of Credit Card Clients, 4- German Credit Data, and three ensemble machine learning models: 1-XGBoost, 2-AdaBoost, and 3-Random Forest. The methods were evaluated using metrics found in the literature, but two new metrics were also proposed: 1- the average number of attribute changes in a test set and 2- the average variations of these changes. The results showed the importance of a more in-depth analysis of the changes made to the attributes, where it is possible to see the behavior of the different methods. Of the four methods, DICE and Growing Spheres stood out, and NNCE had the worst performance, being the only one that was unable to explain all the proposed instances. It was possible to observe that the change of models affects the Growing Spheres model from the analysis of the changes in the attributes.
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